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2 Použité pojmy a značeńı 7
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5 Mnohorozměrné modely typu ARCH 25
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6.3.2 Kopula-mnohorozměrné GARCH modely . . . . . . . . . . . . . 35
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9.1 Simulace jednorozměrných ARCH model̊u . . . . . . . . . . . . . . . . 47
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Kapitola 1

Úvod

Modely časových řad se použ́ıvaj́ı pro popis chováńı dat a následnou předpověd’ je-
jich vývoje. V sedmdesátých letech dvacátého stolet́ı se výzkum soustředil na lineárńı
modely, zejména na smı́̌sené modely autoregrese a klouzavých součt̊u, tzv. ARMA mo-
dely. Tyto modely vyjadřuj́ı současnou hodnotu řady, která je předmětem studia, jako
lineárńı funkci jej́ıch vlastńıch zpožděných hodnot a zároveň současné a minulých hod-
not nějakého šumového procesu, který je nazýván inovačńım procesem. Linearita mo-
delu ale bohužel znemožňuje jeho použit́ı pro mnohé řady dat, se kterými se setkáváme
v praxi. Jedná se hlavně o finančńı časové řady vykazuj́ıćı nelineárńı vývoj, který
vycháźı ze silné závislosti současné hodnoty řady na jej́ıch předchoźıch pozorováńıch.

Z tohoto hlediska se autoregresńı podmı́něně heteroskedastické modely, tzv. ARCH
modely představené v článku [5] v roce 1982, staly vhodným nástrojem pro řešeńı
mnoha finančńıch úloh. Jedná se o druh nelineárńıch model̊u, které umožňuj́ı dostatečně
přesnou studii nelineárńıch dat. Volatilita je kĺıčovou veličinou pro mnoho finančńıch
instrument̊u a má d̊uležitou roli v mnoha oblastech finančnictv́ı. Např́ıklad v modelech
oceňováńı aktiv, při určováńı cen općı a v dynamických strategíıch zajǐstěńı.

Druhá kapitola této práce je věnována souhrnu použitých pojmů a značeńı z teorie
pravděpodobnosti a z teorie matic. Následuje kapitola, v ńıž odvozujeme jednorozměrné
ARCH a GARCH modely, ve čtvrté kapitole popisujeme základńı charakteristiky jed-
norozměrných model̊u typu ARCH a GARCH. V daľśım textu hovoř́ıme již o mnoho-
rozměrných modelech typu ARCH a GARCH. Pátá kapitola popisuje mnohorozměrné
ARCH modely a šestá kapitola podává rozsáhlý přehled mnohorozměrných model̊u
typu GARCH. V následuj́ıćıch dvou kapitolách se věnujeme odhadu a testováńı uve-
dených mnohorozměrných model̊u. Dále navazuje praktická část se simulacemi model̊u
a s jejich aplikacemi na finančńı časové řady. Posledńı desátá kapitola vyjadřuje naše
vlastńı poznatky a d̊uležité poznámky k tomuto tématu.

Pro výpočty jsme použili program MATLAB 6.5, který umožňuje snadné zacházeńı
s maticemi. V prostřed́ı MATLABu jsme dále pracovali s knihovnou procedur Statis-
tics 4.0, která obsahuje mnoho funkćı pro určeńı popisných statistik, a s knihovnou
procedur GARCH 1.0.2, kterou jsme použili při samotném odhadu parametr̊u v mode-
lech typu ARCH a GARCH. Hlavńı zásady práce s knihovnou procedur GARCH se lze
doč́ıst v uživatelské př́ıručce, kde jsou uvedeny veškeré možnosti jej́ıho využit́ı včetně
př́ıklad̊u. Dále jsme pracovali s programem NCSS & PASS 2000, který jsme použili pro
rychlý výpočet popisných statistik. Vedleǰśı matematické výpočty jsme poč́ıtali pomoćı
programu Mathematica 5, jednalo se převážně o integrálńı počet.
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Kapitola 2

Použité pojmy a značeńı

Nejprve zopakujeme definice pojmů z teorie pravděpodobnosti a teorie náhodných pro-
ces̊u, které jsou často použ́ıvané v následuj́ıćıch kapitolách o mnohorozměrných ARCH
a GARCH modelech. Pro vyjádřeńı pravděpodobnostńıho prostoru zde použ́ıváme
značeńı (Ω,A, P ). Ω je neprázdná množina, A ⊂ 2Ω je σ-algebra a P je pravděpo-
dobnostńı mı́ra na A, tj. P (Ω) = 1.

2.1 Náhodná veličina

Náhodnou veličinou rozumı́me zobrazeńı X : Ω 7→ E s hodnotami v měřitelném pro-
storu (E, E), jestliže se jedná o měřitelné zobrazeńı, tj. plat́ı-li

[X ∈ B] := {ω ∈ Ω : X(ω) ∈ B} = X−1B ∈ A pro každé B ∈ E .

Tuto skutečnost označujeme zápisem X : (Ω,A) 7→ (E, E). Dále použ́ıváme znače-
ńı R pro množinu reálných č́ısel a B pro borelovskou σ-algebru množiny reálných č́ısel.
Budeme ř́ıkat, že X je reálná náhodná veličina, je-li náhodnou veličinou s hodnotami
v (R,B). Analogicky použijeme značeńı R pro rozš́ı̌renou množinu reálných č́ısel a B pro
borelovskou σ-algebru rozš́ı̌rené množiny reálných č́ısel. Řekneme, že X je zobecněná
reálná náhodná veličina, je-li náhodnou veličinou s hodnotami v (R,B). V následuj́ıćıch
odstavćıch se věnujeme popisu charakteristik náhodné veličiny X, které se použ́ıvaj́ı
v teorii mnohorozměrných ARCH a GARCH model̊u.

Nejprve uved’me definici středńı hodnoty zobecněné reálné náhodné veličiny. Jej́ı
vyjádřeńı přeb́ıráme z ([10], definice 5.1.).

Definice 2.1.1. Pro zobecněnou reálnou náhodnou veličinu X definovanou na pravdě-
podobnostńım prostoru (Ω,A, P ) definujeme jej́ı středńı hodnotu jako č́ıslo E X =∫
Ω

XdP , jestlǐze daný integrál existuje. Pokud neexistuje, pak ř́ıkáme, že X nemá
středńı hodnotu.

Následuj́ıćı tvrzeńı známé jako Jensenova nerovnost uvád́ıme podle ([2], věta 7.84.).
Toto tvrzeńı uvád́ı vztah mezi funkćı středńı hodnoty a středńı hodnotou dané funkce.

Tvrzeńı 2.1.1. Necht’ f je konvexńı funkce definovaná na I a necht’ X je náhodná
veličina s konečnou středńı hodnotou taková, že P (X ∈ I) = 1. Pak plat́ı

f(E X) ≤ E f(X) . (2.1)
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KAPITOLA 2. POUŽITÉ POJMY A ZNAČENÍ 8

Je-li f striktně konvexńı funkce, pak je nerovnost (2.1) ostrá s výjimkou př́ıpadu, kdy
je veličina X rovna konstantě s pravděpodobnost́ı jedna.

Ve ([2], str. 145) lze nalézt citace, které podávaj́ı d̊ukazy tohoto tvrzeńı.
Dále zavedeme značeńı pro r̊uzné množiny náhodných veličin:

• množina všech reálných náhodných veličin definovaných na (Ω,A)

L = L(Ω,A) ,

• pro každé 1 ≤ p < ∞

Lp = Lp(Ω,A, P ) = {X ∈ L(Ω,A) : E |X|p < ∞} ,

• množina všech zobecněných reálných náhodných veličin definovaných na (Ω,A)

L∗ = L∗(Ω,A) .

Daľśı d̊uležitou charakteristikou náhodné veličiny je rozptyl, který je definován jako
druhý centrálńı moment

var X = E(X − EX)2 .

Specielně (var X)1/2 se nazývá směrodatná odchylka neboli volatilita náhodné veličiny.
Ve finančńı matematice vyjadřuje volatilita kurzové riziko.

Velmi často použ́ıvaným pojmem je v následuj́ıćım také podmı́něná středńı hodnota
náhodné veličiny. Uvád́ıme zde jej́ı definici, kterou zavád́ı ([10], definice 7.1.).

Definice 2.1.2. Necht’ X ∈ L1(Ω,A, P ) a B ⊂ A je σ-algebra. Pak každou reálnou
náhodnou veličinu Y, která splňuje následuj́ıćı dvě vlastnosti:

(i) Y ∈ (Ω,B, P/B) ,

(ii)
∫

B
Y dP =

∫
B

XdP pro každou množinu B ∈ B ,

nazveme podmı́něnou středńı hodnotou náhodné veličiny X vzhledem k σ-algebře
B (neboli při podmı́nce B) a budeme označovat E[X| B]. V literatuře se také setkáme
s označeńımi EBX, EBX. Protože podmı́něná středńı hodnota neńı určena jednoznačně,
označujeme E[X| B] množinu všech podmı́něných středńıch hodnot E[X| B].

Pro osvětleńı výpočt̊u s podmı́něnými středńımi hodnotami, které jsou uvedeny
v daľśıch kapitolách, nyńı uvedeme dvě tvrzeńı převzatá z ([10], věta 7.5., věta 7.13.).

Tvrzeńı 2.1.2. Pro náhodné veličiny X,Y ∈ L1(Ω,A, P ) a σ-algebru B ⊂ A plat́ı
následuj́ıćı čtyři vlastnosti:

(i) pro konstanty a, b, c ∈ R plat́ı

E[aX + bY + c| B] = aE[X| B] + bE[Y | B] + c s.j. ,

(ii) jestlǐze je X ≤ Y s.j., potom E[X| B] ≤ E[Y | B] s.j.,

(iii) vždy plat́ı E[E[X| B]] = E X,
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(iv) pokud je náhodná veličina X B-měřitelná, potom E[X| B] = X s.j.

Tvrzeńı 2.1.3. Pro náhodnou veličinu X ∈ L1(Ω,A, P ) a B ⊂ A σ-algebru plat́ı
následuj́ıćı čtyři vlastnosti:

(i) jsou-li Y ∈ L(Ω,B) a XY ∈ L1(Ω,A, P ), potom plat́ı

E[XY | B] = Y E[X| B] s.j. ,

(ii) je-li C ⊂ B daľśı σ-algebra, potom plat́ı

E[E[X| B]| C] = E[E[X| C]| B] = E[X| C] s.j. ,

(iii) když jsou σ(X) a B dvě nezávislé σ-algebry, potom plat́ı

E[X| B] = E X s.j. ,

(iv) jsou-li Xn ∈ L(Ω,A), n ∈ N, |Xn| ≤ Z s.j., Z ∈ L1(Ω,A, P ) a Xn → X pro
n →∞ s.j., potom pro n →∞ plat́ı

E[Xn| B] → E[X| B] s.j.

Důkazy obou tvrzeńı lze nalézt v ([10], str. 35–36, str. 39–41).
Podobně jako jsme definovali podmı́něnou středńı hodnotu lze definovat také pod-

mı́něný rozptyl. Za předpokladu E X2 < ∞ plat́ı rovnice

var[X| B] = E[(X − E[X| B])2| B] .

Následuj́ıćı tvrzeńı umožňuje vyjádřit rozptyl prostřednictv́ım podmı́něné středńı
hodnoty a podmı́něného rozptylu, přeb́ıráme jej ze ([2], věta 3.26.).

Tvrzeńı 2.1.4. Je-li E X2 < ∞. Potom plat́ı rovnice

var X = var(E[X| B]) + E(var[X| B]) .

Důkaz tvrzeńı lze nalézt ve ([2], str. 58).
Při odhadu parametr̊u budeme pracovat s podmı́něným rozděleńım, uved’me zde

proto jeho definici pro náhodnou veličinu, přeb́ıráme ji z ([10], definice 9.1.).

Definice 2.1.3. Necht’ X : (Ω,A) 7→ (E, E), Y : (Ω,A) 7→ (H,H) jsou náhodné veličiny
s hodnotami v měřitelných prostorech. Podmı́něným rozděleńım náhodné veličiny
X za podmı́nky náhodné veličiny Y budeme rozumět funkci

PX|Y : E ×H 7→ [0, 1] : (B, y) 7→ PX|Y (B, y) ,

která splňuje následuj́ıćı tři podmı́nky:

(i) pro každé y ∈ H je množinová funkce B 7→ PX|Y (B, y) pravděpodobnostńı mı́rou
na E,

(ii) pro každé B ∈ E je funkce y 7→ PX|Y (B, y) H-měřitelná,

(iii) pro každé B ∈ E a C ∈ H plat́ı

∫

C

PX|Y (B| y)dPY (y) = P (X ∈ B, Y ∈ C) .

Symbolem L(X|Y ) budeme označovat množinu všech podmı́něných rozděleńı X za pod-
mı́nky Y, tedy všech funkćı PX|Y . Mnohdy se však podmı́něné rozděleńı př́ımo označuje
symbolem L(X|Y ).
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2.2 Náhodný proces

Nyńı již přikročme k definici náhodného procesu a jeho vlastnost́ı, které se použ́ıvaj́ı
při popisu mnohorozměrných ARCH a GARCH model̊u. Následuj́ıćı definici náhodného
procesu přeb́ıráme ze ([13], definice 1.1.).

Definice 2.2.1. Necht’ (Ω,A, P ) je pravděpodobnostńı prostor a T ⊂ R. Rodina re-
álných náhodných veličin {Xt, t ∈ T} definovaných na pravděpodobnostńım prostoru
(Ω,A, P ) se nazývá náhodný proces.

V př́ıpadě, že T = Z= {0,±1,±2, . . . } nebo T ⊂ Z, hovoř́ıme o procesu s diskrétńım
časem neboli o časové řadě. Časová řada tedy vzniká realizaćı náhodného procesu, tj.
systému náhodných veličin {Xt, t ⊆ Z}. Pokud T = [a, b], kde −∞ ≤ a < b ≤ ∞,
mluv́ıme o procesu se spojitým časem.

Každé konečné podmnožině {t1, . . . , tn} ⊂ T lze přǐradit systém náhodných veličin
Xt1 , . . . , Xtn , které maj́ı sdružené rozděleńı s distribučńı funkćı

Ft1,...,tn(x1, . . . , xn) = P (Xt1 ≤ x1, . . . , Xtn ≤ xn) .

Př́ıslušný systém distribučńıch funkćı nazýváme konzistentńı, jsou-li pro n ∈ N a
t1, . . . , tn ∈ T splněny obě dvě následuj́ıćı vlastnosti:

(i) pro libovolnou permutaci i1, . . . , in č́ısel 1, . . . , n plat́ı

Fti1 ,...,tin
(xi1 , . . . , xin) = Ft1,...,tn(x1, . . . , xn) ,

(ii) limxn+1→∞(x1, . . . , xn, xn+1) = Ft1,...,tn(x1, . . . , xn).

Ke každému náhodnému procesu tedy existuje konzistentńı systém distribučńıch funkćı.
Zadefinujme dále ještě gaussovský náhodný proces podle ([13], definice 1.6.).

Definice 2.2.2. Náhodný proces {Xt, t ∈ T} nazýváme gaussovský neboli normálńı,
jestlǐze jsou všechna jeho konečněrozměrná rozděleńı normálńı, tedy plat́ı-li, že pro
každé n ∈ N a t1, . . . , tn ∈ T má vektor (Xt1 , . . . , Xtn)′ n-rozměrné normálńı rozděleńı
Nn(mn,Vn), kde mn = (E Xt1 , . . . , E Xtn)′ a

Vn =




var Xt1 cov(Xt1 , Xt2) . . . cov(Xt1 , Xtn)
cov(Xt2 , Xt1) var Xt2 . . . cov(Xt2 , Xtn)

...
...

. . .
...

cov(Xtn , Xt1) cov(Xtn , Xt2) . . . var Xtn


 .

V teorii mnohorozměrných model̊u typu ARCH a GARCH se při odvozováńı po-
pisných charakteristik použ́ıvaj́ı pojmy slabá a striktńı stacionarita. Jejich definice
přeb́ıráme ze ([13], definice 1.8., definice 1.7.).

Definice 2.2.3. Náhodný proces {Xt, t ∈ T} s konečnými druhými momenty se nazývá
slabě stacionárńı, má-li konstantńı středńı hodnotu µt = µ pro všechna t ∈ T a je-li
jeho autokovariančńı funkce R(s, t) pouze funkćı rozd́ılu (s − t). Je-li splněna jenom
podmı́nka na autokovariančńı funkci, mluv́ıme o kovariančńı stacionaritě.
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Definice 2.2.4. Řekneme, že náhodný proces {Xt, t ∈ T} je striktně stacionárńı,
jestlǐze pro libovolné n ∈ N, pro libovolná reálná x1, . . . , xn a pro libovolná t1, . . . , tn a
h taková, že tk ∈ T , tk + h ∈ T pro 1 ≤ k ≤ n, plat́ı

Ft1,...,tn(x1, . . . , xn) = Ft1+h,...,tn+h(x1, . . . , xn) .

Striktně stacionárńı náhodný proces tedy má stejně rozdělené náhodné veličiny a
jejich charakteristiky z̊ustávaj́ı stejné při posunu v čase.

Následuj́ıćı tvrzeńı vypov́ıdaj́ı o vzájemném vztahu slabé a striktńı stacionarity,
jsou převzata ze ([13], věta 1.3., věta 1.2.).

Tvrzeńı 2.2.1. Slabě stacionárńı gaussovský proces {Xt, t ∈ T} je i striktně sta-
cionárńı.

Tvrzeńı 2.2.2. Striktně stacionárńı náhodný proces {Xt, t ∈ T} s konečnými druhými
momenty je i slabě stacionárńı.

Důkazy obou výše uvedených tvrzeńı lze nalézt ve ([13], str. 10, str. 9).
V následuj́ıćım textu použ́ıváme pro zjednodušeńı zápisu pojem stacionárńı proces

pro označeńı slabě stacionárńıho procesu.
Uvažujeme-li náhodný proces {εt, t ∈ T}, ve kterém maj́ı všechny náhodné veličiny

nulovou středńı hodnotu, v čase konstantńı konečný rozptyl σ2, a kde jsou všechny
jednotlivé náhodné veličiny vzájemně nekorelované, tj. plat́ı

E εtεs = 0 pro ∀ t, s ∈ T , t 6= s . (2.2)

Potom takový náhodný proces nazýváme homoskedastickým procesem. Pro takto de-
finovaný náhodný proces {εt, t ∈ T} použ́ıváme také označeńı b́ılý šum se zkratkou
WN(0, σ2) podle anglického názvu white noise. Všimněme si, že takto definovaný b́ılý
šum splňuje podmı́nky definice 2.2.3. a jedná se proto o slabý b́ılý šum. Je-li posloup-
nost {εt, t ∈ T} posloupnost́ı iid (independent identically distributed), tj. nezávislých
stejně rozdělených, náhodných veličin s nulovou středńı hodnotou a konečným druhým
momentem, pak mluv́ıme o striktńım b́ılém šumu. Statistický model, ve kterém je
chybový náhodný proces b́ılým šumem, nazýváme homoskedastickým modelem.

Jestliže náhodný proces {εt, t ∈ T} tvoř́ı náhodné veličiny, které maj́ı nulové středńı
hodnoty, v čase proměnlivé rozptyly σ2kt s neznámými hodnotami kt pro každé t ∈ T a
které splňuj́ı rovnici (2.2), tj. jsou-li všechny náhodné veličiny vzájemně nekorelované,
pak takový náhodný proces nazýváme heteroskedastickým procesem a můžeme jej také
nazývat heteroskedastickým b́ılým šumem. Zcela analogicky lze definovat podmı́něnou
heteroskedasticitu neboli měńıćı se rozptyl podmı́něně v̊uči informaci, kterou známe
z minulosti.

Dále definujme kauzálńı lineárńı proces podle definice uvedené ve ([13], definice
5.2.).

Definice 2.2.5. Necht’ {εt, t ∈ Z} je b́ılý šum a {Λj, j ∈ N0} je posloupnost konstant
taková, že

∑∞
j=0 |Λj| < ∞. Náhodná posloupnost {Xt, t ∈ Z} definovaná předpisem

Xt =
∞∑

j=0

Λjεt−j , t ∈ Z

se nazývá kauzálńı lineárńı proces.
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Kauzalita tedy vyjadřuje skutečnost, že náhodnou veličinu Xt lze vyjádřit pomoćı
současné a minulých hodnot veličin εs, s ≤ t.

Nyńı následuje definice ergodické posloupnosti podle kvadratického středu, kterou
přeb́ıráme ze ([13], definice 6.1.).

Definice 2.2.6. Řekneme, že stacionárńı posloupnost {Xt, t ∈ Z} se středńı hodno-
tou µ je ergodická podle kvadratického středu, neboli splňuje zákon velkých č́ısel
v L2(Ω,A, P ), jestlǐze pro n →∞

1

n

n∑
t=1

Xt → µ podle kvadratického středu .

Každá ergodická posloupnost podle kvadratického středu {Xt, t ∈ Z} tedy splňuje
i slabý zákon velkých č́ısel pro stacionárńı posloupnosti, tj. plat́ı, že pro n →∞

1

n

n∑
t=1

Xt → µ v pravděpodobnosti .

Definice 2.2.7. Posloupnost́ı martingalových diferenćı nazýváme posloupnost
{Xt, t ∈ T}, jestlǐze je splněna podmı́nka podmı́něné středńı hodnoty

E[Xt|Xt−1, Xt−2, . . . ] = 0 pro ∀ t ∈ T .

Pro posloupnost martingalových diferenćı {Xt, t ∈ T} lze za použit́ı tvrzeńı 2.1.3.,
vlastnosti (ii), odvodit nepodmı́něnou středńı hodnotu a nekorelovanost jej́ıch jedno-
tlivých veličin

E Xt = E[E[Xt|Xt−1, Xt−2, . . . ]] = 0 pro ∀ t ∈ T ,

E XtXs = E[E[XtXs|Xt−1, Xt−2, . . . ]] = E[XsE[Xt|Xt−1, Xt−2, . . . ]] =

= 0 pro ∀ t, s ∈ T , t > s .

O nekorelované veličiny se samozřejmě jedná i v př́ıpadě, kdy nastane opačná nerov-
nost. Tedy pro každá t, s ∈ T , t < s, kde je ve výpočtu použita podmı́něná středńı
hodnota vzhledem k posloupnosti veličin Xs−1, Xs−2, . . . Pokud bude nav́ıc druhý mo-
ment posloupnosti martingalových diferenćı {Xt, t ∈ T} konstantńı, tj. E X2

t = k pro
každé t ∈ T , potom můžeme tuto posloupnost nazvat slabým b́ılým šumem.

2.3 Náhodný vektor

Řekneme, že X = (X1, X2, . . . , XN)′ je N -rozměrný náhodný vektor, jedná-li se o ná-
hodnou veličinu s hodnotami v měřitelném prostoru (×N

i=1Ei,
⊗N

i=1 Ei). N -rozměrný
reálný náhodný vektor X definujeme jako náhodnou veličinu s hodnotami v (RN ,BN)
pro nějaké přirozené č́ıslo N . Necht’ má náhodný vektor X vektor středńı hodnoty
µ = (µ1, . . . , µN)′ a variančńı matici Σ = (σij) řádu N , kde Σ = E[(X− µ)(X− µ)′].
Označme X̃ normovaný náhodný vektor X,

X̃ = Σ−1/2(X− µ) .
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N -rozměrný náhodný vektor X = (X1, . . . , XN)′ má N -rozměrné normálńı rozděleńı
se středńı hodnotou µ a pozitivně definitńı variančńı matićı Σ, jestliže má jeho hustota
tvar

fX(x|µ,Σ) =
1

(2π)N/2|Σ|1/2
exp{−1

2
(x− µ)′Σ−1(x− µ)} .

Skutečnost, že má náhodný vektor X výše popsané rozděleńı, zkráceně zapisujeme
prostřednictv́ım X ∼ NN(µ,Σ). Př́ıslušný normovaný vektor X̃ má v tomto př́ıpadě

rozděleńı X̃ ∼ NN(0, I).
Významnou tř́ıdou mnohorozměrných rozděleńı jsou tzv. elipticky vrstevnicová

rozděleńı. Následuj́ıćı definici elipticky vrstevnicového rozděleńı přeb́ıráme z ([8], str.
107), kde se lze doč́ıst i o daľśıch vlastnostech této tř́ıdy rozděleńı. Před samotnou
definićı elipticky vrstevnicového rozděleńı ještě připomeňme definici charakteristické
funkce náhodného vektoru, jak ji uvád́ı ([10], definice 15.3.).

Definice 2.3.1. Pro reálný náhodný vektor X = (X1, . . . , XN)′ zavedeme komplexńı
funkci

P̂X(t) = E[exp(it′X)] pro t ∈ RN

a budeme ji nazývat charakteristická funkce náhodného vektoru X. Často se lze
v literatuře setkat i s označeńım Fourier̊uv obraz mı́ry PX.

Definice 2.3.2. Necht’ X je náhodný vektor typu N × 1 s vektorem středńı hodnoty µ
typu N × 1 a s pozitivně semidefinitńı variančńı matićı Σ řádu N . Pak ř́ıkáme, že má
náhodný vektor X elipticky vrstevnicové rozděleńı, jestlǐze lze jeho charakteristic-
kou funkci zapsat rovnićı

P̂X(t) = exp(it′µ)ψ(t′Σt)

pro nějakou funkci ψ. Poznamenejme, že takto uvedená charakteristická funkce P̂X(t)
je funkćı kvadratické formy t′Σt.

Jako př́ıklad elipticky vrstevnicového rozděleńı uved’me mnohorozměrné normálńı
rozděleńı. Pro N -rozměrný náhodný vektor X s N -rozměrným normálńım rozděleńım,
X ∼ NN(µ,Σ), má charakteristická funkce tvar

P̂X(t) = exp

(
it′µ− 1

2
t′Σt

)
pro t ∈ RN .

Okamžitě vid́ıme, že tento tvar charakteristické funkce odpov́ıdá předchoźı definici.
V současnosti je tř́ıdě eliptických rozděleńı věnována velká pozornost, protože mnoho
výsledk̊u platných pro mnohorozměrné normálńı rozděleńı plat́ı i pro tuto obecnou
tř́ıdu rozděleńı.

Označme sN N -rozměrnou šikmost podle anglického názvu skewness a označme
kN N -rozměrnou špičatost podle anglického názvu kurtosis. Šikmost a špičatost jsou
d̊uležitými popisnými statistikami při hledáńı správného rozděleńı pro pozorovaná data.
Následuj́ıćı vyjádřeńı mnohorozměrné šikmosti a špičatosti přeb́ıráme z ([9], str. 77–78).

Mnohorozměrnou šikmost́ı náhodného vektoru X budeme rozumět

sN = E[(X− µ)′Σ−1(Y − µ)]3 , (2.3)

kde Y označuje nezávislý a stejně rozdělený náhodný vektor vzhledem k náhodnému
vektoru X. Použit́ım normovaných vektor̊u X̃ a Ỹ lze vzorec (2.3) přepsat do tvaru

sN = E(X̃′Ỹ)3 .
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V jednorozměrném př́ıpadě definujeme šikmost jako s
1/2
1 . Pro jakýkoliv středově syme-

trický náhodný vektor X je tedy šikmost nulová a zešikmeným náhodným vektorem
budeme v následuj́ıćım rozumět takový náhodný vektor, jehož šikmost je r̊uzná od nuly.
Výběrový odhad mnohorozměrné šikmosti založený na náhodném výběru X1, . . . ,XT

má tvar

s∗N =
1

T 2

T∑
i=1

T∑
j=1

[(Xi −X)′S−1(Xj −X)]3 ,

kde X znač́ı vektor výběrové středńı hodnoty a S znač́ı výběrovou variančńı matici.
Pro X a S plat́ı vztahy

X =
1

T

T∑
i=1

Xi ,

S =
1

T − 1

T∑
i=1

(Xi −X)(Xi −X)′ .

Pro mnohorozměrnou špičatost náhodného vektoru X zde budeme použ́ıvat vyjá-
dřeńı

kN = E[(X− µ)′Σ−1(X− µ)]2 . (2.4)

Uvedený vzorec (2.4) lze použit́ım Euklidovské normy přepsat do tvaru

kN = E(‖X̃‖)4 .

Zde hodnota k1 skutečně odpov́ıdá definici jednorozměrné špičatosti. Specielně pro N -
rozměrné normálńı rozděleńı lze výpočet př́ıslušné špičatosti vyjádřit součinem kN =
N(N +2). Špičatým náhodným vektorem budeme rozumět náhodný vektor s hodnotou
špičatosti převyšuj́ıćı hodnotu špičatosti náhodného vektoru téhož rozměru, který má
normálńı rozděleńı. Výběrový odhad mnohorozměrné špičatosti lze za výše uvedeného
značeńı zapsat rovnićı

k∗N =
1

T

T∑
i=1

[(Xi −X)′S−1(Xi −X)]2 .

V ([9], str. 77–84) se lze doč́ıst o daľśıch definićıch mnohorozměrné šikmosti a
špičatosti a o některých asymptotických charakteristikách př́ıslušných výběrových od-
had̊u.

2.4 Operace s maticemi

Pro větš́ı názornost operaćı se čtvercovými maticemi budeme v následuj́ıćım textu
použ́ıvat operátory vec (.), vech (.) a vechl (.). Operátor vec (.) přǐrad́ı čtvercové matici
řádu n vektor typu n2 × 1, který obsahuje jednotlivé sloupcové vektory dané matice
zapsané pod sebe. Jako ilustračńı př́ıklad uved’me čtvercovou matici A řádu 3, která
má tvar

A =




a b c
d e f
g h i


 ,
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potom plat́ı
vec (A) = (a, d, g, b, e, h, c, f, i)′ .

Obdobnou funkci zastává operátor vech (.), který pracuje se symetrickými čtvercovými
maticemi a po sloupćıch zapisuje do sloupcového vektoru pouze prvky z dolńı trojúhel-
ńıkové části dané matice. Ze symetrické čtvercové matice řádu n tedy vytvoř́ı vektor
typu [n(n + 1)/2]× 1. Pro ilustraci zde uved’me symetrickou čtvercovou matici B řádu
3 ve tvaru

B =




a b c
b d e
c e f


 ,

potom plat́ı
vech (B) = (a, b, c, d, e, f)′ .

Operátor vechl (.) je podobný operátoru vech (.), ale pracuje pouze s těmi prvky dané
matice, které lež́ı pod hlavńı diagonálou. Ze symetrické čtvercové matice řádu n tedy
vznikne vektor typu [n(n− 1)/2]× 1. Pro výše uvedenou matici B plat́ı

vechl (B) = (b, c, e)′ .

Čtvercovou matici A = (aij) řádu n nazýváme diagonálńı matićı řádu n, jestliže
pro ni plat́ı rovnice

A = (δijaij) =




a11 0 . . . 0
0 a22 . . . 0
...

...
. . .

...
0 0 . . . ann


 ,

kde δij označuje Kronecker̊uv symbol. V následuj́ıćım textu budeme diagonálńı matici
řádu n zapisovat jako diag (a11, . . . , ann).

Největš́ı vlastńı č́ıslo matice A v absolutńı hodnotě nazýváme spektrálńım po-
loměrem matice A a označujeme jej r (A). Spektrálńı poloměr matice A tedy splňuje
vzorec r (A) = maxi|λi|, kde λi označuj́ı vlastńı č́ısla matice A.

Pro matice A = (aij) a B = (bij) typu m×n definujeme Hadamard̊uv součin A¯B
jako matici typu m× n obsahuj́ıćı prvkové součiny, tedy jako matici s prvky (aijbij).

Definice 2.4.1. Necht’ A je matice typu m×n a B je matice typu p× q, potom matici

C =




a11B a12B . . . a1nB
a21B a22B . . . a2nB

...
...

. . .
...

am1B am2B . . . amnB




typu mp× nq nazýváme Kroneckerovým součinem matic A a B, který symbolicky
zapisujeme rovnićı

C = A⊗B .



Kapitola 3

Odvozeńı ARCH a GARCH model̊u

3.1 ARMA modely

Od doby, kdy Engle v roce 1982 publikoval článek [5] s názvem Autoregressive conditio-
nal heteroscedasticity with estimates of the variance of United Kingdom inflation, byly
tradičńı smı́̌sené modely autoregrese a klouzavých součt̊u popisuj́ıćı středńı hodnotu
analogicky rozš́ı̌reny pro popis rozptylu. Autoregresńı podmı́něně heteroskedastické
modely jsou nyńı široce použ́ıvány pro popis a předpověd’ změn volatility finančńıch
časových řad.

V autoregresńıch modelech klouzavých součt̊u, tzv. ARMA modelech, se použ́ıvá
inovačńı proces {εt}, který je tvořený posloupnost́ı homoskedastických náhodných ve-
ličin neboli použitý proces {εt} je b́ılým šumem. ARMA(p, q) model náhodné posloup-
nosti {Yt, t ∈ Z} lze zapsat

Yt + Φ1Yt−1 + · · ·+ ΦpYt−p = εt + Θ1εt−1 + · · ·+ Θqεt−q , (3.1)

kde Φ1, . . . , Φp, Θ1, . . . , Θq jsou reálné konstanty a Φp 6= 0, Θq 6= 0. Rovnici (3.1) lze
přepsat použit́ım operátoru zpětného posunut́ı L definovaného předpisem LYt = Yt−1.
Zavedeme polynomy

Φ(L) = 1 + Φ1L + · · ·+ ΦpL
p ,

Θ(L) = 1 + Θ1L + · · ·+ ΘqL
q

a potom přeṕı̌seme rovnici (3.1) do následuj́ıćıho tvaru

Φ(L)Yt = Θ(L)εt . (3.2)

Podmı́nky na kauzalitu ARMA(p, q) procesu uvád́ı následuj́ıćı tvrzeńı převzaté
ze ([13], věta 5.6.).

Tvrzeńı 3.1.1. Necht’ {Yt, t ∈ Z} je náhodná posloupnost ARMA(p, q) daná vztahem
(3.2). Necht’ polynomy Φ(z) a Θ(z) nemaj́ı společné kořeny a necht’ polynom Φ(z) =
1 + Φ1z + · · ·+ Φpz

p má všechny kořeny vně jednotkového kruhu. Potom lze Yt psát ve
tvaru

Yt =
∞∑

j=0

Λjεt−j , t ∈ Z ,

16
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kde jsou koeficienty Λj určeny vztahem

Λ(z) =
∞∑

j=0

Λjz
j =

Θ(z)

Φ(z)
, z ∈ C , |z| ≤ 1 .

Důkaz lze nalézt ve ([13], str. 68–69).

3.2 Odvozeńı ARCH a GARCH model̊u

Uvažujme nejprve autoregresńı model prvńıho řádu

Yt = γYt−1 + εt , |γ| < 1 ,

kde je {εt} striktńı b́ılý šum s var εt = σ2 . Středńı hodnoty a rozptyly náhodné veličiny
Yt nepodmı́něné i podmı́něné v̊uči informaci z minulosti maj́ı následuj́ıćı vyjádřeńı:

E Yt = 0 a E[Yt|Yt−1, Yt−2, . . . ] = γYt−1 ,

var Yt = σ2/(1− γ2) a var[Yt|Yt−1, Yt−2, . . . ] = σ2 .

Lze proto očekávat lepš́ı předpovědńı výsledky, pokud máme k dispozici informaci
z minulosti.

Model, ve kterém podmı́něný rozptyl záviśı na minulých pozorováńıch řady lze
zapsat např́ıklad ve tvaru

Yt = εtYt−1 .

Zde je podmı́něný rozptyl var[Yt|Yt−1, Yt−2, . . . ] roven σ2Y 2
t−1, ale nepodmı́něný rozptyl

Yt může být nula nebo nekonečno, proto je tento model nepoužitelný a byly hledány
jiné modely.

ARCH (autoregressive conditional heteroscedasticity) modely jsou založeny na au-
toregresńım vyjádřeńı podmı́něného rozptylu. ARCH(q) model je definován jako proces
{εt}, pro který plat́ı rovnice podmı́něných moment̊u

E[εt| εt−1, εt−2, . . . ] = 0 ,

var[εt| εt−1, εt−2, . . . ] = ht = c + a1ε
2
t−1 + · · ·+ aqε

2
t−q . (3.3)

ARCH(q) model můžeme zapsat také v následuj́ıćı autoregresńı reprezentaci. Zaved’me
posloupnost {Ut}, kde Ut = ε2

t − ht. Potom

E[Ut| εt−1, εt−2, . . . ] = E[ε2
t | εt−1, εt−2, . . . ]− ht = 0 . (3.4)

Tedy {Ut} je posloupnost martingalových diferenćı (vzhledem k filtraci Ft−1, což je
σ-algebra generovaná náhodnými veličinami εt−1, εt−2, . . . ). Dále lze z tvrzeńı 2.1.3.,
vlastnosti (ii) o opakované podmı́něné středńı hodnotě odvodit vztahy

E Ut = 0 ,

E UtUs = 0 pro t 6= s . (3.5)

Potom dosazeńım za ht z rovnic (3.3) do vyjádřeńı posloupnosti Ut źıskáme rovnici

ε2
t = c + a1ε

2
t−1 + · · ·+ aqε

2
t−q + Ut . (3.6)
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Vzhledem k tomu, že chybová složka {Ut} obecně nemá konstantńı rozptyl, nazýváme
vyjádřeńı (3.6) autoregresńı reprezentace veličin ε2

t s heteroskedastickým b́ılým šumem.
Podle p̊uvodńıho článku [5] můžeme všechny diskrétńı náhodné procesy {εt}, které

lze vyjádřit jako

εt = σtZt ,

Zt iid , E Zt = 0 , var Zt = 1 ,

kde je σt kladná, měřitelná a v čase proměnlivá funkce vzhledem k informačńı množině
známé do času t− 1, nazývat ARCH model.

GARCH (generalized autoregressive conditional heteroscedasticity) modely uvažuj́ı
podmı́něný rozptyl nejen v závislosti na předchoźıch pozorováńıch procesu, ale také
v závislosti na časově zpožděných hodnotách podmı́něných rozptyl̊u. GARCH(p, q)
model je tedy definován jako posloupnost {εt}, pro kterou plat́ı rovnice podmı́něných
moment̊u

E[εt| εt−1, εt−2, . . . ] = 0 ,

var[εt| εt−1, εt−2, . . . ] = ht = c + a1ε
2
t−1 + · · ·+ aqε

2
t−q +

+ b1ht−1 + · · ·+ bpht−p . (3.7)

Takto definovaný GARCH(p, q) model lze vyjádřit v ARMA reprezentaci. Podobně
jako v předchoźım textu pro ARCH(q) model označme Ut = ε2

t − ht, potom opět plat́ı
rovnice (3.4) a (3.5). Dosazeńım za ht z výrazu (3.7) do vyjádřeńı posloupnosti Ut

źıskáme rovnice

ε2
t = c + a1ε

2
t−1 + · · ·+ aqε

2
t−q + b1(ε

2
t−1 − Ut−1) + · · ·+ bp(ε

2
t−p − Ut−p) + Ut ,

ε2
t = c +

max{p,q}∑
i=1

(ai + bi)ε
2
t−i + Ut −

p∑
j=1

bjUt−j , (3.8)

kde ai = 0 pro i > q a bi = 0 pro i > p. Toto je ARMA(max{p, q}, p) zápis procesu
{ε2

t}, ale s chybovou složkou {Ut}, která opět nemuśı mı́t konstantńı rozptyl a jedná se
tedy o heteroskedastický b́ılý šum.

Kromě samotného GARCH modelu můžeme v praxi uvažovat i složitěǰśı modely, ve
kterých je chybový proces modelován jako GARCH model. Můžeme např́ıklad uvažovat
lineárńı regresńı model s GARCH chybami

Yt = Xtb + εt , kde {εt} ∼ GARCH(p, q)

nebo ARMA model uvedený v rovnici (3.2), kde je chybový proces {εt} modelován
jako GARCH(p, q) model.



Kapitola 4

Jednorozměrné modely typu ARCH
a GARCH

V předchoźı kapitole jsme zavedli procesy ARCH(q) a GARCH(p, q). Zabývejme se
nyńı některými vlastnostmi těchto proces̊u. Pro jednoduchost budeme v následuj́ıćım
uvažovat ARCH(1) model ve tvaru

E[εt| εt−1, εt−2, . . . ] = 0 , t = 1, 2, . . . , (4.1)

ε2
t = c + aε2

t−1 + Ut , t = 1, 2, . . . (4.2)

a budeme předpokládat, že je {Ut} striktńı b́ılý šum.

4.1 Existence ARCH procesu

Nejprve poznamenejme, že rekurzivńı rovnice (4.2) neńı postačuj́ıćı pro jednoznačnost
definice procesu {ε2

t}. Muśı být doplněna počátečńı podmı́nkou na středńı hodnotu
procesu {ε2

t} v čase 0. Vı́me, že středńı hodnota druhé mocniny procesu {εt} je

mt = E ε2
t = c + amt−1 ,

kde známe počátečńı hodnotu m0. Abychom zajistili časovou stálost této středńı hod-
noty, předpokládáme následuj́ıćı dvě podmı́nky:

(i) |a| < 1 ,

(ii) počátečńı podmı́nka m0 = c
1−a

> 0 .

Nav́ıc muśı být zajǐstěna i kladnost procesu {ε2
t}. Postačuj́ıćı podmı́nky jsou a > 0

a c+ut ≥ 0 pro všechny možné hodnoty ut náhodné veličiny Ut. Odtud se tedy hodnoty
parametru a dále omeźı na hodnoty intervalu (0, 1) a hodnoty parametru c se omeźı
na hodnoty intervalu (0,∞).

Zbývá ověřit, že podmı́nky (4.1) a (4.2) na proces {εt} jsou vzájemně slučitelné.
Uvažujme dva nezávislé procesy {Zt} a {δt}. Proces {Zt} nabývá kladných hodnot

Zt = c + aZt−1 + Ut .

Náhodné veličiny δt jsou vzájemně nezávislé, stejně rozdělené a takové, že plat́ı

P[δt = +1] = P[δt = −1] =
1

2
.

Potom proces {εt} definovaný jako εt = Z
1/2
t δt splňuje obě podmı́nky (4.1) a (4.2).

19
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4.2 Pravděpodobnostńı charakteristiky ARCH pro-

cesu

Podmı́nka (4.1) znamená, že proces {εt} splňuje podmı́nku ortogonality v̊uči minulosti,
nebot’ plat́ı, že

E εtεt−1εt−2 . . . = E(E[εtεt−1εt−2 . . . | εt−1, εt−2, . . . ]) =

= E(E[εt| εt−1, εt−2, . . . ]εt−1εt−2 . . . ) = 0 .

Tato podmı́nka s sebou přináš́ı tři následuj́ıćı d̊usledky:

(D.I) Proces {εt} je ortogonálńı k minulým hodnotám s libovolným zpožděńım

E[εt| εt−h, εt−h−1, . . . ] = 0 , ∀h > 0

podle tvrzeńı 2.1.3., vlastnosti (ii).

(D.II) Uvažujeme-li dvě kladná celá č́ısla k a h

cov[(εt, εt+k)| εt−h, εt−h−1, . . . ] = E[εtεt+k| εt−h, εt−h−1, . . . ] =

= E[E[εtεt+k| εt+k−1, εt+k−2, . . . ]| εt−h, εt−h−1, . . . ] =

= E[εtE[εt+k| εt+k−1, εt+k−2, . . . ]| εt−h, εt−h−1, . . . ] = 0

podle tvrzeńı 2.1.3., vlastnosti (ii) a vlastnosti (i), kde použ́ıváme skutečnost,
že εt ∈ σ{εt+k−1, εt+k−2, . . . }, a podle vlastnosti (4.1) ARCH(1) procesu {εt}.

(D.III) Podmı́něný rozptyl je

var[εt| εt−h, εt−h−1, . . . ] = c
1− ah

1− a
+ ahε2

t−h ,

kde jsme rekurzivně dosadili do autoregresńı rovnice (4.2) a aplikovali podmı́-
něnou středńı hodnotu v̊uči informaci známé do času t − h, ve výpočtu jsme
využili d̊usledek (D.I).

Z podmı́nek (i), (ii) na existenci procesu {ε2
t} dále źıskáme vyjádřeńı rozptylu

var εt =
c

1− a
, (4.3)

a proto můžeme proces {εt} nazývat slabým b́ılým šumem.
Pro odvozeńı daľśıch vlastnost́ı procesu {εt} předpokládáme, že je jeho podmı́něné

rozděleńı normálńı
εt| εt−1, εt−2, · · · ∼ N(0, c + aε2

t−1) .

Ze symetrie uvedeného rozděleńı již v́ıme, že je jeho šikmost nulová, také už známe
moment druhého řádu tohoto rozděleńı, který má tvar E ε2

t = c/(1 − a). Nyńı však
můžeme spoč́ıtat i moment čtvrtého řádu

Eε4
t = E(E[ε4

t | εt−1, εt−2, . . . ]) = 3E(c + aε2
t−1)

2 = 3

(
c2 +

2c2a

1− a
+ a2E ε4

t−1

)
.
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Odtud je vidět, že moment čtvrtého řádu bude konstantńı pro 3a2 < 1, za této
podmı́nky jej lze vyjádřit ve tvaru

E ε4
t =

3c2(1 + a)

(1− a)(1− 3a2)
.

Oba uvedené momenty jsou konstantńı a lze je tedy nazývat stacionárńı momenty
druhého a čtvrtého řádu. Dále dosazeńım těchto moment̊u vyjádř́ıme špičatost

k =
E(εt − E εt)

4

(E ε2
t − (E εt)2)2

=
E ε4

t

(Eε2
t )

2
= 3

1− a2

1− 3a2
, (4.4)

která je v tomto př́ıpadě velmi snadno porovnatelná s hodnotou špičatosti tři pro
normálńı rozděleńı. Vid́ıme, že výraz na pravé straně rovnice (4.4) je vždy ostře větš́ı
než tři, protože jediný autoregresńı koeficient a v rovnici (4.2) nelze považovat za nu-
lový. Uvedená špičatost je proto vždy ostře větš́ı než ta, kterou vykazuje normálńı
rozděleńı a to znamená, že chvosty distribučńı funkce {εt} jsou silněǰśı než u dis-
tribučńı funkce normálńıho rozděleńı. Výše popsané rozděleńı {εt} nazýváme lepto-
kurtické rozděleńı.

4.3 Pravděpodobnostńı charakteristiky AR-ARCH

procesu

Uvažujme nyńı autoregresńı model řádu jedna

Yt = µ + ΦYt−1 + εt , |Φ| < 1 , t = 1, 2, . . . ,

kde je {εt} b́ılý šum, který má vlastnosti ARCH(1) modelu popsané v předchoźı podka-
pitole. Nyńı se budeme zabývat pravděpodobnostńımi charakteristikami procesu {Yt}.
Tyto charakteristiky lze odvodit př́ımo z charakteristik b́ılého šumu {εt}:

(CH.I) Nelineárńı předpovědi Yt se shoduj́ı s lineárńımi předpověd’mi, protože záviśı
lineárně na nejbližš́ı zpožděné hodnotě procesu {Yt}

E[Yt|Yt−h, Yt−h−1, . . . ] = µ
1− Φh

1− Φ
+ ΦhYt−h , h > 0 .

(CH.II) Podmı́něné rozptyly a kovariance lze pro celá č́ısla k, h, kde k ≥ 0 a h > 0
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vyjádřit rovnićı

cov[(Yt, Yt+k)|Yt−h, Yt−h−1, . . . ] =

= cov

[(
µ

1− Φh

1− Φ
+ ΦhYt−h + εt + Φεt−1 + · · ·+ Φh−1εt−h+1,

µ
1− Φk+h

1− Φ
+ Φk+hYt−h + εt+k + Φεt+k−1 + · · ·+ Φk+h−1εt−h+1

) ∣∣∣∣

Yt−h, Yt−h−1, . . .

]
=

= cov[(εt + Φεt−1 + · · ·+ Φh−1εt−h+1, εt+k + · · ·+ Φk+h−1εt−h+1)|
Yt−h, Yt−h−1, . . . ] =

= Φkvar[εt| εt−h, εt−h−1, . . . ] + Φk+2var[εt−1| εt−h, εt−h−1, . . . ] + · · ·+
+Φk+2(h−1)var[εt−h+1| εt−h, εt−h−1, . . . ] =

= Φk

h−1∑
j=0

Φ2jvar[εt−j| εt−h, εt−h−1, . . . ] =

= Φk

h−1∑
j=0

Φ2j

(
c
1− ah−j

1− a
+ ah−jε2

t−h

)
=

=
cΦk

1− a

1− Φ2h

1− Φ2
− caΦk

1− a

ah − Φ2h

a− Φ2
+ aΦkε2

t−h

ah − Φ2h

a− Φ2
=

=
cΦk

1− a

1− Φ2h

1− Φ2
+ aΦk ah − Φ2h

a− Φ2

(
ε2
t−h −

c

1− a

)
(4.5)

a dosad́ıme-li do rovnice (4.5) hodnoty k = 0, h = 1, źıskáme přesnost
předpovědi v časovém horizontu délky jedna

var[Yt|Yt−1, Yt−2, . . . ] = c + aε2
t−1 .

(CH.III) Nepodmı́něné kovariance lze pro k ≥ 0 vyjádřit prostřednictv́ım přepisu
tvrzeńı 2.1.4. pro kovarianci

cov(Yt, Yt+k) = cov(E[Yt|Yt−h, Yt−h−1, . . . ], E[Yt+k|Yt−h, Yt−h−1, . . . ]) +

+ E(cov[(Yt, Yt+k)|Yt−h, Yt−h−1, . . . ]) pro E YtYt+k < ∞ . (4.6)

Platnost uvedené podmı́nky E YtYt+k < ∞ lze ověřit snadným výpočtem.
Podmı́něnou středńı hodnotu E[Yt|Yt−h, Yt−h−1, . . . ] již známe z charakteris-
tiky (CH.I) a podmı́něnou středńı hodnotu E[Yt+k|Yt−h, Yt−h−1, . . . ] vyjád-
ř́ıme analogicky jako

E[Yt+k|Yt−h, Yt−h−1, . . . ] = µ
1− Φk+h

1− Φ
+ Φk+hYt−h .

Dále vypoč́ıtáme kovarianci těchto dvou podmı́něných středńıch hodnot,
která je prvńım sč́ıtancem ve vzorci (4.6) pro výpočet kovariance mezi prvky
procesu Yt se zpožděńım k

cov(E[Yt|Yt−h, Yt−h−1, . . . ], E[Yt+k|Yt−h, Yt−h−1, . . . ]) =

= cov(µ
1− Φh

1− Φ
+ ΦhYt−h, µ

1− Φk+h

1− Φ
+ Φk+hYt−h) =

= Φk+2hvar Yt−h , (4.7)
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kde pro výpočet var Yt−h znovu použijeme tvrzeńı 2.1.4. a dále charakteris-
tiky (CH.I) pro h = 1, (CH.II) a vzorec (4.3) pro rozptyl εt

var Yt−h = var(E[Yt−h|Yt−h−1, Yt−h−2, . . . ]) +

+ E(var[Yt−h|Yt−h−1, Yt−h−2, . . . ]) =

= var(µ + ΦYt−h−1) + E(c + aε2
t−h−1) =

= Φ2var Yt−h−1 +
c

1− a
pro E Y 2

t−h < ∞ . (4.8)

Zde uvedená podmı́nka E Y 2
t−h < ∞ je speciálńım př́ıpadem předchoźı pod-

mı́nky E YtYt+k < ∞ a opět ji lze ověřit snadným výpočtem. Jediné kon-
stantńı řešeńı rovnice (4.8) má tvar

var Yt−h =
c

(1− a)(1− Φ2)
. (4.9)

Dosazeńım výsledku (4.9) do rovnice (4.7) dopoč́ıtáme prvńı sč́ıtanec po-
třebný pro výpočet kovariance

cov(E[Yt|Yt−h, Yt−h−1, . . . ], E[Yt+k|Yt−h, Yt−h−1, . . . ]) =

=
cΦk+2h

(1− a)(1− Φ2)
. (4.10)

Druhý sč́ıtanec vypočteme již snadno aplikaćı středńı hodnoty na rovnici
(4.5) uvedenou v charakteristice (CH.II). Opět zde použijeme vyjádřeńı roz-
ptylu εt uvedené v rovnici (4.3)

E(cov[(Yt, Yt+k)|Yt−h, Yt−h−1, . . . ]) =
cΦk

1− a

1− Φ2h

1− Φ2
. (4.11)

Dosazeńım rovnic (4.10) a (4.11) do rovnice (4.6) źıskáme výsledek

cov(Yt, Yt+k) =
cΦk

(1− a)(1− Φ2)
= Φkvar Yt .

4.4 Jednorozměrné modely typu GARCH

GARCH model vzniká z ARCH modelu přidáńım části klouzavých součt̊u do rovnice
podmı́něného rozptylu. Je definován prostřednictv́ım rovnic podmı́něné středńı hod-
noty a podmı́něného rozptylu, které jsou uvedeny v soustavě rovnic (3.7). I zde se opět
omeźıme na hodnoty t = 1, 2, . . . Takto definovaný proces {εt} je posloupnost́ı mar-
tingalových diferenćı, tedy nekorelovaných náhodných veličin s nulovou středńı hod-
notou. Abychom mohli tento proces {εt} označit za asymptoticky slabě stacionárńı,
zbývá stanovit rozptyl náhodné veličiny εt a ukázat, že je konstantńı pro velké hod-
noty T . Pro výpočet rozptylu náhodné veličiny εt použijeme tvrzeńı 2.1.4., protože
již známe vyjádřeńı podmı́něné středńı hodnoty a podmı́něného rozptylu εt. Zmı́něný
rozptyl tedy můžeme zapsat rovnićı

var εt = var(E[εt| εt−1, εt−2, . . . ]) + E(var[εt| εt−1, εt−2, . . . ]) = E ht pro E ε2
t < ∞ .

Zbývá ukázat, že zde uvedený rozptyl je asymptoticky konstantńı. Následuj́ıćı tvrzeńı
převzaté ze ([6], Property 3.19.) uvád́ı postačuj́ıćı podmı́nku pro asymptotickou slabou
stacionaritu procesu {εt}.
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Tvrzeńı 4.4.1. Proces {εt} splňuj́ıćı GARCH(p, q) model zadaný rovnicemi (3.7) s kla-
dným koeficientem c > 0 a nezápornými koeficienty ai ≥ 0, i = 1, . . . , q, bj ≥ 0, j =
1, . . . , p je asymptoticky slabě stacionárńı, jestlǐze

A(1) + B(1) =

q∑
i=1

ai +

p∑
j=1

bj < 1 .

Důkaz lze nalézt v ([6], str. 37–38).
Rozd́ıl mezi podmı́něným a nepodmı́něným rozděleńım je patrný z vyjádřeńı špi-

čatosti. Uvažujme podmı́něně gausssovský GARCH proces, potom je mezi momenty
druhého a čtvrtého řádu vztah

E[ε4
t | εt−1, εt−2, . . . ] = 3(E[ε2

t | εt−1, εt−2, . . . ])
2 . (4.12)

Aplikujeme-li na rovnici (4.12) středńı hodnotu a použijeme-li tvrzeńı 2.1.1. a tvrzeńı
2.1.3., vlastnost (ii), potom źıskáme nerovnici

E ε4
t = E(E[ε4

t | εt−1, εt−2, . . . ]) = 3E(E[ε2
t | εt−1, εt−2, . . . ])

2 ≥
≥ 3{E(E[ε2

t | εt−1, εt−2, . . . ])}2 = 3(E ε2
t )

2

a vid́ıme, že marginálńı rozděleńı {εt} má silněǰśı chvosty než normálńı rozděleńı.
Špičatost marginálńıho rozděleńı {εt} lze vyjádřit prostřednictv́ım rozptylu podmı́-
něného druhého momentu a nepodmı́něného druhého momentu

k =
E(εt − E εt)

4

(E ε2
t − (E εt)2)2

=
E ε4

t

(Eε2
t )

2
=

E(E[ε4
t | εt−1, εt−2, . . . ])

(E ε2
t )

2
=

=
3E(E[ε2

t | εt−1, εt−2, . . . ])
2

(E ε2
t )

2
= 3 + 3

var(E[ε2
t | εt−1, εt−2, . . . ])

(E ε2
t )

2
≥ 3 .

Za platnosti jistých podmı́nek regularity může být slabě stacionárńı i proces {ε2
t},

který lze vyjádřit jako ARMA model rovnicemi (3.8). Za předpokladu, že je proces
{Ut} slabě stacionárńı, lze na proces {ε2

t} aplikovat běžné výsledky známé o ARMA
modelech. Uvažujme autokovariančńı funkci procesu {ε2

t}
R(h)(2) = cov(ε2

t , ε
2
t−h) ,

kde vyjádř́ıme proces {ε2
t} ARMA modelem (3.8)

R(h)(2) = cov(c +

max{p,q}∑
i=1

(ai + bi)ε
2
t−i + Ut −

p∑
j=1

bjUt−j, ε
2
t−h) =

=

max{p,q}∑
i=1

(ai + bi) cov(ε2
t−i, ε

2
t−h) + cov(Ut −

p∑
j=1

bjUt−j, ε
2
t−h) . (4.13)

Nav́ıc pro h ≥ p + 1 je druhý sč́ıtanec na pravé straně rovnice (4.13) nulový a autoko-
variančńı funkci lze vyjádřit lineárńı rekurzivńı rovnićı řádu max{p, q}

R(h)(2) =

max{p,q}∑
i=1

(ai + bi)R(h− i)(2) , ∀h ≥ p + 1 . (4.14)

Systém rovnic (4.14) je analogíı Yuleových-Walkerových rovnic z teorie autoregresńıch
posloupnost́ı a použ́ıváme jej pro odhad koeficient̊u ai + bi , i = 1, . . . ,max{p, q}.



Kapitola 5

Mnohorozměrné modely typu
ARCH

Definujme mnohorozměrný ARCH(1) proces {εt, t = 0, 1, 2, . . . } na RN založený na
inovačńım procesu {Zt, t = 1, 2, . . . } prostřednictv́ım následuj́ıćıch rovnic

εt = H
1/2
t (θ)Zt ,

Ht(θ) = H(θ) + A′εt−1ε
′
t−1A ,

Zt ∼ iid NN(0, IN) (5.1)

pro t = 1, 2, . . . Předpokládejme, že matice Ht(θ) typu N × N je pozitivně definitńı
a že matice A typu N ×N je libovolná. Uvedený vzorec pro Ht(θ) je zjednodušeńım
BEKK modelu uvedeného ńıže v Definici 6.1.2.

Dvě následuj́ıćı tvrzeńı převzatá ze ([7], Theorem 1., Theorem 2.) shrnuj́ı nejd̊ule-
žitěǰśı poznatky o procesu {εt}.
Tvrzeńı 5.0.2. Předpokládejme, že nejvěťśı vlastńı č́ıslo matice A je v absolutńı hod-
notě menš́ı než jedna, tj.

r (A) < 1 . (5.2)

Potom existuje takové počátečńı rozděleńı vektoru ε0, že je proces {εt} zadaný rovni-
cemi (5.1) pro t = 1, 2, . . . striktně stacionárńı. Uvedená podmı́nka (5.2) je nutnou a
postačuj́ıćı podmı́nkou, aby byl proces {εt} striktně stacionárńı s momentem druhého
řádu Σ, který lze vyjádřit rovnićı Σ = H(θ) + A′ΣA s jednoznačným řešeńım

Σ =
∞∑
i=0

(
Ai

)′
H(θ)Ai < ∞ .

Zde uvedený proces {εt} je tedy i slabě stacionárńı. Poznamenejme, že vektory εt a
εt+k jsou nekorelované, ale nejsou nezávislé pro libovolné k ≥ 1.

Vektorově lze moment druhého řádu vyjádřit rovnićı

vec (Σ) = (IN2 − (A′ ⊗A′))−1vec (H)

za použit́ı operátoru vec (.), který z matice typu N × N udělá vektor typu N2 × 1, a
za použit́ı Kroneckerova součinu označeného ⊗ . Podmı́nku (5.2) uvedenou v tvrzeńı
5.0.2. lze ekvivalentně přepsat do tvaru r (A⊗A) < 1.
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Tvrzeńı 5.0.3. Předpokládejme, že jsou splněny předpoklady tvrzeńı 5.0.2. a že počá-
tečńı rozděleńı vektoru ε0 bylo zvoleno tak, že je proces {εt} stacionárńı. Potom pro
T →∞ plat́ı zákon velkých č́ısel

1

T

T∑
t=1

εtε
′
t → Σ s.j.

Př́ıslušné d̊ukazy těchto dvou tvrzeńı lze nalézt v ([7], str. 7–8, str. 9–10).



Kapitola 6

Přehled mnohorozměrných model̊u
typu GARCH

Uvažujme vektorový náhodný proces {Yt} typu N × 1. Podmiňovat budeme v̊uči σ-
algebře, která je tvořena informaćı z minulosti. Tedy v čase t ji tvoř́ı informace na-
shromážděné do času t − 1. Označme takovou σ-algebru It−1, potom plat́ı It−1 =
σ{Yt−1,Yt−2, . . . }. Dále označme θ konečný vektor parametr̊u a vyjádřeme

Yt = µt(θ) + εt , (6.1)

kde µt(θ) je vektor podmı́něné středńı hodnoty Yt, {εt} je vektorový inovačńı proces
typu N × 1 s nulovým vektorem podmı́něné středńı hodnoty. Tento proces lze zapsat
rovnićı

εt = H
1/2
t (θ)Zt , (6.2)

kde H
1/2
t (θ) je pozitivně definitńı matice typu N ×N taková, že Ht(θ) je podmı́něná

variančńı matice εt a tedy také Yt. Náhodný vektor Zt typu N×1 má následuj́ıćı prvńı
dva momenty

EZt = 0 ,

varZt = IN ,

kde IN je jednotková matice typu N×N . Vektor µt a matice Ht závisej́ı na neznámém
vektoru parametr̊u θ, který může být ve většině př́ıpad̊u rozdělen na dvě disjunktńı
části, jednu pro µt a druhou pro Ht. Př́ıpad, kdy toto disjunktńı rozděleńı vektoru pa-
rametr̊u θ nelze učinit, označujeme jako model GARCH ve středńı hodnotě, ve kterém
je vektor µt závislý na matici Ht.

Následuj́ıćı klasifikaci GARCH model̊u přeb́ıráme ze článku [3], který obsahuje
mnoho daľśıch citaćı. Matici Ht lze vyjádřit r̊uznými zp̊usoby a rozlǐsujeme tři vzájemně
odlǐsné postupy vytvořeńı mnohorozměrných GARCH model̊u:

• př́ımé zobecněńı jednorozměrného GARCH modelu, který navrhl Bollerslev (1986):
VEC, BEKK a faktorové modely,

• lineárńı kombinace jednorozměrných model̊u typu GARCH:
zobecněné ortogonálńı a latentńı faktorové modely,

• nelineárńı kombinace jednorozměrných model̊u typu GARCH:
konstantńı a dynamické modely podmı́něných korelaćı, obecné dynamické kova-
riančńı modely.
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6.1 Zobecněńı jednorozměrného GARCH modelu

Při rozš́ı̌reńı jednorozměrného GARCH modelu na mnohorozměrný př́ıpad značně vzro-
ste počet parametr̊u, stále také muśı být zaručena pozitivńı definitnost variančńı matice
Ht. Je proto nutné zavést př́ıdavné podmı́nky. Např́ıklad formou diagonálńıch matic pa-
rametr̊u, které nav́ıc usnadńı i odvozeńı podmı́nek stacionarity a ergodicity a vyjádřeńı
nepodmı́něných moment̊u.

6.1.1 VEC a BEKK modely

Obecný vzorec Ht navržený Bollerslevem et al. (1988) zapisuje každý prvek matice Ht

jako lineárńı funkci druhých mocnin zpožděných chyb, smı́̌seného součinu zpožděných
chyb a zpožděných hodnot samotné matice Ht.

Definice 6.1.1. VEC(1, 1) model je definován jako

ht = c + Aηt−1 + Ght−1 ,

kde

ht = vech (Ht) ,

ηt = vech (εtε
′
t)

a vech (.) označuje operátor, který z dolńı trojúhelńıkové části matice typu N×N udělá
vektor typu [N(N + 1)/2]× 1. Vektor c je vektorem parametr̊u typu [N(N + 1)/2]× 1,
matice A a G jsou čtvercové matice parametr̊u řádu N(N + 1)/2.

Celkový počet parametr̊u tohoto modelu je [N(N + 1)(N(N + 1) + 1)]/2 a již
ve dvourozměrném př́ıpadě je počet parametr̊u dvacet jedna. Bollerslev et al. (1988)
proto navrhl diagonálńı VEC model, tzv. DVEC model, ve kterém jsou matice A
a G diagonálńı, tedy každý prvek hijt záviśı pouze na svých vlastńıch zpožděńıch a
na předchoźı hodnotě součinu εitεjt. Nutné a postačuj́ıćı podmı́nky na parametry pro
zajǐstěńı pozitivńı definitnosti podmı́něné variančńı matice v DVEC modelu lze nejjed-
nodušeji vyjádřit využit́ım Hadamardova součinu ¯ př́ımo v zápisu modelu. Definujme
symetrické čtvercové matice C∗, A∗ a G∗ řádu N prostřednictv́ım vztah̊u

c = vech (C∗) ,

A = diag [vech (A∗)] ,

G = diag [vech (G∗)] .

Potom můžeme diagonálńı VEC model zapsat rovnićı

Ht = C∗ + A∗ ¯ (εt−1ε
′
t−1) + G∗ ¯Ht−1 . (6.3)

Nyńı je zcela zřejmé, že podmı́něná variančńı matice Ht je pozitivně definitńı pro
všechna t, jestliže jsou pozitivně definitńı matice C∗, A∗, G∗ a počátečńı podmı́něná
variančńı matice H0. Takový model vyžaduje 3N(N + 1)/2 parametr̊u a počet para-
metr̊u se pro dvourozměrný př́ıpad sice sńıž́ı na devět, ale stále se s takovým modelem
v praxi těžko zacháźı. Poznamenejme, že DVEC model lze vyjádřit ještě jednodušeji
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prostřednictv́ım skalár̊u. Potom se jedná o skalárńı model, ve kterém jsou matice A∗ a
G∗ zapsané jako součiny skalár̊u a jednotkových matic IN .

VEC model je kovariančně stacionárńı, pokud jsou všechna vlastńı č́ısla matice
A + G uvnitř jednotkového kruhu. Nepodmı́něná variančńı matice Σ, Σ = EHt, je
vyjádřena jako

vech (Σ) = [IN∗ −A−G]−1c ,

kde N∗ = N(N + 1)/2 .
Podobné vyjádřeńı lze źıskat i pro následuj́ıćı BEKK model, který je speciálńım

př́ıpadem VEC modelu. BEKK model navrhli Engle a Kroner (1995) a jeho označeńı
BEKK pocháźı ze společné práce Baby, Engla, Krafta a Kronera na téma mnoho-
rozměrné modely. Tento model použ́ıvá kvadratické vyjádřeńı parametr̊u, které zaru-
čuje pozitivńı definitnost variančńı matice.

Definice 6.1.2. BEKK(1, 1, K) model je definován jako

Ht = C∗′C∗ +
K∑

k=1

A∗
k
′εt−1ε

′
t−1A

∗
k +

K∑

k=1

G∗
k
′Ht−1G

∗
k ,

kde C∗, A∗ a G∗ jsou čtvercové matice řádu N a C∗ je horńı trojúhelńıková matice.

Horńı mez součtu K vyjadřuje obecnost modelu, pro jednoduchost a názornost
se budeme věnovat př́ıpadu, kdy K = 1. Počet parametr̊u BEKK(1, 1, 1) modelu je
N(5N+1)/2, tj. v dvourozměrném př́ıpadě jedenáct. Pro sńıžeńı počtu parametr̊u je za-
veden diagonálńı BEKK model s N(N +5)/2 parametry, který již ovšem ztráćı na obec-
nosti. Zde při N = 2 pracujeme se sedmi parametry. Daľśım zp̊usobem sńıžeńı počtu
parametr̊u je použit́ı skalárńıho BEKK modelu, kde jsou matice A∗ a G∗ vyjádřeny
součinem skaláru a jednotkové matice.

6.1.2 Faktorové modely

Engle et al. (1990b) navrhl parametrizaci Ht založenou na myšlence závislosti pohybu
výnosu akcíı na malém počtu podkladových veličin, které jsou nazývány faktory. Na
faktorový model lze nahĺıžet jako na speciálńı druh BEKK modelu. Uvedenou definici
zveřejnil Lin (1992).

Definice 6.1.3. BEKK(1, 1, K) model z předchoźı definice je faktorovým GARCH mo-
delem značeným F-GARCH(1, 1, K), jestlǐze pro každé k = 1, . . . , K maj́ı matice A∗

k

a G∗
k hodnost jedna, a pokud obě dvě maj́ı stejné levé a pravé vlastńı vektory λk a wk.

Tyto matice A∗
k a G∗

k tedy m̊užeme zapsat rovicemi

A∗
k = αkwkλ

′
k a G∗

k = βkwkλ
′
k ,

kde použ́ıváme αk a βk pro označeńı skalár̊u. Vektory λk a wk jsou typu N×1 a splňuj́ı
podmı́nky

w′
kλi = 0 pro k 6= i a w′

kλi = 1 pro k = i ,
N∑

n=1

wnk = 1 .
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Dosazeńım vyjmenovaných vlastnost́ı do vzorce BEKK modelu źıskáme vyjádřeńı pod-
mı́něné variančńı matice Ht vzorcem

Ht = Ω +
K∑

k=1

λkλ
′
k(α

2
kw

′
kεt−1ε

′
t−1wk + β2

kw
′
kHt−1wk) .

Poznamenejme, že w′
kεt je k-tý faktor a λk je jeho př́ıslušná váha, dále budeme

k-tý faktor označovat fkt.

6.2 Lineárńı kombinace jednorozměrných model̊u

typu GARCH

Nyńı se zabývejme modely, které jsou lineárńı kombinaćı několika jednorozměrných
model̊u, které však nemuśı být standardńımi GARCH modely.

6.2.1 Ortogonálńı modely

Pozorovaná data jsou vytvořena ortogonálńı transformaćı N jednorozměrných GARCH
proces̊u, kde matice př́ıslušné lineárńı transformace je ortogonálńı matićı vlastńıch
vektor̊u nepodmı́něné variančńı matice standardizovaných výnos̊u. Ortogonálńı modely
mohou být považovány za faktorové modely, kde jsou faktory jednorozměrné GARCH
procesy s nulovou středńı hodnotou.

V ortogonálńım modelu publikovaném Kariyou (1988) a Alexanderem a Chibumbou
(1997) je variančńı matice řádu N vytvořena m jednorozměrnými GARCH modely.

Definice 6.2.1. O-GARCH(1, 1, m) model je definován prostřednictv́ım vyjádřeńı

V−1/2εt = Ut = Λmft ,

kde plat́ı značeńı:

(i) V = diag (v1, . . . , vN), vi jsou rozptyly εit pro i = 1, . . . , N ,

(ii) Λm je matice typu N ×m daná jako

Λm = Pmdiag (l
1/2
1 , . . . , l1/2

m ) ,

kde l1 ≥ · · · ≥ lm > 0 je m nejvěťśıch vlastńıch č́ısel korelačńı matice vektoru Ut

a Pm je matice typu N ×m př́ıslušných vlastńıch vektor̊u,

(iii) ft = (f1t, . . . , fmt)
′ je náhodný proces takový, že

Et−1 ft = 0 a vart−1 ft = Qt = diag (σ2
f1t

, . . . , σ2
fmt

) ,

σ2
fit

= (1− ai − bi) + aif
2
i,t−1 + biσ

2
i,t−1 pro i = 1, . . . , m .

Př́ıslušnou podmı́něnou variančńı matici Ht potom zapisujeme ve tvaru

Ht = vart−1 εt = V1/2VtV
1/2 , kde Vt = vart−1 Ut = ΛmQtΛ

′
m .
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Śıla ortogonálńıho modelu spoč́ıvá v použit́ı malého počtu jednorozměrných GARCH
model̊u. Alexander (2001) ukazuje, že pro model dvanácti aktiv stač́ı dva jednorozměrné
GARCH modely.

Definice 6.2.2. GO-GARCH(1, 1) model je definován stejně jako O-GARCH(1, 1,
m) model v Definici 6.2.1., kde m = N a Λ je nesingulárńı matice parametr̊u. Podmı́-
něná korelačńı matice εt potom m̊uže být vyjádřena jako

Rt = J−1
t VtJ

−1
t , kde Jt = (Vt ¯ Im)1/2 a Vt = ΛQtΛ

′ .

Ortogonálńı modely jsou konkrétńım druhem F-GARCH model̊u a tedy také BEKK
model̊u. Proto se výsledky o stacionaritě, nepodmı́něných momentech a odhadech sta-
novené pro BEKK modely mohou aplikovat i na ortogonálńı modely. Je zřejmé, že
O-GARCH a GO-GARCH modely jsou kovariančně stacionárńı, jestliže jsou všechny
jednotlivé jednorozměrné GARCH procesy stacionárńı.

Latentńı faktorové modely

Faktorový model je latentńım faktorovým modelem, pokud jsou faktory fkt pro k =
1, . . . , K skryté, což znamená, že nejsou zahrnuté do σ-algebry It. Př́ımým d̊usledkem
je skutečnost, že podmı́něná variančńı matice Ht neńı měřitelná. Proto mohou být
latentńı faktorové modely zahrnuté do tř́ıdy model̊u stochastické volatility. Faktory fkt

pro k = 1, . . . , K lze často vyjádřit dynamickými heteroskedastickými procesy, tedy
např́ıklad ARCH modely. Podmı́něná kovariance mezi jednotlivými faktory je obvykle
rovna nule. Mnohorozměrné latentńı faktorové modely nacházej́ı uplatněńı např́ıklad
při modelováńı volatilit směnárenských kurz̊u nebo výnos̊u obligaćı, kde se použ́ıvá
rozkladu mezinárodńı úrokové mı́ry na národńı a celosvětové latentńı faktory.

6.3 Nelineárńı kombinace jednorozměrných model̊u

typu GARCH

Tato podkapitola shrnuje modely, ve kterých lze samostatně vyjádřit jednotlivé pod-
mı́něné rozptyly a podmı́něné korelačńı matice nebo jiné formy závislosti jednotlivých
časových řad. Následuj́ıćı modely sice nejsou parametricky náročné a snadno se od-
haduj́ı, ale teoretické výsledky o stacionaritě, ergodicitě a vyjádřeńı moment̊u nelze
źıskat tak jednoduše jako tomu bylo u zobecněńı jednorozměrných GARCH model̊u a
lineárńıch kombinaćı jednorozměrných GARCH model̊u.

6.3.1 Modely podmı́něných korelaćı

Nejprve je potřeba naj́ıt model pro každý podmı́něný rozptyl a potom lze modelo-
vat podmı́něnou korelačńı matici. Bollerslev (1990) navrhl tř́ıdu mnohorozměrných
GARCH model̊u, ve které jsou podmı́něné korelace konstantńı, a t́ım sńıžil počet ne-
známých parametr̊u.

Definice 6.3.1. Model konstantńıch podmı́něných korelaćı, tzv. CCC model, je defi-
nován jako

Ht = DtRDt =
(
ρij

√
hiithjjt

)
,
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kde
Dt = diag (

√
h11t, . . . ,

√
hNNt) . (6.4)

Prvky hiit lze definovat jako nějaké jednorozměrné GARCH modely. Matice R = (ρij)
je symetrická pozitivně definitńı korelačńı matice s ρii = 1 pro i = 1, . . . , N .

Model dynamických podmı́něných korelaćı, tzv. DCC model, použ́ıvá pro vyjádřeńı
jednotlivých podmı́něných rozptyl̊u GARCH(1, 1) jednorozměrnou rovnici

hiit = ci + aiε
2
i,t−1 + bihii,t−1 pro i = 1, . . . , N ,

kde jsou parametry ci kladné a parametry ai, bi nezáporné pro i = 1, . . . , N . Uvedené
parametry současně splňuj́ı i nerovnici ai + bi < 1 pro i = 1, . . . , N . Podmı́něnou
korelačńı matici vyjadřuje DCC model autoregresńım modelem klouzavých součt̊u.
Celkový počet parametr̊u tohoto modelu je N(N + 5)/2 + 2. Matice Ht je pozitivně
definitńı právě tehdy, když je všech N podmı́něných rozptyl̊u kladných a matice Rt je
pozitivně definitńı.

Následuj́ıćı DCCT (M) model navrhli Tse a Tsui ve článku [15] v roce 2002.

Definice 6.3.2. DCCT (M) model je definován jako

Ht = DtRtDt ,

kde je matice Dt definována vztahem (6.4), ve kterém jsou prvky hiit vyjádřeny rov-
nicemi nějakých jednorozměrných GARCH model̊u, a kde jsou podmı́něné korelačńı
matice Rt definovány rekurzivně vztahem

Rt = (1− θ1 − θ2)R + θ1ψt−1 + θ2Rt−1 . (6.5)

V rovnici (6.5) znač́ı θ1 a θ2 nezáporné parametry splňuj́ıćı nerovnici θ1 + θ2 < 1.
Matice R = (ρij) je symetrická pozitivně definitńı matice konstantńıch parametr̊u typu
N ×N , kde ρii = 1. Matice ψt−1 je korelačńı matice {Ut−1, . . . ,Ut−M} typu N ×N a
prvky této matice ψt−1 lze vyjádřit jako

ψij,t−1 =

∑M
m=1 Ui,t−mUj,t−m√

(
∑M

m=1 U2
i,t−m)(

∑M
m=1 U2

j,t−m)
,

kde Uit = (Yit − µit)/h
1/2
iit označuje standardizované reziduum. Matici ψt−1 lze také

vyjádřit rovnićı
ψt−1 = B−1

t−1Lt−1L
′
t−1B

−1
t−1 ,

kde Bt−1 je diagonálńı matice typu N×N s i-tým diagonálńım prvkem (
∑M

m=1 U2
i,t−m)1/2

a Lt−1 = (Ut−1, . . . ,Ut−M) je matice typu N ×M .

Z této definice vid́ıme, že nutnou podmı́nkou, aby byla matice ψt−1 pozitivně defi-
nitńı, je podmı́nka M ≥ N , a potom je samozřejmě také pozitivně definitńı matice Rt.
Z předchoźıch definic 6.3.1. a 6.3.2. je zřejmé, že CCC model je speciálńım př́ıpadem
DCC modelu. Pro volbu jednoho z těchto dvou model̊u je tedy vhodné testovat, zda
θ1 = θ2 = 0 před samotným použit́ım vybraného modelu.

Odlǐsnou definici DCC modelu navrhl Engle (2002). Tento model budeme v násle-
duj́ıćım označovat jako DCCE(1, 1).
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Definice 6.3.3. DCCE(1, 1) model je definován jako

Ht = DtRtDt ,

kde je matice Dt definována vztahem (6.4), ve kterém jsou prvky hiit vyjádřeny rovni-
cemi nějakých jednorozměrných GARCH model̊u, a kde

Rt = diag (q
−1/2
11t , . . . , q

−1/2
NNt )Qtdiag (q

−1/2
11t , . . . , q

−1/2
NNt ) .

Matice Qt zde označuje symetrickou pozitivně definitńı matici typu N × N určenou
vztahem

Qt = (1− a− b)Q + aUt−1U
′
t−1 + bQt−1

pro a ≥ 0 a b ≥ 0 parametry splňuj́ıćı podmı́nku a + b ≤ 1, Q nepodmı́něnou variančńı
matici Ut, která je typu N ×N , kde Uit = (Yit − µit)/h

1/2
iit .

Prvky matice Q můžeme odhadnout nebo můžeme použ́ıt hodnoty vypočtené př́ımo
z dat, se kterými pracujeme.

Pro prokázáńı rozd́ılu mezi předchoźımi definicemi 6.3.2. a 6.3.3. ukážeme, jak každá
z nich vyjadřuje korelačńı koeficient v dvourozměrném modelu. Pro DCCT (M) model
se jedná o korelačńı koeficient

ρ12t = (1− θ1 − θ2)ρ12 + θ1

∑M
m=1 U1,t−mU2,t−m√(∑M

m=1 U2
1,t−m

)(∑M
m=1 U2

2,t−m

) + θ2ρ12,t−1 (6.6)

a pro DCCE(1, 1) model lze tentýž korelačńı koeficient vyjádřit jako

ρ12t =
(1− a− b)ρ̄12 + aU1,t−1U2,t−1 + bρ12,t−1√(

(1− a− b)ρ̄11 + aU2
1,t−1 + bρ11,t−1

) (
(1− a− b)ρ̄22 + aU2

2,t−1 + bρ22,t−1

) .

(6.7)
Z předchoźıch rovnic (6.6) a (6.7) vid́ıme, že DCCT model vyjadřuje podmı́něnou
korelaci prostřednictv́ım váženého součtu minulých korelaćı, zat́ımco DCCE model
nikoliv.

Oba zmı́něné DCC modely použ́ıvaj́ı pouze jednu dvojici skalár̊u pro vyjádřeńı po-
hybu podmı́něné korelace, což je postačuj́ıćı podmı́nkou na parametry pro zajǐstěńı po-
zitivńı definitnosti matice Rt pro všechna t. Pokud jsou podmı́něné rozptyly vyjádřené
GARCH(1, 1) modelem, potom oba DCC modely obsahuj́ı [N(N +5)]/2+2 parametry.

Obecné dynamické kovariančńı modely

Obecné dynamické kovariančńı modely jsou sice odlǐsné od předchoźıch model̊u, ale jak
ukážeme v závěru této podkapitoly, jejich definici lze upřesnit pro vyjádřeńı mnohých
z výše uvedených model̊u. Použ́ıváme zde definici, kterou zavedli Kroner a Ng (1998).

Definice 6.3.4. GDC model je definován jako

Ht = DtRtDt + Φ¯Θt ,

kde plat́ı následuj́ıćı značeńı:
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(i) Dt = (dijt) , kde diit = θ
1/2
iit ∀ i = 1, . . . , N a dijt = 0 ∀ i, j = 1, . . . , N ,

i 6= j ,

(ii) matice Rt je vyjádřena stejně jako v definici 6.3.2. DCCT (M) modelu nebo stejně
jako v definici 6.3.3. DCCE(1, 1) modelu,

(iii) Φ = (φij) , kde φii = 0 ∀ i = 1, . . . , N a φij = φji ,

(iv) jednotlivé prvky matice Θt = (θijt) lze vyjádřit rovnićı

θijt = cij + a′iεt−1ε
′
t−1aj + g′iHt−1gj , ∀ i, j = 1, . . . , N ,

kde ai a gi jsou vektory parametr̊u typu N×1 pro i = 1, . . . , N a matice C = (cij)
je symetrická pozitivně definitńı matice typu N ×N .

Prvky takto definované matice Ht = (hijt) lze zapsat rovnicemi

hiit = θiit ∀ i = 1, . . . , N ,

hijt = ρijt

√
θiitθjjt + φijθijt , ∀ i, j = 1, . . . , N , i 6= j ,

kde jsou jednotlivé prvky θijt vyjádřeny BEKK modelem z definice 6.1.2.
GDC model v sobě zahrnuje některé mnohorozměrné modely typu GARCH, které

lze vyjádřit zavedeńım pomocných podmı́nek. Uvažujme následuj́ıćı množinu podmı́nek,
kterou zavedli Kroner a Ng (1998):

(GDC.I) θ1 = θ2 = 0 v DCCT modelu nebo a = b = 0 v DCCE modelu,

(GDC.II) R = IN v DCCT modelu nebo Q = IN v DCCE modelu,

(GDC.III) φij = 0 ∀ i, j = 1, . . . , N , i 6= j ,

(GDC.IV) φij = 1 ∀ i, j = 1, . . . , N , i 6= j ,

(GDC.V) ai = αili a gi = βili ∀ i = 1, . . . , N , kde αi a βi jsou skaláry pro i =
1, . . . , N , li jsou i-té sloupcové vektory matice IN a matice A = [a1, . . . , aN ]
a G = [g1, . . . ,gN ] jsou typu N ×N ,

(GDC.VI) A = α(wλ′) a G = β(wλ′), kde A = [a1, . . . , aN ] a G = [g1, . . . ,gN ] jsou
matice typu N ×N , α a β jsou skaláry, w a λ jsou vektory typu N × 1.

Potom lze z GDC modelu r̊uznými kombinacemi těchto podmı́nek vyjádřit následuj́ıćı
modely:

• DVEC(1, 1) model vznikne z GDC modelu za platnosti souboru podmı́nek (GDC.I),
(GDC.II) a (GDC.V),

• BEKK(1, 1, 1) model vznikne z GDC modelu za platnosti souboru podmı́nek
(GDC.I), (GDC.II) a (GDC.IV),

• F-GARCH(1, 1, 1) model vznikne z GDC modelu za platnosti souboru podmı́nek
(GDC.I), (GDC.II), (GDC.IV) a (GDC.VI),

• CCC model s GARCH(1, 1) modelem pro podmı́něné rozptyly vznikne z GDC
modelu za platnosti souboru podmı́nek (GDC.I), (GDC.III) a (GDC.V),
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• DCCT nebo DCCE(1, 1) model s GARCH(1, 1) modelem pro podmı́něné rozptyly
vznikne z GDC modelu za platnosti souboru podmı́nek (GDC.III) a (GDC.V).

Jak vid́ıme z těchto upřesněńı GDC modelu, jedná se o model velmi široký, který
vyžaduje [N(7N − 1) + 4]/2 parametr̊u. Např́ıklad v dvourozměrném př́ıpadě pracuje
GDC model s třemi parametry v matici Rt, jedńım parametrem v matici Φ a jedenácti
parametry v matici Θt. Celkem je tedy použito v dvourozměrném GDC modelu patnáct
parametr̊u, což je méně než ve VEC modelu, který vyžaduje dvacet jedna parametr̊u,
ale v́ıce než v BEKK modelu, kde je použito pouze jedenáct parametr̊u.

6.3.2 Kopula-mnohorozměrné GARCH modely

Tyto modely jsou založené na skutečnosti, že jakékoli M -rozměrné sdružené rozděleńı
může být rozloženo na M marginálńıch rozděleńı a kopula funkci, která vyjadřuje
závislost mezi M veličinami. Celý model lze potom zapsat marginálńımi rozděleńımi
jednotlivých řad, podmı́něnou kopula funkćı a GARCH rovnicemi podmı́něných roz-
ptyl̊u. Zd̊urazněme, že podmı́něná kopula funkce muśı být časově proměnlivá prostřed-
nictv́ım parametr̊u.

6.4 Pákový efekt v mnohorozměrných modelech ty-

pu GARCH

U akciových výnos̊u může mı́t r̊ust hodnoty menš́ı dopad na volatilitu než pokles hod-
noty stejné absolutńı hodnoty. Jinými slovy, křivka dopadu inovaćı na volatilitu je
asymetrická, tj.

σ2
t (εt−1) 6= σ2

t (−εt−1) .

Tento jev se často nazývá pákový efekt, který poprvé publikoval Black (1976).
U mnohorozměrných model̊u docháźı k pákovému efektu, protože rozptyly a kovari-

ance mohou reagovat r̊uzně na kladné a záporné změny hodnot výnos̊u. Připomeňme, že
podmı́něná variančńı matice je v mnohorozměrných modelech definována jako funkce
zpožděných hodnot εtε

′
t. Změny hodnoty výnosu lze vyjádřit právě prostřednictv́ım εt

nebo Zt. Model, který výslovně zahrnuje znaménka chyb, je asymetrický dynamický
kovariančńı model, tzv. ADC model, navržený Kronerem a Ngem (1998). Tento model
se od obecného dynamického kovariančńıho modelu, tzv. GDC modelu, lǐśı použit́ım
vektoru Vt = max{0,−εt} ve vyjádřeńı θijt

θijt = cij + a′iεt−1ε
′
t−1aj + g′iHt−1gj + b′iVt−1V

′
t−1bj .

Pro vyjádřeńı pákového efektu v DVEC modelu přidali Hansson a Hordahl (1998) do
rovnice podmı́něné variančńı matice (6.3) sč́ıtanec D¯Vt−1V

′
t−1, kde D je diagonálńı

matice parametr̊u. Pro vyjádřeńı pákového efektu v dvourozměrném BEKK modelu za-
vedli Hafner a Herwatz (1998) sč́ıtanec D′

1εt−1ε
′
t−1D1I{ε1,t−1<0}+D′

2εt−1ε
′
t−1D2I{ε2,t−1<0},

kde jsou D1, D2 čtvercové matice parametr̊u řádu dva a I{... } je indikátor funkce.



Kapitola 7

Odhady parametr̊u

V páté kapitole jsme zavedli mnohorozměrný ARCH(1) model jako speciálńı př́ıpad
později definovaného BEKK modelu v Definici 6.1.2. Nyńı se proto omeźıme na vyše-
třováńı odhadu parametr̊u v mnohorozměrných GARCH modelech, které jsme zavedli v
předchoźı kapitole, kde jsme pracovali s r̊uznými vyjádřeńımi podmı́něné variančńı ma-
tice. V následuj́ıćı podkapitole se budeme zabývat odhadem př́ıslušných parametr̊u me-
todou maximálńı věrohodnosti, protože odhady źıskané metodou obyčejných nejmenš́ıch
čtverc̊u jsou méně eficientńı než ty, které poskytuje právě výše zmı́něná metoda ma-
ximálńı věrohodnosti.

7.1 Metoda maximálńı věrohodnosti

Stejně jako v jednorozměrném př́ıpadě lze pro odhad parametr̊u podmı́něné středńı
hodnoty a podmı́něného rozptylu použ́ıt metodu maximálńı věrohodnosti. Předpoklá-
dejme, že vektorový náhodný proces {Yt, t = 1, . . . , T} splňuje rovnice (6.1) a (6.2)
a že má podmı́něnou středńı hodnotou µt(θ0), podmı́něnou variančńı matici Ht(θ0) a
podmı́něné rozděleńı P (Yt| ζ0, It−1), kde ζ0 = (θ0,η0) je vektor parametr̊u typu 1× r
a η0 je vektor parametr̊u, které se vyskytuj́ı v rozděleńı náhodného procesu {Zt}. Může
tedy nastat situace ζ0 = (θ0). Př́ıslušnou hustotu podmı́něného rozděleńı náhodného
vektoru Yt budeme v následuj́ıćım značit f(yt| ζ0, It−1).

Poznamenejme, že pro zápis věrohodnostńı funkce zde vyjádř́ıme sdruženou hustotu
procesu {Yt} podmı́něnou vzhledem k vektoru parametr̊u ζ prostřednictv́ım součinu
podmı́něných hustot f(yt| ζ, It−1). Př́ıslušný vztah těchto hustot je

f(y1, . . . ,yT | ζ) =
T∏

t=1

f(yt| ζ, It−1)

a lze jej odvodit použit́ım věty o podmı́něné hustotě ([2], Věta 3.19.) a opakovaným
použit́ım věty o vztahu sdružené a podmı́něné hustoty ([2], věta 3.20.).

Nejčastěji použ́ıvaným postupem pro odhad vektoru parametr̊u ζ0 je maximalizace
logaritmické věrohodnostńı funkce, kterou provád́ıme za předpokladu, že jsou jednot-
livé vektory standardizovaného inovačńıho procesu {Zt} nezávislé a stejně rozdělené.
Jako daľśı předpoklad uvažujeme volbu podmı́něné hustoty procesu {Zt}, kterou zna-
č́ıme g(zt(θ)|η). Poznamenejme zde, že z rovnic (6.1) a (6.2) lze náhodný proces {Zt}

36
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vyjádřit pomoćı pozorovaného procesu {Yt} vztahem

Zt = H
− 1

2
t (Yt − µt) .

Pro zápis logaritmické věrohodnostńı funkce tedy použijeme podmı́něnou hustotu vek-
torového procesu {Yt}, kterou vyjádř́ıme prostřednictv́ım zvolené hustoty g(zt(θ)|η)
rovnićı

f(yt| ζ, It−1) = |Ht|− 1
2 g(H

−1/2
t (yt − µt)|η) .

Prvek |Ht|−1/2 je jakobiánem transformace inovačńıho procesu na pozorovaný proces.
Poznamenejme zde, že patř́ı-li hustota g(.) do tř́ıdy elipticky vrstevnicových rozděleńı,
tj. je-li funkćı z′tzt, potom jsou tato hustota a i samotný odhad metodou maximálńı

věrohodnosti nezávislé na vyjádřeńı H
−1/2
t , ale jsou funkcemi H−1

t , protože z′tzt =
(yt − µt)

′H−1
t (yt − µt). Nyńı již můžeme zapsat logaritmickou věrohodnostńı funkci

LT (ζ) pro T pozorováńı, kterou dále maximalizujeme s ohledem na vektor parametr̊u
ζ = (θ,η), ve tvaru

LT (ζ) =
T∑

t=1

ln f(yt| ζ, It−1) .

Závislost na vektoru parametr̊u θ je vyjádřena prostřednictv́ım vektoru µt a matice
Ht.

Standardně použ́ıvaným rozděleńım je mnohorozměrné normálńı rozděleńı. V ta-
kovém př́ıpadě potom plat́ı, že ζ = (θ), protože je dané rozděleńı jednoznačně určeno
prvńımi dvěma momenty. Př́ıslušnou logaritmickou věrohodnostńı funkci lze vyjádřit
rovnićı

LT (θ) = −TN

2
ln(2π)− 1

2

T∑
t=1

ln |Ht| − 1

2

T∑
t=1

(yt − µt)
′H−1

t (yt − µt) . (7.1)

Vı́me ale, že u většiny úloh pracuj́ıćıch s daty vysoké frekvence (např. s burzovńımi
daty) je normalita inovačńıho procesu zamı́tnuta, protože jsou špičatosti jednotlivých
výnosových řad finančńıch aktiv větš́ı než tři. Tato špičatost větš́ı než tři prokazuje
skutečnost, že pozorovaná data maj́ı př́ılǐs mnoho odlehlých pozorováńı a nelze je
modelovat normálńım rozděleńım. Nav́ıc nepodmı́něné rozděleńı má mnohdy silněǰśı
chvosty oproti těm, které s sebou přináš́ı podmı́něné normálńı rozděleńı. Přesto lze
maximalizaćı výrazu (7.1) v̊uči θ źıskat konzistentńı odhad θ0. Takový odhad potom
nazýváme kvazi-maximálně věrohodným odhadem. Poznamenejme, že pro samotnou
maximalizaci logaritmické věrohodnostńı funkce muśıme použ́ıt numerické metody.

Za předpokladu, že má vektorový náhodný proces {Yt} podmı́něné normálńı roz-
děleńı Yt|θ0 , It−1 ∼ NN(µt(θ0),Ht(θ0)), lze např́ıklad pro DCCT (M) model uvedený
v definici 6.3.2. vyjádřit logaritmickou věrohodnostńı funkci ve tvaru

LT (θ) = −TN

2
ln(2π)− 1

2

T∑
t=1

ln |Rt| − 1

2

T∑
t=1

N∑
i=1

ln hiit −

−1

2

T∑
t=1

(yt − µt)
′D−1

t R−1
t D−1

t (yt − µt) . (7.2)
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Maximalizaćı zde uvedeného výrazu (7.2) v̊uči vektoru parametr̊u θ źıskáme maximálně
věrohodný odhad θ̂. V DCCT (M) modelu uvedeném v definici 6.3.2. lze vektor všech
parametr̊u vyjádřit jako θ = (c1, . . . , cN , a1, . . . , aN , b1, . . . , bN , ρ12, . . . , ρN−1,N , θ1, θ2).

V některých př́ıpadech je ale nutné použ́ıt pro inovačńı proces vhodněǰśı rozděle-
ńı než výše uvedené normálńı rozděleńı. Např́ıklad pokud je inovačńı proces špičatý,
potom lze jako přirozenou alternativu k normálńımu rozděleńı použ́ıt Studentovo roz-
děleńı, které je popsáno parametrem ν vyjadřuj́ıćım počet stupň̊u volnosti. Pozname-
nejme, že v takovém př́ıpadě η = (ν), kde ν je kladné č́ıslo. Pokud ν → ∞, potom
hustota Studentova rozděleńı konverguje k hustotě normálńıho rozděleńı. Oproti tomu
se chvosty hustoty Studentova rozděleńı zesiluj́ı, když ν → 0. Hodnota parametru ν vy-
jadřuje řád nejvyšš́ıho existuj́ıćıho momentu. Např́ıklad pro ν = 2 existuje moment
prvńıho řádu, ale moment druhého řádu již neexistuje. Z tohoto d̊uvodu je vhodné
předpokládat ν > 2. Hustota N -rozměrného Studentova rozděleńı má pro náhodný
vektor Xt = (X1t, . . . , XNt)

′ tvar

f(xt|ν) =
Γ(ν+N

2
)

Γ(ν
2
)(πν)

N
2

(
1 +

x′txt

ν

)− ν+N
2

,

kde Γ(.) je funkce gama. Jednotlivé složky Xit pro i = 1, . . . , N výše uvedeného vektoru
maj́ı každá nulovou středńı hodnotu a rozptyl ν/(ν−2). Zavedeme tedy normovaný vek-
tor Zt =

√
(ν − 2)/ν Xt se standardizovaným N -rozměrným Studentovým rozděleńım

a transformaćı vypočteme př́ıslušnou hustotu

g(zt| ν) =
Γ(ν+N

2
)

Γ(ν
2
)[π(ν − 2)]

N
2

(
1 +

z′tzt

ν − 2

)− ν+N
2

.

Pro samotný výpočet logaritmické věrohodnostńı funkce provedeme ještě jednu trans-
formaci Yt = µt + H

1/2
t Zt za předpokladu, že má náhodný vektor Zt výše uvedené

standardizované N -rozměrné Studentovo rozděleńı. Hustota náhodného vektoru Yt má
pak tvar

f(yt| ζ, It−1) =
Γ(ν+N

2
)

Γ(ν
2
)[π(ν − 2)]

N
2 |Ht| 12

[
1 +

(yt − µt)
′H−1

t (yt − µt)

ν − 2

]− ν+N
2

a odpov́ıdaj́ıćı logaritmická věrohodnostńı funkce je

LT (ζ) = T ln Γ

(
ν + N

2

)
− T ln Γ

(ν

2

)
− TN

2
ln[π(ν − 2)]− 1

2

T∑
t=1

ln |Ht| −

−ν + N

2

T∑
t=1

ln

[
1 +

(yt − µt)
′H−1

t (yt − µt)

ν − 2

]
.

Chceme-li zahrnout do odhadu parametr̊u oboj́ı, nadbytečnou špičatost výnos̊u
i jejich zešikmenost, lze použ́ıt mnohorozměrnou hustotu inovačńıho procesu, která
má silné chvosty a je zešikmená. Pro tento účel lze použ́ıt např́ıklad šikmé Studen-
tovo rozděleńı, ale již v jednorozměrném př́ıpadě bychom pracovali s velmi složitou
logaritmickou věrohodnostńı funkćı s mnoha dodatečnými parametry. Pro ilustraci zde
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uved’me logaritmickou věrohodnostńı funkci pro náhodnou veličinu Yt, jak ji uvád́ı [1]
s ponecháńım předchoźıho značeńı

LT (ζ) = T ln Γ

(
ν + 1

2

)
− T ln Γ

(ν

2

)
− T

2
ln[π(ν − 2)] + T ln

(
2

ξ + 1
ξ

)
+

+ T ln s− 1

2

T∑
t=1

ln Ht − ν + 1

2

T∑
t=1

ln

{
1 +

[
s H

− 1
2

t (yt − µt) + m

ν − 2

]
ξ−It

}
,

kde ν opět vyjadřuje počet stupň̊u volnosti daného rozděleńı, parametr ξ vyjadřuje
asymetrii rozděleńı a zbývaj́ıćı parametry s,m a It lze vyjádřit rovnicemi

s =

√(
ξ2 +

1

ξ2
− 1

)
−m2 a m =

Γ
(

ν+1
2

) √
(ν − 2)√

π Γ
(

ν
2

)
(

ξ − 1

ξ

)
,

It = 1 pro H
− 1

2
t (Yt − µt) ≥ −m/s a It = −1 pro H

− 1
2

t (Yt − µt) < −m/s .

Nadměrnou špičatost a zešikmenost výnos̊u můžeme při odhadu parametr̊u vyjádřit
také použit́ım zobecněného hyperbolického rozděleńı, které je definováno jako směs
mnohorozměrných normálńıch rozděleńı. Vyjádřeńı př́ıslušné hustoty lze nalézt v ([9],
str. 212), kde je uveden také stručný popis tohoto rozděleńı. Poznamenejme však, že
zde zmı́něné rozděleńı vyžaduje př́ılǐs mnoho parametr̊u.

Asymptotické charakteristiky kvazi-maximálně věrohodného odhadu parametr̊u ješ-
tě nejsou pevně stanoveny pro zde uvažované mnohorozměrné GARCH modely. Konzis-
tence již prokázána byla, ale asymptotická normalita byla prokázána jen pro BEKK mo-
del zavedený v Definici 6.1.2. a pro jeho konkrétńı př́ıpady, tj. F-GARCH, O-GARCH
a GO-GARCH modely, které jsou uvedeny v definićıch 6.1.3., 6.2.1. a 6.2.2. v tomto
pořad́ı. Tvrzeńı pojednávaj́ıćı o zde zmı́něných asymptotických charakteristikách kvazi-
maximálně věrohodného odhadu parametr̊u obecného BEKK modelu lze nalézt ve ([12],
Proposition 16.1.). Poznamenejme ještě, že tyto charakteristiky plat́ı také pro kvazi-
maximálně věrohodný odhad parametr̊u mnohorozměrného ARCH(1) modelu, který
je uvedený v páté kapitole, protože je speciálńım př́ıpadem zde definovaného mnoho-
rozměrného BEKK modelu.



Kapitola 8

Adekvátnost odhadnutých model̊u

Odhad mnohorozměrných ARCH i GARCH model̊u je časově velmi náročný, jak z hle-
diska programováńı, tak i z hlediska výpočt̊u samotných. Je proto vhodné předem
ověřit, zda studovaná data obsahuj́ı ARCH projevy. Dodatečně je velmi d̊uležité ověřit
přiměřenost odhadnutého modelu. Mnohorozměrným model̊um se ale věnuje pouze
několik test̊u, ačkoli pro jednorozměrné modely jich existuje mnoho.

Lze rozlǐsit dva typy test̊u. Jednorozměrné testy použité nezávisle na jednotlivé
výnosové řady a mnohorozměrné testy použité na celou skupinu výnosových řad jako
celek. Přestože jednorozměrné testy mohou poskytnout jisté výsledky, korelace mezi
veličinami inovačńıho procesu z téhož časového okamžiku zp̊usobuje, že statistiky z jed-
notlivých rovnic nejsou nezávislé. Tato skutečnost poukazuje na potřebu použit́ı sdru-
ženého testováńı.

Jak jsme již zmı́nili, mnohorozměrný ARCH(1) model uvedený v páté kapitole
je speciálńım př́ıpadem BEKK modelu z definice 6.1.2., a proto se v následuj́ıćım
zaměř́ıme na vyšetřováńı ARCH projev̊u v mnohorozměrných GARCH modelech. Před-
pokládejme, že se pohyb studované řady ř́ıd́ı mnohorozměrným GARCH modelem
daným rovnicemi (6.1) a (6.2). Standardizovaná chybová složka Zt = H

−1/2
t εt by měla

splňovat tři následuj́ıćı podmı́nky:

(P.I) E(ZtZ
′
t) = IN ,

(P.II) cov(Z2
it, Z

2
jt) = 0 pro každé i 6= j,

(P.III) cov(Z2
it, Z

2
j,t−k) = 0 pro každé i 6= j, k > 0.

Testováńım vlastnosti (P.I) lze odhalit chybné vyjádřeńı podmı́něné středńı hodnoty.
Testováńım vlastnosti (P.II) lze ověřit, zda je podmı́něné rozděleńı Gaussovo. Tes-
továńım vlastnosti (P.III) lze zjistit přiměřenost vyjádřeńı matice Ht bez ohledu na
platnost předpoklad̊u o rozděleńı náhodného vektoru Zt. Podmı́nka (P.II) tedy nemuśı
být splněna, i když je matice Ht vyjádřena správně. Za předpokladu, že existuj́ı mo-
menty př́ıslušných řád̊u, které jsou potřeba pro testováńı podmı́nek (P.I)− (P.III), lze
provést př́ıslušné testy za použit́ı testovaćıch pravidel podmı́něných moment̊u, která
navrhli Newey (1985) a Tauchen (1985). Tyto momenty však mnohdy neexistuj́ı.

Testy podmı́něně heteroskedastických model̊u lze rozdělit do následuj́ıćıch tř́ı sku-
pin:

• Portmanteau testy Boxova-Pierceova-Ljungova typu,

40
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• testy založené na Lagrangeových multiplikátorech,

• testy založené na rezidúıch.

8.1 Portmanteau statistiky

Ve finančńıch úlohách je často potřeba testovat, zda jsou autokorelace a smı́̌sené ko-
relace se zpožděńımi 1, . . . , m dané vektorové časové řady nulové. Nejčastěji použ́ıva-
nými testy jsou pro tento účel Ljungovy-Boxovy Portmanteau testy. Mnohorozměrná
verze Ljungovy-Boxovy statistiky QN(m) je zobecněńım jednorozměrné Ljungovy-Bo-
xovy statistiky Q(m). Poznamenejme, že m zde budeme volit podle doporučeńı pro
jednorozměrný př́ıpad, které je uvedeno ve ([14], str. 25) a které navrhuje použ́ıt
m ≈ ln T . Uvažujme nejprve obecný vektorový náhodný proces {Xt, t = 1, . . . , T},
kde jsou jednotlivé vektory typu N × 1. Pro uvedený proces {Xt} se jedná o test nu-
lové hypotézy H0 : ρ1 = ρ2 = · · · = ρm = 0 proti alternativńı hypotéze H1 : ρl 6= 0 pro
nějaké l ∈ {1, . . . , m}, kde ρl označuje smı́̌senou korelačńı matici se zpožděńım l pro
l = 1, . . . , m. Pro vyjádřeńı jednotlivých prvk̊u uvedených matic použijeme značeńı
ρl ≡ [ρij(l)] pro l = 1, . . . , m, i, j = 1, . . . , N a obdobné značeńı použijeme také pro
daľśı matice. Následuj́ıćı tvar mnohorozměrné verze Ljungovy-Boxovy testové statis-
tiky QN(m), který přeb́ıráme ze ([14], str. 308), má pro vektorový náhodný proces
{Xt} tvar

QN(m) = T 2

m∑

l=1

1

T − l
tr{Γ̂′lΓ̂

−1

0 Γ̂lΓ̂
−1

0 } .

Symbolem tr{.} zde označujeme stopu matice, jedná se o součet prvk̊u lež́ıćıch na

hlavńı diagonále dané čtvercové matice. Matićı Γ̂l označujeme výběrovou smı́̌senou
kovariančńı matici s časovou prodlevou l pro l = 1, . . . , m a matice Γ̂0 je výběrová
variančńı matice. Souhrnně lze tyto matice zapsat rovnićı

Γ̂k =
1

T

T∑

t=k+1

(Xt −X)(Xt−k −X)′ pro k = 0, . . . , m ,

kde X = 1
T
(X1 + · · ·+ XT ) označuje vektor výběrové středńı hodnoty.

Statistiku QN(m) lze zapsat i prostřednictv́ım výběrových smı́̌sených korelačńıch
matic ρ̂k se zpožděńımi k pro k = 0, . . . ,m za použit́ı operátoru vec a za použit́ı
Kroneckerova součinu ⊗. Takto źıskáme vyjádřeńı

QN(m) = T 2

m∑

l=1

1

T − l
[vec (ρ̂′l)]

′(ρ̂−1
0 ⊗ ρ̂−1

0 )vec (ρ̂′l) ,

kde
ρ̂k = D̂−1Γ̂kD̂

−1 pro k = 0, . . . , m .

Matice D̂ zde označuje diagonálńı matici s výběrovými směrodatnými odchylkami, tj.

D̂ = diag (Γ̂
1/2

11 (0), . . . , Γ̂
1/2

NN(0)).
O asymptotickém rozděleńı testové statistiky QN(m) se lze doč́ıst ve ([14], str. 308),

kde je uvedeno, že za platnosti nulové hypotézy a za jistých podmı́nek regularity má
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zde uvedená testová statistika asymptoticky ch́ı kvadrát rozděleńı s N2m stupni vol-
nosti. Splňuje-li p-hodnota vypočtené testové statistiky podmı́nku p-hodnota < α pro
předepsanou hladinu testu α, potom zamı́táme nulovou hypotézu a můžeme zpra-
covávaná data považovat za vzájemně závislá. Obvykle voĺıme α = 0.05. Statistika
QN(m) je sdruženým testem pro vyšetřeńı prvńıch m smı́̌sených korelačńıch matic
Xt a velká hodnota testové statistiky svědč́ı proti nulové hypotéze. Proto zamı́tneme-
li nulovou hypotézu, muśıme pro řadu vytvořit mnohorozměrný model zabývaj́ıćı se
vztahem jednotlivých vektor̊u dané řady do zpožděńı m včetně tohoto posledńıho řádu
m.

T́ımto Ljungovým-Boxovým testem můžeme také zpětně ověřit správnost vyjádřeńı
podmı́něné variančńı matice Ht v libovolném modelu typu GARCH. Vı́me, že inovačńı
proces již nevykazuje žádný ARCH projev, pokud proces druhých mocnin standar-
dizovaných inovaćı nemá žádné autokorelace ani smı́̌sené korelace a touto statistikou
lze právě otestovat, zda jsou všechny autokorelace i smı́̌sené korelace se zpožděńımi
1, . . . , m v dané mnohorozměrné řadě nulové proti alternativě, že je alespoň jedna z uve-
dených korelaćı r̊uzná od nuly. Pro tento účel je potřeba ve výše uvedeném výkladu
nahradit Xt procesem Ẑt = Ĥ

−1/2
t ε̂t. Poznamenejme, že z rovnice (6.1) lze ε̂t vyjádřit

jako ε̂t = Yt − µ̂t. V tomto př́ıpadě již ale neznáme asymptotické rozděleńı testové

statistiky, protože je pro jej́ı výpočet použit odhad Zt značený Ẑt, který je funkćı
θ̂. Proto by výsledky tohoto Portmanteau testu měly být vykládány opatrně, ačkoli
pro mnoho úloh již bylo simulačńımi studiemi prokázáno, že uvedený test poskytuje
dobré výsledky.

Alternativńı Portmanteau statistiku pro testováńı zbytkové mnohorozměrné pod-
mı́něné heteroskedasticity navrhli Ling a Li (1997). Zavedli výběrovou autokorelaci
druhých mocnin standardizovaného inovačńıho procesu se zpožděńım l vztahem

R̃(l) =

∑T
t=l+1(ε̂

′
tĤ

−1
t ε̂t − ε̃)(ε̂′t−lĤ

−1
t−lε̂t−l − ε̃)

∑T
t=l+1(ε̂

′
tĤ

−1
t ε̂t − ε̃)2

,

kde ε̃ = 1
T

∑T
t=1 ε̂′tĤ

−1
t ε̂t pro každé l = 1, . . . , m. Za předpokladu, že je model vyjádřen

správně, lze stanovit ε̃ postupem, který uvád́ı ([11], str. 125). Vı́me, že pro T →∞

ε̃ =
1

T

T∑
t=1

ε̂′tĤ
−1
t ε̂t → E(ε′tH

−1
t εt) s.j. ,

kde E(ε′tH
−1
t εt) = E(Z′tZt) = N . Proto pro dostatečně velké T můžeme následovně

R̃(l) nahradit

R̂(l) =

∑T
t=l+1(ε̂

′
tĤ

−1
t ε̂t −N)(ε̂′t−lĤ

−1
t−lε̂t−l −N)

∑T
t=l+1(ε̂

′
tĤ

−1
t ε̂t −N)2

.

Testovou statistiku potom zavedeme pomoćı součtu druhých mocnin těchto výběrových
autokorelaćı R̂(l) jako LL(m) = T

∑m
l=1 R̂2(l). Za platnosti nulové hypotézy, že v od-

hadnutém modelu už neńı žádná podmı́něná heteroskedasticita, má tato testová statis-
tika asymptoticky ch́ı kvadrát rozděleńı s m stupni volnosti, jak uvád́ı ([11], str. 126).
Při odvozováńı asymptotických charakteristik zde nepředpokládáme, že má inovačńı
proces podmı́něné normálńı rozděleńı a uvedená testová statistika je tedy robustńı
v̊uči volbě podmı́něného rozděleńı inovačńıho procesu.
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8.2 Testy založené na Lagrangeových multiplikáto-

rech

Velmi často použ́ıvanými testy v teorii mnohorozměrných GARCH model̊u jsou také
testy Lagrangeových multiplikátor̊u. Pro ověřeńı vhodnosti použit́ı nějakého modelu
typu ARCH pro pozorovaná data ([12], str. 557–584) uvád́ı test založený na Lagran-
geových multiplikátorech, který použ́ıvá pomocný regresńı model

vech (εtε
′
t) = β0 + B1vech (εt−1ε

′
t−1) + · · ·+ Bqvech (εt−qε

′
t−q) + Et .

Zde je β0 vektorem parametr̊u typu [N(N +1)/2]× 1 a Bj jsou čtvercové matice para-
metr̊u řádu [N(N + 1)/2] pro j = 1, . . . , q. Jsou-li všechny matice Bj pro j = 1, . . . , q
nulové, potom studovaná data nevykazuj́ı žádný ARCH projev. Nulová hypotéza je
tedy H0 : B1 = B2 = · · · = Bq = 0 a př́ıslušná alternativńı hypotéza je H1 : Bj 6=
0 pro nějaké j ∈ {1, . . . , q}. Statistiku LM lze potom vypoč́ıtat nahrazeńım {εt} od-
pov́ıdaj́ıćımi odhadnutými rezidui z rovnice (6.1) a vypočteńım odhadu parametr̊u
v pomocném regresńım modelu metodou nejmenš́ıch čtverc̊u. Označ́ıme-li výsledný
odhad kovariančńı matice rezidúı Σ̂vech a př́ıslušnou matici źıskanou pro q = 0 jako
Σ̂0, potom lze vyjádřit statistiku LM ve tvaru

LMARCH(q) =
1

2
TN(N + 1)− T tr{Σ̂vechΣ̂

−1

0 } .

Za platnosti nulové hypotézy má tato testová statistika asymptoticky ch́ı kvadrát
rozděleńı s qN2(N + 1)2/4 stupni volnosti. V tomto testu ale každá z matic Bj pro
j = 1, . . . , q představuje velký počet parametr̊u. Již ve dvourozměrném př́ıpadě obsa-
huje každá z těchto matic devět parametr̊u, a proto zde uvedený test neńı vhodný pro
velká q ani při malém N . Nicméně je ale možné aplikovat tento test pro každou z N řad
rezidúı jednotlivě.

Pro sńıžeńı počtu parametr̊u v odhadu mnohorozměrných GARCH model̊u je vhod-
né použ́ıt např́ıklad konstantńı model podmı́něných korelaćı, tzv. CCC model uvedený
v Definici 6.3.1. CCC model předpokládá, že podmı́něná korelačńı matice je v čase
konstantńı, je proto potřeba zpětně otestovat, zda tato vlastnost plat́ı v odhadnutém
modelu. Tse (2002) navrhl test pro konstantńı korelace, kde testujeme nulovou hy-
potézu H0 : hijt = ρij(hiithjjt)

1/2 proti alternativńı hypotéze H1 : hijt = ρijt(hiithjjt)
1/2

s podmı́něnými rozptyly vyjádřenými modelem GARCH(1, 1). Př́ıslušná testová statis-
tika je statistika LM, která má za platnosti nulové hypotézy asymptoticky ch́ı kvadrát
rozděleńı s N(N − 1)/2 stupni volnosti.

K testováńı konstantnosti podmı́něné korelačńı matice lze použ́ıt i test založený
na dynamickém modelu podmı́něných korelaćı, tzv. DCC modelu, který je uvedený
v definici 6.3.3. Engle a Sheppard (2001) navrhli test s nulovou hypotézou H0 : Rt =
R pro každé t = 1, . . . , T proti altertnativńı hypotéze H1 : vech (Rt) = vech (R) +
B∗1vech (Rt−1) + · · · + B∗qvech (Rt−q). Nulová hypotéza tedy znamená, že jsou všechny
koeficienty v pomocném regresńım modelu

Xt = β∗0 + B∗1Xt−1 + · · ·+ B∗qXt−q + E∗
t

nulové. Zde je Xt = vechl (ẐtẐ
′
t − IN), kde je operátor vechl podobný operátoru vech,

ale z př́ıslušné matice řad́ı do sloupcového vektoru pouze prvky lež́ıćı pod hlavńı dia-

gonálou. Vektor Ẑt = R̂
−1/2

D̂−1
t ε̂t je vektorem standardizovaných rezidúı typu N×1 za

platnosti nulové hypotézy, že Rt = R, a opět zde plat́ı, že Dt = diag (h
1/2
11t , . . . , h

1/2
NNt).
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8.3 Testy založené na rezidúıch

Výhodou test̊u založených na rezidúıch je skutečnost, že se zabývaj́ı hned několika
př́ıčinami př́ıpadné zbytkové podmı́něné heteroskedasticity současně. Tyto testy spoč́ı-
vaj́ı v regresi smı́̌sených součin̊u standardizovaných rezidúı Ût na nějakých vysvětluj́ı-
ćıch proměnných a v následném testováńı významnosti regresńıch koeficient̊u. Hlavńım
nedostatkem těchto test̊u je ale skutečnost, že použ́ıvaj́ı transformovaná rezidua vypo-
čtená až po odhadu počátečńıho modelu, a tak záviśı na odhadovaných parametrech
včetně jejich nejistoty. Toto však neplat́ı, použijeme-li pro odhad parametr̊u metodu
obyčejných nejmenš́ıch čtverc̊u.

Tse (2002) stanovil asymptotické rozděleńı odhadu vektoru parametr̊u θ právě pro
př́ıpad, kdy v pomocném regresńım modelu použijeme metodou obyčejných nejmenš́ıch
čtverc̊u. Definujme Ûit = ε̂it/ĥ

1/2
iit jako i-té standardizované reziduum v čase t pro

i = 1, . . . , N a ρ̂ijt = ĥijt/(ĥiitĥjjt)
1/2 jako odhad podmı́něné korelace mezi Yit a Yjt

v čase t pro 1 ≤ i < j ≤ N . Tse (2002) navrhl následuj́ıćı regresńı rovnice

Û2
it − 1 = d̂′itδi + ξit , i = 1, . . . , N ,

ÛitÛjt − ρ̂ijt = d̂′ijtδij + ξijt , 1 ≤ i < j ≤ N ,

kde vektor d̂it je odhadem vektoru dit = (U2
i,t−1, . . . , U

2
i,t−m)′, vektor d̂ijt je odhadem

vektoru dijt = (Ui,t−1Uj,t−1, . . . , Ui,t−mUj,t−m)′ a vektory δi a δij obsahuj́ı regresńı ko-
eficienty. Př́ıslušné testové statistiky jsou

RB(m)1 = T δ̂
′
iL̂iΩ̂

−1

i L̂iδ̂i a RB(m)2 = T δ̂
′
ijL̂ijΩ̂

−1

ij L̂ij δ̂ij ,

kde

Li = plim

{
1

T

N∑
i=1

ditd
′
it

}
, Ωi = E{(U2

it − 1)2}Li −QiGQ′
i ,

Qi = plim

{
1

T

N∑
i=1

dit
∂U2

it

∂θ′

}

a

Lij = plim

{
1

T

∑
1≤i<j≤N

dijtd
′
ijt

}
, Ωij = E{(UitUjt − 1)2}Lij −QijGQ′

ij ,

Qij = plim

{
1

T

∑
1≤i<j≤N

dijt
∂(UitUjt − ρijt)

∂θ′

}
.

Dále Tse (2002) zavedl jisté podmı́nky, které zaručuj́ı, že je odhad vektoru parametr̊u
θ metodou maximálńı věrohodnosti asymptoticky normálńı, tedy že splňuje podmı́nku

√
T (θ̂ − θ) → N(0,G) v distribuci pro T →∞ .

A potom ukázal, že za platnosti těchto podmı́nek a za platnosti nulové hypotézy
o správném vyjádřeńı prvńıch dvou podmı́něných moment̊u, maj́ı testové statistiky
RB(m)1 a RB(m)2 asymptoticky ch́ı kvadrát rozděleńı s m stupni volnosti. Ve výpočtu
těchto testových statistik samozřejmě muśıme neznámé veličiny nahradit jejich odhad-
nutými protěǰsky.



Kapitola 9

Aplikace na finančńı časové řady

Porozuměńı časové závislosti mezi druhými centrálńımi momenty výnos̊u aktiv je d̊u-
ležité pro řešeńı mnoha finančńıch úloh, at’ se jedná o samotné vytvořeńı model̊u nebo
jejich následný odhad. Dnes již v́ıme, že se finančńı volatilita v čase vyv́ıj́ı, jak pro
jednotlivá aktiva, tak i pro samotné finančńı trhy. Z finančńıho hlediska tato znalost
umožňuje vytvořit lepš́ı závěry v mnoha úlohách typu oceňováńı aktiv, oceňováńı općı
a ř́ızeńı rizika.

Nab́ıźı se otázka, jestli je volatilita aktiva přenášena na jiné aktivum př́ımo, tj. pro-
střednictv́ım podmı́něného rozptylu nebo nepř́ımo, tj. prostřednictv́ım podmı́něných
kovarianćı. Daľśı otázkou je, zda se korelace mezi výnosy aktiv v čase vyv́ıj́ı a neroste-
li v obdob́ı vyšš́ı volatility, které bývá spojováno s obdob́ım finančńı krize. Je třeba
také stanovit, do jaké mı́ry se vzájemně ovlivňuj́ı volatility jednotlivých trh̊u. Všechny
tyto otázky lze zodpovědět pomoćı mnohorozměrných GARCH model̊u.

Daľśım využit́ım mnohorozměrných GARCH model̊u je výpočet časově proměnných
koeficient̊u zajǐstěńı. Nákup nebo prodej futures kontrakt̊u představuje metodu zajǐstěńı
proti změnám ceny podkladového aktiva. Odhad optimálńıho koeficientu zajǐstěńı tedy
vyžaduje stanoveńı optimálńıho počtu futures kontrakt̊u, které maj́ı být prodány pro
držeńı spotového aktiva. Potom lze v návaznosti na předchoźı značeńı vypoč́ıtat op-
timálńı koeficient zajǐstěńı rovnićı

~?
t−1 = −hs,f,t

hf,t

a př́ıslušný výnos takto zajǐstěného portfolia lze vyjádřit jako

rp,t = st + ~?
t−1ft .

Konstantńı koeficienty zajǐstěńı jsou obvykle odhadovány metodou nejmenš́ıch čtver-
c̊u v regresi spotových výnos̊u na futures výnosy, protože se jedná o odhad pod́ılu
kovariance mezi spotovým kontraktem a futures a rozptylu futures. Oproti tomu lze
použit́ım mnohorozměrného GARCH modelu pro vektor spotových výnos̊u a futures
výnos̊u stanovit časově proměnlivý koeficient zajǐstěńı.

Známe-li odhadnutý jednorozměrný GARCH model výnosové řady, můžeme určit
podmı́něné rozděleńı daného výnosu a předpovědět VaR krátké nebo dlouhé pozice.
Uvažujeme-li celé portfolio aktiv, lze jeho výnos vypoč́ıtat př́ımo z jednotlivých pod́ıl̊u
aktiv.

V současnosti obsahuje naprogramované funkce pro odhad parametr̊u v mnoho-
rozměrných GARCH modelech pouze pět programů. Jedná se o programy EViews,

45
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Gauss-FanPac, RATS, SAS a S-Plus-FinMetrics, toto uvedené pořad́ı je pouze abe-
cedńı. Jednotlivé programy se dále omezuj́ı na použit́ı r̊uzných typ̊u GARCH model̊u,
nejčastěji se jedná o modely VEC, DVEC, BEKK a CCC, které jsou uvedeny v šesté
kapitole v Definici 6.1.1., v rovnici (6.3), v Definici 6.1.2. a v Definici 6.3.1. v tomto
pořad́ı. Samozřejmě je také možné naprogramovat vlastńı funkce pro odhad parametr̊u
v požadovaném mnohorozměrnému modelu typu GARCH. K tomu je vhodné použ́ıt
např́ıklad matematický program MATLAB. Následuj́ıćı zhodnoceńı zde uvedených pro-
gramů přeb́ıráme ze článku [4], který již na začátku vylučuje ze srovnávaćı studie
program EViews, protože jeho verze 4.0 sice umožňuje vypoč́ıtat odhad parametr̊u
v BEKK modelu, ale již neumožňuje vypoč́ıtat podobný odhad pro DVEC model, ačkoli
se jedná o zjednodušeńı uvedeného BEKK modelu. Tabulka 9.1 uvád́ı seznam mnoho-
rozměrných model̊u typu GARCH, které lze odhadovat pomoćı zbývaj́ıćıch čtyř pro-
gramů. V praxi se samozřejmě setkáváme s kompromisem mezi přizp̊usobivost́ı a jed-
noduchost́ı použit́ı naprogramovaných funkćı. Mnohorozměrné modely typu GARCH
jsou již samy o sobě složité, a tak pouze v programu RATS lze provádět úpravy v na-
programovaných funkćıch podle konkrétńı potřeby dané úlohy. Ve zmı́něném programu
lze např́ıklad přidat vlastńı vněǰśı proměnné do rovnice podmı́něného rozptylu nebo
změnit náhodné rozděleńı inovačńıho procesu. Velmi rozd́ılné jsou již počty desetinných
mı́st, se kterými jednotlivé programy implicitně zobrazuj́ı své výsledky. Gauss-FanPac
uvád́ı výsledky pouze se třemi desetinnými mı́sty, SAS a S-Plus-FinMetrics uváděj́ı
ve výsledćıch pět desetinných mı́st a RATS uvád́ı výsledky s dev́ıti desetinnými mı́sty.

Rozd́ılnost v samotných odhadech jednotlivých parametr̊u mezi r̊uznými programy
je ale znepokojuj́ıćı. Simulačńı studie prokázala rozd́ıl třiceti sedmi setin mezi nejnižš́ı a
nejvyšš́ı hodnotou odhadu jistého parametru v modelu podmı́něného rozptylu výnosu
spotového kontraktu a ještě větš́ı rozd́ıl, čtyřicet čtyři setiny, byl prokázán u téhož pa-
rametru v modelu podmı́něného rozptylu výnosu futures. Odhady parametr̊u se v jed-
notlivých programech lǐśı kv̊uli použit́ı r̊uzných výpočetńıch metod. Může se jednat
o rozd́ılná vyjádřeńı derivaćı nebo o použit́ı r̊uzných konvergenčńıch kritéríı. Odhady
parametr̊u jsou v mnohorozměrných modelech velmi složité a vzniká tak prostor pro
možná selháńı použitých metod v jistých specifických př́ıpadech. Výpočetńı metody
mohou třeba nalézt pouze lokálńı maximum nebo ani nemuśı dokonvergovat k nějakému
řešeńı. Avšak z praktického hlediska se např́ıklad v př́ıpadě dynamického koeficientu
zajǐstěńı tyto rozd́ıly ve výsledćıch jednotlivých odhad̊u jev́ı jako nevýznamné, protože
se dosazeńım do rovnice podmı́něné variančńı matice vzájemně vyruš́ı. Tuto skutečnost
bohužel nelze tak snadno prohlédnout v programu SAS, který neumožňuje zobrazit
výsledné odhady podmı́něné variančńı matice. Program Gauss-FanPac jako jediný rov-
noměrně rozděluje mı́ru stálosti podmı́něné variančńı matice mezi předchoźı hodnoty
výnosové řady a předchoźı hodnoty podmı́něné variančńı matice, zat́ımco ostatńı pro-
gramy dávaj́ı větš́ı váhu předchoźım hodnotám podmı́něné variančńı matice. Ze zde
uvedeného vyplývá, že v současnosti je jednodušš́ı použ́ıt jednorozměrný model pro
jednotlivé řady pozorovaných dat.

V této práci jsme následuj́ıćı výpočty realizovali v programu MATLAB 6.5, který
nám umožnil snadné zacházeńı s maticemi. Dále jsme některé z uvedených popisných
statistik vypoč́ıtali v programu NCSS & PASS 2000, který usnadňuje statistické vý-
počty. Popisné statistiky vypočtené v programu MATLAB se shoduj́ı s těmi, které jsou
vypočtené v programu NCSS & PASS 2000, zanedbatelné rozd́ıly se vyskytuj́ı až v řádu
statiśıcin. Výsledky zde budeme pro stručnost zobrazovat na čtyři desetinná mı́sta až na
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některé výjimky, které vyžaduj́ı větš́ı přesnost. Nepracovali jsme s programem EViews
5.1, protože jsme k němu neměli umožněný př́ıstup na dostatečně dlouhou dobu, kterou
vyžaduj́ı následuj́ıćı výpočty.

verze programu Gauss 3.2.39- RATS 4.3 SAS 8.2 S-Plus 6.1-
FanPac 1.1.11/2 FinMetrics1.0

VEC model ne ano ano ne
DVEC model ano ano ano ano
BEKK model ano ano ano ne
CCC model ano ano ne ano

Tabulka 9.1: Možnosti využit́ı výpočetńıch programů pro odhad parametr̊u v mnoho-
rozměrných modelech typu GARCH

9.1 Simulace jednorozměrných ARCH model̊u

Pro snažš́ı porozuměńı chováńı model̊u typu ARCH a GARCH nejprve uvád́ıme si-
mulačńı studii jednorozměrného modelu ARCH(1), který se ř́ıd́ı rovnicemi

E[εt| εt−1, εt−2, . . . ] = 0 ,

var[εt| εt−1, εt−2, . . . ] = ht = c + aε2
t−1 . (9.1)

Uvedený proces {εt} tedy lze vyjádřit rovnićı

εt = h
1/2
t Zt , (9.2)

kde proces {Zt, t = 1, . . . , 1000} nejprve modelujeme jako nezávislé náhodné veličiny
s normálńım rozděleńım N(0, 1). Počátečńı hodnotu h0 voĺıme podle doporučeńı uve-
deného ve ([14], str. 98) jako 0 a následně vypočteme počátečńı hodnotu ε0 podle
rovnice (9.2), tedy ε0 = 0. V následuj́ıćım potom tyto počátečńı hodnoty soustavy
rovnic nezahrnujeme do výpočt̊u popisných statistik. Pro samotný rekurentńı výpočet
stanov́ıme hodnoty h1 = c a ε1 = h

1/2
1 Z1 podle předchoźıch rovnic (9.1) a (9.2) a

zbývaj́ıćı hodnoty náhodného procesu {εt, t = 1, . . . , 1000} dopočteme prostřednictv́ım
soustavy rovnic

ht = c + aε2
t−1 ,

εt = h
1/2
t Zt , (9.3)

kterou uzavřeme do ”for” cyklu pro t = 2, . . . , 1000. Totéž opakujeme pro r̊uzné dvojice
parametr̊u a a c, které shrnuje tabulka 9.2. Poznamenejme zde, že hodnoty parametru
a zvolené jako 0.6 a 0.9 již nesplňuj́ı podmı́nku 3a2 < 1 pro existenci konstantńıho
čtvrtého momentu nasimulovaného procesu {εt}.

Výsledné popisné statistiky nasimulovaného procesu {εt} pro r̊uzné dvojice para-
metr̊u a a c shrnuje tabulka 9.3. Na prvńı pohled vid́ıme, že se při změně hodnoty para-
metru c a zachováńı hodnoty parametru a neměńı šikmost a špičatost, tj. tyto hodnoty
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parametr c 0.01 parametr c 0.1 parametr c 1
parametr a 0.3 1 2 3
parametr a 0.6 4 5 6
parametr a 0.9 7 8 9

Tabulka 9.2: Č́ıselné označeńı př́ıpadových studíı jednorozměrného ARCH(1) modelu

volba parametr̊u 1 2 3
stř. hodnota −0.0042 −0.0133 −0.0420
směr. odchylka 0.1085 0.3432 1.0851
šikmost −0.0330 −0.0330 −0.0330
špičatost 3.0267 3.0267 3.0267

volba parametr̊u 4 5 6
stř. hodnota −0.0045 −0.0142 −0.0449
směr. odchylka 0.1320 0.4172 1.3193
šikmost −0.1132 −0.1132 −0.1132
špičatost 4.8166 4.8166 4.8166

volba parametr̊u 7 8 9
stř. hodnota −0.0047 −0.0150 −0.0474
směr. odchylka 0.1742 0.5510 1.7422
šikmost −0.3068 −0.3068 −0.3068
špičatost 10.8020 10.8020 10.8020

Tabulka 9.3: Popisné statistiky jednorozměrného ARCH(1) modelu generovaného stan-
dardizovaným normálńım rozděleńım pro r̊uzné volby parametr̊u c a a
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z̊ustávaj́ı stejné v celém řádku uvedené tabulky. Zmı́něné výsledky jsou samozřejmě
výpočetně doložitelné. Šikmost se při změně hodnoty parametru c neměńı proto, že
je při simulaćıch jako podkladové rozděleńı použito normálńı rozděleńı, které je sy-
metrické. Konstantńı špičatost při měńıćı se hodnotě parametru c odpov́ıdá již dř́ıve
uvedenému vzorci (4.4) pro výpočet špičatosti. Dále si lze všimnout, že se při změně
hodnoty parametru c a zachováńı hodnoty parametru a měńı v druhé odmocnině od-
pov́ıdaj́ıćıho poměru parametr̊u c středńı hodnota a směrodatná odchylka. S rostoućım
parametrem a rostou všechny zde uvedené popisné charakteristiky. Středńı hodnota a
směrodatná odchylka tedy rostou směrem k pravému dolńımu rohu uvedené tabulky
a šikmost a špičatost rostou ve sloupćıch směrem dol̊u. Z nasimulovaných př́ıpad̊u má
nejmenš́ı středńı hodnotu př́ıpad 1, který má středńı hodnotu −0.0042, ale má velice
malou špičatost 3.0267, která neodpov́ıdá reálné hodnotě. Druhou nejmenš́ı středńı
hodnotu −0.0045 má př́ıpad 4, tato hodnota se o mnoho nelǐśı od té předchoźı, avšak
špičatost má v tomto př́ıpadě již reálněǰśı hodnotu 4.8166, se kterou se lze setkat i
v praxi. Abychom se tedy přibĺıžili hodnotám reálných popisných statistik, nasimu-
lujeme ještě jeden proces {εt, t = 1, . . . , 1000} s hodnotami parametr̊u c = 0.0001 a
a = 0.6, č́ımž ještě sńıž́ıme hodnotu středńı hodnoty do řádu statiśıcin. Tento př́ıpad
označ́ıme č́ıslem 10. Př́ıslušné popisné statistiky shrnuje tabulka 9.4 a je vidět, že se
naplnila naše očekáváńı.

volba parametr̊u 10
stř. hodnota −4.4850e-04
směr. odchylka 0.0132
šikmost −0.1132
špičatost 4.8166

Tabulka 9.4: Popisné statistiky jednorozměrného ARCH(1) modelu generovaného stan-
dardizovaným normálńım rozděleńım pro př́ıpad 10, tj. volbu parametr̊u c = 0.0001 a
a = 0.6

Proces {εt} má v jednotlivých př́ıpadech všechny autokorelace nevýznamné a jedná
se proto vždy o nějaký b́ılý šum. Pro doplněńı předchoźıch popisných statistik ještě
uved’me př́ıslušné autokorelačńı a parciálńı autokorelačńı funkce procesu {ε2

t}. Tyto
funkce zobrazujeme pro proces {ε2

t} souhrnně pro př́ıpady (1, 2, 3), (4, 5, 6, 10) a (7, 8, 9).
Pro náhodný proces {ε2

t} ještě stanov́ıme pás významnosti hodnot autokorelačńıch a
parciálńıch autokorelačńıch funkćı hodnotami ±2/10001/2 = ±0.0632. Všechny zde
uvedené grafy zobrazuje obrázek 9.1. Všimněme si hlavně vyhlazuj́ıćı se autokorelačńı
funkce pro rostoućı parametr a, bez ohledu na velikost parametru c. Autokorelačńı
funkce jsou uvedeny v levém sloupci obrázku, kde parametr a roste při sledu shora dol̊u.
Tento obrázek také poukazuje na skutečnost, že při volbě dostatečně malého parametru
a lze nasimulovat proces {εt}, jehož druhá mocnina má nevýznamné autokorelace i
parciálńı autokorelace. V tomto př́ıpadě by špičatost procesu {εt} byla dokonce menš́ı
než tři.

V praxi se ale setkáváme u burzovńıch dat se špičatost́ı větš́ı než tři, což nasvědčuje
nepřiměřenosti standardizovaného normálńıho rozděleńı. Proto jsme tytéž simulace pro-
vedli také pro Studentovo rozděleńı a jak doporučuje ([14], str. 89), zvolili jsme Studen-
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Obrázek 9.1: Simulace ARCH(1) modelu ze standardizovaného normálńıho rozděleńı:
v levém sloupci grafy ACF př́ıpadových skupin (1, 2, 3), (4, 5, 6, 10) a (7, 8, 9) uvedené
v tomto pořad́ı shora a v pravém sloupci grafy PACF pro stejné př́ıpadové skupiny
jako grafy ACF v levém sloupci
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tovo rozděleńı se šesti stupni volnosti. Poznamenejme ještě, že Studentovo rozděleńı je
také symetrické jako dř́ıve použité normálńı rozděleńı. Obrázek 9.2 ukazuje graf veličiny
generované standardizovaným normálńım rozděleńım v horńı části a graf veličiny gene-
rované Studentovým rozděleńım se šesti stupni volnosti v dolńı části. Všimněme si zde
poměrně častých odlehlých pozorováńı u veličiny modelované Studentovým rozděleńım.
Dále uvád́ıme popisné statistiky, které jsme zde vypočetli pro stejné př́ıpady jako
u standardizovaného normálńıho rozděleńı a to včetně př́ıpadu 10 v tabulce 9.5. I
zde plat́ı vlastnosti, které jsme popsali výše při použit́ı standardizovaného normálńıho
rozděleńı, ale již při volbě parametru a = 0.3 je špičatost 7.5715 a daľśı hodnoty pa-
rametru a s sebou přináš́ı velmi nadsazené hodnoty špičatosti ve srovnáńı s prax́ı.
Na obrázku 9.3 vid́ıme, že s rostoućım parametrem a roste i počet významných au-
tokorelaćı u {ε2

t}. Poznamenejme zde, že např́ıklad př́ıpad 5 má při této simulaci ze
Studentova rozděleńı se šesti stupni volnosti významné autokorelace již pro proces {εt}.
Toto nasvědčuje použit́ı jiného než zde uvedeného Studentova rozděleńı pro přiměřené
vyjádřeńı nadměrné špičatosti dat.

Obrázek 9.2: Simulace náhodné veličiny se standardizovaným normálńım rozděleńım v
horńım grafu a simulace náhodné veličiny se Studentovým rozděleńım se šesti stupni
volnosti v dolńım grafu

9.2 Simulace mnohorozměrných ARCH model̊u

Nyńı se budeme zabývat simulaćı mnohorozměrného ARCH(1) modelu a i zpětným
odhadem parametr̊u. Pro jednoduchost se omeźıme na dvourozměrný proces {εt, t =
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volba parametr̊u 1 2 3
stř. hodnota 0.0076 0.0239 0.0757
směr. odchylka 0.1567 0.4956 1.5672
šikmost −0.0371 −0.0371 −0.0371
špičatost 7.5715 7.5715 7.5715

volba parametr̊u 4 5 6
stř. hodnota 0.0144 0.0455 0.1439
směr. odchylka 0.2380 0.7528 2.3804
šikmost −0.1475 −0.1475 −0.1475
špičatost 16.0810 16.0810 16.0810

volba parametr̊u 7 8 9
stř. hodnota 0.0361 0.1141 0.3608
směr. odchylka 0.5118 1.6184 5.1179
šikmost 3.7132 3.7132 3.7132
špičatost 71.8790 71.8790 71.8790

volba parametr̊u 10
stř. hodnota 0.0014
směr. odchylka 0.0238
šikmost −0.1475
špičatost 16.0810

Tabulka 9.5: Popisné statistiky jednorozměrného ARCH(1) modelu generovaného Stu-
dentovým rozděleńım se šesti stupni volnosti pro r̊uzné volby parametr̊u c a a včetně
př́ıpadu 10
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Obrázek 9.3: Simulace ARCH(1) modelu ze Studentova rozděleńı se šesti stupni vol-
nosti: v levém sloupci grafy ACF př́ıpadových skupin (1, 2, 3), (4, 5, 6, 10) a (7, 8, 9)
uvedené v tomto pořad́ı shora a v pravém sloupci grafy PACF pro stejné př́ıpadové
skupiny jako grafy ACF v levém sloupci



KAPITOLA 9. APLIKACE NA FINANČNÍ ČASOVÉ ŘADY 54

1, . . . , 1000}, který splňuje soustavu rovnic

E[εt| εt−1, εt−2, . . . ] = 0 ,

var[εt| εt−1, εt−2, . . . ] = Ht = H + A′εt−1ε
′
t−1A . (9.4)

Takto definovaný vektorový proces můžeme také vyjádřit prostřednictv́ım dvouroz-
měrného procesu Zt, který má nulový vektor středńı hodnoty a jednotkovou variančńı
matici, takové alternativńı vyjádřeńı má tvar

εt = H
1/2
t Zt . (9.5)

Jak vid́ıme z uvedených rovnic (9.4) a (9.5), modelováńı vektorového procesu {εt}
je podobné tomu jednorozměrnému. Jen zde použ́ıváme realizaci standardizovaného
normálńıho rozděleńı typu 2 × 1000 a pracujeme s maticemi, což ale v prostřed́ı MA-
TLABu nepředstavuje žádné komplikace. Protože se nyńı budeme zabývat i odhadem
parametr̊u v nasimulovaném modelu, vygenerujeme sto realizaćı standardizovaného
normálńıho rozděleńı typu 2× 1000 a výsledný odhad potom vypočteme jako pr̊uměr
źıskaných výsledk̊u z odhadovaćı funkce garchfit, která je součást́ı knihovny procedur
GARCH. Poznamenejme ještě, že se budeme pokud možno držet zde již zavedeného
značeńı, od kterého se odklońıme pouze kv̊uli syntaxi programu MATLAB. Veličiny
závislé na čase budeme na konci jejich názvu značit ṕısmenem t. Pro lepš́ı orientaci
v následuj́ıćım algoritmu přesto ještě uved’me stručný přehled použitého značeńı

• T . . . časový rozsah simulace, kde jednotlivá pozorováńı označujeme pomoćı t,
t = 1, . . . , T,

• j . . . pořadové č́ıslo simulace, zde j = 1, . . . , 100,

• Epst . . . simulovaný vektorový proces v čase t typu 2 × 1, kde pro jednotlivé
simulace použ́ıváme značeńı Epst_sim(:,:,j) a Eps0 vyjadřujeme samostatně,

• Ht . . . variančńı matice vektorového procesu Epst v čase t řádu 2, kde

Ht =

(
h11t h12t

h12t h22t

)
,

dohromady pro všechny simulace tvoř́ı tyto matice čtyřrozměrné pole, ve kterém
označujeme Ht_sim(:,:,:,j) všechny variančńı matice j-té simulace, počátečńı
hodnotu H0 vyjadřujeme samostatně,

• H . . . symetrická matice parametr̊u řádu 2 vyjadřuj́ıćı konstantńı složku podmı́-
něného rozptylu,

• A . . . matice parametr̊u řádu 2 vyjadřuj́ıćı závislost na zpožděných hodnotách
simulovaného procesu v modelu podmı́něné variančńı matice,

• Zt . . . vygenerovaný vektor ze standardizovaného normálńıho rozděleńı v čase
t typu 2× 1, který pro jednotlivé simulace označujeme Zt_sim(:,:,j),

• spec_11 . . . struktura modelu typu ARCH prvku h11t variančńı matice Ht,
obdobné značeńı použ́ıváme i pro zbývaj́ıćı prvky h12t a h22t variančńı matice
Ht,
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• StredHod_1 . . . výběrová středńı hodnotu vektoru Epst_sim(1,:,j) v j-té si-
mulaci, obdobné značeńı použ́ıváme i pro vektory Epst_sim(2,:,j),

• EpstBezStredHod_sim(1,:,j) . . . simulovaný vektor j-té simulace očǐstěný o
středńı hodnotu, pro vektory Epst_sim(2,:,j) použ́ıváme podobné značeńı,

• coeff_11_sim(j) . . . odhad parametr̊u v ARCH rovnici prvku h11t v j-té si-
mulaci, podobné značeńı použ́ıváme i pro odhady ostatńıch ARCH rovnic prvk̊u
h12t a h22t,

• coeff_11C . . . součet odhad̊u parametru C v rovnici h11t v jednotlivých simu-
laćıch, podobně pro zbývaj́ıćı parametry K, ARCH a také pro rovnice h12t, h22t,

• coeffprum_11C . . . výsledná pr̊uměrná hodnota odhad̊u parametru C v rovnićıch
h11t z jednotlivých simulaćı, podobné značeńı opět použ́ıváme i pro ostatńı pa-
rametry K, ARCH a pro rovnice h12t, h22t.

Poznamenejme, že zde označujeme pomoćı C konstantńı složku rovnice podmı́něné
středńı hodnoty, pomoćı K konstantńı složku rovnice podmı́něné variančńı matice a po-
moćı ARCH parametry vyjadřuj́ıćı závislost na předchoźı hodnotě simulovaného procesu
Epst. Pro výpočetńı algoritmus nejprve vytvoř́ıme funkci pro výpočet variančńı matice
Ht a procesu Epst prostřednictv́ım př́ıkaz̊u

function [Ht, Epst] = spoctiHtEpst(T, H0, H, A, Eps0, Zt)

Ht(:,:,1) = H + A’ * Eps0 * Eps0’ * A;

Epst(:,1) = Ht(:,:,1)^(1/2) * Zt(:,1);

for i = 2:T,

Ht(:,:,i) = H + A’ * Epst(:,i-1) * Epst(:,i-1)’ * A;

Epst(:,i) = Ht(:,:,i)^(1/2) * Zt(:,i);

end

a potom zaṕı̌seme samotný algoritmus pro výpočet pr̊uměrných hodnot odhad̊u jed-
notlivých parametr̊u, ve kterém použijeme výše zavedenou funkci pro výpočet Ht a
Epst, následovně

T = 1000;

H0 = [0 0; 0 0]; Eps0 = [0; 0];

H = [0.01 0.001; 0.001 0.02]; A = [0.9 0; 0 0.6];

spec_11 = garchset(’Q’, 1, ’ARCH’, 0.81);

spec_12=garchset(’Q’, 1, ’ARCH’, 0.54);

spec_22=garchset(’Q’, 1, ’ARCH’, 0.36);

for j = 1:100,

Zt_sim(:,:,j) = randn(2,n);

[Ht_sim(:,:,:,j), Epst_sim(:,:,j)] = spoctiHtEpst(T, H0, H, A,

Eps0, Zt_sim(:,:,j));

StredHod_1 = sum(Epst_sim(1,:,j)) / n;

StredHod_2 = sum(Epst_sim(2,:,j)) / n;

EpstBezStredHod_sim(1,:,j) = Epst_sim(1,:,j) - StredHod_1 *

* ones(1,n);

EpstBezStredHod_sim(2,:,j) = Epst_sim(2,:,j) - StredHod_2 *



KAPITOLA 9. APLIKACE NA FINANČNÍ ČASOVÉ ŘADY 56

* ones(1,n);

[coeff_11_sim(j), errors_11_sim(j), LLF_11_sim(j),

eFit_11_sim(j,:), sFit_11_sim(j,:),

summary_11_sim(j)] = garchfit(spec_11,

EpstBezStredHod_sim(1,:,j));

[coeff_12_sim(j), errors_12_sim(j), LLF_12_sim(j),

eFit_12_sim(j,:), sFit_12_sim(j,:),

summary_12_sim(j)] = garchfit(spec_12,

sqrt(EpstBezStredHod_sim(1,:,j) .* EpstBezStredHod_sim(2,:,j)));

[coeff_22_sim(j), errors_22_sim(j), LLF_22_sim(j),

eFit_22_sim(j,:), sFit_22_sim(j,:),

summary_22_sim(j)] = garchfit(spec_22,

EpstBezStredHod_sim(2,:,j));

end

coeff_11C = 0; coeff_12C = 0; coeff_22C = 0;

coeff_11K = 0; coeff_12K = 0; coeff_22K = 0;

coeff_11ARCH = 0; coeff_12ARCH = 0; coeff_22ARCH = 0;

for j = 1:100,

coeff_11C = coeff_11C + coeff_11_sim(j).C;

coeff_12C = coeff_12C + coeff_12_sim(j).C;

coeff_22C = coeff_22C + coeff_22_sim(j).C;

coeff_11K = coeff_11K + coeff_11_sim(j).K;

coeff_12K = coeff_12K + coeff_12_sim(j).K;

coeff_22K = coeff_22K + coeff_22_sim(j).K;

coeff_11ARCH = coeff_11ARCH + coeff_11_sim(j).ARCH;

coeff_12ARCH = coeff_12ARCH + coeff_12_sim(j).ARCH;

coeff_22ARCH = coeff_22ARCH + coeff_22_sim(j).ARCH;

end

coeffprum_11C = coeff_11C / 100;

coeffprum_12C = coeff_12C / 100;

coeffprum_22C = coeff_22C / 100;

coeffprum_11K = coeff_11K / 100;

coeffprum_12K = coeff_12K / 100;

coeffprum_22K = coeff_22K / 100;

coeffprum_11ARCH = coeff_11ARCH / 100;

coeffprum_12ARCH = coeff_12ARCH / 100;

coeffprum_22ARCH = coeff_22ARCH / 100;

V druhém řádku algoritmu jsme zvolili, podobně jako v jednorozměrném př́ıpadě,
počátečńı variančńı matici jako nulovou matici řádu dva. V následuj́ıćım řádku jsme
zavedli matice parametr̊u H a A na základě předchoźı jednorozměrné studie jako

H =

(
0.01 0.001
0.001 0.02

)
a A =

(
0.9 0
0 0.6

)
.

Matici A jsme zde záměrně zvolili jako diagonálńı pro usnadněńı výpočt̊u odhad̊u
parametr̊u, protože v tomto př́ıpadě se každá simulace rozděĺı na tři jednorozměrné
ARCH(1) modely pro jednotlivé prvky variančńı matice Ht. Pro tyto rovnice potom
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použ́ıváme funkce z knihovny procedur GARCH, jedná se o funkce garchset a garch-
fit. Poznamenejme zde, že knihovna procedur GARCH umožňuje pracovat s obecným
ARMA-GARCH modelem, o kterém jsme se zmı́nili ve třet́ı kapitole, a modelovat tak
podmı́něnou středńı hodnotu i podmı́něný rozptyl. Funkci garchset zde voláme hned
v pátém řádku algoritmu, protože s ńı vytvář́ıme strukturu modelu. Funkce garch-
fit sice následovně pracuje se zadanou strukturou modelu, ale ačkoli zadáváme pouze
podmı́něnou variančńı rovnici, odhaduje i konstantńı parametr v rovnici podmı́něné
středńı hodnoty. Proto funkćı garchfit odhadujeme jednotlivé parametry v simulo-
vaných procesech, které jsme očistili o výběrovou středńı hodnotu, abychom z rov-
nic eliminovali parametr C. Tuto funkci voláme až v hlavńım ”for” cyklu uvedeného
algoritmu a následně už jen pr̊uměrujeme źıskané hodnoty odhad̊u z jednotlivých si-
mulaćı. Tyto odhady uvád́ı tabulka 9.6, která obsahuje i konstantńı složku C z rovnice
podmı́něné středńı hodnoty. Všimněme si souladu odhadnutých hodnot se skutečnými
hodnotami, jimiž byly procesy simulovány, u parametr̊u v rozptylových rovnićıch h11t

a h22t. Hodnoty parametr̊u v kovariančńı rovnici h12t, oproti výsledk̊um pro roz-
ptylové rovnice h11t a h22t, vykazuj́ı výrazné rozd́ıly. Ty můžeme přisuzovat práci
s komplexńımi č́ısly, protože numerickými výpočty se ztráćı přesnost výpočt̊u, která je
charakteristická pro analytická vyjádřeńı.

hodnota parametru skutečná odhadnutá
v rovnici h11t
C 0 -1.6441e-04
K 0.01 0.0100
ARCH 0.81 0.8090

hodnota parametru skutečná odhadnutá
v rovnici h12t
C 0 0.0462 + 0.0532i
K 0.001 0.0035
ARCH 0.54 0.5999

hodnota parametru skutečná odhadnutá
v rovnici h22t
C 0 1.0542e-05
K 0.02 0.0197
ARCH 0.36 0.3672

Tabulka 9.6: Odhady parametr̊u v simulovaném dvourozměrném ARCH(1) modelu
źıskané pr̊uměrem ze sta simulaćı

Ještě je nutné poznamenat, že provedeńım Ljungova-Boxova testu na prokázáńı
zbytkového ARCH projevu v druhých mocninách standardizovaných inovačńıch pro-
ces̊u pro jednotlivých sto simulaćı v každé ze tř́ı rovnic, zjist́ıme nepřiměřenost těchto
odhad̊u pouze u několika simulaćı u daných rovnic. V uvedeném algoritmu testu-
jeme procesy (eFit_11_sim(j,:) ./ sFit_11_sim(j,:)).^2, (eFit_12_sim(j,:) ./
sFit_12_sim(j,:)).^2 a (eFit_22_sim(j,:) ./ sFit_22_sim(j,:)).^2 pro j =
1, . . . , 100 a zjist́ıme nepřiměřenost těchto odhad̊u pouze u několika simulaćı. Vyjádřeńı
rozptylové rovnice h11t je nepřiměřené u simulaćı s pořadovými č́ısly 9, 54, 58, 61, tedy
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ve čtyřech př́ıpadech. Vyjádřeńı kovariančńı rovnice h12t je nepřiměřené v dvojnásob-
ném počtu simulaćı oproti rozptylové rovnici h11t, jedná se o simulace 6, 14, 15, 20, 28,
36, 69, 70. Rozptylová rovnice h22t je nepřiměřená v simulaćıch č́ıslo 30, 46, 70, 72, 86,
tedy v pěti př́ıpadech. Všimněme si, že pouze u sedmdesáté simulace jsou nevyhovuj́ıćı
hned dvě rovnice a to h12t a h22t. Ljungovy-Boxovy testy tedy prokázaly, že jsou
rozptylové rovnice h11t, h22t a kovariančńı rovnice h12t vždy alespoň v devadesáti
dvou simulaćıch vyjádřeny správně. Tyto testy jsme realizovali vyvoláńım funkce lbq-
test, která je součást́ı knihovny procedur GARCH. Podle doporučeńı uvedeného ve [14]
jsme použili Q(7) statistiku, protože ve ([14], str. 25) je doporučeno použ́ıvat autokore-
lace s největš́ım řádem zpožděńı m ≈ ln T . Poznamenejme dále, že hladinu test̊u jsme
zvolili α = 0.05. Pro ještě lepš́ı ilustraci uved’me autokorelačńı funkce druhých mocnin
standardizovaných inovačńıch proces̊u, tj. opět se jedná o procesy (eFit_11_sim(j,:)

./ sFit_11_sim(j,:)).^2, (eFit_12_sim(j,:) ./ sFit_12_sim(j,:)).^2 a také
o (eFit_22_sim(j,:) ./ sFit_22_sim(j,:)).^2, z prvńı simulace a prvńı simulace,
pro kterou jsme zamı́tli nulovou hypotézu o přiměřenosti modelu. Pás významnosti
je zde opět ±0.0632 jako u předcházej́ıćıch simulaćı jednorozměrných model̊u typu
ARCH, kde jsme také pracovali s řadami o tiśıci pozorováńıch. Př́ıslušné grafy zobrazuje
obrázek 9.4 a vid́ıme na něm, že se u nepostačuj́ıćıch model̊u nejedná o př́ılǐs velké hod-
noty zpožděných autokorelaćı, které by výrazně převyšovaly pás význammnosti.Jedná
se sṕı̌s jen o nepatrně zvýšené hodnoty zpožděných autokorelaćı, které lze považovat
za výjimky mezi ostatńımi šumovými hodnotami.

9.3 Použit́ı mnohorozměrných GARCH model̊u pro

reálná data

Na finančńıch trźıch vykazuj́ı časové řady časový vývoj volatility a nestacionaritu, proto
se zabýváme analýzou změn těchto časových řad. Např́ıklad u cen akcíı Xt sledujeme
př́ıslušné výnosy

Yt =

(
ln

X1t

X1,t−1

, . . . , ln
XNt

XN,t−1

)′
.

Předpoklady na časovou řadu pro použit́ı GARCH model̊u jsou následuj́ıćı:

(i) slabá stacionarita,

(ii) klesaj́ıćı autokorelačńı funkce,

(iii) podmı́něné normálńı rozděleńı

Yt|θ , It−1 ∼ NN(µt(θ),Ht(θ)) .

Nejobĺıbeněǰśımi mnohorozměrnými modely typu GARCH jsou v praxi modely VEC,
DVEC a BEKK, které jsou uvedeny v šesté kapitole v definici 6.1.1., rovnici (6.3)
a v definici 6.1.2. v tomto pořad́ı. Jak již bylo zmı́něno, VEC model vyžaduje př́ılǐs
mnoho parametr̊u, a v naš́ı studii se proto budeme dále zabývat DVEC modelem, který
má z těchto tř́ı uvedených model̊u nejnižš́ı počet parametr̊u. Pouze byla-li by struktura
variančńı matice složitěǰśı, použili bychom obecný BEKK(1, 1, K) model v diagonálńı
podobě.



KAPITOLA 9. APLIKACE NA FINANČNÍ ČASOVÉ ŘADY 59
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Obrázek 9.4: Grafy ACF druhých mocnin standardizovaných inovačńıch proces̊u z rov-
nic h11t, h12t a h22t v tomto pořad́ı ve sledu shora dol̊u; v levém sloupci je vždy graf
ACF prvńı simulace a v pravém sloupci je vždy graf ACF prvńı simulace, která vedla
k zamı́tnut́ı nulové hypotézy o přiměřenosti modelu
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Sledované časové řady jsou tvořeny hodnotami závěrečných kurz̊u akcíı z jednot-
livých po sobě jdoućıch obchodńıch dn̊u. V následuj́ıćım textu se zabýváme dvěma
množinami finančńıch dat, které pro jednoduchost zápisu označujeme jako DS1 a DS2.
Zpracovávaná data jsou z http://www.kurzy.cz/akcie-svet/. Množinu DS1 tvoř́ı hod-
noty závěrečných kurz̊u akcíı dvou amerických firem z drogistického pr̊umyslu z obdob́ı
16. 9. 2004–18. 8. 2006 s pěti sty pozorováńımi v každé časové řadě. Jedná se o firmy
Johnson&Johnson a Procter & Gamble, které dále označujeme JNJ a PG. Na obrázku
9.5 jsou znázorněny př́ıslušné závěrečné kurzy z daného obdob́ı. Pro následuj́ıćı analýzu
přepočteme tyto časové řady závěrečných kurz̊u akcíı na výnosové časové řady, které
zobrazujeme na obrázku 9.6. Dále vypočteme základńı popisné statistiky těchto dvou
výnosových časových řad, které uvád́ı tabulka 9.7, pro výpočty jsme použili program
NCSS & PASS 2000. Č́ısla jsou zde pro větš́ı vypov́ıdaćı schopnost znázorněna na
devět desetinných mı́st. V tabulce 9.7 vid́ıme, že jsou obě středńı hodnoty v řádu sta-
tiśıcin, a proto nebudeme uvedené řady o tyto středńı hodnoty očǐst’ovat. Vynecháme i
očǐstěńı o středńı hodnotu u druhé odmocniny součinové řady výnos̊u Johnson&Johnson
a Procter & Gamble, protože ta má středńı hodnotu pouze 4.8456e-06 + (2.4062e-22)i.
Poznamenejme, že tato středńı hodnota je oprávněně komplexńı č́ıslo, protože jsou
některé hodnoty této řady druhými odmocninami ze záporných č́ısel.

Obrázek 9.5: Závěrečné kurzy akcíı z amerického drogistického pr̊umyslu za obdob́ı
16. 9. 2004–18. 8. 2006

Nejprve ještě před samotnou konstrukćı nějakého modelu typu GARCH provedeme
předběžnou analýzu těchto dat, abychom co nejvhodněji stanovili strukturu modelu a
vyhnuli se tak práci s nadbytečnými parametry, které by mohly zkomplikovat konver-
genčńı procedury použ́ıvané při odhadu parametr̊u. Jednotlivé výnosové řady a druhá
odmocnina z př́ıslušné součinové řady jsou b́ılými šumy a dále tedy uvažujeme druhé
mocniny těchto tř́ı řad. Obrázek 9.7 ukazuje autokorelačńı funkce druhých mocnin
daných výnosových časových řad a součinu těchto dvou výnosových časových řad, které
by se měly chovat jako nějaké ARMA modely. Na zmı́něném obrázku 9.7 ale vid́ıme, že
u žádné z uvedených autokorelačńıch funkćı nedocháźı k výraznému překročeńı pásu
významnosti ±0.0895, a proto upoušt́ıme od daľśıho modelováńı. Tyto tři časové řady
můžeme považovat za b́ılé šumy. Aby bylo ukončeńı této studie skutečně oprávněné,
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Obrázek 9.6: Výnosová řada Johnson&Johnson v horńım grafu a výnosová řada Procter
& Gamble v dolńım grafu

výnosová řada JNJ PG
počet pozorováńı 499 499
minimum −0.013984826 −0.014760525
maximum 0.017814334 0.017949236
středńı hodnota 0.000084168 0.000074148
směrodatná odchylka 0.003714853 0.004115369
šikmost 0.672991239 0.100262895
špičatost 6.369019339 4.439438935

Tabulka 9.7: Základńı popisné statistiky datové množiny DS1
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provedeme ještě Ljung̊uv-Box̊uv test s nulovou hypotézou, že je prvńıch šest autokore-
laćı druhé mocniny výnosové časové řady Johnson&Johnson nulových, proti alternativńı
hypotézé, že je alespoň jedna z uvedených autokorelaćı nenulová s hladinou testu 0.05.
Tento test vede k nezamı́tnut́ı nulové hypotézy a podporuje tak naše předchoźı tvr-
zeńı. Stejně je tomu i při testováńı významnosti autokorelaćı druhé mocniny výnosové
časové řady Procter & Gamble a součinu výnosových časových řad Johnson&Johnson
a Procter & Gamble. Výsledky všech těchto test̊u jsou uvedeny v tabulce 9.8, kde
označujeme součinovou řadu výnosových časových řad Johnson&Johnson a Procter &
Gamble JNJPG.
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Obrázek 9.7: Grafy ACF druhých mocnin výnosových časových řad Johnson&Johnson
a Procter & Gamble v horńı části obrázku při sledu zleva doprava a graf ACF součinu
těchto dvou výnosových časových řad v dolńı části obrázku

Druhou datovou množinu jsme vybrali z německého finančńıho sektoru a označujeme
ji DS2. Tato datová množina obsahuje vývoj závěrečných kurz̊u akcíı tř́ı institućı, jedná
se o Allianz N z obdob́ı 4. 2. 2005–18. 8. 2006, Commerzbank z obdob́ı 1. 2. 2005–
18. 8. 2006 a Deutsche Bank N z obdob́ı 8. 2. 2005–18. 8. 2006, kde má každá pozo-
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řada Q(6) statistika kritická hodnota p-hodnota
JNJ 2.8293 12.5916 0.8299
PG 5.5687 12.5916 0.4732
JNJPG 8.1522 12.5916 0.2272

Tabulka 9.8: Výsledky Ljungových-Boxových test̊u pro datovou množinu DS1

Obrázek 9.8: Řady závěrečných kurz̊u akcíı z německého bankovńıho sektoru o délce
398 pozorováńı ke dni 18. 8. 2006
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rovaná řada 398 pozorováńı. V následuj́ıćım budeme použ́ıvat i zkrácené označeńı Al
pro Allianz N, Co pro Commerzbank a DB pro Deutsche Bank N. Obrázek 9.8 uka-
zuje časový vývoj těchto závěrečných kurz̊u a vid́ıme na něm, že ve sledovaném obdob́ı
zaznamenávaj́ı hodnoty všech tř́ı kurz̊u stejné vývojové trendy. Dále je z tohoto grafu
patrné, že nejstrměǰśı vývoj závěrečného kurzu vykazuje řada Allianz N. Pro následuj́ıćı
analýzu však již přepočteme tato data na výnosové časové řady, které zobrazuje obrázek
9.9. V horńı části obrázku vid́ıme graf výnosové časové řady Allianz N, v prostředńı
části graf výnosové časové řady Commerzbank a ve spodńı části je uveden graf výnosové
časové řady Deutsche Bank N. Uvedené řady dále popisuje následuj́ıćı tabulka 9.9 obsa-
huj́ıćı základńı popisné statistiky výnosových časových řad datové množiny DS2, které
jsme vypočetli v programu NCSS & PASS 2000. Uvedené hodnoty středńıch hodnot
maj́ı řád desetitiśıcin, a proto je budeme v daľśıch výpočtech zanedbávat. Druhé od-
mocniny součinových řad Allianz N, Commerzbank a Commerzbank, Deutsche Bank
N a Deutsche Bank N, Allianz N maj́ı středńı hodnoty 1.1116e-05 + (1.0591e-21)i,
1.1587e-05 + (9.0869e-22)i a 1.0142e-05 + (6.8726e-22)i v tomto pořad́ı, a proto je bu-
deme v následuj́ıćım také zanedbávat. Připomeňme zde, že se v těchto odmocninových
součinových řadách opět vyskytuj́ı odmocniny ze záporných č́ısel, a proto jsou výsledné
středńı hodnoty komplexńı č́ısla. V tabulce 9.9 si dále všimněme poměrně malých hod-
not špičatosti u řad Allianz N a Deutsche Bank N.

časová řada Al Co DB
počet pozorováńı 397 397 397
minimum −0.018968139 −0.034993504 −0.020283365
maximum 0.017672665 0.036576281 0.020083861
středńı hodnota 0.000395466 0.000506297 0.000282115
směrodatná odchylka 0.005621450 0.007538660 0.005392757
šikmost −0.250656726 −0.076245970 −0.140000513
špičatost 3.866881359 6.130212426 3.834779831

Tabulka 9.9: Základńı popisné statistiky datové množiny DS2

I zde jsou jednotlivé výnosové řady a druhé odmocniny z př́ıslušných součin̊u dvojic
z uvedené trojice řad b́ılými šumy, a proto dále pracujeme s druhými mocninami těchto
řad. Grafická předběžná analýza vhodnosti použit́ı nějakého modelu typu GARCH
nenasvědčuje jednoznačnému stanoveńı řád̊u modelu. Pro názornost zde uvád́ıme grafy
všech př́ıslušných autokorelačńıch funkćı v obrázku 9.10. Grafy autokorelačńıch funkćı
ukazuj́ı na možnost použ́ıt nějaký model typu GARCH se součtem řád̊u 3 nebo 5. Nav́ıc
také nesmı́me opomenout zmı́nit, že autokorelačńı funkce součin̊u dvojic výnosových
časových řad klesaj́ı př́ılǐs pomalu, a to může značit nestacionaritu těchto proces̊u.
Ljungovy-Boxovy testy na prokázáńı ARCH projev̊u podávaj́ı výsledky odpov́ıdaj́ıćı
uvedeným autokorelačńım funkćım. Pro všech šest uvedených časových řad zamı́taj́ı
nulovou hypotézu a potvrzuj́ı tak u nich existenci významných autokorelaćı. Výsledky
všech těchto test̊u shrnuje Tabulka 9.10, kde označujeme součinové řady př́ıslušnými
zkratkami, tj. AlCo, CoDB, AlDB. Opět zde pracujeme s hladinou testu α = 0.05.
Pro bližš́ı stanoveńı řád̊u modelu proto dále použijeme Akaikeho informačńı kritérium,
které je založeno na hodnotě logaritmické věrohodnostńı funkce v kvazi-maximálně
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Obrázek 9.9: Výnosová časová řada Allianz N v horńım grafu, výnosová časová řada
Commerzbank v prostředńım grafu a výnosová časová řada Deutsche Bank N v dolńım
grafu
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věrohodném odhadu, a je vyhodnocováno jako penalizačńı funkce. Výsledky zobrazuje
tabulka 9.11 a hned na prvńı pohled je zřejmé, že toto kritérium zcela jednoznačně
upřednostňuje model s řády (2, 3).

řada Q(6) statistika kritická hodnota p-hodnota
Al 30.1635 12.5916 0.0366e-03
Co 22.9066 12.5916 0.0008
DB 17.2198 12.5916 0.0085
AlCo 100.5669 12.5916 0.0000
CoDB 107.8410 12.5916 0.0000
AlDB 95.6726 12.5916 0.0000

Tabulka 9.10: Výsledky Ljungových-Boxových test̊u pro datovou množinu DS2

řád řada řada řada řada řada řada
modelu Al Co DB (AlCo)1/2 (CoDB)1/2 (AlDB)1/2

(0, 3) -3006.8 -2755.9 -3025.6 -3413.4 -3412.5 -3513.0
(1, 2) -3006.0 -2770.5 -3023.6 -3426.0 -3423.9 -3532.5
(2, 1) -3004.9 -2776.0 -3027.1 -3424.0 -3416.7 -3512.1
(0, 5) -3009.9 -2793.0 -3024.2 -3428.3 -3420.3 -3529.0
(1, 4) -3005.6 -2768.1 -3023.8 -3422.4 -3426.0 -3528.7
(2, 3) -3010.1 -2778.6 -3029.6 -3440.5 -3427.7 -3535.0
(3, 2) -3002.0 -2774.2 -3023.4 -3422.5 -3419.9 -3529.5
(4, 1) -3000.9 -2773.7 -3023.4 -3420.0 -3412.7 -3508.2

Tabulka 9.11: Výsledky Akaikeho informačńıho kritéria pro jednotlivé kombinace řád̊u
v GARCH modelu se součtem řád̊u 3 a 5 pro datovou množinu DS2
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Obrázek 9.10: Grafy ACF druhých mocnin výnosových časových řad Al, Co a DB
v levém sloupci uvedené v tomto pořad́ı shora a grafy ACF součin̊u dvojic výnosových
časových řad Al, Co a Co, DB a DB, Al v pravém sloupci uvedené v tomto pořad́ı také
shora
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V následuj́ıćım se proto zabýváme obecným trojrozměrným VEC(2, 3) modelem
v diagonálńı podobě, který ve svém zápisu použ́ıvá operátor vech (.) a čtvercové dia-
gonálńı matice parametr̊u řádu šest. Tento model tedy můžeme velice snadno z vekto-
rové rovnice přepsat na soustavu šesti rovnic, kde jednotlivé rovnice představuj́ı jedno-
rozměrné GARCH(2, 3) modely. Při zachováńı pořad́ı rovnic, které je určeno aplikaćı
operátoru vech (.), se jedná o soustavu rovnic

hAl,t = c1 +
3∑

k=1

a2
11kε

2
Al,t−k +

2∑

l=1

g2
11lhAl,t−l ,

hAl,Co,t = c2 +
3∑

k=1

a22kεAl,t−kεCo,t−k +
2∑

l=1

g22lhAl,Co,t−l ,

hAl,DB,t = c3 +
3∑

k=1

a33kεAl,t−kεDB,t−k +
2∑

l=1

g33lhAl,DB,t−l ,

hCo,t = c4 +
3∑

k=1

a44kε
2
Co,t−k +

2∑

l=1

g44lhCo,t−l ,

hCo,DB,t = c5 +
3∑

k=1

a55kεCo,t−kεDB,t−k +
2∑

l=1

g55lhCo,DB,t−l ,

hDB,t = c6 +
3∑

k=1

a66kε
2
DB,t−k +

2∑

l=1

g66lhDB,t−l .

Vid́ıme, že uvedený model obsahuje třicet šest parametr̊u. Ty odhadneme pomoćı
funkćı garchset a garchfit a pro tyto účely ještě zavedeme parametry konstantńı složky
pro rovnice podmı́něné středńı hodnoty uvedených šesti řad, které označ́ıme Ci pro
i = 1, . . . , 6. Tyto parametry zavád́ıme proto, že funkce garchfit odhaduje i parametr
konstantńı složky z jednotlivých rovnic podmı́něné středńı hodnoty, přestože zadáváme
řády pouze pro GARCH model a řády ARMA modelu pokládáme rovny nule. Celkem
tedy odhadujeme model se čtyřiceti dvěma parametry a všechny př́ıslušné odhady zob-
razuje tabulka 9.12. Uvedené odhady parametr̊u splňuj́ı pro všechny rovnice podmı́nku
(aii1 + aii2 + aii3 + gii1 + gii2) < 1 pro i = 1, . . . , 6, tyto součty se pohybuj́ı v roz-
meźı 0.7621–0.9175. Dále si všimněme, že ve všech šesti rovnićıch je největš́ı váha
přisuzována odpov́ıdaj́ıćımu prvku podmı́něné variančńı matice z času t − 2 a druhá
největš́ı váha je v každé rovnici přisuzována minulé hodnotě pozorované řady z času
t−3. Pro ověřeńı kvality uvedených odhad̊u zobrazujeme autokorelačńı funkce druhých
mocnin standardizovaných rezidúı z jednotlivých rovnic tohoto modelu v obrázku 9.11.
Vid́ıme, že pouze u rovnice pro podmı́něný rozptyl výnosové časové řady Commerzbank
zbyla významná autokorelace u pátého zpožděńı, a proto můžeme odhad celého troj-
rozměrného modelu považovat za zdařilý.
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parametr C1 c1 a111 a112 a113 g111 g112

odhad 6.2428e-04 7.1832e-06 0.0756 0.0528 0.2377 0.0000 0.4204
st. chyba 2.4379e-04 3.3363e-06 0.0490 0.0602 0.0790 0.1419 0.1505

parametr C2 c2 a221 a222 a223 g221 g222

odhad 0.0019 1.1133e-06 0.0000 0.0167 0.2737 0.0000 0.6259
st. chyba 2.3934e-04 3.8623e-07 0.0313 0.0219 0.0604 0.0582 0.0663

parametr C3 c3 a331 a332 a333 g331 g332

odhad 0.0018 1.1729e-06 0.0000 0.1478 0.3134 0.0000 0.4444
st. chyba 2.0657e-04 5.4332e-07 0.0402 0.0466 0.0672 0.1230 0.1155

parametr C4 c4 a441 a442 a443 g441 g442

odhad 7.1089e-04 5.2815e-06 0.0178 0.0000 0.1445 0.0000 0.7552
st. chyba 3.5518e-04 2.3393e-06 0.0363 0.0269 0.0431 0.0647 0.0549

parametr C5 c5 a551 a552 a553 g551 g552

odhad 0.0019 2.0809e-06 0.0054 0.0322 0.2363 0.0306 0.5231
st. chyba 2.6319e-04 5.4332e-07 0.0203 0.0400 0.0567 0.0986 0.0900

parametr C6 c6 a661 a662 a663 g661 g662

odhad 2.9030e-04 7.0618e-06 0.0000 0.0000 0.2092 0.0000 0.5529
st. chyba 2.4399e-04 3.5670e-06 0.0415 0.0591 0.0743 0.1617 0.1299

Tabulka 9.12: Odhady parametr̊u v jednotlivých GARCH(2, 3) rovnićıch troj-
rozměrného VEC modelu v diagonálńı podobě s př́ıslušnými standardńımi chybami
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Obrázek 9.11: Grafy ACF druhých mocnin standardizovaných rezidúı z jednotlivých
rovnic diagonálńıho VEC modelu, v levém sloupci jsou grafy pro rovnice Al, Co a DB
v tomto pořad́ı při sledu shora dol̊u a v pravém sloupci jsou grafy pro rovnice (AlCo)1/2,
(CoDB)1/2 a (AlDB)1/2 uvedené v tomto pořad́ı při sledu shora dol̊u
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Závěr

Mnohorozměrné modely typu ARCH a GARCH umožňuj́ı dostatečně přesně vyjádřit
podmı́něnou variančńı matici tak, aby byla symetrická a pozitivně semidefinitńı nebo
př́ımo pozitivně definitńı. BEKK model je dokonce definován tak, že podmı́něná va-
riančńı matice vyjádřená t́ımto modelem je pozitivně definitńı již sama o sobě bez
dodatečných předpoklad̊u na použité matice parametr̊u. Ale č́ım je daný model při-
zp̊usobivěǰśı reálným dat̊um, t́ım roste počet jeho parametr̊u.

Diagonálńı VEC a diagonálńı BEKK modely sice nejsou parametricky náročné, ale
ztráćı možnost vyjádřit závislost mezi dvěma r̊uznými prvky daného vektoru. Těmito
diagonálńımi modely tedy lze velmi dobře vyjádřit pohyby podmı́něných rozptyl̊u
a podmı́něných kovarianćı, a proto jsou např́ıklad postačuj́ıćı v úlohách oceňováńı
aktiv, ale nejsou vhodné pro modelováńı přenosu volatility. Oproti tomu faktorové
GARCH modely umožňuj́ı, aby podmı́něné rozptyly a podmı́něné kovariance závisely
na minulých pozorováńıch všech podmı́něných rozptyl̊u a podmı́něných kovarianćı,
ale zahrnuj́ı v sobě stálost ve všech těchto prvćıch. Prostřednictv́ım dynamických
model̊u podmı́něných korelaćı již lze vyjádřit r̊uzné stálosti mezi podmı́něnými roz-
ptyly a podmı́něnými korelacemi, a tak ovládat větš́ı počet časových řad. Konkrétńım
př́ıpadem je model konstantńıch podmı́něných korelaćı, který lze použ́ıt pro modelováńı
přenosu volatility jako alternativu k BEKK modelu.

Obecně se však jedná o tř́ıdu model̊u, která vyžaduje velký počet parametr̊u, a proto
je řešeńı úloh pracuj́ıćıch s časovými řadami dimenze větš́ı než čtyři prostřednictv́ım
těchto model̊u komplikované. Dále také nesmı́me opomenout skutečnost, že i samotná
datová řada muśı splňovat mnoho předpoklad̊u, abychom ji mohli modelovat některým
ze zde uvedených model̊u, a že v praxi se často setkáváme s t́ım, že tyto předpoklady na
datovou řadu splněny nejsou. Nejedná se proto o obecně použitelnou tř́ıdu model̊u, ne-
mluvě o složité struktuře model̊u samotných a o současných výpočetńıch nedostatćıch.
Jedná se totiž o modely matematicky náročné, které dosud nejsou dostatečně dobře
numericky zpracované. Ač se tedy v jednorozměrném př́ıpadě jedná o velice populárńı
tř́ıdu model̊u, jej́ı mnohorozměrné rozš́ı̌reńı je v praxi h̊uře uplatnitelné.

Práci se zde uvedenými mnohorozměrnými modely lze usnadnit zavedeńım jistých
podmı́nek pro sńıžeńı počtu parametr̊u. Lze např́ıklad využ́ıt předběžných odhad̊u pa-
rametr̊u, které jsou výpočetně nenáročné a zároveň umožňuj́ı zachovat pružnou funkčńı
podobu daných model̊u. Bližš́ı vyjádřeńı těchto podmı́nek ale z̊ustává předmětem
současného výzkumu.
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