
 
 

 

 

 

 

 

DIPLOMOVÁ PRÁCE 

 

Ondřej Žáček 

 

 

Multimodelové srovnání kvality předpovědi počasí 

 

 

Katedra fyziky atmosféry 

 

 

Vedoucí diplomové práce: Mgr. Michal Žák, Ph.D. 

Studijní program: Fyzika 

Studijní obor: Meteorologie a klimatologie 

 

 

Praha 2018 

 

 

 

 



 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Rád bych poděkoval svému vedoucímu diplomové práce Mgr. Michalu Žákovi, 

Ph.D. za čas věnovaný konzultacím diplomové práce, odborné rady a cenné 

připomínky v průběhu vypracování diplomové práce. 

Rád bych poděkoval svému konzultantovi Ing. Tomáši Zámečníkovi za pomoc se 

zajištěním dat použitých v diplomové práci.  

                                                                                        Ondřej Žáček 



 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Prohlašuji, že jsem tuto diplomovou práci vypracoval samostatně a výhradně 

s použitím citovaných pramenů, literatury a dalších odborných zdrojů. 

 

Beru na vědomí, že se na moji práci vztahují práva a povinnosti vyplývající 

ze zákona č. 121/2000 Sb., autorského zákona v platném znění, zejména skutečnost, 

že Univerzita Karlova má právo na uzavření licenční smlouvy o užití této práce jako 

školního díla podle § 60 odst. 1 autorského zákona. 

 

V Praze dne 2. 5. 2018   

      

 



 
 

 

Název práce: Multimodelové srovnání kvality předpovědi počasí 

Autor: Ondřej Žáček 

Katedra / Ústav: Katedra fyziky atmosféry 

Vedoucí diplomové práce: Mgr. Michal Žák, Ph.D., Katedra fyziky atmosféry 

Abstrakt 
 

 Tato práce se zabývá srovnáním a verifikací tří globálních numerických 

předpovědních modelů a to GFS, ECMWF, NEMS. Cílem práce je jednak provést 

srovnání jejich předpovědí na 48 hodin, pomocí pro tuto práci speciálně 

zkonstruovaného indexu shody modelů, a vyhodnotit tak prediktabilitu počasí. Dále 

pak představit základní verifikační metody a jejich aplikaci pro verifikaci 

předpovědi, z již zmíněných modelů, proti staničním pozorováním v rozlišení 2 ° x 2 

° lat/lon v období 1. 6. 2017–28. 2. 2018. 

 Výsledky ukazují, že nejhorší prediktabilita je v oblastech pevninských 

ledovců, velkých světových pohoří a v oblasti ITCZ. Nejlepší je naopak v oblastech 

subtropických anticyklón nad oceány.  

 Verifikací teploty vzduchu jsme zjistili výrazné shlazování denního chodu 

teploty ve všech modelech. Biasy relativní vlhkosti jsou silně negativně korelovány 

s biasy teploty, skill score je ale pro relativní vlhkost výrazně horší než pro teplotu. 

Tlak vzduchu přepočtený na hladinu moře obstál ve všech verifikačních metrikách ze 

všech zkoumaných veličin nejlépe. Rychlost větru je modely vesměs 

nadhodnocována. V případě srážek závisí výsledek verifikace na volbě prahové 

hodnoty. Modely výrazně nadhodnocují četnosti výskytu velmi slabých srážek, u 

silných srážek je tomu naopak, zlom nastává v intervalu 0,3–1 mm/3 h. Modely 

velmi špatně předpovídají nárazy větru.  

 

Klíčová slova: předpověď počasí, kvalita předpovědi, verifikace globálních modelů   
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Abstract 
 

 This thesis analyses comparison and verification of three global numeric 

weather models, GFS, ECMWF, NEMS. The research subjects are make comparison 

of their 48-hour forecast with, for this thesis created, index correspondence of 

models and evaluate predictability of weather. Next, introduce basic verification 

methods and their application to forecast verification, from previously mentioned 

models, against surface observations with resolution 2 ° x 2 ° lat/lon between 1. 6. 

2017–28. 2. 2018. 

 Results show, that the worst predictability is at areas with continental glaciers, 

extensive world mountain ranges and at ITCZ area. The best predictability is 

observed in subtropical anticyclones over the oceans. 

  Verification of temperature we find out significant smoothing of diurnal cycle 

in all three models. Biases of relative humidity are strongly negative corelated with 

temperature bias, skill score for relative humidity is worse than for temperature. 

Performance of mean sea level pressure is the best for all verification metrics from 

all analysed quantities. Wind speed is for most world overestimated. Results of 3-

hour precipitation depends on treshold. Models overestimate frequency of low 

intensity precipitation, opposite results are observed for high intensity precipitation, 

break occur at interval 0,3–1 mm/3-hours. Wind gusts are in general poorly forecast. 

 

Keywords: weather forecast, forecast quality, global model verification
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1 Úvod 
 

 Verifikace modelů je důležitou součástí meteorologie, zejména té části, která se 

zabývá předpovídáním počasí. Numerické modely, ať už předpovědní či klimatické, 

se neustále vyvíjejí, zejména díky stále výkonnější výpočetní technice. Každou 

změnu v numerickém modelu, ať už se jedná o změnu v dynamické, či 

parametrizační (fyzikální) části, nebo při změně výpočetního algoritmu, je třeba před 

uvedením do operativního provozu řádně verifikovat, aby místo kýženého zlepšení 

modelových výsledků nedošlo k jejich zhoršení či k „výbuchu“ modelu, kdy běh 

modelu nedoběhne do konce (např. v případě numerických nestabilit).  

 Možností, jak verifikovat numerické modely je mnoho, volba verifikačních 

metod záleží na tom, co verifikujeme (jestli jde např. o přízemní teplotu, výskyt 

bouřek, nebo výšku absolutní topografie 500 hPa), jaká data máme k dispozici, a 

v neposlední řadě, jaké je rozlišení modelu. Klasickými daty pro verifikaci jsou 

pozorování z meteorologických stanic (zprávy SYNOP, METAR) či radiosondy 

(zprávy TEMP), ale s rozvojem pozorovací techniky máme k dispozici stále více 

zdrojů dat. Již několik desetiletí jsou to data z meteorologických radarů a družic, 

jejichž rozlišení se stále zlepšuje, v poslední době se objevují i lidarová data.  

 V této práci se budeme zabývat verifikací tří globálních modelů v rozlišení 2 ° 

x 2 ° lat/lon a to Global Forecast System (GFS), European Centre for Medium–

Range Weather Forecast (ECMWF) a multimodelu NEMS (je složen z více modelů 

na omezených oblastech, které dohromady tvoří globální model), více viz kap. 3. 

 Prvním z cílů práce je provést srovnání předpovědí modelů na 48 hodin mezi 

sebou, tj. jak se modely mezi sebou v předpovědi liší, což vypovídá o prediktabilitě 

atmosféry v daném místě. Pokud se modely shodují, ještě to neznamená, že 

předpověď vyjde, může se totiž stát, že všechny modely předpoví danou situaci 

špatně. 

 Ke srovnání modelů jsme měli k dispozici šest meteorologických prvků, a to 

teplotu vzduchu ve dvou metrech nad zemí (resp. nad modelovou orografií), relativní 

vlhkost vzduchu (ve dvou metrech), tlak přepočtený na hladinu moře, vítr v deseti 

metrech nad zemí (resp. nad modelovou orografií), úhrn dešťových, resp. sněhových 

srážek za tři hodiny. 
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 Aby bylo možné srovnat modely ve všech výše zmíněných meteorologických 

prvcích, byl pro účely této práce zkonstruován speciální index shody modelů, který 

byl spočten jako průměr z příspěvků jednotlivých meteorologických prvků. 

Základem každého z příspěvků je směrodatná odchylka daného prvku vynásobená 

jistou váhou. Více o konstrukci indexu shody modelů viz kap. 4.1.1. Index shody 

modelů a jeho jednotlivé příspěvky byly zpracovány po ročních obdobích, vzhledem 

k délce časové řady jde pouze o léto (JJA), podzim (SON) a zima (DJF). 

 Druhým cílem práce je verifikace předpovědí na 48 hodin všech tří globálních 

modelů vůči staničním pozorováním. Jistým omezením je velmi nerovnoměrná 

hustota stanic, dále pak hrubé rozlišení (stejné jako v případě srovnání modelů), a u 

srážek a nárazů větru i částečné výpadky dat.  

 Výsledky pro jednotlivé meteorologické prvky byly opět zpracovány po 

ročních obdobích, v práci jsou z důvodu obsáhlosti uvedeny pouze výsledky pro léto 

a zimu. 
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2 Teoretická část 
 

 Verifikací rozumíme porovnání předpovědi a pozorování. Verifikace 

vyhodnocuje kvalitu a přesnost předpovědi. Verifikaci je třeba provádět z rozličných 

důvodů, jednak z vědeckého hlediska, kde nás zajímá úspěšnost modelu, jeho slabé a 

silné stránky, jednak z ekonomického hlediska, kdy na základě předpovědi jsou 

dělána rozhodnutí, která mají významný ekonomický vliv, např. v řízení letového 

provozu, a v poslední řadě z hlediska administrativního. Před samotnou verifikací si 

musíme rozmyslet, co budeme verifikovat a jaké metody k verifikaci použijeme. 

 Verifikace předpovědi nám poskytne odpovědi na následující otázky: 

• ve kterých místech má model největší úspěšnost předpovědi 

• v kterých situacích model předpovídá lépe a ve kterých hůře  

• je předpověď spolehlivá  

• postihuje předpověď přirozenou variabilitu počasí 

 Úspěšnost předpovědi, tj. forecast skill, závisí jednak na kvalitě předpovědi, ale 

i na konkrétní aplikaci předpovědi. Stejná předpověď může být pro jednoho uživatele 

velmi špatná, kdežto pro jiného výborná.  

 Murphy (1993) definoval tři hlediska dobré předpovědi: 

• konzistence 

• kvalita, nebo též přesnost 

• hodnota 

 Hodnota předpovědi je zaměřena na ekonomickou hodnotu pro koncové 

uživatele, kdežto kvalita vyjadřuje shodu předpovědi a pozorování. Konzistence 

předpovědi je dosaženo, pokud úsudek meteorologa a předpověď modelu je podobná.  

 Předpověď srovnáváme s pozorovanými hodnotami, které také mají svoje 

omezení. Mají pouze konečné prostorové a časové rozlišení, například 

meteorologické družice, nebo jsou dostupné pouze v diskrétních bodech zcela 

nepravidelně, např. staniční pozorování. Jejich chyby jsou dány jednak chybami 

měřících přístrojů, které jsou k pozorování daného prvku použity, a jednak chybami 

pozorovatele (lidský faktor). 
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 Proměnné v předpovědích i pozorováních mohou být několika typů: 

• kontinuální, např. teplota, tlak, relativní vlhkost vzduchu 

• kategorické, např. množství oblačnosti v osminách, výskyt srážek  

 Kontinuální proměnné jsou kontinuální pouze teoreticky, v praxi se jedná též o 

kategorické proměnné s velmi vysokým počtem kategorií, neboť přístroje, kterými 

kontinuální proměnné měříme, měří jen s konečnou přesností. 

 Nejjednoduššími kategorickými proměnnými jsou binární proměnné, ty můžou 

nabývat buď hodnoty 0, pokud se daný jev, např. tornádo nevyskytl, nebo hodnoty 1, 

v případě výskytu daného jevu. 

 U kategorických proměnných rozlišujeme proměnné deterministické, tj. zítra 

bude pršet, a proměnné pravděpodobnostní, tj. zítra je 80 % pravděpodobnost deště. 

Deterministické proměnné jsou v podstatě zvláštním případem proměnných 

pravděpodobnostních, kdy se pravděpodobnost rovná jedné.  

 Předpovědi mohou být i pravděpodobnostní, kdy zjišťujeme kolik procent běhů 

jednoho modelu s pozměněnými počátečními podmínkami, či běhů různých modelů, 

tzn. ensembles, předpovídá určitý jev. 

 Numerické předpovědní modely (NWP) nepředpovídají meteorologické prvky 

v každém bodě, ale pouze v uzlových neboli gridových bodech tvořící dohromady 

určitý typ sítě. Na druhé straně data z meteorologických stanic, jsou rozmístěna zcela 

chaoticky a obecně v jiných bodech než jsou gridové body příslušného modelu.   

 Nabízí se tedy otázka, jak porovnávat informace ze dvou odlišných bodů. 

Existují dva základní přístupy: 

• Pozorovaná data porovnám s nejbližším gridovým bodem modelu.  

• Interpoluji modelová data do prostoru a pozorovaná data porovnám 

s interpolovanými modelovými daty, nebo naopak interpoluji pozorovaná 

data a modelová data porovnávám s interpolovanými pozorovanými daty.  

 Nedá se říct, který z přístupů je lepší, záleží na tom, co verifikujeme. 

Úspěšnost předpovědi, tzn. skill score, se liší v závislosti na použitém přístupu. 
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 Cílem je minimalizovat počet případů, kdy je jev předpovězen a není 

pozorován nebo naopak. Naopak je třeba maximalizovat počet případů, kdy jev není 

předpovězen ani pozorován, anebo kdy je jev předpovězen a skutečně nastane. 

 K tomuto účelu se dá využít relativní úspěšnost předpovědi, která je vztažena 

vzhledem k předem definované, referenční, neúspěšné předpovědi. Jakou referenční 

předpověď zvolit do jisté míry závisí, co zrovna verifikujeme. 

 Jako referenční předpověď použijeme buď náhodný výběr, tj. v případě tab. 1 

to znamená, že náhodně zvolíme, zdali bude či nebude pozorováno tornádo. Jednou 

z možností je, že za referenční předpověď vezmu takovou, kdy nebude nikdy 

předpovězeno tornádo. 

 Další možnosti je použití klimatologie, například u teploty budu předpovídat 

průměrné hodnoty za určité období, obvykle se bere časová řada o délce alespoň 30 

let. 

 Poslední možností, vhodnou zejména pro krátkodobé předpovědi, je 

perzistence. Perzistence znamená, že referenční předpověď bude předpovídat právě 

pozorované hodnoty.   

 Pokud verifikujeme velký soubor dat, často se stává, že některé pozorování 

nejsou k dispozici. Pokud se jedná o nahodilé výpadky v datech, pak je skill score 

ovlivněno jen málo, problém je v případě systematického výpadku určitých dat, 

v tomto případě dochází k vychýlení skill score.  

 Předpovědi jsou dělány pro velmi široké rozpětí časových škál, a to od 

několika málo hodin v případě velmi krátkodobých předpovědí, až po mnoho měsíců 

v případě předpovědí sezónních. Předpovídané proměnné obvykle tvoří pole 

v prostoru s hodnotami definovanými obvykle v uzlových bodech, často rozložených 

v pravidelné síti. Pole proměnných je výrazně autokorelováno, jak v prostoru, tak 

v čase.  

 Autokorelace v prostoru znamená, že hodnoty ve dvou sousedních bodech jsou 

si obvykle výrazně blíže než dva náhodně vybrané body ležící dál od sebe. 

Autokorelace v čase je definovaná stejně jako autokorelace v prostoru, pokud slovo 

prostor zaměníme za slovo čas.  
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 Prostorová a časová autokorelace mají důsledky pro verifikaci předpovědi. 

Díky časové autokorelaci má perzistence vysokou úspěšnost v případě krátkodobých 

předpovědí.  Prostorová autokorelace má vliv na úspěšnost předpovědi v sousedních 

gridových bodech. Pokud je v určitém gridovém bodě předpověď úspěšná, pak je 

pravděpodobné, že tomu je tak i v sousedních gridových bodech. To samé se dá říct o 

neúspěšné předpovědi (Jolliffe and Stephenson, 2003). 

 

2.1 Verifikace binárních proměnných 

 

 Pro binární kategorická data lze vytvořit jednoduchou tabulku, kde v řádcích 

je, zdali byl jev předpovězen či nikoli, a ve sloupcích, zdali jev byl či nebyl 

pozorován.  

 Pokud nemáme binární data, lze si je vyrobit zavedením prahových hodnot, 

tzv. tresholdů, např. byla ten den teplota nad či pod stanovenou mezí, byla rychlost 

větru větší než stanovená mez atd.  

 

Tab. 1: vlevo příklad dat předpovědi a pozorování tornád, vpravo situace, kdyby 

nebylo tornádo nikdy předpovězeno. Pod oběma tabulkami je vyhodnocena 

procentuální úspěšnost (Jensen and Brown, 2012).  

 Procentuální úspěšnost (PC) je definována jako: 

𝑃𝐶 =
𝑎+𝑑

𝑛
   (1) 

 Kde značení a, b, c, d, n je ve shodě s tab. 2 níže a bude užíváno i v dalším 

textu, pokud nebude řečeno jinak.  

 Z tab. 1 vyplývá, že procentuální úspěšnost definovaná vztahem (1), je pro 

verifikaci zcela nepoužitelná, neboť i kdyby nebylo tornádo nikdy předpovězeno, tak 

by procentuální úspěšnost dosahovala neuvěřitelných 98.2 %.  
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 Takto vysoká procentuální úspěšnost je dána tím, že tornádo je poměrně 

vzácný jev a v drtivé většině dní se nevyskytne, tudíž předpověď nemůže nevyjít. 

 

Tab. 2: koncept kontingenční 2*2 tabulky pro kategorické předpovědi, vlevo značení 

jednotlivých kategorií použité v této práci, vpravo jejich pojmenování (Jensen and 

Brown, 2012). 

 Základními popisnými statistikami pro binární proměnné je pravděpodobnost 

výskytu, která je definována jako:  

𝑠 =
𝑎+𝑐

𝑛
   (2) 

 Pravděpodobnost výskytu je v podstatě klimatologie, není zde vztah 

k předpovědi. Naopak pravděpodobnost předpovězení daného jevu definovaná jako: 

𝑟 =
𝑎+𝑏

𝑛
   (3) 

nemá žádný vztah k pozorování. 

 Dále definujeme frekvenční bias jako podíl pravděpodobnosti předpovězení 

daného jevu ku jeho klimatologii: 

𝐵 =
𝑎+𝑏

𝑎+𝑐
   (4) 

 Bias samotný nám nedává žádnou informaci o skillu předpovědi, neboť 

jakákoli jeho hodnota, může být spojena se špatnou předpovědí. Často je žádoucí, 

aby byl bias okolo jedné, což znamená, že jev se vyskytuje klimatologicky stejně 

často, jako je předpovídán. 

 Výkonnostní indexy jsou takové, které se zaměřují na vazbu mezi 

pozorováními a předpovědí. 

 Podíl, že jev nastal a byl předpovězen ku všem výskytům, se nazývá hit rate, 

někdy též pravděpodobnost detekce (POD): 

𝐻 =
𝑎

𝑎+𝑐
   (5) 
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 Podíl, že jev byl předpovězen a nebyl pozorován ku všem případům, kdy jev 

nebyl pozorován, nazýváme false alarm rate (FAR), někdy též pravděpodobnost 

falešné detekce (POFD): 

𝐹 =
𝑏

𝑏+𝑑
   (6) 

 ROC (relative operating characteristic) sklon je velmi často užíván v signální 

detekční teorii a je definován jako: 

𝛽 =
𝑑𝐻

𝑑𝐹
   (7) 

 

Obr. 1: křivka ROC, s několika vyznačenými tresholdy (Jolliffe and Stephenson, 2003). 

 Pokud zvolíme treshold příliš vysoký, např. vysoká teplota či úhrn srážek, je 

pravděpodobnost výskytu jevu velmi malá, a i POD je relativně malé. Pokud treshold 

postupně snižujeme, narůstá zpočátku POD rychleji než FAR, tzn. β > 1. V určitém 

bodě, kdy je β = 1, se nachází ideální treshold, kde je POD/FAR maximální. S dalším 

poklesem tresholdu již roste FAR rychleji, než POD, tzn. β < 1, takový treshold je 

příliš nízký. 

 Skill score měří relativní zlepšení předpovědi oproti nějaké referenční 

předpovědi.  

 Obecně je skill score definováno jako: 

𝑠𝑘𝑖𝑙𝑙 𝑠𝑐𝑜𝑟𝑒 =
𝑠𝑐𝑜𝑟𝑒−𝑠𝑐𝑜𝑟𝑒 𝑟𝑒𝑓𝑒𝑟𝑒𝑛č𝑛í 𝑝ř𝑒𝑑𝑝𝑜𝑣ě𝑑𝑖

𝑠𝑐𝑜𝑟𝑒 𝑝𝑒𝑟𝑓𝑒𝑘𝑡𝑛í 𝑝ř𝑒𝑑𝑝𝑜𝑣ě𝑑𝑖−𝑠𝑐𝑜𝑟𝑒 𝑟𝑒𝑓𝑒𝑟𝑒𝑛č𝑛í 𝑝ř𝑒𝑑𝑝𝑜𝑣ě𝑑𝑖
  (8) 

 Často volíme, že referenční předpověď má skill score nulové a perfektní 

předpověď rovno jedné. Potom takto definované skill score nabývá hodnot od nuly 

do jedné.  

 Heidke skill score (HSS) může nabývat hodnot od -1 do +1 a je definováno: 
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𝐻𝑆𝑆 =  
𝑃𝐶−𝐸

1−𝐸
   (9) 

𝐸 = (
𝑎+𝑐

𝑛
) (

𝑎+𝑏

𝑛
) + (

𝑏+𝑑

𝑛
) (

𝑐+𝑑

𝑛
)  (10) 

 Člen E je korekce na předpovědi, které by byly správné, kdyby byla 

pozorování a předpovědi nezávislé. Perfektní předpověď dává hodnotu HSS +1, 

náhodná či konstantní předpověď vrací hodnotu 0. 

 Peirce skill score (PSS) je definováno: 

𝑃𝑆𝑆 =
𝑎𝑑−𝑏𝑐

(𝑎+𝑐)(𝑏+𝑑)
  (11) 

 Perfektní předpověď dává stejně jako v případě HSS hodnotu +1, náhodná či 

konstantní předpověď vrací též hodnotu 0. PSS se dá použít pro náklad/ztráta 

(cost/loss) model v ekonomické předpovědi.  

 Heidke a Peirce skill score se dají zobecnit i pro kategorické proměnné s více 

než dvěma kategoriemi, což je popsáno v následující kapitole. 

 Critical succes index (CSI) je definován: 

𝐶𝑆𝐼 =
𝑎

𝑎+𝑏+𝑐
   (12) 

 CSI je velmi používané skill score pro málo četné události, protože v jeho 

výpočtu není obsažena frekvence, kdy jev nenastal a není předpovídán. Tato 

frekvence je přitom pro málo četné události dominantní vůči všem ostatním 

frekvencím. CSI nabývá hodnot od 0 do +1, náhodná či konstantní předpověď dává 

nenulové hodnoty CSI.  

 Úpravou CSI dostaneme tzv. Gilbert skill score, které již pro náhodnou či 

konstantní předpověď dává hodnotu nula (Jolliffe and Stephenson, 2003). 

 

2.2 Verifikace kategorických proměnných 

 

 V minulé kapitole jsme se zabývali verifikací binárních proměnných, což je 

zvláštní případ proměnných kategorických se dvěma kategoriemi. Nyní využijeme 

poznatků z předchozí kapitoly a zobecníme je pro případ kategorických proměnných 

s n kategoriemi, n > 2.  
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Tab. 3: koncept kontingenční 3*3 tabulky pro kategorické předpovědi, žlutě 

zvýrazněny pravděpodobnosti, kdy byla daná kategorie pozorována a současně 

předpovězena (Jolliffe and Stephenson, 2003), upraveno. 

 Tab. 3 lze zobecnit pro n kategorií, taková tabulka bude obsahovat n * n 

hodnot. Pokud je předpovídána kategorie m a pozorována byla též kategorie m, tzn. 

správná předpověď, potom taková hodnota bude ležet na diagonále. Naopak pro 

špatnou předpověď bude hodnota ležet mimo diagonálu. Z těchto poznatků plyne, že 

perfektní předpověď bude obsahovat nenulové hodnoty pouze na diagonále, ostatní 

hodnoty budou nulové. 

 Z poznatků z minulého odstavce je zřejmé zobecnění procentuální úspěšnosti 

definované jako: 

𝑃𝐶 = ∑ 𝑝𝑖𝑖
𝑘
𝑖=1   (13) 

 Kde pii je pravděpodobnost na diagonále v i-té kategorii. 

 Frekvenční bias se dá zobecnit následovně: 

𝐵𝑥 =
∑ 𝑝𝑥𝑗

𝑘
𝑗=1

∑ 𝑝𝑖𝑥
𝑘
𝑖=0

   (14) 

 Kde Bx je bias x-té kategorie a k je počet kategorií. Čitatel výrazu reprezentuje 

součet pravděpodobností v x-tém řádku, jmenovatel výrazu naopak součet 

pravděpodobností v x-tém sloupci. 

 Zobecněné hit rate je definováno: 

𝐻 =
𝑝𝑖𝑖

∑ 𝑝𝑖𝑥
𝑘
𝑖=0

   (15) 
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 Jak jsme psali v předchozí kapitole, Heidke a Peirce skill score se dají zobecnit 

i pro kategorické proměnné s více než dvěma kategoriemi. 

 Výraz pro zobecněné Heidke skill score vypadá následovně: 

𝐻𝑆𝑆 =  (∑ 𝑝𝑖𝑖 − ∑ (∑ 𝑝𝑘
𝑖=1 ∑ 𝑝𝑥𝑗

𝑘
𝑗=1 )𝑘

𝑥=1
𝑘
𝑖=1 )/(1 − ∑ (∑ 𝑝𝑖𝑥

𝑘
𝑖=1 ∑ 𝑝𝑥𝑗

𝑘
𝑗=1 )𝑘

𝑥=1 )  (16) 

 Výraz pro zobecněné Peirce skill score vypadá velice podobně, liší se pouze 

v posledním členu.  

𝑃𝑆𝑆 =  (∑ 𝑝𝑖𝑖 − ∑ (∑ 𝑝𝑖𝑥
𝑘
𝑖=1 ∑ 𝑝𝑥𝑗

𝑘
𝑗=1 )𝑘

𝑥=1
𝑘
𝑖=1 )/(1 − ∑ (∑ 𝑝𝑖𝑥

𝑘
𝑖=1 ∑ 𝑝𝑖𝑥

𝑘
𝑖=1 )𝑘

𝑥=1 )  (17) 

 Obě skill score fungují tak, že pro náhodnou předpověď je jejich hodnota rovna 

nule. Jejich slabinou je fakt, že meteorologa odměňují stejně za dobrou předpověď 

v četnější i málo četné kategorii. Naopak jejich silnou stránkou je fakt, že při chybě 

předpovědi o jednu kategorii je penalizace menší než v případě chyby o více 

kategorií. 

 

2.2.1 Gandin and Murphy scores 

 

 Základní princip těchto skill scores je založen na následujícím vzorci: 

𝐺𝑀𝑆𝑆 = ∑ ∑ 𝑝𝑖𝑗𝑠𝑖𝑗
𝑘
𝑗=1

𝑘
𝑖=1   (18) 

 Kde sij je prvek skórovací matice s indexy i, j. Je zřejmé, že členy pij známe, 

podstatné je zkonstruovat skórovací matici S. Ta je připravena tak, aby náhodná 

předpověď dala Gandin and Murphy skill scores (GMSS) nulové, a perfektní 

předpověď jednotkové. Dále řekneme, že matice S je symetrická.  

 Konstrukce matic je možná mnoha způsoby, my ukážeme konstrukci podle 

(Gerrity, 1992): 

 Nejprve si spočteme hodnoty ai podle následujícího vztahu: 

𝑎𝑖 =
1−∑ ∑ 𝑝𝑚𝑥

𝑘
𝑚=1

𝑖
𝑟=1

∑ ∑ 𝑝𝑚𝑥
𝑘
𝑚=1

𝑖
𝑟=1

  (19) 

 Potom prvky na diagonále jsou dány vztahem: 

𝑠𝑖𝑖 = 𝑏(∑ 𝑎𝑟
−1𝑖−1

𝑟=1 − ∑ 𝑎𝑟
𝑘−1
𝑟=𝑖 )  (20) 

 Prvky mimo diagonálu jsou dány vztahem: 
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𝑠𝑖𝑗 = 𝑏(∑ 𝑎𝑟
−1 − (𝑗 − 𝑖)𝑖−1

𝑟=1 + ∑ 𝑎𝑟
𝑘−1
𝑟=𝑗 )  (21) 

 Konstanta b je dána jednoduchým vztahem: 

𝑏 =
1

𝑘−1
   (22) 

 Kromě výše uvedené konstrukce skórovací matice existuje několik dalších 

způsobů, dávající o něco odlišné výsledky, srovnání skórovacích matic v závislosti 

na způsobu konstrukce je shrnuto v tab. 4 níže. 

 

Tab. 4: příklady různých způsobů konstrukce skórovacích matic z dat obsažených 

v tab. 3 (Jolliffe and Stephenson, 2003). 
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2.3 Verifikace kontinuálních proměnných 

 

2.3.1 Statistické metody verifikace 

 

2.3.1.1 Momenty popisující statistické rozdělení 

  

 Označme pozorované hodnoty x1, ..., xn a tomu odpovídající předpovídané 

hodnoty 𝑥̂1, ..., 𝑥̂𝑁. Pro oba soubory hodnot můžeme spočítat aritmetický průměr 

hodnot podle vztahu: 

𝑥̅ =  
1

𝑛
∑ 𝑥𝑖

𝑛
𝑖=1   (23) 

 Aritmetický průměr, jako ukazatel střední hodnoty, je velmi citlivý na odlehlé 

hodnoty, což jsou hodnoty, které jsou výrazně dále od aritmetického průměru, než 

většina hodnot v dané sadě dat. Robustnější statistickou veličinou popisující střední 

hodnotu je medián, který je definován jako prostřední hodnota v dané sadě dat, tzn. 

jedna polovina hodnot je menší a druhá větší.  

 Obecně lze definovat n-tý percentil tak, že n % hodnot je menších, než je 

hodnota příslušného percentilu, a 1 - n hodnot větších. Medián je v tomto smyslu 

padesátým percentilem. V dalším textu budeme značit n-tý percentil percn, např. 

desátý percentil bude značen perc10 atd.   

 Další zájmovou veličinou je výběrový rozptyl vypovídající o disperzi hodnot 

kolem jejich střední hodnoty definovaný vztahem: 

𝑠𝑥
2 =

1

𝑛−1
∑ (𝑥𝑖 − 𝑥̅)2𝑛

𝑖=1   (24) 

 Nejčastěji využívanou veličinou popisující disperzi statistického rozdělení je 

výběrová směrodatná odchylka, kterou získáme odmocněním předchozího vztahu.  

 V případě symetrických rozdělení, jako je např. přízemní teplota, jsou si 

průměr a medián přibližně rovny. Naopak v případě nesymetrických rozdělení, jako 

je např. denní úhrn srážek, se průměr od mediánu značně liší. Tuto nesymetričnost 

nám popisuje moment třetího řádu nazývaný šikmost, např. u denního úhrnu srážek, 

jejichž rozdělení má dlouhý chvost směrem doprava, je to šikmost pozitivní. 

 Šikmost je definována vztahem: 
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š𝑖𝑘𝑚𝑜𝑠𝑡 =
1

𝑛

∑ (𝑥𝑖−𝑥̅)3𝑛
𝑖=1

𝑠𝑥
3   (25) 

 Praktičtější a robustnější vzorec na výpočet šikmosti, známý jako Yule–

Kendall index je definován jako: 

𝑌𝑢𝑙𝑒 − 𝐾𝑒𝑛𝑑𝑎𝑙𝑙 =
(𝑝𝑒𝑟𝑐75−𝑚𝑒𝑑𝑖𝑎𝑛)−(𝑚𝑒𝑑𝑖𝑎𝑛−𝑝𝑒𝑟𝑐25)

𝑝𝑒𝑟𝑐75−𝑝𝑒𝑟𝑐25
  (26) 

 Kde jmenovatel vztahu (26) je známy jako mezikvartilové rozpětí (interquartile 

range-IQR) (Jensen and Brown, 2012). 

 Nejčastěji používaný moment čtvrtého řádu se nazývá špičatost a je definován 

následovně: 

𝑀4 =
1

𝑛

∑ (𝑥𝑖−𝑥̅)4𝑛
𝑖=1

𝑠𝑥
4   (27) 

 Špičatost nám říká, jak dlouhý je chvost rozdělení. Pokud je krátký, pak je 

špičatost velká, pokud dlouhý, pak je špičatost malá. Špičatost normálního rozdělení 

je rovna třem. 

 Šikmost ani špičatost se nezmění, pokud odstraníme bias, či předpověď 

přeškálujeme. Obě veličiny jsou velmi citlivé na odlehlé hodnoty. 

 

2.3.1.2 Veličiny popisující rozdíly mezi předpovědí a pozorováním 

 

 Kontinuální proměnné mohou nabývat všech fyzikálně možných hodnot (např. 

nemohou být záporné srážky, či teplota menší než absolutní nula). Z kontinuálních 

proměnných lze vyrobit proměnné kategorické či binární zavedením prahových 

hodnot.   

 

2.3.1.2.1 Momenty prvního řádu 

 

 Momenty prvního řádu jsou takové, které obsahují pouze první mocniny 

předpovídaných a pozorovaných hodnot. Jeden z aspektů kvality předpovědi je tzv. 

bias, což je rozdíl aritmetických průměrů předpovídaných a pozorovaných hodnot.  

 Bias, nebo též průměrná systematická chyba je definována jako: 
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𝑏 =
1

𝑛
∑ (𝑥𝑖 − 𝑥𝑖)𝑛

𝑖=1   (28) 

 Kde n je počet párů předpověď–pozorování, 𝑥̂𝑖 je předpovídaná hodnota, xi je 

pozorovaná hodnota.  

 Bias často počítáme ještě před samotnou verifikací předpovědi v rámci tzv. 

postprocesingu. Bias počítáme zejména v případě předpovědí na delší dobu, kde 

můžeme pozorovat drift modelu k vyšším či nižším hodnotám, v případě krátkodobé 

předpovědi je bias obvykle malý a obvykle se neuvažuje. Bias též obvykle 

neuvažujeme v případě, kdy nemáme dostatečně dlouhou časovou řadu k verifikaci.  

 Veličiny, které jsou pouze špatně aproximovatelné Gaussovským rozdělením, 

je lepší bias počítat jako medián rozdílu předpovídaných a pozorovaných hodnot než 

jejich průměr. 

 Velmi záleží, jaký je poměr biasu ku přirozené variabilitě či klimatickému 

průměru. Čím je tento poměr menší, tím je lepší. V případě, že je bias srovnatelný 

s přirozenou variabilitou, tak i po jeho odstranění je pravděpodobné, že předpověď je 

špatná. 

 Někdy odstranění biasu počítaného, ať už jako průměr nebo medián, může vést 

k reziduálnímu skillu, týká se to zejména delších časových řad, ke je přítomen nějaký 

trend. Tento trend, např. zvyšování měsíčních průměrů teploty, je přítomen jak 

v předpovědi, tak v pozorování a předpověď se zdá úspěšnější, než ve skutečnosti je. 

Řešením je v rámci postprocesingu odstranit tento trend a až pak přejít k verifikaci 

předpovědi. 

 Z momentů prvního řádu se dá jako ukazatel úspěšnosti předpovědi použít 

průměrná absolutní chyba (MAE), která je definovaná podobně jako bias, s tím 

rozdílem, že se chyby berou v absolutní hodnotě, tudíž nedochází ke kompenzaci 

pozitivních a negativních chyb.  

𝑀𝐴𝐸 =
1

𝑛
∑ |(𝑥𝑖 − 𝑥𝑖)|𝑛

𝑖=1   (29) 

 Ačkoli MAE je numericky málo náročná na výpočet a je rezistentní vůči 

ojedinělému výskytu velkých chyb, v praxi se moc nepoužívá. 
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2.3.1.2.2 Momenty vyšších řádů 

  

 Obecně moment n-tého řádu obsahuje maximálně n-té mocniny 

předpovídaných a pozorovaných hodnot.  

 Velmi často se na hodnocení předpovědi používá moment druhého řádu zvaný 

průměrná kvadratická chyba (MSE): 

𝑀𝑆𝐸 =
1

𝑛
∑ (𝑥̂𝑖 − 𝑥𝑖)2𝑛

𝑖=1   (30) 

 MSE je více citlivá na ojedinělý výskyt velkých chyb ve srovnání s MAE. 

Odmocnina s MSE (nazývá se RMSE, root mean square error), se velmi často 

používá jako základ pro skill score. RMSE je vždy větší nebo rovna MAE. 

 Zobecněné skill score n-tého řádu, tzv. Lp minkovského norma se počítá 

následovně: 

𝐿𝑝 = (
1

𝑛
∑ (𝑥̂𝑖 − 𝑥𝑖)𝑝𝑛

𝑖=1 )
1

𝑝⁄
  (31) 

 S rostoucím p nabývá výraz pro daný vztahem (31) stále vyšších hodnot a je 

stále citlivější na ojedinělý výskyt velkých chyb. 

 Skill score založené na MSE srovnává MSE mé předpovědi s předpovědí 

referenční (MSEref), tzv. skill score založené na průměrné kvadratické chybě (mean 

square error skill score-MSESS) a je definováno vztahem: 

𝑀𝑆𝐸𝑆𝑆 = 1 −
𝑀𝑆𝐸

𝑀𝑆𝐸𝑟𝑒𝑓
  (32) 

 Hodnota 1 znamená perfektní předpověď, hodnota 0 značí předpověď 

ekvivalentní předpovědi referenční, záporné hodnoty značí předpověď horší, než je 

předpověď referenční. MSESS je na rozdíl od MSE nebo MAE bezrozměrná 

veličina. 

 Pokud MSESS průměrujeme v prostoru či čase, je lepší průměrovat zvlášť 

čitatel a jmenovatel vztahu (32), než průměrovat přímo MSESS. 

 MSESS můžeme vylepšit jednak odstraněním biasu (vztah 28), nebo 

předpověď přeškálovat, což znamená, že kromě průměru opravím i rozptyl 

předpovědi pomocí lineární regrese. Přeškálování není vhodné pro malé soubory, kde 
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je chyba určení koeficientů lineární regrese značná a přeškálovaná předpověď může 

být horší než ta původní. 

 

2.3.1.2.3 Skill scores založené na kumulativní distribuční funkci 

 

 Lineární chyba v pravděpodobnostním prostoru (linear error in probability 

space-LEPS) je definována jako průměrný absolutní rozdíl mezi kumulativní 

frekvencí předpovědi a pozorování. 

𝐿𝐸𝑃𝑆0 =
1

𝑛
∑ |𝐹𝑋(𝑥̂𝑖) − 𝐹𝑋(𝑥𝑖)|𝑛

𝑖=1   (33) 

 Kde FX je kumulativní distribuční funkce pozorování.  

 Hodnota LEPS0 může být od 0 do 1, nula je dosažena pouze pro perfektní 

předpověď, čím vyšší hodnota, tím je předpověď horší. Idea tohoto skill score je, že 

určitá chyba, vyskytující se kolem mediánu, je důležitější než na chvostu rozdělení. 

Pro rovnoměrné rozdělené předpovědi i pozorování je LEPS0 ekvivalentem MAE. 

 Potts et al. (1996) vytvořil na základě LEPS0, skill score, které má lepší 

vlastnosti než LEPS0, hlavně tu, že pro náhodnou či konstantní předpověď dává 

hodnotu 0, čím je předpověď lepší, tím je hodnota LEPS definována níže vyšší. 

𝐿𝐸𝑃𝑆 = 2 − 3 ∗ (𝐿𝐸𝑃𝑆0 + 𝐹𝑋(𝑥̂)(1 − 𝐹𝑋(𝑥̂))̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ + 𝐹𝑋(𝑥)(1 − 𝐹𝑋(𝑥))̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ )  (34) 

  Čára nad výrazem značí průměr (Jolliffe and Stephenson, 2003). 

 

2.3.1.3 Veličiny popisující vazbu mezi dvěma rozděleními 

 

 K popisu vztahu mezi pozorováním a předpovědí se dá použít též kovariance, 

resp. korelace. Kovariance je definována jako: 

𝑠𝑥𝑥̂ =
1

𝑛−1
∑(𝑥𝑖 − 𝑥̅)(𝑥̂𝑖 − 𝑥̅̂)  (35) 

 Korelace je v podstatě normovaná kovariance, neboť korelační koeficient může 

nabývat hodnot od -1 do +1. Pearsonův korelační koeficient je definován: 

𝑟𝑥𝑥̂ =
𝑠𝑥𝑥̂

√𝑠𝑥√𝑠𝑥̂
  (36) 
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 Korelační koeficient popisuje pouze míru lineární závislosti veličiny x a 𝑥̂. 

 Korelace je bezrozměrné skill score a jeho čtverec se rovná MSESS pro 

předpověď, která nemá žádný bias v průměru. Korelace je invariantní vůči odstranění 

biasu i přeškálování předpovědi, z čehož plyne, že pokud chci počítat korelace, není 

třeba žádný postprocesing předpovědi. 

 Pokud vyjde korelace rovna nule, neznamená to, že jsou veličiny nezávislé, 

pouze mezi nimi není lineární vztah. 

 Kromě Pearsonova korelačního koeficientu existuje také Spermanův neboli též 

pořaďový korelační koeficient, což je korelační koeficient ne pro hodnoty samotné, 

ale pro jejich pořadí. Spermanův korelační koeficient je rezistentnější vůči odlehlým 

hodnotám, a kromě lineární závislosti popisuje jakoukoli monotónní závislost veličin 

x a y a jedna z jeho možných definic zní: 

𝑟𝑠 =
1

𝑛(𝑛2−1)
∑ 𝑅̂𝑖𝑅𝑖 −

3(𝑛+1)

𝑛−1

𝑛
𝑖=1   (37) 

 Kde 𝑅̂𝑖 a Ri jsou pořadí i-té předpovědi a i-tého pozorování. Hodnota rs může 

být opět od -1 do +1. 

 Dalším korelačním koeficientem je tzv. Kendallovo tau, pro které jsou důležitá 

znaménka párů: 

𝑠𝑖𝑗 = (𝑥𝑖 − 𝑥𝑗)(𝑥̂𝑖 − 𝑥̂𝑗)  (38) 

 Sij není počítáno pro i ≠ j, např. pro šest párů pozorování–předpověď máme 

5+4+3+2+1, tzn. 15 párů, obecně počet párů je dán součtem aritmetické posloupnosti 

o n členech, tj. n * (1 + n) / 2. Kendallovo tau je pak průměrné znaménko 

vytvořených párů a jedna z možných definic zní následovně: 

𝜏 = 1 −
4

𝑛(𝑛−1)
∑ ∑ 𝑠𝑖𝑗

𝑖−1
𝑗=1

𝑛
𝑖=1   (39) 

 Hodnoty Kendallova tau se, podobně jako u předchozích korelačních 

koeficientů, pohybují od -1 do +1, hodnota +1 značí, že všechny páry mají kladné 

znaménko, -1 naopak, že mají znaménko záporné (Jolliffe and Stephenson, 2003). 
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2.3.2 Grafické metody verifikace 

 

 Pro kontinuální proměnné se dají ke srovnání pozorovaných a předpovídaných 

hodnot použít grafické metody, jako jsou krabicové grafy, histogramy a bodové 

diagramy, tzn. scatterploty.  

 Krabicové grafy nám poskytují informaci o mediánu, IQR a odlehlých 

hodnotách, přesný tvar statistického rozdělení z nich vyčíst nelze. 

 Histogramy nám již udávají i tvar statistického rozdělení předpovídaných a 

pozorovaných hodnot, ale stále máme dva diagramy, navíc histogramy jsou velmi 

citlivé na počet intervalů, do kterých rozdělíme pozorovaná a předpovídaná data. 

 Z krabicových diagramů a histogramů lze vyčíst systematické chyby 

předpovědi, ale vztah mezi pozorovanými a předpovídanými hodnotami není možné 

z těchto diagramů vyčíst. 

 K tomuto účelu se hodí scatterplot. Předpověď je ve scatterplotu 

reprezentována přímkou s jednotkovým sklonem, pozorované hodnoty jsou 

reprezentovány body. Pro ideální předpověď platí, že všechny body leží na přímce. 

Naopak pro zcela špatnou předpověď jsou body ve scatterplotu rozmístěny zcela 

chaoticky. 

 

Obr. 2: scatterplot pro perzistenci vlevo a předpověď numerickým předpovědním 

modelem vpravo (Jolliffe and Stephenson, 2003). 

 Z obr. 2 na první pohled vidíme vztah mezi pozorováním a předpovědí, 

v případě perzistence (vlevo) je závislost mezi pozorováním a předpovědí nevýrazná, 

s výjimkou nejvyšších teplot, naopak pro předpověď numerickým modelem leží 

body podstatně blíže k diagonále (Jolliffe and Stephenson, 2003). 
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 Scatterplot se dá použít i pro vizualizaci kontingenční tabulky pro binární 

proměnné. Zvolíme-li jistou prahovou hodnotu, na obr. 3 níže to bylo 18 °C pro 

levou část obrázku, resp. 10 °C pro pravou část obrázku, a nakreslíme-li dvě čáry, 

jednu vymezující prahové hodnoty u předpovědi a druhou u pozorování, rozdělíme 

tím scatterplot na čtyři části. Každá z částí odpovídá jedné z kategorií tabulky 2.     

 

Obr. 3: vizualizace kontingenční tabulky pro binární proměnné pomocí scatterplotu 

pro prahovou hodnotu t >18 °C vlevo, resp. t < 10 °C vpravo  (Jensen and Brown, 

2012). 

 Místo scatterplotů můžeme použít quantile-quantile grafy (q-q grafy), kde je 

předpověď opět reprezentovaná přímkou a pozorování body. Q-q grafy srovnávají 

kvantily předpovědi a pozorování. Ideální předpověď je taková, kdy všechny body 

leží na diagonále. Pokud je většina bodů nad či pod diagonálou, pak je přítomen 

v předpovědi bias, pokud se pozorování vzdaluje od diagonály jen v určitém úseku 

(obr. 4 vpravo), pak se statistické rozdělení předpovědi a pozorování liší jen 

v příslušné části.  

 Pokud předpovídanou a pozorovanou proměnnou normalizujeme, tj. posuneme 

průměr tak, aby byl nulový a naškálujeme rozdělení tak, aby směrodatná odchylka 

byla rovna jedné, dostaneme normalizované q-q grafy, příklad vidíme na obr. 4 vlevo 

(Jensen and Brown, 2012). 

 

 



28 
 

 

Obr. 4: Příklad normalizovaného q-q grafu (vlevo) a q-q grafu (vpravo) (Jensen and 

Brown, 2012). 
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3 Data 
 

 Pro účely této práce byla k dispozici data dvojího typu, jednak data 

z numerických předpovědních modelů a jednak pozorovaná staniční data. 

 Z modelových dat jsme měli k dispozici data ze tří modelů, dva modely jsou 

globální, a to ECMWF v rozlišení 0,1 ° x 0,1 ° lat/lon, což dává po přepočtu 

přibližně 9 km, a GFS v rozlišení 13 * 13 km. Poslední z modelů je v podstatě 

multimodel, neboť v každé oblasti světa je použit jiný model. Hlavním modelem 

zmíněného multimodelu je model NEMS, proto budeme multimodelu v dalším textu 

říkat NEMS.  

 Z pozorovaných dat jsme měli k dispozici staniční data, a to jednak letištní 

stanice mající kód mezinárodní organizace pro civilní letectví (ICAO), jednak 

profesionální meteorologické stanice mající kód světové meteorologické organizace 

(WMO). Celkem je to kolem 11 až 12 tisíc stanic, počet stanic ze dne na den podle 

dostupnosti kolísá.  

 

Obr. 5: rozlišení globálních modelů a vyobrazené domény jednotlivých modelů 

multimodelu NEMS a jejich rozlišení (Windy community, 2015a). 
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3.1 Použité prostorové a časové rozlišení modelů 

 

 Používané numerické modely se počítají buď každých 6, nebo 12 hodin. 

Vzhledem k tomu, že každý z modelů, ať už globálních či modelů z multimodelu 

NEMS, se počítá různě dlouho, jsou jejich běhy dostupné v různých časech, časy a 

frekvenci aktualizací jednotlivých modelů uvádí tab. 5.  

 V této práci jsou použita data z běhu 0 UTC v rozlišení 2 ° x 2 ° lat/lon (-180 

°–178 ° / -88 °–88 °, hodnoty -90 ° a +90 ° byly vyřazeny, neboť pro ně nemá smysl 

uvažovat zeměpisnou délku), což představuje 16020 gridových bodů pro celý svět.  

 Rozlišení bylo zvoleno tak, aby bylo možné data stahovat v reálném čase a 

následné zpracování bylo rozumně spočitatelné. V tomto rozlišení trvá stahování dat 

cca 1,75 hodiny, např. pro rozlišení 1° by to byla čtyřnásobná doba, což již není 

v praxi reálné, neboť některé modely se aktualizují každých šest hodin.  

 

3.2 Prostorové a časové pokrytí staničních dat 

 

 Stahovaná staniční data měla různé intervaly měření. Nejběžnějšími intervaly 

jsou 30 minut, hodina, nebo tři hodiny. Třicetiminutové intervaly se týkají většinou 

stanic na letištích, hodinové, případně tříhodinové intervaly se týkají stanic mimo 

letiště.  

 Prostorové rozmístění stanic je velmi nerovnoměrné, v místech s vysokou 

hustotou osídlení je stanic velmi mnoho, naopak v místech s velmi malou hustotou 

osídlení, či v oblastech válečných konfliktů, nejsou stanice téměř žádné. V oblastech 

oceánů jsou sice bóje, ale v této práci nebyla data z bójí použita, tudíž se oblasti 

oceánů jeví jako oblasti beze stanic. 

 Kromě staničních dat Windy (2018) jsme měli k dispozici databázi stanic se 

souřadnicemi dané stanice, jejím WMO, případně ICAO indikativem, a její název 

(Wetterzentrale, 2018). 
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3.3 Zkoumané meteorologické prvky 

 

 Každý z modelů poskytuje rozličné meteorologické prvky, jednak přízemní, 

jednak výškové. V této práci jsme se zabývali pouze přízemními prvky, a to 

takovými, které dávají všechny tři zkoumané modely. Výjimkou jsou nárazy větru, 

které jsou k dispozici pouze z GFS a ECMWF. Zkoumané meteorologické prvky 

jsou uvedeny v následující tabulce. 

Prvek značení v textu jednotka 

Teplota ve dvou metrech nad zemí T2m ° C 

Relativní vlhkost RH % 

Vítr v 10 metrech nad zemí Vítr10m m/s 

Náraz v 10 metrech nad zemí Náraz10m m/s 

Tlak přepočtený na hladinu moře Tlak MSL hPa 

Úhrn dešťových srážek za 3 hodiny Déšť3h mm 

Úhrn sněhových srážek za 3 hodiny Sníh3h mm 

Tab. 5: zkoumané prvky, jejich značení v textu a jejich používaná jednotka. 

 Ne vždy je používaná jednotka shodná s jednotkou stahovaných dat, např. pro 

T2m byla data stahována v kelvinech. U Tlaku MSL zase došlo v průběhu měsíce 

listopadu u modelů GFS a ECMWF ke změně jednotky na Pa z původních hPa, u 

NEMS nikoli.    

 

3.4 Zaokrouhlování dostupných dat 

 

3.4.1 Modelová data 

 

 Všechny proměnné uvedené v tab. 5 jsou proměnné kontinuální, tj. jejich 

hodnoty jsou spojité. Ve stahovaných modelových datech ale byly hodnoty již 

zaokrouhlené, v některých případech jde o významné zaokrouhlení.  
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Prvek Zaokrouhlení GFS Zaokrouhlení ECMWF Zaokrouhleni NEMS  

T2m 1 °C 1 °C 1 °C 

RH 1 % 1 % 1 % 

Vítr10m 0,1 m/s 0,1 m/s 0,01 m/s 

Náraz10m 0,1 m/s 0,1 m/s NIL 

Tlak MSL  1 hPa 1/0,01 hPa 0,1 hPa 

Déšť3h 0,1 mm 0,1 mm 0,1/0,01 mm 

Sníh3h 0,1 mm 0,1 mm 0,1/0,01 mm  

Tab. 6: zaokrouhlování zkoumaných meteorologických prvků v použitých modelech. 

 Nejvíce limitující je zaokrouhlení u T2m, neboť modely se běžně liší o 1 či 2 

°C, což je srovnatelné se zaokrouhlovací chybou, modely jsou v zaokrouhlování 

konzistentní (u všech modelů je zaokrouhlení stejné). U RH a Vítr10m je 

zaokrouhlovací chyba ve srovnání s rozdíly mezi modely malá, lze jí tudíž zanedbat. 

To samé platí i pro nárazy větru. Pro multimodel NEMS nejsou nárazy větru 

k dispozici. Nekonzistence mezi modely u Vítr10m není problém (všechny 

zaokrouhlovací chyby jsou malé).  

 Horší je to u Tlaku MSL, zde jsou dva problémy, jednak je zaokrouhlovací 

chyba srovnatelná s rozdíly mezi modely, navíc je zde nekonzistence 

v zaokrouhlování, a to jak mezi modely, tak v čase. S přechodem jednotky u GFS a 

ECMWF došlo i k výraznému zmenšení zaokrouhlovací chyby na 0,01 hPa. 

Nekonzistence byla řešena tak, že všechna data byla zaokrouhlena na 1 hPa. 

 U Déšť3h a Sníh3h je zaokrouhlovací chyba též srovnatelná s rozdíly modelů, 

a to zejména ve vyšších zeměpisných šířkách, kde jsou intenzity srážek povětšinou 

nízké. Částečně je tento problém odstraněn ignorací srážek do intenzity 0,25 mm/3 h, 

viz kap 4.1.1.2.  

 

3.4.2 Staniční data 

 

 U staničních dat je situace komplikovanější, neboť zaokrouhlení je u každé ze 

stanic jiné. Typické hodnoty zaokrouhlení jsou pro teplotu a rosný bod 0,1 nebo 1 
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°C, pro tlak 0,1 nebo 1 hPa, u rychlosti větru či nárazů větru 0,1 nebo 1 m/s, a 

konečně pro srážky (jakéhokoli skupenství) 0,1 mm.  

 Navíc stanice neudávají hodnoty relativní vlhkosti, ale udávají teplotu vzduchu 

a teplotu rosného bodu, z těchto údajů je relativní vlhkost spočtena podle 

následujícího vztahu:   

𝑝𝐻2𝑂(𝑡) = 611 ∗ 108,5∗𝑡/(273,16+𝑡)  (40) 

 Kde pH2O je parciální tlak vodní páry v Pa v závislosti na teplotě t ve °C. Za t 

dosadíme teplotu rosného bodu a teplotu vzduchu, následně tyto dva výsledky 

podělíme, a nakonec vynásobíme 100, čímž dostaneme kýženou relativní vlhkost.  

 

3.5 Časy aktualizací modelů 

 

 Jak již bylo řečeno, v naší práci používáme modelová data z běhu 0 UTC. Je 

zřejmé, že s ohledem na různou rychlost výpočtu se každý z modelů aktualizuje 

v jiný čas. Níže je uvedená tabulka s časy aktualizací všech námi používaných 

modelů. 

 

Tab. 7: časy aktualizací jednotlivých modelů na stránkách windy.com, všechny časy 

jsou v UTC (Windy community, 2015b), upraveno. 

 Čas stahování pro jednotlivé modely byl nastaven tak, aby se vždy stahovala 

data z běhu 0 UTC. 
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3.6 Stručné charakteristiky použitých numerických modelů 

 

 V následující kapitole uvádíme stručný popis použitých numerických modelů. 

V případě NEMS zde stručný popis uvádět nebudeme, neboť bychom museli popsat 

několik modelů. 

 

3.6.1 Popis modelu GFS 

 

 Jak již bylo řečeno GFS je globální model, jedná se o spektrální model se 

sférickými harmonickými funkcemi. Momentální rozlišení pro prvních deset dnů 

předpovědi je T1534, což značí vlnové číslo, písmeno T znamená trojúhelníkový 

ořez ve spektrálním prostoru. Toto rozlišení odpovídá 13 km. Vertikálně má 64 

hladin v hibridní sigma-tlakové souřadnici. 

 Dynamika je počítána v čase dvouhladinovým schématem, semi-implicitní, 

semi-lagrangovskou diskretizací s třídimenzionální hermitovskou interpolací. Semi-

lagrangovká advekce je počítána lineárně v gaussovkém gridboxu. Implicitní 

horizontální difuze osmého řádu je počítána ve spektrálním prostoru.  

 K převodu mezi gridovým a spektrálním prostorem je používána Fourierova 

transformace v zeměpisné délce a Legendreova transformace v zeměpisné šířce. Nad 

hladinou 100 hPa je kvůli omezení šumu ve stratosféře potlačena divergence.  

 Fyzikální parametrizace použité v GFS jsou stejné v celém prostoru, kde je 

model počítán, pouze jsou laděny některé jejich parametry. Další informace o 

modelu GFS lze nalézt v dokumentaci (GFS dokumentace, 2018). 

 

3.6.2 Popis modelu ECMWF 

 

 Model ECMWF je též globální, jedná se opět o spektrální model. Momentální 

rozlišení je O1280, O znamená cubic ocathedral (kubický osmistěnový) ořez, který je 

efektivnější než ořez trojúhelníkový, tudíž i přes nižší vlnové číslo než u modelu 

GFS, odpovídá rozlišení O1280 přibližně 9 km, což je lepší rozlišení, než v případě 

GFS (Implementation of IFS cycle 41r2, 2018).  
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 Vertikální rozlišení je lepší než v případě GFS: 137 hladin v hybridní sigma–

tlakové souřadnici, modelové hladiny sahají až do mezosféry (0,01 hPa). Vertikální 

diskretizace je řešena metodou konečných prvků (ECMWF vertical resolution, 

2018).  

 Dynamika je počítána v čase dvou hladinovým schématem, semi-implicitní, 

semi-lagrangovskou diskretizací. Semi-lagrangovká advekce je počítána lineárně 

v gaussovkém gridboxu, použité metody v dynamické části jsou stejné jako v případě 

GFS. (Part III: Dynamics and numerical procedures ECMWF documentation, 2017) 

 Podrobnější informace o modelu ECMWF naleznete v dokumentaci (ECMWF 

documentation IFS CY43R3, 2018). 
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4 Metodiky 

4.1 Srovnání modelů 

 

 Jedním z cílů této diplomové práce je posoudit, zdali je předpověď na x hodin 

věrohodná či nikoli. V této diplomové práci jsme se zabývali předpovědí na 48 

hodin, ale metoda srovnání modelů je zcela univerzální pro libovolné x. 

 Máme k dispozici pouze tři modely, proto metody, které se zabývají srovnáním 

ensemblu jsou nevhodné, neboť je obvykle třeba alespoň 15 či 20 členů ensemblu. 

Podle Buizza and Palmer (1998), dochází k výraznému zlepšení všech ensemblových 

metrik, jako je např. RMSE, ranked probability skill score, ROC curve, Brier score, a 

to jednak při zvýšení počtu členů ensemblu z 2 na 8, další, byť o něco menší zlepšení 

je pozorováno při zvýšení počtu členů ensemblu z 8 na 32. Podle Muller et al. 

(2005), který se zabýval vyvinutím skill score pro ensembly s malým počtem členů, 

došel k závěru, že je potřeba alespoň členů 8 ensemblu. Pro málo četné události je 

dokonce přínosné zvětšit počet členů ensemblu až na 100 (Richardson, 2001). 

Z tohoto důvodu byl pro účely této práce vyvinut speciální index, který popisuje 

míru shody modelů, a jeho hodnota nám říká, zdali se modely v předpovědi shodují 

či nikoli.  

 Rádi bychom upozornili, že i perfektní shoda modelů neznamená, že 

předpověď skutečně vyjde, neboť se může stát, že všechny tři modely předpoví 

danou situaci špatně. Tím, zdali předpověď skutečně vyšla, se zabývá verifikace 

předpovědi, výsledky verifikace předpovědi viz kap. 5.2. 

   Požadavkem na index, který v dalším textu budeme nazývat index shody 

modelů, byla jeho uživatelská přívětivost, tj. aby i nezasvěcený uživatel byl schopen 

vyhodnotit, jaká je předpověditelnost (prediktabilita) atmosféry, tj. pokud se modely 

shodují, svědčí to o vysoké prediktabilitě, naopak výrazná neshoda modelů svědčí o 

nízké prediktabilitě.    
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4.1.1 Konstrukce indexu shody modelů 

 

 Ke konstrukci indexu shody modelů jsme použili moment druhého řádu, a to 

směrodatnou odchylku, definovanou odmocninou z rovnice (24). Pro každou z šesti 

zájmových meteorologických prvků byla spočtena směrodatná odchylka ze tří námi 

zkoumaných modelů (GFS, ECMWF, NEMS). Pro každý meteorologický prvek byla 

též spočtena váha, v některých případech je to konstanta, v jiných funkce, výpočet 

vah, viz text níže.  

 

4.1.1.1 Požadavky na váhy  

 

 Váhy do indexu shody modelů vnášejí subjektivitu, cílem bylo proto váhy 

zvolit tak, aby v případech, kdy jsou rozdíly modelů v dané proměnné více 

rozhodující (např. teploty kolem 0 °C), jím dát větší váhu než v případech, kdy stejný 

rozdíl mezi modely není tak podstatný (např. teploty kolem 20 °C).  

 Dalším požadavkem na váhy bylo, aby po vynásobení příslušné váhy a 

směrodatné odchylky byly součiny pro všechny zkoumané meteorologické prvky 

podobně velké, tj. aby se nestalo, že jeden ze součinu bude výrazně převyšovat 

ostatní a index shody modelů bude téměř výhradně záviset na tomto součinu. 

 Poslední požadavek byl, aby medián jednotlivých příspěvků, a i indexu shody 

modelů byl přibližně roven jedné a perc90 přibližně třem. Tyto požadavky nelze 

splnit pro proměnné Déšť3h a Sníh3h, neboť na více než polovině světa neprší, ani 

nesněží. 

 

4.1.1.2 Definice vah 

 

 Váhy byly definovány tak, aby byly splněny výše zmíněné požadavky. Váhy 

byly počítány pro každý gridový bod a pro každý časový krok (1 den) zvlášť. 

 Veličině T2m byla přiřazena váha 1, pokud alespoň jeden model předpovídal 

hodnoty mezi -3 až +3 °C, tak je přiřazena váha 2. Dvojnásobná váha pro teploty 

kolem nuly je z důvodu bodu mrazu (je podstatné, zdali je -1 či +1 °C).  
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 Veličině RH byla přiřazena váha 0,16. Pro RH není důvod mít váhu 

proměnnou. 

 Veličině Vítr10m byla přiřazena váha, která lineárně roste s maximální 

předpovídanou rychlostí větru.  

 Váha je definována následující vztahem: 

𝑣𝑎ℎ𝑎 𝑉𝐼𝑇𝑅10𝑚 = 0,15 ∗ max (𝑝ř𝑒𝑑𝑝𝑜𝑣í𝑑𝑎𝑛ý 𝑉í𝑡𝑟10𝑚)  (41) 

 Váha roste z toho důvodu, že čím vyšší je předpovídaná rychlost větru, tím 

více škod může vítr napáchat a případný rozdíl mezi modely je podstatnější než 

v případě nižších rychlostí větru. 

 Veličině Tlak MSL byla přiřazena váha 1,1. 

 U veličiny Déšť3h opět roste váha lineárně s maximálním předpovídaným 

tříhodinovým úhrnem dešťových srážek, a to podle vztahu: 

𝑣𝑎ℎ𝑎 𝐷éšť3ℎ = 𝑥 ∗ max (𝑝ř𝑒𝑑𝑝𝑜𝑣í𝑑𝑎𝑛ý 𝐷éšť3ℎ)  (42) 

 Kde x je 0,5 v případě, že všechny tři modely dávají alespoň nějaké srážky, 1,0 

pokud dává srážky pouze jeden či dva modely. V prvním případě je hodnota váhy 

omezena číslem 5, tj. pokud je vyšší, je automaticky přiřazena hodnota 5, v druhém 

případě je hodnota váhy omezena číslem 10. Rozdílná rychlost růstu vah je z důvodu, 

že pokud se modely shodnou na tom, že bude alespoň nějak pršet, tak je to 

uživatelsky lepší předpověď, než pokud má pršet pouze podle jednoho či dvou 

modelů. 

 U veličiny Sníh3h je výpočet váhy velice podobný, jako pro veličinu Déšť3h, 

jediné, co se liší je hodnota x ve vztahu (42). V případě, že všechny tři modely dávají 

alespoň nějaké sněžení, je x rovno 1, pokud dává sněžení pouze jeden či dva modely, 

je x rovno 2. Hodnota váhy je opět omezena číslem 5 v prvním případě, resp. číslem 

10 v případě druhém. 

 Pro veličiny Déšť3h a Sníh3h byla provedena filtrace pro velmi malé intenzity 

srážek, tj. pro srážky menší než 0,25 mm/3 h je příslušná váha (a tudíž i celý 

příspěvek) rovna nule. Tato filtrace je nutná z důvodu, že podle modelů, zejména 

v oblastech oceánských anticyklón, velmi často padají srážky s velmi malou 

intenzitou a tím dochází ke zdánlivému snižování indexu shody modelů, více viz 

následující kapitola. 
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 Výpočet konstant, které byly použity pro výpočet vah, probíhal na deseti 

vybraných dnech zkoumané časové řady, byly vybrány jednotlivé dny, mezi kterými 

byl alespoň týdenní odstup, aby nebyla přítomna časová korelace polí. Deset dnů 

bylo zvoleno, protože je to již reprezentativní vzorek, a zároveň námi zkoumaná 

časová řada je výrazně delší než oněch deset dnů a nedochází tak k přílišnému 

přizpůsobování vah na konkrétní časovou řadu. 

 

4.1.1.3 Finální výpočet indexu shody modelů  

 

 Vahami zkonstruovanými výše vynásobíme příslušné směrodatné odchylky. 

Pokud je některý ze součinů větší než 12, pak je mu přiřazena hodnota 12. Tato mez 

je zvolena z důvodu, aby jedna velmi špatně předpovězená proměnná neměla na 

výsledný index shody modelů takový vliv. Následně takto upravené součiny sečteme. 

Výsledný součet vydělíme počtem nenulových vah, a to je již výsledný index shody 

modelů. Pro oblasti, kde neprší ani nesněží, je počet vah roven 4, pro oblasti s jedním 

skupenstvím srážek je počet vah 5, pro oblasti jak s deštěm, tak se sněžením, je počet 

vah roven 6.  

 Filtrace srážek menších, než 0,25 mm/3 h způsobí, že v oblastech s výskytem 

srážek menších než stanovená mez, je počet vah roven čtyřem místo pěti, a index 

shody modelů pak není v těchto oblastech uměle snižován. V tříměsíčním průměru 

byl největší vliv pozorován v oblastech subtropických anticyklón nad oceány.

 Pokud vyjde index shody modelů větší než 5, tak je přiřazena hodnota 5. Pokud 

bude předpovězena velmi špatně pouze jedna proměnná a ostatní proměnné budou 

předpovězené relativně dobře, pak bude hodnota indexu shody modelů kolem 3. Aby 

byla dosažena hodnota 5, musí být velmi špatně předpovězeny alespoň dvě 

proměnné. 

 

4.1.2 Artefakty u příspěvku tlaku a jejich filtrace 

 

 U modelu NEMS se při zpracování příspěvku tlaku vzduchu k indexu shody 

modelů objevují dva nepřirozené artefakty. Jejich příčina tkví pravděpodobně v 

nedokonalém předávání okrajových podmínek do některých subdomén modelu 
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NEMS. Artefakty se nevyskytovaly každý den, a navíc se jejich amplituda ze dne na 

den měnila. 

 

Obr. 6: filtrace dvou artefaktů vyskytujících se v poli příspěvku Tlak MSL k indexu 

shody modelů v létě. Vlevo nahoře před filtrací, vlevo dole po filtraci. Vpravo nahoře 

maska filtrace pro oblast EU, vpravo dole pro oblast JA.  

 Z obr. 6 vidíme, že artefakt v oblasti Evropy (EU) má větší amplitudu, ale pro 

jeho filtraci stačila jedna oblast pro vymaskování (oranžová) a jedna referenční 

oblast (bílá). Filtrace artefaktu v oblasti jižní Ameriky (JA) byla složitější, máme zde 

jednu referenční oblast (žlutá, označená číslem 0) a čtyři vymaskované oblasti 

(označeny čísly 1–4). 

 V oblasti EU byl postup filtrace jednoduchý, ve vymaskované a v referenční 

oblasti byl spočten medián a následně byl vypočten jejich rozdíl. Při pokusech o 

filtraci vykazoval medián lepší výsledky než aritmetický průměr. Pokud byl rozdíl 

větší než 0,2, pak byl ve vymaskované oblasti od aktuálního pole odečten spočtený 

rozdíl mediánů, pokud byl rozdíl menší, korekce nebyla provedena.  
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 Hodnota rozdílu mediánů, kterou jsme stanovili na 0,2, byla zvolena 

empiricky. Hodnota nesměla být moc vysoká, aby byl artefakt odstraněn, pokud 

možno, ve všechny dny, kdy se vyskytoval, ale zároveň ani moc nízká, aby 

nedocházelo k falešné filtraci i ve dnech, kdy se artefakt neobjevil.  

 V oblasti JA bylo postupováno obdobně, tj. byl spočten medián ve sloučené 

oblasti 1 + 2 + 3 + 4 a v referenční oblasti 0. Poté byl proveden jejich rozdíl, pokud 

byl větší než 0,2 byla provedena filtrace a to následovně.  

 V oblasti 1 byl od pole odečten prostý rozdíl mediánů, stejně jako v případě 

oblasti EU. V oblasti 2 byl odečten 1,3 násobek rozdílu mediánů, v oblasti 3 0,7 

násobek, a konečně v oblasti 4 0,3 násobek. Oblasti 1–4 a příslušné násobky rozdílu 

mediánů byly zvoleny empiricky, tak aby byl artefakt vizuálně co nejvíce potlačen. 

 Filtrace artefaktů byla prováděna pouze při výpočtu indexu shody modelů, při 

verifikaci modelů nikoli. 

4.2 Verifikace modelů 

 

 Druhým cílem této práce byla verifikace modelů. Modely byly verifikovány 

proti staničním datům. Vzhledem k nerovnoměrnému rozmístění stanic a pevnému 

rozlišení modelů (2 ° x 2 ° lat/lon), bylo možné vybrat pouze některé stanice, které 

byly vybrány podle kritérií uvedených níže.  

 

4.2.1 Kritéria výběru stanice 

 

 Ke každému gridovému bodu byla přiřazena buď jedna nebo žádná stanice. Pro 

každý gridový bod byly provedeny následující operace.  

 Byly vyhledány veškeré stanice, které jsou od daného gridového bodu 

vzdáleny méně jak 1 ° (stanice ležící v kružnici o poloměru 1°, se středem 

v gridovém bodu) a zároveň rozdíl nadmořské výšky stanice a modelové výšky 

gridového bodu byl v absolutní hodnotě menší než 100.  
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 První z požadavků nám zajistí, že každá ze stanic připadne právě k jednomu 

gridovému bodu a druhé kritérium odfiltruje stanice, kdy je velký rozdíl mezi 

modelovou a staniční nadmořskou výškou.  

 Díky druhému kritériu nemusíme provádět korekci teploty, ať už modelových 

či staničních dat, na stejnou nadmořskou výšku, neboť zaokrouhlovací chyba 

modelových dat je u teploty 1 °C (viz tab. 6) a chyba způsobená rozdílem 

nadmořských výšek je v nejhorším případě, kdy uvažujeme suchoadiabatický 

gradient a rozdíl výšek 100 m, též 1 °C.  

 Problém kvality pozorovaných dat nebyl řešen, naopak byl řešen problém 

stanic, které měly příliš málo kompletních pozorování, tj. pozorování, kdy byly 

naměřeny všechny zkoumané veličiny. Pokud byl počet kompletních pozorování ve 

zkoumaném období menší než 70 %, pak nebyla stanice brána v úvahu. Jistou 

výjimku představoval tlak vzduchu, ten hodně stanic neměří, a pokud taková stanice 

měla kompletních více než 70 % pozorování u ostatních veličin, tak byla též brána 

v úvahu.  

 Kritérium kompletnosti pozorování nám zaručuje, že nejsou brány stanice, 

s velkým počtem výpadků dat, díky nimž by mohlo docházet k vychýlení skill 

scores.  

 Mohou nastat tři možnosti. První z nich je případ, kdy výše zmíněné 

požadavky nesplňuje ani jedna stanice. V tom případě není takový gridový bod 

verifikován. V druhém případě splňuje kritéria právě jedna stanice, která je zároveň 

použita k verifikaci daného gridového bodu. V posledním případě splňuje kritéria 

dvě a více stanic. V tom případě je spočten index, nazývejme ho index vhodnosti 

stanice, ten je počítám následovně: 

𝑖𝑛𝑑𝑒𝑥 𝑣ℎ𝑜𝑑𝑛𝑜𝑠𝑡𝑖 𝑠𝑡𝑎𝑛𝑖𝑐𝑒 = 𝑣𝑧𝑑𝑎𝑙 ∗ 200 + 𝑟𝑜𝑧_𝑣𝑦𝑠𝑒𝑘   (43) 

 Kde vzdal je absolutní hodnota vzdálenosti dané stanice od gridového bodu ve 

stupních a roz_vysek je absolutní hodnota rozdílu nadmořské výšky stanice a 

gridového bodu. K verifikaci daného gridového bodu byla použita stanice s nejnižší 

hodnotou výše zmíněného indexu. 

 Celkem pro 2508 gridových bodů z 16020 (180 * 89), tj. 15,66 % všech 

gridových bodů existuje stanice splňující dvě námi definovaná kritéria. Pro těchto 

2508 stanic (stanice na pevninách + bóje) potřebujeme znát jejich souřadnice, 
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srovnali jsme je proto, podle WMO či ICAO id, námi nalezené stanice 

s celosvětovou databází stanic (Wetterzentrale, 2018). Vzhledem k tomu, že 

v databázi nebyly bóje a nebyla již úplně aktuální, podařilo se spárovat pouze 1199 

stanic, tj. 47,8 %.   

 

4.2.2 Srovnání modelových a staničních dat 

 

 Vzhledem k tomu, že stanice mohou ležet až 1 ° daleko od gridového bodu, 

není vhodné použít k verifikaci pouze nejbližší gridový bod, nýbrž použít gridových 

bodů více. 

 Představíme-li si síť gridových bodů, každá ze stanic leží ve čtverci, jehož čtyři 

vrcholy tvoří čtyři gridové body. Jeden z gridových bodů již známe, a to ten 

nejbližší. Známe-li souřadnice stanice a souřadnice nejbližšího gridového bodu, 

jednoznačně určíme souřadnice zbývajících tří gridových bodů, tvořících zbylé 

vrcholy čtverce. Podle vztahu (43) vypočteme index vhodnosti stanice pro tyto tři 

gridové body, zde již neplatí žádné omezení, neboť vzdálenost gridového bodu a 

stanice je vždy větší než jedna a rozdíl nadmořských výšek může a nemusí být 

v absolutní hodnotě menší než 100.  

 Následně byla vytvořena tabulka obsahující pozorovaná a modelová data. Pro 

pozorované srážky byla provedena sumace za tři hodiny, neboť model počítá 

tříhodinové úhrny srážek, a pro nárazy větru bylo vzato maximum za tři hodiny, 

neboť modelová data nám dávají maximální náraz za tři hodiny. Ostatní proměnné 

byly ponechány beze změny.  

 K vypočtení vah, s jakými budou brány v úvahy jednotlivé gridové body, byl 

použit přeškálovaný index vhodnosti stanice podle následujícího vztahu:   

𝑠𝑘𝑎𝑙𝑜𝑣𝑎𝑛𝑦 𝑖𝑛𝑑𝑒𝑥 𝑣ℎ𝑜𝑑𝑛𝑜𝑠𝑡𝑖 =
1

𝑖𝑛𝑑𝑒𝑥 𝑣ℎ𝑜𝑑𝑛𝑜𝑠𝑡𝑖 𝑠𝑡𝑎𝑛𝑖𝑐𝑒2
  (44) 

 Takto definované přeškálování výrazně zvýší vliv nejbližšího gridového bodu, 

naopak výrazně potlačí ostatní gridové body, zvláště ty, co mají velký rozdíl 

nadmořských výšek vůči verifikované stanici, nebo jsou od ní moc daleko. 

 Následně je skalovany index vhodnosti sečten pro všechny čtyři gridové body a 

poté je skalovany index vhodnosti v každém ze čtyř gridových bodů touto sumou 
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vydělen. Takto získaná čísla jsou váhy pro jednotlivé gridové body. Díky poslední 

zmíněné operaci je součet vah vždy roven jedné. Modelové hodnoty, které budou 

následně srovnány s pozorovanými daty, získáme jako vážený průměr hodnot 

z jednotlivých gridových bodů s vahami definovanými výše.   

 

4.2.3 Metody verifikace zkoumaných meteorologických prvků 

 

 Metody verifikace se liší, zdali se jedná o proměnné binární, kategorické či 

kontinuální (viz kap. 2.1–2.3). V našem případě byly proměnné T2m, RH, Vítr10m a 

Tlak MSL brány jako proměnné kontinuální. Proměnné Srážky3h a Náraz3h byly 

brány jako proměnné binární.  

 

4.2.3.1 Kontinuální proměnné 

 

 Pro kontinuální proměnné existuje mnoho metrik verifikace, viz kap. 2.3. 

V této práci byly vybrány následující metriky: 

• Bias 

• MSESS 

• Kendallovo tau 

 První zmíněná metrika viz vztah (28) nám vypovídá o velikosti systematické 

chyby modelu, bias je jedna ze standartních metrik, která je při verifikaci počítána.  

 Druhá metrika viz vztah (32) vyjadřuje o kolik je lepší či horší modelová 

předpověď než předpověď referenční, v našem případě perzistence. MSESS bylo 

zvoleno z důvodu jednoduchosti výpočtu a jednoduché interpretace výsledků.  

 Korelační koeficient Kendallovo tau viz vztah (39) je pak průměrné znaménko 

všech možných párů vytvořených z hodnot z časových řad pozorování a předpovědi. 

Kladné znaménko je tehdy, pokud při růstu pozorované hodnoty roste i předpovídaná 

hodnota. Přitom nehraje roli o kolik hodnoty samotné narostly.  

 Tyto metriky byly zvoleny tak, aby byly co nevíce nezávislé.  
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4.2.3.2 Binární proměnné 

 

 Pro binární proměnné existuje též mnoho možností, jak je verifikovat, viz kap. 

2.1. Jako binární proměnné byly vyhodnocovány srážky a nárazy větru. Pro srážky 

byly zvoleny dvě prahové hodnoty, první a logická volba je nulový treshold, tj. 

vyskytují se srážky / nevyskytují se srážky. Druhou prahovou hodnotou byla zvolena 

hodnota 1 mm srážek za 3 hodiny, tato prahová hodnota odfiltruje nejslabší srážky. 

Mimo jiné bylo zkoumáno, jak moc se budou výsledky lišit. Kromě dvou zmíněných 

prahových hodnot byly spočteny i tresholdy 0,3; 3; 10 mm/3 h, obrázky jsou 

z důvodu obsáhlosti uvedeny v přílohách 1–7.  

 U nárazů větru nelze jednoznačně určit, co už je náraz a co ještě ne, neboť 

modely dávají jako nárazy i pouhé 2 m/s, což lze ale chápat jako maximální rychlost 

větru v daném období, ale ne jako náraz větru. V této práci byla zvolena prahová 

hodnota 10 m/s, tj. pokud modelová proměnná maximální náraz větru předpovídá 

hodnotu větší než 10 m/s, bylo to bráno tak, že model předpovídá nárazy větru.  

 U binárních proměnných je problém s dostupností dat, který pramení z faktu, 

že pro každou ze stanic jsou k dispozici buď srážky, nebo nárazy větru, ale nikdy 

obojí. Existuje mnoho stanic, které měří obě veličiny, ale stránky, ze kterých jsou 

data stahována Windy (2018), obsahují maximálně jednu z nich. Důvod, proč tomu 

tak je, nám není znám. U srážek vidíme například chybějící údaje v severní Americe, 

u nárazů větru je oblastí s chybějící údaji ještě více než u srážek.  

 V této práce byly pro verifikaci binárních proměnných vybrány následující 

metriky: 

• Četnost výskytu 

• Frekvenční bias 

• Hit rate 

• False alarm rate 

• Critical succes index  
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 První metrika viz vztah (2) je v podstatě klimatologie daného jevu, druhá viz 

vztah (4) srovnává četnost jevu předpovězeného modelem ku četnosti výskytu. Hit 

rate viz vztah (5) vyjadřuje, jak často model předpovídal daný jev a zároveň jev 

skutečně nastal, false alarm rate viz vztah (6) naopak vyjadřuje, jak často model 

„straší“ daným jevem, který ve skutečnosti nenastal. Pouze poslední metrika (CSI), 

viz vztah (12) je jako jediná skill score v pravém slova smyslu, CSI bylo zvoleno 

záměrně, neboť není ovlivněno četností výskytu daného jevu a je vhodné pro málo 

četné jevy. V našem případě je CSI velmi vhodné pro nárazy větru, které obecně 

nejsou častým jevem, a u srážek se zase četnost výskytu silně mění místo od místa, 

tudíž je jeho použití též opodstatněné. 

  

4.3 Vizualizace výsledků práce 

  

 Vzhledem k velkému množství dat bylo nutné řádně zvážit, jak výsledky 

rozumně vizualizovat, tak aby informace byla co nejkomplexnější ale zároveň aby 

vizualizace nebyla prostorově příliš rozsáhlá. Kompromisním řešením je zobrazení 

výsledků po ročních obdobích, a to jak pro vlastní srovnání, tak pro verifikaci 

modelů. Měsíční průměry, které byly druhou zvažovanou možností, by byly již příliš 

obsáhlé, navíc změny mezi jednotlivými měsíci nejsou tak výrazné, aby je bylo 

potřeba zobrazovat zvlášť.  

 Zkoumaná datová řada začíná 13. 5. 2017 a končí 28. 2. 2018, z čehož vyplývá, 

že prvním zkoumaným obdobím je léto 2017 a posledním zima 2018. Roční období 

ale lze vztahovat jednak k severní a jednak k jižní polokouli. V této práci, pokud 

nebude řečeno jinak, jsou roční období vztahována vzhledem k severní polokouli. 

Roční období budou v obrázcích značeny anglickými zkratkami daných měsíců, 

v textu budou uvedena pro větší přehlednost slovy. 
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5 Výsledky práce 

5.1 Srovnání modelů 

 

 Pro srovnání modelů je pro každé období uvedeno sedm obrázků, jeden 

zobrazující index shody modelů, a šest příspěvků jednotlivých meteorologických 

prvků. 

 V létě je z 91 dnů použitelných pouze 80, neboť v ostatních dnech se 

nepodařilo zajistit stažení dat. Prvním problémovým obdobím je 30. 7–1. 8. 2017 + 

3. 8. 2017, druhým je 15.–22. 8. 2017. V prvním případě se nepodařilo zjistit příčinu 

výpadku, za druhý, delší, výpadek je zodpovědná předem neohlášená výměna 

kabeláže na serveru, na kterém se data stahují. Podzim obsahuje plnou řadu 91 dnů, 

rovněž zimní období je kompletní, což představuje 90 dnů. 

 

5.1.1 Index shody modelů 

 

 Obecně se dá říct, že index shody modelů je nižší, tj. lepší shoda, v oblastech 

oceánů než na pevnině, což je v podstatě očekávatelný výsledek. 

 Z obr. 7 je patrné, že zdaleka nejhůře vychází oblast Antarktidy, kde jsou velmi 

špatně předpovězeny nejméně dvě proměnné, na dalších obrázcích uvidíme, které to 

jsou. Druhou nejhorší oblastí je Grónsko, z čehož plyne, že modely mají velký 

problém předpovídat počasí v oblastech s kontinentálním ledovcem a pochopitelně i 

složitou orografií.  

 Další oblastí se zhoršenou shodou je rovníková oblast s intenzivními srážkami, 

známá též jako intertropická zóna konvergence (ITCZ), avšak shoda je zde již 

výrazně lepší než nad kontinentálními ledovci.  

 Vzhledem k tomu, že všechny tři modely mají v rozlišení 2 ° x 2 ° lat/lon 

stejnou orografii, dalo by se očekávat, že horské oblasti nebudou mít výrazně horší 

shodu než oblasti s nevýraznou orografií. Na druhou stranu je nutné uvážit tvar 

orografie v konkrétních oblastech a zacházení s orografií v modelech (obálka 

nejvyšších vrcholů či průměrná výška v gridboxu, parametry popisující subgridové 

vlastnosti orografie atd.). Špatná shoda modelů panuje v oblasti Himalájí, Tibetu a 
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v Andách, ovšem pouze od cca 10 ° jižní šířky (j. š.) směrem na jih, naopak hory 

v severní Americe nemají index shody modelů výrazně vyšší než v okolí.  

 Lokální oblasti se zhoršenou shodou představuje severovýchodní část Sibiře, 

arktické oblasti severní Ameriky a okolí Nového Zélandu. 

 Naopak nejlepší shoda modelů panuje v subtropických oceánských vodách, 

úplně nejlepší shoda je v oblasti subtropického Atlantiku, tj. oblast Azorské tlakové 

výše. 

 V zimě dochází k výraznému zhoršení shody kolem japonských ostrovů a 

kolem Islandu, což jsou oblasti s častým výskytem tlakových níží, které jsou v zimě 

hlubší, a tudíž jejich vývoj modely hůře postihují.  
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Obr. 7: index shody modelů pro jednotlivá roční období. Léto nahoře, podzim 

uprostřed, zima dole. 
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5.1.2  Příspěvek teploty vzduchu 

 

 

Obr. 8: příspěvek teploty k indexu shody modelů pro jednotlivá roční období. Léto 

nahoře, podzim uprostřed, zima dole. 
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 U příspěvku teploty je pozorován velký rozdíl mezi oceánem a pevninou, což 

je dáno výraznou tepelnou kapacitou oceánů a s ní spojenou malou denní amplitudou 

teploty vzduchu.   

 Opět tradičně vycházejí špatně oblasti s pevninským ledovcem, Tibet 

s Himalájemi a část And. Špatně vychází většina Severní Ameriky, oblast Sahary a 

Sahelu a východní Sibiř. Z pevnin naopak relativně dobře vychází jihovýchodní 

Asie, většina jižní Ameriky. 

 Na jižní polokouli nedochází mezi ročními obdobími k výraznějším změnám, 

naopak na severní polokouli jsou změny výrazné. Nejvýraznější zhoršení mezi létem 

a zimou je pozorováno v Evropě a v Severním ledovém oceánu, malé zhoršení je 

pozorováno i v severní Americe. Naopak Grónsko a východní Sibiř se zlepšují, tudíž 

v zimě je zde příspěvek teploty podobný okolním oblastem.  

 

5.1.3 Příspěvek relativní vlhkosti vzduchu 

 

 Nejhůře opět vychází Antarktida, nikoli však Grónsko. Srovnatelně špatně 

s Antarktidou vychází oblast Tibetu a část rovníkové Afriky. Naopak velmi dobře 

vychází oblast Sahary a Arabského poloostrova a většina oceánů.  

 V globálním měřítku je patrné, že nejlépe vychází podzim. Velice výrazné 

změny prodělává oblast Sahelu, kde vychází letní období velmi špatně, naopak zimní 

velmi dobře. Severní Amerika a Asie vychází nejlépe na podzim, Evropa vychází 

dobře kromě podzimu i v zimě. Jižní Amerika naopak vychází nejlépe v místním létě 

(období DJF).  

 Oceány mírných a polárních šířek vycházejí vždy hůře na té polokoli, kde 

zrovna panuje zima, oceány tropických a rovníkových šířek tento roční chod 

nevykazují. 
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Obr. 9: příspěvek relativní vlhkosti k indexu shody modelů pro jednotlivá roční 

období. Léto nahoře, podzim uprostřed, zima dole. 
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5.1.4 Příspěvek tlaku vzduchu přepočteného na hladinu moře 

 

Obr. 10: příspěvek tlaku vzduchu po filtraci k indexu shody modelů pro jednotlivá 

roční období. Léto nahoře, podzim uprostřed, zima dole. 
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 Jak je zmíněno a popsáno v metodikách, viz kap. 4.1.2, bylo nutné odfiltrovat 

dva artefakty, jeden nad Evropou, druhý nad jižní Amerikou. 

  Tradičně špatně vycházejí oblasti s kontinentálním ledovcem a oblast Tibetu. 

Zajímavé jsou anomálie zhoršené shody vyskytující se kolem 40 ° j. š., dvě kolem 50 

° západní délky (z. d.), které nejsou spjaty s žádnou pevninou a jedna vyskytující se 

v okolí Nového Zélandu. Naopak velice dobrá shoda panuje v tropických a 

subtropických oceánech, v Austrálii, v období JJA navíc i v jižní polovině Afriky a 

východní části jižní Ameriky. 

 Rozdíly mezi ročními obdobími jsou pozorovány zejména na severní polokouli 

v mírných a polárních šířkách, kde panuje horší shoda v zimním období. 

Nejvýraznější zhoršení shody je pozorováno na západě severní Ameriky a kolem 

Japonska. Mírné zhoršení pozorujeme i nad Severním ledovým oceánem a nad 

Evropou. 

  

5.1.5 Příspěvek větru 

 

 Pro vítr, narozdíl od jiných zatím zmíněných proměnných, neplatí, že nejhorší 

shoda je nad oblastmi s pevninským ledovcem. Také je zde prohozená role 

kontinentů a oceánů, na kontinentech je příspěvek ve většině případů nižší než nad 

oceány. 

 Úplně nejhůře vychází pobřežní pás Antarktidy, jižní část jižní Ameriky. 

Obecně špatně vychází široký pás na jižní polokouli. Stejně jako v případě tlaku 

vzduchu je kolem Nového Zélandu patrná perzistentní anomálie zhoršené shody. 

Z principu nejlépe vycházejí oblasti, kde téměř nefouká, tj. oblasti tropických 

pralesů. 

 Příspěvek větru vykazuje výrazný roční chod. Na zimní polokouli je příspěvek 

větru, podobně jako příspěvek tlaku a relativní vlhkosti, v mírných zeměpisných 

šířkách větší než na letní polokouli, což je vzhledem k hlubším tlakovým nížím 

v zimě očekávaný výsledek. 

 Méně očekávané jsou anomálie zhoršené shody v oblasti Somálského rohu 

v létě. Podobné anomálie jsou pozorovány v zimě v oblasti východní Sibiře a Tibetu. 
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Obr. 11: příspěvek rychlosti větru k indexu shody modelů pro jednotlivá roční 

období. Léto nahoře, podzim uprostřed, zima dole. 
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5.1.6 Příspěvek srážek 

 

 

Obr. 12: příspěvek Déšť3h vlevo, Sníh3h vpravo k indexu shody modelů pro 

jednotlivá roční období. Léto nahoře, podzim uprostřed, zima dole. 
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 U srážek, tj. Déšť3h a Sníh3h, je povaha příspěvku k indexu shody modelů jiná 

než u ostatních proměnných. Srážky, ať už v jakémkoli skupenství, se v konkrétním 

čase nevyskytují na celém světě, ale pouze na cca 40–50 % plochy. V případě 

tříměsíčního průměru je příspěvek nenulový na větší ploše, neboť stačí, aby se 

vyskytly srážky alespoň v jednom z 90 dní a příspěvek bude větší než nula.  

 V případě sněhových srážek se navíc ještě přidává omezení, že teploty musí 

být pod 0 °C, což je v letním období na severní polokouli obtížně splnitelné. 

 U dešťových srážek vychází nejhůře oblast s nejsilnějšími srážkami, tj. oblast 

ITCZ, která se stěhuje, jak je známo, na letní polokouli.  

 Relativně špatně ještě vychází části Tichého oceánu mezi Austrálií a jižní 

Amerikou. V oblastech, kde je příspěvek nulový, za celé období vůbec nepršelo, 

v oblastech s malým příspěvkem nelze říct, že modely vycházejí dobře, vzhledem 

k malé četnosti srážek. 

 Obrázek se sněhovými srážkami je téměř celý bílý, neboť na většině světa 

vůbec nesněžilo, nenulové příspěvky najdeme pouze kolem Antarktidy, Arktidy, 

jižní části And a v Tibetu. V zimě navíc i v Evropě, na západním pobřeží severní 

Ameriky a kolem Japonska. 

 

5.2 Verifikace modelů 

 

 U verifikace modelů se nabízí otázka, jak data rozumně vizualizovat, zdali 

zobrazovat každý gridový bod, ke kterému byla přiřazena stanice, či zvolit plošné 

průměry. Nakonec bylo zvoleno zobrazení každého gridového bodu, tj. rozlišení 2 ° 

x 2 ° lat/lon.   

 Pro každou z metrik a každou proměnnou byl vytvořen set tří obrázků, kde jsou 

pod sebou modely GFS, ECMWF a NEMS. Tento set dovoluje rychlé srovnání 

modelů mezi sebou.  

 Pokud není uvedeno jinak, jedná se o předpověď na 48 hodin, běhy modelů 

byly inicializovány v 0 UTC. 
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5.2.1 Teplota vzduchu 

5.2.1.1 Bias 

 

Obr. 13: bias teploty vzduchu pro léto vlevo, pro zimu vpravo. Nahoře pro model 

GFS, uprostřed ECMWF, dole NEMS. 
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Obr. 14: bias teploty vzduchu pro léto vlevo, pro zimu vpravo, pro běhy modelu z 0 

UTC, ale pro předpovědi na 60 hodin (na 12 UTC). Nahoře pro model GFS, 

uprostřed ECMWF, dole NEMS. 
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 V létě je na první pohled patrná závislost biasu na zeměpisné délce. Vzhledem 

k času 0 UTC je doba východu Slunce kolem 90 ° východní délky (v. d.) a naopak 

západ Slunce nastává kolem 90 ° z. d. Obecně se dá říct, že v době kolem východu 

Slunce dominují kladné biasy kolem 4 °C, naopak největší záporné biasy se 

nacházejí kolem 110 ° z. d., tj. v pozdních odpoledních hodinách lokálního času. To 

znamená, že všechny zde verifikované globální modely výrazně shlazují denní chod 

teploty, tj. minima jsou nadhodnocována a maxima podhodnocována. 

 Otázkou biasů teploty v závislosti na místním čase v klimatickém průměru 

1979–2008 se zabýval (Wei and Dai and Zhou, 2017). Podle této studie model 

výrazně shlazuje denní chod teploty, což je ve shodě s našimi výsledky, toto shlazení 

denního cyklu dáváno do souvislosti s procesy v mezní vrstvě atmosféry. 

Podrobnější srovnání s dalšími studiemi viz diskuze výsledků (kap. 6.2). 

 V zimním období je již závislost biasu na zeměpisné délce narušena, dominují 

kladné biasy nad zápornými. Oblasti Afriky, jižní Ameriky a Austrálie zůstávají 

téměř beze změn. V severní Americe dochází ke snížení záporných biasů, v Evropě 

dochází u modelů ECMWF a NEMS ke snížení kladných biasů až téměř k nule, 

kdežto u GFS jsou biasy pro obě období podobné. Největší proměnu ale prodělává 

oblast východní Asie, kde narozdíl od mírných záporných biasů v létě, jsou v zimě 

výrazné kladné biasy. 

 Mezi modely jsou patrné regionální rozdíly, v letním období vypíchněme téměř 

nulové biasy u modelu ECMWF ve střední a severní Africe, ostatní modely zde mají 

kladné biasy. Naopak v oblasti střední a východní Evropy má ECMWF nejvyšší 

biasy ze všech zkoumaných modelů.  

 K potvrzení výše vyslovené hypotézy byly spočteny biasy teploty vzduchu pro 

předpověď na 60 hodin (na 12 UTC). Podle vyslovené hypotézy by mělo dojít 

k otočení znamének biasů, tj. tam kde byly biasy kladné, budou záporné a naopak. 

Správnější by bylo počítat předpověď na 48 hodin z modelových běhů ze 12 UTC, 

ale data z těchto běhů jsme neměli k dispozici, neboť se při stahování dat nepočítalo 

s jejich využitím. Pozorovaná data z 12 UTC naštěstí k dispozici byla, neboť se 

stahovala data vždy z celého dne. 

 V létě pozorujeme otočení znamének biasů prakticky na celém světě, což 

potvrzuje výše vyslovenou hypotézu shlazování denního chodu teploty modely. Jisté 
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malé narušení pozorujeme v oblasti Skandinávie (vždy kladné biasy) a v centrální 

Africe (zde ale může být příčinou špatná kvalita pozorovaných dat). Amplitudy biasů 

již úplně shodné nejsou, např. v západní části Spojených Států Amerických (USA) 

pozorujeme pro předpověď na 48 hodin záporné biasy menší než 4, ale kladné biasy 

v předpovědi na 60 hodin jsou nižší, většinou mezi 2–4, na některých stanicích, 

nejspíše vlivem orografie, pozorujeme i slabé záporné biasy. 

 V zimním období již úplné otočení biasů nepozorujeme. Obě části Ameriky se 

chovají „rozumně“ a znaménka biasů se konzistentně, stejně jako v létě, mění ze 

záporných na kladná. Oblast Evropy se téměř nemění, zůstávají zde převážně nulové 

nebo slabé kladné biasy, ale vzhledem k převažujícím nulovým biasům nedochází 

k rozporu s vyslovenou hypotézou. Dále na východ se biasy též mění ze slabě 

kladných na slabě záporné, velikost oblasti se zápornými biasy však záleží na 

modelu, u GFS je tato oblast velmi potlačena. Oblast střední Asie se již chová 

nestandardně, neboť již nedochází k otáčení kladných biasů na záporné, pouze se 

snižuje amplituda kladných biasů. Východní Asie vyslovené hypotéze v zimě vůbec 

nevyhovuje, neboť v obou časech zde zůstávají výrazné kladné biasy.  

 

5.2.1.2 MSESS 

 

 U MSESS již není pozorována závislost na zeměpisné délce. Škála pro MSESS 

je na tomto i na dalších obrázcích konstruována tak, že zelené tóny značí oblasti, kde 

je model lepší než perzistence, oranžové a žluté tóny značí oblasti, kde jsou 

předpovědi srovnatelné, a šedé až černé oblasti značí místa, kde je lepší perzistence 

nežli model. 

 Pokud je MSESS kladné, tak je směrodatná odchylka modelové předpovědi 

menší než u perzistence. Pokud je MSESS záporné, tak je směrodatná odchylka 

modelové předpovědi naopak větší než u perzistence. Pokud se směrodatné odchylky 

rovnají, pak je MSESS rovné nule. 

 Obecně nejlépe vychází modely nad Evropou a Sibiří, kde se MSESS většinou 

pohybuje nad hodnotou 0,5. O něco lépe vychází zima než léto. Naopak obecně 

velmi špatně je na tom jihovýchodní Asie, většina Austrálie a západní část jižní 

Ameriky. 
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 V severní Americe pozorujeme výraznou závislost MSESS na ročním období. 

V létě je modelová předpověď v této oblasti velmi špatná, naopak v zimě vychází 

severní Amerika téměř nejlépe z celého světa, MSESS se zde převážně pohybuje nad 

hodnotami 0,85. 

 U Afriky závisí na volbě modelu, nejlépe vychází ECMWF, zejména pak pro 

subsaharskou Afriku, o něco lépe vychází ECMWF i pro Arabský poloostrov. 
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Obr. 15: MSESS teploty vzduchu pro léto vlevo, pro zimu vpravo. Nahoře pro model 

GFS, uprostřed ECMWF, dole NEMS. 
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5.2.1.3 Kendallovo tau 

  

Obr. 16: Kendallovo tau teploty vzduchu pro léto vlevo, pro zimu vpravo. Nahoře 

pro model GFS, uprostřed ECMWF, dole NEMS. 
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 Kendallovo tau vyjadřuje průměrné znaménko všech možných vytvořených 

párů hodnot z časových řad pozorování a předpovědi. Je jedním z typů korelačních 

koeficientů, tudíž jsou jeho hodnoty omezeny na hodnoty -1 až +1.   

 Styl barevné škály je podobný jako u MSESS, tj. zelené barvy značí, že 

průměrné znaménko všech vytvořených párů je převážně kladné, žluté a oranžové 

odstíny značí, že počet párů s kladnými a zápornými znaménky je podobný, 

v případě červených barev naopak převažují páry se zápornými znaménky.

 V létě velmi dobře vychází Evropa a většina Asie s hodnotami 0,6–0,85, o něco 

hůře je na tom severní a jižní Amerika, Austrálie a Afrika, zde jsou hodnoty 

převážně mezi 0,2 a 0,6, nejhůře vychází Indonésie a jihovýchodní Asie, kde je 

Kendallovo tau okolo nuly.  

 V zimě dochází na severní polokouli k dalšímu zlepšení, na jižní polokouli se 

výsledky v zimě a v létě moc neliší.   

 

5.2.2 Relativní vlhkost vzduchu 

5.2.2.1 Bias 

 

 Vzhledem k velkému biasu teploty a výrazné kladné korelaci teploty a relativní 

vlhkosti, se dají očekávat velké biasy i u relativní vlhkosti, jen s opačným 

znaménkem, tj. tam kde byl kladný bias teploty očekáváme záporný bias relativní 

vlhkosti a naopak. Biasy relativní vlhkosti se pohybují v širokých mezích mezi -25 

až +25 %, což vzhledem k faktu, že relativní vlhkost je omezena 0 a 100 %, 

představuje značnou systematickou chybu modelů.  

 Z obr. 17 vidíme, že v létě tam, kde je záporný bias teploty, je kladný bias 

relativní vlhkosti a naopak. V zimě již toto tvrzení úplně neplatí. Například v Asii 

pro model GFS a NEMS pozorujeme kladný bias relativní vlhkosti, ale též kladný 

bias teploty.  

 Opět jsou vidět regionální rozdíly mezi modely, např. v létě v Africe a na 

dálném východě nejlépe vychází ECMWF, v Evropě zase nejlépe vychází GFS. 

V zimě jsou rozdíly mezi modely markantnější, ve většině oblastí vychází nejlépe 

model ECMWF. 
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Obr. 17: bias relativní vlhkosti vzduchu pro léto vlevo, pro zimu vpravo. Nahoře pro 

model GFS, uprostřed ECMWF, dole NEMS. 
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5.2.2.2 MSESS 

 

Obr. 18: MSESS relativní vlhkosti vzduchu pro léto vlevo, pro zimu vpravo. Nahoře 

pro model GFS, uprostřed ECMWF, dole NEMS. 
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 V případě relativní vlhkosti je MSESS silně regionálně závislé, navíc výrazně 

závisí na konkrétním modelu, a i na ročním období.  

 V létě nejlépe vychází oblast Evropy, nejhůře jihovýchodní Asie a Indonésie. 

Model GFS je obecně nejhorší, tomu dobře vychází pouze Evropa a západní část 

Austrálie. Model ECMWF je výrazně lepší, dobře vychází většina Asie a Afrika, o 

něco lepší je i severní Amerika, ale ta stále zůstává špatná. NEMS má v Evropě 

nejhorší výsledky, zato je nejlepší v severní Americe, slušné výsledky má i ve 

východní Asii.  

 Zima vychází obecně lépe než léto. V severní Americe v tomto období 

vycházejí všechny modely podobně a jakž takž dobře. V Evropě a Asii dochází 

v období zimě u modelů ECMWF a NEMS k výraznému zlepšení, naopak na 

východním pobřeží Asie dochází místy ke zhoršení. 

 

5.2.2.3 Kendallovo tau 

 

 Korelace naopak vychází oproti MSESS celkem dobře, ale prakticky nikde 

není hodnota vyšší než 0,6. Problémová oblast je opět Indonésie a pobřeží And 

v jižní Americe, kde se hodnoty pohybují okolo nuly. Modely GFS a NEMS mají 

problémová místa i na Euroasijském kontinentu, u modelu GFS navíc dochází na 

Sibiři v zimě k dalšímu zhoršení na hodnoty kolem nuly, či dokonce pod ní.   

 V případě modelů ECMWF a NEMS naopak dochází v zimě v Asii místy 

k slabému zlepšení. V ostatních oblastech není výrazný rozdíl mezi obdobími. 

Z pohledu Kendallova tau se v obou obdobích jako nejlepší jeví model ECMWF.  
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Obr. 19: Kendallovo tau relativní vlhkosti vzduchu pro léto vlevo, pro zimu vpravo. 

Nahoře pro model GFS, uprostřed ECMWF, dole NEMS. 
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5.2.3 Tlak vzduchu přepočtený na hladinu moře 

 

 Tlak vzduchu představuje ze všech zkoumaných veličin nejhladší pole, navíc 

díky tomu, že je přepočten na hladinu moře, odpadají problémy s rozdílnou 

nadmořskou výškou gridového bodu a stanice. Dají se tedy očekávat dobré výsledky.  

5.2.3.1 Bias 

 

Obr. 20: bias tlaku vzduchu přepočteného na hladinu moře pro léto vlevo, pro zimu 

vpravo. Nahoře pro model GFS, uprostřed ECMWF, dole NEMS. 



71 
 

 

 Je vidět, že biasy tlaku nejsou velké, většinou se vejdou v absolutní hodnotě do 

2 hPa. Biasy jsou prakticky nulové v Evropě a západní polovině Asie, u modelu GFS 

a ECMWF nelze jednoznačně vyhledat nejhorší oblast, zato NEMS vychází velmi 

špatně v Evropě a Africe. Tento bias má zřejmě souvislost s artefaktem, který byl 

v případě srovnání modelů odstraněn, avšak při verifikaci nikoli, viz kap. 4.1.2. 

 Rozdíly mezi obdobími jsou patrné pouze v některých regionech, například 

v severní Americe dochází ke zvýraznění kladných biasů, naopak na východním 

pobřeží Asie se objevují biasy záporné. 

 

5.2.3.2 MSESS 

 

 Obecně pozorujeme velmi vysoké hodnoty MSESS, v Evropě a ve většině Asie 

je to přes 0,95, výrazně horší je NEMS. Severní Amerika vychází všem modelům též 

velmi dobře, problémová se opět jeví Indonésie, centrální Afrika a Arabský 

poloostrov. 

 Rozdíly mezi ročními obdobími jsou povětšinou malé, pouze u NEMS dochází 

ke zlepšení v oblasti Evropy a severní Afriky, toto zlepšení je ale dáno tím, že výše 

popsaný artefakt tlaku vzduchu není již v zimě tak často přítomný jako v létě. 

 

5.2.3.3 Kendallovo tau 

 

 Rozložení Kendallova tau víceméně kopíruje rozložení MSESS. Všechny 

modely mají prakticky na celém světě kladné korelace nad 0,5, rozložení oblastí 

s vyšší, resp. nižší korelací odpovídá oblastem vyšších, resp. nižších MSESS. 

Drobný rozdíl oproti MSESS pozorujeme v tropických oblastech, kde korelace, 

narozdíl od MSESS, vychází dobře. 
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Obr. 21: MSESS tlaku vzduchu přepočteného na hladinu moře pro léto vlevo, pro 

zimu. Nahoře pro model GFS, uprostřed ECMWF, dole NEMS. 
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Obr. 22: Kendallovo tau tlaku vzduchu přepočteného na hladinu moře pro léto vlevo, 

pro zimu. Nahoře pro model GFS, uprostřed ECMWF, dole NEMS. 
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5.2.4 Vítr 

5.2.4.1 Bias 

 

Obr. 23: bias rychlosti větru pro léto vlevo, pro zimu vpravo. Nahoře pro model 

GFS, uprostřed ECMWF, dole NEMS. 
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 U rychlosti větru jednoznačně převažují kladné biasy, tj. modely předpovídají 

větší rychlost větru než je skutečně naměřena. Výjimku tvoří severní Amerika a 

Austrálie, kde jsou biasy záporné. Je ale vhodné podotknout, že vítr silně závisí na 

lokální orografii, navíc zde hraje roli i fakt, že stanice není přesně v gridovém bodě, 

ale může být až 1 ° vzdálena, což u větru hraje podstatnou roli. 

 Modely vycházejí dosti podobně, pouze v oblasti Evropy a západní Asie je 

NEMS výrazně lepší, než GFS či ECMWF, ale pouze v létě. V zimě je NEMS 

srovnatelný s GFS i ECMWF. 

 

5.2.4.2 MSESS 

 

 Z hlediska MSESS modely vycházejí podobně, velmi dobře je na tom Evropa a 

jihovýchod USA, docela dobře vychází i Austrálie a nížinné části jižní Ameriky, 

tradičně špatně vychází Indonésie a jihovýchodní Asie, mimo ni předpověď selhává 

v horských částech jižní Ameriky (Andy). Asie je v úspěšnosti roztříštěná, některé 

oblasti vycházejí dobře, jiné špatně.  

 Rozdíly modelů jsou malé, nejvýznamnější je v oblasti východní Evropy v létě, 

kde nejlépe vychází NEMS. 

 V severní Americe dochází v zimě ke zlepšení, zejména v její západní části, a 

to ve všech modelech, u GFS navíc dochází ke zlepšení ve východní Evropě. Naopak 

u NEMS dochází k výraznému zhoršení na většině území Asie.  
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Obr. 24: MSESS rychlosti větru pro léto vlevo, pro zimu vpravo. Nahoře pro model 

GFS, uprostřed ECMWF, dole NEMS. 
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Obr. 25: Kendallovo tau rychlosti větru pro léto vlevo, pro zimu vpravo. Nahoře pro 

model GFS, uprostřed ECMWF, dole NEMS. 
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5.2.4.3 Kendallovo tau 

 

 U Kendallova tau vidíme velmi překvapivý výsledek. Prakticky na celém světe 

se jeho hodnoty v obou obdobích pohybují kolem nuly, což značí, že časové řady 

perzistence a modelové předpovědi jsou víceméně nezávislé. V zimě v části Evropy a 

Asie přece jen jsou pozorovány kladné korelace, ale dosahují hodnot maximálně 0,4. 

Tento zdánlivý rozpor mezi MSESS a Kendallovým tau bude rozebrán v diskuzi. 

 

5.2.5 Srážky 

 

Obr. 26: relativní četnosti tříhodinových úhrnů srážek (déšť + sníh) pro celé 

studované období, tj. červen 2017 až únor 2018. Vlevo pro treshold 0 mm, vpravo 

pro treshold 1 mm/ 3 hodiny. 

 Obr. 26 představující relativní četnosti srážek, pro nulový treshold a pro 

intenzitu 1 mm/ 3 h, nereprezentuje žádnou verifikační metriku, ale je vhodný pro 

představu, kde a jak často pršelo (vyskytly se srážky), a kde má tedy cenu se 

verifikací vůbec zabývat.  

 V jižní Americe, Africe a Austrálii je tak málo dat, (buď data skutečně nejsou, 

tj. na serveru windy.com (Windy, 2018), ze kterého se stahují, nejsou srážková data 

z některých oblastí vůbec k dispozici (např. USA), nebo na stanicích za zkoumané 

období ani jednou nepršelo), že se nemá smysl tyto oblasti našimi metodami 

hodnotit. Vzhledem k převládajícím nízkým četnostem srážek, nebyla jejich 
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verifikace prováděna pro jednotlivá roční období, ale pro celé období mající délku 9 

měsíců. 

 Pro treshold 1 mm/3 h (což není žádná velká intenzita) relativní četnosti srážek 

výrazně klesají, s výjimkou tropických oblastí se většinou pohybují do 0,1. 

 Podle Haiden et al., (2012). vychází, že modely předpovídají velmi nízké úhrny 

srážek výrazně častěji, než je pozorováno, u vysokých úhrnů je tomu přesně naopak.  

 Kromě dvou zmíněných tresholdů, které budou ukázány na obrázcích, byly 

počítány ještě tresholdy 0,3; 3 a 10 mm/3 h U jednotlivých metrik budou stručně 

popsány fenomény pro tyto tresholdy, samotné obrázky jsou uvedeny v přílohách 1–

7. 
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5.2.5.1 Hit rate 

 

Obr. 27: vlevo hit rate pro nulový treshold, vpravo pro treshold 1 mm tříhodinových 

úhrnů srážek (déšť + sníh) pro celé zkoumané období. Nahoře pro model GFS, 

uprostřed ECMWF, dole NEMS. 
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 U POD pozorujeme výrazný rozdíl mezi nulovým tresholdem a tresholdem 1 

mm/3 h.  

 Pro nulový treshold má nejvyšší POD model GFS, kde je s výjimkou Kanady 

nad hodnotami 0,7. V Evropě a jihovýchodní Asii dokonce nad 0,8. U ECMWF hit 

rate trochu klesá v oblasti Asie, ale největší rozdíl srovnáme-li GFS a ECMWF s 

NEMS, neboť u něj je POD výrazně nižší než u zbývajících modelů, zejména 

v oblasti Asie je i pod 0,5, tj. model nepředpoví ani polovinu případů, kdy se srážky 

na daném místě vyskytly. 

 Pro treshold 1 mm/ 3 h pozorujeme výrazný pokles POD k hodnotám 0,2, 

pouze místy se hodnoty pohybují kolem 0,4. Rozdíly mezi modely jsou menší než u 

nulového tresholdu, u NEMS pozorujeme v Asii pouze malý pokles POD ve srovnání 

s ostatními modely, na druhou stranu nad Evropou pozorujeme slabý nárůst.   

 Pro treshold 3 mm/3 h, (příloha 3 vlevo) pozorujeme další pokles hit rate na 

hodnoty 0,1–0,3, rozdíly mezi modely jsou minimální. Prahová hodnota 0,3 mm/3 h 

(příloha 2 vlevo) je s hodnotami POD někde mezi nulovým tresholdem a tresholdem 

1 mm/3 h. U modelů GFS a ECMWF je POD mezi 0,5–0,7, na severu Asie a 

v Kanadě pouze kolem 0,4. U NEMS je POD již na většině stanic pod 0,5, na severu 

Asie je POD ještě nižší, pouze kolem 0,2. 

 

5.2.5.2 False alarm rate 

 

 U false alarm rate pozorujeme, podobně jako u hit rate, výrazný rozdíl mezi 

dvěma zkoumanými prahovými hodnotami. 

 False alarm rate pro nulový treshold je nejvyšší u modelu GFS, srovnáme-li 

FAR s relativní četností, zjistíme, že FAR roste s relativní četností neboli čím častěji 

někde prší, tím častěji model počítá se srážkami, které nejsou pozorovány. Projevuje 

se jakýsi klimatologický vliv, který může souviset s vnitřním nastavením modelů. 

Model ECMWF je na tom podobně jako GFS, místy je FAR o 0,1 až 0,2 nižší než 

v případě GFS. Výrazně lepší je NEMS, u něj je FAR s výjimkou části Kanady a 

Indonésie pod 0,2, v Asii dokonce většinou pod 0,1. To znamená, že pokud NEMS 

nehlásí žádné srážky, pak s velkou pravděpodobností nebude pršet. 
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 U tresholdu 1 mm/ 3 h dochází k úplné proměně FAR. Pro všechny modely a 

prakticky všude FAR klesá pod hodnoty 0,1, výjimkou jsou části jihovýchodní Asie, 

kde je FAR o něco vyšší, mezi 0,1–0,2. Již u takto nízké prahové hodnoty dochází 

k tomu, že pokud modely nepředpovídají úhrn větší než 1 mm/ 3 h, velmi 

pravděpodobně nebude takovýto úhrn pozorován. Ale na druhou stranu, jak jsme 

viděli na obrázku výše, i hit rate výrazně klesá. 

 Pro další zkoumané tresholdy (přílohy 2–4 vpravo) jsou výsledky FAR 

podobné tresholdu 1 mm/3 h, pouze u prahové hodnoty 0,3 mm/3 h (příloha 2 

vpravo) jsou v oblasti Indonésie hodnoty FAR vyšší, většinou kolem 0,3–0,5.  
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Obr. 28: vlevo false alarm rate pro nulový treshold, vpravo pro treshold 1 mm 

tříhodinových úhrnů srážek (déšť + sníh) pro celé zkoumané období. Nahoře pro 

model GFS, uprostřed ECMWF, dole NEMS. 
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Obr. 29: vlevo frekvenční bias pro nulový treshold, vpravo pro treshold 1 mm 

tříhodinových úhrnů srážek (déšť + sníh) pro celé zkoumané období. Nahoře pro 

model GFS, uprostřed ECMWF, dole NEMS. 
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5.2.5.3 Frekvenční bias 

  

 Frekvenční bias nám říká, jak často podle modelů padají srážky vůči realitě. 

Pro nulový treshold jsou u modelu GFS pozorovány největší frekvenční biasy 

v Evropě a Asii a to kolem 2–3, tj. podle modelu padají srážky třikrát častěji než ve 

skutečnosti. U ECMWF frekvenční bias klesá většinou pod 2, ale stále model „prší“ 

častěji, než je pozorováno.  

 Z hlediska frekvenčního biasu je na tom nejlépe NEMS, neboť u něj je 

frekvenční bias nejmenší. V Evropě je frekvenční bias většinou mezi 0,75–1,25, tj. 

četnost pozorovaných a modelových srážek je přibližně stejná. Navíc se u NEMS 

nevyskytují jen biasy větší než jedna, ale zejména v Asii jsou biasy i menší než 1, 

místy dokonce pod 0,5, tj. srážky jsou pozorovány častěji, než je předpovídáno.  

 Pro treshold 1 mm/ 3 h naopak dominují biasy menší než 1, tj. model dává 

srážky méně často, než je pozorováno. V Evropě a Kanadě jsou pro tento treshold 

biasy blízké jedné, ale v Asii jsou většinou mezi 0,5–1, u NEMS jsou biasy ještě 

nižší, místy dosahují hodnot pouze kolem 0,3. 

 Kromě dvou zmíněných prahových hodnot byly spočítány frekvenční biasy i 

pro tresholdy 0,3; 3; 10 mm/ 3 h, grafy jsou uvedeny v přílohách 5–7 vlevo. Už pro 

prahovou hodnotu 0,3 mm (příloha 5 vlevo), jsou u modelů GFS a ECMWF biasy 

větší a menší než jedna, co se počtu týče, přibližně v rovnováze, u NEMS již výrazně 

dominují biasy menší než jedna, obrázek je pro NEMS velmi podobný tresholdu 1 

mm. Posuneme-li se k tresholdu 3 mm/ 3 h (příloha 6 vlevo), tak biasy dále výrazně 

klesají, v Asii ve všech modelech dominují biasy pod 0,33, na ostatním území jsou 

biasy většinou 0,3–0,6. Posledním zkoumaným tresholdem je úhrn 10 mm/3 h 

(příloha 7 vlevo), takový srážkový úhrn je ale již relativně vzácným jevem, a ve 

zkoumaném období se vyskytl pouze na části stanic. Frekvenční biasy jsou podobné 

těm pro treshold 3 mm/3 h, ale vzhledem k počtu výskytů je třeba výsledky brát 

s rezervou.   
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Obr. 30: vlevo CSI pro nulový treshold, vpravo pro treshold 1 mm tříhodinových 

úhrnů srážek (déšť + sníh) pro celé zkoumané období. Nahoře pro model GFS, 

uprostřed ECMWF, dole NEMS. 
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5.2.5.4 CSI 

 

 Ač v případě předchozích metrik byl rozdíl mezi modely značný, v případě CSI 

jsou modely pro nulový treshold velmi vyrovnané a obecně si nevedou dobře. Ačkoli 

je CSI z definice nezávislé na četnosti daného jevu, tak v oblastech s nízkou četností 

srážek vychází CSI pod 0,3. Podobně jako v případě FAR pozorujeme 

klimatologický vliv. V severní Americe jsou rozdíly mezi modely minimální a CSI je 

většinou pod 0,2. V Evropě jsou hodnoty CSI vyšší, mezi 0,2 a 0,5. Rozdíly mezi 

modely jsou opět velmi malé, jako nejlepší se jeví NEMS. 

 Nejlepších výsledků dosahují modely v jihovýchodní Asii a Indonésii, kde je 

CSI vyšší než 0,5 (zelené barvy), GFS a ECMWF mají srovnatelné výsledky, NEMS 

je v této oblasti o něco horší. GFS a ECMWF má dobré výsledky i v severní Asii, 

avšak NEMS zde má výsledky velmi špatné. 

 Pro treshold 1 mm/3 h pozorujeme pokles hodnot CSI převážně na hodnoty 

0,1–0,4. CSI již pro tuto prahovou hodnotu nezávisí na relativní četnosti srážek. 

Rozdíly mezi modely jsou minimální.  

 Pro vyšší prahové hodnoty CSI dále klesá, pro 3 mm/3 h (příloha 6 vpravo) je 

hodnota CSI mezi 0–0,3, pro treshold 10 mm/3 h jsou hodnoty CSI většinou pod 0,2. 

Pro oba tresholdy nejsou pozorovány rozdíly mezi jednotlivými modely a nelze ani 

vydělit ucelené oblasti s vyšším či nižším CSI.  

 

5.2.6 Nárazy větru 

 

 U nárazů větru je dat ještě výrazně méně než u srážek, navíc relativní četnosti 

nárazů větru jsou povětšinou do 0,1. 

 Pro nárazy větru jsou ke srovnání k dispozici pouze modely GFS a ECMWF, 

neboť NEMS nárazy větru nepředpovídá.  
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Obr. 31: relativní četnosti nárazů větru (nad 10 m/s) pro celé studované období. 

5.2.6.1 Hit rate a False alarm rate 

 

Obr. 32: vlevo hit rate, vpravo false alarm rate nárazů větru (nad 10 m/s) pro celé 

studované období. Nahoře pro model GFS, dole pro ECMWF. 



89 
 

 

 Hit rate je s výjimkou západní části USA vysoké, tj. 0,5–0,8, jenže díky velmi 

malým četnostem je tento údaj zavádějící. 

 False alarm rate je velmi nízké, většinou je menší než 0,2. O něco vyšších 

hodnot dosahuje FAR v Indonésii a na Britských ostrovech. 

 

5.2.6.2 Frekvenční bias a CSI 

 

 

Obr. 33: vlevo frekvenční bias, vpravo CSI nárazů větru (nad 10 m/s) pro celé 

studované období. Nahoře pro model GFS, dole pro ECMWF. 
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 Model GFS jednoznačně počet dnů s nárazy nadhodnocuje, a to třikrát až 

čtyřikrát. Jedinou výjimku tvoří západní část USA, kde je naopak počet dnů s nárazy 

větru výrazně podhodnocován.  

 Model ECMWF má nad Evropou stejný výsledek jako GFS, ale nad územím 

USA dochází k výraznému zlepšení a frekvenční biasy jsou většinou do dvou, na 

západě USA jsou, stejně jako v případě GFS, frekvenční biasy menší než jedna. 

 S výjimkou území USA mají oba studované modely velmi nízké CSI, 

maximálně do 0,2. Na území USA je CSI o něco vyšší, 0,2–0,3 v případě GFS, 0,2–

0,5 v případě ECMWF. 
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6 Diskuze výsledků 
 

6.1 Srovnání modelů 

 

 Výsledky této části práce jsou ovlivněny konstrukcí indexu shody modelů. 

Nelze říct, že zde zkonstruovaný index shody modelů je nejlepší možný, na druhou 

stranu podobné studie nebylo možné dohledat. Také konstrukce indexu z šesti 

různých veličin je inovací, neboť pokud již bylo prováděno srovnání modelů, tak to 

bylo děláno pro každou veličinu zvlášť, a navíc pro výrazně větší počet členů 

ensemblu než pro tři, které byly k dispozici pro účely této práce. 

 Index shody modelů vychází velmi špatně v oblastech kontinentálních ledovců. 

Podíváme-li se na jednotlivé příspěvky, může za velmi špatný výsledek zejména tlak 

a teplota, v pobřežních oblastech i vítr.  

 Pro předpověď v oblastech s pevninským ledovcem je klíčové předpovědět 

stabilní mezní vrstvu atmosféry, která v těchto oblastech vzniká. Stabilní mezní 

vrstva je více náchylná na chyby v reprezentaci modelové orografie, ve srovnání 

s konvektivní mezní vrstvou. Navíc je více citlivá i na heterogenitu povrchu a oproti 

konvektivní mezní vrstvě nikdy nedosáhne rovnovážného stavu (Walesby and Beare, 

2016). Výše zmíněné skutečnosti potvrzují, že předpověď v oblastech s celodenním 

výskytem stabilní mezní vrstvy, je pro modely obtížnější.  

 Nad pobřežím Antarktidy je přítomen silný katabatický vítr, který má 

souvislost s formováním stabilní mezní vrstvy, jehož rychlost přesahuje 20 m/s, 

navíc je modifikován synoptickou situací a denním chodem. Modely mají, mimo jiné 

i díky nedostatku přízemních pozorování, problém tento jev předpovědět (Adams, 

2004).  Samozřejmě je nutné zdůraznit problematiku vysoké orografie, která je těmto 

oblastem vlastní, a která předpověď přízemních hodnot prvků zásadně ovlivňuje. 

 Dalšími oblastmi se špatnou shodou, jsou obecně oblasti s výraznými 

orografickými překážkami. V našem případě jsou to Kordillery táhnoucí se po 

západním pobřeží severní a jižní Ameriky a oblast Tibetu, resp. Himalájí. Na světě je 

samozřejmě mnohem více pohoří ovlivňujících významně počasí, ale vzhledem 

k námi použitému rozlišení 2 ° x 2 ° lat/lon, je modelová orografie tak shlazená, že se 

další pohoří výrazně neprojevují. Velkou výhodou je, že v takto hrubém rozlišení 
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mají všechny studované modely stejnou orografii, tudíž zhoršený index shody 

modelů není způsoben rozdílnou nadmořskou výškou v daných uzlových bodech, na 

druhou stranu je nutné uvážit rozdílné chápání orografie v jednotlivých modelech. 

 

Obr. 34: průměrný rozdíl tlaku vzduchu přepočteného na hladinu moře mezi 

analýzami z 12UTC z modelů ECMWF a UMKO během ledna 1999 (Pendlebury et al., 

2003). 

 Na obr. 34 vidíme, že největší chyby v analýze tlaku byly pozorovány 

v Antarktidě, Grónsku, v oblasti Tibetu a pohoří táhnoucí se na západním pobřeží 

severní a jižní Ameriky (Pendlebury et al., 2003), což jsou přesně ty oblasti, kde 

vychází nejhorší shoda modelů  

 Jedná se sice o analýzu, a ne o předpověď na 48 hodin, navíc obrázek popisuje 

situaci z roku 1999, ale dá se předpokládat, že problematické oblasti zůstávají 

podobné, jen hodnoty na obrázku by byly poněkud jiné.    

 Z příspěvků, které způsobují vyšší hodnoty indexu shody modelů, je to opět 

teplota, zejména v Tibetu i tlak a relativní vlhkost. Kupodivu ani v Andách či v 

Tibetu není problém vítr, zde nejspíš opět hraje roli shlazená orografie. V zimě se 

v severní části And objevuje výrazný příspěvek srážek, který souvisí s místním 

obdobím dešťů.  

 Další oblasti vykazující zhoršenou shodou jsou již mnohem méně výrazné, a 

často pouze sezónní než výše uvedené dvě oblasti, hodnoty indexu shody modelů v 
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nich dosahují hodnot maximálně kolem 2,5. ITCZ je patrná zejména v oblasti 

oceánů, její nevýraznost oproti dvou výše zmíněným oblastem je dána tím, že 

v oblasti ITCZ je vysoký příspěvek pouze u srážek, ostatní příspěvky jsou nízké.  

 Pás zhoršené shody, který pozorujeme v oblasti Sahelu (jižní okraj Sahary) 

v létě a v menší míře i na podzim souvisí s ITCZ, ale hlavní příčina zhoršené shody 

není kvůli příspěvku srážek, který je v této oblasti již malý, ale díky příspěvku 

teploty a relativní vlhkosti. Zajímavé, že nikde jinde na okraji ITCZ se tento fenomén 

nevyskytuje, možnou příčinou je střet horkého a suchého saharského vzduchu 

s vlhkým a relativně chladnějším rovníkovým vzduchem, který dělá modelům 

problémy.  

 Do oblasti Sahelu zasahuje okrajově v letní polovině roku oblast ITCZ, 

klimaticky se jedná o přechod pouštního klimatu s velmi teplým a suchým vzduchem 

na jedné straně a tropického klimatu s o něco chladnějším a vlhkým vzduchem na 

straně druhé. Srážky v této oblasti mají velkou meziroční proměnlivost a jejich 

modelování je složité. Na výskyt srážek v této oblasti má vliv El-niňo jižní oscilace 

(ENSO), teplota okolního Atlantiku a mnoho dalšího (Badn and Zaitchik and 

Guikema, 2014). Podle Maurer and Kalthof and gantner (2017), který zkoumal 

srážky v oblasti Sahelu pomocí modelu ECMWF, byl v této oblasti pozorován 

negativní bias, a to jak pro jeden běh, tak pro ensembl. 

Obr. 35: vlevo amplituda absolutní vlhkosti vzduchu podle era-interim reanalýzy a 

vpravo její bias, oboje ve spodním kilometru troposféry, pro období 1979–2008 (Wei 

and Dai and Zhou, 2017).  

 Z obr. 35 (Wei and Dai and Zhou (2017)) vidíme, že oblast Sahelu má vysokou 

denní amplitudu absolutní vlhkosti, a navíc je absolutní vlhkost ve spodním 

kilometru modelem silně nadhodnocována.  
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 Toto nadhodnocování nemusí ale být přítomné ve všech námi použitých 

modelech a je možná příčinou velké neshody v poli relativní vlhkosti a tím pádem i 

vyšších hodnot indexu shody modelů v oblasti Sahelu. 

 Poslední oblastí zhoršené shody je oblast východní Sibiře, což je oblast 

s vysokou kontinentalitou klimatu a s tím související velké amplitudy teploty a 

relativní vlhkosti vzduchu, které opět působí globálním modelům mírné problémy. 

 Na obr. 34 v oblasti východní Sibiře pozoruje v analýze větší rozdíl mezi 

modely než je průměr (Pendlebury et al., 2003), což podporuje naše výsledky. 

 Naopak oblastmi s velmi nízkým indexem shody modelů jsou oblasti 

oceánských anticyklón. Za dobrou shodu může zejména velmi nízký příspěvek 

teploty, což je pochopitelné díky vysoké tepelné kapacitě oceánů, a s tím související 

pouze malé změny teplot. Navíc v těchto oblastech téměř nevypadávají srážky a 

rovněž příspěvek tlaku je nízký, neboť anticyklóny často zůstávají bez výraznějšího 

pohybu a není tedy důvod, aby se modely mezi sebou lišily. Na podzim, kdy dochází 

k přestavbě tlakových útvarů, pozorujeme v těchto oblastech nepatrné zhoršení 

shody. 

 Podíváme-li se na jednotlivé příspěvky k indexu shody modelů, objeví se další 

zajímavé oblasti. U příspěvku relativní vlhkosti pozorujeme zhoršenou shodu v 

oblasti Konžské pánve, kde se nachází zbytky tropického pralesa. Tato neshoda může 

být opět dána rozhraním vlhkého vzduchu nad tropickým pralesem a suššího 

vzduchu v jeho okolí.  

 V poli příspěvku tlaku pozorujeme výrazně zhoršenou shodu jižně od Nového 

Zélandu a dvě malé kruhové anomálie přibližně na pozici 45 ° j. š. a 50 °, resp. 65 ° 

v. d. U Nového Zélandu je možnou příčinou narušení západního proudění, a tím 

pádem horší postihnutelnost modely, přítomností ostrova. Podobnou příčinu budou 

mít nejspíše i další dvě zmíněné anomálie, ta západnější odpovídá souostroví 

ostrovům Iles Crozet, ta východnější Francouzským Jižním a Antarktickým územím. 

Podobný efekt je možné pozorovat i u Antarktického poloostrova, ale tam hraje roli i 

kontinentální ledovec. 

 Na podzim a v zimě se oblast zhoršené shody u příspěvku tlaku objevuje též 

severně od Japonska a kolem Beringovy úžiny. To může mít souvislost s pronikáním 

prochlazeného kontinentálního vzduchu nad relativně teplou mořskou hladinu a 
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vznikem hlubokých tlakových níží. Podobný efekt, avšak méně výrazný je 

pozorován i na severovýchodním pobřeží severní Ameriky. 

 U příspěvku větru pozorujeme nejvyšší hodnoty v oblastech s velkou 

cyklonální aktivitou, tj. pás oceánu kolem Antarktidy a oblast Islandské a Aleutské 

tlakové níže, a to v zimním období dané hemisféry, kdy je vývoj cyklón 

nejintenzivnější. Mimo tyto oblasti pozorujeme, stejně jako v poli příspěvku tlaku, 

anomálii jižně od Nového Zélandu, a navíc kolem Tasmánie. Tyto anomálie mají 

nejspíše stejnou příčinu jako v případě tlaku, tj. narušení zonálního proudění. 

 V letním období je velice zajímavá anomálie v oblasti Somálského rohu a 

kolem Arabského poloostrova. Objasnění příčiny této anomálie není úplně jasné. 

 Naopak velmi dobrá shoda u příspěvku větru panuje v rovníkových oblastech 

na pevninách. Za touto dobrou shodou ale stojí fakt, že v těchto oblastech prakticky 

celý rok nefouká vítr, a modely nemají důvod se mezi sebou lišit. 

   

6.2 Verifikace modelů 

 

 Vzhledem k tomu, že vzdálenost stanice k verifikovanému uzlovému bodu 

modelu mohla být až 1 ° (tj. cca 110 km), je zřejmé, že verifikace bude tímto 

zvoleným rozlišením výrazně ovlivněna. Částečně je problém eliminován kritériem, 

že rozdíl nadmořských výšek gridového bodu a stanice je v absolutní hodnotě 

maximálně 100 m. Tím, že se do úvahu nebere pouze nejbližší gridový bod, ale je 

vypočten vážený průměr ze čtyř nejbližších gridových bodů, dochází k dalšímu 

ovlivnění výsledků verifikace, zejména při verifikaci srážek, kde je problém 

srovnávat se staničními daty pouze jediný gridový bod.  

 Navíc nebyl řešen problém kvality pozorovaných dat, tudíž špatné výsledky 

některých stanic nemusí být dány špatnou modelovou předpovědí, ale i nekvalitními 

pozorovanými daty. Naopak byl řešen problém stanic, které měly příliš málo 

kompletních pozorování, kterých muselo být ve zkoumaném období více než 70 %. 

Je tedy možné, že např. v letním období danou stanici na mapě nevidíme, ale v zimě 

ano.  
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 Tři zvolené verifikační metriky řeší tři různé aspekty předpovědí. Bias nám 

prozradí systematickou chybu modelu, MSESS nám naopak poví něco o úspěšnosti 

modelové předpovědi ve srovnání s perzistencí (předpovídám podle aktuálních 

hodnot). Kendallovo tau pak prozrazuje, jak se chovají jednotlivé páry v řadách 

pozorování a předpovědi. 

 U teploty vzduchu pozorujeme v letním období výraznou závislost biasu na 

zeměpisné délce, a to jak v předpovědi na 48 hodin (na 0 UTC), tak na 60 hodin (na 

12 UTC). Pravděpodobnou příčinou tohoto jevu je shlazování denního chodu teploty 

modely, což podporuje i fakt, že mezi předpovědí na 48 hodin a na 60 hodin dochází, 

s výjimkou východní Asie, k otáčení znamének biasů. To, že v zimním období biasy 

na severní polokouli s výjimkou východní poloviny Asie poklesly, má 

pravděpodobně souvislost s nižší amplitudou teploty v tomto období. Naopak 

výrazné kladné biasy ve východní polovině Asie pravděpodobně souvisejí se silnými 

přízemními inverzemi teploty vzduchu vznikajícími nad prochlazeným kontinentem. 

Právě silná přízemní inverze teploty vzduchu může pravděpodobně i za to, že ve 

východní Asii nedochází ke změně znaménka biasů mezi předpovědí na 48 hodin a 

na 60 hodin. Na jižní polokouli výrazné změny biasů mezi ročními obdobími 

nepozorujeme, což ale může být dáno řídkou hustotou stanic.  

 Podle studie Zou and Qin (2010), která zkoumala závislost chyby analýzy 

modelů NCEP (základ pro GFS) a ECMWF na zeměpisné délce v průběhu ledna 

2008, bylo zjištěno, že nejmenší chyba analýzy je na té zeměpisné délce, kde čas 

analýzy koinciduje s minimální či maximální teplotou. Na obě strany od této 

zeměpisné délky chyba analýzy rostla. Otázkou, která ve Zou and Qin (2010) nebyla 

řešena, zůstává, tedy jak se chyba analýzy promítne do chyby předpovědi na 48, resp. 

60 hodin. 

 Otázkou biasů teploty v závislosti na místním čase v klimatickém průměru 

1979–2008 se zabýval (Wei and Dai and Zhou, 2017). Bylo použito 20 ensemblů 

modelu CMIP5 (Coupled Model Intercomparison Project Phase 5) rozlišení 1 ° x 1 ° 

lat/lon. Data byla srovnána s databází pozorování Climate research unit (CRU), která 

byla rozinterpolována do stejného rozlišení. 
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Obr. 36: nahoře bias rozdílu maximální a minimální teploty (diurnal temperature 

range, DTR), uprostřed bias maximální teploty, dole bias minimální teploty za 

období 1979–2008 (Wei and Dai and Zhou, 2017). 

 Z obr. 36 je patrné, že model výrazně shlazuje denní chod teploty, což je ve 

shodě s našimi výsledky. Maximální teplota je na většině území světa 

podhodnocována, minimální teplota naopak nadhodnocována, u minimální teploty je 

bias výraznější. 

 Podle Wei and Dai and Zhou (2017) je toto shlazení denního cyklu dáváno do 

souvislosti s procesy v mezní vrstvě, zejména pak s příliš silným promícháváním v 

nočních hodinách, způsobujícím výrazné kladné biasy minimálních teplot. V menší 

míře pak přispívají i radiační toky, jako je tok krátkovlnné a dlouhovlnné radiace či 

tok latentního tepla. 

 MSESS teploty vzduchu obecně vychází lépe v zimě než v létě, obzvláště 

markantní je to v severní Americe. Za tímto zlepšením ale nemusí být fakticky lepší 

předpověď v pravém slova smyslu, ale spíše zhoršení perzistence. Představme si 

situaci horké vlny, kdy je dva, někdy i více týdnů podobná teplota vzduchu. 

Perzistence předpovídá tuhle situaci velmi dobře, ale model může být paradoxně 

horší, např. kvůli lokální orografii atd. V letním období je větší šance, že se počasí 
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v určitém místě „stabilizuje“ a frekvence změn, na kterých by vynikla předpověď 

modelu oproti perzistenci, je malá. Naopak v zimním období jsou změny počasí 

častější a mezi-denní teplotní změny jsou v průměru větší, model tedy vychází 

z hlediska MSESS lépe. Podobnou příčinu mají nejspíše i špatné výsledky 

v tropických oblastech. To, že severní Amerika vychází o tolik hůře než Eurasie 

může právě souviset četností a intenzitou změn počasí, nebo může jít pouze o 

sezónní anomálii, ani jednu z teorií nemůžeme potvrdit.  

 Kendallovo tau je ovlivněno místní klimatologií ještě více než MSESS. 

V tropických oblastech, kde jsou mezi-denní změny počasí velmi malé, budou 

logicky vycházet korelace velmi špatně, i když v případě teploty jsou alespoň kladné, 

na rozdíl od ostatních prvků, kde jsou v těchto oblastech dokonce nulové (viz dále). 

V mírných šířkách severní polokoule pozorujeme podobný jev, jako v případě 

MSESS, tj. nárůst korelací v zimním období. Zajímavé je letní období v severní 

Americe, kde jsou korelace sice nižší než v Eurasii, 0,4–0,6, resp. 0,6–0,8, ale rozdíl 

zde není tak propastný, jako u MSESS. 

 Vzhledem k výrazné záporné korelaci teploty vzduchu a relativní vlhkosti 

pozorujeme u biasu relativní vlhkosti podobné rysy jako u teploty vzduchu, jen 

s opačným znaménkem. V zimě je tato záporná korelace slabší, nad Sibiří má 

zejména model GFS, v menší míře i NEMS korelaci kladnou, tj. v těchto místech je 

předpověď teplejší a zároveň vlhčí, než je ve skutečnosti. 

 Ve studii Wei and Dai and Zhou (2017), která se primárně zabývala biasem 

teploty vzduchu diskutovaným výše, pozorovali podobnou zápornou korelaci biasů 

teploty a relativní vlhkosti vzduchu. 

 U MSESS již ale vidíme zcela jiný obrázek než u teploty vzduchu. Relativní 

vlhkost vzduchu je proměnlivá veličina v prostoru i čase, navíc závislá na spoustě 

proměnných (vlhkost a teplota půdy, vítr, teplota, srážky atd.) a modely mají s její 

předpovědí obecně velký problém. MSESS opět vychází o něco lépe v zimě než v 

létě, ale i tak jsou oblasti, kde vychází MSESS alespoň nad 0,25 „roztříštěné“, tj. 

v závislosti na modelu a ročním období vychází různě velké oblasti na různých 

místech světa. 

 Kendallovo tau taky vychází výrazně hůře než v případě teploty vzduchu. Zde 

již nelze říct, které období vychází lépe, závisí na oblasti a modelu. Korelace nejsou 
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nikde na světě větší než 0,75, obecně nejhůře vychází oblast Indonésie, je to 

z podobného důvodu jako u teploty vzduchu, naopak oblasti, které vychází 

konzistentně s korelacemi nad 0,25 jsou USA, část Evropy a část východní Asie. 

 Bias tlaku vzduchu přepočteného na hladinu moře je obecně malý, což je dáno 

tím, že pole tlaku je, vůči např. poli teploty či srážek, velmi hladké. Rozdíly mezi 

ročními obdobími nejsou velké, v zimě jsou biasy v některých regionech (východní 

Asie, část USA) o něco vyšší, což může souviset s větší cyklonální aktivitou 

v zimním období. U NEMS pozorujeme v obou obdobích v Evropě a části Asie 

výrazné záporné biasy, v zimě se záporné biasy rozšiřují nad celou Asii. V létě tyto 

biasy jednoznačně souvisí s nepřirozeným artefaktem, který pozorujeme na obr. 6, 

jedná pravděpodobně o jednu ze subdomén NEMS. Nejspíše dochází ke špatnému 

předávání okrajových podmínek na okrajích subdomény. V zimě je to složitější, 

neboť zde se kombinuje vliv artefaktu, spolu se špatnými výsledky modelu. 

 MSESS vychází pro tlak vzduchu velmi dobře, v Evropě pozorujeme u GFS a 

ECMWF i hodnoty nad 0,95. Takto vysoké hodnoty opět souvisejí se spojitostí 

tlakového pole, navíc tlak je přepočítán na hladinu moře, čímž jsou úplně odstraněny 

problémy s rozdílem nadmořských výšek mezi stanicí a gridovým bodem. 

 Kendallovo tau též vychází velmi dobře, jedinou oblastí s nižšími korelacemi 

(kolem 0,5) je oblast výše diskutovaného artefaktu modelu NEMS. 

  Rozdíly mezi ročními obdobími jsou nevýrazné, s výjimkou NEMS, kde 

v místě artefaktu dochází v zimě k nárůstu MSESS, a to i když bias zůstává stejný. 

Tento nárůst může být, podobně jako v případě teploty, způsoben nárůstem 

směrodatné odchylky perzistence (v zimním období jsou mezi-denní tlakové změny 

obecně vyšší) při nezměněné směrodatné odchylce modelu.  

 Bias rychlosti větru je většinou kladný, což značí podhodnocování rychlosti 

větru modely. Zde ale hraje významnou roli shlazená modelová orografie a značná 

vzdálenost stanice k uzlovému bodu. Zajímavé je, že v zimním období, kdy jsou 

obecně rychlosti větru v mírných šířkách vyšší, nepozorujeme u GFS ani u ECMWF 

větší kladné biasy než v letním období. Zato u NEMS je nárůst kladných biasů 

v zimní období patrný na většině území Eurasie.  

 MSESS pro rychlost větru vychází velmi špatně v Indonésii a jihovýchodní 

Asii, důvod je podobný jako u teploty vzduchu, tj. v průměru zde téměř nefouká a 
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směrodatná odchylka perzistence je tak velmi malá. Z podobného důvodu 

pozorujeme v severní Americe a Eurasii v zimě mírné zlepšení MSESS. Naopak 

NEMS má očividně problém s předpovědí rychlosti větru v Eurasii, neboť u něj v 

zimě dochází k rapidnímu zhoršení. Tento problém může souviset s problémy 

předpovědět pole tlaku. Zajímavé je, že v severní Americe toto zhoršení 

nepozorujeme, může to být dáno tím, že se jedná o multimodel a problém se 

vyskytuje pouze u některých jeho částí.  

 Hodnoty Kendallova tau pro rychlosti větru jsou velkým překvapením. V létě 

jsou jeho hodnoty na celém světě pod 0,25, lze tedy tvrdit, že časové řady pozorování 

a předpověď modelů nevykazují monotónní závislost, a to i v místech, kde MSESS 

vychází celkem dobře. Pokud vychází MSESS dobře, značí to, že modelová časová 

řada má menší směrodatnou odchylku než řada pozorování. Naopak pokud i MSESS 

vychází špatně, pak má modelová časová řada velkou směrodatnou odchylku ve 

srovnání s pozorováním.  

 V každém případě, pokud vezmeme náhodně vybraný pár dvou hodnot (např. 

4. 8. a 21. 8), kdy je podle modelu 21. 8 předpovídána vyšší rychlost větru, než byla 

předpovídána na 4. 8, je prakticky stejně pravděpodobné, že bude 21. 8 pozorována 

vyšší, anebo nižší rychlost větru, než 4.8, a předpověď je v tomto ohledu 

nepoužitelná. 

 Možným vysvětlením jsou jednak většinou malé rychlosti větru na pevninách, 

ale i rozlišení modelu a vzdálenost stanic od gridového bodu. V zimní období 

v některých částech Eurasie stoupá hodnota Kendallova tau na hodnoty 0,2–0,4, což 

je sice malá, ale alespoň nějaká kladná korelace. V zimním období, jsou tlakové níže 

hlubší, a tudíž i rychlosti větru mohou být vyšší, což nejspíše zvyšuje korelace, 

neboť pokud je na další den předpovídán nárůst rychlosti větru např. o 6 m/s, je 

pravděpodobné, že alespoň nějaký nárůst budeme pozorovat i na stanici.  

 U srážek máme k dispozici data pouze z omezených oblastí, ať už protože 

stanice srážky neměří, data ze stanice nebyla k dispozici, nebo na dané stanici ani 

jednou nepršelo. Vzhledem k tomuto omezení nebyly srážky rozděleny do ročních 

období, ale byly zkoumány jako celek, tj. období 9 měsíců.  

 V případě charakteristiky POD je žádoucí, aby její hodnota byla blízká jedné a 

v případě FAR, aby byla, pokud možno, nulová. Modely se chovají zajímavým 
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způsobem, čím vyšší je POD, tím je vyšší i FAR. Pro treshold 0 mm se každý 

z modelů se chová různě, GFS a ECMWF mají POD i FAR vysoké, tj. pokud se na 

dané stanici vyskytly srážky, velmi pravděpodobně to bylo i předpovězeno, na 

druhou stranu, modely často předpovídají srážky i v případech, kdy nejsou 

pozorovány. NEMS vychází přesně opačně, POD i FAR má nízké, tudíž pokud se na 

stanici nevyskytly srážky, pravděpodobně se neměly vyskytnout ani podle 

předpovědi, na druhou stranu se stává, že jsou pozorovány srážky, přestože nebyly 

předpovězeny.  

 Toto nastavení modelů má za následek, že ačkoli POD i FAR vychází 

modelům zcela odlišně, CSI vychází velmi podobně, a obecně špatně.  

 Se vzrůstající prahovou hodnotou tříhodinového úhrnu srážek logicky klesají 

relativní četnosti, ale klesají i všechny ostatní metriky, tj. POD, FAR, frekvenční bias 

i CSI. FAR klesá s rostoucím tresholdem rychleji než POD, z čehož logicky vyplývá 

pokles frekvenčních biasů. Modely mají problémy s četností srážek, neboť podle 

nich se velmi nízké intenzity srážek vyskytují výrazně častěji než je pozorováno, 

výjimkou je NEMS, který má v Asii opačný problém. S rostoucí intenzitou se 

problém vysokých frekvenčních biasů zlepšuje, ale již pro intenzity 1 mm/3 h a vyšší 

nastává opačný problém, kdy modely málokdy oproti pozorování předpovídají 

intenzivnější srážky. Toto tvrzení bylo porovnáno s (Haiden et al., 2012). 

 

Obr. 37: new stable equitable error in probability space score (SEEPS) pro 

předpověď na 72 hodin pro 5 různých globálních modelů, vlevo pro mimo-tropické 

oblasti (mimo pás 30 °S–30 °N), vpravo pro tropické oblasti (v pásu 30 °S–30 °N). D 

značí sucho, L slabé srážky, H silné srážky, práh mezi L a H závisíl na lokální 

klimatologii. Data z června 2010 až dubna 2011 (Haiden et al., 2012). 
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 Z obr. 37 je patrné, že chyby v tropických oblastech jsou výrazně vyšší, než 

v oblastech mimo-tropických. Námi publikovaná úspěšnost modelů (CSI) není ve 

shodě, tropické oblasti naopak vycházely dobře, ale na druhou stranu vycházely 

dobře i některé oblasti mimo-tropické. Možnou příčinou neshody je absence dat 

z některých částí světa (např. USA), na rozdíl od Haiden et al. (2012), kde měli 

k dispozici data ze všech synoptických stanic na světě. 

 Naopak u Frekvenčního biasu jsme s Haiden et al. (2012) ve shodě, neboť 

největší příspěvek k chybě modelů způsobují silné srážky, které byly předpovídány 

jako slabé (oranžový sloupec) a žádné srážky, které byly předpovídány jako slabé 

(nejdelší modrý sloupec). Z dominance těchto chyb plyne, že modely příliš často 

předpovídají slabé srážky, a naopak málokdy předpovídají srážky silné (Haiden et 

al., 2012).   

 Podle Trenberth and Zhang and Gehne (2017) v období 1998–2013 za použití 

Community Earth System Model došli k závěru, že velmi nízké intenzity srážek jsou 

modely na celém světě více než dvojnásobně nadhodnocovány, a naopak vysoké 

intenzity srážek jsou podhodnocovány, což je ve shodě s našimi závěry. Zlomová 

intenzita srážek, tj. intenzita, kdy je frekvenční bias roven jedné, jim vycházela mezi 

1–2 mm/h. U GFS a ECMWF nám vychází zlomová intenzita, v závislosti na oblasti 

0,3–1,5 mm, ale u NEMS je to 0,3 mm nebo méně, v některých oblastech dokonce 

dochází k podhodnocování u všech intenzit srážek.  
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Obr. 38: frekvenční bias pro různé druhy srážek nad Evropou v období 15. 10. 2016–

15. 02. 2017 pro ensemblovou předpověď modelu ECMWF (Gascón and Hewson and 

Haiden, 2018). 

 

 Z obr. 38 nás nejvíce zajímá déšť, okrajově i sníh, ostatní druhy srážek jsou 

velmi málo četné. U deště dochází podle Gascón and Hewson and Haiden (2018) ke 

zlomu u frekvenčního biasu pravděpodobně kolem 0,15 mm/h, což je 0,45 mm/3 h, a 

to odpovídá našim závěrům. 

 FAR klesá s rostoucím tresholdem intenzity srážek, což je ve shodě s Oberto 

and Milelli and gozzini (2012), kde se zabývali verifikací modelů COSMO 

(Consortium for Small-scale Modeling) a WRF (Weather Research and Forecasting) 

nad územím Evropy.   

 U nárazů větru navíc vyvstává problém s metodikou určení nárazů větru. 

Modely předpovídají jednak průměrnou a jednak maximální rychlost větru, kterou 

jsme my považovali za náraz. V této práci byla brána za náraz hodnota maximální 

rychlosti větru nad 10 m/s. Stanice ale udávají nárazy pouze pokud je maximální 

naměřená rychlost větru o 5 m/s vyšší, než je průměrná rychlost větru, tj. i vítr o 

vysoké rychlosti může být bez nárazů. Z toho plyne domněnka, že modely budou 

nárazy předpovídat častěji, než budou pozorovány.  

 Přestože POD je v USA kolem 0,6 a v Evropě kolem 0,8 a FAR je pod 0,3, tak 

CSI je nad Evropou prakticky nulové, v USA je to lepší, zejména u modelu 
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ECMWF. Nízké hodnoty CSI souvisí s frekvenční biasem, který je nad Evropou 

vyšší než čtyři, nad USA je to výrazně méně. Další vliv na úspěšnost má relativní 

četnost nárazů, která je extrémně nízká, nad Evropou pod 0,05, nad USA kolem 0,1. 

Uvážíme-li, že délka námi zkoumané časové řady je cca 260 dní (9*30 - výpadky), 

vychází pro relativní četnost 0,05 počet dnů s nárazy na 13. Pro spolehlivější 

výsledky by byla třeba další časová řada, alespoň o délce několika let, kterou ale 

nemáme k dispozici.  
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7 Závěr 
 

 Numerické předpovědní modely jsou nezbytným nástrojem při tvorbě 

předpovědi počasí. Nedílnou částí vývoje modelů je jejich verifikace. 

 Cílem práce bylo jednak představení základních verifikačních metod pro různé 

typy proměnných (binární, kategorické). Pro tři globální modely (GFS, ECMWF, 

NEMS) pak provést srovnání jejich předpovědi na 48 hodin, pomocí pro účely této 

práce speciálně vyvinutého indexu shody modelů, a vyhodnotit tak prediktabilitu 

atmosféry. Ke konstrukci indexu shody modelů jsme použili šest meteorologických 

prvků. Dalším cílem bylo provést verifikaci stejných meteorologických prvků, s 

využitím metod uvedených v teoretické části, proti staničním pozorováním (zprávy 

SYNOP a METAR), též pro předpověď na 48 hodin. 

 Ke srovnání modelů byla použita modelová data ze tří zmíněných globálních 

modelů, a to předpověď na 48 hodin (na 0 UTC) s časem spuštění výpočtu modelů 

v 0 UTC. Námi použité rozlišení bylo 2 ° x 2 ° lat/lon. Z meteorologických prvků 

byla použita teplota vzduchu ve dvou metrech nad zemí, relativní vlhkost vzduchu 

(ve dvou metrech), tlak přepočtený na hladinu moře, přízemní vítr a jeho nárazy, 

úhrn srážek (déšť + sníh) za tři hodiny. Ze staničních dat byla použita databáze stanic 

Wetterzentrale (2018) obsahující souřadnice, nadmořskou výšku a název stanice. 

Data ze stanic byla stahována prostřednictvím Windy (2018). Zkoumáno bylo období 

od 1. 6. 2017 do 28. 2. 2018, které bylo rozděleno do tří ročních období, a to do léta, 

podzimu a zimy. 

 Pro srovnání modelů mezi sebou a vyhodnocení míry prediktability předpovědi 

na 48 hodin jsme, speciálně pro účely této práce, definovali index shody modelů. 

Čím je jeho hodnota vyšší, tím je prediktabilita horší.  

 Zdaleka nejhorší prediktabilitu bez ohledu na roční období pozorujeme nad 

oblastmi s kontinentálními ledovci, viz obr. 7. Špatná prediktabilita je též 

pozorována v oblastech největších světových pohoří (Tibet, Andy) a v oblasti ITCZ. 

Naopak nejlepší prediktabilita byla pozorována v oblastech subtropických tlakových 

výší nad oceány. 

 Z příspěvků jednotlivých meteorologických prvků zdůrazněme u teploty 

výrazně horší prediktabilitu ve všech zkoumaných obdobích v subpolárních, 
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polárních oblastech a v mírných šířkách v zimním období. U relativní vlhkosti 

výrazně závisí prediktabilita na ročním období, nejlepší shodu pozorujeme na 

podzim. Zajímavá je též anomálie zhoršené shody v centrální Africe. Prediktabilita 

tlaku vzduchu je výrazně ovlivněna (zhoršena) cyklonální činností v mírných 

šířkách. Naopak v tropických oblastech, kde jsou gradienty tlaku malé, je jeho 

prediktabilita dobrá. Vítr, podobně jako tlak vzduchu, je ovlivněn cyklonální činností 

v mírných šířkách, ale navíc i přítomností pevnin, kde vítr vlivem tření výrazně 

slábne, a jeho prediktabilita výrazně roste. Prediktabilita srážek úzce souvisí s jejich 

klimatologií, u sněhových srážek navíc i s oblastmi, výskytu záporných teplot. 

 U teploty vzduchu pozorujeme závislost biasu na zeměpisné délce, výraznější 

je závislost v letním období. Všechny modely shlazují denní chod teploty, tj. maxima 

podhodnocují a minima nadhodnocují. Tato hypotéza byla potvrzena tím, že byl 

spočten bias pro předpověď na 60 hodin, a vesměs došlo k otočení znamének biasů. 

MSESS vychází modelům dobře zejména v mírných a subpolárních oblastech, lepší 

výsledky jsou v zimě než v létě. Podobné výsledky pozorujeme i u korelací, kde 

vynikají téměř nulové korelace v tropických oblastech. 

 U relativní vlhkosti, podobně jako u teploty vzduchu, pozorujeme závislost 

biasu na zeměpisné délce, což je dáno silnou zápornou korelaci teploty a relativní 

vlhkosti vzduchu. Modely mají ale výrazně horší úspěšnost než u teploty vzduchu, 

MSESS je pouze v malých oblastech, v závislosti na modelu a ročním období, vyšší 

než 0,25. I korelace jsou u relativní vlhkosti výrazně nižší než u teploty, ale většinou 

zůstávají kladné. 

 U tlaku vzduchu přepočteného na hladinu moře pozorujeme relativně malé 

biasy, kladné i záporné, které jsou v rámci světa rozloženy nepravidelně. Jistou 

výjimkou je předpověď modelu NEMS pro Evropu a okolí, kde je vlivem artefaktu, 

diskutovaného v kap. 4.1.2, pozorován výrazný záporný bias.  MSESS je na většině 

území světa větší než 0,85, modely jsou v předpovídání tlaku velmi úspěšné. Určitou 

výjimkou jsou tropické oblasti. a oblast artefaktu modelu NEMS. Kendallovo tau 

nabývá hodnot vyšších než 0,6 s výjimkou oblasti Evropy a části Afriky v letním 

období (vliv artefaktu modelu NEMS). 

 U rychlosti větru všechny modely na většině území nadhodnocují rychlosti 

větru o 1–2 m/s. MSESS silně závisí na konkrétní stanici, neboť rychlost větru je 
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silně závislá na lokální orografii, kterou v našem rozlišení nemůžeme postihnout. 

Korelace rychlostí větru jsou v letním období téměř nulové, i v zimním období jsou 

korelace velmi nízké (maximálně 0,4).  

 U srážek a nárazů větru jsme byly částečně limitováni dostupností dat. U 

srážek výsledky velmi silně závisejí na volbě prahové hodnoty. Pro nulový treshold 

pozorujeme frekvenční biasy výrazně větší než jedna, pro vysoké tresholdy naopak 

výrazně menší než jedna. Zlom nastává, v závislosti na modelu a geografické oblasti, 

v intervalu 0,3–1 mm. POD a FAR s rostoucí prahovou hodnotou klesá, FAR 

rychleji, než POD. U CSI pro nízké tresholdy pozorujeme klimatologický vliv (čím 

vyšší relativní četnosti, tím vyšší CSI), s rostoucím tresholdem se tento vliv vytrácí, a 

CSI klesá. 

 U nárazů větru pozorujeme, s výjimkou západní části USA, frekvenční biasy 

výrazně větší než jedna. FAR se pohybuje do 0,3, naopak POD, s výjimkou západní 

části USA nad 0,6. CSI je však velmi nízké, u modelu ECMWF pozorujeme na 

území USA o něco lepší výsledky. 
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Seznam zkratek 
 

ITCZ  intertropická zóna konvergence 

hPa  hektopaskal 

lat  zeměpisná šířka 

lon  zeměpisná délka 

GFS  Global Forecast Sytem 

ECMWF European centre for Medium-Range Weather Forecast 

NEMS několik modelů na omezené oblasti od meteoblue.com, které dávají 

  dohromady globální model 

kap.  kapitola 

JJA  průměr dané veličiny za měsíce červen, červenec a srpen 

SON  průměr dané veličiny za měsíce září, říjen a listopad 

DJF  průměr dané veličeny za měsíce prosinec, leden, únor 

NWP  numerické předpovědní modely 

PC  procentuální úspěšnost 

POD  hit rate, pravděpodobnost detekce 

FAR, POFD false alarm rate, pravděpodobnost falešné detekce 

ROC  relative operating characteristic 

HSS  Heidke skill score 

PSS  Peirce skill score 

CSI  Critical succes index 

GMSS Gandin and Murphy skill scores 

Percn  n-tý percentil 

IQR  interquartile range 

MAE  průměrná absolutní chyba 

MSE  průměrná kvadratická chyba 
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RMSE root mean square error, odmocnina ze střední kvadratické chyby 

MSESS mean square error skill score, skill score založené na střední 

kvadratické chybě 

LEPS  lineární chyba v pravděpodobnostním prostoru 

°C  stupeň celsia 

q-q grafy quantile-quantile grafy 

ICAO mezinárodní organizace pro civilní letectví 

WMO světová meteorologická organizace 

UTC  koordinovaný světový čas     

T2m  teplota ve dvou metrech nad zemí 

RH  relativní vlhkost 

m/s  metr za sekundu 

Tlak MSL tlak přepočtený na hladinu moře 

mm  milimetr 

oblast EU oblast Evropy a okolí  

oblast JA oblast jižní Ameriky a okolí 

j. š.  jižní šířky 

z. d.  západní délky 

v. d.   východní délky 

USA  Spojené Státy Americké 

CMIP5 Coupled Model Intercomparison Project Phase 5 

CRU  Climate research unit 

DTR  diurnal temperature range, denní změna teploty 

SEEPS new stable equitable error in probability space score 

COSMO Consortium for Small-scale Modeling 

WRF  Weather Research and Forecasting 
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Přílohy 

 

Příloha 1: relativní četnosti srážek nahoře pro treshold 0,3 mm, uprostřed 3 mm, 

dole 10 mm tříhodinových úhrnů srážek (déšť + sníh) pro celé zkoumané období.  
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Příloha 2: vlevo POD, vpravo FAR pro treshold 0,3 mm tříhodinových úhrnů srážek 

(déšť + sníh) pro celé zkoumané období. Nahoře pro model GFS, uprostřed 

ECMWF, dole NEMS. 
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Příloha 3: vlevo POD, vpravo FAR pro treshold 3 mm tříhodinových úhrnů srážek 

(déšť + sníh) pro celé zkoumané období. Nahoře pro model GFS, uprostřed 

ECMWF, dole NEMS. 
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Příloha 4: vlevo POD, vpravo FAR pro treshold 10 mm tříhodinových úhrnů srážek 

(déšť + sníh) pro celé zkoumané období. Nahoře pro model GFS, uprostřed 

ECMWF, dole NEMS. 
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 Příloha 5: vlevo frekvenční bias, vpravo CSI pro treshold 0,3 mm, tříhodinových 

úhrnů srážek (déšť + sníh) pro celé zkoumané období. Nahoře pro model GFS, 

uprostřed ECMWF, dole NEMS. 
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Příloha 6: vlevo frekvenční bias, vpravo CSI pro treshold 3 mm, tříhodinových úhrnů 

srážek (déšť + sníh) pro celé zkoumané období. Nahoře pro model GFS, uprostřed 

ECMWF, dole NEMS. 
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Příloha 7: vlevo frekvenční bias, vpravo CSI pro treshold 10 mm, tříhodinových 

úhrnů srážek (déšť + sníh) pro celé zkoumané období. Nahoře pro model GFS, 

uprostřed ECMWF, dole NEMS. 

 


