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Úvod

Pøi analýze èasových øad je na¹ím cílem obvykle co nejlep¹í odhad nìjaké cha-
rakteristiky mechanismu, na základì kterého data postupnì vznikala, a» u¾ nás
zajímá bodový èi intervalový odhad parametru ovlivòujícího rozdìlení náhodného
procesu, pøedpovìï jedné èi více budoucích realizací tohoto procesu nebo testo-
vání hypotéz o vlastnostech dané øady. Napøíklad pro získání bodového odhadu
parametru máme k dispozici mnoho metod (maximálnì vìrohodné odhady, já-
drové odhady, odhady metodou nejmen¹ích ètvercù a dal¹í). Vìt¹inou nás v¹ak
nezajímá jen konkrétní hodnota odhadu, ale i jeho kvalita, kterou lze posuzovat
podle smìrodatné odchylky odhadu, støední ètvercové chyby nebo dal¹ích velièin
navr¾ených k tomuto úèelu. Rozdìlení náhodných velièin tvoøících èasovou øadu
v¹ak zpravidla neznáme a sna¾íme se tedy vlastnosti zvolené charakteristiky apro-
ximovat s vyu¾itím centrálních limitních vìt. Bohu¾el výsledek je do znaèné míry
ovlivnìn poètem pozorování, která máme k dispozici. Chceme-li eliminovat nega-
tivní vliv malého rozsahu dat, nabízí se nám metoda bootstrap, kterou pøedstavil
v roce 1979 americký statistik Bradley Efron ve svém èlánku Efron (1979). Jde
o postup kombinující metodu Monte Carlo a tzv. plug-in pøístup. Na základì
principu Monte Carlo se v metodì bootstrap opakovanì generují nové sady dat
z pùvodního vzorku a aplikováním plug-in pøístupu se tyto nové hodnoty, nebo ji¾
z nich spoètená hodnota konkrétní statistiky, pou¾ijí místo pùvodních dat v dal-
¹ích výpoètech.

Metoda bootstrap byla ve své prvotní podobì navr¾ena pro posloupnosti stejnì
rozdìlených nezávislých náhodných velièin. Èlánek vzbudil mezi statistiky veliký
zájem a proto¾e nezávislost jednotlivých pozorování nelze v mnoha pøípadech,
zejména v oblasti �nanèních èasových øad, oèekávat, byla metoda brzy úspì¹nì
roz¹íøena i na rùzné pøípady, kdy náhodné velièiny nejsou nezávislé nebo stejnì
rozdìlené. Vzniklo tak mnoho variant metody bootstrap pou¾itelných v rùzných
simulacích od èasových øad, kde sice pøedpokládáme závislost nebo heteroske-
dasticitu, ale nechceme se pøíli¹ omezovat pøedpoklady ohlednì struktury této
øady, a¾ po procesy, u kterých naopak oèekáváme, ¾e se øídí konkrétním mode-
lem, a chceme pouze odhadovat parametry tohoto modelu.

Úspì¹nost pou¾ití bootstrapu závisí právì na volbì vhodné metody pro danou
èasovou øadu a pro statistiku, kterou odhadujeme a její¾ vlastnosti chceme zkou-
mat. Jeliko¾ metoda spoèívá v opakovaném replikování pùvodního vzorku a ná-
sledné aproximaci asymptotického rozdìlení dané statistiky rozdìlením jejího bo-
otstrapového ekvivalentu, je potøeba, aby na¹e bootstrapová metoda vìrnì napo-
dobovala závislostní strukturu pùvodního náhodného procesu. Na¹tìstí asympto-
tické rozdìlení dané statistiky èasto nezávisí na v¹ech aspektech mnohdy znaènì
komplikované závislostní struktury pùvodního náhodného procesu. V mnoha pøí-
padech nám staèí pro korektní aproximaci napodobit napøíklad jen støední hod-
notu procesu a jeho autokovarianèní funkci.

Uveïme nìkteré z dùvodù pro pou¾ití metody bootstrap pøi analýze èasových
øad:
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• rozdìlení procesu generujícího data sice známe, ale pøesné rozdìlení dané
statistiky pøesto nelze stanovit,

• asymptotické rozdìlení dané statistiky existuje, ale neznáme jeho pøesnou
podobu,

• poèet pozorování, která máme k dispozici, není pro asymptotické odhady
dostaèující (a i v pøípadì dostateènì velkého vzorku bootstrap èasto posky-
tuje lep¹í výsledky, ne¾ limitní vìty),

• bootstrap lze vyu¾ít ke korekci vychýlení odhadù.

Metoda bootstrap je i dnes v popøedí zájmu statistikù a mo¾nosti jejího pou-
¾ití v rùzných úlohách, nejen pro èasové øady, se neustále roz¹iøují. V této práci se
budeme zabývat nìkolika metodami, které lze pou¾ít k posuzování charakteristik
odhadù u autoregresních procesù s náhodnými koe�cienty, které budeme znaèit
zkratkou RCA(p) z anglického názvu Random Coe�cient Autoregression. Jed-
nou z tìchto metod je wild bootstrap, tedy metoda ji¾ del¹í dobu známá a hojnì
pou¾ívaná. Druhou metodou je varianta reziduálního parametrického bootstrapu,
která byla navr¾ena v nedávné dobì speciálnì pro tyto procesy, a dvì její modi-
�kace.

V kapitole 1 se seznámíme s metodou bootstrap, s její originální verzí navr¾e-
nou pro nezávislé stejnì rozdìlené náhodné velièiny i s postupnì vznikajícími vari-
antami, které pou¾ití metody neustále roz¹iøují na ¹ir¹í spektrum náhodných pro-
cesù. V kapitole 2 de�nujeme autoregresní proces s náhodnými koe�cienty øádu p
a popí¹eme nìkteré jeho vlastnosti, jako je stacionarita a odhad støední hodnoty
autoregresního koe�cientu. Následnì se zamìøíme na proces øádu 1 a uká¾eme si
metody bootstrap, pro které byla dokázána konzistence v souvislosti s procesy
RCA(1). Nakonec roz¹íøíme pou¾ití metody wild bootstrap i na proces RCA(2)
a pøi splnìní urèitých pøedpokladù kladených na chybové slo¾ky procesu doká¾eme
konzistenci této metody. V poslední kapitole v nìkolika simulacích ovìøíme vhod-
nost pou¾ití popsaných metod pro odvozování vlastností konkrétních statistik
zalo¾ených na odhadech autorehresních koe�cientù procesù RCA(1) a RCA(2).
Vìt¹ina tabulek a grafù znázoròujících výsledky simulací je obsa¾ena v kapitole
Pøílohy.
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1. Metoda bootstrap

1.1 Bootstrap pro nezávislé stejnì rozdìlené ná-
hodné velièiny

Podívejme se nejprve na originální verzi této metody, tedy na boostrap pro ne-
závislé stejnì rozdìlené náhodné velièiny (pro nezávislé stejnì rozdìlené náhodné
velièiny budeme v textu místy pou¾ívat zkratku iid a na metodu bootstrap pro
iid data se budeme dále v textu odkazovat jako na IID bootstrap). Pøi analýze
èasových øad se s nezávislými daty sice pøíli¹ èasto nepotkáme, ale je to základ,
ze kterého jsou v¹echny bootstrapové metody pro závislá data odvozené.

Pøedpokládejme tedy, ¾e máme k dispozici pozorování X1, . . . , Xn, n ∈ N,
která vznikla realizací prvních n prvkù náhodné posloupnosti {X1, X2, . . . }, její¾
jednotlivé slo¾ky jsou nezávislé náhodné velièiny pocházející z neznámého roz-
dìlení s distribuèní funkcí F . Buï θ = θ (F ) charakteristika tohoto rozdìlení,
která nás zajímá, Tn = Tn (X1, . . . , Xn) statistika, pomocí které chceme θ od-
hadnout, a Rn = Rn (X1, . . . , Xn) její vhodnì upravená verze (standardizovaná,
studentizovaná èi jinak modi�kovaná). Pokud bychom F znali, mohli bychom
spoèíst hodnotu θ pøímo. Rozdìlení ale neznáme, budeme tedy postupovat násle-
dujícím zpùsobem:

1. S vyu¾itím pozorování X1, . . . , Xn nalezneme nìjaký vhodný odhad dis-
tribuèní funkce F . Obvykle se pro tyto úèely pou¾ívá empirická distribuèní
funkce, spoèteme tedy

Fn (x) =
1

n

n∑
i=1

I [Xi ≤ x], x ∈ R,

kde I [Xi ≤ x] = I(−∞, x] (Xi) je indikátor mno¾iny (−∞, x], tedy funkce,
která nabývá hodnoty 1, pokud Xi ∈ (−∞, x], nebo 0 v opaèném pøípadì.

2. Vygenerujeme tzv. bootstrapový výbìr. Jde o oznaèení hodnot X∗
1 , . . . , X

∗
n

vygenerovaných z rozdìlení daného distribuèní funkcí Fn (jakmile
známe X1, . . . , Xn, je Fn známá funkce). Oznaème P ∗ (X∗

j = Xi

)
=

P
(
X∗

j = Xi|X1, . . . , Xn

)
, i, j = 1, . . . , n. Proto¾e pro ka¾dé i, j =

1, . . . , n platí

P ∗ (X∗
j = Xi

)
= Fn

(
X(k)

)
− Fn

(
X(k−1)

)
=

1

n
,

kde k je poøadí hodnoty Xi v uspoøádaném náhodném výbìru
X(1), . . . , X(n), generujeme bootstrapový výbìr pomocí výbìru s vracením
zX1, . . . , Xn. Bootstrapový výbìr tedy tvoøí náhodné velièinyX∗

1 , . . . , X
∗
n,

které jsou (podmínìnì) nezávislé a ka¾dá nabývá hodnotX1, . . . , Xn s prav-
dìpodobností 1

n
.

3. Nyní pøejdeme od pùvodních dat k bootstrapovým replikám, tedy od roz-
dìlení F k Fn. Parametr θ (F ) ve výpoètech nahradíme výrazem θ∗ =
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θ (Fn), který se z Fn odvodí stejným zpùsobem, jako se θ odvodí z F .
Ve výrazech Tn a Rn nahradíme pùvodní výbìr bootstrapovým výbìrem
a získáme tak jejich bootstrapové ekvivalenty T ∗

n = Tn (X
∗
1 , . . . , X∗

n)
a R∗

n = Rn (X
∗
1 , . . . , X∗

n).

Kroky 2 a 3 v¹ak neprovádíme pouze jednou. Proto¾e neznáme rozdìlení F
a tudí¾ ani rozdìlení statistik Tn a Rn, chceme jejich rozdìlení aproximovat roz-
dìlením bootstrapových statistik T ∗

n a R∗
n. Ani jejich rozdìlení v¹ak zpravidla

neznáme. Abychom ho mohli pøesnì urèit, museli bychom realizovat v¹ech nn

mo¾ných výbìrù s vracením z X1, . . . , Xn, nebo eventuelnì þjenÿ
(
2n−1
n

)
na-

vzájem rùzných výbìrù, a pro ka¾dý z nich spoèítat hodnotu T ∗
n , resp. R

∗
n. I pøi

relativnì malých n to mù¾e být znaènì výpoèetnì nároèné. Proto rozdìlení sta-
tistik T ∗

n , resp. R
∗
n aproximujeme metodou Monte Carlo. V závislosti na poètu

pozorování n a na charakteristice, kterou chceme odhadovat, zvolíme poèet bo-
otstrapových výbìrù B ∈ N. Pro b = 1, . . . , B vygenerujeme (nezávisle na
sobì) bootstrapové výbìry X∗

b,1, . . . , X∗
b,n a hodnoty bootstrapových statistik

T ∗
b,n = Tn

(
X∗

b,1, . . . , X
∗
b,n

)
, resp. R∗

b,n = Rn

(
X∗

b,1, . . . , X
∗
b,n

)
. Rozdìlení statistik

T ∗
n , resp. R

∗
n pak nahradíme jejich empirickým rozdìlením. Stejnì tak k odhadu

støední hodnoty bootstrapových statistik, rozptylu nebo jiné jejich charakteris-
tiky pou¾ijeme jejich výbìrovou variantu.

Oznaème

Hn (x) = P (Tn ≤ x) , x ∈ R,
H∗

n (x) = P ∗ (T ∗
n ≤ x) = P (T ∗

n ≤ x|X1, . . . , Xn) , x ∈ R

distribuèní funkci statistiky Tn, resp. T ∗
n . Funkce H∗

n se nazývá teoretická dis-
tribuèní funkce získaná metodou bootstrap. Tuto distribuèní funkci odhadneme
empirickou distribuèní funkcí

Ĥ∗
n (x) =

1

B

B∑
b=1

I
[
T ∗
b,n ≤ x

]
, x ∈ R.

Analogicky aproximujeme i rozdìlení bootstrapové statistiky R∗
n. Støední hodnotu

E∗T ∗
n = E [T ∗

n |X1, . . . , Xn] odhadneme výbìrovým prùmìrem

Ê∗T ∗
n = T

∗
B,n =

1

B

B∑
b=1

T ∗
b,n

a rozptyl var∗ T ∗
n = var [T ∗

n |X1, . . . , Xn] odhadneme výbìrovým rozptylem

v̂ar∗T ∗
n =

1

B

B∑
b=1

(
T ∗
b,n − T

∗
B,n

)2
.

Statistiky E∗T ∗
n a var∗ T ∗

n se rovnì¾ nazývají teoretické charakteristiky T ∗
n .
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1.1.1 Konzistence metody bootstrap

Zatím jsme se nezabývali otázkou, na základì èeho rozhodneme, zda pou¾ití
metody bootstrap bylo úspì¹né, neboli zda je zvolená bootstrapová metoda pro
na¹e data a vybranou statistiku vhodná. Zajímá-li nás rozdìlení odhadované sta-
tistiky, pak se u bootstrapu pro iid data stejnì jako u jeho rùzných variant pro
závislá data dá øíci, ¾e bootstrap þfungujeÿ, pokud (teoretické) rozdìlení boot-
strapové statistiky T ∗

n je konzistentní s rozdìlením Tn. Distribuèní funkce H∗
n se

nazývá (silnì) konzistentní odhad Hn, jestli¾e ρ (H∗
n, Hn)

s.j.−−→ 0 pro n → ∞, kde

ρ je metrika na prostoru distribuèních funkcí. Symbolem
s.j.−−→ znaèíme konvergenci

skoro jistì. Èasto pou¾ívanou metrikou je supremální metrika

ρ∞ (F, G) = sup
x∈R

|F (x)−G (x)| = ∥F (x)−G (x)∥∞ .

Pokud ρ (H∗
n, Hn) konverguje k nule v pravdìpodobnosti (tuto konvergenci bu-

deme znaèit symbolem
P−→), mluvíme o slabé konzistenci.

Není pøekvapivé, ¾e jako první se objevily dùkazy konzistence IID bootstrapu
pro statistiky zalo¾ené na výbìrovém prùmìru Xn = 1

n

∑n
i=1 Xi. Uva¾ujme tyto

dvì statistiky:
√
n
(
Xn − µ

)
a
√
n

(
Xn − µ

σ

)
,

kde µ = EX1 a σ =
√
varX1. Pro vyjádøení jejich bootstrapových protìj¹kù

potøebujeme znát µ∗ a σ∗:

µ∗ = E∗X∗
1 =

n∑
i=1

XiP
∗ (X∗

1 = Xi) =
1

n

n∑
i=1

Xi = Xn,

σ2∗ = E∗ (X∗
1 − E∗X∗

1 )
2 =

n∑
i=1

(
Xi −Xn

)2
P ∗ (X∗

1 = Xi) =
1

n

n∑
i=1

(
Xi −Xn

)2
.

Odpovídající bootstrapové statistiky tedy mají tvar

√
n
(
X

∗
n − µ∗

)
=

√
n
(
X

∗
n −Xn

)
,

√
n

(
X

∗
n − µ∗

σ∗

)
=

√
n

⎛⎝ X
∗
n −Xn√

1
n

∑n
i=1

(
Xi −Xn

)2
⎞⎠ .

Konzistence pro tyto statistiky byla odvozena v èlánku Singh (1981).

Vìta 1 (Konzistence IID bootstrapu pro výbìrový prùmìr). 1. Je-li EX2
1 < ∞,

pak P∗
(√

n
(
X

∗
n − µ∗

)
≤ x

)
− P

(√
n
(
Xn − µ

)
≤ x

)
∞

s.j.−−→ 0 pro n → ∞.
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2. Je-li EX4
1 < ∞, pak

lim sup
n→∞

√
n√

loglogn

P∗
(√

n
(
X

∗
n − µ∗

)
≤ x

)
− P

(√
n
(
Xn − µ

)
≤ x

)
∞

=

=

√
2 var (X1 − µ)2

2σ2
√
2πe

s.j.

3. Je-li E |X3
1 | < ∞ a F není øe¹etovitá, pak pro n → ∞

√
n

P∗

(
√
n

(
X

∗
n − µ∗

σ∗

)
≤ x

)
− P

(√
n

(
Xn − µ

σ

)
≤ x

)
∞

s.j.−−→ 0.

4. Je-li E |X3
1 | < ∞ a F je øe¹etovitá s krokem h, tj. existují reálné konstanty

c, h, h > 0, takové, ¾e P (X1 ∈ {c+ zh, z ∈ Z}) = 1, pak

lim sup
n→∞

√
n

P∗

(
√
n

(
X

∗
n − µ∗

σ∗

)
≤ x

)
− P

(√
n

(
Xn − µ

σ

)
≤ x

)
∞

=
h√
2πσ

.

Podle bodu 1 vìty je statistika
√
n
(
X

∗
n − µ∗

)
konzistentním odhadem

√
n
(
Xn − µ

)
a v bodì 2 je uvedená i rychlost této konvergence. Podle bodù

3 a 4 vìty je konzistentní i standardizovaná statistika
√
n(X

∗
n − µ∗)/σ∗.

Proto¾e podle Berry-Esseenovy nerovnosti (viz Dodatek, vìta 22) je rychlost

konvergence standardizované statistiky k normálnímu rozdìlení øádu O
(
n− 1

2

)
,

dává bootstrap pro neøe¹etovitá rozdìlení lep¹í výsledky ne¾ centrální limitní vìty.

Poznámka. Na pøíkladu pøevzatém z èlánku Singh (1981) si rovnou také uka¾me,
¾e IID bootstrap není spásnou metodou poskytující dobré výsledky ve v¹ech situ-
acích. Nech» X1, . . . , Xn je prvních n prvkù stacionární posloupnosti m-závislých
náhodných velièin (viz Dodatek, de�nice 8), E X1 = µ, varX1 = σ2. Oznaème
σ2
m = varX1 + 2

∑m−1
i=1 cov (X1, Xi+1). Je-li σ2

m < ∞, pak podle centrální limitní
vìty pro m-závislé náhodné velièiny (viz Dodatek, vìta 21) platí

√
n
(
Xn − µ

) d−→ N
(
0, σ2

m

)
.

Výbìrem s vracením vytvoøíme z X1, . . . , Xn bootstrapový náhodný výbìr
X∗

1 , . . . , X
∗
n. I po odvození z realizace m-závislého procesu velièiny X∗

i jsou (pod-
mínìnì) nezávislé stejnì rozdìlené náhodné velièiny a stejnì jako u bootstrapu
pro iid náhodné velièiny i v tomto pøípadì platí

√
n
(
X

∗
n −Xn

)
d−→ N

(
0, σ2

)
s.j.

Dùkaz je uveden v Lahiri (2003), vìta 2.2. Proto¾e v pøípadì m-závislých velièin
je obecnì

∑m−1
i=1 cov (X1, Xi+1) ̸= 0, rozptyly limitních rozdìlení pùvodního a bo-

otstrapového výbìru se li¹í, tudí¾ pro m-závislé náhodné posloupnosti není IID
bootstrap konzistentní.
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1.2 Bootstrap pro závislá data

Pokud se zabýváme èasovou øadou, u ní¾ lze oèekávat nìjakou závislost mezi
jejími jednotlivými slo¾kami, s IID bootstrapem nevystaèíme. V pomìrnì krátké
dobì po publikování èlánku Efron (1979) se proto objevily rùzné modi�kace jeho
postupu, které jsou urèené právì k analýze závislých dat. Volba metody závisí
mimo jiné na tom, jaké pøedpoklady ohlednì mechanismu, kterým data vznikají,
jsme ochotni uva¾ovat. Jestli¾e máme dùvod pøedpokládat, ¾e se proces generu-
jící na¹e data øídí nìjakým známým modelem, jeho¾ parametry bychom chtìli
odhadovat, mù¾eme získat dobré výsledky pøi pou¾ití nìkteré z parametrických
metod. Pokud naopak nemáme o závislostní struktuøe konkrétní pøedstavu nebo
nechceme na náhodný proces klást pøíli¹ omezující pøedpoklady, pøi jejich¾ nespl-
nìní bychom dostali zkreslené výsledky, lze vyu¾ít nìkterou z neparametrických
bootstrapových metod. V následujících odstavcích si základní parametrické
a neparametrické metody popí¹eme.

1.2.1 Blokový bootstrap

Blokový bootstrap je pøirozeným roz¹íøením IID bootstrapu na data, o kte-
rých pøedpokládáme, ¾e jsou nìjakým zpùsobem závislá. Tato metoda má obecné
vyu¾ití v pøípadech, kdy nevíme nic konkrétního o závislostní struktuøe procesu
generujícího data. Postupuje se podobnì, jako u IID bootstrapu, ale místo na
jednotlivá pozorování uplatníme výbìr s vracením na celé bloky po sobì jdoucích
pozorování. Základní ètyøi varianty této metody se mezi sebou li¹í v tom,
zda se jednotlivé bloky pøekrývají èi ne a zda délka blokù je náhodná nebo
deterministická. Postupem èasu vznikly dal¹í modi�kace blokového bootstrapu,
které se sna¾í eliminovat jeho nedostatky.

Pøedpokládejme, ¾eX1, . . . , Xn je realizace reálného stacionárního náhodného
procesu {Xt, t ∈ Z}. Algoritmus blokového bootstrapu s pevnou délkou bloku
a nepøekrývajícími se bloky vypadá následovnì:

1. Zvolíme vhodnou délku bloku l ≪ n a oznaèíme L poèet blokù. Pro jedno-
duchost budeme pøedpokládat, ¾e n = lL. Pozorování tedy mù¾eme rozdìlit
na bloky

(X1, . . . , Xn) = (X1,1, . . . , X1,l, X2,1, . . . , X2,l, . . . , XL,1, . . . , XL,l) .

2. Z mno¾iny indexù {1, . . . , L} postupnì vybereme s vracením n hodnot
{i1, . . . , in}.

3. Bootstrapový výbìr vytvoøíme seøazením blokù s poøadími {i1, . . . , in}.

(X∗
1 , . . . , X∗

n) = (Xi1,1, . . . , Xi1,l, Xi2,1, . . . , Xi2,l, . . . , XiL,1, . . . , XiL,l) .

Bootstrapovým výbìrem pak nahradíme pùvodní data ve statistice Tn =
Tn (X1, . . . , Xn), její¾ rozdìlení nebo nìkteré konkrétní charakteristiky
chceme aproximovat.
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V pøípadì blokového bootstrapu s pøekrývajícími se bloky upravíme bod 2
tak, ¾e indexy {i1, . . . , in} vybereme (s vracením) z mno¾iny {1, . . . , n− l + 1}.

Blokový bootstrap s pøekrývajícími se bloky a s náhodnou délkou bloku byl
navr¾en v èlánku Politis a Romano (1992a) s cílem získat bootstrapový výbìr,
který je stacionární, stejnì jako pùvodní náhodný proces. Blokový bootstrap
s pevnou délkou bloku ke stacionárnímu výbìru nevede. Algoritmus pro získání
bootstrapového výbìru se upraví tak, ¾e se v bodì 1 urèí délky blokù l1, . . . , lL
generováním nezávislých velièin s geometrickým rozdìlením s vhodnì zvoleným
parametrem p ∈ (0, 1). Poèet blokù L urèíme jednodu¹e tak, ¾e generujeme
délky blokù li, dokud jejich souèet nedá po¾adovanou délku bootstrapového
výbìru n (poslední blok se pøípadnì oøízne). První vybraný blok má tvar
Xi1 , . . . , Xi1+l1−1. Pokud tedy X∗

i = Xt, pak X∗
i+1 = Xt+1 s pravdìpodobností

1− p a s pravdìpodobností p bude X∗
i+1 náhodnì vybrán ze zbylých n− 1 prvkù.

Takto získaný bootstrapový výbìr má kromì stacionarity navíc markovskou
vlastnost, viz Lahiri (2003), sekce 2.7.2.

Jedním z nedostatkù blokového bootstrapu s pøekrývajícími se bloky je sku-
teènost, ¾e hodnoty Xi uvnitø výbìru se v bootstrapovém výbìru objeví s vìt¹í
pravdìpodobností, ne¾ hodnoty na krajích výbìru. S podobným problémem se
mù¾eme potýkat i u bootstrapu s nepøekrývajícími se bloky v pøípadì, ¾e poèet
pozorování není násobkem délky bloku. Hodnoty na konci výbìru (za posledním
blokem) pak nebudou vybrány nikdy. V èlánku Politis a Romano (1992b)
autoøi proto navrhli tzv. circular bootstrap, tedy kruhový bootstrap, co¾ je
varianta blokového bootstrapu, která tento nedostatek odstraòuje. V kruhovém
bootstrapu se hodnoty výbìru X1, . . . , Xn uspoøádají do kruhu tak, ¾e za Xn

následuje X1 a vybírá se z n pøekrývajících se blokù nebo L+1 nepøekrývajících
se blokù, kde L = ⌊n/l⌋. Existují dal¹í varianty blokového bootstrapu, které redu-
kují vychýlení zpùsobené poru¹ením pùvodní struktury na pøechodech mezi bloky.

Uvnitø jednotlivých blokù, ze kterých se skládá bootstrapový výbìr
X∗

1 , . . . , X∗
n, je zøejmì zachována závislostní struktura pùvodního procesu. Ob-

vyklý po¾adavek proto je, aby délka bloku l rostla s rostoucím poètem pozorování.
V monogra�i Lahiri (2003), sekce 3.2.1 a 3.2.2, dokázal autor pro tzv. α-mixing
náhodný proces s koneènými momenty urèitého øádu a pro l → ∞ a l/n → 0
pøi n → ∞ konzistenci blokového bootstrapu pro centrovaný výbìrový prùmìr
Tn =

√
n(X n −µ), kde µ = E X1. Termínem α-mixing se oznaèuje jeden z druhù

tzv. slabé závislosti. Oznaème

α (s) = sup
t∈Z

{
|P (A ∩B)− P(A)P(B)| , A ∈ Ft, B ∈ F∞

t+s

}
,

kde Ft = σ {Xr, r ≤ t} a F∞
t+s = σ {Xr, r ≥ s+ t}. Jsou-li prvky náhodného

procesu {Xt, t ∈ Z} nezávislé, je zøejmì α(s) = 0 pro v¹echna s ≥ 1. Náhodný
proces je α-mixing, jestli¾e α(s) → 0 pøi s → ∞. Tedy mezi dostateènì
vzdálenými prvky náhodného procesu je závislost takøka nulová.

V Lahiri (2003) je konkrétnì odvozena konzistence rozptylu (resp. varianèní
matice pro vícerozmìrný proces) a distribuèní funkce T ∗

n =
√
n(X

∗
n − X n) pro

bootstrap s pøekrývajícími se bloky a pevnou délkou bloku (v anglické literatuøe
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známého jako moving block bootstrap), pro bootstrap s nepøekrývajícími se
bloky a pevnou délkou bloku, pro kruhový bootstrap a pro stacionární bootstrap,
tj. bootstrap s pøekrývajícími se bloky a náhodnou délkou bloku.

1.2.2 Parametrický reziduální bootstrap

Pøi analýze èasových øad se èasto spoléháme na to, ¾e se daná øada øídí
nìkterým známým modelem, který závisí na neznámém parametru θ. Tento
parametr pak odhadujeme. K aproximování vlastností odhadu parametru
modelu lze v takovém pøípadì pou¾ít parametrický reziduální bootstrap. Tato
metoda spoèívá v odhadnutí neznámého parametru nìkterou bì¾nou metodou,
spoètení reziduí odhadnutého modelu a iid replikování tìchto reziduí. S vyu¾itím
replikovaných reziduí a odhadnutého modelu pak vygenerujeme bootstrapovou
repliku èasové øady. Tuto metodu konkrétnìji popí¹eme pro autoregresní model,
kterému je v literatuøe týkající se bootstrapu vìnována znaèná pozornost.

Nech» X1, . . . , Xn je realizace stacionárního procesu AR (p) , p ∈ N, neboli
procesu {Xt, t ∈ T} takového, ¾e

Xt = ϕ1Xt−1 + · · ·+ ϕpXt−p + εt, (1.1)

kde ϕ1, . . . , ϕp jsou reálné konstanty, pro které platí, ¾e v¹echny koøeny
polynomu ϕ (z) = 1 − ϕ1z − . . . − ϕpz

p le¾í vnì jednotkového kruhu a ϕp ̸= 0,
{εt, t ∈ T} je posloupnost iid náhodných velièin s nulovou støední hodnotou
a konstantním koneèným rozptylem σ2. V de�nici autoregresního procesu se sice
bì¾nì po¾adují nekorelované chyby, ale pro vìt¹inu odvozených asymptotických
výsledkù pro reziduální parametrický bootstrap je pøedpoklad nezávislých chyb
nezbytný.

Zkonstruování bootstrapové repliky tohoto procesu probìhne následovnì:

1. Vhodnou metodou (napø. metodou nejmen¹ích ètvercù) získáme odhady
ϕ̂1, . . . , ϕ̂p parametrù ϕ1, . . . , ϕp. Spoèteme rezidua autoregresního modelu

ε̂t = Xt − ϕ̂1Xt−1 − . . . − ϕ̂pXt−p pro t ≥ p+ 1. (1.2)

2. Odhadnutá rezidua vycentrujeme, ε̃t = ε̂t − 1
n−p

∑n
i=p+1 ε̂i pro t =

p+1, . . . , n, a spoèteme empirickou distribuèní funkci Fn centrovaných
reziduí ε̃t.

3. Vygenerujeme bootstrapová rezidua ε∗t , t = p + 1, . . . , n jako nezávislé
náhodné velièiny pocházející z rozdìlení Fn (neboli výbìrem s vracením
z {ε̃p+1, . . . , ε̃n}).

4. Zvolíme poèáteèní hodnoty bootstrapového výbìru X∗
1 , . . . , X∗

p a dopoèí-
táme zbylé hodnoty bootstrapového výbìru tak, ¾e

X∗
t = ϕ̂1X

∗
t−1 + . . . + ϕ̂pX

∗
t−p + ε∗t pro t ≥ p+ 1.
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Kombinací vztahù (1.1) a (1.2) dostaneme rovnost

ε̂t = εt −
p∑

i=1

(ϕ̂i − ϕi)Xt−i, t = p+ 1, . . . , n.

Pro konzistentní odhady autoregresních parametrù tedy platí ε̂t ≈ εt, tudí¾ ε̂t se
chovají pøibli¾nì nezávisle a mù¾eme na nì pou¾ít IID bootstrap. Zøejmì platí
P
∗ (ε∗t = ε̃i) =

1
n−p

pro i, t = p+ 1, . . . , n, tak¾e

E
∗ ε∗t =

1

n− p

n∑
i=p+1

ε̃i =
1

n− p

n∑
i=p+1

ε̂i −
1

n− p

n∑
i=p+1

ε̂i = 0.

Díky centrování odhadnutých reziduí modelu tedy i bootstrapová rezidua splòují
podmínku nulové støední hodnoty. Poèáteèní hodnoty bootstrapového výbìru
se obvykle volí

{
X∗

1 , . . . , X∗
p

}
= {X1, . . . , Xp} a dal¹í hodnoty X∗

t , t > p se
generují tak dlouho, dokud není dosa¾eno stacionarity. Pøebývající hodnoty na
zaèátku se vynechají tak, aby bootstrapový výbìr mìl po¾adovanou délku n.

Konzistence této metody pro stacionární autorgresní model AR (p) byla od-
vozena v èlánku Bose (1988), a to za pøedpokladù:

1. {εt} jsou iid s E εt = 0, var εt = 1 a E ε8t < ∞,

2. vektor (ε1, ε
2
1)

′ splòuje tzv. Cramérovu podmínku, tj. pro ka¾dé d > 0
existuje δ > 0 takové, ¾e

sup
∥t∥>d

E
[
exp

{
i
(
ε1, ε

2
1

)
t
}]

≤ e−δ,

3. v¹echny koøeny polynomu 1 +
∑p

i=1 ϕiz
i le¾í uvnitø jednotkového kruhu.

Oznaème ϕ̂n = ϕ̂n (X1, . . . , Xn) odhad autorgresních parametrù ϕ =
(ϕ1, . . . , ϕp)

′. Bootstrapový protìj¹ek získáme jako obvykle nahrazením pùvod-
ních pozorování bootstrapovým výbìrem, tedy ϕ̂∗

n = ϕ̂n (X
∗
1 , . . . , X∗

n). Jsou-li
splnìny body 1{3, pak pro skoro v¹echny realizace platíP∗ (√nΣ∗1/2

n (ϕ̂∗
n − ϕ̂n) ≤ x

)
− P

(√
nΣ1/2 (ϕ̂n −ϕ) ≤ x

)
∞ = o(n−1/2).

Symbolem Σ zde znaèíme varianèní matici vektoru (X1, . . . , Xp)
′ a sym-

bolem Σ∗
n bootstrapovou varianèní matici vektoru (X∗

1 , . . . , X∗
n)

′, tj. prvky
matice Σ∗

n tvoøí hodnoty cov∗
(
X∗

i , X
∗
j

)
, i, j = 1, . . . , p. Podobné výsledky

lze získat i pøi uvolnìní podmínek na stacionaritu autoregresní posloupnosti
a na nulovou støední hodnotu a jednotkový rozptyl εt, viz Bose (1988). Dal¹í
autoøi se následnì zabývali pou¾itím parametrického reziduálního bootstrapu
pro stacionární ARMA procesy, ARCH a GARCH modely a dal¹í. Odkazy na
konkrétní èlánky lze nalézt napøíklad v èláncích Paparoditis a Politis (2009)
a Kreiss a Paparoditis (2011b).
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1.2.3 Neparametrický reziduální bootstrap

Uva¾ujme model

Xt = m (Xt−1, . . . , Xt−p) + σ (Xt−1, . . . , Xt−q) εt, t = r + 1, r + 2, . . . , (1.3)

kde r = max {p, q}. Dokud nic nepøedpokládáme o funkcích m a σ a o posloup-
nosti {εt}, jde o velmi obecný zápis, kterým lze popsat ¹irokou ¹kálu modelù.
Napøíklad je-li m lineární funkce a σ ≡ 1, jde o autoregresní model. Je-li m ≡ 0
a σ2 (Xt−1, . . . , Xt−q) = β0 + β1X 2

t−1 + . . . + βqX 2
t−q dostaneme model ARCH(q)

s nulovou podmínìnou støední hodnotou. Na takové modely lze pou¾ít reziduální
bootstrap popsaný v pøedchozí sekci. Metoda zalo¾ená na iid replikování reziduí
se ale dá pou¾ít i v pøípadì, ¾e nevíme, zda se mechanismus generující data
øídí nìjakým parametrickým modelem, popøípadì jakým. Pøedpokládejme, ¾e
pozorování X1, . . . , Xn pochází z procesu, který lze popsat modelem (1.3),
kde εt je posloupnost iid náhodných velièin s nulovou støední hodnotou a jed-
notkovým rozptylem, a m a σ jsou neznámé hladké funkce. Pomocí nìkteré
z neparametrických metod získáme odhady m̂ a σ̂ a spoèteme rezidua modelu
ε̂t =

(
Xt − m̂(Xt−1, . . . , Xt−p)

)
/σ̂(Xt−1, . . . , Xt−q). S vyu¾itím m̂, σ̂ a ε̂t pak

generujeme bootstrapový výbìr.

Pro jednoduchost se omezme na pøípad p = q = 1, tedy

Xt = m (Xt−1) + σ (Xt−1) εt, t = 2, 3, . . .

Funkce m a σ mají v tomto modelu konkrétní význam: m (Xt−1) = E [Xt|Xt−1]
a σ (Xt−1) = var [Xt|Xt−1]. Funkce σ se zejména ve �nanèním prostøedí nazývá vo-
latilita a pøedpokládá se, ¾e je kladná. Vyjadøuje velikost odchylky od þtrenduÿ,
respektive oèekávaného systematického vývoje èasové øady, reprezentovaného
funkcí m. Hodnota εt pak urèuje smìr této odchylky. Pøedpokládáme, ¾e εt jsou
iid s E εt = 0 a var εt = 1 a ¾e εt nezávisí na X1, . . . , Xt.

Jednou z neparametrických metod, kterou lze pou¾ít pro odhadnutí m a σ, je
Nadarayaùv - Watsonùv jádrový odhad, který má tvar:

m̂h (x) =
1

p̂h (x)

1

n− 1

n−1∑
t=1

Kh (x−Xt)Xt+1, x ∈ R,

σ̂2
h′ (x) =

1

p̂h′ (x)

1

n− 1

n−1∑
t=1

Kh′ (x−Xt)X
2
t+1 − m̂2

h′ (x) , x ∈ R,

kde K je jádrová funkce, Kh (x) = 1
h
K
(
x
h

)
, h, h′ jsou vyhlazovací parametry

a p̂h (x) je jádrový odhad stacionární hustoty p procesu {Xt, t ∈ T}:

p̂h (x) =
1

n− 1

n−1∑
t=1

Kh (x−Xt), x ∈ R.

Proces replikace pùvodního vzorku X1, . . . , Xn s vyu¾itím jádrových odhadù
tedy probíhá takto:
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1. Zvolíme vhodnou jádrovou funkci K a vyhlazovací parametry h, h′. Pomocí
jádrových odhadù uvedených vý¹e získáme odhady p̂h, m̂h a σ̂h′ a spoèteme
rezidua

ε̂t =
Xt − m̂h (Xt−1)

σ̂h′ (Xt−1)
, t = 2, . . . , n.

2. Odhadnutá rezidua vycentrujeme, ε̃t = ε̂t − 1
n−1

∑n
i=2 ε̂i pro t = 2, . . . , n,

spoèteme empirickou distribuèní funkci Fn centrovaných reziduí ε̃t a vy-
generujeme jejich bootstrapové repliky ε∗t , t = 2, . . . , n jako iid náhodné
velièiny s rozdìlením Fn.

3. Zvolíme poèáteèní hodnotu X∗
1 a ostatní hodnoty bootstrapového výbìru

vygenerujeme rekurzivnì podle vzorce

X∗
t = m̂h

(
X∗

t−1

)
+ σ̂h′

(
X∗

t−1

)
ε∗t , t = 2, . . . , n.

Bootstrapový výbìr X∗
1 , . . . , X∗

n dosadíme místo pùvodního vzorku
X1, . . . , Xn do jádrových odhadù a spoèteme tak bootstrapové odhady p̂∗h (x),
m̂∗

h (x) a σ̂∗2
h′ (x). V èlánku Franke a kol. (2002) byla odvozena konzistence apro-

ximace rozdìlení statistik
√
nh
(
m̂h(x) − m(x)

)
, resp.

√
nh
(
σ̂2
h′(x) − σ2(x)

)
roz-

dìlením statistik
√
nh
(
m̂∗

h(x) − m̂h(x)
)
, resp.

√
nh
(
σ̂∗2
h′ (x) − σ̂2(x)

)
, pøi splnìní

urèitých pøedpokladù kladených na tvar funkcí m, σ a K a na hustotu a momenty
inovací εt. V tomto èlánku také najdeme vhodnou volbu poèáteèní hodnoty X∗

1 ,
jádrové funkce a vyhlazovacích parametrù.

1.2.4 Regresní bootstrap

V pøípadì reziduálního bootstrapu, a» u¾ parametrického nebo neparame-
trického, kopíruje výsledný bootstrapový výbìr strukturu závislosti pùvodního
procesu. Je to zpùsobené tím, ¾e hodnotu X∗

t generujeme rekurzivnì s pomocí
pseudo-pozorování X∗

t−1, eventuelnì pomocí dal¹ích pøedchozích replik v zá-
vislosti na øádu modelu. Tato vlastnost je pro konzistenci bootstrapu velmi
dùle¾itá. Nicménì v nìkterých situacích pro odvození (asymptotického) rozdìlení
statistiky, která nás zajímá, nepotøebujeme znát ve¹keré aspekty závislosti
dané èasové øady. Vystaèíme tøeba jen se znalostí autokovarianèní struktury,
pomocí které mù¾eme rozdìlení této statistiky dostateènì dobøe aproximovat.
V tom pøípadì není nutné bootstrapem replikovat náhodný proces tak, aby
vìrnì odrá¾el ve¹kerou závislostní strukturu pùvodního procesu. Staèí dosáhnout
napodobení toho aspektu závislosti, který je pro odvození rozdìlení statistiky
urèující. K tomuto úèelu lze vyu¾ít tzv. regresní bootstrap.

Uva¾ujme neparametrický model z pøedchozí sekce, tedy

Xt = m (Xt−1) + σ (Xt−1) εt, t = 2, 3, . . . .

Funkce m a σ odhadneme stejným zpùsobem jako u neparametrického reziduál-
ního bootstrapu. Spoèteme rezidua a vycentrujeme je, spoèteme jejich empirickou
distribuèní funkci Fn a bootstrapová rezidua ε∗t generujeme opìt jako iid velièiny
z rozdìlní Fn. Bootstrapové repliky ji¾ ale negenerujeme autoregresním (rekurziv-
ním) zpùsobemX∗

t = m̂h

(
X∗

t−1

)
+σ̂h′

(
X∗

t−1

)
ε∗t jako døíve. Místo toho se na model
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díváme jako na regresní model s �xním designem a replikujeme pseudo-pozorování
X∗

t pomocí odhadnutého modelu v závislosti na skuteèných pozorováních Xt−1,
tedy

X∗
t = m̂h (Xt−1) + σ̂h′ (Xt−1) ε

∗
t , t = 2, . . . , n.

Náhodné velièiny X∗
t jsou nyní nezávislé (podmínìnì na pùvodním vzorku)

a bootstrapový výbìr X∗
1 , . . . , X∗

n tudí¾ nezachovává strukturu závislosti
pùvodní èasové øady.

Odvození konzistence regresního bootstrapu pro aproximaci rozdìlení sta-
tistik

√
nh
(
m̂h(x) − m(x)

)
a
√
nh
(
σ̂2
h′(x) − σ2(x)

)
lze najít v èlánku Franke

a kol. (2002). Autoøi dokázali konzistenci za pøedpokladu, ¾e tyto statistiky mají
asymptoticky normální rozdìlení, a za dal¹ích ne pøíli¹ striktních pøedpokladù
týkajících se zejména spektrální hustoty procesu, funkcí m a σ a atributù jádro-
vých odhadù. My tuto metodu v této práci pou¾ijeme v kombinaci s tzv. wild
bootstrapem pro replikování pozorování autoregresního modelu s náhodnými
koe�cienty.

1.2.5 Wild bootstrap

Wild bootstrap byl navr¾en v èlánku Wu (1986) jako vhodná metoda pro
replikaci reziduí v modelu lineární regrese s chybami sice nekorelovanými, ale he-
teroskedastickými. Wu zkoumal rùzné odhady rozptylu OLS odhadu parametrù
lineárního modelu a zatímco vý¹e popsaný reziduální bootstrap vede v pøípadì
heteroskedastických chyb k vychýlenému odhadu, odhad získaný pomocí wild
bootstrapu vychýlením zatí¾ený není. Wild bootstrap se od té doby zaèal
hojnì vyu¾ívat v kombinaci s jinými bootstrapovými metodami právì v pøípa-
dech, kdy se zabýváme modelem, u kterého nelze pøedpokládat iid chybové slo¾ky.

Princip metody wild bootstrap si uká¾eme na modelu

Xt = m (Xt−1) + εt, t = 2, 3, . . . ,

kde chyby εt jsou sice nezávislé, ale heteroskedastické s nulovou støední hodnotou
a rozptylem σ2

t > 0. Porovnáme-li tento model s modely v pøedchozích sekcích, vo-
latilita je schovaná v chybové slo¾ce, její vlastnosti zkoumat nebudeme a budeme
se zajímat jen o odhad funkce m. Algoritmus pro vygenerování bootstrapového
výbìru postupuje následovnì:

1. Pomocí jádrového odhadu spoèteme m̂h (x) a dopoèítáme rezidua
ε̂t = Xt − m̂h (Xt−1), t = 2, . . . , n.

2. Nezávisle na X1, . . . , Xn vygenerujeme ν2, . . . , νn jako iid velièiny s roz-
dìlením s nulovou støední hodnotou a jednotkovým rozptylem.

3. Spoèteme bootstrapová rezidua ε∗t = ε̂tνt, t = 2, . . . , n.

4. Vygenerujeme X∗
1 , . . . , X∗

n tak, ¾e X∗
t = m̂h (Xt−1) + ε∗t .
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Podívejme se na vlastnosti ε∗t :

E
∗ ε∗t = E [ε∗t |X1, . . . , Xn] = E [ε̂tνt|X1, . . . , Xn] = ε̂t E νt = 0,

var∗ ε∗t = var [ε∗t |X1, . . . , Xn] = E
[
ε̂2tν

2
t |X1, . . . , Xn

]
= ε̂2t E ν2

t = ε̂2t .

Pokud bychom bootstrapová rezidua generovali jako døíve výbìrem s vracením,
byla by podmínìnì homoskedastická. Tím, ¾e jsme do modelu dodali externí
zdroj variability νt, docílili jsme heteroskedasticity bootstrapových reziduí. Díky
tomu, ¾e var νt = 1, nedochází k pøíli¹nému zkreslení variability v pùvodním
modelu. Právì pøenásobení reziduí náhodnou velièinou nesouvisející s danou
èasovou øadou vyjadøuje název metody þwildÿ, neboli þdivokýÿ bootstrap.

Pro bootstrapový výbìr platí

E
∗X∗

t = E [m̂h (Xt−1) + ε∗t |X1, . . . , Xn] = m̂h (Xt−1) ,

var∗X∗
t = E

[(
X∗

t − m̂h(Xt−1)
)2⏐⏐X1, . . . , Xn

]
= E

[
ε∗2t |X1, . . . , Xn

]
= ε̂2t .

Bootstrapové repliky X∗
1 , . . . , X

∗
n jsou nyní nezávislé podmínìnì na X1, . . . , Xn

a stejnì jako u regresního bootstrapu z pøedchozí sekce nekopírují závislostní
strukturu pùvodního procesu. Pøesto lze tuto metodu pou¾ít, s vyu¾itím
bootstrapového výbìru spoèíst bootstrapový odhad m̂∗

h (x) a s jeho pomocí
aproximovat rozdìlení statistiky

√
nh
(
m̂h(x)−m(x)

)
. Odvození konzistence této

metody za relativnì mírných pøedpokladù (pøedev¹ím asymptoticky normální
rozdìlení statistiky

√
nh (m̂h (x)−m (x))) stejnì jako vhodnou volbu poèáteèní

hodnoty X∗
1 , jádrové funkce a vyhlazovacích parametrù lze nalézt v èlánku

Franke a kol. (2002).

Jak ji¾ bylo øeèeno, velkým pøínosem metody wild bootstrap je, ¾e její kombi-
nací s jinou metodou bootstrap lze pou¾ít onu druhou metodu i v pøípadech, kde
by sama o sobì nedávala dobré výsledky. Goncalves a Kilian (2004) vy¹etøovali
mo¾nosti pou¾ití metody bootstrap pro aproximaci rozdìlení odhadu koe�cientù
stacionárního autoregresního modelu, kde chyby jsou martingalové diference vy-
kazující podmínìnou heteroskedasticitu. Wild bootstrap zde pou¾ili ve spojení
s regresním a parametrickým reziduálním bootstrapem. Pro jednoduchost si to
uká¾eme na modelu AR(1). Nech» tedy náhodný výbìr X1, . . . , Xn vznikne re-
alizací procesu Xt = ϕXt−1 + εt, t = 2, 3, . . . , kde |ϕ| < 1 a E [εt|Ft−1] = 0.
Ft−1 = σ {εt−1, . . . , ε1} je σ-algebra indukovaná inovacemi do èasu t− 1. Nech»
dále E ε2t = σ2 < ∞ a limn→∞ n−1

∑n
t=1 E [ε2t |Ft−1] = σ2 > 0. Tedy {εt} tvoøí po-

sloupnost martingalových diferencí a podmínìný rozptyl se mù¾e u jednotlivých
inovací li¹it. Tìmto podmínkám vyhovují napøíklad ve �nanèních èasových øadách
oblíbené modely ARCH a GARCH, nìkteré modi�kace modelu GARCH a mo-
dely stochastické volatility. Pøi splnìní nìkolika dal¹ích podmínek na momenty
εt lze dokázat, ¾e statistika

√
n (ϕ̂n − ϕ) konverguje v distribuci k normálnímu

rozdìlení N (0, 1− ϕ2) (v autoregresním procesu vy¹¹ího øádu konverguje ana-
logická statistika pro vektor parametrù procesu AR(p) k normálnímu rozdìlení
s varianèní maticí C), kde ϕ̂n je OLS odhad parametru ϕ, tedy

ϕ̂n =

∑n
t=2Xt−1Xt∑n
t=2 X

2
t−1

.
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Tvar matice C a odvození asymptotické normality lze nalézt v Goncalves a
Kilian (2004).

Nevýhodou reziduálního bootstrapu a regresního bootstrapu je, ¾e nedoká¾ou
korektnì odhadnout varianèní matici C. Jejich spojením s wild bootstrapem se
tento nedostatek odstraní. Pro vygenerování reziduí metodou wild bootstrap
je potøeba nejprve spoèíst rezidua pùvodního modelu ε̂t = Xt − ϕ̂nXt−1,
t = 2, . . . , n, vygenerovat opìt nezávislé hodnoty ν2, . . . , νn z rozdìlení
s nulovou støední hodnotou a jednotkovým rozptylem a dopoèítat bootstrapová
rezidua ε∗t = ε̂tνt. Bootstrapový výbìr X∗

1 , . . . , X∗
n se v pøípadì regresního

bootstrapu spoète pomocí vztahu X∗
t = ϕ̂nXt−1 + ε∗t , zatímco u reziduálního

parametrického boostrapu je X∗
t = ϕ̂nX

∗
t−1 + ε∗t . Obì metody lze pou¾ít ke kon-

zistentní aproximaci rozdìlení statistiky
√
n (ϕ̂n − ϕ) statistikou

√
n (ϕ̂∗

n − ϕ̂n),
kde ϕ̂∗

n je OLS odhad parametru ϕ v modelu X∗
t = ϕX∗

t−1+εt. V¹echny potøebné
pøedpoklady pro odvození tohoto výsledku lze nalézt v Goncalves a Kilian (2004).

Vyu¾ití metody wild bootstrap pro popis chování odhadù parametrù v nìk-
terých dal¹ích modelech si uká¾eme v dal¹í sekci a následujících kapitolách. Po-
znamenejme je¹tì, ¾e pro rychlej¹í konvergenci rozdìlení bootstrapové statistiky
k rozdìlení pùvodní statistiky se èasto kromì E νt = 0 a var νt = 1 po¾aduje
navíc je¹tì E ν3

t = 1.

1.2.6 Párový bootstrap

Dal¹í metodou, která si umí poradit s heteroskedasticitou v modelu, je tzv.
párový bootstrap. Tato metoda byla pùvodnì navr¾ena pro nedynamické regresní
modely, kde pozorování lze rozdìlit do skupin podle nìjakého tøídícího prvku, na-
pøíklad oblasti pozorování. Lze ji ale vyu¾ít i v dynamických modelech, jako je
tøeba proces AR(p), jeho¾ chybové slo¾ky se øídí modelem martingalových dife-
rencí, který byl popsán v pøedchozí sekci. Princip párového bootstrapu aplikova-
ného na èasovou øadu spoèívá v replikování párù tvoøených hodnotou Xt a vek-
torem obsahujícím v¹echny hodnoty Xt−j, j ≥ 1, na kterých Xt závisí. V pøípadì
procesu AR(p) jde tedy o výbìr s vracením z párù

{
Xt, (Xt−1, . . . , Xt−p)

′},
t ≥ p+ 1. Máme-li {X∗

t ,
(
X∗

t−1, . . . , X∗
t−p

)′}, t = p+ 1, . . . , n bootstrapové

repliky pùvodních párù a oznaèíme-li X∗
t−1 =

(
X∗

t−1, . . . , X∗
t−p

)′
, bootstrapová

statistika analogická OLS odhadu ϕ̂n = (ϕ̂n,1, . . . , ϕ̂n,p)
′ má tvar

ϕ̂∗
n =

(
1

n− p

n∑
t=p+1

X∗
t−1X

∗′
t−1

)−1(
1

n− p

n∑
t=p+1

X∗
t−1X

∗
t

)
.

Goncalves a Kilian (2004) ukázali, ¾e asymptotické rozdìlení statistiky√
n (ϕ̂n −ϕ) lze úspì¹nì aproximovat asymptotickým rozdìlením statistiky√
n (ϕ̂∗

n − ϕ̂n). Metodu také simulaènì porovnávali s wild bootstrapem kombi-
novaným s regresním bootstrapem a reziduálním parametrickým bootstrapem
a na jejich datech párový bootstrap vykazoval o nìco lep¹í výsledky ne¾ regresní
bootstrap, ale o nìco málo hor¹í výsledky ne¾ reziduální parametrický bootstrap.
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1.2.7 Dal¹í metody

Vý¹e jsme popsali metody, které pova¾ujeme za základní nebo je budeme dále
v práci pou¾ívat. Existují ale i dal¹í bootstrapové metody. Nìkteré jsou zcela
odli¹né od tìch ji¾ uvedených, nicménì roz¹iøování pou¾itelnosti bootstrapu ve
statistice se zejména ubírá smìrem aplikování a pøizpùsobování ji¾ známých po-
stupù na nové problémy, pro které je¹tì nebyla konzistence nìkteré bootstrapové
metody dokázána. Struèný popis dal¹ích pou¾ívaných metod lze nalézt napøíklad
v èláncích Paparoditis a Politis (2009) a Kreiss a Paparoditis (2011b). Je tøeba
upozornit, ¾e rùzní autoøi mohou stejné metody nazývat rùznì nebo naopak rùzné
metody oznaèovat stejným názvem. Vyplatí se tedy obezøetnì sledovat, jak ten
který autor data skuteènì replikuje. Zmíníme je¹tì struènì nìkolik dal¹ích metod.

Sítový bootstrap

Sítový (z anglického výrazu sieve) bootstrap je metoda vycházející z úvahy, ¾e
pøesto¾e èasto modelujeme èasové øady pomocí autoregresního procesu urèitého
koneèného øádu, ve skuteènosti nelze v mnoha pøípadech øíct, ¾e pozorování
v èase t závisí jen na pøedchozích p hodnotách. Správnìj¹í by bylo v dané
situaci pøedpokládat, ¾e hodnota v èase t závisí na v¹ech pøedchozích hodnotách,
tedy ¾e se èasová øada øídí modelem AR(∞). Model AR(∞) aproximujeme
odhadnutými modely AR(p(n)), kde øád modelu p(n) roste s rostoucím poètem
pozorování. þSítovostÿ bootstrapu je teoretický princip, který je ale potøeba
uplatnit na nìjakou konkrétní metodu. V èlánku Goncalves a Kilian (2007)
ukázali autoøi konzistenci sítového bootstrapu za pou¾ití párového bootstrapu
a tzv. �xed-design wild bootstrapu, který odpovídá vý¹e popsanému regresnímu
bootstrapu v kombinaci s wild bootstrapem. S pomocí tìchto metod aproximovali
rozdìlení statistik zalo¾ených na prvních k koe�cientech procesu AR(∞), kde
chybová slo¾ka se øídí modelem martingalových diferencí s mo¾nou podmínìnou
heteroskedasticitou, a k roste s rostoucím n.

Markovský bootstrap, lokální bootstrap

Pøedpokládáme-li, ¾e na¹e data byla vytvoøena Markovovým procesem,
mù¾eme za jistých podmínek pou¾ít markovský bootstrap. Na základì daného
vzorku dat X1, . . . , Xn nìkterou neparametrickou metodou odhadneme pøecho-
dovou distribuèní funkci

F (x|xt−1, . . . , xt−p) = P (Xt < x|Xt−1 = xt−1, . . . , Xt−p = xt−p) , x ∈ R.

Zvolíme poèáteèní hodnoty X∗
1 , . . . , X∗

p a dal¹í hodnoty bootstrapového vý-
bìru vygenerujeme tak, aby pravdìpodobnost výbìru hodnoty z X1, . . . , Xn

odpovídala odhadnutým pravdìpodobnostem pøechodu v závislosti na pøedcho-
zích pseudo-pozorováních. S touto metodou úzce souvisí lokální bootstrap, kde se
data replikují výbìrem z pùvodního vzorku pomocí vhodné váhové funkce tako-
vým zpùsobem, aby pravdìpodobnost P (X∗

t = Xs|Xt−1) byla tím vìt¹í, èím blí¾e
je vektor X∗

t−1 vektoru Xs−1 ve smyslu nìjaké vhodné metriky. Pøipomeòme, ¾e
symbolem Xt−1 znaèíme vektor pøedchozích pozorování (Xt−1, . . . , Xt−p)

′. Po-
drobnìj¹í popis tìchto metod a odkazy na jejich pou¾ití lze najít v èláncích Pa-
paroditis a Politis (2009) a Kreiss a Paparoditis (2011a).
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Frekvenèní bootstrap

V¹echny vý¹e popsané metody pracují s èasovými øadami v èasové doménì.
Ve statistické analýze èasových øad se ov¹em pou¾ívají i metody fungující ve
spektrální doménì a i ve svìtì bootstrapu nìkolik frekvenèních metod vzniklo.
Pøedpokládáme-li, ¾e na¹e data jsou tvoøena lineárním procesem, tedy spektrální
hustota f(λ) tohoto procesu existuje, mù¾eme nìkterou z nich pou¾ít. Jejich stru-
èný popis lze najít napøíklad v èlánku Kreiss a Paparoditis (2011a).
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2. Autoregresní procesy
s náhodnými koe�cienty

Klasické autoregresní procesy, lineární a ARMA procesy pøedstavují velmi
oblíbenou tøídu modelù, pomocí kterých se ve statistice analyzují èasové øady.
Výsledky týkající se jejich stacionarity, odhadù koe�cientù, predikcí a jejich
dal¹ích vlastností jsou známy a chování èasové øady øízené autoregresním pro-
cesem lze oproti nìkterým jiným modelùm srozumitelnì interpretovat. V praxi
se ale ukazuje, ¾e pøedpoklady kladené na autoregresní proces nejsou v mnoha
situacích splnitelné. Jeden problém pøedstavují nezávislé stejnì rozdìlené chyby.
Sice se èasto z praktických dùvodù pøedpokládá, ¾e chyby v modelu u¾itém pro
interpretaci èasové øady jsou nezávislé a stejnì rozdìlené, v mnoha reálných
situacích ale chybové slo¾ky tento pøedpoklad poru¹ují. Goncalves a Kilian (2004)
ukázali pøítomnost heteroskedasticity v øadì ekonomických jevù. Ve �nanèních
èasových øadách se proto pøechází napøíklad k modelùm ARCH a GARCH,
které si umí s heteroskedasticitou chybové slo¾ky poradit a pøedstavují proto
realistiètìj¹í pohled na takovou èasovou øadu.

Jiným nedostatkem klasického autoregresního procesu mù¾e být pøedpoklad,
¾e koe�cienty modelu jsou deterministické a zùstávají nemìnné po celou dobu
prùbìhu procesu. Je zøejmé, ¾e u déle probíhajícího procesu se okolnosti ovliv-
òující jeho chování mohou zmìnit. Stejnì tak míra závislosti pozorování Xt na
pøedchozím pozorování Xt−1, kterou koe�cient autoregresního procesu pøedsta-
vuje, se mù¾e v rámci jednoho procesu li¹it pro þmaláÿ a þvelkáÿ pozorování
Xt−1. Z toho dùvodu se zaèaly pou¾ívat prahové modely a modely s koe�cienty
mìnícími se v èase. Dal¹í variací autoregresního procesu je autoregresní proces
s náhodnými koe�cienty, který budeme znaèit zkratkou RCA pocházející z an-
glického výrazu random coe�cient autoregression. Tento proces byl pøedstaven
v èlánku Andìl (1976) s argumentem, ¾e zejména u pøírodních jevù modelovaných
autoregresním procesem jsou koe�cienty tohoto modelu èasto tvoøeny smìsí rùz-
ných náhodných faktorù. Je tedy principielnì správnìj¹í uva¾ovat o parametrech
modelu jako o náhodných velièinách. V této kapitole se budeme zabývat právì
autoregresními modely s náhodnými koe�cienty, s homoskedastickými i hetero-
skedastickými chybami, a pou¾itím metody bootstrap pro aproximaci asympto-
tického rozdìlení odhadù koe�cientù modelu.

2.1 Proces RCA(p)

De�nujme nyní autoregresní model øádu p ∈ N s náhodnými koe�cienty.

De�nice 1 (Proces RCA(p)). Nech» p ∈ N a pro náhodný proces {Xt, t ∈ Z}
platí

Xt =

p∑
i=1

bi(t)Xt−i + εt, (2.1)

kde
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(A1) {εt, t ∈ Z} je posloupnost nezávislých stejnì rozdìlených náhodných velièin,
E εt = 0 a var εt = σ2 pro v¹echna t ∈ Z, kde 0 < σ2 < ∞,

(A2)
{
b(t) =

(
b1(t), . . . , bp(t)

)′
, t ∈ Z

}
je posloupnost nezávislých

stejnì rozdìlených náhodných vektorù se støední hodnotou
E b(t) = E

(
b1(t), . . . , bp(t)

)′
= (β1, . . . , βp)

′ = β ∈ Rp a varianèní
maticí var b(t) = Ω ∈ Rp×p, t ∈ Z, kde Ω je pozitivnì de�nitní matice
s koneènými prvky. Posloupnosti {b(t), t ∈ Z} a {εt, t ∈ Z} jsou navzájem
nezávislé.

Pak øekneme, ¾e náhodný proces {Xt, t ∈ Z} je autoregresní proces øádu p s ná-
hodnými koe�cienty.

Prvky varianèní matice Ω budeme znaèit ωij, i, j = 1, . . . , p. De�nici
procesu RCA(p) lze roz¹íøit i pro náhodné vektory Xt = (X1,t, . . . , Xq,t)

′, q ≥ 2.
S takovým procesem pracují Nicholls a Quinn (1982), my se ale budeme zabývat
jen skalární verzí procesu RCA(p). Chceme-li mít jistotu, ¾e øád modelu je do-
dr¾en, tedy koe�cient bp(t) je nenulový s.j., mìli bychom také dodat pøedpoklad
βp ̸= 0 nebo var bp (t) = ωpp > 0, nicménì tento pøedpoklad se v literatuøe èasto
vynechává. Uvedená de�nice modelu pøedstavuje jeho základní variantu. Pozdìji
v této kapitole se budeme vìnovat i verzi modelu, kde je uvolnìn pøedpoklad
nezávislosti a homoskedasticity chybových slo¾ek v modelu.

2.1.1 Stacionarita procesu RCA(p)

Jednou z prvních vlastností, které nás u náhodného procesu zajímají, je jeho
stacionarita. Andìl (1976) odvodil postaèující podmínky slabé stacionarity pro
proces RCA(p), kde jednotlivé slo¾ky jsou skalární náhodné velièiny a t ∈ N.
Nicholls a Quinn (1982) následnì dokázali striktní stacionaritu pro proces
RCA(p), kde jednotlivé slo¾ky jsou náhodné velièiny èi vektory a t prochází N èi
Z.

Pro uvedení podmínek striktní stacionarity procesu RCA(p) potøebujeme au-
toregresní vlastnost (2.1) procesu RCA(p) pøepsat do jiného tvaru. Z pøedpokladù
de�nice procesu RCA(p) vidíme, ¾e pro koe�cienty autoregresního procesu platí
b(t) = β + B(t), kde B(t) =

(
B1(t), . . . , Bp(t)

)′
jsou iid náhodné vektory

s nulovou støední hodnotou a varianèní maticí Ω. Oznaème Xt náhodný vektor
(Xt, . . . , Xt−p+1)

′. Vztah (2.1) nyní mù¾eme rozepsat do maticové rovnice

Xt =
(
C+Dt

)
Xt−1 + Jt, (2.2)

kde

C =

⎛⎜⎜⎜⎜⎜⎝
β1 β2 . . . βp−1 βp

1 0 . . . 0 0
0 1 . . . 0 0
...

...
. . .

...
...

0 0 . . . 1 0

⎞⎟⎟⎟⎟⎟⎠ , Dt =

⎛⎜⎜⎜⎝
B1(t) . . . Bp(t)
0 . . . 0
...

...
0 . . . 0

⎞⎟⎟⎟⎠ a Jt =

⎛⎜⎜⎜⎝
εt
0
...
0

⎞⎟⎟⎟⎠ .
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Oznaème Ft = σ {εs, B(s) : s ≤ t} σ−algebru tvoøenou informacemi o slo¾-
kách pøedstavujících variabilitu v modelu získaných do èasu t. Náhodný proces
{Xt, t ∈ Z} se oznaèuje jako Ft−mìøitelný èi Ft−adaptovaný, pokud pro ka¾dé
t je Xt Ft−mìøitelná náhodná velièina. V následujících dvou vìtách uvedeme
podmínky pro existenci slabì a striktnì stacionárního procesu RCA(p).

Vìta 2. Nech» matice C a Dt jsou jako v (2.2) a nech» platí

(A3) |λi| < 1, i = 1, . . . , p, kde symbol ⊗ znaèí Kroneckerùv souèin matic a λi

jsou vlastní èísla matice
[
E
(
Dt ⊗Dt

)
+C⊗C

]
.

Pak existuje jediný Ft−mìøitelný náhodný proces, který je øe¹ením rovnice (2.1).
Tento proces je navíc slabì stacionární.

De�nice Kroneckerova souèinu je uvedena v kapitole Dodatek 2, de�nice 7.
Dùkaz vìty lze nalézt v knize Nicholls a Quinn (1982), dùsledek 2.2.1. Pro slabou
stacionaritu není potøeba, aby εt a B(t) byly iid, staèí, aby byly nezávislé a mìly
stejnou støední hodnotu pro v¹echna t a konstantní rozptyl, respektive varianèní
matici. Slabá, resp. striktní stacionarita procesu {Xt} tedy úzce souvisí se slabou,
resp. striktní stacionaritou náhodných procesù {εt} a {Bt}. Podmínky pro striktní
stacionaritu procesu {Xt} jsou uvedené v následující vìtì:

Vìta 3. Nech» {εt, t ∈ Z} a {B(t), t ∈ Z} jsou náhodné procesy splòující pod-
mínky (A1) a (A2). Jestli¾e existuje Ft−mìøitelný slabì stacionární náhodný
proces {Xt, t ∈ Z}, který je øe¹ením rovnice (2.1), pak {Xt, t ∈ Z} je striktnì
stacionární a ergodický.

Dùkaz je uveden v knize Nicholls a Quinn (1982), vìta 2.7. De�nice ergodicity
a nìkteré vlastnosti ergodického náhodného procesu jsou popsané v dodatku
2. Ergodicita je vlastnost, která umo¾òuje s vyu¾itím výbìrového prùmìru
posuzovat charakteristiky náhodného procesu z jediné jeho realizace i v pøípadì,
¾e nejde o posloupnost nezávislých náhodných velièin. Je to dané tím, ¾e
u ergodického procesu se rovnají limity limt→∞N−1

∑
ω∈Ω Xt(ω), kde N je

poèet prvkù mno¾iny Ω, a limn→∞ n−1
∑n

t=1 Xt(ω), pro libovolné ω ∈ Ω. Pøi
dostateènì velkém poètu pozorování budeme tedy dostávat þstejnéÿ výsledky, a»
u¾ na¹e realizace procesu zaèala výbìrem kteréhokoli ω. Tuto vlastnost vyjadøuje
ergodická vìta (vìta 19). V této práci vyu¾ijeme ergodicitu procesu RCA(p)

pro odvození konvergence bootstrapové statistiky
√
n
(
β̂∗
n − β̂n

)
k normálnímu

rozdìlení.

2.1.2 Odhad autoregresního parametru procesu RCA(p)

Dá se oèekávat, ¾e v praxi pøi øe¹ení takøka libovolného problému za-
hrnujícího autoregresní proces budeme potøebovat odhad jeho koe�cientù
ϕ = (ϕ1, . . . , ϕp)

′, v nìkterých pøípadech i odhad rozptylu chybové slo¾ky σ2.
Symbol ϕ zde pou¾íváme pro odli¹ení deterministického parametru klasického au-
toregresního modelu od støední hodnoty náhodného parametru modelu RCA(p).
V pøípadì klasického autoregresního modelu AR(p), tedy modelu splòujícího
vztah

Xt =

p∑
i=1

ϕiXt−i + εt, t ≥ p+ 1,
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lze parametr ϕ odhadnout metodou nejmen¹ích ètvercù. Odhad metodou nej-
men¹ích ètvercù je dán vzorcem

ϕ̂n =

(
n∑

t=p+1

Xt−1X
′
t−1

)−1 n∑
t=p+1

Xt−1Xt, (2.3)

kde n je poèet pozorování. Odhad parametru σ2 má tvar

σ̂2
n =

1

n− p

n∑
t=p+1

(Xt − ϕ̂′
nXt−1)

2
.

U modelu RCA(p) nás pøirozenì také zajímá hodnota autoregresních koe�-
cientù b(t) =

(
b1(t), . . . , bp(t)

)′
. V tomto pøípadì jde ale o náhodné velièiny

a jako takové je pøímo odhadovat nelze. Spokojíme se tedy s odhadem jejich
støední hodnoty β. Kromì σ2 jsou nyní v modelu navíc dal¹í neznámé parametry,
které v nìkterých pøípadech mù¾e být potøeba také odhadnout. Jde o jednotlivé
slo¾ky matice Ω = var b(t). Odhad tìchto parametrù budeme potøebovat pøi
aplikaci bootstrapu pro aproximaci rozdìlení odhadu β̂n.

I v pøípadì náhodných koe�cientù lze parametr β odhadnout meto-
dou nejmen¹ích ètvercù. Odhad β̂n má stejný tvar, jako odhad autoregres-
ních koe�cientù u modelu AR(p) daný vzorcem (2.3). Pro zjednodu¹ení zna-
èení budeme nadále zpravidla pøedpokládat, ¾e máme k dispozici pozorování
X−p+1, . . . , X0, X1, . . . , Xn. Odhad β tedy bude mít podobu

β̂n =

(
n∑

t=1

Xt−1X
′
t−1

)−1 n∑
t=1

Xt−1Xt. (2.4)

V Nicholls a Quinn (1982), vìta 3.1 je odvozena silná konzistence odhadu β̂n

a konvergence statistiky
√
n
(
β̂n − β

)
k normálnímu rozdìlení.

Vìta 4. Nech» {Xt, t ∈ Z} je striktnì stacionární Ft-mìøitelný proces RCA(p)
splòující pøedpoklady (A1) a (A2) a β̂n je odhad β daný vzorcem (2.4). Pak

β̂n
s.j.−→ β, n → ∞.

Platí-li navíc

(A4) E X 4
t < ∞,

pak √
n
(
β̂n − β

)
d−→ Np (0, Σas) , n → ∞,

kde Σas = σ2V−1 +V−1
E
[
(XtX

′
t)(X

′
tΩXt)

]
V−1 a V = E [XtX

′
t].

Symbolem
d−→ zde znaèíme konvergenci v distribuci. Odhad parametru σ2 se

ji¾ ov¹em li¹í od odhadu v modelu AR(p), nebo» variabilita je v modelu RCA(p)
rozlo¾ena mezi σ2 a Ω. My se v následujících sekcích budeme zabývat odhadem
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tìchto parametrù v modelu RCA(1) a RCA(2). Výpoèet jejich odhadù v modelu
RCA(p) lze nalézt v knize Nicholls a Quinn (1982), rovnice (3.2.4) a (3.2.5).
V této knize lze také nalézt postup pro odhad parametrù modelu metodou
maximální vìrohodnosti a odvození konzistence této metody.

2.2 Proces RCA(1)

V literatuøe se èasto pracuje jen s autoregresním procesem s náhodnými koe�-
cienty øádu 1. Z èásti je to kvùli jednodu¹¹ímu a pøehlednìj¹ímu zápisu, nicménì
nìkteré výsledky èi postupy byly zatím odvozeny jen pro model RCA(1). I my
se budeme nyní vìnovat procesu RCA(1), kde Xt jsou jednorozmìrné náhodné
velièiny a t ∈ Z. V této èásti pøejdeme od znaèení b1(t) a B1(t) k bt a Bt, støední
hodnotu autoregresního koe�cientu bt budeme znaèit β a jeho rozptyl ω2. Struk-
tura procesu RCA(1) je urèena vztahem

Xt = btXt−1 + εt, t ∈ Z, (2.5)

který se èasto je¹tì rozepisuje do tvaru

Xt = (β +Bt)Xt−1 + εt, t ∈ Z, (2.6)

kde {Bt : Bt = bt − β, t ∈ Z} je posloupnost iid náhodných velièin, pro které
platí E B0 = 0 a varB0 = ω2.

2.2.1 Stacionarita

V sekci 2.1.1 jsme uvedli postaèující podmínky pro slabou a striktní staci-
onaritu procesu RCA(p), které se v pøípadì procesu RCA(1) samozøejmì vý-
raznì zjednodu¹í. Matice v pøedpokladu (A3) má v jednorozmìrném pøípadì tvar
β2 + ω2, pøedpoklad pro stacionaritu se tedy zredukuje na podmínku

(A3') β2 + ω2 < 1.

Podívejme se na støední hodnotu a rozptyl Xt:

E Xt = E [(β +Bt)Xt−1 + εt] = β E Xt−1,

nebo» E Bt = E εt = 0. Má-li být proces striktnì èi slabì stacionární, pak
E Xt = E Xt−1, a tudí¾ buï E Xt = 0 nebo β = 1. Z pøedpokladu β2 + ω2 < 1 ale
vyplývá také |β| < 1, musí tedy platit E Xt = 0.

varXt = E [(β +Bt)Xt−1 + εt]
2 = E (β +Bt)

2
E X 2

t−1 + E ε2t ,

nebo» Bt a Xt−1 jsou nezávislé a εt nezávisí ani na Bt ani na Xt−1. Dále je

E (β +Bt)
2 = β2 + 2β E Bt + E B2

t = β2 + ω2,

ze stacionarity tedy dostaneme

varXt = (β2 + ω2) varXt + σ2,
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a tudí¾

varXt =
σ2

1− β2 − ω2
. (2.7)

Po vydání Nicholls a Quinn (1982) se i dal¹í autoøi zabývali procesem RCA(1)
s cílem najít ménì omezující pøedpoklady pro jeho stacionaritu. V èlánku Aue
a kol. (2006), vìta 3.1, je dokázána stacionarita za slab¹ích podmínek:

Vìta 5. Nech» platí pøedpoklady:

(A1')
{
(εt, Bt)

′ , t ∈ Z
}
je posloupnost iid náhodných vektorù.

(A2') E ln+ |ε1| < ∞, E ln+ |b1| < ∞, −∞ < E ln |b1| < 0,

kde ln+(x) znaèí kladnou èást pøirozeného logaritmu. Pak øada

Xt =
∞∑
i=0

εt−i

i−1∏
j=0

bt−j (2.8)

konverguje absolutnì s pravdìpodobností 1 pro ka¾dé t ∈ Z a náhodný proces
{Xt, t ∈ Z} je jediné kauzální stacionární øe¹ení rovnice (2.5).

Výraz 2.8 získáme tak, ¾e rovnici (2.5) rozepí¹eme následujícím zpùsobem:

Xt = εt + bt (bt−1Xt−2 + εt−1)

= εt + btεt−1 + btbt−1 (bt−2Xt−3 + εt−2)

...

=
∞∑
i=0

εt−i

i−1∏
j=0

bt−j.

Závìr: Po¾adujeme-li od procesu RCA(1) pouze slabou stacionaritu, staèí ovìøit
podmínky E X1 = 0 a β2 + ω2 < 1 a po¾adavky na nezávislost prvkù procesù
chybových slo¾ek {εt} a {Bt} a jejich první a druhé momenty. Pro striktní
stacionaritu potøebujeme navíc, aby slo¾ky procesù {εt} a {Bt} byly iid. Druhou
mo¾ností, jak zjistit, zda je daný proces stacionární, je ovìøit pøedpoklady (A1')
a (A2'). Není zde kladena podmínka na existenci a koneènost druhých momentù
ω2 a σ2, podmínka (A2') je tedy slab¹í ne¾ pøedpoklad β2 + ω2 < 1. Nicménì její
ovìøení mù¾e být problematiètìj¹í.

2.2.2 Odhad parametru β procesu RCA(1)

Ji¾ víme, ¾e pøi splnìní pøedpokladù (A1) - (A3), eventuelnì (A1') a (A2'),
je proces RCA(1) striktnì stacionární a odhad parametru β metodou nejmen¹ích
ètvercù je konzistentní. Je-li navíc splnìn pøedpoklad (A4), statistika

√
n
(
β̂n − β

)
konverguje v distribuci k normálnímu rozdìlení. Odhad metodou nejmen¹ích
ètvercù má tvar

β̂n =

∑n
t=1Xt−1Xt∑n
t=1X

2
t−1

. (2.9)
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a asymptotická varianèní matice Σas se zredukuje na asymptotický rozptyl

σ2
as =

σ2

E X 2
1

+
ω2

E X 4
1

(E X 2
1 )

2 , (2.10)

Poznámka. V pøedpokladu (A2) je zahrnuta podmínka 0 < ω2. Je-li ω2 = 0,
dostaneme klasický autoregresní proces AR(1), jeho¾ parametr znaèíme ϕ.
Asymptotický rozptyl statistiky

√
n (ϕ̂n − ϕ) u striktnì stacionárního procesu

AR(1) má tvar σ2/varX1, kde varX1 = σ2/(1− ϕ2), viz. Prá¹ková (2004b), vìta
10.1. Proto¾e u stacionárního procesu RCA(1) je

E X 2
1 = varX1 =

σ2

1− β2 − ω2
,

viz. vzorec (2.7), dojdeme pøi ω2 = 0 ke stejnému výsledku.

Obvykle σ2 a ω2 jsou neznámé parametry a stejnì tak neznáme momenty
E X 2

1 a E X 4
1 . Pøesnou hodnotu asymptotického rozptylu σ2

as tedy spoèítat
nemù¾eme. Mù¾eme ji alespoò aproximovat tak, ¾e nahradíme neznámé mo-
menty Xt, εt a bt jejich konzistentními odhady.

Odhad E X 2
t a E X 4

t

Ji¾ víme, ¾e je-li proces RCA(1) stacionární, pak

E X 2
t =

σ2

1− β2 − ω2
. (2.11)

V Kreiss a Fink (2013) je odvozen i tvar E X 4
t , a to následujícím zpùsobem.

Za podmínek, které jsme stanovili v pøepokladech (A1') a (A2') a které zaruèují
striktní stacionaritu procesu RCA(1), lze vyu¾ít výsledek odvozený v Aue a kol.
(2006), lemma 3, týkající se vy¹¹ích momentù náhodných velièin Xt:

Lemma 6. Nech»
{
(Bt, εt)

′ , t ∈ Z
}

je posloupnost nezávislých stejnì rozdìle-
ných náhodnách vektorù a −∞ ≤ E ln+ |b0| < 0. Nech» pro nìjaké ν ≥ 1 platí
E |ε0|ν < ∞, E |B0|ν < ∞ a E |b0|ν < 1. Pak E |Xt|ν < ∞.

Stacionarity sice mù¾eme dosáhnout za pøedpokladù (A1') a (A2'), pro odhad
E X 4

t ale potøebujeme je¹tì zesílit pøedpoklady kladené na chybové slo¾ky pro-
cesu RCA(1). Místo pøedpokladu (A1') nebo (A1) a (A2) tedy nadále budeme
pøedpokládat:

(B1) Posloupnost {εt, t ∈ Z} splòuje pøedpoklad (A1), E εkt < ∞ pro k ≤ 8,
pøièem¾ liché momenty jsou nulové. Oznaème δ4 = E ε4t .

(B2) Posloupnost {bt, t ∈ Z} splòuje pøedpoklad (A2) a pro Bt = bt − β platí
E Bk

t < ∞ pro k ≤ 8, pøièem¾ liché momenty jsou nulové. Oznaème
α4 = E B4

t .
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Pøi splnìní podmínek (B1), (B2) a (A2') se pøedpoklady lemmatu 6 zredukují
na podmínku E |b0|ν < 1, neboli E |β +B0|ν < 1. Proto¾e liché momenty B0 jsou
nulové, dostaneme pro ν = 4, 8

E (β +B0)
4 = β4 + 4β3

E B0 + 6β2
E B2

0 + 4β E B3
0 + E B4

0

= β4 + 6β2ω2 + α4,

E (β +B0)
8 = β8 + 8β7

E B0 + 28β6
E B2

0 + 56β5
E B3

0 + 70β4
E B4

0 + 56β3
E B5

0

+ 28β2
E B6

0 + 8β E B7
0 + E B8

0

= β8 + 28β6ω2 + 70β4α4 + 28β2
E B6

0 + E B8
0 .

Z lemmatu tedy vyplývá, ¾e

E X 2
t < ∞ ⇔ β2 + ω2 < 1,

E X 4
t < ∞ ⇔ β4 + 6β2ω2 + α4 < 1,

E X 8
t < ∞ ⇔ β8 + 28β6ω2 + 70β4α4 + 28β2

E B6
0 + E B8

0 < 1.

Koneènost E X 8
t sice nyní k nièemu nepotøebujeme, v následující sekci ji ale

vyu¾ijeme.

Díky stacionaritì procesu {Xt} a nulovosti lichých momentù εt a Bt dostaneme

E X 4
t = E [btXt−1 + εt]

4

= E (β +B0)
4
E X 4

t−1 + 6E (β +B0)
2
E X 2

t−1 E ε2t + E ε4t
= (β4 + 6β2ω2 + α4)E X 4

t + 6(β2 + ω2)σ2
E X 2

t + δ4,

a po dosazení výrazu (2.11) do rovnice

E X 4
t (1− β4 − 6β2ω2 − α4) = 6(β2 + ω2)σ2

E X 2
t + δ4

dostaneme

E X 4
t =

δ4 + 6σ4 β2+ω2

1−β2−ω2

1− β4 − 6β2ω2 − α4

. (2.12)

Pro odhad E X 2
t a E X 4

t tedy mù¾eme pou¾ít vzorce (2.11) a (2.12), ve kterých
nahradíme parametry ω2, σ2, β, δ4 a α4 jejich odhady. Jsou-li tyto odhady
konzistentní, budou konzistentní i odhady E X 2

t a E X 4
t . Odhad β ji¾ známe

a v následujících sekcích si uká¾eme, jak získat i odhady zbylých parametrù.

E X 2
t a E X 4

t samozøejmì mù¾eme také odhadnout rovnou z pozorování
X0, . . . , Xn. Pro odhad E X 2

t spoèteme X2
0 , . . . , X2

n a støední hodnotu od-
hadneme výbìrovým prùmìrem (n + 1)−1

∑n
i=0 X

2
i , který je také konzistentním

odhadem E X 2
t . Obdobnì odhadneme E X 4

t . Bìhem simulací se podíváme, který
pøístup dává výsledky bli¾¹í skuteènosti.

Odhad parametrù ω2 a σ2

Parametry σ2 a ω2 lze odhadnout opìt metodou nejmen¹ích ètvercù zpùsobem
popsaným v Nicholls a Quinn (1982), který si teï uká¾eme.
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Rovnici (2.5) de�nující strukturu procesu RCA(1) mù¾eme pøepsat následují-
cím zpùsobem:

Xt = btXt−1 + εt = (β +Bt)Xt−1 + εt = βXt−1 + ut, t ∈ Z, (2.13)

kde ut = BtXt−1+εt. Zøejmì E ut = 0 a varut = E u2
t = ω2

E X 2
t−1+σ2. Rozptyl ut

sice závisí na hodnotì E X 2
t−1, kterou neznáme, ale díky stacionaritì procesu {Xt}

je konstantní. Model RCA(1) jsme tedy zapsali jako model AR(1) s inovacemi ut.
Podívejme se nyní na momenty ut podmínìné informacemi známými v èase t− 1,
tedy σ-algebrou Ft−1. Proto¾e {Bs} a {εs} jsou navzájem nezávislé posloupnosti
iid velièin, jsou náhodné velièiny εt i Bt nezávislé na Ft−1. Oproti tomu ze zápisu
(2.8) vidíme, ¾e Xt je Ft-mìøitelná náhodná velièina. Tudí¾:

E [ut|Ft−1] = E [BtXt−1 + εt|Ft−1]

= Xt−1 E [Bt|Ft−1] + E [εt|Ft−1]

= Xt−1 E Bt + E εt

= 0 (2.14)

a

E
[
u2
t |Ft−1

]
= E

[
B2

tX 2
t−1 + 2BtXt−1εt + ε2t |Ft−1

]
= X 2

t−1 E
[
B2

t |Ft−1

]
+ 2Xt−1 E [Bt|Ft−1]E [εt|Ft−1] + E

[
ε2t |Ft−1

]
= X 2

t−1 E B2
t + E ε2t

= X 2
t−1ω

2 + σ2. (2.15)

Vidíme, ¾e pokud podmíníme momenty ut znalostí Ft−1, tyto inovace v modelu
pøepsaném jako proces AR(1) sice mají nulovou (podmínìnou) støední hodnotu,
ale nemají konstantní (podmínìný) rozptyl. Oznaème ût = Xt − β̂nXt−1 rezidua
odhadnutého modelu (2.13). S pøihlédnutím ke tvaru podmínìné støední hodnoty
reziduí u2

t spoèteme odhady ω2 a σ2 minimalizací výrazu
n∑

t=1

(
û2
t − E

[
u2
t |Ft−1

])2
=

n∑
t=1

(
û2
t −X 2

t−1ω
2 − σ2

)2
vzhledem k ω2 a σ2.

Algoritmus pro postupný odhad v¹ech tøí parametrù modelu RCA(1) tedy
vypadá následovnì:

1. Odhadneme parametr β metodou nejmen¹ích ètvercù pomocí vzorce (2.9).

2. Pomocí odhadu β̂n z pøedchozího kroku spoèteme pro t = 1, . . . , n rezidua
ût = Xt − β̂nXt−1.

3. Spoèteme druhé mocniny pozorování X2
t a reziduí û2

t .

4. Parametry σ2 a ω2 odhadneme metodou nejmen¹ích ètvercù jako parametry
lineárního regresního modelu û2

t = σ2+X 2
t−1ω

2+ δt, kde δt je nepozorovaná
chybová slo¾ka, o které pøedpokládáme, ¾e má nulovou støední hodnotu
a konstantní koneèný rozptyl. Odhady parametrù jsou tedy dány pøedpisem

ω̂2
n =

∑n
t=1 û

2
t

(
X2

t−1 − 1
n

∑n
s=1 X

2
s−1

)∑n
t=1

(
X2

t−1 − 1
n

∑n
s=1X

2
s−1

)2 a σ̂2
n =

1

n

n∑
t=1

û2
t − ω̂2

n

1

n

n∑
t=1

X2
t−1.
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V Nicholls a Quinn (1982), lemma 3.2 a vìta 3.2, je dokázáno, ¾e je-li {Xt}
striktnì stacionární a E X 4

t < ∞, pak ω̂2
n a σ̂2

n jsou (silnì) konzistentní odhady
parametrù ω2 a σ2. Je-li navíc splnìn pøedpoklad

(A5) E X 8
t < ∞,

pak pro n → ∞ platí √
n
(
ω̂2
n − ω2

) d−→ N
(
0, τ 2

)
,

√
n
(
σ̂2
n − σ2

) d−→ N
(
0, ν2

)
.

Asymptotické rozptyly τ 2 a ν2 závisí na momentech náhodných velièin Xt a Bt

a εt do øádu 8. Jejich odvození a tvar jsou uvedeny v Nicholls a Quinn (1982),
Apendix 3.2.

Odhady α4 a δ4

Uká¾eme si je¹tì odhady ètvrtých momentù náhodných velièin Bt a εt, které
znaèíme po øadì α4 a δ4. Mù¾eme je vyu¾ít pro odhad E X 4

t dosazením do vzorce
(2.12), ale pøedev¹ím je budeme potøebovat v následující sekci pøi aplikaci boot-
strapu. Vyjdeme ze vztahu ut = BtXt−1 + εt. Opìt vyu¾ijeme nezávislosti Bt, εt
a Xt−1 a nulovosti lichých momentù Bt a εt a dostaneme

E u4
t = E [BtXt−1 + εt]

4

= E
[
B4

tX 4
t−1 + 4B3

tX 3
t−1εt + 6B2

tX 2
t−1ε

2
t + 4BtXt−1ε

3
t + ε4t

]
= α4 E X 4

t−1 + 6ω2σ2
E X 2

t−1 + δ4. (2.16)

Platí tedy E u4
t −6ω2σ2

E X 2
t−1 = α4 E X 4

t−1+δ4. Jsou-li ϵt iid náhodné velièiny
s nulovou støední hodnotou, mù¾eme tuto rovnici pøepsat na

u4
t − 6ω2σ2X 2

t−1 = α4X 4
t−1 + δ4 + ϵt.

Podíváme-li se na pravou stranu této rovnice, nabízí se opìt odhadnout α4 a δ4
pomocí lineární regrese. V rovnici se ale vyskytují èleny, které neznáme. Ne-
známé hodnoty ω2 a σ2 mù¾eme nahradit konzistentními odhady ω̂2

n a σ̂2
n, které

jsme získali v pøedchozích krocích, a pro odhad reziduí opìt vyu¾ijeme vztah
ut = Xt − βXt−1. Algoritmus pro odhad α4 a δ4 tudí¾ vypadá následovnì:

1. Spoèteme odhady β̂n, ω̂2
n a σ̂2

n.

2. Spoèteme rezidua ût = Xt − β̂nXt−1 pro t = 1, . . . , n.

3. Spoèteme modi�kovaná rezidua ũt = û4
t − 6ω̂2

nσ̂
2
nX

2
t−1.

4. Odhady α4 a δ4 získáme metodou nejmen¹ích ètvercù z modelu lineární
regrese ũt = δ4 + α4X

4
t−1 + ϵt, tedy

α̂4n =

∑n
t=1

(
û4
t − 6ω̂2

nσ̂
2
nX

2
t−1

) (
X4

t−1 −X
4

n

)
∑n

t=1

(
X4

t−1 −X
4

n

)2 (2.17)
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a

δ̂4n =
1

n

n∑
t=1

(
û4
t − 6ω̂2

nσ̂
2
nX

2
t−1

)
− α̂4X

4

n, (2.18)

kde X
4

n = 1
n

∑n
t=1X

4
t−1.

De�nujme je¹tì tzv.
√
n-konzistentní odhady:

De�nice 2. Buï Tn odhad parametru θ. Øekneme, ¾e Tn je
√
n-konzistentní,

jestli¾e náhodná posloupnost
√
n (Tn − θ) je stochasticky omezená, neboli

∀ε > 0 ∃K > 0 ∃N < ∞ : P
(⏐⏐√n (Tn − θ)

⏐⏐ > K
)
< ε, ∀n > N.

V takovém pøípadì také pí¹eme (Tn − θ) = OP (
1√
n
).

Obdobnì bychom mohli obecnìji de�novat an-konzistentní odhady, u kterých
je stochasticky omezená statistika an (Tn − θ). Zøejmì je-li Tn

√
n-konzistentní

odhad θ, pak (Tn − θ)
P−→ 0 pro n → ∞, tudí¾ Tn je konzistentní odhad θ.

Kreiss a Fink (2013) ve vìtì 2.2 dokázali, ¾e jsou-li β̂n, ω̂2
n a σ̂2

n

√
n-

konzistentní odhady parametrù β, ω2 a σ2 a E X 8
t < ∞, pak odhady α̂4n a δ̂4n

spoètené podle právì popsaného algoritmu jsou konzistentní odhady parametrù
α4 a δ4. To znamená, ¾e pro získání konzistentních odhadù α4 a δ4 nemusíme
nutnì ve vzorcích (2.17) a (2.18) pou¾ít odhady β̂n, ω̂2

n a σ̂2
n spoètené metodou

nejmen¹ích ètvercù popsané v této kapitole, ale mù¾eme dosadit i jiné jejich√
n-konzistentní odhady.

Závìr: Postupnì jsme ukázali, ¾e za platnosti pøedpokladù (B1), (B2), (A2'),
(A4) a (A5) mù¾eme metodou nejmen¹ích ètvercù spoèíst konzistentní odhady
parametrù β, σ2 a ω2, a ¾e statistiky

√
n(β̂n − β),

√
n(ω̂2

n − ω2) a
√
n(σ̂2

n − σ2)
konvergují v distribuci k normálnímu rozdìlní. Ukázali jsme také podmínky, za
kterých jsou splnìny pøedpoklady (A4) a (A5), a jak se získají odhady ètvrtých
momentù náhodných velièin εt a Bt, které vyu¾ijeme v následující èásti.

Pro získání v¹ech odhadù jsme pou¾ili metodu nejmen¹ích ètvercù. Není to
v¹ak jediný mo¾ný pøístup. Odhadùm parametrù procesu RCA(p) metodou ma-
ximální kvazi-vìrohodnosti se vìnovali Nicholls a Quinn (1982). Aue a kol. (2006)
pak zmírnili pøedpoklady pro konzistenci odhadù metodou maximální vìrohod-
nosti pro parametry modelu RCA(1).

2.3 Pou¾ití metody bootstrap u procesu
RCA(1)

2.3.1 Reziduální bootstrap

Metoda bootstrap byla ji¾ v literatuøe mnohokrát pou¾ita pro aproxi-
maci rozdìlení autoregresního parametru ϕ klasického autoregresního procesu
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AR(1). Jako vhodná metoda se nabízí reziduální bootstrap, který jsme popsali
v sekci 1.2.2. Tato metoda spoèívá v odhadnutí parametru ϕ, spoètení reziduí
ε̂t = Xt − ϕ̂nXt−1, jejich vycentrování a generování bootstrapových reziduí ε∗t
výbìrem s vracením z mno¾iny centrovaných reziduí. Výsledná bootstrapová
rezidua jsou nezávislá (podmínìnì) a stejnì rozdìlená.

V pøípadì procesu RCA(1) mù¾eme postupovat analogicky, tedy odhadnout
β a spoèíst rezidua ût = Xt − β̂nXt−1. Pou¾ití reziduálního bootstrapu, který je
zalo¾ený na iid generování bootstrapových reziduí, zde ale nedává smysl. Inovace
ut mají tvar ut = BtXt−1 + εt, tak¾e v sobì zahrnují obì slo¾ky variability
modelu (Bt a εt) a závisí také na pøedchozí hodnotì procesu {Xt, t ∈ Z}.
Podmíníme-li jejich støední hodnotu a rozptyl informacemi o εt a Bt do èasu
t−1 jako v (2.14) a (2.15), vidíme, ¾e jde o posloupnost martingalových diferencí
s podmínìným rozptylem ω2X 2

t−1 + σ2. Jde tedy o podmínìnì heteroskedastický
model. V Prá¹ková (2002), vìta 2 je dokázáno, ¾e reziduální bootstrap tak,
jak jsme ho popsali v sekci 1.2.2, není v takovém pøípadì konzistentní. Pokud
chybovou slo¾ku autoregresního procesu tvoøí posloupnost martingalových
diferencí, statistika

√
n(β̂∗

n − β̂n) konverguje k normálnímu rozdìlení s jiným
rozptylem, ne¾ je asymptotický rozptyl statistiky

√
n(β̂n − β). Dùvodem je, ¾e

vygenerovaná bootstrapová rezidua jsou iid a neodrá¾í závislostní strukturu
v pùvodních datech.

Kreiss a Fink (2013) navrhli modi�kaci reziduálního bootstrapu tak, aby
tuto metodu bylo mo¾né pou¾ít i pro proces RCA(1). Zásadní odli¹nost od døíve
popsaného reziduálního bootstrapu spoèívá v tom, ¾e metoda popsaná v Kreiss
a Fink (2013) poèítá ne jedny, ale dvoje rezidua, zvlá¹» pro variabilitu obsa¾enou
v autoregresním koe�cientu bt, respektive Bt, a zvlá¹» pro inovace εt pøedstavující
vnìj¹í vlivy, které pùsobí na proces, kterým pozorování X1, . . . , Xn vznikají.

Pro konstrukci bootstrapových replik se pou¾ívá odhad parametru β̂n spoè-
tený metodou nejmen¹ích ètvercù. V okam¾iku, kdy máme vygenerovaná bo-
otstrapová rezidua ε∗1, . . . , ε∗n a B∗

1 , . . . , B∗
n, vytvoøíme bootstrapový výbìr

X∗
0 , . . . , X∗

n tak, ¾e zvolíme X∗
0 = X0 a ostatní hodnoty spoèteme rekurzivnì

podle vzorce
X∗

t =
(
β̂n +B∗

t

)
X∗

t−1 + ε∗t . (2.19)

Postup, kterým získáme boostrapová rezidua, si nyní popí¹eme.

Bootstrapová rezidua ε∗1, . . . , ε∗n

Pøedpokládejme, ¾e máme realizaciX0, . . . , Xn procesu RCA(1). Pøipomeòme
si jeho strukturu:

Xt = βXt−1 +BtXt−1 + εt. (2.20)

Abychom mohli z na¹ich pozorování spoèítat rezidua ε̂t, ani¾ by v nich byla
zahrnutá i variabilita obsa¾ená v náhodném autoregresním koe�cientu bt, respek-
tive jeho centrované verzi Bt, potøebovali bychom ze vztahu (2.20) nìjak od-
stranit èlen BtXt−1. Podívejme se, jak vypadá støední hodnota èlenù na pravé
stranì rovnice (2.20) podmínìná znalostí Xt−1. Zatímco E [βXt−1|Xt−1] = βXt−1,
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tedy podmínìná støední hodnota prvního èlenu je pøímo hodnota tohoto èlenu,
E [BtXt−1|Xt−1] = Xt−1 E Bt = 0. Druhý èlen tedy ze støední hodnoty po pod-
mínìní znalostí Xt−1 vypadne. Této vlastnosti modelu vyu¾ijeme pro konstrukci
bootstrapových reziduí ε∗t . Proto¾e Bt je náhodná velièina s nulovou støední hod-
notou a koneèným rozptylem ω2, nedopustíme se pøíli¹ velké chyby, kdy¾ èlen
BtXt−1 v pøípadì, ¾e je Xt−1 dostateènì malé, ve vztahu (2.20) zanedbáme. Rov-
nici (2.20) pøepí¹eme na

Xt = βXt−1 + (εt + δt) ≈ βXt−1 + εt,

kde δt jsou náhodné velièiny, pro které platí E [δt|Xt−1] = 0. Rezidua ε∗t budeme
generovat pomocí tohoto pøibli¾ného vztahu následujícím algoritmem:

1. Spoèteme odhad β̂n metodou nejmen¹ích ètvercù.

2. Zvolíme m = m(n) > 0 tak, aby m(n) → 0 pro n → ∞.

3. Najdeme podmno¾inu {X1, . . . , Xn}, která bude obsahovat ta pozorování
Xt, pro která platí |Xt−1| < m, tzn. jejich pøedchozí pozorování je þdosta-
teènì maléÿ. Indexy pozorování Xt, která tuto podmínku splòují, oznaèíme
T1, . . . , TNε , kde Nε =

∑n
t=1 I{|Xt−1|<m}.

4. Pro t = T1, . . . , TNε spoèteme rezidua ε̂t = Xt − β̂nXt−1.

5. Rezidua ε̂t vycentrujeme, tedy spoèteme ε̃t = ε̂t − 1
Nε

∑Nε

s=1 ε̂s, pro
t = T1, . . . , TNε .

6. Bootstrapová rezidua ε∗1, . . . , ε∗n vygenerujeme výbìrem s vracením
z mno¾iny

{
ε̃T1 , . . . , ε̃TNε

}
.

Vzniklá bootstrapová rezidua jsou nezávislá a stejnì rozdìlená, pøièem¾ jejich
rozdìlení je urèené empirickou distribuèní funkcí centrovaných reziduí ε̃t. Díky
centrování odhadnutých reziduí je dodr¾ena nulová støední hodnota bootstrapo-
vých reziduí:

E
∗ ε∗t =

Nε∑
s=1

ε̃s P
∗ (ε∗t = ε̃s) =

1

Nε

Nε∑
s=1

(
ε̂s −

1

Nε

Nε∑
r=1

ε̂r

)
= 0.

Je zøejmé, ¾e hodnotu m musíme volit obezøetnì. Pokud bude m pøíli¹ malé,
získáme i malou mno¾inu {ε̃t1 , . . . , ε̃Nε} a výsledná bootstrapová rezidua mohou
být oproti skuteèným hodnotám chyb εt znaènì zkreslená. Volbì m se budeme
vìnovat v simulaèní èásti.

Bootstrapová rezidua B∗
1 , . . . , B∗

n

Pøi generování reziduí B∗
1 , . . . , B

∗
n se naopak zamìøíme na pozorování, kterým

pøedchází pozorování dostateènì vzdálená od nuly. Cílem je tentokrát eliminovat
z výrazu (2.20) chybovou slo¾ku εt. Pøedpokládejme, ¾e Xt−1 ̸= 0 s.j. Pak platí

E

[
εt

Xt−1

|Xt−1

]
=

E εt
Xt−1

= 0
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a vztah (2.20) mù¾eme pøepsat takto:

Xt

Xt−1

= β
Xt−1

Xt−1

+Bt
Xt−1

Xt−1

+
εt

Xt−1

= β +Bt + γt ≈ β +Bt,

kde γt jsou náhodné velièiny, pro které platí E [γt|Xt−1] = 0. Slo¾ku γt tedy
opìt vynecháme a bootstrapová rezidua B∗

1 , . . . , B∗
n budeme generovat pomocí

algoritmu:

1. Spoèteme odhad β̂n metodou nejmen¹ích ètvercù.

2. Zvolíme M = M(n) > 0 tak, aby pro n → ∞ platilo M(n) → ∞.

3. Najdeme podmno¾inu {X1, . . . , Xn}, která bude obsahovat ta pozorování
Xt, pro která platí |Xt−1| > M , tj. jejich pøedchozí pozorování jsou dosta-
teènì daleko od nuly. Indexy pozorování Xt, která tuto podmínku splòují,
oznaèíme S1, . . . , SNB

, kde NB =
∑n

t=1 I{|Xt−1|>M}.

4. Spoèteme rezidua B̂t =
Xt

Xt−1
− β̂n pro t = S1, . . . , SNB

.

5. Rezidua B̂t vycentrujeme, tedy spoèteme B̃t = B̂t − 1
NB

∑NB

s=1 B̂s, pro
t = S1, . . . , SNB

.

6. Pro t = 1, . . . , n vygenerujeme bootstrapová rezidua B∗
1 , . . . , B

∗
n výbìrem

s vracením z mno¾iny
{
B̃S1 , . . . , B̃SNB

}
.

Bootstrapová rezidua B∗
1 , . . . , B∗

n jsou opìt nezávislá a stejnì rozdìlená,
s nulovou støední hodnotou (podmínìnou pùvodními pozorováními), nezávislá
také na ε∗1, . . . , ε∗n. Stejnì jako v pøedchozím pøípadì se mù¾e stát, ¾e zvolíme-li
pøíli¹ velké M , budeme bootstrapová rezidua generovat z pøíli¹ malé mno¾iny
reziduí

{
B̃S1 , . . . , B̃SNB

}
.

Platnost reziduálního bootstrapu pro model RCA(1)

Uvedeme si nyní pøedpoklady nezbytné pro odvození platnosti popsané me-
tody.

(C0) Náhodný proces {Xt, t ∈ Z} je striktnì stacionární proces RCA(1) a β̂n, σ̂2
n,

ω̂2
n, α̂

4
n a δ̂4n jsou konzistentní odhady parametrù tohoto modelu.

(C1) Náhodná velièina Xt má hustotu f , pro kterou platí f(x) > 0 pro v¹echna
x ∈ R a f je spojitá v 0.

(C2) Hustota f náhodné velièiny Xt je dvakrát spojitì diferencovatelná v 0.

(C3) Momenty E |Xt|4+ϑ jsou koneèné pro nìjaké ϑ > 0.

(C4) Pro n → ∞ platí m = m(n) → 0 a zároveò n2m(n)3 → ∞.

(C5) Pro n → ∞ platí M = M(n) → ∞ a zároveò
√
n (1− F (M(n))) → ∞

a
√
nF (−M(n)) → ∞, kde F je distribuèní funkce náhodné velièiny Xt.
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Za tìchto pøedpokladù Kreiss a Fink (2013) dokázali platnost reziduálního
bootstrapu. Podrobné odvození konzistence lze nalézt v sekcích 3 a 5 v Kreiss
a Fink (2013). My zde uvedeme jen nìkterá pomocná lemmata potøebná k dù-
kazu konzistence navr¾ené metody, která jsou zajímavá z hlediska toho, co se pøi
aplikaci reziduálního bootstrapu dìje s jednotlivými slo¾kami procesu RCA(1).

Lemma 7. Je-li splnìn pøedpoklad (C4), pak pøi n → ∞ platí:

E
∗ ε∗t = 0 = E εt,

E
∗ ε∗2t

P−→ σ2 = E ε2t ,

E
∗ ε∗4t

P−→ δ4 = E ε4t .

Jde o lemma 5.4 v Kreiss a Fink (2013). Pøesto¾e ve výrazech uvedených v lem-
matu nikde n pøímo ne�guruje, podmínìné støední hodnoty E ∗ ε∗t , E

∗ ε∗2t a E ∗ ε∗4t
na n závisí. Bootstrapová rezidua ε∗t vznikají výbìrem s vracením z mno¾iny cen-
trovaných reziduí

{
ε̃T1 , . . . , ε̃TNε

}
, její¾ obsah se mù¾e mìnit pøi rùzných hodno-

tách m(n). Konkrétní tvar støedních hodnot je

E
∗ ε∗kt = E

[
ε∗kt | X0, . . . , Xn

]
=

1

Nε

Nε∑
i=1

ε̃kTi
,

kde k = 1, 2, 4. Podle pøedpokladu (C4) se pøi zvìt¹ování vzorku zmen¹uje mezní
hodnota m(n) a v dùsledku toho mù¾e dojít jak ke zmìnì poètu reziduí Nε,
tak ke zmìnì skladby mno¾iny

{
ε̃T1 , . . . , ε̃TNε

}
a tudí¾ i zmìnì podmínìných

støedních hodnot.

Obdobné vztahy platí i pro bootstrapová rezidua B∗
t , viz lemma 5.5, Kreiss

a Fink (2013):

Lemma 8. Je-li splnìn pøedpoklad (C5), pak pøi n → ∞ platí:

E
∗B∗

t = 0 = E Bt,

E
∗B∗2

t
P−→ ω2 = E B2

t ,

E
∗B∗4

t
P−→ α4 = E B4

t .

Vidíme tedy, ¾e navr¾ený proces generování reziduí ε∗t a B∗
t vytváøí repliky,

které vykazují asymptoticky ty vlastnosti, které od nich po¾adujeme. Toho se
vyu¾ije v následující vìtì (vìta 3.4, Kreiss a Fink (2013)):

Vìta 9. Jsou-li splnìny pøedpoklady (C0) - (C5), pak pro bootstrapové repliky
spoètené podle vzorce (2.19) platí:

E
∗X∗2

t = OP (1) ⇔ E X 2
t < ∞,

E
∗X∗4

t = OP (1) ⇔ E X 4
t < ∞.

35



Dále, pokud E X 2
t < ∞, resp. E X 4

t < ∞, platí

E
∗X∗2

t =
σ̂2
Nε

1− β̂2
n − ω̂2

NB

P−→ σ2

1− β2 − ω2
,

E
∗X∗4

t =
δ̂4Nε

+ 6σ̂4
Nε

β̂2
n+ω̂2

NB

1−β̂2
n−ω̂2

NB

1− β̂4
n − 6β̂2

nω̂
2
NB

− α̂4
NB

P−→
δ4 + 6σ4 β2+ω2

1−β2−ω2

1− β4 − 6β2ω2 − α4

,

kde σ̂2
Nε

= E
∗ ε∗2t , ω̂2

NB
= E

∗B∗2
t , δ̂4Nε

= E
∗ ε∗4t a α̂4

NB
= E

∗B∗4
t .

Poznámka. Z lemmat 8 a 9 víme, ¾e velièiny σ̂2
Nε
, ω̂2

NB
, δ̂4Nε

a α̂4
NB

konvergují
v pravdìpodobnosti ke skuteèným hodnotám parametrù σ2, δ4, ω2 a α4. Stejnì
tak dle pøedpokladu (C0) jsou odhady β̂n, σ̂

2
n, ω̂

2
n, δ̂4n a α̂4n konzistentní. Pro

n → ∞ tedy mù¾eme pøedpokládat, ¾e za platnosti podmínek

β2 + ω2 < 1 a β4 + 6β2ω2 + α4 < 1

budou splnìny i nerovnosti

β̂2
n + ω̂2

n < 1 a β̂4
n + 6β̂2

nω̂
2
n + α̂4n < 1

a
β̂2
n + ω̂2

NB
< 1 a β̂4

n + 6β̂2
nω̂

2
NB

+ α̂4
NB

< 1

a bootstrapové repliky X∗
1 , . . . , X∗

n budou tvoøit èást stacionární posloupnosti.
Pracujeme ale s koneèným výbìrem a nelze zaruèit platnost tìchto nerovností ani
pro odhady momentù náhodného procesu {Xt}, ani pro momenty bootstrapové
posloupnosti {X∗

t }. Pøi odvození konzistence bootstrapu se jejich platnost pøed-
pokládá. V kapitole vìnované simulacím se podíváme, zda jsou tyto nerovnosti
splnìny i v praxi.

Nyní ji¾ uvedeme hlavní výsledek této sekce (Kreiss a Fink (2013), vìta 3.5
a dùsledek 3.7):

Vìta 10. Nech» X0, . . . , Xn je realizace procesu RCA(1) a X∗
0 , . . . , X∗

n jsou
bootstrapové repliky spoètené podle vzorce (2.19). Nech» platí pøedpoklady (C0) -
(C6). Mìjme odhad β̂∗

n spoètený pomocí bootstrapových replik X∗
0 , . . . , X∗

n podle
vzorce

β̂∗
n =

∑n
t=1X

∗
t−1X

∗
t∑n

t=1X
∗2
t−1

.

Pak pro n → ∞ platí

√
n
(
β̂∗
n − β̂n

) d−→ N
(
0,

σ2

E X 2
0

+ ω2 E X 4
0

(E X 2
0 )

2

)
v pravdìpodobnosti.

Dùsledek. Za podmínek vìty 10 je reziduální bootstrap konzistentní pro

L
(√

n
(
β̂n − β

))
. Symbolem L znaèíme pravdìpodobnostní rozdìlení.
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Poznámka. Proto¾e rozdìlení statistiky
√
n
(
β̂∗
n − β̂n

)
je podmínìné pùvodním

vzorkem dat, konvergence k normálnímu rozdìlení v distribuci ve vìtì 10
znamená konvergenci podmínìných distribuèních funkcí. Jde tedy o konvergenci
náhodných velièin, proto je zde odvozená konvergence v distribuci, v pravdìpo-
dobnosti. V praxi to znamená, ¾e pravdìpodobnost, ¾e pùvodní vzorek dat bude
natolik nepøíznivý, ¾e u nìj bootstrap fungovat nebude, pøesto¾e pùjde o realizaci
procesu RCA(1), konverguje s rostoucím n k nule.

2.3.2 Modi�kace reziduálního bootstrapu

Bootstrap zalo¾ený na reziduích a momentech

Vý¹e popsaný reziduální bootstrap generuje rezidua B∗
t náhodnì z mno¾iny

{B̃S1 , . . . , B̃SNB
}, kterou jsme vytvoøili na základì tìch pozorování Xt, pro

která platí |Xt−1| > M . Mù¾e se ale stát, ¾e i pøi dobøe nastavené hod-
notì M nezískáme z konkrétní realizace procesu dostateènì velkou mno¾inu
{B̃S1 , . . . , B̃SNB

} na to, aby z ní vygenerovaná bootstrapová rezidua odrá¾ela
skuteèné rozdìlení náhodných velièin Bt. Kreiss a Fink (2013) proto navrhli
modi�kovanou verzi reziduálního bootstrapu, ve které se bootstrapová rezidua ε∗t
generují tak, jak bylo popsáno v pøedchozí sekci, ale B∗

t vznikají jiným zpùsobem.

O Bt pøedpokládáme, ¾e jsou iid s momenty(
E B1, E B2

1 , E B3
1 , E B4

1

)
=
(
0, ω2, 0, α4

)
.

Umíme spoèítat odhady parametrù ω2 a α4, které jsou konzistentní. Víme také,
¾e asymptotický rozptyl statistiky

√
n(β̂n − β) má tvar

σ2
as =

σ2

E X 2
1

+ ω2 E X 4
1

(E X 2
1 )

2 ,

viz vzorec (2.10) pøièem¾ výrazy E X 2
1 a E X 4

1 závisí pouze na parametrech
β, σ2, ω2, δ4 a α4 (viz vìta 4 a výrazy (2.11) a (2.12)). Statistika

√
n(β̂∗

n− β̂n) má
v distribuci konvergovat ke stejnému rozdìlení (v pravdìpodobnosti). Chceme-li
bootstrapem vytvoøit takový výbìrX∗

1 , . . . , X
∗
n, který vìrnì zachycuje i momenty

náhodné slo¾ky autoregresního koe�cientu, mù¾eme generovat bootstrapová re-
zidua B∗

t pøímo z rozdìlení, jeho¾ první a¾ ètvrtý moment jsou rovny ètveøici
(0, ω̂2

n, 0, α̂4n). Algoritmus této metody tedy bude vypadat následovnì:

1. Z pùvodních dat spoèteme konzistentní odhady β̂n, ω̂
2
n a α̂4n, napøíklad

pomocí postupù popsaných v kapitole 2.2.2.

2. Bootstrapová rezidua ε∗t vygenerujeme výbìrem s vracením z mno¾iny{
ε̃T1 , . . . , ε̃TNε

}
, kterou jsme získali stejným zpùsobem jako u reziduálního

bootstrapu.

3. Bootstrapová rezidua B∗
t vygenerujeme nezávisle z rozdìlení, jeho¾ první

a tøetí moment je nulový a druhý a ètvrtý moment nabývá po øadì hodnot
ω̂2
n, α̂4n.
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4. Zvolíme X∗
0 = X0 a bootstrapové repliky vygenerujeme podle vzorce

X∗
t =

(
β̂n +B∗

t

)
X∗

t−1 + ε∗t , t = 1, . . . , n.

Konzistenci tohoto postupu odvozují Kreiss a Fink (2013) ve vìtì 3.9:

Vìta 11. Za platnosti pøedpokladù (C0), (C2), (C3) a (C4) je bootstrapová

metoda popsaná v této sekci konzistentní pro L
(√

n
(
β̂n − β

))
.

Poznámka. Pøesto¾e tuto metodu uvádíme jako èásteènì reziduální a èásteènì
momentovou, stále oznaèujeme jak ε∗t tak B∗

t jako bootstrapová rezidua.
Pøívlastek þreziduálníÿ v názvu metody se vztahuje ke zpùsobu generování
slo¾ky vná¹ející variabilitu do bootstrapové øady. Vrátíme-li se pro jednoduchost
k autoregresnímu procesu s deterministickými koe�cienty, reziduální bootstrap
generuje tuto variabilitu z hodnot ε̂t = Xt − ϕ̂nXt−1, kterým se ve statistice
øíká rezidua, které pøedstavují rozdíl mezi odhadnutým modelem a skuteènými
daty a které jsou zároveò urèitým odhadem chybové slo¾ky tohoto modelu.
Tímto zpùsobem ji¾ hodnoty B∗

t negenerujeme, proto metodu oznaèujeme jako
èásteènì momentovou. Nicménì i pøi odli¹ném zpùsobu vzniku náhodný proces
{B∗

t , t ∈ Z} stále pùsobí jako odhad náhodného procesu {Bt, t ∈ Z}, proto jeho
slo¾ky stále nazýváme bootstrapovými rezidui.

Bootstrap zalo¾ený pouze na momentech

Princip generování bootstrapových reziduí z rozdìlení s pøedem urèenými
momenty se dá uplatnit i u ε∗t . V pøedchozí sekci jsme si pøipomenuli, ¾e asympto-
tický rozptyl statistiky

√
n(β̂n − β) závisí jen na parametrech β, σ2, δ4, ω

2 a α4.
Pøi generování ε∗t tedy potøebujeme, aby tato rezidua co nejlépe napodobovala
momenty náhodných velièin εt do ètvrtého øádu. Proto¾e známe konzistentní
odhady σ̂2

n a δ̂4n parametrù σ2 a δ4, budeme generovat ε∗t nezávisle z rozdìlení
s prvními ètyømi momenty rovnými ètveøici (0, σ̂2

n, 0, δ̂4n). Velièiny B∗
t budeme

také generovat nezávisle z rozdìlení s po¾adovanými momenty, jako v pøed-
chozí sekci. Tím se vyhneme tomu, ¾e v libovolné z mno¾in

{
ε̃T1 , . . . , ε̃TNε

}
a {B̃S1 , . . . , B̃SNB

} je pøíli¹ málo prvkù a rozdìlení bootstrapových reziduí pak
bude zkreslené.

Bootstrapový algoritmus bude nyní probíhat v tìchto krocích:

1. Na základì X0, . . . , Xn spoèteme konzistentní odhady β̂n, σ̂
2
n, ω̂

2
n, δ̂4n a α̂4n,

napøíklad pomocí postupù popsaných v kapitole 2.2.2.

2. Bootstrapová rezidua ε∗t vygenerujeme nezávisle z rozdìlení, jeho¾ první
a tøetí moment je nulový a druhý a ètvrtý moment nabývá po øadì hodnot
σ̂2
n a δ̂4n.

3. Bootstrapová rezidua B∗
t vygenerujeme nezávisle z rozdìlení, jeho¾ první

a tøetí moment je nulový a druhý a ètvrtý moment nabývá po øadì hodnot
ω̂2
n, α̂4n.
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4. Zvolíme X∗
0 = X0 a bootstrapové repliky pùvodních dat vygenerujeme

podle vzorce X∗
t =

(
β̂n +B∗

t

)
X∗

t−1 + ε∗t , t = 1, . . . , n.

Ve vìtì 3.11 v èlánku Kreiss a Fink (2013) je ukázána platnost této metody.

Vìta 12. Pøi splnìní pøedpokladù (C0) a (C3) je bootstrap zalo¾ený na momen-

tech konzistentní pro L
(√

n
(
β̂n − β

))
.

Poznámka. Dle èlánku Kreiss a Fink (2013) lze zvolit rozdìlení pro generování
reziduí libovolnì (za pøedpokladu, ¾e bude splòovat podmínky kladené na
momenty). My pou¾ijeme metodu generující náhodné velièiny z tøíbodového
rozdìlení, kterou blí¾e popí¹eme v kapitole vìnované simulacím.

Vidíme, ¾e oproti reziduálnímu bootstrapu vy¾adují jeho modi�kace pro
konzistenci ménì pøedpokladù. Nejsou u nich potøeba podmínky pou¾ité pro
odvození konvergence momentù bootstrapových reziduí ε∗t a B∗

t k momentùm
chybových slo¾ek εt a Bt. Konvergence je zaji¹tìna tím, ¾e bootstrapová rezidua
ε∗t a B∗

t jsou pøímo konstruovaná tak, aby jejich druhé a ètvrté momenty byly
rovny konzistentním odhadùm momentù εt a Bt. Díky tomu lze i oèekávat, ¾e tyto
metody povedou k lep¹ím výsledkùm ne¾ èistì reziduální bootstrap, kde se rezi-
dua konstruují jen z nìkterých pozorování a na základì heuristického pøístupu,
který pøedpokládá, ¾e neudìláme pøíli¹ velkou chybu, kdy¾ pøi konstrukci ε∗t
pomineme chybovou slo¾ku Bt a naopak pøi konstrukci B∗

t pomineme εt. Si-
mulaèní pøíklad uvedený v èlánku Kreiss a Fink (2013) tuto domnìnku potvrzuje.

Poznámka. Stejnì jako u reziduálního bootstrapu, i zde se pracuje se stacio-
naritou a pøedpokládá se, ¾e platí napøíklad podmínka ω̂2

n + β̂2
n < 1. Pro n

rostoucí nade v¹echny meze to sice platí (skoro jistì), ale u dat koneèného rozsahu
tato podmínka splnìna být nemusí. V prùbìhu simulací ovìøíme, zda tomu tak je.

2.3.3 Wild bootstrap u procesu RCA(1)

Heteroskedastický model RCA(1)

Reziduální bootstrap popsaný v pøedchozí sekci není jedinou mo¾ností, jak
bootstrap uplatnit u autoregresních procesù s náhodným parametrem. V èlánku
Prá¹ková (2003) se autorka zabývá wild bootstrapem aplikovaným na proces
RCA(1), u kterého je uvolnìna podmínka na homoskedasticitu chybové slo¾ky
εt. Jde tedy o obecnìj¹í model, ne¾ jak jsme ho zavedli døíve. Pøedpokládejme, ¾e
máme pozorování X0, . . . , Xn. V této podkapitole budeme pracovat s modelem
RCA(1) v takovémto tvaru:

Xt = (β +Bt)Xt−1 + εt, t = 1, 2, . . . , (2.21)

kde

• X0 je náhodná velièina, pro kterou platí E X0 = 0 a varX0 = σ2
X ,

0 < σ2
X < ∞,
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• {εt, t ∈ N} je posloupnost nezávislých náhodných velièin, E εt = 0 pro
v¹echna t a var εt = σ2

t , 0 < σ2
t < ∞, pøièem¾ εt jsou nezávislé s X0,

• {Bt, t ∈ N} je posloupnost nezávislých náhodných velièin, E Bt = 0
a varBt = ω2 pro v¹echna t, 0 < ω2 < ∞, pøièem¾ Bt jsou nezávislé s X0

i s {εt, t ∈ N}.

Stejnì jako v pøedchozí sekci nás bude zajímat odhad parametru β ve tvaru

β̂n =

∑n
t=1Xt−1Xt∑n
t=1X

2
t−1

,

viz vzorec (2.9), konzistence tohoto odhadu a asymptotická normalita statistiky√
n(β̂n−β). U homoskedastického modelu se pøi odvozování vlastností odhadu β

hojnì vyu¾ívá stacionarita. Právì popsaný heteroskedastický model stacionární
obecnì není, nicménì i tak byly nalezeny podmínky, za kterých má odhad β
po¾adované vlastnosti. Jde o pøedpoklady:

(D1) E |X0|4+δ < ∞, E |εt|4+δ ≤ K < ∞ pro nìjaké δ > 0 a K ∈ R, K > 0,

(D2) supt∈N E |bt|4+δ < 1 pro nìjaké δ > 0, kde bt = β +Bt,

(D3) E B4
t je konstantní pro v¹echna t,

(D4) 1
n

∑n
t=1 σ

2
t → σ2 > 0 pøi n → ∞,

(D5) 1
n

∑n
t=1 σ

2
t E X 2

t−1 → σ̄2 > 0 pøi n → ∞,

(D6) 1
n

∑n
t=1 E ε4t → δ4 > 0 pøi n → ∞.

V Janeèková (2002), vìty 3.1 a 3.4 jsou za tìchto pøedpokladù dokázány násle-
dující výsledky:

Vìta 13. Buï γ4 = E b4t . Platí-li pøedpoklady (D1) - (D6), pak pøi n → ∞

β̂n
s.j.−→ β

a
√
n(β̂n − β)

d−→ N

(
0,

(1− β2 − ω2)
2

σ4
∆2

)
,

kde

∆2 = ω2 6(β2 + ω2)σ̄2 + δ4
1− γ4

+ σ̄2.

Poznámka. Jestli¾e E ε2t = σ2 pro v¹echna t, pak pøedpoklady (D4) a (D6) platí
automaticky. Z pøedpokladu (D2) vyplývá β2 + ω2 < 1, tak¾e náhodný proces
{Xt, t ∈ N} je stacionární (slabì, proto¾e nepøedpokládáme, ¾e Bt a εt jsou iid),
a proto v pøedpokladu (D5) je σ̄2 = σ2

E X 2
1 . Pøipomeòme, ¾e v tom pøípadì

E X 2
1 =

σ2

1− β2 − ω2
a E X 4

1 =
δ4 + 6σ4 β2+ω2

1−β2−ω2

1− β4 − 6β2ω2 − α4

.
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Dále víme, ¾e γ4 = E (β +B0)
4 = β4 + 6β2ω2 + α4.

Asymptotický rozptyl z vìty 13 se tedy v tomto pøípadì zjednodu¹í na

(1− β2 − ω2)
2

σ4
∆2 =

1

(E X 2
1 )

2 ∆2

=
1

(E X 2
1 )

2

[
ω2 6(β2 + ω2)σ2

E X 2
1 + δ4

1− β4 − 6β2ω2 − α4

+ σ2
E X 2

1

]
=

1

(E X 2
1 )

2 ω2
6(β2 + ω2) σ4

1−β2−ω2 + δ4

1− β4 − 6β2ω2 − α4

+
σ2

E X 2
1

=
σ2

E X 2
1

+
E X 4

1

(E X 2
1 )

2

Dostáváme tedy stejný asymptotický rozptyl, jako je σ2
as ve vìtì 10.

Poznámka. Pokud by nás zajímala jen konzistence bodového odhadu β̂n, staèí
k jejímu odvození i mírnìj¹í pøedpoklady, konkrétnì (D1) a (D2), s omezením
momentù do øádu 2 + δ, a (D4). Dùkaz lze nalézt v Janeèková (2002), vìta
3.1. My se ale budeme zabývat aproximací asymptotického rozdìlení statistiky√
n(β̂n − β).

Wild bootstrap

Pøepi¹me opìt ná¹ model do tvaru

Xt = βXt−1 + ut, t ∈ N.

ut = BtXt−1 + εt je posloupnost martingalových diferencí s podmínìným
rozptylem E [u2

t |Ft−1] = ω2X 2
t−1 + σ2

t , kde Ft = σ {X0, B1, ε1, . . . , Bt, εt}.
Ji¾ bylo øeèeno, ¾e klasický reziduální bootstrap s iid bootstrapovými rezidui
vygenerovanými z odhadnutých reziduí ût v takovém pøípadì není konzistentní.
V pøípadì heteroskedastických modelù proto mnozí autoøi kombinují reziduální
bootstrap nebo jiné bootstrapové metody s wild bootstrapem. Wild bootstrap
vná¹í do modelu þexterníÿ variabilitu, nahrazuje tím iid výbìr bootstrapových
reziduí a umo¾òuje napodobení heteroskedasticity v procesu generujícím data.
V èlánku Prá¹ková (2002) je dokázána konzistence wild bootstrapu v kombinaci
s regresním (neboli tzv. �xed-design) nebo reziduálním bootstrapem pro proces
AR(1), kde chybové slo¾ky jsou heteroskedastické a splòují podmínky podobné
pøedpokladùm (D1), (D4) a (D5). Èlánek Goncalves a Kilian (2004) se vìnuje
regresnímu a reziduálnímu bootstrapu ve spojení s wild bootstrapem pro
proces AR(1) s podmínìnì heteroskedastickými chybami tvoøícími posloupnost
martingalových diferencí, jako jsou tøeba procesy ARCH, GARCH a dal¹í.
V èlánku Goncalves a Kilian (2007) je wild bootstrap kombinován se sítovým
regresním bootstrapem pro proces AR(∞) s podmínìnì heteroskedastickými
chybami tvoøenými posloupností martingalových diferencí. Pro proces RCA(1)
je odvozena platnost wild bootstrapu v kombinaci s regresním bootstrapem
v èlánku Prá¹ková (2003). Tuto metodu si nyní popí¹eme.
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Mìjme opìt pozorování X0, . . . , Xn. Algoritmus pro generování bootstrapo-
vých replik bude vypadat následovnì:

1. Metodou nejmen¹ích ètvercù spoèteme odhad β̂n.

2. Pro t = 1, . . . , n spoèteme rezidua ût = Xt − β̂nXt−1.

3. Nezávisle na û1, . . . , ûn vygenerujeme υ1, . . . , υn, a to nezávisle z rozdìlení
s nulovou støední hodnotou, jednotkovým rozptylem a koneènými momenty
do øádu 2 + δ pro nìjaké δ > 0.

4. Spoèteme bootstrapová rezidua u∗
1, . . . , u∗

n tak, ¾e u∗
t = ûtυt.

5. Bootstrapové repliky X∗
1 , . . . , X∗

n vygenerujeme jako X∗
t = β̂nXt−1 + u∗

t .

V¹imnìme si, ¾e kromì vná¹ení externí variability do modelu v podobì ná-
hodných velièin υt je tu oproti døíve pou¾ívanému reziduálnímu bootstrapu rozdíl
i v generování bootstrapových pseudo-pozorování. X∗

t se negeneruje rekurzivnì
z X∗

t−1, ale z pùvodního pozorování Xt−1. Stejnì tak se následnì spoète bootstra-
pový odhad parametru β:

β̂∗
n =

∑n
t=1Xt−1X

∗
t∑n

t=1X
2
t−1

.

β̂∗
n tedy poèítáme jako odhad regresního parametru v modelu X∗

t = βXt−1 + ϵt,
kde ϵt, t = 1, . . . , n jsou nekorelované náhodné velièiny s nulovou støední hod-
notou a konstantním rozptylem. Konzistence této metody je dokázána ve vìtì 2
v èlánku Prá¹ková (2003):

Vìta 14. Platí-li pøedpoklady (D1) - (D6), pak pøi n → ∞

sup
x∈R

⏐⏐⏐P(√n
(
β̂n − β

)
< x

)
− P

∗
(√

n
(
β̂∗
n − β̂n

)
< x

)⏐⏐⏐→ 0 s.j.

Poznámka. Platí-li pøedpoklady (D1) - (D6) pro heteroskedastické chyby, platí
zøejmì i v pøípadì, ¾e εt jsou iid. Wild bootstrap tedy mù¾eme pou¾ít i pro
model s homoskedastickými chybami, co¾ nám dává pøíle¾itost bìhem simulací
porovnat úèinnost obou popsaných bootstrapových metod.

2.4 Pou¾ití metody wild bootstrap na proces
RCA(2)

V pøedchozích sekcích jsme pøedstavili reziduální bootstrap, navr¾ený
v èlánku Kreiss a Fink (2013) pro model RCA(1) s iid chybami, a wild
bootstrap, jeho¾ platnost pro model RCA(1) s heteroskedastickými chybami
byla dokázána v èlánku Prá¹ková (2003). Nyní se pokusíme odvodit platnost
wild bootstrapu pro proces RCA(2), jeho¾ chybové slo¾ky εt jsou nezávislé
stejnì rozdìlené. Kromì tohoto pøedpokladu omezíme i tvar varianèní matice Ω
náhodného vektoru B(t). Pokud je nám známo, konzistence wild bootstrapu pro
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model RCA vy¹¹ího øádu zatím odvozena nebyla.

Nyní uvedeme podmínky kladené na proces RCA(2), které budeme pro od-
vození platnosti bootstrapu potøebovat. Pøedpokládejme, ¾e máme pozorování
X−1, X0, . . . , Xn.

(E1) Nech» pozorování X−1, X0, . . . , Xn jsou generována procesem, pro který
platí

Xt =
(
β1 +B1(t)

)
Xt−1 +

(
β2 +B2(t)

)
Xt−2 + εt, t ∈ Z,

kde

• β1 a β2 jsou reálné konstanty,

• {εt, t ∈ Z} je posloupnost nezávislých stejnì rozdìlených náhodných velièin,
existují koneèné momenty εt do øádu 4, pøièem¾ E |εt|k = 0 pro k = 1, 3,
var εt = σ2 > 0 a E ε4t = δ4 > 0,

•
{
B(t) =

(
B1(t), B2(t)

)′}
je posloupnost nezávislých stejnì rozdìlených

náhodných vektorù, jejich¾ slo¾ky B1(t) a B2(t) jsou navzájem nezávislé,
existují koneèné momentyB(t) do øádu 4, pøièem¾ E B(t) = 0 a varB = Ω,
kde

Ω =

(
ω2
1 0
0 ω2

2

)
,

E
(
B1(t)

3, B2(t)
3
)′
= 0 a E

(
B1(t)

4, B2(t)
4
)′
= (α41, α42)

′ ,

• {B(t)} a {εt} jsou nezávislé.

2.4.1 Stacionarita procesu RCA(2)

Chceme, aby proces RCA(2) byl striktnì stacionární a ergodický. Nadále
budeme proto pøedpokládat:

(E2) Pro i = 1, . . . , 4 je |λi| < 1, kde λ1, . . . , λ4 jsou vlastní èísla matice

M = E

[(
B1(t) B2(t)
0 0

)
⊗
(
B1(t) B2(t)
0 0

)]
+

(
β1 β2

1 0

)
⊗
(
β1 β2

1 0

)
.

Z vìty 3 víme, ¾e pokud je námi de�novaný proces RCA(p) s iid chybovými
slo¾kami εt a B(t) slabì stacionární, je i striktnì stacionární a ergodický. Pøed-
poklad (E2) je podmínka pro slabou stacionaritu uvedená ve vìtì 2, pøepsaná pro
pøípad p = 2. Explicitní tvar matice M je
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M = E

⎛⎜⎜⎝
B1(t)

2 B1(t)B2(t) B1(t)B2(t) B2(t)
2

0 0 0 0
0 0 0 0
0 0 0 0

⎞⎟⎟⎠+

⎛⎜⎜⎝
β2
1 β1β2 β1β2 β2

2

β1 0 β2 0
β1 β2 0 0
1 0 0 0

⎞⎟⎟⎠

=

⎛⎜⎜⎝
β2
1 + ω2

1 β1β2 β1β2 β2
2 + ω2

2

β1 0 β2 0
β1 β2 0 0
1 0 0 0

⎞⎟⎟⎠ . (2.22)

Charakteristický polynom matice M je

f (λ) = (λ+ β2) ·
·
[
λ3 − λ2

(
β2
1 + β2 + ω2

1

)
+ λ

(
β2ω

2
1 − β2

1β2 − β2
2 − ω2

2

)
+ β3

2 + β2ω
2
2

]
.

Z nìj snadno dostaneme jedno vlastní èíslo matice, λ1 = −β2. Musí tedy platit
|β2| < 1. Zbylá tøi vlastní èísla mají v závislosti na parametrech β1, β2, ω

2
1, ω

2
2

pøíli¹ slo¾itý tvar na to, abychom z nich vyvodili dal¹í podmínky pro stacionaritu.
V kapitole vìnované simulacím ovìøíme, zda jsou zbylá vlastní èísla v absolutní
hodnotì men¹í ne¾ 1, pro konkrétní parametry procesu.

2.4.2 Vlastnosti β̂n

Podívejme se nejprve na momenty procesu {Xt}.

E Xt = E
[(
β1 +B1(t)

)
Xt−1 +

(
β2 +B2(t)

)
Xt−2 + εt

]
= β1 E Xt−1 + β2 E Xt−2

Má-li být proces stacionární, musí platit E Xt = E Xs pro v¹echna t, s ∈ Z.
Z pøedchozí rovnice tedy vyplývá, ¾e buï E Xt = 0 nebo β1+β2 = 1. Oznaème nyní
σ2
X = E X 2

t a ρk = E XtXt−k, k ≥ 1. Víme, ¾e Xt−s, s ≥ 1 jsou nezávislé s B(t)
a εt. Také B(t) a εt jsou navzájem nezávislé a E B1(t) = E B2(t) = E εt = 0,
tudí¾ platí

σ2
X = E

[(
β1 +B1(t)

)
Xt−1 +

(
β2 +B2(t)

)
Xt−2 + εt

]2
= E

[(
β1 +B1(t)

)2X 2
t−1 +

(
β2 +B2(t)

)2X 2
t−2 + ε2t + 2

(
β1 +B1(t)

)
Xt−1εt

+ 2
(
β1 +B1(t)

)(
β2 +B2(t)

)
Xt−1Xt−2 + 2

(
β2 +B2(t)

)
Xt−2εt

]
= (β2

1 + ω2
1)σ

2
X + (β2

2 + ω2
2)σ

2
X + σ2 + 2β1β2ρ1. (2.23)

Pro ρ1 platí

ρ1 = E XtXt−1

= E

[((
β1 +B1(t)

)
Xt−1 +

(
β2 +B2(t)

)
Xt−2 + εt

)
Xt−1

]
= E

[(
β1 +B1(t)

)
X 2

t−1 +
(
β2 +B2(t)

)
Xt−1Xt−2 + εtXt−1

]
= β1σ

2
X + β2ρ1,
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tak¾e

ρ1 = σ2
X

β1

1− β2

. (2.24)

Dosadíme-li výraz (2.24) do (2.23), dostaneme rovnici

σ2
X = (β2

1 + ω2
1)σ

2
X + (β2

2 + ω2
2)σ

2
X + σ2 + 2β1β2

β1σ
2
X

1− β2

= σ2
X

(
β2
1 + ω2

1 + β2
2 + ω2

2 + 2β2
1

β2

1− β2

)
+ σ2

a úpravou získáme tvar rozptylu náhodné velièiny X1:

σ2
X =

σ2

1− β2
1 − β2

2 − ω2
1 − ω2

2 − 2β2
1(

β2

1−β2
)

=
σ2

1− ω2
1 − ω2

2 − β2
2 − β2

1(1 +
2β2

1−β2
)

=
σ2

1− ω2
1 − ω2

2 − β2
2 − β2

1(
1+β2

1−β2
)
. (2.25)

Chceme-li, aby rozptyl σ2
X byl koneèný, musí platit

1− ω2
1 − ω2

2 − β2
2 − β2

1

(
1 + β2

1− β2

)
> 0, neboli ω2

1 + ω2
2 + β2

2 + β2
1

(
1 + β2

1− β2

)
< 1,

a proto také β2
2 + β2

1

(
1+β2

1−β2

)
< 1. Pokud by zároveò platila rovnost β1 + β2 = 1,

neboli β1 = 1− β2, dostaneme

β2
2 + (1− β2)

2 1 + β2

1− β2

< 1

β2
2 + (1− β2)(1 + β2) < 1

β2
2 + 1− β2

2 < 1.

Do¹li jsme tedy ke sporu, nemù¾e platit β1 + β2 = 1 a musí tudí¾ být E Xt = 0.
Je zøejmé, ¾e ke stejnému sporu bychom do¹li i v pøípadì, ¾e β1 = β2 − 1, neboli
musí platit

|β1| ≠ |1− β2| . (2.26)

Dal¹í pøedpoklad, který budeme potøebovat, je

(E3) E X 4
t < ∞.

Z vìty 4 víme, ¾e je-li náhodný proces {Xt, t ∈ Z} striktnì stacionární, pak

β̂n
s.j.−→ β, n → ∞.
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Platí-li navíc E X 4
t < ∞, pak

√
n
(
β̂n − β

)
d−→ Np (0, Σas) , n → ∞,

kde
Σas = σ2V−1 +V−1

E [(XtX
′
t) (X

′
tΩXt)]V

−1 (2.27)

a V = E [XtX
′
t] .

Podívejme se nyní na matice V a V−1. Potøebujeme, aby V byla koneèná
a regulární. Ze vztahu (2.24) pro ρ1 = E XtXt−1 je

V = E

(
X 2

t XtXt−1

XtXt−1 X 2
t−1

)
=

(
σ2
X σ2

X
β1

1−β2

σ2
X

β1

1−β2
σ2
X

)
= σ2

X

(
1 β1

1−β2
β1

1−β2
1

)
.

Matice V je koneèná, jestli¾e σ2
X < ∞ a |ρ1| < ∞. První podmínka je zaruèena

pøedpokladem (E3). Nerovnost |ρ1| < ∞ je splnìna, je-li navíc |β1| < ∞, co¾ platí
z de�nice procesu {Xt}, a β2 ̸= 1, co¾ je zaruèeno podmínkou |β2| < 1 vyplývající
z pøedpokladu (E2). Proto¾e σ2 > 0, je i σ2

X > 0. Aby byla matice V regulární,
musí kromì toho platit je¹tì |β1| ̸= |β2 − 1|. Splnìní této podmínky vyplývá ze
stacionarity procesu {Xt}, jak jsme ovìøili v (2.26). Jednoduchým výpoètem pak
dostaneme tvar inverzní matice:

V−1 =
1

σ2
X

1− β2

(1− β2)
2 − β2

1

(
1− β2 −β1

−β1 1− β2

)
. (2.28)

Díky podmínkám kladeným na σ, β1 a β2 je matice V−1 také koneèná.

Pro znalost asymptotického rozptylu Σas statistiky
√
n
(
β̂n − β

)
je potøeba

doplnit ji¾ jen tvar matice E [(XtX
′
t) (X

′
tΩXt)]. Oznaème tuto matici Λ. Její

tvar je

Λ = E

[(
X 2

t XtXt−1

XtXt−1 X 2
t−1

)
(Xt, Xt−1)

(
ω2
1 0
0 ω2

2

)(
Xt

Xt−1

)]
= E

[(
X 2

t XtXt−1

XtXt−1 X 2
t−1

)
(ω2

1X 2
t + ω2

2X 2
t−1)

]
=

(
ω2
1 E X 4

t + ω2
2 E X 2

t X 2
t−1 ω2

1 E X 3
t Xt−1 + ω2

2 E XtX 3
t−1

ω2
1 E X 3

t Xt−1 + ω2
2 E XtX 3

t−1 ω2
1 E X 2

t X 2
t−1 + ω2

2 E X 4
t

)
,

kde v posledním kroku jsme díky striktní stacionaritì nahradili E X 4
t−1 výrazem

E X 4
t . Støední hodnoty vyskytující se v matici Λ mají tvar:

E X 4
t =

FAC +D

1− FAB − E
, (2.29)

E X 3
t Xt−1 = A

(
B E X 4

t + C
)
, (2.30)

E X 2
t X 2

t−1 =
1

1− β2
2 − ω2

2

[ (
β2
1 + ω2

1

)
E X 4

t + 2β1β2 E X 3
t Xt−1σ

2
Xσ

2
]
, (2.31)

E XtX 3
t−1 = β1 E X 4

t + β2 E X 3
t Xt−1, (2.32)
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pøièem¾

A =
1− β2

2 − ω2
2

(1− β2
2 − ω2

2)
[
1− β2

2(β
2
2 + 3ω2

2)
]
− 3β2

[
(β2

2 + ω2
2) (β

2
1 − ω2

1) + (β2
1 + ω2

1)
] ,

B =
β1

1− β2
2 − ω2

2

[
β2
1 + 3ω2

1 + 2β2
1

(
β2
2 + ω2

2

)
+
(
β3
2 + 3β2ω

2
2

) (
1− β2

2 − ω2
2

) ]
,

C =
3β1σ

2
Xσ

2

(1− β2) (1− β2
2 − ω2

2)

[
1− β2

(
β2
2 + ω2

2

) ]
,

D = δ4 +
6σ2

Xσ
2

1− β2
2 − ω2

2

[
β2
1 + ω2

1 +
(
1− β2

2 − ω2
2

)(
β2
2 + ω2

2 + 2
β2
1β2

1− β2

)]
,

E = β4
1 + 6β2

1ω
2
1 + α41 + β4

2 + 6β2
2ω

2
2 + α42 +

6(β2
1 + ω2

1)
2(β2

2 + ω2
2)

1− β2
2 − ω2

2

+ 4β2
1β2(β

2
2 + 3ω2

2),

F = 4β2(β
3
1 + 3β1ω

2
1) +

12β1β2(β
2
1 + ω2

1)(β
2
2 + ω2

2)

1− β2
2 − ω2

2

+ 4β1β
2
2(β

2
2 + 3ω2

2).

Vidíme, ¾e asymptotická varianèní matice je ji¾ pøi øádu p = 2 pomìrnì
komplikovaná, a to i pøesto, ¾e jsme v de�nici na¹eho procesu promìnné εt
a B(t) znaènì omezili. Vìty 2, 3 a 4 jsou sice platné obecnì pro øád p ≥ 1,
z praktického hlediska ale práce s procesy vy¹¹ího øádu mù¾e být problematická.

2.4.3 Pou¾ití metody wild bootstrap pro proces RCA(2)

V této èásti se budeme zabývat konzistencí metody wild bootstrap pro námi
de�novaný proces RCA(2). Cílem je aproximovat rozdìlení statistiky

√
n
(
β̂n−β

)
rozdìlením statistiky

√
n
(
β̂∗
n − β̂n

)
, kde

β̂n =

(
n∑

t=1

Xt−1X
′
t−1

)−1 n∑
t=1

Xt−1Xt.

Algoritmus pro generování bootstrapových replik a bootstrapové statistiky β̂∗
n je

stejný jako v sekci 2.3.3.

1. Metodou nejmen¹ích ètvercù spoèteme odhad β̂n.

2. Pro t = 1, . . . , n spoèteme rezidua ût = Xt − β̂′
nXt−1.

3. Nezávisle na û1, . . . , ûn vygenerujeme υ1, . . . , υn, a to jako iid náhodné
velièiny s rozdìlením s nulovou støední hodnotou, jednotkovým rozptylem
a koneènými momenty do øádu 2 + ν pro nìjaké ν > 0.

4. Spoèteme bootstrapová rezidua u∗
1, . . . , u∗

n tak, ¾e u∗
t = ûtυt.

5. Bootstrapové repliky X∗
1 , . . . , X∗

n vygenerujeme jako X∗
t = β̂nXt−1 + u∗

t .

6. Spoèteme bootstrapovou statistiku

β̂∗
n =

(
n∑

t=1

Xt−1X
′
t−1

)−1 n∑
t=1

Xt−1X
∗
t . (2.33)
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Pro dùkaz konzistence posílíme je¹tì pøedpoklad (E3):

(E3') Existuje ν > 0 takové, ¾e E |Xt|4+ν < ∞.

Budeme chtít dokázat následující vìtu:

Vìta 15. Nech» náhodný proces {Xt, t ∈ Z} je proces RCA(2) splòující pøedpo-
klady (E1), (E2) a (E3'). Nech» β̂n je odhad parametru β a β̂∗

n je jako (2.33).
Pak pøi n → ∞

sup
x∈R2

⏐⏐⏐P∗
(√

n
(
β̂∗
n − β̂n

)
< x

)
− P

(√
n
(
β̂n − β

)
< x

)⏐⏐⏐ P−→ 0.

Poznámka. Symbolem þ<ÿ u vektorù znaèíme nerovnost po slo¾kách, neboli pro
x = (x1, x2)

′, y = (y1, y2)
′ platí x < y ⇔ (x1 < y1 ∧ x2 < y2).

Pøed vlastním dùkazem vìty 15 uveïme je¹tì nìkolik pomocných lemmat.
Vìty, na které se v dùkazech odkazujeme a které nebyly uvedeny døíve v textu
této práce, lze nalézt v dodatku 2.

Lemma 16. Buï G ⊂ R2×2 mno¾ina v¹ech regulárních matic a T : G → G
zobrazení pøiøazující matici A ∈ G matici k ní inverzní, tedy T (A) = A−1. Pak
T je spojité zobrazení na G.

Dùkaz:
PlatíA−1 = |A|−1Aadj, kdeAadj je adjungovaná matice k maticiA. Determinant
je polynomická funkce prvkù matice, tedy spojitá funkce. Prvky adjungované
matice Aadj tvoøí subdeterminanty matice A, tudí¾ zobrazení A ↦→ Aadj je také
spojité, a proto i T je spojité zobrazení na R2×2.

Lemma 17. Nech» náhodný proces {Xt, t ∈ Z} je proces RCA(2) splòující pøed-
poklady (E1) a (E2). Buï κ > 0 reálná konstanta a {Yt, t ∈ Z} náhodný proces,
jeho¾ slo¾ky Yt jsou náhodné velièiny èi náhodné vektory urèené jedním z násle-
dujících pøedpisù:

(a) Yt = X 2
t , (b) Yt = X 4

t , (c) Yt = XtXt−1,

(d) Yt = X 3
t Xt−1, (e) Yt = X 2

t X 2
t−1, (f) Yt = XtX 3

t−1,

(g) Yt = ∥Xt−1∥4+2κ, (h) Yt = Xt−1εt, (i) Yt = X ′
t−1B(t),

(j) Yt = Xt−1X
′
t−1B(t), (k) Yt = X ′

t−1B(t)εt,
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(l) Yt = ∥Xt−1∥4+2κ ∥B(t)∥2+κ, (m) Yt = ∥Xt−1∥2+κ |εt|2+κ.

Pak náhodný proces {Yt, t ∈ Z} je striktnì stacionární a ergodický.

Dùkaz:
Pøipomeòme, ¾e Ft = σ {B(s), εs, s ≤ t}. Z vìt 2 a 3 víme, ¾e jsou-li splnìny
pøedpoklady (E1) a (E2), náhodný proces {Xt, t ∈ Z} je Ft−mìøitelný, striktnì
stacionární a ergodický. Díky stacionaritì procesù {Xt}, {B(t)} a {εt} jsou
v¹echny procesy tvoøené pomocí pøedpisù (a) a¾ (m) také striktnì stacionární.
Podle vìty 20 v dodatku 2 je náhodný proces, který vznikne z ergodického
náhodného procesu mìøitelným zobrazením, rovnì¾ ergodický. Z této vìty tedy
rovnou dostáváme ergodicitu procesù (a) a¾ (g).

Podívejme se nyní na ergodicitu procesù {Xt−1εt},
{
X ′

t−1B(t)
}
,{

Xt−1X
′
t−1B(t)

}
a
{
X ′

t−1B(t)εt
}
. Vztah

Xt =
(
C+Dt

)
Xt−1 + Jt,

kde

C =

(
β1 β2

1 0

)
, Dt =

(
B1(t) B2(t)
0 0

)
a Jt =

(
εt
0

)
,

lze rozepsat následovnì:

Xt =
(
C+Dt

)
Xt−1 + Jt

= Jt +
(
C+Dt

)[(
C+Dt−1

)
Xt−2 + Jt−1

]
= Jt +

(
C+Dt

)
Jt−1 +

(
C+Dt

)(
C+Dt−1

)[(
C+Dt−2

)
Xt−3 + Jt−2

]
...

= Jt +
∞∑
k=1

[
k−1∏
j=0

(
C+Dt−j

)
Jt−k

]
. (2.34)

V Nicholls a Quinn (1982), sekce 2.3, je dokázáno, ¾e za platnosti uvedených
pøedpokladù je výraz na pravé stranì rovnosti (2.34) Ft−mìøitelné zobrazení ná-
hodného procesu

{(
B(t)′, εt

)′
, t ∈ Z

}
, pøièem¾

{(
B(t)′, ε′t

)′}
je posloupnost iid

náhodných vektorù, tak¾e jde o proces striktnì stacionární a ergodický. Mìøitel-
nost vyplývá z konvergence sumy souèinù matic v (2.34), kterou za pøedpokladu
(E2) odvodili Nicholls a Quinn (1982) v dùsledku 2.2.1. Dále platí

Xt−1εt = εt

(
Jt−1 +

∞∑
k=1

[
k−1∏
j=0

(
C+Dt−1−j

)
Jt−1−k

])
, (2.35)

X ′
t−1B(t) =

(
B1(t), B2(t)

)(
Jt−1 +

∞∑
k=1

[
k−1∏
j=0

(
C+Dt−1−j

)
Jt−1−k

])
. (2.36)

49



Konverguje-li výraz (2.34), jsou øady na pravé stranì výrazù (2.35) a (2.36) také
konvergentní. Zøejmì tedy i procesy {Xt−1εt} a

{
X ′

t−1B(t)
}
jsou Ft−mìøitelné

procesy a jsou tedy také ergodické. Obdobným zpùsobem lze odvodit i ergodicitu
procesù

{
Xt−1X

′
t−1B(t)

}
a
{
X ′

t−1B(t)εt
}
.

Pro dokázání ergodicity náhodných procesù (l) a (m) staèí je¹tì jednou apli-
kovat vìtu 20 na náhodné procesy

{
X ′

t−1B(t)
}
a {Xt−1εt}.

Lemma 18. Nech» náhodný proces {Xt, t ∈ Z} je proces RCA(2) splòující pøed-
poklady (E1), (E2) a (E3'). Buï {Yt, t ∈ Z} náhodný proces vytvoøený z procesu
{Xt} libovolným z pøedpisù (a) a¾ (m) v lemmatu 17. Pak platí

1

n

n∑
t=1

Yt
s.j.−→ E Y1, n → ∞.

V pøípadì procesù vzniklých pøedpisem (g), (l) nebo (m) existuje κ > 0, pro které
je toto tvrzení splnìno.

Dùkaz:
Z lemmatu 17 víme, ¾e náhodný proces {Yt, t ∈ Z} je striktnì stacionární a er-
godický. Staèí tedy ovìøit, ¾e E |Y1| < ∞, a konvergenci výbìrového prùmìru
ke støední hodnotì pak dostaneme z ergodické vìty (vìta 19). Koneènost støední
hodnoty u (a) a (b) vyplývá pøímo z pøedpokladu (E3'). U výrazù (c) a (e) ji
odvodíme pomocí Cauchy-Schwarzovy nerovnosti a u výrazù (d) a (f) pomocí
Hölderovy nerovnosti pøi p = 4 a q = 4

3
. Napøíklad

E
⏐⏐XtX 3

t−1

⏐⏐ ≤ (E X 4
t

) 1
4
(
E X 4

t−1

) 3
4 = E X 4

t < ∞.

Oznaème K reálnou kladnou konstantu, její¾ hodnota se prùbì¾nì mù¾e mìnit,
a zvolme κ = ν

2
. Pak platí, s vyu¾itím pøedpokladù (E1), (E2) a (E3'),

(g) E ∥Xt−1∥4+2κ = E ∥Xt−1∥4+ν = E
(
X 2

t−1 + X 2
t−2

)2+κ ≤ K E |X1|4+ν < ∞,

(h) E Xt−1εt = E Xt−1 E εt = 0,

(i) E X ′
t−1B(t) = E X ′

t−1 E B(t) = 0,

(j) E Xt−1X
′
t−1B(t) = E Xt−1X

′
t−1 E B(t) = 0,

(k) E X ′
t−1B(t)εt = E X ′

t−1 E B(t)E εt = 0.

Dle pøedpokladu (E1) je E ε4t < ∞, E B1(t)
4 < ∞ a E B2(t)

4 < ∞, tak¾e
i E |εt|2+κ < ∞ a

E ∥B(t)∥2+κ = E
(
B1(t)

2 +B2(t)
2
)1+κ

2 ≤ K
(
E |B1(t)|2+κ + E |B2(t)|2+κ) < ∞.

Kombinací s ji¾ uvedenou nerovností (g) dostáváme
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(l) E ∥Xt−1∥4+ν ∥B(t)∥2+κ = E ∥Xt−1∥4+ν
E ∥B(t)∥2+κ < ∞,

(m) E ∥Xt−1∥2+κ |εt|2+κ ≤ K E ∥Xt−1∥4+2κ
E |εt|2+κ < ∞.

Tím je dùkaz dokonèen.

Nyní se ji¾ dostáváme k vlastnímu dùkazu vìty 15.

Dùkaz vìty 15:

Oznaème ΦΣas distribuèní funkci rozdìlení N2 (0, Σas). Potom

sup
x∈R2

⏐⏐⏐P∗
(√

n
(
β̂∗
n − β̂n

)
< x

)
− P

(√
n
(
β̂n − β

)
< x

)⏐⏐⏐ ≤
sup
x∈R2

⏐⏐⏐P∗
(√

n
(
β̂∗
n − β̂n

)
< x

)
− ΦΣas (x)

⏐⏐⏐+
+ sup

x∈R2

⏐⏐⏐P(√n
(
β̂n − β

)
< x

)
− ΦΣas (x)

⏐⏐⏐ .

Z vìty 4 víme, ¾e

sup
x∈R2

⏐⏐⏐P(√n
(
β̂n − β

)
< x

)
− ΦΣas (x)

⏐⏐⏐→ 0, n → ∞.

Staèí tedy dokázat, ¾e

sup
x∈R2

⏐⏐⏐P∗
(√

n
(
β̂∗
n − β̂n

)
< x

)
− ΦΣas (x)

⏐⏐⏐ P−→ 0, n → ∞,

neboli ¾e pøi daném X−1, X0, . . . , Xn konverguje podmínìné rozdìlení statistiky√
n
(
β̂∗
n − β̂n

)
k rozdìlení N2 (0, Σas) v pravdìpodobnosti. Výraz

√
n
(
β̂∗
n − β̂n

)
mù¾eme pøepsat jako
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√
n
(
β̂∗
n − β̂n

)
=
√
n

⎛⎝( n∑
t=1

Xt−1X
′
t−1

)−1 n∑
t=1

Xt−1X
∗
t − β̂n

⎞⎠
=
√
n

⎛⎝( n∑
t=1

Xt−1X
′
t−1

)−1 n∑
t=1

Xt−1

(
X ′

t−1β̂n + u∗
t

)
− β̂n

⎞⎠
=
√
n

⎛⎝( n∑
t=1

Xt−1X
′
t−1

)−1( n∑
t=1

Xt−1X
′
t−1

)
β̂n − β̂n

+

(
n∑

t=1

Xt−1X
′
t−1

)−1 n∑
t=1

Xt−1u
∗
t

⎞⎠
=
√
n

(
n∑

t=1

Xt−1X
′
t−1

)−1 n∑
t=1

Xt−1u
∗
t

=

(
1

n

n∑
t=1

Xt−1X
′
t−1

)−1
1√
n

n∑
t=1

Xt−1u
∗
t . (2.37)

Pøi vy¹etøování konvergence výrazu (2.37) mù¾eme zkoumat jednotlivé èini-
tele zvlá¹» a následnì na nì pou¾ít Cramér-Slutského vìtu (vìta 25). Nejprve se
budeme vìnovat výrazu (

1

n

n∑
t=1

Xt−1X
′
t−1

)−1

.

Pøipomeòme, ¾e

Xt−1X
′
t−1 =

(
X 2

t−1 Xt−1Xt−2

Xt−1Xt−2 X 2
t−2

)
.

Podle lemmatu 18 platí

1

n

n∑
t=1

X 2
t

s.j.−→ E X 2
1 , n → ∞,

1

n

n∑
t=1

XtXt−1
s.j.−→ E X1X0, n → ∞.

Proto¾e náhodná matice konverguje skoro jistì, jestli¾e její jednotlivé prvky kon-
vergují skoro jistì, platí

1

n

n∑
t=1

Xt−1X
′
t−1

s.j.−→ E X1X
′
1 = V, n → ∞.

Buï nyní G ⊂ R2×2 mno¾ina v¹ech regulárních matic v prostoru R2×2. Z lem-
matu 16 víme, ¾e inverzní zobrazení matice je spojitá transforomace na G. Pro-
to¾e V je deterministická a regulární, platí P(V ∈ G) = 1 a z vìty o spojité
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transformaci (vìta 23) dostaneme(
1

n

n∑
t=1

Xt−1X
′
t−1

)−1

s.j.−→ V−1, n → ∞. (2.38)

Nyní bychom chtìli dokázat, ¾e pøi daném X−1, X0, . . . , Xn konverguje pod-
mínìné rozdìlení statistiky

1√
n

n∑
t=1

Xt−1u
∗
t (2.39)

v pravdìpodobnosti k normálnímu rozdìlení. Známe-li X−1, X0, . . . , Xn, pak

1√
n

n∑
t=1

Xt−1u
∗
t =

1√
n

n∑
t=1

Xt−1ûtυt

je lineární kombinace iid náhodných velièin υt, nebo» ût = Xt − β̂′
nXt−1 a

β̂n =

(
n∑

t=1

Xt−1X
′
t−1

)−1 n∑
t=1

Xt−1Xt,

tedy v¹echny èleny ve výrazu (2.39) kromì υt jsou funkcí X−1, X0, . . . , Xn.
V centrální limitní vìtì (vìta 24) polo¾me (Ωn, An, Pn) = (Ω, A, P), kn = n
a Yn = 1√

n
Xt−1ûtυt. Podívejme se nyní na momenty 1√

n
Xt−1ûtυt podmínìné

znalostí X−1, X0, . . . , Xn.

E
∗
[

1√
n
Xt−1ûtυt

]
= E

[
1√
n
Xt−1ûtυt

⏐⏐⏐X−1, X0, . . . , Xn

]
=

1√
n
Xt−1ût E υt

= 0,

var∗
[

1√
n
Xt−1ûtυt

]
= var

[
1√
n
Xt−1ûtυt

⏐⏐⏐X−1, X0, . . . , Xn

]
=

1

n
Xt−1X

′
t−1û

2
t var υt

=
1

n
Xt−1X

′
t−1û

2
t < ∞ s.j.

Pøi známém X−1, X0, . . . , Xn je tudí¾ var∗
[

1√
n
Xt−1ûtυt

]
< ∞ pro v¹echna t

a pro konvergenci k normálnímu rozdìlení staèí ukázat, ¾e pøi n → ∞ platí

1

n

n∑
t=1

Xt−1X
′
t−1û

2
t

s.j.−→ H,

kde H je koneèná matice, a
n∑

t=1

E
∗
 1√

n
Xt−1ûtυt

2+κ
s.j.−→ 0
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pro nìjaké κ > 0. Zvolíme κ = ν
2
. Pøipomeòme, ¾e υt jsou iid s koneènými

momenty alespoò do øádu 2 + ν a ¾e ut = B(t)′Xt−1 + εt. Nadále budeme pro
koneènou konstantu pou¾ívat znaèení K, pøièem¾ hodnota K se mù¾e prùbì¾nì
mìnit. Platí

n∑
t=1

E
∗
 1√

n
Xt−1ûtυt

2+κ

=
1

n1+κ
2

n∑
t=1

∥Xt−1∥2+κ |ût|2+κ
E |υt|2+κ

= K
1

n1+κ
2

n∑
t=1

∥Xt−1∥2+κ
⏐⏐⏐Xt − β̂′

nXt−1

⏐⏐⏐2+κ

= K
1

n1+κ
2

n∑
t=1

∥Xt−1∥2+κ
⏐⏐⏐ut +

(
β − β̂n

)′
Xt−1

⏐⏐⏐2+κ

≤ K
1

n1+κ
2

n∑
t=1

∥Xt−1∥2+κ |ut|2+κ

  
(V 1)

+K
β − β̂n

2+κ 1

n1+κ
2

n∑
t=1

∥Xt−1∥4+2κ

  
(V 2)

.

Platí 2κ = ν a z lemmatu 18 vyplývá, ¾e pøi n → ∞

1

n

n∑
t=1

∥Xt−1∥4+ν s.j.−→ E ∥X1∥4+ν < ∞, a proto
1

n
κ
2

1

n

n∑
t=1

∥Xt−1∥4+ν s.j.−→ 0.

Proto¾e β̂n je podle vìty 4 silnì konzistentní odhad parametru β, platíβ − β̂n

2+κ s.j.−→ 0, a tedy

(V 2) = K
β − β̂n

2+κ 1

n1+κ
2

n∑
t=1

∥Xt−1∥4+2κ s.j.−→ 0.

Konvergence výrazu (V 1) se odvodí analogicky. Platí

(V 1) = K
1

n1+κ
2

n∑
t=1

∥Xt−1∥2+κ |ut|2+κ

= K
1

n1+κ
2

n∑
t=1

∥Xt−1∥2+κ |B(t)′Xt−1 + εt|2+κ

≤ K
1

n1+κ
2

n∑
t=1

∥Xt−1∥2+κ |B(t)′Xt−1|2+κ
+K

1

n1+κ
2

n∑
t=1

∥Xt−1∥2+κ |εt|2+κ

≤ K
1

n1+κ
2

n∑
t=1

∥Xt−1∥4+2κ ∥B(t)∥2+κ +K
1

n1+κ
2

n∑
t=1

∥Xt−1∥2+κ |εt|2+κ .

Z lemmatu 18 opìt plyne (V 1)
s.j.−→ 0,a koneènì

n∑
t=1

E
∗
 1√

n
Xt−1ûtυt

2+κ
s.j.−→ 0.
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Zbývá dokázat konvergence

1

n

n∑
t=1

Xt−1X
′
t−1û

2
t

P−→ H.

û2
t =

[
Xt − β̂′

nXt−1

]2
=
[(
β − β̂n

)′
Xt−1 +B(t)′Xt−1 + εt

]2
= X ′

t−1

(
β − β̂n

)(
β − β̂n

)′
Xt−1 +X ′

t−1B(t)B(t)′Xt−1 + ε2t+

+ 2X ′
t−1

(
β − β̂n

)
B(t)′Xt−1 + 2X ′

t−1

(
β − β̂n

)
εt + 2X ′

t−1B(t)εt (2.40)

Ve výrazu Xt−1X
′
t−1û

2
t nahraïme û2

t výrazem (2.40) a podívejme se na tvar jed-
notlivých sèítancù:

X ′
t−1

(
β − β̂n

)(
β − β̂n

)′
Xt−1 =

[
Xt−1

(
β1 − β̂n1

)
+Xt−2

(
β2 − β̂n2

)]2
= X2

t−1

(
β1 − β̂n1

)2
+ 2Xt−1Xt−2

(
β1 − β̂n1

)(
β2 − β̂n2

)
+X2

t−2

(
β2 − β̂n2

)2
Levý horní prvek matice

(
Xt−1X

′
t−1

) (
X ′

t−1

(
β − β̂n

)(
β − β̂n

)′
Xt−1

)
má tedy

tvar

X4
t−1

(
β1 − β̂n1

)2
+ 2X3

t−1Xt−2

(
β1 − β̂n1

)(
β2 − β̂n2

)
+X2

t−1X
2
t−2

(
β2 − β̂n2

)2
.

Dle lemmatu 18 konvergují výbìrové prùmìry tvoøené prvky procesù
{
X 4

t−1

}
,{

X3
t−1Xt−2

}
a
{
X2

t−1X
2
t−2

}
k jejich koneèným støedním hodnotám (skoro jistì).

Výraz
(
β − β̂n

)
konverguje skoro jistì k nule díky konzistenci odhadhu β̂n (viz

vìta 4), a proto pro n → ∞

1

n

n∑
t=1

[
X4

t−1

(
β1 − β̂n1

)2
+ 2X3

t−1Xt−2

(
β1 − β̂n1

)(
β2 − β̂n2

)
+X2

t−1X
2
t−2

(
β2 − β̂n2

)2]
=

=
(
β1 − β̂n1

)2 1
n

n∑
t=1

X4
t−1 + 2

(
β1 − β̂n1

)(
β2 − β̂n2

) 1
n

n∑
t=1

X3
t−1Xt−2 +

+
(
β2 − β̂n2

)2 1
n

n∑
t=1

X2
t−1X

2
t−2

s.j.−→ 0.

Obdobným zpùsobem dostaneme konvergenci k nule i u ostatních prvkù ma-

tice 1
n

∑n
t=1

(
Xt−1X

′
t−1

) (
X ′

t−1

(
β − β̂n

)(
β − β̂n

)′
Xt−1

)
, tudí¾ celá tato matice

konverguje skoro jistì k nulové matici. Analogicky mù¾eme pomocí lemmatu 18
odvodit i následující vztahy:

1

n

n∑
t=1

(
Xt−1X

′
t−1

) (
X ′

t−1

(
β − β̂n

)
B(t)′Xt−1

)
s.j.−→ 0,

1

n

n∑
t=1

(
Xt−1X

′
t−1

) (
X ′

t−1

(
β − β̂n

)
εt

)
s.j.−→ 0,

1

n

n∑
t=1

(
Xt−1X

′
t−1

) (
X ′

t−1B(t)εt
) s.j.−→ 0.
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Z matice
(
Xt−1X

′
t−1

)
û2
t nám zbývají ji¾ jen èleny Xt−1X

′
t−1ε

2
t

a
(
Xt−1X

′
t−1

) (
X ′

t−1B(t)B(t)′Xt−1

)
. Proto¾e

E Xt−1X
′
t−1ε

2
t = E Xt−1X

′
t−1 E ε2t = Vσ2 < ∞,

z ergodické vìty vyplývá

1

n

n∑
t=1

Xt−1X
′
t−1ε

2
t

s.j.−→ Vσ2.

Konvergenci druhé matice uká¾eme opìt po slo¾kách. Platí(
X ′

t−1B(t)B(t)′Xt−1

)
=
(
Xt−1B1(t) + Xt−2B2(t)

)2
= X 2

t−1B1(t)
2 + 2Xt−1Xt−2B1(t)B2(t) + X 2

t−2B2(t)
2.

Oznaème L = (l)i,j matici
(
Xt−1X

′
t−1

) (
X ′

t−1B(t)B(t)′Xt−1

)
. Pak

E l1,1 = E X 4
t−1 E B1(t)

2 + 2E X 3
t−1Xt−2 E B1(t)B2(t) + E X 2

t−1X 2
t−2 E B2(t)

2

= E X 4
t−1ω

2
1 + E X 2

t−1X 2
t−2ω

2
2,

E l2,2 = E X 2
t−1X 2

t−2 E B1(t)
2 + 2E Xt−1X 3

t−2 E B1(t)B2(t) + E X 4
t−2 E B2(t)

2

= E X 2
t−1X 2

t−1ω
2
1 + E X 4

t−2ω
2
2,

E l1,2 = E X 3
t−1Xt−2 E B1(t)

2 + 2E X 2
t−1X 2

t−2 E B1(t)B2(t) + E Xt−1X 3
t−2 E B2(t)

2

= E X 3
t−1Xt−2ω

2
1 + E Xt−1X 3

t−2ω
2
2, ,

E l2,1 = E l1,2.

Je tedy

E L =

(
E X 4

t−1ω
2
1 + E X 2

t−1X 2
t−2ω

2
2 E X 3

t−1Xt−2ω
2
1 + E Xt−1X 3

t−2ω
2
2

E X 3
t−1Xt−2ω

2
1 + E Xt−1X 3

t−2ω
2
2 E X 2

t−1X 2
t−1ω

2
1 + E X 4

t−2ω
2
2

)
= Λ

a z lemmatu 18 dostaneme konvergenci

1

n

n∑
t=1

(
Xt−1X

′
t−1

) (
X ′

t−1B(t)B(t)′Xt−1

) s.j.−→ Λ, n → ∞.

Celkovì tedy platí

1

n

n∑
t=1

Xt−1X
′
t−1û

2
t

s.j.−→ σ2V +Λ, n → ∞,

pøièem¾ díky pøedpokladùm (E1) a (E3') je σ2V +Λ < ∞.

Splnili jsme v¹echny pøedpoklady centrální limitní vìty (vìta 24), ov¹em s tím
rozdílem, ¾e v jednotlivých podmínkách v na¹em pøípadì nejde o konvergenci
reálných èísel, ale konvergenci náhodných velièin. Dostáváme tedy konvergenci
podmínìného rozdìlení pøi znalosti X−1, X0, . . . , Xn:

1√
n

n∑
t=1

Xt−1u
∗
t

d−→ Z skoro jistì, a tedy i v pravdìpodobnosti, (2.41)
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kde Z ∼ N2 (0, σ
2V +Λ).

Zbývá ji¾ jen aplikovat Cramérovu-Slutského vìtu (vìta 25) na výraz (2.37).
Ze vztahu (2.38) vyplývá konvergence(

1

n

n∑
t=1

Xt−1X
′
t−1

)−1

P−→ V−1, n → ∞.

Kombinací se vztahem (2.41) tedy dostáváme

√
n
(
β̂∗
n − β̂n

)
d−→ V−1Z v pravdìpodobnosti.

Proto¾e matice V−1 je deterministická a Λ = E [(XtX
′
t) (X

′
tΩXt)], platí

V−1Z ∼ N2

(
0, σ2V−1 +V−1

E [(XtX
′
t) (X

′
tΩXt)]V

−1
)
.

Tím je dùkaz vìty 15 dokonèen.

�
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3. Simulace

V této kapitole na nìkolika simulaèních experimentech provìøíme vhodnost
popsaných bootstrapových metod k analýze vlastností odhadu parametru β,
resp. β èi statistik

√
n
(
β̂n − β

)
, resp.

√
n
(
β̂n − β

)
procesù RCA(1) a RCA(2).

Proto¾e se v této práci nezabýváme testováním, zda na¹e data odpovídají modelu
RCA(p), v¹echny experimenty budou provedené na simulovaných procesech.
V pøípadì reálných dat by kromì ovìøení, zda volíme správnì autoregresní
model (vèetnì správného øádu modelu), bylo potøeba otestovat také nulovost èi
nenulovost rozptylu, resp. varianèní matice autoregresního koe�cientu. Metodu
pro test hypotézy, ¾e ω2 = 0, resp. Ω = 0, lze nalézt v kapitole 6 monogra�e
Nicholls a Quinn (1982).

Abychom odli¹ili reziduální bootstrap pro procesy AR(1) a reziduální boot-
strap pro procesy RCA(1), budeme v textu znaèit reziduální metodu popsanou
v èlánku Kreiss a Fink (2013) jako reziduální KF bootstrap (v tabulkách ho
budeme znaèit RBKF ). Varianty reziduálního KF bootstrapu budeme oznaèo-
vat reziduálnì momentový KF bootstrap (RMBKF ) a momentový KF bootstrap
(MBKF ).

Intervaly spolehlivosti

Popsané metody budeme mimo jiné porovnávat pomocí pokrytí intervalù spo-
lehlivosti pro parametr β. Existují rùzné zpùsoby, jak s vyu¾itím metody boot-
strap konstruovat intervalové odhady. Tøi základní postupy jsou popsané v èlánku
Prá¹ková (2004a), kapitola 2.3. Nám se zde hodí tzv. hybridní intervaly spoleh-
livosti. Uva¾ujeme statistiku Tn =

√
n
(
β̂n − β

)
a oznaème její distribuèní funkci

Hn(x). Chceme zkonstruovat interval spolehlivosti pro parametr β s koe�cientem
1− α. Interval spolehlivosti má tvar(

β̂n −
q1−α

2√
n
, β̂n −

qα
2√
n

)
,

kde q1−α
2
a qα

2
jsou kvantily distribuèní funkce Hn(x). Víme, ¾e pøi pou¾ití vhodné

bootstrapové metody je asymptotické rozdìlení statistiky Tn stejné jako asympto-
tické rozdìlení bootstrapové statistiky T ∗

n =
√
n
(
β̂∗
n − β̂n

)
. Kvantily q1−α

2
a qα

2

tedy aproximujeme pomocí kvantilù q∗1−α
2
a q∗α

2
distribuèní funkce H∗

n(x) statistiky
T ∗
n . Proto¾e ale teoretickou distribuèní funkci H∗

n(x) neznáme, vyu¾ijeme metodu
Monte Carlo. Vygenerujeme B bootstrapových øad X∗

0,b, . . . , X∗
n,b, pro ka¾dou

spoèteme odhad β̂∗
n,b a statistiku T ∗

n,b a pomocí hodnot T ∗
n,1, . . . , T ∗

n,B zkonstruu-
jeme empirické kvantily q̂∗1−α

2
a q̂∗α

2
. Výsledný interval spolehlivosti tedy bude mít

tvar (
β̂n −

q̂∗1−α
2√
n
, β̂n −

q̂∗α
2√
n

)
.
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3.1 Proces RCA(1)

Pro porovnání bootstrapových metod generujeme èasové øady podle modelu

Xt = (β +Bt)Xt−1 + εt, t = 1, . . . , n,

kde

• Bt ∼ N (0, ω2) nebo Bt ∼ R
([

−
√
3ω2,

√
3ω2
])

(tedy Bt mají normální

nebo rovnomìrné rozdìlení s nulovou støední hodnotou a rozptylem ω2),

• εt ∼ N (0, σ2) nebo εt ∼ DEx(0,
√

σ2

2
) (tedy εt mají normální èi dvojitì

exponenciální rozdìlení s nulovou støední hodnotou a rozptylem σ2),

• n ∈ {200, 500}.

Zvolené kombinace parametrù β, ω2, σ2 jsou uvedené v tabulce 3.1. Pøipo-
meòme, ¾e E B4

t = α4 a E ε4t = δ4. Kromì vlastních hodnot parametrù nás
zajímá splnìní podmínek pro existenci druhého, ètvrtého a osmého momentu
generovaného náhodného procesu, které závisí i na rozdìlení Bt:

E X 2
t < ∞ ⇔ M2 = β2 + ω2 < 1, (3.1)

E X 4
t < ∞ ⇔ M4 = β4 + 6β2ω2 + α4 < 1, (3.2)

E X 8
t < ∞ ⇔ M8 = β8 + 28β6ω2 + 70β4α4 + 28β2

E B6
0 + E B8

0 < 1. (3.3)

Hodnoty výrazù M2, M4 a M8 jsou také uvedené v tabulce 3.1. Dále nás zajímá
hodnota asymptotického rozptylu statistiky Tn =

√
n
(
β̂n − β

)
, který znaèíme

σ2
as a jeho¾ tvar je uveden ve vzorci (2.10).

Sada parametrù p4 odpovídá procesu AR(1) a pøidali jsme ji, abychom vidìli,
zda na¹e metody fungují i v pøípadì, ¾e ¹patnì odhadneme model, kterým byla
na¹e data vygenerována, a autoregresní koe�cient je ve skuteènosti nenáhodný.

Poznámka. Pro získání stacionární èasové øady je obvyklým postupem generovat
èasovou øadu del¹í, ne¾ je deklarovaný poèet pozorování, a prvních k hodnot
vynechat. I my volíme tento pøístup. Generování zahájíme hodnotou X0 = 0,
vygenerujeme n+51 hodnot a prvních 50 hodnot následnì vynecháme. Obdobnì
budeme postupovat i u procesu RCA(2).

3.1.1 Reziduální a momentové metody

Výbìr m(n) a M(n)

Abychom mohli porovnat tøi metody navr¾ené v èlánku Kreiss a Fink (2013),
které jsme popsali v sekcích 2.3.1 a 2.3.2, potøebujeme nejprve urèit meze m(n)
a M(n) pro generování bootstrapových reziduí ε∗1, . . . , ε∗n a B∗

1 , . . . , B∗
n. Vy-

brané hodnoty mají splòovat pøedpoklady (C4) a (C5), které zaruèují konzistenci
metody. Horní mez pro generování ε∗t jsme volili následovnì:

m(n) ∈
{
2n−1/3, 2,5n−1/3, 2n−1/6, 2,5n−1/6,

2

ln(n)
,

2,5

ln(n)

}
.
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rozdìlení
β ω2 σ2 α4 δ4 M2 M4 M8 σ2

asBt, εt

p1

N , N

-0,1 0,3 0,8
0,27

1,92

0,31
0,288 0,966

1,833
N , DEx 3,84 2,435
R, N

0,162
1,92

0,18 0,103
1,682

R, DEx 3,84 2,205

p2

N , N

0,1 0,3 0,8
0,27

1,92

0,31
0,288 0,966

1,833
N , DEx 3,84 2,435
R, N

0,162
1,92

0,18 0,103
1,682

R, DEx 3,84 2,205

p3

N , N

0,1 0,4 0,8
0,48

1,92

0,41
0,504 2,96

2,603
N , DEx 3,84 3,445
R, N

0,288
1,92

0,312 0,302
2,041

R, DEx 3,84 2,648

p4

N , N

0,5 0 0,8
0

1,92

0,25
0,062 0,004

0,750
N , DEx 3,84 0,750
R, N

0
1,92

0,062 0,004
0,750

R, DEx 3,84 0,750

p5

N , N

0,5 0,15 0,8
0,068

1,92

0,40
0,355 0,772

1,186
N , DEx 3,84 1,437
R, N

0,04
1,92

0,328 0,342
1,163

R, DEx 3,84 1,404

p6

N , N

0,1 0,3 1
0,27

3

0,31
0,288 0,966

1,833
N , DEx 6 2,435
R, N

0,162
3

0,18 0,103
1,682

R, DEx 6 2,205

Tabulka 3.1: Parametry procesu RCA(1).

Dolní mez pro generování B∗
t jsme nastavili dle doporuèení v èlánku Kreiss a

Fink (2013) a pouze jsme mìnili konstantu:

M(n) = k · ln(ln(n)), k ∈ {0,8, 0,9, . . . , 1,3} .

S ka¾dou dvojicí m(n) a M(n) jsme pro 1000 nasimulovaných øad metodou
reziduální KF bootstrap generovali 90% intervaly spolehlivosti a porovnávali
jejich pokrytí skuteèné hodnoty parametru β. Ukázalo se, ¾e z navr¾ených
hodnot m(n) lze pou¾ít libovolnou a na výsledek to nemá pøíli¹ velký vliv
(viz obrázek 3.6), pøesto¾e mezi nejvy¹¹í a nejni¾¹í hodnotou (0,34 a 1,03) je
relativnì velký rozdíl a velikost mno¾iny reziduí pro generování ε∗t se znaènì
li¹í. Naopak u M(n) jsou rozdíly patrné. Èím vy¹¹í je hodnota konstanty k, tím
ménì intervalù spolehlivosti pøekrývá β. Nicménì i pro k = 1,3, kdy pøi n = 200
poèet prvkù mno¾iny

{
B̃S1 , . . . , B̃SNB

}
, ze které generujeme B∗

t , nepøesahuje
20 a není výjimkou pøípad NB = 3, neklesá pokrytí pod 86 %. Pøi ni¾¹ích
hodnotách k bývá pokrytí vy¹¹í, ne¾ je po¾adováno. Kromì meze M(n) má ale
vliv i rozdìlení εt a Bt. Pøi stejné kombinaci m(n) a M(n) a pøi n = 200 bývá
ni¾¹í pokrytí parametru β u øad, kde εt má dvojitì exponenciální rozdìlení.

61



Podíváme - li se na hodnoty σ2
as v tabulce 3.1, asymptotický rozptyl statistiky

Tn a tedy i odhadu β̂n je vy¹¹í v pøípadì ε ∼ DEx(0, σ2/
√
2). Tím mù¾e být

zpùsobeno ni¾¹í pokrytí parametru β bootstrapovými intervaly spolehlivosti.
Dále, má-li εt normální rozdìlení, pak mírnì vy¹¹í pokrytí intervalù spolehlivosti
dává metoda u èasových øad, kde Bt je rovnomìrnì rozdìlené. I tady lze rozdíl
vysvìtlit souvislostí s men¹ím asymptotickým rozptylem statistiky Tn pro øady
s rovnomìrnì rozdìlenými chybami Bt.

Pøi n = 500 jsou rozdíly mezi jednotlivými rozdìleními ji¾ ménì znatelné
a obecnì je pokrytí vy¹¹í ne¾ 90 %. I konstanta k = 1,3 je tedy pro del¹í øady
pro zvolené parametry a rozdìlení chybových slo¾ek procesu mo¾ná pøíli¹ nízká.
Nicménì i pøi této délce øady obèas klesne poèet prvkù mno¾iny

{
B̃S1 , . . . , B̃SNB

}
pod 10.

U procesu AR(1) je pokrytí intervalù spolehlivosti zøetelnì vy¹¹í, ne¾
u ostatních èasových øad. Pøíèinou je pravdìpodobnì vychýlený odhad rozptylu
statistiky Tn. Dále v textu se budeme odhadem rozptylu této statistiky také
zabývat, tak¾e si pøípadné vychýlení mù¾eme ovìøit. Dal¹í obrázky znázoròující
pokrytí pro v¹echna uva¾ovaná rozdìlení εt a Bt jsou uvedené v kapitole A.
Pøílohy, sekce A.2 Grafy (obrázky 3.11 { 3.18).

V dal¹ích simulacích ji¾ pro εt budeme uva¾ovat jen normální rozdìlení.
Proto¾e nechceme volit rùzné meze pro rùzné kombinace délky èasové øady,
rozdìlení chybových slo¾ek a hodnoty parametrù, pro KF reziduální bootstrap
zvolíme meze M(n) = 2,5n−1/6 a M(n) = 1,3 ln(ln(n)).

Odhad momentù E X 2
t a E X 4

t

Neznáme-li pøesné hodnoty parametrù modelu RCA(1) a chceme-li ke
konstrukci intervalového odhadu pou¾ít asymptotické normální rozdìlení, po-
tøebujeme kromì odhadù parametrù β, ω2 a σ2 také odhadnout E X 2

t a E X 4
t .

K tomu mù¾eme pou¾ít buï výbìrové momenty spoètené z pozorování X2
t a X4

t ,
nebo mù¾eme do vzorcù (2.11) a (2.12) dosadit odhady β, ω2, σ2, δ4 a α4.
Metody pou¾ívající asymptoticky normální rozdìlení s rozptylem odhadnutým
pomocí výbìrových momentù budeme znaèit ASV . Metody, kde se pro odhad
asymptotického rozptylu pou¾ívají jen odhady parametrù, budeme znaèit ASP .
Nevýhodou druhého pøístupu je, ¾e musíme odhadovat dva parametry navíc.
Vzorec pro vyjádøení E X 4

t je také ji¾ pomìrnì slo¾itý, parametry se zde vyskytují
opakovanì a chyby odhadù se tudí¾ mohou nasèítat. Zejména odhady parametru
α4 vychází pro na¹e data velmi variabilní. Na obrázcích 3.6 a 3.11 { 3.18
v sekci A.2 Grafy vidíme, ¾e pokrytí 90% intervalù spolehlivosti zkonstruovaných
pomocí asymptotického normálního rozdìlení metodou ASP vychází mírnì hùø
ne¾ s metodou ASV , pokud je vy¹¹í hodnota parametrù β nebo ω2 a tedy
hodnota výrazù M2 a M4 je také vy¹¹í. Tyto rozdíly jsou v¹ak patrné jen pro
øady o 200 pozorováních. Pøi n = 500 ji¾ vychází pokrytí u obou metod prakticky
toto¾nì. Asymptoticky normálnímu rozdìlení statistiky Tn se je¹tì dále v textu
budeme vìnovat pøi porovnávání bootstrapových metod.
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Momentové metody

Modi�kace reziduálního bootstrapu popsané v sekci 2.3.2 generují boot-
strapová rezidua ε∗t a B∗

t z rozdìlení, jejich¾ první ètyøi momenty odpovídají
ètveøicím (0, ω̂2

n, 0, α̂4n), respektive (0, σ̂2
n, 0, δ̂4n). V èlánku Hall a Ma (2007)

byl popsán následující zpùsob generování náhodných velièin tak, aby jejich
první a tøetí momenty byly rovny nule a druhé a ètvrté momenty odpovídaly
pøedepsaným hodnotám.

Mìjme náhodou velièinu Y s diskrétním rozdìlením:

Y =

⎧⎪⎨⎪⎩
−

√
α4

ω
, p = ω4

2α4
,

0, p = 1− ω4

α4
,

√
α4

ω
, p = ω4

2α4
.

Rozdìlení je symetrické kolem nuly, tudí¾ E Y = E Y 3 = 0. Dále

E Y 2 = 2
α4

ω2
· ω4

2α4

= ω2,

E Y 4 = 2
α2
4

ω4
· ω4

2α4

= α4.

Bootstrapová rezidua B∗
t tedy mù¾eme generovat jako nezávislé náhodné ve-

lièiny s rozdìlením, jako má náhodná velièina Y , pouze neznámé hodnoty ω2

a α4 nahradíme jejich odhady. Analogicky ε∗t budeme vybírat nezávisle z tøíbo-

dového rozdìlení s hodnotami
(
−
√
δ̂4n/σ̂n, 0,

√
δ̂4n/σ̂n

)
a s pravdìpodobnostmi

( σ̂4
n

2δ̂4n
, 1− σ̂4

n

δ̂4n
, σ̂4

n

2δ̂4n
). Pøedpokladem této metody je platnost následujících nerov-

ností:

0 <
ω4

α4

≤ 1 a 0 <
σ4

δ4
≤ 1,

respektive

0 <
ω̂4

α̂4

≤ 1 a 0 <
σ̂4

δ̂4
≤ 1.

Je-li ω4

α4
= 1, tedy ω4 = α4, pak náhodná velièina Y nabývá jen dvou hodnot, −ω

a ω, pøièem¾ E Y 2 = ω2 a E Y 4 = ω4. Jeliko¾ u procesu RCA(1) pøedpokládáme
nenulovost σ2 a ω2, plynou první dvì nerovnosti pøímo ze vztahu

(E |X|p)
1
p ≤ (E |X|q)

1
q

pro 0 < p < q. Jde tedy o pøedpoklady, které platit z teoretického hlediska musí
a metodu nijak neomezují. Platnost druhé sady podmínek ale závisí na pøesnosti
odhadù parametrù. A v na¹em pøípadì se ukazuje, ¾e ve znaèném procentu pøí-
padù není mo¾né odhadnuté parametry tímto zpùsobem pou¾ít. Nejen, ¾e podíl
ω̂4
n/α̂4n je èasto vìt¹í ne¾ jedna, ale také u mnoha øad vychází odhad α̂4n záporný,

tudí¾ nemù¾e �gurovat jako ètvrtý moment pravdìpodobnostního rozdìlení. Mo¾-
ným vysvìtlením pro takový výsledek je kumulace chyb bìhem odhadování jed-
notlivých parametrù. Parametry α4 a δ4 odhadujeme jako koe�cienty regresního
modelu

ũt = δ4 + α4X
4
t−1 + ϵt, (3.4)
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kde ũt = û4
t −6ω̂2

nσ̂
2
nX

2
t−1 a ût = Xt− β̂nXt−1. Nejprve tedy odhadneme β, pomocí

β̂n získáme odhady ω2 a σ2 a nakonec pomocí v¹ech tøí odhadù odhadneme α4

a δ4. I kdy¾ pou¾ijeme konzistentní odhady β̂n, σ̂
2
n a ω̂2

n a odhady α̂4 a δ̂4 jsou
také konzistentní, v koneèném vzorku dat odhady nemusí odpovídat skuteèným
hodnotám parametrù. Podíváme-li se na problém je¹tì z jiného úhlu, pøíèinou
mù¾e být i pominutí nìkterých èlenù v rovnosti

u4
t = B4

tX 4
t−1 + 4B3

tX 3
t−1εt + 6B2

tX 2
t−1ε

2
t + 4BtXt−1ε

3
t + ε4t

pøechodem ke støední hodnotì

E u4
t = α4 E X 4

t−1 + 6ω2σ2
E X 2

t−1 + δ4,

viz rovnice (2.16). Støední hodnota èlenù 4B3
tX 3

t−1 a 4BtXt−1ε
3
t je rovna nule

a dokud je Xt−1 relativnì malé, mù¾e být jejich vliv zanedbatelný. Nicménì
vzhledem k tomu, ¾e se v modelu (3.4) vyskytuje Xt−1 ve vy¹¹ích mocninách,
ji¾ mù¾e pøi vy¹¹ích hodnotách Xt−1 èlen 4B3

tX 3
t−1 v modelu chybìt a jeho

nepøítomnost vychylovat smìrnici regresní pøímky. Na obrázku 3.7 je znázornìna
závislost ũt na X4

t−1 u tøí èasových øad vygenerovaných podle modelu RCA(1) se
sadami parametrù p1{p3 a s normálnì rozdìlenými chybami εt a Bt. Smìrnice
prokládané pøímky mù¾e být do znaèné míry ovlivnìna nìkolika málo odlehlými
hodnotami, které se u jednotlivých modelù vyskytují.

Pro model RCA(1) pøikládáme graf 3.1 znázoròující odhady parametru α4

pro procesy, kde εt a Bt mají normální rozdìlení. Vidíme, ¾e pro øady s n = 200
jsou dolní kvartily u v¹ech sad parametrù záporné, znaèná èást odhadù tedy le¾í
pod nulou. U del¹ích øad ji¾ vychází odhady lépe. Výjimku tvoøí proces AR(1),
kde je α4 = 0, a proces s ω2 = 0,15, kde α4 = 0,068. U takto nízké hodnoty
parametru zùstává odhad v mnoha pøípadech záporný. Na obrázku 3.2 dále
vidíme, ¾e i podíl ω̂4

n/α̂4n èasto le¾í mimo interval (0, 1). V takových pøípadech
nelze u dané øady momentové metody pou¾ít. Odhady ostatních parametrù
jsou nepøíznivé jen v zanedbatelném zlomku pøípadù, tak¾e jejich hodnoty zde
gra�cky prezentovat nebudeme.

Pøesto¾e nám nevychází odhady parametrù pøíznivì, chtìli bychom porovnat
reziduální KF bootstrap s jeho momentovými variantami. Generovali jsme
tedy takové mno¾ství øad, abychom v nich na¹li 1000 pøípadù, na kterých
lze momentové metody pou¾ít. U tìchto øad jsme opìt konstruovali intervaly
spolehlivosti pro parametr β metodami reziduální KF bootstrap, reziduálnì
momentový KF bootstrap a momentový KF bootstrap a pomocí asymptoticky
normálního rozdìlení, s obìma zpùsoby odhadnutí asymptotického rozptylu.
Procenta pou¾itelných øad se pohybují pro model RCA(1) u øad s 200 pozoro-
váními zhruba mezi 20 a 30 % a u øad s 500 pozorováními pøibli¾nì mezi 30
a 40 %. Tyto poèty se pro rùzná rozdìlení chybových slo¾ek Bt výraznì neli¹í.
U modelu AR(1) je vhodných jen pøibli¾nì 10 % øad, co¾ je zpùsobené vysokou
mírou záporných odhadù parametru α4.

Konstruovali jsme 90%, 95% a 99% intervaly spolehlivosti a sledovali jejich
pokrytí skuteèné hodnoty parametru β. Intervaly spoètené metodou reziduální

64



p1 p2 p3 p4 p5 p6

−
0.

1
0.

0
0.

1
0.

2
0.

3

α̂4n

p1 p2 p3 p4 p5 p6

0.
0

0.
1

0.
2

0.
3

0.
4

α̂4n

Obrázek 3.1: Odhady parametru α4 v modelu RCA(1) s normálnì rozdìlenými
chybami εt i Bt. Extrémní hodnoty nejsou zobrazeny. Odhady byly spoèteny pro
1000 nasimulovaných øad, vlevo o 200 a vpravo o 500 pozorováních.
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Obrázek 3.2: Podíl ω̂4
n/α̂4n v modelu RCA(1) s normálnì rozdìlenými chybami

εt i Bt. Extrémní hodnoty nejsou zobrazeny. Odhady byly spoèteny pro 1000
nasimulovaných øad, vlevo o 200 a vpravo o 500 pozorováních.

KF bootstrap pokrývají hodnotu β ve vìt¹í míøe, ne¾ je po¾adováno. Zejména je
to patrné u 90% intervalù. Momentový a reziduálnì momentový boostrap dávají
hodnoty bli¾¹í nominální hladinì. Tento výsledek není pøekvapivý, generování
reziduí pøímo z rozdìlení, jeho¾ momenty odpovídají pùvodnímu rozdìlení
chybových slo¾ek, mù¾e dávat lep¹í výsledky, ne¾ výbìr z mno¾iny odhadnutých
reziduí, která se u ka¾dé øady mù¾e znaènì li¹it. Nicménì dùvodem mù¾e být
i nevhodnì zvolená hodnota M(n) u reziduálního KF bootstrapu. Asymptoticky
normální intervaly vedou u krat¹ích øad také k vy¹¹ímu pokrytí. U øad s 500
pozorováními se pokrytí pøiblí¾í hladinì 1−α. Oba pøístupy výpoètu asymptotic-
kého rozptylu dávají takøka stejné výsledky. Pro proces AR(1) v¹echny metody
vedou k vy¹¹ímu pokrytí. Výsledky jsou uvedené v tabulkách 3.3, 3.17, 3.19
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a 3.21. Tabulka 3.3 je vlo¾ena v této kapitole, zbylé tabulky jsou pøilo¾eny v sekci
A.1 Tabulky.

Proto¾e pøedvýbìr vhodných èasových øad mù¾e eliminováním þextrémních
hodnotÿ zvý¹it pokrytí intervalových odhadù a tak znaènì zkreslit výsledky, pro
porovnání jsme zkonstruovali intervalové odhady na tisíci èasových øad ji¾ pouze
metodou reziduálního KF bootstrapu a asymptoticky normálního rozdìlení, bez
ohledu na to, jak u jednotlivých øad vychází odhady parametrù. U v¹ech tøí
metod skuteènì do¹lo ke zmen¹ení pokrytí parametru β. Zejména reziduální
KF bootstrap se tím dostal blí¾e k hodnotám 1 − α. Asymptotické metody se
u nìkterých sad parametrù naopak od hodnoty 1−α vzdálily. Celkovì v¹echny tøi
metody dávají v tomto ohledu relativnì dobré výsledky. Výsledky momentového
a reziduálnì momentového KF bootstrapu jsou sice srovnatelné, ale pou¾itelnost
této metody je omezená. Výsledky simulací jsou uvedeny v tabulkách 3.4, 3.18,
3.20 a 3.22. Poslední tøi tabulky jsou pøipojeny na konci práce v sekci A.1 Tabulky.

Poznámka. V prùbìhu simulaèních experimentù jsme pracovali s odhady meto-
dou nejmen¹ích ètvercù popsanými v této práci. Je mo¾né, ¾e za pou¾ití nìjaké
jiné metody pro odhad parametrù α4 a δ4 bychom dostali lep¹í výsledky. Pokusili
jsme se pro parametry σ2 a ω2 pou¾ít i odhady získané metodou maximální
kvazivìrohodnosti popsané v Nicholls a Quinn (1982), které iteraènì zpøesòují
odhady metodou nejmen¹ích ètvercù, a následnì odhadovat α4 a δ4 metodou
nejmen¹ích ètvercù pomocí tìchto pøesnìj¹ích odhadù, ale na celkový výsledek
to nemá pøíli¹ velký vliv.

Poznámka. Aby pøi aplikaci reziduálního KF bootstrapu a jeho variant boot-
strapové repliky pùvodní èasové øady tvoøily také stacionární øadu, po¾adujeme
splnìní podmínek 3.1 a 3.2 i pro odhady parametrù. Konkrétnì tedy chceme, aby
platilo β̂2

n + ω̂2
n < 1 a β̂4

n + 6β̂2
nω̂

2
n + α̂4n < 1. Tyto podmínky v naprosté vìt¹inì

pøípadù splnìny jsou, jak je vidìt na obrázcích 3.3 a 3.4. V nìkolika málo pøí-
padech vychází hodnota výrazu β̂2

n + ω̂2
n pøi n = 200 záporná, co¾ je zpùsobeno

tím, ¾e odhady ω2 vycházejí èasto podhodnocené a obèas men¹í ne¾ nula. U øad,
kde poèet pozorování je 500, se ji¾ záporné hodnoty nevyskytují, i kdy¾ ω̂2

n stále
vychází men¹í, ne¾ je skuteèná hodnota parametru, s ní¾ byly øady generovány.

3.1.2 Porovnání wild bootstrapu a reziduálního KF boot-
strapu

U obou metod je dokázána konvergence statistiky Tn =
√
n
(
β̂∗
n−β̂n

)
k normál-

nímu rozdìlení. Mù¾eme tedy porovnat odhad asymptotického rozptylu Tn s boot-
strapovým odhadem rozptylu Tn, neboli s odhadem nv̂arB

(
β̂∗
n− β̂n

)
. V sekci 2.3.3

jsme popisovali wild bootstrap, u kterého nejprve vygenerujeme bootstrapová re-
zidua u∗

t a bootstrapový výbìr následnì vytvoøíme postupem X∗
t = β̂nXt−1 + u∗

t .
Bootstrapový odhad parametru β má pak tvar

β̂∗
n =

∑n
t=1Xt−1X

∗
t∑n

t=1X
2
t−1

.
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Obrázek 3.3: Hodnota výrazu β̂2
n + ω̂2

n v modelu RCA(1) s normálnì rozdìlenými
chybami εt i Bt. Odhady byly spoèteny pro 1000 nasimulovaných øad, vlevo o 200
a vpravo o 500 pozorováních.
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Obrázek 3.4: Hodnota výrazu β̂4
n + 6β̂2

nω̂
2
n + α̂4n v modelu RCA(1) s normálnì

rozdìlenými chybami εt i Bt. Odhady byly spoèteny pro 1000 nasimulovaných
øad, vlevo o 200 a vpravo o 500 pozorováních.

Tuto metodu budeme oznaèovat regresní wild bootstrap (WBreg). Bootstrapový
výbìr ale mù¾eme také generovat rekurzivnì postupemX∗

t = β̂nX
∗
t−1+u∗

t a odhad
pak spoèíst podle vzorce

β̂∗
n =

∑n
t=1X

∗
t−1X

∗
t∑n

t=1 X
∗2
t−1

.

Tuto metodu budeme nazývat pro odli¹ení rekurzivní wild bootstrap (WBrek).
Pro tento postup nemáme sice k dispozici dùkaz jeho konzistence, to nám
ale nebrání v rámci simulací metodu také vyzkou¹et a porovnat její výsledky
s regresním wild bootstrapem. Pøidáme je¹tì klasický reziduální bootstrap
navr¾ený pro proces AR(p). O nìm víme, ¾e vede pro proces RCA(1) u boot-
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strapové statistiky T ∗
n k asymptotickému rozdìlení s jiným rozptylem, ne¾ jaký

má statistika Tn, a mù¾eme ovìøit, jestli k tomuto výsledku v simulacích také
dojdeme.

Konkrétnì budeme porovnávat výbìrovou smìrodatnou odchylku, vychýlení
a støední ètvercovou chybu odhadù v̂arNTn, kde v̂arNTn znaèí odhad rozptylu
statistiky Tn nìkterou pou¾itou metodou. U bootstrapových metod postupujeme
tak, ¾e vygenerujeme N èasových øad a pro i-tou øadu, kde i ∈ {1, . . . , N},
vytvoøíme B bootstrapových výbìrù. Pro ka¾dý bootstrapový výbìr {X∗

ibt}
n
t=1

spoèteme β̂∗
ibn a ze v¹ech bootstrapových odhadù pro øadu i následnì spoèteme

nv̂arB
(
β̂∗
ibn− β̂in

)
. Pro odvození vychýlení a støední ètvercové chyby porovnáváme

bootstrapové odhady rozptylù s odhadem rozptylu nv̂arMC

(
β̂in − β

)
získaným

metodou Monte Carlo na NMC simulovaných èasových øadách.

Simulace jsme provedli pro N = 1000 èasových øad, pøièem¾ z ka¾dé jsme
generovali B = 1000 bootstrapových výbìrù. Odhad metodou Monte Carlo
jsme získali pomocí NMC = 5000 vygenerovaných øad. V¹echna tøi sledovaná
kritéria mají na na¹ich datech takøka stejné hodnoty pro regresní wild bootstrap
a odhad rozptylu asymptoticky normálního rozdìlení získaný metodou ASV .
Vychýlení u metody ASP a ASV jsou velmi podobná, ale odhady metodou ASP

mají vy¹¹í smìrodatnou odchylku a tudí¾ i vy¹¹í støední ètvercovou chybu. To
odpovídá pøedpokladu, ¾e opakovaným pou¾itím odhadù jednotlivých parametrù
modelu pro odhad E X 2

t a E X 4
t se mohou nasèítat chyby jednotlivých odhadù

a vést k vìt¹í variabilitì. Zatímco vychýlení odhadu rozptylu u regresního wild
bootstrapu je velmi malé a ve v¹ech pøípadech záporné, vychýlení u reziduálního
KF bootstrapu je pro v¹echny sady parametrù v absolutní hodnotì nìkolikaná-
sobnì vìt¹í a kladné. Regresní wild bootstrap tedy vede k nepatrnì men¹ímu
odhadu rozptylu, zatímco reziduální KF bootstrap naopak dává odhad rozptylu
vìt¹í, ne¾ je jeho skuteèná hodnota. Smìrodatná odchylka u reziduálního KF
bootstrapu je také o trochu vy¹¹í ne¾ u regresního wild bootstrapu. Rekurzivní
wild bootstrap sice dosahuje nejmen¹í smìrodatné odchylky a støední ètvercové
chyby (kromì klasického reziduální bootstrapu), ale vychýlení odhadu rozptylu
je také násobnì vìt¹í ne¾ u regresního wild bootstrapu. Zajímavé je, ¾e u v¹ech
metod má nejvìt¹í smìrodatnou odchylku odhad rozptylu u procesu s parametry
(0,1, 0,4, 0,8). Sady parametrù jsme zámìrnì volili pomìrnì podobné a tento
proces se od procesu se sadou parametrù p2 li¹í jen o 0,1 vy¹¹í hodnotou ω2.
Tento rozdíl ale vede u procesù s n = 200 k takøka dvojnásobné smìrodatné
odchylce odhadu rozptylu. Klasický reziduální bootstrap dle oèekávání dává
nejvíce vychýlené odhady, odhad rozptylu pomocí této metody je výraznì
men¹í ne¾ skuteèná hodnota. Na sadì parametrù p4, která odpovídá procesu
AR(1), má reziduální bootstrap nejlep¹í výsledky, ale dobøe zde fungují i oba
wild bootstrapy a asymptoticky normální rozdìlení. U wild bootstrapù to není
pøekvapivé, proto¾e jejich postup se pro procesy RCA(p) a AR(p) neli¹í a konzis-
tence metod je dokázaná. U asymptotického normálního rozdìlení to znamená,
¾e odhad ω2 zøejmì vychází velmi blízko nule a odhad rozptylu statistiky Tn

u procesu RCA(1) se pak blí¾í odhadu rozptylu Tn procesu AR(1). Reziduální
KF bootstrap oproti ostatním metodám vede k vy¹¹ímu odhadu v̂arN Tn. Co se
týèe rozdìlení chybové slo¾ky Bt, u procesù s rovnomìrným rozdìlením vychází
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smìrodatná odchylka a tudí¾ i støední ètvercová chyba odhadu varTn men¹í, ne¾
u procesù s normálnì rozdìlenými velièinami Bt.

Pro odhad rozptylu statistiky Tn jsme tedy na na¹ich datech nejlep¹ích
výsledkù dosáhli metodou regresního wild bootstrapu a pomocí asymptoticky
normálního rozdìlení, postupem ASV . V¹echny výsledky jsou uvedené v tabul-
kách 3.5, 3.8, 3.9 a 3.10, pøièem¾ poslední tøi zménìné tabulky jsou souèástí
sekce A.1 Tabulky.

Nakonec srovnáme je¹tì empirické hustoty bootstrapové statistiky
T ∗
n =

√
n
(
β̂∗
n − β̂n

)
získané metodami regresní wild bootstrap, rekurzivní wild

bootstrap, reziduální KF bootstrap a klasický reziduální bootstrap. Porovnáme
je s hustotou asymptoticky normálního rozdìlení statistiky Tn =

√
n
(
β̂n − β

)
,

kde hodnota σ2
as je odhadnuta metodou ASV , a skuteènou hustotou Tn spoètenou

metodou Monte Carlo, tentokrát na 10 000 øadách. Pro bootstrapové metody
jsme zvý¹ili poèet replikací na 5000.

Bootstrapové hustoty a hustotu normálního rozdìlení jsme spoèetli v¾dy pro
tøi náhodnì vygenerované øady. Odhady parametru β v jednotlivých øadách se
tedy obèas znaènì li¹í. Nicménì i tam, kde u dvou øad se stejnou sadou parametrù
má odhad β̂n jen nepatrnì odli¹nou hodnotu, vychází empirické hustoty obèas
velmi odli¹nì (viz napøíklad øady o 500 pozorováních na obrázcích 3.5 a 3.20, kde
druhý obrázek je zahrnut v sekci A.2 Grafy). Zdá se, ¾e aproximace rozdìlení
Tn pomocí metody bootstrap závisí více na pùvodních datech ne¾ na samotném
odhadu β, proto¾e v¹echny metody bootstrap (s výjimkou klasického reziduálního
bootstrapu) v nìkterých pøípadech velmi dobøe aproximují skuteèné rozdìlení
statistiky Tn, pøesto¾e odhad β je znaènì odli¹ný od skuteèné hodnoty (napøíklad
u øad v levé èásti obrázku 3.5). Obì metody wild bootstrap i asymptotický
pøístup vedou vìt¹inou k velmi podobnému rozdìlení. Reziduální KF bootstrap
má oproti nim obèas vìt¹í rozptyl, co¾ odpovídá kladnému vychýlení, které jsme
zaznamenali vý¹e. Klasický reziduální bootstrap skuteèné rozdìlení v Tn v pøí-
padì procesu RCA(1) pøíli¹ dobøe neaproximuje, rozptyl výsledného empirického
rozdìlení je pøíli¹ malý. U procesu AR(1) fungují pomìrnì dobøe obì metody wild
bootstrap, klasický reziduální bootstrap i asymptotické rozdìlení. Reziduální KF
bootstrap se od skuteèného rozdìlení obèas pomìrnì odchýlí (viz obrázek 3.27).
S výjimkou grafu 3.20 jsou v¹echny obrázky znázoròující bootstrapové hustoty
obsa¾eny v sekci A.2 Grafy (obrázky 3.19 { 3.29).

Chceme-li aproximovat rozdìlení statistiky Tn, na základì na¹í simulace se
jako vhodné metody jeví obì metody wild bootstrap i asymptotické normální
rozdìlení.

3.2 Proces RCA(2)

Zbývá nám na simulacích provìøit chování metody wild bootstrap pro proces
RCA(2). I v této èásti budeme pracovat pouze se simulovanými èasovými øadami.
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β1 β2 ω2
1 ω2

2 σ2 λ1

p1 0,5 0,2 0,25 0,25

0,8

0,675
p2 0,5 0,2 0,1 0,1 0,596
p3 0,5 0,2 0 0 0,581
p4 0,5 -0,2 0,25 0,25 0,402
p5 0,5 -0,2 0,5 0,5 0,773
p6 0,5 -0,2 0 0 0,200
p7 0,7 0 0,25 0,25 0,649
p8 0,7 0 0,1 0,1 0,519
p9 -0,5 -0,2 0,25 0,25 0,402
p10 -0,5 -0,2 0,1 0,1 0,241

Tabulka 3.2: Parametry modelu RCA(2).

Data budeme generovat podle pøedpisu

Xt =
(
β1 +B1(t)

)
Xt−1 +

(
β2 +B2(t)

)
Xt−2 + εt, t = 1, . . . , n

kde

• Bi(t) ∼ N (0, ω2
i ), nebo Bi(t) ∼ R

([
−
√

3ω2
i ,
√

3ω2
i

])
, i = 1, 2 pøièem¾

cov(B1(t), B2(t)) = 0,

• εt ∼ N (0, σ2),

• n ∈ {200, 500}.

V této èásti bude v¾dy σ2 = 0,8. Zvolené parametry modelu jsou uvedeny
v tabulce 3.2. Ke ka¾dé sadì parametrù zde uvádíme také v absolutní hod-
notì nejvìt¹í vlastní èíslo λ1 matice M (viz rovnice (2.22)). Má-li být proces
RCA(2) stacionární, musí být v¹echna vlastní èísla matice M v absolutní
hodnotì men¹í ne¾ 1. Pov¹imnìme si, ¾e nezále¾í jen na absolutní velikosti
parametrù. Sady parametrù p1 a p9 se li¹í pouze znaménkem β1 a β2, ale rozdíl
v λ1 je 0,273. Proces RCA(2) je stacionární se v¹emi zvolenými sadami parametrù.

U procesù RCA(2) porovnáváme regresní wild bootstrap s rekurzivním
wild bootstrapem, klasickým reziduálním bootstrapem a s asymptoticky
normálním rozdìlením. Nezkoumáme ale odhad celé varianèní matice statis-
tiky Tn =

√
n
(
β̂n − β

)
, nýbr¾ jen rozptyly statistik T1n =

√
n
(
β̂1n − β1

)
a T2n =

√
n
(
β̂2n − β2

)
. Opìt jsme spoèetli výbìrovou smìrodatnou odchylku,

vychýlení a støední ètvercovou chybu pro odhady rozptylù získaných pomocí
1000 bootstrapových replik pro 1000 vygenerovaných èasových øad. Skuteènou
hodnotu rozdìlení statistik T1n a T2n i tentokrát nahrazujeme odhadem metodou
Monte Carlo spoèteným pro 5000 vygenerovaných øad.

Odhad varianèní matice Σas asymptoticky normálního rozdìlení (viz vzo-
rec (2.27)) získáme tak, ¾e parametry σ2, ω2

1 a ω2
2 nahradíme jejich odhady

σ̂2
n, ω̂2

1n a ω̂2
2n a hodnoty E X 4

t , E X 3
t Xt−1, E X 2

t X 2
t−1 a E XtX 3

t−1 v matici Λ
nahradíme výbìrovými prùmìry spoètenými z dat dané øady. Odhady σ̂2

n, ω̂
2
1n
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a ω̂2
2n spoèteme metodou nejmen¹ích ètvercù postupem navr¾eným v Nicholls a

Quinn (1982). Jde o postup, který jsme pou¾ili pro odhad v modelu RCA(1),
roz¹íøený na model øádu 2, tedy parametry odhadujeme jako regresní koe�cienty
lineárního modelu u2

t = σ2 +ω2
1X 2

t−1 +ω2
2X 2

t−2 + ϵt. Zbývá nám odhadnout matici
V−1. Její jednotlivé èleny, tedy E X 2

t a E XtXt−1 spoèteme opìt jako výbìrové
prùmìry, a jejich dosazením do V získáme odhad V̂n. Pak ji¾ staèí polo¾it
V̂−1

n = (V̂n)
−1. Místo výbìrových prùmìrù bychom mohli vyu¾ít i vzorce

(2.25), (2.28) a (2.29){(2.32) a odhady matic V−1 a Λ spoèítat pomocí nich
tak, ¾e místo skuteèných hodnot parametrù pou¾ijeme jejich odhady. Nicménì
parametry se v odhadech momentù procesu {Xt} vyskytují tolikrát, ¾e sebemen¹í
chyba se mù¾e neúnosnì znásobit.

Z výsledkù simulací je patrné, ¾e èím vy¹¹í je λ1, tím vìt¹í je jednak odhad
rozptylu statistik T1n a T2n metodou Monte Carlo, ale i výbìrová smìrodatná
odchylka odhadù rozptylu T1n a T2n pomocí v¹ech pou¾itých metod s výjimkou
klasického reziduálního bootstrapu. S rostoucím λ1 se zvìt¹uje i vychýlení. Pøi
stejných hodnotách ω1 a ω2 mají odhady u procesu s parametry p1 více ne¾
dvojnásobnou smìrodatnou odchylku oproti procesu s parametry p4 a vychýlení
se li¹í je¹tì výraznìji. Navíc èím vy¹¹í jsou hodnoty ω1 a ω2, tím více roste
skuteèná hodnota rozptylu i variabilita bootstrapových odhadù i asymptoticky
normálních odhadù, zvy¹ujeme-li délku øady. U procesù s ω2

1 = ω2
2 = 0,1 se

smìrodatná odchylka zvy¹uje jen nepatrnì.

Odhady rozptylù Tn1 a Tn2 spoètené pomocí regresního wild bootstrapu
mají velmi podobné vlastnosti, jako odhadnuté asymptotické rozptyly. U øad
délky n = 500 se metody zdají být rovnocenné. U øad s n = 200 nám vychází
u procesù s vìt¹ími hodnotami parametrù ω2

1 a ω2
2 u odhadù metodou regresní

wild bootstrap mírnì ni¾¹í smìrodatné odchylky. Naopak u øad, které vznikly
realizací procesu AR(2), vychází trochu lépe asymptotické odhady. Zøejmì
i v pøípadì procesù øádu 2 jsou odhady parametrù ω2

1 a ω2
2 dostateènì blízko

nuly na to, aby pøebyteèný èlen ve varianèní matici asymptotického rozdìlení
byl zanedbatelný.

Stejnì jako u procesù øádu 1 mají odhady konstruované pomocí klasického
reziduálního boostrapu i zde velmi nízké smìrodatné odchylky, ale zato vysoké
vychýlení. Èím vy¹¹í je hodnota ω1 a ω2, tím vychýlenìj¹í odhady vychází.
U procesù AR(2) (sady parametrù p3 a p6) naopak dává reziduální bootstrap
velmi dobré výsledky. Chceme-li mezi sebou porovnat dvì pou¾ité metody wild
bootstrap, podle støední ètvercové chyby vychází lépe rekurzivní wild bootstrap.
Regresní wild bootstrap má vìt¹inou vy¹¹í smìrodatnou odchylku, ale rekurzivní
bootstrap zase dává èasto vychýlenìj¹í odhady. Mezi procesy s normálnì rozdìle-
nými B1(t) a B2(t) a rovnomìrnì rozdìlenými B1(t) a B2(t) jsme ¾ádný obecnì
platný rozdíl neodhalili. V¹echny výsledky jsou uvedené v tabulkách 3.6 a 3.7
v této kapitole a v tabulkách 3.11 { 3.16, které jsou souèástí sekce A.1 Tabulky.

Nakonec jsme simulaènì porovnali empirická rozdìlení bootstrapových statis-
tik T ∗

in =
√
n
(
β̂∗
in − β̂in

)
, i = 1 2, pro jednotlivé bootstrapové metody mezi sebou

i s hustotou odhadnutého asymptotického normálního rozdìlení. I zde se ukazuje,
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¾e obì metody wild bootstrap i asymptoticky normální rozdìlení pomìrnì dobøe
kopírují skuteèné rozdìlení v pøípadì, ¾e λ1 má ni¾¹í hodnotu. S rostoucím λ1

se aproximace rozdìlení statistik Tin zhor¹uje, jak u bootstrapových metod,
tak u asymptotického normálního rozdìlení (viz napøíklad graf 3.9). Rozptyl
bootstrapových hustot i asymptotického normálního rozdìlení je èasto pøíli¹
malý nebo naopak pøíli¹ velký, a i empirická støední hodnota statistiky T1n je
èasto vychýlená. U procesù s nízkou hodnotou ω1 a ω2 naopak výjimeènì dává
dobré výsledky i klasický reziduální bootstrap (pøi n = 500, viz obrázek 3.8).
Pro procesy AR(2) fungují v¹echny metody velmi dobøe. U procesu se sadou
parametrù p8 (graf 3.10) je vidìt, ¾e metody wild bootstrap i asymptoticky
normální rozdìlení pomìrnì dobøe kopírují skuteèné rozdìlení kromì pøípadu,
kdy je odhad β2 ji¾ pøíli¹ vzdálen od skuteèné hodnoty parametru. Dal¹í obrázky
jsou zahrnuty v sekci A.2 Grafy (obrázky 3.30 { 3.46).

Na na¹ich datech v pøípadì aproximace rozdìlení statistik Tin dávají asympto-
ticky normální rozdìlení i obì metody wild bootstrap srovnatelné výsledky. Ty
jsou tím lep¹í, èím je ni¾¹í hodnota λ1, která se zvy¹uje s rostoucími hodnotami
parametrù ω1, ω2, β1 a β2, ale závisí i na znaménku β1 a β2. Èím více se blí¾í λ1

jedné, tím ménì jsou aproximace pøesné. Pøi nízké hodnotì ω1 a ω2 se zmen¹ují
rozdíly mezi procesy RCA(2) a AR(2) a v tom pøípadì zøejmì mù¾e být mo¾né
úspì¹nì pou¾ít i klasický reziduální bootstrap.

3.2.1 Implementace

V¹echny výpoèty byly provedeny ve statistickém softwaru R, verze 3.4.3,
který je volnì k dispozici na adrese https://www.r-project.org/ a jeho¾ autory
je vývojový tým R Core Team (2013). Pro generování pseudonáhodných èísel
s dvojitì exponenciálním rozdìlením byla pou¾ita knihovna Runuran, pro barvy
v grafech knihovna RColorBrewer.

K elektronické verzi práce jsou pøipojeny skripty s kódem pou¾itým pro vý-
poèty hodnot v tabulkách a pro tvorbu grafù uvedených v kapitole 3 a v pøílohách:

1. RCA1 parametry.R - spoètení α̂4n,
ω̂4
n

α̂4n
, β̂2

n + ω̂2
n a β̂4

n + 6β̂2
nω̂

2
n + α̂4n,

2. RCA1 rozdeleni.R - grafy s aproximací rozdìlení statistiky Tn procesu
RCA(1),

3. RCA2 rozdeleni.R - grafy s aproximací rozdìlení statistik T1n a T2n procesu
RCA(2),

4. RCA1 pokryti M.R - spoètení pokrytí parametru β intervalovými odhady
pro rùzné kombinace m(n) a M(n),

5. RCA1 pokryti grafy.R - vytvoøení grafù s pokrytím parametru β,

6. RCA1 var.R - charakteristiky odhadu rozptylu statistiky Tn procesu
RCA(1),
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7. RCA2 var.R - charakteristiky odhadu rozptylu statistiky T1n a T2n procesu
RCA(2),

8. RCA1 pokryti metody.R - pokrytí parametru β intervalovými odhady pro
rùzné metody,

9. RCA1 pokryti bez mom boot.R - pokrytí parametru β intervalovými od-
hady pro rùzné metody, bez momentových bootstrapových metod.
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Obrázek 3.5: Aproximace rozdìlení statistiky
√
n(β̂n − β) pro proces RCA(1),

sada parametrù p2, Bt ∼ N (0, ω2), εt ∼ N (0, σ2). Grafy vlevo zobrazují procesy
o délce n = 200, vpravo n = 500. Poèet bootstrapových opakování je 5000. His-
togram znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000
øad.
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Xt = (β +Bt)Xt−1 + εt, n = 200, Bt ∼ N (0, ω2), εt ∼ N (0, σ2)

metoda 1 − α (−0,1, 0,3, 0,8)a (0,1, 0,3, 0,8) (0,1, 0.4, 0,8) (0,5, 0,0,8) (0,5, 0,15, 0,8) (0,1, 0,3, 1)

RBKF

0,9 0,917 0,926 0,917 0,948 0,927 0,924

0,95 0,961 0,962 0,964 0,971 0,962 0,966

0,99 0,994 0,988 0,995 0,995 0,994 0,994

RMBKF

0,9 0,894 0,889 0,895 0,913 0,905 0,892

0,95 0,933 0,945 0,939 0,955 0,952 0,945

0,99 0,986 0,982 0,985 0,982 0,987 0,987

MBKF

0,9 0,893 0,898 0,906 0,910 0,904 0,899

0,95 0,946 0,954 0,950 0,956 0,954 0,954

0,99 0,987 0,982 0,992 0,983 0,986 0,983

ASV

0,9 0,910 0,923 0,921 0,933 0,913 0,914

0,95 0,955 0,962 0,967 0,965 0,953 0,969

0,99 0,992 0,991 0,998 0,995 0,991 0,993

ASP

0,9 0,913 0,926 0,927 0,935 0,910 0,919

0,95 0,952 0,964 0,967 0,966 0,952 0,969

0,99 0,992 0,988 0,996 0,995 0,979 0,993

% 27 27 25 9 21 27

Pozn:
a Trojice parametrù (β, ω2, σ2).

Tabulka 3.3: Pokrytí 90%, 95% a 99% intervalù spolehlivosti pro parametr β
modelu RCA(1). Intervaly spolehlivosti byly zkonstruovány pro 1000 øad, pøièem¾
pro ka¾dou bylo vygenerováno 1000 bootstrapových výbìrù. V posledním øádku
je uveden pomìr nasimulovaných øad, které bylo mo¾né pou¾ít pro momentové
metody (v procentech).

Xt = (β +Bt)Xt−1 + εt, n = 200, Bt ∼ N (0, ω2), εt ∼ N (0, σ2)

metoda 1 − α (−0,1, 0,3, 0,8)a (0,1,0,3,0,8) (0,1,0.4,0,8) (0,5,0,0,8) (0,5,0,15,0,8) (0,1,0,3,1)

RBKF

0,9 0,906 0,896 0,896 0,926 0,888 0,905

0,95 0,952 0,943 0,945 0,966 0,942 0,944

0,99 0,985 0,982 0,986 0,990 0,983 0,985

ASV

0,9 0,903 0,889 0,890 0,904 0,874 0,881

0,95 0,947 0,942 0,946 0,947 0,940 0,933

0,99 0,986 0,990 0,986 0,987 0,983 0,974

ASP

0,9 0,902 0,887 0,888 0,905 0,859 0,881

0,95 0,947 0,936 0,938 0,948 0,925 0,934

0,99 0,986 0,988 0,986 0,987 0,967 0,976

Pozn:
a Trojice parametrù (β, ω2, σ2).

Tabulka 3.4: Pokrytí 90%, 95% a 99% intervalù spolehlivosti pro parametr β
modelu RCA(1). Intervaly spolehlivosti byly zkonstruovány pro 1000 øad, pøièem¾
pro ka¾dou bylo vygenerováno 1000 bootstrapových výbìrù.
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Xt = (β +Bt)Xt−1 + εt, n = 200, Bt ∼ N (0, ω2), εt ∼ N (0, σ2)

metoda (−0,1, 0,3, 0,8)a (0,1,0,3,0,8) (0,1,0.4,0,8) (0,5,0,0,8) (0,5,0,15,0,8) (0,1,0,3,1)

v̂arMC Tn 1,629 1,630 1,947 0,760 1,060 1,675

WBreg

SD 0,551 0,530 1,044 0,125 0,302 0,604

bias -0,061 -0,049 -0,053 -0,022 -0,010 0,042

MSE 0,307 0,284 1,091 0,016 0,091 0,367

WBrek

SD 0,365 0,368 0,612 0,102 0,178 0,380

bias -0,220 -0,208 -0,311 -0,028 -0,182 -0,121

MSE 0,182 0,178 0,471 0,011 0,065 0,159

RBKF

SD 0,785 0,940 1,072 0,164 0,344 0,757

bias 0,227 0,255 0,311 0,214 0,254 0,504

MSE 0,668 0,947 1,244 0,073 0,182 0,827

RB
SD 0,048 0,048 0,050 0,069 0,075 0,048

bias -0,699 -0,699 -1,020 -0,003 -0,326 -0,609

MSE 0,491 0,491 1,043 0,005 0,112 0,373

ASV

SD 0,533 0,536 1,048 0,122 0,302 0,583

bias -0,060 -0,050 -0,047 -0,021 -0,010 0,038

MSE 0,288 0,289 1,100 0,015 0,091 0,341

ASP

SD 0,668 0,620 1,557 0,123 1,539 0,921

bias -0,078 -0,051 -0,030 -0,021 -0,003 0,070

MSE 0,452 0,387 2,423 0,016 2,365 0,852

Pozn:
a Trojice parametrù (β, ω2, σ2).

Tabulka 3.5: Porovnání vlastností odhadu var
(√

n(β̂n − β)
)
u procesu RCA(1).
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Xt =
(
β1 +B1(t)

)
Xt−1 +

(
β2 +B2(t)

)
Xt−2 + εt, n = 200,

B1(t) ∼ N (0, ω2
1), B2(t) ∼ N (0, ω2

2), εt ∼ N (0, σ2), σ2 = 0,8

(β1, β2) (0,5, 0,2) (0,5, 0,2) (0,5, 0,2) (0,5,−0,2) (0,5,−0,2)

(ω2
1 , ω

2
2) (0,25, 0,25) (0,1, 0,1) (0, 0) (0,25, 0,25) (0,5, 0,5)

v̂arMC T1n 2,842 1,297 0,970 2,060 6,451

v̂arMC T2n 3,146 1,320 0,933 2,061 5,660

WBreg

SD
T1n 3,169 0,572 0,139 1,243 4,133

T2n 2,489 0,555 0,140 1,177 4,171

bias
T1n 0,345 -0,035 -0,024 -0,196 -0,932

T2n -0,268 -0,058 0,009 -0,132 -0,758

MSE
T1n 10,152 0,328 0,020 1,581 17,930

T2n 6,262 0,311 0,020 1,401 17,952

WBrek

SD
T1n 2,083 0,377 0,125 0,925 3,103

T2n 1,379 0,265 0,087 0,695 2,937

bias
T1n -0,253 -0,117 -0,026 -0,429 -1,968

T2n -0,849 -0,159 -0,009 -0,469 -2,051

MSE
T1n 4,400 0,156 0,016 1,038 13,489

T2n 2,620 0,095 0,008 0,702 12,824

RB

SD
T1n 0,073 0,052 0,050 0,062 0,110

T2n 0,069 0,052 0,048 0,063 0,104

bias
T1n -1,867 -0,365 -0,001 -1,199 -5,487

T2n -2,155 -0,382 0,016 -1,152 -5,103

MSE
T1n 3,490 0,136 0,003 1,441 30,121

T2n 4,649 0,148 0,003 1,330 26,054

AS

SD
T1n 3,435 0,620 0,093 1,304 5,063

T2n 2,832 0,604 0,096 1,215 8,404

bias
T1n 0,526 -0,001 -0,024 -0,168 -0,888

T2n -0,086 -0,023 0,009 -0,107 -0,514

MSE
T1n 12,065 0,384 0,009 1,728 26,396

T2n 8,019 0,365 0,009 1,485 70,818

Tabulka 3.6: Porovnání vlastností odhadù var
(√

n(β̂1n−β1)
)
a var

(√
n(β̂2n−β2)

)
u procesu RCA(2).
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Xt =
(
β1 +B1(t)

)
Xt−1 +

(
β2 +B2(t)

)
Xt−2 + εt, n = 200,

B1(t) ∼ N (0, ω2
1), B2(t) ∼ N (0, ω2

2), εt ∼ N (0, σ2), σ2 = 0,8

(β1, β2) (0,5,−0,2) (0,7, 0) (0,7, 0) (−0,5,−0,2) (−0,5,−0,2)

(ω2
1 , ω

2
2) (0, 0) (0,25, 0,25) (0,1, 0,1) (0,25, 0,25) (0,1, 0,1)

v̂arMC T1n 0,931 3,510 1,398 2,210 1,203

v̂arMC T2n 0,932 3,937 1,469 2,141 1,226

WBreg

SD
T1n 0,141 3,433 0,617 1,120 0,276

T2n 0,142 2,813 0,671 1,245 0,247

bias
T1n -0,035 0,459 0,003 -0,177 -0,065

T2n -0,019 -0,522 -0,014 -0,136 -0,013

MSE
T1n 0,021 11,983 0,380 1,283 0,080

T2n 0,021 8,178 0,450 1,568 0,061

WBrek

SD
T1n 0,125 2,442 0,444 0,805 0,213

T2n 0,093 1,654 0,326 0,663 0,156

bias
T1n -0,050 -0,196 -0,093 -0,418 -0,117

T2n -0,045 -1,205 -0,158 -0,484 -0,079

MSE
T1n 0,018 5,994 0,206 0,823 0,059

T2n 0,011 4,185 0,131 0,674 0,031

RB

SD
T1n 0,053 0,070 0,048 0,063 0,054

T2n 0,051 0,075 0,048 0,066 0,0524

bias
T1n -0,014 -2,268 -0,420 -1,187 -0,267

T2n -0,018 -2,863 -0,433 -1,182 -0,220

MSE
T1n 0,003 5,147 0,178 1,413 0,074

T2n 0,003 8,201 0,190 1,401 0,051

AS

SD
T1n 0,115 3,770 0,760 1,226 0,265

T2n 0,115 3,293 0,900 1,353 0,228

bias
T1n -0,036 0,759 0,065 -0,146 -0,060

T2n -0,018 -0,165 0,048 -0,105 -0,007

MSE
T1n 0,015 14,777 0,581 1,522 0,074

T2n 0,013 10,858 0,812 1,839 0,052

Tabulka 3.7: Porovnání vlastností odhadù var
(√

n(β̂1n−β1)
)
a var

(√
n(β̂2n−β2)

)
u procesu RCA(2).
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Obrázek 3.6: Pokrytí intervalù spolehlivosti spoètených metodou reziduálního KF
bootstrapu pro rùzné kombinace M(n) a m(n). Hodnoty M(n) reprezentuje kon-
stanta k na ose x, hodnotym(n) pøedstavují jednotlivé barvy. n = 200, B = 1000,

T = 1000, Bt ∼ R
([

−
√
3ω2,

√
3ω2
])

, εt ∼ DEx
(
0, σ√

2

)
. Plnou èarou je na-

znaèena hladina 1−α = 0,9, èárkovanì pokrytí intervalového odhadu spoèteného
pomocí asymptotického normálního rozdìlení metodou ASV , teèkovanì metodou
ASP .
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Obrázek 3.7: Závislost ũt na X4
t−1 v modelech RCA(1) se sadami parametrù

p1 { p3. Na obrázcích vlevo jsou znázornìné v¹echny hodnoty, na obrázcích
vpravo je výøez bez odlehlých hodnot.
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β1 = 0.5, ω1
2 = 0.1, β̂1n = 0.556
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Obrázek 3.8: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p2, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 500. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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β1 = 0.5, ω1
2 = 0.5, β̂1n = 0.526

x

f(
x)

−6 −4 −2 0 2 4 6

0.
0

0.
1

0.
2

0.
3

0.
4

●

●

●

●

WBreg
WBrek
RB
AS

β2 = − 0.2, ω2
2 = 0.5, β̂2n = − 0.318
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Obrázek 3.9: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p5, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 200. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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β1 = 0.7, ω1
2 = 0.1, β̂1n = 0.68
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β2 = 0, ω2
2 = 0.1, β̂2n = − 0.007
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β1 = 0.7, ω1
2 = 0.1, β̂1n = 0.62
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β2 = 0, ω2
2 = 0.1, β̂2n = 0.106
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Obrázek 3.10: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p8, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 200. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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Závìr

Cílem této práce bylo seznámit ètenáøe se základy metody bootstrap a s je-
jím pou¾itím pro èasové øady a následnì popsat a porovnat nìkteré metody
vzniklé v nedávné dobì. V kapitole 1 jsme popsali metodu bootstrap tak,
jak byla pùvodnì navr¾ena pro aproximaci vlastností statistik pro nezávislé
stejnì rozdìlené náhodné velièiny. Odtud jsme pøe¹li k variantám této metody,
které se postupnì objevovaly, roz¹iøovaly její pou¾ití a které dnes pøedstavují
jakési základní principy metody bootstrap. Popsali jsme blokový bootstrap,
který se sna¾í napodobovat závislost v pùvodní øadì replikováním celých úsekù
této øady, parametrický a neparametrický reziduální bootstrap, který nejprve
odhadne model, o kterém pøedpokládáme, ¾e jím vznikla na¹e data (nìkterou
parametrickou èi neparametrickou metodou), a následnì replikuje odhadnutá
rezidua tohoto modelu a pomocí nich a odhadu modelu generuje bootstrapová
pseudo-pozorování. Dále jsme popsali regresní bootstrap, který té¾ odhadne mo-
del a replikuje rezidua, ale bootstrapové repliky k aproximaci vlastností zvolené
statistiky vyu¾ívá jiným zpùsobem, a párový bootstrap, který replikuje v regres-
ních modelech dvojice vysvìtlované a vysvìtlující promìnné (èi promìnných) .
Nakonec jsme struènì popsali wild bootstrap, který vná¹í do bootstrapového
výbìru nový zdroj variability, pou¾ívá se pro modely s heteroskedastickými
chybami a který se s oblibou pou¾ívá v kombinaci s jinými metodami, kterým
zaji¹»uje konzistenci i pro modely, kde by jinak samy o sobì konzistentní nebyly.

V dal¹í kapitole jsme se vìnovali autoregresním procesùm s náhodnými
koe�cienty RCA(p). V sekcích 1 a 2 jsme popsali odhad støední hodnoty
autoregresních koe�cientù β a podmínky stacionarity a konvergence statistiky
Tn =

√
n
(
β̂n − β

)
k normálnímu rozdìlení, speciálnì pak pro procesy øádu 1.

V sekci 3 jsme se zabývali pou¾itím nìkolika metod bootstrap pro tyto procesy.
Pro autoregresní procesy s náhodnými koe�cienty øádu 1 s nezávislými stejnì
rozdìlenými slo¾kami byla v nedávné dobì navr¾ena metoda upravující klasický
reziduální bootstrap, který se s oblibou pou¾ívá pro procesy AR(p), tak, aby se
pomocí ní daly odhadovat obì slo¾ky reprezentující variabilitu v modelu RCA(1).
Zároveò s ní byly popsány i dvì varianty této metody, které bootstrapová rezidua
pro jednu èi obì slo¾ky variability generují z rozdìlení, jeho¾ první ètyøi momenty
odpovídají odhadùm prvních ètyø momentù rozdìlení daných chybových slo¾ek.
Dùvodem pro tento postup je skuteènost, ¾e asymptotické rozdìlení statistiky
Tn, pro kterou byla autory èlánku dokázána konzistence v¹ech tøí metod, závisí
právì na prvních ètyøech momentech tìchto náhodných velièin. Dal¹í metoda,
kterou lze vyu¾ít u procesu RCA(1), je wild bootstrap. Uvedli jsme pøedpoklady
pro konzistenci této metody u procesu RCA(1) s heteroskedastickými (ale
i homoskedastickými) chybami.

V sekci 4 kapitoly 2 jsme roz¹íøili pou¾ití metody wild bootstrap na autore-
gresní procesy s náhodnými koe�cienty øádu 2 a odvodili konzistenci této metody
u procesù s nezávislými stejnì rozdìlenými chybovými slo¾kami, jsou-li navíc
mezi sebou nezávislé i chybové slo¾ky B1(t) a B2(t) autoregresních koe�cientù.
Pokud je nám známo, pro modely vy¹¹ích øádù ne¾ 1 zatím konzistence metody
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wild bootstrap dokázána nebyla.

V kapitole 4 jsme na nìkolika simulaèních experimentech ovìøovali konzistenci
bootstrapových metod popsaných v kapitole 2 a také jsme zji¹»ovali, zda dávají
èi nedávají výsledky srovnatelné s asymptoticky normálním rozdìlením statistiky
Tn. S tìmito metodami jsme porovnávali i dal¹í dvì, a to rekurzivní wild
bootstrap, pro který konzistence dle na¹ich vìdomostí dokázaná není, a klasický
parametrický reziduální bootstrap, pro který je dokázáno, ¾e u (podmínìnì)
heteroskedastických procesù konzistentní není. Metody jsme porovnávali jen na
simulovaných datech. Ukázalo se, ¾e pro námi vygenerovaná data dává metoda
regresní wild bootstrap témìø stejné výsledky, jako asymptotické normální
rozdìlení, a to u procesù øádu 1 i 2. Reziduální bootstrap navr¾ený pro procesy
RCA(1) také dopadá relativnì dobøe, ale oproti regresnímu wild bootstrapu
a asymptotickému rozdìlení bývá odhad rozptylu statistiky Tn touto metodou
trochu více vychýlený. K vìt¹ímu vychýlení vede i rekurzivní wild bootstrap.
Klasický reziduální bootstrap dle oèekávání dobré výsledky nedává. Momentové
varianty reziduálního bootstrapu na nìkterých èasových øadách dávají srovna-
telné výsledky se svojí èistì reziduální variantou a s asymptotickým rozdìlením.
Nicménì ukázalo se, ¾e jejich pou¾itelnost je znaènì omezená svojí závislostí
na odhadech parametrù procesu RCA(1). Pokud tyto odhady nevyjdou dobøe,
momentové metody není mo¾né pou¾ít.

Ukázalo se, ¾e pro autoregresní procesy s náhodnými koe�cienty dávají re-
gresní wild bootstrap i reziduální bootstrap navr¾ený pro tyto procesy výsledky
srovnatelné s výsledky zalo¾enými na asymptoticky normálním rozdìlení. Pokra-
èováním této práce mù¾e být roz¹íøení metody wild bootstrap na procesy RCA(2)
se slab¹ími omezeními kladenými na rozdìlení chybových slo¾ek, eventuelnì na
procesy, kde chybové slo¾ky nejsou homoskedastické. Jinou mo¾ností by bylo
odvodit konzistenci èi naopak nekonzistenci metody rekurzivní wild bootstrap
pro autoregresní procesy s náhodnými koe�cienty.
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Dodatek 1

Odvození èlenù matice E [(XtX
′
t) (X

′
tΩXt)]

V této sekci spoèteme tvar jednotlivých èlenù tvoøících matici
Λ = E [(XtX

′
t) (X

′
tΩXt)]:

Λ =

(
ω2
1 E X 4

t + ω2
2 E X 2

t X 2
t−1 ω2

1 E X 3
t Xt−1 + ω2

2 E XtX 3
t−1

ω2
1 E X 3

t Xt−1 + ω2
2 E XtX 3

t−1 ω2
1 E X 2

t X 2
t−1 + ω2

2 E X 4
t

)
,

která se vyskytuje v asymptotickém rozptylu statistik
√
n
(
β̂n−β

)
a
√
n
(
β̂∗
n−β̂n

)
.

Pøipomeòme, ¾e εt a B(s) jsou nezávislé pro v¹echna t, s ∈ N a Xs je nezávislé
na εt a B(t) pro s < t, tedy i náhodné autoregresní parametry b1(t) = β1+B1(t)
a b2(t) = β2 + B2(t) jsou nezávislé s Xs pro s < t. Dal¹í pøedpoklad, který pøi
výpoètech vyu¾ijeme, je nulovost lichých momentù εt a B(t).

Podívejme se nejprve na momenty autoregresních parametrù b1(t) a b2(t).
Víme, ¾e E b1(t) = β1 a E b2(t) = β2. Dále

E b1(t)
2 = β2

1 + ω2
1,

E b1(t)
3 = E

[
β3
1 + 3β2

1B1(t) + 3β1B1(t)
2 +B1(t)

3
]
= β3

1 + 3β1ω
2
1,

E b1(t)
4 = E

[
β4
1 + 4β3

1B1(t) + 6β2
1B1(t)

2 + 4β1B1(t)
3 +B1(t)

4
]

= β4
1 + 6β2

1ω
2
1 + α41.

Stejnì tak

E b2(t)
2 = β2

2 + ω2
2,

E b2(t)
3 = β3

2 + 3β2ω
2
2,

E b2(t)
4 = β4

2 + 6β2
2ω

2
2 + α42.

Proto¾e proces {Xt, t = −1, 0, 1, . . . } je striktnì stacionární, je i E X 4
t−1 = E X 4

t ,
E X 3

t−1Xt−2 = E X 3
t Xt−1, E X 2

t−1X 2
t−2 = E X 2

t X 2
t−1 a E Xt−1X 3

t−2 = E XtX 3
t−1. Pøi-

pomeòme je¹tì tvary E X 2
t a E XtXt−1:

σ2
X = E X 2

t =
σ2

1− ω2
1 − ω2

2 − β2
2 − β2

1(
1+β2

1−β2
)
,

ρ1 = E XtXt−1 = σ2
X

β1

1− β2

.

Nyní spoèteme tvary E X 4
t , E XtX 3

t−1, E X 2
t X 2

t−1 a E X 3
t Xt−1 v závislosti na

parametrech β1, β2, ω2
1, ω

2
2, α41, α42, σ2 a δ4.
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E XtX 3
t−1 = E

[(
b1(t)Xt−1 + b2(t)Xt−2 + εt

)
X 3

t−1

]
=

= E b1(t)E X 4
t−1 + E b2(t)E X 3

t−1Xt−2 + E εt E X 3
t−1

= β1 E X 4
t + β2 E X 3

t Xt−1, (3.5)

E X 2
t X 2

t−1 = E

[(
b1(t)Xt−1 + b2(t)Xt−2 + εt

)2
X 2

t−1

]
= E

[(
b1(t)

2X 2
t−1 + b2(t)

2X 2
t−2 + ε2t+

+ 2b1(t)b2(t)Xt−1Xt−2 + 2b1(t)Xt−1εt + 2b2(t)Xt−2εt

)
X 2

t−1

]
= E b1(t)

2
E X 4

t−1 + E b2(t)
2
E X 2

t−1X 2
t−2 + E ε2t E X 2

t−1 +

+ 2E b1(t)E b2(t)E X 3
t−1Xt−2 + 2E b1(t)E X 3

t−1 E εt +

+ 2E b2(t)E X 2
t−1Xt−2 E εt

=
(
β2
1 + ω2

1

)
E X 4

t +
(
β2
2 + ω2

2

)
E X 2

t X 2
t−1 + 2β1β2 E X 3

t Xt−1 + σ2
Xσ

2,

tudí¾

E X 2
t X 2

t−1 =
1

1− β2
2 − ω2

2

[(
β2
1 + ω2

1

)
E X 4

t + 2β1β2 E X 3
t Xt−1 + σ2

Xσ
2
]
. (3.6)

V dal¹ích výpoètech ji¾ budeme výrazy o nìco ménì rozepisovat a budeme
rovnou vynechávat èleny, kde se vyskytují liché momenty εt.

E X 3
t Xt−1 = E

[(
b1(t)Xt−1 + b2(t)Xt−2 + εt

)3
Xt−1

]
= E

[(
b1(t)

3X 3
t−1 + 3b1(t)

2b2(t)X 2
t−1Xt−2 + 3b1(t)b2(t)

2Xt−1X 2
t−2 +

+ b2(t)
3X 3

t−2 + 3b1(t)
2X 2

t−1εt + 6b1(t)b2(t)Xt−1Xt−2εt +

+ 3b2(t)
2X 2

t−2εt + 3b1(t)Xt−1ε
2
t + 3b2(t)Xt−2ε

2
t + ε3t

)
Xt−1

]
=
(
β3
1 + 3β1ω

2
1

)
E X 4

t + 3β2

(
β2
1 + ω2

1

)
E X 3

t Xt−1 +

+ 3β1

(
β2
2 + ω2

2

)
E X 2

t X 2
t−1 +

(
β3
2 + 3β2ω

2
2

)
E XtX 3

t−1 +

+ 3β1σ
2σ2

X + 3β2
β1

1− β2

σ2
Xσ

2.

Dosadíme-li za E X 2
t X 2

t−1 výraz (3.6) a za E XtX 3
t−1 výraz (3.5), dostaneme
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E X 3
t Xt−1 =

(
β3
1 + 3β1ω

2
1

)
E X 4

t + 3β2

(
β2
1 + ω2

1

)
E X 3

t Xt−1 +

+
3β1

(
β2
2 + ω2

2

)
1− β2

2 − ω2
2

[(
β2
1 + ω2

1

)
E X 4

t + 2β1β2EX 3
t Xt−1 + σ2

Xσ
2
]
+

+
(
β3
2 + 3β2ω

2
2

)[
β1 E X 4

t + β2 E X 3
t Xt−1

]
+

+ 3β1σ
2σ2

X + 3
β1β2

1− β2

σ2
Xσ

2

= E X 4
t

[(
β3
1 + 3β1ω

2
1

)
+

3β1

(
β2
1 + ω2

1

)(
β2
2 + ω2

2

)
1− β2

2 − ω2
2

+ β1

(
β3
2 + 3β2ω

2
2

)]
+

+ E X 3
t Xt−1

[
3β2

(
β2
1 + ω2

1

)
+

6β2
1β2

(
β2
2 + ω2

2

)
1− β2

2 − ω2
2

+ β2

(
β3
2 + 3β2ω

2
2

)]
+

+ σ2
Xσ

2
[3β1

(
β2
2 + ω2

2

)
1− β2

2 − ω2
2

+ 3β1 + 3
β1β2

1− β2

]
.

Máme tedy rovnici

E X 3
t Xt−1

[
1−

(
3β2

(
β2
1 + ω2

1

)
+

6β2
1β2

(
β2
2 + ω2

2

)
1− β2

2 − ω2
2

+ β2

(
β3
2 + 3β2ω

2
2

))]
= E X 4

t

[(
β3
1 + 3β1ω

2
1

)
+

3β1

(
β2
1 + ω2

1

)(
β2
2 + ω2

2

)
1− β2

2 − ω2
2

+ β1

(
β3
2 + 3β2ω

2
2

)]
+

+ σ2
Xσ

2
[3β1

(
β2
2 + ω2

2

)
1− β2

2 − ω2
2

+ 3β1 + 3
β1β2

1− β2

]
. (3.7)

Oznaème èásti této rovnice:

A =
1

1−
[
3β2

(
β2
1 + ω2

1

)
+

6β2
1β2

(
β2
2+ω2

2

)
1−β2

2−ω2
2

+ β2

(
β3
2 + 3β2ω2

2

)] ,
B =

[(
β3
1 + 3β1ω

2
1

)
+

3β1

(
β2
1 + ω2

1

)(
β2
2 + ω2

2

)
1− β2

2 − ω2
2

+ β1

(
β3
2 + 3β2ω

2
2

)]
C = σ2

Xσ
2
[3β1

(
β2
2 + ω2

2

)
1− β2

2 − ω2
2

+ 3β1 + 3
β1β2

1− β2

]
.

Rovnici (3.7) pak mù¾eme snadno pøepsat do tvaru, se kterým se nám bude snáze
pracovat:

E X 3
t Xt−1 = A

(
B · E X 4

t + C
)
. (3.8)
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Výrazy A, B a C lze je¹tì upravit na tvar

A =
1− β2

2 − ω2
2

(1− β2
2 − ω2

2)
[
1− β2

2(β
2
2 + 3ω2

2)
]
− 3β2

[
(β2

2 + ω2
2) (β

2
1 − ω2

1) + (β2
1 + ω2

1)
]

B =
β1

1− β2
2 − ω2

2

[
β2
1 + 3ω2

1 + 2β2
1

(
β2
2 + ω2

2

)
+
(
β3
2 + 3β2ω

2
2

) (
1− β2

2 − ω2
2

) ]
,

C =
3β1σ

2
Xσ

2

(1− β2) (1− β2
2 − ω2

2)

[
1− β2

(
β2
2 + ω2

2

) ]
.

Zbývá rozepsat èlen E X 4
t .

EX 4
t = E

[
b1(t)Xt−1 + b2(t)Xt−2 + εt

]4
= E

[
b1(t)

4X 4
t−1 + 4b1(t)

3b2(t)X 3
t−1Xt−2 + 6b1(t)

2b2(t)
2X 2

t−1X 2
t−2+

+ 4b1(t)b2(t)
3Xt−1X 3

t−2 + b2(t)
4X 4

t−2+

+ 4
(
b1(t)

3X 3
t−1 + 3b1(t)

2b2(t)X 2
t−1Xt−2 + 3b1(t)b2(t)

2Xt−1X 2
t−2 + b2(t)

3X 3
t−2

)
εt+

+ 6
(
b1(t)

2X 2
t−1 + 2b1(t)b2(t)Xt−1Xt−2 + b2(t)

2X 2
t−2

)
ε2t+

+ 4
(
b1(t)Xt−1 + b2(t)Xt−2

)
ε3t + ε4t

]
=
(
β4
1 + 6β2

1ω
2
1 + α41

)
E X 4

t + 4β2

(
β3
1 + 3β1ω

2
1

)
E X 3

t Xt−1+

+ 6
(
β2
1 + ω2

1

)(
β2
2 + ω2

2

)
E X 2

t X 2
t−1 + 4β1

(
β3
2 + 3β2ω

2
2

)
E XtX 3

t−1+

+
(
β4
2 + 6β2

2ω
2
2 + α42

)
E X 4

t + 6
(
β2
1 + ω2

1

)
σ2σ2

X+

+ 12β1β2σ
2σ2

X

β1

1− β2

+ 6
(
β2
2 + ω2

2

)
σ2σ2

X + δ4

=
(
β4
1 + 6β2

1ω
2
1 + α41

)
E X 4

t + 4β2

(
β3
1 + 3β1ω

2
1

)
E X 3

t Xt−1+

+
6
(
β2
1 + ω2

1

)(
β2
2 + ω2

2

)
1− β2

2 − ω2
2

[(
β2
1 + ω2

1

)
E X 4

t + 2β1β2 E X 3
t Xt−1 + σ2

Xσ
2
]
+

+ 4β1

(
β3
2 + 3β2ω

2
2

)[
β1 E X 4

t + β2 E X 3
t Xt−1

]
+
(
β4
2 + 6β2

2ω
2
2 + α42

)
E X 4

t +

+ σ2σ2
X

[
6
(
β2
1 + ω2

1

)
+ 6
(
β2
2 + ω2

2

)
+ 12

β2
1β2

1− β2

]
+ δ4

= E X 4
t

[(
β4
1 + 6β2

1ω
2
1 + α41

)
+

6
(
β2
1 + ω2

1

)2(
β2
2 + ω2

2

)
1− β2

2 − ω2
2

+ 4β2
1

(
β3
2 + 3β2ω

2
2

)
+

+
(
β4
2 + 6β2

2ω
2
2 + α42

)]
+

+ E X 3
t Xt−1

[
4β2

(
β3
1 + 3β1ω

2
1

)
+

12β1β2

(
β2
1 + ω2

1

)(
β2
2 + ω2

2

)
1− β2

2 − ω2
2

+
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+ 4β1β2

(
β3
2 + 3β2ω

2
2

)]
+

+ σ2σ2
X

[
6
(
β2
1 + ω2

1

)
+ 6
(
β2
2 + ω2

2

)
+ 12

β2
1β2

1− β2

+
6
(
β2
1 + ω2

1

)(
β2
2 + ω2

2

)
1− β2

2 − ω2
2

]
+ δ4.

Oznaème nyní

D = σ2σ2
X

[
6
(
β2
1 + ω2

1

)
+ 6
(
β2
2 + ω2

2

)
+ 12

β2
1β2

1− β2

+
6
(
β2
1 + ω2

1

)(
β2
2 + ω2

2

)
1− β2

2 − ω2
2

]
+ δ4,

E =
(
β4
1 + 6β2

1ω
2
1 + α41

)
+

6
(
β2
1 + ω2

1

)2(
β2
2 + ω2

2

)
1− β2

2 − ω2
2

+ 4β2
1

(
β3
2 + 3β2ω

2
2

)
+

+
(
β4
2 + 6β2

2ω
2
2 + α42

)
,

F = 4β2

(
β3
1 + 3β1ω

2
1

)
+

12β1β2

(
β2
1 + ω2

1

)(
β2
2 + ω2

2

)
1− β2

2 − ω2
2

+ 4β1β2

(
β3
2 + 3β2ω

2
2

)
.

Pak zøejmì E X 4
t = E · E X 4

t + F · E X 3
t Xt−1 +D, a tedy

E X 4
t =

F · E X 3
t Xt−1 +D

1− E
. (3.9)

Dosadíme-li do rovnice (3.9) vzorec (3.8) pro E X 3
t Xt−1, vyjde nám

E X 4
t =

F
(
A
(
B · E X 4

t + C
))

+D

1− E
,

a tedy

E X 4
t =

F · A · C +D

1− E − F · A ·B
.

Výraz D lze je¹tì pøevést na tvar

D = δ4 +
6σ2

Xσ
2

1− β2
2 − ω2

2

[
β2
1 + ω2

1 +
(
1− β2

2 − ω2
2

)(
β2
2 + ω2

2 + 2
β2
1β2

1− β2

)]
.

Zpìtným dosazením do vzorcù (3.8), (3.6) a (3.5) pak lze vyjádøit po øadì
i hodnoty E X 3

t Xt−1, E X 2
t X 2

t−1 a E XtX 3
t−1, jejich pøesné tvary zde ale ji¾

odvozovat nebudeme.
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Dodatek 2

Ergodicita

Na tomto místì popí¹eme pojem ergodicity a uvedeme vìty, které jsou
pou¾ity v dùkazu vìty 15. Následující de�nice jsme pøevzali z Davidson (1994),
kapitola 13.

De�nice 3. Buï (Ω, A, P) pravdìpodobnostní prostor. Transformace zachováva-
jící míru je zobrazení T prostoru Ω na Ω, pro které platí, ¾e pro ka¾dou mno¾inu
a ∈ A je P

(
T (a)

)
= P(a).

De�nice 4. Náhodný jev a ∈ A se nazývá invariantní vzhledem k transformaci
T , jestli¾e T (a) = a.

De�nice 5. Transformace T zachovávající míru se nazývá ergodická, jestli¾e
buï P(a) = 0 nebo P(a) = 1 pro v¹echna a ∈ J , kde J je σ-algebra v¹ech jevù
invariantních vzhledem k T .

V pøípadì náhodných procesù pou¾íváme transformaci posunutí, u které
Xt+1(ω) = Xt

(
T (ω)

)
.

De�nice 6. Stacionární posloupnost {Xt, t ∈ Z} se nazývá ergodická, jestli¾e
Xt(ω) = X1

(
T t−1(ω)

)
pro v¹echna t, kde T je ergodická míru zachovávající trans-

formace.

Poznámka. Posloupnost nezávislých stejnì rozdìlených náhodných velièin èi
vektorù je ergodická.

Vìta 19 (Ergodická vìta). Nech» {Xt, t ∈ N} je stacionární, ergodický, integro-
vatelný náhodný proces. Pak

1

n

n∑
t=1

Xt
s.j.−→ E X1, n → ∞.

Dùkaz lze nalézt v Davidson (1994), vìta 13.12.

Vìta 20. Nech» náhodný proces {Xt, t ∈ Z} s hodnotami v mìøitelném prostoru
(S, S) je ergodický. Oznaème (S∞, S∞) mìøitelný prostor, kde S∞ je souèi-
nový prostor X∞

−∞S a S∞ souèinová σ-algebra. Buï (Y, Y) mìøitelný prostor
a f : S∞ → Y mìøitelné zobrazení. Pak náhodný proces {Zt, t ∈ Z}, kde
Zt = f(. . . , Xt−1, Xt, Xt+1, ...), je ergodický.

Dùkaz lze nalézt ve van der Vaart (2010), vìta 7.10.
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Dal¹í pou¾ité de�nice a vìty

De�nice 7 (Kroneckerùv souèin matic). Nech» A = (ai,j) je reálná matice typu
(m, n) a B reálná matice typu (p, q). Kroneckerùv souèin matic A a B je matice
typu (mp, nq) tvaru ⎛⎜⎝a1,1B . . . a1,nB

...
...

am,1B . . . am,nB

⎞⎟⎠ .

Kroneckerùv souèin matic A a B znaèíme A⊗B.

De�nice 8 (m-závislé náhodné velièiny). Øekneme, ¾e náhodné velièiny po-
sloupnosti {Xt, t ∈ Z} jsou m-závislé, kde m ∈ N ∪ {0} je dané èíslo, jestli¾e
pro ka¾dé t ∈ Z jsou náhodné vektory (. . . , Xt−1, Xt) a (Xt+m+1, Xt+m+2, . . . )
nezávislé.

Vìta 21 (Centrální limitní vìta pro m-závislé náhodné velièiny). Nech»
{Xt, t ∈ Z} je reálná striktnì stacionární centrovaná posloupnost m-závislých ná-
hodných velièin s koneènými druhými momenty a autokovarianèní funkcí R, pro
kterou σ2

m =
∑m

k=−m R(k) ̸= 0. Pak pro n → ∞ platí

n varXn → σ2
m a

1√
n

n∑
t=1

Xt
d−→ N

(
0, σ2

m

)
.

Dùkaz je uveden v Prá¹ková (2004b).

Vìta 22 (Berry-Esseenova nerovnost). Pro nezávislé náhodné velièiny
X1, . . . , Xn takové, ¾e E X1 = . . . = E Xn = 0 a 0 < s2n = varX1+ . . . +varXn <
∞, platí

sup
x∈R

⏐⏐⏐⏐⏐P
(

1

sn

n∑
k=1

Xk ≤ x

)
− Φ (x)

⏐⏐⏐⏐⏐ ≤ C

s3n

n∑
i=1

E |Xi|3.

Tato vìta byla dokázána v ©tìpán (1987), IV.5.1 s konstantou C = 6.

Vìta 23 (Vìta o spojité transformaci). Nech» X, Xn, n ∈ N jsou k−rozmìrné
náhodné vektory. Nech» dále g : Rk → Rm je zobrazení spojité v ka¾dém bodì
otevøené mno¾iny C ⊂ Rk takové, ¾e P (X ∈ C) = 1. Pak pro n → ∞ platí:

1. Xn
s.j.−→ X ⇒ g(Xn)

s.j.−→ g(X),

2. Xn
P−→ X ⇒ g(Xn)

P−→ g(X).

Dùkaz lze nalézt v Davidson (1994), vìta 18.8.
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Vìta 24 (Vícerozmìrná Ljapunovova centrální limitní vìta). Nech» pro ka¾dé
n ∈ N je dán pravdìpodobnostní prostor (Ωn, An, Pn) a na nìm de�nované
nezávislé q-rozmìrné náhodné vektory Yn,1, . . . , Yn,kn pøi kn ∈ N. Nech»
E Yn,1 = . . . = E Yn,kn = 0 a varianèní matice V arYn,1, . . . , V arYn,kn existují
koneèné. Jestli¾e platí

1. limn→∞
∑kn

k=1 V arYn,k = ΣY , kde ΣY je koneèná matice,

2. existuje κ > 0 takové, ¾e limn→∞
∑kn

k=1 E ∥Yn,k∥2+κ = 0,

potom
∑kn

k=1 Yn,k
d−→ Z, n → ∞, kde L(Z) = Nq(0, ΣY ).

Dùkaz lze nalézt v Lachout (1998), vìta 16.9.

Vìta 25 (Cramér-Slutského vìta). Nech» Xn, X, jsou k-rozmìrné náhodné
vektory, Yn jsou (m × k)-rozmìrné náhodné matice a C ∈ Rm×k je matice kon-

stant. Nech» pro n → ∞ Xn
d−→ X a Yn

P−→ C. Pak YnXn
d−→ CX, n → ∞.

Dùkaz: Vìta je dokázána v Sen a kol. (2010), vìta 7.5.3. Formulace vìty 7.5.3 je
mírnì odli¹ná, ale staèí si uvìdomit, ¾e posloupnost náhodných matic Yn konver-
guje v pravdìpodobnosti k matici C právì tehdy, kdy¾ jednotlivé slo¾ky matic Yn

konvergují v pravdìpodobnosti k jednotivým slo¾kám matice C. To je splnìno
pro ka¾dé C právì tehdy, kdy¾ stopa matice

[
(Yn −C)′ (Yn −C)

]
konverguje

v pravdìpodobnosti k nule, nebo» stopa této matice je rovna souètu druhých
mocnin v¹ech prvkù matice (Yn −C). Podmínky vìty 25 jsou tedy ekvivalentní
s podmínkami vìty 7.5.3 z publikace Sen a kol. (2010).

�
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n
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Xt = (β +Bt)Xt−1 + εt, n = 500, Bt ∼ N (0, ω2), εt ∼ N (0, σ2)

metoda (−0,1; 0,3; 0,8)a (0,1; 0,3; 0,8) (0,1; 0,4; 0,8) (0,5; 0,0; 8) (0,5; 0,15; 0,8) (0,1; 0,3; 1)

v̂arMC Tn 1,800 1,760 2,253 0,772 1,123 1,730

WBreg

SD 0,583 0,499 0,795 0,086 0,273 0,908

bias -0,013 -0,057 -0,187 0,000 -0,016 -0,010

MSE 0,340 0,252 0,667 0,007 0,075 0,825

WBrek

SD 0,425 0,374 0,570 0,073 0,142 0,508

bias -0,116 -0,167 -0,370 -0,004 -0,211 -0,134

MSE 0,194 0,168 0,461 0,005 0,065 0,276

RBKF

SD 0,905 1,005 1,427 0,149 0,383 0,936

bias 0,389 0,385 0,569 0,240 0,338 0,606

MSE 0,970 1,158 2,359 0,080 0,260 1,242

RB
SD 0,046 0,044 0,048 0,051 0,060 0,046

bias -0,740 -0,804 -1,335 0,006 -0,394 -0,784

MSE 0,550 0,648 1,785 0,003 0,159 0,616

ASV

SD 0,575 0,499 0,791 0,079 0,269 0,893

bias -0,014 -0,057 -0,186 0,002 -0,018 -0,013

MSE 0,331 0,252 0,660 0,006 0,073 0,797

ASP

SD 0,608 0,485 0,835 0,080 0,600 1,009

bias -0,014 -0,061 -0,180 0,002 0,008 -0,015

MSE 0,369 0,239 0,730 0,006 0,360 1,017

Pozn:
a Trojice parametrù (β; ω2; σ2).

Tabulka 3.8: Porovnání vlastností odhadu var
(√

n(β̂n − β)
)
u procesu RCA(1).

Xt = (β +Bt)Xt−1 + εt, n = 200, Bt ∼ R
([

−
√
3ω2,

√
3ω2

])
, εt ∼ N (0, σ2)

metoda (−0,1; 0,3; 0,8)a (0,1; 0,3; 0,8) (0,1; 0,4; 0,8) (0,5; 0; 0,8) (0,5; 0,15; 0,8) (0,1; 0,3; 1)

v̂arMC Tn 1,680 1,572 1,892 0,735 1,114 1,596

WBreg

SD 0,366 0,330 0,553 0,122 0,316 0,369

bias -0,109 0,007 -0,064 -0,034 0,017 -0,084

MSE 0,146 0,109 0,310 0,016 0,100 0,143

WBrek

SD 0,285 0,255 0,388 0,098 0,167 0,277

bias -0,235 -0,113 -0,262 -0,042 -0,171 -0,212

MSE 0,137 0,078 0,219 0,011 0,057 0,122

RBKF

SD 0,613 0,546 0,844 0,181 0,324 0,592

bias 0,174 0,272 0,362 0,203 0,265 0,374

MSE 0,406 0,372 0,843 0,074 0,175 0,490

RB
SD 0,048 0,047 0,054 0,068 0,074 0,047

bias -0,689 -0,558 -0,939 -0,025 -0,320 -0,670

MSE 0,477 0,314 0,884 0,005 0,108 0,451

ASV

SD 0,361 0,327 0,551 0,118 0,310 0,358

bias -0,110 0,009 -0,064 -0,035 0,016 -0,085

MSE 0,142 0,107 0,308 0,015 0,096 0,136

ASP

SD 0,389 0,343 0,707 0,121 0,865 2,540

bias -0,110 0,014 -0,067 -0,034 0,060 0,001

MSE 0,163 0,118 0,503 0,016 0,751 6,444

Pozn:
a Trojice parametrù (β; ω2; σ2).

Tabulka 3.9: Porovnání vlastností odhadu var
(√

n(β̂n − β)
)
u procesu RCA(1).
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Xt = (β +Bt)Xt−1 + εt, n = 500, Bt ∼ R
([

−
√
3ω2,

√
3ω2

])
, εt ∼ N (0, σ2)

metoda (−0,1; 0,3; 0,8)a (0,1; 0,3; 0,8) (0,1; 0,4; 0,8) (0,5; 0; 0,8) (0,5; 0,15; 0,8) (0,1; 0,3; 1)

v̂arMC Tn 1,638 1,609 1,977 0,722 1,076 1,623

WBreg

SD 0,278 0,277 0,409 0,085 0,253 0,274

bias -0,008 -0,003 -0,067 0,000 -0,003 0,003

MSE 0,077 0,077 0,172 0,007 0,064 0,075

WBrek

SD 0,235 0,236 0,339 0,071 0,127 0,227

bias -0,078 -0,082 -0,184 -0,006 -0,202 -0,077

MSE 0,061 0,062 0,148 0,005 0,057 0,057

RBKF

SD 0,615 0,584 0,788 0,154 0,340 0,565

bias 0,363 0,362 0,512 0,234 0,354 0,541

MSE 0,510 0,471 0,882 0,078 0,240 0,611

RB
SD 0,046 0,046 0,048 0,050 0,055 0,046

bias -0,634 -0,643 -1,004 0,002 -0,386 -0,648

MSE 0,404 0,416 1,010 0,002 0,152 0,422

ASV

SD 0,265 0,265 0,400 0,078 0,244 0,266

bias -0,009 -0,004 -0,065 0,000 -0,003 0,002

MSE 0,070 0,070 0,164 0,006 0,059 0,070

ASP

SD 0,273 0,269 1,485 0,078 0,506 0,280

bias -0,006 -0,001 -0,110 0,000 0,008 0,005

MSE 0,074 0,072 2,216 0,006 0,255 0,078

Pozn:
a Trojice parametrù (β; ω2; σ2).

Tabulka 3.10: Porovnání vlastností odhadu var
(√

n(β̂n − β)
)
u procesu RCA(1).
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Xt =
(
β1 +B1(t)

)
Xt−1 +

(
β2 +B2(t)

)
Xt−2 + εt, n = 500,

B1(t) ∼ N (0, ω2
1), B2(t) ∼ N (0, ω2

2), εt ∼ N (0, σ2), σ2 = 0,8

(β1, β2) (0,5, 0,2) (0,5, 0,2) (0,5, 0,2) (0,5,−0,2) (0,5,−0,2)

(ω2
1 , ω

2
2) (0,25, 0,25) (0,1, 0,1) (0, 0) (0,25, 0,25) (0,5, 0,5)

v̂arMC T1n 4,744 1,375 0,960 2,650 13,615

v̂arMC T2n 5,487 1,456 0,952 2,650 12,025

WBreg

SD
T1n 6,457 0,664 0,092 1,993 10,105

T2n 5,105 0,592 0,096 2,254 9,648

bias
T1n 0,902 0,048 -0,030 -0,034 -1,655

T2n -0,486 0,010 -0,016 -0,002 -0,771

MSE
T1n 42,470 0,443 0,009 3,968 104,741

T2n 26,275 0,350 0,009 5,077 93,592

WBrek

SD
T1n 4,465 0,485 0,088 1,360 7,072

T2n 3,213 0,382 0,068 1,126 5,642

bias
T1n -0,259 -0,036 -0,033 -0,342 -4,219

T2n -1,631 -0,102 -0,024 -0,454 -3,816

MSE
T1n 19,982 0,237 0,009 1,966 67,766

T2n 12,975 0,156 0,005 1,474 46,360

RB

SD
T1n 0,067 0,046 0,045 0,053 0,100

T2n 0,064 0,047 0,046 0,052 0,095

bias
T1n -3,576 -0,413 -0,017 -1,597 -12,852

T2n -4,358 -0,435 -0,007 -1,605 -11,299

MSE
T1n 12,790 0,173 0,002 2,554 165,188

T2n 18,999 0,191 0,002 2,579 127,682

AS

SD
T1n 7,407 0,768 0,057 1,849 10,166

T2n 6,158 0,651 0,056 2,076 9,693

bias
T1n 1,350 0,067 -0,027 -0,052 -1,877

T2n -0,027 0,030 -0,014 -0,019 -0,936

MSE
T1n 56,625 0,594 0,004 3,417 106,771

T2n 37,879 0,424 0,003 4,307 94,729

Tabulka 3.11: Porovnání vlastností odhadù var
(√

n(β̂1n − β1)
)
a var

(√
n(β̂2n −

β2)
)
u procesu RCA(2).
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Xt =
(
β1 +B1(t)

)
Xt−1 +

(
β2 +B2(t)

)
Xt−2 + εt, n = 500,

B1(t) ∼ N (0, ω2
1), B2(t) ∼ N (0, ω2

2), εt ∼ N (0, σ2), σ2 = 0,8

(β1, β2) (0,5,−0,2) (0,7, 0) (0,7, 0) (−0,5,−0,2) (−0,5,−0,2)

(ω2
1 , ω

2
2) (0, 0) (0,25, 0,25) (0,1, 0,1) (0,25, 0,25) (0,1, 0,1)

v̂arMC T1n 0,950 6,340 1,567 2,584 1,221

v̂arMC T2n 0,972 7,470 1,589 2,634 1,214

WBreg

SD
T1n 0,096 7,229 0,788 2,885 0,212

T2n 0,093 6,242 0,982 2,240 0,209

bias
T1n 0,016 0,873 0,005 0,120 -0,004

T2n 0,026 -1,400 0,020 0,097 0,009

MSE
T1n 0,010 52,969 0,620 8,328 0,045

T2n 0,009 40,884 0,964 5,020 0,044

WBrek

SD
T1n 0,093 4,965 0,603 2,100 0,178

T2n 0,071 3,741 0,501 1,409 0,141

bias
T1n 0,010 -0,527 -0,080 -0,217 -0,044

T2n 0,018 -2,777 -0,136 -0,300 -0,045

MSE
T1n 0,009 24,903 0,369 4,452 0,034

T2n 0,005 21,687 0,269 2,074 0,022

RB

SD
T1n 0,047 0,069 0,044 0,052 0,047

T2n 0,048 0,070 0,045 0,052 0,048

bias
T1n 0,023 -4,989 -0,585 -1,593 -0,257

T2n 0,031 -6,470 -0,575 -1,511 -0,247

MSE
T1n 0,003 24,895 0,344 2,541 0,068

T2n 0,003 41,864 0,332 2,285 0,064

AS

SD
T1n 0,073 8,457 1,072 3,086 0,203

T2n 0,070 7,615 1,285 2,282 0,193

bias
T1n 0,016 1,363 0,040 0,156 -0,009

T2n 0,028 -0,908 0,053 0,132 0,006

MSE
T1n 0,006 73,306 1,150 9,539 0,041

T2n 0,006 58,760 1,652 5,218 0,037

Tabulka 3.12: Porovnání vlastností odhadù var
(√

n(β̂1n − β1)
)
a var

(√
n(β̂2n −

β2)
)
u procesu RCA(2).
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Xt =
(
β1 +B1(t)

)
Xt−1 +

(
β2 +B2(t)

)
Xt−2 + εt, n = 200,

B1(t) ∼ R
([

−
√

3ω2
1 ,
√
3ω2

1

])
, B2(t) ∼ R

([
−
√
3ω2

2 ,
√
3ω2

2

])
, εt ∼ N (0, σ2), σ2 = 0,8

(β1, β2) (0,5, 0,2) (0,5, 0,2) (0,5, 0,2) (0,5,−0,2) (0,5,−0,2)

(ω2
1 , ω

2
2) (0,25, 0,25) (0,1, 0,1) (0, 0) (0,25, 0,25) (0,5, 0,5)

v̂arMC T1n 2,867 1,330 0,940 2,023 6,486

v̂arMC T2n 3,239 1,352 0,930 1,967 6,189

WBreg

SD
T1n 2,756 0,470 0,137 0,979 4,364

T2n 2,033 0,453 0,131 1,081 4,127

bias
T1n 0,440 0,007 -0,049 -0,100 -0,547

T2n -0,299 -0,037 -0,016 -0,115 -0,679

MSE
T1n 7,783 0,221 0,021 0,968 19,328

T2n 4,218 0,206 0,017 1,180 17,480

WBrek

SD
T1n 1,875 0,330 0,122 0,684 3,317

T2n 1,242 0,247 0,082 0,555 2,606

bias
T1n -0,128 -0,071 -0,051 -0,336 -1,665

T2n -0,834 -0,155 -0,033 -0,442 -2,011

MSE
T1n 3,530 0,114 0,017 0,581 13,767

T2n 2,237 0,085 0,008 0,503 10,826

RB

SD
T1n 0,065 0,053 0,049 0,063 0,096

T2n 0,067 0,052 0,050 0,062 0,097

bias
T1n -1,729 -0,322 -0,012 -1,080 -5,411

T2n -2,093 -0,373 0,000 -1,098 -5,287

MSE
T1n 2,994 0,106 0,003 1,171 29,293

T2n 4,385 0,142 0,003 1,209 27,963

AS

SD
T1n 3,048 0,518 0,094 1,048 5,129

T2n 2,606 0,638 0,090 1,086 8,431

bias
T1n 0,620 0,0300 -0,041 -0,089 -0,534

T2n -0,088 -0,006 -0,007 -0,100 -0,260

MSE
T1n 9,665 0,269 0,011 1,105 26,571

T2n 6,792 0,407 0,008 1,189 71,081

Tabulka 3.13: Porovnání vlastností odhadù var
(√

n(β̂1n − β1)
)
a var

(√
n(β̂2n −

β2)
)
u procesu RCA(2).

114



Xt =
(
β1 +B1(t)

)
Xt−1 +

(
β2 +B2(t)

)
Xt−2 + εt, n = 200,

B1(t) ∼ R
([

−
√

3ω2
1 ,
√
3ω2

1

])
, B2(t) ∼ R

([
−
√

3ω2
2 ,
√
3ω2

2

])
, εt ∼ N (0, σ2), σ2 = 0,8

(β1, β2) (0,5,−0,2) (0,7, 0) (0,7, 0) (−0,5,−0,2) (−0,5,−0,2)

(ω2
1 , ω

2
2) (0, 0) (0,25, 0,25) (0,1, 0,1) (0,25, 0,25) (0,1, 0,1)

v̂arMC T1n 0,990 3,272 1,412 1,888 1,166

v̂arMC T2n 0,954 3,931 1,507 1,920 1,190

WBreg

SD
T1n 0,141 3,178 0,562 1,022 0,263

T2n 0,142 2,830 0,615 0,840 0,237

bias
T1n -0,016 0,638 0,045 -0,039 -0,011

T2n -0,009 -0,666 -0,093 -0,163 -0,012

MSE
T1n 0,020 10,494 0,318 1,044 0,069

T2n 0,020 8,445 0,387 0,732 0,056

WBrek

SD
T1n 0,129 2,225 0,516 0,694 0,208

T2n 0,096 1,788 0,460 0,516 0,160

bias
T1n -0,029 -0,074 -0,034 -0,252 -0,057

T2n -0,035 -1,393 -0,217 -0,437 -0,068

MSE
T1n 0,018 4,951 0,267 0,545 0,047

T2n 0,010 5,132 0,258 0,457 0,030

RB

SD
T1n 0,052 0,068 0,048 0,063 0,054

T2n 0,051 0,068 0,048 0,061 0,053

bias
T1n -0,002 -2,270 -0,371 -0,991 -0,225

T2n 0,001 -3,190 -0,512 -1,074 -0,212

MSE
T1n 0,003 5,156 0,140 0,986 0,054

T2n 0,003 10,178 0,264 1,157 0,048

AS

SD
T1n 0,114 3,670 0,879 1,050 0,246

T2n 0,114 4,343 1,017 0,838 0,227

bias
T1n -0,018 0,895 0,092 -0,041 -0,004

T2n -0,012 -0,314 -0,042 -0,162 -0,008

MSE
T1n 0,013 14,256 0,781 1,102 0,061

T2n 0,013 18,941 1,036 0,727 0,052

Tabulka 3.14: Porovnání vlastností odhadù var
(√

n(β̂1n − β1)
)
a var

(√
n(β̂2n −

β2)
)
u procesu RCA(2).

115



Xt =
(
β1 +B1(t)

)
Xt−1 +

(
β2 +B2(t)

)
Xt−2 + εt, n = 500,

B1(t) ∼ R
([

−
√

3ω2
1 ,
√
3ω2

1

])
, B2(t) ∼ R

([
−
√
3ω2

2 ,
√
3ω2

2

])
, εt ∼ N (0, σ2), σ2 = 0,8

(β1, β2) (0,5, 0,2) (0,5, 0,2) (0,5, 0,2) (0,5,−0,2) (0,5,−0,2)

(ω2
1 , ω

2
2) (0,25, 0,25) (0,1, 0,1) (0, 0) (0,25, 0,25) (0,5, 0,5)

v̂arMC T1n 4,380 1,403 0,997 2,298 13,452

v̂arMC T2n 5,347 1,441 0,958 2,382 13,044

WBreg

SD
T1n 6,348 0,622 0,097 2,149 9,572

T2n 5,043 0,542 0,097 1,284 8,655

bias
T1n 0,866 0,059 -0,006 -0,087 -0,414

T2n -0,490 0,044 0,009 -0,069 -0,302

MSE
T1n 41,008 0,390 0,010 4,621 91,695

T2n 25,643 0,296 0,010 1,651 74,917

WBrek

SD
T1n 4,060 0,437 0,091 1,388 6,884

T2n 2,874 0,332 0,065 0,980 5,484

bias
T1n -0,330 -0,021 -0,005 -0,348 -2,809

T2n -1,660 -0,080 0,002 -0,381 -3,201

MSE
T1n 16,572 0,191 0,008 2,047 55,235

T2n 11,009 0,116 0,004 1,104 40,287

RB

SD
T1n 0,064 0,048 0,047 0,053 0,097

T2n 0,061 0,047 0,045 0,052 0,093

bias
T1n -3,572 -0,391 0,004 -1,525 -11,776

T2n -4,319 -0,412 0,011 -1,425 -11,028

MSE
T1n 12,764 0,155 0,002 2,330 138,681

T2n 18,659 0,172 0,002 2,033 121,635

AS

SD
T1n 6,671 0,698 0,059 2,266 10,163

T2n 5,631 0,660 0,061 1,380 8,925

bias
T1n 1,057 0,076 -0,006 -0,087 -0,467

T2n -0,311 0,062 0,009 -0,072 -0,389

MSE
T1n 45,577 0,493 0,003 5,136 103,400

T2n 31,776 0,440 0,004 1,907 79,727

Tabulka 3.15: Porovnání vlastností odhadù var
(√

n(β̂1n − β1)
)
a var

(√
n(β̂2n −

β2)
)
u procesu RCA(2).
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Xt =
(
β1 +B1(t)

)
Xt−1 +

(
β2 +B2(t)

)
Xt−2 + εt, n = 500,

B1(t) ∼ R
([

−
√

3ω2
1 ,
√
3ω2

1

])
, B2(t) ∼ R

([
−
√

3ω2
2 ,
√
3ω2

2

])
, εt ∼ N (0, σ2), σ2 = 0,8

(β1, β2) (0,5,−0,2) (0,7, 0) (0,7, 0) (−0,5,−0,2) (−0,5,−0,2)

(ω2
1 , ω

2
2) (0, 0) (0,25, 0,25) (0,1, 0,1) (0,25, 0,25) (0,1, 0,1)

v̂arMC T1n 0,956 5,559 1,506 2,362 1,224

v̂arMC T2n 0,938 7,372 1,623 2,458 1,210

WBreg

SD
T1n 0,098 7,127 0,805 1,600 0,178

T2n 0,095 6,131 0,726 1,226 0,180

bias
T1n -0,002 1,468 0,091 -0,105 -0,018

T2n 0,003 -1,047 0,018 -0,280 0,000

MSE
T1n 0,010 52,902 0,656 2,569 0,032

T2n 0,009 38,646 0,528 1,579 0,032

WBrek

SD
T1n 0,091 4,762 0,576 1,189 0,158

T2n 0,071 3,584 0,487 0,914 0,126

bias
T1n -0,008 0,084 0,004 -0,331 -0,052

T2n -0,006 -2,615 -0,114 -0,543 -0,052

MSE
T1n 0,008 22,665 0,331 1,522 0,028

T2n 0,005 19,669 0,250 1,129 0,019

RB

SD
T1n 0,048 0,058 0,047 0,054 0,050

T2n 0,046 0,057 0,046 0,054 0,049

bias
T1n 0,002 -4,528 -0,504 -1,434 -0,249

T2n -0,001 -6,451 -0,548 -1,530 -0,248

MSE
T1n 0,002 20,502 0,256 2,059 0,064

T2n 0,002 41,622 0,303 2,345 0,064

AS

SD
T1n 0,076 7,686 0,968 1,794 0,174

T2n 0,074 6,951 1,007 1,368 0,167

bias
T1n -0,001 1,907 0,134 -0,072 -0,017

T2n 0,003 -0,587 0,066 -0,239 -0,001

MSE
T1n 0,006 62,652 0,953 3,222 0,030

T2n 0,006 48,613 1,018 1,926 0,028

Tabulka 3.16: Porovnání vlastností odhadù var
(√

n(β̂1n − β1)
)
a var

(√
n(β̂2n −

β2)
)
u procesu RCA(2).
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Xt = (β +Bt)Xt−1 + εt, n = 500, Bt ∼ N (0, ω2), εt ∼ N (0, σ2)

metoda 1 − α (−0,1; 0,3; 0,8)a (0,1, 0,3, 0,8) (0,1, 0.4, 0,8) (0,5, 0,0,8) (0,5, 0,15, 0,8) (0,1, 0,3, 1)

RBKF

0,9 0,927 0,929 0,923 0,946 0,934 0,929

0,95 0,968 0,969 0,969 0,976 0,972 0,970

0,99 0,990 0,994 0,989 0,992 0,996 0,994

RMBKF

0,9 0,888 0,898 0,863 0,912 0,906 0,890

0,95 0,939 0,943 0,925 0,956 0,951 0,938

0,99 0,985 0,986 0,974 0,987 0,985 0,982

MBKF

0,9 0,898 0,909 0,894 0,911 0,910 0,903

0,95 0,950 0,953 0,953 0,956 0,954 0,944

0,99 0,987 0,989 0,989 0,988 0,988 0,987

as1

0,9 0,907 0,916 0,914 0,918 0,908 0,911

0,95 0,960 0,959 0,961 0,957 0,955 0,955

0,99 0,986 0,992 0,990 0,992 0,993 0,991

as2

0,9 0,907 0,912 0,907 0,917 0,915 0,913

0,95 0,959 0,956 0,959 0,956 0,954 0,951

0,99 0,987 0,991 0,991 0,992 0,990 0,988

% 40 42 39 12 29 41

Pozn:
a Trojice parametrù (β; ω2; σ2).

Tabulka 3.17: Pokrytí 90%, 95% a 99% intervalù spolehlivosti pro parametr β
modelu RCA(1). Intervaly spolehlivosti byly zkonstruovány pro 1000 øad, pøièem¾
pro ka¾dou bylo vygenerováno 1000 bootstrapových výbìrù. V posledním øádku
je uveden pomìr nasimulovaných øad, které bylo mo¾né pou¾ít pro momentové
metody (v procentech).

Xt = (β +Bt)Xt−1 + εt, n = 500, Bt ∼ N (0, ω2), εt ∼ N (0, σ2)

metoda 1 − α (−0,1; 0,3; 0,8)a (0,1; 0,3; 0,8) (0,1; 0,4; 0,8) (0,5; 0; 0,8) (0,5; 0,15; 0,8) (0,1; 0,3; 1)

RBKF

0,9 0,907 0,907 0,890 0,933 0,921 0,926

0,95 0,953 0,958 0,951 0,971 0,963 0,964

0,99 0,985 0,992 0,981 0,995 0,994 0,992

as1

0,9 0,883 0,895 0,882 0,909 0,889 0,900

0,95 0,941 0,953 0,933 0,952 0,942 0,950

0,99 0,983 0,990 0,981 0,989 0,987 0,984

as2

0,9 0,882 0,896 0,876 0,909 0,892 0,898

0,95 0,941 0,951 0,931 0,951 0,939 0,945

0,99 0,982 0,990 0,977 0,989 0,985 0,981

Pozn:
a Trojice parametrù (β; ω2; σ2).

Tabulka 3.18: Pokrytí 90%, 95% a 99% intervalù spolehlivosti pro parametr β
modelu RCA(1). Intervaly spolehlivosti byly zkonstruovány pro 1000 øad, pøièem¾
pro ka¾dou bylo vygenerováno 1000 bootstrapových výbìrù.
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Xt = (β +Bt)Xt−1 + εt, n = 200, Bt ∼ R
([

−
√
3ω2,

√
3ω2

])
, εt ∼ N (0, σ2)

metoda 1 − α (−0,1; 0,3; 0,8)a (0,1; 0,3; 0,8) (0,1; 0,4; 0,8) (0,5; 0; 0,8) (0,5; 0,15; 0,8) (0,1; 0,3; 1)

RBKF

0,9 0,928 0,922 0,920 0,925 0,921 0,944

0,95 0,963 0,957 0,969 0,970 0,963 0,976

0,99 0,995 0,988 0,994 0,991 0,991 0,994

RMBKF

0,9 0,909 0,894 0,899 0,893 0,887 0,908

0,95 0,954 0,943 0,947 0,944 0,950 0,959

0,99 0,990 0,983 0,986 0,985 0,987 0,991

MBKF

0,9 0,909 0,899 0,907 0,895 0,882 0,912

0,95 0,956 0,944 0,948 0,944 0,947 0,953

0,99 0,991 0,978 0,987 0,984 0,987 0,990

as1

0,9 0,923 0,915 0,921 0,907 0,897 0,931

0,95 0,966 0,954 0,958 0,958 0,949 0,967

0,99 0,994 0,988 0,990 0,992 0,994 0,994

as2

0,9 0,923 0,918 0,926 0,912 0,906 0,932

0,95 0,968 0,955 0,964 0,960 0,952 0,966

0,99 0,993 0,987 0,994 0,992 0,989 0,994

% 27 26 26 9 19 28

Pozn:
a Trojice parametrù (β; ω2; σ2).

Tabulka 3.19: Pokrytí 90%, 95% a 99% intervalù spolehlivosti pro parametr β
modelu RCA(1). Intervaly spolehlivosti byly zkonstruovány pro 1000 øad, pøièem¾
pro ka¾dou bylo vygenerováno 1000 bootstrapových výbìrù. V posledním øádku
je uveden pomìr nasimulovaných øad, které bylo mo¾né pou¾ít pro momentové
metody (v procentech).

Xt = (β +Bt)Xt−1 + εt, n = 200, Bt ∼ R
([

−
√
3ω2,

√
3ω2

])
, εt ∼ N (0, σ2)

metoda 1 − α (−0,1; 0,3; 0,8)a (0,1; 0,3; 0,8) (0,1; 0,4; 0,8) (0,5; 0; 0,8) (0,5; 0,15; 0,8) (0,1; 0,3; 1)

RBKF

0,9 0,904 0,900 0,905 0,920 0,912 0,914

0,95 0,946 0,943 0,946 0,967 0,953 0,955

0,99 0,985 0,987 0,985 0,997 0,983 0,990

as1

0,9 0,890 0,894 0,885 0,883 0,886 0,890

0,95 0,941 0,942 0,936 0,952 0,940 0,935

0,99 0,981 0,986 0,987 0,994 0,982 0,984

as2

0,9 0,892 0,893 0,885 0,884 0,882 0,887

0,95 0,941 0,940 0,935 0,951 0,936 0,936

0,99 0,983 0,988 0,985 0,994 0,975 0,984

Pozn:
a Trojice parametrù (β; ω2; σ2).

Tabulka 3.20: Pokrytí 90%, 95% a 99% intervalù spolehlivosti pro parametr β
modelu RCA(1). Intervaly spolehlivosti byly zkonstruovány pro 1000 øad, pøièem¾
pro ka¾dou bylo vygenerováno 1000 bootstrapových výbìrù.
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Xt = (β +Bt)Xt−1 + εt, n = 500, Bt ∼ R
([

−
√
3ω2,

√
3ω2

])
, εt ∼ N (0, σ2)

metoda 1 − α (−0,1; 0,3; 0,8)a (0,1, 0,3, 0,8) (0,1, 0.4, 0,8) (0,5, 0,0,8) (0,5, 0,15, 0,8) (0,1, 0,3, 1)

RBKF

0,9 0,911 0,915 0,938 0,952 0,942 0,929

0,95 0,957 0,952 0,969 0,980 0,973 0,976

0,99 0,994 0,990 0,992 0,999 0,998 0,998

RMBKF

0,9 0,871 0,887 0,902 0,906 0,915 0,899

0,95 0,932 0,937 0,945 0,956 0,959 0,947

0,99 0,986 0,980 0,984 0,993 0,992 0,990

MBKF

0,9 0,875 0,887 0,904 0,907 0,915 0,897

0,95 0,937 0,938 0,953 0,956 0,955 0,947

0,99 0,986 0,981 0,987 0,992 0,991 0,987

as1

0,9 0,887 0,898 0,915 0,911 0,915 0,905

0,95 0,944 0,943 0,964 0,960 0,957 0,953

0,99 0,992 0,982 0,990 0,997 0,993 0,992

as2

0,9 0,888 0,898 0,920 0,910 0,925 0,905

0,95 0,942 0,943 0,965 0,960 0,957 0,953

0,99 0,992 0,982 0,991 0,997 0,993 0,991

% 41 40 43 12 26 40

Pozn:
a Trojice parametrù (β; ω2; σ2).

Tabulka 3.21: Pokrytí 90%, 95% a 99% intervalù spolehlivosti pro parametr β
modelu RCA(1). Intervaly spolehlivosti byly zkonstruovány pro 1000 øad, pøièem¾
pro ka¾dou bylo vygenerováno 1000 bootstrapových výbìrù. V posledním øádku
je uveden pomìr nasimulovaných øad, které bylo mo¾né pou¾ít pro momentové
metody (v procentech).

Xt = (β +Bt)Xt−1 + εt, n = 500, Bt ∼ R
([

−
√
3ω2,

√
3ω2

])
, εt ∼ N (0, σ2)

metoda 1 − α (−0,1; 0,3; 0,8)a (0,1; 0,3; 0,8) (0,1; 0,4; 0,8) (0,5; 0; 0,8) (0,5; 0,15; 0,8) (0,1; 0,3; 1)

RBKF

0,9 0,912 0,914 0,908 0,937 0,932 0,933

0,95 0,956 0,955 0,957 0,967 0,972 0,973

0,99 0,989 0,989 0,992 0,993 0,993 0,998

as1

0,9 0,886 0,898 0,879 0,903 0,901 0,905

0,95 0,942 0,947 0,936 0,944 0,948 0,943

0,99 0,985 0,990 0,987 0,987 0,988 0,989

as2

0,9 0,884 0,899 0,876 0,903 0,901 0,905

0,95 0,942 0,947 0,933 0,944 0,948 0,943

0,99 0,985 0,988 0,983 0,987 0,988 0,990

Pozn:
a Trojice parametrù (β; ω2; σ2).

Tabulka 3.22: Pokrytí 90%, 95% a 99% intervalù spolehlivosti pro parametr β
modelu RCA(1). Intervaly spolehlivosti byly zkonstruovány pro 1000 øad, pøièem¾
pro ka¾dou bylo vygenerováno 1000 bootstrapových výbìrù.
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A.2 Grafy
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Obrázek 3.11: Pokrytí intervalù spolehlivosti spoètených metodou reziduálního
KF bootstrapu pro rùzné kombinace M(n) a m(n). Hodnoty M(n) reprezen-
tuje konstanta k na ose x, hodnoty m(n) pøedstavují jednotlivé barvy. n = 200,
Bt ∼ N (0, ω2), εt ∼ N (0, σ2). Plnou èarou je naznaèena hladina 1 − α = 0,9,
èárkovanì pokrytí intervalového odhadu spoèteného pomocí asymptotického nor-
málního rozdìlení metodou ASV , teèkovanì metodou ASP .
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Obrázek 3.12: Pokrytí intervalù spolehlivosti spoètených metodou reziduálního
KF bootstrapu pro rùzné kombinace M(n) a m(n). Hodnoty M(n) reprezentuje
konstanta k na ose x, hodnoty m(n) pøedstavují jednotlivé barvy. n = 500, Bt ∼
N (0, ω2), εt ∼ N (0, σ2)
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Obrázek 3.13: Pokrytí intervalù spolehlivosti spoètených metodou reziduálního
KF bootstrapu pro rùzné kombinace M(n) a m(n). Hodnoty M(n) reprezentuje
konstanta k na ose x, hodnoty m(n) pøedstavují jednotlivé barvy. n = 200, Bt ∼
R
([

−
√
3ω2,

√
3ω2
])

, εt ∼ N (0, σ2)
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Obrázek 3.14: Pokrytí intervalù spolehlivosti spoètených metodou reziduálního
KF bootstrapu pro rùzné kombinace M(n) a m(n). Hodnoty M(n) reprezentuje
konstanta k na ose x, hodnoty m(n) pøedstavují jednotlivé barvy. n = 500, Bt ∼
R
([

−
√
3ω2,

√
3ω2
])

, εt ∼ N (0, σ2)
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Obrázek 3.15: Pokrytí intervalù spolehlivosti spoètených metodou reziduálního
KF bootstrapu pro rùzné kombinace M(n) a m(n). Hodnoty M(n) reprezentuje
konstanta k na ose x, hodnoty m(n) pøedstavují jednotlivé barvy. n = 200, Bt ∼
N (0, ω2), εt ∼ DEx(0, σ√

2
).
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Obrázek 3.16: Pokrytí intervalù spolehlivosti spoètených metodou reziduálního
KF bootstrapu pro rùzné kombinace M(n) a m(n). Hodnoty M(n) reprezentuje
konstanta k na ose x, hodnoty m(n) pøedstavují jednotlivé barvy. n = 500, Bt ∼
N (0, ω2), εt ∼ DEx(0, σ√

2
)
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Obrázek 3.17: Pokrytí intervalù spolehlivosti spoètených metodou reziduálního
KF bootstrapu pro rùzné kombinace M(n) a m(n). Hodnoty M(n) reprezen-
tuje konstanta k na ose x, hodnoty m(n) pøedstavují jednotlivé barvy. n = 200,

Bt ∼ R
([

−
√
3ω2,

√
3ω2
])

, εt ∼ DEx(0, σ√
2
). Plnou èarou je naznaèena hla-

dina 1 − α = 0,9, èárkovanì pokrytí intervalového odhadu spoèteného pomocí
asymptotického normálního rozdìlení metodou ASV , teèkovanì metodou ASP .
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Obrázek 3.18: Pokrytí intervalù spolehlivosti spoètených metodou reziduálního
KF bootstrapu pro rùzné kombinace M(n) a m(n). Hodnoty M(n) reprezen-
tuje konstanta k na ose x, hodnoty m(n) pøedstavují jednotlivé barvy. n = 500,

Bt ∼ R
([

−
√
3ω2,

√
3ω2
])

, εt ∼ DEx(0, σ√
2
). Plnou èarou je naznaèena hla-

dina 1 − α = 0,9, èárkovanì pokrytí intervalového odhadu spoèteného pomocí
asymptotického normálního rozdìlení metodou ASV , teèkovanì metodou ASP .
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Obrázek 3.19: Aproximace rozdìlení statistiky
√
n(β̂n − β) pro proces RCA(1),

sada parametrù p1, Bt ∼ N (0, ω2), εt ∼ N (0, σ2). Grafy vlevo zobrazují procesy
o délce n = 200, vpravo n = 500. Poèet bootstrapových opakování je 5000. His-
togram znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000
øad.
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β = 0.1, ω2 = 0.4, σ2 = 0.8, β̂n = 0.132
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Obrázek 3.20: Aproximace rozdìlení statistiky
√
n(β̂n − β) pro proces RCA(1),

sada parametrù p3, Bt ∼ N (0, ω2), εt ∼ N (0, σ2). Grafy vlevo zobrazují procesy
o délce n = 200, vpravo n = 500. Poèet bootstrapových opakování je 5000. His-
togram znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000
øad.
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β = 0.5, ω2 = 0, σ2 = 0.8, β̂n = 0.444
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0.524 β = 0.5, ω2 = 0, σ2 = 0.8, β̂n = 0.491
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Obrázek 3.21: Aproximace rozdìlení statistiky
√
n(β̂n − β) pro proces RCA(1),

sada parametrù p4, Bt ∼ N (0, ω2), εt ∼ N (0, σ2). Grafy vlevo zobrazují procesy
o délce n = 200, vpravo n = 500. Poèet bootstrapových opakování je 5000. His-
togram znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000
øad.
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β = 0.5, ω2 = 0.15, σ2 = 0.8, β̂n = 0.458
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Obrázek 3.22: Aproximace rozdìlení statistiky
√
n(β̂n − β) pro proces RCA(1),

sada parametrù p5, Bt ∼ N (0, ω2), εt ∼ N (0, σ2). Grafy vlevo zobrazují procesy
o délce n = 200, vpravo n = 500. Poèet bootstrapových opakování je 5000. His-
togram znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000
øad.
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β = 0.1, ω2 = 0.3, σ2 = 1, β̂n = 0.264
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Obrázek 3.23: Aproximace rozdìlení statistiky
√
n(β̂n − β) pro proces RCA(1),

sada parametrù p6, Bt ∼ N (0, ω2), εt ∼ N (0, σ2). Grafy vlevo zobrazují procesy
o délce n = 200, vpravo n = 500. Poèet bootstrapových opakování je 5000. His-
togram znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000
øad.

134



β = − 0.1, ω2 = 0.3, σ2 = 0.8, β̂n = − 0.233
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Obrázek 3.24: Aproximace rozdìlení statistiky
√
n(β̂n − β) pro proces RCA(1),

sada parametrù p1, Bt ∼ R
([

−
√
3ω2,

√
3ω2
])
, εt ∼ N (0, σ2). Grafy vlevo zob-

razují procesy o délce n = 200, vpravo n = 500. Poèet bootstrapových opakování
je 5000. Histogram znázoròuje odhad rozdìlení metodou Monte Carlo aplikované
na 10 000 øad.
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β = 0.1, ω2 = 0.3, σ2 = 0.8, β̂n = 0.113
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Obrázek 3.25: Aproximace rozdìlení statistiky
√
n(β̂n − β) pro proces RCA(1),

sada parametrù p2, Bt ∼ R
([

−
√
3ω2,

√
3ω2
])
, εt ∼ N (0, σ2). Grafy vlevo zob-

razují procesy o délce n = 200, vpravo n = 500. Poèet bootstrapových opakování
je 5000. Histogram znázoròuje odhad rozdìlení metodou Monte Carlo aplikované
na 10 000 øad.
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β = 0.1, ω2 = 0.4, σ2 = 0.8, β̂n = − 0.119
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Obrázek 3.26: Aproximace rozdìlení statistiky
√
n(β̂n − β) pro proces RCA(1),

sada parametrù p3, Bt ∼ R
([

−
√
3ω2,

√
3ω2
])
, εt ∼ N (0, σ2). Grafy vlevo zob-

razují procesy o délce n = 200, vpravo n = 500. Poèet bootstrapových opakování
je 5000. Histogram znázoròuje odhad rozdìlení metodou Monte Carlo aplikované
na 10 000 øad.
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β = 0.5, ω2 = 0, σ2 = 0.8, β̂n = 0.605
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Obrázek 3.27: Aproximace rozdìlení statistiky
√
n(β̂n − β) pro proces RCA(1),

sada parametrù p4, Bt ∼ R
([

−
√
3ω2,

√
3ω2
])
, εt ∼ N (0, σ2). Grafy vlevo zob-

razují procesy o délce n = 200, vpravo n = 500. Poèet bootstrapových opakování
je 5000. Histogram znázoròuje odhad rozdìlení metodou Monte Carlo aplikované
na 10 000 øad.
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β = 0.5, ω2 = 0.15, σ2 = 0.8, β̂n = 0.52
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Obrázek 3.28: Aproximace rozdìlení statistiky
√
n(β̂n − β) pro proces RCA(1),

sada parametrù p5, Bt ∼ R
([

−
√
3ω2,

√
3ω2
])
, εt ∼ N (0, σ2). Grafy vlevo zob-

razují procesy o délce n = 200, vpravo n = 500. Poèet bootstrapových opakování
je 5000. Histogram znázoròuje odhad rozdìlení metodou Monte Carlo aplikované
na 10 000 øad.
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β = 0.1, ω2 = 0.3, σ2 = 1, β̂n = 0.269
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Obrázek 3.29: Aproximace rozdìlení statistiky
√
n(β̂n − β) pro proces RCA(1),

sada parametrù p6, Bt ∼ R
([

−
√
3ω2,

√
3ω2
])
, εt ∼ N (0, σ2). Grafy vlevo zob-

razují procesy o délce n = 200, vpravo n = 500. Poèet bootstrapových opakování
je 5000. Histogram znázoròuje odhad rozdìlení metodou Monte Carlo aplikované
na 10 000 øad.
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Obrázek 3.30: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p1, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 200. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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Obrázek 3.31: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p1, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 500. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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Obrázek 3.32: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p2, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 200. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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Obrázek 3.33: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p3, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 200. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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β1 = 0.5, ω1
2 = 0, β̂1n = 0.419
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Obrázek 3.34: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p3, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 500. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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2 = 0.25, β̂1n = 0.444
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Obrázek 3.35: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p4, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 200. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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2 = 0.25, β̂1n = 0.418
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Obrázek 3.36: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p4, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 500. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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β1 = 0.5, ω1
2 = 0.5, β̂1n = 0.429
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Obrázek 3.37: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p5, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 500. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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Obrázek 3.38: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p6, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 200. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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Obrázek 3.39: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p6, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 500. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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2 = 0.25, β̂1n = 0.751

x

f(
x)

−6 −4 −2 0 2 4 6

0.
0

0.
1

0.
2

0.
3

0.
4

●

●

●

●

WBreg
WBrek
RB
AS

β2 = 0, ω2
2 = 0.25, β̂2n = − 0.081

x

f(
x)

−6 −4 −2 0 2 4 6

0.
0

0.
1

0.
2

0.
3

0.
4

●

●

●

●

WBreg
WBrek
RB
AS

β1 = 0.7, ω1
2 = 0.25, β̂1n = 0.766

x

f(
x)

−6 −4 −2 0 2 4 6

0.
0

0.
1

0.
2

0.
3

0.
4

●

●

●

●

WBreg
WBrek
RB
AS
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Obrázek 3.40: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p7, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 200. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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Obrázek 3.41: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p7, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 500. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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2 = 0.1, β̂1n = 0.628
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Obrázek 3.42: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p8, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 500. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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β1 = − 0.5, ω1
2 = 0.25, β̂1n = − 0.59
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Obrázek 3.43: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p9, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 200. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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Obrázek 3.44: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p9, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 500. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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Obrázek 3.45: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p10, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 200. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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Obrázek 3.46: Aproximace rozdìlení statistik
√
n
(
β̂1n−β1

)
(vlevo) a

√
n
(
β̂2n−β2

)
(vpravo) pro proces RCA(2), sada parametrù p10, Bi(t) ∼ N (0, ω2

i ), i = 1, 2,
εt ∼ N (0, σ2). Poèet bootstrapových opakování je 5000, n = 500. Histogram
znázoròuje odhad rozdìlení metodou Monte Carlo aplikované na 10 000 øad. Levý
a pravý obrázek na jednom øádku jsou aproximace rozdìlení statistik T1n a T2n

spoètené na základì stejné èasové øady.
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