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Úvod
V současné době, zejména díky rozšíření počítačové techniky, je sledováno

velké množství informací v průběhu času, například ceny akcií měnící se kaž-
dou sekundu, tedy vysokofrekvenční data, vývoj teploty a atmosférického tlaku
nebo počet obyvatel států. Tyto soubory dat jsou časovými řadami, které je
nutno nějakým způsobem popsat. K tomu slouží velké množství matematických
modelů, na jejichž základně lze analyzovat chování časových řad, například závis-
lost mezi jednotlivými pozorováními, nebo předpovídat budoucí vývoj řady. Mezi
nejpoužívanější modely patří lineární modely typu ARMA, které jsou detailně
popsány v mnoha publikacích. Ve finančních časových řadách však dochází k je-
vům, které tyto modely nepostihují příliš dobře, například velké výkyvy volatility.
Proto byly zavedeny nové modely, jako například nelineární modely typu ARCH
a jejich rozšíření GARCH, které takové chování finančních řad vystihují lépe.
Další alternativou jsou bilineární modely, kterými se zabývá tato práce. Motivací
pro vytvoření těchto modelů je rozšíření ARMA tak, aby postihovaly např. výše
zmíněné výkyvy. Bilineární modely se tedy svou strukturou podobají modelům
ARMA.

Jedno z prvních představení bilineárních modelů je v knize Granger a Ander-
son (1978), z níž vycházejí další autoři. Většina se zabývá ve svých publikacích
speciálními případy bilineárních modelů, neboť se ukazuje, že odvození některých
vlastností v obecném případě je velice komplikované, což je značnou nevýhodou
těchto modelů. Velmi obecně se bilineárním modelům věnuje například publi-
kace Pham (1993) a Subba Rao a Gabr (1984), v mnoha dalších publikacích
zabývajících se nelineárními modely jsou bilineární modely v omezené míře také
představeny, viz například Tong (1990).

Tato práce má za cíl popsat bilineární modely a odvodit jejich vlastnosti.
Nejprve je uvažován pouze jednoduchý model a příslušná teorie pro uvedení do
základní problematiky bilineárních časových řad. Poté je uvažován model v obec-
ném tvaru a jsou představeny jeho vlastnosti a možnosti jeho použití na reálných
datech. Práce je rozdělena do čtyř kapitol.

V první kapitole jsou shrnuty základní pojmy z teorie lineárních modelů ča-
sových řad a jsou zde stručně představeny modely ARMA podle knih Prášková
(2004) a Cipra (2008). Dále je zde uvedena definice obecného bilineárního procesu.

Druhá kapitola se zabývá speciálním případem jednoduchého bilineárního mo-
delu, hlavním zdrojem je článek Pham a Tran (1981). Jsou zde detailně odvozo-
vány vlastnosti tohoto modelu, zejména podmínky stacionarity a invertibility.
Dále jsou zde popsány konstrukce odhadů na základě pozorovaných dat a jsou
zkoumány vlastnosti těchto odhadů. V poslední sekci této kapitoly je podrobně
odvozena korelační struktura jednoduchého modelu včetně korelační struktury
druhých mocnin řady.

Ve třetí kapitole jsou představeny teoretické podklady pro obecné bilineární
modely, hlavními zdroji jsou články Pham (1993) a Pham (1985). Nejprve je před-
stavena markovská reprezentace, na jejímž základě jsou odvozovány vlastnosti
modelů. Detailně je odvozena podmínka stacionarity, jsou popsány teoretické zá-
klady pro odvození podmínek invertibility. Podobně jako ve druhé kapitole je
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představena konstrukce odhadů modelu a je detailně popsána korelační struktura
procesů daných obecným bilineárním modelem a jejich druhých mocnin. Závěr
třetí kapitoly se věnuje konstrukci předpovědí.

Poslední čtvrtá kapitola se zabývá praktickou stránkou problematiky bilineár-
ních modelů. Je představen numerický algoritmus pro určení odhadů parametrů
bilineárních modelů na základě popsané teorie a jsou prezentovány výsledky si-
mulační studie vytvořené na základě tohoto algoritmu pomocí softwaru Wolfram
Mathematica. Další část se zabývá testováním linearity proti bilineární alternativě
na základě Raova skórového testu. Poslední část se zabývá kvalitativním porovná-
ním modelů ARMA a bilineárních modelů pro zvolená finanční dat, opět pomocí
softwaru Wolfram Mathematica. Vytvořený program pro odhadování parametrů,
simulační studie a aplikace na reálná data je k dispozici na přiloženém DVD.
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1. Základní pojmy

1.1 Základní definice z teorie časových řad
Na úvod představíme základní definice týkající se náhodných procesů, bez dů-

kazů také uvedeme některá tvrzení o vlastnostech procesů typu ARMA. Odvození
a důkazy jsou podrobně popsány v Cipra (2008) a v Prášková (2004).

Definice 1.1. Náhodný proces (stochastický proces) je rodina {Xt, t ∈ T}, kde
Xt jsou náhodné veličiny nebo náhodné vektory na pravděpodobnostním prostoru
(Ω,A, P) a T ⊂ R. Indexy t ∈ T jsou pak interpretovány jako čas. Proces {Xt,
t ∈ Z} se nazývá časová řada.

Náhodné procesy lze dělit podle tvaru indexové množiny na náhodný proces ve
spojitém čase (T ∈ M ⊂ R) a na náhodný proces v diskrétním čase (T ∈ M ⊂ Z),
na který se v této práci zaměříme.

Definice 1.2. Řekneme, že náhodné procesy {Xt} a {Yt} jsou stochasticky nezá-
vislé, když jsou náhodné vektory (X1, . . . ,Xn) a (Y1, . . . ,Yn) nezávislé pro všechna
n ∈ N.

Definice 1.3. Náhodný proces {Xt, t ∈ Z} se nazývá striktně (silně) stacionární,
jestliže ∀n ∈ N a všechna tk, tk + h taková, že tk ∈ Z, tk + h ∈ Z, 1 ≤ k ≤ n má
vektor (Xt1 , . . . ,Xtn) stejné rozdělení jako (Xt1+h, . . . ,Xtn+h).

Definice 1.4. Nechť {Xt, ∈ Z} je náhodný proces. Tento proces se nazývá slabě
stacionární, jestliže platí

(i) E Xt = µ = konst., pro všechna t ∈ Z, (1.1a)
(ii) cov(Xt,Xs) = E [(Xt − µ)(Xs − µ)] = cov(Xt+h,Xs+h), (1.1b)

pro ∀ s, t, h taková, že s ∈ Z, s+ h ∈ Z, t ∈ Z, t+ h ∈ Z,
speciálně varXt = σ2

X = konst., pro všechna t ∈ Z. (1.1c)

Striktně stacionární časová řada je z hlediska pravděpodobnostního rozdělení
invariantní vzhledem k posunům v čase, je-li slabě stacionární, pak je invari-
antní vzhledem k posunům v čase v rámci momentů řádu nejvýše dva. Mezi
oběma druhy stacionarity je následující vztah: je-li časová řada striktně stacio-
nární a existují momenty druhého řádu, pak je časová řada také slabě stacionární.

Definice 1.5. Nechť {Xt, t ∈ Z} je časová řada. Autokovarianční funkce pro
zpoždění k (autokovariance pro zpoždění k) je definována předpisem

γX(k) = cov(Xt,Xt−k) = E [(Xt − µ)(Xt−k − µ)], k ∈ Z. (1.2)

Definice 1.6. Nechť {Xt, t ∈ Z} je časová řada. Autokorelační funkce pro zpož-
dění k (autokorelace pro zpoždění k) je definována následovně

ρX(k) = γX(k)
γX(0) = γX(k)

σ2
X

, k ∈ Z. (1.3)
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Definice 1.7. Posloupnost {εt, t ∈ Z} vzájemně nekorelovaných náhodných ve-
ličin majících nulovou střední hodnotu a konstantní konečný kladný rozptyl se
nazývá bílý šum, tedy platí

E εt = 0, 0 < var εt = σ2 < ∞, cov(εt,εs) = 0, pro s ̸= t. (1.4)

Poznámka. Jsou-li náhodné veličiny v definici 1.7 nezávislé pak se jedná o striktní
bílý šum. V této práci budeme předpokládat, že rozdělení bílého šumu není de-
generované, budeme uvažovat, že má spojité rozdělení (nejčastěji normální roz-
dělení). Speciálně z těchto předpokladů tedy dostáváme, že ε2

t ̸= a+ bεt s.j., kde
a, b ∈ R jsou konstanty.
Poznámka. Při práci s časovými řadami je někdy používán operátor časového
posunu B. Pro posloupnost {Zt, t ∈ Z} platí

BZt = Zt−1, BjZt = Bj−1(BZt) = · · · = Zt−j. (1.5)

Definice 1.8. Nechť {Xt, t ∈ Z} je časová řada. Smíšený proces ARMA(p,q) je
definován vztahem

Xt =
p∑
i=1

φiXt−i +
q∑
j=1

ψjεt−j + εt, (1.6)

tj. φ(B)Xt = ψ(B)εt, (1.7)
kde φ1, . . . ,φp jsou parametry odpovídající autoregresní části procesu, φ(B) =
1 − ∑p

k=1 φkB
k se nazývá autoregresní operátor, ψ1, . . . ,ψq jsou parametry od-

povídající části klouzavých součtů, ψ(B) = 1 + ∑q
k=1 ψkB

k se nazývá operátor
klouzavých součtů a B je operátor časového posunu.

Pokud pro všechny kořeny zi, i ∈ {1,2, . . . ,p} polynomu φ(z) platí podmínka
|zi| > 1 a jsou různé od kořenů wj polynomu ψ(w), je proces daný (1.6) slabě
stacionární a má nulovou střední hodnotu. Pokud platí pro všechny kořeny wj,
j ∈ {1,2, . . . ,q} polynomu ψ(w) podmínka |wj| > 1 a jsou různé od kořenů zi, je
proces (1.6) invertibilní a lze přepsat do tvaru

εt = Xt − π1Xt−1 − π2Xt−2 − · · · = π(B)Xt. (1.8)

Poznámka. Stacionární proces ARMA(p,q) z definice 1.8 má nulovou střední hod-
notu. Lze však definovat procesARMA(p,q) s nenulovou, v čase neměnnou střední
hodnotou µ následovně

Xt = α + φ1Xt−1 + · · · + φpXt−p + ψ1εt−1 + · · · + ψqεt−q + εt, (1.9)

kde platí α = (1 − φ1 − . . .− φp)µ. Tento vztah lze upravit do tvaru

Xt − µ =
p∑
i=1

φi(Xt−i − µ) +
q∑
i=1

ψiεt−i + εt, (1.10)

kde proces {Xt − µ} odpovídá procesu {Xt} v definici 1.8.
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1.2 Definice bilineární časové řady
Bilineární řady jsou jedním z typů nelineárních časových řad. Jak bude zřejmé

z následující definice, lze je chápat jako přímočaré rozšíření lineárních modelů
ARMA. Definici bilineárního procesu zavedeme dle Pham (1993), která vychází
z definice dle Granger a Anderson (1978).

Definice 1.9. Nechť {Xt, t ∈ Z} je časová řada. Bilineární proces
BARMA(p,q,P,Q) je definován vztahem

Xt =
p∑
i=1

φiXt−i +
q∑
j=1

ψjεt−j +
Q∑
k=1

P∑
l=1

βlkXt−lεt−k + εt, (1.11)

kde φi, i = 1 . . . ,p, ψj, j = 1 . . . ,q a βlk k = 1 . . . ,Q, l = 1 . . . ,P jsou parametry
modelu a {εt, t ∈ Z} je striktní bílý šum.

Takovéto rozšíření modelů ARMA nevypadá na první pohled příliš kompli-
kovaně, nicméně opak je pravdou. Ukazuje se, že práce s bilineárním modelem
v plné obecnosti je příliš složitá a proto se často přechází k jednodušším varian-
tám. Uvažuje se například kompletně bilineární model, který je ve tvaru

Xt =
Q∑
k=1

P∑
l=1

βlkXt−lεt−k + εt. (1.12)

Jiným možným dělením bilineárních modelů je rozdělení na tři případy, a to dia-
gonální, subdiagonální a superdiagonální model. Názvosloví vychází z Granger a
Anderson (1978), nicméně se u různých autorů definice subdiagonálního a super-
diagonálního modelu mohou navzájem zaměňovat. V této práci budou definovány
následovně v souladu s Pham (1993): pokud platí βlk = 0 pro všechna l > k pak
se jedná superdiagonální model, pokud platí βlk = 0 pro všechna l < k pak se
jedná subdiagonální model a nakonec pokud platí βlk = 0, pro všechna l ̸= k
jedná se o diagonální model. Pro tyto tři případy se často uvažují jen kompletně
bilineární modely.

V následujících dvou kapitolách se budeme zabývat vlastnostmi bilineárních
modelů. Nejprve uvedeme a odvodíme vlastnosti pro jednoduchý diagonální mo-
del a poté pro obecnější modely.
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2. Vlastnosti jednoduchého
bilineárního modelu

Stejně jako u modelů ARMA nás bude u bilineárních modelů zajímat je-
jich stacionarita a invertibilita. Prozkoumáme jednoduchý diagonální model daný
vztahem

Xt = φXt−1 + εt + βXt−1εt−1, (2.1)
kde {εt, t ∈ Z} je striktní bílý šum. Podle definice 1.9 se tedy jedná o model
BARMA(1,0,1,1). V této kapitole budeme převážně postupovat podle článku
Pham a Tran (1981).

2.1 Stacionarita jednoduchého modelu
Nejprve se budeme zabývat podmínkami existence stacionárního procesu da-

ného vztahem (2.1).

Věta 2.1. Platí-li |φ| < 1 a φ2 + β2σ2 ≤ 1, potom existuje jednoznačně určený
striktně stacionární náhodný proces {Xt, t ∈ Z} splňující vztah (2.1), pro nějž
platí

Xt = εt +
∞∑
j=1

⎡⎣ j∏
k=1

(φ+ βεt−k)
⎤⎦ εt−j, (2.2)

kde nekonečná řada je konvergentní skoro jistě.

Důkaz. Uvažujme, že existuje striktně stacionární proces {Xt, t ∈ Z} splňující
(2.1). Lze jej přepsat do tvaru

Xt = εt + (φ+ βεt−1)Xt−1. (2.3)

Dále označme
P (t,j) =

j∏
k=1

(φ+ βεt−k). (2.4)

S využitím (2.4) a opakovanou aplikací vyjádření (2.3) dostáváme

Xt = εt +
n−1∑
j=1

⎡⎣ j∏
k=1

(φ+ βεt−k)
⎤⎦ εt−j +

[
n∏
k=1

(φ+ βεt−k)
]
Xt−n

= εt +
n−1∑
j=1

P (t,j)εt−j + P (t,n)Xt−n.

(2.5)

Pro výraz P (t,n) platí

1
n

log |P (t,n)| = 1
2n

n∑
k=1

log(φ+ βεt−k)2. (2.6)

Pro β ̸= 0 máme z Jensenovy nerovnosti vztah

E log(φ+ βεt)2 < log E (φ+ βεt)2 = log(φ2 + β2σ2) ≤ 0, (2.7)
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kde poslední nerovnost plyne z předpokladů věty a definice 1.7. Pro β = 0 také
platí E log(φ + βεt)2 < 0, neboť |φ| < 1. Dle silného zákona velkých čísel tedy
dostáváme

lim
n→∞

1
n

log |P (t,n)| = 1
2 E log(φ+ βεt)2 < 0, s.j. (2.8)

Podle vlastností limity a exponenciály existuje dostatečně velké n0 takové, že
∀ n > n0 : |P (t,n)| 1

n < ρ < 1 pro nějaké ρ ∈ (0,1) a tedy i ∀ n > n0 : |P (t,n)| <
ρn. Dostáváme tak P (t,n) n→∞−−−→ 0 s.j. Díky striktní stacionaritě náhodného pro-
cesu {Xt, t ∈ Z} pak P (t,n)Xt−n

n→∞−−−→ 0 v pravděpodobnosti, neboť

∀δ > 0 : P [|P (t,n)Xt−n − 0| > δ] = 1 − P [|P (t,n)||Xt−n| < δ]

= 1 − P
[
|Xt| <

δ

|P (t,n)|

]
n→∞−−−→ 1 − P [|Xt| < ∞] = 0.

(2.9)

Tedy vztah (2.5) s použitím značení (2.4) z lze přepsat do tvaru

Xt = εt +
∞∑
j=1

P (t,j)εt−j. (2.10)

Je-li tedy proces {Xt, t ∈ Z} daný (2.1) stacionární pak za podmínky věty lze
vyjádřit ve tvaru (2.10). Dále z (2.8) vyplývá, že |P (t,n)| 1

n
n→∞−−−→ δ s.j., pro které

platí δ = exp
[

1
2 E log(φ+ βεt)2

]
< 1. Opět pomocí silného zákona velkých čísel

a následujícího rozpisu dostáváme

1
j
εt−j = 1

j

j∑
k=1

εt−k − j − 1
j

⎡⎣ 1
j − 1

j−1∑
k=1

εt−k

⎤⎦ j→∞−−−→ 0 s.j. (2.11)

Tedy pro j dostatečně velké máme |εt−j| ≤ j s.j. a tedy i |P (t,j)εt−j| ≤ jδ̃j, pro

nějaké δ < δ̃ < 1 a tudíž
∞∑
j=1

P (t,j)εt−j konverguje skoro jistě. Vztah (2.2) tedy

určuje náhodný proces {Xt, t ∈ Z}.
Nechť t1, . . . ,tk, h ∈ Z, pak s využitím (2.2) lze vektor (Xt1 , . . . ,Xtk) vyjádřit

pomocí bílého šumu v příslušných časech, vektor (Xt1+h, . . . ,Xtk+h) lze analogicky
vyjádřit pomocí bílého šumu v příslušných časech posunutých o h. Vzhledem
k vlastnostem bílého šumu jsou oba vektory stejně rozdělené, proces {Xt, t ∈ Z}
daný vztahem (2.2) je tedy striktně stacionární. Nakonec zbývá odvodit ekviva-
lenci mezi vztahy (2.2) a (2.1). Máme

Xt = εt +
∞∑
j=1

⎡⎣ j∏
k=1

(φ+ βεt−k)
⎤⎦ εt−j

= εt + (φ+ βεt−1)εt−1 +
∞∑
j=2

⎡⎣ j∏
k=1

(φ+ βεt−k)
⎤⎦ εt−j

= εt + (φ+ βεt−1)
⎛⎝εt−1 +

∞∑
j=2

⎡⎣ j∏
k=2

(φ+ βεt−k)
⎤⎦ εt−j

⎞⎠
= εt + (φ+ βεt−1)Xt−1.

(2.12)

□

8



Věta 2.2. Nechť náhodný proces {Xt, t ∈ Z} definovaný vztahem (2.1) je slabě
stacionární a jeho striktní bílý šum má konečné momenty čtvrtého řádu, pak platí
φ2 + β2σ2 < 1.

Důkaz. Nejprve zavedeme pomocné značení

Zt = (φ+ βεt)Xt. (2.13)

Potom lze proces {Xt, t ∈ Z} zapsat pomocí markovské reprezentace

Xt = Zt−1 + εt,

Zt = (φ+ βεt)Zt−1 + (φ+ βεt)εt.
(2.14)

Zřejmě platí E Zt = φE Zt−1 + βσ2,

Zt − E Zt = (φ+ βεt)(Zt−1 − E Zt−1) + (φ+ β E Zt−1)εt + β(ε2
t − σ2). (2.15)

Ze slabé stacionarity také máme

E Zt = βσ2

1 − φ
. (2.16)

Z (2.15) a (2.16), slabé stacionarity a definice 1.7 pak pro rozptyl veličiny Zt
dostáváme

varZt = (φ2 + β2σ2) varZt + (φ+ β E Zt)2σ2

+ β2(E ε4
t − σ4) + 2β(φ+ β E Zt) E ε3

t

= (φ2 + β2σ2) varZt + E
[
βε2

t + (φ+ β E Zt) εt − βσ2
]2

= (φ2 + β2σ2) varZt + var
[
βε2

t +
(
φ+ β2σ2

1 − φ

)
εt

]
.

(2.17)

Druhý sčítanec na pravé straně rovnosti je vzhledem k předpokladu o rozdělení
bílého šumu kladný, dostáváme tedy (1−φ2−β2σ2) varZt > 0 a vzhledem k vlast-
nostem rozptylu je 1 − φ2 − β2σ2 > 0.

□

Věta 2.3. Nechť εt má konečný čtvrtý moment. Potom nutnou a postačující
podmínkou existence striktně stacionárního náhodného procesu {Xt, t ∈ Z} spl-
ňujícího vztah (2.1) je φ2 + β2σ2 < 1. Je-li tato podmínka splněna, potom Xt je
jednoznačně dán vztahem (2.2), kde nekonečná suma je konvergentní skoro jistě
a dle kvadratického středu.

Důkaz. Téměř vše plyne z vět 2.1 a 2.2, jediné, co zbývá dokázat, je konvergence
podle kvadratického středu, neboť

• má-li εt má konečný čtvrtý moment a {Xt, t ∈ Z} je definovaný vztahem
(2.1), pak dle věty 2.2 platí φ2 + β2σ2 < 1,

• naopak platí-li φ2 + β2σ2 < 1 pak dle věty 2.1 je Xt jednoznačně určen
vztahem (2.2), v němž je nekonečná suma konvergentní skoro jistě.
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Zbývá tedy konvergence podle kvadratického středu. Musíme ukázat, že exis-
tuje náhodná veličina W taková, že

E

⏐⏐⏐⏐⏐⏐
J∑
j=1

⎡⎣ j∏
k=1

(φ+ βεt−k)
⎤⎦ εt−j −W

⏐⏐⏐⏐⏐⏐
2
J→∞−−−→ 0. (2.18)

Víme, že pro náhodné veličiny W, Vn, n ∈ Z platí

lim
n→∞

(E |Vn −W |2) = lim
n→∞

(E V 2
n + E W 2 − 2 E (VnW )). (2.19)

Spočítáme tedy nejprve druhý moment uvažované sumy a určíme limitu. Použije-
me-li značení P (t,j) dle (2.4), máme

E
⎛⎝ J∑
j=1

P (t,j)εt−j

⎞⎠2

= E
⎛⎝ J∑
j=1

(P (t,j)εt−j)2 + 2
J∑
j=2

j−1∑
i=1

P (t,j)εt−jP (t,i)εt−i

⎞⎠ .
(2.20)

Z vlastností striktního bílého šumu a předpokladů věty 2.3 víme, že ∀t ∈ Z

E (φ+ βεt) = φ,

E (φ+ βεt)2 = φ2 + β2σ2 < 1,
E (φ+ βεt)εt = βσ2,

E (φ+ βεt)2εt = 2φβσ2 + β2 E ε3
t
ozn.= K1,

E (φ+ βεt)2ε2
t = φ2σ2 + 2φβ E ε3

t + β2 E ε4
t
ozn.= K2,

(2.21)

kde víme, že |K1|,|K2| < ∞. Díky nezávislosti veličin striktního bílého šumu,
vlastnostem výše a uvažovaným předpokladům lze výrazy ve vztahu (2.20) dále
upravit a určit limitu. Podívejme se nejprve na první sčítanec na pravé straně

E
J∑
j=1

(P (t,j)εt−j)2 =
J∑
j=1

(φ2 + β2σ2)j−1K2,

J→∞−−−→
∞∑
j=1

(φ2 + β2σ2)j−1K2 = K2

1 − (φ2 + β2σ2) < ∞.

(2.22)

Pro určení limity ve druhém sčítanci (2.20) napravo označíme δ = max(|φ|, φ2 +
β2σ2), δ < 1. Platí

2 E
J∑
j=2

j−1∑
i=1

P (t,j)εt−jP (t,i)εt−i = 2
J∑
j=2

j−1∑
i=1

(φ2 + β2σ2)i−1K1φ
j−i−1βσ2

≤ 2K1βσ
2

J∑
j=2

j−1∑
i=1

δj−2

(2.23)
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= 2K1βσ
2

J∑
j=2

(j − 1)δj−2

= 2K1βσ
2
(
δ

1 − δJ−1

1 − δ

)′

= 2K1βσ
2
(

1 − JδJ−1 + (J − 1)δJ
(1 − δ)2

)
J→∞−−−→ 2K1βσ

2

(1 − δ)2 < ∞.

(2.24)

Tedy ověřili jsme, že platí

lim
J→∞

E
⎛⎝ J∑
j=1

P (t,j)εt−j

⎞⎠2

< ∞, (2.25)

zároveň je z výpočtů zřejmé, že i každý člen této posloupnosti, má konečný druhý
moment. Položme v (2.19) Vj = ∑J

j=1 P (t,j)εt−j. Nyní stačí najít náhodnou veli-
činu W s konečným druhým momentem, tak aby limita v (2.19) a tedy i v (2.18)
byla rovna 0. Přitom dle předcházejících odvození a Hölderovy nerovnosti platí
E (VnW ) ≤ E |VnW | ≤ (E V 2

n ) 1
2 (E W 2) 1

2 . Uvažovaný limitní vztah má tedy smysl.
Zvolme W = Zt−1 podle (2.14). Tato náhodná veličina má díky předpokladu o ko-
nečnosti čtvrtého momentu bílého šumu a předpokladu φ2 + β2σ2 < 1 konečný
rozptyl. Máme tak s využitím (2.12) a (2.14)

E

⏐⏐⏐⏐⏐⏐
J∑
j=1

⎡⎣ j∏
k=1

(φ+ βεt−k)
⎤⎦ εt−j − Zt−1

⏐⏐⏐⏐⏐⏐
2

= E

⏐⏐⏐⏐⏐⏐
∞∑

j=J+1

⎡⎣ j∏
k=1

(φ+ βεt−k)
⎤⎦ εt−j

⏐⏐⏐⏐⏐⏐
2

. (2.26)

Analogicky jako výše lze ukázat, že střední hodnota na pravé straně rovnosti
je konečná, neboť nekonečná suma je konvergentní. Tudíž pro J rostoucí nade
všechny meze tato střední hodnota konverguje k 0.

□

2.2 Invertibilita jednoduchého modelu
Při zkoumání se invertibility se opět nejprve zaměříme na jednoduchý mo-

del (2.1), respektive jeho markovskou reprezentaci (2.14). Z těchto dvou vztahů
dostaneme

εt = Xt − Zt−1

Zt = (φ+ βεt)Xt = (φ+ βXt)Xt − βXtZt−1.
(2.27)

Získali jsme rekurzivní vztah pro stavovou veličinu Zt. Pokud by byla známá
hodnota Z0, mohli bychom pomocí (2.27) určit chyby εt na základě pozorovaných
hodnot procesu {Xt, t = 1,2, . . . }, nicméně veličiny Zt jsou nepozorovatelné. Lze
však zvolit hodnotu z0 a chyby závislé na hodnotě z0 označit ε(t|z0). Abychom
nazývali řadu {Xt, t ∈ Z} invertibilní, budeme požadovat aby ε(t|z0) − εt →
0, t → ∞ v pravděpodobnosti, bez ohledu na volbu z0. Takový postup vyžaduje
znalost parametrů φ a β, které je třeba odhadnout na základě pozorovaných
hodnot {Xt, t = 1,2, . . . }.

Při následující definici pojmu invertibility stejně jako odvození jejich pod-
mínek pro jednoduchý model budeme vycházet z Pham a Tran (1981) a Pham
(1993) .
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Definice 2.1. Nechť {Xt, t ∈ Z} je časová řada daná vztahem (2.1) s parametry
θ = (φ,β) a jejich odhadem θ̃. Model je invertibilní v θ̃ vzhledem k pozorovaným
hodnotám řady, pokud existuje stacionární proces εθ̃(t), pro nějž platí

εθ̃(t|z0) − εθ̃(t) t→∞−−−→ 0 v pravděpodobnosti, (2.28)

kde εθ̃(t|z0) jsou hodnoty chyb v závislosti na odhadu θ̃ a hodnotě z0 zmíněné
výše. Pokud navíc pro všechna θ̃ z okolí θ platí

εθ̃(t) − εt
θ̃→θ−−→ 0 v pravděpodobnosti, (2.29)

pak se tento model nazývá silně invertibilní.

Na základě definice 2.1 můžeme formulovat následující tvrzení.

Věta 2.4. Stacionární časová řada daná vztahem (2.1) je invertibilní v θ̃ = (φ̃,β̃)
vzhledem k pozorovaným hodnotám časové řady {Xt, t = 1,2, . . . }, platí-li |β̃| <
exp(− E log |Xt|). Je-li |β̃| > exp(− E log |Xt|) pak tato řada invertibilní není.

Důkaz. Dle (2.27) pro počáteční hodnotu z0 získáváme

εθ̃(t|z0) = Xt −
t−1∑
j=1

(−β̃)j−1

⎛⎝ j∏
k=1

Xt−k

⎞⎠ (φ̃+ β̃Xt−j) − (−β̃)t−1
(
t−1∏
k=1

Xt−k

)
z0.

(2.30)
Dále z ergodické věty dle Štěpán (1987) str. 395 a předpokladu striktního bílého
šumu platí

1
j

log
⏐⏐⏐⏐⏐⏐
j∏

k=1
Xt−k

⏐⏐⏐⏐⏐⏐ = 1
j

j∑
k=1

log |Xt−k|
j→∞−−−→ E log |Xt|, s.j. (2.31)

Označíme-li

cj(t) =
⏐⏐⏐⏐⏐⏐
j∏

k=1
Xt−k

⏐⏐⏐⏐⏐⏐
1
j

,

c(t) = exp(E log |Xt|),

(2.32)

lze psát limj→∞ cj(t) = c(t) s.j. Pokud platí |β̃| < exp(− E log |Xt|) = 1/c(t), pak
|cj(t)β̃| < q < 1 pro dostatečně velké j. Proto (cj(t)β̃)j j→∞−−−→ 0 s.j. a také řada
∞∑
j

(cj(t)β̃)j je konvergentní s.j. Definujme

εθ̃(t) = Xt −
∞∑
j=1

(−β̃)j−1

⎛⎝ j∏
k=1

Xt−k

⎞⎠ (φ̃+ β̃Xt−j). (2.33)

12



Platí-li |β̃| < exp(− E log |Xt|), potom lze analogicky jako v důkazu věty
2.1 s použitím ergodické věty dle Štěpán (1987) str. 395 ukázat, že řada (2.33)
konverguje skoro jistě. Celkem dostáváme

εθ̃(t|z0) − εθ̃(t) =
∞∑
j=t

(−β̃)j−1

⎛⎝ j∏
k=1

Xt−k

⎞⎠ (φ̃+ β̃Xt−j) − (−β̃)t−1
(
t−1∏
k=1

Xt−k

)
z0

t→∞−−−→ 0 s.j.
(2.34)

Pokud je naopak |β̃| > exp(− E log |Xt|), pak tento rozdíl nemůže konvergovat.
□

Důsledek. Platí-li pro stacionární časovou řadu danou vztahem (2.1) s parametry
θ = (φ,β), že |β| < exp(− E log |Xt|), pak je invertibilní v θ vzhledem k pozoro-
vaným hodnotám časové řady {Xt, t = 1,2, . . . }.
Důkaz. Zřejmý.

□

Podmínka invertibility z věty 2.4 platí i v případě silné invertibility. Pokud
|β| < exp(− E log |Xt|) a θ̃ = (φ̃,β̃) je konzistentním odhadem θ založeným na
k pozorováních časové řady, pak od nějakého počtu pozorování k0 je θ̃ v okolí θ
takovém, že |β̃| < exp(− E log |Xt|). Pak εθ̃(t) i εθ(t) = εt lze vyjádřit jako řady
konvergentní skoro jistě stejně jako jejich rozdíl a tedy εθ̃(t)−εt

θ̃→θ−−→ 0 v pravdě-
podobnosti. Zbývá nám tedy ověřit konzistenci odhadu θ̃, čímž se budeme zabývat
v následující kapitole.
Poznámka. Ve důkazu věty 2.4 jsme využívali ergodicitu procesu {Xt}. Ergodi-
citou časových řad daných diagonálním a subdiagonálním bilineárním modelem
se detailněji zabývá Akamanam, Bhaskara Rao a Subramanyam (1986).

Díky větě 2.4 máme podmínku invertibility pro jednoduchou bilineární ča-
sovou řadu. Ta závisí na parametrech φ, β, σ a také na rozdělení bílého šumu.
Můžeme ji upravit, aby bylo možné lépe určit pro dané rozdělení bílého šumu,
jaké mohou být hodnoty parametrů φ, β a σ v invertovatelné řadě. Dle Jensenovy
nerovnosti máme

E log |Xt| = 1
2 E log(Xt)2 <

1
2 log E X2

t . (2.35)

K tomu, aby |β| < exp(− E log |Xt|), tedy stačí mít
β2 E X2

t ≤ 1. (2.36)
Ze vztahů (2.14) a (2.16) dostáváme

E Xt = βσ2

1 − φ
. (2.37)

Označíme-li λ = βσ, v = var ε2
t

σ4 a c = E ε3
t

σ3 můžeme psát s využitím (2.17)

varZt = 1
1 − φ2 − λ2 var

[
βε2

t +
(
φ+ λ2

1 − φ

)
εt

]

= σ2

1 − φ2 − λ2

⎡⎣vλ2 +
(
φ+ λ2

1 − φ

)2

+ 2λc
(
φ+ λ2

1 − φ

)⎤⎦ . (2.38)
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Pomocí (2.14) a (2.38) získáme

E X2
t = E Z2

t−1 + E ε2
t + 2 E Zt−1 E εt

= varZt + σ2

1 − φ2 − λ2

[
1 + λ2

(1 − φ)2

]
(1 − φ2 − λ2)

= σ2

1 − φ2 − λ2

[
1 + vλ2 + 4φλ2

1 − φ
+ 2λc

(
φ+ λ2

1 − φ

)] (2.39)

Podmínka invertibility (2.36) v našem uvažovaném modelu lze dále upravit

β2 E X2
t − 1 = λ2

1 − φ2 − λ2

[
1 + vλ2 + 4φλ2

1 − φ
+ 2λc

(
φ+ λ2

1 − φ

)]
− 1

= 1
1 − φ2 − λ2

[(
v + 4φ

1 − φ

)
λ4

+2λ3c

(
φ+ λ2

1 − φ

)
+ 2λ2 − (1 − φ2)

]
≤ 0.

(2.40)

Tento vztah lze za podmínky stacionarity φ2 + β2σ2 < 1 z věty 2.2 dále upravit(
v + 4φ

1 − φ

)
λ4 + 2λ3c

(
φ+ λ2

1 − φ

)
+ 2λ2 − (1 − φ2) ≤ 0. (2.41)

V případě normálního rozdělení bílého šumu {εt, t ∈ Z} s využitím vlastností
jeho šikmosti a špičatosti máme c = 0 a v = 2. Za platnosti podmínky |φ| < 1
z věty 2.1 pak z (2.41) dostáváme

2(1 + φ)λ4 + 2(1 − φ)λ2 − (1 − φ)2(1 + φ) ≤ 0. (2.42)

2.3 Konzistence odhadu parametrů v jednodu-
chém modelu

V kapitole 2.2 jsme odvodili pro jednoduchý model (2.1) podmínku inver-
tibility. Na jejím základě se pokusíme určit odhad parametrů modelu metodou
nejmenších čtverců a vyšetřit jeho chování, zejména ověřit konzistenci. Budeme
chtít minimalizovat součet čtverců chyb

n∑
t=1

ε2
θ̃
(t|z0) dle (2.30) na nějaké dané

množině parametrů Θ. Uvedeme zde postup popsaný v článku Pham a Tran
(1981).

Potřebujeme, aby pro dostatečně velké t nezáviselo εθ̃(t|z0) na volbě z0. Pro
stacionární řadu splňující (2.1) s parametry θ = (φ,β) ∈ Θ máme dle věty 2.4
v θ̃ = (φ̃, β̃) ∈ Θ podmínku invertibility |β̃| < exp(− E log |Xt|). Nicméně, jak
již bylo výše zmíněno, závisí na rozdělení bílého šumu, které je obecně neznámé.
Proto budeme minimalizovat součet čtverců chyb místo na množině Θ na množi-
nách Θn, které budou dány pozorovanými hodnotami X1, . . . ,Xn.

Tyto množiny budeme volit tak, aby pro velká n platilo, θ ∈ Θn ⊂ Θ̃ s.j.
pro nějakou kompaktní množinu Θ̃, na níž je náš model invertibilní vzhledem
k pozorováním. Nechť δ > 0 a položme

Θn =
⎧⎨⎩(φ̃, β̃) : |φ̃| < 1, |β̃| ≤

⏐⏐⏐⏐⏐
n∏
t=1

Xt

⏐⏐⏐⏐⏐
− 1

n

− δ

⎫⎬⎭ . (2.43)
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Dále definujme množinu

Θ̃ =
{

(φ̃, β̃) : |φ̃| < 1, |β̃| ≤ exp(− E log |Xt|) − δ

2

}
. (2.44)

Pak za podmínky

|β| < exp(− E log |Xt|) − 2δ (2.45)

platí, že θ ∈ Θn ⊂ Θ̃ s.j. pro dostatečně velké n, neboť analogicky jako důkazu
věty 2.4 dle ergodické věty, viz Štěpán (1987) str. 395, dostáváme⏐⏐⏐⏐⏐

n∏
t=1

Xt

⏐⏐⏐⏐⏐
− 1

n

= exp
(

− 1
n

n∑
t=1

log |Xt|
)

n→∞−−−→ exp(E log |Xt|), s.j. (2.46)

Odhad θ̂n parametru θ metodou nejmenších čtverců tedy získáme minimalizací
n∑
t=1

ε2
θ̃
(t|z0) na Θn. Obvykle se po odhadech požaduje, aby byly konzistentní. Pro

náš odhad θ̂n se budeme zabývat silnou konzistencí. Základním nástrojem pro
její důkaz bude následující lemma.

Lemma 2.5. Nechť {Vn(θ̃)} je posloupnost spojitých náhodných funkcí definova-
ných na kompaktní množině Θ̃ ⊂ Rk, dále nechť je θ ∈ Θ̃ a Θn je posloupnost
náhodných kompaktních podmnožin prostoru Rk takových, že platí

(i) θ ∈ Θn ⊂ Θ̃ s pravděpodobností 1 pro dostatečně velké n,
(ii) ∀ θ̂ ∈ Θ̃, θ̂ ̸= θ existuje okolí U(θ̂) parametru θ̂ takové, že

lim inf
n→∞

(
inf

θ̃∈U(θ̂)
Vn(θ̃) − Vn(θ)

)
> 0, s.j.

(2.47)

Pak řešení θ̂n získané minimalizací funkce Vn na Θn konverguje k θ s.j.

Poznámka. Zřejmě index k v lemmatu 2.5 je pro jednoduchý model je roven 2.

Důkaz. Nechť U(θ) je nějaké okolí θ a platí θ̂ ∈ Θ̃ − U(θ), dále nechť U(θ̂)
označuje okolí θ̂ podle bodu (ii). Jelikož Θ̃ je kompaktní, existují θ̂1, θ̂2, . . . , θ̂r
takové, že Θ̃ je pokryto okolími U(θ),U(θ̂1), . . . ,U(θ̂r). Označme U sjednocení
U(θ̂i), i = 1, . . . ,r. Podle (ii) s pravděpodobností 1 platí pro n dostatečně velké

inf
θ̃∈U

Vn(θ̃) − Vn(θ) = inf
i=1,...,r

(
inf

θ̃∈U(θ̂i)
Vn(θ̃) − Vn(θ)

)
> 0, s.j. (2.48)

Pro velká n pak dostáváme Θn − U(θ) ⊂ U , tedy Vn(θ) < Vn(θ̃) pro všechna
θ̃ ∈ Θn − U(θ). Protože pro velká n dle bodu (i) θ ∈ Θn a θ̂n minimalizuje Vn
na Θn musí platit Vn(θ) ≥ Vn(θ̂n), tudíž nemůže být θ̂n ∈ Θn − U(θ), pak tedy
θ̂n ∈ U(θ).

□

Nyní zvolme funkci
Vn(θ̃) = 1

n

n∑
t=1

ε2
θ̃
(t|z0). (2.49)
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Pro funkci (2.49) ověříme podmínky lemmatu 2.5 a ukážeme tak, že odhad θ̂n
konverguje k θ s.j. na příslušné množině. Podmínka (i) je splněna pro naši volbu
množin dle (2.43) a (2.44). Pro ověření podmínky (ii) nejprve dle (2.33) máme

εθ̃(t) = Xt −
∞∑
j=1

(−β̃)j−1

⎛⎝ j∏
k=1

Xt−k

⎞⎠ (φ̃+ β̃Xt−j). (2.50)

Vztah chyb (2.30) a (2.50) specifikuje následující tvrzení.
Lemma 2.6. Řada (2.50) je konvergentní skoro jistě pro θ̃ ∈ Θ̃ a je spojitou
náhodnou funkcí na množině Θ̃. Zároveň εθ̃(t|z0) − εθ̃(t) t→∞−−−→ 0 stejnoměrně na
množině Θ̃ a skoro jistě.

Důkaz. Důkaz první části je analogický jako postup v důkazu věty 2.4, zároveň
je εθ̃(t) polynomem v parametrech φ̃,β̃ definovaným pro všechny prvky Θ̃. Důkaz
pro druhou část lemmatu je také analogický s důkazem věty 2.4. Z něj plyne i stej-
noměrná konvergence uvažovaného rozdílu, neboť lze omezit posloupnost danou
tímto rozdílem konvergentní geometrickou posloupností.

□

Poznámka. Rozdíl z lemmatu 2.6 lze přepsat následujícím způsobem

εθ̃(t|z0) − εθ̃(t) =
∞∑
j=t

(−β̃)j−1

⎛⎝ j∏
k=1

Xt−k

⎞⎠ (φ̃+ β̃Xt−j) − (−β̃)t−1
(
t−1∏
k=1

Xt−k

)
z0

= (−β̃)t−1
(
t−1∏
k=1

Xt−k

)⎡⎣ ∞∑
j=0

(−β̃)j
⎛⎝ j∏
k=0

X−k

⎞⎠ (φ̃+ β̃X−j)
⎤⎦

+ (−β̃)t−1
(
t−1∏
k=1

Xt−k

)
(−z0)

= (−β̃)t−1
(
t−1∏
k=1

Xt−k

)
X0

⎡⎣ ∞∑
j=1

(−β̃)j
⎛⎝ j∏
k=1

X−k

⎞⎠ (φ̃+ β̃X−j)
⎤⎦

+ (−β̃)t−1
(
t−1∏
k=1

Xt−k

)
(X0(φ̃+ β̃X0) − z0)

= (−β̃)t−1
(
t−1∏
k=1

Xt−k

)
((φ̃+ β̃εθ̃(0))X0 − z0).

(2.51)
Pro poslední rovnost jsme využili (2.50). S pomocí lemmatu 2.6 dokážeme

další pomocná tvrzení.
Lemma 2.7. Nechť je Vn(θ̃) definovaná jako v (2.49), potom

nVn(θ̃)
n∑
t=1

ε2
θ̃
(t)

n→∞−−−→ 1, s.j. (2.52)

stejnoměrně na každé kompaktní podmnožině K ⊂ Θ̃, platí-li

lim inf
n→∞

inf
θ̃∈K

{
1
n

n∑
t=1

ε2
θ̃
(t)
}
> 0. (2.53)
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Důkaz. Označme δθ̃(t) = εθ̃(t|z0) − εθ̃(t). Potom platí

Vn(θ̃) = 1
n

(
n∑
t=1

ε2
θ̃
(t) + 2

n∑
t=1

εθ̃(t)δθ̃(t) +
n∑
t=1

δ2
θ̃
(t)
)
. (2.54)

Dále lze uvažovat následující omezení

1
n

⎡⎣( n∑
t=1

ε2
θ̃
(t)
) 1

2

−
(

n∑
t=1

δ2
θ̃
(t)
) 1

2
⎤⎦2

≤ Vn(θ̃) ≤ 1
n

⎡⎣( n∑
t=1

ε2
θ̃
(t)
) 1

2

+
(

n∑
t=1

δ2
θ̃
(t)
) 1

2
⎤⎦2

.

(2.55)

Tato omezení plynou z Cauchovy-Schwarzovy nerovnosti, neboť pro horní mez
lze psát

Vn(θ̃) = 1
n

(
n∑
t=1

ε2
θ̃
(t) + 2

n∑
t=1

εθ̃(t)δθ̃(t) +
n∑
t=1

δ2
θ̃
(t)
)

≤ 1
n

⎛⎝ n∑
t=1

ε2
θ̃
(t) + 2

(
n∑
t=1

ε2
θ̃
(t)

n∑
t=1

δ2
θ̃
(t)
) 1

2

+
n∑
t=1

δ2
θ̃
(t)
⎞⎠

= 1
n

⎡⎣( n∑
t=1

ε2
θ̃
(t)
) 1

2

+
(

n∑
t=1

δθ̃(t)
) 1

2
⎤⎦2

.

(2.56)

Pro dolní mez lze postupovat analogicky. Dále označíme-li

∆n =
sup
θ̃∈K

1
n

n∑
t=1

δ2
θ̃
(t)

inf
θ̃∈K

1
n

n∑
t=1

ε2
θ̃
(t)
, (2.57)

pak pro všechna θ̃ ∈ K dostáváme

(1 −
√

∆n)2 ≤ nVn(θ̃)
n∑
t=1

ε2
θ̃
(t)

≤ (1 +
√

∆n)2. (2.58)

Díky lemmatu 2.6 lze ukázat, že ∆n
n→∞−−−→ 0, čímž dostáváme hledaný vztah.

□

V dalších dvou lemmatech se budeme zabývat chováním součtu veličin ε2
θ̃
(t)

a vlastnostmi střední hodnoty těchto veličin.

Lemma 2.8. Pro θ̂ ∈ Θ̃ a každou posloupnost okolí Um(θ̂) parametru θ̂ klesající
směrem k θ̂ platí skoro jistě

lim
m→∞

lim inf
n→∞

inf
θ̃∈Um(θ̂)

{
1
n

n∑
t=1

ε2
θ̃
(t)
}

= E ε2
θ̃
(t), E ε2

θ̃
(t) < ∞,

= ∞ E ε2
θ̃
(t) = ∞.

(2.59)
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Důkaz. Označme nejprve

L(θ̂) = lim
m→∞

lim inf
n→∞

inf
θ̃∈Um(θ̂)

{
1
n

n∑
t=1

ε2
θ̃
(t)
}
,

Ym(t) = inf
θ̃∈Um(θ̂)

ε2
θ̃
(t),

Y c
m(t) = min{Ym(t),c}, pro c > 0.

(2.60)

Pak lze psát

inf
θ̃∈Um(θ̂)

{
1
n

n∑
t=1

ε2
θ̃
(t)
}

≥ 1
n

n∑
t=1

Y c
m(t) ≥ 0. (2.61)

Dle ergodické věty, viz Štěpán (1987) str. 395, máme pro E ε2
θ̃
(t) < ∞ následující

lim inf
n→∞

inf
θ̃∈Um(θ̂)

{
1
n

n∑
t=1

ε2
θ̃
(t)
}

≥ E Y c
m(t), s.j. (2.62)

Ze spojitosti a z lemmatu 2.6 plyne, že pro neklesající posloupnost {Ym(t)} platí
Ym(t) → ε2

θ̂
(t) pro m → ∞ a stejně tak Y c

m(t) → min{ε2
θ̂
(t),c} pro m → ∞.

Podle Leviho věty, viz Štěpán (1987) str. 100, pak dostáváme, že E Y c
m(t) →

E min{ε2
θ̂
(t),c} pro m → ∞ a dále pro tuto limitní střední hodnotu platí

lim
c→∞

lim
m→∞

E Y c
m(t) = E ε2

θ̂
(t). (2.63)

Z uvedených konvergencí a z (2.61) plyne

L(θ̂) ≥ E ε2
θ̂
(t). (2.64)

Je-li E ε2
θ̂
(t) = ∞, pak i L(θ̂) = ∞. Pokud E ε2

θ̂
(t) < ∞, pak lze L(θ̂) omezit

shora, neboť platí

L(θ̂) ≤ lim inf
n→∞

1
n

n∑
t=1

ε2
θ̂
(t) = lim

n→∞

1
n

n∑
t=1

ε2
θ̂
(t) = E ε2

θ̂
(t), (2.65)

z ergodické věty dle Štěpán (1987) str. 395. Pak je tedy hledaná posloupnost ome-
zena posloupnostmi konvergujícími k E ε2

θ̂
(t) a dostáváme tak L(θ̂) = E ε2

θ̂
(t).

□

Lemma 2.9. Pokud θ̂ ̸= θ, potom je E ε2
θ̂
(t) > σ2.

Důkaz. Ze vztahu (2.50) a rovnice modelu (2.1) lze odvodit následující rovnosti

εθ̂(t) = Xt − (φ̂+ β̂εθ̂(t− 1))Xt−1 (2.66)

ϕθ̂(t− 1) = εθ̂(t) − εt =
(
φ− φ̂+ βεt−1 − β̂εθ̂(t− 1)

)
Xt−1. (2.67)

Veličinu ϕθ̂(t− 1) lze tedy rozepsat pomocí εt−1, Xt−1, Xt−2, . . . a je nezávislá na
εt. Proto platí

E ε2
θ̂
(t) = E ε2

t + E ϕ2
θ̂
(t− 1) ≥ σ2, (2.68)
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kde rovnost bychom dostali pouze pokud ϕθ̂(t − 1) = 0 s pravděpodobností 1.
Dále z (2.67) a (2.1) je

ϕθ̂(t− 1) =
(
φ− φ̂+ (β − β̂)εt−1 − β̂ϕθ̂(t− 2)

)
(εt−1 + φXt−2 + βεt−2Xt−2)

ozn.=
(
(β − β̂)εt−1 + A

)
(εt−1 +B) ,

(2.69)
kde analogicky jako výše dostáváme, že A i B jsou nezávislé na εt−1. Podle Fubi-
niho věty díky nezápornosti pravděpodobnosti pak máme

P [ϕθ̂(t− 1) = 0] =
∫
P
[(

(β − β̂)εt−1 + a
)

(εt−1 + b) = 0
]
dPAB(a,b), (2.70)

kde míra PAB odpovídá sdružené distribuční funkci rozdělení náhodných veličin
A a B. Dle předpokladu nedegenerovanosti bílého šumu dostáváme

P
[(

(β − β̂)εt−1 + a
)

(εt−1 + b) = 0
]
< 1, (2.71)

neplatí-li β−β̂ = a = 0. Tedy P [ϕθ̂(t−1) = 0] < 1, pokud neplatí β = β̂ a zároveň
neplatí A = 0 skoro jistě. Pokud β = β̂ a A = 0 s.j., pak β̂ϕθ̂(t− 2) = φ− φ̂, s.j.
Jelikož ϕθ̂(t−2) má stejné rozdělení jako ϕθ̂(t−1), které je v tomto případě rovno
0 skoro jistě, dostáváme φ = φ̂. Celkem tedy dostáváme E εθ̂(t) > σ2, neplatí-li
β = β̂, φ = φ̂.

□

Následující věta využívá předcházející lemmata a dostáváme tak silnou kon-
zistenci odhadů.

Věta 2.10. Nechť je splněna podmínka (2.45) a nechť θ̂n je odhad metodou ne-
menších čtverců získaný minimalizací funkce (2.49). Pak je θ̂n silně konzistentní,
to jest θ̂n

n→∞−−−→ θ s.j.

Důkaz. Jak již bylo uvedeno výše, zbývá ověřit již jen bod (ii) z lemmatu 2.5.
Z lemmat 2.7, 2.8 a 2.9 pro θ̂ ∈ Θ̃, θ̂ ̸= θ existuje okolí parametru θ̂ takové, že

lim inf
n→∞

inf
θ̃∈U(θ̂)

Vn(θ̃) > σ2, s.j. (2.72)

S využitím silného zákona velkých čísel a (2.51) lze ukázat Vn(θ) n→∞−−−→ σ2, s.j.
Dostáváme tak, že uvažovaná limita rozdílu v bodu (ii) lemmatu 2.5 je větší než
0, ověřili jsme tak tento bod a z lemmatu 2.5 získáváme i silnou konzistenci od-
hadu.

□

2.4 Odhady parametrů pomocí maximální věro-
hodnosti

U modelů typu ARMA je pro odhad parametrů často používána metoda maxi-
mální věrohodnosti, kterou lze aplikovat také na náš jednoduchý bilineární model.
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Popíšeme metodu podmíněné maximální věrohodnosti, jež je pro modely typu
ARMA uvedena v Hamilton (1994). Nechť εt je opět striktní bílý šum a navíc
εt ∼ N(0,σ2) ∀t. Dále předpokládáme, že je splněna podmínka invertibility jako
v předcházející kapitole a že máme k dispozici T pozorování časové řady. Ozna-
číme θ = (φ,β, σ2). Dále zvolíme ε1 = 0, pro podmíněnou věrohodnostní funkci
pak dostáváme

L(θ) = fXT ,...,X2|X1,ε1=0(xT , . . . ,x2|x1,ε1 = 0,θ)

=
T∏
t=2

fXt|Xt−1,...,X1,ε1=0(xt|xt−1, . . . ,x1,ε1 = 0,θ)

=
T∏
t=2

fXt|Xt−1,εt−1(xt|xt−1,εt−1,θ),

(2.73)

neboť dle (2.27) lze rekurentně vyjádřit Xt pomocí Xt−1 a εt−1. Vzhledem k uva-
žované normalitě bílého šumu a (2.27) je

fXt|Xt−1,εt−1(xt|xt−1,εt−1,θ) = 1√
2πσ2

exp
(

(xt − φxt−1 − βxt−1εt−1)2

−2σ2

)

= 1√
2πσ2

exp
(

ε2
t

−2σ2

)
, ∀t ≥ 2.

(2.74)

Pro podmíněnou logaritmickou věrohodnostní funkci máme následující vztah

log L(θ) = −T − 1
2 log(2π) − T − 1

2 log(σ2) −
T∑
t=2

(xt − φxt−1 − βxt−1εt−1)2

2σ2 .

(2.75)
Maximalizace podmíněné věrohodnostní funkce odpovídá minimalizaci výrazu
T∑
t=2

ε2
t , neboť věrohodnostní rovnice získaná derivováním (2.75) pro parametr σ2

je ve tvaru

σ2 = 1
T − 1

T∑
t=2

ε2
t . (2.76)

Minimalizací
T∑
t=2

ε2
t získáme maximálně věrohodný odhad parametrů φ, β a na

jejich základě chyby spočtené rekurentně z pozorovaných hodnot dle (2.27) s vol-
bou počáteční hodnoty ε1 = 0. Takto spočtené chyby označíme εθ,MLE(t). Pro
odhad rozptylu bílého šumu dle (2.76) platí

σ̂2 = 1
T − 1

T∑
t=2

ε2
θ,MLE(t). (2.77)

Získané chyby εθ,MLE(t) jsou ve stejném tvaru jako chyby εθ̃(t|z0) ve vztahu
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(2.30), neboť lze psát

εt = Xt − φXt−1 − βXt−1εt−1

= Xt − φXt−1 − βX2
t−1 + βφXt−1Xt−2 + β2Xt−1Xt−2εt−2

= . . .

= Xt −
t−1∑
j=1

(−β)j−1

⎛⎝ j∏
k=1

Xt−k

⎞⎠ (φ+ βXt−j)

− (−β)t−1
(
t−1∏
k=1

Xt−k

)
X0(φ+ βε0),

(2.78)

kde dle (2.27) platí X0(φ+βε0) = X1 −ε1 = Z0, lze tedy zvolit z0 = x1 −ε1 = x1,
kde x1 je realizace náhodné veličiny X1. Není tedy překvapivé, že v případě použití
metody maximální věrohodnosti dostáváme stejné odhady pro parametry φ a β
jako v kapitole 2.3 a analogický odhad rozptylu bílého šumu jako případě (2.49),
které se liší pouze konstantami.

2.5 Momentová struktura
Pro určení vhodnosti lineárních modelů pro daná data v rámci Boxovy-Jenkin-

sovy metodologie se mimo jiné používá kontrola momentové struktury uvažova-
ného modelu. Analogicky lze postupovat i pro bilineární modely. Za předpokladů
stacionarity pro jednoduchý model daný (2.1), respektive (2.14) dostáváme s vy-
užitím (2.16)

µ = E Xt = E (Zt−1 + εt) = βσ2

1 − φ
. (2.79)

Dále dle (2.17) platí

varZt = γZ(0) = 1
(1 − φ2 − β2σ2) var

[
βε2

t +
(
φ+ β2σ2

1 − φ

)
εt

]
, (2.80)

a tudíž z (2.14)
varXt = γX(0) = γZ(0) + σ2. (2.81)

Pro vyšší zpoždění pak lze autokovarianční funkci pro k > 1 díky vlastnostem
bílého šumu psát ve tvaru

γX(k) = E [(Xt+k − µ)(Xt − µ)]
= E [(Zt+k−1 − µ+ εt+k)(Zt−1 − µ+ εt)]
= γZ(k) + E (Zt+k−1εt) .

(2.82)

Je tedy třeba spočítat oba výrazy na pravé straně poslední rovnosti. Nejprve pro
přehlednost označíme

A(t) = φ+ βεt a C(t) = (φ+ βεt)εt. (2.83)
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Pro autokovarianční funkci veličin Zt dostáváme dle (2.14) pro k ≥ 1

γZ(k) = E [(Zt+k − µ)(Zt − µ)]
= E [(A(t+ k)Zt+k−1 + C(t+ k) − µ) (Zt − µ)]
= E [A(t+ k)Zt+k−1(Zt − µ)]
= φγZ(k − 1).

(2.84)

Odtud plyne
γZ(k) = φkγZ(0), k ≥ 1. (2.85)

Pro druhý sčítanec na pravé straně rovnosti (2.82) máme pro k ≥ 1 dle (2.14)

E [Zt+k−1εt] = E [(A(t+ k − 1)Zt+k−2 + C(t+ k − 1)) εt] = . . .

= E
⎡⎣⎛⎝ k∏

j=1
A(t+ k − j)Zt−1 + C(t+ k − 1)

⎞⎠ εt
⎤⎦

+ E
⎡⎣⎛⎝ k∑

i=2

i−1∏
j=1

A(t+ k − j)C(t+ k − i)
⎞⎠ εt

⎤⎦
= φk−1βσ2µ+ 0 + φk−1(φσ2 + β E ε3

t )
= φk−1

(
βσ2µ+ φσ2 + β E ε3

t

)
.

(2.86)

Celkem tedy dostáváme ze vztahů (2.82) - (2.86), že pro autokovarianční funkci
časové řady {Xt, t ∈ Z} splňující vztah (2.1) platí pro k ≥ 1

γX(k) = φk
(
γX(0) − σ2

)
+ φk−1

(
βσ2µ+ φσ2 + β E ε3

t

)
. (2.87)

Pro k > 1 pak je
γX(k) = φγX(k − 1). (2.88)

Ze vztahů (2.87) a (2.88) je zároveň vidět, že uvažovaný bilineární proces má
korelační strukturu analogickou s procesem ARMA(1,1), neboť i pro něj platí
γ(k) = φγ(k − 1), k > 1, viz např. Cipra (2008) str. 338.

Dle Cipra (2008) a Granger a Anderson (1978) je vhodné pro identifikaci
bilineárního modelu uvažovat také korelační strukturu druhých mocnin řady, ne-
boť, jak bylo i pro náš model ukázáno výše, korelační struktura prvních mocnin
je analogická s modelem ARMA(1,1). Předpokládáme, že existují momenty bí-
lého šumu do řádu 8. Odvodíme autokorelační funkci kvadrátů řady {Xt, t ∈ Z},
označme ji γX2(k), k ≥ 0. Dle (2.1) máme

X2
t = φ2X2

t−1 + ε2
t + β2X2

t−1ε
2
t−1 + 2φXt−1εt

+ 2φβX2
t−1εt−1 + 2βεtεt−1Xt−1.

(2.89)

Nejprve označme ν = E X2
t = γX(0) + µ2

X , pak po dosazení z (2.14) a s využitím
(2.79) dostáváme pro autokovarianční funkci pro k = 0

γX2(0) = E X2
t (X2

t − ν)
= E

[
Z4
t−1 + 4εtZ3

t−1 + 6ε2
tZ

2
t−1 + 4ε3

tZt−1 + ε4
t −X2

t ν
]

= E Z4
t−1 + 6σ2

t (γZ(0) + µ2) + 4µE ε3
t + E ε4

t − ν2.

(2.90)
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Je tedy nutno určit E Z4
t = R4. Máme dle (2.14)

R4 = E
[
A4(t)Z4

t−1 + 4A3(t)C(t)Z3
t−1 + 6A2(t)C2(t)Z2

t−1

+ 4A(t)C3(t)Zt−1 + C4(t)
]

= E A4(t)R4 + 4 E
(
A3(t)C(t)

)
E Z3

t−1 + 6 E
(
A2(t)C2(t)

)
(γZ(0) + µ2)

+ 4 E
(
A(t)C3(t)

)
µ+ E

(
C4(t)

)
.

(2.91)
Všechny střední hodnoty již lze určit kromě E Z3

t = R3. Analogicky jako v (2.91)
můžeme psát

R3 = E
[
A3(t)Z3

t−1 + 3A2(t)C(t)Z2
t−1

+ 3A(t)C2(t)Zt−1 + C3(t)
]

= E A3(t)R3 + 3 E
(
A2(t)C(t)

)
(γZ(0) + µ2)

+ 3 E
(
A(t)C2(t)

)
µ+ E

(
C3(t)

)
.

(2.92)

Z definice R4 je zřejmé, že musí platit R4 ≥ 0. Získali jsme hodnotu autokovari-
anční funkce γX2(0).

Pro k ≥ 1 pak dostáváme

γX2(k) = E
[
(X2

t − ν)(X2
t−k − ν)

]
= E [(φ2X2

t−1 + ε2
t + β2X2

t−1ε
2
t−1 + 2φXt−1εt

+ 2φβX2
t−1εt−1 + 2βεtεt−1Xt−1)(X2

t−k − ν)]
= φ2γX2(k − 1) + β2 E [(X2

t−1ε
2
t−1)(X2

t−k − ν)]
+ 2φβ E [(X2

t−1εt−1)(X2
t−k − ν)].

(2.93)

Označíme-li dále
B(1,k) = E [(X2

t−1ε
2
t−1)(X2

t−k − ν)],
C(1,k) = E [(X2

t−1εt−1)(X2
t−k − ν)],

(2.94)

lze psát pro k ≥ 1

γX2(k) = φ2γX2(k − 1) + β2B(1,k) + 2φβC(1,k). (2.95)

Obecně máme
B(j,k) = E [(X2

t−jε
2
t−j)(X2

t−k − ν)] ∀j,k,
C(j,k) = E [(X2

t−jεt−j)(X2
t−k − ν)] ∀j,k,

B(j,j) = B(0,0) = E [(X2
t ε

2
t )(X2

t − ν)] ∀j,
C(j,j) = C(0,0) = E [(X2

t εt)(X2
t − ν)] ∀j.

(2.96)

Využijeme-li (2.89) a (2.95) lze psát pro k ≥ 2

B(1,k) = E [(φ2X2
t−2 + ε2

t−1 + β2X2
t−2ε

2
t−2 + 2φXt−2εt−1

+ 2φβX2
t−2εt−2 + 2βεt−1εt−2Xt−2)ε2

t−1(X2
t−k − ν)]

= φ2σ2γX2(k − 2) + β2σ2B(2,k) + 2φβσ2C(2,k)
+ E [2φXt−2ε

3
t−1(X2

t−k − ν)] + E [2βεt−2Xt−2ε
3
t−1(X2

t−k − ν)]
= σ2γX2(k − 1)

+ E [2φXt−2ε
3
t−1(X2

t−k − ν)] + E [2βεt−2Xt−2ε
3
t−1(X2

t−k − ν)].

(2.97)
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Dostáváme tedy z (2.95) a (2.97) pro k ≥ 2

γX2(k) = (φ2 + β2σ2)γX2(k − 1) + 2φβC(1,k)
+ E [2φβ2Xt−2ε

3
t−1(X2

t−k − ν)] + E [2β3εt−2Xt−2ε
3
t−1(X2

t−k − ν)].
(2.98)

Poslední tři výrazy na pravé straně této rovnosti lze ještě dále upravit a získat tak
rekurentní vztah. Nejprve rozepíšeme výraz C(1,k) pro k ≥ 2. Opět využijeme
(2.89)

C(1,k) = E [(φ2X2
t−2 + ε2

t−1 + β2X2
t−2ε

2
t−2 + 2φXt−2εt−1

+ 2φβX2
t−2εt−2 + 2βεt−1εt−2Xt−2)εt−1(X2

t−k − ν)]
= E [2φXt−2ε

2
t−1(X2

t−k − ν)] + E [2βε2
t−1εt−2Xt−2(X2

t−k − ν)]
= 2φσ2 E [Xt−2(X2

t−k − ν)] + 2βσ2 E [εt−2Xt−2(X2
t−k − ν)].

(2.99)

Nyní lze psát

2φβC(1,k) + E [2φβ2Xt−2ε
3
t−1(X2

t−k − ν)] + E [2β3εt−2Xt−2ε
3
t−1(X2

t−k − ν)]
= (4φ2βσ2 + 2φβ2 E ε3

t−1) E [Xt−2(X2
t−k − ν)]

+ (4φβ2σ2 + 2β3 E ε3
t−1) E [εt−2Xt−2(X2

t−k − ν)]
ozn.= K1 E [Xt−2(X2

t−k − ν)] +K2 E [εt−2Xt−2(X2
t−k − ν)].

(2.100)
Zřejmě pro k ≥ 3 je

K2 E [εt−2Xt−2(X2
t−k − ν)] = 0. (2.101)

Dále s využitím (2.1) dostaneme

K1 E [Xt−2(X2
t−k − ν)]

= K1
(
φE [Xt−3(X2

t−k − ν)] + β E [εt−3Xt−3(X2
t−k − ν)]

)
.

(2.102)

Celkem tedy máme s využitím (2.90) - (2.92), (2.95) (2.96) (2.98) (2.100) a (2.102)

γX2(0) = R4 + 6σ2
t (γZ(0) + µ2) + 4µE ε3

t + E ε4
t − ν2,

γX2(1) = φ2γX2(0) + β2B(0,0) + 2φβC(0,0),
γX2(2) = (φ2 + β2σ2)γX2(1)

+K1 E [Xt−2(X2
t−2 − ν)] +K2 E [εt−2Xt−2(X2

t−2 − ν)],
γX2(k) = (φ2 + β2σ2)γX2(k − 1)

+K1
(
φE [Xt−3(X2

t−k − ν)] + β E [εt−3Xt−3(X2
t−k − ν)]

)
,

pro k ≥ 3.

(2.103)

Je tedy vidět, že korelační struktura druhých mocnin je složitější než v případě
druhých mocnin procesu daného modelem ARMA(1,1), kterou nyní odvodíme.
Pro model ARMA(1,1) dostáváme

X2
t = φ2X2

t−1 + ε2
t + ψ2ε2

t−1 + 2φXt−1εt + 2φψXt−1εt−1 + 2ψεtεt−1. (2.104)
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Použijeme-li značení jako v případě jednoduchého bilineárního modelu E Xt = µ
a E X2

t = ν, lze psát
γX2(0) = E X4

t − ν2

= φ4γX2(0) +K,
(2.105)

kde K je konstanta závisející na mocninách parametrů φ, ψ, σ2, µ, ν a na hodno-
tách E ε3

t , E ε4
t , její přesný tvar lze získat přímým výpočtem. Pro k = 1 dostáváme

γX2(1) = E X2
t+1(X2

t − ν)
= φ2γX2(0) + ψ2 E

[
ε2
t (X2

t − ν)
]

+ 2φψ E
[
εtXt(X2

t − ν)
]
,

(2.106)

kde dále platí

E
[
ε2
t (X2

t − ν)
]

= φ2σ2ν + E ε4
t + ψ2σ4 + 2φµE ε3

t + 2φψσ4 − σ2ν,

E
[
εtXt(X2

t − ν)
]

= φ
(
µE ε3

t + 2φσ2ν + 2ψσ4
)

+ 2φψσ4 + 2ψ2σ4 − σ2ν

+
(
φ2σ2ν + E ε4

t + ψ2σ4 + 2φµE ε3
t + 2φψσ4

)
= 3φµE ε3

t + 3φ2σ2ν + 6φψσ4 + 3ψ2σ4 − σ2ν + E ε4
t

(2.107)
Dále pro k ≥ 2 platí

γX2(k) = E X2
t+k(X2

t − ν)
= φ2γX2(k − 1) + 2φψ E

[
εt+k−1Xt+k−1(X2

t − ν)
]

= φ2γX2(k − 1)
(2.108)

Ze vztahů (2.105) až (2.108) je vidět, že v případě druhých mocnin pro-
cesu ARMA(1,1) opět dostáváme korelační strukturu odpovídající tomuto mo-
delu. Je tedy vidět, že korelační struktura druhých mocnin je již pro modely
BARMA(1,0,1,1) a ARMA(1,1) rozdílná a lze ji tudíž použít k volbě vhodněj-
šího modelu z těchto dvou.

Principiálně lze za předpokladu existence příslušných momentů bílého šumu
určit i vyšší momenty řady {Xt, t ∈ Z} než řádu čtyři pro oba dva modely uvažo-
vané v této kapitole, nicméně přesný výpočet je značně komplikovaný i pro takto
jednoduché modely a nebudeme se jimi zde zabývat.
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3. Vlastnosti obecných
bilineárních časových řad

V předcházející kapitole jsme se zabývali jednoduchým bilineárním modelem
definovaným předpisem (2.1). Odvodili jsme podmínky nutné pro stacionaritu
a invertibilitu a zabývali jsme se odhady parametrů. Analogicky budeme postu-
povat i v této kapitole pro složitější modely, a to subdiagonální modely a obecné
bilineární modely.

3.1 Markovská reprezentace modelu
V této sekci zavedeme nejprve pojem markovské reprezentace pro subdiago-

nální a diagonální modely a poté ji rozšíříme na modely obecné. Uplatníme kon-
struktivní metodu popsanou v Pham (1985). Tento přístup je analogií postupu
z článků Akaike (1974a) a Akaike (1974b) pro ARMA modely. Bilineární markov-
ská reprezentace bude zavedena, protože lze díky ní odvodit například podmínky
stacionarity bilineárních procesů s využitím vlastností markovských procesů.

Pro konstrukci reprezentace subdiagonálního modelu uvažujme striktně sta-
cionární proces {Xt, t ∈ Z} s nulovou střední hodnotou a konečnými druhými
momenty. Označme Ht prostor náhodných veličin s konečnými druhými mo-
menty měřitelných vzhledem k σ−algebře Ft generované veličinami Xs, s ≤ t.
Dále definujme nelineární prostor predikcí Pt jako prostor generovaný veličinami
X̂(t+k|Ht), k = 1,2, . . . , kde X̂(t+k|Ht) označuje podmíněnou střední hodnotu
náhodné veličiny Xt+k při daném Ht.

Předpoklad 3.1. Nelineární prostor predikcí má konečnou dimenzi.

Díky tomuto předpokladu můžeme psát

X̂(t|Ht−1) = hTZ(t− 1), Ẑ(t|Ht−1) = AZ(t− 1), (3.1)

pro řádkový vektor hT a čtvercovou matici A nezávisející díky stacionaritě na
čase a pro vektor Z(t), jehož složky Z1(t), . . . ,Zn(t) jsou prvky báze prostoru Pt.
Obecně nelze rozdíl Z(t)−Ẑ(t|Ht−1) vyjádřit jako násobek náhodné chyby εt jako
v lineárním případě, víme jen, že tento rozdíl patří do prostoru, který označíme
It. Tento prostor je generovaný veličinami X̂(s|Ht) − X̂(s|Ht−1), s > t. Musíme
tedy přidat další předpoklad na tvar prvků prostoru It.

Předpoklad 3.2. Prvky prostoru It lze zapsat ve tvaru

εtYt−1 + cεt + d(ε2
t − σ2), (3.2)

kde εt = Xt − X̂(t|Ht−1), Yt−1 ∈ Ht−1, c, d jsou konstanty a σ2 = E (ε2
t |Ft−1) je

konstantní.

Předpoklad 3.3. Pro náhodné veličiny Yt z (3.2) platí Yt ∈ Pt(m), kde Pt(m)
je podprostor generovaný Pt a Xt, . . . ,Xt−m+1 pro nějaké m ≥ 0, Pt(0) = Pt.
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Předpoklad 3.3 zajišťuje, že prvky z prostoru It lze reprezentovat pomocí
konečně mnoha parametrů. Zvolíme dále vektor Z(t − 1) tak, aby jeho složky
byly součástí báze prostoru Pt(m), pak díky třem uvedeným předpokladům lze
psát

Xt = hTZ(t− 1) + εt,

Z(t) = AZ(t− 1) + BZ(t− 1)εt + cεt + d(ε2
t − σ2),

(3.3)

kde hT je řádkový vektor, A, B jsou čtvercové matice, c, d jsou sloupcové vek-
tory a {εt, t ∈ Z} je stacionární posloupnost náhodných veličin, pro než platí
E [εt|Z(t− 1), . . . ] = 0 a E [ε2

t |Z(t− 1), . . . ] = σ2.

Definice 3.1. Reprezentaci danou vztahem (3.3) za předpokladů 3.1, 3.2 a 3.3
budeme nazývat bilineární markovská reprezentace. Vektor Z(t) v této reprezentaci
se nazývá stavový vektor a jeho složky se nazývají stavové proměnné.

Jak již bylo zmíněno, reprezentace uvedená v definici 3.1 není v obecném tvaru
platném pro libovolný bilineární proces, zobecnění bude uvedeno dále. Reprezen-
tace ve vztahu (2.14) je také bilineární markovskou reprezentací.
Poznámka. Proces Z(t), t ∈ Z je markovským procesem pouze tehdy je-li vektor
Z(t) nezávislý na εs, s > t, což budeme předpokládat.

Pokud je předpoklad 3.3 splněn pro nějaké m pak je splněn také pro m′ > m,
nicméně pro toto m′ by vektor Z(t) vytvořené reprezentace měl větší dimenzi
a musely by být přidány další omezující podmínky na matice a vektory v (3.3).
Pro m > 0, existuje řádkový vektor kT takový, že platí

kTAm = hT ,
kTAjB = 0, 0 ≤ j < m,

kTAjc = 0, 0 ≤ j < m− 1, kTAm−1c = 1
kTAjd = 0, 0 ≤ j < m.

(3.4)

Předcházející podmínky lze odvodit, uvědomíme-li si, že stavový prostor, tedy
prostor generovaný stavovými proměnnými, v čase t obsahuje i Xt−m+1 a tedy
Xt−m+1 = kTZ(t) pro nějaký řádkový vektor kT . Lze tedy psát s využitím (3.1)
a (3.3)

Xt−m+1 − X̂(t−m+ 1|Ht−1) =kT
(
Z(t) − Ẑ(t|Ht−1)

)
=kTBZ(t− 1)εt + kTcεt + kTd(ε2

t − σ2),
(3.5)

odtud je též vidět, že veličina na levé straně rovnosti (3.5) patří do prostoru It.
Zároveň je výraz (3.5) roven 0 pro m > 1 a tedy dostáváme ze vztahu (3.3)

kTB = 0, kTc = kTd = 0,
Xt−m+1 = kTAZ(t− 1).

(3.6)

Pro m = 1 je výraz (3.5) roven εt dle (3.3) a předpokladu 3.1 , z čehož plyne

kTB = 0, kTd = 0, kTc = 1. (3.7)
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Z (3.6) přímo dostáváme Xt−m+2 = kTAZ(t), z něhož dosazením z (3.3) dle
(3.5) dostaneme vyjádření pro Xt−m+3 ve formě Xt−m+3 = kTA2Z(t). Opaková-
ním tohoto postupu, postupným dosazováním z (3.3) do (3.6) dostaneme vyjád-
ření pro Xt−m+j, j = 1, . . . ,m, ze kterého plynou vztahy (3.4).

Naopak platí-li podmínky z (3.4) a navíc Zi(t) ∈ Ht, pak s využitím vztahu
(3.3) máme

Xt = hTZ(t− 1) + εt,

= kTAm−1
(
AZ(t− 1) + BZ(t− 1)εt + cεt + d(ε2

t − σ2)
)

= kTAm−1Z(t) = · · · = kTZ(t+m− 1),
(3.8)

tedy Xt, . . . , Xt−m+1 jsou prvky stavového prostoru. Víme tedy nyní, že pro proces
splňující předpoklady 3.1, 3.2 a 3.3 existuje bilineární markovská reprezentace
daná vztahem (3.3). Opačná implikace obecně neplatí. Naše bilineární markovská
reprezentace lze mírně upravit pro proces nemající nulovou střední hodnotu, viz
Pham (1985).

Dále se budeme zabývat subdiagonálním modelem daným vztahem (1.11), kde
navíc βlk = 0 pro všechna l < k a kde εt je striktní bílý šum. Tento vztah lze
přepsat do následujícího tvaru

Xt =
p∑
i=1

φiXt−i +
q∑
j=1

ψjεt−j +
Q∑
k=1

P ∗∑
l=0

β∗
lkXt−l−kεt−k + εt, (3.9)

kde P ∗ = P − 1 a pro koeficienty platí

β∗
lk = βk+l,k, pro 0 < l + k ≤ P,

β∗
lk = 0, pro l + k > P.

(3.10)

Pro proces daný vztahem (3.9) pak existuje bilineární markovská reprezentace,
což ukážeme v následujícím tvrzení.

Věta 3.1. Nechť náhodný proces {Xt, t ∈ Z} je dán vztah (3.9), pak pro něj
existuje bilineární markovská reprezentace ve tvaru

Xt = Zm+1(t− 1) + εt,

Zi(t) = Zi+1(t− 1), 1 ≤ i < m,

Zm(t) = Zm+1(t− 1) + εt,

Zm+i(t) = φiZm+1(t− 1) + Zm+i+1(t− 1) + (φi + ψi)εt

+
m∑
k=0

β∗
kiZm+1−k(t− 1)εt + β∗

0iε
2
t , 1 ≤ i < n−m,

Zn(t) =
m+1∑
k=1

φn+1−kZk(t− 1) + (φn−m + ψn−m)εt

+
m∑
k=0

β∗
k,n−mZm+1−k(t− 1)εt + β∗

0,n−mε
2
t ,

(3.11)

kde n = max(p,P ∗ +q,P ∗ +Q) je počet stavových proměnných, m = n−max(q,Q)
a φi = 0 pokud i > p, ψi = 0 pokud i > q a β∗

li = 0 pokud i > Q nebo l > P ∗.
Platí-li navíc, že εt je nezávislé na Xt−1, . . . a platí εt ∈ Ht, pak proces {Xt, t ∈ Z}
splňuje předpoklady 3.2 a 3.3.
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Důkaz. Označme αi(t) = ψi + β∗
0iXt + · · · + β∗

P ∗iXt−P ∗ a α0(t) = 1. Pak lze vztah
(3.9) přepsat do tvaru

Xt =
p∑
i=1

φiXt−i +
n−m∑
i=1

αi(t− i)εt−i. (3.12)

Položíme
Zi(t) = Xt−m+i, pro 1 ≤ i ≤ m,

Zm+i(t) =
n∑
k=i

φkXt+i−k +
n−m∑
k=i

αk(t+ i− k)εt+i−k, pro 1 ≤ i ≤ n−m
(3.13)

a dále tento vztah ještě upravíme následujícím způsobem

Zm+i(t) =
n∑

k=i+1
φkXt+i−k +

n−m∑
k=i+1

αk(t+ i− k)εt+i−k + φiXt + αi(t)εt

= Zm+i+1(t− 1) + φiXt + αi(t)εt, 1 ≤ i < n−m,

Zn(t) =
m+1∑
k=1

φn+1−kXt+k−m−1 + αn−m(t)εt.

(3.14)

Dosazením Zm+1−k(t − 1) za Xt−k pro 1 ≤ k ≤ P ∗ do vztahů (3.13) a (3.14)
a použitím Xt = Zm+1(t− 1) + εt pak získáme hledané rovnosti dle (3.11).

Abychom ukázali, že náhodný proces s touto reprezentací splňuje předpo-
klady 3.2 a 3.3 využijeme vlastnosti podmíněné střední hodnoty, máme tak díky
předpokladu nezávislosti εt a Xt−1, . . . rovnost

E (αi(t)εt|Ft−1) = E (β∗
0iXtεt|Ft−1) = β∗

0iσ
2 (3.15)

a obecně pro s > t

E (αi(s)εs|Ft) = E [E (αi(s)εs|Fs−1)|Ft] = β∗
0iσ

2. (3.16)

Tudíž ze vztahu (3.12) dostáváme následující

X̂(t+ k|Ht) = E
( p∑
i=1

φiXt+k−i +
n−m∑
i=1

αi(t+ k − i)εt+k−i

⏐⏐⏐⏐Ft
)

=
p∑
i=1

φiX̂(t+ k − i|Ht) + E
(
n−m∑
i=1

αi(t+ k − i)εt+k−i|Ft
)
.

(3.17)

Dále zřejmě platí

E (αi(t+ k − i)εt+k−i|Ht) − E (αi(t+ k − i)εt+k−i|Ht−1) =
= β∗

0iσ
2 − β∗

0iσ
2 = 0, 1 ≤ i < k,

= αk(t)εt − β∗
0kσ

2, i = k,

= E (αi(t+ k − i)εt+k−i − αi(t+ k − i)εt+k−i) = 0, k < i ≤ n−m

(3.18)

Nyní tedy můžeme psát

X̂(t+ k|Ht)−X̂(t+ k|Ht−1) =

=
min(p,k)∑
i=1

φi
(
X̂(t+ k − i|Ht) − X̂(t+ k − i|Ht−1)

)
+ αk(t)εt − β∗

0kσ
2,

(3.19)
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a z rekurentního vztahu (3.19) vidíme, že prvky množiny It jsou lineárními kom-
binacemi εt a αk(t)εt − β∗

0kσ
2, jsou tedy splněny předpoklady 3.2 a 3.3.

□

Poznámka. Bilineární markovská reprezentace z věty 3.1 lze zapsat maticovým
zápisem

Xt = hTZ(t− 1) + εt,

Z(t) = (A + Bεt)Z(t− 1) + cεt + dε2
t ,

(3.20)

kde hT = (0, . . . ,1, . . . ,0) je řádkový vektor délky n (s 1 na místě m + 1), A, B
jsou matice o rozměrech n× n a c, d jsou vektory délky n v následujícím tvaru

A =

⎛⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎝

0 1 0 · · · 0 0 · · · 0
0 0 1 · · · 0 0 · · · 0
... ... . . . ... ... ...
0 0 · · · · · · 1 0 · · · 0
0 0 · · · · · · φ1 1 · · · 0
... ... ... . . . ...
0 0 · · · · · · φn−m−1 0 · · · 1
φn φn−1 · · · · · · φn−m 0 · · · 0

⎞⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎠
, c =

⎛⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎝

0
...
0
1

φ1 + ψ1
...

φn−m + ψn−m

⎞⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎠

B =

⎛⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎝

0 · · · 0 0 · · · 0
... ... ... ...
0 · · · 0 0 · · · 0

β∗
m,1 · · · β∗

0,1 0 · · · 0
... ... ... ...

β∗
m,n−m · · · β∗

0,n−m 0 · · · 0

⎞⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎠
, d =

⎛⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎝

0
...
0
β∗

0,1
...

β∗
0,n−m

⎞⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎠
(3.21)

Popsaná reprezentace je platná pro všechny subdiagonální modely bilineárních
časových řad, je také zřejmé, že zahrnuje i modely diagonální. Tato reprezentace
lze rozšířit o superdiagonání modely na obecné bilineární modely. Budeme po-
stupovat jako v Pham (1993), uvažujme vztah (1.11), ten lze přepsat rozdělením
členů ve dvojité sumě na superdiagonální členy a subdiagonální spolu s diagonál-
ními členy. Stejným postupem jako u (3.9) získáme koeficienty β∗

lk a řád P ∗. Dále
označme kde P ′ = Q− 1, Q′ = P a pro koeficienty platí

β′
lk = βl,l+k, pro 1 < l + k ≤ Q,

β′
lk = 0, pro l + k > Q.

(3.22)

Pak lze (1.11) ekvivalentně zapsat jako

Xt =
p∑
j=1

φjXt−j +
q∑
j=1

ψjεt−j + εt

+
Q∑
k=1

P ∗∑
l=0

β∗
lkXt−l−kεt−k +

Q′∑
l=1

P ′∑
k=1

β′
lkXt−lεt−l−k,

(3.23)

kde je εt striktní bílý šum. Pro takovýto proces lze nalézt bilineární markovskou
reprezentaci v následujícím tvaru

Xt = hTZ(t− 1) + εt,

Z(t) = A(εt)Z(t− 1) + C(εt),
(3.24)
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kde A(εt) je matice obsahující polynomy veličiny εt stupně P ′ + 1, C(εt) je
sloupcový vektor obsahující polynomy veličiny εt stupně P ′ + 2 a hT je opět
konstantní řádkový vektor, všechny o rozměrech nNP ′−1 + 2NP ′ − 2, kde n =
max{p,P ∗ + q,P ∗ +Q,P ∗ +Q′} a NK označuje počet prvků množiny

Ik =
{
(n1, . . . ,nK) ∈ NK ; 0 ≤ n1 ≤ · · · ≤ nK a n1 ≤ 1, . . . ,nK ≤ K

}
(3.25)

Konkrétní reprezentace lze vytvořit postupem analogickým s důkazem věty
3.1. Máme počet stavových proměnných n = max{p,P ∗ + q,P ∗ + Q,P ∗ + Q′}
a označme m = n− max(q,Q,Q′). Použijeme-li pro stavový vektor označení Y(t),
dostáváme

Xt = (hY)TY(t− 1) + εt,

Y(t) = (A + Bεt)Y(t− 1) + cεt + dε2
t

+ F

⎛⎜⎜⎝
εt−1

...
εt−P ′

⎞⎟⎟⎠ (Ym+1(t− 1) + εt) .
(3.26)

Matice, resp. vektory A, B, c, d, a hY jsou definovány analogicky jako v případě
(3.21), pro matici F o rozměrech n× P ′ pak platí

F =

⎛⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎝

0 · · · 0
... ...
0 · · · 0
β′

11 · · · β′
P ′1

... ...
β′

1,n−m · · · β′
P ′,n−m

⎞⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎠
, (3.27)

kde β′
i,j = 0 pro j > Q′. Je vidět, že tato reprezentace je přímým rozšířením

reprezentace pro subdiagonální model, nicméně přechod mezi stavovými vektory
v čase zde nezávisí pouze na εt, ale i na předešlých hodnotách bílého šumu. Po-
mocí (3.26) lze získat vztah splňující (3.24), když se do stavového vektoru Z(t),
zahrne vektor ∏P ′−1

j=1 (εt+1−P ′+j)nj−nj−1Y(t), kde (n1, . . . ,nP ′−1) ∈ IP ′−1, analo-
gickým způsobem zahrnuje i předešlé hodnoty bílého šumu. Celá tato úprava
je obecně popsána v Pham (1993). Zde konkrétně rozepíšeme matice a vektory
z (3.24) pro P ′ = 1 a P ′ = 2.

Pro P ′ = 1 dostáváme matice ze vztahu (3.24) ve tvaru

A(εt) =

⎛⎜⎜⎜⎝
A + Bεt Fεt F

0 0 0
[Aεt + Bε2

t ]m+1,• [Fε2
t ]m+1,• [Fεt]m+1,•

⎞⎟⎟⎟⎠ , (3.28)

Z(t) =

⎛⎜⎜⎜⎝
Y(t)
εt

εtYm+1(t)

⎞⎟⎟⎟⎠ , C(εt) =

⎛⎜⎜⎜⎝
cεt + dε2

t

εt

[cε2
t + dε3

t ]m+1,•

⎞⎟⎟⎟⎠ , (3.29)

kde [ ]i,• označuje i−tý řádek matice. Označíme-li navíc j−tý sloupec matice
[ ]•,j a i,j−tý prvek matice [ ]i,j pak pro P ′ = 2 pak dostáváme
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A(εt) =

⎛⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎝

A + Bεt 0 [Fεt]•,1 0
Aεt + Bε2

t 0 [Fε2
t ]•,1 0

0 0 0 0
0 0 0 0
0 0 1 0
0 0 εt 0

[Aεt + Bε2
t ]m+1,• 0 [Fε2

t ]m+1,1 0
[Aε2

t + Bε3
t ]m+1,• 0 [Fε3

t ]m+1,1 0
0 [A + Bεt]m+1,• [cεt + dε2

t ]m+1,• [Fεt]m+1,1

0 [Aεt + Bε2
t ]m+1,• [cε2

t + dε3
t ]m+1,• [Fε2

t ]m+1,1

. . .

[Fεt]•,2 0 [F]•,1 0 [F]•,2 0
[Fε2

t ]•,2 0 [Fεt]•,1 0 [Fεt]•,2 0
0 0 0 0 0 0
0 0 0 0 0 0
0 0 0 0 0 0
0 0 0 0 0 0

[Fε2
t ]m+1,2 0 [Fεt]m+1,1 0 [Fεt]m+1,2 0

[Fε3
t ]m+1,2 0 [Fε2

t ]m+1,1 0 [Fε2
t ]m+1,2 0

0 [Fεt]m+1,2 0 [F]m+1,1 0 [F]m+1,2

0 [Fε2
t ]m+1,2 0 [Fεt]m+1,1 0 [Fεt]m+1,2

⎞⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎠
(3.30)
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Z(t) =

⎛⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎝

Y(t)
Y(t)εt
εt

ε2
t

εt−1

εtεt−1

εtYm+1(t)
ε2
tYm+1(t)

εt−1Ym+1(t)
εtεt−1Ym+1(t)

⎞⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎠

C(εt) =

⎛⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎝

cεt + dε2
t

cε2
t + dε3

t

εt

ε2
t

0
0

[cε2
t + dε3

t ]m+1,•

[cε3
t + dε4

t ]m+1,•

0
0

⎞⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎠

(3.31)

Je vidět, že i pro P ′ malé je tato reprezentace poměrně složitá. Získali jsme
tedy možný tvar markovské reprezentace odpovídající vztahu (3.24) pro obecný
bilineární model.

3.2 Stacionarita obecného modelu
Na základě vztahu pro markovskou reprezentaci obecného modelu budeme

chtít nalézt jeho stacionární řešení, tedy aby procesy {Xt, t ∈ Z} a {Zt, t ∈ Z}
byly stacionární pro danou stacionární posloupnost náhodných veličin {εt, t ∈ Z},
v našem případě pro striktní bílý šum.

Nejprve pro přehlednost zjednodušíme zápis vztahu (3.24) následovně

Xt = hTZ(t− 1) + εt,

Z(t) = A(t)Z(t− 1) + C(t),
(3.32)

matice a vektor A(t) a C(t) jsou polynomickými funkcemi veličiny εt a koeficienty
těchto polynomů jsou v čase neměnné. Posloupnosti {A(t), t ∈ Z} a {C(t), t ∈ Z}
tvoří nezávislé stejně rozdělené (i.i.d.) matice, resp. vektory. Model ve tvaru (3.32)
je autoregresní proces s náhodnými koeficienty. Ze vztahu (3.32) opakovaným
použitím dostáváme

Z(t) = [A(t) . . .A(t+ 1 − n)]Z(t− n)

+ C(t) +
n−1∑
j=1

A(t) · · · A(t+ 1 − j)C(t− j).
(3.33)

Požadujeme tedy jako postačující podmínku stacionarity, aby řada

C(t) +
∞∑
j=1

A(t) . . .A(t+ 1 − j)C(t− j) (3.34)

byla konvergentní v pravděpodobnosti. Dle Pham (1993) posloupnost

1
2j log[λmax(AT (t+ 1 − j) · · · AT (t)A(t) · · · A(t+ 1 − j))], (3.35)
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kde λmax(M) označuje největší vlastní číslo matice M, konverguje skoro jistě pro
t → ∞ k takzvanému hornímu Ljapunovovu exponentu (viz pojednání Eckmann
a Ruelle (1985)), neboť matice A(t) jsou iid a tvoří stacionární a ergodickou
posloupnost. Pokud je tento exponent pro posloupnost matic A(t) záporný, lze
ukázat, že (3.32) má stacionární řešení. Protože není jednoduché nalézt horní
Ljapunovův exponent, založíme naši podmínku stacionarity na konvergenci řady
(3.34) dle kvadratického středu. Budeme proto požadovat konečnost druhých mo-
mentů matice A(t) a vektoru C(t), tedy v důsledku i konečnost momentů řádu
2P ′ + 4 pro bílý šum (viz například (3.31), kde pro P ′ = 2 je ve vektoru C(t) bílý
šum v mocnině maximálně 4).

Zavedeme následující značení pro matice M, N

• M ⊗ N označuje Kroneckerův součin matic, viz např. Eckmann a Ruelle
(1985) str. 51,

• M ⊗ M = M⊗2,

• vec M označuje vektorizaci matice, tedy pro M = {mij}i=1,...,I j=1,...,J do-
stáváme vec M = (m11,m21, . . . ,mI1,m12, . . . ,mIJ)T .

Mezi těmito dvěma operacemi pak platí následující vztah pro matice M, N, O
viz Pham (1993), má-li výraz NOMT smysl

(M ⊗ N) vec O = vec(NOMT ). (3.36)

Navíc pro Kroneckerův součin dle Radhakrishna Rao (1978) str. 51 platí,
mají-li matice příslušné rozměry,

(M1 + M2) ⊗ O = M1 ⊗ O + M2 ⊗ O,

M ⊗ (N1 + N2) = M ⊗ N1 + M ⊗ N2,

(M ⊗ N)(O ⊗ P) = MO ⊗ NP.
(3.37)

Díky vlastnostem Kroneckerova součinu dle (3.37) a nekorelovanosti matic
A(t), C(s), s ̸= t dostáváme vztah

vec E
[
A(t) · · · A(t+ 1 − j)C(t− j)CT (t− j)AT (t+ 1 − j) · · · AT (t)

]
= E

[
(A(t) · · · A(t+ 1 − j))⊗2 vec(C(t− j)CT (t− j))

]
= E

[
A(t)⊗2 · · · A(t+ 1 − j)⊗2

]
E
[
vec(C(t− j)CT (t− j))

]
= (E A(t)⊗2)j vec E

[
C(t)CT (t)

]
.

(3.38)

Z (3.38) získáme postačující podmínku existence jednoznačného stacionárního
řešení vztahu (3.32) s konečným druhým momentem a sice, že vlastní čísla matice
E A(t)⊗2 jsou v absolutní hodnotě menší než 1. Nicméně tato podmínka není
podmínkou nutnou. V následující větě odvodíme nutnou a postačující podmínku
pro získání stacionárního řešení, budeme postupovat dle Pham (1993).
Definice 3.2. Čtvercová symetrická reálná matice M se nazývá pozitivně defi-
nitní, jestliže platí xTMx > 0 pro všechny nenulové reálné vektory x. Čtver-
cová symetrická reálná matice M se nazývá pozitivně semidefinitní, jestliže platí
xTMx ≥ 0 pro všechny reálné vektory x.
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Poznámka. Nebude-li uvedeno jinak, v následujícím textu bude pro symetrické
čtvercové reálné matice M, N výraz M > 0 označovat pozitivně definitní matici
a výraz M > N pak bude chápán ve smyslu, že M − N je pozitivně definitní
matice. Analogicky pak také výraz M ≥ 0 označovat pozitivně semidefinitní
matici a výraz M ≥ N pak bude chápán ve smyslu, že M − N je pozitivně
semidefinitní matice.
Věta 3.2. Nechť matice A(t) a vektor C(t) jsou definovány jako výše. Nutná
a postačující podmínka pro existenci stacionárního řešení Z(t) vztahu (3.32) s nu-
lovou střední hodnotou a s konečným druhým momentem, která závisí pouze na
náhodných veličinách εs, s ≤ t je, že rovnice

(i) µ = E [A(t)]µ + E [C(t)] (3.39)
má řešení a zároveň platí jedna z následujících tří ekvivalentních podmínek

(ii) Maticová rovnice Q = E [A(t)QAT (t)] + G, kde
G = E [C(t)CT (t)] + E [C(t)µTAT (t) + A(t)µCT (t)]
má řešení Q ≥ µµT . (3.40a)

(ii′) Maticová rovnice Q̃ = E [A(t)Q̃AT (t)] + G̃, kde
G̃ = E [(C(t) + A(t)µ − µ)(C(t) + A(t)µ − µ)T ]
má řešení Q̃ ≥ 0. (3.40b)

(iii) Lineární prostor generovaný vlastními vektory matice E A(t)⊗2

odpovídajícími vlastním číslům, která jsou v absolutní hodnotě menší než 1,
obsahuje vec G̃. (3.40c)

Za těchto podmínek je stacionární řešení vztahu (3.32) s nulovou střední hodnotou
dáno limitou podle kvadratického středu pro n → ∞ posloupnosti

C(t) + A(t)µ − µ +
n∑
j=1

A(t) · · · A(t+ 1 − j) [C(t− j) + A(t− j)µ − µ] . (3.41)

Řešení je navíc jednoznačné, pokud rovnice M = E [A(t)MAT (t)] nemá žádné
netriviální pozitivně semidefinitní řešení M.

Důkaz. Nejprve ukážeme ekvivalenci podmínek (ii), (ii’) a (iii) za platnosti
(i). Předpokládejme existenci stacionárního řešení Z(t) vztahu (3.32) splňujícího
předpoklady věty. Pak dle (3.32) pro µ = E Z(t) dostáváme podmínku (i) a pro
Q = E [Z(t)ZT (t)] dostáváme podmínku (ii), neboť Q − µµT je varianční matice
a tudíž je pozitivně semidefinitní. Dále označme Q̃ = Q − µµT . Za platnosti
podmínky (ii) dostáváme

Q̃ = E [A(t)Q̃AT (t)] + E[A(t)µµTAT (t)] + G − µµT . (3.42)
Z definice matice G̃ dle (3.40b) a z (3.39) máme

G̃ = E [(C(t) + A(t)µ − µ)(C(t) + A(t)µ − µ)T ]
= E [C(t)CT (t) + C(t)µTAT (t) + A(t)µCT (t)]

+ E [A(t)µµTAT (t) − C(t)µT − A(t)µµT ]
+ E [−µCT (t) − µµTAT (t) + µµT ]

= E [A(t)µµTAT (t)] + G − µµT .

(3.43)
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Tedy
Q̃ = E [A(t)Q̃AT (t)] + G̃. (3.44)

Za platnosti podmínky (i) jsou tedy podmínky (ii) a (ii’) ekvivalentní.
Dále definujme posloupnost Q̃n následovně

Q̃0 = G̃, Q̃n = E [A(t)Q̃n−1AT (t)] + G̃, n ≥ 1. (3.45)

Máme tak Q̃0 ≤ Q̃1 a dále za předpokladu Q̃n−1 ≤ Q̃n dostáváme

Q̃n = E [A(t)Q̃n−1AT (t)] + G̃ ≤ E [A(t)Q̃nAT (t)] + G̃ = Q̃n+1, n ≥ 1, (3.46)

tudíž máme neklesající posloupnost Q̃n. Zároveň dle (ii’) platí Q̃0 ≤ Q̃ a analo-
gicky jako v (3.46) dostáváme, že pokud Q̃n−1 ≤ Q̃, pak také Q̃n ≤ Q̃, n ≥ 1.
Celkem máme neklesající omezenou posloupnost, která je tedy konvergentní.
Konvergence pozitivně semidefinitních matic odpovídá konvergenci matic prvek
po prvku, neboť vynásobením matic posloupnosti jednotkovými vektory typu
(0, . . . ,0,1,0, . . . ,0)T z obou stran dostáváme konvergenci prvků diagonály, vynáso-
bením součtem dvou různých jednotkových vektorů z obou stran dostáváme díky
symetrii a konvergenci prvků diagonály i konvergenci prvků vedlejší diagonály,
analogicky indukcí dostáváme konvergenci všech prvků matice. Dále s využitím
vztahu (3.36) dostáváme

vec Q̃n = vec
(
E [A(t)Q̃n−1AT (t)] + G̃

)
= E

[
(A(t) ⊗ A(t)) vec Q̃n−1

]
+ vec G̃

= E
[
A(t)⊗2

]
vec Q̃n−1 + vec G̃

= · · · =
n∑
k=0

(E A(t)⊗2)k vec G̃.

(3.47)

Matice E A(t)⊗2 je reálná matice, lze tedy přepsat do Jordanova kanonického
tvaru a její Jordanovy řetízky tvoří bázi prostoru Rr, kde r × r jsou rozměry
matice E A(t)⊗2, viz Friedberg, Insel a Spence (1999) kapitola 7.1. Tudíž lze dále
v (3.47) psát

vec Q̃n =
n∑
k=0

(E A(t)⊗2)k vec G̃

=
n∑
k=0

(E A(t)⊗2)k
r∑
i=1

divi

=
n∑
k=0

r∑
i=1

dif(λi,k,m)λki vi,

(3.48)

kde λi jsou vlastní čísla matice E A(t)⊗2, vi jsou zobecněné vlastní vektory jim
příslušné (tedy vektory z Jordanových řetízků), m odpovídá pozici příslušného
zobecněného vlastního vektoru v Jordanově řetízku a di jsou konstanty. Vzhledem
k tomu, že vec Q̃n je konvergentní pro n → ∞, musí být konvergentní i výsledná
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suma v (3.48) pro n → ∞. Lze psát
n∑
k=0

f(λi,k,m)λki =
n∑
k=0

m∑
l=0

(
k

l

)
λk−l
i

≤
n∑
k=0

m∑
l=0

k(k − 1) · · · (k − l + 1)λk−l
i

=
m∑
l=0

n∑
k=0

∂l(λki )
∂λli

,

(3.49)

kde uvažujeme
(
k
l

)
= 0 a k(k − 1) · · · (k − l + 1) = 0 pro k < l. Pro |λi| < 1 pro

i = 1, . . . ,r je díky vlastnostem konvergentních geometrických řad konvergentní
také suma jejich derivací z (3.49). Pokud pro alespoň jedno i ∈ {1, . . . ,r} platí
|λi| ≥ 1, pak řada (3.48) není konvergentní. Tudíž z (i) a (ii’) dostáváme (iii).

Nechť naopak platí předpoklady (i) a (iii), tedy

vec Q̃n =
n∑
k=0

(E A(t)⊗2)k vec G̃ (3.50)

je konvergentní posloupnost pro n → ∞. Označme vec Q̃ limitu této posloupnosti.
Pak platí

vec
(
E [A(t)Q̃AT (t)] + G̃

)
= E

[
A(t)⊗2

]
vec Q̃ + vec G̃

= E
[
A(t)⊗2

] ( ∞∑
k=0

(E A(t)⊗2)k vec G̃
)

+ vec G̃

=
∞∑
k=0

(E A(t)⊗2)k vec G̃ = vec Q̃,

(3.51)
a získáváme tak (ii’).

Dále ukážeme existenci stacionárního řešení za předpokladů věty. Za platnosti
předpokladů (i) a (iii) musíme dokázat, že (3.41) konverguje podle kvadratického
středu. Podle (i) máme E [A(t)µ + C(t) − µ] = 0, ∀t. Pak dostáváme pro k < j
díky nezávislosti v čase a předpokladu konečnosti druhých momentů A(t) a C(t)

cov
[
A(t) · · · A(t+ 1 − j) [C(t− j) + A(t− j)µ − µ] ,

A(t) · · · A(t+ 1 − k) [C(t− k) + A(t− k)µ − µ]
]

= E [A2(t) · · · A2(t+ 1 − k)] E [A(t− k) (C(t− k) + A(t− k)µ − µ)]
E [A(t− k − 1) · · · A(t+ 1 − j)] E [C(t− j) + A(t− j)µ − µ]

= 0.

(3.52)

Přejděme nyní k důkazu konvergence podle kvadratického středu. Označme Yn

vektor (3.41), pak E Yn = 0. Dále označme

G̃k = var[A(t) · · · A(t+ 1 − k) (C(t− k) + A(t− k)µ − µ)]. (3.53)
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Lze ukázat analogickým postupem jako v (3.38), že platí

vec G̃k = (E A(t)⊗2)kG̃, (3.54)

kde G̃ je dána předpisem (3.40b). Nakonec pro přehlednost označme v (3.41)

Sn =
n∑
j=1

A(t) · · · A(t+ 1 − j) [C(t− j) + A(t− j)µ − µ] . (3.55)

Zřejmě je E Sn = 0. Pak dostáváme s použitím vztahů (3.40a), (3.41) a (3.43)
a díky předpokladu konečnosti momentů A(t) a C(t)

E (YnYT
n ) = E

[
(A(t)µ + C(t) + Sn)(A(t)µ + C(t) + Sn)T

]
− µµT

= G + E
[
A(t)µµTAT (t)

]
− µµT

+ E
[
C(t)STn + SnCT (t) + A(t)µSTn + SnµTAT (t) + SnSTn

]
= G̃ + E

[
SnSTn

]
= G̃ +

n∑
k=1

G̃k.

(3.56)

Po dosazení z (3.54) lze psát

vec E (YnYT
n ) = vec

(
G̃ +

n∑
k=1

G̃k

)

= vec G̃ +
n∑
k=1

(E A(t)⊗2)k vec G̃,

(3.57)

přičemž konvergenci sumy pro n → ∞ lze odvodit analogicky jako pro vztah
(3.47). Limita podle kvadratického středu je pak hledaným řešením majícím nu-
lovou střední hodnotu a konečný druhý moment.

Nechť nyní rovnice (3.32) má dvě různá řešení, označme jejich rozdíl D(t).
Pak zřejmě platí D(t) = A(t)D(t−1). A tedy pro M = E [D(t)DT (t)] dostáváme

M = E
[
A(t)MAT (t)

]
. (3.58)

Matice M je varianční matice a tedy je pozitivně semidefinitní, navíc je nenulová,
neboť je konstruována z dvou různých řešení rovnice (3.32). Řešení rovnice (3.32)
je tedy jednoznačné, stejně tak jeho střední hodnota µ a rozptyl Q̃.

□

Jak je uvedeno v Pham (1993), podmínka (iii) věty 3.2 lze formulovat ještě
jiným způsobem, který nyní odvodíme. Budeme používat značení jako ve větě 3.2.
Definujme O = ⋃

n On, kde On označuje nejmenší lineární prostor, který skoro
jistě obsahuje náhodný vektor Yn daný vztahem (3.41). Předpokládejme, že platí
předpoklad (i) z věty 3.2. Tedy vektor x je ortogonální na On právě když platí

xTYn = 0, s.j. (3.59)

Jednotlivé sčítance sumy v (3.41), stejně jako A(t)µ + C(t) − µ mají nulovou
střední hodnotu a jsou nekorelované, jak bylo odvozeno v důkazu věty 3.2. Lze
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ukázat, že vztah (3.59) je ekvivalentní se vztahem xT G̃jx = 0, j = 0, . . . ,n, kde
G̃0 = G̃ a

G̃j = E
[
A(t) · · · A(t+ 1 − j)G̃AT (t+ 1 − j) · · · AT (t)

]
. (3.60)

Tedy prostor O je nejmenší lineární prostor obsahující Im(G̃j), j = 0, . . . ,n, tzn.
obraz lineárního zobrazení daného maticí G̃j. Podle důkazu věty 3.2 je podmínka
(iii) ekvivalentní s podmínkou

(E A(t)⊗2)n vec G̃ n→∞−−−→ 0. (3.61)

Analogicky jako ve vztahu (3.38) dostáváme vec G̃j = (E A(t)⊗2)j vec G̃, pak
také

(E A(t)⊗2)n vec G̃j
n→∞−−−→ 0. (3.62)

Odtud dále plyne, že pro pozitivně semidefinitní matici B, pro níž platí B ≤ G̃j,
je také

(E A(t)⊗2)n vec B n→∞−−−→ 0. (3.63)
Každá reálná symetrická matice B lze diagonalizovat. Vlastní vektory diagona-
lizovatelné matice tvoří bázi prostoru V, na němž je definován lineární operátor
daný touto maticí. Tudíž pro obraz matice B existuje báze tvořená vlastními
vektory matice B, neboť obraz je podprostorem prostoru V. Každá symetrická
matice B lze tedy zapsat pomocí svých vlastních čísel a jim příslušných vlastních
vektorů ve tvaru

B =
d∑
i=1

λivivTi . (3.64)

Nechť je V nyní prostor, na němž je definován lineární operátor daný maticí G̃j.
Pak pro každý vektor x ∈ Im(G̃j) a pro nějakou konstantu λ > 0 platí

xxT ≤ λG̃j, (3.65)

neboť libovolný vektor u ∈ V lze napsat jako lineární kombinaci vlastních vektorů
G̃j a máme

uT
(
λG̃j − xxT

)
u = 0 − 0 = 0, pro u ∈ Ker(G̃j) ⊂ Ker(xxT ),

= λc1 − 0 ≥ 0, pro u ∈ Im(G̃j) ∧ u ∈ Ker(xxT ),
= λc1 − c2 ≥ 0, pro u ∈ Im(xxT ) ⊂ Im(G̃j),

(3.66)

kde c1, c2 jsou kladné konstanty. Jiná možnost, nenastává neboť vektor x ∈
Im(G̃j) a Im(xxT ) je dáno pouze tímto jedním vektorem. A tudíž platí dle
(3.63) i

(E A(t)⊗2)n vec xxT n→∞−−−→ 0. (3.67)
Vzhledem k tomu, že vlastnost (3.65) platí pro všechna j resp. všechna G̃j, platí
konvergence (3.67) pro všechny vektory x ∈ O. Celkem tedy je podmínka (iii)
z věty 3.2 ekvivalentní s podmínkou, že lineární prostor O⊙2 generovaný vec xxT ,
kde x ∈ O, je podprostorem prostoru generovaného vlastními vektory matice
E A(t)⊗2 příslušnými vlastním číslům, která jsou v absolutní hodnotě menší než 1.
Tudíž prostor O⊙2 lze chápat jako prostor všech symetrických matic přepsaných
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na vektory pomocí vektorizace, jejichž sloupcový podprostor je obsažen v O.
Tento prostor je invariantní vzhledem k E A(t)⊗2, neboť pro libovolný vektor
b ∈ O⊙2 platí, že vektor (E A(t)⊗2)b ∈ O⊙2. Podmínka (iii) z věty 3.2 tedy
znamená, restrikce lineárního zobrazení daného maticí E A(t)⊗2 na prostor O⊙2 je
dána pouze těmi vlastními vektory matice E A(t)⊗2, které jsou příslušné vlastním
číslům v absolutní hodnotě menším než 1.

Pozorovatelný prostor O bývá celým Rr, kde r je dimenze stavového vektoru
Z(t) z (3.24). Není-li celým prostorem Rr, lze dle Pham (1985) pomocí lineární
transformace upravit uvažovanou markovskou reprezentaci, tak aby O = Rr, získá
se tak tzv. minimální markovská reprezentace.

Získali jsme podmínky stacionárního řešení Z(t), tedy procesu stavových vek-
torů uvažované markovské reprezentace. Vzhledem k jeho konstrukci a vztahu
(3.24) to odpovídá stacionaritě procesu {Xt, t ∈ Z}. Aplikací věty 3.2 na model
(2.1) lze odvodit, že výše uvedená podmínka stacionarity je shodná s dříve od-
vozenou podmínku φ2 + β2σ2 < 1. V jednoduchém modelu (2.1) je podle (3.24)

A(εt) = φ+ βεt,

C(εt) = (φ+ βεt)εt
(3.68)

a podmínka (i) z věty 3.2 přejde na tvar µ = φµ+βσ2, odkud plyne φ ̸= 1. Podle
bodu (ii’) věty 3.2 dostáváme

Q̃ = (φ2 + β2σ2)Q̃+ E [(φ+ βεt)εt + (φ+ βεt)µ− µ]2, (3.69)

řešení Q̃ je kladné pouze pokud φ2 +β2σ2 < 1 a nulové, pokud je výraz ve střední
na pravé straně rovnice roven nule skoro jistě.

Pro subdiagonální model (3.9) dostáváme vzhledem k jeho markovské repre-
zentaci (3.20) podmínku (i) ve tvaru, že vztah µ = Aµ + dσ2 nabývá řešení.
Podmínka (iii) z věty 3.2 pak znamená, že restrikce lineárního zobrazení daného
maticí A⊗2 + B⊗2σ2 na prostor O⊙2 je dána pouze vlastními vektory příslušnými
vlastním číslům v absolutní hodnotě menším než 1.

3.3 Momentová struktura obecného modelu
Stejně jako v případě jednoduchého modelu se budeme zabývat také momen-

tovou strukturou obecného modelu. Je nutné zdůraznit, že u bilineárních modelů
neexistují všechny momenty. Příklad a důkaz neexistence momentů od určitého
řádu pro konkrétní model je uveden např. v Tong (1990). V této kapitole se bu-
deme zabývat nejprve korelační strukturou časové řady dané obecným modelem
a poté i korelační strukturou jejích druhých mocnin.

Za předpokladů stacionarity pro obecný model, pro nějž platí zjednodušený
zápis (3.32), dostáváme z věty 3.2 pro stavový vektor Z(t) jeho střední hodnotu
µ a rozptyl Q̃ splňující rovnosti dané touto větou. Pro veličinu Xt dostáváme

µX = E Xt = E
[
hTZ(t− 1) + εt

]
= hTµ,

varXt = γX(0) = var
[
hTZ(t− 1) − hTµ + εt

]
= hT Q̃h + σ2.

(3.70)
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Nyní odvodíme tvar autokovarianční funkce pro vyšší zpoždění, budeme postu-
povat analogicky jako u jednoduchého modelu. Pro autokovarianční funkci dostá-
váme pro k > 1 následující

γX(k) = E [(Xt+k − µX)(Xt − µX)]
= E

[
(hTZ(t+ k − 1) − hTµ + εt+k)(hTZ(t− 1) − hTµ + εt)T

]
= hTγZ(k)h + E

[
hT (Z(t+ k − 1) − µ)εt

]
.

(3.71)

Výrazy na pravé straně rovnosti lze dále upravit. Pro autokovarianční funkci
vektoru Z(t) dostáváme pro k ≥ 1 s využitím (3.32)

γZ(k) = E
[
(Z(t+ k) − µ)(Z(t) − µ)T

]
= E

[
(A(t+ k)Z(t+ k − 1) + C(t+ k) − µ) (Z(t) − µ)T

]
= E

[
A(t+ k)Z(t+ k − 1)(Z(t) − µ)T

]
= E A(t+ k)γZ(k − 1).

(3.72)

Postupným dosazováním získáváme vztah

γZ(k) = (E A(t))k Q̃, k ≥ 1. (3.73)

Druhý sčítanec na pravé straně rovnosti (3.71) nejprve upravíme dle (3.32) a dle
vlastností posloupnosti matic A(t). Pro k ≥ 1 máme

E [Z(t+ k − 1)εt] = E [(A(t+ k − 1)Z(t+ k − 2) + C(t+ k − 1)) εt]
= E A(t+ k − 1) E [Z(t+ k − 2)εt]
= E A(t) E [Z(t+ k − 2)εt] = . . .

= (E A(t))k−1 E [(A(t)Z(t− 1) + C(t)) εt]
= (E A(t))k−1

(
E [A(t)εt] µ + E [C(t)εt]

)
(3.74)

Po dosazení z (3.73) a (3.74) do (3.71) dostáváme pro autokovarianční funkci
časové řady {Xt, t ∈ Z} splňující vztah (1.11) pro k ≥ 1 vzorec

γX(k) = hT (E A(t))k Q̃h + hT (E A(t))k−1
(

E [A(t)εt] µ + E [C(t)εt]
)

= hT (E A(t))k−1
(

E A(t)Q̃h + E [A(t)εt] µ + E [C(t)εt]
)
.

(3.75)

Získali jsme vztahy určující korelační strukturu obecného bilineárního modelu.
Aby tyto momenty existovaly, musíme předpokládat konečnost momentů bílého
šumu alespoň do řádu 2P ′ + 4, uvažovanou při ověřování stacionarity. Ze vztahu
(3.75) je také vidět s využitím tvaru markovské reprezentace subdiagonálního
modelu (3.20), že pro modely ARMA, které jsou speciálním případem (3.20)
a (3.21), platí pro k ≥ 1

γX(k) = hTAk−1
(
AQ̃h + cσ2

)
, (3.76)

kde A a c jsou konstantní a jsou definovány jako ve vztahu (3.20). Bilineární
a ARMA modely mají podobnou korelační strukturu. Pokud bychom se spe-
ciálně zabývali korelační strukturou diagonálního a subdiagonálního bilineár-
ního modelu, zjistili bychom, že ji má stejnou jako modely ARMA(p,q′), kde
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q′ = max(q,Q) ze vztahu (1.11), kde navíc autoregresní parametry ARMA(p,q′)
odpovídají parametrům φ1, . . . ,φp, zbylé parametry jsou pak funkcemi φi, ψj
a βlk. Tuto vlastnost jsme již odvodili i pro jednoduchý model (2.1), viz (2.88).
Odvození v případě diagonálních a subdiagonálních modelů je detailně předve-
deno v Tong (1990) str. 172, nebo v Pham (1985).

Nyní se zaměříme na korelační strukturu druhých mocnin řady {Xt, t ∈ Z}.
V případě jednoduchého modelu jsme ji určili přímým výpočtem, viz odvození
(2.103). Tyto momenty můžeme určit i v obecném bilineárním modelu s využitím
jeho markovské reprezentace, jsou ale komplikovanější. Uvedeme zde proto me-
todu jejich výpočtu, ovšem ne všechny střední hodnoty budou přesně dopočítány,
jejich odvození nicméně bude zřejmé. Budeme předpokládat existenci momentů
bílého šumu do řádu 4(P ′ + 2). Nejprve označíme a upravíme s využitím (3.37)

R4,⊗ = E
[
Z(t)ZT (t) ⊗ Z(t)ZT (t)

]
= E

[
A(t)Z(t− 1)ZT (t− 1)AT (t) + A(t)Z(t− 1)CT (t)

+ C(t)ZT (t− 1)AT (t) + C(t)CT (t)
]

⊗ Z(t)ZT (t)

= E
[
A(t)Z(t− 1)ZT (t− 1)AT (t)

]⊗2
(i)

+ E
[
A(t)Z(t− 1)ZT (t− 1)AT (t) ⊗ A(t)Z(t− 1)CT (t)

]
(ii)

+ E
[
A(t)Z(t− 1)ZT (t− 1)AT (t) ⊗ C(t)ZT (t− 1)AT (t)

]
(iii)

+ E
[
A(t)Z(t− 1)ZT (t− 1)AT (t) ⊗ C(t)CT (t)

]
(iv)

+ E
[
A(t)Z(t− 1)CT (t) ⊗ A(t)Z(t− 1)ZT (t− 1)AT (t)

]
(v)

+ E
[
A(t)Z(t− 1)CT (t)

]⊗2
(vi)

+ E
[
A(t)Z(t− 1)CT (t) ⊗ C(t)ZT (t− 1)AT (t)

]
(vii)

+ E
[
A(t)Z(t− 1)CT (t) ⊗ C(t)CT (t)

]
(viii)

+ E
[
C(t)ZT (t− 1)AT (t) ⊗ A(t)Z(t− 1)ZT (t− 1)AT (t)

]
(ix)

+ E
[
C(t)ZT (t− 1)AT (t) ⊗ A(t)Z(t− 1)CT (t)

]
(x)

+ E
[
C(t)ZT (t− 1)AT (t)

]⊗2
(xi)

+ E
[
C(t)ZT (t− 1)AT (t) ⊗ C(t)CT (t)

]
(xii)

+ E
[
C(t)CT (t) ⊗ A(t)Z(t− 1)ZT (t− 1)AT (t)

]
(xiii)

+ E
[
C(t)CT (t) ⊗ A(t)Z(t− 1)CT (t)

]
(xiv)

+ E
[
C(t)CT (t) ⊗ C(t)ZT (t− 1)AT (t)

]
(xv)

+ E
[
C(t)CT (t)

]⊗2
(xvi)

(3.77)

Každou ze středních hodnot (i) až (xvi) lze dále upravit. Nejprve tedy

(i) = E
[
(A(t))⊗2R4,⊗(AT (t))⊗2

]
. (3.78)

Dále lze psát

(ii) = E
[
(A(t))⊗2(E Z(t− 1)ZT (t− 1) ⊗ Z(t− 1))(AT (t) ⊗ CT (t)

]
. (3.79)
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Střední hodnoty (iii), (v) a (ix) lze upravit analogicky jako (ii), pro další dostá-
váme

(iv) = E
[
(A(t)QAT (t)) ⊗ (C(t)CT (t))

]
, (3.80)

kde Q = E
[
Z(t− 1)ZT (t− 1)

]
dle věty 3.2. Analogicky lze upravit i střední

hodnota (xiii). Střední hodnotu (vi) lze upravit následovně

(vi) = E
[
(A(t))⊗2(E Z(t− 1) ⊗ Z(t− 1))(CT (t))⊗2

]
= E

[
(A(t))⊗2(vec Q)(CT (t))⊗2

]
,

(3.81)

podobně i pro (xi). Dále pro střední hodnotu (vii) platí

(vii) = E
[
(A(t) ⊗ C(t))Q(CT (t) ⊗ AT (t))

]
, (3.82)

stejná je úprava i pro (x). Osmou střední hodnotu lze upravit na tvar

(viii) = E
[
(A(t)µCT (t)) ⊗ (C(t)CT (t))

]
, (3.83)

analogicky lze postupovat i pro (xii), (xiv), a (xv).
Zaměřme se nyní na výraz E Z(t− 1)ZT (t− 1) ⊗ Z(t− 1) v (3.79). Pro jeho

další úpravu lze postupovat analogicky jako v případě R4,⊗ s využitím (3.37).
Označme

R3,⊗ = E
[
Z(t)ZT (t) ⊗ Z(t)

]
= E

[
A(t)Z(t− 1)ZT (t− 1)AT (t) + A(t)Z(t− 1)CT (t)

+ C(t)ZT (t− 1)AT (t) + C(t)CT (t)
]

⊗ Z(t)

= E
[
(A(t))⊗2R3,⊗(AT (t) ⊗ Ir)

]
+ E

[
(A(t))⊗2(vec Q)(CT (t) ⊗ Ir)

]
+ E

[
(C(t) ⊗ A(t))Q(AT (t) ⊗ Ir)

]
+ E

[
(C(t)CT (t)) ⊗ (A(t)µ)

]
+ E

[
A(t)QAT (t) ⊗ C(t)

]
+ E

[
A(t)µCT (t) ⊗ C(t)

]
+ E

[
C(t)µTAT (t) ⊗ C(t)

]
+ E

[
C(t)CT (t) ⊗ C(t)

]
,

(3.84)

kde Ir označuje jednotkovou matici o rozměrech r × r a r je dimenze stavového
vektoru dle (3.24). Získali jsme dvě rovnice ve tvaru

R3,⊗ = E
[
(A(t))⊗2R3,⊗(AT (t) ⊗ Ir)

]
+ K3,

R4,⊗ = E
[
(A(t))⊗2R4,⊗(AT (t))⊗2

]
+ K4,

(3.85)

kde K3, K4 jsou dány vztahem (3.77) a úpravami za ním a vztahem (3.84).
Z nich lze získat R3,⊗ a R4,⊗, mají-li tyto rovnice řešení. Matice R4,⊗ je pozitivně
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semidefinitní, neboť dle (3.37) pro každý vektor y ∈ Rr2 platí

yTR4,⊗y = yT E
[
Z(t)ZT (t) ⊗ Z(t)ZT (t)

]
y

= yT E
[
(Z(t) ⊗ Z(t))(ZT (t) ⊗ ZT (t))

]
y

= E
[
W 2(t)

]
≥ 0,

(3.86)

kde W (t) = yT (Z(t) ⊗ Z(t)).
Za pomoci vztahů (3.77) a (3.84) můžeme získat kovarianční strukturu dru-

hých mocnin řady {Xt, t ∈ Z}. Nejprve označme ν = E X2
t = γX(0) + µ2

X , pak
pro autokovarianční funkci pro k = 0 je po dosazení z (3.32)

γX2(0) = E
[
X2
t (X2

t − ν)
]

= E
[(

(hTZ(t− 1))2 + 2hTZ(t− 1)εt + ε2
t

)
(X2

t − ν)
]

= E
[
hTZ(t− 1)

]4
+ 4hTQhσ2 + E ε4

t

− ν(hTQh + σ2) + 2hTQhσ2 + 4hTµ E ε3
t ,

(3.87)

kde výraz E
[
hTZ(t− 1)

]4
je prvkem matice R4,⊗. Pro k ≥ 1 lze psát

γX2(k) = E
[
X2
t (X2

t−k − ν)
]

= hT E
[
Z(t− 1)ZT (t− 1)(X2

t−k − ν)
]

h

= hTRkh.

(3.88)

Výraz Rk lze dále upravit s využitím (3.32) , získáme tak rekurentní vztah.
Nejprve pro k = 1 dostáváme

R1 = E
[
Z(t− 1)ZT (t− 1)(X2

t−1 − ν)
]

= E
[
Z(t− 1)ZT (t− 1)(hTZ(t− 2))2

]
+ E

[
Z(t− 1)ZT (t− 1)ε2

t−1

]
+ 2 E

[
Z(t− 1)ZT (t− 1)hTZ(t− 2)εt−1

]
− νQ.

(3.89)

Všechny tři zbylé střední hodnoty v (3.89) lze dále rozepsat a vyjádřit pomocí
částí R3,⊗ a R4,⊗ a dalších již známých hodnot. Pokud k > 1, pak dále platí

Rk = E
[
A(t− 1)Rk−1AT (t− 1)

]
+ E

[
A(t− 1)Z(t− 2)CT (t− 1)(X2

t−k − ν)
]

+ E
[
C(t− 1)ZT (t− 2)AT (t− 1)(X2

t−k − ν)
]

+ E
[
C(t− 1)CT (t− 1)(X2

t−k − ν)
]

= E
[
A(t− 1)Rk−1AT (t− 1)

]
+ E

[
A(t− 1)B(2,k)CT (t− 1)

]
+ E

[
C(t− 1)BT (2,k)AT (t− 1)

]
,

(3.90)
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kde pro k > 2 dále platí

B(2,k) = E
[
Z(t− 2)(X2

t−k − ν)
]

= E
[
(A(t− 2)Z(t− 3) + C(t− 2)) (X2

t−k − ν)
]

= E (A(t))B(3,k).

(3.91)

Je vidět, že B(i,i) = B(0,0) ∀i, v tom případě dostáváme s využitím (3.39)

B(0,0) = E
[
Z(t)(X2

t − ν)
]

= E
[
Z(t)

(
hTZ(t− 1)ZT (t− 1)h + ε2

t + 2hTZ(t− 1)εt − ν
)]

= E (A(t)) E
[
Z(t− 1)hTZ(t− 1)ZT (t− 1)h

]
+ E (A(t)ε2

t )µ + 2 E (A(t)εt)Qh
+ E (C(t))hTQh + E (C(t)ε2

t ) + 2 E (C(t)εt)hTµ − νµ,

(3.92)

kde výraz E
[
Z(t− 1)hTZ(t− 1)ZT (t− 1)h

]
je částí R3,⊗.

Vyššími momenty než řádu 4 se zde nebudeme zabývat, zabývá se jimi Pham
(1993) v případech, kde je stavová proměnná z markovské reprezentace (3.24)
skalární náhodnou veličinou.

3.4 Invertibilita v obecném modelu
Stejně jako u modelů ARMA je i v případě bilineárních modelů podstatná

jejich invertibilita a s ní úzce související predikce. Na rozdíl od modelů ARMA,
kde jsou podmínky invertibility dobře popsány a lze je snadno ověřit, u obecných
bilineárních modelů je situace komplikovanější. Lze pro ně odvodit určité pod-
mínky, nicméně obecné metody jejich odvození a ověření nabývají na složitosti
s tím, jak se model rozrůstá. Častěji se tak v literatuře přistupuje k jednotli-
vým modelům individuálně a podmínky invertibility jsou odvozovány různými
postupy pro konkrétní modely, jak jsme jsme učinili například v jednoduchém
modelu (2.1) v kapitole 2.2.

Uveďme nejprve metodu dle Pham (1993) pro stanovení podmínek invertibi-
lity v případě obecného bilineárního modelu. Můžeme postupovat podobně jako
v případě námi uvažovaného jednoduchého modelu. Ze vztahu (1.11) dostáváme

εt = Xt −
p∑
i=1

φiXt−i +
r∑
j=1

fj(t− 1)εt−j,

fj(t− 1) = −ψj −
P∑
l=1

βljXt−l,

(3.93)

kde r = max(q,Q). Dále, definujeme-li vektor εt = (εt, . . . ,εt−r+1)T , lze psát

εt = F(t− 1)εt−1 + g(t),
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F(t) =

⎛⎜⎜⎜⎜⎜⎜⎜⎝

f1(t) · · · fr−1(t) fr(t)
1 · · · 0 0
... . . . . . . ...
0 · · · 1 0

⎞⎟⎟⎟⎟⎟⎟⎟⎠ , g(t) =

⎛⎜⎜⎜⎜⎜⎜⎜⎝

Xt −∑p
i=1 φiXt−i

0
...
0

⎞⎟⎟⎟⎟⎟⎟⎟⎠ . (3.94)

Opakovaným použitím vztahu (3.94) dostáváme

εt = g(t) + F(t− 1) · · · F(t− n)εt−n +
n−1∑
j=1

F(t− 1) · · · F(t− j)g(t− j). (3.95)

Dle (3.95) volbou n = t lze zavést vyjádření pro hodnotu vektoru chyb v závis-
losti na počáteční hodnotě ε0. Pak řadu {Xt, t ∈ Z} budeme nazývat invertibilní,
pokud rozdíl ε(t|ε0) − εt bez ohledu na volbu ε0 konverguje v pravděpodobnosti
k 0 pro t → ∞.

Hodnoty námi určených chyb z pozorování jsou však závislé i na paramet-
rech modelu, které také odhadujeme z pozorovaných hodnot. Zavedeme tedy na
základě vztahu (3.95), analogicky jako v případě jednoduchého modelu, chyby
εθ̃(t|ε0) závisející na volbě ε0 a navíc na odhadu parametrů modelu

εθ̃(t|ε0) = gθ̃(t)+Fθ̃(t−1) · · · Fθ̃(0)ε0+
t−1∑
j=1

Fθ̃(t−1) · · · Fθ̃(t−j)gθ̃(t−j), (3.96)

kde index θ̃ označuje závislost na odhadu parametrů modelu. Dále uvedeme ana-
logii definice 2.1.
Definice 3.3. Nechť {Xt, t ∈ Z} je časová řada daná vztahem (1.11) s parametry
θ = (φ1, . . . ,φp,ψ1, . . . ,ψq,β11, . . . ,β1Q,β21, . . . ,βPQ) a jejich odhadem θ̃. Model je
invertibilní v θ̃ vzhledem k pozorovaným hodnotám řady, pokud existuje stacio-
nární proces εθ̃(t), pro nějž platí

εθ̃(t|ε0) − εθ̃(t) t→∞−−−→ 0 v pravděpodobnosti, (3.97)

kde εθ̃(t|ε0) je jsou vektory hodnot chyb závislé na odhadu θ̃ a hodnotě ε0 defino-
vané dle vztahu (3.96). Pokud navíc pro všechna θ̃ z okolí θ platí

εθ̃(t) − εt
θ̃→θ−−→ 0 v pravděpodobnosti, (3.98)

pak se tento model nazývá silně invertibilní.

Je tedy třeba určit chování součinu matic Fθ̃(t−1) · · · Fθ̃(t−j) pro t → ∞. Jak
je uvedeno v Pham (1993), podobně jako u stacionarity modelu v kapitole 3.2, se
nabízí hledat horní Ljapunovův exponent, ověřit jeho zápornost a na jeho základě
pak určit chování součinu matic pro velká t. Protože není jednoduché nalézt tento
exponent a navíc je stále nutno ověřit, že εθ̃(t) θ̃→θ−−→ ε(t) v pravděpodobnosti, což
může být také komplikované, autor navrhuje zavést silnější podmínku invertibility,
která by měla být jednodušší na ověření, ve tvaru

E log ||F(t)||ψ < 0,

||F||ψ = sup
x ̸=0

ψ(Fx)
ψ(x) ,

(3.99)
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kde ψ( ) je nějaká vektorová norma.
Jiný přístup pro odvození podmínek invertibility je uveden v Tong (1990).

Tento postup se podobá odvození podmínek invertibility v modelech ARMA.
Uvažujme zjednodušený subdiagonální model daný vztahem

Xt = εt − βεt−kXt−l, l > k, (3.100)

kde εt je striktní bílý šum. Navíc předpokládáme, že platí podmínka stacionarity
β2σ2 < 1, neboť dle (3.20) dostáváme

A =

⎛⎜⎜⎜⎜⎜⎜⎜⎝

0 1 0 · · · 0
0 0 1 · · · 0
... ... ... . . . ...
0 0 · · · · · · 1
0 0 · · · · · · 0

⎞⎟⎟⎟⎟⎟⎟⎟⎠ , B =

⎛⎜⎜⎝
0 · · · 0
... ...
β · · · 0

⎞⎟⎟⎠ , (3.101)

kde obě matice mají rozměry l× l. Podmínka (i) věty 3.2 je zde triviálně splněna.
Charakteristický polynom matice A⊗2 + B⊗2σ2 je ve tvaru λl

2−l(λl − β2σ2)).
Z tvaru tohoto polynomu je vidět, že vlastní čísla jsou 0 a vlastní čísla ležící
na kruhu v komplexní rovině, tedy se stejnou absolutní hodnotou. Není třeba
uvažovat přímo podmínku (iii) věty 3.2 (resp. odvození za touto větou) a hledat
vlastní čísla odpovídající zúžení A⊗2 + B⊗2σ2 na prostor symetrických matic,
ale stačí ověřit podmínku, že vlastní čísla matice A⊗2 + B⊗2σ2 jsou v absolutní
hodnotě menší než jedna. Odtud již plyne podmínka stacionarity β2σ2 < 1. Pro
odvození podmínek invertibility modelu (3.100) lze postupovat analogicky jako
v případě modelů ARMA. Nejprve pomocí operátoru posunu (1.5) přepíšeme
(3.100) do tvaru

Xt = (1 − βXt−lB
k)εt. (3.102)

Získáme tak formálně tvar analogický (1.7), tedy přepis modelu ARMA pomocí
polynomů, kde ale nyní jsou některé koeficienty polynomu 1 − βXt−lB

k náhodné
veličiny.

Formálně najít polynom, respektive operátor, πt(B) ve tvaru

πt(B) = 1 + βXt−lB
k + β2Xt−lXt−l−kB

2k + β3Xt−lXt−l−kXt−l−2kB
3k + . . .

(3.103)
splňující

(1 − βXt−lB
k)πt(B) = 1,
πt(B)Xt = εt.

(3.104)

Pokud platí β2 E X2
t−l < 1, je rozpis operátoru (3.103) korektní a model (3.100)

je invertibilní.
Poznámka.

Z (3.100) dostáváme E Xt = 0 a varXt = σ2 + β2σ2 varXt. Požadujeme-li
splnění podmínek stacionarity a invertibility, musí platit

β2 varXt = β2 E X2
t = β2σ2

1 − β2σ2 < 1 ⇒ β2σ2 <
1
2 . (3.105)

V případě složitějších modelů by bylo možné tento postup použít také. Nalezení
operátoru πt(B) splňujícího πt(B)Xt = εt a stanovení podmínek, kdy je takovýto
rozpis korektní, je však značně komplikované.
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3.5 Odhady parametrů obecného modelu
Nabízí se několik možností, jakým způsobem odhadnout parametry bilineár-

ních modelů. Vzhledem k jejich komplexitě mají tyto metody nedostatky v po-
rovnání s lineárními modely ARMA. Lze zmínit odhad metodou momentů, od-
had založený na frekvenční doméně a odhad metodou maximální věrohodnosti.
Všechny přístupy jsou diskutovány v Pham (1993) a v dalších tam uvedených
publikacích.

Stejně jako u našeho jednoduchého bilineární modelu popíšeme metodu pod-
míněné maximální věrohodnosti vycházející z přístupu pro modely ARMA (viz
Hamilton (1994)). Opět předpokládáme, že εt ∼ N(0,σ2) je striktní bílý šum, dále
předpokládáme, že je splněna podmínka invertibility modelu z minulé kapitoly.
Nechť máme k dispozici T pozorování časové řady, označíme vektor parametrů
modelu (1.11)

θ = (φ1, . . . ,φp,ψ1, . . . ,ψq,β11, . . . ,β1Q,β21 . . . βPQ,σ
2). (3.106)

Nechť dále p′ = max(p,P ), q′ = max(q,Q) a Xp′ = (Xp′ , . . . ,X1)T . Navíc zvolíme
εp′ = (εp′ , . . . ,εp′−q′+1)T = 0T . Dle (1.11) lze rekurentně vyjádřit Xt pomocí
Xt−i, i = 1, . . . ,p′ a εt−j, j = 1, . . . ,q′. Podmíněnou věrohodnostní funkci lze tedy
psát ve tvaru

L(θ) = fXT ,...,Xp′+1|Xp′ ,εp′ =0(xT , . . . ,xp′+1|xp′ ,εp′ = 0,θ)

=
T∏

t=p′+1
fXt|Xt−1,...,X1,εp′ =0(xt|xt−1, . . . ,x1,εp′ = 0,θ)

=
T∏

t=p′+1
fXt|Xt−1,...,Xt−p′εt−1,...,εt−q′ (xt|xt−1, . . . ,xt−p′εt−1, . . . ,εt−q′ ,θ).

(3.107)

Vzhledem k uvažované normalitě bílého šumu a (1.11) máme stejně jako v (2.74)

fXt|Xt−1,...,Xt−p′εt−1,...,εt−q′ (xt|xt−1, . . . ,xt−p′εt−1, . . . ,εt−q′ ,θ)

= 1√
2πσ2

exp
(

ε2
t

−2σ2

)
.

(3.108)

Podmíněnou logaritmickou věrohodnostní funkce lze tedy přepsat do tvaru

log L(θ) = −T − p′

2 log(2π) − T − p′

2 log(σ2) −
T∑

t=p′+1

ε2
t

2σ2 , (3.109)

kde εt je dáno vztahem (1.11). Maximalizace podmíněné věrohodnostní funkce
stejně jako v případě jednoduchého modelu odpovídá minimalizaci součtu dru-
hých mocnin chyb εθ,MLE(t) spočtených rekurentně na základě pozorovaných
hodnot a volbě počáteční hodnoty chyb. Popsaná metoda tedy odpovídá me-
todě nejmenších čtverců. Odhad σ̂2 lze dopočítat z odhadů ostatních parametrů
z podmíněné věrohodnostní funkce jako v (2.77).

Praktická aplikace metody maximální věrohodnosti bude představena v násle-
dující kapitole 4.1. Nevýhodou metody je fakt, že v obecném bilineárním modelu
nejsou známé vlastnosti limitního rozdělení odhadů, kvůli neexistenci některých
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momentů je problematické určit asymptotické vlastnosti odhadu Fisherovy infor-
mační matice, viz Pham (1993).

V případě bilineárních modelů není, na rozdíl od modelů ARMA, známa
obecná podmínka identifikovatelnosti modelu, tedy zda-li platí pro distribuční
funkci FXT ,...,X1(θ) modelu s vektorem parametrů θ

∀θ1 ̸= θ2 =⇒ FXT ,...,X1(θ1) ̸= FXT ,...,X1(θ2). (3.110)

Proto se předpokládá, že je tato podmínka splněna.

3.6 Predikce v bilineárních modelech
Přístup k predikci je v případě v bilineárních modelů analogický jako u mo-

delů ARMA. Nejlepší předpověď ve smyslu střední kvadratické chyby je podmí-
něná střední hodnota, viz např. Prášková (2004). Budeme uvažovat značení jako
v kapitole 3.1, tedy Ht označuje prostor náhodných veličin s konečnými druhými
momenty měřitelných vzhledem k σ−algebře Ft generované veličinami Xs, s ≤ t
a X̂(t+k|Ht) = E [Xt+k|Ft]. Nejprve pro ilustraci uvažujme model jako v Granger
a Anderson (1978) a předpokládejme, že je stacionární a invertibilní,

Xt = φ1Xt−1 + ψ1εt−1 + β11Xt−1εt−1 + β12Xt−1εt−2 + β21Xt−2εt−1 + εt. (3.111)

Pro předpovědi dostáváme dle vlastností podmíněné střední hodnoty

X̂(t+ 1|Ht) = φ1Xt + ψ1εt + β11Xtεt + β12Xtεt−1 + β21Xt−1εt,

X̂(t+ 2|Ht) = φ1X̂(t+ 1|Ht) + β11 E [Xt+1εt+1|Ft] + β12X̂(t+ 1|Ht)εt,
X̂(t+ k|Ht) = φ1X̂(t+ k − 1|Ht) + β11 E [Xt+k−1εt+k−1|Ft]

+ β12 E [Xt+k−1εt+k−2|Ft], pro ∀k ≥ 3

(3.112)

Zbývá tedy určit podmíněné střední hodnoty, pro ∀i ≥ 1 lze s využitím markovské
reprezentace (3.24) psát

E [Xt+iεt+i|Ft] = E [ε2
t+i + hTZ(t+ i− 1)εt+i|Ft] = σ2. (3.113)

Dále pak dostáváme s použitím (3.111)

E [Xt+k−1εt+k−2|Ft] = E [(φ1Xt+k−2 + ψ1εt+k−2 + β11Xt+k−2εt+k−2

+ β12Xt+k−2εt+k−3 + β21Xt+k−3εt+k−2 + εt+k−1)εt+k−2|Ft]
= (φ1 + ψ1)σ2 + β11 E

[
Xt+k−2ε

2
t+k−2|Ft

]
+ β12 E [Xt+k−2εt+k−2εt+k−3|Ft] + β21σ

2X̂(t+ k − 3|Ht).
(3.114)

Střední hodnoty lze dále upravit a dostáváme

E
[
Xt+k−2ε

2
t+k−2|Ft

]
= E ε3

t+k−2 +
(
φ1X̂(t+ k − 3|Ht) + ψ1 E [εt+k−3|Ft]

+ β11 E [Xt+k−3εt+k−3|Ft] + β12 E [Xt+k−3εt+k−4|Ft]

+ β21 E [Xt+k−4εt+k−3|Ft]
)
σ2,

E [Xt+k−2εt+k−2εt+k−3|Ft] = σ2 E [εt+k−3|Ft].
(3.115)
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Je vidět, že i v případě poměrně jednoduchého modelu (3.111) je výraz pro pre-
dikci pro větší k komplikovaný, nicméně ji lze v tomto případě přesně určit opako-
váním výpočtu podmíněných středních hodnot až do času t′ ≤ t. Pro náš jedno-
duchý model (2.1), který je speciálním případem (3.111) pro ψ1 = β12 = β21 = 0,
dostáváme dle (3.112)

X̂(t+ 1|Ht) = φXt + βXtεt,

X̂(t+ k|Ht) = φX̂(t+ k − 1|Ht) + βσ2, pro k ≥ 2.
(3.116)

Obecně v modelu (1.11) za podmínek stacionarity a invertibility pro predikce
dostáváme

X̂(t+ n|Ht) =
p∑
i=1

φiX̂(t+ n− i|Ht) +
q∑
j=1

ψj ε̂(t+ n− j|Ht)

+
Q∑
k=1

P∑
l=1

βlk E [Xt+n−lεt+n−k|Ft] .
(3.117)

Stejně jako v případě ARMA modelů platí

X̂(t+ j|Ht) = Xt+j, pro j ≤ 0,
ε̂(t+ j|Ht) = εt+j, pro j ≤ 0,

= 0, pro j > 0.
(3.118)

Pro výrazy E [Xt+iεt+j|Ft] pak je

E [Xt+iεt+j|Ft] = 0, pro j > i, j > 0,
= Xt+iεt+j, pro 0 ≥ j > i,

(3.119a)
E [Xt+jεt+j|Ft] = σ2, pro j > 0,

= Xt+jεt+j, pro j ≤ 0,
(3.119b)

E [Xt+iεt+j|Ft] = E [hTZ(t+ i− 1)εt+j|Ft], pro i > j > 0,
= X̂(t+ i|Ht)εt+j, pro i > 0 ≥ j,

= Xt+iεt+j, pro 0 ≥ i > j,

(3.119c)

kde E [hTZ(t+ i− 1)εt+j|Ft] lze opakovaným opakovaným použitím (3.32) a díky
vlastnostem matic A(t), C(t) upravit do času t+j, resp. t a určit příslušné střední
hodnoty.
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4. Praktické aplikace bilineárních
modelů

4.1 Iterační metoda odhadu parametrů
Jak již bylo zmíněno v kapitole 3.5, použijeme pro odhad parametrů biline-

árních modelů typu (1.11) metodu podmíněné maximální věrohodnosti. Budeme
uvažovat nulovou střední hodnotu procesu {Xt, t ∈ Z}, přičemž zmíněný postup
lze upravit o parametr střední hodnoty (resp. o parametr úrovně, viz vztah (1.9)
pro případ modelů ARMA). Označme vektor parametrů modelu

θ = (φ1, . . . ,φp,ψ1, . . . ,ψq,β11, . . . ,β1Q,β21 . . . βPQ). (4.1)

Délku vektoru θ označíme K a jeho jednotlivé prvky označíme θi, i = 1, . . . ,K.
Budeme postupovat v souladu s rekurzivní metodou popsanou v Subba Rao

(1981). Tato metoda se stejně jako v případě lineárních modelů ARMA skládá
ze dvou kroků; a to volby řádů p, q, P a Q a samotného získání odhadů dané
množiny parametrů.

Mějme T pozorování časové řady {Xt, t = 1, . . . , T} a předpokládejme nej-
prve, že jsou již známy, respektive vybrány, hodnoty řádů modelu p, q, P a Q. Za
předpokladu normality bílého šumu je podmíněná metoda maximální věrohod-
nosti ekvivalentní minimalizaci funkce

S(θ) =
T∑

t=p′+1
ε2

θ,MLE(t), (4.2)

kde εθ,MLE(t) jsou chyby zmíněné jako v kapitole 3.5 (tedy spočítané rekurentně
z pozorovaných hodnot a s volbou počátečních hodnot εp′ = (εp′ , . . . ,εp′−q′+1)T =
0T , kde p′ = max(p,P ) a q′ = max(q,Q)).

Pro minimalizaci funkce S(θ) použijeme Newtonovu-Raphsonovu metodu. Dle
této metody získáváme iterační vztah pro odhady parametru θ v i−tém kroku

θ(i+1) = θ(i) − H−1(θ(i))G(θ(i)). (4.3)

Je zřejmé, že je nutno zvolit hodnotu θ(0), tímto problémem se budeme zabývat
v další části. Pro funkce G(θ) a H(θ) z (4.3) platí

G(θ) =
[
∂S

∂θ1
,
∂S

∂θ2
, . . . ,

∂S

∂θK

]T
,

H(θ) =

⎛⎜⎜⎜⎜⎜⎝
∂2S
∂2θ1

· · · ∂2S
∂θ1∂θK

... . . . ...
∂2S

∂θK∂θ1
· · · ∂2S

∂2θK

⎞⎟⎟⎟⎟⎟⎠
(4.4)

Je tedy třeba určit jednotlivé parciální derivace funkce S(θ) = S podle složek
vektoru θ. Pro přehlednost v následujících vzorcích označíme εθ,MLE(t) = εθ(t).
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Dostáváme

∂S

∂θi
= 2

T∑
t=p′+1

εθ(t)∂εθ(t)
∂θi

, i = 1, . . . ,K,

∂2S

∂θi∂θj
= 2

T∑
t=p′+1

∂εθ(t)
∂θi

∂εθ(t)
∂θj

+ 2
T∑

t=p′+1
εθ(t)∂

2εθ(t)
∂θi∂θj

, i,j = 1, . . . ,K.
(4.5)

Zbývá tedy určit jednotlivé parciální derivace chyb εθ(t). Ze vztahu (1.11) dostá-
váme rekurentní vztahy pro první derivace

∂εθ(t)
∂φi

= −Xt−i + f1(φi), i = 1, . . . , p,

∂εθ(t)
∂ψi

= −εθ(t− i) + f1(ψi), i = 1, . . . , q,

∂εθ(t)
∂βik

= −Xt−iεθ(t− k) + f1(βik), i = 1, . . . , P, k = 1, . . . , Q,

(4.6)

kde jsme označili

f1(θi) = −
q∑
j=1

ψj
∂εθ(t− j)

∂θi
−

Q∑
k=1

P∑
l=1

βlkXt−l
∂εθ(t− k)

∂θi
. (4.7)

Díky počáteční volbě εp′ = 0T platí

εθ(t) = ∂εθ(t)
∂θi

= ∂2εθ(t)
∂θi∂θj

= 0, t = p′ − q′ + 1, . . . ,p′ i,j = 1, . . . ,K. (4.8)

Pro druhé parciální derivace pak máme rekurentní vztahy

∂2εθ(t)
∂φi∂φj

= 0, i,j = 1, . . . , p,

∂2εθ(t)
∂φi∂ψj

= −∂εθ(t− j)
∂φi

+ f2(φi,ψj),

i = 1, . . . , p, j = 1, . . . , q,

∂2εθ(t)
∂φi∂βjl

= −Xt−j
∂εθ(t− l)

∂φi
+ f2(φi,βjl),

i = 1, . . . , p, j = 1, . . . , P, l = 1, . . . , Q

∂2εθ(t)
∂ψi∂ψj

= −∂εθ(t− i)
∂ψj

− ∂εθ(t− j)
∂ψi

+ f2(ψi,ψj),

i,j = 1, . . . , q,
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∂2εθ(t)
∂ψi∂βjl

= −∂εθ(t− i)
∂βjl

−Xt−j
∂εθ(t− l)

∂ψi
+ f2(ψi,βjl),

i = 1, . . . , q, j = 1, . . . , P, l = 1, . . . , Q

∂2εθ(t)
∂βik∂βjl

= −Xt−i
∂εθ(t− k)

∂βjl
−Xt−j

∂εθ(t− l)
∂βik

+ f2(βik,βjl),

i,j = 1, . . . , P, k,l = 1, . . . , Q,

(4.9)

kde jsme označili

f2(θi,θm) = −
q∑
j=1

ψj
∂2εθ(t− j)
∂θi∂θm

−
Q∑
k=1

P∑
l=1

βlkXt−l
∂2εθ(t− k)
∂θi∂θm

. (4.10)

V každém kroku lze tedy spočítat první a druhé parciální derivace a tudíž i funkce
G(θ) a H(θ) z (4.4). Rekurentní výpočet je ukončen při dosažení maximál-
ního zvoleného počtu iteračních kroků nebo není-li zaznamenán pokles v hodnotě
S(θ(i)).

Odhad rozptylu bílého šumu je pak dán standardním vzorcem

σ̂2 = 1
T − p′

T∑
t=p′+1

ε2
θ,MLE(t). (4.11)

Pro porovnání více modelů lze použít kritérium AIC, které má v našem případě
tvar

AIC = (T − p′) log σ̂2 + 2k, (4.12)
kde k je počet odhadnutých parametrů, v našem případě tedy k = p+ q+P ·Q.

Přejděme nyní k určení řádu modelu a volbě počátečních hodnot parametrů
θ pro rekurzivní algoritmus. V případě modelů ARMA se obvykle řád modelu
určuje na základě kritérií jako zmíněné AIC nebo dále BIC, viz Cipra (2008) str.
342. Pro pozorované hodnoty jsou odhadnuty modely s různými kombinacemi
řádů p a q. Pro každý odhadnutý model pak je určeno AIC a hledá se model
s jeho minimální hodnotou. Takový postup lze použít i v případě bilineárních
modelů, nicméně vzhledem k velkému počtu možných kombinací řádů p, q, P a Q
by mohl být zdlouhavý. Proto je vhodné uvažované kombinace omezit. Je možno
zvolit metodu volby řádů navrženou v Subba Rao a Gabr (1984) v následujících
krocích společně s volbou počátečních hodnot parametrů:

(i) Zvolit M pevné, pro které platí M ≥ max(p∗,q∗), kde p∗,q∗ jsou parametry
ARMA modelu s nejmenším AIC pro pozorovaná data.

(ii) Pro pozorovaná data odhadnout model ARMA(p,q) a spočítat v něm odhad
rozptylu bílého šumu σ̂2

ARMA daný vztahem

σ̂2
ARMA = 1

T − p

T∑
t=p+1

ε2
ARMA(t). (4.13)

(iii) Odhadnout model BARMA(p,q,1,1), kde jako počáteční hodnoty parame-
trů pro Newtonovu-Raphsonovu metodu použít odhady z bodu (ii) spolu
s volbou β11 = 0. Určit AIC a odhad rozptylu bílého šumu tohoto modelu.
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(iv) Odhadnout modelyBARMA(p,q,2,1) aBARMA(p,q,1,2), kde za počáteční
hodnoty parametrů pro Newtonovu-Raphsonovu metodu zvolit výsledné od-
hady z bodu (iii) a zbylý bilineární parametr β21 resp. β12 zvolit nulový.
Určit AIC a odhad rozptylu bílého šumu obou modelů.

(v) Odhadnout model BARMA(p,q,2,2), kde jako počáteční hodnoty parame-
trů zvolit odhadnuté parametry modelu s menším odhadem rozptylu bílého
šumu ze dvou modelů z bodu (iv) a položit β22 = 0.

(vi) Analogickým způsobem jako v bodech (iii) až (v) postupovat u modelů
BARMA(p,q,i,j). Tedy pro tento model s dvojicí řádů bilineárních členů
i,j vycházíme z modelů BARMA(p,q,i,j − 1) a BARMA(p,q,i − 1,j) pro
1 < i,j < M jako v (v). Je-li i = 1 pak pro model BARMA(p,q,1,j)
vycházíme z modelu s řády 1,j − 1, analogicky v případě j = 1. Určit AIC
a odhad rozptylu bílého šumu nových modelů.

(vii) Opakovat kroky (ii)−(vi) pro všechny uvažované volby parametrů p,q ≤ M .
Navíc tento postup je ukončen v daném kroku, pokud se zvýšením i nebo
j bude zvyšovat také odhad rozptylu bílého šumu nových modelů. Model
s nejmenším AIC z odhadnutých modelů je pak zvolen jako výsledný.

V Subba Rao a Gabr (1984) je uvažována také druhá metoda volby počáteč-
ních hodnot. Prvním krokem je opět odhad parametrů modelu ARMA s hodno-
tami řádů p a q pro pozorované hodnoty časové řady. Pro tento model spočítáme
jeho rezidua εARMA(t) a odhad rozptylu bílého šumu σ̂2

ARMA. Na základě pozoro-
vaných hodnot a reziduí získaných z odhadu modelu ARMA můžeme v druhém
kroku pomocí standardního odhadu metodou nejmenších čtverců minimalizovat
funkci

Qinit(θ) =
T∑

t=p+1

⎡⎣Xt −
p∑
i=1

φiXt−i −
q∑
j=1

ψjεARMA(t− j)

−
Q∑
k=1

P∑
l=1

βlkXt−lεARMA(t− k)
⎤⎦2 (4.14)

a získat tak nové hodnoty parametrů, reziduí a odhadu rozptylu bílého šumu. Tato
rezidua jsou pak použita v dalším kroku místo reziduí modelu ARMA a proces
minimalizace funkce Qinit(θ) se opakuje, dokud se hodnoty odhadů parametrů
neustálí, respektive dokud není zaznamenán významnější pokles odhadu rozptylu
bílého šumu oproti σ̂2

ARMA. Ustálené hodnoty jsou pak zvoleny jako počáteční
hodnoty parametrů pro Newtonovu-Raphsonovu metodu popsanou výše. Pokud
se tyto hodnoty odhadů parametrů po zvoleném počtu kroků neustálí, jako počá-
teční hodnoty parametrů jsou zvoleny odhady parametrů modelu ARMA z prv-
ního kroku.

Tato druhá metoda volby počátečních odhadů je vhodná, pokud je řád mo-
delu známý (zvolený) nebo jeho uvažované hodnoty mají malé rozpětí a lze tedy
vyzkoušet všechny možnosti jako v případě odhadu parametru modelu ARMA.
Nebylo by zde totiž nutno odhadovat a porovnávat tolik modelů jako v případě
prvního algoritmu.
Poznámka. Minimalizace pomocí Newtonovy-Raphsonovy metody má podstat-
nou nevýhodu, obecně konverguje k lokálnímu minimu. Proto je důležitá vhodná
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volba počátečních hodnot parametrů. Vhodnost volby počátečních parametrů po-
soudíme v následující kapitole.
Poznámka. V naprogramované realizaci celého právě popsaného algoritmu je uva-
žováno následující

• Jako dostatečný pokles oproti σ̂2
ARMA při volbě počátečních hodnot para-

metrů je zvoleno 0.05σ̂2
ARMA.

• Pro výpočet inverze matice G(θ) je vzhledem k numerické stabilitě pou-
žita zabudovaná funkce PseudoInverse, která počítá Mooreovu-Penroseovu
pseudoinverzní matici.

• Maximální počet iteračních kroků Newtonovy-Raphsonovy metody je zvo-
len 200, při volbě počátečních odhadů parametrů je maximální počet ite-
račních kroků zvolen 50.

• Je-li hodnota S(θ(i)) od 10. iteračního kroku větší něž 1010 výpočet je ukon-
čen.

4.2 Simulační studie
V této kapitole budeme zkoumat vlastnosti Newtonovy-Raphsonovy metody

v případě jednoduchého modelu BARMA(1,0,1,1) daného předpisem (2.1). Opa-
kovaně nasimulujeme proces {Xt, t = 1, . . . , T} dle (2.1) a poté budou pro vyge-
nerované hodnoty odhadovány parametry φ, β. K provedení simulační studie byl
použit program Wolfram Mathematica 10.0.2, naprogramovaná studie je na přilo-
ženém DVD. Řády modelu jsou známé, a proto použijeme pro volbu počátečních
hodnot parametrů Newtonovy-Raphsonovy metody druhý z postupů z kapitoly
4.1.

Připomeňme, že pro náš proces je dle věty 2.3 podmínka stacionarity ve tvaru
φ2 +β2σ2 < 1. Předpokládáme, že εt je striktní bílý šum a εt ∼ N(0,σ2), má tedy
konečné momenty všech řádů. V tomto případě je dle (2.42) podmínka invertibi-
lity ve tvaru

2(1 + φ)λ4 + 2(1 − φ)λ2 − (1 − φ)2(1 + φ) ≤ 0, (4.15)

kde λ = βσ.
Průnik množin parametrů splňující podmínky stacionarity a invertibility je

na následujícím obrázku pro volbu σ2 = 1. Na obrázku 4.1 je zároveň křížkem
vyznačen bod odpovídající volbě parametrů v našich simulacích, a to

φ = 0.2,
β = −0.3,
σ2 = 1.

(4.16)

Nejprve jsou dle příslušných předpokladů vygenerovány chyby εt, t = 1, . . . , T .
Pro počáteční hodnotuX1 = ε1 je poté určena celá posloupnost {Xt, t = 1, . . . , T}
dle rekurentního vztahu

Xt = 0.2Xt−1 + εt − 0.3Xt−1εt−1, pro t = 2, . . . , T. (4.17)
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Obrázek 4.1: Množiny přípustných parametrů

Na obrázku 4.2 je zachycena jedna realizace procesu {Xt, t = 1, . . . , 1000}.
Jsou zde vidět občasné prudké výkyvy, které jsou pro bilineární řady typické. Při
grafickém průzkumu dat mohou právě tyto výkyvy napovědět o vhodnosti volby
bilineárních modelů před modely ARMA.

200 400 600 800 1000
t

-4

-2

2

Xt

Obrázek 4.2: Realizace procesu {Xt}

Budeme posuzovat kvalitu odhadů parametrů v závislosti na různých volbách
vstupů. Simulace budou zopakovány 50, 200, 500 a 1000krát, získáme tak pří-
slušný počet N realizací náhodného procesu (4.17). Dále budeme volit různou
délku řady T , konkrétně T = 50, 200, 500 a 1000. Hodnotu T = 50 jsme zvo-
lili, neboť bývá v rámci Boxovy-Jenkinsovy metodologie analýzy modelů ARMA
(resp. ARIMA) doporučována jako minimální vhodná délka řady.

56



Získáme tedy odhady parametrů φ̂i, β̂i a σ̂2
i , pro i = 1, . . . ,N pro každou volbu

délky T . Výsledné odhady parametrů pro posouzení jejich kvality z hlediska jejich
konvergence ke zvolené hodnotě parametru pak v každém z uvažovaných případů
dostaneme ve formě průměrů

φ = 1
N

N∑
i=1

φ̂i,

β = 1
N

N∑
i=1

β̂i,

σ2 = 1
N

N∑
i=1

σ̂2
i .

(4.18)

Pro směrodatné odchylky odhadů platí

sφ̂ =

√ 1
N − 1

N∑
i=1

(φ̂i − φ)2,

sβ̂ =

√ 1
N − 1

N∑
i=1

(β̂i − β)2,

sσ̂2 =

√ 1
N − 1

N∑
i=1

(σ̂2
i − σ2)2.

(4.19)

V následujících grafech jsou zobrazeny odhady φ̂i, β̂i a σ̂2
i pro N = 1000

simulací řady délky T = 1000.

200 400 600 800 1000
i
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0.10

0.15
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ϕ i

Obrázek 4.3: Odhady parametrů φ̂i
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Obrázek 4.4: Odhady parametrů β̂i
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Obrázek 4.5: Odhady parametrů σ̂2
i

Z obrázků 4.3, 4.4 a 4.5 vidíme, že odhady jsou rovnoměrně rozprostřeny kolem
zvolených hodnot, povětšinou velmi blízko k nim. Jsou zde viditelné i odlehlé
hodnoty, jejich vzdálenost od skutečných hodnot parametrů není však příliš velká.

Přejděme nyní k podrobným výsledkům. Výsledné odhady parametrů φ,β
a σ2 získaných dle (4.18) spolu se směrodatnými odchylkami (4.19) jsou zobra-
zeny v následujících tabulkách pro všechny použité délky řady. Dále jsou zde
zobrazeny minimální a maximální hodnoty odhadu v uvažovaném počtu opako-
vání simulací N .

• Délka řady T = 50
Z tabulky 4.1 vidíme, že odhady jsou v průměru velice dobré i pro malý po-
čet pozorování, nicméně mají značnou směrodatnou odchylku, vyšší počet
opakování simulace tento fakt nemění. Je také vidět, že minimální a maxi-
mální hodnoty jsou značně rozdílné. Lze tedy konstatovat, že je délka řady
50 pro odhad parametrů nepříliš vhodná.
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Počet Směrodatná
opakování N Parametr Průměr odchylka Min Max

φ 0,14 0,17 −0,23 0,46
50.00 β −0,30 0,11 −0,63 −0,07

σ2 0,96 0,16 0,59 1,29
φ 0,20 0,14 −0,19 0,88

200.00 β −0,30 0,10 −0,62 −0,01
σ2 0,94 0,19 0,55 1,69
φ 0,18 0,14 −0,22 0,54

500.00 β −0,30 0,10 −0,65 0,09
σ2 0,97 0,20 0,53 1,68
φ 0,20 0,15 −0,23 0,79

1000.00 β −0,29 0,10 −0,64 0,09
σ2 0,97 0,22 0,45 3,59

Tabulka 4.1: Výsledné odhady parametrů pro řady délky 50

• Délka řady T = 200
Z tabulky 4.2 vidíme, že odhady v případě řad délky 200 jsou v průměru
o něco lepší než v přecházejícím případě, stejně jako extrémní hodnoty.
Zásadním rozdílem je ale zmenšení směrodatných odchylek zhruba na po-
lovinu. Počet opakování simulace opět nemá prakticky vliv.

Počet Směrodatná
opakování N Parametr Průměr odchylka Min Max

φ 0,19 0,08 0,01 0,42
50.00 β −0,30 0,04 −0,47 −0,21

σ2 0,98 0,09 0,83 1,23
φ 0,20 0,07 0,01 0,42

200.00 β −0,30 0,04 −0,43 −0,19
σ2 0,98 0,10 0,70 1,24
φ 0,20 0,07 −0,05 0,38

500.00 β −0,30 0,04 −0,43 −0,15
σ2 0,99 0,10 0,76 1,48
φ 0,20 0,07 −0,02 0,41

1000.00 β −0,30 0,04 −0,45 −0,16
σ2 0,99 0,10 0,71 1,35

Tabulka 4.2: Výsledné odhady parametrů pro řady délky 200

• Délka řady T = 500
Oproti hodnotám z tabulky 4.2 vidíme v tabulce 4.3 další zlepšení směro-
datných odchylek a extrémních hodnot. Opět nepozorujeme zásadní rozdíly
mezi počty opakování simulace.
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Počet Směrodatná
opakování N Parametr Průměr odchylka Min Max

φ 0,21 0,05 0,07 0,29
50.00 β −0,30 0,02 −0,35 −0,20

σ2 1,00 0,08 0,86 1,24
φ 0,20 0,04 0,11 0,31

200.00 β −0,30 0,02 −0,37 −0,23
σ2 1,00 0,06 0,78 1,14
φ 0,20 0,04 0,07 0,31

500.00 β −0,30 0,02 −0,36 −0,21
σ2 1,00 0,06 0,81 1,16
φ 0,20 0,04 0,08 0,31

1000.00 β −0,30 0,02 −0,38 −0,21
σ2 1,00 0,06 0,82 1,24

Tabulka 4.3: Výsledné odhady parametrů pro řady délky 500

• Délka řady T = 1000
Porovnáním výsledků z tabulek 4.3 a 4.4 vidíme, že jsou, dle očekávání,
směrodatné odchylky pro řady délky 1000 menší, nicméně zásadní rozdíly
zde již nepozorujeme. Z tabulek 4.1,4.2,4.3 a 4.4 je zřejmé, že počet simu-
lací nemá výrazný vliv na kvalitu odhadů, lze tedy považovat Newtonovu-
Raphsonovu metodu za stabilní. Zároveň lze z těchto výsledků usoudit, že
volba počátečních hodnot parametrů je vhodná.

Počet Směrodatná
opakování N Parametr Průměr odchylka Min Max

φ 0,20 0,03 0,10 0,27
50.00 β −0,30 0,02 −0,35 −0,25

σ2 0,99 0,05 0,92 1,13
φ 0,20 0,03 0,13 0,27

200.00 β −0,30 0,02 −0,35 −0,24
σ2 1,00 0,05 0,88 1,13
φ 0,20 0,03 0,10 0,30

500.00 β −0,30 0,02 −0,34 −0,24
σ2 1,00 0,05 0,86 1,14
φ 0,20 0,03 0,09 0,30

1000.00 β −0,30 0,02 −0,35 −0,19
σ2 1,00 0,05 0,88 1,20

Tabulka 4.4: Výsledné odhady parametrů pro řady délky 1000

V souladu s očekáváním se s rostoucím počtem pozorovaných hodnot časové
řady výsledky zlepšují, rozdíl mezi délkami T = 500 a T = 1000 již není příliš

60



výrazný. Průměrné hodnoty odhadů jsou pro všechny počty simulací N blízké
skutečným hodnotám. Konvergence odhadů je tedy uspokojivá, nicméně v pří-
padě malého počtu pozorování vykazují výsledné odhady velké směrodatné od-
chylky. Newtonova-Raphsonova metoda tedy poskytuje výsledky, které lze pova-
žovat za dostatečně přesné pro analýzu bilineárních časových řad, jejichž délka je
v řádu stovek.

4.3 Testování linearity
Existují různé testy linearity časové řady, některé z nich jsou uvedeny napří-

klad v Tong (1990), kde se testuje hypotéza linearity časové řady proti obecné
alternativě. Zde budeme uvažovat test, jehož alternativa se bude vztahovat přímo
k bilineárním modelům. Sestrojíme ho na základě Raova skórového testu dle po-
stupu z Pham (1993). Budeme se rozhodovat, zda zvolit úplný model, v našem pří-
padě bilineární (1.11), nebo zvolit jeho podmodel, v našem případě ARMA(p,q).
Jedná se o test s rušivými parametry popsaný v Anděl (2007), str. 183. Označme
nejprve vektory parametrů

θ1 =(σ2,φ1, . . . ,φp,ψ1, . . . ,ψq)T ,
θ2 =(β11, . . . ,β1Q,β21 . . . βPQ)T ,
θ =(θT1 ,θT2 )T .

(4.20)

Prvky vektoru θ označme θi, i = 1, . . . , p + q + P · Q + 1. Předpokládejme, že
máme n pozorování časové řady {Xt}. Budeme testovat hypotézu

H∗
0 : θ2 = 0 proti H∗

1 : θ2 ̸= 0. (4.21)

Dle Anděl (2007) dostáváme v tomto případě z obecné formulace Raova testu
testovou statistiku ve tvaru

LM∗
n = 1

n

(
∂ℓ

∂θ2
(θ̃)

)T
Ĵ−1

22,1(θ̃)
(
∂ℓ

∂θ2
(θ̃)

)
, (4.22)

kde θ̃ = (θ̃1,0)T a θ̃1 je maximálně věrohodný odhad parametru θ1 za platnosti
H∗

0 , J−1
22,1(θ̃) je pravý dolní blok inverze Fisherovy informační matice a ℓ je loga-

ritmická věrohodnostní funkce

log L(θ) = ℓ(θ) = −n

2 log(2π) − n

2 log(σ2) −
n∑
t=1

ε2
θ(t)
2σ2 . (4.23)

Pro testovou statistiku (4.22) pak platí

LM∗
n

d−−−→
n→∞

χ2
PQ. (4.24)

Hypotézu H∗
0 zamítáme ve prospěch alternativy H∗

1 na zvolené hladině α, pokud

LM∗
n ≥ χ2

PQ(1 − α), (4.25)
kde χ2

PQ(1 − α) je 1 − α−kvantil χ2-rozdělení s PQ stupni volnosti. P-hodnota
tohoto testu je

pval(x) = 1 − Fχ2
P Q

(x), (4.26)
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kde Fχ2
P Q

(x) je distribuční funkce χ2-rozdělení s PQ stupni volnosti.

Logaritmická věrohodnostní funkce pozorování Xt je

ℓ(θ,t) = −1
2 log(2π) − 1

2 log(σ2) − ε2
θ(t)
2σ2 . (4.27)

Zavedeme-li skórovou funkci

U (θ,t) =
(
UT

1 (θ,t),UT
2 (θ,t)

)T
,

UT
1 (θ,t) =

(
∂ℓ

∂σ2 (θ,t), ∂ℓ

∂φ1
(θ,t), . . . , ∂ℓ

∂φp
(θ,t), ∂ℓ

∂ψ1
(θ,t), . . . , ∂ℓ

∂ψq
(θ,t)

)
,

UT
2 (θ,t) =

(
∂ℓ

∂β11
(θ,t), . . . , ∂ℓ

∂βPQ
(θ,t)

)
,

(4.28)
platí pro derivace ze vztahu (4.22) s přihlédnutím k (4.23) a (4.27)(

∂ℓ

∂θ2
(θ̃)

)
=

n∑
t=1

U2(θ̃,t). (4.29)

První derivace logaritmické věrohodnosti (4.27) jsou

∂ℓ

∂σ2 (θ,t) = − 1
2σ2 + ε2

θ(t)
2σ4 ,

∂ℓ

∂φi
(θ,t) = − 1

σ2 εθ(t)∂εθ(t)
∂φi

, i = 1, . . . , p,

∂ℓ

∂ψi
(θ,t) = − 1

σ2 εθ(t)∂εθ(t)
∂ψi

, i = 1, . . . , q,

∂ℓ

∂βik
(θ,t) = − 1

σ2 εθ(t)∂εθ(t)
∂βik

, i = 1, . . . , P, k = 1, . . . , Q.

(4.30)

Označme dále
z1(t) = ∂εθ(t)

∂θ∗
1

⏐⏐⏐⏐⏐
θ̃

, θ∗
1 = θ1/{σ2},

z2(t) = ∂εθ(t)
∂θ2

⏐⏐⏐⏐⏐
θ̃

.

(4.31)

Nechť εARMA(t) je odhad chyby za platnosti H∗
0 , tedy v modelu ARMA(p,q). Pak

můžeme pro derivace (4.31) v bodě θ̃ s využitím (4.6) psát

∂εθ(t)
∂φi

⏐⏐⏐⏐⏐
θ̃

= −Xt−i + f1,θ̃(φi), i = 1, . . . , p,

∂εθ(t)
∂ψi

⏐⏐⏐⏐⏐
θ̃

= −εARMA(t− i) + f1,θ̃(ψi), i = 1, . . . , q,

∂εθ(t)
∂βik

⏐⏐⏐⏐⏐
θ̃

= −Xt−iεARMA(t− k) + f1,θ̃(βik), i = 1, . . . , P, k = 1, . . . , Q,

(4.32)
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kde jsme označili

f1,θ̃(θi) = −
q∑
j=1

ψj
∂εθ(t− j)

∂θi

⏐⏐⏐⏐⏐
θ̃

. (4.33)

Volba počátečních hodnot derivací (4.32) je stejná jako v (4.8).
Označme nyní J(θ) Fisherovu informační matici a její blokový tvar

J(θ) =
⎛⎝J11 J12

J21 J22

⎞⎠ . (4.34)

Pro J−1
22,1 dle Anděl (2007) platí J−1

22,1 = (J22 − J21J
−1
11 J12)−1. Dle Pham (1993) je

v našem případě s využitím (4.31) konzistentním odhadem Fisherovy informační
matice v bodě θ̃

Ĵ(θ̃) =

⎛⎜⎜⎜⎜⎝
1

2σ4 0 0

0T M̂11 M̂12

0T M̂21 M̂22

⎞⎟⎟⎟⎟⎠ ,

M̂ij = 1
nσ̃2

n∑
t=1

zi(t)zTj (t).

(4.35)

Vztah (4.35) lze získat, uvědomíme-li si, že lze dle Anděl (2007) str. 183 použít
odhad Fisherovy informační matice ve tvaru

Ĵ(θ) = − 1
n

n∑
t=1

∂2ℓ

∂θ∂θT
(θ,t). (4.36)

Druhé derivace ze (4.36) lze v našem případě upravit s využitím vlastnosti maxi-
málně věrohodného odhadu ∑n

t=1 U1(θ̃,t) = 0 a skutečnosti, že 1√
n

∑n
t=1 U2(θ̃,t)

má za platnosti H∗
0 asymptotické rozdělení s nulovou střední hodnotou. Lze tedy

psát

∂2ℓ

∂σ4 (θ) =
n∑
t=1

1
2σ4 − ε2

θ(t)
σ6 ,

= − 1
σ2

n∑
t=1

[
− 1

2σ2 + ε2
θ(t)
σ4

]
θ=θ̃= − 1

2σ4 ,

∂2ℓ

∂σ2∂θi
(θ) =

n∑
t=1

1
σ4 εθ(t)∂εθ(t)

∂θi
= − 1

σ2

n∑
t=1

∂ℓ

∂θi
(θ,t)

θ=θ̃= 0, i = 2, . . . , p+ q + 1

1√
n

∂2ℓ

∂σ2∂θi
(θ) = − 1√

nσ2

n∑
t=1

∂ℓ

∂θi
(θ,t) θ=θ̃≈ 0, pro n velké,

i = p+ q + 2, . . . , P +Q+ 1

∂2ℓ

∂θi∂θj
(θ) = − 1

σ2

n∑
t=1

[(
∂εθ(t)
∂θi

)(
∂εθ(t)
∂θj

)
+ εθ(t)∂

2εθ(t)
∂θi∂θj

]

≈ − 1
σ2

n∑
t=1

[(
∂εθ(t)
∂θi

)(
∂εθ(t)
∂θj

)]
, ∀i,j > 1.

(4.37)
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Podle lemmatu o invertování blokové matice dle Anděl (2007) str. 183 je in-
verzní matice k (4.35) ve tvaru

Ĵ−1(θ̃) =

⎛⎜⎜⎜⎝
2σ4 0 0
0T N11 N12

0T N21 (M̂22 − M̂21M̂
−1
11 M̂12)−1

⎞⎟⎟⎟⎠ . (4.38)

Tvar matic N11,N12 a N21 pro nás není důležitý, potřebujeme určit pouze pravý
dolní blok Ĵ22,1(θ̃) = M̂22 − M̂21M̂

−1
11 M̂12.

Můžeme tedy vyjádřit testovou statistiku (4.22) ve tvaru

LM∗
n = 1

nσ̃4

(
n∑
t=1

εARMA(t)z2(t)
)T

Ĵ−1
22,1(θ̃)

(
n∑
t=1

εARMA(t)z2(t)
)
, (4.39)

4.4 Aplikace na finanční data
Bilineární časové řady jsou vhodné k popisu dat, ve kterých se vyskytují ob-

časné velké výkyvy, příkladem jsou seismologická data. V literatuře je často ana-
lyzováno použití bilineárních časových řad na data Sunspot series, viz např.
Subba Rao a Gabr (1984) a Granger a Anderson (1978). V této kapitole se po-
kusíme použít bilineární modely a uplatnit teorii vztahující se k nim z předchá-
zejících částí na finanční data a porovnáme jejich výsledky s aplikací modelů
ARMA.

Jedním z typických příkladů finančních časových řad jsou hodnoty akcií a in-
dexů na burzách a zejména výnosy z nich. Tyto výnosy vykazují časté výkyvy ve
volatilitě. Zaměřili jsme se na akcie vykazující v posledním roce vysokou volatilitu
a z nich jsme zvolili akcie BRS společnosti Bristow Group Inc.. Z těchto dat spo-
čítáme logaritmické výnosy a ty budeme následně modelovat. Údaje jsou získány
z databází z portálu YAHOO a jsou k dispozici na adrese https://finance.
yahoo.com/quote/BRS?p=BRS.

Nejprve přistupme k základnímu popisu dat. Zabýváme se modifikovanou uza-
vírací cenou za akcii společnosti Bristow Group Inc. (jedná se o modifikaci dat zo-
hledněním dividend a štěpení akcií). Společnost působí v helikoptérové přepravě,
například v přepravě na ropné plošiny, a v námořních záchranných operacích.
Použili jsme hodnoty časové řady od 3. října 2016 do 16. listopadu 2017 za každý
obchodní den. Máme tedy k dispozici T = 285 denních pozorování. Zanedbá-
váme víkendy a svátky, uvažujeme ekvidistantní časové úseky mezi jednotlivými
pozorováními. Na obrázku 4.6 jsou zvolená data. Vidíme, že během sledovaného
období se hodnota akcie značně měnila. Mezi nejvýraznější změny patří rychlý ná-
růst ceny akcií od 30 do 50 obchodního dne pozorovaného období a dále skokový
pokles 24.května 2017, kdy se hodnota akcií snížila téměř na polovinu a prudký
nárůst 9. listopadu 2017 na původní hladinu.
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Obrázek 4.6: Vývoj hodnoty akcií společnosti Bristow Group Inc.

Budeme modelovat logaritmické výnosy z akcií BP. Transformujeme tedy data
podle vztahu

xt = log(at) − log(at−1), t = 2, . . . ,T, (4.40)
kde at je cena za akcii v čase t. Transformovaná řada je zachycena na následujícím
obrázku. Vidíme zde dva velké výkyvy odpovídající skokovým změnám 24. května
2017 a 9. listopadu 2017. Květnový propad by mohl být způsoben vývojem odvětví
této společnosti a nepříznivým očekáváním ke konci fiskálního roku. Listopadový
nárůst je nejspíše způsoben lepšími výsledky společnosti za první dva kvartály
fiskálního roku, než investoři očekávali.
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Obrázek 4.7: Logaritmické výnosy akcií společnosti Bristow Group Inc.
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Pro logaritmické výnosy uvedeme základní popisné statistiky v následující
tabulce.

Popisná statistika Hodnota

Minimum −0,4396
Medián 0,0022
Průměr 0,0002
Maximum 0,0521
Směrodatná odchylka 0,3672

Tabulka 4.5: Popisné statistiky logaritmických výnosů

Přejděme nyní k volbě modelu. Vhodný model budeme hledat minimalizací
AIC, následně jej budeme verifikovat. Uvažované modely budou typu ARMA
a BARMA, u druhého jmenovaného řádů nejvýše 2. Pro volbu počátečních hod-
not parametrů Newtonovy-Raphsonovy metody využijeme opět druhý z postupů
z kapitoly 4.1.

Začněme nejprve s modely typu ARMA. Použijeme vestavěnou funkci pro-
gramu Mathematica s volbou kritéria AIC pro porovnání modelů. Jako nej-
vhodnější nám vychází model AR(1) s AIC -1679.88 těsně následovaný modelem
MA(1) s AIC -1679.62, třetím nejvhodnějším modelem bylo zvoleno AR(2) s AIC
-1678.1. Pro všechny modely jsme vzhledem k hodnotám průměru a mediánu dat,
zvolili nulovou střední hodnotu. Uvažujeme tedy model ve tvaru

Xt = φ1Xt−1 + εt, t = 1, . . . , 285. (4.41)

V následující tabulce jsou shrnuty výsledky pro model AR(1). Je z nich vidět,
že odhad parametru φ1 má p-hodnotu testu nulovosti menší než 0.05.

Parametr Odhad Směrodatná odchylka t-statistika pval

φ1 0.1278 0.0589 2.1707 0.0154
σ2 0.0027

Tabulka 4.6: Výsledné hodnoty modelu AR(1)

Model AR(1) je vždy invertibilní a vzhledem k malé hodnotě odhadnutého
parametru modelu dle tabulky 4.6 dostáváme i stacionaritu tohoto procesu, neboť
kořen polynomu

φ(z) = 1 + φ1z (4.42)
je roven z = −7.83, a tedy leží vně jednotkového kruhu v komplexní rovině.

Na obrázku 4.8 můžeme porovnat výběrové autokorelace logaritmických vý-
nosů akcií společnosti Bristow Group Inc. a teoretickou korelační strukturu mo-
delu AR(1) s parametrem φ1 z tabulky 4.6 a s příslušným rozptylem bílého šumu.
Je vidět, že si pro první zpoždění odpovídají velice dobře, pro ostatní již nikoliv.
Nejzásadnější rozdíl je zřejmý pro čtvrté zpoždění.
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Obrázek 4.8: Porovnání autokorelačních funkcí modelu AR(1)
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Obrázek 4.9: Porovnání parciálních autokorelačních modelu AR(1)

Na obrázku 4.9 je analogicky jako u obrázku 4.8 uvedeno porovnání parciálních
autokorelací. I v tomto případě se obě shodují pro první zpoždění a pro ostatní
nikoliv. Zaměřme se nyní na rezidua modelu AR(1) na následujícím obrázku. Je
vidět, že jsou podobná původní řadě logaritmických výnosů.
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Obrázek 4.10: Rezidua modelu AR(1)
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Histogram reziduí ukazuje obrázek 4.11, vidíme, že je špičatý. Rezidua tak nej-
spíše nepocházejí z normálního rozdělení. Hypotézu normality zamítá i Jarqueův-
Berův test, viz Cipra (2008), str. 59, pro nejž dostáváme p-hodnotu pval < 0.001.
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Obrázek 4.11: Histogram reziduí modelu AR(1)

Nakonec se zaměříme na korelovanost a homoskedasticitu reziduí. V následu-
jící tabulce jsou pro prvních 10 zpoždění uvedeny p-hodnoty (ozn. Qp,1) Ljunqova-
Boxova testu reziduí, viz Cipra (2008), str. 348 , s použitím zabudované funkce
softwaru Mathematica. Jsou zde uvedeny také p-hodnoty tohoto testu pro druhé
mocniny residuí (ozn. Qp,2). Dle hodnot Qp,1, které jsou významně větší než 0.05,
lze říci, že residua nejsou korelovaná. Analogicky z hodnot Qp,2, lze říci, že mají
konstantní rozptyl.

Zpoždění Qp,1 Qp,2

1 0.9532 0.2449
2 0.9339 0.4877
3 0.7785 0.6644
4 0.3877 0.8028
5 0.4835 0.8969
6 0.5445 0.9452
7 0.6554 0.9716
8 0.6640 0.9871
9 0.7521 0.9939
10 0.7947 0.9975

Tabulka 4.7: Korelovanost a homoskedasticita reziduí modelu AR(1)

Přejděme nyní k nalezení a následné verifikaci vhodného bilineárního modelu.
Stejně jako v případě ARMA modelů jsme i nyní volili modely s nulovou střední
hodnotou. Model BARMA(0,1,1,1) má z uvažované sítě řádů nejmenší AIC, jehož
hodnota je -1685.75. Tato hodnota je menší než v případě studovaného modelu
AR(1). Jako druhý nejlepší model byl zvolen BARMA(1,0,1,1) pro jehož AIC
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dostáváme hodnotu -1685.09. Stejně jako v případě modelů ARMA jsou nejlep-
šími modely dle AIC modely s jedním lineárním členem odpovídajícím AR(1)
nebo MA(1). Odhadneme model BARMA(0,1,1,1) daný vztahem

Xt = ψ1εt−1 + εt + β11Xt−1εt−1, t = 1, . . . , 285. (4.43)

Výsledky jsou shrnuty v následující tabulce. Je z ní vidět, že odhad parametru
β11 má vysokou absolutní hodnotu oproti odhadu parametru ψ1. Odhad rozptylu
bílého šumu je téměř stejný jako pro model AR(1), viz tabulka 4.6.

Parametr Odhad

ψ1 0.1184
β11 -0.5989
σ2 0.0026

Tabulka 4.8: Výsledné hodnoty modelu BARMA(0,1,1,1)

Na základě věty 3.2 jsme odvodili v kapitole 3.2 podmínku stacionarity sub-
diagonálního a diagonálního modelu. V našem případě je ve tvaru β2

11σ
2 < 1.

Z tabulky 4.8 vidíme, že odhadnutý model je stacionární. Podmínku invertibility
lze odvodit analogickým způsobem jako podmínku z věty 2.4, resp. jako vztah
(2.36). Dostáváme nerovnost

ψ2
1 + 2ψ1β11 E Xt + β2

11 E X2
t ≤ 1, (4.44)

kterou lze dále upravit. Přímým odvozením dle (4.43) dostáváme

E Xt = β11σ
2

E X2
t = σ2(1 + ψ1) + 2ψ1β11(E ε3

t + β11σ
4)

+ β2
11

1 − β2
11σ

2

(
E ε4

t + σ4ψ2
1 + 2β11σ

2 E ε3
t + 2β11ψ1σ

2 E ε3
t + 2β2

11ψ1σ
6
)
.

(4.45)
V případě, že předpokládáme normální rozdělení chyb, lze (4.45) přepsat do tvaru

E X2
t = σ2(1 + ψ1) + 2ψ1β

2
11σ

4

+ β2
11

1 − β2
11σ

2

(
3σ4 + σ4ψ2

1 + 2β2
11ψ1σ

6
)
.

(4.46)

Z (4.44) a (4.45) dostáváme podmínku invertibility

ψ2
1 + 2ψ1β

2
11σ

2 + β2
11

(
σ2(1 + ψ1) + 2ψ1β11(E ε3

t + β11σ
4)
)

+ β4
11

1 − β2
11σ

2

(
E ε4

t + σ4ψ2
1 + 2β11σ

2 E ε3
t + 2β11ψ1σ

2 E ε3
t + 2β2

11ψ1σ
6
)

≤ 1.
(4.47)

Pokud nahradíme v (4.47) veličiny jejich odhady

Ê ε3
t = 1

T − p′

T∑
t=p′+1

ε3
θ,MLE(t),

Ê ε4
t = 1

T − p′

T∑
t=p′+1

ε4
θ,MLE(t),

(4.48)
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kde p′ = 1, dostáváme na levé straně nerovnosti (4.47) v odhadnutém modelu
(4.43) hodnotu 0.0153, ta je výrazně menší než 1, lze tedy předpokládat splnění
podmínky invertibility.

Dle odvozených vlastností subdiagonálních a diagonálních modelů víme, že
korelační struktura procesu BARMA(0,1,1,1) odpovídá korelační struktuře mo-
delu MA(1), viz kapitola 3.3. Přesné hodnoty autokorelačních funkcí lze určit
přímým výpočtem. Z (4.45) získáváme γX(0), pro vyšší zpoždění dostáváme dle
(4.43)

γX(1) = E [(ψ1εt + εt+1 + β11Xtεt − E X1)(Xt − E X1)]
= ψ1σ

2 + β11 E X2
t εt − β2

11σ
4

= ψ1σ
2 + β11 E ε3

t + β2
11σ

4,

γX(k) = 0, pro k ≥ 2.

(4.49)
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Obrázek 4.12: Porovnání autokorelačních funkcí modelu BARMA(0,1,1,1)

Na obrázku 4.12 vidíme porovnání výběrových autokorelací logaritmických
výnosů akcií a teoretické korelační struktury dle (4.49) s parametry z tabulky 4.8
a s použitím (4.48). Vidíme, že pro první zpoždění se oba průběhy příliš neliší,
rozdíl je však vyšší než v případě modelu AR(1). Pro vyšší zpoždění jsou rozdíly
již výraznější, hlavně pak pro čtvrté zpoždění stejně jako v případě autoregresního
modelu.

Zaměřme se opět na rezidua modelu, která jsou na dalším obrázku. Jejich
průběh je podobný průběhu reziduí modelu AR(1), lze tak očekávat, že budou
mít i podobné vlastnosti. Podíváme-li se na histogram reziduí na obrázku 4.14,
vidíme opět, že je špičatý. Použitím Jarqueova-Berova testu zamítáme hypotézu
normality s p-hodnotou pval < 0.001.
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Obrázek 4.13: Rezidua modelu BARMA(0,1,1,1)
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Obrázek 4.14: Histogram reziduí modelu BARMA(0,1,1,1)

V následující tabulce jsou stejně jako v případě modelu AR(1) uvedeny p-
hodnoty Ljunqova-Boxova testu pro prvních 10 zpoždění se zachováváním značení.
Pro všechna zpoždění jsou p-hodnoty Qp,1 jsou významně větší než 0.05, stejně
je tomu v případě hodnot Qp,2. Lze tedy říci, že rezidua nejsou korelovaná a jsou
homoskedastická.

71



Zpoždění Qp,1 Qp,2

1 0.7476 0.2258
2 0.7480 0.4642
3 0.7044 0.6379
4 0.4064 0.7818
5 0.5084 0.8822
6 0.5530 0.9359
7 0.6640 0.9663
8 0.6553 0.9843
9 0.7437 0.9924
10 0.7732 0.9967

Tabulka 4.9: Korelovanost a homoskedasticita residuí modelu BARMA(0,1,1,1)

Pro model BARMA(0,1,1,1) jsme aplikovali Raův skórový test, který je po-
psaný v předcházející kapitole. Na základě tohoto testu zamítáme hypotézu o nu-
lovosti koeficientu β11, výsledná p-hodnota je rovna 0.003. Model MA(1) tedy
není vhodnější než uvažovaný bilineární model, což odpovídá očekávání dle po-
rovnání AIC obou modelů. Na obrázku 4.15 jsou zobrazena residua obou dvou
analyzovaných modelů. Vidíme, že jsou téměř totožná.
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Obrázek 4.15: Porovnání reziduí dvou analyzovaných modelů

I přes několik velkých vychýlení v logaritmických výnosech jsou výsledky zvo-
leného bilineárního modelu a ARMA modelu kvalitativně velice podobné. Vzhle-
dem k rozšířenosti lineárních modelů by bylo vhodnější použít k analýze dat v na-
šem případě model AR(1), je snadněji interpretovatelný a jeho použití v praxi je
běžné na rozdíl od bilineárních modelů.
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Závěr
V práci jsme se zabývali bilineárními modely, které lze chápat jako přímé roz-

šíření dobře známých modelů ARMA. Představili jsme teorii k těmto modelům,
zejména odvození podmínek stacionarity a invertibility, metody odhadů jejich
parametrů, korelační strukturu a konstrukci predikcí.

V teoretických částech, které se zabývají nejprve jednoduchým modelem a ná-
sledně obecným bilineárním modelem, jsme z hlavních zdrojů čerpali především
teoretické poznatky, definice a tvrzení týkající se tohoto typu časových řad. Po-
drobně jsme odvozovali předkládaná tvrzení. Odvodili jsme navíc detailně ko-
relační strukturu pro jednoduchý model i obecný model, stejně tak korelační
strukturu druhých mocnin procesu. Studovali jsme metody odhadu parametrů
založené na minimalizaci součtu čtverců chyb a v případě jednoduchého modelu
jeho vlastnosti. Ukázali jsme také předpovědní vlastnosti bilineárních modelů.

V praktické části jsme představili test linearity s bilineární alternativou a nu-
merický algoritmus pro získání odhadů parametrů metodou nejmenších čtverců.
V simulační studii jsme se zabývali kvalitou těchto odhadů. Dále jsme zvolili fi-
nanční data a hledali jsme nejvhodnější model ARMA a nejvhodnější bilineární
model, ty jsme verifikovali a porovnávali jejich výsledky.

Ukázalo se velice obtížné najít vhodná finanční data, neboť u běžně dostup-
ných dat, jako jsou výnosy z hodnot akcií a hodnoty indexů, kurzy měn a další,
se jako nejvhodnější ARMA model často ukazoval model MA(0), tedy řada byla
identifikována jako bílý šum, takovýto model byl vhodnější než bilineární modely.
Často také byl nejvhodnějším modelem zástupce z jiných skupin, mnohokrát mo-
del ARIMA(0,1,0) a modely typu GARCH.

Nakonec jsme zvolili logaritmické výnosy akcií společnosti Bristow Group Inc.,
u kterých byl jako nejlepší z ARMA modelů model AR(1), druhý nejlepší pak
MA(1). Zároveň tato data vykazují náhlé prudké výkyvy, které jsou typické pro
bilineární časové řady. Pro tyto logaritmické výnosy se ale ukázaly vybrané mo-
dely AR(1) a BARMA(0,1,1,1) kvalitativně velice podobné a nebyl zde příliš
patrný přínos bilineárních modelů.
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