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výsledky získané pomocí vlastní implementace redukèního algoritmu v jazyku Py-
thon. Pro úèely posouzení efektivity redukce scénáøù byly vybrány dva konkrétní
problémy. Prvním z nich je odhad konstanty π, který je pro tento úèel vhodný
zejména proto, ¾e je znám pøesný výsledek. Druhým problém, na který se soustøe-
díme, je pak výbìr optimálního portfolia z daných akcií, který jsme vybrali proto,
¾e se jedná o pomìrnì nároèný a zajímavý problém umo¾òující posoudit èasovou
efektivitu metody redukce scénáøù. Na základì na¹ich výpoètù docházíme k zá-
vìru, ¾e redukce scénáøù mù¾e být u¾iteèným nástrojem pro slo¾ité úlohy, je v¹ak
tøeba si dávat pozor na vhodnou volbu pou¾ité metriky.
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applications. The results presented in this work were obtained using our own
implementation of the reduction algorithm written in the Python programming
language. Two speci�c problems were chosen to determine the e�ciency of scena-
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Úvod

V èetných stochastických i deterministických optimalizaèních úlohách, ale té¾
v øadì výpoèetních úloh, lze k øe¹ení vyu¾ít tzv. Monte Carlo metod. Tìchto
metod vyu¾íváme zejména v situacích, kdy nelze vyu¾ít ¾ádné jiné optimaliza-
èní metody, tedy pokud je úloha pøíli¹ slo¾itá nebo napøíklad není pøesnì znám
analytický pøedpis úèelové funkce.

Standardní postup pøi pou¾ití metod Monte Carlo je zalo¾en na vygenero-
vání velkého mno¾ství scénáøù, které získáváme opakováním nìjakého náhodného
pokusu. Získané výsledky se následnì vhodnì interpretují èi vyu¾ijí k dal¹ím vý-
poètùm.

Pøesnost výsledkù do velké míry závisí na poètu opakování náhodného po-
kusu, tedy na poètu vygenerovaných scénáøù. S mno¾stvím scénáøù v¹ak také
roste výpoèetní a pamì»ová slo¾itost problému. Nìkdy se proto vyu¾ívá metody
redukce scénáøù. Její princip je velice jednoduchý. Z velkého mno¾ství daných
èi vygenerovaných scénáøù se vybere men¹í mno¾ství tìch, které lze v nìjakém
smyslu pova¾ovat za reprezentativní. Tìmto vybraným scénáøùm mohou být pøi-
dìleny váhy, napøíklad v podobì pravdìpodobností. Vy¹¹í pravdìpodobnost pak
znamená, ¾e v nejbli¾¹ím okolí bylo zredukováno více scénáøù.

Právì metodou redukce scénáøù se budeme zabývat v této bakaláøské práci.
V první kapitole bude zaveden termín scénáø a popsána metoda redukce. Ve
druhé kapitole bude ukázána aplikace této metody na nejznámìj¹í problém øe¹ený
metodou Monte Carlo - odhad hodnoty èísla π. V poslední kapitole pak bude
ukázána aplikace metody na konkrétní optimalizaèní problém. Tímto problémem
bude výbìr portfolia z akcií sedmi spoleèností, se kterými se obchoduje na pra¾ské
Burze cenných papírù.

U obou vý¹e uvedených aplikací metody redukce scénáøù mì budou zajímat
zejména dva faktory:

• zda øe¹ení získaná z n scénáøù zredukovaných z vìt¹ího mno¾ství budou
pøesnìj¹í, ne¾ øe¹ení získaná z n scénáøù bez redukce

• a jaká bude èasová nároènost výpoètu.

Skuteèné øe¹ení je pøitom u první úlohy známo. U druhé úlohy není v na¹ich
silách skuteèné øe¹ení zjistit a proto budeme porovnávat smìrodatnou odchylku
øe¹ení vzniklých bez redukce a s redukcí.
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1. Monte Carlo metody a scénáøe

1.1 Monte Carlo metody

Vznik metody Monte Carlo je datován do období druhé svìtové války, kdy
John von Neumann a Stanislav Ulam vyu¾ili ruletu k simulaci chování neutronù
pøi prùchodu rùznými látkami, jak je uvedeno v Fabian a Kluiber (1998). Ruleta
dala té¾ podnìt k pojmenování metody po hlavním mìstì Monackého kní¾ectví,
je¾ je známé pro hazardní hry a zejména ruletu. Fabian a Kluiber (1998) dále
uvádí, ¾e metoda na¹la záhy uplatnìní pøi øe¹ení problémù ekonomických, tech-
nických, problémù z oblasti èinnosti telefonních centrál, øízení dopravy, hromadné
obsluhy, kontroly stavu zásob a dal¹ích.

Postupnì se objevily aplikace i v matematice samotné. Patrnì nejznámìj¹í, ni-
koliv v¹ak nejdùle¾itìj¹í, aplikací metody Monte Carlo je odhad konstanty π, kte-
rému se budeme blí¾e vìnovat ve druhé kapitole a na kterém provìøíme efektivitu
metody redukce scénáøù. Z dal¹ích aplikací lze uvést výpoèet urèitých integrálù,
a to vèetnì vícerozmìrných, øe¹ení systémù lineárních rovnic, hledání koøenù rov-
nic a výpoèet hodnot funkcí. Vyu¾ití na¹la metoda Monte Carlo i v optimalizaci,
napøíklad v podobì metody stochastické aproximace èi rùzných evoluèních algo-
ritmù.

Princip metody Monte Carlo je v Dupaè (1962) popsán tak, ¾e urèitý problém
se neøe¹í a èasto ani neformuluje matematicky, nýbr¾ øe¹í se vytváøením umìlých
náhodných výbìrù a poèetními operacemi, vìt¹inou velmi jednoduchými, s tìmito
výbìrovými hodnotami. Èastým modelem u¾ití, který budeme dále vyu¾ívat i v
této práci, je ten, který je popsaný právì v Dupaè (1962) a který nyní uvedeme
jen v modernìj¹ím jazyce a znaèení:

þØe¹ením daného problému je støední hodnota velièiny X, která mù¾e být
i vícerozmìrná a která je známou funkcí nenáhodných velièin (parametrù) i ná-
hodných velièin: X = f(a,b,c, . . . ;X1,X2,X3, . . . ). Hodnoty parametrù a,b,c, . . .
jsou známy, rovnì¾ je známo sdru¾ené rozdìlení náhodných velièin X1,X2,X3, . . .
Pro libovolné výbìrové hodnoty s1,s2,s3, . . . náhodných velièin X1,X2,X3, . . . lze
vypoèítat pøíslu¹nou hodnotu s náhodné velièiny X; teoretický výpoèet støední
hodnoty E (X) je v¹ak prakticky neproveditelný. Pøibli¾né urèení E (X) se pak
provádí tak, ¾e se vytvoøí výbìrové hodnoty si,1, si,2, si,3, . . . náhodných velièin
X1,X2,X3, . . . , (i = 1, . . . , n), k nim se následnì vypoèítají výbìrové hodnoty
si = f(a,b,c, . . . ; si,1, si,2, si,3, . . . ) a støední hodnota E (X) se odhaduje aritmetic-
kým prùmìrem

∑n
i=1

si
n
.ÿ

V tomté¾ èlánku dále získáme i orientaèní pøedstavu o pøesnosti metody Monte
Carlo:

þØe¹ení nalezená metodou Monte Carlo mají tedy povahu statistických od-
hadù. Jejich pøesnost je zpravidla øádu n

−1
2 , tedy pomìrnì malá. Názornì to zna-

mená, ¾e musíme stonásobnì zvý¹it rozsahy výbìrù, chceme-li výsledky zpøesnit o
jedno desetinné místo; pro výpoèty s velkými nároky na pøesnost se tedy metody
Monte Carlo nehodí.ÿ

Z posledního uvedeného vyplývá, ¾e napøíklad pro odhad konstanty π metoda
Monte Carlo není vhodným nástrojem, proto¾e dosáhneme jen znaènì omezené
pøesnosti. Cílem této bakaláøské práce v¹ak není øe¹it jakýkoliv problém s vysokou
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pøesností, av¹ak demonstrovat, jaký efekt na pøesnost má u¾ití metody redukce
scénáøù.

Hlavní pøedností metody Monte Carlo je, ¾e její pøesnost nebývá ovlivnìna
poètem dimenzí, na rozdíl od jiných metod, které èasto podléhají tzv. prokletí di-
menzionality. Napøíklad pøi numerickém øe¹ení integrálù pøesnost výpoètu vùbec
nezávisí na dimenzi, jak je psáno ve Fabian a Kluiber (1998), narozdíl od kvadra-
turních formulí, je¾ jsou nejznámìj¹ím zpùsobem, kterým se integrály numericky
øe¹í.

V dne¹ní dobì je u¾ití metody Monte Carlo úzce spjato s vyu¾itím poèítaèù.
Podle Fabian a Kluiber (1998) závisí úspìch pou¾ití poèítaèù zejména na tøech
faktorech:

1. kvalitì generátoru náhodných, respektive pseudonáhodných èísel

2. výbìru racionálního algoritmu výpoètu

3. kontrole pøesnosti získaného výsledku

V práci se proto budeme sna¾it v¾dy uvádìt, jak jsme postupovali, abychom
zajistili dostateènou úroveò vý¹e zmínìných faktorù, zejména budeme podrobnì
popisovat zpùsob, jakým byla generována pseudonáhodná èísla.

1.2 Scénáøe

Nyní se budeme zabývat dìji, jejich¾ vývoj lze zcela popsat pomocí nìjakého
reálného náhodného vektoru X : (Ω,A, P) → (Rk, Bk). Napøíklad v úloze o
výbìru portfolia se jedná o vektor zmìny cen v¹ech akcií.

Uvedeme nìkolik dùle¾itých de�nic. Tyto de�nice jsou volnì inspirovány èlán-
kem Dupaèová a kol. (2003), av¹ak jsou zjednodu¹eny na koneèné problémy, aby
nemusely být zavádìny zbyteènì slo¾ité termíny, jako je Kantorovièùv funkcionál.
Nejprve zade�nujeme klíèový pojem této bakaláøské práce, a sice pojem scénáø.

De�nice 1 (Scénáø). Nech» X je náhodný vektor. Pak scénáøem rozumíme libo-
volnou realizaci s = (s1, . . . ,sk)

> tohoto náhodného vektoru.

Scénáøe mù¾eme získávat rùznými zpùsoby, z nich¾ mezi nejbì¾nìj¹í patøí
reálná pozorováním daného dìje (napøíklad sledováním skuteèné zmìny cen akcií),
vygenerování pomocí poèítaèe (pokud známe nebo umíme odhadnout rozdìlení
vektoru X) nebo expertní odhad (napøíklad scénáøe in
ace pro následující rok).

De�nice 2 (Úplný systém scénáøù). Øekneme, ¾e scénáøe s1, . . . , sn tvoøí úplný
systém scénáøù, jestli¾e je ka¾dému scénáøi si pøiøazena váha pi > 0 tak, ¾e∑n

i=1 pi = 1.

De�nice 3 (Zredukovaný podsystém scénáøù). Nech» S = s1, . . . , sn je úplný
systém scénáøù. Nech» J ⊂ {1, . . . , n}. Systém scénáøù {sj : j ∈ {1, . . . , n}\J}
nazveme zredukovaným podsystémem systému S, jestli¾e ka¾dému scénáøi sj , j ∈
{1, . . . , n} \ J je pøiøazena váha qj > 0 tak, ¾e

∑
j∈{1, ..., n}\J qj = 1.
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Redukujeme-li tedy nìjaký systém scénáøù, vybereme nìkteré scénáøe, ty ode-
bereme a zmìníme váhy tak, aby váhy vzniklého systému dávaly opìt dohromady
1, tedy aby zredukovaný systém byl opìt úplný. Váhy lze ov¹em v takovém pøí-
padì volit mnoha rùznými zpùsoby. Na¹ím dal¹ím cílem bude zjistit, který zpùsob
zvolit, aby se zredukovaný podsystém pokud mo¾no co nejménì li¹il od pùvodního
systému. K tomu potøebujeme nìjaký zpùsob, jak mìøit jejich vzdálenost.

De�nice 4 (Vzdálenost zredukovaného systému). Nech» S = s1, . . . , sn je úplný
systém scénáøù. Nech» J ⊂ {1, . . . , n} a R = {sj : j ∈ {1, . . . , n} \ J} je
zredukovaným podsystémem systému S. Nech» c : Rk × Rk → [0;∞) je metrika.
Pak funkcionál D de�novaný pøedpisem

D(J,q) := min{
n∑
i=1

∑
j∈{1, ..., n}\J

c(si, sj)ηi,j : ηi,j ≥ 0,
n∑
i=1

ηi,j = qj,

∑
j∈{1, ..., n}\J

ηi,j = pi, ∀i,j}

nazýváme vzdáleností zredukovaného podsystému.

Uvedený vzorec pro vzdálenost vypadá dosti komplikovanì, ale ve skuteènosti
tomu tak není. Velièina c(si, sj) udává þvzdálenostÿ i-tého a j-tého scénáøe a
faktor ηi,j udává þmno¾ství hmotyÿ pøesunuté z i-tého do j-tého scénáøe, pøièem¾
máme dáno, kolik þhmotyÿ je ve kterém scénáøi na poèátku a kolik jí má být na
konci. Dané minimum ve funkci D je tedy vlastnì øe¹ením dopravního problému.

Nyní nás zajímá, jakým zpùsobem pro danou mno¾inu J zvolit váhy q tak, aby
vzdálenost D(J,q) byla minimální. Na to dává odpovìï Theorem 2 z Dupaèová
a kol. (2003):

Vìta 1 (optimální váhy). Je-li J dána, pak

DJ = min{D(J,q) : qj ≥ 0,
∑
j 6∈J

qj = 1} =
∑
i∈J

pi min
j 6∈J

c(si,sj)

Minima se nabývá v bodì q splòujícím: qj = pj +
∑

i∈Jj pi, pro ka¾dé j 6∈ J , kde
Jj := {i ∈ J : j = j(i)} a j(i) ∈ arg minj 6∈J c(si,sj), pro ka¾dé i ∈ J .

Dùkaz. Je uveden v Dupaèová a kol. (2003) ve vìt¹í obecnosti pro D(J,q) de�no-
vanou pomocí Kantorovièova funkcionálu µ̂c. Pou¾ijeme-li v¹ak vyjádøení µ̂c pro
koneènì mnoho scénáøù uvedené na stranì 495, dostaneme pøesnì funkci D(J,q)
z de�nice 4.

�

Vìtu 1 lze interpretovat tak, ¾e nejmen¹í vzdálenosti dosáhneme tehdy, pokud
váhy scénáøù, které zùstávají, nebudeme nikam pøesouvat, a pravdìpodobnosti
scénáøù, které zanikají, pøesuneme v¾dy do nejbli¾¹ího zùstávajícího scénáøe. Co¾
není nic pøekvapivého.

Nyní máme návod, jak pøerozdìlit váhy, pokud je zadaná mno¾ina J . Zbývá
tedy urèit, jak volit mno¾inu J . Pro úèely této bakaláøské práce se omezíme na
pøípad, kdy v¾dy redukujeme pouze jeden scénáø naráz, tedy |J | = 1. V takovém
pøípadì:
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DJ = D{i} =
∑
i∈J

pi min
j 6∈J

c(si,sj) = pi min
j 6=i

c(si,sj)

Mezi systémy zredukovanými právì o jeden scénáø nyní hledáme ten, který
má nejmen¹í vzdálenost od pùvodního systému ve smyslu de�nice 4. Øe¹íme tedy
úlohu:

min
i∈{1,...,N}

D{i} = min
i∈{1,...,N}

pi min
j 6=i

c(si,sj)

Najdeme-li scénáø si øe¹ící tuto úlohu, pøerozdìlíme váhy dle následujícího
pravidla:

qj = pj + pi I{j=l},∀j 6= i,

kde l ∈ arg minj 6=i c(si,sj) je index vybraného scénáøe, do kterého þpøesunuemeÿ
zredukovaný scénáø.

1.3 Implementace redukèního algoritmu

Nyní, kdy¾ u¾ víme, jak volit scénáøe k redukci a mìnit váhy, mù¾eme zfor-
mulovat algoritmus pro redukci:

1. Najdi i minimalizující výraz pi minj 6=i c(si,sj).
2. Odeber scénáø si.
3. Najdi nejmen¹í l takové, ¾e l ∈ arg minj 6=i c(si,sj). (K danému scénáøi si

z pøedchozího kroku mù¾e existovat více scénáøù, které jsou od nìj stejnì
vzdálené ve smyslu metriky c. Aby byl algoritmus deterministický, vybereme
tedy ten z nich, který má nejni¾¹í index, a tento index oznaèíme l.)

4. pl := pl + pi
5. Pokud je poèet zbývajících scénáøù vy¹¹í, ne¾ cílový poèet scénáøù, vra» se

k 1.

Jako metriku c jsme v obou pøípadech zvolili euklidovskou vzdálenost. Dùvody
této volby popí¹eme u jednotlivých problémù.

Pøi praktické realizaci jsme zavedli pole, ve kterém si pamatujeme ke ka-
¾dému scénáøi jeho nejbli¾¹í scénáø, vzdálenost k nìmu a té¾ hodnotu výrazu
pi minj 6=i c(si,sj), kterou jsme nazvali dùle¾itostí. Díky tomu pøi hledání scénáøe,
který budeme odebírat, staèí projít jedno pole délky n a není ji¾ tøeba nic poèí-
tat. Po odebrání scénáøe je sice v¾dy potøeba pøíslu¹ná pole aktualizovat, pøitom
v¹ak staèí pøepoèítat pouze nejbli¾¹í scénáøe ke scénáøùm, jejich¾ dosavadním
nejbli¾¹ím scénáøem byl ten odebraný. Pøemý¹leli jsme i o udr¾ování matice vzdá-
leností mezi v¹emi scénáøi, av¹ak taková matice by pro vìt¹í (a tedy zajímavé)
mno¾ství scénáøù byla pøíli¹ velká a neve¹la by se do operaèní pamìti pou¾íva-
ného poèítaèe. Vlastní redukce pak je rozdìlena do dvou procedur - jedna vytváøí
vý¹e uvedená pomocná pole a druhá provádí vlastní redukci. Zdrojové kódy obou
procedur i dal¹ích pomocných procedur lze nalézt v pøíloze.

Musíme podotknout, ¾e takto implementovaná redukce v jazyce Python je
bohu¾el pomalá. Je to proto, ¾e obsahuje výrazné mno¾ství cyklù. Pro srovnání
uvedeme, ¾e v Mathematice byly výpoèty je¹tì zhruba pìtkrát del¹í, av¹ak pøi
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pou¾ití jazyku Pascal jsme dosáhli výsledkù výraznì lep¹ích. Stejné mno¾ství scé-
náøù, konkrétnì 4000, pro¹lo na tomté¾ poèítaèi procedurou þInicializujScenareÿ
v jazyce Python za 84 s a v jazyku Pascal za necelé 2 s. Jazyk Python byl zvo-
len z toho dùvodu, ¾e se v nìm lépe pracuje s velkými poli a ¾e balíèek NumPy
poskytuje velké mno¾ství pøedprogramovaných funkcí zejména pro optimalizaci.
Lze ov¹em pøedpokládat, ¾e pokud by byl zvolen kompilovaný jazyk, rychlost
programu by mohla být výraznì vy¹¹í.
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2. Odhad èísla π

V této kapitole uvedeme, jak dopadl ná¹ pokus pou¾ít metodu redukce scénáøù
pøi øe¹ení klasického Monte Carlo problému, tedy odhadu èísla π. Jak jsme ji¾
konstatovali v sekci 1.1, metoda Monte Carlo není pro tento úèel pøíli¹ vhodná,
jeliko¾ ke zvý¹ení pøesnosti o jedno desetinné místo je tøeba stokrát zvý¹it rozsah
výbìru. Na¹ím cílem je v¹ak prokázat, zda metoda redukce scénáøù mù¾e zvý¹it
pøesnost výpoètu, nikoliv odhadnout π naprosto pøesnì.

V této kapitole abstrahujeme i od èasové nároènosti výpoètu. Zpracování dat
pøi odhadu èísla π je velice jednoduché, mnohem jednodu¹¹í, ne¾ proces redukce
scénáøù. Je tedy výraznì efektivnìj¹í vyu¾ít vìt¹í rozsah výbìru pøímo k výpoètu,
ne¾ aplikovat metodu redukce scénáøù.

Proè se tímto problémem tedy vùbec zabýváme, kdy¾ nezískáme jeho pøesné
øe¹ení ani ho nedoká¾eme spoèítat rychle? Nabízí nám toti¾ pro demonstraci
funkènosti redukce scénáøù dvì výhody. Zaprvé je známé jeho øe¹ení, a tedy je
snadné porovnat, který z výsledkù je pøesnìj¹í. Zadruhé vygenerované scénáøe
se vyu¾ívají velice jednoduchým a èitelným zpùsobem a pøípadné rozdíly by se
proto mohly dobøe projevit.

Odhad konstanty π bez redukce scénáøù provádíme tak, ¾e generujeme dvo-
jice nezávislých náhodných velièin Xi, Yi s rovnomìrným rozdìlením na inter-
valu [0; 1], tedy body ve ètverci [0; 1]2. Dále zavedeme náhodnou velièinu Zi =
I[X2

i +Y
2
i ≤1], tedy indikátor, zda vygenerovaný bod le¾í ve èvrtkruhu se støedem v

bodì [0; 0] a polomìrem 1. Pak Zi ∼ Alt(p), kde p = π
4
je pomìr obsahu ètvrt-

kruhu a obsahu celého ètverce. Silný zákon velkých èísel (SZVÈ) nám pak øíká,

¾e Zn = 1
n

∑n
i=1 Zi

P−→ E Z1 = p = π
4
. Za odhad èísla π pou¾ijeme tedy hodnotu

π̂n = 4Zn.
Pou¾ijeme-li redukci scénáøù, je situace o nìco slo¾itìj¹í. Dané náhodné ve-

lièiny Zi mají k sobì toti¾ navíc váhy pi = ni

n
, kde ni je poèet scénáøù, které

jsou po redukci reprezentovány i-tým scénáøem. Poèty ni, a tedy i váhy pi, jsou
v¹ak závislé na hodnotách v¹ech náhodných velièin Xj, Yj, j ∈ {1, . . . , n}, a tedy
jsou samy náhodnými velièinami. Za odhad potom pou¾íváme π̂n = 4

∑n
i=1 piZi.

Náhodné velièiny pi nejsou nezávislé (jejich souèet je roven jedné), tak¾e na nì

nemù¾eme pou¾ít SZVÈ a není jasné, jestli π̂n
P−→ π. Pokud v¹ak scénáøe po

redukci dobøe reprezentují pùvodní scénáøe (co¾ bychom v této práci pomocí ex-

perimentù rádi ukázali), pak: π̂n = 4
n

∑n
i=1 niZi ∼

4
n

∑n
i=1 Zi

P−→ 4E Z1 = 4p = π.
Praktickou implementaci lze najít v pøíloze.

Pro úèely této bakaláøské práce byly provedeny dvì sady po deseti experimen-
tech. V prvních deseti byl odhad π vypoèten na základì 2500 vygenerovaných scé-
náøù. Ve druhých deseti pokusech bylo v¾dy vygenerováno 25000 scénáøù, které
byly následnì zredukovány na 2500, je¾ se pou¾ily pro odhad.

Velièiny Xi, Yi byly generovány pomocí procedury þrandom.randÿ, která dle
dokumentace ke generování pou¾ívá Mersenne Twister. Ten je v souèasnosti jed-
ním z nejpou¾ívanìj¹ích generátorù náhodných èísel. Autoøi o nìm v èlánku Mat-
sumoto a Nishimura (1998) uvádí, ¾e jeho perioda je 219937 − 1 a splòuje nìko-
lik statistických testù náhodnosti vèetnì diehard testu. Pova¾ujeme ho tudí¾ za
vhodný i pro na¹e úèely.

Semínko pro generování bylo v¾dy generováno náhodnì pomocí internetového
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generátoru náhodných èísel dostupného na http://www.itnetwork.cz/javascript-
online-generator-nahodnych-random-cisel-se-zvolitelnym-rozsahem.

Pro redukci byla zvolena jako metrika c euklidovská vzdálenost v R2. Tuto
volbu pova¾ujeme za nejpøirozenìj¹í, jeliko¾ v tomto pøípadì vygenerované scé-
náøe skuteènì mají geometrický význam a euklidovská vzdálenost od bodu 0 se
navíc objevuje i v samotné metodì pro odhad konstanty π.

Výsledky pokusù shrnuje tabulka 2.1. Jeliko¾ Python pracuje ve dvojkové
soustavì a s omezenou pøesností, výsledky, které zobrazuje, jsou v podobì hod-
noty datového typu 
oat, která je nejblí¾e k èíslu, které je uvedené v tabulce.
Èíslo z tabulky je pøitom správnou hodnotou, jeliko¾ poèáteèní váhy scénáøù jsou
0,0004, pøi 2500 poèáteèních scénáøích, respektive 0,00004, pøi 25000 poèáteèních
scénáøích, a získaný odhad π musí být násobkem tìchto vah.

Tabulka 2.1: Odhady konstanty π

Pokus 1 2 3 4 5
Bez redukce 3,152 3,1504 3,152 3,0944 3,1392
S redukcí 3,14368 3,13168 3,14944 3,14704 3,1536

Pokus 6 7 8 9 10
Bez redukce 3,1456 3,16 3,1488 3,1536 3,1664
S redukcí 3,14464 3,14112 3,13328 3,12608 3,15008

Pro lep¹í pøedstavu uvádíme nìkolik základních statistik, které nám pomo-
hou porovnat kvalitu obou odhadù. Pro výpoèet absolutní odchylky jsme pou¾ili
hodnotu èísla π zaokrouhlenou na pìt desetinných míst, tedy π

.
= 3,14159. Pro

výbìrový prùmìr je pou¾it vzorec Xn = 1
n

∑n
i=1Xi, pro smìrodatnou odchylku

je pou¾it vzorec Sn =
√

1
n−1

∑n
i=1(Xi −Xn)2, který pova¾ujeme za nejtradiènìj¹í

a mù¾eme jej pou¾ít následnì i u výbìru portfolia, a pro prùmìrnou absolutní
odchylku od hodnoty π vzorec MAD = 1

n

∑n
i=1 |Xi−π|, který pova¾ujeme v této

situaci za nejnázornìj¹í zpùsob, jak vyjádøit chybu odhadu.

Tabulka 2.2: Vybrané statistiky odhadù π

Bez redukce S redukcí

Výbìrový prùmìr 3,14624 3,142064
Výbìrová smìrodatná odchylka 0,019657 0,008988
Prùmìrná absolutní odchylka 0,014566 0,007314

Tabulka 2.2 ukazuje, ¾e s metodou redukce scénáøù skuteènì dosahujeme le-
p¹ích výsledkù. Výbìrová smìrodatná odchylka i prùmìrná absolutní odchylka od
skuteèné hodnoty π klesly zhruba na polovinu. Jak jsme konstatovali v sekci 1.1,
pøesnost metody Monte Carlo je zpravidla øádu n−

1
2 , pøi desetinásobném zvìt¹ení

rozsahu výbìru bez redukce tedy lze oèekávát zhruba tøikrát pøesnìj¹í výsledek.
Vidíme tedy, ¾e redukcí dojde k nìjaké ztrátì informace, av¹ak významná èást se
jí zachová.
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3. Výbìr portfolia

V poslední kapitole ilustruji u¾ití metody redukce scénáøù na problém výbìru
portfolia z akcií sedmi významných spoleèností, které jsou obchodovány na pra¾-
ské Burze cenných papírù. Konkrétnì se bude jednat o akcie spoleèností ÈEZ,
Erste group bank (EGB), Fortuna (FT), Komerèní banka (KB), Phillip Morris
(PM), Pegas Nonwovens (PN) a Unipetrol (UP). Tyto spoleènosti byly vybrány z
dùvodu, ¾e jejich akcie jsou na trhu ji¾ del¹í dobu (v¹echny alespoò od roku 2012)
a jsou obchodovány v objemu, který lze v ÈR pova¾ovat za významný. Po úvaze
nakonec nebyly pou¾ity akcie spoleènosti O2, jeliko¾ tato spoleènost v prùbìhu
období, z nìho¾ bylo odhadováno rozdìlení rùstu akcií, pro¹la rozpadem na dvì
spoleènosti, co¾ mìlo na rùst jejích akcií zásadní vliv.

3.1 Formulace problému

Investor chce vybrat vhodné portfolio z akcií vý¹e uvedených spoleèností. Má
daný po¾adavek, aby støední hodnota výnosu dosahovala alespoò hodnoty m, a
chce vybrat takové portfolio, které mu pøiná¹í nejni¾¹í mo¾né riziko, které zde
budeme reprezentovat mírou CVaR. De�nici této rizikové míry pøebíráme z pre-
zentace k pøedná¹ce analýza investic, dostupné na stránkách paní profesorky Du-
paèové (http://www.karlin.m�.cuni.cz/ dupacova/downloads/rizika.pdf):

De�nice 5 (CVaR). Nech» T je daný budoucí èasový horizont, α ∈ (0,1] je
zvolená hladina a X reprezentuje náhodnou ztrátu s distribuèní funkcí G(x) uva-
¾ovaného portfolia. Pak CV aRα(X) je prùmìrná ztráta ze 100(1−α)% nejhor¹ích
pøípadù ztrát portfolia.

Oznaème z = (z1, . . . , z7)
> mno¾ství �nanèních prostøedkù investovaných do

akcií jednotlivých spoleèností. Celkové mno¾ství investovaných �nanèních pro-
støedkù oznaème W0. Dále oznaème R = (R1, . . . , R7)

> náhodný vektor zmìny
cen jednotlivých akcií. Velièiny Ri udávají podíl cen akcií po uplynutí investièního
období a na jeho poèátku. Tedy napøíklad hodnota 1,05 by znamenala, ¾e cena
dané akcie za investièní období vzrostla na svùj 1,05-násobek, neboli vzrostla o
5%. Pak øe¹íme následující optimalizaèní úlohu:

min
z

CVaRα(z>(17 −R))

s.t. z ≥ 07

z>17 = W0

E [z>R] ≥ m.

Zde (i v dal¹ím textu) 1n = (1, . . . , 1)> znaèí sloupcový vektor jednièek délky
n, 0n = (1, . . . , 1)> je nulový vektor délky n a znaèení x ≥ y znamená, ¾e
xi ≥ yi,∀i.

Rizikovou míru CVaR lze, jak je dokázáno v Rockafellar a Uryasev (2000),
spoèíst dle následujícího vzorce:

CVaRα(X) = min
a∈R
{a+

1

1− α
E [X − a]+}
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Danou optimalizaèní úlohu mù¾eme tedy pøepsat následujícím zpùsobem:

min
z,a

{a+
1

1− α
E [z>(17 −R)− a]+}

s.t. a ∈ R, z ≥ 07

z>17 = W0

E [z>R] ≥ m.

3.2 Model

Abychom mohli úlohu øe¹it, musíme pøedpokládat nìco o rozdìlení vektoru
R. Nìkteré z tìchto pøedpokladù nejsou úplnì reálné a proto výsledky této práce
nelze brát jako investièní doporuèení. Cílem tìchto pøedpokladù je vytvoøit øe¹i-
telnou matematickou úlohu, na které bude mo¾né otestovat metodu redukce scé-
náøù.

Døíve ne¾ zformulujeme pøedpoklady na¹eho modelu, potøebujeme zavést nì-
kolik de�nic dùle¾itých rozdìlení. První dvì z nich, de�nující normální rozdìlení,
pøejímáme z knihy Andìl (2011), tøetí, de�nující mnohorozmìrné log-normální
rozdìlení, je pøejata z knihy Mardia a kol. (1979).

De�nice 6 (Normální rozdìlení). Náhodná velièina X má normální rozdìlení s
parametry µ ∈ R a σ2 > 0, pí¹eme X ∼ N(µ,σ2), je-li její hustota rovna:

f(x) =
1√
2πσ

exp{−(x− µ)2

2σ2
}

Rozdìlení N(0,1) pak nazýváme normovaným normálním rozdìlením.

De�nice 7 (Mnohorozmìrné normální rozdìlení). Mìjme náhodný vektor X =
(X1, . . . , Xk)

>. Nech» µ = (µ1, . . . , µn)> je daný vektor a Σ = (σij) symetrická
pozitivnì semide�nitní matice typu k × k. Øekneme, ¾e X má k-rozmìrné nor-
mální rozdìlení s parametry (µ,Σ), jestli¾e pro libovolný vektor c ∈ Rk platí:
c>X ∼ N(c>µ,c>Σc).

De�nice 8 (Mnohorozmìrné log-normální rozdìlení). Øekneme, ¾e náhodný vek-
tor X = (X1, . . . , Xk)

> má mnohorozmìrné log-normální rozdìlení s parametry
µ a Σ, pí¹eme X ∼ LN(µ,Σ), jestli¾e platí X = exp(Y ), kde Y ∼ N(µ,Σ).

V pøípadì vektorù pøitom exponenciální funkci chápeme po slo¾kách, tedy
exp((a1, . . . , ak)

>) = (exp(a1), . . . , exp(ak))
>.

Nyní v¹echny pøedpoklady zformulujeme:

1. Budoucí výnosy mají stejné rozdìlení jako minulé výnosy.

2. Výplata dividendy neovlivòuje výrazným zpùsobem cenu akcie a dividenda
se nezapoèítává do výnosu.

3. Vektor R má log-normální rozdìlení a jeho parametry lze odhadnout z
historických dat.
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4. Do v¹ech akcií mù¾eme investovat libovolnou èástku, nejsme omezeni tím,
¾e bychom museli investovat násobky cen jednotlivých akcií.

5. Investujeme tak malé èástky, ¾e nemù¾eme ovlivnit cenu akcie.

První a tøetí pøedpoklad jsou dùle¾ité proto, abychom vùbec mohli úlohu nìja-
kým zpùsobem øe¹it, proto jsou tyto pøedpoklady ve �nanèních modelech obecnì
celkem bì¾né, aèkoliv je známo, ¾e nejsou zcela reálné. Druhý pøedpoklad èiníme
kvùli zjednodu¹ení odhadu parametrù z historických dat. Jsme si vìdomi toho, ¾e
tento pøedpoklad má vliv na optimální výbìr portfolia, proto¾e napøíklad akcie
spoleènosti ÈEZ si lidé èasto kupují zejména kvùli dividendám. Nicménì novì
vzniklá úloha je pro demonstraci efektivity metody redukce scénáøù stejnì dobrá,
jako úloha pùvodní. Samozøejmì zmìny cen akcií v dobì kolem výplaty divi-
dendy nemají stejné rozdìlení jako v ostatní dny, ale zanedbáním tohoto faktoru
se ji¾ nedopou¹tíme výraznì vìt¹í chyby, ne¾ samotným pøedpokladem shodnosti
minulých a budoucích výnosù. Ètvrtý pøedpoklad nám zaruèí, ¾e se nebudeme
muset zabývat celoèíselnou optimalizací, která by byla výraznì nároènìj¹í, ne¾
optimalizace neceloèíselná.

V rámci modelu si je¹tì stanovme, ¾e budeme pracovat s investièním obdobím
jednoho týdne a hladinou spolehlivosti α = 0,95.

3.3 Øe¹ení metodou Monte Carlo

Problém øe¹íme metodou Monte Carlo. Scénáøe jsou v tomto pøípadì realizace
náhodné velièiny R. Zpùsob jejich generování a odhad parametrù rozdìlení vek-
toru R je popsán v následujícím oddíle. Scénáøe oznaèujeme s1, . . . , sn, pøièem¾
jednotlivé scénáøe mají slo¾ky si = (si,1, . . . , si,7)

>, a pravdìpodobnosti tìchto
scénáøù oznaème p = (p1, . . . , pn). Dále oznaème di,j = 1− si,j ztráty z jednotli-
vých akcií pøi jednotlivých scénáøích a di = 17−si. Pomocí scénáøù mù¾eme nyní
z øe¹ené stochastické optimalizaèní úlohy vytvoøit úlohu lineárního programování,
která má následující tvar:

min
z,a,b

{a+
1

1− α

n∑
i=1

pibi}

s.t. a ∈ R, z ≥ 07, b ≥ 0n

d>i z − a ≤ bi, i = 1, . . . , n

z>17 = W0

n∑
i=1

pi

7∑
j=1

si,jzj ≥ m.

Tuto úlohu jsme ji¾ schopni vyøe¹it pomocí simplexu, v Pythonu jsme pou-
¾ili pøedde�novanou funkci þlinprogÿ. Tato funkce øe¹í dle dokumentace úlohy
lineárního programování tvaru:
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min
x

c>x

s.t. Aubx ≤ bub
Aeqx = beq

x ∈ bounds.
Chceme-li tedy pøepsat úlohu do takovéhoto tvaru, dostaneme následující vek-

tory a matice:
x = (z1, . . . ,z7, a, b1, . . . ,bn)>

c = (0, . . . , 0, 1,
p1

1− α
, . . . ,

pn
1− α

)>

Aub =

(
D −1n −In
−p>S 0 0>n

)
bub = (0, . . . , 0,−m)>

Aeq = (1, . . . , 1, 0, 0, . . . , 0)>

beq = (W0),

kde D je matice, její¾ øádky jsou vektory d>i , S je matice, její¾ øádky jsou
vektory s>i a In je jednotková matice øádu n. Hranice jsou pro v¹echny promìnné
[0;∞), s výjimkou promìnné a, která má hranice neomezené. Implementaci v
jazyce Python lze najít v pøílohách.

Pro redukci scénáøù jsme jako metriku c zvolili opìt klasickou euklidovskou
vzdálenost. To pova¾ujeme za nejvhodnìj¹í, jeliko¾ vektor R reprezentuje rela-
tivní zmìnu ceny, a vektor z reprezentuje pøímo èástku, kterou do dané akcie
investujeme a nikoliv mno¾ství akcií, které kupujeme. Nemusíme se tedy zabývat
tím, zda jsou nìkteré akcie dùle¾itìj¹í ne¾ jiné a pøidìlovat jim dle toho nìjaké
váhy, jeliko¾ v¹echny mají stejné mìøítko.

3.4 Odhady parametrù a generování scénáøù

Nyní popí¹eme zpùsob, jakým byly odhadnuty parametry rozdìlení vektoru
R, a jak byly generovány scénáøe s tímto rozdìlením. Pøedpokládáme, ¾e R má
log-normální rozdìlení. Parametry tohoto rozdìlení odhadujeme z historických
dat z období od 3.12.2012 do 28.11.2016, která jsme získali na stránkách Burzy
cenných papírù Praha (https://www.pse.cz/). Pou¾ité údaje lze najít v pøílohách.
Jeliko¾ pracujeme s investièním obdobím délky jednoho týdne, pou¾íváme v¾dy
pomìry dvou po sobì jdoucích pondìlních závìreèných kurzù. Pokud na nìkteré
pondìlí pøipadl státní svátek a burza byla zavøena, údaj z pøedchozího týdne
na tento týden i z tohoto týdne na týden následující vynecháváme. Celkem tak
máme k dispozici 189 údajù, ze kterých odhadujeme hodnoty parametrù µ a
Σ. Získané údaje nejprve zlogaritmujeme. Tím získáme 189 realizací (scénáøù)
q1, . . . , q189 náhodného vektoru s rozdìlením N(µ,Σ). Z tìchto dat pak získáme
následující odhady hledaných parametrù: µ̂j = qj = 1

189

∑189
i=1 qi,j, j = 1, . . . , 7 a

Σ̂j,k = 1
189

∑189
i=1(qi,j − qj)(qi,k− qk), j,k = 1, . . . , 7. Vy¹lo nám tedy (zaokrouhleno

13



na 5 desetinných míst nebo jednu platnou èíslici, pøesnìj¹í údaje se nacházejí v
pøíloze):

µ̂ = (−0,00299;−0,00062; 0,00020; 0,00092; 0,00277; 0,00092;−0,00004)>

Σ̂ =

0,00130 0,00059 0,00020 0,00049 0,000140 0,00007 0,00006
0,00059 0,00245 0,00008 0,00053 0,00020 0,00010 0,00026
0,00020 0,00008 0,00156 −0,00002 −0,00003 0,00005 0,00020
0,00049 0,00053 −0,00002 0,00118 0,00018 0,00013 0,00005
0,000140 0,00020 −0,00003 0,00018 0,00050 −0,000004 0,00002
0,00007 0,00010 0,00005 0,00013 −0,000004 0,00033 0,00005
0,00006 0,00026 0,00020 0,00005 0,00002 0,00005 0,00064


Pøi generování velièiny s mnohorozmìrným log-normálním rozdìlením generu-

jeme velièinu s normálním rozdìlením s danými parametry a pak ji pøevedeme dle
de�nice 8. Pro generování mnohorozmìrné normální rozdìlení u¾ijeme následující
vìtu pøevzatou z Andìl (2011):

Vìta 2. Nech» náhodné velièiny X1, . . . , Xr jsou nezávislé a ka¾dá z nich má roz-
dìlení N(0,1). OznaèmeX = (X1, . . . , Xr)

>. Nech» Y = (Y1, . . . , Yr)
> ∼ N(µ,Σ),

h(Σ) = r ≥ 1. Budi¾ Bk×r taková matice hodnosti r, ¾e Σ = BB>. Pak
µ+BX ∼ N(µ,Σ).

Dùkaz. Viz Lemma 4.9 na stranì 65 knihy Andìl (2011).
�

Jeliko¾ matice Σ̂ je symetrická a positivnì semide�nitní, matici B získáme
jako Choleského rozklad matice Σ̂. Její tvar lze najít v pøílohách.

Pøi znalosti maticeB a vìty 2 staèí vygenerovat k nezávislých velièin s rozdìle-
ním N(0,1). Pomocí procedury þrandom.randÿ, kterou jsem u¾ívali i pøi odhadu π,
vygenerujeme náhodné velièiny s rovnomìrným rozdìlením na [0; 1] (náhodné se-
mínko opìt generujeme pomocí tého¾ internetového generátoru náhodných èísel).
Tyto pak pøevedeme na velièiny s normovaným normálním rozdìlením pomocí
polární metody, popsané v knize Ross (2006). Algoritmus je následující:

1. Vygeneruj náhodná èísla U1 a U2 s rovnomìrným rozdìlením na [0; 1].
2. Polo¾ V1 = 2U1 − 1, V 2 = 2U2 − 1, S = V 2

1 + V 2
2 .

3. Pokud S > 1, vra» se ke kroku 1
4. Vra» nezávislé normované normální náhodné velièiny:

X =

√
−2 log(S)

S
V1, Y =

√
−2 log(S)

S
V2

Implementaci polární metody v jazyce Python lze najít v pøíloze.
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3.5 Výsledky

Nyní zbývá ji¾ jen prezentovat dosa¾ené výsledky. Danou optimalizaèní úlohu
jsme øe¹ili nejprve desetkrát bez redukce u¾itím 10000 scénáøù. Následnì jsme
desetkrát generovali 30000 scénáøù, které jsme zredukovali na 10000, a ty jsme
pou¾ili k øe¹ení optimalizaèní úlohy.

Pro øe¹ení úlohy jsme zvolili, ¾e chceme investovat 10000 Kè. Jako rozumný
po¾adavek konzervativního investora jsme vyhodnotili zisk po jednom týdnu
10 Kè, tedy 0,1% týdnì, co¾ po roce vychází na zisk pøibli¾nì 533 Kè, tedy mírnì
pøes 5%.

Získané výsledky lze najít v tabulkách 3.1 (výsledky bez redukce) a 3.2 (vý-
sledky s redukcí). Hodnoty uvedené v obou tabulkách jsou hodnoty promìnných
z1, . . . , z7, tedy mno¾ství �nanèních prostøedkù v korunách investovaných do jed-
notlivých akcií. V posledním sloupci pak uvádíme hodnotu úèelové funkce, tedy
rizikové míry CVaR. Tyto výsledky, vèetnì náhodných semínek pou¾itých pro
získání jednotlivých výsledkù, lze najít i v pøílohách.

Tabulka 3.1: Výsledky optimalizace bez redukce scénáøù

Pokus ÈEZ EGB FT KB PM PN UP CVaR
1 175 0 662 316 3068 4333 1445 241
2 188 0 643 349 3159 4157 1504 243
3 191 0 764 228 3234 4183 1400 238
4 177 0 661 184 3116 4282 1580 234
5 250 0 739 207 3209 3896 1699 237
6 171 0 765 263 3195 3980 1625 235
7 149 0 779 283 3278 3920 1591 237
8 142 0 666 261 3100 4213 1618 236
9 210 0 670 342 3171 4065 1542 241
10 120 0 706 142 3331 4278 1423 235

Tabulka 3.2: Výsledky optimalizace s redukcí scénáøù

Pokus ÈEZ EGB FT KB PM PN UP CVaR
1 214 0 594 149 3085 4529 1429 235
2 38 0 586 215 3261 4318 1583 227
3 136 0 565 239 3260 4183 1617 227
4 211 0 570 85 3333 4252 1549 234
5 135 0 674 240 3109 4230 1612 231
6 108 0 675 196 3159 4243 1619 230
7 73 0 633 200 3207 4381 1505 229
8 73 0 754 294 3212 4249 1418 228
9 120 0 704 183 3273 4223 1497 229
10 214 0 633 216 3132 4282 1522 227

V tabulce 3.3 pak uvádíme porovnání prùmìrných mno¾ství �nanèních pro-
støedkù investovaných do jednotlivých akcií dle vzorce Xn = 1

n

∑n
i=1Xi, výbìro-
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vých smìrodatných odchylek spoètených dle vzorce Sn =
√

1
n−1

∑n
i=1(Xi −Xn)2.

Tabulka 3.3: Porovnání vybraných statistik výsledkù optimalizace

Red. ÈEZ EGB FT KB PM PN UP CVaR
Xn Ne 177,3 0 705,5 257,5 3186,1 4130,7 1542,7 237,7

Ano 132,2 0 638,8 201,7 3203,1 4289 1535,1 229,7
Sn Ne 36,56 0 51,73 68,14 81,36 157,13 97,94 3,02

Ano 63,45 0 62,46 56,31 80,45 100,62 74,27 2,87

Narozdíl od úlohy s odhadem π zde bohu¾el neznáme skuteèné øe¹ení této
optimalizaèní úlohy. Jako skuteèné øe¹ení nelze ani vzít øe¹ení s velkým mno¾-
stvím scénáøù, jeliko¾ velikost matice Aub roste kvadraticky s poètem scénáøù a
by» je z velké èásti jednotkovou maticí, zabírá v pamìti pøíli¹ velké místo a proto
na dostupných poèítaèích s pou¾itým programátorským øe¹ením úlohu nelze vy-
øe¹it pro více ne¾ 20000 scénáøù, co¾ nemù¾eme pova¾ovat za významnì pøesnìj¹í
øe¹ení ne¾ pokusná øe¹ení. Nicménì stále mù¾eme porovnat smìrodatné odchylky
na¹ich odhadù, které o pøesnosti výsledkù také mnohé vypovídají. V pøíkladu
s odhadem π navíc klesala støední absolutní odchylka od skuteèné hodnoty pøi-
bli¾nì stejnì rychle jako smìrodatná odchylka, tak¾e lze pøedpokládat, ¾e mezi
tìmito velièinami existuje silná závislost.

Pomineme-li EGB, do ní¾ na¹e výpoèty nikdy nedoporuèily investovat, pak
u dvou spoleèností vy¹la smìrodatná odchylka ni¾¹í bez pou¾ití redukce (ÈEZ
a FT), u jedné spoleènosti jsou odchylky takøka toto¾né (PM) a u zbylých tøí
spoleèností je smìrodatná odchylka ni¾¹í v pøípadì, ¾e redukci pou¾ijeme. Pøi
øe¹ení optimalizaèní úlohy je pro nás dùle¾itá zejména stabilita úèelové funkce,
v tomto pøípadì rizikové míry CVaR, a i ta má smìrodatnou odchylku ni¾¹í,
pokud redukci pou¾ijeme. Tedy výsledky s redukcí se zdají být opìt lep¹í, ne¾
bez redukce. Rozdíl zde není tak markantní, jako u úlohy s odhadem π, co¾ je
pravdìpodobnì zpùsobeno dvìma vlivy: jedná se o výraznì slo¾itìj¹í problém a
rozdíl v poètu scénáøù není tak velký.

Bohu¾el výpoèet redukce napøíklad z 50000 scénáøù na 10000 by byl ji¾ velmi
èasovì nároèný. Rozhodli jsme se v¹ak provést je¹tì jednu sadu experimentù k
ovìøení, zda výsledky s redukcí jsou opravdu pøesnìj¹í ne¾ bez ní. Tentokrát jsme
desetkrát spoèetli tuté¾ úlohu jako vý¹e s 1000 scénáøi a následnì s 10000 scénáøi
zredukovanými na 1000. To u¾ je dostateènì velký rozdíl na to, aby se chování
redukce projevilo, aèkoliv øe¹ení zalo¾ená na tak malém mno¾ství scénáøù jsou
samozøejmì velice nepøesná. Neuvádíme zde ji¾ kompletní výsledky, ty lze najít
v pøílohách, uvádíme pouze výbìrové prùmìry a smìrodatné odchylky (tabulka
3.4).

Ve druhé sadì experimentù tedy vy¹ly pøi výpoètech s redukcí ji¾ v¹echny
smìrodatné odchylky ni¾¹í (mnohdy velmi výraznì) ne¾ ve výpoètech bez redukce.
Mù¾eme tedy øíci, ¾e redukce scénáøù výsledek stabilizovala. Nicménì budeme-li
pova¾ovat prùmìrné hodnoty z tabulky 3.3 (tedy ty spoètené z 10000 pou¾itých
scénáøù) za pøibli¾nì správné, vidíme, ¾e hodnoty spoètené pøímo z tisíce scé-
náøù bez redukce jsou tìmto výsledkùm (s výjimkou EGB) blí¾e ne¾ výsledky
spoètené pomocí redukce. Øe¹ení s redukcí mají obecnì tendenci investovat více
penìz do akcií se silným potenciálem k rùstu a ménì diverzi�kovat portfolio (co¾
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Tabulka 3.4: Výsledky optimalizace s 1000 pou¾itými scénáøi

Red. ÈEZ EGB FT KB PM PN UP CVaR
Xn Ne 252,5 36,8 544,5 199,4 3256 4078,2 1632,2 232,5

Ano 55,3 0 539,6 7,3 3383,2 4762,8 1251,9 196,2
Sn Ne 245,4 76,5 220,5 142,2 393,1 448,5 333,8 6,5

Ano 101,8 0 142,9 15,5 193,8 290,9 331,4 5,4

vidíme v sadì s 1000 i 10000 pou¾itými scénáøi). Tyto výsledky jsou tedy zøetelnì
stabilnìj¹í, av¹ak zdá se, ¾e od optimálního portfolia jsou ve skuteènosti vzdá-
lenìj¹í. Rozhodli jsme se to ovìøit je¹tì jedním zpùsobem. Vzali jsme v¹echna
ètyøi prùmìrná øe¹ení z obou sad experimentù a spoèetli jejich prùmìrný výnos a
CVaR na 1000000 scénáøù (ve v¹ech pøípadech stejných). Výsledky jsou shrnuty
v tabulce 3.5:

Tabulka 3.5: Výnos a CVaR prùmìrných øe¹ení na 1000000 scénáøù

Poèet scénáøù Výnos CVaR
10000 10014,8973 238,7396967
30000 zredukováno na 10000 10015,17696 238,7575317
1000 10014,48208 239,471065
10000 zredukováno na 1000 10016,14485 240,8766223

Vidíme, ¾e øe¹ení s 10000 scénáøi a 30000 scénáøi zredukovanými na 10000
jsou si velmi blízká, nicménì øe¹ení s redukcí má o trochu vy¹¹í výnos i CVaR.
Porovnáme-li øe¹ení s 1000 scénáøi a s 10000 scénáøi zredukovanými na 1000,
vidíme, ¾e opìt øe¹ení s redukcí má vy¹¹í výnos i CVaR, av¹ak rozdíl je tentokrát
výraznìj¹í. Potvrzuje se nám tedy domnìnka, ¾e pøesto¾e øe¹ení získaná pomocí
redukce scénáøù jsou stabilnìj¹í, k optimálním øe¹ením mají ve skuteènosti dále.
Vy¹¹í hodnotu úèelové funkce není v tomto pøípadì mo¾né nijak kompenzovat
vy¹¹ím výnosem.

Redukce má tedy pravdìpodobnì tendenci øídit se podle slo¾ek s vy¹¹ími vý-
nosy. Domníváme se, ¾e je to zpùsobeno tím, ¾e slo¾ky s vy¹¹ími hodnotami více
ovlivòují euklidovskou vzdálenost a proto se redukce øídí více podle nich. Je tedy
mo¾né, ¾e pokud bychom zvolili jinou metriku, která by napøíklad pomocí vah
jednotlivých slo¾ek zohledòovala jejich prùmìrné hodnoty, výsledky získané po-
mocí redukce by byly pøesnìj¹í. Nemáme tedy dùvod metodu redukce scénáøù
zavrhovat (mimo jiné i proto, ¾e pøi odhadu π fungovala velice dobøe), spí¹e se
zamyslet nad její lep¹í implementací, zejména pak nad výbìrem vhodné metriky.

Podívejme se je¹tì na èasové srovnání výsledkù s redukcí a bez redukce. Na
pou¾ívaném poèítaèi nám samotná optimalizaèní úloha s 10000 scénáøi zabrala
pøibli¾nì 25 minut, redukce z 10000 scénáøù na 1000 a následná optimalizace
kolem 30 minut a redukce z 30000 scénáøù na 10000 a následná optimalizace tr-
vala kolem 5 hodin. Stále se tedy více vyplatí pou¾ít rovnou 10000 scénáøù, ne¾
se zabývat jejich redukcí na ni¾¹í poèet. Nicménì tento rozdíl ji¾ není velký a
víme, ¾e redukci by bylo mo¾né naprogramovat efektivnìji, zatímco pøedde�no-
vanou funkci pro simplex ji¾ pravdìpodobnì pøíli¹ zefektivnit nepùjde. Tedy pro
tento problém by ji¾ skuteènì redukce scénáøù mohla být vhodným nástrojem a
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pro slo¾itìj¹í optimalizaèní úlohy, ne¾ je lineární programování, mù¾e pøinést vý-
znamnou èasovou úsporu. Navíc jsme sami narazili na to, ¾e s na¹í implementací
algoritmù není mo¾né pou¾ít více ne¾ 20000 scénáøù. V takových pøípadech mù¾e
být redukce scénáøù dokonce jedinou mo¾ností, jak zu¾itkovat velké mno¾ství
scénáøù.
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Závìr

V této práci jsme nejprve pøedstavili metody Monte Carlo a rozebrali jejich
silné a slabé stránky. Následnì jsme se zabývali scénáøi v tìchto metodách a s
pomocí teoretických výsledkù jsme do¹li a¾ k tomu, jak by mìl vypadat redukèní
algoritmus. Dále jsme popsali na¹i implementaci tohoto algoritmu. Domníváme se,
¾e by tento algoritmus mohl být implementován i lépe, výraznì by mohlo pomoci
pou¾ití kompilovaného programovacího jazyka, èím¾ by se pravdìpodobnì zrychlil
prùbìh cyklù.

Dále jsme se zabývali ji¾ konkrétními problémy, nejprve to byl odhad kon-
stanty π. U tohoto problému nám ne¹lo o to, zda se redukce vyplatí z èasového
hlediska, ale pouze o to, zda pou¾itím scénáøù vzniklých redukcí získáme pøes-
nìj¹í výsledky, ne¾ kdybychom pou¾ili jen scénáøe pøímo vygenerované. A po-
rovnáním smìrodatných odchylek i absolutních odchylek od skuteèné hodnoty
π nám opravdu vy¹lo, ¾e pøi redukci z desetinásobného mno¾ství scénáøù zís-
káme pøibli¾nì dvakrát pøesnìj¹í výsledek ne¾ bez redukce. To lze pova¾ovat za
velmi dobrý výsledek, jeliko¾ pøímým pou¾itím desetinásobného mno¾ství scénáøù
bychom získali pøibli¾nì tøikrát pøesnìj¹í výsledek.

Nakonec jsme se vìnovali výbìru optimálního portfolia. Stanovili jsme si pøi-
tom minimální po¾adovaný zisk a hledali jsme, jak tohoto zisku dosáhnout s co
nejni¾¹ím rizikem. Tento problém je ponìkud nároènìj¹ího charakteru a tak jsme
se museli dopustit nìkolika zjednodu¹ení, která vedou k tomu, ¾e získané vý-
sledky nelze pou¾ít k výbìru reálného portfolia na burze, nicménì jsme získali
optimalizaèní úlohu, na které jsme mohli redukci testovat.

Provedli jsme dvì sady po dvaceti pokusech, v¾dy deset s redukcí a deset bez
redukce. Do¹li jsme k závìru, ¾e pou¾ití metody redukce scénáøù sni¾uje smìrodat-
nou odchylku a výsledek je tedy stabilnìj¹í. Nicménì se zdá, ¾e výsledky získané
metodou redukce scénáøù vedou k investování vy¹¹ích èástek do akcií s vyso-
kým výnosem a ni¾¹í diverzi�kaci portfolia, ne¾ by bylo optimální. Domníváme
se v¹ak, ¾e se nejedná o chybu metody redukce scénáøù jako takové, nýbr¾ o ne
zcela vhodnou volbu metriky pou¾ité pøi redukci. Co se týká èasového srovnání,
redukce scénáøù stále drobnì zaostává za pøímým výpoètem, av¹ak tento rozdíl
ji¾ není velký a pøi lep¹í implementaci bychom pøímý výpoèet pravdìpodobnì
pøekonali.

Celkovì se tedy domníváme, ¾e pøi vhodné implementaci a s volbou vhodné
metriky mù¾e být metoda redukce scénáøù u¾iteèným nástrojem pøi øe¹ení nároè-
nìj¹ích úloh.
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