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Úvod

Pøechod do 21. století sebou pøinesl mnoho zmìn. Mezi hlavní z nich zajisté
mù¾eme poèítat vzestup osobních poèítaèù a informaèních technologií, který se
nyní rozvíjí pøímo exponenciálním tempem. V¹echny tyto prostøedky, zejména je-
jich spojení pomocí internetu, v souèasné dobì generují nepøeberné mno¾ství dat.
Právì tato data se pomalu, ale jistì, stávají komoditou budoucnosti. A zde na
scénu pøicházíme my, matematici, statistici èi ekonometøi v neustávajícím pokusu
z tìchto dat vytì¾it relevantní informace a být schopni do jisté míry pøedpovídat
budoucnost. Analytici �nanèních trhù odhadují budoucí vývoj úrokových sazeb
na základì dosavadního vývoje, statistici v bankovním sektoru modelují prav-
dìpodobnosti, ¾e si klient poøídí úvìrový produkt, mediální spoleènosti se sna¾í
pøedpovídat sledovanost daného kanálu v prùbìhu dne a takto bychom mohli vy-
jmenovat nespoèet dal¹ích mo¾ných uplatnìní matematikù v soukromém sektoru.
Zpùsobù, jak pøistupovat k matematickému modelování, a» u¾ volba podklado-
vého modelu èi metoda jeho odhadu, existuje velké mno¾ství, av¹ak v souèasné
dobì se v praxi asi nejvíce setkáme se zobecnìnou lineární regresí. Základní line-
ární regrese a logistická regrese pro odhad binární odezvy nyní tvoøí praktickou
páteø matematického modelování. Od jejich publikace v (Nelder a Wedderburn,
1972) ale ji¾ uplynulo 45 let a neúprosný vývoj kupøedu si ¾ádá nové a pokroèi-
lej¹í metody. Spoleènosti po celém svìtì zkou¹ejí nové pøístupy k modelování.
Obzvlá¹» metody takzvaného strojového uèení nabývají na popularitì. Mezi nej-
známìj¹í z tìchto metod se øadí napøíklad neuronové sítì èi rozhodovací stromy
a jejich pokroèilá verze náhodné lesy. V praxi se ale ukazuje, ¾e tyto alterna-
tivní metody trpí jedním velice zásadním problémem - ve vìt¹inì pøípadù toti¾
dávají hor¹í èi srovnatelné výsledky ne¾ zobecnìná lineární regrese, a to za cenu
interpretovatelnosti. Vzpomeòme si, jak snadné je interpretovat vliv regresoru na
odezvu pomocí jeho odhadnutého koe�cientu v klasické lineární regresi. Metody
strojového uèení takovouto vlastností bohu¾el nedisponují a èasto se o nich hovoøí
jako o tzv. "black boxech", kdy ze vstupu vytvoøí výstup, ale zpùsob jakým toho
dosáhly není zcela zøejmý. Po mo¾ném nástupci zobecnìné lineární regrese tedy
po¾adujeme dvì vlastnosti - alespoò stejnì snadnou interpretovatelnost výsled-
ného modelu a pøesnost odhadu. Dosavadní alternativní metody bohu¾el obou
tìchto vlastností nedosahují a hledání proto pokraèuje.

V na¹í práci ètenáøe seznámíme s pomìrnì novým a prozatím nepøíli¹ zná-
mým typem matematických modelù - modely s promìnlivými koe�cienty, poprvé
pøedstavených v (Hastie a Tibshirani, 1993). Právì o nich si toti¾ myslíme, ¾e
v blízké budoucnosti mají potenciál stát se nástupcem modelù zobecnìné line-
ární regrese. Tyto modely stojí na pomezí zobecnìné lineární regrese a neparame-
trických modelù, sna¾í se kombinovat to nejlep¹í z obou. Jejich hlavní my¹lenka
spoèívá v pøedpokladu, ¾e regresní koe�cienty nejsou konstantami, nýbr¾ hlad-
kými funkcemi závislými na jiných regresorech, oznaèovaných jako modi�kátory
vlivu. K odhadu tìchto koe�cientù ale ji¾ není vhodné pou¾ít klasický parame-
trický odhad, a proto se vyu¾ívají silnìj¹í neparametrické metody odhadu. Vý-
sledné koe�cienty ve formì hladkých køivek se interpretují stejnì snadno jako
v pøípadì lineární regrese. Navíc na nich je¹tì mù¾eme pozorovat dodateènou in-
formaci o zmìnì parametru v závislosti na modi�kátoru. Za zmínku stojí hlavnì
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modely, kde je modi�kátorem vlivu èas. Pøi dlouhodobých pozorováních je to-
ti¾ nepravdìpodobné, ¾e by vlivy regresorù zùstávaly s èasem konstantní (Fan a
Zhang, 2008). Neparametrický odhad by takté¾ mìl být pøesnìj¹í nebo alespoò
stejnì pøesný, ne¾ odhad parametrický, a proto tyto modely mají zmínìný po-
tenciál nahradit zobecnìnou lineární regresi. Tento zpùsob odhadu v¹ak s sebou
nese i svá úskalí. Pøi velkém poètu regresorù nejsou tyto metody kvùli výpoèetní
slo¾itosti schopny dojít k výsledkùm. Tento fenomén se oznaèuje jako kletba di-
menzionality. Díky omezení se na hladké køivky se modelùm s promìnlivými
koe�cienty podaøilo tomuto fenoménu vyhnout, av¹ak výpoèetní slo¾itost tìchto
modelù je stále velmi vysoká.

Modely s promìnlivými koe�cienty nám tedy oproti zobecnìné lineární regresi
do modelu pøiná¹ejí dodateènou informaci o závislosti regresoru na nìjakém mo-
di�kátoru vlivu, díky které by výsledný model mìl vìrnìji odrá¾et skuteènost.
To v¹ak tvoøí pouze ¹pièku ledovce, nebo» hledání takovýchto modi�kátorù vlivu
mù¾e odhalit mnoho rùzných závislostí ve vstupních datech, které na první pohled
nejsou zcela zøejmé a zùstaly by jinak skryty.

Od svého vzniku pro¹ly modely s promìnlivými koe�cienty díky velkému
mno¾ství akademických publikací znaèným vývojem. V této práci se pokusíme
pøehlednì shrnout dosavadní teoretické poznatky a metodologii modelù s pro-
mìnlivými koe�cienty. Zamìøíme se pøevá¾nì na statistickou inferenci v tìchto
modelech. Ta je ale úzce spjata se zvolenou metodou odhadu. Ty zde proto také
struènì popí¹eme.

V první kapitole si de�nujeme základní Gaussovský tvar modelu s promìnli-
vými koe�cienty zvlá¹» pro standardní data s nezávislými pozorováními a podí-
váme se na jeho roz¹íøení na mno¾inu exponenciálních rozdìlení. Pro demonstraci
¹iroké ¹kály mo¾ností vývoje a vyu¾ití tìchto modelù ètenáøe zbì¾nì seznámíme
i s nìkolika speciálními pøípady tìchto modelù. Dále si de�nujeme i model s pro-
mìnlivými koe�cienty pro longitudinální data.

V druhé kapitole si nastíníme metody odhadu, které se dìlí na dvì hlavní
skupiny - odhad pomocí splajnù a odhad pomocí lokální regrese. Splajnové me-
tody se pak dále dìlí dle pou¾itých dat a dle pou¾itého druhu splajnù. Hlavním
rozdílem mezi nimi je forma penalizace hladkosti a volba uzlù.

Hlavní èást diplomové práce, statistická inference v modelech s promìnlivými
koe�cienty, se nachází ve tøetí kapitole. V té se budeme vìnovat odhadùm vychý-
lení, rozptylu a kovarianèní struktury, asymptotickým vlastnostem, kon�denèním
intervalùm a testování hypotéz o promìnlivosti koe�cientù.

Ve ètvrté kapitole navrhneme vlastní proceduru pro výbìr promìnných ope-
rující na bázi "forward selekce"a s modi�kacemi pro pou¾ití na modelech s pro-
mìnlivými koe�cienty.

V páté kapitole se zamìøíme na praktické vyu¾ití modelù s promìnlivými koe-
�cienty. Zmíníme nìkolik pou¾ití tìchto modelù na reálných problémech a rovnì¾
v souèasné dobì dostupný software, ve kterém lze modely s promìnlivými koe�-
cienty odhadovat. Na¹e poznatky pak aplikujeme na dva pøíklady reálných dat.
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1. Modely s promìnlivými
koe�cienty

Jak ji¾ bylo øeèeno, modely s promìnlivými koe�cienty kombinují pøednosti
neparametrické regrese a snadné interpretovatelnosti. Stejnì jako v lineární regresi
do modelu vstupují parametry v lineárním tvaru. Výrazná zmìna nastává a¾
v jejich podobì, kde ji¾ nejsou konstantami, nýbr¾ hladkými funkcemi závislými
na nìjakém modi�kátoru vlivu.

Mìjme náhodnou velièinu závislé promìnné Y , náhodný vektor regresorùX =
(X1,..., Xk)

T a náhodný vektor modi�kátorù vlivu U = (U1,..., Uk)
T . Oznaème si

Y = (Y1,..., Yn)T jako vektor závislé promìnné.
Pøedpokládejme, ¾e máme k dispozici data slo¾ená z n pozorování nezávislých

a stejnì rozdìlených náhodných vektorù (Yi,X
T
i ,U

T
i )T s rozdìlením náhodného

vektoru (Y,XT ,UT )T . Takováto data budeme dále oznaèovat jako standardní
data s nezávislými pozorováními.

Dále si oznaème Xi = (Xi,1,..., Xi,k)
T , i = 1,..., n jako vektor regresorù pro

i-té pozorování a Xj = (X1,j,..., Xn,j)
T jako vektor j-tého regresoru. Analogicky

oznaèíme i Ui = (Ui,1,..., Ui,k)
T , i = 1,..., n jako vektor modi�kátorù vlivu pro i-té

pozorování a U j = (U1,j,..., Un,j)
T jako vektor j-tého modi�kátoru vlivu.

De�nujme si je¹tì matici regresorù jako

X =

X1,1 · · · X1,k
...

...
...

Xn,1 · · · Xn,k

 = (X1,...,Xk),

a matici modi�kátorù vlivu následovnì

U =

U1,1 · · · U1,k
...

...
...

Un,1 · · · Un,k

 = (U 1,...,U k).

Základní tvar modelu pro standardní data o n nezávislých pozorováních je
pak de�nován jako

Yi =
k∑
j=1

βj(Ui,j)Xi,j + εi. (1.1)

Náhodné chyby εi, i = 1,..., n jsou nezávislé a normálnì rozdìlené se støední
hodnotou E(εi | Xi,Ui) = 0 a rozptylem var(εi | Xi,Ui) = σ2. Koe�cienty βj(·)
jsou de�novány jako neznámé hladké funkce.
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Základní de�nici modelu s normálnì rozdìlenými chybami je mo¾no zobecnit
na mno¾inu exponenciálních rozdìlení pomocí lineárního prediktoru a pøenosové
funkce jako

η =
k∑
j=1

βj(U
j)Xj, (1.2)

kde η je zmínìný lineární prediktor a støední hodnotu odhadu µ = EY získáme
pomocí pøenosové funkce g jako η = g(µ) (Hastie a Tibshirani, 1993).

Na první pohled z de�nice (1.1) nemusí být zøejmé, jak ¹irokou oblast tyto
modely pokrývají. Takté¾ zmínìná souvislost mezi modely s promìnlivými koe-
�cienty a modely lineární regrese spolu s aditivními modely nám mù¾e unikat.
Podívejme se proto na nìkolik speciálních pøípadù modelu s promìnlivými koe�-
cienty.

• Pokud vezmeme v¹echny koe�cienty βj(Uj) jako konstanty βj, pak dostá-
váme klasický model lineární regrese èi zobecnìné lineární regrese. Lineární
regrese je tedy speciálním pøípadem modelù s promìnlivými koe�cienty.

• Kdy¾ bychom pou¾ili regresory Xj = c, kde c je nìjaká konstanta (bez
újmy na obecnosti kupøíkladu 1), pak nám v rovnici zbývají pouze èleny
βj(Uj). Ty jsou de�novány jako jakési hladké funkce závislé na Uj a tím pá-
dem takovýto model je aditivním modelem s regresory (U1,..., Uk). Nic nám
nebrání pou¾ít regresory (X1,..., Xk) jako tyto modi�kátory vlivu a dostat
aditivní model pro pùvodní regresory. Aditivní modely tedy takté¾ mù¾eme
pova¾ovat za speciální pøípad modelù s promìnlivými koe�cienty.

• Pokud si koe�cienty βj(Uj) de�nujeme jako βjUj, pak vytvoøíme interakci
lineárního regresního modelu βjUjXj.

• Pøedpokládejme jednoduchý model pouze s jediným regresorem X. Tento
regresor pou¾ijme i jako modi�kátor vlivu. Dostáváme pak rovnici modelu
Yi = β(Xi)Xi + εi. Takovýto model je jak speciálním pøípadem modelu
s promìnlivými koe�cienty, tak i modelem vyhlazovací èi neparametrické
regrese.

• Takté¾ je tøeba se více zamyslet nad tvary modi�kátorù vlivu Uj, j = 1,..., k.
Modi�kátor vlivu si mù¾eme de�novat nejen jako skalár, ale i jako vektor.
Volba vektorového modi�kátoru vlivu se nabízí kupøíkladu pro zemìpisné
nebo GPS souøadnice, kdy¾ oèekáváme zmìny vlivu parametrù v závislosti
na lokaci. Ve zbytku práce budeme uva¾ovat pouze skalární modi�kátory
vlivu.

• V de�nici modelu s promìnlivými koe�cienty (1.1) je ke ka¾dému regresoru
Xj, j = 1,..., k pøiøazen vlastní modi�kátor vlivu Uj. V¹echny tyto modi-
�kátory vlivu ale mohou být jedna a ta samá promìnná. V dal¹í kapitole
nastíníme nìkolik rùzných metod odhadù modelù s promìnlivými koe�ci-
enty. Nìkteré z nich jsou navr¾eny pro rùzný modi�kátor vlivu pro ka¾dý
regresor, ale nìkteré pou¾ívají pouze jediný modi�kátor vlivu, stejný pro
v¹echny regresory.
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Dále pouze pro zajímavost uvedeme i dva pokroèilé speciální typy modelù
s promìnlivými koe�cienty, kterými se u¾ ale v práci dále nebudeme zabývat.

• (Hastie a Tibshirani, 1993) navrhli Bayessovský tvar modelu s èasovì pro-
mìnlivými koe�cienty Yt = Xtβ(t) + εt pro pozorování v èasech t = 1,..., n,
odezvu Yt a jediný regresor Xt. U koe�cientu β(t) pøedpokládáme apriorní
informaci a model pak vypadá následovnì:

Yt = Xtβ(t) + νt, νt ∼ N(0,Vt),

β(t) = Gtβ(t− 1) + tωt, ωt ∼ N(0,Wt).
(1.3)

První rovnice se nazývá rovnice pozorování a druhá evoluèní. Regresní pa-
rametr β s èasovým modi�kátorem vlivu t je zde de�nován jako Markovùv
proces.

• (Fan a kol., 2003) pøedstavili zcela novou tøídu modelù s promìnlivými
koe�cienty - adaptivní modely. Ty zde zmíníme proto, aby si ètenáø udìlal
pøedstavu o obrovském potenciálu tìchto modelù. Jak jsme ji¾ zmínili, velký
pøínos modelù s promìnlivými koe�cienty vidíme v hledání skrytých závis-
lostí mezi trojicí odezva, regresor a modi�kátor vlivu. Pøi velkém mno¾ství
vstupních promìnných pøed modeláøem stojí zásadní problém výbìru mo-
di�kátoru èi modi�kátorù vlivu. Promìnné jako èas èi vìk se nabízejí jako
zøejmé, av¹ak pro nalezení onìch ne zcela zøejmých závislostí je tøeba testo-
vat rùzné modely. To ale pøi velkém poètu regresorù není prakticky mo¾né.
Analogicky ani v lineární regresi nelze pøi poètu prediktorù v rámci stovek
a tisícù ruènì pøidávat èi odebírat promìnné z modelu. Proto jsou pou¾í-
vány rùzné výbìrové algoritmy, kupøíkladu forward èi stepwise selekce. Tyto
metody bohu¾el pro modely s promìnlivými koe�cienty doposud nejsou
k dispozici, ale jako krok tímto smìrem vidíme právì adaptivní modely,
které jako modi�kátor vlivu dosadí kombinaci v¹ech regresorù, z nich¾ je
pak podle hodnot odhadnutých koe�cientù mo¾no vybrat ty relevantní. Jak
jsme ji¾ naznaèili, autoøi podstatnì roz¹íøili modelovací schopnosti tìchto
modelù nahrazením modi�kátoru vlivu lineární kombinací v¹ech modi�ká-
torù vlivu. Jejich model je ve tvaru:

Yi =
k∑
j=1

βj(α
TUi)Xi,j + εi, (1.4)

kde se nám oproti základnímu tvaru modelu s promìnlivými koe�cienty
v rovnici (1.1) namísto modi�kátoru vlivu j-tého regresoru Uj, j = 1,..., k
objevuje kompozitní modi�kátor vlivu αTUi. Koe�cient α ∈ Rk znaèí vlivy
jednotlivých modi�kátorù na výsledný modi�kátor vlivu αTUi.

V¹imnìme si, ¾e koe�cient α nezávisí na poøadí regresoru j = 1,..., k. Tím
pádem v¹echny regresory mají stejný modi�kátor vlivu. Pokud pomineme
výpoèetní nároènost odhadu takovéhoto typu modelu s promìnlivými koe-
�cienty, pak by bylo mo¾no si do budoucna pøedstavit rozvoj tìchto modelù
pøidáním odhadu αj pro ka¾dý vektor regresoru Xj, j = 1,..., k zvlá¹».
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Tím jsme popsali tvar modelu s promìnlivými koe�cienty pro standardní data
s nezávislými pozorováními a nìkteré jeho speciální pøípady. Èasto se ale mù¾eme
setkat i s jiným druhem dat. Øeè je o datech longitudinálních, tedy datech, kde pro
jednotlivé subjekty máme k dispozici vícero rùzných pozorování. Ty reprezentují
spojení regresní analýzy a analýzy èasových øad. S takovýmto typem dat se asi
nejèastìji setkáme v lékaøství, kdy pro jednotlivé pacienty disponujeme záznamy
z rùzných èasù. Modely s promìnlivými koe�cienty lze aplikovat i na tyto data.
Metody jejich odhadu a inference byly popsány v (Huang a kol., 2004).

Budeme uva¾ovat èasová longitudinální data a zavedeme si následující zna-
èení. Mìjme k dispozici n pozorovaných nezávislých subjektù, pøièem¾ ke ka¾-
dému z nich je¹tì máme ni pozorování v èasech ti,l, l = 1,..., ni. Závislou pro-
mìnnou pro i-tý subjekt a jeho l-té pozorování oznaèíme Yi,l = Yi(ti,l) a vektor
pozorování závislé promìnné pro i-tý subjekt jako Yi = (Yi,1,..., Yi,ni

)T . Dále si
de�nujme Xi,l,j, j = 1,..., k jako j-tý regresor u l-tého pozorování i-tého subjektu
a vektorXi,l = (Xi,l,1,..., Xi,l,k)

T = Xi(ti,l). Pozorování regresorù si oznaème jako
D = {(Xi(ti,l), ti,l), i = 1,..., n, l = 1,..., ni}.

Vzhledem k povaze tìchto dat budeme pou¾ívat pouze jediný modi�kátor
vlivu, a to èas l-tého pozorování i-tého subjektu ti,l. Základní tvar modelu s pro-
mìnlivými koe�cienty a longitudinálními daty je pak de�nován následovnì:

Yi,l =
k∑
j=1

βj(ti,l)Xi,l,j + εi,l, (1.5)

kde βj(ti,l) znaèí j-tý koe�cient v èase ti,l a εi,l náhodnou chybu s rozdìlením
N(0, σ2(ti,l)). Vektory chyb i-tých subjektù εi = (εi,1,..., εi,ni

)T , i = 1,..., n jsou
nezávislé a stejnì rozdìlené. Jednotlivé chyby pro i-tý subjekt εi,l, l = 1,..., ni v¹ak
ji¾ nezávislé být nemusí, a proto jsou jak odhad, tak statistická inference pro tyto
modely slo¾itìj¹í, ne¾ u modelu s promìnlivými koe�cienty pro standardní data
de�novaného rovnicí (1.1).
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2. Metody odhadù

Modely s promìnlivými koe�cienty se oproti klasickým zobecnìným lineár-
ním modelùm li¹í ve dvou bodech. Jedná se o promìnlivou strukturu parametrù
v závislosti na nìjakém modi�kátoru vlivu a jimi podmínìné slo¾itìj¹í metody
odhadu. Právì tento neparametrický pøístup poskytuje modelùm s promìnlivými
koe�cienty 
exibilitu. Jak ji¾ ov¹em bylo øeèeno, nespoèetné mo¾nosti odhadnuté
funkce v neparametrických metodách pøiná¹í svá vlastní úskalí. Kvùli kletbì di-
menzionality je tøeba odhadovanou funkci více speci�kovat. (Hastie a Tibshirani,
1993) popisují nìkolik mo¾ností takovéto restrikce. Jako nejjednodu¹¹í pøíklad
uvádìjí de�novat si nìjakou parametrickou bázi, kupøíkladu polynomy èi trigo-
nometrické funkce. Tato metoda ov¹em poskytuje pøíli¹ málo 
exibility. Alterna-
tivou by mohlo být pou¾ití regresních splajnù s pevnì stanovenými uzly. U této
metody ale nesprávná volba umístìní uzlù vede k vychýleným výsledkùm. Dále
je mo¾né omezit se kupøíkladu na Fourierovy øady èi pou¾ít nìjakou obecnìj¹í
neparametrickou restrikci jako hladké funkce. Odhad takovýchto obecných nepa-
rametrických funkcí je pak takté¾ mo¾no aplikovat rùznými zpùsoby, a» u¾ pøes
lokální jádrové metody, penalizaci nebo stochastické Bayesovy formulace.

Zpùsobù odhadu koe�cientù v modelech s promìnlivými koe�cienty bylo v li-
teratuøe prozatím publikováno pouze nìkolik. Ty se dají rozdìlit na dva rùzné
pøístupy - lokálnì regresní metody a odhady pomocí splajnù. Je jisté, ¾e s rozvo-
jem v oblasti neparametrické regrese se budou vyvíjet i modely s promìnlivými
koe�cienty, a» u¾ publikací nových metod odhadu èi hlub¹í statistickou inferencí.
V dne¹ní dobì jsou ale v literatuøe dùkladnì popsány pouze tyto dva zpùsoby
odhadu. V následujících podkapitolách si struènì nastíníme tyto metody, jeliko¾
se od nich bude odvíjet celá konstrukce statistické inference.

V první kapitole jsme de�novali jak základní gaussovský tvar modelù s pro-
mìnlivými koe�cienty, tak i tvar zobecnìný. V této kapitole se budeme vìnovat
pouze odhadu gaussovské varianty. Odhady zobecnìného tvaru se konstruují ob-
dobnì, ale s pomocí maximální vìrohodnosti a aplikace algoritmu typu Newton-
Raphson. Odhady pomocí vyhlazovacích splajnù (tzv. smoothing spline), pena-
lizovaných splajnù a pomocí lokální regrese byly autory de�novány pro základní
Gaussovský tvar modelù s promìnlivými koe�cienty a standardními daty (viz.
(1.1)). Naproti tomu odhad pomocí polynomiálních splajnù byl zkonstruován spe-
ciálnì pro pou¾ití longitudinálních dat a tak ho také uvedeme. Pro tento pøístup
je tøeba brát de�nici (1.5) a její pøíslu¹né znaèení, které se od vý¹e zmínìného
základního trochu li¹í.

2.1 Odhad pomocí splajnù

V této podkapitole se seznámíme se tøemi rùznými zpùsoby odhadu modelu
s promìnlivými koe�cienty pomocí splajnù - vyhlazovacími splajny, polynomi-
álními splajny a penalizovanými splajny. Splajn øádu d s uzly ξ0 ≤ ξ1 ≤ ... ≤
ξM+1 je hladká køivka tvoøená na ka¾dém intervalu [ξg,ξg+1], g = 0,...,M polyno-
mem øádu d. Hladkost køivky znamená, ¾e má na celém svém de�nièním oboru
[ξ0, ξM+1] spojité derivace a¾ do øádu d−1. Dvojice {ξ0,ξM+1} je èasto oznaèována
jako vnìj¹í uzly ohranièující de�nièní obor splajnu a ξ1,..., ξM jako uzly vnitøní.
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Odhadnuté funkcionální regresní koe�cienty v tìchto metodách budou pro
modely s promìnlivými koe�cienty v¾dy splajny. V èem se tedy tyto metody li¹í?
Rozdíl není v typu køivky, ale ve volbì uzlù ξ1,..., ξM a penalizaci nehladkosti.

• Vyhlazovací splajny jsou de�novány jako splajny tøetího øádu, kde si jako
uzly zvolíme v¹echny unikátní pozorované hodnoty promìnné, kterou dosa-
zujeme na pomyslnou osu x. V pøípadì modelù s promìnlivými koe�cienty
tedy pùjde o unikátní hodnoty pozorovaných hodnot pøíslu¹ného modi�ká-
toru vlivu Uj. Zároveò je v rámci odhadu aplikován penalizaèní parametr
λ de�nující míru vyhlazení odhadnuté køivky.

• Polynomiální splajny bývají èasto oznaèovány jako regresní splajny. Naroz-
díl od vyhlazovacích splajnù mohou disponovat øádem jiným ne¾ kubickým
a pøi jejich odhadu nedochází k penalizaci nehladkosti. Takté¾ výbìr vni-
tøních uzlù probíhá jiným zpùsobem. Nejprve se kupøíkladu pomocí tzv.
cross-validace vybere poèet vnitøních uzlùK < n. Ty jsou následnì vybrány
buï jako odpovídající kvantily náhodné velièiny U nebo ekvidistantnì, tj.
rozdìlením de�nièního oboru na K+1 stejnì velkých intervalù s uzly v hra-
nièních bodech, pøípadnì jinými vhodnými zpùsoby.

• Penalizované splajny kombinují pøístup vyhlazovacích a polynomiálních spl-
ajnù. Volba uzlù a øádu probíhá shodnì s polynomiálními splajny a navíc
se pøi odhadu aplikuje penalizaèní èlen nehladkosti.

U publikovaných metod odhadù modelù s promìnlivými koe�cienty v¹echny
tyto tøi pøístupy ke konstrukci splajnù pou¾ívají B-splajnovou bázi. Jejími argu-
menty jsou øád splajnu a mno¾ina uzlù (vnitøních i vnìj¹ích). B-splajnová báze
pak tvoøí bázi lineárního prostoru v¹ech splajnových funkcí daného øádu a uzlù.
Konstruuje se rekurzivnì pomocí de Boorovy formule.

Mìjme de�nován øád splajnu d a uzly ξ0 ≤ ξ1 ≤ ... ≤ ξM+1. Vnìj¹í uzly d-krát
zreplikujeme a dostaneme posloupnost uzlù ξ−d = ... = ξ0 ≤ ξ1... ≤ ξM+1 =
... = ξM+d+1. Oznaème si Bv,p(ξ) jako v-tou B-splajnovou bazickou funkci øádu p
v bodì ξ ∈ [ξ0, ξM+1]. Ta je de�nována následovnì

Bv,0(ξ) =

{
1 pro ξv ≤ ξ < ξv+1,
0 jinak,

Bv,p(ξ) =
ξ − ξv
ξv+p − ξv

Bv,p−1(ξ) +
ξv+p+1 − ξ
ξv+p+1 − ξv+1

Bv+1,p−1(ξ),

pokud je nìjaký z jmenovatelù nulový, pak je danému zlomku pøiøazena nulová
hodnota. Pomocí této rekurzivní formule zkonstruujeme bazické funkce po¾ado-
vaného øádu d a ty tvoøí B-splajnovou bázi vybraného splajnu. Existují i jiné
zpùsoby konstrukce báze prostoru splajnových funkcí, av¹ak B-splajnová báze se
tì¹í nejvìt¹í popularitì kvùli její výpoèetní stabilitì. Vìt¹ina statistických soft-
warù dnes disponuje funkcí konstruující B-splajnovou bázi.

2.1.1 Model se standardními daty

V této sekci se zamìøíme na metody odhadù modelù s promìnlivými koe�-
cienty pomocí splajnù na standardních datech s nezávislými pozorováními de-
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�novaných v rovnici (1.1). Ka¾dý regresor Xj, j = 1,..., k má pøiøazený vlastní
modi�kátor vlivu Uj.

Vyhlazovací splajny

První odhadová procedura modelù s promìnlivými koe�cienty byla navr¾ena
ji¾ v (Hastie a Tibshirani, 1993) a to odhad pomocí vyhlazovacího splajnu pøes
metodu penalizovaných nejmen¹ích ètvercù. Jedná se o kubický splajn, tedy
splajn tøetího øádu.

Budeme uva¾ovat model v klasickém tvaru

Yi =
k∑
j=1

βj(Ui,j)Xi,j + εi, i = 1,..., n, (2.1)

kde Y1,..., Yn znaèí pozorování závislé promìnné Y , Xi,j i-té pozorování j-tého
regresoru a Ui,j ekvivalentnì de�novaný modi�kátor vlivu. Pro odhad funkcí βj
se pou¾ije metoda penalizovaných nejmen¹ích ètvercù a budeme minimalizovat

min
βj∈C2,j=1,...,k

n∑
i=1

(
Yi −

k∑
j=1

Xi,jβj(Ui,j)

)2

+
k∑
j=1

λj

∫
β
′′

j (u)2du, (2.2)

kde C2 znaèí funkce se spojitými derivacemi do øádu 2. Parametry λj kont-
rolují míru vyhlazení a to tím zpùsobem, ¾e vy¹¹í hodnota implikuje hlad¹í vý-
slednou køivku. Pøed minimalizací je zapotøebí nejprve zvolit jejich hodnoty. Ty
mù¾eme získat metodami cross-validace èi zobecnìné cross-validace, nebo pomocí
volby po¾adovaných stupòù volnosti dané funkce a následné volby parametrù λj,
které nám dají po¾adované výsledky.

Takté¾ je tøeba si uvìdomit, ¾e tato minimalizace probíhá pøes funkce β1,..., βk
a tím pádem pøed námi stojí nekoneènì dimenzionální problém. Takovou úlohu
neumíme efektivnì vypoèítat a je proto tøeba tento problém øe¹it jiným zpùso-
bem. Reprezentujme si funkce βj, j = 1,..., k pomocí kubických splajnù a jejich
tvar pak lze pomocí B-splajnové báze pøepsat do tvaru

βj(Ui,j) =

Sj∑
s=1

γs,jB
(j)
s,d(Ui,j). (2.3)

B-splajnová báze je de�nována jednoznaènì stupnìm splajnu a jeho uzly. Jak
ji¾ bylo øeèeno u vysvìtlení konstrukce vyhlazovacích splajnù, stupeò vyhlazo-
vacího splajnu je de�nován jako kubický, tedy d = 3. Horní index j v zápisu
B-splajnové báze B(j)

s,d(Ui,j) znamená, ¾e pro její konstrukci pou¾íváme mno¾inu
uzlù pro j-tý koe�cient. Jako uzly bereme pozorování modi�kátoru vlivu Uj.
B-splajnová báze ji¾ je koneèná a budeme øe¹it koneènì dimenzionální problém
odhadu parametrù γs,j, j = 1,..., k, s = 1,..., Sj.

Pokud jako βj oznaèíme (βj(U1,j),..., βj(Un,j))
T a bazickou matici Bj s is-tým

èlenem de�novaným jako B(j)
s,d(Ui,j), pak lze rovnici (2.3) zapsat maticovì jako

βj = Bjγj, (2.4)

kde γj = (γ1,j,..., γSj ,j)
T . Minimalizaèní problém pøes koe�cienty γj pak lze

zapsat v maticovém tvaru následovnì
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min
γj∈RSj ,j=1,...,k

∥∥∥∥Y − k∑
j=1

DjBjγj
∥∥∥∥2

+
k∑
j=1

λj ‖ γj ‖2
Ωj
, (2.5)

kde Y = (Y1,..., Yn)T je vektor pozorovaných hodnot závislé promìnné, Dj

diagonální matice s n pozorovanými hodnotami regresoru Xj, ‖ γj ‖2
Ωj

= γTj Ωjγj

a Ωj znaèí matici s ik-tým elementem de�novaným jako
∫
B

(j)
i,d

′′

(u)B
(j)
k,d

′′

(u)du.
Výraz ‖ · ‖ zde znaèí L2-normu.

Úlohy (2.2) a (2.5) nejsou ekvivalentní, av¹ak bylo ukázáno, ¾e pøi reprezentaci
pomocí vyhlazovacího splajnu (øád 3 a uzly jako unikátní pozorované hodnoty
modi�kátorù vlivu Uj, j = 1,..., k) tyto dvì úlohy dávají stejná øe¹ení vzhledem
k datùm. Ze získaných odhadù γ̂j, j = 1,..., k z minimalizace (2.5) pak tím pádem
mù¾eme dopoèítat odhady β̂j pøes kupøíkladu tzv. back�ttingové procedury.

Penalizované splajny

Nevýhodou odhadu pomocí polynomiálních splajnù je nutnost správné volby
poètu a lokace uzlù. Jedná se o komplexní problém nelineární optimalizace a pøi
¹patné volbì tìchto parametrù dochází k nepøesnostem v odhadech. (Marx, 2010)
proto navrhli metodu penalizovaných splajnù (P-splajny), která vyhlazuje køivky
odhadnutých parametrù ve dvou krocích. Nejprve vyu¾ije bohaté regresní báze
k zámìrnému pøe�tování vektoru hladkých parametrù se skromným poètem stejnì
od sebe vzdálených B-splajnù. V kroku druhém probíhá vyhlazování pøes penali-
zaci diference mezi sousedícími koe�cienty B-splajnù, èím¾ nám vzniknou právì
hledané P-splajny.

Jako v pøedchozích metodách se funkce βj, j = 1,..., k vyjadøují pomocí B-
splajnové báze pøes parametry γj a cílem je minimalizovat výraz

min
γj∈RSj ,j=1,...,k

∥∥∥∥Y − k∑
j=1

DjBjγj
∥∥∥∥2

+
k∑
j=1

λj‖∆dγj‖2, (2.6)

kde Y je vektor pozorované závislé promìnné, Dj diagonální matice s n po-
zorovanými hodnotami regresoru Xj a Bj matice B-splajnové báze. ∆zγj znaèí
z-tou diferenci γj, kde první diference ∆1γj je de�nována jako γj+1 − γj, druhá
diference ∆2γj jako (∆1γj+1 −∆1γj) a analogickým zpùsobem pro dal¹í stupnì.
De�nujme si matici V = DjBj a vektor γ = (γT1 ,...,γ

T
k )T . Dále pou¾ijeme také

matici Mz, která konstruuje z-té diference γ jako Mzγ = ∆zγ. Pak mù¾eme
odhad parametrù γ̂ pro nìjakou λ = (λ1,..., λk)

T zapsat jako

γ̂ = (VTV + λMT
zMz)

−1VTY . (2.7)

I v této metodì je nutné pøedem zvolit parametry λj pro ka¾dou hledanou
køivku parametru βj, èeho¾ je dosa¾eno pou¾itím cross-validace nebo AIC kritéria.
Dále je mo¾no volit i promìnnou z vyjadøující stupeò diference. (Marx, 2010)
doporuèují volbu alespoò druhého stupnì diference a bázi kvadratického nebo
kubického B-splajnu.
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2.1.2 Model s longitudinálními daty

V této podkapitole se seznámíme je¹tì s jedním zpùsobem odhadu modelù
s promìnlivými koe�cienty zalo¾eným na splajnových metodách - odhadem po-
mocí polynomiálního splajnu. Ten je v¹ak navr¾en speciálnì pro pou¾ití na lon-
gitudinálních datech a proto se od vý¹e popsaných metod li¹í.

Polynomiální splajny

Dal¹í metoda odhadu modelù s promìnlivými koe�cienty pomocí splajnù je
zalo¾ena na polynomiálních splajnech a byla navr¾ena v (Huang a kol., 2004).
Polynomiální splajny jsou køivky tvoøené po èástech polynomy, které na sebe
hladce navazují na mno¾inì vnitøních bodù, kterým se øíká uzly. Polynomiální
splajn stupnì d s uzly ξ0 < ξ1 < ... < ξM+1, kde ξ0 a ξM+1 jsou koncové body
intervalu uzlù, je na ka¾dém z intervalù [ξm,ξm+1), 0 ≤ m ≤ M − 1 a [ξM ,ξM+1]
polynomem stupnì d a má v¹ude spojitou derivaci do øádu d − 1. Reprezentace
koe�cientù βj, j = 1,..., k pomocí tìchto splajnù mù¾eme zapsat jako

βj(ti,l) =

Sj∑
s=1

γs,jB
(j)
s,d(ti,l), j = 1,..., k, (2.8)

kde pro ka¾dé j = 1,..., k, B
(j)
s,d(.), s = 1,..., Sj je opìt B-splajnová báze stupnì

d na intervalu [ξ0,ξM+1] s �xním poètem uzlù Sj a jejich poøadím. V¹echny od-
hadované hodnoty èasu t tedy musí le¾et na intervalu [ξ0,ξM+1].

Model s promìnlivými koe�cienty pro longitudinální data nyní mù¾eme zapsat
ve tvaru

Yi,j =
k∑
j=1

Sj∑
s=1

Xi,l,jB
(j)
s,d(ti,j)γs,j + εi,j. (2.9)

De�nujme si následující výrazy:

B(t) =

B(1)
1,d(t) ... B

(1)
S1,d

(t) 0 ... 0 0 ... 0

... ... ... ... ... ... ... ... ...

0 ... 0 0 ... 0 B
(k)
1,d (t) ... B

(k)
Sk,d

(t)

 ,

a pro i = 1,..., n, j = 1,..., k a l = 1,..., ni

UT
i,l = XT

i (ti,l)B(ti,l),
Ui = (Ui,1,...,Ui,ni

)T ,
Wi = diag(ωi,..., ωi),

kde váhy ωi mohou nabývat hodnoty 1 pro pøiøazení stejné váhy ka¾dému
pozorování nebo hodnoty 1/ni pro pøiøazení stejné váhy ka¾dému pozorovanému
subjektu. Matice Wi má dimenzi k.

Odhady γs,j, j = 1,..., k, s = 1,..., Sj z rovnice (2.9) vypoèteme minimalizací
výrazu

12



min
γj∈RSj ,j=1,...,k

n∑
i=1

ωi

ni∑
l=1

(
Yi,j −

k∑
j=1

Sj∑
s=1

Xi,l,jB
(j)
s,d(ti,l)γs,j

)2

. (2.10)

Rovnici (2.10) pak mù¾eme pomocí vý¹e uvedených výrazù zapsat maticovì
jako

min
γj∈RSj ,j=1,...,k

n∑
i=1

(Yi −Uiγ)TWi(Yi −Uiγ), (2.11)

díky které mù¾eme vypoèítat unikátní odhad γ̂ ve tvaru

γ̂ =

( n∑
i=1

UT
i WiUi

)−1 n∑
i=1

UT
i WiYi, (2.12)

a odhad hledaného parametru β̂j(t), j = 1,..., k v nìjakém èase t má tvar

β̂j(t) =

Sj∑
s=1

γ̂s,jB
(j)
s,d(t).

V této metodì je tøeba pøedem zvolit poèty uzlù pro jednotlivé splajnové
funkce βj, j = 1,..., k a pøípadnì i jejich umístìní (pokud bychom se rozhodli
nepou¾ít ekvidistantní uzly èi uzly v pøíslu¹ných kvantilech daného modi�kátoru
vlivu). K tomu je mo¾no pou¾ít cross-validaci nebo informaèní kritéria jako AIC
èi BIC. (Huang a kol., 2004) ukázali, ¾e nejoptimálnìji se jeví volba poètu ekvi-
distantních uzlù podle kritéria AIC.

2.2 Odhad pomocí lokální regrese

V¹echny doposud popsané metody pou¾ívali pro odhad parametrických køi-
vek splajny. Jako kvalitní alternativa se jeví pou¾ití lokální regrese, která operuje
pouze s lokálními daty a ve výsledku je pova¾ována za ménì nároènou ve smyslu
výpoèetní slo¾itosti. Lokálnost zde spoèívá v principu, ¾e odhad funkce βj kon-
struujeme v¾dy pouze pro urèité okolí zvoleného bodu u0 z oboru hodnot mo-
di�kátoru vlivu U namísto konstrukce celé funkce jako v pøedchozích metodách
odhadu pomocí splajnù. Blí¾e tuto metodu vysvìtlíme u minimalizaèní funkce
jednokrokového odhadu.

Dal¹ím rozdílem oproti odhadu pomocí splajnù je poèet rùzných modi�ká-
torù vlivu. Vzpomìnme si, ¾e u odhadu pomocí splajnù byl ka¾dému regresoru
Xj, j = 1,..., k de�nován vlastní modi�kátor vlivu Uj. U odhadu pomocí lokální
regrese v¹ak pou¾íváme pouze jediný modi�kátor vlivu U . Pøi pou¾ití vlastního
modi�kátoru vlivu ke ka¾dému regresoru bychom toti¾ museli zvolit k-rozmìrný
bod u0 pro konstrukci globálního odhadu po¾adovaných køivek βj(U), co¾ by ale
vy¾adovalo více pozorování a výpoèetní nároènost takového úkolu by pravdìpo-
dobnì byla neúnosnì nároèná.

Tato metoda byla navr¾ena pouze pro standardní data s nezávislými pozoro-
váními.
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K aplikaci zmínìné lokálnosti se budou pou¾ívat jádrové funkce (tzv. kernely).
Ty jsou de�novány jako symetrické funkce K takové, ¾e K(x) ≥ 0 splòuje pod-
mínky

∫
RK(x)dx = 1,

∫
R xK(x)dx = 0 a

∫
R x

2K(x)dx > 0. Nejèastìji se pou¾ívá
Epanechnikova jádrová funkce de�novaná ve tvaru

K(x) =
3

4
(1− x2)I|x|≤1(x), pro x ∈ R.

Jádrových funkcí existuje velké mno¾ství a v této metodì je mo¾né zvolit si
jakoukoliv z nich, av¹ak výsledné odhady by se pøi pou¾ití rùzných jádrových
funkcí nemìly výraznì li¹it. Naopak zásadní roli v odhadu hraje vhodná volba
¹íøky pásma, kterou popí¹eme pozdìji.

Jednokrokový odhad

Fan a Zhang (1999) navrhli jednokrokovou metodu odhadu modelu s promìn-
livými koe�cienty pomocí lokální regrese. Pøedpokládejme, ¾e máme k dispozici
standardní data s nezávislými pozorováními {(Yi, Xi,1,..., Xi,k, Ui)}ni=1 a model
s promìnlivými koe�cienty s jediným modi�kátorem vlivu U . Promìnlivé koe�-
cienty βj budeme odhadovat lokální lineární regresí a pro ka¾dý bod u0 si tyto
funkce lokálnì aproximujeme useknutou Taylorovou øadou jako

βj(U) ≈ aj + bj(U − u0). (2.13)

Následnì se minimalizuje výraz ní¾e metodou nejmen¹ích ètvercù

min
aj ,bj∈R,j=1,...,k

n∑
i=1

(
Yi −

k∑
j=1

[
aj + bj(Ui − u0)

]
Xij

)2

Kh(Ui − u0), (2.14)

pro zvolené jádro K s ¹íøkou pásma h a výrazem Kh(·) de�novaným jako
K(·/h)/h.

Tato rovnice nám ale dá odhadnuté koe�cienty køivek pouze v okolí bodu
u0. Logicky je proto nutné tento postup opakovat i pro jiné body u0, abychom
dostali odhady po celé délce køivky. Máme k dispozici n pozorovaných hodnot
modi�kátoru vlivu Ui a proto zkonstruujeme n lokálních odhadù pro zvolené
body u0 = Ui, i = 1,..., n pomocí minimalizace rovnicí (2.14). Bodové odhady
β̂j(Ui), i = 1,..., n, j = 1,..., k jsou pak rovny odhadùm âj(Ui), i = 1,..., n, j =
1,..., k. Tímto zpùsobem z hledaných køivek βj dostaneme jejich odhady v bodech
Ui, i = 1,..., n a pøi dostateènì hustém pokrytí domény U i výslednou køivku.

Tato metoda tedy namísto jedné velké a slo¾ité minimalizace pou¾ívá mnoho
jednoduchých minimalizací a právì v tom spoèívá její men¹í výpoèetní slo¾i-
tost pøi slo¾itìj¹ích úlohách. Takté¾ se zde naskýtá prostor pro vhodnìj¹í volbu
mno¾iny bodù Ui, i = 1,..., n na kterých provádíme lokální odhad. Kupøíkladu je
mo¾né vzít si pouze unikátní hodnoty Ui, i = 1,..., n abychom neprovádìli stejnou
operaci vícekrát nebo si zvolit jen èást z této mno¾iny bodù dle nìjakého kritéria.

Odhady β̂(u0) = (β̂1(u0),..., β̂k(u0))T lze z rovnice (2.14) maticovì vyjádøit
jako

β̂(u0) = (Ik,0k)(Γ
T
u0
W h

u0
Γu0)

−1ΓT
u0
W h

u0
Y , (2.15)
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kde Ik je jednotková matice velikosti k, 0k matice takté¾ velikosti k, která má
ka¾dý èlen nulový a

Uu0 = diag(U1 − u0,..., Un − u0),
Γu0 = (X ,Uu0X ),
W h

u0
= diag(Kh(U1 − u0),..., Kh(Un − u0)).

Obrovská nevýhoda této metody ale spoèívá v pøedpokladu, ¾e v¹echny funkce
parametrù βj disponují stejnou mírou hladkosti, která je algoritmem aplikována
¹íøkou pásma h a useknutou Taylorovou øadu, jí¾ aproximujeme funkce βj(U).
Hodnotu ¹íøky pásma h volíme pomocí cross-validace.

Dvoukrokový odhad

Fan a Zhang (1999) kromì jednokrokového odhadu navrhli i odhad dvoukro-
kový, který øe¹í problémy s rùznými stupni hladkosti. Autoøi ukázali, ¾e pøedchozí
metoda nedoká¾e optimálnì odhadnout hlad¹í komponenty, nezávisle na volbì
¹íøky pásma. V prvním kroku tento algoritmus zvolí malou ¹íøku pásma a najde
odhady stejným zpùsobem jako v jednokrokovém odhadu. V kroku druhém jsou
tyto odhady pou¾ity u ménì hladkých parametrù a u zbylých (hlad¹ích) parame-
trù dochází k dal¹ímu vyhlazení pomocí vìt¹í ¹íøky pásma a aproximací useknutou
Taylorovou øadou vìt¹ího stupnì.

Nech» β = (β1,..., βk)
T . Bez újmy na obecnosti pøedpokládejme, ¾e βk je hlad¹í

ne¾ βj, j = 1,..., k − 1, které mají stejný stupeò hladkosti. Hladkost zde mù¾eme
vyjádøit pomocí spojitosti derivací. Pøedpokládejme, ¾e βk má spojitou ètvrtou
derivaci a zbylé βj pouze druhou. Model s promìnlivými koe�cienty pak zapí¹eme
ve tvaru

Yi =
k−1∑
j=1

βj(Ui)Xi,j + βk(Ui)Xi,k + εi, i = 1,..., n. (2.16)

V prvním kroku dojde k odhadu jednokrokovou metodou a odhady β̂j jsou
ve tvaru z rovnice (2.15). V modelu (2.16) nahradíme ménì hladké parametry
βj, j = 1,..., k − 1 tìmito odhady a dostáváme výraz

Yi −
k−1∑
j=1

β̂j(Ui)Xi,j = βk(Ui)Xi,k + εi, i = 1,..., n. (2.17)

V prvním kroku byly parametry βj aproximovány useknutou Taylorovou øa-
dou. My se ale teï zabýváme pouze parametrem βk, který je hlad¹í a proto ho
mù¾eme odhadnout Taylorovou øadou tøetího stupnì

βk(U) ≈
3∑

m=0

β
(m)
k (u0)(U − u0)m

m!
,

a tento výraz pak minimalizujeme s vìt¹í ¹íøkou pásma h1

min
ak,0,..,ak,3∈R

n∑
i=1

(
Yi −

k−1∑
j=1

β̂j(Ui)Xi,j −Xi,k

3∑
m=0

ak,m(Ui − u0)m
)2

Kh1(Ui − u0).

(2.18)
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Výsledný odhad β̂k koresponduje s odhadem minimalizovaného parametru âk,0
a maticovì má tvar

β̂k(u0) = eT1,4(GT
u0
W h1

u0
Gu0)−1GT

u0
W h1

u0
Ỹ , (2.19)

kde Ỹ = (Ỹ1,..., Ỹn), e1,4 je 4× 1 vektor s jednièkou v prvním øádku a nulami
jinde a

Ỹi = Yi −
k−1∑
j=1

β̂j(Ui)Xi,j,

W h1
u0

= diag(Kh1(U1 − u0),..., Kh1(Un − u0)),
Gu0 = diag(X1,k,..., Xn,k)Qu0 ,

Qu0 =

1 U1 − u0 (U1 − u0)2 (U1 − u0)3

...
...

...
...

1 Un − u0 (Un − u0)2 (Un − u0)3

 .

Alternativou k tomuto dodateènému vyhlazení koe�cientu βk mù¾e být nahra-
zení druhého kroku jednoduchým vyhlazením β̂k z prvního kroku pomocí lokální
kubické regrese se ¹íøkou pásma h1. Fan a Zhang (1999) ukázali, ¾e dvoukroková
metoda v¾dy pøiná¹í lep¹í výsledky ne¾ procedura jednokroková. I v pøípadì, ¾e
v¹echny parametry mají stejnou hladkost, dosahuje dvoukroková metoda stejnì
kvalitních výsledkù jako metoda jednokroková.
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3. Statistická inference

V pøedchozí kapitole jsme si nastínili ètyøi pøístupy, kterými lze modely s pro-
mìnlivými koe�cienty konstruovat. Aè algoritmy pro odhad jsou podrobnì po-
psány u v¹ech, jejich inference je následnì zkoumána pouze u dvou metod - od-
hadu pomocí polynomiálních splajnù (Huang a kol., 2004) a odhadu pomocí lo-
kální regrese (Fan a Zhang, 2008). Tyto metody se od sebe li¹í nejenom v pøístupu
k odhadu køivek βj, j = 1,..., k, ale i v pou¾itých datech. (Huang a kol., 2004)
svoji práci aplikovali na longitudinální data. Z toho dùvodu tuto kapitolu roz-
dìlíme na dvì èásti. V první se budeme vìnovat statistické inferenci pro model
se standardními daty odhadnutý pomocí lokální regrese. V druhé èásti se pak
zamìøíme pouze na model s longitudinálními daty odhadnutý pomocí polynomi-
álních splajnù. V obou tìchto èástech se podíváme na odhad vychýlení, rozptylu
a kovarianèní struktury, asymptotickou teorii a z nich vycházející konstrukci kon-
�denèních intervalù a pásem a testování hypotéz. Nakonec popí¹eme i nìkolik
zpùsobù testování hypotéz pro zbylé metody odhadu.

3.1 Model se standardními daty

V této podkapitole se zamìøíme na inferenci pro odhad pomocí lokální regrese
na standardních datech s nezávislými pozorováními.

3.1.1 Vychýlení a rozptyl

V pøípadì odhadu modelu s promìnlivými koe�cienty pomocí lokální regrese
je odhad vychýlení a rozptylu úzce spjat s volbou ¹íøky pásma h, kde její optimální
hodnota minimalizuje støední ètvercovou chybu MSE, pro její¾ výpoèet je tøeba
nejprve získat právì odhady vychýlení a rozptylu.

Pomocí Taylorova rozvoje a nìkolika kalkulací z (Fan a Zhang, 2000) se lze
dostat k výrazu

bias(β̂(u0)|X ,U) ≈ (Ik,0k)(Γ
T
u0
W h

u0
Γu0)

−1ΓT
u0
W h

u0
τ , (3.1)

kde τ je sloupcový vektor délky n s i-tým èlenem de�novaným jako

τi =
1

2
XT

i

(
β(2)(u0)(Ui − u0)2 +

1

3
β(3)(u0)(Ui − u0)3

)
,

a znaèením β(2)(u0) je my¹lena druhá derivace po slo¾kách vektoru β(u0).
Odhad podmínìného vychýlení β̂(u0) na (X ,U) pak získáme dosazením τ̂ za

τ v rovnici (3.1), kde v τ̂ je β(k)
j (u0) nahrazena odhadem β̂

(k)
j (u0), k = 2,3, který

se dá získat lokálním kubickým vyrovnáváním s pilotní ¹íøkou pásma h∗.
Z rovnice (2.15) zøejmì vidíme, ¾e matice podmínìného rozptylu je rovna

var(β̂(u0)|X ,U) = (Ik,0k)(Γ
T
u0
W h

u0
Γu0)

−1(ΓT
u0
W h

u0

⊗2
Γu0)

×(ΓT
u0
W h

u0
Γu0)

−1(Ik,0k)
Tσ2(u0),

(3.2)
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a pro odhad tohoto rozptylu pak staèí nahradit σ̂2(u0) za σ2(u0). Odhad σ̂2(u0)
dostaneme jako vedlej¹í produkt lokálního kubického vyrovnávání β(k)(u0), k =
2,3 s pilotní ¹íøkou pásma h∗ jako:

σ̂2(u0) =
Y T{W h∗

u0
−W h∗

u0
Γ∗u0(Γ

∗T
u0
W h∗

u0
Γ∗u0)

−1Γ∗Tu0W
h∗
u0
}Y

tr{W h∗
u0
− (Γ∗Tu0W

h∗
u0

Γ∗u0)
−1(Γ∗Tu0W

h∗
u0
⊗2Γ∗u0)}

, (3.3)

kde Γ∗u0 = (X ,Uu0X ,U 2
u0
X ,U 3

u0
X ).

3.1.2 Asymptotické vlastnosti

Konstrukce asymptotické teorie zde probíhá obdobnì jako u lineární regrese.
Nejprve je de�nováno nìkolik technických podmínek, díky kterým jsou následnì
vyøèeny vìty o asymptotickém chování vychýlení a rozptylu. V tomto pøípadì se
jedná o pøedpoklady (C1)-(C7). Ty zde nebudeme pøepisovat, ale odká¾eme ète-
náøe na (Fan a Zhang, 1999). Autoøi vypracovali asymptotické vlastnosti pro obì
své metody odhadu - jednokrokovou i dvoukrokovou. Pro formulaci následujících
vìt je ale nejprve tøeba de�novat nìkolik výrazù:

µp =

∫
R
tpK(t)dt,

νp =

∫
R
tpK2(t)dt,

dále polo¾me rs,j = rs,j(u0) = E(XsXj | U = u0) pro s,j = 1,..., k a de�nujme

Ψ = diag(σ2(U1),..., σ2(Un)),

αj = αj(u0) = (r1,j(u0),..., rk−1,j(u0))T ,

Ωj = Ωj(u0) = E[(X1,...,Xj)T (X1,...,X1) | U = u0].

V dal¹ím textu se setkáme s nìkolika rùznými ¹íøkami pásma. Parametr h0

znaèí zaèáteèní ¹íøku pásma, h1 ¹íøku pro jednokrokový odhad a h2 ¹íøku pásma
pro dvoukrokový odhad. Pro jednokrokový odhad k zápisu koe�cientu pøidáme
index JK (pro dvoukrokový odhad pak analogicky DK) a dostáváme následující
asymptotické vlastnosti:

Vìta 1. (Vychýlení a rozptyl, jednokrokový odhad)
Pøedpokládejme, ¾e podmínky (C1)-(C6) jsou splnìny. Pokud h1 → 0 tak, ¾e

nh1 →∞, pak asymptotické podmínìné vychýlení β̂k,JK(u0) je rovno

bias(β̂k,JK(u0) | X ,U) = −h
2
1µ2

2rk,k

k−1∑
j=1

rk,jβ
′′

j (u0) + op(h
2
1),

a asymptotický podmínìný rozptyl β̂k,JK(u0) je

var(β̂k,JK(u0) | X ,U) =
σ2(u0)(λ2rk,k + λ3α

T
kΩ−1

k−1αk)

nh1f(u0)λ1rk,k(rk,k −αTkΩ−1
k−1αk)

(1 + op(1)),
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kde λ1 = (µ4 − µ2
2), λ2 = ν0µ

2
4 − 2ν2µ2µ4 + µ2

2ν4 a λ3 = 2µ2ν2µ4 − 2ν0µ
2
2µ4 −

µ2
2ν4 + ν0µ

4
2.

V¹imnìme si nìkolika vìcí. Pøi volbì ¹íøky pásma h1 = O(n−1/5) dosáhne
podmínìná MSE jednokrokového odhadu β̂k,JK(u0) míry OP (n−4/5). Vyjádøení
vychýlení vý¹e jasnì ukazuje, ¾e aproximaèní chyby funkcí β1,..., βk−1 se pøene-
sou do vychýlení βk. Tím pádem jednokrokový odhad βk nabývá nezanedbatelné
aproximaèní chyby a není optimální. Dále také vý¹e popsaná vìta platí i bez
pøedpokladu podmínky (C3).

Následující èást se ji¾ bude týkat asymptotického chování dvoukrokového od-
hadu.

Vìta 2. (Vychýlení a rozptyl, dvoukrokový odhad)
Pøedpokládejme, ¾e podmínky (C1)-(C7) jsou splnìny. Pak lze asymptotické

podmínìné vychýlení β̂k,DK(u0) vyjádøit jako

bias(β̂k,DK(u0) | X ,U) =
1

4!

µ2
4 − µ6µ2

µ4 − µ2
2

β
(4)
k (u0)h4

2 −
µ2h

2
0

2rk,k

k−1∑
j=1

β
′′
j (u0)rk,j + oP (h4

2 + h2
0),

a asymptotický podmínìný rozptyl β̂p,DK(u0) jako

var(β̂k,DK(u0) | X ,U) =
(µ2

4ν0 − 2µ4µ2ν2 + µ2
2ν4)σ2(u0)

nh2f(u0)(µ4 − µ2
2)2

eTk,kΩ
−1
k ek,k(1 + oP (1)).

Asymptotický rozptyl dvoukrokového odhadu je nezávislý na pùvodní ¹íøce
pásma h0, pokud platí, ¾e nhγ0 → ∞, kde γ je dána z podmínky (C7). Tím
pádem pùvodní ¹íøka pásma by se mìla volit co nejmen¹í aby stále je¹tì splòoval
tuto podmínku. Dále také lze ukázat, ¾e pokud zvolíme optimální ¹íøku pásma h2

øádu n−1/9, tak podmínìný MSE dvoukrokového odhadu dosáhne optimální míry
konvergence OP (n−8/9).

Ve vìtách vý¹e byly odvozeny asymptotické vychýlení a rozptyl β̂k(u0) pro
jednokrokový i dvoukrokový odhad. Jeliko¾ odhadujeme pomocí lokální regrese,
tak β̂k(u0) je lineární odhad βk(u0) a má proto asymptotické normální rozdìlení
se støední hodnotou rovnou (βk(u0)|X ,U) a rozptylem var(β̂k(u0)|X ,U).

3.1.3 Kon�denèní pásma

Ukázalo se, ¾e kon�denèní intervaly pro funkcionální koe�cienty modelù s pro-
mìnlivými koe�cienty nepøedstavují validní pøístup k danému problému. Vez-
mìme si neznámou funkci g(·), její¾ 1 − α kon�denèní interval (g1(·), g2(·)) nám
zaruèí pouze fakt, ¾e P (ĝ1(u) ≤ g(u) ≤ ĝ2(u)) = 1 − α pro v¹echna u. To ale
neznamená, ¾e by platilo i P (ĝ1(u) ≤ g(u) ≤ ĝ2(u),∀u) = 1− α.

K praktickému odhadu kon�denèních mezí se tedy pou¾ívají kon�denèní pás-
ma. K jejich odhadu je tøeba nejprve zjistit distribuci maximálního rozdílu mezi
odhadnutou funkcí β̂j a skuteènou funkcí βj. Teoretická zji¹tìní potøebná k to-
muto úèelu byla podrobnì popsána v (Fan a Zhang, 2000). Autoøi se zde bez újmy
na obecnosti zamìøili na kon�denèní intervaly na intervalu [0,1]. Opìt si de�no-
vali nìkolik technických podmínek, které zde nebudeme uvádìt. V této práci do¹li
k velice dùle¾ité vìtì:
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Vìta 3. (Distribuce maximálního rozdílu mezi odhadnutým a skuteèným funkci-
onálním koe�cientem) Za platnosti podmínek uvedených v (Fan a Zhang, 2000)
dostáváme

P

[
(−2logh)1/2

(
supU∈[0,1]

| β̂j(u0)− βj(u0)− b̂ias(β̂j(u0)|X ,U) |
(v̂ar(β̂j(u0)|X ,U))1/2

− dv,n
)
< x

]
d−→ e−2e−x

,

pro j = 1,..., k a kde

dv,n = (−2logh)1/2 +
1

(−2logh)1/2
log

(
1

4ν0π

∫
(K

′
(t))2dt

)
,

ν0 =
∫
K2(t)dt.

Dle této vìty lze kon�denèní pásma pro βj(u0), j = 1,..., k jednodu¹e zkon-
struovat jako

β̂j(u0)− b̂ias(β̂j(u0)|X ,U)±∆j,α(u0),

kde

∆j,α(u0) =

(
dv,n +

[
log2− log

(
− log(1− α)

)]
(−2logh)1/2

)
×
(
v̂ar(β̂j(u0)|X ,U)

)1/2

.

Odhady b̂ias(β̂j(u0)|X ,U) a v̂ar(β̂j(u0)|X ,U) byly popsány v sekci (3.1.1). (Fan
a Zhang, 2000) takté¾ na simulacích ukázali, ¾e takto konstruovaná kon�denèní
pásma fungují velice dobøe.

3.1.4 Testování hypotéz

U odhadnutých funkcionálních koe�cientù nás bude zajímat pøedev¹ím infor-
mace o tom, zda-li jsou skuteènì promìnlivé dle svého modi�kátoru vlivu nebo
zda-li nabývají konstantní hodnoty a odhadujeme je proto zbyteèné odhadovat
je neparametricky. Právì k tomuto úèelu pou¾ijeme principy testování hypotéz
a test s hypotézami

H0 : βj(U) = cj

H1 : βj(U) 6= cj,
(3.4)

kde cj znaèí jakousi konstantu. Pro odhady βj, j = 1,..., k kalkulované po-
mocí lokální regrese byla ukázána jejich asymptotická normalita. Pøi dostateèném
poètu pozorování je proto mo¾né pro vý¹e uvedený test konstruovat klasickou
t-testovou statistiku z lineární regrese zalo¾enou právì na znalosti normálního
rozdìlení odhadnutého koe�cientu. Takovýto postup je ale aplikován pouze na
jediný bod výsledné køivky. Postupuje se tedy tak, ¾e pro ka¾dý v datech po-
zorovaný modi�kátor vlivu zkonstruujeme a vyhodnotíme tento test. Pokud pro
nìjaký z tìchto bodù nebo nìjakou jejich èást zamítáme nulovou hypotézu, ¾e
funkce odhadnutého koe�cientu v daném bodì je rovna zvolené konstantì, pak
lze tvrdit, ¾e odhadnutá køivka není konstantní. Samozøejmì je tøeba vhodnì
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zvolit testovanou konstantu, kupøíkladu jako prùmìr v¹ech odhadnutých hod-
not koe�cientu βj, tj. odhady pro pozorovaný modi�kátor vlivu Ui, i = 1,..., n.
Takté¾ je tøeba vhodným zpùsobem upravit výsledné p-hodnoty, jeliko¾ se jedná
o problém vícenásobného testování.

Pokud bychom v¹ak radìji pøesnìj¹í výsledky nebo disponujeme pøíli¹ málo
pozorováními pro splnìní asymptotické normality, pak lze pou¾ít i jiné slo¾itìj¹í
metody. (Fan a Zhang, 2000) navrhli vlastní verzi testování hypotéz pro jimi
zkoumané modely s promìnlivými koe�cienty odhadnuté pomocí lokální regrese.
Jejich metoda je zalo¾ena na distribuci maximálního rozdílu mezi odhadnutou
funkcí a skuteènou funkcí, je¾ byla formulována ve vìtì 3 pro kon�denèní pásma.
Tato metoda umo¾òuje dvì rùzná pou¾ití. Za prvé je mo¾né testovat hypotézu

H0 : βj(U) = β0(U)

H1 : βj(U) 6= β0(U),

pro nìjakou pevnì stanovenou funkci β0(·). Pøirozenì se naskýtá otázka, zda-li
nìjaká takováto funkce spadá do kon�denèního pásma, co¾ je ekvivalentní s pou-
¾itím testové statistiky

T = (−2logh)1/2

(∥∥∥(v̂ar(β̂j(U)|X ,U)
)−1/2(

β̂j(U)− β0(U)− b̂ias(β̂j(U)|X ,U)
)∥∥∥− dv,n),

kde zamítáme nulovou hypotézu, pokud tato testová statistika pøekroèí hod-
notu cα = −log(−0.5logα).

Nejdùle¾itìj¹í metoda navr¾ená v (Fan a Zhang, 2000) se zabývá otázkou,
zda-li odhadnutý funkcionální koe�cient není konstantní. Test je formulován jako

H0 : βj(U) = cj

H1 : βj(U) 6= cj.

Zkou¹et dosazovat rùzné konstanty a pro nì pak hypotézu testovat by bylo
dosti nesmyslné a velmi nepraktické. Proto je tøeba nejprve odhadnout, jaké ve-
likosti by testovaná konstanta mìla za nulové hypotézy nabývat. Za platnosti
nulové hypotézy je model de�nován jako

Y =
k−1∑
j=1

βj(U)Xj + cXk + ε.

Odhad ĉ vypoèteme dvoukrokovì. Nejprve zanedbáme fakt, ¾e by c mìla být
konstanta a namísto toho k ní pøistupujeme jako k nìjaké funkci βk(U). Lokální
regresí dostaneme odhady β̂k(Ui), i = 1,..., n. Ka¾dý z tìchto odhadù je takté¾
i odhadem neznámé konstanty c za platnosti nulové hypotézy. Ve druhém kroku
pak u¾ jen tyto odhady zprùmìrujeme a dostaneme

ĉ =
1

n

n∑
i=1

β̂k(Ui) =
1

n

n∑
i=1

eTl,4(GT
Ui
W h

Ui
GUi

)−1GT
Ui
W h

Ui
Y ,

kde l = 4(k−1)+1. Pro zjednodu¹ení se zde pøedpokládá, ¾e modi�kátor vlivu
U se nachází na intervalu [0,1], kde je spojitý nezáporný. Autoøi formulovali vìtu
o asymptotickém chování vychýlení a rozptylu odhadnuté konstanty ĉ, díky ní¾
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a díky vìtì o distribuci maximálního rozdílu mezi odhadnutou funkcí a skuteènou
funkcí pak lze pro tento test formulovat testovou statistiku ve tvaru

T = (−2logh)1/2

(∥∥∥(v̂ar(β̂k(U)|X ,U)
)−1/2(

β̂k(U)− ĉ− b̂ias(β̂k(U)|X ,U)
)∥∥∥− dv,n),

a zamítat nulovou hypotézu pro velké hodnoty této statistiky, tedy pøi pøe-
kroèení kritické hodnoty cα = −log(−0.5logα) na hladinì α.

3.2 Model s longitudinálními daty

Dal¹í podkapitola se vìnuje inferenci pro odhad pomocí polynomiálních splaj-
nù na longitudinálních datech.

3.2.1 Rozptyl a kovarianèní struktura

Oproti odhadu rozptylu a kovarianèní struktury u modelu se standardními
daty je tato operace u longitudinálních dat ponìkud komplikovanìj¹í. Dùvodem
je závislost mezi rùznými pozorováními pro jednotlivé subjekty. Matici rozptylu
odhadu γ̂ podmínìnou na mno¾inì D lze zapsat jako

var(γ̂|D) =

( n∑
i=1

UT
i WiUi

)−1( n∑
i=1

UT
i WiViWiUi

)( n∑
i=1

UT
i WiUi

)−1

, (3.5)

kde Vi = var(Yi) = Cε(ti,j, ti,j′ ) a Cε(t,s) je kovariance ε(t). Pro �nální odhady

parametrù β̂ je tøeba odhady koe�cientù γ̂ aplikovat na pou¾itou B-splajnovou
bázi a matice rozptylu β̂(t) podmínìný mno¾inou D má podobu

var(β̂(t)|D) = B(t)

( n∑
i=1

UT
i WiUi

)−1( n∑
i=1

UT
i WiViWiUi

)
×
( n∑

i=1

UT
i WiUi

)−1

BT (t).

(3.6)

Pokud bychom chtìli získat rozptyl pouze pro jednotlivý parametr β̂l(t), tak
staèí de�novat si ej+1 jako (k + 1)-dimenzionální nulový vektor s (j + 1)-ním
èlenem rovným jedné. Pak podmínìný rozptyl β̂l(t) na D je

var(β̂j(t)|D) = eTj+1var(β̂(t)|D)ej+1, j = 1,..., k. (3.7)

V¹imnìme si, ¾e ze v¹ech pou¾itých promìnných neznáme podobu matice Vi =
Cε(ti,l, ti,l′ ). K té je zapotøebí urèit kovarianèní strukturu procesu chyb ε(t). To je
ale kvùli longitudinální podobì vstupních dat podstatnì slo¾itìj¹í ne¾ pøi pou¾ití
standardních dat s nezávislými pozorováními. Na druhou stranu to ale podstatnì
roz¹iøuje mo¾nosti pou¾ití modelu s promìnlivými koe�cienty s odhadem pomocí
polynomiálních splajnù, jeliko¾ v poslední dobì se longitudinální data zaèínají
vyu¾ívat mnohem èastìji a to nejen v lékaøských pozorováních.
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(Huang a kol., 2004) navrhli metodu zalo¾enou na odhadu kovarianèní funkce
pomocí splajnù, kde funkci Cε(t,s) aproximovali jako tensorový produkt splajnù
na [ξ0, ξM+1]× [ξ0, ξM+1]

Cε(t,s) ≈
∑
a

∑
b

ua,bB
ξ
a,d(t)B

ξ
b,d(s), t,s ∈ [ξ0, ξM+1], t 6= s, (3.8)

kde Bξ
a,d(t) je a -tá B-splajnová báze stupnì d na mno¾inì uzlù ξ0,..., ξM+1.

Zøejmì platí, ¾e E(ε(ti,l)ε(ti,l′ ) = Cε(ti,l,ti,l′ ) pro l 6= l
′
a Cε(t,s) = Cε(s,t). Pøi

pozorovaných {εi(ti,l), i = 1,..., n, l = 1,..., ni} lze Cε(s,t), s 6= t odhadnout pøes
minimalizaci vý¹e uvedených parametrù {ua,b : ua,b = ub,a} pomocí výrazu

min
ua,b∈R:ua,b=ub,a

n∑
i=1

ni∑
l,l′=1,l<l′

(
εi(ti,l)εi(ti,l′ )−

∑
a

∑
b

ua,bB
ξ
a,d(ti,l)B

ξ
b,d(ti,l′ )

)2

. (3.9)

Skuteèná εi(ti,l) v¹ak nejsou pozorována a proto je tøeba místo nich dosazovat
jejich odhady - rezidua ε̂i(ti,l) = Yi,l − XT

i β̂(ti,l). Výsledný odhad kovarianèní
funkce pro t 6= s pak snadno dostaneme dosazením odhadnutých parametrù ûk,l
do vzorce (3.8). Odhad rozptylu σ2

ε (t) = Cε(t,t) dostaneme obdobnì aproximací
Cε(t,t) ≈

∑
a

vaB
ξ
a,d(t), kde odhad v̂k opìt získáme minimalizací

min
va∈R

n∑
i=1

ni∑
l=1

(
ε̂2i (ti,j)−

∑
a

vaB
ξ
a,d(ti,l)

)2

. (3.10)

Tímto zpùsobem je odhadnuta celá rozptylová matice. Autoøi se dále zamý¹lejí
i nad kvalitou tohoto odhadu, který zøejmì závisí na volbì splajnového prostoru,
tedy volbì umístìní uzlù. Opìt zde nará¾íme na problém výpoèetní slo¾itosti, kdy
volba poètu stejnì vzdálených uzlù pomocí cross-validace vy¾aduje velké mno¾-
ství výpoèetního výkony. Autoøi podle svých zku¹eností proto doporuèují vybrat
poèet uzlù ruènì v rozmezí 5 a¾ 10.

3.2.2 Asymptotické vlastnosti

V této èásti se blí¾e podíváme na asymptotické vlastnosti odhadnutých funkcí
β̂. Asymptotiku pro longitudinální data zde zkoumáme pro mno¾inu subjektù
i = 1,..., n, kde jejich poèet n jde k nekoneènu. Poèet pozorování u i-tého subjektu
oznaèený jako ni mù¾e nebo nemusí jít k nekoneènu. Pro ka¾dý subjekt je rovnì¾
pou¾ita váha wi = 1/ni.

(Huang a kol., 2004) si nejprve de�novali technické podmínky (C1)-(C6). Opìt
je zde nebudeme uvádìt a ètenáøe odká¾eme na citovaný èlánek. Abychom zde
pouze nepøepisovali tento èlánek, tak v plném znìní uvedeme pouze nìkolik hlav-
ních vìt a zbylé poznatky jen popí¹eme.

Autoøi ukázali, ¾e výsledné odhady β̂j, j = 1,..., k jsou de�novány jednoznaènì
a s pravdìpodobností jdoucí k jedné. Tyto odhady jsou takté¾ konzistentní. Zavádí
se zde nová promìnná β̃j(t) = E[β̂j(t)|D] jako støední hodnota β̂j(t) podmínìná
na D

V dal¹í vìtì je vyèíslena míra konvergence ‖ β̂j−βj ‖2, ‖ β̃j−βj ‖ a ‖ β̂j−β̃j ‖2.
Tato vìta implikuje, ¾e rozsah vychýlení je omezen v pravdìpodobnosti nejlep¹í
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aproximaèní mírou dosa¾itelnou v prostorech splajnových funkcí. Kdy¾ je poèet
pozorování pro ka¾dý subjekt omezen, tedy ni ≤ C, 1 ≤ i ≤ n pro nìjakou
konstantu C, pak míra konvergence ‖ β̃j − βj ‖2 je omezena na OP (Kn/n + ρ2

n),
co¾ je stejná míra jako u standardních dat s nezávislými pozorováními.

Pokud zvolíme Kn ∼ (n−2)
∑
i

n−1
i )−1/5 a poèet pozorování pro ka¾dý subjekt

je omezen, pak lze dosáhnout ‖ β̂j − βj ‖2= OP (n−4/5), co¾ je takté¾ stejná
optimální míra jako u dat s nezávislými pozorováními. Kdy¾ dále omezíme poèet
pozorování pro ka¾dý subjekt ni �xní konstantou, pak nám pro dosa¾ení n−4/5

míry staèí Kn ∼ n1/5.

Vìta 4. (Vychýlení)
Pøedpokládejme, ¾e podmínky (C1)-(C5) jsou splnìny a KnlogKn

n
→ 0, pro

n→∞. Pak supt∈[ξ0,ξM+1]

∣∣β̃j(t)− βj(t)∣∣ = OP (ρn), j = 1,..., k.

Tato vìta nám dává postaèující podmínku k tomu, aby vychýlení bylo zane-
dbatelné vzhledem k rozptylu.

Vìta 5. (Asymptotická normalita)
Pøedpokládejme, ¾e podmínky (C1)-(C6) jsou splnìny.

Pokud KnlogKn

n
→ 0, pro n→∞ a Kn maxi ni

n
→ 0, pro n→∞, pak

β̂(t)− β̃(t)√
var(β̂(t))

d−→ N(0,I),

v distribuci, kde β̃(t) = (β̃1(t),..., β̃k(t))
T . Speciálnì pak pro j = 1,..., k platí, ¾e

β̂j(t)− β̃j(t)√
var(β̂j(t))

d−→ N(0,1).

O β̃j(t) lze smý¹let jako o odhadnutelné èásti βj(t) a vìtu o asymptotické
normalitì v dal¹í èásti pou¾ijeme ke konstrukci kon�denèních intervalù pro β̃j(t)
a pota¾mo i βj(t).

Vý¹e uvedené vìty lze aplikovat i na data s deterministicky stanovenými èasy
ti,l. V tom pøípadì je ale tøeba vhodným zpùsobem upravit jednu z technických
podmínek.

3.2.3 Kon�denèní intervaly a pásma

V této èásti vyu¾ijeme asymptotické vlastnosti modelù s promìnlivými koe�ci-
enty, odhadnutými pomocí polynomiálních splajnù, ke konstrukci bodových kon�-
denèních intervalù pro jednotlivé promìnlivé koe�cienty β̂j, j = 1,..., k. Vzhledem
ke køivkovému charakteru odhadnutých parametrù ale takováto metoda není zcela
validní a proto je u¾iteènìj¹í konstruovat spí¹e simultánní kon�denèní pásma,
která zde také popí¹eme.

Za platnosti technických podmínek a z nich vyvozených asymptotických vìt
víme, ¾e pro j = 1,..., k a t ∈ [ξ0, ξM+1] platí následující konvergence(

var(β̂j(t))
)−1/2(

β̂j(t)− E[β̂j(t)]
) d−→ N(0,1), pro n→∞, (3.11)
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kde rozptyl a støední hodnota β̂j(t) je opìt podmínìna na D. Pokud nalezneme
odhad v̂ar(β̂j(t)) takový, ¾e v̂ar(β̂j(t))/var(β̂j(t))

p−→ 1 pro n → ∞, pak (3.11)
platí i pro tento odhad a (1− α) asymptotický interval E[β̂j(t)] je stanoven jako
rozmezí

β̂j(t)± zα/2
(
v̂ar(β̂j(t))

)1/2
, (3.12)

kde zα/2 je (1 − α/2)-tý kvantil normálního rozdìlení. V pøedchozí èásti si
vzpomeòme na diskuzi o asymptotické zanedbatelnosti vychýlení E[β̂j(t)]−βj(t).
Pokud tomu tak je, pak vzorec v (3.12) de�nuje (1−α) asymptotický kon�denèní
interval i pro βj(t).

Konstrukce simultánních kon�denèních pásem pro E[β̂j(t)] a βj(t) na nìja-
kém intervalu [a,b] ∈ [ξ0, ξM+1] roz¹iøuje vý¹e popsané postupy pro konstrukci
kon�denèních intervalù. Interval [a,b] rozdìlíme na M + 1 ekvidistantních úsekù
pomocí uzlù a = ξ0 < ... < ξM+1 = b a pro ka¾dý z nich vypoèteme meze (1− α)
simultánních kon�denèních intervalù (lj,α(ξr), uj,α(ξr)) pro E[β̂j(ξ)r] takových, ¾e
limn→∞P [lj,α(ξr)) ≤ E[β̂j(ξ)r] ≤ uj,α(ξr), r = 1,...,M + 1] ≥ 1 − α. Jednoduchý
pøístup zalo¾ený na Bonferroniho postupu navrhuje zvolit (lj,α(ξr), uj,α(ξr)) jako

β̂j(ξr)± zα/(2(M+1))

(
v̂ar(β̂j(ξr))

)1/2
. (3.13)

Støední hodnotu E[β̂j(t)] budeme konstruovat jako lineární interpolaci
E(I)[β̂j(t)] mezi E[β̂j(ξr)] a E[β̂j(ξr+1)] pro ξr ≤ t ≤ ξr+1 dle vzorce

E(I)[β̂j(t)] = M

(
ξr+1 − t
b− a

)
E[β̂j(ξr)] +M

(
t− ξr
b− a

)
E[β̂j(ξr+1)].

Stejným zpùsobem se pak lineárnì interpolují i krajní meze (1−α) kon�denè-
ního intervalu pro E(I)[β̂j(t)]. Pro konstrukci kon�denèních pásem pøedpokládáme
splnìní jedné z podmínek

supt∈[a,b]

∣∣(E[β̂j(t)])
′∣∣ ≤ c1 pro známou konstantu c1 > 0, (3.14)

supt∈[a,b]

∣∣(E[β̂j(t)])
′′∣∣ ≤ c2 pro známou konstantu c2 > 0. (3.15)

Kalkulací pomocí Taylorova rozvoje lze dojít k následujícím výsledkùm

|E[β̂j(t)]− E(I)[β̂j(t)]| =


2c1M(

(ξr+1 − t)(t− ξr)
b− a

) za platnosti (3.14),

1

2
c2M(ξr+1 − t)(t− ξr) za platnosti (3.15).

Pomocí tìchto èlenù pak upravíme interpolované meze (1− α) kon�denèních
intervalù a získáme tak odhadnutá (1 − α) kon�denèní pásma pro E[β̂j(t)] za
platnosti (3.14) nebo (3.15) jako

(
l
(I)
j,α(t)− 2c1M

(
(ξr+1 − t)(t− ξr)

b− a

)
, u

(I)
j,α(t) + 2c1M

(
(ξr+1 − t)(t− ξr)

b− a

))
,

(3.16)(
l
(I)
j,α(t)− 1

2
c2M(ξr+1 − t)(t− ξr), u(I)

j,α(t) +
1

2
c2M(ξr+1 − t)(t− ξr)

)
. (3.17)
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Pokud je vychýlení E[β̂j(t)]−βj(t) asymptoticky zanedbatelné a jedna z pod-
mínek (3.14), (3.15) je splnìna, pak výsledky vý¹e tvoøí odpovídající asymptotické
kon�denèní pásmo i pro βj(t), j = 1,..., k.

3.2.4 Testování hypotéz

Stejnì jako u testování hypotéz pro model se standardními daty pomocí lo-
kální regrese nám bude zajímat, jestli je odhadnutý koe�cient promìnlivý nebo
konstantní. Takový test mù¾eme formulovat jako

H0 : βj(t) = cl

H1 : βj(t) 6= cl,
(3.18)

kde cl znaèí jakousi konstantu. Pro odhady βj, j = 1,..., k kalkulované pomocí
polynomiálních splajnù byla takté¾ ukázána jejich asymptotická normalita a lze
proto pro tento test konstruovat t-testovou statistiku obdobnì jako v lineární
regresi. Samotné vyhodnocení testu pak probíhá stejnì jako u testování hypotéz
pro lokální regresi v pøedchozí podkapitole, tj. testujeme v¾dy pro jednotlivý bod
a tuto operaci provedeme pro køivku ve v¹ech pozorovaných bodech èasového
modi�kátoru vlivu t. Jedná se opìt o problém vícenásobného testování a to je
tøeba vhodným zpùsobem o¹etøit. Nejvhodnìj¹í volba porovnávané konstanty je
opìt prùmìr køivky.

(Huang a kol., 2002) takté¾ vyvinuli vlastní test pro ovìøení promìnlivosti
koe�cientù zalo¾ený na tzv. bootstrappingu, kdy není potøeba apriorní znalost
rozdìlení odhadnutých koe�cientù. Jejich test se namísto na jednotlivé funkce
βj, j = 1,..., k zamìøuje na celý model. Testuje se hypotéza

H0 : βj(t) = cj, j = 2,..., k, t ∈ [ξ0, ξM+1]

H1 : nìjaký z funkcionálních koe�cientù je èasovì promìnlivý,

kde cj, j = 2,..., k jsou nìjaké konstanty. Regresor X1 budeme uva¾ovat jako
intercept. Za platnosti nulové hypotézy se tedy pouze tento intercept s èasem
mìní, zatímco ostatní funkcionální koe�cienty jsou konstantní. Vá¾ený reziduální
souèet ètvercù za platnosti nulové hypotézy pak má tvar

RSS0 =
n∑
i=1

ni∑
l=1

wi

(
Yi,l −

S1∑
s=1

Xi,l,1B
1
s,d(ti,l)γ̂s,1 −

k∑
j=2

Xi,l,j ĉj

)2

,

kde odhady ĉj a γ̂s,1 minimalizují daný vá¾ený reziduální souèet ètvercù. Za
platnosti obecné alternativy, ¾e v¹echny funkce koe�cientù se mohou s èasem li¹it
má takovýto vá¾ený souèet ètvercù reziduí tvar

RSS1 =
n∑
i=1

ni∑
l=1

wi

(
Yi,l −

k∑
j=1

Sj∑
s=1

Xi,l,jB
j
s,d(ti,l)γ̂s,j

)2

.

Dále si de�nujme testovou statistiku T = (RSS0 −RSS1)/RSS1. Autoøi for-
mulovali vìtu o této testové statistice a její kritické hodnotì, která ukazuje, ¾e
testovou statistiku budeme zamítat pøi pøekroèení odpovídající kritické hodnoty.
K tomu je ale tøeba pou¾ít bootstrap algoritmus s pøevzorkováním pozorování,
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abychom zjistili distribuci statistiky T za platnosti nulové hypotézy. Jako ε̂i,l bu-
deme pou¾ívat odhady reziduí z modelu za platnosti alternativní hypotézy, tedy
z klasického modelu se v¹emi promìnlivými koe�cienty. Dále si de�nujme mno¾inu
{Y p

i,l = i = 1,..., n, l = 1,..., ni} jako

Y p
i,l =

S1∑
s=1

Xi,l,1B
1
s,d(ti,l)γ̂s,1 +

k∑
j=2

Sj∑
s=1

Xi,l,j ĉj + ε̂i,l,

znaèící jakousi pseudo-odezvu za platnosti nulové hypotézy. Následující algo-
ritmus zjistí rozdìlení testové statistiky a hledané p-hodnoty
(1. krok) Nahradíme n vzorkù pozorováními z mno¾iny {(Y p

i,l,Xi(ti,l),ti,l), i =
1,..., n, l = 1,..., ni} a získáme vzorek pro bootstrap {(Y p∗

i,l ,X
∗
i (t∗i,l),t

∗
i,l), i = 1,..., n,

l = 1,..., n∗i }
(2. krok) Pøedchozí krok zopakujeme B-krát
(3. krok) Z ka¾dého vzorku vypoèteme testovou statistiku T ∗. Z B nezávislých
vzorkù pak odvodíme empirické rozdìlení T ∗.
(4. krok) Nulovou hypotézuH0 zamítáme na hladinì α, pokud je hodnota testové
statistiky T vìt¹í nebo rovna (100(1−α))-tému percentilu empirického rozdìlení
T ∗. P-hodnota testu je rovna empirické pravdìpodobnosti ¾e {T ∗ ≥ T}.

Tuto proceduru lze upravit, kdy¾ bychom kupøíkladu chtìli testovat, zda-li
nìjaká podmno¾ina koe�cientù není konstantní. Procedura byla takté¾ popsána
speciálnì pro model s longitudinálními daty, ale lze ji v pøíslu¹nì pøeformulova-
ném tvaru aplikovat i na jiné metody odhadù jako odhad pomocí vyhlazovacího
splajnu.

3.3 Dal¹í metody

U odhadu pomocí vyhlazovacích a penalizovaných splajnù bohu¾el nebyla dù-
kladnìji vypracována jejich inference a neznáme proto vychýlení èi rozptyl je-
jich odhadnutých koe�cientù, nevíme zda-li u nich za urèitých podmínek platí
asymptotická normalita a neumíme pro nì zkonstruovat kon�denèní pásma. Av¹ak
existují pro nì jisté alternativní testy, díky kterým mù¾eme urèit, zda-li je daný
koe�cient promìnlivý nebo konstantní. Formulujme si takovýto test jako

H0 : βj(Uj) = cj

H1 : βj(Uj) 6= cj,
(3.19)

kde cj znaèí jakousi konstantu. (Hastie a Tibshirani, 1993) navrhli metodu
zalo¾enou na pøibli¾ných stupních volnosti. Tato metoda je pou¾itelná pro vyhla-
zené èleny, které monotónnì závisí na nìjakém vyhlazovacím parametru, co¾ platí
jak pro vyhlazování spajny, tak pro odhad lokální regresí pøes jádrové funkce. Vez-
mìme si jednoduchý hladký odhad Ŷ = SY . Autoøi ukázali, ¾e pøibli¾né stupnì
volnosti pro takovýto odhad jsou ν = tr(2S−SST ) a distribuce následné testové
statistiky pøibli¾nì Fν,n−ν . Odhad pomocí vyhlazovacích splajnù navr¾ený takté¾
v (Hastie a Tibshirani, 1993) má vyhlazovací èlen S, který tvoøí odhad β̂j(U)Xj,
podobu DjBj(BTj D2

jBj +λΩj)
−1BjDj. Vidíme, ¾e ν = tr(2S

′ −S′S′T ) kde S
′
je

vá¾ený vyhlazovací èlen kubického splajnu pou¾itý v algoritmu odhadu modelù
s promìnlivými koe�cienty pomocí vyhlazovacího splajnu. Jako velice u¾iteèný
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se ukázal fakt, ¾e stupnì volnosti èlenu β̂j(U)Xj jsou stejné jako stupnì volnosti
odpovídajícího vyhlazovacího èlenu. Staèí nám tedy vypoèítat ν. Ukazuje se ale,
¾e na rozdíl od tr(S

′
) je tr(S

′
S
′T ) tì¾ko spoèitatelná. Autoøi proto vyvinuli její

aproximaci

tr(2S
′ − S′S′T ) ≈ 1.25tr(S)− 0.5.

Pomocí této aproximaci pak lze spoèítat potøebné pøibli¾né stupnì volnosti
a k nim odpovídající F rozdìlení, s jeho¾ znalostí pak lze testovat po¾adovanou
hypotézu.

V celé práci jsme se zamìøili pouze na standardní Gaussovský tvar modelù
s promìnlivými koe�cienty. Pro zobecnìný tvar byl ale takté¾ vyvinut test, který
by zde stálo za to zmínit. (Fan a kol., 2001) vyvinuli zobecnìný test pomìru
maximální vìrohodnosti a (Cai a kol., 2000) ho aplikovali na testování hypotéz
v zobecnìných modelech s promìnlivými koe�cienty. Jedná se o test

H0 : βj(U) = cj, j = 1,..., k

H1 : nìjaký z funkcionálních koe�cientù je èasovì promìnlivý,

a testovou statistikou ve tvaru

T = 2(l(H1)− l(H0)),

kde l(H0) a l(H1) jsou logaritmické vìrohodnostní funkce zkonstruované za
platnosti nulové a alternativní hypotézy. Takovýto test se dá relativnì snadno
implementovat a je dostateènì silný. Testová statistika má za platnosti nulové hy-
potézy asymptotické normální rozdìlení a nezávisí na hodnotách cj, j = 1,..., k.
Tento jev je oznaèován jako Wilksùv fenomén a je podrobnìji popsán v (Fan
a kol., 2001). Pøi men¹ím poètu pozorování je autory doporuèeno radìji pou-
¾ít bootstrap metodu za platnosti nulové hypotézy pro zji¹tìní kritické hodnoty
testové statistiky.
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4. Výbìr promìnných

V pøedchozích kapitolách jsme popsali jak modely s promìnlivými koe�cienty
vypadají, jakým zpùsobem je odhadnout a pro nìkteré metody pak i jak se tyto
odhady chovají z hlediska statistické inference. Popsali jsme procedury, jimi¾
lze otestovat, zda-li jsou v¹echny, nebo pouze nìkteré, koe�cienty konstantní èi
nikoliv. Dalo by se øíci, ¾e teorie modelù s promìnlivými koe�cienty je v souèasné
dobì více ne¾ dostateènì vypracovaná pro praktické pou¾ití. V následující kapitole
dokonce zmíníme i nìkolik pøíkladù, kdy autoøi citovaných èlánkù otestovali svoje
poznatky na praktických aplikacích. V úvodní kapitole jsme rozebírali výhody
a nevýhody modelù s promìnlivými koe�cienty v porovnání s klasickou lineární
regresí a konstatovali jsme na¹e oèekávání, ¾e modely s promìnlivými koe�cienty
nahradí lineární regresi na ¹pici pomyslného ¾ebøíèku nejpou¾ívanìj¹ích metod
matematického modelování. Av¹ak i pøes v¹echna tato pozitiva se v souèasné dobì
s praktickým pou¾itím modelù s promìnlivými koe�cienty setkáme v podstatì
pouze v akademické sféøe. Je otázkou, proè je takovýto revoluèní nástroj stále
pøehlí¾en ve vysoce kompetitivním tr¾ním prostøedí, kde ka¾dý neustále hledá
nìjakou výhodu oproti svým oponentùm.

Dle na¹eho názoru je tomu tak ze tøí hlavních dùvodù. Za prvé celá teorie
modelù s promìnlivými koe�cienty je stále dosti neucelená. Nìkteøí autoøi pra-
cují se standardními daty, jiní s longitudinálními. Nìkteøí popisují odhad pomocí
vyhlazovacích splajnù, jiní zase pomocí lokální regrese. Kdy¾ si ètenáø prostuduje
nìkolik základních èlánkù o modelech s promìnlivými koe�cienty, tak bude nej-
spí¹e zmaten tím, ¾e ka¾dý z tìchto èlánkù pojednává o nìèem jiném. Právì toto
vìtvení se do rùzných smìrù èasto vyvolává zmatky a evokuje neucelenost celého
tématu modelù s promìnlivými koe�cienty. A tato neucelenost má nejspí¹e za ná-
sledek fakt, ¾e téma modelù s promìnlivými koe�cienty není na vìt¹inì vysokých
¹kol vyuèováno. Ve výsledku pak o tìchto modelech mají pøehled pouze akade-
mici specializující se na statistiku a odborná veøejnost, která se s tímto tématem
nìkde setkala. Prvotním problémem tedy je informovanost o modelech s promìn-
livými koe�cienty. Jako dobrý zaèátek se jeví jakýmsi zpùsobem spojit v¹echny,
èi alespoò ty nejvíce rozpracované popsané smìry do uni�kovaného celku. Ne-
troufáme si tvrdit, ¾e na¹e práce tohoto cíle dosáhla, av¹ak sna¾ili jsme vzít si
základy metod odhadù a statistickou inferenci ze v¹ech rùzných smìrù a zcelit je
do pøehledného celku.

Druhým dùvodem je výpoèetní slo¾itost. V praxi je tøeba modelovat nad daty
o desetitisících pozorování a stovkách a¾ tisících promìnných. V takovýchto pøí-
padech ji¾ je tøeba vyu¾ívat výkonu serverù a i tak je výpoèetní èas stále pøíli¹
dlouhý. Nabízejí se dva zpùsoby, jak pøekonat tuto pøeká¾ku. Buï mù¾eme poè-
kat nìkolik let, a¾ nám rozvoj informaèních technologií dovolí poèítat i takto
slo¾ité problémy v krátkých èasech. Nebo je tøeba zapracovat na metodách od-
hadù. Výzkumníci by v tomto pøípadì museli pøijít s novými pøístupy, algoritmy
èi heuristikami jak výpoèet urychlit. Kterou z tìchto cest se svìt bude ubírat nám
uká¾e a¾ èas.

Poslední dùvod a pojednání této kapitoly je výbìr promìnných. Pøi prak-
tickém vyu¾ití je tøeba pracovat se stovkami a¾ tisíci prediktory. Není mo¾né,
nebo pøesnìji øeèeno není pøípustné, vybírat promìnné do modelu ruènì jednu po
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druhé. Nejprve je vhodné jakýmsi zpùsobem zredukovat poèet promìnných pouze
na ty relevantní a a¾ pak pøichází na øadu ruèní modelování. V lineární regresi
tento úèel plní napøíklad selekce promìnných typu forward èi stepwise. V mode-
lech s promìnlivými koe�cienty takovýto algoritmus prozatím nebyl ustanoven.
V této podkapitole se pokusíme nastínit jak by jakási obdoba forward selekce
promìnných mohla vypadat pro modely s promìnlivými koe�cienty.

Nejprve se zamysleme nad situací, kdy nìjaký promìnlivý koe�cient vyjde
konstantní èi témìø konstantní. Nebylo by pak vhodnìj¹í ho odhadovat rovnou
jako konstantní, èím¾ si u¹etøíme výpoèetní výkon. Na¹e práce pojednává na téma
modelù s promìnlivými koe�cienty, ale v literatuøe se èasto setkáme s pojmem
model se semi-promìnnými koe�cienty. Jedná se o model s promìnlivými koe�-
cienty, kde èást regresorù má koe�cienty konstantní, tedy jsou de�novány jako
v lineární regresi. Model má tvar

Yi =
m∑
j=1

βj(Ui,j)Xi,j +
k∑

l=m+1

βlXi,l + εi

kdy prvním m koe�cientù je promìnlivých a zbylých k − m konstantních.
(Fan a Zhang, 2008) navrhli metodu odhadu takovýchto modelù pomocí lokální
regrese. Princip je relativnì jednoduchý. Nejprve je celý model odhadnut jako
model s promìnlivými koe�cienty, tedy i koe�cienty dané jako konstantní odhad-
neme promìnlivì. Následnì hodnoty β̂j(Ui,l), j = m + 1,..., k zprùmìrujeme pøes
Ui, i = 1,..., n a tím získáme odhady konstant β̂j, j = m+ 1,..., k. Dále pak v dru-
hém kroku pou¾ijeme tyto odhady a odhadneme i zbylé promìnlivé koe�cienty.

Ná¹ algoritmus navrhujeme pro tyto modely ze dvou dùvodù. Za prvé pokud
je daný koe�cient konstantní, pak dává smysl k nìmu tak pøi odhadu i pøistupo-
vat a u¹etøit si výpoèetní slo¾itost neparametrického odhadu. Za druhé se nám
zjednodu¹í testování hypotéz. Pokud nám v prvotním testu vyjde koe�cient jako
konstantní, pak ho tak mù¾eme i odhadnout a pøi testování jeho relevance pou¾ít
klasický t-test z lineární regrese.

Pøi rozhodování se o pøidání èi nepøidání promìnné do modelu se pøed námi
nachází tøi otázky. Pøidat promìnnou s promìnlivým parametrem? Pøidat pro-
mìnnou s konstantním parametrem jako v lineární regresi? A nebo promìnnou
do modelu nepøidat? Ná¹ algoritmus bude fungovat na stejném principu jako for-
ward výbìr promìnných. V ka¾dém kroku do modelu pøidáme dal¹í promìnnou
a pomocí nìjakých statistických testù rozhodneme, zda-li její koe�cient bude pro-
mìnlivý, konstantní èi ji nepøidáme. Na to ov¹em budeme potøebovat a¾ dva testy,
první zda-li je odhadnutý koe�cient promìnlivý a pokud ne tak ho odhadnout jako
konstantní a otestovat, zda-li není nulový. To u¾ je ale problém vícenásobného
testování a nestaèí proto pouze zvlá¹» provést tyto testy, ale je tøeba aplikovat
nìjakou korekci aby nám výsledné p-hodnoty odpovídaly. K tomu navrhujeme
pou¾ít Benjamini-Hochbergovu korekci, která je de�nována následovnì
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Vìta 6. (Benjamini-Hochbergova korekce)
Mìjme m nezávislých testovacích procedur s nulovými hypotézami H1,..., Hm

a k nim odpovídající p-hodnoty P1,..., Pm. Ty seøadíme od nejmen¹í po nejvìt¹í
p-hodnotu a oznaèíme je P(1),..., P(m). Korekce pro stupeò α má následující dva
kroky

1) Pro po¾adovaný stupeò α najdeme nejvy¹¹í index k splòující P(k) ≤
k

m
α

2) Zamítáme nulové hypotézy pro testovací procedury H(i), i = 1,..., k

Tímto zpùsobem vykompenzujeme chyby mnohonásobného testovaní a závìry
tìchto testù by mìly být relativnì pøesné. V na¹em pøípadì budeme pou¾ívat
pouze dvì testovací procedury a proto m = 2.

Dále je tøeba se zamyslet nad slo¾itostí. Odhadnout samotný model s promìn-
livými koe�cienty je dost výpoèetnì nároèné a tento algoritmus v ka¾dém kroku
odhaduje model jednou a¾ dvakrát (pokud koe�cient u novì pøidaného regresoru
vyjde jako promìnlivý pak pouze jednou, pokud ne, tak je tøeba model odhad-
nout znovu, akorát s tímto regresorem de�novaným s konstantním koe�cientem).
Je tedy tøeba co nejvíce sní¾it výpoèetní slo¾itost a do jisté pøijatelné míry i za
cenu korektnosti a pøesnosti.

Prvnì navrhujeme za�xovat stav regresoru tak, jak byl v kroku kdy byl do
modelu pøidán klasi�kován. Pro zjednodu¹ení zde budeme pou¾ívat nìkolik vlast-
ních pojmù. Pod pojmem promìnlivý regresor budeme myslet takový regresor,
jeho¾ odhadnutý koe�cient v modelu je funkce, tedy promìnlivý koe�cient závislý
na nìjakém modi�kátoru vlivu. Jako konstantní regresor pak myslíme takový re-
gresor, jeho¾ odhadnutý koe�cient je konstantní, èili klasický regresor z lineární
regrese. Pokud novì pøidaný regresor otestujeme a vyjde nám jako promìnlivý,
pak u¾ po celý zbytek chodu algoritmu bude do modelu vstupovat s promìn-
livým koe�cientem. Stejnì tak pokud promìnlivost zamítneme a regresor vyjde
konstantní, ale nenulový. Nemù¾eme vylouèit, ¾e s pøíchodem dal¹ích regresorù se
nìjaký døíve pøidaný nestane z promìnlivého konstantní èi zanedbatelný, av¹ak
to je cena za men¹í výpoèetní slo¾itost. Abychom zmen¹ili pravdìpodobnost, ¾e
takováto chyba nám pøi algoritmu nastane, tak hodláme test o promìnlivosti
regresoru polo¾it na vysoké hladinì 1− α.

Takté¾ by bylo vhodné pøedem stanovit poøadí, ve kterém budeme regresory
do modelu algoritmem pøidávat. Navrhujeme nejprve kupøíkladu odhadnout kla-
sický model lineární regrese a seøadit promìnné dle vysvìtlující síly, tedy tøeba dle
chí-kvadrátu je¾ klasicky vidíme pøi výstupu. Dùvodem proè je výpoèetní slo¾i-
tost. Kdybychom si vzali opaèný pøíklad a promìnné seøadili od nejvìt¹í relevant-
nosti, tak èím døíve promìnná do modelu vstoupí, tím vìt¹í má pravdìpodobnost,
¾e v nìm i zùstane. Tím pádem pro promìnné na konci øady budeme muset v ka-
¾dém kroku znovu a znovu odhadovat model s vìt¹inou promìnných které do nìj
ve �nále patøí. Pøi postupu od nejménì relevantních promìnných ale ze zaèátku
vìt¹inu tìchto promìnných zamítneme a ve výsledku u¹etøíme výpoèetní výkon.

Tím jsme nastínili ná¹ algoritmus a dùvody jeho podoby a nyní jej pojïme
pøesnì formulovat:
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Mìjme data o i = 1,..., n nezávislých pozorováních s j = 1,..., k regresory Xi,j

a odezvou Yi.
(0) Odhadneme model lineární regrese pro odezvu Y a pro regresory Xj, j =
1,..., k. Regresory pak seøadíme od nejmen¹í relevantnosti po nejvìt¹í dle chí-
kvadrátu a oznaèíme je jako X(1),..., X(k). Polo¾me p = 0.
(1) Polo¾me p = p+1. De�nujme si mno¾inu regresorùX = {X(1),..., X(p)}. Ke ka-
¾dému regresoru si de�nujeme i jeho stav, tedy stav (promìnlivý/konstantní/ne-
vstupuje) v jakém byl do modelu klasi�kován a pøípadnì stav neznámý pokud se
v tomto kroku v mno¾inì regresorù ocitnul poprvé.
(2) Promìnné X(j), j = 1,..., p− 1 do modelu vstupují v takovém stavu (promìn-
livý/konstantní/nevstupuje), v jakém byly døíve klasi�kovány. Promìnná X(p)

je v modelu de�nována jako promìnlivá. Model odhadneme. Otestujeme, zda-
li je promìnná X(p) promìnlivá (pomocí nìjakého vhodného testu popsaného
v podkapitole o testování hypotéz). Takté¾ na výslednou p-hodnotu aplikujeme
Benjamini-Hochbergovu korekci. Pokud zamítáme nulovou hypotézu konstant-
nosti koe�cientu β(p), pak pøeskoèíme následující kroky a iterujeme krokem (1).
Pokud nulovou hypotézu nezamítáme, pak pokraèujeme krokem (3).
(3)Model je de�nován následovnì. PromìnnéX(j), j = 1,..., p−1 do modelu vstu-
pují v takovém stavu, v jakém byly døíve klasi�kovány. PromìnnáX(p) je v modelu
de�nována jako konstantní. Model odhadneme a klasickým t-testem otestujeme,
zda-li je koe�cient regresoru X(p) konstantní. Na výslednou p-hodnotu aplikujeme
Benjamini-Hochbergovu korekci. Pokud zamítáme nulovou hypotézu, ¾e β(p) = 0,
pak regresor do modelu vstupuje jako konstantní. Pokud nulovou hypotézu neza-
mítáme, tak regresor do modelu nevstupuje. Iterujeme krokem (1).

Tímto zpùsobem po poslední iteraci získáme stavy ke ka¾dému regresoru a mù-
¾eme pøejít k ruènímu modelování.

Tento algoritmus byl sepsán dosti obecnì a nabízí mnoho pøíle¾itostí pro mo-
di�kaci. Prvotní otázkou je metoda odhadu modelu s promìnlivými koe�cienty.
Vzhledem k tomu, ¾e zde navrhujeme pou¾ívat modely se semi-promìnlivými koe-
�cienty, jejich¾ odhad byl popsán v (Fan a Zhang, 2008), tak se metoda odhadu
pomocí lokální regrese jeví jako nejvhodnìj¹í. Av¹ak i splajnové metody by se
daly modi�kovat pro tento typ modelù.

Dále zpùsobù jak otestovat, zda-li je promìnlivý koe�cient konstantní èi niko-
liv bylo navrhnuto nìkolik. Výbìr vhodného testu pak závisí primárnì na volbì
metody odhadu a sekundárnì na preferencích u¾ivatele algoritmu.

Takté¾ volba korekce mnohonásobného testování nìkomu nemusí vyhovovat.
Pokud bychom nepova¾ovali dva pou¾ité testy za nezávislé, pak lze pou¾ít kupøí-
kladu Benjamini-Hochberg-Yekutieli modi�kovanou korekci.
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5. Aplikace

V pøedchozí kapitole jsme shrnuli teoretické podklady modelù s promìnlivými
koe�cienty a v této èásti se podíváme na jejich praktickou aplikaci. Kombinace ne-
parametrických odhadových metod a interpretovatelnosti zobecnìného lineárního
regresního modelu dìlá z modelù s promìnlivými koe�cienty v¹estranný nástroj.
Jejich vyu¾ití lze proto najít v ¹irokém spektru oblastí, od �nancí a politiky po
lékaøství a ekologii.

(Hastie a Tibshirani, 1993) pøedstavili model s promìnlivými koe�cienty pro
zkoumání závislosti koncentrace oxidu dusnatého v motorech spalujících etanol.
Parametry modelu autoøi zvolili jako závislé na pomìru ekvivalence vyjadøujícím
míru smìsi palivo-vzduch. Dále autoøi zkoumali pravdìpodobnost infarktu myo-
kardu s promìnlivostí koe�cientù dle systolického krevního tlaku a cholesterolu.
Jako poslední pøíklad byla prezentována studie doby pøe¾ití pacientù s rakovinou
plic, kde byl k ji¾ existujícímu modelu pøidán promìnlivý parametr dle èasu.

(Cai a kol., 2000) se zabývali poètem náv¹tìv nemocnice s obìhovými a respi-
raèními potí¾emi vzhledem ke koncentraci zneèi¹»ujících látek ve vzduchu. Autoøi
pou¾ili model s èasovì promìnlivými koe�cienty. V druhém pøíkladu analyzovali
binární odezvu indikující jestli pacient pøe¾il popáleniny, pøièem¾ se zkoumala
závislost koe�cientù na vìku pacienta.

(Fan a Zhang, 2008) se takté¾ zamìøili na poèet náv¹tìv nemocnic pacientù
s obìhovými a respiraèními potí¾emi v Hong Kongu.

(Huang a kol., 2004) zkoumali procentuální podíl CD4 bunìk u osob naka¾e-
ných virem HIV a promìnlivost koe�cientù v závislosti na dobì od naka¾ení.

(Marx, 2010) studovali mo¾ný výskyt kataklastické zlomové zóny (reprezen-
tované odezvou obsahu kataklastické horniny) v závislosti na obsahu podzemní
vody, gra�tu, oxidu hlinitého, oxidu sodného a tepelné vodivosti. Data pocházela
z mìøení a¾ do hloubky 9,1 kilometrù pod povrchem. Jako modi�kátor vlivu para-
metrù byla pou¾ita právì hloubka mìøení. Jejich výsledný model byl o 12%-21%
lep¹í (podle koe�cientu determinance) ne¾ ostatní klasické modely odhadnuté na
tìchto datech.

Vìt¹ina uvedených pøíkladù se týkala lékaøských dat a jejich modely se vyzna-
èovaly parametry promìnlivými s èasovou promìnnou. Promìnlivost parametrù
s èasem je jistì velice intuitivní, av¹ak i jiné promìnné mohou pøinést zajímavé
výsledky.

V první èásti této kapitoly prozkoumáme dostupný software obsahující funkce
pro vytváøení modelù s promìnlivými koe�cienty. V èásti druhé a tøetí pøedsta-
víme dva pøíklady demonstrující rùzná vyu¾ití modelù s promìnlivými koe�cienty.
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5.1 Software

Vìt¹ina komerènì vyu¾ívaných statistických softwarù, jako SAS, STATA,
SPSS èi Eviews v sobì doposud nemá implementovány modely s promìnlivými
koe�cienty. Z tìch nejbì¾nìji u¾ívaných je zatím podporuje pouze volnì dostupný
software R (R Core Team, 2013). R operuje na principu balíèkù ("package"),
ve kterých rùzní vývojáøi implementují teoretické principy a algoritmy ve formì
funkcí. V souèasné dobì se nabízí nìkolik balíèkù s modely s promìnlivými koe�ci-
enty. (Sperlich a Theler, 2015) porovnali nìkolik R balíèkù schopných odhadnout
modely s promìnlivými koe�cienty. Z nich autoøi pova¾ují za nejkvalitnìj¹í balíèek
mgcv (Wood, 2007) zamìøený na neparametrickou regresi. Ten disponuje funkcí
gam, která v sobì má mo¾nost pou¾ití modelù s promìnlivými koe�cienty a vy-
kreslení jejich koe�cientù. Dále je zde rovnì¾ k dispozici funkce bam vyu¾ívající
stejné principy, av¹ak za pou¾ití efektivnìj¹ích algoritmù s rychlej¹ím výpoètem.
Právì v tomto programu jsme vypracovali následující pøíklady.

Je¹tì je tøeba zmínit zásadní vìc a to výpoèetní slo¾itost modelù s promìn-
livými koe�cienty v softwaru R. Pou¾ité výpoèetní algoritmy v souèasné dobì
nejsou zcela optimalizované a to spoleènì se slo¾itostí tìchto modelù zpùsobuje
vysoké nároky na výpoèetní výkon pou¾itého poèítaèe. Pøi odhadu pouze s nì-
kolika prediktory algoritmus dobìhne rychle, av¹ak jakmile se poèet regresorù
vy¹plhá do øádu desítek èi dokonce stovek, tak nastávají problémy. Software R
je známý tím, ¾e vyu¾ívá pøedev¹ím pamì» RAM. Pøi desítkách regresorù je pak
nutné disponovat buï ¹pièkovým poèítaèem nebo serverovou verzí R, která je
v¹ak ji¾ placená. Pokud tomu tak není, pak se nelze dobrat výsledku, jeliko¾ R
skonèí s chybovou hlá¹kou oznamující, ¾e nebylo mo¾né alokovat dal¹í pamì».
Právì tato nároènost brání pou¾ití modelù s promìnlivými koe�cienty pro ¹ir¹í
komerèní vyu¾ití. Je otázkou, zda-li se døíve podaøí najít rychlej¹í algoritmy pro
jejich odhad nebo výpoèetní technika pokroèí natolik dopøedu, ¾e vy¾adovaný
výkon nebude problémem.

5.2 Pøíklad 1

Cílem této práce je srozumitelnì a kompaktnì shrnout dosavadní teoretické
poznatky týkající se modelù s promìnlivými koe�cienty a jejich statistické infe-
rence. Jedním z mo¾ných pou¾ití tìchto modelù je model, kde se koe�cienty li¹í
s èasem. Ten je vhodný zejména pro dlouhodobá data, kdy se s velkou pravdìpo-
dobností vlivy jednotlivých regresorù s postupem èasu mìní.

Zvolili jsme si proto relativnì jednoduchý pøíklad, na kterém budeme demon-
strovat sílu modelù s promìnlivými koe�cienty a jejich inferenci. Podíváme se
hlavnì na pøesnost výsledných odhadù z hlediska vystihnutí dat a z hlediska
pøesnosti odhadu dle kon�denèního pásma. Dále otestujeme hypotézu, zda-li vý-
sledný koe�cient není konstantní. Jako data jsme pou¾ili ètvrtletní makroeko-
nomická pozorování z USA v letech 1960-2000 (Greene, 2003). Na¹ím cílem je
modelovat závislost objemu spotøeby domácností (CONS ) na hrubém domácím
produktu (GDP) a èase (t) pomocí metody promìnlivých koe�cientù a následnì
porovnat pøedpovìdní schopnosti tohoto modelu s obdobným modelem lineární
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regrese.
Výsledné modely jsou ve tvaru:

CONSt = β0 + β1GDP + β2t+ β3GDP ∗ t+ εt

CONSt = β1(t)GDP + εt

V kapitole Modely s promìnlivými koe�cienty bylo popsáno nìkolik zpùsobù
odhadu modelu. Námi zvolený model odhadneme v¹emi tìmito zpùsoby - pomocí
polynomiálního splajnu, penalizovaného splajnu, vyhlazovacího splajnu a pomocí
lokální regrese, které mezi sebou vzájemnì porovnáme.

Nejprve v¹ak øeknìme nìkolik slov k volbì modelu aplikaci jednotlivých metod
odhadu. V datech se nachází více promìnných ne¾ pouze hrubý domácí produkt
GDP, av¹ak tato promìnná je z nich vùèi zadané odezvì jediná relevantní. V¹im-
nìme si také, ¾e v na¹em modelu s promìnlivými koe�cienty není pou¾it intercept.
Je tomu tak ze dvou dùvodù. Za prvé promìnlivý intercept nám nepøijde jako
zcela vhodný. Z matematického hlediska sice zlep¹uje odhad, ale z praktického
pohledu postrádá smysluplnou interpretaci. Pøijde nám proto lep¹í intercept buï
nepou¾ít, nebo ho de�novat jako konstantní, aby se zkoumaná promìnlivost pøe-
nesla do koe�cientù k pøíslu¹ným interpretovatelným promìnným. Druhým dù-
vodem je odhad pomocí lokální regrese. Narozdíl od odhadù pomocí splajnù pro
nìj prozatím není k dispozici ucelený balíèek v softwaru R. Byli jsme proto nu-
ceni si tuto metodu sami naprogramovat. Pøi konstantním interceptu by se v¹ak
nejednalo o model s promìnlivými koe�cienty, ale o model se semi-promìnlivými
koe�cienty, kterými jsme se v této práci více nezabývali. Rozhodli jsme se proto
intercept zcela vynechat u v¹ech testovaných metod pro jejich porovnání.

Na obrázku 5.1 jsme vykreslili výsledné odhady èasovì promìnlivého koe�ci-
entu β1 pro odhady pomocí polynomiálního splajnu, vyhlazovacího splajnu a lo-
kální regrese. Odhad pomocí penalizovaného splajnu byl témìø shodný s odhadem
pomocí polynomiálního splajnu a proto jsme ho do grafu nezahrnuli.

Vidíme, ¾e do roku 1965 se vliv GDP sni¾oval, ale dále od tohoto roku se
ji¾, a¾ na men¹í pokles kolem roku 1980, zvy¹oval nebo stagnoval v 90. letech.
Z tìchto odhadù ale ka¾dopádnì mù¾eme tvrdit, ¾e se zde promìnlivost s èasem
jistì nachází.

Takté¾ se zde ukazují rozdíly mezi jednotlivými typy odhadù. Vyhlazovací
splajn na rozdíl od polynomiálního není tak hladký. To je zpùsobeno tím, ¾e pøi
jeho odhadu se jako uzly volí v¹echny pozorované èasy t, kde¾to u polynomiálního
splajnu je vybrán pouze urèitý poèet ekvidistantních uzlù. Av¹ak i pøes drobné
rozdíly se dá øíci, ¾e v¹echny odhady pomocí splajnù jsou si relativnì dosti po-
dobné. Odhad pomocí lokální regrese je ale u¾ ve svém principu fundamentálnì
odli¹ný a pøi porovnání se splajnovými odhady v grafu 5.1 je to znát. 95 kon�de-
nèní pásmo u lokální regrese je mnohem ¹ir¹í ne¾ u odhadu pomocí splajnù.

U metody odhadu pomocí lokální regrese hraje velkou roli výbìr ¹íøky pásma
h. Pøi men¹í ¹íøce pásma sice dostáváme pøesnìj¹í odhadnutou køivku, která v¹ak
není pøíli¹ hladká a její kon�denèní pásmo je ¹ir¹í ne¾ pøi odhadu s vìt¹í ¹íøkou
pásma. (Fan a Zhang, 2008) doporuèují volit ¹íøku pásma minimalizující støední
ètvercovou chybu MSE. Nejprve jsme ruènì vyzkou¹eli nìkolik odhadù pro rùzné
¹íøky pásma. Jako dobrá volba nám pøi¹la ¹íøka pásma 10 ètvrtletí, její¾ odhad
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Obrázek 5.1: Vliv regresoru hrubého domácího produktu GDP na odezvu spotøeby

domácností CONS a jeho 95% kon�denèní pásmo dle rùzných typù odhadù modelu

jsme vykreslili na obrázku 5.1. Nejmen¹í støední ètvercová chyba MSE nám ale
vy¹la pro ¹íøku pásma 3 ètvrtletí. Podívejme se na rozdíl mezi tìmito volbami na
obrázku 5.2. ©íøka pásma 3 sice vykresluje datùm pøesnìji odpovídající køivku,
av¹ak za cenu znatelného roz¹íøení kon�denèního pásma. Jak volit ¹íøku pásma
se tedy pøi aplikaci odhadu modelu s promìnlivými koe�cienty pomocí lokální
regrese jeví jako hlavní otázka. Volba nejpøesnìj¹ího odhadu pøi minimalizaci
støední ètvercové chyby MSE se za cenu stability výsledného odhadu nemusí je-
vit jako zcela optimální. Pøi èasové promìnlivosti v dlouhodobém horizontu jsou
prudké zmìny chování regresorù spí¹e ne¾ádoucí. Významné události (v pøípadì
tohoto pøíkladu globálního charakteru, jinak události s velkým dopadem na zkou-
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maný jev) mohou zpùsobit výraznou zmìnu, av¹ak obecnì bychom èekali zmìnu
pozvolnou. Proto jsme se nakonec rozhodli pou¾ít ¹íøku pásma 10.

Pojïme se podívat na pøesnost jednotlivých odhadù pro porovnání s modelem
klasické lineární regrese. Jako ukazatel pøesnosti si vezmìme reziduální souèet
ètvercù.

Tabulka 5.1 nám ukazuje nìkolik poznatkù. Modely s promìnlivými koe�-
cienty dosahují lep¹ích výsledkù ne¾ klasická lineární regrese i na takto jedno-
duchém pøíkladu a pøi pøíkladech slo¾itìj¹ích oèekáváme je¹tì vìt¹í rozdíl. Dále
Vyhlazovací splajny díky volbì vìt¹ího poètu koøenù dosahují lep¹ího podchycení
dat ne¾ splajny polynomiální èi penalizované. Lokální regrese má vùèi datùm
nejlep¹í odhad, ale za cenu jeho velké nestability. Ta se pak projeví ve ve¹keré
inferenci a mù¾e velice nepøíjemnì zkreslovat výsledky. Splajnové odhady jsou na-
opak velice pøesné soudì dle jejich úzkých kon�denèních pásem. Ka¾dá z tìchto
metod tedy má své pro a proti a je na ètenáøi, kterou pova¾uje za nejlep¹í.

V tabulce 5.2 porovnáváme predikce jednotlivých metod. Z nich je v tomto
ohledu zdaleka nejpøesnìj¹í odhad pomocí lokální regrese. Odhad pomocí vyhla-
zovacího splajnu byl podle reziduálního souètu ètvercù o nìco lep¹í ne¾ odhady
pomocí polynomiálního a penalizovaného splajnu, ale pøi predikci dává hor¹í vý-
sledky. Lineární model dává nejhor¹í výsledky.

Pøi predikci v tomto pøípadì si ale musíme uvìdomit pou¾itou metodologii.
Výsledné splajny byly odhadnuty na èasovém intervalu mezi roky 1960 a 2000.
V¹echny splajnové metody ke své konstrukci pou¾ívají B-splajnovou bázi. Ta
v¹ak neexistuje mimo své vnìj¹í uzly, co¾ jsou právì roky 1960 a 2000. Mimo tyto
meze jsou její hodnoty lineárnì interpolovány pomocí krajních hodnot a derivací
v tìchto bodech. Stejnì tak u odhadnuté køivky pomocí lokální regrese jsme
pro odhad pou¾ili tuté¾ lineární interpolaci. Je proto tøeba dávat si pozor na

Metoda odhadu Reziduální souèet ètvercù

Lineární regrese 167 475.4
Polynomiální splajn 134 947.5
Penalizovaný splajn 134 870.8
Vyhlazovací splajn 122 075.7
Lokální regrese, h = 10 83 579.5
Lokální regrese, h = 3 51 742.6

Tabulka 5.1: Porovnání pøesnosti odhadu jednotlivých metod dle reziduálního souètu ètvercù

Lin. Pol. Penal. Vyhl. Lokální
Èas Data

model splajn splajn splajn regrese (10)

Q1 2000 6171,1 6081,34 6131.87 6133.57 6099.24 6149.59
Q2 2000 6226,3 6160,82 6224.12 6226.26 6183.79 6244.46
Q3 2000 6292,1 6185,46 6251.61 6254.17 6203.87 6274.39
Q4 2000 6341,1 6217,59 6288.13 6290.99 6232.72 6313.27

Tabulka 5.2: Porovnání skuteèných pozorování a predikce dle lineárního modelu a modelù s pro-
mìnlivými koe�cienty odhadnutými pomocí polynomiálního, penalizovaného a vyhlazovacího
splajnu a pomocí lokální regrese se ¹íøkou pásma 10
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Obrázek 5.2: Vliv volby ¹íøky pásma pøi odhadu pomocí lokální regrese na výsledný od-

had promìnlivého koe�cientu β1 pro regresor hrubého domácího produktu GDP a jeho

95% kon�denèní pásmo

smìrnici odhadnuté køivky promìnlivého koe�cientu v krajních bodech, jeliko¾
má na predikce mimo odhadnutý interval klíèový vliv.

Z hlediska pou¾ití modelu s promìnlivými koe�cienty pro predikce se tedy
jeví jako prozíravìj¹í volit takový modi�kátor vlivu, u kterého máme k dispozici
data pokrývající jeho de�nièní obor. Dobrým pøíkladem je tøeba vìk. Pøi vyu-
¾ití v bankovním sektoru vytvoøíme model s vìkem klienta jako modi�kátorem
vlivu. Ten odhadneme na klientských datech, ve kterých se pravdìpodobnì na-
chází vìt¹ina hodnot, jich¾ vìk mù¾e nabývat. Pøi predikci pro nové klienty pak
pøíslu¹né koe�cienty budou spadat do odhadnutých køivek bez nutnosti jakékoliv
interpolace.

Na závìr budeme testovat, zda-li je koe�cient regresoru GDP skuteènì pro-
mìnlivý. Jedná se tedy o následující hypotézu

H0 : β1(t) = c

H1 : β1(t) 6= c.

K tomu vyu¾ijeme asymptotickou normalitu, a proto mù¾eme otestovat pouze
odhad pomocí polynomiálních splajnù a lokální regrese. Jako konstantu c volíme
prùmìr odhadù køivky β1.

Odhad pøes polynomiální splajny je souèástí balíèku mgcv a má v sobì za-
komponovaný i takovýto test. Zmínìný t-test je tam aplikován na køivku v ka-
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¾dém bodì pozorovaných modi�kátorù vlivu a ve výsledných odhadech je pak
uvedena nejmen¹í p-hodnota ze v¹ech tìchto v na¹em pøípadì 160 testù v pozoro-
vaných èasech. Tyto p-hodnoty jsou o¹etøeny pro vícenásobné testování. Koneèná
p-hodnota pro polynomiální splajny vy¹la < 0.0001 a nulovou hypotézu konstant-
nosti koe�cientu proto zamítáme.

Odhad pomocí lineární regrese jsme naprogramovali sami a proto budeme
moci dùkladnìji prozkoumat vyhodnocení takovéhoto testu. Pro ka¾dý ze 160
pozorovaných èasù jsme otestovali, zda-li koe�cient v daném bodì je roven kon-
stantì c, ji¾ jsme dosadili jako prùmìr odhadnuté køivky pøes pozorované èasy.
Z výsledných 160 p-hodnot jich nezamítáme pouze 14. Mù¾eme tedy nejenom
øíci, ¾e existuje bod kde zamítáme danou konstantnost koe�cientu, ale i ¾e z ta-
kovýchto bodù se skládá vìt¹ina køivky. Jednoznaènì tudí¾ zamítáme hypotézu,
¾e by odhadnutá køivka byla konstantní.

5.3 Pøíklad 2

Rùst informaèních technologií a digitalizace posledních desetiletí zpùsobila
masivní nárùst v objemu dostupných dat, pøevá¾nì takových, která se týkají jed-
notlivých osob. S tímto rùstem vznikla potøeba data pochopit a analyzovat. Tato
disciplína se v¹eobecnì oznaèuje jako Data Science a v poslední dobì za¾ívá velký
rozmach. V tomto pøíkladu uká¾eme uplatnìní modelù s promìnlivými koe�ci-
enty právì v oboru datových analytikù. Namísto tvorby pøesného prediktivního
modelu budeme v datech hledat zajímavé souvislosti.

Rozhodli jsme se prozkoumat nìmecká lékaøská data (Riphahn a kol., 2003)
o 25 promìnných a 27326 pozorováních. Jedná se o data longitudinální kde ke
ka¾dému z 7290 subjektù máme k dispozici vícero pozorování, která pocházejí
z let 1984-1994. Jsou zde rovnomìrnì zastoupeni mu¾i a ¾eny (3691 mu¾ù a 3599
¾en) ve vìku 25-64. Na obrázku 5.3 zkoumáme rozdìlení vìku dle pohlaví pacienta.
K lékaøi zde chodí o trochu více mladých mu¾ù a star¹ích ¾en, ale jinak se dá øíci,
¾e zde máme v¹echny vìky zastoupené relativnì rovnomìrnì.

Dále v datech máme promìnné jako rodinný stav, úroveò vzdìlání, zamìst-
nání, pøíjem, pøíznak fyzického posti¾ení, náv¹tìvy lékaøù a kvalita zdravotní
poji¹tìní. Vzhledem k tomu, ¾e data pocházejí z Nìmecka, tak se zde setkáme
s ponìkud odli¹ným systémem vzdìlání. Disponujeme indikátory, zda-li je nej-
vy¹¹í dosa¾ené vzdìlání støední ¹kola, reálná ¹kola, polytechnický titul, maturita
a posledním a nejvy¹¹ím stupnìm univerzitního vzdìlání.

Analýza pacientù dle jejich dosa¾eného vzdìlání je k vidìní v tabulce 5.3. Po-
zorný ètenáø si zajisté v¹imne, ¾e celkové souèty subjektù v této tabulce pøesahují
uvedených 7290 pacientù. Jeliko¾ pracujeme s longitudinálními data, kde subjekty
pozorujeme v rùzných èasech, tak se mù¾e stát, ¾e v dobì mezi pozorováními mohl
pacient dokonèit vy¹¹í stupeò vzdìlání a proto se nám zapoèítá vícekrát. Jinak
je ponìkud pøekvapivé, ¾e vìt¹ina pacientù disponuje pouze støední nebo reálnou
¹kolou ve vyspìlém sátì jako je Nìmecko. Na druhou stranu data pocházejí z doby
pøed a tìsnì po sjednocení západního a východního Nìmecka.

V tabulce 5.4 jsou zobrazeny zamìstnání pozorovaných subjektù. Veøejní za-
mìstnanci, tj. lidé ve státní správì, mají z tìchto zamìstnání nejvy¹¹í poèet
náv¹tìv lékaøe na osobu. Osoby samostatnì výdìleènì èinné jich naopak mají
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Nejvy¹¹í dosa¾ené Poèet Poèet
vzdìlání subjektù pozorování

Základní ¹kola 211 553
Støední ¹kola 4 209 17 031
Reálná ¹kola 1 538 5 314
Polytechnický titul 319 1 041
Maturita 541 1 383
Univerzitní vzdìlání 574 1 964

Tabulka 5.3: Úroveò nejvy¹¹ího dosa¾eného vzdìlání ve zkoumaných datech

Poèet Poèet
Zamìstnání

subjektù pozorování

Dìlník 2 188 6 652
Úøedník 2 872 8 174
Osoba samostatnì výdìleènì èinná 640 1 680
Veøejný zamìstnanec 572 2 038
Jiné 343 426

Tabulka 5.4: Zamìstnání subjektù ve zkoumaných datech

nejménì. Pod oznaèením jiné jsme oznaèili pacienty, kteøí nebyli oznaèeni ani
v jedné této kategorii. Je otázkou, zda-li tyto oznaèení nepokrývají celou mno¾inu
mo¾ných zamìstnání, nebo zda-li jde o chyby v datech.

Zamìøili jsme se na vliv tìchto regresorù na spokojenost pacientù se svým
zdravotním stavem. Vycházeli jsme z modelu, kde jsme v¹echny regresory de-
�novali jako promìnlivé podle vìku pacienta. Následnì jsme pak pøede�novali
koe�cienty u promìnných, které se gra�cky ukázaly jako konstantní èi témìø
konstantní, a to z promìnlivých na konstatní. Nakonec nám vznikl model se
semi-promìnlivými koe�cienty, kde èást parametrù je lineární a èást promìnlivá.

Obrázek 5.3: Empirická distribuce pozorovaných vìkù subjektù v závislosti na pohlaví
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Obrázek 5.4: Vliv vybraných regresorù na odezvu spokojenosti pacientù se svým zdra-

votním stavem a jejich 95% kon�denèní pásma

Zajímavé vztahy zùstali jen u 5 regresorù - indikátoru univerzitního vzdìlání,
indikátoru osoby samostatnì výdìleènì èinné, indikátoru veøejného zamìstnance,
poètu nemocnièních náv¹tìv za poslední rok a indikátoru doplòkového poji¹tìní.
Ke zmínìným regresorùm jsme vykreslili grafy 5.4 a nyní se z nich pokusíme
získat u¾iteèné informace.

Vliv univerzitního vzdìlání je ve vìku 20+ vysoký patrnì kvùli vìt¹ímu mno¾-
ství volného èasu a men¹ímu mno¾ství stresu oproti pacientùm, kteøí dosáhli
ni¾¹ího stupnì vzdìlání, a tím pádem zaèali i døíve pracovat. Tento trend postupnì
klesá a blízko ètyøicátého roku ¾ivota opìt zaèíná rùst. Zdá se tedy, ¾e vysoko¹kol-
sky vzdìlaní lidé kolem ètyøicítky zaèínají více dbát na své zdraví a aktivnì usilují
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o jeho zlep¹ení, co¾ se projevuje v rùstu spokojenosti se svým zdravotním stavem.
Následuje dal¹í sestupný trend do pøibli¾nì 55 let. Zhor¹ování zdravotního stavu
s pøibývajícím vìkem je zcela pøirozená zále¾itost. Zajímavými shledáváme právì
výsledky, kdy dojde k rùstu vlivu { viz. graf po 55. roce. V této ¾ivotní etapì
se pacienti opìt sna¾í zlep¹it svùj zdravotní stav. V¹imnìme si také faktu, ¾e
od jistého vìku je vliv univerzitního vzdìlání na spokojenost èlovìka se zdravot-
ním stavem, a¾ na men¹í úseky, záporný. Univerzitnì vzdìlaní lidé nacházejí po
¹kole pøevá¾nì kanceláøské práce. Bylo lékaøsky dokázáno, ¾e nedostateèná míra
pohybu, oproti osobám s manuálním zamìstnáním, zdraví pøíli¹ neprospívá, jak
ukazuje i ná¹ graf.

Osoby samostatnì výdìleènì èinné jsou nejspokojenìj¹í se svým zdravím ko-
lem 29. a 39. roku ¾ivota. Naopak blízko 34. a 44. roku je tento vliv negativní.
V tìchto letech pravdìpodobnì podnikatelé pracují nejvíce, aby si zajistili dosta-
tek �nanèních prostøedkù na rodinu èi dùchod. Po 50. roce je pak vliv pøevá¾nì
nezáporný a rostoucí, co¾ znaèí lep¹í zdravotní podmínky v dùchodu, a» u¾ kvùli
vìt¹í �nanèní zaji¹tìnosti nebo zdravìj¹ímu ¾ivotnímu stylu.

Do 40 let má zamìstnání ve státní správì pozitivní vliv na spokojenost se
zdravotním stavem. Po celou dobu se ale tento vliv sni¾uje. Pro pacienty nad 40
let pak zaèíná být stále více negativní. Na¹e data by proto podporovala závìr, ¾e
dlouhodobá slu¾ba veøejnosti má negativní vliv na zdravotní stav.

Poèet nemocnièních náv¹tìv má v¾dy negativní vliv na spokojenost se zdra-
votním stavem. Av¹ak kolem 30 a 42 let je tento záporný efekt témìø nulový.
Znamenalo by to, ¾e v tìchto obdobích je vhodné podstoupit urèitá vy¹etøení pro
kontrolu svého zdravotního stavu.

Poslední graf je opìt pouèný, ale z ponìkud odli¹ného dùvodu. Ukazuje vliv
pøítomnosti doplòkového poji¹tìní na spokojenost se zdravotním stavem. Jeho
interpretace v¹ak ji¾ nedává pøíli¹ný smysl. Je dùle¾ité pøi takovéto datové ana-
lýze nebrat výsledky dogmaticky, ale provìøovat jejich logickou správnost a míru
re
ekce reality.
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Závìr

Modely s promìnlivými koe�cienty pøicházejí s pøevratnou my¹lenkou zmìny
koe�cientù v závislosti na nìjakém modi�kátoru vlivu. Pøevratný není ani tak
samotný odhad køivek, se kterým jsme se mohli setkat v neparametrické regresi,
av¹ak zaèlenìní takového odhadu do struktury klasické lineární regrese. Snadná
interpretace modelu lineární regrese je tím pádem zachována. Navíc dostáváme
i dodateènou informaci o zmìnì koe�cientù, nemluvì o 
exibilnìj¹ím neparamet-
rickém odhadu. V první kapitole jsme de�novali základní tvar modelù s promìn-
livými koe�cienty se standardními daty s nezávislými pozorováními a k nìmu
i nìkolik speciálních pøípadù. Takté¾ jsme de�novali model s promìnlivými koe-
�cienty s daty longitudinálními, kde pro jednotlivé subjekty je k dispozici vícero
pozorování.

V druhé kapitole jsme struènì popsali nìkolik v literatuøe zpracovaných me-
tod odhadu modelù s promìnlivými koe�cienty. Dùle¾ité je uvìdomit si charakter
tématu modelù s promìnlivými koe�cienty. Podstata neparametrické regrese nám
dává mo¾nost konstruovat odhady témìø jakýmkoliv zpùsobem. Kvùli kletbì di-
menzionality se omezujeme pouze na hladké køivky, ale i tak zde stále existuje ne-
spoèet mo¾ných postupù. Uvedli jsme proto pouze takové metody, které ji¾ byly
dostateènì vypracovány v akademických publikacích. Mìjme ale na pozoru, ¾e
tyto metody nejsou konzistentní. Ka¾dý z autorù se vydal svým vlastním smìrem
a jediné, co tyto metody spojuje, je promìnlivost odhadnutých koe�cientù. Tuto
kapitolu dìlíme dle dvou kritérií - dle metody odhadu (splajny/lokální regrese)
a dle pou¾itých dat (standardní/longitudinální). (Hastie a Tibshirani, 1993) na-
vrhli první metodu odhadu pomocí vyhlazovacích splajnù na standardních datech
s nezávislými pozorováními a s vlastním modi�kátorem vlivu pro ka¾dý z regre-
sorù. (Marx, 2010) pou¾ili stejná data i vlastní modi�kátory vlivu, ale namísto
vyhlazovacího splajnu se rozhodli pro splajn penalizovaný. (Fan a Zhang, 2000)
pova¾ují modely s promìnlivými koe�cienty ve své podstatì za lokální, a proto
odhad konstruují pomocí lokální regrese, av¹ak pouze s jediným modi�kátorem
vlivu stejným pro v¹echny regresory. (Huang a kol., 2004) pro svùj odhad pou-
¾ili komplikovanìj¹í longitudinální data namísto dat s nezávislými pozorováními.
Kvùli charakteru tìchto dat zde mají takté¾ jediný modi�kátor vlivu, a to èas
daného pozorování. Jako odhadovanou køivku si zvolili polynomiální splajn, èasto
oznaèovaný jako regresní splajn. Ka¾dou z tìchto metod je tedy nutno pova¾o-
vat za jeden z mnoha smìrù, jimi¾ se modely s promìnlivými koe�cienty mohou
vydat.

V práci jsme se zabývali pouze základním tvarem modelu s promìnlivými
koe�cienty na standardních nebo longitudinálních datech. Téma modelù s pro-
mìnlivými koe�cienty ale obsahuje mnohem více smìrù. Základní tvar je mo¾né
zobecnit na mno¾inu exponenciálních rozdìlení. Mù¾eme pøedpokládat apriorní
informaci u Bayessovského tvaru, pou¾ít tyto modely pro analýzu pøe¾ití, odha-
dovat spolu s køivkami koe�cientù i jejich pøíslu¹né modi�kátory vlivu nebo pou-
¾ívat vícerozmìrné modi�kátory vlivu, a takto bychom mohli vyjmenovat je¹tì
mnoho rùzných speciálních pøípadù. Ka¾dý z nich ale vy¾aduje vlastní metodu
odhadu a lze ho tím pádem pova¾ovat za jeden z mnoha smìrù tématu modelù
s promìnlivými koe�cienty. Oèekávat od nìjaké práce shrnutí celého tohoto té-
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matu je v dne¹ní dobì vzhledem k obrovskému mno¾ství akademických publikací
o modelech s promìnlivými koe�cienty nereálné, ne-li pøímo nemo¾né. Proto jsme
se rozhodli zamìøit se pouze na základní tvar tìchto modelù se skalárními mo-
di�kátory vlivu pro standardní a longitudinální data, a tyto poznatky pøehlednì
shrnout.

Tøetí kapitolu pova¾ujeme za stì¾ejní èást této práce, která se zamìøila na
statistickou inferenci v modelech s promìnlivými koe�cienty. Popsána byla ale
pouze inference pro odhady pomocí lokální regrese a polynomiálních splajnù. Do-
tyèní autoøi odhadù pomocí vyhlazovacích a penalizovaných splajnù se bohu¾el
podrobnìj¹í inferencí pro své odhady nezabývali. Kapitolu jsme tedy rozdìlili na
dvì èásti dle pou¾itých dat, jeliko¾ lokální odhad pracuje se standardními daty
s nezávislými pozorováními, zatímco odhad pomocí polynomiálních splajnù byl
navr¾en pro data longitudinální. K obìma tìmto metodám bylo odvozeno vychý-
lení a rozptyl a dokázána asymptotická normalita za platnosti urèitých technic-
kých podmínek. Pomocí vychýlení a rozptylu je pak mo¾no zkonstruovat kon�-
denèní pásmo na nìjaké hladinì (1 − α), α ∈ (0,1). Bylo by mo¾né zkonstruovat
i kon�denèní intervaly, av¹ak vzhledem ke køivkové povaze odhadovaných koe�-
cientù zde pou¾ití kon�denèního pásma dává vìt¹í smysl. Takté¾ jsme popsali
testování hypotéz, které se pøevá¾nì zabývá otázkou, zda-li je výsledný koe�cient
skuteènì promìnlivý nebo zda-li je konstantní.

Ve ètvrté kapitole byla autory navr¾ena procedura pro výbìr promìnných.
Ta funguje obdobnì jako klasická "forward selekce"v lineární regresi. V ka¾dém
kroku je do modelu pøidán jeden regresor a procedura vyhodnotí, zda-li ho v mo-
delu ponecháme nebo naopak vylouèíme. Oproti lineární regresi nám ale modely
s promìnlivými koe�cienty pøidávají dal¹í dimenzi tohoto problému, a to pro-
mìnlivost daného koe�cientu. Proto musíme vyhodnotit dvì otázky. Je koe�cient
promìnlivý? A pokud ne, není jeho konstantní odhad nulový? V ka¾dém kroku
otestujeme tyto dvì hypotézy. Vzhledem k tomu, ¾e se ji¾ jedná o problém více-
násobného testování, tak je na tyto testy aplikována patøièná korekce. Sledovaný
regresor dle této procedury dosahuje tøí stavù. Mù¾e se jednat o promìnlivý re-
gresor, co¾ znamená, ¾e do modelu vstupuje s promìnlivým koe�cientem, nebo se
mù¾e jednat o konstantní regresor, èili regresor s konstantním koe�cientem. Jako
poslední mo¾nost de�nujeme irelevantní regresor, který v modelu nepou¾ijeme.
Vzhledem k vysoké výpoèetní nároènosti modelù s promìnlivými koe�cienty bude
tato procedura je¹tì mnohem nároènìj¹í, a proto autoøi diskutovali i nìkolik al-
goritmických vylep¹ení a kompromisù pro omezení této nároènosti.

V kapitole Aplikace jsme zmínili nìkolik aplikací modelù s promìnlivými koe-
�cienty na praktické pøíklady. Podívali jsme se i na statistické softwary, které
obsahují ji¾ pøipravené funkce pro odhad modelù s promìnlivými koe�cienty. Ty
lze zatím najít pouze v programu R (R Core Team, 2013), kde je k dispozici
nìkolik balíèkù. Modely s promìnlivými koe�cienty lze samozøejmì odhadnout
témìø v jakémkoliv vhodném softwaru, ale u¾ivatel si musí sám naprogramovat
dané odhadové procedury. Takové procedury, napøíklad pro odhad zobecnìných
modelù s promìnlivými koe�cienty, nejsou vùbec triviální. Dále jsme vypraco-
vali dva relativnì jednoduché pøíklady pro demonstraci rùzných pøedností mo-
delù s promìnlivými koe�cienty. V prvním pøíkladu jsme porovnali v¹echny ètyøi
popsané metody odhadu tìchto modelù mezi sebou a zároveò i oproti klasické li-
neární regresi. V druhém pøípadì jsme se namísto statistického pohledu zamìøili
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na analytickou interpretaci tìchto modelù.
Do budoucna oèekáváme rozvoj tìchto modelù nejen smìrem do hloubky, tj.

dal¹í poznatky pro ji¾ navr¾ené metody, ale hlavnì do ¹íøky s novými metodami
a pou¾itími. Modely s promìnlivými koe�cienty se v souèasné dobì tì¹í velké
pøízni akademikù. Pokud tento trend bude pokraèovat, mù¾eme se pak mo¾ná
tì¹it na novou éru matematického modelování.

Modely s promìnlivými koe�cienty tedy jednoznaènì pova¾ujeme za velký
krok kupøedu v oblasti matematického modelování. Bezpochyby mají potenciál
stát se nástupcem lineární regrese, av¹ak ne¾ se tak stane, je tøeba nejprve vy-
øe¹it nìkolik pøeká¾ek. Odhad modelu pro data s více regresory èi velkým mno¾-
stvím pozorování je výpoèetnì nároèný. Nemyslíme si, ¾e odhadové procedury
je mo¾no nìjak radikálnìji optimalizovat. Problém neparametrického odhadu je
prostì sama o sobì slo¾itá zále¾itost, a proto lze nejspí¹ tuto pøeká¾ku odstranit
a¾ s rozvojem výpoèetní techniky. Druhým problémem zùstává nedostateèná in-
formovanost o tìchto modelech. Je tøeba toto téma dostat mezi ¹ir¹í odbornou
veøejnost, a» ji¾ zaèlenìním modelù s promìnlivými koe�cienty do výuky na ma-
tematických vysokých ¹kolách èi pøidáním funkcí pro jejich odhad do pou¾ívaných
statistických softwarù. A¾ se tyto problémy vyøe¹í, tak modely s promìnlivými
koe�cienty zajisté èeká dynamická budoucnost i v praktické aplikaci.
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