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práce jako školńıho d́ıla podle §60 odst. 1 autorského zákona.
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Kapitola 1

Úvod

Podstata obchodováńı na finančńıch a kapitálových trźıch je stejná jako v
př́ıpadě každého jiného podnikáńı - je potřeba přijmout jistou mı́ru rizika, bez
ńıž nemůže být dosažen zisk. Rizika je ovšem nutné ř́ıdit tak, aby nebyla ohrožena
existence samotné firmy. Toto je obzvláště d̊uležité u bank a pojǐst’oven, jejichž
kolaps by mohl ohrozit velké množstv́ı lid́ı i firem a destabilizovat tak platebńı
systém i celou ekonomiku.

Mezi známá rizika, se kterými je potřeba poč́ıtat, můžeme řadit např́ıklad ri-
ziko kreditńı (vyplývá z neschopnosti či neochoty splácet závazky), riziko operačńı
(ztráty v d̊usledku provozńıch nedostatk̊u a chyb), či riziko likvidity (schop-
nost firmy dostát v každém okamžiku svým splatným závazk̊um). Přes nesporný
význam výše uvedených rizik se pro potřeby naš́ı práce budeme zabývat pouze
rizikem tržńım, které vyplývá ze změn tržńıch cen a jejich dopadu na zisk firmy.

Jednou ze základńıch metod, jak sńıžit tržńı riziko z náhodného vývoje ceny
jednotlivých akcíı, je diverzifikace portfolia. Tu nám umožňuje využit́ı takzvaných

”
Mean-Risk model̊u,“ které nám zajǐst’uj́ı v určitém smyslu optimálńı volbu port-
folia z hlediska zisku a rizika. Daľśı často využ́ıvaná metoda je stochastická do-
minance, kterou se zde ovšem zabývat nebudeme.

Od doby, kdy Harry Markowitz (1952) položil základy teorie volby portfolia,
bylo představeno mnoho možnost́ı volby mı́ry rizika. V naš́ı práci si ukážeme
často použ́ıvanou mı́ru VaR a po diskusi jej́ıch výhod a nevýhod přejdeme k
mı́̌re CVaR , která má lepš́ı matematické vlastnosti. Taktéž budeme pracovat s
technikou generováńı scénář̊u s r̊uznou pravděpodobnost́ı jejich realizace. Tyto
scénáře poté můžeme uvažovat jako diskrétńı rozděleńı a můžeme určit hodnotu
mı́ry rizika, očekávané výnosy a ztráty a taktéž řešit úlohu optimalizace portfolia.

Následuj́ıćı kapitola 2 zavád́ı Mean-Risk modely a r̊uzné mı́ry rizika včetně je-
jich vlastnost́ı, kapitola 3 se zabývá definováńım naš́ı hlavńı optimalizačńı úlohy a
seznamuje s numerickými metodami jej́ıho řešeńı, kterými jsou Monte Carlo a jej́ı
vylepšená verze Importance Sampling. V kapitole 4 se již zabýváme konkrétńımi
výsledky, které źıskáme nejdř́ıve z dvourozměrného normálńıho rozděleńı a které
následně využijeme pro složitěǰśı úlohu optimalizace portfolia deseti akcíı, u nichž
předpokládáme log-normálńı rozděleńı. V posledńı kapitole 5 je práce shrnuta.
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Kapitola 2

Mean-risk modely

Hlavńı myšlenkou Mean-risk model̊u je charakterizace neznámého výnosu R
(z anglického Reward) pomoćı dvou veličin: středńı hodnoty zisku E[R] a rizika
(mı́ry rozptylu) D[R], které měř́ı nejistotu výnosu. To, jaké vlastnosti by měla
mı́t vhodná mı́ra rizika budeme zkoumat v kapitolách 2.2 a 2.4. Tyto vlastnosti
poté budeme ověřovat pro několik r̊uzných kandidát̊u, kterými jsou rozptyl, VaR
či CVaR.

2.1 Klasický Markowitz̊uv model

Uvažujme portfolio M akcíı, jehož složeńı je charakterizováno vektorem vah
ω = (ω1, . . . ,ωM)⊤, kde

∑M
i=1 ωi = 1. Dále mějme pro každou akcii náhodnou

veličinu udávaj́ıćı jej́ı výnos, tedy vektor R = (R1, . . . ,RM )⊤. Zisk z celého port-
folia poté spočteme jako:

R(ω) =
M
∑

i=1

ωiRi = ω⊤R.

Pro naše potřeby budeme dále uvažovat trh, ve kterém neńı možný takzvaný
short sale neboli prodej akcíı, které nevlastńıme, tj. ∀i ∈ {1, . . . ,M} : ωi ≥ 0. Dále
pro zjednodušeńı označme následuj́ıćı funkcionály: uω := E[R(ω)], rω = D[R(ω)].
Označme nav́ıc ue jako minimálńı očekávaný zisk investora a re jako maximálńı
riziko. Nyńı si již můžeme zadefinovat eficientńı portfolio.

Definice 1. Portfolio danýchM akcíı s vahami ω je (mean-risk) eficientńı, pokud
neexistuj́ı jiné váhy ω∗ splňuj́ıćı

∑M
i=1 ω

∗
i = 1 zároveň s uω ≤ uω∗ a rω ≥ rω∗ , kde

by alespoň jedna z nerovnost́ı byla ostrá.

Eficientńı portfolio je tedy řešeńım např́ıklad následuj́ıćı optimalizačńı úlohy:

min
ω

rω

za podmı́nek uω ≥ ue,
M
∑

i=1

ωi = 1,

ωi ∈ R, i = 1, . . . ,M.
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Výše uvedená optimalizačńı úloha se snaž́ı minimalizovat riziko za předpo-
kladu minimálńıho očekávaného zisku ue. To ovšem neńı jediný možný př́ıstup.
Podobně se můžeme snažit maximalizovat očekávaný zisk za předpokladu ma-
ximálńıho rizika re. Kombinaćı těchto dvou př́ıstup̊u se můžeme snažit maxima-
lizovat výraz λuω − (1 − λ)rω, kde λ ∈ [0,1] a zároveň můžeme mı́t omezeńı na
minimálńı očekávaný zisk a maximálńı riziko tj. uω ≥ ue a rω ≤ re.

Úlohy s minimálńım očekávaným ziskem či maximálńım očekávaným rizi-
kem nemuśı mı́t ovšem žádné př́ıpustné řešeńı, a proto v naš́ı práci budeme
uvažovat kombinovaný př́ıstup, ovšem bez omezeńı minimálńıho zisku či ma-
ximálńıho rizika. Tato omezeńı nav́ıc částečně může nahradit vhodná volba kon-
stanty λ. Źıskáme tak z množiny všech př́ıpustných řešeńı to, které je eficientńı.
Protože se snaž́ıme naj́ıt vhodné rozložeńı naš́ı investice, jsou pro nás všechna
eficietńı portfolia stejně dobrá a nalezeńı jednoho řešeńı nám tedy postač́ı. Tento
př́ıstup má mnohé výhody mezi něž patř́ı např́ıklad možnost formulace problému
jako problém parametrické optimalizace a taktéž napomáhá analýze vztahu mezi
středńım ziskem a rizikem.

2.2 Mı́ry rizika

Zaměřme se na možnosti volby mı́ry rizika. Výnos jsme definovali jako R,
a proto můžeme nyńı zavést ztrátu z držeńı portfolia jako L = −R (z ang-
lického Loss). Základńı mı́rou rizika, kterou použil již Markowitz (1952) ve svém
pr̊ulomovém článku o optimalizaci portfolia, je bezesporu rozptyl. Na otázku jak
ale definovat obecně vhodnou mı́ru rizika nám přinesli odpověd’ Artzner a kol. ve
svém článku (Artzner a kol., 1999), kde zadefinovali tři d̊uležité vlastnosti, bez
kterých mı́ra rizika nedává dost dobrý smysl.

Definice 2. Uvažujme množinu V reálných náhodných veličin představuj́ıćıch
ztrátu. Funkci ρ : V → R nazveme mı́rou rizika, pokud splňuje:

• Normalita ρ(0) = 0. (Riziko prázdné množiny akcíı je nulové.)

• Monotonie: X,Y ∈ V, Y (ω) ≤ X(ω),∀ω ∈ Ω ⇒ ρ(Y ) ≤ ρ(X), (pokud má
portfolio X ve všech scénář́ıch věťśı ztrátu než Y, poté by risk portfolia X
měl být věťśı než risk portfolia Y.

• Translačńı ekvivariance: X ∈ V, dále necht’ A je deterministické portfolio s
garantovaným ziskem a ⇒ ρ(X + A) = ρ(X) − a. (Portfolia A nám pouze
přidává volné finančńı prostředky do našeho portfolia.)

Rozptyl ovšem splňuje pouze normalitu. Jistě nesplňuje translačńı ekvivarianci
nebot’: var(R + A) = var(R) 6= var(R) − a, pokud a 6= 0. Nav́ıc nesplňuje ani
monotonii, nebot’ dominance jedné náhodné veličiny nad druhou neimplikuje nic
o vztahu rozptylu těchto dvou náhodných veličin. Proto se v devadesátých letech
dvacátého stolet́ı začal postupně uj́ımat Value at Risk (dále jen VaR) neboli
hodnota v riziku.
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2.3 Value at Risk

Definice 3. Mějme α ∈ (0,1) zvolenou mı́ru spolehlivosti a náhodnou veličinu L
reprezentuj́ıćı ztrátu uvažovaného portfolia. Poté definujme VaRα(L) následovně:

VaRα(L) = inf{l ∈ R,P(L > l) ≤ 1− α}.

Můžeme tedy ř́ıct, že VaRα(L) je maximálńı možná ztráta portfolia za dané
obdob́ı při zvolené mı́̌re spolehlivosti. VaR můžeme také interpretovat tak, že
náhodná ztráta větš́ı než VaRα(L) nastane jen s malou pravděpodobnost́ı 1−α a
ztráty menš́ı než VaRα(L) nastanou s pravděpodobnost́ı α bĺızké 1. Dále budeme
vždy uvažovat 95% kvantily, tedy α = 0,95.

VaR je sice již mı́rou rizika, ale pro použit́ı v praxi se koncept mı́ry rizika
neukázal jako dostatečně silný, a proto opět v článku Artzner a kol. (1999)
můžeme nalézt definici koherentńı mı́ry rizika.

2.4 Koherentńı mı́ry rizika

Definice 4. Uvažujme množinu V reálných náhodných veličin představuj́ıćıch
ztrátu. Funkci ρ : V → R nazveme koherentńı mı́rou rizika, pokud je mı́rou rizika
a zároveň splňuje následuj́ıćı podmı́nky:

• Positivńı homogenita: X ∈ V, c ≥ 0 ⇒ ρ(cX) = cρ(X).

• Sub-aditivita: X,Y,X + Y ∈ V ⇒ ρ(X + Y ) ≤ ρ(Y ) + ρ(X).

Podmı́nka Sub-aditivity je velice d̊uležitá a přesně vystihuje princip diver-
zifikace: Riziko ze dvou portfolíı dohromady nemůže být větš́ı, než součet rizik
každého portfolia zvlášt’. Nav́ıc spolu s podmı́nkou pozitivńı homogenity nám
zaručuje konvexitu, nebot’ plat́ı:

ρ(λx+ (1− λ)y) ≤ ρ(λx) + ρ((1− λ)y) = λρ(x) + (1− λ)ρ(y).

2.5 Vlastnosti Value at Risk

Výhody:

• VaR je univerzálńı mı́ra (lze ji aplikovat na všechny druhy rizika, můžeme
sč́ıtat r̊uzná rizika do jednoho č́ısla).

• VaR je globálně použ́ıvaná mı́ra.

• VaR je vyjádřena v jednotce
”
ztráta peněz.“

• VaR je intuitivńı s jasnou interpretaćı: Kolik můžeme ztratit s určitou mı́rou
spolehlivosti.

Nevýhody:

• VaR nepostihuje to, jak velká ztráta může nastat při překročeńı VaR.

• VaR dobře nerozlǐsuje mezi tvary rozděleńı.
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• VaR neńı koherentńı mı́ra rizika a tedy ani neńı konvexńı, nesplňuje před-
poklady sub-aditivity.

Prvńı a druhý bod zmı́něný v nevýhodách VaR úzce souviśı s rozděleńımi
s těžkými a lehkými chvosty. Jejich rozd́ılnost nejlépe charakterizuje existence
takového α−kvantilu, že rozděleńı s těžkým chvosty bude mı́t oproti lehkým
chvost̊um posunuté β−kvantily v́ıce doprava (pro β > α) a t́ım pádem pravdě-
podobnost extrémńıch ztrát bude výrazně vyšš́ı. Jestliže budou mı́t obě rozděleńı
stejný α−kvantil, tak poté rozděleńı s těžkým chvosty bude mı́t pro β > α
oproti lehkým chvost̊um posunuté β−kvantily v́ıce doprava (tedy jsou vyšš́ı) a
t́ım pádem i pravděpodobnost extrémńıch ztrát bude výrazně vyšš́ı.

Konvexita by nám zajistila, že lokálńı minima jsou zároveň globálńımi mi-
nimy. V článku Sergey a kol. (2008) bylo ale ukázáno, že VaRα(

1
N

∑N
j=1 ω

⊤Rj)
jako funkce jednotlivých vah ωj v̊ubec nemuśı být konvexńı a může mı́t mnoho
lokálńıch extrémů, což nám značně znesnadňuje optimalizaci.

Sub-aditivita VaR se dá snadno vyvrátit následuj́ıćım př́ıkladem: Uvažujme
dluhopisy v hodnotě 1 000 Kč, které nám zaručuj́ı výnos 3% p.a. Pravděpo-
dobnost, že emitent daný rok zbankrotuje a nebude tak schopný dostát svým
závazk̊um a dluhopis tak bude bezcenný je 0,001. Těchto dluhopis̊u jsme nakou-
pili 100 ks, přičemž uvažujeme, že ztráty jsou nezávislé stejně rozdělené veličiny.
Poté hodnota VaRα pro ztrátu z jednotlivých kus̊u dluhopis̊u bude rovna −30 Kč.
Záporná ztráta je zisk a dluhopisy tak vypadaj́ı jako bezrizikové, celkový součet
tedy bude −3000. Ovšem pro dluhopisy jako celek je pravděpodobnost, že žádný
emitent nezbankrotuje rovna: 0,999100

.
= 0,905 a tedy VaR ≥ −30 · 99 + 1 000 =

−1 970. Předpoklad subaditivity tedy neńı splněn.
VaR je sice na rozd́ıl od rozptylu mı́rou rizika, má ale zároveň hned několik

negativ, které ho mohou činit suboptimálńım nástrojem pro určeńı rizika. Proto
byl koncept VaR značně vylepšen a č́ım dál t́ım v́ıce se zač́ıná použ́ıvat Condi-
tional Value at Risk neboli CVaR, v anglicky psané literatuře značen též jako
Average Value at Risk (AVaR), expected tail loss (ETL) nebo expected shortfall
(ES).

2.6 Conditional Value at Risk

Definice 5. Mějme α ∈ (0,1) zvolenou mı́ru spolehlivosti a náhodnou veličinu L
reprezentuj́ıćı ztrátu uvažovaného portfolia s distribučńı funkćı G(x). Definujme
CVaRα(L) jako:

CVaRα(L) := E{L|L ≥ VaRα(L)}.

Jinými slovy je CVaRα(L) definované jako středńı hodnota α-chvostu rozdě-
leńı L. V tomto př́ıpadě toto rozděleńı definujeme jako

Gα(x,VaRα(L)) :=

{

G(x)−α
1−α

, x ≥ VaRα(L),

0, x < VaRα(L).

Předpokládejme nyńı, že E|X| <∞ a definujme funkci

Fα(L,u) := u+
1

1− α
E[L− u]+,
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která je konvexńı a spojitá vzhledem k proměnné u. Rockafellar a Uryasev (2002)
ukázali, že plat́ı:

CVaRα(L) = min
u∈R

Fα(L,u) = min
u∈R

{u+ 1

1− α
E[L− u]+}.

2.7 Vlastnosti Conditional Value at Risk

Výhody:

• CVaR je stále ještě intuitivně pochopitelné: Uvažujme ztrátu L, poté pr̊u-
měr (1− α)% největš́ıch ztrát nepřekroč́ı hodnotu CVaRα(L).

• CVaR je koherentńı mı́rou rizika.

• CVaRα je spojitá vzhledem k α.

• Optimalizace CVaR může být zredukována na úlohu konvexńı optimalizace,
v některých př́ıpadech dokonce na úlohu lineárńı optimalizace, např́ıklad pro
diskrétńı rozděleńı.

Nevýhody:

• Přesnost CVaR odhadu je silně ovlivněná přesnost́ı modelováńı chvostu, při
absenci dobrého modelu pravděpodobnostńıho rozděleńı pro chvost je proto
lepš́ı zvolit jinou mı́ru rizika.

Protože je CVaR středńı hodnotou α-chvostu rozděleńı L, bude naš́ı snahou
mı́t dostatek scénář̊u z chvostu, abychom mohli CVaR dobře odhadnout.
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Kapitola 3

Optimalizace portfolia

Po krátkém úvodu k Mean-risk model̊um a volbě vhodné mı́ry rizika se nyńı
pokuśıme vyřešit prvńı optimalizačńı úlohy.

3.1 Optimalizace užitkové funkce

Definice 6. Mějme α ∈ (0,1) zvolenou mı́ru spolehlivosti a náhodnou veličinu L
reprezentuj́ıćı ztrátu uvažovaného portfolia. Dále uvažujme (1−λ) ∈ [0,1] jako in-
vestorovu averzi v̊uči riziku. Poté m̊užeme definovat investorovu užitkovou funkci,
kterou se snaž́ı maximalizovat jako:

U∗(L) = −λE[L]− (1− λ) CVaRα[L].

Pro naše potřeby můžeme přeznačit U(L) = −U∗(L) a naš́ı úlohou tak bude
minimalizovat následuj́ıćı funkci:

U(L) = λE[L] + (1− λ) CVaRα[L].

Velice často ovšem neumı́me analyticky zjistit některé vlastnosti náhodné
veličiny L, a proto se nab́ıźı tuto úlohu řešit numericky. Předpokládejme, že
máme nezávislé náhodně rozdělené realizace náhodné veličiny L. V našem př́ıpadě
budeme mı́t k dispozici historická data, o kterých toto budeme předpokládat.
Analýzou těchto dat zjist́ıme vlastnosti jejich rozděleńı a za předpokladu, že
budoućı realizace maj́ı stejné rozděleńı jako realizace minulé, se je pokuśıme
odhadnout. Tento předpoklad je samozřejmě velice silný a v praxi jen těžko
můžeme odhadovat budoućı vývoj pouze na základě vývoje minulého. My se
ovšem pro potřeby naš́ı bakalářské práce tohoto zjednodušeńı dopust́ıme. Této
metodě, kdy pomoćı náhodných realizaćı jistého rozděleńı určujeme vlastnosti
tohoto rozděleńı, ř́ıkáme metoda Monte Carlo.

3.2 Metoda Monte Carlo

Definice 7. Necht’ {L1,L2, . . . ,LN} jsou nezávislými náhodnými realizacemi ná-
hodné veličiny L. Jejich uspořádaný výběr označme {L(1),L(2), . . . ,L(N)}. Poté
pomoćı metody Monte Carlo dostaneme následuj́ıćı:

U(L) ≈ U(L(1), . . . ,L(N)) = λE[L(1), . . . ,L(N)] + (1− λ) CVaRα[L(1), . . . ,L(N)] =
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= λ
1

N

N
∑

i=1

L(i) + (1− λ)
1

(1− α)N

N
∑

i=αN

L(i).

Posledńı uvedená rovnost plat́ı ovšem pouze za předpokladu, že (1 − α)N a
αN jsou celá č́ısla. V opačném př́ıpadě bychom byli nuceni dělit atomy pravdě-
podobnosti, ale vzhledem k relativně velkému statistickému vzorku a pevnému α
nám tato verze postač́ı.

3.3 Rychlost konvergence

Otázkou nyńı ovšem je, jestli by nebylo lepš́ı mı́sto metody Monte Carlo
uvažovat aproximaci Riemannovou sumou. Uvažujme např́ıklad interval [0,1] a
funkci ψ, jej́ıž středńı hodnotu se na tomto intervalu snaž́ıme zjistit. Metoda
Monte Carlo nám vygeneruje nezávislé stejně rozdělené realizace X1, . . . ,XN rov-
noměrného rozděleńı na intervalu [0,1] a středńı hodnotu µ tak můžeme aproxi-
movat následovně:

µ :=

∫ 1

0

ψ(x) dx ≈ µMC =
1

N

N
∑

j=1

ψ(Xj).

V př́ıpadě Riemannovy sumy s volbou rovnoměrného rozděleńı interval̊u, tj.
xj ∈ [(j − 1)/N,j/N ], j = 1, . . . ,N a volbou střed̊u interval̊u [(j − 1)/N,j/N ],
j = 1, . . . ,N, tj. xj = (2j − 1)/(2N) dostáváme následuj́ıćı:

∫ 1

0

ψ(x) dx ≈ µRS =
1

N

N
∑

j=1

ψ(xj).

Pokud je funkce ψ Lipschitzovská na intervalu [0,1], poté na základě knihy
Shapiro a kol. (2009) je chyba Riemannovy sumy řádu O(N−1), zat́ımco chyba
metody Monte Carlo je řádu O(N−1/2). Zd̊uvodněńı je relativně zřejmé, realizace
pomoćı Monte Carlo maj́ı tendenci se shlukovat v některých mı́stech a t́ım pádem
ponechávaj́ı ostatńı mı́sta nedostatečně pokrytá. Proto nemá cenu využ́ıvat me-
todu Monte Carlo pro jednorozměrná data. Tato situace se ale rychle změńı v
př́ıpadě, že budeme zvyšovat dimenzi d. Uvažujme tedy jednotkovou d-rozměrnou
krychli Id = [0,1]d a naš́ım ćılem bude spoč́ıtat integrál

∫

Id
ψ(x), kde ψ : Id → R

je měřitelnou funkćı. Poté každou dimenzi můžeme rozdělit do M stejně dlouhých
interval̊u a tedy rozděĺıme Id naN =Md subinterval̊u a použijeme stejnou aproxi-
maci středńı hodnoty µRS . Chyba této aproximace je řádu O(M−1) = O(N−1/d).
Pro d = 2 je tedy tato metoda srovnatelná s metodou Monte Carlo, ale pro větš́ı
d tato aproximace začne rychle být nepoužitelná.

3.4 Importance Sampling

Metoda Monte Carlo má ovšem své nevýhody. Předpokládejme, že N = 1 000.
Poté pro hladinu spolehlivosti α = 0,95 budeme CVaR odhadovat právě z padesáti
pozorováńı, zat́ımco středńı hodnotu z tiśıce. Proto by bylo vhodné upravit poměr
hodnot větš́ıch než VaR tak, abychom jich měli několikanásobně v́ıce. T́ım pádem
bychom mohli za cenu malé ztráty přesnosti ve výpočtu středńı hodnoty źıskat
několikanásobně přesněǰśı odhad CVaR .
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Definice 8. Mějme náhodnou veličinu X se známou hustotou rozděleńı f a necht’

Q(X) je funkćı X s neznámou konečnou středńı hodnotou µ = Ef [Q(X)]. Poté
nutně plat́ı

µ =

∫

Q(x)f(x)dx =

∫

Q(x)f(x)

g(x)
g(x)dx,

kde f(x) > 0 ⇔ g(x) > 0. Toto poté vede k obvyklému odhadu pomoćı metody
Importance Sampling

µ̂ =
1

N

N
∑

i=1

Q(Xi)f(Xi)

g(Xi)
,

kde Xi ∼ g pro i = 1, . . . ,N.

Uvažujme tedy, že před každým generováńım jedné náhodné veličiny X si
hod́ıme vychýlenou minćı s pravděpodobnostmi 0,7 a 0,3. V prvńım př́ıpadě
vygenerujeme hodnotu menš́ı než VaRα(X), ve druhém naopak hodnotu vetš́ı.
(Např́ıklad generujeme tak dlouho z p̊uvodńıho rozděleńı dokud nepřekroč́ıme
hranici VaRα(X).) Původńı funkcionál nyńı ovšem muśıme přizp̊usobit naš́ı poz-
měněné distribučńı funkci, na základě které generujeme. Pokud tedy p̊uvodńı
hustota byla f a nová g, muśıme v p̊uvodńım funkcionálu zohlednit tuto váhu
jako f

g
. V př́ıpadě námi zvolené hladiny spolehlivosti α = 0,05 proto budeme

mı́t v našem př́ıkladu váhu 1
20

· 20
6

= 1
6
u hodnot vyšš́ıch než VaRα(X) a váhu

19
20

· 20
14

= 19
14

u hodnot menš́ıch.

3.4.1 Importance sampling s normalizaćı vah

Problém tohoto př́ıstupu jsou bezesporu váhy kterými upravujeme d̊uležitost
jednotlivých pozorováńı. Zaved’me si váhovou funkci W (x) := f(x)

g(x)
. Poté pro

pr̊uměr empirických vah W̄ plat́ı W̄ := 1
N

∑N
i=1W (Xi). Tento pr̊uměr má středńı

hodnotu rovnou 1, ale nikoli nulový rozptyl. Toto souviśı i s rozptylem uvažo-
vaného funkcionálu, do kterého tyto váhy vstupuj́ı. Velice snadno si můžeme
pomoci normalizaćı a to tak, že mı́sto váhy W (x) uvažujeme normalizovanou
váhu W (x)/W̄ . Na základě článku Hesterberg (1995) se nám poté sńıž́ı i rozptyl
odhadu pomoćı Importance Samplingu.

3.5 Optimalizačńı úlohy

Již na začátku kapitoly jsme si zadefinovali optimalizačńı úlohu, kterou se
budeme snažit řešit. V daľśı části budeme uvažovat investorovu averzi v̊uči riziku
rovnou (1−λ) = 1

2
. Pod́ıvejme se nyńı bĺıže na náhodnou veličinu Lω reprezentuj́ıćı

ztrátu portfolia. Mějme M akcíı, ze kterých se naše portfolio skládá, a ztrátu z
jejich držeńı označme L = (L1, . . . ,LM ). Dále uvažujme váhy ω = (ω1, . . . ,ωM)
splňuj́ıćı

∑M
i=1 ωi = 1. Ztrátu z držeńı našeho portfolia poté můžeme spoč́ıtat jako

Lω =

M
∑

i=1

ωiL
i = ω⊤L.

Na základě článku (Rockafellar a Uryasev, 2002) můžeme nav́ıc psát

CVaRα(Lω) = CVaRα(ω
⊤L) = min

u∈R
{u+ 1

1− α
E[ω⊤L− u]+}.
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3.5.1 Monte Carlo optimalizace

Předpokládejme nyńı, že máme k dispozici N náhodných realizaćı vývoje
těchto akcíı, tj. N M-tic {(L1

1, . . . ,L
M
1 ), . . . ,(L1

N , . . . ,L
M
N )}. Definujme nav́ıc Lj =

∑m
i=1 ωi · Li

j . Poté již můžeme p̊uvodńı úlohu ze sekce 3.2 přepsat jako úlohu
lineárńıho programováńı v následuj́ıćım tvaru:

min
u∈R

ωi∈R
+

0
,i=1,...,M

{

1

N

N
∑

j=1

Lj +

(

u+
1

(1− α)N

N
∑

j=1

[Lj − u]+

)}

,

za podmı́nek

M
∑

i=1

ωi = 1.

Výše uvedená úloha lineárńıho programováńı využ́ıvá klasické Monte Carlo
generováńı.

3.5.2 Importance Sampling optimalizace

Definice 9. Předpokládejme nyńı, že mı́sto p̊uvodńı hustoty rozděleńı f náhodné
veličiny Lω definujeme novou hustotu g následuj́ıćım zp̊usobem:

g(l) :=

{

f(l)·p
α
, l < VaRα(Lω),

f(l)·(1−p)
(1−α)

, l ≥ VaRα(Lω),

kde p ∈ (0,1).

Nový tvar úlohy má poté následuj́ıćı tvar:

min
u∈R

ωi∈R
+

0
,i=1,...,M

{

1

N

N
∑

j=1

f(Lj)

g(Lj)
Lj +

(

u+
1

(1− α)N

N
∑

j=1

f(Lj)

g(Lj)
[Lj − u]+

)}

,

za podmı́nek
M
∑

i=1

ωi = 1.

3.5.3 Importance Sampling s normalizaćı vah

Posledńı co nám zbývá je implementace normalizace vah, která byla zave-
dena v sekci 3.4.1. Pro sńıžeńı rozptylu se tedy pokuśıme nahradit N−1 výrazem
(W̄N)−1. Optimalizačńı úloha má poté tvar:

min
u∈R

ωi∈R
+

0
,i=1,...,M

{

(W̄N)−1

N
∑

j=1

f(Lj)

g(Lj)
Lj +

(

u+
(W̄N)−1

(1− α)

N
∑

j=1

f(Lj)

g(Lj)
[Lj − u]+

)}

,

za podmı́nek
M
∑

i=1

ωi = 1.

Problémem posledńıch dvou optimalizačńıch úloh je ovšem již samotné gene-
rováńı nové distribuce g. V naprosté většině neznáme VaRα(Lω), optimálńı váhy
ani volbu vhodné pravděpodobnosti p s jakou chceme generovat hodnoty menš́ı
než VaRα(Lω).
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Kapitola 4

Praktická implementace

V praktické implementaci stoj́ıme hned před několika problémy, které se po-
kuśıme vyřešit. V prvńı řadě nev́ıme, s jak velkou pravděpodobnost́ı (1 − p)
chceme generovat krajńı hodnoty větš́ı než VaRα(Lω), a proto se pokuśıme tuto
pravděpodobnost empiricky určit. Budeme postupně generovat sady scénář̊u s
r̊uznými pravděpodobnostmi a na základě směrodatné odchylky od analytického
řešeńı vybereme nejvhodněǰśı pravděpodobnost.

Druhý problém spoč́ıvá v tom, že v reálných aplikaćıch nemáme žádné ana-
lytické řešeńı a tak neznáme ani např́ıklad hodnotu VaRα(Lω), kterou při ge-
nerováńı pomoćı Importance Samplingu použ́ıváme. Proto muśıme tento čistě
praktický problém vyřešit iterativně. Prvńı menš́ı část našich scénář̊u generovaná
metodou Monte Carlo proto bude určena k přibližnému určeńı hodnoty VaRα(Lω),
na základě které bude druhá část již generována metodou Importance Samplingu.
Naš́ım ćılem je ovšem opět určit tento poměr, kde se na jedné straně chceme
vyvarovat malému množstv́ı scénář̊u v prvńı části, aby nám nepřesný odhad
VaRα(Lω) nevychýlil celé generováńı v druhé části, ale zároveň se chceme vyhnout
př́ılǐs velkému množstv́ı, jehož přesnost by se poté již př́ılǐs bĺıžila obyčejnému
Monte Carlu. Ve třet́ı části se zaměř́ıme na normalizaci vah a porovnáme rozptyly
normálńıch a znormovaných funkcionál̊u.

Všechny tyto výpočty provád́ıme pro dvourozměrné normálńı rozděleńı s vek-

torem středńıch hodnot

(

1
2

)

a variančńı matićı

(

1 −0,5
−0,5 4

)

.

Posledńı část se již bude věnovat řešeńı praktického problému volby ideálńıho
portfolia akcíı. Jako data nám poslouž́ı 10 Akcíı a jejich historický vývoj na
Pražské burze v týdenńıch intervalech z let 2007-2012. Těmito akciemi jsou:
AAA (AAA Auto), CETV(Mediálńı mezinárodńı korporace vlastńıćı např́ıklad
TV Nova nebo Marḱıza), ČEZ, ERSTE (Bankovńı skupina, majitel např. České
spořitelny), KOMB (Komerčńı banka), ORCO (developerská společnost), PE-
GAS (netkané textilie), PHILL (Philip Morris - výrobce cigaret), TELE (Te-
lefónica), UNI (Unipetrol). Na základě knihy Hald (1952) může být být lo-
gnormálńı rozděleńı pro malé hodnoty poměru směrodatné odchylky a středńı
hodnoty (v našem př́ıpadě se tyto hodnoty pohybuj́ı mezi 0,03 a 0,1) uvažováno
jako bĺızké normálńımu a proto využijeme předem napoč́ıtané koeficienty pro
normálńı rozděleńı a aplikujeme je na náš praktický problém pro nalezeńı op-
timálńıho portfolia.
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4.1 Algoritmy řešeńı optimalizačńıch úloh

V následuj́ıch algoritmech budeme použ́ıvat toto značeńı:

p Pravděpodobnost generováńı hodnot menš́ıch než VaRα(Lωopt
).

ωopt Optimálńı váhy minimalizuj́ıćı funkci U definovanou v definici 6.

N Počet generovaných scénář̊u.

B Počet běh̊u generováńı.

Lωopt
Ztráta v př́ıpadě volby ideálńıch vah.

γ Poměr generováńı mezi Monte Carlo a Importance Samplingem u ite-

rované metody.

4.1.1 Monte Carlo vs Importance sampling

Naš́ı prvńı úlohou je porovnat rozptyl funkcionál̊u, které jsme źıskali jed-
nak klasickou metodou generováńı Monte Carlo a jednak jej́ı vylepšenou verźı
za použit́ı Importance Samplingu. Protože ovšem neznáme pravděpodobnost p,
zvoĺıme postupně hodnoty {20

40
,21
40
, . . . ,39

40
} a pro každou poté urč́ıme hodnotu roz-

ptylu jednotlivých řešeńı. Pravděpodobnosti menš́ı než 1/2 zde uvedeny nejsou,
nebot’ u nich s rostoućım počtem hodnot větš́ıch než VaRα(Lω) již výrazně klesala
přesnost odhadu středńı hodnoty a rozptyly tak již byly výrazně vyšš́ı než u námi
uvažovaných pravděpodobnost́ı.

Algoritmus 1. Pro nalezeńı vhodné pravděpodobnosti p použijeme následuj́ıćı
algoritmus:

1. Analyticky spoč́ıtej hodnotu optimálńıch vah ωopt a hodnotu VaRα(Lωopt
).

2. Postupně poč́ıtej pro uvažované hodnoty p N-krát následuj́ıćı:

(a) Vygeneruj náhodné č́ıslo r z intervalu [0,1]. Pokud plat́ı r > p, generuj
z chvostu, jinak ze zbytku rozděleńı.

(b) Pokud generujeme z chvostu, generuj tak dlouho z našeho rozděleńı f
definovaného v Definici 9 náhodné realizace L{j}, dokud nebude pla-

tit ω⊤
optL

{j} > VaRα(Lωopt
), ulož f(L{j})

g(L{j})
:= 1−α

1−p
. Pokud generujeme ze

zbytku, generuj dokud neplat́ı ω⊤
optL

{j} ≤ VaRα(Lωopt
), ulož f(L{j})

g(L{j})
:=

α
p
.

(Výše uvedené body (a) a (b) nahrazuj́ı generováńı z rozděleńı g.)

3. Vyřeš Importance Sampling optimalizačńı úlohu uvedenou v sekci 3.5.2.

4. Celý výše uvedený postup zopakuj B-krát, spočti pr̊uměr kvadratických od-
chylek B hodnot funkce U(L{1},L{2}, . . . ,L{N}) od Lωopt

pro všechny uvažo-
vané hodnoty p. Urči takové p, pro které je tato hodnota nejmenš́ı.

Monte Carlo optimalizačńı úlohu v sekci 3.5.1 pro porovnáńı výsledk̊u ne-
muśıme speciálně implementovat, protože je speciálńım př́ıpadem námi zvolené
Importance Sampling optimalizačńı úlohy pro p = α, v našem př́ıpadě tedy pro
p = 0,95.
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V tabulce 4.1 vid́ıme, že nejmenš́ıch hodnot kvadratické odchylky dosahujeme
pro hodnotu p = 0,75, která nám vycháźı o cca 45% menš́ı než hodnota pro Monte
Carlo generováńı neboli pro p = 0.95. V daľśıch výpočtech tedy zafixujeme tuto
hodnotu a budeme řešit volbu daľśıch konstant.

V tabulce jsou výsledky pro následuj́ıćı hodnoty konstant:

N Počet generovaných scénář̊u 500,

B Počet běh̊u generováńı. 1200,

p Pravděpodobnosti generováńı {20
40
,
21

40
, . . . ,

39

40
}.

Pravděpodobnost p Kvadratická odchylka

0,5 0,00295795
0,525 0,00264168
0,55 0,00263197
0,575 0,00261869
0,6 0,00254945
0,625 0,00244706
0,65 0,00229571
0,675 0,00208542
0,7 0,00211544
0,725 0,00199569
0,75 0,00186395
0,775 0,00200686
0,8 0,00189807
0,825 0,00213351
0,85 0,00214330
0,875 0,00229708
0,9 0,00247693
0,925 0,00281714
0,95 0,00341571
0,975 0,00555653

Tabulka 4.1: Závislost kvadratické odchylky od optimálńıho funkcionálu na prav-
děpodobnosti p.

4.1.2 Importance sampling s normalizaćı vah

Pro námi empiricky źıskanou pravděpodobnost p = 0,75 řešme paralelně op-
timalizačńı úlohy v sekćıch 3.5.2 a 3.5.3 na stejných datech. Prvńı dva kroky jsou
stejné jako v Algoritmu 1, zbylé se jen drobně lǐśı v tom, že tentokrát poč́ıtáme
pouze s jednou hodnotou p a neporovnáváme kvadratické odchylky pro jednotlivá
p, nýbrž pro dvě r̊uzné optimalizačńı úlohy.
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Algoritmus 2. Cı́lem je porovnáńı kvadratických odchylek pro dvě r̊uzné opti-
malizačńı úlohy představené v sekćıch 3.5.2 (označme užitkovou funkci, kterou se
zde snaž́ıme minimalizovat UIS) a 3.5.3 (zde ji označme UISN). Použijeme tedy
následuj́ıćı algoritmus.

1. Analyticky spoč́ıtej hodnotu optimálńıch vah ωopt a hodnotu VaRα(Lωopt
).

2. Postupně poč́ıtej pro p = 0,75 N-krát následuj́ıćı:

(a) Vygeneruj náhodné č́ıslo r z intervalu [0,1]. Pokud plat́ı r > p, generuj
z chvostu, jinak ze zbytku rozděleńı.

(b) Pokud generujeme z chvostu, generuj tak dlouho z našeho rozděleńı f
definovaného v Definici 9 náhodné realizace L{j}, dokud nebude pla-

tit ω⊤
optL

{j} > VaRα(Lωopt
), ulož f(L{j})

g(L{j})
:= 1−α

1−p
. Pokud generujeme ze

zbytku, generuj dokud neplat́ı ω⊤
optL

{j} ≤ VaRα(Lωopt
), ulož f(L{j})

g(L{j})
:=

α
p
.

(Výše uvedené body (a) a (b) nahrazuj́ı generováńı z rozděleńı g.)

3. Vyřeš Importance Sampling optimalizačńı úlohu uvedenou v sekci 3.5.2 a
Importance Sampling optimalizačńı úlohu s normalizaćı dat uvedenou v
sekci 3.5.3.

4. Celý výše uvedený postup zopakuj B-krát, spočti pr̊uměr kvadratických od-
chylek B hodnot funkćı UIS(L

{1},L{2}, . . . ,L{N}) a UISN(L
{1},L{2}, . . . ,L{N})

od Lωopt
pro všechny uvažované hodnoty N.. Pro každé N urči tu úlohu, pro

kterou je tato hodnota nejmenš́ı.

V tabulce jsou výsledky pro následuj́ıćı hodnoty konstant:

N Počet generovaných scénář̊u {500,1 000,2 000},
B Počet běh̊u generováńı. 1200,

p Pravděpodobnosti generováńı
3

4
.

Typ úlohy Počet scénář̊u N Kvadratická odchylka

IS 500 0,00188386
ISN 0,00131301

IS 1 000 0,00107230
ISN 0,00074539

IS 2 000 0,00043215
ISN 0,00029488

Pozn: IS: Klasický Importance Sampling, ISN: Importance Sampling s normalizaćı vah.

Tabulka 4.2: Porovnáńı kvadratických odchylek od optimálńıho funkcionálu pro
Importance Sampling a Importance Sampling s normalizaćı vah.
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V Tabulce 4.2 vid́ıme, že pro všechny tři hodnoty počtu generovaných scénář̊u
N se kvadratická odchylka sńıž́ı cca o 30%, což můžeme považovat za opravdu
velký rozd́ıl vzhledem k tomu, že jsme nikterak nezvýšili čas potřebný k vyřešeńı
optimalizačńı úlohy. Výsledné úspory jsme dosáhli pouze mı́rnou úpravou opti-
malizačńı úlohy.

Obrázek 4.1: Závislost kvadratické odchylky od optimálńıho funkcionálu na prav-
děpodobnosti p.

4.1.3 Iterovaný Importance sampling s normalizaćı vah

Oba dosud zmı́něné algoritmy maj́ı vždy stejný prvńı krok, kterým je analy-
tické určeńı optimálńıch vah a hodnoty optimálńıho funkcionálu. Toto můžeme
provést, pokud se pouze snaž́ıme ověřit vhodnost Importance Sampling gene-
rováńı namı́sto klasického Monte Carlo. Pro praktické použit́ı je to ovšem na-
prosto nevhodné, nebot’ bychom předpokládali, že již známe řešeńı úlohy, kterou
se snaž́ıme vyřešit. Proto se budeme snažit implementovat metodu iterovaného
Importance Samplingu.

Algoritmus 3. Náš posledńı algoritmus se lǐśı od předchoźıch pouze zp̊usobem
určeńı optimálńıch vah a funkcionálu. Na základě těchto změn se poté samozřejmě
změńı finálńı optimalizačńı úloha kterou se budeme snažit vyřešit. Algoritmus
následuje:

1. Postupně poč́ıtej pro uvažované hodnoty γ následuj́ıćı:

2. Prvńıch γN scénář̊u generuj pomoćı metody Monte Carlo a vyřeš optima-
lizačńı úlohu ze sekce 3.5.1. Výsledné váhy označ ωopt a výslednou hodnotu
VaR označ VaRα(Lωopt

).

3. Pro zbylých (1− γ)N scénář̊u poč́ıtej následuj́ıćı:

(a) Vygeneruj náhodné č́ıslo r z intervalu [0,1]. Pokud plat́ı r > p, generuj
z chvostu, jinak ze zbytku rozděleńı.
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(b) Pokud generujeme z chvostu, generuj tak dlouho z našeho rozděleńı f
definovaného v Definici 9 náhodné realizace L{j}, dokud nebude pla-

tit ω⊤
optL

{j} > VaRα(Lωopt
), ulož f(L{j})

g(L{j})
:= 1−α

1−p
. Pokud generujeme ze

zbytku, generuj dokud neplat́ı ω⊤
optL

{j} ≤ VaRα(Lωopt
), ulož f(L{j})

g(L{j})
:=

α
p
.

4. Vyřeš Iterovanou Importance Sampling optimalizačńı úlohu:

min
u∈R

ωi∈R
+

0
,i=1,...,M

(γN)−1

γN
∑

j=1

Lj + (W̄N(1− γ))−1
N
∑

j=γN+1

f(Lj)

g(Lj)
Lj + u

+
1

(1− α)γN

γN
∑

j=1

[Lj − u]+

+
(W̄N(1− γ))−1

(1− α)

N
∑

j=γN+1

f(Lj)

g(Lj)
[Lj − u]+

za podmı́nek

M
∑

i=1

ωi = 1,

5. Celý výše uvedený postup zopakuj B-krát, spočti a porovnej kvadratické od-
chylky B hodnot funkce U od Lωopt

pro všechny uvažované hodnoty γ. Urči
takové γ , pro které je tato hodnota nejmenš́ı.

V tabulce jsou výsledky pro následuj́ıćı hodnoty konstant:

N Počet generovaných scénář̊u 5 000,

B Počet běh̊u generováńı. 200,

γ Poměr generováńı MC vs IS { 1

10
,
2

10
, . . . ,

9

10
}.

γ Kvadratická odchylka

0,1 0,00233218
0,2 0,00132770
0,3 0,00100958
0,4 0,00078418
0,5 0,00069756
0,6 0,00066033
0,7 0,00051771
0,8 0,00036371
0,9 0,00037584

Tabulka 4.3: Závislost kvadratické odchylky od optimálńıho funkcionálu na volbě
iterovaného poměru γ.

17



V tabulce 4.3 si můžeme všimnout jistého paradoxu: Č́ım v́ıce scénář̊u nagene-
rujeme klasickou metodou Monte Carlo, t́ım menš́ı kvadratické odchylky dosáhne-
me. To samé plat́ı bohužel nejen pro 5 000 generovaných scénář̊u, ale i pro 20 000
a 100 000. Vid́ıme tedy, že docháźıme k jistému sporu s předchoźımi výsledky,
kdy nám vycházelo generováńı pomoćı Importance Samplingu výrazně lépe. Zna-
mená to tedy, že suboptimálńı hodnoty vah a funkcionálu źıskané v prvńı části
algoritmu nejsou dostatečně přesné a každý scénář vygenerovaný metodou Monte
Carlo napomůže v́ıce k menš́ı kvadratické odchylce než scénář vygenerovaný po-
moci Importance Samplingu. Toto souviśı úzce s nevýhodou Importance Sam-
plingu - nemáme dostatečně přesný pravděpodobnostńı model chvostu a proto
nám metoda selhává.

Naštěst́ı nás při investováńı nezaj́ımá jen stabilita řešeńı ale i výkonnost řešeńı.
V př́ıpadě kvadratické odchylky funkce U(L(1), . . . ,L(N)) od Lωopt

použ́ıváme
nagenerované scénáře k určeńı hodnoty funkce U, mı́sto toho se ale můžeme
pod́ıvat na skutečnou výkonnost optimálńıch vah. Na základě diplomové práce
(Kozmı́k, 2010) v́ıme, že pro normálńı rozděleńı ztrát jednotlivých akcíı se středńı
hodnotou µ a variančńı matićı V můžeme užitkovou funkci U z definice 6 přepsat
následovně:

U(L) = λω⊤µ+ (1− λ)



ω⊤µ+
exp

{

−q2ω
2

}

(1− α)
√
2π

√
ω⊤V ω



 .

Pokusme se tedy spoč́ıtat kvadratickou odchylku funkce L, jej́ıž hodnotu źıskáme
na základě předchoźı rovnice:

V následuj́ıćı tabulce jsou výsledky pro následuj́ıćı hodnoty konstant:

N Počet generovaných scénář̊u 5 000,

B Počet běh̊u generováńı. 100,

γ Poměr generováńı MC vs IS { 1

10
,
2

10
, . . . ,

9

10
}.

γ Kvadratická odchylka

0.1 0,003262910
0.2 0,000698757
0.3 0,000348945
0.4 0,000321501
0.5 0,000287170
0.6 0,000265431
0.7 0,000339936
0.8 0,000321461
0.9 0,000564392

Tabulka 4.4: Závislost kvadratické odchylky od optimálńıho funkcionálu na volbě
iterovaného poměru γ.
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Obrázek 4.2: Závislost kvadratické odchylky od optimálńıho funkcionálu na volbě
iterovaného poměru γ.

Obrázek 4.3: Závislost kvadratické odchylky skutečné výkonnosti od optimálńıho
funkcionálu na volbě iterovaného poměru γ.
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V tabulce 4.4 se nám naskýtá již výrazně lepš́ı pohled. Vid́ıme, že nejlepš́ı
výkonnosti dosahujeme pro volbu γ = 0,6. T́ımto jsme uzavřeli velkou část čtvrté
kapitoly a zbývá nám už pouze naše výsledky aplikovat na námi uvažované port-
folio deseti akcíı.

4.2 Portfolio deseti akcíı

Záverečnou úlohou naš́ı práce je aplikovat źıskané poznatky o Importance
Samplingu na úlohu s reálnými daty. Naše data která máme k dispozici jsou
týdenńı vývoje akcíı. Údaj 1,0591 tedy např́ıklad znamená, že akcie měla na
konci týdne 105,91% hodnoty z konce minulého týdne. Předpokládáme, že tyto
změny maj́ı lognormálńı rozděleńı, odhadnutá středńı hodnota µ a korelačńı ma-
tice corr(L) maj́ı následuj́ıćı hodnoty:

µ = (1,0043 1,0123 1,0015 1,0049 0,9997 1,0148 1,0013 0,9972 0,9999 1,0027)⊤,

corr(L) =
































1 0,505 0,416 0,478 0,41 0,442 0,348 0,304 0,294 0,394
0,505 1 0,664 0,624 0,558 0,616 0,414 0,226 0,387 0,624
0,416 0,664 1 0,547 0,545 0,478 0,444 0,261 0,501 0,626
0,478 0,624 0,547 1 0,661 0,476 0,389 0,35 0,404 0,542
0,41 0,558 0,545 0,661 1 0,358 0,405 0,338 0,453 0,494
0,442 0,616 0,478 0,476 0,358 1 0,48 0,265 0,42 0,493
0,348 0,414 0,444 0,389 0,405 0,48 1 0,413 0,5 0,497
0,304 0,226 0,261 0,35 0,338 0,265 0,413 1 0,371 0,251
0,294 0,387 0,501 0,404 0,453 0,42 0,5 0,371 1 0,473
0,394 0,624 0,626 0,542 0,494 0,493 0,497 0,251 0,473 1

































.

Vzhledem k výpočetńı náročnosti úlohy již hodnoty pravděpodobnost́ı p a
váhy γ empiricky neověřujeme, ale voĺıme optimálńı hodnoty z minulých úloh.
Namı́sto analytického řešeńı, které v př́ıpadě lognormálńıho rozděleńı neznáme,
budeme za optimálńı řešeńı uvažovat řešeńı Monte Carlo optimalizačńı úlohy se
100 000 scénáři.

Samotnou výkonnost budeme testovat na vzorku 500 000Monte Carlo scénář̊u,
jejichž počet je již dostatečně velký, abychom źıskali potřebnou přesnost. Protože
je naš́ım ćılem minimalizovat, nižš́ı výkonnost je tud́ıž lepš́ı.

Z tabulek 4.5 a 4.6 tedy vid́ıme, že Importance Sampling dosahuje i u v́ıce-
rozměrného rozděleńı přibližně o 25% lepš́ıch výsledk̊u jak v př́ıpadě kvadratické
odchylky, tak v př́ıpadě samotné výkonnosti. V posledńı tabulce 4.7 si můžeme
všimnout, že dokonce pro každou váhu dostáváme pro Importance sampling lepš́ı
výsledek než pro Monte Carlo.

Na závěr naš́ı praktické implementace si nemůžeme odpustit vyhodnoceńı
našeho investičńıho snažeńı a vzhledem k tomu, že máme k dispozici data k
27.7.2015, můžeme spoč́ıtat náš př́ıpadný zisk či ztrátu za předpokladu, že bychom
investovali podle našeho modelu dne 30.3.2012. Akcie ČEZ ztratili za tuto dobu
26,2%, akcie PHILL ztratili 7,5% a akcie TELE, na které jsme nejv́ıce spoléhali
ztratili 64%. Celkově bychom tedy ztratili 43,9% naš́ı investice. Sami jsme si tak
ověřili, že se jedná hlavně o matematický model a předpoklad na stejné rozděleńı
budoućıch a minulých výnos̊u je v praxi nepoužitelný.
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V tabulce jsou výsledky pro následuj́ıćı hodnoty konstant:

N Počet generovaných scénář̊u 2 000,

B Počet běh̊u generováńı. 50.

Typ úlohy Výkonnost

MC 2000 1,025007
ISN 2 000 1,024981
MC 100 000 1,024920

Pozn: MC: Monte Carlo, ISN: Importance Sampling s normalizaćı vah.

Tabulka 4.5: Skutečná výkonnost jednotlivých metod.

Typ úlohy Kvadratická odchylka

MC 2000 11,31300·10−9

ISN 2 000 8,11567·10−9

Pozn: MC: Monte Carlo, ISN: Importance Sampling s normalizaćı vah.

Tabulka 4.6: Kvadratické odchylky skutečné výkonnosti od optimálńıho funk-
cionálu.

Akcie MC 2 000 ISN 2 000 MC 100 000

AAA 0,000352 0 0
CETV 0 0 0
ČEZ 0,045437 0,046195 0,057673
ERSTE 0 0 0
KOMB 0,000389 0 0
ORCO 0 0 0
PEGAS 0,008499 0,002621 0
PHILL 0,306982 0,322125 0,317751
TELE 0,638047 0,629015 0,624575
UNI 0,000293 0,000043 0

Pozn: MC: Monte Carlo, ISN: Importance Sampling s normalizaćı vah.

Tabulka 4.7: Výsledné váhy pro jednotlivé metody.
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Kapitola 5

Závěr

Tato práce se zabývala hledáńım optimálńıho portfolia, které by maximali-
zovalo spotřebitelovu užitkovou funkci, která je konvexńı kombinaćı středńıho
výnosu a hodnoty CVaR. Zavedli jsme si koherentńı mı́ry rizika a postupně přes
rozptyl a VaR jsme se propracovali až k finálńı volbě mı́ry rizika jako CVaR , které
se osvědčilo svými dobrými vlastnostmi. Ne vždy je ovšem nejlepš́ım zp̊usobem
řešeńı úlohy hledáńı optimálńıho portfolia analytické řešeńı. Bud’ ho v̊ubec ne-
muśıme znát nebo je pro nás př́ılǐs výpočetně náročné. Proto jsme se tuto úlohu
pokusili vyřešit numericky pomoćı metody Monte Carlo. Tento př́ıstup se ale
ukázal jako nepostačuj́ıćı, nebot’ negeneruje dostatečné množstv́ı scénář̊u, které
bychom mohli použ́ıt k odhadnut́ı hodnoty CVaR . Implementovali jsme proto
metodu Importance Samplingu a empiricky zvolili nejvhodněǰśı pravděpodobnost
generováńı scénář̊u z chvostu. Následně jsme určili i poměr generováńı Monte
Carlo scénář̊u potřebných k určeńı suboptimálńıch vah a hodnoty α−kvantilu.
Tyto poté využ́ıváme při generováńı pomoćı metody Importance Sampling. Celá
práce je zakončena praktickou aplikaćı na reálných datech deseti akcíı, u kterých
jsme si ověřili, že nám Importance Sampling za cenu mı́rných zvýšeńı časových
nárok̊u dává o v́ıce jak 25% lepš́ı výsledky ve smyslu stability řešeńı ale i jejich
výkonnosti než Monte Carlo.
Naše práce by se dala v mnoha ohledech rozš́ı̌rit. Již např́ıklad v samotné volbě
portfolia můžeme uvažovat bezrizikové cenné paṕıry nebo př́ıpadně záporné váhy.
Co se dále týče volby investorovy averze v̊uči riziku, velice zaj́ımavá je již jen
otázka jak velkou ji zvolit, nebot’ v př́ıpadě portfolíı se středńı hodnotou ztráty ko-
lem nuly může být očekávaná hodnota ztráty výrazně menš́ı než hodnota CVaR .
My jsme ale uvažovali jen jednu pevnou volbu investorovy averze v̊uči riziku a
bylo by jistě zaj́ımavé nav́ıc i sledovat závislost volby pravděpodobnosti gene-
rováńı scénář̊u z chvostu na investorově averzi v̊uči riziku. Daľśı možnost́ı pro
rozš́ı̌reńı je diskuse nad dobou výpočtu řešeńı jednotlivých optimalizačńıch úloh.
Stěžejńım mı́stem naš́ı práce byla řešeńı optimalizačńıch úloh ale tuto úlohu jsme
kompletně přenechali výpočetńımu softwaru. Proto bychom se mohli výrazně v́ıce
zaob́ırat otázkou volby algoritmů pro řešeńı optimalizačńıch úloh a rychlostmi
konvergence pro r̊uzné typy rozděleńı.
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