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1.2.1 Náhodné veličiny a vektory . . . . . . . . . . . . . . . . . 4
1.2.2 Matice . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 5
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Kapitola 1

Nastoleńı problému

1.1 Úvod

V dnešńı době je investováńı velmi rozš́ı̌renou aktivitou jak mezi běžnými
lidmi tak mezi odborńıky, kteř́ı se j́ım př́ımo živ́ı. Hlavńım problémem této
oblasti je ale rozhodnout se, kam investovat a kam naopak neinvestovat. Toto
rozhodnut́ı je náročné předevš́ım kv̊uli nejistotě ohledně budoućıho vývoje ko-
modity, do které chceme investovat. Nav́ıc bývá nutné se rozhodnout nejen na
jedno ale i na v́ıce časových obdob́ı, č́ımž se rozhodnut́ı stává ještě kompliko-
vaněǰśım. Typickými př́ıklady d̊uvod̊u znemožňuj́ıćıch jednoduché rozhodováńı
jsou proměnlivé úrokové mı́ry, inflace nebo kurzy měn. Proto byly vytvořeny sto-
chastické modely, které maj́ı za ćıl vysvětlit nebo popsat náhodné parametry
použ́ıvané při vstupu do model̊u, které tato rozhodnut́ı ovlivňuj́ı.

Velmi d̊uležitou složkou práce s takovými modely je reprezentovat parametry
ve formě vhodné pro výpočty. Představme si např́ıklad, že máme velký soubor dat
ze stejného rozděleńı, at’ už je spojité nebo diskrétńı. Pro výpočet středńı hod-
noty nebo i jakéhokoliv daľśıho statistického parametru potřebujeme vypoč́ıtat
mnohorozměrný integrál v př́ıpadě spojitého rozděleńı a několikanásobnou sumu
v př́ıpadě diskrétńıho rozděleńı a ty ani nemusej́ı být explicitně definovány. Ta-
kovéto výpočty jsou náročné a z numerického hlediska nesch̊udné.

Z tohoto d̊uvodu bychom rádi nahradili takto výpočetně náročné rozděleńı
nějakým jiným, pro výpočty vhodněǰśım rozděleńım. To znamená rozděleńım,
které bude reprezentováno méně hodnotami, aby byly výpočty jednodušš́ı, ale
zároveň takovým, které bude mı́t stejné alespoň některé statistické vlastnosti jako
např́ıklad marginálńı momenty nebo kovariance. Jednotlivé body tohoto nového
rozděleńı nazveme scénáře, přičemž každému př́ısluš́ı jeho pravděpodobnost.

Na jednotlivé scénáře můžeme pohĺıžet jako na jednotlivé atomy diskrétńıho
rozděleńı. Jeden scénář je jedńım atomem, bodem daného diskrétńıho rozděleńı.
Jejich počet sice neńı v podstatě nič́ım omezen, ale my se snaž́ıme o co nejmenš́ı
počet, aby byly výpočty co nejjednodušš́ı a nejrychleǰśı, ale zároveň jich potřebuje-
me dostatečné množstv́ı, aby dobře reprezentovaly dané rozděleńı. Pojmem

”
dobře“

zde rozumı́me tak, aby z̊ustaly zachovány námi zvolené statistické vlastnosti jako
např́ıklad středńı hodnota, rozptyl nebo i vyšš́ı momenty.
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1.2 Základńı definice, věty a vlastnosti

1.2.1 Náhodné veličiny a vektory

Definice 1. [2, Kapitola 2.2] Necht’ Ω je nějaká množina a A je σ-algebra jej́ıch
podmnožin. Funkci P : A → 〈0, 1〉 nazveme pravděpodobnost́ı, právě když splňuje
následuj́ıćı podmı́nky:
(a) P (A) ≥ 0, P (Ω) = 1, ∀A ∈ A;
(b) A1,A2,A3, · · · ∈ A a Ai

⋂

Aj = ∅∀i 6= j ⇒ P (
⋃∞

i=1Ai) =
∑∞

i=1 P (Ai).

Definice 2. [1, Kapitola 1.1] Rozděleńım náhodné veličiny X : (Ω,A) → (X ,B),
kde X je nějaká množina a B je nějaká σ-algebra na X , rozumı́me indukovanou
pravděpodobnostńı mı́ru PX na (X ,B) definovanou vztahem

PX(B) = P ({ω ∈ Ω : X(ω) ∈ B}), B ∈ B.

Definice 3. [1, Kapitola 1.1] Středńı hodnotou (reálné) náhodné veličiny X ro-
zumı́me č́ıslo E X dané výrazem

E X =

∫

Ω

X(ω)dP (ω),

pokud integrál na pravé straně existuje. Hodnota µk = E Xk se nazývá k-tý mo-
ment náhodné veličiny X. Hodnota µ∗

k = E (X − E X)k se nazývá k-tý centrálńı
moment náhodné veličiny X. Druhý centrálńı moment náhodné veličiny X se
nazývá rozptyl a znač́ı se varX.

Definice 4. [1, Kapitola 2.1] Necht’ X, Y jsou náhodné veličiny s konečnými
druhými momenty. Kovarianci veličin X a Y definujeme jako

cov(X, Y ) = E (X − E X)(Y − E Y ).

Definice 5. [1, Kapitola 2.6] Necht’ X, Y jsou náhodné veličiny s konečnými
druhými momenty a s kladnými rozptyly. Korelačńı koeficient veličin X a Y je

̺(X, Y ) =
cov(X, Y )√
varXvarY

.

Definice 6. [1, Kapitola 2.1] Necht’ náhodné veličiny X1, . . . ,Xn jsou definovány
na témž pravděpodobnostńım prostoru (Ω,A, P). Pak vektor X = (X1, . . . ,Xn)

⊤

nazveme náhodným vektorem.

Definice 7. [1, Kapitola 2.1] Mějme pravděpodobnostńı prostor (Ω,A, P ) a náhodný
vektor X : Ω → R

n v (Ω,A, P ). Pak se pravděpodobnostńı mı́ra PX : Bn → R na
σ-algebře n-rozměrných Borelovských množin Bn definovaná

PX(B) = P ({X ∈ B}), pro každou B ∈ Bn,

nazývá rozděleńı pravděpodobnosti náhodného vektoru X.

• Rozděleńı celého náhodného vektoru X = (X1, . . . , Xn)
⊤ se nazývá sdružené

rozděleńı.
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• Necht’ ki, . . . , kr jsou r̊uzná celá č́ısla, 1 ≤ ki ≤ n pro i = 1, 2, . . . , r, přičemž
1 ≤ r < n. Rozděleńı náhodných veličin (Xk1, . . . , Xkr)

⊤ se pak nazývá
marginálńı.

Definice 8. [1, Kapitola 2.1] Mějme náhodný vektor X = (X1, . . . ,Xn)
⊤ a necht’

existuj́ı středńı hodnoty E X1,E X2, . . . ,E Xn. Pak

E X = (E X1, . . . ,E Xn)
⊤

nazveme středńı hodnota náhodného vektoru X = (X1, . . . ,Xn)
⊤. Hodnota µk =

E Xk =
(

E (X1)
k, . . . ,E (Xn)

k
)⊤

se nazývá k-tý moment náhodného vektoru X.

Definice 9. [1, Kapitola 2.1] Necht’ náhodné vektory X = (X1, . . . ,Xn)
⊤ a Y =

(Y1, . . . ,Yn)
⊤ maj́ı konečné druhé momenty. Kovarianci náhodného vektoru X

náhodných veličin Xi a Xj (1 ≤ i,j ≤ n) definujeme vztahem

cov(Xi,Xj) = E (Xi − E Xi)(Xj − E Xj).

Kovariančńı matice cov(X,Y ) vektor̊u X a Y je definovaná vzorcem

cov(X,Y ) = E (X − E X)(Y − E Y )⊤

Definice 10. [1, Kapitola 2.6] Necht’ X = (X1, . . . , Xn)
⊤ a Y = (Y1, . . . , Ym)

⊤

jsou dva náhodné vektory se složkami, jež maj́ı konečné a kladné rozptyly. Ko-
relačńı matićı ̺(X,Y ) vektor̊u X a Y rozumı́me matici typu n×m se složkami
̺(Xi, Yj) na mı́stě (i, j).

1.2.2 Matice

Definice 11. [4, Kapitola 1.1] Čtvercová matice A stupně n se nazývá symetrická,
jestlǐze A = A⊤, tj. aij = aji, i, j = 1, 2, . . . , n.

Definice 12. [4, Kapitola 1.1] Čtvercovou matici A nazveme regulárńı, pokud
existuje matice B taková, že AB = BA = I, kde I je jednotková matice. Matici
B nazveme inverzńı matićı k matici A. Čtvercovou matici, která neńı regulárńı,
nazveme singulárńı matićı.

Definice 13. [10, Definice 9.10] Je-li A symetrická matice typu n×n, pak funkci
φ : Rn → R, definovanou předpisem

φ(h) = (Ah, h) =

n
∑

i,j=1

aijhihj

nazýváme kvadratickou formou danou matićı A. Tato kvadratická forma se nazývá

• pozitivně definitńı, je-li φ(h) > 0 ∀h ∈ R
n, h 6= 0,

• pozitivně semidefinitńı, je-li φ(h) ≥ 0 ∀h ∈ R
n,

• indefinitńı, nabývá-li jak kladných tak záporných hodnot.

Věta 1. [4, Věta 4.8] Necht’ je A pozitivně definitńı symetrická reálná čtvercová
matice. Pak existuje jednoznačný rozklad A = LL⊤, kde L je dolńı trojúhelńıková
matice s kladnými prvky na diagonále. Tento jednoznačně určený rozklad nazveme
Choleského rozklad.
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1.2.3 Konvexńı funkce

Definice 14. [10, Definice 8.22] Necht’ X je libovolná neprázdná množina a d je
funkce přiřazuj́ıćı každé dvojici (x,y) z X nezáporné reálné č́ıslo d(x,y)s vlast-
nostmi:
a) pro x,y ∈ X je d(x,y) = 0 právě když x = y;
b) d(x,y) = d(y,x) pro každé x,y ∈ X;
c) d(x,y) ≤ d(x,z) + d(z,y) pro každé x,y,z ∈ X.
Funkce d se pak nazývá metrika na X a dvojice (X,d) se nazývá metrický prostor.

Definice 15. [12, Kapitola 1.3] Necht’ x = (x1, . . . , xn)
⊤ a p > 1 je reálné č́ıslo,

pak p-normu vektoru x definujeme vztahem

‖x‖p := (

n
∑

i=1

|xi|p)
1

p

Definice 16. [13, 10.1] Necht’ p < ∞. Množinu všech µ-měřitelných funkćı na
X takových, že

∫

X

|f |pdµ < ∞,

označme Lp = Lp(X,ϕ, µ), kde ϕ je σ-algebra. Pak hodnota

‖f‖p := (

∫

X

|f |pdµ) 1

p

se nazývá Lp-norma funkce f ∈ Lp.

Definice 17. [6, Definice 2.2] Množina D ⊂ R
n se nazývá konvexńı, jestlǐze

s každými dvěma body obsahuje také všechny jejich konvexńı lineárńı kombinace,
tj. ∀x,y ∈ D a λ ∈ (0,1) je také λx+ (1− λ)y ∈ D.

Definice 18. [6, Definice 2.11] Necht’ D ⊂ R
n je konvexńı množina, funkce

f : D → R se nazývá konvexńı na D, jestlǐze ∀x,y ∈ D a ∀λ ∈ [0,1] plat́ı:

f(λx+ (1− λ)y) ≤ λf(x) + (1− λ)f(y).

Věta 2. Necht’ D ⊂ R
n je konvexńı množina a f1 : D → R, f2 : D → R, . . . , fk :

D → R jsou konvexńı funkce. Pak pro každé váhy a1 ≥ 0, a2 ≥ 0, . . . , ak ≥ 0 je
∑k

i=1 aifi opět konvexńı funkćı.

D̊ukaz. Důkaz provedeme sporem. Necht’ tedy
∑k

i=1 aifi neńı konvexńı, pak
∃x,y ∈ D a α ∈ (0,1) tak, že

α

k
∑

i=1

aifi(x) + (1− α)
k

∑

i=1

aifi(y) <
k

∑

i=1

aifi(αx+ (1− α)y.

To úpravou převedeme na tvar

k
∑

i=1

ai
(

αfi(x) + (1− α)fi(y)
)

<

k
∑

i=1

aifi
(

αx+ (1− α)y
)

.
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Pak alespoň pro jedno i ∈ {1, . . . , k} plat́ı

ai
(

αfi(x) + (1− α)fi(y)
)

< aifi
(

αx+ (1− α)y
)

.

Vyděleńım ai > 0 źıskáme

αfi(x) + (1− α)fi(y) < fi
(

αx+ (1− α)y
)

.

To je spor s předpokladem konvexity všech funkćı fi, tedy
∑k

i=1 aifi je konvexńı
funkce na D.

Věta 3. [6, Lemma 2.38] Necht’ je D ⊂ R
n konvexńı množina, h : D → R je

afinně lineárńı funkce a g : R → R je konvexńı funkce. Pak f : D → R : x →
g
(

h(x)
)

je konvexńı funkce.

Věta 4. [6, Lemma 2.39] Necht’ je D ⊂ R
n konvexńı množina, h : D → R je

konvexńı funkce funkce a g : R → R je neklesaj́ıćı konvexńı funkce. Pak f : D →
R : x → g

(

h(x)
)

je konvexńı funkce.

Definice 19. [10, Definice 9.7] Necht’ funkce f : R
n → R je definovaná na

nějakém okoĺı bodu a ∈ R
n na množině M ∈ R

n, a ∈ M . Řekneme, že funkce f

má v a:

• lokálńı minimum vzhledem k M , jestlǐze existuje takové okoĺı U(a), že
f(a) ≤ f(x) pro x ∈ U(a) ∩M ,

• ostré lokálńı minimum vzhledem k M , jestlǐze existuje takové okoĺı U(a), že
f(a) < f(x) pro x ∈ U(a) ∩M ,

• globálńı minimum vzhledem k M , jestlǐze f(a) ≤ f(x) ∀x ∈ M,x 6= a,

• ostré globálńı minimum vzhledem k M , jestlǐze f(a) < f(x) ∀x ∈ M,x 6=
a.

Definice 20. [10, Definice 9.1] Necht’ funkce f : R
n → R je definovaná na

nějakém okoĺı bodu a ∈ R
n,a = (a1, a2, . . . , an) ∈ R

n. Potom parciálńı derivaćı
funkce f podle i-té proměnné v bodě a nazýváme vlastńı limitu (pokud existuje)

lim
h→0

=
f(a1,a2, . . . , ai−1,ai + h, ai+1, . . . , an)− f(a)

h
.

Označujeme ji fxi
(a).

Věta 5. [10, Věta 9.22] Necht’ funkce f : Rn → R je definovaná na U(a), kde
a je nějaký bod z R

n a U(a) je okoĺı bodu a. Má-li f v bodě a lokálńı extrém a
má v něm derivaci fxi

(a) podle i-té proměnné, pak je tato derivace rovna nule.

Věta 6. Necht’ f je nekonstantńı funkce a má ve vnitřńım bodě c svého definičńıho
oboru lokálńı extrém. Je-li f v okoĺı bodu c konvexńı, má v c minimum.

D̊ukaz. Důkaz provedeme sporem. Necht’ ∀ y ∈ Ux ∃ z ∈ Ux : x = αy + (1− α)z,
kde Ux je okoĺı bodu x a α ∈ (0, 1). Necht’ ještě neńı v x lokálńı minimum (tj. je
v něm lokálńı maximum), pak plat́ı ∀y ∈ Ux, f(y) ≤ f(x). f je konvexńı na Ux,
to znamená, že

αf(y) + (1− α)f(z) ≥ f(αy + (1− α)z) = f(x)

tj. alespoň jedna z f(y), f(z) > f(αy + (1 − α)z) = f(x) a to je spor s
předpokladem, že v x je lokálńı maximum. Tedy je v něm lokálńı minimum.
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Věta 7. [6, Lemma 2.33] Necht’ X ⊂ R
n je otevřená konvexńı množina a funkce

f : X → R má druhé parciálńı derivace v každém bodě X . Pak f je konvexńı
funkce tehdy a jen tehdy, když jej́ı matice druhých parciálńıch derivaćı je pozitivně
semidefinitńı v každém bodě x ∈ X .

Věta 8. [6, Věta 2.37] Necht’ X ⊂ R
n konvexńı a necht’ f : X → R je konvexńı

funkce. Pak každé jej́ı lokálńı minimum je minimem globálńım.

1.3 Problém

Předpokládejme, že o p̊uvodńım rozděleńı máme úplnou znalost, ač to neńı
úplně realistický předpoklad. Pokud je toto rozděleńı diskrétńı, můžeme rovnou
přej́ıt k výběru vhodných scénář̊u. V př́ıpadě, že je toto známé rozděleńı spojité,
nahrad́ıme jej rozděleńım diskrétńım. To je možné provést např́ıklad simulaćı
z p̊uvodńıho rozděleńı. Tak budeme opět v situaci, kdy pracujeme s diskrétńım
rozděleńım, které je ale stále nepř́ıjemné pro výpočty, a proto jej chceme na-
hradit rozděleńım s menš́ım počtem scénář̊u ω1, . . . , ωS, S < ∞ s př́ıslušnými
pravděpodobnostmi p1, . . . , pS.

Daľśı možnost́ı je, že nemáme úplnou znalost daného pravděpodobnostńıho
rozděleńı. Např́ıklad známe jen některé momenty. V takovémto př́ıpadě je nutné
vhodně a dobře zvolit přibližné rozděleńı při dané informaci.

Otázka možné reprezentace pravděpodobnostńıho rozděleńı pomoćı nekonečné
sekvence moment̊u a jej́ı aproximace užit́ım pouze několika z těchto moment̊u je
spojena s momentovým problémem. Nav́ıc je možné dokázat, že vzhledem k m

př́ıpustným hodnotám moment̊u existuje diskrétńı pravděpodobnostńı rozděleńı
s těmito momenty a nosičem maj́ıćım nanejvýš m+ 2 bod̊u.

Věta 9. [14, Theorém 5.1.4] Necht’ σ-algebra na Ω existuje, pravděpodobnostńı
mı́ra P je na ńı definovaná a u0(z), . . . , um(z), z ∈ Ω jsou měřitelné a integrova-
telné funkce vzhledem k σ-algebře a mı́ře P , pak existuje pravděpodobnostńı mı́ra
P ′ na konečném nosiči Ω′ taková, že

µ′
k =

∫

Ω

uk(z)dP
′ = µk, k = 0, . . . , m,

kde µk =
∫

Ω
uk(z)dP, k = 0, . . . , m a nosič pravděpodobnostńı mı́ry P ′ má nejv́ıce

m+ 2 bod̊u.

To tedy znamená, že pro dané hodnoty konkrétńıch moment̊u, např́ıklad
středńıch hodnot, funkce označené jako µk =

∫

Ω
uk(z)dP (z), k = 1, . . . , m exis-

tuje nevelký počet scénář̊u ωs, s = 1, . . . , S a jejich pravděpodobnost́ı ps, s =
1, . . . , S :

∑S

s=1 p
s = 1 tak, že hodnoty těchto moment̊u jsou zachovány, to jest

∑S

s=1 p
suk(ω

s) = µk, k = 1, . . . , m.
Abychom źıskali tyto scénáře a jejich pravděpodobnosti, potřebujeme naj́ıt

řešeńı ωs a ps, s = 1, . . . , S systému

S
∑

s=1

psuk(ω
s) = µk, k = 1, . . . , m (1.1)
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rozš́ı̌reného o podmı́nky ps ≥ 0 ∀ s = 1, . . . , S a
∑S

s=1 p
s = 1, kde lze systém

rovnic dále rozš́ı̌rit o daľśı omezeńı. Obecně je tento problém nelineárńı.
Předpokládejme, že ω = (ω1, . . . , ωn) je n-rozměrný náhodný vektor s mar-

ginálńımi rozděleńımi s prvńımi m momenty µk(1), µk(2), . . . , µk(n), k = 1, . . . , m
a kovariancemi ρij , i 6= j, i = 1, . . . , n− 1, j = i + 1, . . . , n sdruženého rozděleńı.
Abychom pokryli extremálńı př́ıpady, přidáme podmı́nku ωs

1 ≥ c1, ω
s
2 ≥ c2, . . . ,

ωs
n ≥ cn, přičemž nemuśı nutně platit všechny podmı́nky.
Necht’ máme ještě n-rozměrné pravděpodobnostńı rozděleńı, které se shoduje

s p̊uvodńım v S atomech ωs = (ωs
1, . . . , ω

s
n), s = 1, . . . , S s pravděpodobnostmi

ps splňuj́ıćımi ps ≥ 0 ∀ s = 1, . . . , S,
∑S

s=1 p
s = 1 a má předepsané hodnoty mo-

ment̊u tj.
∑S

s=1 p
suk(ω

s) = µk, k = 1, . . . , m. Hledáńı řešeńı tohoto systému tedy
znamená hledáńı hodnot vektorových n-tic (ωs

1, . . . ,ω
s
n), s = 1, . . . ,S a skalár̊u

ps, s = 1, . . . ,S tak, aby

S
∑

s=1

psuk(ω
s
i ) = µk(i), k = 1, . . . ,m, i = 1, . . . ,n

a př́ıpadně také

S
∑

s=1

ps
(

ωs
i − µ1 (i)

)(

ωs
j − µ1 (j)

)

= covij , i = 1, . . . ,n− 1, j = i+ 1, . . . ,n,

pokud chceme zachovat hodnoty kovarianćı, při podmı́nkách ωs
1 ≥ c1, ω

s
2 ≥ c2, . . . ,

ωs
n ≥ cn, p

s ≥ 0, s = 1, . . . , S,
∑S

s=1 p
s = 1.

Označme (ωs
1)

k := uk(ω
s). Předchoźı rovnosti pak můžeme rozepsat jako

S
∑

s=1

ps(ωs
1)

k = µk(1), k = 1, . . . ,m

S
∑

s=1

ps(ωs
2)

k = µk(2), k = 1, . . . ,m

...

S
∑

s=1

ps(ωs
n)

k = µk(n), k = 1, . . . ,m

S
∑

s=1

ps
(

ωs
1 − µ1(1)

)(

ωs
j − µ1(j)

)

= cov1,j, j = 2, . . . ,n

S
∑

s=1

ps
(

ωs
2 − µ1(2)

)(

ωs
j − µ1(j)

)

= cov2,j, j = 3, . . . ,n

...
S
∑

s=1

ps
(

ωs
n−1 − µ1(n− 1)

)(

ωs
n − µ1(n)

)

= covn−1,n (1.2)

při podmı́nkách ωs
1 ≥ c1, ω

s
2 ≥ c2, . . . , ω

s
n ≥ cn, p

s ≥ 0, s = 1, . . . , S,
∑S

s=1 p
s = 1.
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Kapitola 2

Metody řešeńı

2.1 Heuristický algoritmus

Jako možné řešeńı problému (1.2) navrhli K. Hoyland, M. Kaut a S. W.
Wallace efektivńı, rychlý a lehce uživatelný heuristický algoritmus založený na
transformaćıch [8, 9], jehož ćılem je vygenerovat scénáře a jejich pravděpodobnosti
tak, aby měly požadované prvńı čtyři marginálńı momenty a korelace.

Algoritmus má dvě základńı části, inicializačńı a transformačńı. V prvńı části
je potřeba specifikovat požadované momenty a korelačńı matici. Ta muśı být sy-
metrická pozitivně semi-definitńı s jedničkami na hlavńı diagonále a také chceme,
aby nebyla singulárńı. K nesplněńı těchto podmı́nek docháźı nejčastěji v př́ıpadě
vnitřńı inkonzistence v datech nebo v př́ıpadě kolinearity náhodných proměnných.
Dále je potřeba vygenerovat n realizaćı jednorozměrných náhodných veličin, které
obvykle maj́ı standardizované normálńı rozděleńı, a z nich vytvořit v́ıcerozměrnou
diskrétńı náhodnou veličinu kombinováńım těchto jednorozměrných realizaćı ná-
sleduj́ıćım zp̊usobem:

• všechna marginálńı rozděleńı jsou generována se stejným počtem realizaćı

• pravděpodobnost i-té realizace je stejná pro všechna marginálńı rozděleńı

• i-tý scénář, tedy i-tou realizaci sdruženého rozděleńı, źıskáme použit́ım i-té
realizace každého marginálńıho rozděleńı a přǐrazeńım př́ıslušné pravděpo-
dobnosti.

Protože jsou všechny tyto veličiny generovány náhodně, ale jejich počet je konečný,
maj́ı téměř nulové korelace, nulové středńı hodnoty a jednotkové rozptyly. Dále
je zapotřeb́ı pro korelačńı matici R určit jej́ı Choleského rozklad R = LL⊤.
Posledńım krokem prvńı fáze je výpočet parametr̊u později vstupuj́ıćıch do ku-
bické transformace. To provedeme pomoćı konkrétńıho systému rovnic pro př́ıpad
prvńıch čtyř moment̊u.

Ve druhé, transformačńı, fázi aplikujeme na veličiny x vygenerované v předcho-
źı fázi transformaci y = Lx, č́ımž źıskáme požadované korelace. A jako po-
sledńı transformaci provedeme dosazeńı źıskaných veličin do konkrétńıho systému
rovnic jehož parametry jsme spoč́ıtali v předchoźı fázi. Touto úpravou źıskáme
požadované marginálńı momenty, ale mı́rně se pozměńı korelace. T́ım źıskáme
nějakou aproximačńı chybu, kterou je možné zmenšovat iterováńım lehce pozměně-
né druhé fáze.
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Největš́ı výhodou tohoto algoritmu je jeho rychlost. Na rozd́ıl od ostatńıch al-
goritmů se generuje pouze jedno marginálńı rozděleńı v daném okamžiku a sdruže-
né rozděleńı je následně vytvořeno z těchto marginálńıch. Druhým rozd́ılem je
zp̊usob, kterým se tento algoritmus vyrovnává se změnami v zadaných statis-
tických vlastnostech v pr̊uběhu transformaćı, které je mohou měnit. Jiný podobný
algoritmus přepoč́ıtává korelačńı matici, aby byl dosažený výsledek co nejlepš́ı,
kdežto tento algoritmus přepoč́ıtává počátečńı momenty. Tv̊urci věř́ı, že je tento
př́ıstup flexibilněǰśı než v př́ıpadě, kdy se upravuj́ı korelace.

Tento algoritmus je pro účely práce, kde se zabýváme jen předepsanými
prvńımi a druhými momenty, př́ılǐs složitý.

2.2 Pravidelné rozložeńı scénář̊u

2.2.1 Shoda prvńıch moment̊u

Nejprve se omezme na nejjednodušš́ı př́ıpad úlohy (1.2), kdy ps = 1
S
∀s =

1, . . . ,S a kdy nás zaj́ımaj́ı pouze prvńı momenty. To znamená řešit úlohu

S
∑

s=1

1

S
ωs
i = µ1(i), i = 1, . . . , n. (2.1)

V takovémto př́ıpadě jsou ωs
i vzájemně nezávislé pro ∀i = 1, . . . , n a je možné

řešit úlohu pro každé i = 1, . . . , n zvlášt’.
Jednou z možnost́ı, jak úlohu (2.1) řešit, je rozložit ω1

i , . . . , ω
S
i pravidelně

a symetricky okolo µ1(i). Nav́ıc bez újmy na obecnosti předpokládejme, že
ω1
i < ω2

i < · · · < ωS
i , S > 1. (Pokud S = 1, pak ω1

i = µ1(i).) To znamená, že
chceme, aby platilo následuj́ıćı:

ω
j+1
i − ω

j
i =

ωS
i − ω1

i

S − 1
, j = 1, . . . , S − 1

ωk
i − µ1(i) = −(ωS−k+1

i − µ1(i)), k = 1, . . . , S

ω
j
i 6= ωk

i , ∀ j,k = 1, . . . , S, j 6= k. (2.2)

Označme si

asi := ωs
i − µ1(i), (2.3)

pak, aby byly splněny podmı́nky (2.2) plat́ı, že

asi = −aS−s+1
i (2.4)

asi = a1i
S + 1− 2s

S − 1
(2.5)

Pak plat́ı, že

µ1(i) =

S
∑

s=1

1

S
ωs
i =

1

S

S
∑

s=1

(asi + µ1(i)) =
1

S

S
∑

s=1

(a1i
S + 1− 2s

S − 1
) +

1

S

S
∑

s=1

µ1(i) =

=
a1iS(S + 1)

S(S − 1)
− 2a1i

S(S − 1)

S
∑

s=1

s +
Sµ1(i)

S
=

=
a1iS(S + 1)

S(S − 1)
− 2a1iS(S + 1)

2S(S − 1)
+ µ1(i) = µ1(i)
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To znamená, že pro všechna i = 1, . . . ,n a námi zvolená ω1
i < µ1(i) nalez-

neme vhodné ωs
i , s = 2, . . . , S tak, aby splňovaly (2.1). Metodu je možné uplatnit

i v př́ıpadě, pokud jako inicializačńı scénář použijeme jiný, než ten nejmenš́ı a bu-
deme vědět kolikátý z nich to je. Výjimku tvoř́ı pouze př́ıpad, kdy S je liché č́ıslo

a zvolený by byl scénář ω
⌈S
2
⌉

i jehož hodnota je rovna hodnotě µ1(i).
Výsledné scénáře pak tvoř́ı matice velikosti S ∗ i, kterých je (S!)i. Jednou

takovou matićı je např́ıklad matice M s prvky ωs
i , s = 1, . . . , S, i = 1, . . . ,n, kde

s odpov́ıdá řádku a i odpov́ıdá sloupci. Ostatńı matice źıskáme permutováńım
prvk̊u uvnitř sloupc̊u matice M .

Pokud bychom považovali matici M za jediné řešeńı řešeńı, přidali bychom
závislost mezi jednotlivé s-té složky.

2.2.2 Shoda prvńıch moment̊u a rozptyl̊u

Nyńı se zabývejme úlohou (1.2) tak, že nás budou zaj́ımat prvńı momenty,
rozptyly a ps = 1

S
∀s = 1, . . . ,S. T́ım źıskáme úlohu

S
∑

s=1

1

S
ωs
i = µ1(i), i = 1, . . . , n

S
∑

s=1

1

S
(ωs

i − µ1(i))
2 = var(i), i = 1, . . . , n. (2.6)

Tuto úlohu můžeme opět řešit pomoćı pravidelného a symetrického rozložeńı
scénář̊u okolo µ1(i), to znamená požadovat stejné podmı́nky jako (2.2) a definovat
(2.3).

Shody prvńıch moment̊u dosáhneme pro každé ω1
i < µ1(i) jako v předchoźım

odstavci.
Pro shodu rozptyl̊u plat́ı, že

var(i) =

S
∑

s=1

1

S
(ωs

i − µ1(i))
2 =

1

S

S
∑

s=1

(asi + µ1(i)− µ1(i))
2 =

=
1

S

S
∑

s=1

(asi )
2 =

1

S

S
∑

s=1

(a1i
S + 1− 2s

S − 1
)2 =

(a1i )
2

S(S − 1)2

S
∑

s=1

(S + 1− 2s)2 =

=
(a1i )

2

S(S − 1)2

S
∑

s=1

(

(S2 + 2S + 1) + (4s2 − 4sS − 4s)
)

=

=
(a1i )

2

S(S − 1)2

(

S
∑

s=1

(S2 + 2S + 1) +

S
∑

s=1

(4s2) +

S
∑

s=1

(

−4s(S + 1)
)

)

=

=
(a1i )

2

S(S − 1)2
(

S(S2 + 2S + 1) + 4
S(S + 1)(2S + 1)

6
− 4

S(S + 1)

2
(S + 1)

)

=
1

3

S + 1

S − 1
(a1i )

2.

To znamená, že

a1i =

√

3(S − 1) var(i)

S + 1
, (2.7)
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a dosazeńım do (2.5) a (2.3) urč́ıme všechny scénáře ω1
i , . . . , ω

S
i tak, aby splňovaly

(2.6).

2.3 Soustava nelineárńıch rovnic

Daľśı ze zp̊usob̊u řešeńı úlohy (1.2) zmiňuje R. Kouwenber v práci [11], kde
se ps = 1

S
∀s = 1, . . . , S a se zabývá shodou pouze středńıch hodnot a kovarianćı.

To znamená, že řeš́ı soustavu nelineárńıch rovnic o n∗S neznámých následuj́ıćıho
tvaru

1

S

S
∑

s=1

ωs
i = µ1(i), ∀i = 1, . . . ,n

1

S

S
∑

s=1

(

ωs
i − µ1(i)

)(

ωs
j − µ1(j)

)

= covi,j, ∀i = 1, . . . , n− 1, j = i+ 1, . . . ,n,

kterou lze za použit́ı označeńı (2.3) převést na tvar

1

S

S
∑

s=1

asi = 0, ∀i = 1, . . . ,n

1

S

S
∑

s=1

asia
s
j = covi,j, ∀i = 1, . . . , n− 1, j = i+ 1, . . . ,n.

Nyńı si rozmysleme kolik scénář̊u S můžeme hledat pro n-složkový vektor,
abychom źıskali jednoznačné neparametrické řešeńı. Necht’ ωs = (ωs

1, . . . , ω
s
n), kde

n je známé, pak źıskáme n rovnic 1
S

∑S

s=1 a
s
i = 0 a 1

2
n!

(n−2)!
rovnic 1

S

∑S

s=1 a
s
ia

s
j =

covi,j. Tento počet rovnic je zapotřeb́ı ještě vydělit hodnotou n, protože každý ωs

má n složek. T́ım zjist́ıme, že

S = ⌊1 + n− 1

2
⌋,

což zároveň znamená, že

n =

{

2S pro n sudé
2S − 1 pro n liché.

2.4 Řešeńı pomoćı ćılového programováńı

Definice 21. (Vı́cekriteriálńı programováńı) [5, 3.1.1] Řešeńı x̂ ∈ X je eficientńı
řešeńı úlohy

”
minimalizujte“ funkci f = (f1, . . . , fK), K ≥ 2, fk : Rn → R

1 na
uzavřené množině X (zkráceně ”min ”f (x) na X ), pokud neexistuje žádné x ∈ X ,
pro které f (x) ≤ f (x̂) a f (x) 6= f (x̂).

Jednou z metod nalezeńı eficientńıho řešeńı je ćılové programováńı. Jeho
hlavńı ideou je źıskat řešeńı z X , pro které výstup změřený jako

f (x) =
(

f1(x), . . . ,fK(x)
)⊤
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je co nejbĺıže k vektoru délky K složenému z nejlepš́ıch dosažitelných řešeńı pro
jednotlivé funkce

f ∗
k = min

x∈X
fk(x), k = 1, . . . ,K.

Vzdálenosti jsou definovány v prostoru hodnot funkce f a podmnožiny R
K , kde

můžeme použ́ıt kteroukoli z Lp vzdálenost́ı, 1 ≤ p < ∞. Jedná se tedy o minima-
lizačńı problém

min
x∈X

‖ T (f ∗ − f (x)) ‖p (2.8)

s diagonálńı matićı T = diag{t1, . . . ,tK}, tk > 0 ∀k. Sjednoceńım obecné úlohy
ćılového programováńı (2.8) s úlohou (1.2) zjist́ıme, že

f ∗ =
(

µk(1), . . . ,µk(n), cov1,j1 , . . . , covn−1,jn−1

)⊤
,

f (ω) =
(

S
∑

s=1

ps(ωs
1)

k, . . . ,

S
∑

s=1

ps(ωs
n)

k,

S
∑

s=1

ps
(

ωs
1 − µ1(1)

)(

ωs
j1
− µ1(j1)

)

, . . . ,

S
∑

s=1

ps
(

ωs
n−1 − µ1(n− 1)

)(

ωs
jn−1

− µ1(jn−1)
)

)⊤

,

T = diag{α1,k, . . . ,αn,k,β1,j1 , . . . ,βn−1,jn−1
}

pro k = 1, . . . ,m, ji = i+ 1, . . . ,n.

To tedy znamená, že řešeńı bude nalezeno jako řešeńı úlohy

min
ω

‖diag{αlk, βij}
(

(

µk(l), covi,j
)⊤−

−
(

S
∑

s=1

ps(ωs
l )

k,

S
∑

s=1

ps
(

ωs
i − µ1(i)

)(

ωs
j − µ1(j)

)

)⊤
)

‖p,

k = 1, . . . , m, l = 1, . . . ,n, i = 1, . . . , n− 1, j = i+ 1, . . . ,n
(2.9)

při podmı́nkách ωs
1 ≥ c1, ω

s
2 ≥ c2, . . . , ω

s
n ≥ cn, p

s ≥ 0, s = 1, . . . , S,
∑S

s=1 p
s = 1,

kde váhy α∗, β∗ odpov́ıdaj́ı kvalitě a d̊uležitosti dat a volba S záviśı na uživateli.
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Kapitola 3

Charakter úlohy (2.9)

Hlavńı výhodou této formulace úlohy je, že optimálńı hodnota je 0, pokud
jsou data konzistentńı a S je dostatečně velké, avšak řešeńı je rovněž dobrou
reprezentaćı dat, pokud jsou nekonzistentńı.

Nekonzistentnost se může objevit např́ıklad, pokud informace o hodnotách
moment̊u źıskáme z r̊uzných zdroj̊u nebo pokud jsou implicitńı specifika nekon-
zistentńı s explicitńımi. Často je racionálńı určit hodnotu některých statistických
vlastnost́ı na základě úsudku experta a jiné na základě empirické analýzy.

Jako př́ıklad si představme, že si zadavatel přeje odhad kovariance a středńıch
kvadratických odchylek určit z empirických dat, ale pro středńı hodnotu se roz-
hodne využ́ıt svého úsudku o jej́ı hodnotě. Středńı kvadratická odchylka a ko-
variance jsou tedy založeny na empirické středńı hodnotě, která je nejsṕı̌se jiná
než jakou odhaduje zadavatel. Z tohoto d̊uvodu specifikované statistické vlast-
nosti daného rozděleńı nemuśı být vnitřně konzistentńı. Dokonce se může stát, že
takovéto rozděleńı ani nemuśı existovat.

Jako druhý př́ıklad uvažme problém, který pokrývá dvě časová obdob́ı. Speci-
fikujme středńı kvadratickou odchylku ω1 a středńı kvadratickou odchylku součtu
ω1 + ω2. Specifikováńım těchto dvou kvadratických odchylek jsme ale zároveň
řekli něco o korelaci v pr̊uběhu času. Pokud bychom ted’ explicitně specifikovali
korelaci v pr̊uběhu času, nejsṕı̌se bychom tak źıskali dvě odlǐsné informace.

A jako posledńı př́ıpad si uved’me situaci, kdy je kovariance specifikována
podle úsudku manažera a druhý obecný moment je vypoč́ıtán z dat. V takovém
př́ıpadě opět źıskáváme nekonzistentnost, jelikož kovariance je druhým centrálńım
momentem. V tomto př́ıpadě je však možné relativně jednoduše zjistit, jestli se
nekonzistentnost objevila nebo ne, i když je jen málo pravděpodobné, že tyto
dva údaje jsou konzistentńı. Z definic druhého obecného a centrálńıho momentu
a za předpokladu varX < ∞ lze jednoduše odvodit vztah varX = E X2 −
(E X)2 neboli rozptyl je druhý obecný moment sńıžený o druhou mocninu středńı
hodnoty.

Algoritmická metoda řešeńı naš́ı optimalizačńı úlohy zvládne nekonzistent-
nost statistických vlastnost́ı, ale nedosáhne nulové výsledné hodnoty. V takovém
př́ıpadě se muśı manažer rozhodnout, zda se spokoj́ı s řešeńım, které se ohledně
statistických vlastnost́ı shoduje s p̊uvodńım pouze přibližně, nebo přehodnot́ı za-
dané specifikace a změńı je. Manažer může dát každé specifikaci takovou váhu
α∗,β∗, aby dosáhl korektńıho kompromisu mezi dř́ıve diskutovanými možnostmi.

Náročnost numerického řešeńı tohoto problému roste jak se zvětšuj́ıćım se
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počtem dat, tak se zvětšuj́ıćı se dimenźı vektoru. Náročnost rovněž roste s množ-
stv́ım moment̊u, na které máme požadavek shody.

3.1 Speciálńı volba rozměr̊u úlohy

Nyńı se budeme věnovat problému, kdy n = 2, ps =
1

S
∀s, p = 1, 2 a k =

1, 2. To tedy znamená, že budeme mı́t dvourozměrná data, všechny scénáře bu-
dou stejně pravděpodobné, normu zvoĺıme L1 a L2 a budeme požadovat pouze
shodu středńıch hodnot, druhých moment̊u a př́ıpadně kovariance. V daľśı části
si ukážeme i úlohu, ve které budeme požadovat shodu rozptyl̊u.

Omezeńım pravděpodobnost́ı na stejné hodnoty, tedy konstanty, se problém
velmi zjednoduš́ı. Pokud bychom to neudělali, měli bychom dvakrát v́ıce proměn-
ných a tedy podstatně složitěǰśı a výpočetně daleko náročněǰśı problém. Nav́ıc by
ani nebylo možné udělat některé daľśı výhodné úpravy a přeformulováńı, která
umožňuj́ı jednodušš́ı výpočty.

Volbou těchto výchoźıch podmı́nek lze náš problém přeformulovat na hledáńı
hodnot vektorových dvojic (ωs

1,ω
s
2), s = 1, . . . ,S tak, že

S
∑

s=1

1

S
(ωs

1)
k = µk(1) pro k = 1, 2

S
∑

s=1

1

S
(ωs

2)
k = µk(2) pro k = 1,2

S
∑

s=1

1

S
(ωs

1 − µ1(1))(ω
s
2 − µ1(2)) = cov1,2

při podmı́nkách ωs
1 ≥ c1, ω

s
2 ≥ c2.

Úloha (2.9) se tak redukuje na úlohu, kterou lze v maticové formě napsat
takto:

min

∥

∥

∥

∥

∥













α1,1 0 0 0 0
0 α2,1 0 0 0
0 0 α1,2 0 0
0 0 0 α2,2 0
0 0 0 0 β1,2



























µ1(1)−
∑S

s=1
1
S
(ωs

1)

µ1(2)−
∑S

s=1
1
S
(ωs

2)

µ2(1)−
∑S

s=1
1
S
(ωs

1)
2

µ2(2)−
∑S

s=1
1
S
(ωs

2)
2

COV















∥

∥

∥

∥

∥

p

(3.1)

při podmı́nkách ωs
1 ≥ c1, ω

s
2 ≥ c2, kde

COV = cov1,2−
S
∑

s=1

1

S

(

ωs
1 −

S
∑

s=1

1

S
(ωs

1)
)(

ωs
2 −

S
∑

s=1

1

S
(ωs

2)
)

.
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3.2 Volba metriky

3.2.1 L1 norma

Shoda středńıch hodnot

V nejjednodušš́ım př́ıpadě budeme požadovat pouze shodu středńıch hodnot
(tedy k = 1). T́ım se úloha (3.1) měńı na úlohu následuj́ıćıho tvaru:

min
∥

∥

(

α1,1 0
0 α2,1

)(

µ1(1)−
∑S

s=1
1
S
(ωs

1)

µ1(2)−
∑S

s=1
1
S
(ωs

2)

)

∥

∥

p
(3.2)

při podmı́nkách ωs
1 ≥ c1, ω

s
2 ≥ c2.

Metriku zvoĺıme L1, t́ım se úloha (3.2) měńı na

min
∣

∣α1,1

(

µ1(1)−
S
∑

s=1

1

S
ωs
1

)∣

∣+
∣

∣α2,1

(

µ1(2)−
S
∑

s=1

1

S
ωs
2

)∣

∣ =

=min α1,1

∣

∣

1

S

S
∑

s=1

ωs
1 − µ1(1)

∣

∣+ α2,1

∣

∣

1

S

S
∑

s=1

ωs
2 − µ1(2)

∣

∣ (3.3)

při podmı́nkách ωs
1 ≥ c1, ω

s
2 ≥ c2.

Absolutńı hodnota je na R konvexńı funkce, 1
S

∑S

s=1 ω
s
i − µ1(i) pro i = 1,2

je afinńı zobrazeńı dané předpisem ( 1
S
, . . . , 1

S
)







ω1
i
...
ωS
i






− µ1(i) a podle Věty 4 je

tato funkce konvexńı. Také vážený součet konvexńıch funkćı je konvexńı při libo-
volných nezáporných vahách, jak ř́ıká Věta 2, proto je minimalizačńı úloha (3.3)
úlohou konvexńı.

Úlohu (3.3) lze přetransformovat na úlohu lineárńıho programováńı.

Definice 22. [7, Kapitola 1.1] Úloha lineárńıho programováńı je úloha minima-
lizovat f(x) na množině řešeńı soustavy rovnic a nerovnic

gk(x) ≤ 0, k = 1, 2, . . . , m

hj(x) = 0, j = 1, 2, . . . , p

x ∈ R
n

přičemž všechny funkce f, gk, hj jsou lineárńı.

Označme si

γ1 := | 1
S

S
∑

s=1

ωs
1 − µ1(1)|

γ2 := | 1
S

S
∑

s=1

ωs
2 − µ1(2)|.
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Ćılem je minimalizovat α1,1γ1 + α2,1γ2

za podmı́nek −γ1 ≤
1

S

S
∑

s=1

ωs
1 − µ1(1) ≤ γ1

−γ2 ≤
1

S

S
∑

s=1

ωs
2 − µ1(2) ≤ γ2

ωs
1 ≥ c1, ω

s
2 ≥ c2.

To znamená řešit úlohu lineárńıho programováńı ve tvaru:

min α1,1γ1 + α2,1γ2

za podmı́nek γ1 +
1

S

S
∑

s=1

ωs
1 ≥ µ1(1)

γ1 −
1

S

S
∑

s=1

ωs
1 ≥ −µ1(1)

γ2 +
1

S

S
∑

s=1

ωs
2 ≥ µ1(2)

γ2 −
1

S

S
∑

s=1

ωs
2 ≥ −µ1(2)

ωs
1 ≥ c1

ωs
2 ≥ c2. (3.4)

Jak bylo zmı́něno na začátku kapitoly (3.1), úlohu (3.3) by nebylo možné
přeformulovat na úlohu lineárńıho programováńı (3.4), pokud by pravděpodobnos-
ti byly optimalizované proměnné.

Shoda vyšš́ıch moment̊u

Ve druhém př́ıpadě ponecháme metriku L1, ale tentokrát budeme požadovat
shodu rozptyl̊u. T́ım źıskáme optimalizačńı úlohu následuj́ıćıho tvaru:

min

∣

∣

∣

∣

α1,2

(

var(1)−
(

S
∑

s=1

1

S
(ωs

1)
2 −

(

S
∑

s=1

1

S
ωs
1

)2
)

)∣

∣

∣

∣

+

+

∣

∣

∣

∣

α2,2

(

var(2)−
(

S
∑

s=1

1

S
(ωs

2)
2 −

(

S
∑

s=1

1

S
ωs
2

)2
)

)∣

∣

∣

∣

(3.5)

při podmı́nkách ωs
1 ≥ c1, ω

s
2 ≥ c2.

Tato úloha neńı konvexńı. Uvažujme, že hledáme pouze dva scénáře (S =
2). Po jednoduchých úpravách źıskáme úlohu minα1,2| var(1) − 1

4
(ω1

1 − ω2
1)

2| +
α2,2| var(2) − 1

4
(ω1

2 − ω2
2)

2| při podmı́nkách ωs
1 ≥ c1, ω

s
2 ≥ c2, kde var(i) > 0 je

konstanta. Při zafixovaném ω1
i funkce | var(i)− 1

4
(ω1

i −ω2
i )

2| neńı konvexńı, proto
ani úloha (3.5) neńı konvexńı.
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Rovněž můžeme formulovat úlohu na shodu druhých moment̊u. Ta bude mı́t
následuj́ıćı tvar:

min α1,2|µ2(1)−
S
∑

s=1

1

S
(ωs

1)
2|+ α2,2|µ2 −

S
∑

s=1

1

S
(ωs

2)
2)| (3.6)

při podmı́nkách ωs
1 ≥ c1, ω

s
2 ≥ c2.

Pokud bychom z pozorovaných dat znali pouze středńı hodnotu a rozptyl
byla by úloha na shodu druhých moment̊u přeformulována za pomoćı vzorce
varX = E X2 − (E X)2 do tvaru

minα1,2

∣

∣

∣

(

var(1) +
(

µ1(1)
)2
)

−
S
∑

s=1

1

S
(ωs

1)
2
∣

∣

∣
+

+α2,2

∣

∣

∣

(

var(2) +
(

µ1(2)
)2
)

−
S
∑

s=1

1

S
(ωs

2)
2)
∣

∣

∣
(3.7)

při podmı́nkách ωs
1 ≥ c1, ω

s
2 ≥ c2.

Tyto úlohy rovněž nejsou konvexńı. Jako jednoduchý př́ıklad si představme
situaci, kdy S = 1. V takovém př́ıpadě źıskáme úlohu minα1,2|a1 − (ω1

1)
2| +

α2,2|a2 − (ω1
2)

2|, kde ai = µ2(i) pro (3.6) a ai = var(i) +
(

µ1(i)
)2
. Nav́ıc v obou

úlohách plat́ı, že ai > 0 je konstanta. Funkce |ai− (ω1
i )

2| neńı konvexńı, proto ani
úlohy (3.6) a (3.7) nejsou konvexńı.

Řešeńım úlohy (3.5) a (3.6) potažmo (3.7) źıskáme data, která budou mı́t
požadovaný druhý centrálńı nebo obecný moment. Může se však stát, že vygene-
rované scénáře nebudou p̊uvodńı data dobře reprezentovat, protože nepožadujeme
shodu středńıch hodnot, d́ıky které by byly ukotveny v prostoru na správném
mı́stě.

Proto, pokud chceme źıskat scénáře reprezentuj́ıćı data, je zapotřeb́ı řešit
následuj́ıćı funkci:

minα1,1

∣

∣

1

S

S
∑

s=1

ωs
1 − µ1(1)

∣

∣+ α2,1

∣

∣

1

S

S
∑

s=1

ωs
2 − µ1(2)

∣

∣+

+α1,2

∣

∣var(1)−
(

S
∑

s=1

1

S
(ωs

1)
2 − (

S
∑

s=1

1

S
ωs
1)

2
)∣

∣+

+α2,2

∣

∣var(2)−
(

S
∑

s=1

1

S
(ωs

2)
2 − (

S
∑

s=1

1

S
ωs
2)

2
)∣

∣ (3.8)

při podmı́nkách ωs
1 ≥ c1, ω

s
2 ≥ c2. Takto formulovaná funkce zohledňuje prvńı

moment a rozptyl.
Úloha (3.8) neńı konvexńı ze stejného d̊uvodu jako (3.5), kterou obsahuje.
Nav́ıc je možné (3.8) přeformulovat obdobně jako úlohu (3.4). T́ım źıskáme
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následuj́ıćı tvar:

minα1,1γ1,1 + α2,1γ2,1 + α1,2γ1,2 + α2,2γ2,2

za podmı́nekγ1,1 +
1

S

S
∑

s=1

ωs
1 ≥ µ1(1)

γ1,1 −
1

S

S
∑

s=1

ωs
1 ≥ −µ1(1)

γ2,1 +
1

S

S
∑

s=1

ωs
2 ≥ µ1(2)

γ2,1 −
1

S

S
∑

s=1

ωs
2 ≥ −µ1(2)

γ1,2 +
(

S
∑

s=1

1

S
(ωs

1)
2 − (

S
∑

s=1

1

S
ωs
1)

2
)

≥ var(1)

γ1,2 −
(

S
∑

s=1

1

S
(ωs

1)
2 − (

S
∑

s=1

1

S
ωs
1)

2
)

≥ − var(1)

γ2,2 +
(

S
∑

s=1

1

S
(ωs

2)
2 − (

S
∑

s=1

1

S
ωs
2)

2
)

≥ var(2)

γ2,2 −
(

S
∑

s=1

1

S
(ωs

2)
2 − (

S
∑

s=1

1

S
ωs
2)

2
)

≥ − var(2)

ωs
1 ≥ c1

ωs
2 ≥ c2. (3.9)

Úloha (4.1) už ale neńı úlohou lineárńıho programováńı, protože některé z funkćı
v podmı́nkách nejsou lineárńı, a je výpočetně i časově náročněǰśı.

3.2.2 L2 norma

Nyńı zvolme p = 2. V tomto př́ıpadě si ukážeme, jakou úlohu źıskáme, pokud
budeme požadovat shodu středńıch hodnot, rozptyl̊u i kovarianćı, což znamená
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aplikovat normu p = 2 na úlohu (3.1). Úloha (3.1) má tedy následuj́ıćı tvar:

min

{

∣

∣

∣
α1,1

(

µ1(1)−
1

S

S
∑

s=1

ωs
1

)

∣

∣

∣

2

+

+
∣

∣

∣
α2,1

(

µ1(2)−
1

S

S
∑

s=1

ωs
2

)

∣

∣

∣

2

+

+
∣

∣

∣
α1,2

(

var(1)−
(

S
∑

s=1

1

S
(ωs

1)
2 − (

S
∑

s=1

1

S
ωs
1)

2
)

)∣

∣

∣

2

+

+
∣

∣

∣
α2,2

(

var(2)−
(

S
∑

s=1

1

S
(ωs

2)
2 − (

S
∑

s=1

1

S
ωs
2)

2
)

)∣

∣

∣

2

+

+
∣

∣

∣
β1,2

(
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∣

∣

∣
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(3.10)

při podmı́nkách ωs
1 ≥ c1, ω

s
2 ≥ c2.

Nás ale nezaj́ımá přesná výsledná hodnota minimalizačńı úlohy, ale pouze
body minima, proto neńı nutné a z d̊uvodu větš́ı výpočetńı náročnosti problému
ani vhodné v úloze ponechávat druhé odmocniny, které tam maj́ı podle definice
Lp-normy být. Rovněž neńı nutné vzhledem ke druhé mocnině ponechávat ve
formulaci absolutńı hodnoty. Tedy můžeme řešeńı úlohy (3.9) hledat ekvivalentně
pomoćı metody nejmenš́ıch čtverc̊u jako řešeńı úlohy:

minα2
1,1

(

µ1(1)−
1

S

S
∑

s=1

ωs
1

)2
+

+α2
2,1
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∑
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)2
+

+α2
1,2
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var(1)−
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∑
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S
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2 − (

S
∑

s=1

1

S
ωs
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2
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+

+α2
2,2

(

var(2)−
(

S
∑

s=1

1

S
(ωs

2)
2 − (

S
∑

s=1

1

S
ωs
2)

2
)

)2

+

+β2
1,2

(

cov1,2−
S
∑

s=1

1

S
(ωs

1 −
1

S

S
∑

s=1

ωs
1)(ω

s
2 −

1

S

S
∑

s=1

ωs
2)
)2

(3.11)

při podmı́nkách ωs
1 ≥ c1, ω

s
2 ≥ c2.

Tato úloha opět neńı konvexńı. Znovu si jako př́ıklad uved’me situaci, kdy
S = 2. T́ımto omezeńım źıskáme úlohu, která bude obsahovat funkci

(

var(i) −
1
4
(ω1

i + ω2
i )

2
)2
, kde var(i) je nezáporná konstanta. Tato funkce neńı konvexńı,

proto ani úloha (3.9) neńı konvexńı.
Použit́ım této transformace náš problém přecháźı na úlohu kvadratického pro-

gramováńı.

Definice 23. [7, Kapitola 4.1] Úloha kvadratického programováńı je úloha mini-
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malizovat f(x) na množině řešeńı soustavy nerovnic a rovnic

gk(x) ≤ 0, k = 1, 2, . . . , m,

hj(x) = 0, j = 1, 2, . . . , p

x ∈ R
n,

pokud f je kvadratická a gk, hj jsou lineárńı.
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Kapitola 4

Praktická část

4.1 Data

Pro potřeby praktické části je využito měśıčńıch dat Conseq Invest akciový
dluhopis A a Conseq Invest akciový fond A z obdob́ı od 29. zář́ı 2000 do 1. dubna
2014, kdy byla data stažena, pocházej́ıćıch z webové stránky [3]. Jednotlivé poža-
dované statistické vlastnosti dat vstupuj́ıćı do výpočt̊u jako konstanty jsou určené
pomoćı statistického softwaru R.

Obrázek 4.1: Použitá data

Fond Dluhopis
Minimum 71,74 100,06

Středńı hodnota 152,53 152,30
Rozptyl 2573,0369 781,0882
Maximum 276,64 203,28

Tabulka 4.1: Popisné statistiky sledovaných veličin

Ještě poznamenejme, že všechny př́ıklady jsou poč́ıtány pro αn,k = 1, βn,k = 1
a ve všech grafech (s výjimkou kapitol 4.2.2, 4.3.2 a 4.4.3, kde jsou data umı́stěna
na svých pozićıch v reálných datech) jsou scénáře ωs

i přesunuty z p̊uvodńı pozice
s na pozici s∗ = 162

S+1
s, kde 162 je počet p̊uvodńıch pozorováńı pro jednu složku.
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4.2 Shoda prvńıch moment̊u

V této části si uvedeme dva možné př́ıstupy k řešeńı úlohy (3.3). Prvńım
z nich je již dř́ıve zmı́něné převedeńı úlohy na úlohu lineárńıho programováńı
(3.4) a generováńı nových scénář̊u tak, jako se řeš́ı v celé práci, a druhým z nich
je výběr z reálných dat.

4.2.1 Lineárńı programováńı

K řešeńı jsou použity dva výpočetńı softwary. Prvńım z nich je Wolfram
Mathematica (dále jen Mathematica), kde je k výpočtu použita zabudovaná
funkce lineárńıho programováńı. Druhým z nich je GAMS, ve které je potřeba
úlohu lineárńıho programováńı programovat a je použit solver CPLEX.

Okrajové podmı́nky pro prvńı scénář

Nejprve okrajovými podmı́nkami omeźıme pouze prvńı scénář, tzn.
c1 ≤ ω1

1, c2 ≤ ω1
2, ω

s
i ≥ 0, s = 2, . . . , S.

Obrázek 4.2: Nevhodně spoč́ıtané 3 scénáře fond̊u

Obrázek 4.3: Nevhodně spoč́ıtaných 6 scénář̊u dluhopis̊u

Jak můžeme vidět na obrázćıch (4.2) a (4.3), pokud poč́ıtáme úlohu (3.4)
s omezuj́ıćımi podmı́nkami pouze pro prvńı scénář a podmı́nkou nezápornosti
pro zbývaj́ıćı scénáře, tak dostaneme správné, ale nevhodné scénáře.
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Software Mathematica hodnotu scénář̊u urč́ı tak, že všechny scénáře kromě
jednoho urč́ı nulové a posledńımu scénáři urč́ı vhodnou hodnotu. To je v pořádku
pro S = 1, 2, ale pro S > 2 tak źıskáme několik shodných nulových scénář̊u, což
nechceme.

Software GAMS prvńımu scénáři urč́ı minimálńı možnou hodnotu a ostatńı
kromě jednoho vypoč́ıtá jako nulové a hodnotu posledńıho scénáře urč́ı vhodně.
Slovem vhodně rozumějme tak, aby scénáře dosáhly požadované středńı hodnoty.
Takovéto řešeńı je vhodné pouze pro S = 1, 2, 3, ale pro S > 3 opět źıskáme
několik nechtěných shodných nulových scénář̊u.

Proto je nutné úlohu doplnit o extremálńı podmı́nky pro všechny scénáře,
č́ımž zabráńıme nulovým scénář̊um.

Okrajové podmı́nky pro všechny scénáře

Přidáńım okrajových podmı́nek pro všechny scénáře, tzn. c1 ≤ ωs
1, c2 ≤ ωs

2,
k předchoźı úloze źıskáme následuj́ıćı scénáře:

Obrázek 4.4: Proložeńı fond̊u 3 scénáři

Obrázek 4.5: Proložeńı dluhopis̊u 6 scénáři

V obrázćıch (4.4) a (4.5) můžeme nahlédnout, že v tomto př́ıpadě, již máme
S scénář̊u, které jsou nenulové, ale i přesto jsme źıskali v př́ıpadech, kdy S > 3,
opět shodné scénáře. Proto je zapotřeb́ı přidat daľśı podmı́nky zajǐst’uj́ıćı, aby
žádné dva scénáře nemohly být stejné.
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Okrajové a nerovnostńı podmı́nky pro všechny scénáře

Přidáńım daľśıch podmı́nek ωs
1 6= ωk

1 , ω
s
2 6= ωk

2 , ∀s, k = 1, . . . , S, s 6= k k již
platným podmı́nkám c1 ≤ ωs

1, c2 ≤ ωs
2 źıskáme následuj́ıćı scénáře:

Obrázek 4.6: Proložeńı fond̊u scénáři

Obrázek 4.7: Proložeńı dluhopis̊u scénáři

Na obrázćıch (4.6) a (4.7) lze vidět, již vhodně spoč́ıtané scénáře z hlediska
jejich r̊uznosti.

Rovněž můžeme vidět, že software Mathematica jednotlivé scénáře rozložil ve
všech př́ıpadech bĺızko středńı hodnoty tak, aby nebyly shodné, ale jejich rozd́ıl
je téměř nepatrný.

Podle obrázku (4.6) i software GAMS určil jednotlivé scénáře obdobným
zp̊usobem, přičemž velikost odchylky jednotlivých scénář̊u je nutno nastavovat
v kódu. V obrázku (4.7) ale můžeme pozorovat jeho nekontrolovatelnost a nepřed-
v́ıdatelnost. 3 scénáře pro dluhopisy ještě určil obdobným zp̊usobem. Avšak při
daľśıch výpočtech se zachoval jinak. Při výpočtu 6-ti scénář̊u 5 z nich umı́stil
k minimálńı možné hodnotě a 6-tý vhodně dopoč́ıtal, kdežto při výpočtu 10-ti
scénář̊u určil pouze 1 scénář k minimálńı povolené hodnotě a zbylých 9 vypoč́ıtal
vhodně pobĺıž středńı hodnoty.

4.2.2 Výběr z reálných dat

K řešeńı pomoćı vyhledáváńı v datech je zapotřeb́ı mı́t data, pro která dané
scénáře hledáme. Jakmile data máme je zapotřeb́ı pro všechny možné S-tice
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vyč́ıslit funkci

α1,1|
1

S

S
∑

s=1

ωs
1 − µ1(1)|+ α2,1|

1

S

S
∑

s=1

ωs
2 − µ1(2)|

a nalézt minimum. Źıskáme tak tyto scénáře (jejich pozice odpov́ıdá pozici v p̊u-
vodńıch datech):

Obrázek 4.8: Nalezené scénáře fondu

Obrázek 4.9: Nalezené scénáře dluhopisu

4.2.3 Scénáře nalezené pro shodu prvńıch moment̊u

V následuj́ıćı tabulce (4.2) můžeme vidět, jak spolehlivé jednotlivé metody
jsou.

Generováńım nových scénář̊u jsme dosáhli absolutńı shody s požadavky, což
znamená, že hodnota | 1

S

∑S

s=1 ω
s
i −µ1(i)| = 0 pro všechna i = 1,2, proto hodnoty

jednotlivých vah α∗ nemaj́ı na řešeńı vliv.
Jediný zp̊usob řešeńı, kde váhy mohou řešeńı ovlivnit, je výběr z reálných dat.

Avšak kvalita takového řešeńı je vždy př́ımo závislá na tvaru dat.
Rovněž lze nahlédnout, jak se projev́ı r̊uzné př́ıstupy k rozmist’ováńı scénář̊u

na hodnotě rozptylu. Pomoćı softwaru Mathematica jsme źıskali scénáře, které
jsou vždy bĺızko středńı hodnoty a rozptyly jsou malé.
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Tohoto jsme dosáhli i pomoćı softwaru GAMS v př́ıpadech, kdy generoval
obdobně. Avšak v př́ıpadech generováńı 6-ti a 10-ti scénář̊u pro dluhopisové složky
už jsou rozptyly podstatně větš́ı, přičemž pro 10 scénář̊u je hodnota rozptylu
relativně ńızká, protože pouze jedna hodnota neńı vhodně okolo středńı hodnoty.
Naopak při generováńı 6-ti scénář̊u je dosaženo relativně velkého rozptylu, protože
žádná z vygenerovaných hodnot neńı v bĺızkosti středńı hodnoty.

I. II. III. IV. V. VI. VII.
3 M F 152,53 0 1 -2572,04

D 152,3 0 1 -780,088
F+D 0 -3352,128

G F 152,53 0 0,1 -2573,03
D 152,3 0 0,1 -781,078

F+D 0 -3354,108
RD F 152,52 -0,02 4328 1754,97

D 152,34 0,04 1936,93 1155,84
F+D 0,02 2910,81

6 M F 152,53 0 3,5 -2569,54
D 152,3 0 3,5 -777,588

F+D 0 -3347,128
G F 152,53 0 0,035 -2573

D 152,3 0 16249 -15467,9
F+D 0 -18040,9

RD F 152,53 -0,01 3887,1 1314,06
D 152,31 -0,99 1669,7 888,611

F+D -1 2202,671
10 M F 152,53 0 9,167 -2563,87

D 152,3 0 9,167 -771,922
F+D 0 -3335,792

G F 152,53 0 0,092 -2572,95
D 152,3 0 336,977 -444,111

F+D 0 -6352,853

Tabulka 4.2: Popisné statistiky nalezených scénář̊u pro shodu prvńıch moment̊u
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Znak Vysvětlivka
I. S

II. Zp̊usob řešeńı úlohy
III. Složka

IV. 1
S

∑S

s=1 ω
s

V. 1
S

∑S

s=1 ω
s − µ1

VI. 1
S

∑S

s=1(ω
s)2 − ( 1

S

∑S

s=1 ω
s)2

VII. 1
S

∑S

s=1(ω
s)2 − ( 1

S

∑S

s=1 ω
s)2 − var

M Mathematica
G GAMS
RD Výběr z reálných dat
F Fond
D Dluhopis

Tabulka 4.3: Vysvětlivky

4.3 Shoda druhých moment̊u

V této části si ukážeme možnosti řešeńı úlohy (3.6). Tentokrát máme opět dvě
možnosti. Prvńı je nelineárńı programováńı v softwarech Mathematica a GAMS
a druhou je výběr z reálných dat.

4.3.1 Nelineárńı programováńı

V př́ıpadě nelineárńıho programováńı v softwaru Mathematica je řešena úloha
(3.7) pomoćı zabudované funkce Minimize. Zároveň je úloha řešena pro každé
i = 1, 2 zvlášt’, což je možné d́ıky nezávislosti řešeńı. Tento př́ıstup se ukázal jako
časově výrazně výhodněǰśı.

V softwaru GAMS je použito solveru CONOPT a je řešena následuj́ıćı úloha:

minα1,2γ1,2 + α2,2γ2,2

za podmı́nekγ1,2 +
1

S

S
∑

s=1

(ωs
1)

2 ≥ var(1) +
(

µ1(1)
)2

γ1,2 −
1

S

S
∑

s=1

(ωs
1)

2 ≥ −
(

var(1) +
(

µ1(1)
)2
)

γ2,2 +
1

S

S
∑

s=1

(ωs
2)

2 ≥ var(2) +
(

µ1(2)
)2

γ2,2 −
1

S

S
∑

s=1

(ωs
2)

2 ≥ −
(

var(2) +
(

µ1(1)
)2
)

ωs
1 ≥ c1

ωs
2 ≥ c2

ωs
1 6= ωk

1 , ∀s, k = 1, . . . , S, s 6= k

ωs
2 6= ωk

2 , ∀s, k = 1, . . . , S, s 6= k.

Opět je potřeba si dát pozor na dostatečné zněńı všech okrajových podmı́nek,
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tak jako bylo demonstrováno v kapitole (4.2.1), abychom neźıskali několik ne-
vhodných shodných scénář̊u.

Źıskáme tak následuj́ıćı scénáře:

Obrázek 4.10: Nalezené scénáře fondu

Obrázek 4.11: Nalezené scénáře dluhopisu

4.3.2 Výběr z reálných dat

Opět je zapotřeb́ı mı́t reálná dat, pro všechny S-tice vyč́ıslit funkci

α1,2

∣

∣

∣

1

S

S
∑

s=1

(ωs
1)

2 −
(

(

(µ1(1)
)2

+ var(1)
)∣

∣

∣
+

+α2,2

∣

∣

∣

1

S

S
∑

s=1

(ωs
2)

2 −
(

(

(µ1(2)
)2

+ var(2)
)∣

∣

∣

a nalézt minimum.
T́ımto postupem pro shodu druhých moment̊u nalezneme následuj́ıćı scénáře:
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Obrázek 4.12: Nalezené scénáře fondu

Obrázek 4.13: Nalezené scénáře dluhopisu

4.3.3 Scénáře nalezené pro shodu druhých moment̊u

Jak můžeme v tabulce (4.4) vidět, nalezené scénáře již nemaj́ı správné středńı
hodnoty, což jsme ani nepožadovali. Požadovaných druhých moment̊u a tedy
přesné shody bylo dosaženo při generováńı nových scénář̊u, což opět znamená,
že hodnoty vah α∗ nemaj́ı na řešeńı vliv. Opět pouze u výběru z reálných dat
mohou váhy ovlivnit kvalitu řešeńı, ale v př́ımé závislosti na tvaru dat.
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I. II. III. IV. V. VI. VII. VIII.
3 M F 160,2 7,67 25838,4 0 259,484

D 154,6 2,3 23976,4 0 101,172
F+D 9,97 0

G F 160,7 8,17 25838,3 0 0,01
D 154,8 2,5 23976,4 0 0,01

F+D 10,67 0
RD F 156,8 4,27 25836,9 -1,5 1866,6

D 154,6 2,3 23976,7 0,3 109,714
F+D 6,57 -1,2

6 M F 157,166 -41,03 25838,4 0 1364,58
D 152,124 -43,1 23976,4 0 1001,67

F+D -84,13 0
G F 160,7 8,17 25838,3 0 0,035

D 134,5 -17,8 23976,4 0 7050,59
F+D -9,63 0

RD F 153,8 1,27 25838,5 0,1 2609,13
D 153,8 1,5 23976,4 0 386,331

F+D 2,77 0,1

Tabulka 4.4: Popisné statistiky nalezených scénář̊u pro shodu druhých moment̊u

Znak Vysvětlivka
I. S

II. Zp̊usob řešeńı úlohy
III. Složka

IV. 1
S

∑S

s=1 ω
s

V. 1
S

∑S

s=1 ω
s − µ1

VI. 1
S

∑S

s=1(ω
s)2

VII. 1
S

∑S

s=1(ω
s)2 − ((µ1)

2 + var)

VIII. 1
S

∑S

s=1(ω
s)2 − ( 1

S

∑S

s=1 ω
s)2

M Mathematica
G GAMS
RD Výběr z reálných dat
F Fond
D Dluhopis

Tabulka 4.5: Vysvětlivky
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4.4 Shoda středńıch hodnot a rozptyl̊u

Při řešeńı úlohy s podmı́nkou shody středńıch hodnot a rozptyl̊u máme opět
několik možnost́ı. Můžeme generovat scénáře v softwarech GAMS a Mathematica,
hledat nové scénáře metodou pravidelného a symetrického rozložeńı okolo středńı
hodnoty nebo opět vyb́ırat z reálných dat.

4.4.1 Pravidelné rozložeńı scénář̊u

Nyńı si numericky demonstrujme zp̊usob řešeńı úlohy (1.2) pro shodu prvńıch
moment̊u a rozptyl̊u pomoćı metody pravidelného rozložeńı scénář̊u okolo středńı
hodnoty pro hledáńı 3, 6 a 10 scénář̊u.

Postup výpočtu je následuj́ıćı:

• zvolit počet hledaných scénář̊u, tzn. S

• určit hodnoty a1i z rovnice (2.7)

• vypoč́ıtat hodnoty asi pomoćı vzorce (2.5).

Obrázek 4.14: Proložeńı fond̊u scénáři

Obrázek 4.15: Proložeńı dluhopis̊u scénáři

Na obrázćıch (4.2) a (4.3) můžeme vidět, že tento př́ıstup zajǐst’uje pravi-
delné rozložeńı scénář̊u, které jsou symetricky rozložené okolo středńı hodnoty,
a i minimálńı a maximálńı hodnoty dat nejsou překročeny.
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4.4.2 Nelineárńı programováńı

V softwaru Mathematica budeme scénáře generovat pomoćı funkce Minimize
jako řešeńı úlohy (3.8) a opět pro každé i = 1,2 zvlášt’ a pomoćı softwaru GAMS
budeme řešit úlohu nelineárńıho programováńı (3.9) za použit́ı solveru CONOPT.

I v těchto př́ıkladech generováńı scénář̊u muśıme ošetřit všechny minimálńı
a nerovnostńı podmı́nky a výsledky tohoto př́ıstupu jsou následuj́ıćı:

Obrázek 4.16: Proložeńı fond̊u scénáři

Obrázek 4.17: Proložeńı dluhopis̊u scénáři
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4.4.3 Výběr z reálných dat

I úlohu na shodu prvńıch moment̊u a rozptyl̊u je možné řešit pomoćı výběru
z reálných dat. Znamená to vyč́ıslit funkci
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pro všechny S-tice a nalézt minimum a jemu odpov́ıdaj́ıćı scénáře. Źıskáme tak
následuj́ıćı scénáře:

Obrázek 4.18: Proložeńı fond̊u scénáři

Obrázek 4.19: Proložeńı dluhopis̊u scénáři
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4.4.4 Scénáře nalezené pro shodu prvńıch moment̊u a roz-
ptyl̊u

V následuj́ıćı tabulce (4.6) můžeme vidět, že všechny metody kromě výběru
z reálných dat, přesně splnily požadavky. To znamená, že při generováńı nových
scénář̊u pomoćı minimalizace dané úlohy váhy α∗ opět nemaj́ı vliv na řešeńı. Opět
mohou řešeńı ovlivnit pouze v př́ıpadě výběru z reálných dat.

I. II. III. IV. V. VI. VII.
3 PR F 152,53 0 2573,03 0

D 152,3 0 781,09 0
F+D 0 0

M F 152,53 0 2573,03 0
D 152,3 0 781,09 0

F+D 0 0
G F 152,53 0 2573,03 0

D 152,3 0 781,09 0
F+D 0 0

RD F 164,6 12,07 3586,66 1286,62
D 142,58 -9,72 1170,76 389,67

F+D 2,35 1676,29
6 PR F 152,53 0 2573,03 0

D 152,3 0 781,09 0
F+D 0 0

G F 152,53 0 2573,03 0
D 152,3 0 781,09 0

F+D 0 0
RD F 141,34 -11,19 3671,05 1098,01

D 152,5 0,3 937,337 156,25
F+D -10,89 1254,26

10 PR F 152,53 0 2573,03 0
D 152,3 0 781,09 0

F+D 0 0
G F 152,53 0 2573,03 0

D 152,3 0 781,09 0
F+D 0 0

Tabulka 4.6: Popisné statistiky nalezených scénář̊u pro shodu rozptyl̊u
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Znak Vysvětlivka
I. S

II. Zp̊usob řešeńı úlohy
III. Složka

IV. 1
S

∑S

s=1 ω
s

V. 1
S

∑S

s=1 ω
s − µ1

VI. 1
S

∑S

s=1(ω
s)2 − ( 1

S

∑S

s=1 ω
s)2

VII. 1
S

∑S

s=1(ω
s)2 − ( 1

S

∑S

s=1 ω
s)2 − var

PR Pravidelné a symetrické rozložeńı okolo středńı hodnoty
M Mathematica
G GAMS
RD Výběr z reálných dat
F Fond
D Dluhopis

Tabulka 4.7: Vysvětlivky

4.5 Shoda středńıch hodnot, rozptyl̊u a korelaćı

Ještě si ilustrujme př́ıklad, kdy bychom požadovali shodu nejen prvńıch mo-
ment̊u a rozptyl̊u ale i korelaćı. V takovém př́ıpadě je možné úlohu řešit pomoćı
nelineárńıho programováńı nebo metodou výběru z reálných dat.
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Jako úloha nelineárńıho programováńı bude mı́t problém následuj́ıćı formulaci:

minα1,1γ1,1 + α2,1γ2,1 + α1,2γ1,2 + α2,2γ2,2 + β1,2γ
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Tuto úlohu bude z hlediska časové náročnosti (viz tabulka 4.8) vhodněǰśı řešit
pomoćı softwaru GAMS než pomoćı softwaru Mathematica.

Pokud bychom úlohu chtěli řešit pomoćı metody výběru z reálných dat, zna-
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menalo by to pro všechny S-tice vyč́ıslit funkci
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a nalézt minimum.

4.6 Časová náročnost výpočt̊u

Důležitou součást́ı výpočt̊u je bezesporu jejich časová náročnost. Některé
výpočty, které daj́ı přesněǰśı výsledek, mohou trvat několikanásobně déle než jiné,
méně přesné. V takovém př́ıpadě je na zadavateli úlohy, aby se rozmyslel čemu
dát přednost.

Ještě poznamenejme, že časy uvedené u řešeńı úloh řešených funkćı Minimize
v softwaru Mathematica odpov́ıdaj́ı součtu čas̊u výpočt̊u pro i = 1, 2.

Úloha Podmı́nky Software 3 scénáře 6 scénář̊u 10 scénář̊u
4.2.1 I. M 0. 0. 0.

G 0. 0. 0.
II. M 0. 0. 0.

G 0. 0. 0.
III. M 0. 0. 0.

G 0. 0. 0.
4.2.2 C++ < min < 1

2
hod

4.3.1 III. M < min < min < 5 min
G 0. 0. 0.

4.3.2 C++ < min < 1
2
hod

4.4.1 M 0. 0. 0.
4.4.2 III. M < min < 1

2
hod

G < min < min < min
4.4.3 C++ < min < hod

Tabulka 4.8: Časová náročnost výpočt̊u
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Znak Vysvětlivka
I. Okrajové podmı́nky pro prvńı scénář
II. Okrajové podmı́nky pro všechny scénáře
III. Okrajové a nerovnostńı podmı́nky pro všechny scénáře
M Mathematica
G GAMS

Tabulka 4.9: Vysvětlivky

4.7 Závěr

Z numerických výsledk̊u můžeme vyvodit několik závěr̊u.
Prvńım je, že generováńım nových scénář̊u pomoćı softwaru GAMS a Mathe-

matica źıskáváme při řešeńı stejných úloh jiné scénáře. Všechny tyto výsledky
jsou ale správné (lze nahlédnout v tabulkách 4.2, 4.4 a 4.6), protože dané úlohy
obecně nemaj́ı jednoznačné řešeńı a zálež́ı na jednotlivých algoritmech, které
z v́ıce možných řešeńı vyberou.

Druhým z nich je, že, ač jsou úlohy na generováńı scénář̊u při podmı́nce shody
středńıch hodnot časově výpočetně nenáročné, nemaj́ı př́ılǐs velký smysl, protože
výsledky data nijak nereprezentuj́ı, jde pouze o několik bod̊u rozmı́stěných v bĺız-
kosti středńı hodnoty. Naproti tomu scénáře źıskané výběrem z dat podstatně lépe
data reprezentuj́ı, i když nemuśı vždy dosáhnout přesné ani přibližné shody se
středńı hodnotou, avšak je to za cenu podstatně vyšš́ı časové náročnosti.

Daľśım závěrem je, že úlohy na shodu druhých moment̊u data reprezentuj́ı
lépe než při shodě prvńıch moment̊u a i časová náročnost výpočtu je velmi dobrá.
Již při řešeńı této úlohy je patrný rozd́ıl mezi rychlost́ı softwaru Mathematica
a GAMS. Prvńı software je pro uživatele př́ıznivěǰśı a méně náročný na po-
rozuměńı. Druhý software poč́ıtá mnohokrát rychleji a veškerý čas vložený do
náročněǰśıho implementováńı úlohy se vyplat́ı. Pro takovouto úlohu již výběr
z reálných dat velmi ztráćı svou časovou náročnost́ı. Ač data reprezentuje vcelku
dobře, protože se samovolně pohybuj́ı bĺıže středńı hodnotě než v př́ıpadě gene-
rováńı nových scénář̊u, neńı vhodné jej použ́ıvat, protože počet n-tic, pro které
muśı vyč́ıslit funkci, roste př́ılǐs rychle se zvyšuj́ıćım se n a počtu dat.

Nejlepš́ı na reprezentaci dat je generováńı nových scénář̊u při podmı́nce prvńıch
moment̊u i rozptyl̊u. Na obrázćıch (4.14)-(4.17) můžeme vidět, že pokud bychom
scénáře přeskládali do vhodněǰśıho pořad́ı, velmi dobře by reprezentovaly reálná
data. Z hlediska časové náročnosti je nejvhodněǰśı použ́ıt př́ıstup generováńım
scénář̊u pomoćı metody pravidelného a symetrického rozložeńı okolo středńı hod-
noty. Ovšem i metoda nelineárńıho programováńı v softwaru GAMS dob́ıhá za
dobu kratš́ı než jedna minuta, což je sice trochu déle než pomoćı prvńı metody,
ale stále je to velmi dobrý čas. Naproti tomu výpočet pomoćı softwaru Mathema-
tica je z hlediska časové náročnosti velmi nevhodný, i když scénáře źıskané touto
metodou jsou rovněž v pořádku.

Zároveň jsme mohli vypozorovat, že při generováńı nových scénář̊u pomoćı
softwar̊u GAMS a Mathematica nemaj́ı váhy vliv na jednotlivá řešeńı uvedených
př́ıklad̊u, kdežto v př́ıpadě výběru z reálných dat váhy vliv mohou mı́t, ale je to
př́ımo závislé na tvaru dat.
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Matfyzpress, Praha. ISBN 978-80-7378-176-7.
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fyzpress, Praha. ISBN 80-86732-68-1.
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4.18 Proložeńı fond̊u scénáři . . . . . . . . . . . . . . . . . . . . . . . . 35
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