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Autor: Bc. Václav Kozmı́k
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Abstrakt: Předložená práce se zabývá výběrem optimálńıho portfolia pomoćı

”
mean-risk“ model̊u. Hlavńım ćılem práce je zkoumat konvergenci aproximativńıch

řešeńı pomoćı generovaných scénář̊u k analytickému řešeńı a jej́ı citlivost na zvo-
lené mı́̌re rizika a předpokladu spojitého rozděleńı. Zkoumané mı́ry rizika zahrnuj́ı
rozptyl, VaR, cVaR, absolutńı odchylku a semivarianci. Pro normálńı a Studentovo
rozděleńı prezentujeme analytická řešeńı pro všechny mı́ry rizika, pro logaritmicko-
normálńı rozděleńı použijeme aproximativńı předpoklad, že součet logaritmicko-
normálńıch náhodných veličin má přibližně logaritmicko-normálńı rozděleńı. Pro
všechny mı́ry rizika také odvod́ıme optimalizačńı úlohu pro př́ıpad diskrétńıch
scénář̊u a źıskaná řešeńı porovnáme s analytickým řešeńım. V rámci generováńı
scénář̊u je výpočet několikrát opakován a prezentujeme vlastńı metodu, která
umožňuje pomoćı shlukové analýzy naj́ıt optimálńı řešeńı. Všechny optimalizačńı
úlohy jsou přepsány do jazyka GAMS a samotné testováńı a odhady jsou reali-
zovány vlastńım programem v jazyce C++.
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Abstract: Present work deals with the portfolio selection problem using mean-risk
models. The main goal of this work is to investigate the convergence of approxi-
mate solutions using generated scenarios to the analytic solution and its sensitivity
to chosen risk measure and probability distribution. The considered risk measures
are: variance, VaR, cVaR, absolute deviation and semivariance. We present ana-
lytical solutions for all risk measures under the assumption of normal or Student
distribution. For log-normal distribution, we use the approximate assumption that
the sum of log-normal random variables has log-normal distribution. Optimization
models for discrete scenarios are derived for all risk measures and compared with
analytical solution. In case of approximate solution with scenarios, we repeat the
procedure multiple times and present our own approach to finding the optimal
solution using the cluster analysis. All optimization models are written in GAMS
language. Testing and estimating are realized using an application developed in
C++ language.
Keywords: mean-risk models, risk measures, assets
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Symboly a značeńı

R náhodná veličina výnosu z portfolia akcíı
L náhodná veličina ztráty z portfolia akcíı
N počet akcíı, které můžeme zařadit do portfolia
M počet scénář̊u, které máme k dispozici
µ parametr středńı hodnoty mnohorozměrného rozděleńı
Σ parametr ovlivňuj́ıćı variančńı matici mnohorozměrného rozděleńı
ν počet stupň̊u volnosti
V variančńı matice mnohorozměrného rozděleńı
w váhy jednotlivých akcíı v portfoliu
ue minimálńı požadovaný očekávaný výnos
α hladina spolehlivosti
ı imaginárńı jednotka
AT transpozice matice A
1 jednotkový vektor
I jednotková matice
Φ(x) distribučńı funkce normovaného normálńıho rozděleńı
|A| determinant matice A
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Kapitola 1

Úvod

Při obchodováńı na akciovém trhu se často setkáváme s požadavkem na diverzifi-
kaci portfolia, která nám umožňuje sńıžeńı rizika plynoućıho z náhodného vývoje
ceny jednotlivých akcíı. K řešeńı tohoto problému můžeme použ́ıt

”
mean-risk“

modely, které zajǐst’uj́ı v určitém smyslu optimálńı volbu portfolíı z hlediska zisku
a rizika.

Základy teorie volby portfolia a
”
mean-risk“ model̊u položil Harry Markowitz

již v roce 1952 v práci [19]. Ve své práci uvažoval jako mı́ru rizika rozptyl a předpo-
kládal normálńı rozděleńı. Základńı nevýhodou rozptylu je fakt, že nezohledňuje
jen distribuci možných ztrát, ale i distribuci zisk̊u, přičemž investora v př́ıpadě ri-
zika zaj́ımá sṕı̌se rozděleńı ztrát. Tohoto faktu si byl vědom i Markowitz a uváděl,
že lepš́ı mı́rou rizika by byla semivariance, ale rozptyl zvolil kv̊uli výpočetńı jedno-
duchosti. Od doby zavedeńı tohoto prvńıho základńıho modelu bylo navrženo a im-
plementováno mnoho vylepšeńı. Byly navrženy nové mı́ry rizika jako je VaR [14]
a cVaR [24], které lépe zohledňuj́ı př́ıpadnou ztrátu. Často se předpokládá i jiné
spojité rozděleńı, protože se ukazuje, že finančńı data mohou mı́t těžš́ı chvosty než
má normálńı rozděleńı. Daľśı obĺıbenou a rozv́ıjenou technikou je práce se scénáři,
kterým přǐrazujeme pravděpodobnost realizace. Se scénáři poté pracujeme jako
s diskrétńım rozděleńım a můžeme vypoč́ıtat všechny zmı́něné mı́ry rizika a také
řešit některé složitěǰśı modely a úlohy.

V naš́ı práci budeme zacházet s pojmem výnos̊u, č́ımž rozumı́me zisk z držeńı
dané akcie nebo portfolia, a s pojmem finálńı hodnoty, která znamená cenu ak-
cie nebo portfolia k danému datu. V př́ıpadě výnos̊u většinou předpokládáme
normálńı rozděleńı nebo Studentovo rozděleńı, které má těžš́ı chvosty. V daľśım
textu budeme zkoumat analytická optimálńı řešeńı a porovnávat je s řešeńımi při
použit́ı diskrétńıch scénář̊u jako aproximaćı spojitého rozděleńı. Hlavńı otázkou je,
zda a do jaké mı́ry ovlivňuje konvergenci aproximativńıch řešeńı k analytickému
řešeńı volba předpokládaného spojitého rozděleńı a mı́ry rizika. V př́ıpadě scénář̊u
budeme také zkoumat, jak d̊uležité je pro jejich generováńı předem zvolit spojité
rozděleńı a zda nelze předpoklad o rozděleńı vypustit a scénáře generovat pouze
na základě moment̊u odhadnutých z dat.
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Pro finálńı cenu akcíı se většinou předpokládá logaritmicko-normálńı rozděleńı.
Abychom byli schopni vyřešit úlohu pro všechny zvolené mı́ry rizika, budeme apro-
ximovat součet logaritmicko-normálńıch rozděleńı logaritmicko-normálńım roz-
děleńım součtu celkové hodnoty portfolia. I za těchto předpoklad̊u budeme po-
rovnávat přibližné analytické řešeńı s diskrétńımi scénáři a zkoumat kvalitu navr-
žené aproximace.

V rámci generováńı scénář̊u je většinou nutné úlohu několikrát opakovat,
abychom zmenšili vliv náhodnosti generátoru. Nalezená řešeńı nemuśı být obecně
všechna v okoĺı požadovaného analytického řešeńı, a tak prezentujeme vlastńı
metodu, ve které hledáme optimálńı řešeńı pomoćı shlukové analýzy. Pro určeńı
optimálńıho počtu shluk̊u použ́ıváme Bayesovo informačńı kritérium [7], které
jsme přizp̊usobili pro potřeby našeho mnohorozměrného modelu.

Následuj́ıćı kapitola 2 zavád́ı mean-risk modely s r̊uznými mı́rami rizika. Ob-
sahuje formulace optimalizačńıch úloh pro všechna uvažovaná rozděleńı včetně
diskrétńıch scénář̊u a odvozeńı zmı́něné aproximace logaritmicko-normálńıho roz-
děleńı. V kapitole 3 uvád́ıme postupy odhadováńı parametr̊u a generováńı scénář̊u,
které jsou nutné pro realizaci výpočt̊u, a v kapitole 4 již prezentujeme výsledky,
které jsme uvedenými postupy źıskali. Práce je shrnuta v kapitole 5.
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Kapitola 2

Mean-risk modely

V naš́ı práci se budeme zabývat modely a veličinami, které záviśı na zisku či
ztrátě z držeńı určitého portfolia akcíı. U některých model̊u a veličin se běžně
v definićıch použ́ıvá náhodná veličina ve smyslu zisku z držeńı akcie, u jiných
se poč́ıtá se ztrátou. V naš́ı práci budeme pracovat ve většině př́ıpad̊u se ziskem
zvoleného portfolia, pouze mı́ry rizika budeme definovat pro ztrátu.

Necht’ R je náhodná veličina, která reprezentuje náš zisk (v př́ıpadě záporných
hodnot ztrátu), např́ıklad z portfolia akcíı.

”
Mean-risk“ model se skládá ze dvou

funkcionál̊u závisej́ıćıch na této náhodné veličině, u (R) a r (R), kde prvńı re-
prezentuje středńı zisk a druhý riziko. V naš́ı práci budeme vždy volit za prvńı
funkcionál středńı hodnotu, tj. u (R) = ER, r̊uzné volby r (R), kterým může být
rozptyl, VaR nebo daľśı, probereme později.

2.1 Klasický model

Klasický Markowitz̊uv model je formulován následovně: mějme portfolio N akcíı,
jehož složeńı je charakterizováno vahamiw = (w1, .., wN), kde

∑N
i=1wi = 1. Necht’

je dána pro každou akcii náhodná veličina udávaj́ıćı jej́ı zisk, tedy R1, .., RN . Zisk
celého portfolia pak spočteme jednoduše jako:

R (w) =
N∑
i=1

wiRi.

K takovému portfoliu máme př́ıslušné funkcionály, které pro jednoduchost pře-
znač́ıme jako uw ≡ u (R (w)) a rw ≡ r (R (w)). Potom můžeme v souladu s [8]
vyslovit následuj́ıćı definici.

Definice 1 Portfolio daných N akcíı s vahami w je (
”

mean-risk“) eficientńı,
pokud neexistuj́ı jiné váhy w∗1, .., w

∗
N , tak, že

∑N
i=1w

∗
i = 1 a současně plat́ı, že

uw∗ ≥ uw a rw∗ ≤ rw, kde alespoň jedna z nerovnost́ı je ostrá.
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Eficientńı portfolia lze źıskat např́ıklad řešeńım následuj́ıćı optimalizačńı úlohy:

min
w

rw

za podmı́nek uw ≥ ue
N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N,

kde ue představuje nějaký předem zvolený minimálńı očekávaný zisk stanovený
investorem. Do optimalizačńıch úloh se většinou přidává podmı́nka

w1, .., wN ≥ 0.

Tuto podmı́nku budeme nazývat podmı́nkou nezápornosti. Přidáńım této pod-
mı́nky můžeme optimalizovat pro prostřed́ı, kde nejsou povolené tzv. prodeje na
krátko, což je prodej akcíı, které nevlastńıme. Výsledné modely a aplikace budou
vždy umožňovat výpočet obou možných př́ıpad̊u, tedy s podmı́nkou nezápornosti
i bez ńı.

Poznámka 2 V praxi se v př́ıpadě, kdy chceme uvažovat i záporné váhy, věťsinou
omezuje množina př́ıpustných řešeńı. V př́ıpadě bez podmı́nky nezápornosti tedy
nebudeme uvažovat všechny reálné váhy, ale použijeme následuj́ıćı omezeńı:

w1, .., wN ≥ −1.

2.2 Rozděleńı výnos̊u a finálńı hodnoty

Abychom byli schopni posoudit kvalitu aproximace spojitého rozděleńı diskrétńım,
muśıme být schopni analyticky vyřešit optimalizačńı úlohy pro zvolené spojité
rozděleńı výnos̊u nebo finálńı hodnoty. Základńı spojité rozděleńı, které budeme
zkoumat, je normálńı rozděleńı. Daľśı zkoumaná rozděleńı, která se mohou často
vyskytovat u finančńıch dat, jsou Studentovo a logaritmicko-normálńı.

2.3 Mı́ry rizika

V této části postupně poṕı̌seme zvolené mı́ry rizika, definice uvedené v této ka-
pitole přeb́ıráme z knihy [23] a tam uvedených referenćı. Necht’ R je náhodná
veličina vyjadřuj́ıćı zisk z držeńı portfolia, ztrátu z držeńı portfolia zavedeme jako
L = −R. Základńı mı́rou rizika, kterou budeme použ́ıvat, je rozptyl. Daľśı běžně
použ́ıvanou mı́rou rizika je Value at Risk (VaR).
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Definice 3 Necht’ je dána mı́ra spolehlivosti α ∈ (0, 1) a náhodná veličina L,
která vyjadřuje ztrátu portfolia. Potom definujeme hodnotu V aRα jako:

V aRα(L) = inf {l ∈ R,P (L > l) ≤ 1− α}

Mı́ru spolehlivosti α budeme volit typicky 95 %. Conditional Value at Risk
(cVaR) je moderněǰśı mı́rou rizika, protože na rozd́ıl od VaR zohledňuje i výši
ztrát, které mohou nastat po překročeńı V aRα(L). Dále budeme uvažovat i abso-
lutńı odchylku a semivarianci jako daľśı možné mı́ry rizika.

Definice 4 Necht’ je dána mı́ra spolehlivosti α ∈ (0, 1) a náhodná veličina L,
která vyjadřuje ztrátu portfolia. Potom definujeme hodnotu cV aRα jako:

cV aRα(L) = inf

{
a ∈ R, a+

1

1− α
E [max (0, L− a)]

}
.

V práci [24] bylo ukázáno, že hodnotu cV aR lze ekvivalentně definovat následovně:

cV aRα(L) = E [L|L > V aRα(L)] .

Definice 5 Necht’ je dána náhodná veličina L, která vyjadřuje ztrátu portfolia.
Potom definujeme hodnotu absolutńı odchylky jako:

ra(L) = E|L− EL|.

Definice 6 Necht’ je dána náhodná veličina L, která vyjadřuje ztrátu portfolia.
Potom definujeme hodnotu semivariance jako:

rs(L) = E
[
max (0, L− EL)2

]
.

2.4 Eliptická rozděleńı

Eliptická rozděleńı představuj́ı zobecněńı normálńıho rozděleńı a řad́ı se mezi
ně daľśı známá rozděleńı, jako je t-rozděleńı, logistické rozděleńı nebo Cauchyho
rozděleńı. Následuj́ıćı definici a uvedené věty o vlastnostech eliptických rozděleńı
lze nalézt v textu [18].

Definice 7 Řekneme, že vektor X má mnohorozměrné eliptické rozděleńı, X ∼
E (µ,Σ, ψ), pokud lze jeho charakteristickou funkci vyjádřit jako:

ϕX(t) = exp
{
ıtTµ

}
ψ

(
1

2
tTΣt

)
pro nějaký vektor µ ∈ Rn, pozitivně definitńı matici Σ ∈ Rn×n a funkci ψ : R →
R. Funkce ψ muśı být volena tak, aby funkce ϕX splňovala požadavky kladené na
charakteristickou funkci.
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Pro eliptická rozděleńı plat́ı následuj́ıćı věta, stejně jako v př́ıpadě normality.

Věta 8 Necht’ X ∼ E (µ,Σ, ψ), A ∈ Rm×n, b ∈ Rm. Pak plat́ı:

AX + b ∼ E
(
Aµ+ b,AΣAT , ψ

)
.

Předchoźı věta nám umožňuje jednoduše analyzovat výnosy celého portfolia
s vahami w, výnosy maj́ı jednorozměrné eliptické rozděleńı E

(
wTµ,wTΣw, ψ

)
.

Věta 9 Necht’ X ∼ E (µ,Σ, ψ). Necht’ existuje středńı hodnota X a |∂ψ(0)
∂t
| ≤ ∞.

Pak plat́ı:

EX = µ,

V = varX = −∂ψ(0)

∂t
Σ.

Generátor charakteristické funkce ψ′ m̊uže být nav́ıc zvolen tak, aby platilo:

V = Σ,

stač́ı zvolit

ψ′ =
ψ

−∂ψ(0)
∂t

.

Věta 10 Necht’ X ∼ E (µ,Σ, ψ). Necht’ existuje hustota f(x) náhodného vektoru
X, N označuje dimenzi náhodného vektoru X. Pak pro nějakou funkci gN : R→
R, kterou nazveme generátor hustoty, plat́ı:

f(x) =
cN√
|Σ|

gN

(
1

2
(x− µ)T Σ−1 (x− µ)

)
.

Podmı́nka ∫ ∞
0

xN/2−1gN(x)dx ≤ ∞

je postačuj́ıćı podmı́nkou pro to, aby byla funkce gN generátorem hustoty. Kon-
stantu cN lze nav́ıc explicitně spoč́ıst:

cN =
Γ(N/2)

(2π)N/2

(∫ ∞
0

xN/2−1gN(x)dx

)−1
.

Poznámka 11 V tabulce 2.1 uvád́ıme přehled základńıch eliptických rozděleńı
a jejich generátor̊u hustoty.

Poznámka 12 Pro normálńı rozděleńı plat́ı ψ(t) = exp {−t}.

V následuj́ıćıch kapitolách se budeme zabývat řešeńım pro konkrétně zvolená
eliptická rozděleńı.
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rozděleńı gN(t)
normálńı exp {−t}

Studentovo
(
1 + t

k

)−p
, k > 0, p > N/2

logistické eliptické exp{−t}
(1+exp{−t})2

Cauchyho (1 + t)−(N+1)/2

exponenciálńı exp {−rts} , r, s > 0
Laplaceovo exp {−|t|}

Tabulka 2.1: Generátory hustot vybraných eliptických rozděleńı

2.5 Normálńı rozděleńı

V př́ıpadě normality je situace jednoduchá: pokud je sdružené rozděleńı výnos̊u
jednotlivých akcíı v portfoliu mnohorozměrné normálńı N (µ,Σ), plat́ı dř́ıve uve-
dené věty a rozděleńı výnos̊u celého portfolia s vahami w je jednorozměrné nor-
málńı N

(
wTµ,wTΣw

)
. Nav́ıc pro variančńı matici plat́ı: V = Σ, proto budeme

nadále v př́ıpadě normálńıho rozděleńı použ́ıvat označeńı s variančńı matićı, které
je obvykleǰśı.

2.5.1 Rozptyl

U této klasické mı́ry rizika źıskáváme úlohu, která neńı omezena jen na normálńı
rozděleńı, ale lze ji použ́ıt obecně pro všechna eliptická rozděleńı.

min
w
wTV w

za podmı́nek wTµ ≥ ue
N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N

Necht’ je V regulárńı a vektory 1 a µ jsou lineárně nezávislé. Označme wmin

váhy portfolia, které minimalizuj́ı rozptyl bez omezuj́ıćı podmı́nky na výnosy.
Toto portfolio má výnos, který označ́ıme umin:

umin = wT
minµ.

Pro wmin lze odvodit použit́ım Lagrangeových multiplikátor̊u jednoduchý vzorec:

wmin =
V −11

1TV −11
.

Dále se omeźıme na př́ıpady, kdy je požadovaný výnos větš́ı než výnos źıskaný
při minimálńım rozptylu, tedy:

ue ≥ umin.
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Přidáńı technického předpokladu 1TV µ 6= 0 vede podle teorie optimalizace k tomu,
že řešeńı úlohy existuje a minima se nabývá na hranici. Lagrangeova funkce je ve
tvaru:

L(w, λ1, λ1) =
1

2
wTV w + λ1

(
1− 1Tw

)
+ λ2

(
ue −wTµ

)
.

A derivace:
∂L

∂w
= V w − λ11− λ2µ.

Z čehož dostáváme:
w = λ1V

−11 + λ2V
−1µ.

A po několika technických úpravách:

c1 =
1TV −11

(
µTV −1µ− ue1TV −1µ

)
1TV −11µTV −1µ−

(
1TV −1µ

)2 ,
c2 =

1TV −1µ
(
ue1

TV −11− 1TV −1µ
)

1TV −11µTV −1µ−
(
1TV −1µ

)2 ,
w = c1

V −11

1TV −11
+ c2

V −1µ

1TV −1µ
.

Optimálńı řešeńı je kombinaćı dvou eficientńıch portfolíı s koeficienty c1 a c2.
V př́ıpadě zahrnut́ı podmı́nky nezápornosti je postup obdobný, ale nemůžeme
nalézt jednoduchý explicitńı vzorec pro řešeńı úlohy.

2.5.2 VaR

Za předpokladu normality rozděleńı náhodné veličiny R ∼ N (µ,V ) plat́ı pro
ztrátu L ∼ N (−µ,V ), a tak:

V aRα(L) = −wTµ+ qα
√
wTV w,

kde qα je kvantil rozděleńı N (0, 1) .
Optimalizačńı úlohu lze tedy formulovat jako:

min
w
−wTµ+ qα

√
wTV w

za podmı́nek wTµ ≥ ue
N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N.

Lagrangeova funkce je ve tvaru:

L(w, λ1, λ1) = −wTµ+ qα
√
wTV w + λ1

(
1− 1Tw

)
+ λ2

(
ue −wTµ

)
.
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A derivace:
∂L

∂w
= −µ+ qα

V w√
wTV w

− λ11− λ2µ.

Řešeńı uvedené úlohy nemuśı vždy nastávat na hranici omezeńı, což plyne
z následuj́ıćıho př́ıkladu. Zároveň to znamená, že úlohu minimalizace V aR nelze
redukovat na úlohu minimalizace rozptylu.

Př́ıklad 13 Uvažujme portfolio s N = 2 akciemi a nekorelovanými výnosy. Necht’

je dán středńı zisk µ a variančńı matice V následovně:

µ =

(
1
10

)
, V =

(
1 0
0 4

)
.

Předpokládáme, že investor očekává minimálńı zisk 1, tedy ue = 1. Potom řešeńım
úlohy minimalizace rozptylu 2.5.1 je zřejmě vektor vah

w =

(
1
0

)
.

V úloze minimalizace V aR dává toto řešeńı hodnotu účelové funkce (při zaokrouh-
lené konstantě kvantilu na 1, 65):

−wTµ+ qα
√
wTV w = −1 + 1, 65

√
1 = 0, 65.

Zvolme nyńı vektor vah:

w0 =

(
0
1

)
a dostáváme hodnotu účelové funkce:

−wT
0µ+ qα

√
wT

0V w0 = −10 + 1, 65
√

4 = −6, 7.

Ukázali jsme, že úlohy minimalizace rozptylu a V aR nemuśı mı́t obecně stejné
řešeńı.

Poznámka 14 V př́ıpadě, kdy uvažujeme v optimalizačńı úloze pouze řešeńı,
která nabývaj́ı přesně požadovaného zisku, což znamená podmı́nku: wTµ = ue,
lze ukázat, že optimálńı řešeńı úloh minimalizace rozptylu a VaR jsou shodná.
Problematika je podrobněji rozebrána např́ıklad v článku [6].
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2.5.3 cVaR

Poč́ıtejme nejprve pro X ∼ N (0, 1):

∫ ∞
k

x
1√
2π

exp

{
−x

2

2

}
dx =

∫ ∞
k2

2

1√
2π

exp {−y} dy =
exp

{
−k2

2

}
√

2π
,

E [X|X > V aRα(X)] =
1

P [X > qα]

∫ ∞
qα

x
1√
2π

exp

{
−x

2

2

}
dx

=
exp

{
− q2α

2

}
(1− α)

√
2π
.

Nyńı dostáváme:

L =
√
wTV wX −wTµ,

cV aRα(L) = −wTµ+
exp

{
− q2α

2

}
(1− α)

√
2π

√
wTV w

Tento výsledek lze také naj́ıt např́ıklad v článku [13] nebo [18]. Vid́ıme, že
teoretická hodnota mı́ry rozptylu se lǐśı od V aR pouze jiným koeficientem u kva-
dratického členu.

Optimalizačńı úlohu lze formulovat analogicky jako v př́ıpadě VaR:

min
w
−wTµ+

exp
{
− q2α

2

}
(1− α)

√
2π

√
wTV w

za podmı́nek wTµ ≥ ue
N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N.

2.5.4 Absolutńı odchylka

Ukážeme, že za předpokladu normality plat́ı:

ra =

√
2

π

√
wTV w.
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Necht’ X je náhodná veličina s rozděleńım N(0, 1), pak:

E|X − EX| = E|X| =
∫ ∞
−∞
|x|f(x)dx

= 2

∫ ∞
0

xf(x)dx = 2

∫ ∞
0

x
1√
2π

exp

{
−x

2

2

}
dx

= 2

∫ ∞
0

1√
2π

exp {−y} dy =
2√
2π

=

√
2

π
.

Nyńı dostáváme:

L =
√
wTV wX −wTµ,

E|L− EL| = E|
√
wTV wX −wTµ+wTµ|

=
√
wTV wE|X| =

√
2

π

√
wTV w.

Tato mı́ra rizika záviśı pouze na rozptylu a řešeńı této úlohy bude zřejmě stejné
jako řešeńı úlohy minimalizace rozptylu.

2.5.5 Semivariance

Za předpokladu normality dostaneme při použit́ı semivariance stejné výsledky
jako při použit́ı rozptylu, což plyne ze symetrie normálńıho rozděleńı:

E
[
max (0, L− EL)2

]
=

∫ ∞
µ

(x− µ)2 f(x)dx =
1

2

∫ ∞
−∞

(x− µ)2 f(x)dx

=
1

2
E
[
(L− EL)2

]
.

2.6 Studentovo t-rozděleńı

Studentovo rozděleńı patř́ı do tř́ıdy eliptických rozděleńı a je definováno následovně
(definice byla převzata z článku [18]).

Definice 15 Řı́káme, že X = (X1, .., XN) má mnohorozměrné Studentovo roz-
děleńı, pokud má eliptické rozděleńı s parametry µ,Σ a plat́ı:

gN(t) =

(
1 +

t

k

)−p
, k > 0, p > N/2.

Parametr k m̊uže být funkćı parametru p.

Poznámka 16 Klasickou definici mnohorozměrného t-rozděleńı uvedenou např́ı-
klad v knize [17] źıskáme volbou k = ν/2, p = (ν +N) /2, kde ν je počet stupň̊u
volnosti a N dimenze náhodného vektoru.
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Z předchoźıch tvrzeńı o eliptických rozděleńıch plyne, že rozděleńı výnos̊u
našeho portfolia bude jednorozměrné Studentovo. Konkrétně předpokládejme, že
výnosy akcíı maj́ı mnohorozměrné t-rozděleńı s parametry µ, ν,Σ, pak rozděleńı
výnos̊u portfolia má parametry wTµ, ν,wTΣw. Pro variančńı matici v př́ıpadě
klasické definice plat́ı podle známých výsledk̊u o jednorozměrném Studentově
rozděleńı a podle [5]:

V =
ν

ν − 2
Σ.

2.6.1 Rozptyl

Řešeńı úlohy minimalizace rozptylu je stejné jako v př́ıpadě normálńıho rozděleńı,
viz kapitola 2.5.1.

2.6.2 VaR

Hodnota VaR se spočte analogicky jako za předpokladu normality, pouze zde
máme kvantil t-rozděleńı:

V aRα(L) = −wTµ+ tα,ν
√
wTΣw,

kde tα,ν je kvantil t-rozděleńı s ν stupni volnosti.
Optimalizačńı úlohu lze tedy formulovat jako:

min
w
−wTµ+ tα,ν

√
wTΣw

za podmı́nek wTµ ≥ ue
N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N.

2.6.3 cVaR

Na základě výsledk̊u z článku [18] dostáváme pro ν +N > 5 následuj́ıćı vzorec:

cV aRα(L) = −wTµ+
Γ
(
ν−1
2

)√
ν
(

1 +
t2α,ν
ν

)− ν−1
2

Γ
(
ν−2
2

)
(1− α) (ν − 2)

√
π

√
wTΣw
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Výsledná optimalizačńı úloha se definuje analogicky jako v předchoźım př́ıpadě.

min
w
−wTµ+

Γ
(
ν−1
2

)√
ν
(

1 +
t2α,ν
ν

)− ν−1
2

Γ
(
ν−2
2

)
(1− α) (ν − 2)

√
π

√
wTΣw

za podmı́nek wTµ ≥ ue
N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N

2.6.4 Absolutńı odchylka

Necht’ X je náhodná veličina s rozděleńım t(0, ν, 1), pak:

E|X − EX| = E|X| =
∫ ∞
−∞
|x|f(x)dx = 2

∫ ∞
0

xf(x)dx

= 2

∫ ∞
0

x
Γ
(
ν+1
2

)
√
νπΓ

(
ν
2

) (1 +
x2

ν

)−(ν+1)/2

dx

=
Γ
(
ν+1
2

)
√
νπΓ

(
ν
2

) ∫ ∞
0

(
1 +

y

ν

)−(ν+1)/2

dy

=

√
νΓ
(
ν+1
2

)
√
πΓ
(
ν
2

) ∫ ∞
1

z−(ν+1)/2dz =
2
√
νΓ
(
ν+1
2

)
(ν − 1)

√
πΓ
(
ν
2

) .
Z předchoźıho dostáváme:

L =
√
wTΣwX −wTµ,

E|L− EL| = E|
√
wTΣwX −wTµ+wTµ| =

√
wTΣwE|X|

=
2
√
νΓ
(
ν+1
2

)
(ν − 1)

√
πΓ
(
ν
2

)√wTΣw.

Tato mı́ra rizika záviśı pouze na rozptylu a řešeńı této úlohy bude zřejmě stejné
jako řešeńı úlohy minimalizace rozptylu.

2.6.5 Semivariance

Stejně jako v př́ıpadě normality plat́ı, že Studentovo rozděleńı je symetrické. Se-
mivariance se tedy rovná polovině rozptylu.

2.7 Logistické eliptické rozděleńı

Logistické eliptické rozděleńı je daľśım ze tř́ıdy eliptických, jeho definici opět
přeb́ıráme z článku [18]:
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Definice 17 Řı́káme, že X = (X1, .., XN) má mnohorozměrné logistické eliptické
rozděleńı, pokud má eliptické rozděleńı s parametry µ,Σ a plat́ı:

gN(t) =
exp {−t}

(1 + exp {−t})2

Pro toto rozděleńı bohužel neznáme analytický tvar distribučńı funkce nebo
jej́ı inverze. Problém obecně představuje i určeńı rozptylu takové náhodné veličiny
nebo generováńı náhodných výběr̊u z tohoto rozděleńı. Proto uvád́ıme pouze
výsledek pro hodnotu cVaR, která byla nalezena v článku [18]. Necht’ maj́ı výnosy
logistické eliptické rozděleńı s parametry µ a Σ, pak pro ztrátu L plat́ı:

cV aRα(L) = −wTµ+
1

2

1

(2π)−
1
2 + ϕ(zα)

ϕ(zα)

F (zα)

√
wTΣw,

kde zα je kvantil normovaného logistického eliptického rozděleńı, F je př́ıslušná
distribučńı funkce a ϕ je hustota rozděleńı N (0, 1).

2.8 Logaritmicko-normálńı rozděleńı

Logaritmicko-normálńı rozděleńı nepatř́ı mezi eliptická rozděleńı, ale vzniká trans-
formaćı normálńıho rozděleńı ve smyslu následuj́ıćı definice.

Definice 18 Necht’ je dána náhodná veličina X, která má mnohorozměrné nor-
málńı rozděleńı, X ∼ N (µ,Σ). Potom ř́ıkáme, že Y = exp {X} má mnoho-
rozměrné logaritmicko-normálńı rozděleńı s parametry µ a Σ.

Vzhledem k uvedené definici budeme v této kapitole pracovat i s distribučńı
funkćı normovaného normálńıho rozděleńı, kterou znač́ıme Φ(x). Uvažujme nyńı
finálńı hodnotu našeho portfolia s vahami w. Abychom byli schopni spoč́ıtat
složitěǰśı mı́ry rizika, je nutné znát jej́ı rozděleńı. Necht’ plat́ı značeńı předchoźı
definice, chceme určit rozděleńı náhodné veličiny wTY . Nav́ıc předpokládejme, že
plat́ı wi > 0 ∀i.

wTX ∼ N
(
wTµ,wTΣw

)
,

wTY = wT exp {X} =
N∑
i=1

wi exp {Xi}

=
N∑
i=1

exp {logwi +Xi} =
N∑
i=1

exp {Zi} .

Zavedli jsme nové náhodné veličiny Zi, které maj́ı normálńı rozděleńı:

Zi ∼ N (µi + logwi,Σii) .
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Nově źıskaný vektor středńıch hodnot označ́ıme µ∗ = µ + logw. Z uvedeného
plyne, že hodnota našeho portfolia R = wTY je součtem obecně korelovaných
logaritmicko-normálńıch náhodných veličin. Pro tento součet neńı bohužel známo
analytické vyjádřeńı hustoty pravděpodobnosti, takže z námi definovaných měr
rizika je možné analyticky spoč́ıtat pouze rozptyl. V článku [21] lze naj́ıt popis
numerické aproximace, kdy je součet daných veličin aproximován jednorozměrnou
logaritmicko-normálńı veličinou, určeńı jej́ıch parametr̊u ale vyžaduje numerické
řešeńı nelineárńı soustavy rovnic, z čehož plyne nutnost použit́ı metod nelineárńı
optimalizace. Poṕı̌seme pouze základńı myšlenku článku a źıskané vzorce, které
budou nutné pro praktické provedeńı. Momentovou vytvořuj́ıćı funkci logaritmicko-
normálńıho rozděleńı s parametry µ

′
a σ

′2 aproximujeme pomoćı Hermitovské
integrace následovně (viz [1], 25.10.):

ψ(s) =

∫ ∞
0

exp {−sy} 1

yσ′
√

2π
exp

{
−
(
log y − µ′

)2
2σ′2

}
dy

=

∫ ∞
−∞

exp
{
−s exp

{
zσ
′√

2 + µ
′
}} 1√

π
exp

{
−z2

}
dz

≈
J∑
j=1

cj√
π

exp
{
−s exp

{
xjσ

′√
2 + µ

′
}}

.

Váhy cj a body xj lze nalézt v knize [1], J udává přesnost aproximace.
Aproximativńı metoda spoč́ıvá v tom, že do rovnosti polož́ıme momentovou vy-
tvořuj́ıćı funkci logaritmického rozděleńı s neznámými parametry a momentovou
vytvořuj́ıćı funkci součtu nám známých logaritmicko-normálńıch veličin. Na obou
stranách mı́sto integrace provedeme Hermitovskou integraci a vzhledem k tomu,
že máme dva neznámé parametry, budeme požadovat rovnost momentových vy-
tvořuj́ıćıch funkćı ve dvou bodech, abychom dostali právě jedno řešeńı.

Pro mnohorozměrné logaritmicko-normálńı rozděleńı dostaneme momentovou
vytvořuj́ıćı funkci z uvedeného rozpisu na součet exponenciálńıch funkćı Zi:

ψ(s) =

∫
RN

1

(2π)
N
2 |Σ| 12

N∏
i=1

exp {−s exp {zi}} exp

{
(z − µ∗)T Σ−1 (z − µ∗)

2

}
dz.

Necht’ Σ = Σ
1
2 Σ

1
2 . Polož́ıme z =

√
2Σ

1
2 (y + µ∗). Označme s

′

ik prvek na řádku

i a sloupci k v matici Σ
1
2 a µ∗k k-tý prvek vektoru µ∗.

ψ(s) =

∫
RN

1

(π)
N
2

N∏
i=1

exp

{
−s exp

{
√

2
N∑
k=1

s
′

ikyi + µ∗i

}}
exp

{
yTy

}
dy.

Nyńı již můžeme použ́ıt N-krát Hermitovskou integraci a dostáváme:

ψ(s) ≈
J∑

j1=i

· · ·
J∑

jN=i

cj1· · · cjN
π
N
2

N∏
i=1

exp

{
−s exp

{
√

2
N∑
k=1

s
′

ikxik + µ∗i

}}
.
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Obě aproximace polož́ıme jako sobě rovné a budeme řešit v bodech s1, s2. Autoři
zmı́něného článku považuj́ı za dostačuj́ıćı volbu řádu integrace J = 12 a volbu
bod̊u rovnosti s1 = 0, 001 a s2 = 0, 005, jelikož chceme, aby byla aproximace lepš́ı
v mı́stech chvost̊u, kde budeme poč́ıtat mı́ry rizika. Nadále tedy můžeme uvažovat,
že hodnota našeho portfolia má jednorozměrné logaritmicko-normálńı rozděleńı
s parametry µ

′
a σ

′2, které budou při optimalizaci určeny řešeńım následuj́ıćıch
podmı́nek:

K1 =
J∑
j=1

cj√
π

exp
{
−s1 exp

{
xjσ

′√
2 + µ

′
}}

K2 =
J∑
j=1

cj√
π

exp
{
−s2 exp

{
xjσ

′√
2 + µ

′
}}

K1 =
J∑

j1=1

· · ·
J∑

jN=1

cj1· · · cjN
π
N
2

N∏
i=1

exp

{
−s1wi exp

{
√

2
N∑
k=1

s
′

ikxjk + µi

}}

K2 =
J∑

j1=1

· · ·
J∑

jN=1

cj1· · · cjN
π
N
2

N∏
i=1

exp

{
−s2wi exp

{
√

2
N∑
k=1

s
′

ikxjk + µi

}}
s1 = 0, 001, s2 = 0, 005, J = 12, K1, K2 ∈ R.

Abychom v daľśım textu zbytečně tyto podmı́nky neopakovali, označme je jako
(APPROX).

Poznámka 19 Uvedené odvozeńı lze zobecnit i pro př́ıpad, kdy jsou váhy nulové
nebo záporné. V př́ıpadě nulové váhy vynecháme index z př́ıslušné sumy a stejnou
množinu index̊u źıskáme i v př́ıpadě součinu v aproximačńı rovnici. Pokud do
součinu přidáme zpět nulové váhy, výsledek se nezměńı. Pro př́ıpad záporných vah
m̊užeme poč́ıtat s absolutńı hodnotou wi a znaménkem, po provedeńı analogických
krok̊u d̊ukazu m̊užeme v konečné rovnici opět tyto dva členy sloučit a dostaneme
stejné řešeńı.

2.8.1 Rozptyl

Pro náhodnou veličinu X s logaritmicko-normálńım rozděleńım s parametry µ a σ
plat́ı:

EX = exp

{
µ+

1

2
σ2

}
varX =

(
exp

{
σ2
}
− 1
)

exp
{

2µ+ σ2
}
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Pro rozptyl tedy źıskáme při použit́ı uvedené aproximace následuj́ıćı úlohu:

min
w

(
exp

{
σ
′2
}
− 1
)

exp
{

2µ
′
+ σ

′2
}

za podmı́nek (APPROX)

exp

{
µ
′
+

1

2
σ
′2

}
≥ ue

N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N.

2.8.2 VaR

Pro náhodnou veličinu finálńı hodnoty portfoliaR, která má logaritmicko-normálńı
rozděleńı s parametry µ a σ2, plat́ı:

P [R < exp {µ+ σq1−α}] = 1− α,

kde q1−α je kvantil rozděleńı N (0, 1). Poč́ıtejme nyńı pro
”
ztrátu“ definovanou

jako L = −R:
P [L > l] = P [−R > l] = P [R < −l] .

Zvolme l = − exp {µ+ σq1−α} a dostáváme:

P [L > − exp {µ+ σq1−α}] = 1− α.

Pro VaR v př́ıpadě logaritmicko-normálńıho rozděleńı tedy plat́ı:

V aRα(L) = − exp {µ+ σq1−α} .

Výslednou úlohu tedy můžeme formulovat takto:

min
w
− exp

{
µ
′
+ σ

′
q1−α

}
za podmı́nek (APPROX)

exp

{
µ
′
+

1

2
σ
′2

}
≥ ue

N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N.
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2.8.3 cVaR

Nejprve poč́ıtejme pro logaritmicko-normálńı rozděleńı s parametry (µ, σ2):∫ k

0

xf(x)dx =

∫ k

0

x
1

xσ
√

2π
exp

{
−(log x− µ)2

2σ2

}
dx

=

∫ log k−µ
σ

−∞

1√
2π

exp

{
−y

2

2

}
exp {yσ + µ} dy

=

∫ log k−µ
σ

−∞

1√
2π

exp

{
−(y − σ)2

2

}
exp

{
µ+

σ2

2

}
dy

= exp

{
µ+

σ2

2

}∫ log k−µ−σ2
σ

−∞

1√
2π

exp

{
−z

2

2

}
dz

= exp

{
µ+

σ2

2

}
Φ

(
log k − µ− σ2

σ

)
.

Plat́ı tedy v našem př́ıpadě:

cV aRα(L) = E [L|L > V aR(L)] = E [L|L > − exp {µ+ σq1−α}]
= E [−R| −R > − exp {µ+ σq1−α}] = −E [R|R < exp {µ+ σq1−α}]

= − 1

P [R < exp {µ+ σq1−α}]

∫ exp{µ+σq1−α}

0

xf(x)dx

= − 1

1− α
exp

{
µ+

σ2

2

}
Φ

(
µ+ σq1−α − µ− σ2

σ

)
= − 1

1− α
exp

{
µ+

σ2

2

}
Φ (q1−α − σ) .

Optimalizačńı úloha se sestav́ı analogicky jako v př́ıpadě VaR:

min
w
− 1

1− α
exp

{
µ
′
+
σ
′2

2

}
Φ
(
q1−α − σ

′
)

za podmı́nek (APPROX)

exp

{
µ
′
+

1

2
σ
′2

}
≥ ue

N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N.
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2.8.4 Absolutńı odchylka

Necht’ X má logaritmicko-normálńı rozděleńı s parametry µ a σ2.

E|X − EX| =
∫ ∞
EX

(x− EX) f(x)dx+

∫ EX

0

(−x+ EX) f(x)dx

=

∫ ∞
EX

xf(x)dx− EX

∫ ∞
EX

f(x)dx−
∫ EX

0

xf(x)dx+ EX

∫ EX

0

f(x)dx

=

(
EX − 2

∫ EX

0

xf(x)dx

)
+ EX

(
−1 + 2

∫ EX

0

f(x)dx

)
.

Nyńı použijeme pomocný výsledek ze začátku předchoźı kapitoly 2.8.3:

E|X − EX| = exp

{
µ+

σ2

2

}(
1− 2Φ

(
−σ

2

)
− 1 + 2Φ

(σ
2

))
= exp

{
µ+

σ2

2

}(
4Φ
(σ

2

)
− 2
)
.

Výsledná optimalizačńı úloha je následuj́ıćı:

min
w

exp

{
µ
′
+
σ
′2

2

}(
4Φ

(
σ
′

2

)
− 2

)
za podmı́nek (APPROX)

exp

{
µ
′
+

1

2
σ
′2

}
≥ ue

N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N.

2.8.5 Semivariance

Necht’ X má logaritmicko-normálńı rozděleńı s parametry µ a σ2, nejprve spoč́ıtáme
E [X2]:

∫ EX

0

x2f(x)dx =

∫ exp
{
µ+σ2

2

}
0

x2
1

xσ
√

2π
exp

{
−(log x− µ)2

2σ2

}
dx

=

∫ σ
2

−∞
exp {2µ+ 2σy} 1√

2π
exp

{
−y

2

2

}
dy
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= exp
{

2µ+ 2σ2
}∫ σ

2

−∞

1√
2π

exp

{
−y

2 − 4σy + 4σ2

2

}
dy

= exp
{

2µ+ 2σ2
}∫ − 3σ

2

−∞

1√
2π

exp

{
−z

2

2

}
dz

= exp
{

2µ+ 2σ2
}

Φ

(
−3σ

2

)
.

Dosad́ıme do rovnice podle definice semivariance a použijeme výsledky z kapitoly
2.8.3:

E
[
max (0,EX −X)2

]
=

∫ EX

0

(
x2 − 2xEX + (EX)2

)
f(x)dx

= exp
{

2µ+ σ2
}(

exp
{
σ2
}

Φ

(
−3σ

2

)
− 2Φ

(
−σ

2

)
+ Φ

(σ
2

))
= exp

{
2µ+ σ2

}(
exp

{
σ2
}

Φ

(
−3σ

2

)
− 2 + 3Φ

(σ
2

))
.

Pro ztrátu L tedy plat́ı:

E
[
max (0, L− EL)2

]
= E

[
max (0,ER−R)2

]
= exp

{
2µ+ σ2

}(
exp

{
σ2
}

Φ

(
−3σ

2

)
− 2 + 3Φ

(σ
2

))
.

Pro výpočet optimálńıch vah tedy řeš́ıme následuj́ıćı úlohu:

min
w

exp
{

2µ
′
+ σ

′2
}(

exp
{
σ
′2
}

Φ

(
−3σ

′

2

)
− 2 + 3Φ

(
σ
′

2

))
exp

{
µ
′
+

1

2
σ
′2

}
≥ ue

N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N.

2.9 Diskrétńı scénáře

Předpokládejme, že máme k dispozici M scénář̊u vývoje ceny všech akcíı v našem
portfoliu, máme tedy hodnoty lji , i = 1..N, j = 1..M , které vyjadřuj́ı výnos
(př́ıpadně finálńı cenu) jedné akcie i při realizaci scénáře j. Pro jednoduchost
zápisu označme vektor těchto hodnot při scénáři j jako lj. Každý scénář má
obecně pravděpodobnost své realizace pj. V naš́ı práci budeme stejně jako v praxi
použ́ıvat stejně pravděpodobné scénáře, tedy p = pj = 1

M
, j = 1, ..,M . Obvykle

máme k dispozici dostatečný počet scénář̊u, takže plat́ı

M � N.
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Očekávaný výnos (resp. hodnota) našeho portfolia je tedy:

uw =
1

M

N∑
i=1

M∑
j=1

wil
j
i =

1

M

M∑
j=1

wT lj.

2.9.1 Rozptyl

Z dostupných scénář̊u nejprve urč́ıme výběrovou kovariančńı matici V :

l̂ =
1

M

M∑
j=1

lj,

V̂ =
1

M − 1

M∑
j=1

(
lj − l̂

)(
lj − l̂

)T
.

Nyńı již můžeme řešit standardńı optimalizačńı úlohu:

min
w
wT V̂ w

za podmı́nek wT l̂ ≥ ue
N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N.

2.9.2 VaR

Pro dané váhy w urč́ıme V aRα (w) jako př́ıslušný kvantil skokovité distribučńı
funkce ztráty L. Řeš́ıme tedy optimalizačńı úlohu:

min
w

V aRα (w)

za podmı́nek
1

M

M∑
j=1

wT lj ≥ ue

N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N
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Tato úloha se dá podle [16] přepsat do následuj́ıćıho tvaru vhodného pro prak-
tické řešeńı:

min
ν,w,δj

ν

za podmı́nek −wT lj ≤ ν +Kδj, j = 1, ..,M

M∑
j=1

δj = b(1− α)Mc

δj ∈ {0, 1} , j = 1, ..,M

1

M

M∑
j=1

wT lj ≥ ue

N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N,

kde bxc znač́ı dolńı celou část č́ısla x, tj. bxc = max {n ∈ N0, n < x} pro x ∈ R+,
a K je dostatečně velká konstanta, K ≥ max

i,j
lji −min

i,j
lji .

2.9.3 cVaR

Formulace základńı úlohy je obdobná jako v př́ıpadě VaR, vhodný tvar pro řešeńı
se dá nalézt např́ıklad v [26]:

min
a,w,zj

a+
1

(1− α)M

M∑
j=1

zj

za podmı́nek zj ≥ −wT lj − a, j = 1, ..,M

zj ≥ 0, j = 1, ..,M

1

M

M∑
j=1

wT lj ≥ ue

N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N.

2.9.4 Absolutńı odchylka

Naš́ım úkolem je minimalizovat výraz:

1

M

M∑
j=1

|wT lj − 1

M

M∑
k=1

wT lk|.
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Pro absolutńı hodnotu plat́ı následuj́ıćı nerovnosti:

x ≤ |x|,
−x ≤ |x|.

Pro převod na úlohu lineárńıho programováńı tedy přidáme daľśı proměnnou zj,
která bude vyjadřovat absolutńı hodnotu:

min
w,zj

1

M

M∑
j=1

zj

za podmı́nek wT lj − 1

M

M∑
k=1

wT lk ≤ zj, j = 1, ..,M

−wT lj +
1

M

M∑
k=1

wT lk ≤ zj, j = 1, ..,M

1

M

M∑
j=1

wT lj ≥ ue

N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N.

2.9.5 Semivariance

Při řešeńı této úlohy budeme postupovat podobně jako u úlohy s absolutńı od-
chylkou, přidáme proměnnou zj, která bude reprezentovat výraz max (0, L− EL):

min
w,zj

1

M

M∑
j=1

(
zj
)2

za podmı́nek zj ≥ −wT lj +
1

M

M∑
k=1

wT lk, j = 1, ..,M

zj ≥ 0, j = 1, ..,M

1

M

M∑
j=1

wT lj ≥ ue

N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N.
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Kapitola 3

Odhady parametr̊u

Abychom byli schopni spoč́ıtat řešeńı za předpokladu, že naše data maj́ı vybrané
rozděleńı, je nutné určit parametry tohoto rozděleńı. Nalezené parametry budeme
také potřebovat pro generováńı scénář̊u. Ve všech př́ıpadech budeme značit výběr
ze zvoleného rozděleńı jako X1, ..,Xn.

3.1 Eliptická rozděleńı

V př́ıpadě eliptických rozděleńı můžeme použ́ıt standardńı nestranné odhady
středńı hodnoty µ̂ a kovariančńı matice Σ̂:

µ̂ =
1

n

n∑
i=1

X i,

Σ̂ = α
1

n− 1

n∑
i=1

(X i − µ̂) (X i − µ̂)T .

Hodnota konstanty α záviśı na druhu rozděleńı:

α = −
(
∂ψ(0)

∂t

)−1
.

Pro normálńı rozděleńı plat́ı α = 1, pro Studentovo rozděleńı je α = (ν−2)/ν.
Daľśım druhem odhadu, který můžeme použ́ıt, je maximálně věrohodný od-

had. Na základě článku [15] použijeme iteračńı proceduru, která hledá odhady
parametr̊u následuj́ıćım postupem. Položme

u(t) = −
g
′
n( t

2
)

gn( t
2
)
, g

′

n =
∂gn
∂t
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a určeme výchoźı odhady parametr̊u např́ıklad jako µ(0) = 0, Σ(0) = I. Definujme

s
(m)
i =

(
X i − µ(m)

)T (
Σ(m)

)−1 (
X i − µ(m)

)
,

µ(m+1) =

∑n
i=1 u(s

(m)
i )X i∑n

i=1 u(s
(m)
i )

,

Σ(m+1) =
1∑n

i=1 u(s
(m)
i )

n∑
i=1

u(s
(m)
i )

(
X i − µ(m)

) (
X i − µ(m)

)T
.

Iteračńı postup budeme opakovat, dokud se nově źıskané hodnoty budou výraz-
ně lǐsit od hodnot předchoźıch, v naš́ı práci jsme použili přesnost 0,001, v př́ıpadě
vektor̊u a matic poč́ıtáme sumu absolutńı hodnoty prvk̊u jejich rozd́ılu.

Poznámka 20 V reakci [5] na článek [18] jsou uvedeny vzorce použité iteračńı
procedury přizp̊usobené pro značeńı použ́ıvané v článku [18]. Vzorec pro aktualizaci
hodnoty rozptylu je bohužel uveden chybně, chyb́ı zde normováńı pr̊uměrnou vahou
pozorováńı.

Pro Studentovo rozděleńı je zároveň nutné znát počet stupň̊u volnosti. Tento
parametr nebudeme odhadovat, ale vybereme si některé jeho obvyklé hodnoty pro
finančńı data. Podle článku [10] můžeme jako vhodné zvolit např́ıklad hodnoty
5 a 7 s přihlédnut́ım k výpočetńı náročnosti VaR pro 3 nebo 4 stupně volnosti.

3.2 Logaritmicko-normálńı rozděleńı

Pro logaritmicko-normálńı rozděleńı máme následuj́ıćı nestranné odhady para-
metr̊u:

µ̂ =
1

n

n∑
i=1

logX i,

Σ̂ =
1

n− 1

n∑
i=1

(logX i − µ̂) (logX t − µ̂)T .

Odhady metodou maximálńı věrohodnosti se lǐśı jen nepatrně, a to u variančńı
matice:

µ̂ =
1

n

n∑
i=1

logX i,

Σ̂ =
1

n

n∑
i=1

(logX i − µ̂) (logX t − µ̂)T .
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3.3 Generováńı scénář̊u

Za předpokladu zvoleného rozděleńı budeme generovat r̊uzné počty scénář̊u a tes-
tovat rychlost konvergence. Pro generováńı výběru z normálńıho rozděleńı použi-
jeme knihovnu [25].

Necht’ X ∼ N (µ,Σ) a Σ = UΛUT je spektrálńı rozklad matice. Vygene-
rujeme N nezávislých normovaných normálně rozdělených výběr̊u a sdruž́ıme je
do výběru z Y ∼ N (0, I). Potom źıskáme X jako X ∼ µ +UΛ1/2Y , kde Λ1/2

znač́ı odmocninovou matici vlastńıch č́ısel.
Pro př́ıpad Studentova rozděleńı vyjdeme z následuj́ıćı konstrukce. Necht’X ∼

N (0,Σ) a Y ∼ χ2
ν . Necht’ jsou veličiny X a Y nezávislé, pak plat́ı:

Z =
X√
Y

√
ν ∼ t(0,Σ, ν).

Obecně pro t-rozděleńı s parametry µ, Σ a ν postupujeme tedy tak, že za pomoci
výše uvedené knihovny [25] vygenerujeme nezávislé výběry X ∼ N (0,Σ) a Y ∼
χ2
ν a veličinu Z źıskáme následně jako:

Z = µ+
X√
Y

√
ν.

V př́ıpadě logaritmicko-normálńıho rozděleńı budeme generovat scénáře nor-
málńıho rozděleńı a jejich hodnoty transformujeme exponenciálńı funkćı.

Posledńı možnost́ı je generovat scénáře bez předpoklad̊u o rozděleńı. Na tento
proces použijeme algoritmus popsaný v článku [12]. Tento algoritmus generuje
scénáře pouze na základě korelačńı matice a odhadu prvńıch čtyř moment̊u náhodné
veličiny. Potřebné momenty M1,M2,M3,M4 a korelačńı matici R odhadneme
jejich výběrovými ekvivalenty, vzorce jsou převzaty z knihy [3].

M1 = X̄ =
1

n

n∑
i=1

X i,

M2 =
1

n

n∑
i=1

(
X i − X̄

)2
,

M3 =
1

n

n∑
i=1

(
X i − X̄

)3
,

M4 =
1

n

n∑
i=1

(
X i − X̄

)4
,

S =
1

n− 1

n∑
i=1

(
X i − X̄

) (
X t − X̄

)T
.

Pokud jsou všechny prvky na diagonále matice S = (sij)
n
i,j=1 kladné, definujeme:

R = (rij) =

(
sij√
siisjj

)n
i,j=1

.
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Kapitola 4

Praktické řešeńı

V této kapitole prezentujeme výsledky, které jsme źıskali řešeńım uvedených mo-
del̊u s reálnými daty z akciového trhu. Pro modelováńı výnos̊u a finálńıch cen
jsme použili denńı data hodnot index̊u burz v Japonsku, USA (Down Jones),
Velké Británii, ČR a Německu od 15. 9. 2008 do 18. 9. 2009. Použitá aproximace
logaritmicko-normálńıho rozděleńı bohužel znemožňuje použit́ı velkého počtu di-
menźı, a tak jsme se museli omezit na data z uvedených pěti zemı́.

4.1 Optimalizačńı úlohy

Pro řešeńı optimalizačńıch úloh jsme použili software GAMS. Většinu úloh lze
př́ımočaře přepsat do př́ıslušného jazyka, v následuj́ıćıch tabulkách shrnujeme
druhy úloh, které jsme źıskali.

lp lineárńı programováńı
qcp kvadratické programováńı
nlp nelineárńı programováńı
mip lineárńı programováńı s celoč́ıselnými proměnnými

rozptyl VaR cVaR abs. odchylka semivariance
normálńı qcp nlp nlp qcp qcp
Studentovo qcp nlp nlp qcp qcp
lognormálńı nlp nlp nlp nlp nlp
scénáře qcp mip lp lp qcp

4.2 Logaritmicko-normálńı rozděleńı

V př́ıpadě úlohy s aproximaćı logaritmicko-normálńıho rozděleńı neńı praktická
implementace triviálńı. Po př́ımém přepisu úlohy uvedené v kapitole 2.8 neńı
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možné źıskat optimálńı řešeńı. Optimalizačńı program začne hledat řešeńı ve
směru, kdy rozptyl konverguje k nule, a přibližně tomu přizp̊usobuje parametr
středńı hodnoty. Abychom byli v̊ubec schopni tuto úlohu prakticky vyřešit, muśıme
přidat omezeńı na oba parametry jednorozměrné náhodné veličiny. Pokud nebu-
deme uvažovat záporné váhy, můžeme středńı hodnotu omezit minimem a ma-
ximem ze středńıch hodnot jednotlivých akcíı v portfoliu. V př́ıpadě rozptylu
je situace složitěǰśı, protože diverzifikaćı portfolia můžeme riziko snižovat i pod
hranice rizika jednotlivých akcíı. Protože řešeńı za předpokladu, kdy uvažujeme
záporné váhy, neńı primárńım ćılem této práce, rozhodli jsme se zvolit zmı́něná
omezeńı středńı hodnoty a rozptyl omezit maximálńım rozptylem jednotlivých
akcíı. Minimálńı hodnotu rozptylu jsme zvolili dostatečně malou tak, aby ne-
bylo řešeńı úlohy ovlivněno omezeńımi. Necht’ má finálńı hodnota logaritmicko-
normálńı rozděleńı s parametry µ a Σ:

µ
′ ∈ [min {µi, i = 1..N} ,max {µi, i = 1..N}] ,

σ
′ ∈
[

min {σii, i = 1..N}
100

,max {σii, i = 1..N}
]
.

Zvolená omezeńı nám umožnila vyřešit úlohy minimalizace rozptylu, VaR
a cVaR. Bohužel ale v př́ıpadě absolutńı odchylky a semivariance stále docházelo
k problémům, protože se optimalizačńı algoritmus snažil hledat optimálńı řešeńı
na hranici omezeńı a konvergoval vždy k dolńı hranici σ

′
. Důvodem je hlavně

fakt, že při optimalizaci dáváme nepřesnostem v aproximativńıch rovnićıch stej-
nou váhu jako zlepšeńım účelové funkce, která může se zmenšováńım parametru
σ
′

rychle klesat. Abychom předešli uvedeným komplikaćım, zavedli jsme mı́sto
aproximativńıch rovnost́ı nerovnosti a nesplněńı rovnosti výrazně penalizujeme.

Výsledná optimalizačńı úloha vypadá tedy následovně, přičemž rw zastupuje
libovolnou mı́ru rizika:

min
w

p+ rw

za podmı́nek p = C(p1 + p2)

K11 =
J∑
j=1

cj√
π

exp
{
−s1 exp

{
xjσ

′√
2 + µ

′
}}

K21 =
J∑
j=1

cj√
π

exp
{
−s2 exp

{
xjσ

′√
2 + µ

′
}}

K12 =
J∑

j1=1

· · ·
J∑

jN=1

cj1· · · cjN
π
N
2

N∏
i=1

exp

{
−s1wi exp

{
√

2
N∑
k=1

s
′

ikxjk + µi

}}

K22 =
J∑

j1=1

· · ·
J∑

jN=1

cj1· · · cjN
π
N
2

N∏
i=1

exp

{
−s2wi exp

{
√

2
N∑
k=1

s
′

ikxjk + µi

}}
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p1 ≥ K11 −K12

p1 ≥ K12 −K11

p2 ≥ K21 −K22

p2 ≥ K22 −K21

p1, p2, p ∈ R, p ≥ 0

s1 = 0, 001, s2 = 0, 005, J = 12, K1, K2 ∈ R, C = 1012

exp

{
µ
′
+

1

2
σ
′2

}
≥ ue

N∑
i=1

wi = 1

wi ∈ R, i = 1, .., N.

4.3 Shlukováńı výsledk̊u

V př́ıpadě generováńı scénář̊u záviśı źıskané výsledky do značné mı́ry na kon-
krétńım generovaném seznamu scénář̊u. Abychom źıskali korektńı odhad rychlosti
konvergence, muśıme pro každý zvolený počet scénář̊u provádět testováńı v́ıcekrát.
V naš́ı práci opakujeme generováńı scénář̊u a výpočet vždy padesátkrát, přičemž
źıskáme 50 vektor̊u s optimálńımi vahami portfolia. Z těchto vektor̊u chceme
źıskat jedno optimálńı řešeńı, které by mělo konvergovat k analytickému řešeńı od-
pov́ıdaj́ıćı úlohy. Jako nejjednodušš́ı postup můžeme zvolit pr̊uměrováńı źıskaných
vektor̊u s optimálńımi vahami. Tento postup ale nemuśı být vždy dostatečný, což
se ukazuje i na našich datech v př́ıpadě, kdy je zvolenou mı́rou rizika semivariance.
Při generováńı velkého množstv́ı scénář̊u může docházet k situaci, kdy při opako-
vaných pokusech nacháźıme v́ıce než jedno odpov́ıdaj́ıćı optimálńı řešeńı, což je
zp̊usobeno změnou účelové funkce v př́ıpadě odlǐsného vývoje scénář̊u. Abychom
problému předešli, můžeme provést shlukovou analýzu a vybrat největš́ı shluk,
u kterého očekáváme konvergenci k analytickému řešeńı. V naš́ı práci budeme tuto
analýzu provádět vždy metodou k-pr̊uměr̊u, jej́ıž popis lze naj́ıt např́ıklad v knize
[11]. V grafu 4.1 porovnáváme výsledky rychlosti konvergence bez shlukováńı a se
dvěma shluky pro př́ıpad normálńıho rozděleńı, pro r̊uzné počty scénář̊u poč́ıtáme
Euklidovskou vzdálenost vektoru optimálńıch vah od analytického řešeńı.

V př́ıpadě použit́ı dvou shluk̊u vid́ıme výrazné zlepšeńı konvergence pro vy-
soký počet 50 000 scénář̊u. Obecně nemuśı ale ani dva shluky stačit, což se pro-
jevuje např́ıklad u Studentova rozděleńı. Na následuj́ıćım grafu 4.2 je ukázáno,
že v př́ıpadě Studentova rozděleńı a 50 000 scénář̊u by byl ideálńı počet shluk̊u
čtyři. Analytickému řešeńı odpov́ıdá prvńı shluk, který má také největš́ı počet
člen̊u. Pokud předem zvoĺıme velký fixńı počet shluk̊u, můžeme vynechat řešeńı,
která odpov́ıdaj́ı požadovanému analytickému, a proto bychom rádi určili jejich
ideálńı počet. V naš́ı práci jsme se inspirovali Bayesovým informačńım kritériem
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Obrázek 4.1: Porovnáńı výsledk̊u bez shlukováńı a se dvěma shluky

(BIC), v́ıce např́ıklad v knize [7], a postupujeme podle následuj́ıćıho algoritmu.
Označme C počet optimálńıch vektor̊u vah w1, ..,wC a položme počet shluk̊u
k = 1, i0 =∞:

1. proved’ shlukovou analýzu s počtem shluk̊u k, označ střed shluku př́ıslušného
vektoru wj jako sj,

2. najdi největš́ı shluk a označ jeho střed jako ck,

3. spočti

ik = C log

{∑C
j=1

∑N
i=1

(
wji − s

j
i

)2
C

}
+Nk logC,

4. pokud největš́ı shluk obsahuje méně než C/2 člen̊u nebo pokud ik > ik−1,
jdi na krok 5, jinak polož k = k + 1 a jdi na krok 1,

5. konec algoritmu, optimálńı řešeńı ck−1.

Poznámka 21 Kritérium použ́ıvané v kroku 3 algoritmu neńı Bayesovo informa-
čńı kritérium ve smyslu p̊uvodńı definice. Použitý vzorec odpov́ıdá verzi kritéria,
která je založena na reziduálńım součtu čtverc̊u a rozš́ıřena pro použit́ı ve v́ıce-
rozměrném př́ıpadě. V naš́ı práci nejsou podstatné asymptotické vlastnosti nebo
robustnost tohoto kritéria, a proto použ́ıváme jeho nejjednodušš́ı v́ıcerozměrnou
verzi.
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Obrázek 4.2: Studentovo rozděleńı se 7 stupni volnosti, 50 000 scénář̊u

Poznámka 22 Při shlukováńı m̊uže obecně doj́ıt k situaci, kdy nejvěťśı shluk neńı
jednoznačně definován. V takovém př́ıpadě je možné postupovat např́ıklad tak, že
vybereme shluk s nejmenš́ım celkovým rozptylem vlastńıch člen̊u. Zmı́něná situace
na našich datech nenastává, proto jsme tento krok do algoritmu nezařadili.

4.4 Rychlost výpočtu

Doba výpočtu optimálńıho řešeńı výrazně záviśı na zvoleném rozděleńı, mı́̌re rizika
a počtu scénář̊u. Mı́ry rizika můžeme podle rychlosti seřadit od nejrychleǰśı po
nejpomaleǰśı následovně:

• rozptyl,

• cVaR,

• absolutńı odchylka,

• semivariance,

• VaR.

V př́ıpadě rozptylu je rychlosti úlohy dosaženo hlavně odhadem variančńı
matice mimo optimalizačńı program a celkově malou velikost́ı předávané úlohy.
U daľśıch měr rizika pak rychlost odpov́ıdá druhu optimalizačńı úlohy, lineárńı pro-
gramováńı je rychleǰśı než kvadratické a záviśı i na počtu omezuj́ıćıch podmı́nek.
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V př́ıpadě celoč́ıselného programováńı při výpočtu VaR je zpomaleńı výrazné
a můžeme řešit jen úlohy řádově menš́ıho rozsahu. Výpočty jsme prováděli na
poč́ıtači s procesorem Core 2 Duo (2,4 GHz) a 4 GB operačńı paměti. Pro VaR
jsme schopni v rozumném čase napoč́ıtat výsledky pro maximálně 1 000 scénář̊u,
u ostatńıch měr rizika pro 50 000 scénář̊u. V př́ıpadě VaR se také výrazněji
projevuje vliv zvoleného rozděleńı, největš́ı zpomaleńı nastává pro Studentovo
rozděleńı, kde se s klesaj́ıćım počtem stupň̊u volnosti snižuje rychlost tak, že pro
3 nebo 4 stupně volnosti již trvá výpočet neúnosně dlouho. Nav́ıc jsme zjistili,
že výsledky źıskané pro 4 stupně volnosti jsou velmi podobné výsledk̊um pro
5 stupň̊u volnosti, a tak jsme se rozhodli pro časovou úsporu použ́ıvat Studentovo
rozděleńı s 5 stupni volnosti. V př́ıpadě 7 stupň̊u volnosti neńı zpomaleńı oproti
normálńımu rozděleńı tak výrazné, což svědč́ı o výrazném přibĺıžeńı samotných
rozděleńı a optimálńıch řešeńı.

4.5 Realizace výpočtu

Na zpracováńı uvedených dat, generováńı scénář̊u a výpočet optimalizačńıch úloh
jsme použili vlastńı program napsaný v jazyce C++. Program umožňuje zvolit
následuj́ıćı parametry:

• předpokládané rozděleńı - normálńı, Studentovo (včetně stupň̊u volnosti),
logaritmicko-normálńı, žádné (scénáře),

• mı́ru rizika - rozptyl, VaR, cVaR, absolutńı odchylku, semivarianci,

• druh řešeńı - analytické nebo generované scénáře (včetně jejich počtu),

• nezáporné váhy - ano, ne,

• očekávaný výnos ve stejných jednotkách jako vstupńı data,

• hladinu spolehlivosti,

• použitý odhad - nestranný nebo maximálně věrohodný,

• počet opakováńı při generováńı scénář̊u,

• shlukovou analýzu výsledk̊u - ano, ne.

Podle zvolených nastaveńı program načte vstupńı data, provede odhad para-
metr̊u rozděleńı (pokud je to nutné), vygeneruje př́ıpadné scénáře a vytvoř́ı skript
v jazyce GAMS [9]. Tento skript je předán do programu GAMS, vyřešen a výsledky
jsou automaticky načteny a zpracovány. V př́ıpadě generováńı scénář̊u se tento
postup opakuje několikrát podle hodnoty parametru a výsledné řešeńı urč́ıme jako
pr̊uměr všech źıskaných platných řešeńı s př́ıpadnou volbou optimálńıho shluku.
Výstupem programu jsou tedy optimálńı váhy pro daná nastaveńı a vstupńı
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data. Program je určen pro operačńı systém Microsoft Windows, na přiloženém
DVD jsou zdrojové kódy a projekt pro Microsoft Visual Studio 2008 [20] včetně
použitých knihoven.

V naš́ı práci jsme použili vždy hladinu spolehlivosti 95 %, nezáporné váhy
a maximálně věrohodný odhad. V př́ıpadě scénář̊u jsme prováděli 50 opakováńı
výpočtu a shlukovou analýzu. Hladinu očekávaného výnosu jsme zvolili tak, aby
byla větš́ı než pr̊uměrný výnos v našich datech a zároveň také diverzifikovala
výsledné portfolio.

4.6 Výsledky podle rozděleńı

V této kapitole postupně prezentujeme grafy, které ukazuj́ı rychlost konvergence
řešeńı s diskrétńımi scénáři k optimálńımu analytickému řešeńı. Pro r̊uzný počet
scénář̊u vkládáme do graf̊u Euklidovskou vzdálenost od optimálńıho analytického
řešeńı při zvoleném spojitém rozděleńı. Do graf̊u vkládáme všechny mı́ry rizika
kromě VaR, pro kterou se nám podařilo spoč́ıtat výrazně menš́ı maximálńı počet
scénář̊u, a tak lze jej́ı výsledky nalézt samostatně v následuj́ıćı kapitole.

V př́ıpadě eliptických rozděleńı můžeme na následuj́ıćıch grafech 4.3, 4.4 a 4.5
pozorovat podobnou rychlost konvergence pro všechny mı́ry rizika. Zároveň také
můžeme ř́ıct, že s rostoućım počtem scénář̊u se opravdu přibližujeme analytickému
řešeńı, což potvrzuje vhodnost zvolené shlukovaćı metody. V př́ıpadě 50 000
scénář̊u již dostáváme poměrně přesná řešeńı, která se lǐśı od analytického ty-
picky v řádu setin u váhy dané akcie v portfoliu.
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Obrázek 4.3: Normálńı rozděleńı pro r̊uzné mı́ry rizika
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Obrázek 4.4: Studentovo rozděleńı se 7 stupni volnosti pro r̊uzné mı́ry rizika
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Obrázek 4.5: Studentovo rozděleńı s 5 stupni volnosti pro r̊uzné mı́ry rizika
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Za předpokladu logaritmicko-normálńıho rozděleńı můžeme na grafu 4.6 pozo-
rovat vliv dvou druh̊u nepřesnost́ı: nepřesnost z generováńı scénář̊u a nepřesnost
použité analytické aproximace. Ani v př́ıpadech velkého počtu scénář̊u nedosahu-
jeme zlepšeńı výsledk̊u konvergence, což přisuzujeme právě faktu, že neznáme
přesné analytické řešeńı. V př́ıpadě, kdy chceme naj́ıt optimálńı portfolio za
předpokladu logaritmicko-normálńıho rozděleńı, bychom podle uvedených výsled-
k̊u volili raději řešeńı s velkým počtem scénář̊u než analytickou aproximaci. Navr-
žená analytická aproximace má poměrně velkou odchylku a vzhledem k výpočetńı
náročnosti neńı vhodná pro velký počet akcíı v portfoliu. Při generováńı velkého
počtu scénář̊u dosahujeme u ostatńıch rozděleńı celkem dobrých výsledk̊u, a tak
lze očekávat, že tento postup bude srovnatelně přesný i v př́ıpadě logaritmicko-
normálńıho rozděleńı.
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Obrázek 4.6: Logaritmicko-normálńı rozděleńı pro r̊uzné mı́ry rizika

Posledńı možnost́ı je generováńı scénář̊u bez předpokladu o spojitém rozděleńı,
pouze na základě hodnot prvńıch čtyř moment̊u náhodné veličiny. V grafu 4.7
porovnáváme řešeńı źıskaná při použit́ı p̊uvodńıch dat jako scénář̊u s řešeńımi pro
r̊uzný počet generovaných scénář̊u. Ukazuje se, že v př́ıpadě, kdy máme dostatečný
počet p̊uvodńıch scénář̊u, nemá generováńı podle moment̊u výrazný smysl. Pokud
bychom měli vstupńıch dat málo, lze tento postup naopak doporučit zejména kv̊uli
mı́rám rizika jako je VaR a cVaR, které záviśı na hladině spolehlivosti a u kterých
je nutné, abychom disponovali dostatečným počtem scénář̊u po překročeńı této
hladiny. Na grafu si také můžeme všimnout nulové odchylky v př́ıpadě rozptylu,
což potvrzuje fakt, že scénáře jsou tvořeny tak, aby měly stejný prvńı i druhý
moment.
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Obrázek 4.7: Generováńı scénář̊u podle moment̊u pro r̊uzné mı́ry rizika

4.7 Výsledky podle mı́ry rizika

V této kapitole postupně prezentujeme obrázky, ve kterých opět porovnáváme
Euklidovskou vzdálenost analytických optimálńıch řešeńı od optimálńıch řešeńı
pro r̊uzný počet scénář̊u, ale do graf̊u vynáš́ıme výsledky pro r̊uzná rozděleńı,
abychom porovnali, jak výrazně zálež́ı na jejich volbě.

Na všech grafech lze pozorovat podobné výsledky. Konvergence je nejhorš́ı
pro př́ıpad logaritmicko-normálńıho rozděleńı, a to hlavně z d̊uvodu dodatečné
nepřesnosti použité aproximace analytického řešeńı, se kterým výsledky porovná-
váme. Při srovnáńı normálńıho a Studentova rozděleńı vid́ıme, že lepš́ıch výsledk̊u
dosahujeme za předpokladu Studentova rozděleńı, ale s rostoućım počtem scénář̊u
se odchylky přibližuj́ı. V př́ıpadě rostoućıho počtu stupň̊u volnosti u Studentova
rozděleńı lze očekávat výrazněǰśı přibĺıžeńı k normálńımu rozděleńı, které můžeme
pozorovat i na rychlosti prováděných výpočt̊u a plyne z teoretických výsledk̊u.

V př́ıpadě VaR se nám podařilo spoč́ıtat výsledky pro maximálně 1 000 scénář̊u,
a tak jsme přidali některé daľśı menš́ı počty scénář̊u, abychom mohli alespoň
částečně posoudit, zda docháźı ke zlepšeńı konvergence. V grafu 4.12 můžeme po-
zorovat určité zlepšeńı výsledk̊u s rostoućım počtem scénář̊u, ale vzdálenost od
optimálńıho analytického řešeńı z̊ustává v př́ıpadě normálńıho rozděleńı poměrně
vysoká. Pokud bychom dokázali vyřešit př́ıslušnou úlohu pro větš́ı počet scénář̊u,
lze očekávat podobné výsledky jako u ostatńıch měr rizika. Vzhledem k výpočetńı
náročnosti a jej́ımu exponenciálńımu nár̊ustu s rostoućım počtem scénář̊u však
doporučujeme použ́ıvat analytické optimálńı řešeńı, kdykoliv je to možné.
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Obrázek 4.8: Rozptyl pro r̊uzná spojitá rozděleńı

0
0,05

0,1
0,15

0,2
0,25

0,3
0,35

Vz
dá

le
no

st
 o

d 
op

tim
ál

ní
ho

 ř
eš

en
í

Počet scénářů

cVaR

Normální rozdělení

Log-normální rozdělení

Studentovo rozdělení (7)

Studentovo rozdělení (5)

Obrázek 4.9: cVaR pro r̊uzná spojitá rozděleńı
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Obrázek 4.10: Absolutńı odchylka pro r̊uzná spojitá rozděleńı
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Obrázek 4.11: Semivariance pro r̊uzná spojitá rozděleńı
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Kapitola 5

Závěr

Tato práce se zabývala hledáńım optimálńıho portfolia akcíı za předpokladu r̊uz-
ných spojitých rozděleńı výnos̊u a měr rizika. Pro všechny úlohy jsme odvodili
přesná analytická řešeńı nebo v př́ıpadě logaritmicko-normálńıho rozděleńı ale-
spoň přibližné řešeńı. Nalezená řešeńı jsme porovnávali s řešeńımi při generováńı
diskrétńıch scénář̊u a implementovali jsme vlastńı postup, ve kterém pomoćı shlu-
kové analýzy vyb́ıráme při opakovaných pokusech optimálńı řešeńı z množiny op-
timálńıch vektor̊u vah.

Z prezentovaných výsledk̊u plyne, že v př́ıpadě eliptických rozděleńı konver-
guje řešeńı aproximativńı úlohy s generovanými scénáři k analytickému řešeńı pro
všechny zvolené mı́ry rizika a při počtu 50 000 scénář̊u jsou rozd́ıly mezi vektory
optimálńıch vah velmi malé. U logaritmicko-normálńıho rozděleńı jsme v př́ıpadě
analytického řešeńı omezeni přesnost́ı použité aproximace, a tak nedocháźı ke
konvergenci ani při generováńı velkého množstv́ı scénář̊u. V př́ıpadě, kdy v praxi
hledáme optimálńı portfolio za předpokladu logaritmicko-normálńıho rozděleńı,
nám tedy vycháźı jako lepš́ı postup generováńı velkého množstv́ı scénář̊u než
použit́ı analytické aproximace. Vyzkoušeli jsme i metodu generováńı scénář̊u bez
předpokladu o rozděleńı, kde se ukázalo, že v př́ıpadě velkého počtu p̊uvodńıch
scénář̊u nemá vytvářeńı daľśıch scénář̊u prokazatelný pozitivńı př́ınos. V př́ıpadě
malého počtu p̊uvodńıch scénář̊u může ale být tato metoda užitečná. Na reálných
datech jsme ukázali, že při výpočtu s generovanými scénáři je nutné použ́ıvat
shlukovou analýzu pro volbu optimálńıho řešeńı, v opačném př́ıpadě bychom s ros-
toućım počtem scénář̊u nemuseli dosáhnout konvergence. Z uvažovaných měr ri-
zika nám vycháźı jako výhodné použ́ıvat rozptyl nebo cVaR. Obě mı́ry rizika dosa-
huj́ı velmi dobrých výsledk̊u z hlediska konvergence a nav́ıc lze výpočty př́ıslušných
optimalizačńıch úloh provádět velmi rychle. Pokud bychom měli možnost volby
rozděleńı, tak bychom volili Studentovo rozděleńı se 7 stupni volnosti. Studentovo
rozděleńı dosahuje ze všech uvažovaných rozděleńı nejmenš́ı odchylky od analy-
tického řešeńı při generováńı scénář̊u. Při 7 stupńıch volnosti jsou stále zachovány
velmi dobré vlastnosti rychlosti konvergence a zároveň dosahujeme přijatelné doby
trváńı výpočt̊u.
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Naše práce by se dala v mnoha ohledech rozš́ı̌rit. Uvažovali jsme jen několik
základńıch měr rizika, abychom postihli úlohy lineárńıho, kvadratického a celo-
č́ıselného programováńı, ale zp̊usob̊u jak měřit riziko je mnohem v́ıce. Zároveň
bychom také mohli uvažovat o přidáńı daľśıch možných rozděleńı výnos̊u portfolia.
Dále bychom rádi zkoumali vliv r̊uzných parametr̊u úlohy na konvergenci řešeńı.
V př́ıpadě zvyšováńı požadovaných očekávaných výnos̊u předpokládáme zrychleńı
konvergence vzhledem ke zmenšeńı množiny př́ıpustných řešeńı, zaj́ımavé by bylo
i povoleńı záporných vah akcíı v portfoliu. V př́ıpadě aproximace logaritmicko-
normálńıho rozděleńı bychom také rádi posoudili vliv volby bod̊u rovnosti mo-
mentových vytvořuj́ıćıch funkćı na přesnost řešeńı. Naše modely by dále mohly
být rozš́ı̌reny o dynamiku vývoje trhu, změny uvažovaných parametr̊u a př́ıpadné
rozhodovaćı postupy, které by se prováděly v každém kroku modelu.
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cemi, Praha, SNTL/ALFA, ISBN 80-7333-025-3

[12] Hoyland, K.; Kaut, M. and Wallace, S. (2003): A Heuristic for Moment-
Matching Scenario Generation, Computational Optimization and Applica-
tions, 24 (2-3), pp. 169-185

48

http://www.alglib.net/
http://www.alglib.net/
http://arma.sourceforge.net/
http://www.gams.com/


[13] Huang, A. (2006): A Comparison of Value at Risk Approaches and a New
Method with Extreme Value Theory and Kernel Estimator, disertačńı práce,
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Př́ıloha A

Obsah přiloženého DVD

Na přiloženém disku lze naj́ıt následuj́ıćı obsah:

• Zdrojové kódy - v adresáři Source je kompletńı projekt pro Visual Studio
2008 spolu se soubory knihoven pro maticové výpočty a generováńı scénář̊u.

• Spustitelný program - v adresáři Install je spustitelný program pro Micro-
soft Windows včetně potřebných knihoven.

• Dokumentace - text diplomové práce ve formátu PDF a krátkou nápovědu
k použit́ı přiloženého programu lze naj́ıt v adresáři Documentation.

• Data - použitá data obsahuj́ıćı výnosy a finálńı hodnoty zvolených tržńıch
portfolíı jsou uložena v adresáři Data.
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