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ÚvodTato práe se v¥nuje modelování úrokovýh sazeb, které je velie d·leºité zejménapro aplikae ve �nan£ní matematie a aktuárskýh v¥dáh. V sou£asné dob¥ sepouºívá n¥kolika desítek model·, které se snaºí o nejv¥rohodn¥ji popsat hovánívýnosové k°ivky, p°i£emº tyto modely ve v¥t²in¥ p°ípad· pouºívají aparát z teoriepravd¥podobnosti a náhodnýh proes·. Z t¥hto známýh model· se v první£ásti podrobn¥ji zabýváme Va²í£kovým a Cox-Ingersoll-Rossovým (CIR) mode-lem. P°edev²ím se v²ak zabýváme v této prái nov¥ navrºeným modelem, kterýbyl vyvinut vzhledem k ur£itým nedostatk·m b¥ºn¥ pouºívanýh model·.Zásadním nedostatkem modelování rizikovýh faktor·, tedy úrokovýh sazeb,m¥novýh kurz·, en akií £i komodit, atd. je hybné pouºití daného modeluv situai, kdy nejsou spln¥ny jeho p°edpoklady: Model vºdy prauje s n¥jakouhypotézou, která popisuje vývoj úrokové sazby podle ur£ité rovnie s v¥t²inoudaným funkionálním zápisem. Úkolem kalibrae, tedy p°izp·sobení daného mo-delu trºním (=reálným) dat·m, pak bývá odhad parametr· daného funkionál-ního tvaru. Zde v²ak hrozí dv¥ rizika odklonu od skute£nosti: Prvním jsou ne-správné hodnoty parametr· (v¥t²inou praujeme pouze s nejlep²ími odhady) adruhým, závaºn¥j²ím, je hybný obený funkionální zápis dané rovnie (úrokovésazby se v·be nemusí vyvíjet podle hypotézy konkrétního modelu s jakýmikolihodnotami parametr·).Je nutné si uv¥domit, ºe modely úrokovýh sazeb se v praxi pouºívají proprediki výnosové k°ivky, na jejímº základ¥ se provádí ur£itá rozhodnutí s ílemmaximalizovat zisk £i minimalizovat (nebo oben¥ji °ídit) riziko. Logiky platí, ºe£ím jsou v¥t²í nedostatky model·, tím v¥t²í nastává riziko hybnýh rozhodnutí,oº m·ºe vést ke sníºení o£ekávaného zisku, p°ípadn¥ dokone ke ztrát¥.Ideáln¥ byhom proto m¥li praovat s modely, které stanovují o nejslab²íhypotézu na vývoj úrokovýh sazeb. Slabá hypotéza totiº v¥t²inou lépe obsáhnev²ehny moºné reálné vývoje výnosové k°ivky. Pokud nemáme jistotu v analytiképarametriké podob¥ modelu, musíme pouºít ²ir²í t°ídu parametrikýh model·.Pokud nemáme ºádnou parametrikou p°edstavu, volíme neparametriký p°ístup,i kdyº e�iene odhadovýh proedur pak p°irozen¥ klesá. V této prái se pouºitímaparátu neparametriké statistiky zam¥°íme na konstruki takového modelu propopis úrokovýh sazeb, který pouze p°edpokládá, ºe jejih vývoj je popsán ho-mogenní stohastikou difereniální rovnií, av²ak klade minimální poºadavkyna funke driftu a difúze a mnohem lépe tak zohled¬uje informae obsaºenév historikýh pozorováníh.Práe je £len¥na následovn¥:V první £ásti se v¥nujeme konstruki jádrovýh odhad· funkí driftu a difúzena základ¥ znalosti historikýh hodnot sazeb, které jsou pozorovány v diskrétním£ase (p°ípad rizikovýh faktor· na �nan£níh trzíh). Zavedeme odhady prvního6



a druhého °ádu a metodu jednoduhého a dvojitého vyhlazování. Provedemediskuzi, pro£ je v p°ípadn¥ b¥ºn¥ známé délky historie (n¥kolik desítek let) ab¥ºné délky pozorovaího intervalu (1 den) vhodné pouºívat odhady prvního°ádu, i kdyº odhady druhého °ádu se zdají být p°esn¥j²í. Stejn¥ tak diskutujemevhodnost pouºití jednoduhého nebo dvojitého vyhlazování. V Dodatku jsou uve-dena zn¥ní v¥t, které se zabývají konvergení takovýh odhad· ke skute£né funki.Jejih záv¥ry pouºijeme pro modelování rizikovýh veli£in ve druhé £ásti a sou£asn¥diskutujeme spln¥ní p°edpoklad· t¥hto v¥t.Ve druhé £ásti pak teorii z kapitoly 1 pouºijeme pro vytvo°ení modelu pro°ízení úrokového rizika. P°edpoklad o hování podle stohastiké difereniálnírovnie z ur£itýh d·vod· nepouºijeme pouze pro tzv. okamºitou úrokovou míru(jak je b¥ºné ve v¥t²in¥ model·), ale pro v²ehny kotované splatnosti. PomoíMonte Carlo simulae pak zkonstruujeme prediki budouí výnosové k°ivky a najejím základ¥ stanovíme rizikové veli£iny � VaR, TVaR a spektrální míru rizikapro danou uºitkovou funki. Ve druhém odstavi jsme krom¥ problému s p°ed-pokladem funkionálního zápisu rovnie popisujíí úrokové sazby (který vy°e²ímepouºitím teorie neparametrikýh odhad·) zmínili i problém nesprávnýh hod-not parametr·, který m·ºe zp·sobit v p°ípad¥ °ízení rizik podhodnoení rizika.Jelikoº za ur£itýh podmínek dokáºeme ur£it intervalové odhady hledanýh funkí,pouºijeme meze t¥hto interval· v na²em modelu, a na základ¥ horníh odhad·rizikovýh veli£in tak zajistíme s dostate£n¥ vysokou pravd¥podobností konzer-vativní kvanti�kai úrokového rizika. Zp¥tným testováním zjistíme, ºe i b¥hemkrizového období (zde rok 2008) poskytují veli£iny, které jsou spo£tené pomoíprezentované teorie, kvalitní a konzervativní odhady rizika. Rovn¥º diskutujemevztah mezi výsledky tohoto modelu a nového regulatorního poºadavku pro výpo£etkapitálového poºadavku k trºnímu riziku obhodního portfolia banky, který senazývá Stressový VaR. Oben¥ lze kapitálový poºadavek moºné získat jako ur£itýnásobek VaR. Podle novýh pravidel regulae od Banky pro mezinárodní platby
[10] a �eské národní banky [12], která vznikla v rámi reake na poslední �-nan£ní krizi, bude banka muset od roku 2012 k tomuto VaR p°ipo£ítat zmín¥nýStressový VaR, oº je VaR daného portfolia vypo£tený na dateh krizového ob-dobí. To kapitálový poºadavek p°irozen¥ minimáln¥ zvojnásobní. Na základ¥výsledk· neparametriké Monte-Carlo simulae empiriky prokáºeme, ºe takovýpoºadavek je jiº dostate£n¥ konzervativní pro pokrytí trºníh rizik b¥hem krize.Co se týká rozd¥lení na vlastní a p°evzaté výsledky, kapitoly 1.1, 2.1.1 a 2.1.2a úvod do kapitoly 2.1 vyhází z publikaí uvedenýh na koni práe v seznamupouºité literatury a ostatní kapitoly jsou výsledkem vlastního výzkumu. Odkazyna konkrétní literaturu jsou v prái uvedeny u p°íslu²nýh p°evzatýh £ástí. Datapro numerikou ilustrai jsou detailn¥ popsány v kapitole 1.2.Ve²kerá numeriká ilustrae v této prái byla provedena ve statistikém pro-st°edí R. P°íslu²né kódy se nahází na p°iloºeném CD. Hlavní orienta£ní soubor senazývá "R kódy pro jednotlivé soubory, tabulky a grafy.xls", který v²em tabulkáma graf·m z práe p°i°azuje p°íslu²ný kód.
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Kapitola 1Teorie neparametrikýh odhad·V¥t²ina pouºívanýh model· úrokovýh sazeb popisuje hování takzvané okamºitéúrokové sazby rt, které lze za ur£itýh p°edpoklad· (viz nap°. Málek [27]) popsatrovnií
drt = µ(t, rt)dt + σ(t, rt)dWt. (1.1)Vývoj okamºité úrokové sazby tak závisí na jedné deterministiké a jednéstohastiké sloºe. Bylo navrºeno n¥kolik model·, které p°edpokládají znalostfunkionálního zápisu µ a σ a úkolem kalibrae tak je na základ¥ historikýh po-zorování o nejv¥rohodn¥ji ur£it jejih parametry. Empiriké studie, nap°. Chan,Karloyi, Longsta� a Sanders [11] (pouºití obené momentové metody pro USDsazby), Ait-Sahalia [3] (pouºití metody maximální v¥rohodnosti por USD sazby)a Petrík [32] (pouºití obené momentové metody a metody maximální v¥rohod-nosti pro CZK sazby) v²ak prokázaly, ºe v²ehny známé parametriké zápisy jsounatolik svazujíí, ºe nedokáºou dostate£n¥ popsat skute£né hování veli£iny rt.Z toho d·vodu v této prái nep°edpokládáme ºádný funkionální zápis oboufunkí a omezíme se na jediný p°edpoklad, který na²i úlohu zúºí na speiální(av²ak stále dostate£n¥ obený) p°ípad rovnie (1.1), kdy funke driftu i difúzejsou £asov¥ homogenní funke, tzn. funke, jejihº hodnoty nezávisí na polozev £ase, ale pouze na hodnot¥ dané úrokové sazby r. Ze zápisu obou funkí jeproto moºné odstranit argument £asu a psát pouze µ(r) a σ(r).Základní rovnie pro vývoj úrokové sazby se tak zjednodu²í na

drt = µ(rt)dt + σ(rt)dWt. (1.2)1.1 Odvození neparametrikýh odhad· funkedriftu a difúzeP°edpokládejme, ºe máme k dispozii pozorování daného proesu za dobu n¥ko-lika let s krokem ∆ (∆ bývá nej£ast¥ji jeden den). Úlohou je na základ¥ hypotézy(1.2) odvodit funke µ(.) a σ(.). V této £ásti odvodíme vzore pro funke driftua difúze nejprve v závislosti na ur£itýh podmín¥nýh st°edníh hodnotáh. Poténavrhneme na základ¥ my²lenek neparametriké statistiky odhady t¥hto st°ed-níh hodnot. Jak jiº bylo zmín¥no v Úvodu, jsou výsledky a my²lenky kapitoly1.1. p°evzaté zejména z £lánk· Stanton [35] a Bandi-Phillips [5].8



Nyní vypí²eme p°edpoklady, které zaru£ují (viz Bandi-Phillips [5]) existenirekurentního (de�nie viz A.1) °e²ení rovnie (1.2).P°edpoklady I.1. M¥jme pravd¥podobnostní prostor (Ω,F , P). Neh´ proes (1.2), t ∈ [0,∞)je mnoºinou náhodnýh veli£in de�novanýh na tomto pravd¥podobnostnímprostoru indexovanýh mnoºinou [0,∞). Dále m¥jme �ltrai (Ft, t ≥ 0), prokterou podle její de�nie (viz nap°. Dupa£ová, Hurt, �t¥pán [14]) platí, ºekaºdá Ft ⊂ F je σ−algebra a ºe Fs ⊂ Ft pro v²ehna s ≤ t.2. µ(.) a σ(.) jsou £asov¥ homogenní, B-m¥°itelné funke na intervalu D =
(l, u), kde −∞ ≤ l < u ≤ ∞ a B je σ-algebra generovaná Borelovskýmimnoºinami na D. Ob¥ funke neh´ jsou t°ídy C2 a spl¬ují lokálníliptshitzovskou podmínku a podmínky r·stu. Tedy pro kaºdou kompaktnípodmnoºinu J oboru hodnot proesu existují konstanty CJ

1 a CJ
2 tak, ºepro kaºdé x, y ∈ J platí

|µ(x) − µ(y)|+ |σ(x) − σ(y)| ≤ CJ
1 |x − y|a

|µ(x)| + |σ(x)| ≤ CJ
2 (1 + |x|).3. σ2(.) > 0 na D.4. De�nujeme ²kálovou funki S(α)

S(α) =

∫ a

c

exp

{∫ y

c

[
−2µ(x)

σ2(x)

]
dx

}
dy,kde c je pevn¥ zvolená hodnota z D. Poºadujeme, aby

lim
α→l

S(α) = −∞
lim
α→u

S(α) = ∞.V dal²í £ásti stanovíme odhady funkí µ(.) a σ(.) p°i platnosti P°edpoklad·I a znalosti kone£ného po£tu historikýh hodnot daného proesu pozorovanýhv diskrétníh £asovýh okamºiíh.
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1.1.1 Aproximae funke driftu a difúzeNejprve de�nujeme tzv. in�nitezimální generátor Lf(rt, t) homogenního proesu
rt ur£eného rovnií (1.2)De�nie 1.1. In�nitezimální generátor Lf(rt, t) homogenního proesu rt de�nu-jeme jako

Lf(r, t) = lim
∆→0

E[f(rt+∆, t + ∆)|rt = r] − f(r, t)

∆

=
∂f(r, t)

∂t
+

∂f(r, t)

∂r
µ(r) +

1

2

∂2f(r, t)

∂r2
σ2(r). (1.3)Za ur£itýh podmínek (viz nap°. Hurt [19]) je moºné zapsat podmín¥noust°ední hodnotu E[f(rt+∆, t + ∆)|Ft] (dále uvádíme Et[f(rt+∆, t + ∆)]) ve form¥Taylorova rozvoje

Et[f(rt+∆, t + ∆)] = f(rt, t) + Lf(rt, t)∆ +
1

2
L2f(rt, t)∆

2 + ...

+
1

n!
Lnf(rt, t)∆

n + O(∆n+1). (1.4)Rovnie (1.4) se v¥t²inou pouºívá ke konstruki numeriké aproximae st°edníhodnoty na levé stran¥ rovnie p°i znalosti funkí µ a σ. Ná² íl je opa£ný:neznáme funke µ a σ, av²ak máme k dispozii dostate£n¥ dlouhou °adu úrokovýhsazeb, ze které se snaºíme odhadnout levou stranu rovnie. Pro vhodné volbyfunke f pak získáme aproximae funkí µ and σ.P°epi²me rovnii (1.4) na
Lf(rt, t) =

1

∆
Et[f(rt+∆, t + ∆) − f(rt, t)] −

1

2
L2f(rt, t)∆ −

−1

6
L3f(rt, t)∆

2 − .... (1.5)Po£et £len· na pravé stran¥, se kterými je pot°eba po£ítat k dosaºení kvalit-ního odhadu, závisí na déle £asového okamºiku mezi jednotlivými pozorováními(=kroku) ∆. Je-li ∆ dostate£n¥ malé, sta£í k získání spolehlivého odhadu pouzeprvní £len. V takovém p°ípad¥ praujeme s aproximaí Lf prvního °ádu
Lf(rt, t) =

1

∆
Et[f(rt+∆, t + ∆) − f(rt, t)] + O(∆). (1.6)V £lánku Stanton [35] bylo navrºeno stanovit aproximae vy²²íh °ád· na-vzdory tomu, ºe £leny vy²²íh °ád· v rovnii (1.5) zahrnují derivae µ a σ, kteréjsou neznámé. Uvaºujme rovnii (1.5) s £asovým krokem 2∆,

Lf(rt, t) =
1

2∆
Et[f(rt+2∆, t + 2∆) − f(rt, t)] −

1

2
L2f(rt, t)(2∆) −

−1

6
L3f(rt, t)(2∆)2 − .... (1.7)10



Po vynásobení rovnie (1.5) £íslem 2 a ode£tením rovnie (1.7), dostávámeaproximai druhého °ádu
Lf(rt, t) =

1

2∆
{4Et[f(rt+∆, t + ∆) − f(rt, t)] −

−Et[f(rt+2∆, t + 2∆) − f(rt, t)]} + O(∆2). (1.8)Obdobný postup je moºné pouºít pro odvození aproximaí vy²²íh °ád·.K aproximai konkrétní funke g(r, t) nám sta£í nalézt takovou funki f(r, t),aby platilo
Lf(r, t) = g(r, t). (1.9)DriftK odvození aproximae driftu g(r, t) = µ(r) uvaºujme f(r, t) ≡ r. Z de�nie

1.1 obdrºíme
Lf(r, t) = µ(r). (1.10)Dosazením do rovni (1.6) a (1.8) dostaneme aproximai µ(.):De�nie 1.2. Pro libovolný bod rt ∈ D de�nujeme aproximae prvního a druhého°ádu pro funki driftu

µ1(rt) =
1

∆
Et[rt+∆ − rt] + O(∆),

µ2(rt) =
1

2∆
{4Et[rt+∆ − rt] − Et[rt+2∆ − rt]} + O(∆2). (1.11)DifúzeK odvození aproximae difúzní funke σ(.) uvaºujeme f(r, t) ≡ (r − rt)

2.Z de�nie 1.1 pak obdrºíme
Lf(rt, t) = 2(rt − rt)µ(rt) + σ2(rt) = σ2(rt).Dosazením do rovni (1.6) a (1.8) dostaneme aproximai σ(.):De�nie 1.3. Pro libovolný bod rt ∈ D de�nujeme aproximae prvního a druhého°ádu pro funki difúze

σ2
1(rt) =

1

∆
Et[(rt+∆ − rt)

2] + O(∆),

σ2
2(rt) =

1

2∆
{4Et[(rt+∆ − rt)

2] − Et[(rt+2∆ − rt)
2]} + O(∆2). (1.12)Analogikým zp·sobem odvodíme odhady °ád· 3,4,5... Odhady vy²²íh °ád·na první pohled zmen²ují statistikou hybu. V kapitole 1.3 si v²ak na p°íkladehukáºeme, ºe tyto odhady není vhodné pouºívat v praktikýh aplikaíh. P°ejd¥menyní k odhadu podmín¥nýh st°edníh hodnot v p°edhozíh rovniíh.11



1.1.2 Jádrové odhady driftu a difúzeV této podkapitole pouºíváme aparát neparametriké statistiky, kde praujemes funkí K(.) (nazývaná jádro - angl. Kernel), která je oben¥ de�nována jako sy-metriká hustota. Jádrový odhad hustoty je vlastn¥ zoben¥ný histogram danýhdat. Zde se v²ak nebudeme v¥novat jádrovým odhad·m hustoty, ale jádrovýmodhad·m funkí driftu a difúze. Pro aplikai v¥t A.1 - A.7 z Dodatku o konver-geni takovýh odhad· (pot°ebujeme v kapitole o jejih pouºití v °ízení rizik)klademe na K(.) siln¥j²í p°edpoklady:P°edpoklady II.Funkí (jádrem) K(.) v této prái nazýváme symetrikou a nezápornou funkise spojitou první derivaí, p°i£emº tato derivae K ′(.) je absolutn¥ integrovatelnáa dále platí1. ∫∞
−∞ K(s)ds = 1,2. K2 =

∫∞
−∞ K2(s)ds < ∞,3. ∃C3 > 0 sup

s
K(s) < C3,4. ∫∞

−∞ s2K(s)ds < ∞.Kombinaí rovni (1.11) a (1.12) a my²lenky jádrovýh odhad· nyní pro po-zorovanou historii daného proesu stanovíme odhady pro funke µ(r) a σ(r).Tyto odhady spo£ítáme v libovoln¥ zvoleném bod¥ r. Jak jiº bylo zmín¥no, mámek dispozii diskrétní pozorování ri, i = 1, ..., N historie úrokovýh sazeb b¥hem£asového období T . Tyto realizae podkladového proesu nastávají v £asovýhokamºiíh ti, i = 1, ..., N . P°edpokládejme, ºe rozdíl mezi ti a ti+1 je konstantníhodnota ∆ = T/N . Podle logiky neparametriké statistiky stanovíme pro danýbod r váhy
wi(r) = K

(
r − ri

h

)/N−1∑

j=1

K

(
r − rj

h

)
, i = 1, ..., N − 1. (1.13)Prom¥nná h se nazývá vyhlazovaím parametrem (bandwith � ²í°ka okénka).Prom¥nná wi(r) reprezentuje proporionální vliv pozorování ri na bod r vzhle-dem ke v²em pozorováním rj , j = 1, ..., N . Zbývá nám stanovit na základ¥ vah

wi(r) odhady jednotlivýh st°edníh hodnot z (1.11) a (1.12). Tyto odhady sedají získat bu¤ tzv. jednoduhým vyhlazováním � single smoothing � navrºenýmv £lánku Stanton [35℄ z roku 1997 a dále sloºit¥j²ím (av²ak v n¥kterýh p°í-padeh efektivn¥j²ím) dvojitým vyhlazováním � double smoothing � navrºenýmv £lánku Bandi-Phillips [5] z roku 2002. Výhody dvojitého vyhlazování oprotijednoduhému rozebereme v podkapitole 1.4.2. Odhady získané jednoduhýmvyhlazováním se n¥kdy rovn¥º nazývají podle svého autora Stantonovy odhadya odhady získané dvojitým vyhlazováním se nazývají Bandi-Phillipsovy (BP)odhady. Stantonovy odhady prvního a druhého °ádu byly na základ¥ (1.11) �(1.13) navrºeny následovn¥: 12



De�nie 1.4. (Stantonovy odhady)Pro homogenní proes rt a jeho realizae ri, i = 1, ..., N pozorovaná s £asovýmkrokem ∆ de�nujeme odhady funke driftu a difúze prvního °ádu pro jednoduhévyhlazování v bod¥ r ∈ D

µ1(r) =
1

∆

N−1∑

i=1

wi(r)(ri+1 − ri)

σ2
1(r) =

1

∆

N−1∑

i=1

wi(r)(ri+1 − ri)
2. (1.14)Odhady funke driftu a difúze druhého °ádu pro jednoduhé vyhlazováníde�nujeme

µ2(r) =
1

∆

N−1∑

i=1

wi(r)[4(ri+1 − ri) − (ri+2 − ri)]

σ2
2(r) =

1

∆

N−1∑

i=1

wi(r)[4(ri+1 − ri)
2 − (ri+2 − ri)

2]. (1.15)Dvojité vyhlazování pouºívá dva vyhlazovaí parametry: krom¥ standardní²í°ky okénka h je²t¥ ε. Pro dané ε de�nujeme £asové okamºiky ti,j a prom¥nnou
mi:De�nie 1.5. Pro dané ri de�nujeme £asové okamºiky ti,j jako podmnoºinu v²eh£asovýh okamºik· tj tak, ºe

ti,0 = inf{t ≥ 0 : |rt − ri| ≤ ε}a
ti,j+1 = inf{t ≥ ti,j + ∆ : |rt − ri| ≤ ε}. (1.16)Prom¥nná mi ur£uje po£et index· j, pro které pro dané ri platí |ri − rj | ≤ ε,

j = 1, ..., N , tedy
mi =

N−1∑

j=1

1{|rj−ri|≤ ε}. (1.17)Následn¥ de�nujeme BP odhady driftu a difúze pro dvojité vyhlazování prvníhoa druhého °ádu:De�nie 1.6. (Bandi-Phillipsovy odhady)Pro homogenní proes rt a jeho realizae ri, i = 1, ..., N pozorovaná s £asovýmkrokem ∆ de�nujeme odhady funke driftu a difúze prvního °ádu pro dvojité vyh-lazování v bod¥ r ∈ D

µ̂1(r) =
1

∆

N∑

i=1

wi(r)

(
1

mi

mi−1∑

j=0

(rti,j+1 − rti,j )

)

σ̂2
1(r) =

1

∆

N∑

i=1

wi(r)

(
1

mi

mi−1∑

j=0

(rti,j+1 − rti,j )
2

)
. (1.18)13



Odhady funke driftu a difúze druhého °ádu pro dvojité vyhlazováníde�nujeme
µ̂2(r) =

1

∆

N∑

i=1

wi(r)
1

mi

mi−1∑

j=0

[
4(rti,j+1 − rti,j ) − (rti,j+2 − rti,j )

]

σ̂2
2(r) =

1

∆

N∑

i=1

wi(r)

mi

mi−1∑

j=0

[
4(rti,j+1 − rti,j )

2 − (rti,j+2 − rti,j )
2
]
. (1.19)Srovnáním vztah· (1.14) s (1.18) a (1.15) s (1.19) zjistíme, ºe rozdíl mezijednoduhým a dvojitým vyhlazováním je ten, ºe Stantonovy odhady váºí po-zorování ri (kvadratikou) variaí v £ase t, zatímo BP odhady váºí pozorovánípr·m¥rnou (kvadratikou) variaí v²eh pozorování, která jsou blízko ri.Co se týká konkrétní volby jádra, v dal²ím jako funki K(.) pouºíváme Gaussovojádro, tzn.

K(r) =
1√
2π

e−
1
2
r2

.1.2 DataV následujíí kapitole praujeme s konkrétními daty, a proto v této kapitolepopí²eme jejih zdroj. Ve²kerá numeriká ilustrae v prái je provedena na his-torii CZK výnosové k°ivky pro splatnosti O/N, 1W, 2W, 1M, 2M, 3M, 6M, 9M,1Y-10Y, 12Y, 15Y a 20Y pozorovanýh s denní frekvení za b¥hem let 1997-2008. Konkrétní hodnoty jsou uvedeny na p°iloºeném CD v souboru "Sazby BBGCZK.sv".Sazby se splatností do jednoho roku (tedy sazby pen¥ºního trhu, v na²em p°í-pad¥ PRIBORy) jsou získány ze systému Bloomberg pomoí kód· pro stahováníPRIBOVN, PRIB01W, PRIB02W, PRIB01M, PRIB02M, PRIB03M, PRIB06M,PRIB09M, a PRIB01Y. Tyto sazby poskytuje kaºdý den ve 14:00 �NB na základ¥kotaí 11 referen£níh bank p·sobííh na £eském trhu.Ze systému Bloomberg jsou rovn¥º získány IRS sazby se splatností nad1 rok (tedy sazby kapitálového trhu) pomoí kód· CKSW2, CKSW3, CKSW4,CKSW5, CKSW6, CKSW7, CKSW8, CKSW9, CKSW10, CKSW12, CKSW15a CKSW20. Tyto sazby jsou systémem Bloomberg spo£teny na koni obhod-ního dne jako pr·m¥r posledníh známýh kotaí n¥kolika referen£níh bank,jejihº po£et kolísá mezi t°emi aº sedmi (záleºí na obhodovanosti dané sazby).Z t¥hto swapovýh sazeb pak metodou Bootstraping získáme sazby odpovída-jíí výnosu dluhopisu s nulovým kupónem se splatností odpovídajíí splatnostip°íslu²né swapové sazby (byly tedy získány tzv. zero sazby).Metoda Bootstraping stanoví zero sazby (ozna£me je r1, r2, ..., £ísla odpoví-dají splatnostem v leteh) ze swapovýh sazeb (ozna£me je rs1, rs2, ...) nejprvepro splatnost jeden rok z eny jednoletého dluhopisu nesouí úrok rs1 (jednoletáswapová sazba udává kupón jednoletého dluhopisu, který v £ase 0 má enu 1),14



nebo´ platí
1 =

1 + rs1

(1 + r1)1
.Poté odvodí dvouletou zero sazbu ze znalosti dvouleté swapové sazby a jednoletézero sazby (dvouletá swapová sazba udává kupón dvouletého dluhopisu, kterýv £ase 0 má enu 1)

1 =
rs2

(1 + r1)1
+

1 + rs2

(1 + r2)2
.Obdobn¥ odvodíme pro libovolné p°irozené N na základ¥ znalosti zero sazeb doroku N − 1 a swapové sazby pro rok N zero sazbu pro rok N .1.3 Volba °áduV kapitole 1.1 jsou navrºeny v zásad¥ 4 druhy neparametrikýh odhad· pro ho-mogenní stohastiký proes (první versus druhý °ád a jednoduhé versus dvojitévyhlazování). Pro praktikou aplikai byhom z°ejm¥ m¥li zvolit takovou metodu,která pro daná data (n¥kolikaletá historie úrokovýh sazeb, které jsou pozoroványs frekvení jednoho dne) poskytne nejlep²í výsledky. V této kapitole se zabývámevolbou °ádu. Nejprve popí²eme vlastnosti odhad· driftu na Va²í£kov¥ proesua poté zavedeme kritéria, která p°ibliºn¥ ur£í, zda je vhodn¥j²í pouºít odhadprvního nebo druhého °ádu. Jelikoº tato kritéria jsou aplikovatelná pouze na pro-es se známými tvary funkí µ(r) a σ(r), ilustrujeme jejih pouºití na Va²í£kov¥a na CIR proesu. Zjistíme, ºe pro oba modely se p°i frekveni pozorování ∆ = 1den rozhodn¥ nevyplatí pouºívat odhady 2. °ádu. Na základ¥ t¥hto záv¥r· pakpouºijeme pro na²i historii úrokovýh sazeb pouze odhady 1. °ádu.1.3.1 Ilustrae na p°íklad¥ Va²í£kova proesuIlustrujme rozdíl mezi prvním a druhým °ádem na p°íkladu Va²í£kova proesu,který vývoj úrokové sazby rt popisuje rovnií

drt = k(ρ − rt)dt + σdWtse známou hodnotou r0. Numerikou ilustrai provedeme pro parametry, kterézískáme metodou maximální v¥rohodnosti (viz nap°. My²ka [29]) z uvedené his-torie ²estim¥sí£ní CZK sazby (viz graf 1.13): ρ = 0.0218, k = 0.3646, σ = 0.01474.Aproximae funkí µ(r) = k(ρ− r) a σ(r) = σ pak zkoumáme v deseti bodeh ri(viz tabulky 1.1 a 1.2). P°edpokládáme, ºe hodnoty proesu sledujeme s frekvení
∆ = 1 den a ∆ = 1 rok.Aproximae µ(.) prvního a druhého °ádu v libovolném pozorovaném bod¥ riozna£íme µ1,i a µ2,i. Vzhledem k (1.11) de�nujeme náhodné veli£iny

µ1,i =
1

∆
[rt+∆ − rt]1{rt=ri}

µ2,i =
1

2∆
[4(rt+∆ − rt) − (rt+2∆ − rt)]1{rt=ri}. (1.20)15



Uv¥domme si, ºe rt v (1.20) je proes, kdeºto ri je konkrétní bod. Jelikoº p°idaném rt je ve Va²í£kov¥ modelu podmín¥né rozd¥lení sazby v £ase t + ∆ (jeodvozeno nap°. v My²ka [29])
rt+∆ ∼ N

(
rte

−k∆ + ρ(1 − e−k∆),
σ2

2k
[1 − e−2k∆]

)
, (1.21)snadno stanovíme p°esnou st°ední hodnotu a rozptyl µ1,i a µ2,i. Výsledky prezen-tujeme v tabulkáh 1.1 a 1.2:

i ri µ(ri) E(µ1i)
√var(µ1i) E(µ2i)

√var(µ2i)

√var(µ1i)E(µ1i)−E(µ2i)1 0.000 0.00796 0.00795 0.23 0.00796 0.37 406742 0.005 0.00614 0.00613 0.23 0.00614 0.37 527603 0.010 0.00431 0.00431 0.23 0.00431 0.37 750654 0.015 0.00249 0.00249 0.23 0.00249 0.37 1300405 0.020 0.00067 0.00067 0.23 0.00067 0.37 4858906 0.025 −0.00116 −0.00116 0.23 −0.00116 0.37 2798167 0.030 −0.00298 −0.00298 0.23 −0.00298 0.37 1086298 0.035 −0.00480 −0.00480 0.23 −0.00480 0.37 673979 0.040 −0.00663 −0.00662 0.23 −0.00663 0.37 4885410 0.045 −0.00845 −0.00844 0.23 −0.00845 0.37 38312Tabulka 1.1: Aproximae 1. a 2. °ádu pro drift Va²í£kova proesu, ∆ = 1 den
i ri µ(ri) E(µ1i)

√var(µ1i) E(µ2i)
√var(µ2i)

√var(µ1i)E(µ1i)−E(µ2i)1 0.000 0.00796 0.00667 0.01 0.00769 0.02 122 0.005 0.00614 0.00514 0.01 0.00593 0.02 163 0.010 0.00431 0.00361 0.01 0.00417 0.02 224 0.015 0.00249 0.00209 0.01 0.00240 0.02 395 0.020 0.00067 0.00056 0.01 0.00064 0.02 1466 0.025 −0.00116 −0.00097 0.01 −0.00112 0.02 847 0.030 −0.00298 −0.00250 0.01 −0.00288 0.02 338 0.035 −0.00480 −0.00402 0.01 −0.00464 0.02 209 0.040 −0.00663 −0.00555 0.01 −0.00640 0.02 1510 0.045 −0.00845 −0.00708 0.01 −0.00816 0.02 11Tabulka 1.2: Aproximae 1. a 2. °ádu pro drift Va²í£kova proesu, ∆ = 1 rok
16



V obou tabulkáh jsou ve sloupíh zobrazeny hodnoty deseti zvolenýh sazeb
ri, hodnoty skute£né funke driftu µ(ri) = k(ρ−ri), st°ední hodnoty a sm¥rodatnéodhylky aproximae prvního °ádu a st°ední hodnoty a sm¥rodatné odhylkyaproximae druhého °ádu. V posledním sloupi pak je spo£tený podíl sm¥rodatnéodhylky aproximae 1. °ádu a zlep²ení st°ední hodnoty aproximae 1. °ádu oproti2. °ádu.Je patrné, ºe E(µ2i) je oproti E(µ1i) vºdy blíºe skute£né funki µ(r).Pro ∆ = 1 den je v²ak tento rozdíl nepatrný, naopak pro ∆ = 1 rok uº jerozdíl st°edníh hodnot významný. Nimén¥ sm¥rodatné odhylky aproximaí2. °ádu jsou vºdy vy²²í. Je proto otázkou, zda má smysl pouºívat odhady 2. °ádu,které jsou sie p°esn¥j²í st°ední hodnotou, nimén¥ jejih vy²²í rozptyl m·ºe zp·-sobit v¥t²í hybu. K ilustrai tohoto faktu slouºí poslední sloupe tabulky, kterýp°ibliºn¥ udává, kolik pozorování v daném bod¥ by bylo pot°eba, aby m¥lo smyslpouºítodhady 2. °ádu místo odhad· 1. °ádu (pro N pozorování v daném bod¥ sníºímesm¥rodatnou odhylku pro první °ád na √var(µ1i)/N a pro druhý °ád na√var(µ2i)/N , jelikoº jsou √var(µ1i) i √var(µ2i) oproti E(µ1i) - E(µ2i) tém¥°stejné, pouºijeme pro na²e ú£ely v £itateli zlomku posledního sloupe tabulky√var(µ1i)/N). Je patrné, ºe pro data podkladového Va²í£kova proesu pozorovanás frekvení jednoho dne pro nahrazení odhad· 1. °ádu odhady 2. °ádu pot°ebu-jeme, aby podkladový proes realizoval desetitisíe návrat· do bodu r.Pro ∆ = 1 rok pak podle hodnot v posledním sloupi tabulky 1.2 p°i rozumn¥dlouhé °ad¥ pozorování m·ºeme pouºít odhady 2. °ádu, protoºe tyto odhadyv¥t²inou p°inesou °ádov¥ takové zlep²ení, které odpovídá sm¥rodatné odhyleodhad·.Poznamenejme, ºe ve výpo£teh v obou tabulkáh p°edpokládáme znalost£asu t, kdy proes realizuje hodnotu r a dále hodnotu v £ase t + ∆. Reáln¥ tytoinformae nemáme, a proto pro výpo£et µ(r) a σ(r) pouºíváme vzore (1.14) a(1.15) nebo (1.18) a (1.19) pro výpo£et µ̂(r) a σ̂(r). Rozptyl odhadu 1. °ádu pakje z°ejm¥ (platí i pro BP odhady s jinými wj(r))

N−1∑

j=1

w2
j (r)var( 1

∆
(rj+1 − rj)

)
.Pro dal²í úvahy dokáºeme následujíí jednoduhé Lemma.Lemma 1.1. Pro libovolná wj(r), j = 1, ..., N − 1 platí

N−1∑

j=1

wj(r) = 1 ⇒
N−1∑

j=1

w2
j (r) ≥

1

N − 1
. (1.22)D·kaz. De�nujme Lagrangeovu funki L(w1, ..., wN−1, λ) jako

L(w1, ..., wN−1, λ) =
N−1∑

j=1

w2
j − λ

(N−1∑

j=1

wj − 1

)
.17



Jednotlivé pariální derivae jsou
∂

∂wi
L(w1, ..., wN−1, λ) = 2wi − λ ∀i = 1, ..., N − 1,

∂

∂λ
L(w1, ..., wN−1, λ) =

N−1∑

j=1

wj − 1.Poloºíme-li derivae rovny nule, získáme
w1 = w2 = ... = wN−1 =

λ

2
=

1

N − 1
.Platí tedy, ºe minimum funke∑N−1

j=1 w2
j (r) má hodnotu 1

N−1
, oº odpovídá (1.1).Za pouºití Lemmatu 1.1 dojdeme k záv¥ru, ºe rozptyl odhadu 1. °ádu jevºdy vy²²í neº rozptyl takového odhadu, který byhom získali z N − 1 realizaípodkladového proesu, které nastaly v bod¥ ri a N − 1 realizaí, které nastalyvºdy za £as ∆ (oº je práv¥ 1

N−1
var(µ1i)). Platí totiº (uv¥domme si, ºe roztpylz (1.21) je stejný pro v²ehna ri)

N−1∑

j=1

w2
j (r)var( 1

∆
(rj+1 − rj)

)
≥ 1

(N − 1)
var( 1

∆
(ri+1 − ri)

)
, ∀i.Proto platí, ºe pro pouºití odhadu 2. °ádu je nutné znát minimáln¥ tolik realizaíproesu, kolik jih je v posledním sloupi tabulek. To vylu£uje pouºití odhad·2. °ádu p°i ∆ = 1 den pro rozumn¥ dlouhou °adu pozorování.Simulujme nyní jednu trajektorii Va²í£kova proesu s jiº uvedenými paramet-ry a spo£ítejme st°ední hodnotu a rozptyl µ1(r) a µ2(r) pro takto simulovanýproes. P°edpokládejme, ºe máme k dispozii N realizaí proesu rt, které oz-na£íme r1, r2, ..., rN . Jelikoº pro Stantonovy i pro BP odhady v libovolném bod¥

r platí (rozdíl mezi t¥mito odhady spo£ívá pouze v hodnotáh vah wi(r), kde∑N−1
i=1 wi(r) = 1)

µ1(r) =
N−1∑

i=1

wi(r)µ1,i,

µ2(r) =

N−2∑

i=1

wi(r)µ2,i,po hvíli odvodíme, ºe odhady mají normální rozd¥lení se st°ední hodnotou a
18



rozptylem E(µ1(r)) = E(N−1∑

i=1

wi(r)µ1,i

)
=

N−1∑

i=1

wi(r)E(µ1,i) =

=
1

∆

N−1∑

i=1

wi(r)(ri − ρ)(e−k∆ − 1),var(µ1(r)) = var(N−1∑

i=1

wi(r)µ1,i

)
=

N−1∑

i=1

w2
i (r)var(µ1,i)

=
1

∆2

σ2

2k

(
1 − e−2k∆

) N−1∑

i=1

w2
i (r) (1.23)pro první °ád. Pro druhý °ád pak platíE(µ2(r)) = E(N−2∑

i=1

wi(r)µ2,i

)
=

N−2∑

i=1

wi(r)E(µ2,i) =

=
1

2∆

N−2∑

i=1

wi(r)[4(ri − ρ)(e−k∆ − 1) − (ri − ρ)(e−2k∆ − 1)],

var(µ2(r)) = var(N−2∑

i=1

wi(r)
1

2∆
[4(ri+1 − ri) − (ri+2 − ri)]

)

=
1

4∆2
var(N−2∑

i=1

wi(r)[3(ri+1 − ri) − (ri+2 − ri+1)]

)

=
1

4∆2
var(3w1(r)(r2 − r1) +

+
N−3∑

i=2

(−wi−1(r) + 3wi(r))(ri+1 − ri) − wN−2(r)(rN − rN−1)

)

=
1

4∆2

(
9w2

1(r) +

N−3∑

i=2

(−wi−1(r) + 3wi(r))
2 + w2

N−2(r)

)

σ2

2k

(
1 − e−2k∆

)
. (1.24)Do grafu (1.1) zobrazíme odhady µ1(r) a µ2(r) spolu s pásy spolehlivosti nahladin¥ 95% stanovenými na základ¥ (1.23) a (1.24) pro simulovaný podkladovýVa²í£k·v proes, kde ∆ = 1 rok a N = 10000.
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Graf 1.1: Odhady funkí driftu µ1(r) a µ2(r) simulovaného Va²í£kova proesu,
∆=1 rokZelenou £arou je znázorn¥na skute£ná funke driftu k(ρ − r). Plnou £ernou£arou je znázorn¥n Stanton·v odhad 1. °ádu (1.14) a p°eru²ovanými £arami jsouznázorn¥ny p°íslu²né 95%-ní pásy spolehlivosti stanovené na základ¥ znalostirozd¥lení µ1(r). Stejné veli£iny jsou zobrazeny pro odhad 2. °ádu £ervenou bar-vou. Pásy spolehlivosti pro odhad 2. °ádu jsou výrazn¥ blíºe ke skute£né funki(ta dokone vºdy probíhá tímto pásem).Pokud byhom podobný výpo£et provedli pro ∆ = 1 den, pak v souladus výsledky tabulky 1.1 zjistíme, ºe pro takto krátké delta jsou rozdíly meziE(µ1(r)) a E(µ2(r)) minimální, pro zvy²ujíí se °ád se pouze trohu zvy²ujerozptyl - v grafu by pak plná £erná a £ervená £ára byly t¥ºko rozeznatelné apásy spolehlivosti pro odhad 1. °ádu by byly podmnoºinou pás· spolehlivosti2. °ádu.Obdobn¥ byhom pro velie dlouhá ∆ mohli diskutovat i odhady vy²²íh °ád·,které jsou p°esn¥j²í svou st°ední hodnotou (viz Stanton [35]), av²ak s rostouím°ádem roste i jejih rozptyl. Jelikoº nás v²ak zajímá pouºitelnost odhad· ve sv¥t¥�nan£ní matematiky, kde je v¥t²inou ∆ = 1 den (nebo je²t¥ krat²í) a pro ∆ = 1rok máme vºdy k dispozii pouze krátkou °adu pozorování, je z°ejmé, ºe na²ímúkolem je rozhodnout, zda pouºít 1. nebo 2. °ád.
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1.3.2 Kritéria pro ur£ení °ádu odhadu driftuDoposud jsme v²e ilustrovali na konkrétním Va²í£kov¥ proesu pro odhad driftu.Na základ¥ úvah z p°edhozí kapitoly pak m·ºeme zavést kritéria, na jejihº zák-lad¥ pro dané pozorované realizae libovolného proesu se známým funkionál-ním zápisem ur£íme, který °ád pouºít pro daný jádrový odhad funke driftu nebodifúze. Za£n¥me driftem � kvanti�kujme zp°esn¥ní odhadu driftu 2. °ádu oprotiodhadu driftu 1. °ádu: Z rovnie (1.5) plyne, ºe toto zp°esn¥ní je v bod¥ r rovno
1
2
L2f(r, t)∆. Pro odvození funke driftu je podle (1.10) f(r, t) ≡ r, a proto jeodhad driftu 2. °ádu v bod¥ r p°esn¥j²í o

1

2
L2f(r, t)∆ =

1

2

(
µ′(r)µ(r) +

1

2
µ′′(r)σ2(r)

)
∆.Tento sou£et odpovídá rozdílu E(µ2(r))−E(µ1(r)). Jak jsme v²ak vid¥li, má odhad2. °ádu vy²²í rozptyl neº odhad 1. °ádu (plyne z p°ímo z jeho de�nie). Nemáproto smysl pouºívat odhad 2. °ádu, jestliºe jeho sm¥rodatná odhylka je °ádov¥mnohem vy²²í neº zlep²ení tohoto odhadu. Teprve v p°ípad¥, kdy sm¥rodatnáodhylka odhadu 2. °ádu °ádov¥ odpovídá zlep²ení odhadu, má smysl uvaºovato vy²²ím °ádu. Podmínku pro volbu 2. °ádu v daném bod¥ r proto zavedemetak, aby sm¥rodatná odhylka � Krit2(r) � odhadu 1. °ádu (pro na²e ú£ely jelhostejné, jestli pouºijeme odhylku odhadu 1. nebo 2. °ádu) zp·sobovala men²íhybu neº absene zp°esn¥ní odhadu 2. °ádem � Krit1(r).De�nie 1.7. Hodnoty kritérií pro ur£ení °ádu driftu v daném bod¥ r de�nujemeKrit1(r) =

1

2

(
µ′(r)µ(r) +

1

2
µ′′(r)σ2(r)

)
∆,Krit2(r) =

√var(µ1(r)).V daném bod¥ r pak s odhady 2. °ádu praujeme, jestliºeKrit1(r) > Krit2(r).Nyní se zam¥°íme na odvození Krit1(r) a Krit2(r) pro odhad funke difúze.1.3.3 Kritéria pro ur£ení °ádu odhadu difúzeP°i pouºití odhad· 2. °ádu pro funke difúze je p°i f(r, t) ≡ (r− rt)
2 tento odhadp°esn¥j²í o

1

2
L2f(r, t)∆ =

1

2
L
(
2(r − rt)µ(r) + σ2(r)

)
∆

=
1

2

(
(2µ(r) + 2(r − rt)µ

′(r) + 2σ(r)σ′(r))µ(r) +

+
1

2
(4µ′(r) + 2(r − rt)µ

′′(r) + 2(σ′(r))2 + 2σ(r)σ′′(r)))σ2(r)
)
∆.V konkrétním bod¥ rt pak platí

1

2
L2f(rt, t)∆ =

(
µ2(rt) + σ(rt)σ

′(rt)µ(rt) + µ′(rt)σ
2(rt) +

1

2
(σ′(rt))

2σ2(rt)

+
1

2
σ3(rt)σ

′′(rt)
)
∆. 21



De�nie 1.8. Hodnoty kritérií pro ur£ení °ádu difúze v daném bod¥ r de�nujemeKrit1(r) =
(
µ2(r) + σ(r)σ′(r)µ(r) + µ′(r)σ2(r) +

1

2
(σ′(r))2σ2(r)

+
1

2
σ3(r)σ′′(r)

)
∆,Krit2(r) =

√var(σ2
1(r)).1.3.4 Numeriká ilustraeVzhledem k tomu, ºe se ve výpo£tu Krit1(r) vyskytuje derivae funke µ(r), nelzerozhodování provést pro proes, u kterého není známý funkionální zápis µ(r).Odhadovat µ′(r) z µ(r) nebo µ̂(r) totiº není moºné, nebo´ rozdíl odhadované askute£né hodnoty m·ºe být v n¥kolika °ádeh. Z toho d·vodu provedeme numeri-kou ilustrai na simulovaném Va²í£kov¥ a Cox-Ingersoll-Rossov¥ (CIR) proesu.Pro oba modely je p°i znalosti hodnoty sazby v £ase t známé rozd¥lení sazbyv £ase t + ∆. Pro Va²í£k·v model je toto rozd¥lení normální (1.21), v p°ípad¥CIR modelu pak praujeme s neentrálním χ2 rozd¥lením (podrobnosti viz Brigo,Merurio [9]). Pro odvození Krit1(r) a Krit2(r) konkrétn¥ pot°ebujeme znát hod-noty E[rt+∆|rt = r] a var[rt+∆|rt = r]. Pro Va²í£k·v proes jsou uvedeny v (1.21).Cox-Ingersoll-Ross·v (CIR) model vývoj úrokové sazby popisuje rovnií

drt = k(θ − rt)dt + σ
√

rtdW (t)se známou hodnotou r0. Pro hledané hodnoty pro tento proes pak platí (vizBrigo, Merurio [9])E[rt+∆|rt = r] = re−k∆ + ρ(1 − e−k∆),var[rt+∆|rt = r] = r
σ2

k
(e−k∆ − e−2k∆) + ρ

σ2

k
(1 − e−k∆)2. (1.25)Výpo£et Krit1(r) pro oba modely pro drift i difúzi je snadný. P°ipome¬me,ºe pro CIR proes je µ(r) = k(ρ − r) a σ(r) = σ

√
r. Pro oba modely platíKrit1(r) = −1

2
k2(ρ − r)∆.Krit2(r) pro drift Va²í£kova proesu jsme jiº odvodili v (1.23), platí tedyKrit2(r) =

√√√√ 1

∆2

σ2

2k

(
1 − e−2k∆

)N−1∑

i=1

w2
i (r).Krit2(r) pro CIR model odvodíme obdobn¥, a tak pro dané r dostanemeKrit2(r) =

√√√√ 1

∆2

(
r
σ2

k
[e−k∆ − e−2k∆] + ρ

σ2

k
[1 − e−k∆]2

)N−1∑

i=1

w2
i (r).22



Krit2(r) pro difúzi obou proes· stanovíme na základ¥ rovnostivar(σ2
1(r)) = var(N−1∑

i=1

wi(r)
1

∆
(ri+1 − ri)

2

)

=
1

∆2

N−1∑

i=1

w2
i (r)2var(ri+1 − ri)

(
2(E(ri+1 − ri))

2 + var(ri+1 − ri)
)
, (1.26)kde p°i odvozování rozptylu pouºijeme vztah var(X2) = EX4 − (EX2)2 =

= 2var(X)(2(EX)2 + var(X)). Krit2(r) pak stanovíme dosazením (1.23) a (1.25)do (1.26).Pro difúzi Va²í£kova proesu obdrºímeKrit1(r) = (k2(ρ − r) − kσ2)∆a pro CIR proesKrit1(r) =
[
k2(ρ − r)2 +

1

2
k(ρ − r)σ2 − krσ2 +

1

8
σ4 − 1

8
σ4
]
∆

=
[
k2(ρ − r)2 +

1

2
k(ρ − r)σ2 − krσ2

]
∆.Parametry obou proes· získáme z desetileté historie 3M, 6M, 1Y a 5Y CZKsazeb a následn¥ simulujeme jednu trajektorii kaºdého proesu s 10000 pozoro-váními. Poté provedeme výpo£et Krit1(.) a Krit2(.) pro odhad driftu a difúze avýsledky vykreslíme do graf· 1.2-1.9. Na levém grafu je vºdy znázorn¥n pr·b¥hKrit1(.) a Krit2(.) pro ∆ = 1 den (10000 pozorování tedy odpovídá a 40-letéhistorii). Pro v²ehny varianty vyhází, ºe pouºití odhad· druhého °ádu nenívhodné. Pro výsledky pravého grafu byla zvolena taková frekvene, aby pro n¥k-teré body vy²lo Krit2(.) men²í neº Krit1(.). Pro oba modely je tato frekvene1 rok. Platí tedy, ºe pro data pozorovaná s frekvení 1 m¥sí, 3 m¥síe nebodokone 6 m¥sí· je z hlediska kvality odhadu lep²í z·stat u odhad· 1. °ádu.Je²t¥ siln¥ji to samoz°ejm¥ platí pro data pozorovaná s jednodenní frekvení (oºje ve �nan£ní matematie nejb¥ºn¥j²í pozorovaí frekvene) pro b¥ºný po£et po-zorování (maximáln¥ desítky let). Jelikoº trºní data � hodnoty úrokovýh sazeb� pouºitá v této prái máme k dispozii práv¥ s jednodenní frekvení, v dal²ímpraujeme pouze s odhady prvního °ádu.
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Graf 1.2: Pr·b¥h Krit1 a Krit2 pro drift Va²í£kova a CIR modelu s parametryodhadnutými na základ¥ historie CZK 3M sazeb
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Graf 1.3: Pr·b¥h Krit1 a Krit2 pro difúzi Va²í£kova a CIR modelu s parametryodhadnutými na základ¥ historie CZK 3M sazeb
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Graf 1.4: Pr·b¥h Krit1 a Krit2 pro drift Va²í£kova a CIR modelu s parametryodhadnutými na základ¥ historie CZK 6M sazeb
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Graf 1.5: Pr·b¥h Krit1 a Krit2 pro difúzi Va²í£kova a CIR modelu s parametryodhadnutými na základ¥ historie CZK 6M sazeb
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Graf 1.6: Pr·b¥h Krit1 a Krit2 pro drift Va²í£kova a CIR modelu s parametryodhadnutými na základ¥ historie CZK 1Y sazeb
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Graf 1.7: Pr·b¥h Krit1 a Krit2 pro difúzi Va²í£kova a CIR modelu s parametryodhadnutými na základ¥ historie CZK 1Y sazeb
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Graf 1.8: Pr·b¥h Krit1 a Krit2 pro drift Va²í£kova a CIR modelu s parametryodhadnutými na základ¥ historie CZK 5Y sazeb
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Graf 1.9: Pr·b¥h Krit1 a Krit2 pro difúzi Va²í£kova a CIR modelu s parametryodhadnutými na základ¥ historie CZK 5Y sazeb
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1.4 Konvergene odhad·: vhodná volba parametr·a metody vyhlazováníV kapitole 1.1. jsme krom¥ rozd¥lení odhad· na 1. a 2. °ád popisovali i rozd¥lení nadvojité vyhlazování (BP odhady) a jednoduhé vyhlazování (Stantonovy odhady).Pro kvalitní aplikai odhad· je nutné diskutovat konvergeni t¥hto odhad·ke skute£ným hodnotám, ur£it metodu vyhlazování a vhodné vyhlazovaí paramet-ry. Problematie konvergene neparametrikýh odhad· je jiº v¥nován £lánekFlorens-Zmirou [16] z roku 1993. V tomto £lánku autorka pro jeden konkrétnítyp neparametrikého odhadu dokázala, za jakýh podmínek konverguje odhadfunke difúze na �xním £asovém úseku p°i zkraujíím se ∆. O £ty°i roky pozd¥jibylo nap°. v £lánku Jiang-Knight [22] diskutováno, ºe obdobn¥ konstruovanýodhad funke driftu na �xním £asovém úseku pro zkraujíí se ∆ diverguje anení jej tak moºné identi�kovat. Výzkum konvergene neparametrikýh odhad·pro stohastiké proesy je zavr²en ve zmi¬ovaném £lánku Bandi-Phillips [5]z roku 2002. �lánek de�nuje odhady funkí driftu i difúze pro ²irokou t°ídu jader(viz P°edpoklady II.) a dokazuje, ºe tento obený odhad (Stanton·v i Bandi-Phillips·v) funke difúze za ur£itýh podmínek konverguje s.j. na �xním £asovémúseku pro zkraujíí se ∆ a odhad funke driftu v tomto p°ípad¥ diverguje.Odhady driftu a difúze pak na prodluºujíím se £asovém úseku T se sou£asn¥se zkraujíím £asovým krokem ∆ za ur£itýh podmínek (d·leºitá je zejménarekurene proesu) konvergují s.j. �lánek uvádí i asymptotiké rozd¥lení t¥htoodhad·. Zn¥ní v²eh t¥hto v¥t je uvedeno v Dodatku s ozna£ením A.2 � A.7.Pro praktikou aplikai je nutné si uv¥domit, ºe ob¥ podmínky nutné pro kon-vergeni driftu, tedy zkraujíí se ∆, a nade v²ehny meze se zvy²ujíí T i jednapodmínka pro konvergeni difúze, tedy zkraujíí se ∆, jsou v praxi omezujíí,protoºe v daném £asovém okamºiku, ke kterému heme získat odhady, mámek dispozii vºdy kone£ný po£et historikýh pozorování. Délku T nem·ºemezvy²ovat do nekone£na, protoºe jsme omezeni délkou historie pozorovanýh sazeb,která v nejlep²ím p°ípad¥ bývá n¥kolik desítek let. Interval mezi pozorováními lzev¥t²inou zkrátit na jeden praovní den, v p°ípad¥ vysokofrekven£níh dat (£asová°ada jednotlivýh kotaí tv·r· trhu) pak i na n¥kolik sekund. Taková data jsouv²ak velie t¥ºko dostupná, velmi zat¥ºují výpo£etní prost°edí a vyskytuje sev nih idiosynkratiká sloºka, která naru²uje kvalitu odhadu. Pokud tedy nemámek dispozii vysokofrekven£ní data, pouºíváme v¥t²inou n¥kolikaletou historiidenníh �xaí jednotlivýh pozorování � dohromady tedy °ádov¥ tisíe pozorování(jejih po£et málokdy p°ekro£í 10000, kdy je nutné mít k dispozii 40-letou his-torii).Co se týká volby metody vyhlazování, plyne z uvedenýh v¥t, ºe pro vhodnévolby parametr· v p°ípad¥ dvojitého vyhlazování m·ºeme dosáhnout ryhlej²íasymptotiké konvergene neº v p°ípad¥ jednoduhého vyhlazování. V této kapi-tole diskutujeme, jak zvolit parametry funkí odhadu tak, abyhom doílili spln¥níp°edpoklad· p°íslu²nýh v¥t o konvergeni a doílili o nejryhlej²í konvergeneodhad·. 28



1.4.1 Volba parametru hKlí£ovým úkolem p°i pouºívání neparametrikýh odhad· je vhodná volba vyhla-zovaího parametru h (a v p°ípad¥ dvojitého vyhlazování i ε). Vzhledemk d·kaz·m v¥t A.1 - A.7 v Dodatku odpovídá h vyhlazovaímu parametru nepara-metrikého odhadu hustoty hronologikého lokálního £asu. Nejlépe vhodnostpouºití konkrétní hodnoty posoudíme optiky, nimén¥ v praxi to z kapaitníhd·vod· není moºné, a proto pro stanovení parametru vyhlazování pouºijemen¥které tzv. automatiké metody (viz nap°. Pagan, Ulah [30]). Takto získanýparametr pak pouºijeme i pro odhady funkí driftu a difúze. Na grafeh 1.10vidíme odhady funkí driftu a difúze pro historii 6M CZK sazeb pro 4 metodyur£ení parametru h:1. Sott � Sottova metoda (parametr je tém¥° lineární funkí N− 1
5 ).2. Uv � Metoda nevyhýlené k°íºové validae (unbiased ross-validation).3. Bv � Metoda vyhýlené k°íºové validae (biased ross-validation).4. SJ � Metoda popsaná autory Sheather & Jones v roe 1991.
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Graf 1.10: Porovnání výsledk· pro r·zné metody výpo£tu vyhlazovaíhoparametruNa základ¥ vyobrazenýh odhad· dosp¥jeme k p°ekvapujíímu zji²t¥ní,ºe sloºit¥j²í metody "p°ehlazují" a nejlep²íh tvar· funke driftu i difúze takdosáhneme pouºitím nejjednodu²²í - Sottovy - metody, kdy
h = 1.06 ∗min(√var(r1, ..., rN),

Q75%(r1, ..., rN) − Q25%(r1, ..., rN)

1.34

)
N− 1

5 ,(1.27)29



kde Qp(r1, ..., rN) je výb¥rová kvantilová funke v bod¥ p a pro výb¥r r1, ..., rN .Parametr h proto stanovíme pouze podle tohoto vzore. Dodejme, ºe v dal²ímkrom¥ jednoduhého vyhlazování praujeme i s vyhlazováním dvojitým. Na zák-lad¥ analogiké numeriké studie dostaneme i pro dvojité vyhlazování pro parametr
h stejné záv¥ry.1.4.2 Jednoduhé versus dvojité vyhlazování, volba εZe zn¥ní v¥t A.3 - A.7 plyne, ºe za ur£itýh podmínek pro h a ε Bandi-Phillipsovyodhady konvergují ke skute£né funki ryhleji neº Stantonovy odhady. V uvedenékonvergen£ní teorii vystupuje funke θ(φ), kde pro φ platí hN,T /εN,T → φ > 0.Pro Gaussovo jádro K(s) máme

θ(φ) = 0.5

∫ ∞

−∞

∫ (z+1)/φ

(z−1)/φ

∫ (z+1)/φ

(z−1)/φ

K(a)K(e)dz da de

= 0.5

∫ ∞

−∞

(∫ (z+1)/φ

(z−1)/φ

1√
2π

e−
a2

2 da

)(∫ (z+1)/φ

(z−1)/φ

1√
2π

e−
e2

2 de

)
dz

= 0.5

∫ ∞

−∞

(
Φ
(z + 1

φ

)
− Φ

(z − 1

φ

))2

dz. (1.28)Ilustrujme nyní rozdíl mezi konvergení jednoduhého a dvojitého vyhlazovánína p°íkladu simulovaného Va²í£kova modelu s parametry z kapitoly 1.3.1 prodobu pozorování 5 let. Parametry h a ε jsou stanoveny podle teorie uvedenév této kapitole. Na základ¥ jádrovýh odhad· pro funki difúze vykreslímev grafu 1.11 pr·b¥h funke difúze pro BP a Stantonovy odhady. Dále do grafuvykreslíme pásy spolehlivosti o spolehlivosti 99% pro jednoduhé i dvojité vyhla-zování. Interval spolehlivosti podle A.6 pro σ̂(r) (dvojité vyhlazování) je ve tvaru(difúzní funke je v p°ípad¥ Va²í£kova proesu konstanta, proto pí²eme pouze σ)
(

σ − σ2

√
2θ(φ)∆

εLr(T, r)
u99%, σ + σ2

√
2θ(φ)∆

εLr(T, r)
u99%

)
, (1.29)kde u99% je kvantilová funke normovaného normálního rozd¥lení v bod¥ 99%.Jelikoº pro striktn¥ staionární proes platí Lr(T,r)

T

s.j.−−→ f(r), kde f(r) je sta-ionární hustota daného proesu, a Va²í£k·v proes je striktn¥ staionární sestaionární hustotou (viz nap° Brigo, Merurio [9])
f(r) =

1√
πσ2/k

e
− (r−ρ)2

σ2/k(odpovídá hustot¥ normálního rozd¥lení N(ρ, σ2

2k

)
), je hledaný interval spolehlivostiv bod¥ r pro σ̂(r) ve tvaru

(
σ − σ2

√
2θ(φ)

εNf(r)
u99%, σ + σ2

√
2θ(φ)

εNf(r)
u99%

)
. (1.30)30



Pro σ(r) pak je interval spolehlivosti podle A.7
(

σ − σ2

√
4K2

hNf(r)
u99%, σ + σ2

√
4K2

hNf(r)
u99%

)
, (1.31)kde pro Gaussovo jádro K(.) platí K2 =

∫∞
−∞ K2(s)ds = 1
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Graf 1.11: Srovnání odhad· dvojitého a jednoduhého vyhlazování pro simulovanýVa²í£k·v proesJe z°ejmé, ºe dodate£ný parametr ε poskytuje vy²²í kvalitu odhadu, která jepatrná vizuáln¥ i za pouºití veli£iny MSE (mean squared error), oº je pr·m¥rnákvadratiká odhylka mezi skute£nou a odhadnutou hodnotou funke v p°edemde�novanýh hodnotáh na ose x). Pro dvojité vyhlazování jsou pásy spolehlivostipro kaºdý bod na ose x uº²í neº pro jednoduhý p°ípad.Oben¥ platí, ºe dvojité vyhlazování je vhodn¥j²í pouºít, pokud je sm¥rodatnáodhylka asympotikého rozd¥lení µ̂(N,T )(r)−µ(r) (nebo σ̂2
(N,T )(r)−σ2(r)) men²íneº pro jednoduhé vyhlazování, tedy kdyº (viz v¥ty v Dodatku)

1

2

θ(φ)

ε
<

K2

h
=

1

2h
√

π
.P°edpokládejme, ºe φ = h/ε (je to nejjednodu²²í zp·sob, jak získat ε, který lzesou£asn¥ pouºít v konvergen£ní teorii). Zave¤me veli£inu R, která slouºí jakokritérium pro volbu dvojitého vyhlazování.De�nie 1.9. Veli£inu R pro dané vyhlazovaí parametry h a ε de�nujeme jako

R :=
√

πθ
(h

ε

)h

ε
=

√
πθ(φ)φ.Dvojité vyhlazování pak pouºijeme, práv¥ kdyº

R =
√

πθ(φ)φ < 1.31
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Graf 1.12: Pr·b¥h funke θ(φ)φ pro Gaussovo jádroV grafu 1.12 je znázorn¥n pr·b¥h funke θ(φ)φ, ze kterého m·ºeme na prvnípohled usuzovat, ºe pro �xní h lze minimalizae sm¥rodatné odhylky (kteráje v daném bod¥ r lineární funkí práv¥ θ(φ)φ) odhad· dvojitého vyhlazovánídosáhnout minimalizaí φ. Uv¥domíme-li si v²ak, ºe pro φ −→ 0+ platí ε −→ ∞,a ºe pro velmi vysoká ε jsou BP odhady degenerované (odhad je konstanta ∀r),je z°ejmé, ºe φ nelze libovoln¥ sniºovat. Veli£ina ε by m¥la být nastavena tak, abypro kaºdý bod pokrývala rozumný po£et pozorování. K vyjád°ení míry tohotopokrytí pouºijeme veli£iny mi, i = 1, ..., N de�novanou v (1.17).V dal²ím praujme s konkrétními hodnotami, tedy s historií CZK výnosovék°ivky z kapitoly 1.2. Veli£in mi pak máme (po£et splatností)*N . Jednotlivé
mi, i = 1, ...N pak zpr·m¥rujeme a pod¥límeN a dostaneme tak jednoho reprezen-tanta m míry pokrytí pro elou historii výnosové k°ivky.Analyzujme nyní závislost hodnoty R a hodnoty m na m¥níím se φ pro dané
h stanovené podle (1.27). Poznamenejme, ºe první závislost platí oben¥, druházávislost je ovlivn¥na konkrétními daty. Do tabulky 1.3 vypí²eme pro φ=0.1, 0.2,... 2.0 hodnotu p°íslu²ného R a m a na jejih základ¥ pak stanovíme optimálnívolbu ε v závislosti na h.
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φ R m (v %)0.1 0.17 83.400.2 0.31 55.800.3 0.44 44.600.4 0.55 37.800.5 0.64 32.700.6 0.71 28.900.7 0.76 25.600.8 0.80 23.400.9 0.84 21.601.0 0.86 19.701.1 0.88 17.601.2 0.90 16.501.3 0.91 15.601.4 0.92 14.701.5 0.93 14.101.6 0.94 13.301.7 0.95 12.801.8 0.95 12.101.9 0.96 11.402.0 0.96 10.80Tabulka 1.3: Hodnoty veli£iny R a m v závislosti na φVidíme, ºe pro φ > 1.7 je p°idaná hodnota dvojitého vyhlazování velmi malá� intervaly spolehlivosti se zkrátí o mén¥ neº 5%. Pro velmi malá φ pak siem·ºeme doílit velmi významného sníºení asymptotiké sm¥rodatné odhylkyodhadu, av²ak výsledný odhad uº je velmi p°ehlazený (vysoké ε zahrnuje i velmivzdálená pozorování). Z toho d·vodu byhom m¥li zvolit na základ¥ m takovénejmen²í φ, kde ε = h/φ poskytne rozumný odhad. Pokud za rozumný odhadpovaºujeme odhad, který pro dané r pomoí ε v pr·m¥ru zahrne p°ibliºn¥ 25%v²eh pozorování, vyhází, ºe pro zvolenou historii jednotlivýh sazeb zvolíme φrovno 0.7, a proto
ε =

h

0.7
. (1.32)Sm¥rodatná odhylka se pak podle v¥t A.3 - A.7 oproti jednoduhému vyhlazovánízmen²í o 24%.Pro názorn¥j²í pohopení, jak mohou odhady µ(.) a σ(.) vypadat, stanovímepodle d°íve uvedenýh záv¥r· dvojitým vyhlazováním odhady pro historii 6MCZK sazby. Vývoj této sazby je znázorn¥n na grafu 1.13. Gra�ké znázorn¥níodhad· obou funkí pak je zahyeno v grafeh 1.14. Uv¥domme si, jak sloºitétvary funkí dokáºe tato metoda zahytit oproti jednoduhým p°edpoklad·mVa²í£kova i CIR modelu, kdy drift je lineární funke a difúze je konstanta (Va²í£k·vmodel) nebo parabola (CIR model). 33
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Graf 1.13: Historie 6M CZK sazby
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Graf 1.14: Jádrové odhady driftu a difúze 6M CZK sazby stanovené dvojitýmvyhlazováním
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1.4.3 P°edpoklady v¥t o konvergeniPro preizní aplikai záv¥r· v¥t A.3 a A.6 byhom m¥li ov¥°it v²ehny jejih p°ed-poklady. Z de�nie hN,T podle (1.27) a ze stanovení εN,T podle (1.32)(v rámi této kapitoly tyto veli£iny uvádíme s indexy N, T ) je z°ejmé, ºe ∀r ∈ Dplatí hN,T → 0, εN,T → 0 a hN,T /εN,T → φ > 0. Tedy byhom m¥li je²t¥ ov¥°it,ºe 1. Lr(T,r)
hN,T

(∆N,T log(1/∆N,T ))1/2 = os.j.(1),2. hN,T Lr(T, r)
s.j.−−→ ∞,3. h5

N,T Lr(T, r) = os.j.(1).Tento problém byl zatím °e²en pouze v £lánku Bandi, Corradi, Molohe [8],který navrhuje ur£itý empiriký aparát na ov¥°ení platnosti jednotlivýh tvrzenío konvergeni � konkrétn¥ pomoí r·znýh statistikýh test· ov¥°uje, zda jsou
Lr(T,r)
hN,T

(∆N,T log(1/∆N,T ))1/2 a h5
N,T Lr(T, r) dostate£n¥ "malé", a zda hN,T Lr(T, r)je dostate£n¥ "velké". Pro praktikou aplikai tyto postupy v²ak nejsou pouºitelné.Uv¥domme si, ºe konvergeni daného odhadu pot°ebujeme kv·li tomu, abyhompro dostate£n¥ vysoký po£et pozorování získali odhad, který je dostate£n¥ blízkoodhadované hodnot¥. Pro konvergeni na²ih odhad· pot°ebujeme malé ∆ a velké

N . Hodnotu ∆ máme p°i praktikýh aplikaíh malou (1 den), av²ak konstantnípro zvy²ujíí se N . V takovém p°ípad¥ nikdy nem·ºeme ov¥°it platnost uvedenýht°í tvrzení o konvergeni, oº si ukáºeme na p°íklad¥:Uvaºujme striktn¥ staionární proes rt, který pozorujeme s libovoln¥ krátkým,nimén¥ konstantním krokem ∆, av²ak po£et pozorování m·ºeme zvy²ovat donekone£na. Podle V¥ty A.2 platí Lr(T,r)
T

s.j.−−→ f(r). P°i snaze o ov¥°ení prvníhotvrzení o konvergeni pak dostaneme
Lr(T, r)

hN,T
(∆N,T log(1/∆N,T ))1/2 ≈ Tf(r)

hN,T
konst. ≈ O(N)

hN,T
konst. −−−→

N→∞
∞ (1.33)Uvedená konvergene je z°ejmá, protoºe pro zvy²ujíí se po£et pozorování platí

hN,T −→ 0. Pak ov²em pro �xované (av²ak libovoln¥ malé) ∆ dohází k para-doxu, protoºe zkoumaný zlomek konverguje vºdy k nekone£nu místo k nule.P°i konstantním ∆N,T (které z hlediska konvergene m·ºeme povaºovat za velmimalé) a velmi dlouhé historii pozorování pak dostaneme velmi vysokou hodnotu
Lr(T,r)
hN,T

(∆N,T log(1/∆N,T ))1/2. Obdobný problém nastává i p°i ov¥°ení t°etí kon-vergene.Zmín¥né p°edpoklady v¥t proto nemá smysl ov¥°ovat a v¥rohodnost odhad·funkí driftu a difúze je vhodné posuzovat jednak podle jejih gra�kého zná-zorn¥ní (viz grafy 1.14) a jednak podle elkovýh záv¥r· na²í teorie � na zák-lad¥ odvozenýh neparametrikýh odhad· vytvo°íme model pro °ízení úrokovéhorizika a výsledky této aplikae ov¥°íme zp¥tným testováním, které potvrdí fun-gování této teorie a tak i nep°ímo prokáºe konvergeni funkí driftu a difúze.35



Kapitola 2Aplikae neparametrikýh odhad·v °ízení rizik
2.1 Míry trºního rizika a jejih výpo£etMezi pouºívané míry rizika pat°í volatilita, itlivostní ukazatele (Delta, Gamma,Vega, atd.), VaR, TVaR a spektrální míry rizika. Zatímo první dv¥ jmeno-vané jsou relativn¥ snadno spo£itatelné, dal²í t°i siln¥ závisí na p°edpokladeh,na jejihº základ¥ je modelováno rozd¥lení eny p°íslu²ného instrumentu neboportfolia. V této kapitole na základ¥ teorie z první kapitoly popí²eme novoumetodu, jak tyto veli£iny stanovit a zp¥tným testováním pro VaR a TVaR ov¥°íme,zda tyto odhady poskytují kvalitní informai o mí°e podstupovaného rizika.Dále spo£ítáme tzv. spektrální míru rizika pro danou funki averze k riziku.Pro p°ipomenutí uve¤me, ºe VaR (Value at Risk) je maximální ztráta na trºníhodnot¥ instrumentu nebo portfolia, která m·ºe nastat za daný £asový interval(nap°. 1 den, 1 rok), odhadnutá s ur£itou pravd¥podobností spolehlivosti (nap°.99%). O£ekávaná extrémní ztráta TVaR (Tail Value at Risk), n¥kdy téº zvanýCVaR (Conditional Value at Risk) nebo Expeted Shortfall je pak dopl¬kemVaR slouºíí ke kvanti�kai pr·m¥rné hodnoty t¥h ztrát, které jsou v¥t²í neºVaR (nastanou tedy s men²í pravd¥podobností neº nap°. 1%).De�nie 2.1. Neh´ L je náhodná veli£ina reprezentujíí ztráty na daném port-foliu a F (x),−∞ < x < ∞ a q(p), 0 < p < 1 jsou její distribu£ní a kvantilováfunke. Je-li F (x) spojitá, pak de�nujemeVaRp = q(p),TVaRp = E[L|L > VaRp] =

1

1 − p

∫ 1

p

q(p)dp =

=
1

1 − p

∫ ∞VaRp

ℓdF (ℓ). (2.1)Poznamenejme pro p°ehlednost, ºe L v této prái zna£í ztrátu, zatímo PL(pro�t & loss) zna£í zisk, platí tedy L = -PL.Existuje °ada metod, jak tyto veli£iny stanovit (viz nap°. Jorion [24] z roku2011. P°i kaºdé z t¥hto metod musíme pro p°íslu²né rizikové faktory ovliv¬ujíí36



eny �nan£níh instrument· stanovit hypotézu, která matematiky popisuje jejihhování. V¥t²inou se jedná o parametriké metody, kdy hypotéza o vývoji faktor·má ur£itý matematiký zápis s neznámými parametry a jedním z hlavníh úkol·pro výpo£et m¥r rizika tak je parametrizae t¥hto model· � v¥t²inou za pouºitíhistorikýh dat. Nap°. tradi£ní Monte Carlo metody vyuºívají pro modelováníjednotlivýh rizikovýh faktor· simulae na základ¥ stohastikýh difereniálníhrovni, kde jsou v²ak konkrétní driftová a difúzní funke relativn¥ jednoduhé aobsahují v¥t²inou jen jeden nebo dva parametry. Jak jiº bylo uvedeno v úvodu tétopráe, takový p°ístup p°irozen¥ sniºuje p°esnost kone£ného výsledku a m·ºe výz-namn¥ podhodnotit riziko daného portfolia, protoºe daný model nemusí odpoví-dat realit¥. Z toho d·vodu je ºádouí nalézt takový model, který je postaven nao nejslab²í hypotéze. Toho m·ºeme doílit pouºitím jádrovýh odhad· driftua difúze z první kapitoly. Ani tímto p°ístupem se v²ak nevyhneme je²t¥ jednézáludnosti p°i kvanti�kai rizika: V¥t²inou praujeme s nejlep²ími odhady funkídriftu a difúze, které nemusí odpovídat skute£ným funkím, a jejih pouºitím takop¥t m·ºeme riziko podhodnotit. Z toho d·vodu zavedeme intervalové odhadyt¥hto funkí a na jejih základ¥ zkonstruujeme intervalový odhad pro VaR, TVaRi spektrální míru rizika. V dal²ím proto popí²eme tzv. metodu neparametrikéMC simulae. Nepouºíváme název pouze neparametriká simulae, protoºe provýpo£et VaR se jiº jedna neparametriká metoda pouºívá a nazývá se historikásimulae.Oben¥ se výpo£et VaR a TVaR (p°esn¥ji odhad· VaR a TVaR, nimén¥v dal²ím pro p°ehlednost nerozli²ujeme mezi odhadem a skute£nou hodnotou VaRa TVaR) pro simula£ní tehniky provádí v n¥kolika kroíh: Nejprve nasimulu-jeme rozd¥lení jednotlivýh rizikovýh faktor·, na základ¥ tohoto rozd¥lení ur£ímerozd¥lení PLi � tedy zisku (je-li s kladným znaménkem) nebo ztráty (je-li se zá-porným znaménkem) eny instrumentu nebo portfolia p°i simulované zm¥n¥ fak-tor· � i = 1, ..., N (N je po£et simulaí) a nakone ur£íme ob¥ veli£iny v bod¥ p(tedy pro danou pravd¥podobnost p):VaRp = Qp(−PLi, i = 1, ..., N),TVaRp =

∑N
i=1(−PLi)I{−PLi>VaRp}∑N

i=1 I{−PLi>VaRp}
. (2.2)Spektrálním mírám rizika se zde nev¥nujeme, nebo´ pro n¥ nelze provád¥t zp¥tnétestování. Je pro n¥ vy£len¥na speiální podkapitola 2.2.5.Co se týká vývoje metod výpo£tu VaR, pouºívají se pom¥rn¥ dlouho pouzestandardn¥ uznávané metody. V odborné literatu°e se ob£as objevují teorie naspo£tení VaR, které v²ak nejsou praktiky vyuºitelné. Nap°íklad Park [31] seteorii výpo£tu VaR v¥nuje v souvislosti s tzv. prostorovou analýzou (spatialanalysis) nestaionárníh proes·. Podstatou jeho £lánku je roz²í°ení pojmu sta-ionární hustoty na nestaionární proesy. Distribu£ní funke Π(x) odpovída-jíí staionární hustot¥ pak má ve sv¥t¥ nestaionárníh proes· sv·j prot¥j²ekv podob¥ tzv. prostorové distribu£ní funke (spatial distribution funtion) Λ(T, x),kterou pomoí lokálního £asu de�nujeme pro proes X

Λ(T, x) = E

(∫ T

0

1{Xt<x}dt

)
=

∫ T

0

P (Xt ≤ x)dt,37



kde T je £as. Funke Λ(T, x) pak odpovídá integrování jednotlivýh distribu£níhfunkí pro náhodné veli£iny Xt, které jsou realizovány v jednotlivýh bodehintervalu (0, T ).Jsou-li zm¥ny v trºní en¥ portfolia reprezentovány staionárním proesemPLt, stanovíme snadno VaRp z rovnie
Π(VaRp) = P (PLt ≤ −VaRp)dt = p. (2.3)Je-li v²ak PLt nestaionární proes, rovnie (2.3) není pouºitelná a my musímep°ejít k prostorovné analýze a ur£it VaRp podle

Λ(1,VaRp) =

∫ 1

0

P (PLt ≤ −VaRp)dt = p.�lánek pak poskytuje nástroje, jak tuto rovnii °e²it na základ¥ znalosti his-torikýh pozorování proesu PLt. Celá tato teorie je v²ak z praktikého hlediskanepouºitelná, protoºe PLt se nedá pro ú£ely °ízení rizik povaºovat za náhodnýproes, jehoº budouí realizae lze ur£it z historikýh pozorování. Nap°. pro ú£elyzaji²´ování totiº pot°ebujeme ur£it, jak se p°i zm¥n¥ sloºení portfolia m¥ní PLt(a následn¥ VaRp), a proto teorie prostorové analýzy v takovém p°ípad¥ postrádásmysl.Nyní ve stru£nosti popí²eme metodiku historiké simulae, protoºe její výsledkypouºíváme p°i numeriké ilustrai. V dal²í podkapitole pak oben¥ popí²ememetodiku Monte Carlo simulaí a výhody a nevýhody jednotlivýh p°ístup·stanovení VaR a TVaR. V podkapitole 2.1.3 pak popí²eme teoretiký rámenavrhované Neparametriké MC simulae. V kapitole Numeriká ilustrae za po-moí zp¥tného testování zkoumáme jeho vlastnosti.Jak je jiº uvedeno v Úvodu, je aparát podkapitol 2.1.1 a 2.1.2 p°evzatý (jednáse o standardn¥ pouºívané metody výpo£tu VaR, viz nap°. Jorion [24]), £ástkonvergen£ní teorie je pak p°evzata z Bandi-Phillips [5] (pouºité v¥ty a de�niejsou v Dodatku). Ostatní my²lenky jsou p·vodní.2.1.1 Historiká simulaeAlgoritmus metody historiké simulae je jednoduhý: V prvním kroku se oenípoºadovaná pozie aktuálními trºními hodnotami úrok·, en, volatilit atd.Ve druhém kroku jsou z aktuálníh hodnot trºníh faktor· a jejih relativníhhistorikýh zm¥n (pertubaí) vypo£teny hypotetiké hodnoty (soubor hodnot,které by mohly nastat následujíí den). T¥mito hypotetikými hodnotami jeoen¥na poºadovaná pozie (v p°ípad¥, ºe je simula£ní interval nastaven na 730kalendá°níh dní, existuje asi 520 poteniálníh zm¥n pro kaºdý rizikový faktora tudíº i 520 novýh reálnýh hodnot pozie). Následným ode£tením novýh hy-potetikýh reálnýh hodnot od p·vodní trºní hodnoty z prvního kroku dostanemeasi N = 520 poteniálníh zm¥n PL výsledk·. Tato PL pak vytvá°í simulovanérozd¥lení trºníh zm¥n portfolia. Ve t°etím kroku jiº stanovíme podle (2.2) VaR iTVaR, nimén¥ je nutné mít na pam¥ti, ºe p°i dvouleté historii (520 pozorování)a 99% hladin¥ spolehlivosti je TVaR stanoven jako pr·m¥r pouze p¥ti hodnot.38



Mezi výhody historiké simulae pat°í zahrnutí historikýh skok· rizikovýhfaktor· (d·leºité zejména b¥hem �nan£ní krize) a jiº zmín¥ná nezávislost na p°ed-pokladeh o jejih statistikém rozd¥lení, tedy není nutné odhadovat volatility akorelae nebo jiné parametry.Nevýhodou je, ºe se metoda nespoléhá na spei�ké p°edpoklady o mode-leh odhad· nebo na stohastiké struktury trhu. Dal²í nevýhodou je nemoºnoststanovení VaR na del²í období neº 1 den. V praxi se VaR na taková období(1 m¥sí, 1 rok) získají prostým p°e²kálováním jednodenního VaR za p°edpokladunormálního rozd¥lení ztrát. Tento p°edpoklad v²ak v¥t²inou není p°íli² reálný aje v metodikém rozporu s neparametrikým p°ístupem. Dále platí, ºe výsledekm·ºe velmi siln¥ záviset na déle zvoleného historikého období.2.1.2 Monte Carlo simulaePro výpo£et rizikovýh veli£in Monte Carlo metodami pouºíváme k výpo£turizikovýh veli£in velké mnoºství simulaí vývoje eny portfolia. Po£et simulaíz (2.2) pak bývá na rozdíl od Historiké simulae velmi vysoký (min. 10000).Ur£itou nevýhodou této metody je její výpo£tová náro£nost p°i nevhodnévolb¥ výpo£etního software. Zejména pro získání spolehlivého odhadu TVaR nahladin¥ spolehlivosti 99% je totiº pot°eba minimáln¥ 10000 simulaí.Mezi hlavní výhody pat°í moºnost odhadnout míry rizika pro del²í dobudrºení bez nutnosti p°edpokladu normálního i.i.d. rozd¥lení ztrát. Míry rizika prodel²í dobu drºení (1 m¥sí, 1 rok) se pouºívají nap°. pro °ízení rizika bankovníknihy. Pozie banky lze rozd¥lit na obhodní a bankovní knihu. Obhodní knihazahrnuje takové nástroje, které jsou zám¥rn¥ drºené pro krátkodobý op¥tovnýprodej nebo nástroje drºené se zám¥rem vyuºívat skute£nýh nebo o£ekávanýhkrátkodobýh enovýh rozdíl· mezi kupní a prodejní enou. Z de�nie vyplývá, ºeriziko obhodní knihy je vhodné sledovat £asto (kaºdý den) a za pouºití m¥r rizikas krátkou dobou drºení (denní VaR, denní TVaR). Bankovní kniha v²ak zahrnujetrºní riziko plynouí zejména z pozi klientskýh vklad· a úv¥r·. Je z°ejmé, ºetoto riziko není pot°eba monitorovat kaºdý den, v¥t²ina bank ho vyhodnouje nam¥sí£ní bázi na výboreh �ízení aktiv a pasiv. Na tento výbor v²ak nemá smyslreportovat míry rizika s jednodenní dobou drºení, av²ak spí²e s m¥sí£ní, p°ípadn¥ro£ní dobou drºení. Jak uº bylo uvedeno, tyto míry rizika m·ºeme získat po-moí Monte Carlo simulaí p°ímo (simulaemi získáme jednom¥sí£ní ztráty, zekterýh spo£teme m¥sí£ní VaR a TVaR), zatímo nap°. metodou historiké simu-lae musíme nejprve stanovit denní VaR a z n¥j dopo£ítat m¥sí£ní VaR (v¥t²inouse tak d¥j práv¥ za p°epodkladu normálního i.i.d rozd¥lení ztrát, tedy p°ená-sobením odmoninou z po£tu praovníh dní daného m¥síe).Dal²í výhodou pak je výpo£et TVaR z dostate£n¥ vysokého po£tu hodnot (narozdíl od historiké simulae k jeho ur£ení p°i elkovém po£tu 10000 simulaí na99% hladin¥ pouºijeme 100 simulaí).Neparametriká MC simulae (podrobn¥ je popsána v 2.1.3) pak má je²t¥ dal²ívýhody: na rozd¥lení rizikovýh faktor· jsou kladeny minimální p°edpoklady adále máme moºnost stanovení interval· spolehlivosti pro míry rizika (podrobn¥je popsáno v 2.1.4). 39



Výhody (+) a nevýhody (-) jednotlivýh zmi¬ovanýh metod jsou shrnuty vtabule 2.1. Parametriké Historiká NeparametrikáMC simulae simulae MC simulaeHypotéza statistikého rozd¥lení,pot°eba parametrizae - + +Existene stohastiké sloºky + - +Výpo£et VaR na del²í obdobíbez ²kálování odmoninou £asu + - +Výpo£et VaR pro velmi vysokéhladiny spolehlivosti + - +Výpo£tová náro£nost - + -Výpo£et TVaR z dostate£n¥vysokého po£tu hodnot + - +Stanovení intervalu spolehlivostipro VaR a TVaR + - +Zahrnutí skok· - + -Tabulka 2.1: Výhody a nevýhody jednotlivýh metod pro výpo£et VaR a TVaRP°ejd¥me nyní k matematikému popisu výpo£tu m¥r rizika novou navrho-vanou metodou.2.1.3 Teoretiký ráme neparametriké MC simulaeHodnoty budouíh sazeb simulujeme pomoí Eulerovy diskretizae rovnie (1.2)s BP odhady 1. °ádu µ(.) a σ(.) stanovené pomoí teorie z kapitoly 1, kdy
rt+∆ = rt + µ̂(r)∆ + σ̂(r)Z

√
∆, Z ∼ N(0, 1), ∆ = 1 den. (2.4)Pro obený výpo£et m¥r rizika nevysta£íme pouze s teoretikou okamºitouúrokovou sazbou, p°ípadn¥ s krátkou sazbou pen¥ºního trhu, protoºe pot°ebu-jeme zkonstruovat rozd¥lení elé výnosové k°ivky. Teorie uvádí, ºe libovolné sazbyse splatností T − t elé výnosové k°ivky lze snadno odvodit z eny p°íslu²néhodluhopisu P (t, T ), kde

P (t, T ) = E


exp


−

T∫

t

r(s)ds




 . (2.5)V¥t²ina £lánk· (nap°. Fernandez [15], Stanton [35], atd.) o modelování úrokovýhsazeb stanovuje model pro okamºitou úrokovou sazbu a výnosovou k°ivku pakodvozuje práv¥ na základ¥ vztahu (2.5). Je nutné si uv¥domit, ºe takový postupv²ak pro endogenní modely (do této skupiny pat°í i model pouºitý v neparamet-riké MC simulai) není pouºitelný v praxi. Pro t = 0 totiº získáme ze vztahu (2.5)sazby, které v¥t²inou neodpovídají sazbám pozorovaným na trhu (to neplatí pro40



nehomogenní modely, nimén¥ t¥mi se zde nezabýváme � teorie neparametrikýhodhad· je pouºitelná pouze na homogenní modely).Z toho d·vodu nepraujeme s teorií okamºité úrokové sazby a s ní souvisejíímvztahem (2.5) a rad¥ji teorii neparametrikýh odhad· aplikujeme na n¥kolikreprezentant· výnosové k°ivky. Zmín¥nými reprezentanty jsou sazby pen¥ºníhoa kapitálového trhu, pro CZK sazby tedy O/N, 1W, 2W, 1M, 2M, 3M, 6M, 9M,1Y-10Y, 12Y, 15Y a 20Y sazby. P°edpokládejme, ºe vývoj kaºdé takové sazbyodpovídá rovnii (1.2).Jelikoº sazby jsou v¥t²inou navzájem siln¥ korelované, je t°eba do mode-lování zahrnout i p°íslu²nou korela£ní strukturu, tedy stanovit korelae mezijednotlivými Wienerovými proesy, které generují náhodné sloºky modelovanýhsazeb. Tuto strukturu m·ºeme získat op¥t pomoí jádrovýh odhad· (viz Bandi-Phillips [7]), kdy sie získáme korela£ní strukturu pro kaºdý mnohorozm¥rný bod,nimén¥ takový postup je velie náro£ný na data a nekonverguje pro dimenzi(v na²em p°ípad¥ odpovídá dimenze po£tu jednotlivýh reprezentant· výnosovék°ivky) vy²²í neº 3. Tato vlastnost souvisí s vlastností tranziene Brownova po-hybu pro dimenzi vy²²í neº 3 � pro konvergeni totiº pot°ebujeme, aby po£etnávrat· daného proesu do libovolného bodu byl nekone£ný, pokud se tak ned¥jepro Brown·v pohyb, nem·ºe se tak dít ani pro proes popsaný rovnií (1.2).Proto je vhodné oslabit p°edpoklad korela£ní struktury na konstantní korelaimezi Wienerovými proesy tvo°íí náhodné sloºky kaºdýh dvou splatností. Takovákorelae nezávisí v daném £ase na úrovni jakékoliv sazby, a proto je relativn¥snadno získatelná.Zvolme dva proesy odpovídajíí r·zným splatnostem a tyto proesy, jejihdrifty, difúze a Wienerovy proesy ozna£me indexy m a n. Vývoj t¥hto sazebpak odpovídá dv¥ma stohastikým difereniálním rovniím
drm,t = µm(rm,t)dt + σm(rm,t)dWm,t,

drn,t = µn(rn,t)dt + σn(rn,t)dWn,t,kde E(dWm,tdWn,t) = ρ(m, n)dt. (2.6)V p°edhozím jsme sazby pozorované v £asovýh okamºiíh t1, ..., tN zna£ili
r1, ..., rN . Kv·li zavedení druhého indexu m pro p°ehlednost p°ejdeme ke zna£ení
rm,t1 , ..., rm,tN .Korelae ρ(m, n) mezi Wm,t a Wn,t lze p°i P°edpokladeh I. (d·leºitá je ze-jména spojitost µ(.) a σ(.)) odhadnout výrazem

1

N

N∑

i=1

(
rm,ti+∆N

− rm,ti − µm(rm,ti)∆N

σm(rm,ti)
√

∆N

· rn,ti+∆N
− rn,ti − µn(rn,ti)∆N

σn(rn,ti)
√

∆N

)
.Jelikoº místo skute£nýh funkí máme k dispozii pouze odhady µ̂ a σ̂, nahradímeskute£né funke t¥mito odhady.
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De�nie 2.2. Odhad korelae ρ(m, n) stanovený na základ¥ N pozorování proes·
rm and rn pozorovanýh v £asovýh bodeh ti, i = 1, ..., N s krokem ∆N de�nujemejako

ρ̂N (m, n) =

=
1

N

N∑

i=1

(
rm,ti+∆N

− rm,ti − µ̂m,N(rm,ti)∆N

σ̂m,N (rm,ti)
√

∆N

· rn,ti+∆N
− rn,ti − µ̂n,N(rn,ti)∆N

σ̂n,N (rn,ti)
√

∆N

)(2.7)V dal²ím pak dokáºeme, ºe za p°edpokladu s.j. konvergene funkí driftu adifúze ρ̂N(m, n) konverguje skoro jist¥ k ρ(m, n).V¥ta 2.1. (Konvergene s.j. odhadu korelae) Pro dva proesy rn, rm, kde ∀r ∈ Dp°edpokládáme µ̂m,N(r)
s.j.−−−→

N→∞
µm(r), σ̂m,N (r)

s.j.−−−→
N→∞

σm(r),
µ̂n,N(r)

s.j.−−−→
N→∞

µn(r) a σ̂n,N (r)
s.j.−−−→

N→∞
σn(r), platí

ρ̂N(m, n)
s.j.−−−→

N→∞
ρ(m, n).D·kaz. P°edpoklady V¥ty 2.1 nám zaru£ují s.j. konvergeni funkí driftu a difúzepro rm i rn. Upravujme nyní odhad (2.7)

ρ̂N (m, n) =

=
1

N

N∑

i=1

(
rm,ti+∆N

− rm,ti − µ̂m,N(rm,ti)∆N

σ̂m,N (rm,ti)
√

∆N

∗ rn,ti+∆N
− rn,ti − µ̂n,N(rn,ti)∆N

σ̂n,N(rn,ti)
√

∆N

)

=
1

N

N∑

i=1

(
rm,ti+∆N

− rm,ti − µm(rm,ti)∆N + µm(rm,ti)∆N − µ̂m,N(rm,ti)∆N

σm(rm,ti)
√

∆N
bσm,N (rm,ti )

σm(rm,ti )

·

rn,ti+∆N
− rn,ti − µn(rn,ti)∆N + µn(rn,ti)∆N − µ̂n,N(rn,ti)∆N

σn(rn,ti)
√

∆N
bσn,N (rn,ti)

σn(rn,ti )

)

=
1

N

N∑

i=1

{(
rm,ti+∆N

− rm,ti − µm(rm,ti)∆N

σm(rm,ti)
√

∆N
bσm,N (rm,ti

)

σm(rm,ti)

+
µm(rm,ti)∆N − µ̂m,N(rm,ti)∆N

σm(rm,ti)
√

∆N
bσm,N (rm,ti

)

σm(rm,ti )

)
·

(
rn,ti+∆N

− rn,ti − µn(rn,ti)∆N

σn(rn,ti)
√

∆N
bσn,N (rn,ti

)

σn(rn,ti )

+
µn(rn,ti)∆N − µ̂n,N(rn,ti)∆N

σn(rn,ti)
√

∆N
bσn,N (rn,ti

)

σn(rn,ti )

)}

=:
1

N

N∑

i=1

(Ai,N + Bi,N) · (Ci,N + Di,N)

=
1

N

N∑

i=1

Ai,NCi,N +
1

N

N∑

i=1

Ai,NDi,N +
1

N

N∑

i=1

Bi,NCi,N +
1

N

N∑

i=1

Bi,NDi,N . (2.8)
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Soust°e¤me se nyní na £len 1
N

∑N
i=1 Ai,NCi,N :

1

N

N∑

i=1

(
rm,ti+∆N

− rm,ti − µm(rm,ti)∆N

σm(rm,ti)
√

∆N
bσm,N (rm,ti )

σm(rm,ti )

)(
rn,ti+∆N

− rn,ti − µn(rn,ti)∆N

σn(rn,ti)
√

∆N
bσn,N (rn,ti )

σn(rn,ti)

)

=
1

N

N∑

i=1

(
rm,ti+∆N

− rm,ti − µm(rm,ti)∆N

σm(rm,ti)
√

∆N

)(
rn,ti+∆N

− rn,ti − µn(rn,ti)∆N

σn(rn,ti)
√

∆N

)

(
1 − 1 +

σm(rm,ti)

σ̂m,N(rm,ti)

σn(rn,ti)

σ̂n,N(rn,ti)

)

=
1

N

N∑

i=1

(
rm,ti+∆N

− rm,ti − µm(rm,ti)∆N

σm(rm,ti)
√

∆N

)(
rn,ti+∆N

− rn,ti − µn(rn,ti)∆N

σn(rn,ti)
√

∆N

)
−

− 1

N

N∑

i=1

(
rm,ti+∆N

− rm,ti − µm(rm,ti)∆N

σm(rm,ti)
√

∆N

)(
rn,ti+∆N

− rn,ti − µn(rn,ti)∆N

σn(rn,ti)
√

∆N

)

(
1 − σm(rm,ti)

σ̂m,N(rm,ti)

σn(rn,ti)

σ̂n,N(rn,ti)

)
.Jelikoº ∀r platí σ̂n,N(r)

s.j.−−−→
N→∞

σn(r) a σ̂m,N(r)
s.j.−−−→

N→∞
σm(r), dostáváme

1

N

N∑

i=1

Ai,NCi,N
s.j.−−−→

N→∞
ρ(m, n).Jelikoº platí i µ̂n,N(r)

s.j.−−−→
N→∞

µn(r) a µ̂m,N(r)
s.j.−−−→

N→∞
µm(r), dokáºeme obdobnýmiúvahami, ºe ostatní s£ítane z (2.8) konvergují s.j. k 0.Na základ¥ vý²e vyloºené teorie jiº jsme shopni simulovat vývoj elé výnosovék°ivky s krokem jednoho dne a tak podle (2.2) získat i hodnoty VaR a TVaR.Poznamenejme, ºe v £lánku Jiang, Sam [23] se auto°i na rozdíl od v¥t²iny praítýkajííh se modelování úrokovýh sazeb nezaobírají pouze okamºitou úrokovousazbou, ale stejn¥ jako tato práe berou v úvahu n¥kolik reprezentant· (splatností)elé výnosové k°ivky. Stejn¥ jako v modelu neparametriké MC simulae p°edpok-ládají, ºe vybrané splatnosti jsou homogenní difúzní proesy, jejihº Wienerovyproesy jsou navzájem korelované (viz (2.6)). Dále na základ¥ jednotlivýh funkídriftu µ1(r), ...µN(r) de�nují funki

µg(r) =

N∑

j=1

µj(r)wj(r).Pro j = 1 je daný reprezentant n¥jaká velmi krátká sazba, která se dá povaºovatza okamºitou (v na²em p°ípad¥ O/N sazba). Váhy jsou stanoveny
wj(r) =

gj(r)∑N
i=1 gi(r)

,43



kde gj(r), j = 1, ..., N je staionární hustota j-té úrokové sazby. Platí, ºe
µ1(r) = µg(r)

µ1(r)

µg(r)
= µg(r)c(r),kde £initel c(r) se nazývá korek£ním faktorem a je de�nován v²ude, kde µg(r) 6= 0.Ve zmi¬ovaném £lánku jsou dále de�novány odhady µg(r) a c(r) a odhad funkedriftu µ1(r) okamºité úrokové sazby je pak stanoven jako sou£in odhadu µg(r) a

c(r). V £lánku je dokázáno, ºe navrºený odhad má niº²í vyhýlení oproti standard-nímu Stantonovu odhadu µ(r). Tím je získán kvalitn¥j²í odhad okamºité úrokovésazby, nimén¥ sazby na del²í období jsou op¥t získány ze vztahu (2.5), oº jev rozporu s praktikým vyuºitím. Informae o elé £asové struktu°e výnosovék°ivky je tak nedostate£n¥ vyuºita.2.1.4 Intervalové odhady pro veli£iny VaR a TVaRJiº jsme uvedli, ºe jednou ze zásadníh hyb, které m·ºe risk manaºer p°i stanovenírizikovýh veli£in ud¥lat, je pouºití nesprávného modelu pro vývoj rizikovýh fak-tor·. Tento problém vy°e²íme pouºitím teorie neparametrikýh odhad·. Druhouhybou pak je ²patný odhad parametr· - na základ¥ r·znýh statistikýh metodtotiº získáme nejlep²í odhad parametru a ten dále pouºíváme pro výpo£ty.Skute£ný parametr v²ak m·ºe být jiný, nimén¥ v¥t²inou je moºné získat intervalspolehlivosti daného parametru. Rizikové veli£iny by se pak m¥ly z konzerva-tivníh d·vod· po£ítat n¥kolikrát pro ur£itý výb¥r z tohoto intervalu a nakoneby m¥l být pouºit ten nejhor²í výsledek (tedy výsledek, který kvanti�kuje rizikomaximáln¥). To se týká i neparametrikýh odhad· - odhadnutá funke se odskute£né funke m·ºe významn¥ li²it a výpo£ty s nejlep²ím odhadem tak mo-hou zp·sobit podhodnoení rizika. V kapitole 1 jsme si ukázali, ºe za ur£itýhpodmínek m·ºeme ur£it intervalové odhady pro odhady funkí driftu a difúze,a proto v dal²ím prauejem nejen s veli£inami VaR a TVaR, které získáme nazáklad¥ pouºití nejlep²íh odhad· funkí µ(r) a σ(r), ale i s veli£inami VaRHa TVaRH (viz de�nie 2.9), které získáme pouºitím t¥h hodnot v intervaluspolehlivosti obou funkí, které ob¥ rizikové veli£iny maximalizují. Zde p°edpoklá-dáme, ºe závislost eny daného portfolia na rizikovýh faktoreh je monotónní,oº v²ak v praxi platí tém¥° vºdy. Tyto veli£iny pak jsou mírami rizika, kteréby z konzervativníh d·vod· m¥ly �nan£ní institue pouºívat p°i vyhodnoovánípodstupovaného rizika.Intervaly spolehlivosti VaR a TVaR stanovíme na základ¥ v¥t A.3 a A.6(jelikoº ε = h
0.7
, pouºijeme bod 2). Oboustranné intervaly spolehlivosti na 98%níhladin¥ pro µ(r) a σ(r) pak jsou

(µL(r), µH(r)) =

(
µ̂(r) − σ̂(r)

√
0.5θ(φ)∆

εL̂r(T, r)
u99%, µ̂(r) + σ̂(r)

√
0.5θ(φ)∆

εL̂r(T, r)
u99%

)
,

(σL(r), σH(r)) =

(
σ̂(r) − σ̂2(r)

√
2θ(φ)∆

εL̂r(T, r)
u99%, σ̂(r) + σ̂2(r)

√
2θ(φ)∆

εL̂r(T, r)
u99%

)
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Na rozdíl od podkapitoly 1.4.2 nyní neznáme Lr(T, r), a proto pro jeho stanovenípouºijeme L̂r(T, r) (výpo£et viz V¥ta A.1).Nyní stanovíme dolní a horní mez intervalu spolehlivosti pro VaR a TVaR.Je z°ejmé, ºe horní mez rizikové veli£iny vºdy odpovídá horní mezi odhadu σ(.)(pro rostouí difúzi se zvy²uje i riziko). U driftu záleºí na itlivosti trºní hodnotyportfolia na danou sazbu. Proto je p°ed vlastním výpo£tem t°eba zjistit, zdase pro výpo£et horní meze intervalu rizikovýh veli£in pouºije dolní nebo hornímez úrokovýh sazeb (a naopak). Zave¤me veli£inu µW,i(r) (W znamená Worst,jedná se o takovou driftovou funki, která zp·sobí v¥t²í ztrátu neº µ̂(r)) pro i =
O/N, 1W, 2W, ..., 15Y, 20Y , index i tedy prohází v²ehny modelované splatnostivýnosové k°ivky:

µW,i(r) = µL,i(r), je-li ∂MV

∂ri
> 0

µW,i(r) = µH,i(r), je-li ∂MV

∂ri
< 0.Ve vzori (2.2) závisí VaR i TVaR na hodnotáh PLi. Uv¥domíme-li si, ºe hod-noty PLi p°i za�xovaném portfoliu a aktuální výnosové k°ive stanovíme pouzeprost°ednitvím hodnot funkí µ(r) a σ(.), zade�nujeme v souladu s touto úvahouVaR a TVaR.De�nie 2.3. Horní mez jednostraného intervalu o spolehlivosti 99% veli£in VaRa TVaR de�nujemeVaRH = VaR(µW,i(rO/N , ..., r20Y ), σH,i(rO/N , ..., r20Y ), i = 1, ..., N)TVaRH = TVaR(µW,i(rO/N , ..., r20Y ), σH,i(rO/N , ..., r20Y ), i = 1, ..., N).(2.9)Obdobn¥ jako VaRH je moºné stanovit i VaRL, tedy dolní mez jednostrannéhointervalu spolehlivosti veli£iny VaR. Tato veli£ina v²ak nemá p°íli²nou interpre-ta£ní hodnotu. Nyní p°ejdeme k numeriké ilustrai.2.2 Numeriká ilustrae2.2.1 Modelové portfolioPro numerikou ilustrai m·ºeme uvaºovat libovolné portfolio jakékoliv �nan£níinstitue, tzn. obhodní i bankovní knihu banky, pozie poji²´ovny, penzijníhofondu atd. V této prái se p°irozen¥ zam¥°íme pouze na jeho úrokovou £ást,i kdyº pro ostatní rizikové faktory by popsaná teorie ²la pouºít také. V p°í-pad¥ obhodní knihy by toto portfolio mohlo být sestrojeno z velkého mnoºstvídluhopis·, p·j£ek, depozit, úrokovýh swap·, FRA kontrakt·, úrokovýh opíi r·znýh nestandardníh transakí (exotiké ope, atd.) a dále úrokovýh poziz m¥novýh swap·, forward· a opí. V p°ípad¥ bankovní knihy má toto portfo-lio podobu zejména reprezentae velkého mnoºství klientskýh depozit a úv¥r·,dluhopis· a úrokovýh swap· pro °ízení £istého úrokového výnosu.45



Úrokové pozie ze v²eh t¥hto instrument· mají jednu spole£nou vlastnost� kvanti�kai jejih úrokového rizika lze p°evést (v¥t²inou pomoí Delta, tedyprvní derivae p°een¥ní v závislosti na vý²i konkrétní úrokové sazby) na úlohukvanti�kae úrokového rizika pro portfolio s kone£ným po£tem �xníh pen¥ºníhtok· nastávajííh b¥hem danýh £asovýh období. P°esn¥j²ím popisem t¥htop°evád¥íh metod se zde nebudeme zabývat.Uvaºujme proto 100 modelovýh portfolií, která jsou v²ehna denominovánav CZK. P°edpokládejme, ºe kaºdé portfolio se skládá z deseti pen¥ºníh tok·,které mají splatnost v £ase y a hodnotu z. Takové zadání je dostate£n¥ obené,nebo´ pro kaºdé portfolio z prvního odstave m·ºeme najít modelové portfolio,které má p°ibliºn¥ stejné riziko. Hodnoty z jsou generovány z rozd¥lení
R(−100, 100) a jednotlivé splatnosti y z rozd¥lení R(1/12, 15) (tedy od 1 m¥síedo 15 let).Na základ¥ popsanýh metod a historie CZK sazeb z let 1998 - 2008 stanovímepro kaºdé portfolio podle podkapitoly 2.1.3 jednodenní VaR, jednodenní TVaR ajejih intervalové odhady na hladináh 95% a 99%. V dal²í £ásti pak p°ejdeme kespektrálním mírám rizika t¥hto portfolií. Nejprve se zam¥°íme na VaR.2.2.2 Výsledné hodnoty VaRPro srovnávaí ú£ely praujeme s modi�kovaným VaR, který získáme pod¥lenímabsolutního VaR trºní hodnotou portfolia. Jelikoº trºní ena n¥kterýh vyge-nerovanýh portfolií m·ºe být velie nízká, oº by sniºovalo interpretai tohotomodi�kovaného VaR, zvy²ujeme pro taková portfolia velikost tok· o hodnotu 5,dokud není trºní hodnota vzdálená od nuly alespo¬ o 10.Nyní se v¥nujme výsledk·m k 31. 12. 2007, tzn. spo£tenýh z historie 1998-2007.
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Graf 2.1: Pr·b¥h 1D-VaR, 1D-VaRH, 1D-VaRL pro jednotlivá portfolia46



V grafu 2.1 jsou pro 100 modelovýh portfolií znázorn¥ny jednotlivé set°íd¥néhodnoty modi�kovaného VaR (bodový odhad) spolu s jeho intervalovým odha-dem. Na ose y je tedy vºdy vyzna£ena relativní ztráta z drºení portfolia. Tytoodhady mají vysokou interpreta£ní hodnotu, protoºe horní mez intervalu indikujev ur£itém smyslu lep²í, konzervativn¥j²í VaR na 99% hladin¥.Abyhom ilustrovali, o kolik se m·ºeme p°i stanovení bodového odhadu VaRodhýlit od horního odhadu VaR, zobrazíme do grafu 2.2 set°íd¥né pom¥ry horníhoodhadu VaRH a VaR. Z hodnot vnesenýh do grafu lze ur£it, ºe pr·m¥r t¥htopom¥r· je roven 1.36 a maximální hodnota je rovna 1.73, oº indikuje, ºe skute£nýVaR m·ºe vzhledem ke svému bodovému odhadu být o n¥kolik desítek proentvy²²í.
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Graf 2.2: Set°íd¥né podíly VaRH a VaRV následujííh dvou podkapitoláh ov¥°íme v¥rohodnost veli£in VaR i TVaRzp¥tným testováním.2.2.3 Zp¥tné testování VaRZp¥tné testování (baktesting) slouºí k ov¥°ení, zda je riziko správn¥ odhadováno,konkrétn¥ porovnává hodnotu VaR se skute£n¥ dosaºeným výsledkem PL (ziskemnebo ztrátou). Zp¥tné testování tak prov¥°uje kvalitu výpo£tu hodnoty VaR. Jehoílem je otestovat, zda pozorovaný po£et p°ekro£ení je v souladu s nastavenouhladinou spolehlivosti VaR � v na²em p°ípad¥ 95% a 99%. Zjednodu²en¥ lze °íi,ºe po£et p°ekro£ení VaR pro 99% by m¥l být asi 3 za rok a pro 95% asi 13 za rok.V této kapitole provedeme testování £etnosti p°ekro£ení veli£iny VaR a gra�képorovnání hodnot TVaR za období jednoho roku 2008. Práv¥ tento rok byl zvolenzám¥rn¥, nebo´ b¥hem n¥j za£ala �nan£ní krize.
47



De�nie 2.4. M¥jme portfolio, jehoº VaR a skute£ný realizovaný zisk/ztrátu (PL)pozorujeme b¥hem I dní. Ozna£me IX náhodnou veli£inu, která reprezentuje po£etp°ekro£ení VaR za sledované období, tedy
IX = #[−PLi > VaRi, i = 1, ..., I],kde VaRi je VaR odhadnutý pro i-tý sledovaný den.Pokud veli£iny VaRi skute£n¥ reprezentují maximální ztrátu na daném port-foliu, která m·ºe nastat s danou pravd¥podobností p0, musí platit

IX ∼ Bi(I, 1 − p0). Vzhledem k de�nii IX platí IX ∼ Bi(I, 1 − p). Formulujmehypotézu a alternativu:
H0 : p = p0

H1 : p 6= p0.Test parametru binomikého rozd¥lení je popsán nap°. na str. 82 v And¥l [4].V dal²ím na základ¥ my²lenky tohoto testu získáme interval (pmin, pmax),podle n¥hoº vyhodnotíme zamítnutí nebo nezamítnutí H0. Pokud H0 zamítneme,vyhodnotíme VaR model jako nep°esný, protoºe spo£ítané hodnoty VaR jsou sys-tematiky niº²í neº skute£ná maximální ztráta na portfoliu, která m·ºe nastats danou pravd¥podobností p0.V And¥l [4] se uvádí, ºe nejprve vypo£teme hodnoty k1 a k2. Hypotézu H0potom nezamítneme, pokud
k1 < IX < k2.Hodnoty k1 a k2 jsou funkí hladiny spolehlivosti, po£tu pozorování I a testo-vané pravd¥podobnosti p0. Pro vy²²í interpreta£ní hodnotu veli£in pmin = k1/I a

pmax = k2/I pod¥líme tyto nerovnosti I a dostaneme, ºe H0 nezamítáme, práv¥kdyº
pmin <

IX

I
< pmax.Pokud tedy platí (

IX

I
≤ pmin ∨ IX

I
≥ pmax

)
,je po£et p°ekro£ení bu¤ p°íli² vysoký nebo p°íli² nízký a H0 zamítáme.Hladinu spolehlivosti pro test uvaºujme 95%. Zkonstruujeme pak

(pmin, pmax), tedy interval spolehlivosti pro pozorovanou £etnost po£tu p°ekro£ení
IX/I. Pokud není IX/I ∈ (pmin, pmax), vyhodnotíme daný VaR model jakonep°esný.V tabulkáh 2.2 a 2.3 jsou zobrazeny výsledky zp¥tného testování pro 100 mo-delovýh portfolií: v prvním a druhém °ádku pr·m¥r a medián jednotlivýh podíl·
IX/I pro v²eh 100 portfolií, ve 3.-5. °ádku podíly IX/I pro 1., 5. a 10. nejhor²íportfolio (z pohledu p°ekro£ení VaR). V prvním sloupi je výsledek testovánípro VaR spo£tený metodou neparametriké MC simulae. Druhý sloupe pakodpovídá testování horní mezi intervalového odhadu VaRH spo£tené podle (2.9).Ve t°etím sloupi je pak zp¥tné testování pro standardní historikou simulai(veli£ina VaRHS). Pro dopln¥ní informaí o rozd¥lení hodnoty jsou v 6. aº 9.48



°ádku zobrazeny hodnoty pro 91., 96. a 100. nejhor²í portfolio (tedy pro 10., 5.a 1. nejlep²í) a v grafu 2.3 jsou zobrazeny jádrové odhady IX/I pro jednotlivémetody stanovení VaR.Pro VaRHS na hladin¥ 95% pro pr·m¥r a pro medián v²eh portfolií je na hla-din¥ 95% zamítnuta hypotéza H0, VaRHS tedy systematiky podhodnoují trºníriziko. Pro VaR je H0 pro pr·m¥r a medián v²eh portfolií nezamítnuta, nimén¥pro vybraná "²patná" portfolia (3. aº 5. °ádek) jiº k zamítnutí hypotézy dohází atrºní riziko portfolia je proto v takovém p°ípad¥ op¥t podhodnoeno. Pouze VaRHdává pro v²ehna portfolia p°ijatelné výsledky, hypotéza o parametru p=95% nenína hladin¥ 95% zamítnuta pro ºádné portfolio.Pro 99% hladinu spolehlivosti VaR platí tém¥° stejné záv¥ry: Na základ¥pr·m¥ru a mediánu p°ekro£ení v²eh portfolií zamítáme hypotézu H0. Výsledkypro veli£inu VaRH naopak ukazují, ºe k zamítnutí pro pr·m¥r ani medián v²ehportfolií nedojde. Pro n¥kolik málo vybranýh portfolií je sie H0 zamítnuta,av²ak p°íslu²né IX/I je jen o málo v¥t²í neº horní mez p°íslu²ného intervaluspolehlivosti.VaRH se tak ukazuje jako velie kvalitní míra rizika, která i v krizovém roedob°e kvanti�kuje (p°ípadn¥ nadhodnouje � to v²ak není na ²kodu) podstupo-vané trºní riziko. VaR VaRH VaRHS (pmin, pmax)Pr·m¥r 100 portfolií 6.02% 2.65% 8.6% (2.38%, 7.54%)Medián 100 portfolií 6.35% 2.38% 8.33% (2.38%, 7.54%)1. nejhor²í portfolio 11.11% 5.56% 11.51% (2.38%, 7.54%)5. nejhor²í portfolio 9.92% 3.97% 11.11% (2.38%, 7.54%)10. nejhor²í portfolio 9.13% 2.78% 12.3% (2.38%, 7.54%)91. nejhor²í portfolio 2.78% 0.79% 6.75% (2.38%, 7.54%)96. nejhor²í portfolio 1.98% 0.79% 5.56% (2.38%, 7.54%)100. nejhor²í portfolio 0.4% 0% 7.54% (2.38%, 7.54%)Tabulka 2.2: Zp¥tné testování pro 95% VaRy.VaR VaRH VaRHS (pmin, pmax)Pr·m¥r 100 portfolií 2.58% 1.46% 2.48% (0%, 1.98%)Medián 100 portfolií 2.38% 1.59% 2.38% (0%, 1.98%)1. nejhor²í portfolio 4.76% 1.98% 4.76% (0%, 1.98%)5. nejhor²í portfolio 3.97% 2.78% 3.97% (0%, 1.98%)10. nejhor²í portfolio 3.97% 2.38% 3.17% (0%, 1.98%)91. nejhor²í portfolio 1.19% 0.4% 0.79% (0%, 1.98%)96. nejhor²í portfolio 0.79% 0.4% 1.19% (0%, 1.98%)100. nejhor²í portfolio 0% 0% 0.4% (0%, 1.98%)Tabulka 2.3: Zp¥tné testování pro 99% VaRy.
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Graf 2.3 znázor¬uje jádrový odhad (jádrový odhad byl zvolen zám¥rn¥, pro-toºe v histogramu by ne²lo porovnat výsledky pro t°i pouºité metody, vyhlazovaíparametr byl stanoven podle Sottovy metody) hustoty rozd¥lení IX/I stanovenýze 100 hodnot. Z jádrového odhadu odpovídajíímu VaR a VaRHS (zelená a £er-vená £ára) je patrná vysoká £etnost hodnot, které jsou vy²²í neº pmax = 7.54%.Pro odhad odpovídajíí VaRH (modrá £ára), který je nalevo od VaR a VaRHS,není nikdy p°ekro£en tolerovaný po£et 19 p°ekro£ení za rok (19 je k2 pro danýtest, platí, ºe 19 = 252 praovníh dní krát IX/I = 7.54%).
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Graf 2.3: Jádrové odhady pro veli£inu IX/I pro 95% VaR.Pro ilustrai vývoje 99% VaR jednoho portfolia b¥hem jednotlivýh dn·v roe 2008 zám¥rn¥ vybereme portfolio s nejhor²ím výsledkem zp¥tného testování(v tabule 2.3 je ozna£eno jako 1. nejhor²í portfolio). Graf 2.4 pak znázor¬uje hod-noty ztrát b¥hem pozorovaného roku a hodnoty p°íslu²nýh 99% VaR spo£tenýhv²emi t°emi metodami. VaRH je p°irozen¥ nejvý²e a b¥hem krizového roku zp·-sobuje tolerovanýh 5 p°ekro£ení.
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Graf 2.4: Zp¥tné testování 99% VaR pro 1. nejhor²í portfolioNový regulatorní kapitálový poºadavek pro trºní rizikoVeli£inu VaR mohou banky za p°edpokladu shválení lokálním regulátorempouºívat pro výpo£et kapitálového poºadavku za trºní rizika. Vzhledem k tomu,ºe zmi¬ovaný problém s podhodnoením rizika kv·li ²patnému odhadu parametr·se projevil zejména b¥hem roku 2008 a kapitálový poºadavek v¥t²iny bank tak bylpodhodnoen oproti skute£nosti (hodnoty VaR byly o mnoho niº²í neº skute£néztráty, oº jsme si ukázali i p°i zp¥tném testování v této prái), byla �eskounárodní bankou v roe 2010 novelizována vyhlá²ka £. 123/2007 [12] (zn¥ní vyh-lá²ky vyhází z evropské regulae, viz BIS [10]), která od roku 2012 významn¥m¥ní metodiku pro výpo£et kapitálového poºadavku za trºní riziko. Zatímo dokone roku 2011 platilo
RCt = max(VaRt;

60∑

i=1

VaRt−i

)
,kde RCt (risk harge) je kapitálový poºadavek za obené nebo spei�ké riziko,

k nabývá hodnoty z intervalu [3,4℄ v závislosti na výsledku zp¥tného testovánía VaRt je VaR spo£tený ke dni t pro dobu drºení 10 dní a hladinu spolehlivosti99%, nová regulae tento poºadavek od roku 2012 m¥ní na
RCt = max(VaRt;

60∑

i=1

VaRt−i

)
+ max(SVaRt;

60∑

i=1

SVaRt−i

)
.SVaRt je Stressový VaR, tzn. VaR s parametry stanovenými za historiké obdobív déle souvislýh 12 m¥sí·, které bylo harakterizováno významn¥ stresovýmipodmínkami na trhu vzhledem ke sloºení portfolia. Oben¥ se p°edpokládá,ºe toto období odpovídá £ásti roku 2008 a navazujíí £ásti roku 2009.Nový kapitálový poºadavek se pak p°ibliºn¥ zdvojnásobí. Z na²eho modeluplyne, ºe VaR a VaRHS skute£n¥ nedokáºí zahytit ztráty z krizového roku,51



na druhé stran¥ zp¥tné testování VaRH vyhází dob°e. Maximální pom¥r meziVaRH a VaR je 1.73. Nový kapitálový poºadavek poºadavek stanovený ze stan-dardního VaR (tzn. VaR, který není stanoven jako horní intervalový odhad) mi-nimáln¥ zdvojnásobí. Proto m·ºeme tvrdit, ºe od roku 2012 banky pouºívajíípro výpo£et kapitálové p°im¥°enosti VaR modely konzervativn¥ kvanti�kují pod-stupované trºní riziko.2.2.4 Zp¥tné testování TVaRStejn¥ jako v p°ípad¥ VaR zp¥tné testování v p°ípad¥ TVaR provádíme za ob-dobí roku 2008. Porovnáme skute£n¥ realizované ztráty, které nastaly v (1− p)%p°ípad· s modelovými TVaR.
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Graf 2.5: Zp¥tné testování 95% TVaR
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Graf 2.6: Zp¥tné testování 99% TVaRNa grafeh 2.5 a 2.6 je provedeno porovnání teoretikého TVaRp a empirikéhoT̃VaRp set°íd¥né pro jednotlivá modelová portfolia podle T̃VaRppro p = 95%, 99%, kde pro skute£n¥ realizované zisky a ztráty na jednom portfoliuP̃Li, i = 1, ..., N platí ṼaRp = Qp(−P̃Li, i = 1, ..., N),T̃VaRp =
N∑

i=1

(−P̃Li)I{−fPLi> gVaRp}. (2.10)Na hladin¥ 95% jsou TVaR i TVaRHS na první pohled podhodnoené oprotiskute£ným ztrátám. Naproti tomu TVaRH pom¥rn¥ kvalitn¥ osiluje kolemT̃VaR95%. Pro niº²í T̃VaR95% je TVaRH spí²e vy²²í neº empiriký TVaR, provy²²í T̃VaR95% je pak TVaR oproti empirikému TVaR trohu podhodnoený,nimén¥ stále vy²²í neº TVaR a TVaRHS.Pro hladinu 99% dávají na pravé stran¥ grafu (zahyujíí rizikov¥j²í port-folia) v²ehny t°i metody podhodnoené výsledky. Pro takto vysokou hladinuspolehlivosti totiº nastávají ztráty zp·sobené náhlými skoky hodnot trºníh fak-tor· v krizovém roe 2008. TVaR ani TVaRH jsou shopny tyto skoky re�ektovatpouze £áste£n¥ a je²t¥ s ur£itým £asovým zpoºd¥ním, b¥hem n¥hoº vzroste odhadfunke σ(.). Veli£ina TVaRHS se hová o n¥o lépe, nimén¥ ani tak v¥t²inou ne-dosahuje hodnot T̃VaR99%. �e²ením by bylo zahrnout do základní rovnie na²ehomodelu (1.2) skoky Jt v rizikovýh faktoreh (je £áste£n¥ °e²eno nap°. v Bandi,Corradi, Molohe [8]), nimén¥ takto získané odhady skok· nejsou p°íli² spolehlivéa pro tento model by nebylo moºné pouºít teorii odhadu korelaí podle v¥ty 2.1ani teorii asymptotiké konvergene z Dodatku.Ze zp¥tného testování pro TVaR plyne, ºe v modelu neparametriké MC si-mulae je vhodné TVaR pouºívat spí²e pro niº²í hladinu spolehlivosti, pro vy²²í53



hladiny spolehlivosti TVaRH nedokáºe re�ektovat p°ípadné skoky rizikovýh fak-tor·, které nastávají b¥hem krizovýh let.2.2.5 Spektrální míry rizikaA£koliv je VaR nejpouºívan¥j²í mírou rizika, nespl¬uje vºdy vlastnost koherene.Z tohoto d·vodu bývá jako dal²í míra rizika pouºíván bu¤ TVaR anebo jehozoben¥ní, tzv. spektrální míra rizika. Tato veli£ina je nap°. v Hurt [20] de�novánanásledovn¥:De�nie 2.5. P°edpokládejme, ºe Ω(p) je nezáporná, neklesajíí, reálná funkede�novaná na [0, 1] a ∫ 1

0
Ω(p)dp = 1 (tedy se jedná o neklesajíí hustotu s de-�ni£ním oborem [0, 1]). Pak spektrální míra rizika SMRΩ pro Ω(p) a pro qL(p)kvantilovou funki dané náhodné veli£iny reprezentujíí ztráty L jeSMRΩ(L) :=

∫ 1

0

qL(p)Ω(p)dp. (2.11)Funke Ω(p) reprezentuje averzi k riziku daného investora. Z de�nie plyne,ºe spektrální míra rizika je rovna pr·m¥ru VaR pro v²ehny pravd¥podobnostníhladiny s vahami odpovídajíími funki averze k riziku. Spektrální míra rizika jeteoretiky povaºována za nejlep²í míru rizika, nimén¥ v praxi se p°íli² nepouºívá,jelikoº pro její stanovení je pot°eba ur£it funki Ω(p) souvisíí s rizikovou averzídané institue, na oº neexistuje ºádná v²eoben¥ uznávaná metoda. Za platnostip°edpoklad· kladenýh na Ω(p) v de�nii 2.5 lze dokázat, ºe p°íslu²ná spektrálnímíra rizika je koherentní mírou rizika (viz nap°. Dowd, Cairns, Blake [13]).K numeriké ilustrai pouºijeme funki
Ω(p) = k

e−(1−p)k

1 − e−k
(2.12)s Arrow-Prattovým parametrem k = 1. Sou£ástí numeriké ilustrae není zp¥tnétestování, protoºe v p°ípad¥ spektrální míry rizika s váhovou funkí (2.12) nemásmysl toto testování provád¥t. Výpo£et je proveden k 31. 12. 2007.Poznámka 2.1. Jak jiº bylo uvedeno, je TVaR spektrální míra rizika a tokonkrétn¥ pro

Ω(p) =
1

1 − α
1{α≤p≤1}. (2.13)Tato funke nimén¥ nezohled¬uje míru averze v·£i riziku daného investora.Jelikoº (2.13) spl¬uje podmínky uvedené v odstavi pod vzorem (2.11), je TVaRkoherentní mírou rizika.Pro simulované hodnoty PL (reprezentují zisk, ztráty tedy reprezentují hod-noty -PL) stanovíme SMR jakoSMR(PL) =

∫ 1

0

k
e−(1−p)k

1 − e−k
Qp(−PLi, i = 1, ..., N)dp.V souladu s de�nií 2.9 zavedeme horní odhad spektrální míry rizika SMRH.54



De�nie 2.6. SMRH, tedy horní mez intervalu spolehlivosti veli£iny SMR de�-nujemeSMRH = SMR(µW,i(rO/N , ..., r20Y ), σH,i(rO/N , ..., r20Y ), i = 1, ..., N).Obdobn¥ stanovíme i spektrální míru rizika stanovenou na základ¥ historikésimulae SMRHS.V tabule 2.4 jsou zobrazeny výsledky pro 100 modelovýh portfolií, elá dis-tribue je pak znázorn¥na v grafu 2.7, kde jsou vykresleny jádrové odhady spek-trálníh m¥r rizika SMR, SMRH a SMRHS. Je patrné, ºe v souladu s tabulkou
2.4 SMR a SMRHS nabývají podobnýh hodnot, naproti tomu SMRH nabýváhodnot podstatn¥ vy²²íh, konkrétn¥ pr·m¥r SMRH je oproti pr·m¥ru SMR 2.2krát v¥t²í a oproti pr·m¥ru SMRHS 2.7 krát v¥t²í.SMR SMRH SMRHSPr·m¥r 100 portfolií 0.14 0.28 0.13Medián 100 portfolií 0.12 0.25 0.111. nejhor²í portfolio 0.46 0.72 0.415. nejhor²í portfolio 0.27 0.49 0.2410. nejhor²í portfolio 0.25 0.39 0.2491. nejhor²í portfolio 0.06 0.24 0.0596. nejhor²í portfolio 0.04 0.14 0.03100. nejhor²í portfolio 0.03 0.10 0.02Tabulka 2.4: Spektrální míry rizika pro 100 portfolií.
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Graf 2.7: Jádrové odhady pro spektrální míry rizika.
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Graf 2.8 zobrazuje hodnoty SMR a SMRH pro 100 modelovýh portfoliív závislosti na 95% VaR. Je patrné, ºe v souladu s o£ekáváním p°ibliºn¥ platí,ºe vy²²í VaR implikuje vy²²í SMR a SMRH a ºe SMRH nabývají vy²²íh hodnotneº SMR.
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Graf 2.8: Závislost SMR a 95% VaR pro 100 portfolií
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2.3 Záv¥rP°edpokládáme-li, ºe úrokové sazby odpovídajíí jednotlivým splatnostem výno-sové k°ivky se jednotliv¥ hovají podle základní rovnie (1.2), p°i£emº jejihvzájemná závislost je ur£ena korelaí mezi jednotlivými Wienerovými proesy,m·ºeme na pozorované historiké hodnoty výnosové k°ivky aplikovat vyloºenouteorii:Na základ¥ teorie neparametrikýh odhad· stohastikýh proes· jsme pro-vedli diskusi o vhodnosti pouºití jednotlivýh metod (1. °ád versus 2. °ád, jedno-duhé versus dvojité vyhlazování) p°i znalosti n¥kolikaleté historie jednotlivýhtrºníh úrokovýh sazeb pozorovanýh s £asovým krokem 1 dne. Diskutovali jsme,jak o nejvhodn¥ji ur£it vyhlazovaí parametry tak, abyhom doílili v¥rohodnýhodhad· a jejih o nejryhlej²í konvergene. Poté jsme tyto odhady pouºili pro vy-budování modelu pro °ízení úrokového rizika, kdy jsme pomoí simula£níh metodstanovili rizikové veli£iny VaR, TVaR a spektrální míru rizika pro nejlep²í odhadyfunkí driftu a difúze. Jelikoº nejlep²í odhady nemusí odpovídat skute£ným hod-notám, stanovili jsme i horní odhady t¥hto veli£in, VaRH, TVaRH a SMRH nazáklad¥ mezí interval· spolehlivosti odhad· driftu a difúze. Výsledky jsme testo-vali na dostate£n¥ obeném portfoliu a zám¥rn¥ na dateh krizového roku 2008 azjistili jsme, ºe výsledky navrºeného postupu, kdy nepraujeme s nejlep²ím odha-dem, ale horní mezí jeho intervalového odhadu, v¥t²inou poskytují kvalitn¥j²ímíry rizika neº b¥ºn¥ uºívané metody.Jako d·sledek zku²eností z �nan£ní krize vstoupí v roe 2012 na úrovni Evrop-ské Unie v platnost zákon mimo jiné stanovujíí, aby banky vykazovaly kapitálovýpoºadavek pro krytí trºního rizika obhodní knihy, který je lineární funkí trºníhoVaR a to p°ibliºn¥ ve vý²i dvojnásobku dne²ního poºadavku. Výsledky v tétoprái tento poºadavek ospravedl¬ují, protoºe podíl VaRH (tedy hodnoty, kteráby m¥la brát v úvahu i turbulene b¥hem �nan£ní krize) a VaR (hodnoty, kterátyto turbulene v úvahu nebere) vyhází maximáln¥ 1.73.
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Dodatek APouºité de�nie a v¥ty
A.1 De�nieDe�nie A.1. M¥jme stohastiký proes {rt : t ∈ [0,∞)}, který je mnoºi-nou náhodnýh veli£in de�novanýh na stejném pravd¥podobnostním prostoru
(Ω,F , P) indexovanýh mnoºinou [0,∞). Takový stohastiký proes nazvemerekurentním, jestliºe pro libovolné ǫ > 0 a pro libovolný bod a pat°íí do oboruhodnot proesu ∫ ∞

0

P (||rt − a|| < ǫ|r0 = a)dt = ∞.Poznámka A.1. Rekurene je slab²í vlastnost neº staionarita. V²ehny sta-ionární proesy jsou rekurentní, av²ak rekuretní proes oben¥ nemusí být sta-ionární.V¥ta a de�nie A.1. Pro kaºdý spojitý semimartingal rt existuje neklesajíínáhodný proes (neklesajíí v t) Lr(t, a), který nazýváme lokálním £asem rv bod¥ a. Platí
Lr(t, a) := lim

ε→0

1

ε

∫ t

0

1[a,a+ε](rs)d[r]s,kde [r]s je kvadratiká variae proesu r.Lokální £as Lr(t, a) reprezentuje dobu, kterou proes rt stráví v okolí bodu a.�as je m¥°en v jednotkáh kvadratiké variae proesu rt.V¥ta a de�nie A.2. P°edpokládejme, ºe rt je proes s in�nitezimálními druhýmimomenty σ2(rs), s = 0, ..., t. Pak pro lokální £as z v¥ty a de�nie (A.1) platí
Lr(t, a) = lim

ε→0

1

ε

∫ t

0

1[a,a+ε](rs)σ
2(rs)dsa za tohoto p°edpokladu de�nujeme hronologiký lokální £as

Lr(t, a) =
1

σ2(a)
Lr(t, a) =

1

σ2(a)

(
lim
ε→0

1

ε

∫ t

0

1[a,a+ε](rs)σ
2(rs)ds

)
.Chronologiký lokální £as je standardizovanou verzí lokálního £asu a udáváskute£nou dobu, kterou proes rt stráví v okolí bodu a.58



A.2 Konvergen£ní teorieP°edpokládejme, ºe proes rt pozorujeme v £asovýh okamºiíh ti, i = 1, ..., N v£asovém intervalu [0, T ]. Ozna£me tyto realizae r1, ..., rN . Rozdíl mezi ti a ti+1je pro daný vzorek konstantní hodnota ∆N,T = T/N . Tato hodnota se nimén¥m·ºe m¥nit s rostouím po£tem pozorování N a zvy²ujíím se £asem T . Dálep°edpokládejme, ºe pro tento proes platí P°edpoklady I. a II., které jsou uvedenyk první £ásti práe. V dal²ím ukáºeme, za jakýh podmínek konvergují odhadyhronologikého lokálního £asu a zejména odhady funke drifu a difúze de�no-vané v (1.14)-(1.19). V t¥hto de�niíh nebyla pro p°ehlednost uvedena závislostodhad· na N a T . Tuto závislost v dal²ím jako pravý dolní index umístíme dozna£ení odhad·. Zn¥ní v²eh sedmi v¥t jsou p°evzata z Bandi-Phillips [5] (Theo-rem 1-5, Remark 5 a 9), kde jsou uvedeny i jejih d·kazy.V¥ta A.1. (Konvergene s.j. k hronologikému lokálnímu £asu) Neh´ N →
∞, T → ∞, △N,T → 0 a hN,T → 0 (pro N, T → ∞) tak, ºe ∀r ∈ D platí
Lr(T,r)
hN,T

(∆N,T log(1/∆n,T ))1/2 = os.j.(1), pak
L̂r(T, r) =

∆N,T

hN,T

N∑

i=1

K

(
ri − r

hN,T

)
s.j.−−→ Lr(sup{t : rt = r}, r).Dále, je-li rt rekurentní, pak ∀r ∈ D Lr(sup{t : rt = r}, r) = ∞ s pravd¥podob-ností 1.Poznámka A.2. Jelikoº pro striktn¥ staionární proes platí Lr(T,r)

T

s.j.−−→ f(r), kde
f(r) je staionární hustota proesu, platí za p°edpoklad· v¥ty A.1 pro staionárníproes i

∆N,T

ThN,T

N∑

i=1

K

(
ri − r

hN,T

)
s.j.−−→ f(r).V¥ta A.2. (Konvergene s.j. odhadu driftu, dvojité vyhlazování) Neh´ N → ∞,

T → ∞, ∆N,T → 0 a hN,T → 0 (pro N, T → ∞) tak, ºe ∀r ∈ D

Lr(T,r)
hN,T

(∆N,T log(1/∆N,T ))1/2 = os.j.(1), a dále εN,T → 0 (pro N, T → ∞) tak, ºe
Lr(T,r)
εN,T

(∆N,T log(1/∆N,T ))1/2 = os.j.(1) a εN,TLr(T, r)
s.j.−−→ ∞∀r ∈ D, pak odhad

µ̂(N,T )(r) konverguje k µ(r) s prad¥podobností 1.V¥ta A.3. (Limitní rozd¥lení odhadu driftu, dvojité vyhlazování) Neh´ N → ∞,
T → ∞, ∆N,T → 0 a hN,T → 0 (pro N, T → ∞) tak, ºe ∀r ∈ D

Lr(T,r)
hN,T

(∆N,T log(1/∆N,T ))1/2 = os.j.(1), a dále εN,T → 0 (pro N, T → ∞) tak, ºe
Lr(T,r)
εN,T

(∆N,T log(1/∆N,T ))1/2 = os.j.(1), εN,TLr(T, r)
s.j.−−→ ∞ a ε5

N,T Lr(T, r) = os.j.(1)

∀r ∈ D, pak asymptotiké rozd¥lení odhadu driftu je1. pro hN,T = o(εN,T ) ve tvaru
√

εN,T L̂r(T, r)
{
µ̂(N,T )(r) − µ(r)

}
⇒ N

(
0, 0.5σ2(r)
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2. pro hN,T = O(εN,T ), hN,T /εN,T → φ > 0 ve tvaru
√

εN,T L̂r(T, r)
{
µ̂(N,T )(r) − µ(r)

}
⇒ N

(
0, 0.5θ(φ)σ2(r)

),kde θ(φ) = 0.5
∫∞
−∞
∫ (z+1)/φ

(z−1)/φ

∫ (z+1)/φ

(z−1)/φ
K(a)K(e)dz da de.Poznámka A.3. Odhad konverguje i pro ε5

N,TLr(T, r) = Os.j.(1)∀r ∈ D, nimén¥v takovém p°ípad¥ vykazuje asymptotiké vyhýlení.V¥ta A.4. (Limitní rozd¥lení odhadu driftu, jednoduhé vyhlazování)Neh´ n → ∞, T → ∞, ∆N,T → 0 a gN,T → 0 (pro n, T → ∞) tak, ºe ∀r ∈ D

Lr(T,r)
gN,T

(∆N,T log(1/∆N,T ))1/2 = os.j.(1), gN,TLr(T, r)
s.j.−−→ ∞ a g5

N,TLr(T, r) =

os.j.(1), pak asymptotiké rozd¥lení odhadu driftu je ve tvaru
√

gN,T L̂r(T, r)
{
µ(N,T )(r) − µ(r)

}
⇒ N

(
0, K2σ

2(r)
),kde K2 =

∫∞
−∞ K2(s)ds.V¥ta A.5. (Konvergene s.j. odhadu difúze, dvojité vyhlazování) Neh´ N → ∞,

T → ∞, ∆N,T → 0 a hN,T → 0 (pro N, T → ∞) tak, ºe ∀r ∈ D

Lr(T,r)
hN,T

(∆N,T log(1/∆N,T ))1/2 = os.j.(1) , a dále εN,T → 0 (pro N, T → ∞) tak, ºe
Lr(T,r)
εN,T

(∆N,T log(1/∆N,T ))1/2 = os.j.(1), pak odhad σ̂(N,T )(r) konverguje k σ(r) spravd¥podobností 1.V¥ta A.6. (Limitní rozd¥lení odhadu difúze, dvojité vyhlazování) Neh´ n → ∞,
T → ∞, ∆N,T → 0 a hN,T → 0 (pro N, T → ∞) tak, ºe ∀r ∈ D

Lr(T,r)
hN,T

(∆N,T log(1/∆N,T ))1/2 = os.j.(1), a dále εN,T → 0 (pro N, T → ∞) tak, ºe
Lr(T,r)
εN,T

(∆N,T log(1/∆N,T ))1/2 = os.j.(1) a ε5
N,T Lr(T,r)

∆N,T
= os.j.(1) ∀r ∈ D,pak asymptotiké rozd¥lení odhadu difúze je1. pro hN,T = o(εN,T ) ve tvaru

√
εN,T

bLr(T,r)

∆N,T

{
σ̂2

(N,T̄ )
(r) − σ2(r)

}
⇒ N

(
0, 2σ4(r)

)
,2. pro hN,T = O(εN,T ), hN,T /εN,T → φ > 0 ve tvaru

√
εN,T

bLr(T,r)

∆N,T

{
σ̂2

(N,T )(r) − σ2(r)
}
⇒ N

(
0, 2θφσ

4(r)
)
.Poznámka A.4. Odhad konverguje i pro ε5

N,T Lr(T,r)

∆N,T
= Os.j.(1) ∀r ∈ D, nimén¥v takovém p°ípad¥ vykazuje asymptotiké vyhýlení.V¥ta A.7. (Limitní rozd¥lení odhadu difúze, jednoduhé vyhlazování)Neh´ N → ∞, T → ∞, ∆N,T → 0 a gN,T → 0 (pro n, T → ∞) tak, ºe

Lr(T,r)
gN,T

(∆N,T log(1/∆N,T ))1/2 = os.j.(1) a g5
N,T Lr(T,r)

∆N,T
= os.j.(1) ∀r ∈ D,pak asymptotiké rozd¥lení odhadu difúze je ve tvaru√

gN,T
bLr(T,r)

∆N,T

{
σ2

(N,T )(r) − σ2(r)
}
⇒ N

(
0, 4K2σ

4(r)
).60
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Seznam pouºitýh symbol·
s.j.→ konvergene skoro jist¥
1A harakteristiká funke mnoºiny A
=: de�nujíí rovnost

f = os.j.(g) f(x)
g(x)

s.j.→ 0 pro x → a, jsou-li f a g funke de�nované na okolí a

f = O(g) ∃K > 0 lim
x→a

| f(x)
g(x)

| ≤ K jsou-li f a g funke de�nované na okolí a
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