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Uvod

Pomoci binarni logistické regrese mtizeme vytvorit model zavislosti binarni nebo-
li dichotomické, nula-jednickové veli¢iny na jinych nezavislych proménnych. Ty
uz mohou byt jak binarni, tak kategoriadlni ¢i spojité. Na zakladé takového mo-
delu 1ze predikovat pravdépodobnost vyskytu jevu, ktery znaci zavisla veli¢ina,
pro nové hodnoty nezavislych proménnych. Tato metoda nalezne praktické vyu-
ziti ve v8ech oblastech, kde jsou k dispozici historicka data tykajici se vyskytu
jevu, jehoz pravdépodobnost chceme modelovat, pficemz tato data jsou vyznam-
na pro ucinéni néjakého rozhodnuti.

Velké uplatnéni logistické regrese najdeme v mediciné a lékaiskych a farmaceu-
tickych studiich, kde modelujeme pravdépodobnost vyskytu urcitého onemocnéni.
Od toho se muze odvijet napiiklad na jakou skupinu lidi se mame vice zamé¥it
v oblasti prevence, abchom tomuto onemocnéni mohli pokud mozno predejit.

V soucasnosti se logistickd regrese hojné pouziva v oblasti fizeni kreditniho
rizika. Modeluje se pravdépodobnost, Ze klient, jemuz spole¢nost poskytla uvér,
tento uvér nesplati, na zdkladé informaci, které o klientovi mame k dispozici.

Dalsi oblasti je pojistovnictvi, kde se modeluje napiiklad pravdépodobnost
vzniku pojistné udalosti nebo pravdépodobnost storna pojistné smlouvy. Diky
tomu muzeme efektivnéji zaradit klienta pojistovny do bonusové t¥idy v piipa-
dé havarijniho pojisténi nebo nabidnout klientovi, u néjz predpovime vysokou
pravdépodobnost storna, vyhodnéjsi podminky pojisténi.

Hlavnim cilem této prace je srozumitelné popsat binarni logistickou regresi,
uvést ukazatele pro posouzeni kvality modelu a teorii ilustrovat na numerické stu-
dii na datech z pojistovnictvi. Pro lepsi ndzornost nékterych teoretickych vztahu
se budeme snazit predstavovat si je na prikladech ze Zivota.

Organizace prace je nasledujici. V prvni kapitole zavadime model logistické
regrese. Pro nézornost se budeme v kapitole nejprve zabyvat jednorozmér-
nym modelem a nasledné v kapitole|1.2| pfejdeme k obecnéjsimu vicerozmérnému.
Poté, co si popiseme zakladni vztahy, se zamérime na odhad parametri meto-
dou maximalni vérohodnosti véetné hledani numerického odhadu feSeni pomoci
Newtonova-Raphsonova algoritmu. Neni pravidlem, Ze ¢im vice parametri do mo-
delu zahrneme, tim lépe. Proto se v kapitole podivame na to, jak otestovat
statistickou vyznamnost parametri. Jiny zptsob, jak vhodné vybrat proménné,
které do modelu zahrneme, je krokovy vybér (anglicky ,stepwise regression®),
ktery si ukdzeme v kapitole

Obsahem druhé kapitoly jsou metody vhodné k posouzeni kvality jiz vybu-
dovaného modelu. V kapitole [2.1| si ukazeme testy dobré shody, a to Pearsoniv
Chi Kvadrat test a Hosmertuv-Lemeshowtv test. Také nés bude zajimat diverzi-
fika¢ni schopnost modelu, které se vénuje kapitola 2.2 Tuto schopnost budeme
ilustrovat pomoci Lorenzovy kiivky a kvantifikovat pomoci Giniho koeficientu,
Komogorovovy-Smirnovovy statistiky a zobecnéného koeficientu determinace.

Naplni tieti kapitoly je aplikace na data z pojistovnictvi, ktera si popiSeme
v kapitole Provedeme numerickou studii, na niz ilustrujeme teorii vyloZzenou
v pfedchozich kapitolach. V kapitole[3.2]tedy vybudujeme vhodny model logistické
regrese a budeme se snazit posoudit jeho kvalitu. Vysledky v kapitole|3.3|shrneme.

K préci je prilozeno i CD, kde muzeme najit data pouzita ve treti kapitole,



projekt, v némz realizujeme numerickou studii v programu SAS, vystupy z tohoto
programu a pdf verzi této bakalaiské prace.



1. Model logistické regrese

V této kapitole si predstavime model logistické regrese. Kromé odhadu jeho pa-
rametri nas bude také zajimat vybér proménnych, které do modelu zahrneme.
Vychézet budeme piedevsim z [3].

1.1 Jednorozmérny model

Nejdrive se budeme zabyvat modelem s jednim regresorem. MuZeme si jej pred-
stavit napriklad jako modelovani pravdépodobnosti rizika nesplaceni dluhu v za-
vislosti na véku klienta.

1.1.1 Zakladni popis

Necht Y je dichotomickd nahodna veli¢ina, tj. nabyva hodnoty bud 0 (hovofime
o ,netspéchu® néjakého jevu J) nebo 1 (,,aspéch” jevu J). Hodnota této veli¢iny
miize byt ovlivnéna pozorovanou hodnotou z, a to zptisobem, ktery popisuje pravé
logisticka regrese:

EY |z) = n(x)
1+ e9(@)
g(xr) = o+ fiz.

Y budeme nazyvat odezva, x regresor a g(x) logit.
7(x) je zaroven pravdépodobnost ,tspéchu®, 1 — 7(z) je tedy pravdépodobnost
,heuspéchu.

EY |z)=0-PY=0|z]+1-PlY =1|z]|=P[Y =1]z]=n(x)

Veli¢ina Y ma alternativni rozdéleni s parametrem 7(z).
Logit g(x) je logaritmus Sance, tedy

eBO""ﬁlz
In m(x) T 1 + ePotpra
1 + efotbiz
W ePothiz (1 + 650-1-,3150)
(1 + eﬁ()+ﬂ19€) . (1 + ePotbiz eﬂo—i—ﬁlw)
= Po+ piz.

1.1.2 Odhad parametri

Meé&jme n nezavislych pozorovani (y;, x;),t = 1,...,n, kde y; je hodnota nahod-
né veli¢iny Y v i-tém pozorovani a x; je hodnota regresoru pro i-ty pozorovany
subjekt (napf. vék i-tého klienta). Pro odhad vektoru parametra 8 = ([, 51)T lo-
gistické regrese pouzijeme metodu maximalni vérohodnosti. Pro obecné poznatky



0 této metodé mizeme nahlédnout do [I]. Tato metoda je zaloZena na principu,

ze za odhad nezndmého parametru vezmeme tu jeho hodnotu, pro kterou je dosa-

zeny vysledek nejpravdépodobnéjsi. Tuto pravdépodobnost udava vérohodnostni

funkce, budeme tedy hledat takovy parametr, v ném#z nabyva svého maxima.
VSimnéme si, ze

PlY; =y | zi] = m(x;)¥[1 — W(ifz’)](l_yi),

kdey; € {0,1}Vi=1,...,n,tedy proy; = 1je P[Y; = y; | x;] = w(x;) aproy; =0
je PIY; = y; | ;) = 1 — mw(x;). Protoze pozorovani (y;,x;), i = 1,...,n jsou
nezavisla, muzeme vérohodnostni funkei [(3) zapsat jako sou¢in podminénych
pravdépodobnosti pro jednotlivd pozorovani

n

1(B) = [ [ (e [ = w(a)] )

i=1

Chceme najit takové 3, v némz [(3) nabyva maxima. ProtoZe logaritmus je
rostouci funkce, ma L(B) = In[l(B)] maximum ve stejném bodé jako I(3).

n

L(B) = Wll(B)] = Y _lyilnm(a:) + (1 — o) In(1 — m(x7))]

=1

Funkce L(3) je funkce 2 proménnych na R?, jeji maximum najdeme pomoci par-
cialnich derivaci podle 5y a f(;, které polozime rovné 0 (Ze se skute¢né jedna
o maximum rozebereme a7 v ¢asti tykajici se vicerozmérného modelu). Tim zis-
kédme soustavu norméalnich rovnic, jejichz feSenim je pravé odhad vektoru 3, ktery
budeme znacit B

Nejprve si uvédomme, zZe

1 - 1
—@) = T e
07T(x2) B ePotBiz (1 + 650+51Ii) — ePotbrmi ofo+2B12;
0B o (1 + 6180+lei) 2
ePotPrzi
= (1 + 6/304,513%) 2 = 7T-(‘/EZ) (1 - W(.Z'Z))
87r(a:z) B xieﬁo-i-ﬁwi (1 + 6504-51%') _ eBO‘i‘ﬁlmixl.e/BO"Fﬁlxi
0B (1 + efothre:)?

T eBotPrz;

N (1+ e/30+/313:i)2 = zm(x;) (1 —7(x)).

Prvni parcidlni derivace logaritmické vérohodnostni funkce maji tvar

OL(B) 1 Oom(x) o 1 —om(x;)
860 a zzl |:yz7T(ZEZ) 850 + <1 yl) ]. — ’7T(ZL’Z> 860 :|
- 1 1
= 3 o) (7o) = (=) (1~ n(a)
= >l )



OLB) _ Y 1 () L ()
0B Zzl {yiﬁ(%’) I =) 1 —7(z;) OB
= ; [Z/zmxm(ﬂfz) (1 - W(mz)) - (1 - yz)l_—mx 71'( 1)(1 — 77(%))
= Z 2 (y; — m(x))] -

Dostavame soustavu norméalnich rovnic

n

Sl —nle)] = 0 (1.1)

i=1

D iy — ()] = o0 (1.2)

i=1

Vidime, Ze tyto rovnice nejsou linearni v Sy ani v (31, coz vyzaduje specialni
metody pro jejich feSeni, vétSina z nich je implementovana v ruznych statistic-
kych software (napf. SAS). Jednou z moznosti je Newtoniiv-Rapshontuv algorit-
mus, ktery je popsan napiiklad v [4]. Jedna se o itera¢ni alogritmus pro feseni
nelinearnich rovnic. Postupné pocitame 8% € RP+L: B9 uréime libovolng. Déle
postupujeme podle vzorce

-1
B = g0 _ (g®) 7 g,
kde ¢! = VL(BY) je gradient logaritmické vérohodnostni funkce s parametry
p
0*L
,B(t) a HY = (%) matice druhych parcialnich derivaci této funkce.
T ig=o

Algoritmus pokracuje az do doby, kdy se 8+ lisi od BY maximalné o predem
stanovenou mez.

Pro model s jednim regresorem maji ¢ a H® tvar

t _ Z?:l [Z/z‘ - W(t)(il?z')}

¢ - (ZZ; [zi (s — 70 (22))] )

HO — _( S 7O (ai) (1 - 70(y) z;daﬂwmwl—ﬂwm»])
Sy [ (@) (1= aW(x;))] Yo, (3O (zs) (1= 7W(2:))] )7

() g,
6/8 +ﬂ Z

kde 7 (z;) = ,Bét) a ﬁf) jsou slozky vektoru parametri 3¢

1+ ebo M6z,
odhadnutého v kroku ¢.Viimnéme si, Ze matice H®) nezavisi na pozorovani y;,
t =1,...,n. Z rovnice plyne, Ze soucet pozorovanych hodnot y; se rovna
souc¢tu prepovézenych hodnot

Zyz—z zi).

=1



1.2 Vicerozmérny model

Od ted budeme uvaZovat, ze hodnota ndhodné veli¢iny Y muze byt ovlivnéna vice
regresory. Napiiklad riziko, Ze klient nesplati avér, bude souviset nejen s vékem
klienta, ale i s jeho piijmem, zaméstnanim, poc¢tem déti a podobné.

1.2.1 Zakladni popis

Rozsitime vyse popsany model o vétsi pocCet regresorii:

x' = (71,...,7,)
EY |x) = w(x)
e9(x)
mx) = 1+ es®)
g(x) = Bo+ Bray + fowa + - - + By,

parametry §;, 7 =0,...,p jsou slozky vektoru parametri 8 = (5o, f1, . - . ,ﬁp)T.

1.2.2 Odhad parametri

Meéjme n nezavislych pozorovani tvaru (y;, x;), 4 = 1, ..., n. Tvar modelu logistické
regrese je
ed(xi)
W(Xi) = m y (13)
kde

9(x3) = Bo + Brva + -+ Bpzip ,p <
Stejné jako v pripadé jednorozmérného modelu pouzijeme k odhadu parame-
tri B metodu maximalni vérohodnosti. Opét plati, ze

PLY; = yi | xi] = m(xi)"[1 — ()],
kde y; € {0,1}Vi=1,...,n.
Vzhledem k tomu, Ze pozorovani (y;,X;), i = 1,...,n jsou nezavisla, muzeme
vérohodnostni funkci [(3) zapsat jako:

n

1(B) = [ [ ()1 = m(oxq)] 4

i=1
Pro snazsi hledani maxima této vérohodnostni funkce se budeme zabyvat hle-
danim maxima logaritmu této funkce, stejné jako v jednorozmérném piipadé.

n

L(B) = In[l(B)] = Z[y In(x;) + (1 — ;) In(1 — 7(x3))]

9L(B)
a6’

or(x;) e9(x1) (1 4 e9(x1)) — 20(x1)
9o (1 4 e9(x1))2

eg(xi)
TF et m(xi) (1 = m(xi))

Prvni parcialni derivace 7 =20,...,p polozime rovné nule.




afﬂ'(xi) eg(xi)xij<1 + eg(xi)) — GZQ(Xi)xi,j
0B, (1+ eg(Xi))2
i (1 —m(xi))

oL(B) - 1 Or(x;) 1 or(x;)
B ;[%m 96 (=) 1 —7(x;) 0B |
= Z[yi(l —m(x1)) = (1 — yi)m(x1)]
= Z[yi — m(x;)]
OL(B) <& 1 or(x:) 1 On(xi)
ap; ;[%m ap; (1 =) 1—7(x;) 9B; |

= Z[yixij(l —7m(x3)) — (1 = y3)ziym(x)]
= D lwijly —m(x))lj=1.....p

Ziskali jsme p+1 vérohodnostnich rovnic:

n

Z[yi_ﬂ(xi)} =0
inj[yi_ﬂ(xi)} = 0,

J =1,...,n. Jejich feSeni B ziskame naptiklad pomoci Newton-Raphsonova al-
goritmu, jak jiz bylo popséno vyse.

1.2.3 Vlastnosti odhadu parametrt metodou maximalni vé-
rohodnosti

Odhad B pomoci metody maximalni vérohodnosti je nestranny a konzistentni

(viz [1]). Nejprve se zaméime na rozptyly a kovariance odhadnutych parametri,

a to zpusobem, jaky je popsan v [3]. Pro metodu odhadu rozptyla a kovarianci
budeme potiebovat druhé parcidlni derivace logaritmické vérohodnostni funkce

’L(B) _ i_maﬂ(xi)

03? LT
= = 2 mlx)(1—7(x)),j =0,....p
=1

B0

= = miwam(xi)(1=7(x:)), 5 =0,...,p,
=1

8



kde Ti0 = 1Vi= ]_,...771.
Hodnoty téchto derivaci s opa¢nym znaménkem jsou prvky tzv. informacni
matice I(8) o rozmérech (p+ 1) x (p+ 1)

i(8);; = () (1= m(x))

i(B); = in,jxi,m(xi) (1—m(x3)).

Informa¢ni matici miZeme maticové zapsat jako I(3) = X" VX, kde X je matice
typu n X p + 1 obsahujici data pro kazdy subjekt a V diagonalni matice typu
n x ns prvky m(x;) (1 — w(x;)))

1 11 Ti2 -0 Tip
X - 1 Ll'?’l SL'%Q e Tap
1 Ipn1 Tn2 " xn,p
m(x1) (1 —7(21)) 0 0
v _ 0 w(w2) (1= m(a) - 0
: 0 .. :
0 0 7(zn) (1 —m(zp))

Vzhledem k tomu, Ze diagonalni prvky matice V jsou kladné, je tato matice
pozitivné definitni, matice I(3) tedy bude pozitivné-semidefinitni nebo dokonce
pozitivné definitni v pfipadé plné fadkové hodnosti matice X (viz [6]). Mati-
ce druhych parcidlnich derivaci —I(3) je tedy negativné-semidefinitni, piipadné
negativné-definitni, coz znamend, ze logaritmickd vérohodnostni funkce L(3) je
konkédvni. Pro konkavni funkci plati, Zze kazdé jeji lokdlni maximum je zaroven
maximem globalnim (viz [2]). Bod, ktery jsme nasli pomoci prvnich parcialnich
derivaci je tedy ur¢ité maximem funkce L(8), tudiz i [(B3).

Varian¢ni matici ziskame jako inverzi informacni matice Var(8) = I"(3).
Rozptyl j-té slozky vektoru B, var(f;), je j-ty diagonalni prvek matice Var(8),
kovariance slozek cov(f;, 5;) je prvek této matice o soufadnicich 7,1 = 0,...,p.

—

Odhad varian¢ni matice Var(B) ziskame dosazenim B3. Odhad smérodatné od-

. L q12
chylky #(35) = [Tar(5)|
Zdavodnéni, ze vySe popsané teorie funguje, najdeme napitklad v [1]: matice

—I(3) se nazyva vybérova Fisherova informa¢ni matice a konverguje v pravdépo-
dobnosti k Fisherové informac¢ni matici. Pro odhad parametru 3 ziskany metodou

maximéalni vérohodnosti plati, Ze \/n <B — B) 4N (0, [_[(,3)](71))'

1.3 Testovani statistické vyznamnosti parametri

Jednou ze zakladnich otazek, kterou je tfeba si polozit, je, zda nékteré promeén-
né statisticky vyznamné piispivaji k vypovidajici schopnosti modelu, ¢i nikoliv.
Abychom ji zodpovédéli, porovname skute¢né hodnoty pozorovani odezvy s hod-
notami, které nidm vyjdou v modelu bez téchto proménny a v modelu s nimi.



Toto porovnani je zaloZeno na vérohodnostni funkci, kterd udava pravdépodob-
nost modelu. Zavedeme symbol D (z anglického Deviance):

(vérohodnost pouZzitého modelu)

D =-2] .
" (vérohodnost saturovaného modelu)

Saturovany model obsahuje tolik parametru, ze s pravdépodobnosti 1 vystihuje
data, v nasem pripadé ma tedy n parametri. Vérohodnost takového modelu je
tedy rovna jedné, takze logaritmickd vérohodnost se rovné nule.
Potom

D = —21n [(vérohodnost pouZzitého modelu)]

D= —-2In [H m(x;)¥ 1 — W(Xi)](l_yi)] :

=1

Cili
D = —-2In[l(B)] = -2 Z[yl Inm(x;) + (1 —y;) In(1 — 7(x3))].

Nyni chceme zjistit, jestli néjakych konkrétnich [ proménnych je v modelu
vyznamnych. Budeme testovat hypotézu Hy, jestli se koeficienty u téchto pro-
ménnych rovnaji nule, proti alternativé Hy, Ze alespon néktery z nich je nenulovy.
Zavedeme si proto statistiku G:

G = D(modelu bez lproménnyéh) — D(modelu s proménngmai)
ly(By)
= —2In .
(ZS (/83) )
o W(By) B S o )
Vyraz m se nazyva vérohodnostni pomér, I,(3,) znaci vérohodnostni funk-

ci modelu bez [ proménnych, [,(3,) vérohodnostni funkci modelu s témito pro-
ménnymi. Za platnosti hypotézy Hy, Ze koeficienty u danych [ proménnych se
rovnaji 0, ma G asymptotické rozdéleni Chi-kvadrat o [ stupnich volnosti. Pro test
na hladiné « plati, ze Hy zamitame ve prospéch Hi, jestlize je G vétsi nez (1 —«)-
kvantil Chi-kvadrat rozdéleni o [ stupnich volnosti:

Hy zamitame < G > xi(1 — a).

Jiny zpiisob, jak testovat statistickou vyznamnost néjakého parametru, je
Waldiv test. Vyuziva asymptotické normality odhadnutych parametri, tedy ze
ﬂi(}? X N(0,1). Hypotéza Hy je, ze f3; = 0, alternativa H; je, Ze (3; # 0.
g\ Pi

Definujeme Waldovu statistiku

~

W = Bf X N(0,1) za platnosti Hy.

(i)
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Waldiv test na hladiné a: hypotézu Hy zamitame ve prospéch Hy, jestlize
(W > 2z@1-as2), kde zq_qa/2) je (1 — a/2)-kvantil normalniho rozdéleni. Pomoci
Waldovy statistiky mizeme také sestrojit 100(1 — a))% interval spolehlivosti:

Bi = B;
Pl =za—a/) < ~— < Z(1—a2) | ®1 -«

a(B)
Bi € (Bz — Z1—a/2f3(ﬁi)7 Bz + Zl—a/2&(5i))-

1.4 Interpretace parametri

Predpokladejme, 7e jsme uz z dat napocitali hodnoty koeficientti a vybudovali
model logistické regrese pro tato data tak, ze v8echny koeficienty jsou vyznamné
statisticky nebo z povahy problematiky, které se data tykaji. Nyni se zamyslime
nad tim, co ndm hodnoty odhadnutych koeficientu o této problematice fikaji.
Pro jednoduchost uvazujme pouze jednorozmérny model. Budeme se ptét
jednak na funkci zavislosti mezi odezvou a regresorem a jednak na to, jak se

zméni odezva, zménime-li hodnotu regresoru o jednotku. Jestlize §; = 0, pak
Bo

€ .
m(x;))=PlY;=1|x] = mﬁz =1,...n. To znamena, Ze pravdépodobnost
e
viibec nezavisi na pozorovanich z; a je pro vSechna stejna. Sance tspéchu ku ne-
Bo
e
. T T B . .
uspéchu je odds = (z:) _ 1t _ e logaritmus této Sance je vlastné
1 —m(z;) 1
1+ efo

logit(x;), In(odds) = By. Parametr [y si muzeme predstavit jako uroviiovy koefi-
cient pro logit. Nyni se zaméfime na vyznam /. Zménime-li hodnotu z; na z;,
Odds(xz) e(BO‘i’/BIIi)
odil sanci (anglicky odds ratio) bude OR = =
b (anglicky ) odds(xj;)  elbothiz;)
odds(z;)

— | = x; — x;) = logit(x;) — logit(x;). Parametr
) = e = ) = logit(s) ~ logit(z) b
tedy udava, jak moc je pravdépodobnéjsi ,uspéch® v pfipadé subjektu ¢ oproti
subjektu j. Nyni se zaméiime na konkrétni aplikace pro rizné typy vstupnich
proménnych.

a logaritmus

podilu Sanci In (

1.4.1 Binarni proménni

Predpokladejme, Ze regresor  nabyva pouze hodnoty 0 nebo 1, kde 1 znamena
pritomnost néjakého jevu a 0 jeho nepritomnost. Sance pro x = 0 je

650
0 B
odds(x = 0) = . i(ﬂ'EO) = 1+1€ 2 = e
1+ ebo

Parametr [, mizeme vyjadiit jako logaritmus Sance, jestlize se x = (0. Sance

11



prox =1 je

650"1‘51
Odds(l’ = 1) = 1 W(Oz()) = 1+ 61B0+Bl — ePothr
— T
1+ eﬁOJrBl

Podil sanci prox =1ax =0 je

_odds(x =1)  efoth
~ odds(x =0)  ePo

= e,

OR

Odsud muzeme vyjadiit parametr 5, jako logaritmus podilu Sanci pro x = 1 a
x = 0.

Abychom odhadli parametry [, a (31 a jejich vlastnosti, nemusime pocitat
vérohodnostni funkce, ale muzeme vyuzit empirické ohdhady pravdépodobnosti,
tj. relativni cetnosti jednotlivych jevii. Ozna¢me N;; Cetnost vyskytu jevu, kdy
y = j a soucasné x = i, n; pocet pozorovani, kdy se x = i, ¢ili ng = Ny + Ny,
a ny = Nio+ Nyip. Odhady Sanci pak maji tvar

Noa
— Noa
odds(z = 0) = 10 = 21
( ) NO,O N0,0
N
Ny
5 Ny,
odds(z = 1) = -4 = 1L
( ) NI,O Nl,O
ni
odhad podilu Sanci:
Ny
— Nio Ni1Nopo
OR = =
NO,I Nl,UNO,l
Noo

Nyni uz snadno vyjadiime odhady parametria 5y a 3,
. — N
fo=1In (oddS(x = 0)) =In <—‘“)
No,o
5 =5 Ny1Noo
Bi=In (03) —In <— .
NioNoa
Podil sanci nam vlastné fika, jak je pravdépodobnéjsi, ze odezva se bude
rovnat jedné v pripadé, ze x = 1 oproti = 0. Napiiklad Y znaci, ze klient
nesplati uvér, x znaci, jestli mé klient praci nebo ne. Odhad OR = 2 znamena,
ze nesplaceni uvéru je v testované populaci dvakrat pravdépodobnéjsi u lidi bez
prace nez u pracujicich.
Pro odhad varian¢ni matice vyuzijeme, ze odhad stiedni hodnoty odezvy za
x,1

N,
podminky z je 7(z) = a tudiz odhad rozptylu odezvy za podminky z je
n

T

12



NZ’ NJJ NJ: Nx . . . AL
= ol e _ 2wl 80 Odhad informaénf matice je 1(8) =

w(z) (1 —7(x))

Ny Ny n?2
TS 3 N1oN1g NooNo 1
X TVX. Diagonalni matice V obsahuje n; prvka ———— a ng prvki ———,
ny Ny

matice X obsahuje v prvnim sloupci n jednicek a v druhém sloupci n; jednic¢ek
a no nul.

No1No o 4 Ni1Nig Ni1N1p
3

o no—ng ny n 1 n2
I — 0 1
(B) N1,1N1,0 n N1,1}V1,0
1 2 1 2
ni ni

Inverzni matici spocteme napiiklad pomoci metody vyuzivajici adjungovanou ma-

0,1No,0N1,0N1 1 ) )
. Inverzni matice

tici a determinant. Determinant této matice je

nony
ma tvar
N1,1N1,0 N1,1N1,0
— A N1y n n
Var(g) = 1 1
N0,1N0,0N1,0N1,1 _N1,1N1,0 N071N0,0 +N171N1,0
ni no ni
o o
N071N070 NO 1NU,0
— ng 11
_ o
0,14V0,0

A . 1 1 1 1
Odhad rozptylu 8, mizeme vyjadrit jako £, = + + + . Nyni
' "N Mg Noxo Nog
zname odhad parametri 5y, 51 1 jejich rozptyly, mizeme tedy testovat hypotézy

o jejich nulovosti naptiklad pomoci Waldova testu tak, jak byl popsan vyse.

1.4.2 Kategoriadlni proménna

Nyni mize proménnéd nabyvat k£ > 2 celociselnych hodnot. Takovéto proménné
muzeme dale délit na ordinalni, jejichZ hodnoty lze usporadat, a nominalni, jejichz
hodnoty nelze nijak logicky usporddat. Prikladem ordindlni miize byt nejvyssi
dosazené vzdélani klienta (napf. v potadi: zakladni, stfedoskolské bez maturity,
stfedoskolské s maturitou, vysokoskolské,...), nominalni je tfeba proménnd pted-
stavujici kraj, ve kterém klient Zije - hodnoty prifazené krajim nemaji zadny
vyznam, funguji jen jako identifikace jednotlivych kraju. Kategoridlni promén-
né pouzivime v modelu tak, ze je zakodujeme do tzv. ,dummy“ proménnych.
Mame-li k kategorii, potfebujeme k-1 ,dummy“ proménnych. Jednu kategorii
zvolime jako referen¢ni a k ni budeme vztahovat ostatni kategorie. Tuto metodu
si ilustrujeme na piikladé uvedeném v [3].

Studie, pro niz sestavujeme model, se tyka pritomnosti chronické nemoci v za-
vislosti na rase pacienta, kterd miize byt: béloch, ¢ernoch, hispanec a ostat-
ni. Tabulka ukazuje jeden ze zpusobi zakédovani proménné x znacici rasu
do ,dummy* proménnych, jako referen¢ni kategorie se zde bere béloch.

Logit tohot modelu bude g(x) = By + 51 D1 + $2D2 + $3D3. Ukazme si nyni
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Dummy
Rasa (k6d) D1 D2 D3

béloch (1) 0 0 0

Cernoch  (2) 1 0 0
hispanec (3) 0 1 0
ostatni  (4) 0 0 1

Tabulka 1.1: Kédovani proménné rasa

logaritmus podilu Sanci ¢ernocha a bélocha:

In [@(éernoch, béloch)] = g(¢ernoch) — g(béloch)
= [04—51 D1 =1) + f5(D2 = 0) + f35(D3 0)}

o+ 51(D1=0)+ (D2 = 0) + (D3 = )

Podily Sanci a varian¢ni matici pro koeficienty muzeme odhadnout vyuzitim
empirickych odhadu pravdépodobnosti analogicky jako v pripadé bindrni pro-
ménné, stejné tak i Walduav test pro testovani hypotéz o nulovosti koeficientu a
stanoveni intervali spolehlivosti pro jednotlivé koeficienty.

1.4.3 Spojitd proménna

Prikladem spojité proménné miize byt napiiklad mési¢ni piijem klienta. Sance

eBPotpiz
Bo+5
pro klienta se vstupni hodnotou z je odds(z) = 1+6—101x Podil Sanci pro dvé
1 + ebotbiz
eBotBi(z+1)
hodnoty vstupni proménné lisici se o jednotku je OR(z+1,x) = — e e
e

Parametr f; udava, jak se zméni logaritmus Sanci pii jednotkovém piirtustku
regresoru x. Nulovost tohoto parametru by znamenala, Ze Sance by nezavisela
na hodnoté vstupni proménné a tudiz by byla stejnd pro vSechny klienty. Mnoh-
dy se stava, ze jednotkovy prirtistek vstupni proménné pro model nemusi byt
vibec vyznamny, protoze 1 je v kontextu p#ilis ,,drobnd‘, naptiklad zména platu
o 1K¢ neznamenad prakticky nic, ale zména o 10000K¢ uz vyznamné je, nebo prilis
y,hruba®, tfeba kdyz x nabyvi hodnoty mezi nulou a jednickou. Chceme védét,
co se stane, zméni-li se hodnota = o néjaké ndmi libovolné zvolené c. Logaritmus
<%) = ¢f1, podil Sanci je
tedy OR = e“%1. Odhad tohoto podilu Sanci OR dostaneme dosazenim maximalné
vérohodného odhadu f; do OR. Odhad smérodatné odchylky ¢f; je c6(f:). Jiz

vime, Ze b — by = ¢ _Acﬁl X N(0,1). Nyni mtizeme sestrojit 100(1 — a)%-ni

a(Br) co(B1)

podilu 8anci bude rozdil logiti In(OR) =1
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asymptoticky interval spolehlivosti pro tento podil Sanci:

cfr — ¢

Pl=zu—ap < —
co(51)

< Z(l—a/Q)] — P [ecﬁl—m_a/gc&(ﬁl) < P < 60314-21_0/20&(31)

~ l—«
OR = P € (66/3’1721704/20&(31)’ 60/6)14'217@/26&(31)).

Neékdy se mize stat, ze pfimé pouziti spojité proménné v modelu neni zcela
vhodné. Vezméme si tieba prijem. Riziko nesplaceni avéru bude na piijmech zé-
vislé jinak u lidi s velmi vysokymi piijmy nez u béznych klienti. Tento problém
se da resit treba vhodnou tranformaci, napiiklad Ze do modelu nedosadime pii-
mo z, ale n&jakou vhodnou funkci f(x) (napiiklad /x). Jinym zptusobem Feeni
tohoto problému je vytvofit ze spojité proménné kategorialni proménnou, napii-
klad lidé s mési¢nim platem do 20000K¢, 20000KE-40000K ¢, 40000K¢-70000K¢,
vice nez 7T0000K¢. Pro tuto kategoridlni proménnou se vytvori tzv. ,,dummy®

proménné, viz ¢ast [1.4.2]

1.5 Konstrukce modelu itera¢ni metodou

Nyni si popiSeme rozsifujici se itera¢ni algoritmus pro vhodny vybér regresort,
které zahrneme do modelu. Nazyva se Stepwise regression anglicky, krokovy vybér
cesky. Je zaloZzen na kontrolovani statistické vyznamnosti jednotlivych regresori.
V kazdém kroku algoritmu budeme za nejvyznamnéjsi regresor povazovat tako-
vy, pro ktery bude co nejvétsi rozdil logaritmickych vérohodnosti modelu s nim
a bez néj, coz miZzeme stanovit tfeba pravé statistikou G popsanou v ¢asti
V ¢asti jsme si ukazali, ze kategorialni proménnou s £ moznymi hodnotami
modelujeme pomoci k — 1 ,dummy* proménnych. Statistika G ma asymptotické
rodéleni Chi-kvadrat, pocet stupiiit volnosti vSak zavisi na poc¢tu proménnych,
jejichz absenci chceme testovat. Z tohoto divodu pii vzajemném porovnavani
modelil s riznymi proménnymi a bez nich musime pocitat s riznymi stupni vol-
nosti. Proto bude vyhodnéjsi pouzivat jako kritérium vyznamnosti p-hodnotu G.

Krok(0):
Predpokladejme, Zze mame k dispozici celkem p riznych regresorti. Nejprve se-
stavime model, ktery bude obsahovat pouze konstantu (anglicky intercept only
model), a spoc¢itame jeho logaritmickou vérohodnost, kterou oznacime jako Ly.
Potom spocitame L;O) V) =1,...,p, coz znaci logaritmickou vérohodnost modelu
obsahujictho pouze konstantu a regresor x;. Takovéto znaceni budeme pouzivat v
pribéhu celého algoritmu. Horni index (0) znamena nulty krok, dolni index j zna-
mend, Ze jsme do modelu pfidali proménnou x;. Ozna¢me G§O) = —2(Ly — Lgp))
statistiku pouzitou v testu, kterym budeme porovnévat model obsahujici regresor

x; s modelem bez néj, pj(p) =P [Xf(l —a) > Ggo)} p-hodnotu tohoto testu, kde

vvvvvv

proménnou je ta s nejmensi p-hodnotou. Ozna¢me e; index regresoru, ktery je
ykandidatem* pro vstup do kroku (1), pé?) = min <p§0)> . Je dulezité uvédomit

si, Ze T., jeSté nemusi byt statisticky vyznamny. Vyjde-li napiiklad pé?) =0, 83,
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v analyze asi nebudeme chtit pokracovat, protoze odezva nejspis nezéavisi ani
(E jako Entry). Dle [3] je vhodné volit pg mezi 0,15 a 0,20. Proménnou potom
budeme chtit zahrnout do modelu, jestlize p-hodnota modelu s touto proménnou
bude men$i nez pg. Jestlize pg?) < pg, prejdeme ke kroku (2), jinak néasleduje
krok (S).

Krok(1):
Onacme LS) logaritmickou vérohodnost modelu obsahujiciho konstantu a regre-
sor z.,. Chceme zjistit, jestli mezi zbyvajicimi p — 1 regresory je jesté néjaky

(1)

vyznamny. Spocitame tedy vérohodnosti L, . modeli obsahujicich konstantu,

e1,j
Te, a x; pro kazdé j € {1,...,p} \ e;. Statistiku Ggl) pro porovnani takoveé-
hoto modelu s modelem bez z; definujeme jako Gg-l) = —2(L8) — Lg)j) Necht

T, je takovy regresor, pro néjz vysla nejmensi p-hodnota vérohodnostniho testu
pg) = min (p§1)>. Je-li pg) < pg, pokra¢ujeme krokem (2), jinak pfejdeme ke

kroku (S).

Krok(2):
Miize se stat, ze piidanim proménné z., do modelu ztraci vyznam mit v modelu
proménnou z.,. V tomto kroku tedy budeme kontrolovat a pfipadné vypoustét
»zbyteéné“ proménné, jedna se o tzv. zpétnou regresi (anglicky backward regres-

sion). L(,ng je logaritmicka vérohodnost modelu, ze kterého jsme odstranili z.,.

Test v tomto kroku bude zalozen na statistice G(_ng = —2(L(_22j — Lg?@), pg) bude
p-hodnota tohoto testu. Kritérium pro rozhodnuti, zda vyfadit proménnou z,,,

kde pg) = max (p(,ng,p(izQ) , stanovime pomoci nami predem zvolené kritické

hodnoty pro vyfazovani proménnych pr (R z anglického slova Remove). Hodnota
pr musi byt ostie vétsi nez pg, abychom piedesli zacykleni algoritmu v dusledku
toho, Ze budeme pak znovu zavadét do modelu proménné, které jsme jiz jednou vy-
loucili. Regresor z,, vylou¢ime z modelu, jestlize pg) > pr, jinak v modelu ziista-
va. Pak nasleduje vybér dalsi proménné. Porovname model obsahujici konstantu,
Te,, Te, s modelem obsahujeim jeSté navic x; pro kazdé j =1,2,...,p, j # e1, €2
na zakladé G statistiky, spoc¢itame piislusné p-hodnoty. Ozna¢me z., proménnou
(2)

a takovou p-hodnotou pe;’ = min <p§-2)). Plati-li pg) < pg, zahrneme z., do mo-

delu a pokracujeme krokem (3), jinak prejdeme ke kroku (S).

Krok(3):
Tento krok je vlastné identicky s krokem (2). Nejprve se provede zpétné regrese
pro proménnou vybranou v predchozim kroku a pak se vybere novy kandidat
pro zafazeni do modelu a napocitaji se pro néj p-hodnoty, vse tak, jako v kroku
(2). Toto se opakuje do té doby, nez se algoritmus dostane do posledniho kroku

(5).

Krok(S):
K tomuto kroku dojde bud kdyz model obsahuje vSech p regresorii, nebo kdyz
vSechny proménné obsazené v modelu maji p-hodnotu pro vyrazovani mensi nez
pr a soucasné vechny proménné nezahrnuté v modelu maji p-hodnotu pro pridani
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do modelu vétsi nez pr. V tomto stadiu tedy model obsahuje vSechny proménné,
které jsou vyznamné vzhledem ke konstantam pg a pg.
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2. Posouzeni kvality modelu

Nyni uz mame pro nase data model a zajiméa nas, jak dobte je vystihuje. V této
kapitole popiseme nékolik zpisobi, jak kvalitu modelu mérit. Bude nas zajimat
predevsim shoda modelu s realnymi daty a diverzifikacni sila modelu. Pfi testech
budeme nyni predpokladat, ze model dobie vystihuje zavislost odezvy na regre-
sorech, tedy Ze jsme pomoci vySe uvedenych metod a postupt zvolili vhodné
proménné a jejich koeficienty.

2.1 Testy dobré shody

Vyjdeme piedevsim z [3]. Zavedeme nésledujici znaceni. Necht nas model obsahuje
p nezavislych proménnych, tedy x = (zy,...,x,) a J udava pocet ruznych pozo-
rovanych hodnot x. Jestlize u néjakych klientii byly napozorovany stejné hodnoty,
bude J < n, n zna¢i pocet pozorovanych klienti. Oznac¢me m; pocet subjekt
u nichz x = x5, 7 = 1,...,J. Je zfejmé, Ze Z;’Zl m; = n. Dale ozna¢me z; po-
¢et odezev rovnajicich se jedné u subjektii jejichz x = x;. Potom E;.Izl Zj = ny,
kde ny je celkovy pocet odezev rovnajicich se jedné. Pokud model obsahuje ale-
spon jednu spojitou proménnou, predpokladame, ze J ~ n. Pro ndzornost si tyto
informace shrneme do tabulky

Skupina 1 2 R |

X X1 Xo cee XJ

m; mq mo tee my

Zj 21 29 tee ZJ

7(x) 7(x1) 7(x2) s T(Xg)

2]‘ mlfr(xl) mzﬁ'(X2> st m(]ﬁ'(XJ)

Tabulka 2.1: Shrnuti informaci pro testy dobré shody

Do skupiny j spad& m; subjektt, z; je pozorované cetnost takovych subjektii
ze skupiny j, jejichz odezva se rovnala jedné. z; nazveme pozorované cetnosti.
Miuzeme je odhadnout tak, ze Z; = m;m(x;). 2; pak budeme fikat odhadnuté
nebo teoretické ¢etnosti.

2.1.1 Pearsonuv Chi-kvadrat test

Chceme posoudit, jak moc se od sebe lisi pozorované a teoretické Cetnosti z; a Z;.
ed(xj)

Zj = my(x;)

7 kde g(z;) je odhad logitu. Pearsonovo reziduum je

= Mj——=—>
1+ ed(@;)
definovano jako

(25,7 (xy)) = 2T )

V() (1 - 7(x;))
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Pro testovani zavedeme statistiku X?2
J
. 2
X2 = "r(z,7(x3))%.
=1

Ta mé asymptoticky rozdéleni Chi-kvadrat o J — (p 4+ 1) stupnich volnosti,
viz [3].

Tento test mé smysl pouze pokud J % n, tedy pokud se v modelu vyskytuji
jen kategoridlni proménné. Diky tomu totiZz existuje omezeny pocet moznosti
pro hodnoty x, miZeme tedy zafixovat J a s rostoucim n rostou i m;.

2.1.2 Hosmeruv-Lemeshowuyv test

Pro kazdy subjekt mame pozorovani x a odhad 7(x). Subjekty rozdélime do g
skupin (obvykle se voli ¢ = 10 a skupinam se potom ¥ika ,decily rizika“) tak,
ze prvni skupina bude obsahovat indexy klientu, jejichZ hodnota 7(x) je mezi

1 1

—100% nejmensich hodnot, druhé skupina bude mit 7(x) mezi —100% a —100%
g

nejmensimi hodnotami a tak dale, az v g-té skupiné budou indexy klientii, jejichz
. » 1 i . . e .
7(x) patii mezi —% nejvétsich. Ozna¢mé ¢; [-tou skupinu indext, n) pocet indexu

ve skupiné ¢;. Zavedeme o = ZiEcl Yi, €07 je vlastné pocet subjektii, jejichz indexy
jsou ve skupiné ¢; a odezva se rovné jedné. Miizeme si je predstavit napiiklad jako
Z’iecl ﬁ(Xi)

pocet klientu ve skupiné ¢;, kteri nesplatili dluh. Déle 7, = -

je priameér
!
odhadi 7(x;) ve skupiné ¢;. Hosmer-Lemeshowova statistika ma tvar

O i (o1 — mym)*

—1 n;?ﬂ(l — _l).

Hosmer a Lemeshow na zakladé simulaci ukazali, ze pokud se J = n, pak
rozdéleni statistiky C lze dobfe aproximovat rozdélenim Chi-kvadrat o g — 2
stupnich volnosti. Tuto aproximaci lze pouzit i kdyz J ~ n , viz [3].

2.2 Diverzifikac¢ni schopnost modelu

Diverzifika¢ni schopnost modelu je jednou z jeho stézejnich vlastnosti. Kazdému
subjektu ¢ pridélime na zakladé prislusnych pozorovanych dat skoére s; € R a bu-
deme chtit podle tohoto skore odhadnout, jestli se hodnota y; rovné jedné nebo
nule. Jako toto skore muzeme pouzit naptiklad odhad 7 (x;). Idealné bychom chté-
li stanovit hranici sg tak, aby odezva vSech subjektii, jejichZ skore je mensi nez s,
byla nula a odezva subjektt, jejichz skore je vétsi nez sg, byla jedna. Divezifika¢ni
schopnost tedy udéava, jak dobie dokaze model rozlisit subjekty s y; = 0 od sub-
jektl s y; = 1 na zékladé hodnoty skore s;. Pro ndzornost si budeme piredstavovat,
ze modelujeme riziko, Ze subjekty nesplati sviij dluh. Klienty, ktefi nesplatili, a
tedy jejich y; = 1 oznacime jako Spatné, ty, ktefi splatili a tudiz y; = 0 oznac¢ime
jako dobré.
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2.2.1 Lorenzova krivka

Lorenzova kiivka, nékdy téz nazyvana ROC kiivka (z anglického Receiver Opera-
ting Characteristics), vhodnym zptisobem graficky znazornuje diverzifika¢ni silu
modelu.

Setfidime klienty sestupné podle skore a podivame se na jejich hodnoty y;. V ide-
alnim piipadé by mély byt samé jednicky a az po nich néasledovat nuly, coz ovsem
vétsinou v praxi nelze dosahnout, protoze se muze stat, ze klient se Spatnymi
predpoklady dluh bez problému splati, zatimco klient s dobrymi pfedpoklady
sviij dluh neuhradi. Myslenka Lorenzovy kiivky je zalozena na porovnani, jak
moc se readlna posloupnost jednicek a nul lisi od ideadlniho sefazeni. Potfebujeme
distribuc¢ni funkci skére pro dobré klienty a pro Spatné klienty. Tyto distribué¢ni
funkce vsak vétSinou nezname, takze je odhadneme empirickymi distribu¢nimi
funkcemi. Pro dobré klienty (,,Good*) dostavame

1 n
Fea(s) = - D Tes(s))y;r s €R,

J=1

pro Spatné
1 n
Fp(s) = P D Toos(s5)(1—15), s €R,
j=1

kde ng je pocet dobrych klientt, np Spatnych a vyraz I_o q(s;) da jednicku,
jestlize s; € (—o0, s, jinak nulu.
Lorenzova kiivka vznikne spojenim bodu [Fg(s;), Fp(s:)], ¢ = 1,...,n, lezi
tedy uvniti jednotkového Gtverce. Vychézi z bodu [0, 0] a konéi v bodé [1, 1].
Mame-li stanovenu mezni hodnotu skoére sy, pro zarfazni klientt mezi dobré
nebo Spatné na zakladé vypoctu jejich skore, muzeme Lorenzovu kiivku interpre-
tovat také pomoci klasifika¢ni tabulky [2.2]

skutetnost 0 1
predikce
1 TP FP
0 FN TN

Tabulka 2.2: Klasifika¢ni tabulka

TP (,, True Positive“) znaéi pocet subjekti, jejichz skore je vétsi nez so a odezva
se rovna jedné, FP (,False Postive“) pocet subjekti se skore vétsim neZ s, ale
odezvou rovnou nule, FN (,False Negative“) pocet subjekti se skore mensim,
nez so, ale odezvou rovnou jedné a TN (,,True Negative*) pocet subjektii se skore
mensim, nez sy, a odezvou rovnou nule. Pfedstavme si na chvili, 7Ze vypocet skore

~

je test, zda-li bude odezva rovna jedné nebo nule. Senzitivita testu je P(Y =1 |

TP .
Y = 1), jeji odhad;]ejrovna TP+ PN’ Specificita testu je P(Y =1 |Y = 0),

odhad se rovnd ——————. Lorenzova k¥ivka je potom grafem ukazujicim zévislost
FP+TN Jepotomg ]

(1-specificity) na senzitivité.
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V idealnimm pripadeé kiivka kopiruje nejdiive levou a pak horni hranu ¢tverce.
Naopak prakticky zadnou diversifika¢ni schopnost nema model, u néjz Lorenzova
kiivka lezi blizko diagonaly. Model, jehoz Lorenzova kiivka je pod diagondlou,
neodpovida dobie datim, muze byt naptiklad ,prevraceny®. Jednou z moznosti,
jak mérit schopnosti diverzifikace modelu, je spocitat plochu pod kfivkou - AUC
(z anglického Area Under Curve). Na tomto je zalozen napiiklad Giniho koeficient.

2.2.2 Giniho koeficient

Oznacme A jako plochu nad Lorenzovou kiivkou, B jako plochu mezi Lorenzovou
kiivkou a diagonalou. A+ AUC tedy dava celou plochu ¢tverce (A4 AUC = 1),

1
A+ B dava polovinu plochy ¢tverce (A+ B = 5) Jesté si vSimnéme, ze A =1 —
AUC'. Giniho koeficient definujeme jako pomér plochy B k plose nad diagonalou:

B
Gini=——=2B=1-2A=1-2(1-AUC)=2AUC —1.
ni = ( )
Je zfejmé, 7e Giniho koeficient nabyva hodnot z intervalu [—1, 1], kde hodnota
1 znamend nejlepsi diverzifika¢ni schopnost, nula zadnou diverzifikaci a zaporné
hodnoty ukazuji, Ze se jedn& o naopak postaveny model.

2.2.3 Kolmogorova-Smirnovova statistika

Dalsi moznosti, jak mérit diverzifikacni schopnost modelu, je Kolmogorova-Smirnovova
statistika. Tu definujeme pomoci distribuc¢nich funkei Spatnych klientu a dobrych
klientu, respektive vybérovych distribu¢nich funkci dobrych a Spatnych klienti
zadefinovanych v ¢asti2.2.1] jako

KS = sup |Fp(s) — Fr(s)].

seR

KS miize nabyvat hodnot z intervalu [0, 1]. K'S = 0, pokud model diverzifika¢ni
schopnost nemé viubec, naopak KS = 1, jestlize je diverzifika¢ni schopnost mode-
lu dokonala. Kolmogorovu-Smirnovovu statistiku mizeme interpretovat i pomoci
Lorenzovy ktivky a to tak, ze KS se priblizné rovnad maximalni vzdalenosti bodu
Lorenzovy kfivky od diagonaly vynasobené /2. Odvozeni tohoto vztahu najdeme
v [4].

2.2.4 Zobenény koeficient determinace

Jednim z mé¥itek vypovidajicim o kvalité modelu je také zobecnény koeficient de-
terminace, ktery vyuziva vérohodnostni funkce modelu. Cox a Snell jej definovali
jako

e ()

kde 1(0) je vérohodnost modelu obsahujiciho pouze konstantu a I(3) vérohodnost
pouzitého modelu s vektorem parametra 3 (viz [5], strana 4115). Tento koeficient
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2
nabyva maxima R2,,, = 1— (1(0)) 7, coz je men3f nez jedna. Radi bychom viak
méli pevnou maximalni hodnotu, které muze ukazatel nabyvat pro idealni mo-
del. Proto se pouzivd modifikace tohoto ukazatele, a to Nagelkerkeho koeficient

determinace

RQ
2 _
RN - R2 )

max

¢oZ je vlastné jen tiprava R? tak, aby pro idealni model byl vysledek jedna.
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3. Aplikace na data

Doposud jsme se logistické regresi vénovali teoreticky. Ukézali jsme si, jak vybudo-
vat model a jak otestovat jeho vypovidajici schopnosti. Tuto teorii si ukdZeme na
datech ze souboru datalogregl.sas7bdat (najdeme ho na ptilozeném CD ve slozce
data) pomoci statistického software SAS. Budeme modelovat pravdépodobnost
skody v zavislosti na tarifni skupiné, véku, regionu a pohlavi. Pfilozené CD da-
le obsahuje ve slozce projekt soubor projekt.epg, coz je vlastné celé zpracovani
alohy v programu SAS, a vystupni soubory ve slozce report.

3.1 Data

Data v souboru datalogregl.sas7bdat jsou simulovana dle mirné upravenych rel-
nych charakteristik. Obsahuji informace o Sedesati tisicich uzavienych smlouvach
0 pojisténi odpovédnosti z provozu motorového vozidla, a to identifika¢ni ¢islo
smlouvy, ¢islo tarifni skupiny, region, vék, pohlavi a informaci, zda nastala sko-
da. Identifika¢ni ¢islo smlouvy (v datech oznafeno smlo_id) je pouze pomocna
informace, v modelu jej nijak nepouzijeme. Tarifnich skupin (v datech T'S) je
celkem pét podle objemu motoru vozidla: do 1000 cm?, 1000 cm?-1350 cm?, 1350
em?-1850 cm?, 1850 cm?® - 2500 cm?, nad 2500 cm3. Tarifni skupinu zahrneme do
modelu jako kategoriadlni proménnou, kterou zakédujeme pomoci ,,dummy* pro-
ménnych zptsobem uvedenym v tabulce Tarifni skupina ¢islo pét predstavuje

Dummy
Tarifni skupina T1 T2 T3 T4
1 0 0 0

U W DN =
o O OO
o OO =
OO = O
O = OO

Tabulka 3.1: Zakoédovani proménné T'S

referencni kategorii.

Dalsi proménnou je region, ma Ctyii kategorie podle poc¢tu obyvatel v misté
bydlisté, a to nad 500000, 50000-500000, 5000-50000, do 5000. Zakdédovani je v
tabulce Region cislo ¢tyti predstavuje referenéni kategorii.

V datech najdeme také informaci o véku klientu a to v proménné veks, kde
je vék vyjadied v letech, a v proménné vek, kterd rozdéluje klienty do tii ka-
tegorii: 18-30 let, 30-65 let, 65 a vice let. Koédovani kategoridlni proménné vek
vidime v tabulce Tteti vékova skupina je referencni kategorii. Do modelu
samoziejmé nebudeme zahrnovat proménnou vek i veks, vzhledem k tomu, Ze by
nam to nepiineslo zadnou dalsi informaci oproti modelu s pouze jednou z téchto
proménnych. Pro nékteré statistiky bude vhodnéjsi pouzit proménnou vek, pro
jiné zase veks, takze si vybudujeme dva modely.

Data obsahuji také informace o pohlavi, proménnéa pohlavi, kde 1 predstavuje
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Dummy
region R1 R2 R3
1 1 0 0

2 0 1 0
3 0 0 1
4 0 0 0

Tabulka 3.2: Zakédovani proménné region

Dummy
ve&kova skupina V1 V2
1 1 0
2 0 1
3 0 0

Tabulka 3.3: Zakodovani proménné vek

zenu, 2 muze. V modelu tuto proménnou opét zakédujeme, a to tak, ze poh =1
pro zenu, 0 pro muze, tedy muz predstavuje referen¢ni kategorii.
Proménna skoda se rovna jedné, pokud u klient skuteéné zpisobil Skodu bé-
hem sledovaného roku, nule, pokud ne. Toto je odezva, kterou budeme modelovat.
Jak vhodné stanovit jednotlivé kategorie pro kategorialni proménné neni pied-
métem této prace, a tudiz se tim ani nebudeme zabyvat.

3.2 Vybudovani modeli

Vybudujeme dva modely, jeden s proménnou veks a druhy s proménnou vek.
Druhy model bude obsahovat pouze kategoridlni proménné. Metodou maximalni
vérohodnosti odhadneme koeficienty u jednotlivych regresoru pro oba modely a
dostavame logity

g1(x) = —1,4817—0,32267'1 — 0,30707'2 — 0,22647'3 — 0, 188574
+ 0,4653R1 4+ 0,2386R2 + 0,1342R3 + 0, 5142poh + 0, 00435veks

g2(x) = —1,2927 —0,322771 — 0,307772 — 0,22617'3 — 0, 188074
+ 0,4633R1 +0,2377R2 + 0,1350R3 + 0, 5129poh + 0,265V'1
+ 0,00438V2.

Vysledky Waldova testu pro kazdou proménnou shrnuji tabulky a
V prvnim modelu vychéazeji v8§echny p-hodnoty velmi malé, tudiz bychom podle
tohoto kritéria do modelu méli zahrnou vSechny uvedené proménné. Ve druhém
modelu jsou ovSem p-hodnoty u proménnych V1 a V2 vétsi nez 0,05 a tedy na
95% hladiné tyto proménné nejsou pro model vyznamné a tudiz bychom je podle
tohoto kritéria do modelu zahrnovat neméli.

24



proménni odhad smérodatnd Waldova p -hodnota

koeficientu chyba statistika
konstanta  -1,4817 0,0447 1100,8789  <0,001
T1 -0,3226 0,0370 75,9729 <0,001
T2 -0,3070 0,0317 93,6898 <0,001
T3 -0,2264 0,0315 51,6387 <0,001
T4 -0,1885 0,0314 36,0577 <0,001
R1 0,4633 0,0324 206,765 <0,001
R2 0,2386 0,0289 68,0915 <0,001
R3 0,1342 0,0292 21,1688 <0,001
poh 0,5142 0,0188 744,9331 <0,001
veks 0,00435 0,000599 52,7675 <0,001

Tabulka 3.4: Vysledky Waldova testu v prvnim modelu

proménni odhad smérodatnd Waldova p -hodnota
koeficientu chyba statistika

konstanta — -1,2927 0,0388 1110,2777  <0,0001
T1 -0,3227 0,0370 76,0935 <0,0001
T2 -0,3077 0,0317 94,1791 <0,0001
T3 -0,2261 0,0315 51,5188 <0,0001
T4 -0,1880 0,0314 35,9009 <0,0001
R1 0,4633 0,0323 205,1756 <0,0001
R2 0,2377 0,0289 67,6152 <0,0001
R3 0,1350 0,0292 21,4289 <0,0001
poh 0,5129 0,0188 742,15801  <0,0001
V1 0,265 0,0263 1,0151 0,3137
V2 0,00438 0,0229 0,0364 0,8486

Tabulka 3.5: Vysledky Waldova testu ve druhém modelu

Dalsim zpusobem, jak rozhodnout, které regresory do modelu zahrnout, je
krokovy vybér (anglicky Stepwise regression). Pro oba modely nastavime prahové
hodnoty pp = 0,20 a pg = 0,25. Priubéh algoritmu pro prvni model je nasledujici:

Krok(0): Pracujeme s modelem obsahujicim pouze konstantu, jejiz odhad vysel
—1,0246, standartni chyba 0,00926, Waldova statistika 12242, 7220 a p-hodnota
Waldova testu mensi nez 0, 0001. Analyzu kandidata pro vstup do modelu shrnuje
tabulka [3.6

kandidat GO ... pO . .

TS 112,8175  <0,0001
region 234,8101  <0,0001
pohlavi  745,7303  <0,0001
veks 48,3509  <0,0001

Tabulka 3.6: Stepwise regression pro prvni model, Krok(0), kandidati pro vstup
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Nejvétsi hodnotu G statistiky a tudiz i nejmensi p-hodnotu pozorujeme u
regresoru pohlavi, zahrneme jej tedy do modelu a pokracujeme dal.

Krok(1): Model obsahuje konstantu a proménnou pohlavi. Maximélné véro-
hodné odhady vychézi —1,2947 pro konstantu a 0,5102 pro koeficient regreso-
ru gjohlavi. Provedeme jeSté zpétnou regresi pro proménnou pohlavi. Statistika
ek vyjde 738,8054, p-hodnota p,(a}) < 0,0001, takze pohlavi v modelu zu-

—pohlavi

stava. Dale v tabulce analyzujeme zbylé kandidaty pro vstup. Zaradime pro-

kandidat Gl(;)ndidét p&)ndidét

TS 113,4994  <0,0001
region 237,4739  <0,0001
veks 51,0782 <0,0001

Tabulka 3.7: Stepwise regression pro prvni model, Krok(1), kandidati pro vstup

ménnou region.
Krok(2): V modelu mame konstantu, pohlavi a region. Maximalné vérohodné
odhady uvadime v tabulce [3.8

regresor odhad koeficientu
konstanta -1,5012

R1 0,4614
R2 0,2369
R3 0,1336
poh 0,5121

Tabulka 3.8: Stepwise regression pro prvni model, Krok(2),maximalné vérohodné
odhady koeficienti

Vysledky zpétné regrese jsou v tabulce 3.9

- 14 ) (2)
kandidat G—kandidét pkandidét

region 236,1981 <0,0001
pohlavi 741,3293 <0,0001

Tabulka 3.9: Stepwise regresion pro prvni model, Krok(2), vysledky zpétné regrese

P-hodnoty jsou malé, proto nevyfadime Zadnou proménnou. V tabulce [3.10[ ana-
lyzujeme kandidaty pro vstup do modelu. Do modelu vstoupi proménnd T'S.

kandidat Gg)ndidét p1(<2a)ndidét
TS 114,5965  <0,0001
veks 53,5101 <0,0001

Tabulka 3.10: Stepwise regression pro prvni model, Krok(2), kandidati pro vstup
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Krok(3): Maximalné vérohodné odhady koeficientii regresortt pro soucasny

model jsou v tabulce

regresor odhad koeficientu
konstanta -1,2837

T1 -0,3228
T2 -0,3079
T3 -0,2261
T4 -0,1880
R1 0,4634
R2 0,2375
R3 0,1350
poh 0,5129

Tabulka 3.11: Stepwise regression pro prvni model, Krok(3), maximalné vérohod-
né odhady koeficientu

Vysledky zpétné regrese obsahuje tabulka

kandidat G£311andidét pl(:i)ndidét
TS 114,2265 <0,0001
region 237,2975 <0,0001
pohlavi 742,0614 <0,0001

Tabulka 3.12: Stepwise regresion pro prvni model, Krok(3), vysledky zpétné re-
grese

Vidime, Ze vSechny p-hodnoty jsou vyrazné mensi nez pg, Zddnou proménnou tedy
nevyfadime. Jesté se podivejme na posledniho kandidata pro vstup do modelu,
proménnou veks. Hodnota G;S) = 52,8360 a pg-g) < 0,0001, veks tedy do modelu
zahrneme.

Krok(4): Maximéalné vérohodné odhady koeficienti u proménnych nyni najde-
me v tabulce B.13
Vysledky zpétné regrese uvadime v tabulce [3.14
Opét nebudeme vytazovat zadnou proménnou.

Krok (S): Model obsahuje vSechny proménné, které mame k dispozici, coz
odpovida i vysledkim ziskanym pomoci Waldova testu.

Tento algoritmus provedeme analogicky pro druhy model. Vzhledem k to-
mu, 7ze model obsahuje stejné proménné kromé regresoru veks, ktery je nahra-
zen regresorem vek, jsou vysledky algoritmu stejné a7 do kroku (3), s vyjimkou
u informaci tykajicich se proménné vek. Ukazme si je jen stru¢né v tabulkach
B.163.1T93.223.25)3. 15)3.173.2013.233.18]3.21] a [3.24]

Poznamenejme, 7e uz v tabulce [3.16| si muzeme pov§imnout pomérné vysoké
p-hodnoty u proménné vek.
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regresor

odhad koeficientu

konstanta

T1
T2
T3
T4
R1
R2
R3
poh
veks

14817
10,3226
-0,3070
10,2264
-0,1885
0,4653
0,2386
0,1342
0,5142
0,00435

Tabulka 3.13: Stepwise regression pro prvni model, Krok(4),maximalné vérohodné

odhady koeficientu

kandidat

4) 4)
G landidst  Plandidst

TS
region
pohlavi
veks

1135529  <0,0001
239,7202  <0,0001
7449331 <0,0001
52,7675 <0,0001

Tabulka 3.14: Stepwise regresion pro prvni model, Krok(4), vysledky zpétné re-

grese

regresor

odhad koeficientu

konstanta

“1,0246

Tabulka 3.15: Stepwise regression pro druhy model, Krok(0),maximalné vérohod-

né odhady koeficienti

kandidat

(0) (0)
Giandidat  Plkandidat

TS
region
pohlavi
vek

112,8175  <0,0001
234,8101  <0,0001
745,7303  <0,0001
1,4395 0,4869

Tabulka 3.16: Stepwise regression pro druhy model, Krok(0), kandidati pro vstup

regresor

odhad koeficientu

konstanta
pohlavi

71,2947
0,5102

Tabulka 3.17: Stepwise regression pro druhy model, Krok(1),maximalné vérohod-

né odhady koeficienti
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kandidat Ggﬁandidét pl(;)ndidét
pohlavi 738.,8054 <0,0001

Tabulka 3.18: Stepwise regresion pro druhy model, Krok(1), vysledky zpé&tné re-
grese

kandidat G&)ndidét Pl(;)ndidét

TS 113,4994  <0,0001
region 237,4739  <0,0001
vek 1,5234 0,4669

Tabulka 3.19: Stepwise regression pro druhy model, Krok(1), kandidati pro vstup

regresor odhad koeficientu
konstanta -1,5012

R1 0,4614
R2 0,2369
R3 0,1336
poh 0,50121

Tabulka 3.20: Stepwise regression pro druhy model, Krok(2),maximalné vérohod-
né odhady koeficienti

kandidat G(leandidét pl(<2a)ndidét
region 236,1981 <0,0001

pohlavi 741,3293 <0,0001

Tabulka 3.21: Stepwise regresion pro druhy model, Krok(2), vysledky zpé&tné re-
grese

kandidat Gg)ndidét p1(<2a)ndidét
TS 114,5965  <0,0001
veks 53,5101 <0,0001

Tabulka 3.22: Stepwise regression pro druhy model, Krok(2), kandidati pro vstup
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regresor odhad koeficientu
konstanta -1,2837

T1 10,3228
T2 -0,3079
T3 -0,2261
T4 -0,1880
R1 0,4634
R2 0,2375
R3 0,1350
poh 0,5129

Tabulka 3.23: Stepwise regression pro druhy model, Krok(3),maximalné vérohod-
né odhady koeficienti

kandidat G£311andidét pl(:i)ndidét
TS 114,2265 <0,0001
region 237,2975 <0,0001

pohlavi 742,0614 <0,0001

Tabulka 3.24: Stepwise regresion pro druhy model, Krok(3), vysledky zpétné re-
grese

kandidat G ... p® . .
vek 12485  0,5357

Tabulka 3.25: Stepwise regression pro druhy model, Krok(3), kandidati pro vstup

Vidime, ze p-hodnota pro proménnou vek je mnohem vétsi, nez pg, nebudeme
ji tedy do modelu zahrnovat. Tim jsme vycerpali vSechny moznosti proménnych,
¢imz se dostavame do kroku (S). Vysledny model tedy obsahuje v8echny regresory,
kromé vek. Tento vysledek se shoduje i s vysledkem ziskanym pomoci Waldova
testu.

3.2.1 Vysledné modely

Na zakladé vyse uvedené analyzy do prvniho modelu zahrneme proménné TS,
region, pohlavi, veks a do druhého T'S, region, pohlavi. Metodou maximalni
vérohodnosti odhadneme koeficienty u téchto proménnych a vysledné odhadnuté
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logity budou tvaru:

logit pruniho modelu = —1,4817 —0,32267'1 — 0,307072 — 0,22647'3
0,18857'4 + 0,4653R1 + 0, 2386 R2 + 0, 1342R3
+ 0,5142poh + 0,00435veks

logit druhého modelu = —1,2837 —0,32287T1 — 0,307972 — 0,22617'3
0,188074 + 0,4634R1 + 0,2375R2 + 0, 13503
+ 0,5129poh.

3.2.2 Posouzeni kvality modelu

Zac¢neme testy dobré shody. Prvni model obsahuje spojitou proménnou weks,
pouzijeme tedy Hosmertv-Lemeshoviv test. Rozdéleni klienti do skupin udava
tabulka Oskupina T€prezentuje vlastné pozorovanou cetnost vyskytu skoda =
1 ve skupiné a n’skupim1 - TTskupina SI miZeme piedstavit jako ocekévanou Cetnost
vyskytu jevu skoda = 1 v dané skupiné.

. = - — 7 =
Skupina Pocet klientli ve skupiné Oskupina  Dgrupina * Tskupina

1 6009 1064 1057,74
2 6010 1221 1175,68
3 9995 1249 1260,35
4 5999 1370 1369,78
3 5997 1468 1511,52
6 6013 1656 1644,03
7 6025 1750 1754,96
8 6000 1823 1853,97
9 5992 1962 1986,19
10 5960 2285 2235,35

Tabulka 3.26: Hosmer-Lemeshowuv test

Hodnota Hosmer-Lemeshowovy statistiky je 7,1151, pocet stupni volnosti 8
a p-hodnota testu 0,5243. Vidime, 7e p-hodnota je pomérné vysoka, takze na
hladiné 95% zamitame hypotézu, ze model se shoduje s realnymi daty.

Druhy model obsahuje pouze kategoridlni proménné, a tak na néj provedem
Pearsontiiv Chi-kvadrat test. Pocet riznych hodnot pozorovani regresoru J =
2200. Hodnota statistiky X? vyjde 3333,8465, pocet stupiiti volnosti 2199 a p-
hodnota tohoto testu mensi nez 0,0001. Nezamitame tedy hypotézu, ze se model
dobfe shoduje s daty.

Zaméime se je§té na Diverzifika¢ni schopnost modelti. Obrazek ukazuje
Lorenzovu kiivku pro prvni model. Velikost oblasti pod kfivkou je AUC = 0, 589.
Tomu také odpovida Giniho koeficient, ktery se rovna 0, 178.

Lorenzovu kiivku pro druhy model je zndzornéna na obrazku [3.2.2] Hodnota
AUC se rovna 0,587 a Giniho koeficient 0, 174.
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ROC Curve for Model
Area Underthe Curve = 05842
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Obrazek 3.1: Lorenzova kfivka pro prvni model

ROC Curve for Model
Area Underthe Curve = 0.5872
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Obrézek 3.2: Lorenzova kiivka pro druhy model
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Zobrazime si jesté empirické distribu¢ni funkce ,,dobrych® a ,Spatnych klien-
ti a spocitame Kolmogorov-Smirnovovu statistiku. Tyto distribu¢ni funkce pro
prvni model mizeme vidét na obrazku [3.2.2] pro druhy model na obrazku. Hod-
nota Kolmogorovy-Smirnovovy statistiky pro prvni model je 0,059165, pro druhy
0,057329.

Empirical Distribution for p
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T T
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Obrézek 3.3: Empirické distribu¢ni funkce dobrych a Spatnych klientd pro prvni
model
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Obrézek 3.4: Empirické distribuc¢ni funkce dobrych a $patnych klientti pro druhy
model

Jak Lorenzova kiivka, tak i Giniho koeficient a Kolmogorova-Smirnovova sta-
tistika ukazuji na lepsi diverzifika¢ni schopnost prvniho modelu. To, Ze prvni
model je kvalitnéjsi, ukazuje i zobecnény koeficient determinace, ktery vychézi
R? = 0,0190 pro prvni model a R? = 0,0181. Pro lepsi pfedstavu si uvede-
me jesté Nagelkerkeho koeficient determinace R% = 0,0277 pro prvni model,
R% = 0,0264 druhy.
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3.3 Shrnuti praktické casti

Miuzeme si v§imnout, Ze transformace spojité proménné veks na kategorialni pro-
ménnou vek byla tak zasadni, Ze se proménné vek stala statisticky nevyznamnou
pro model jak podle Waldova testu, tak podle vysledku algorimu Stepwise regres-
sion. To muze byt i konkrétnim zptsobem, jak se proménné ,zkategorizovala“.
Dalo by se diskutovat o tom, jak zvolit kategorie vhodnéji. Z praktického hlediska
by ale kazda kategorie méla byt ve tvaru intervalu a ne libovolné mnoziny, uz
jen kvili jednoduché interpretovatelnosti. Model zohlednujici vék mé& pomérné
vysokou p-hodnotu pro Hosmeruv-Lemeshowiiv test dobré shody, naproti tomu
durhy model ma p-hodnotu Pearsonova Chi-kvadrat testu mensi nez 0.0001. Ty-
to dvé hodnoty vSak nemiizeme mezi sebou piimo porovnavat, protoze se jedna
o dva odligné testy. Piesto nam vsak vysledky napovidaji, ze datim bude 1épe
odpovidat druhy model. Co se ale diverzifika¢ni schopnosti tyc¢e, tam vynechani
informace o véku zpusobilo jeji zhorseni.
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Zaver

Binarni logistickd regrese v . mnoha oborech zajisté patii k hojné pouzivanym
statistickym metodam. Po teoretické strance jsme se ji vénovali v prvnich dvou
kapitolach. Popsali jsme, jak vypada zakladni model a metodou maximalni vé-
rohodnosti jsme odhadli jeho parametry. Ukazali jsme si statistiky pro testovani
vyznamnosti parametri. V jednorozmérném modelu jsme se zabyvali vlastnostmi
regresori. Odhadu koeficientu binarniho regresoru jsme zkonstruovali pomoci ¢et-
nosti, diky ¢emuz v takovém piipadé neni nutno pouzivat metodu maximalni vé-
rohodnosti. Pro kategorialni proménnou jsme na piikladé prevzatém z [3] ukazali,
jak takovouto proménnou v modelu pouzit. U spojité proménné jsme se zamérili
na vyznam koeficientu regresoru v jednorozmérném modelu. Pro vhodny vybér
proménnych jsme popsali konstrukci modelu itera¢ni metodu. Abychom zméfili
kvalitu modelu, ukazali jsme si dva testy dobré shody, a to Pearsontiv Chi-kvadrat
test a Hosmeriv-Lemeshowuv test, a znazornili a kvantifikovali diverzifika¢ni si-
lu pomoci Lorenzovy kfivky, Giniho koeficientu a Kolmogorovovy-Smirnovovy
statistiky. Jako posledni métitko kvality modelu jsme uvedli Zobenény koeficient
determinace. Ve tfeti kapitole jsme provedli aplikaci teoretickych poznatki na da-
ta z pojistovnictvi, konkrétné se jednalo o data obsahujici informace o pojistnych
smlouvach o pojisténi odpovédnosti z provozu motorového vozidla (znamé jako
povinné ruceni). Zajimavym zavérem bylo, Ze tuto pravdépodobnost z regresort,
které jsme méli k dispozici, nejméné vyrazné ovliviiuje vék klienti.
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P¥ilohy

Priloha ¢. 1

K praci je prilozeno CD obsahujici data pro numerickou studii popsanou ve tieti
kapitole, projekt vytvoreny v programu SAS Enterprise Guide zpracovavajici tato
data a vystupy z tohoto projektu. Na CD dale nalezneme tuto praci ve formatu
pdf.
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