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1. Úvod
Výzkum rakovinných nádorů přináší stále více nových vyšetřovacích metod. S dal-
šími metodami a množstvím dat vyvstává potřeba naměřená data zpracovávat a
vyhodnocovat pokud možno co nejautomatičtěji.
V naší práci se budeme věnovat zpracování dat z DCE-MRI (dynamic con-

trast enhanced magnetic resonance imaging – dynamické kontrastem zesílené
magneticko–rezonanční zobrazování), tedy z vyšetření, které pomocí magnetické
rezonance zkoumá šíření kontrastní látky krevním řečištěm. Pacientovi je podá-
na kontrastní látka a následně je sejmuta série snímků (viz obrázek 1.1) stejné
oblasti. Vyšetření je za dobu nemoci několikrát opakováno s cílem zjistit průběh
choroby, či případnou recidivu.

Obrázek 1.1: Výběr z jedné série dat DCE-MRI (snímky 0, 250 a 499 z 500)

Z dat (snímků) sejmutých pomocí DCE-MRI je možno určit mnoho zajíma-
vých údajů, jako je například průtok krve v daném místě, či druh tkáně. Pomocí
snímků je lékař již schopen nalézt a označit nádor. Při větším počtu dat je třeba
vyhledávání nádoru lékaři co nejvíce usnadnit.
Cílem práce je za pomocí metod počítačového vidění pomoci prozkoumat

data z vyšetření a zhodnotit charakteristiky nalezeného nádoru. Měli bychom
být schopni nalézt nádor a zhodnotit jeho vlastnosti tak, aby byl lékař schopen
určit, jak se mění nádor.
V následující kapitole budeme uvedeni do problematiky původů dat a motiva-

ce této práce. Následně budou definovány cíle kterých by chtěla práce dosáhnout.
V kapitole Metody pak budou rozebrány možné přístupy k řešení definovaných
problémů. V dalších dvou kapitolách se pak budeme snažit nalézt a vybrat tu
nejvhodnější tak, abychom v další kapitole mohli popisovat implementaci vybra-
ných řešení. V předposlední kapitole rozebereme použitá data a úspěšnost našeho
přístupu, tak abychom v závěru mohli vše stručně zhodnotit.
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2. Problematika

2.1 Zobrazovací metoda

2.1.1 Magnetická rezonance

Obrázek 2.1: Přístroj pro vyšetření magnetickou rezonancí Siemens Magnetom
Avanto (zdroj siemens.com)

Magnetická rezonance, častěji označovaná jako MRI (magnetic resonance ima-
ging – snímání za pomocí magnetické rezonance) (podrobněji viz [28]), je zobrazo-
vací metoda která nad ostatními vyniká při srovnatelném prostorovém rozlišení
vyšším rozlišením mezi tkáněmi. Nepůsobí na tělo žádným škodlivým zářením
(jako např. CT (computer tomography – počítačová (výpočetní) tomografie)), její
princip je založen na působení magnetického pole na tkáně. Objekt je vystaven vy-
sokému konstantnímu magnetickému poli a vysokofrekvenčnímu, rotujícímu mag-
netickému poli. Obraz vzniká měřením radiofrekvenční odezvy atomových jader
při působení daných polí. Odezva je způsobena magnetickým momentem atomo-
vého jádra a záleží na jeho vlastní (rezonanční) frekvenci (závislé na struktuře
jádra a působícím poli). Vzhledem k vysokému zastoupení vody v lidském těle
se používají frekvence blízké vlastní frekvenci vodíku (pří 1 Tesla se jedná 42,58
MHz). Tedy (po složitém převodu) nejsvětlejší složky obrazu značí, že v daném
místě se nachází tkáň s vysokým obsahem vody.

2.1.2 DCE-MRI

V případě že máme zájem zjistit nejen vnitřní rozložení tkání, ale i něco více o je-
jich funkcích, hodí se použít metodu DCE-MRI. Pacientovi je podána kontrastní
látka a posléze nasnímána sekvence dat (podrobněji například [9], případně česky
[48] strany 77–80). Výsledek nám ukáže postupné rozlévání kontrastní látky krev-
ním řečištěm. Na rozdíl od podobných metod na bázi CT je možno jako kontrastní
látku podávat naprosto neškodné sloučeniny (není třeba aby byly radioaktivní).
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2.2 Vstup

Vstupem naší práce jsou data naměřena pomocí metody DCE-MRI. Měřeným
objektem je pacient s rakovinou ledvin. Může se zdát překvapivé, že v některých
případech nádor nalezneme mimo ledvinu. Jedná se o pacienty, kterým byl nádor
na ledvině odoperován, ale znovu se objevil například ve svalu či lymfatické uzlině.

Obrázek 2.2: Snímek pacienta u kterého se objevila recidiva mimo ledvinu, nádor
vyznačen

Z každé nasnímané série (jedno měření na jednom pacientovi) dostaneme dva
typy dat - obrazová data a perfuzní mapy.

(a) Jeden snímek ze série
obrazových dat

(b) Perfuzní mapa ukazující
průtok krve v daném bodě

(c) Lékařem zakreslený ná-
dor v obrazových datech

Obrázek 2.3: Příklad dat z jedné série snímání

Obrazová data obsahují registrovanou sérii snímků pořízenou jedním měřením.
Jedná se o sérii postupně snímanou v krátkých časových intervalech od oka-
mžiku podání kontrastní látky. Série většinou obsahuje 500 snímků s rozli-
šením 128x128 pixelů.

Perfuzní mapy znázorňují různé veličiny platné pro daný snímaný bod (v na-
šem případě pixel v daném řezu). Jedná se například o průtok krve, podíl
objemu krve a tkáně a další. Tyto mapy jsou počítány na základě obrazo-
vých dat.
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Data použitá v práci pochází z projektu RECAMO, který byl podpořen Ev-
ropským fondem pro regionální rozvoj a státním rozpočtem České republiky (OP
VaVpI - RECAMO, CZ.1.05/2.1.00/03.0101).

2.3 Praktická motivace

Hlavní cíl vyšetření je zhodnotit zdali a jak se nádor mění (jestli reaguje na
nasazenou léčbu, popřípadě jestli se neobjevuje nový). Orientace v takovémto
množství dat ale začíná být značně obtížná. Lékař zvládne identifikovat nádor
na snímku, ale to je jen část dat které má k dispozici. Je tedy třeba nějakým
srozumitelným způsobem nabídnout informace ohledně potenciálního nádoru.
Nádor je na okrajích hojně prokrvená oblast, která v některých případech

zevnitř vymírá. Tedy bude se v obrazových datech jevit potom co se do něj
dostane kontrastní látka jako světlá oblast. Na okrajích bude mít vysoké (světlé)
hodnoty v mapě průtoku krve a poměru objemu krve k objemu tkáně. V případě
že nádor vymírá, najdeme v centru vymírání vysoké hodnoty poměru objemu
intersticiálního prostoru k objemu tkáně.
Hlavní přínosy naší aplikace pro lékaře by měly být:

• zjednodušit nalezení nádoru, bez složitého obkreslování a za použití všech
informací (obrazu a map)

• možnost vidět dostupné informace v souvislostech - tedy současné zobrazení
map/obrazu (blending)

• možnost zjistit geometrické vlastnosti nádoru
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3. Cíle práce
Motivací práce je pomoci při výzkumu léčby nádorů ledvin. Jejím cílem je ulehčit
práci lékaře při identifikaci nádoru, hodnocení jeho vlastností a orientaci mezi per-
fuzními mapami a obrazovými daty. Toho dosáhneme pokud vytvoříme program,
který bude mít za úkol:

Interaktivně vysegmentovat nádor - za asistence lékaře vybrat na základě
obrazových dat a perfuzních map oblast, která co nejpřesněji odpovídá ná-
doru.

Zobrazit vybraný nádor v kontextu obrazových dat a perfuzních map
- umožnit lékaři studovat souvislosti mezi perfuzními a obrazovými daty

Změřit tvarové charakteristiky nádoru - pomoci lékaři zhodnotit nádor(případně
jeho změnu) na základě měření vybraného nádoru

Během úvodního studia se ukázalo, že původní představy lékařů o možném pří-
spěvku digitálního zpracování obrazu nebyly v souladu s dostupnými daty. Záro-
veň se objevily nové potřeby v souvislosti se zobrazováním perfuzních map a tak
na základě vzájemné dohody došlo k úpravě zadání práce.
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4. Metody
Pro dosažení definovaných cílu jsme definovali schéma řešení (viz 4.1). Pro kon-
krétní řešení je třeba zvolit algoritmy pro zpracování jednotlivých podproblému.
Nejdříve musíme vybrat metodu k segmentaci nádoru v obrazu. Dále budeme

potřebovat najít způsob, kterým lékaři znázorníme obrazová data a perfuzní mapy
najednou. V neposlední řadě bude třeba vybrat tvarové příznaky které budou
dobře měřitelné a interpretovatelné.

Obrazová data Perfuzní mapy

Interaktivní segmentace Lékař

Vybraná oblast odpovídající nádoru

Měření tvarových příznaků

tvarové příznaky

Vizualizace

Obrázek 4.1: Schéma práce s programem

4.1 Segmentace

Segmentace obrazu je označení pro rozdělení obrazu na oblasti se stejnými vlast-
nostmi. Cílem segmentace bývá výběr objektů s nějakým významem z obrazu,
nebo rozdělení obrazu na popředí (objekt/oblast zájmu) a pozadí. V našem pří-
padě se jedná o hledání objektu (nádoru) o velikosti několika desítek bodů bez
jasného ohraničení v obrázku o velikosti 128x128 bodů. U obrazu z magnetické
rezonance se setkáváme hned s několika obtížnými vlastnostmi. Například nelze
počítat s tím, že intenzita jedné tkáně bude v obrazu homogenní jak mezi měře-
ními, tak v rámci jednoho snímku (viz. [43]). Segmentace takových dat je velice
náročný úkol a většinou se neobejde bez asistence člověka (navíce je dúležité ji
kontrolovat vzhledem k důsledku případně chyby). Asistenci lze v některých pří-
padech nahradit metodami založenými na počítačovém učení, to však vyžaduje
dostatek předem ohodnocených dat k inicializaci algoritmu.
Obecný přehled algoritmů používaných k segmentaci obdobných dat (tedy seg-

mentace nádorů a orgánů ze snímků MRI), lze čerpat z publikací [30], [44] a [2].
Nejpopulárnější úlohou je segmentace magnetické rezonance mozku (ať jednotli-
vých tkání, tak nádorů), dále se segmentují jednotlivé orgány, nebo se segmentace
používá k segmentaci krevního řečiště (angiografie). Naši úlohu, segmentaci nádo-
ru ledvin, bychom mohli zařadit mezi méně časté. Uvedené práce popisují metody
použité pro segmentaci obrazu z MRI od nejjednodušších jako je prahování, růst
regionů, po složité metody založené na počítačovém učení a modelování.
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4.1.1 Prahování (Thresholding)

Metoda prahování určí práh (hranici) intenzit (například pomocí tvaru histogra-
mu) a podle něj dělí jednotlivé pixely do tříd. Tato metoda je velice citlivá na šum
a nehomogenity. V případě segmentování dat z magnetické rezonance je tato cit-
livost velice výrazná nevýhoda a proto se prahování většinou kombinuje s dalšími
technikami (viz např [37]). Navíc je složité určit správně odpovídající práh, neboť
do intenzity jednoho pixelu může přispívat více tkání a tak je nejednoznačná.

4.1.2 Růst oblastí (Region growing)

Metoda založená na růstu homogenních regionů. V obrazu jsou určeny počáteční
body (seedy) určující „zárodkyÿ jednotlivých objektů - regionů. K regionům jsou
postupně připojovány sousedící pixely které vyhoví kritériu homogenity (nejen
na bázi intenzity). Připojování končí v případě, kdy jsou všechny pixely obrazu
zařazeny. Způsoby určení počátečních bodů a kritérium hodnocení homogenity se
v jednotlivých implementacích liší. Pro určení počátečních bodů je nutná interak-
ce či heuristika. Případný šum způsobuje umělé rozpojení regionů. Metoda růstu
oblastí je použitá například v práci [25] k segmentaci ledvin (k určení počátečních
bodů se používá odhad pozice ledvin vůči středu řezu, potažmo páteři). Dále tuto
metodu využívají práce [33] (segmentace nádorů prsu) a [12] (zde je růstu oblastí
použito v kombinaci s detekcí hran).

4.1.3 Rozvodí (Watershed)

Watershed je segmentace poprvé předvedená v [3], následně popularizovaná po-
mocí rychlé implementace popsané v [42]. Pracuje s představou, že každý pixel
má nadmořskou výšku (například hodnoty intenzity, nebo gradientu intenzity) a
do vzniklé krajiny „napuštíme voduÿ. Postup zní: spočítáme nadmořskou výšku
všech pixelů; začneme napouštět vodu - od nejnižších bodů - to jsou zárodky
budoucích segmentů; iterujeme po hodnotách nadmořské výšky a připojuj body
k dotýkajícím se segmentům; pokud není žádný který by se dotýkal, vytvoříme
nový segment; pokud se setkají dva segmenty, vytvoříme mezi nimi hráz a ozna-
čené pixely již nepřeznačujeme; pokud jsme došli k největší obsažené nadmořské
výšce (a jsou všechny pixely označené), algoritmus končí.
Tento postup má jednu velikou nevýhodu (zvláště na nesyntetických datech),

dochází k přesegmentaci (oblasti které by měly být spojeny, se rozpadají do mno-
ha malých). Pro praktické použití je nutné se s tímto problémem vypořádat,
existuje mnoho přístupů. V práci [26] pro nadmořskou výšku používají „gradi-
ent vector flowÿ, pro větší přesnost počítají více než jeden soustředný watershed.
Práce [23]] kombinuje watershed s dalším algoritmem - dosegmentuje výsledek po-
mocí levelset metody. V [36] - dosegmentují výsledek pomocí řezu grafu (přehrady
berou jako pixely).

4.1.4 Metody založené na rozpoznávání vzorů (Pattern
recognition)

Tyto metody určují pro pixel n-rozměrný vektor příznaků (např. intenzita) a pak
klasifikují pixely do objektů na základě tohoto vektoru. Tyto techniky pracují na
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základě již segmentovaných obrazů (učení s učitelem), nějaké předchozí znalosti,
či čistě na bázi dodaných dat (shlukování).

Učení s učitelem (Supervised learning)

Rodina metod označovaná jako učení s učitelem sdružuje algoritmy které k ur-
čení příslušnosti (klasifikaci) daného pixelu používají znalosti nabyté na základě
předem označených dat. Tedy dat u kterých známe jak vstup (obraz) tak i poža-
dovaný výstup (klasifikaci). Příklady učení učitele s učitelem jsou metody: meto-
da nejbližších sousedů (K-nearest neighbor), podpůrné vektorové stroje (Support
Vector Machine) a neuronové sítě.
Metoda nejbližších sousedů (K-nearest neighbor) klasifikuje podle příslušnosti

k nejbližších sousedů v příznakovém prostoru. Podpůrný vektorový stroj (Support
Vector Machine) použitý v [47] k segmentaci nádorů mozku je algoritmus hleda-
jící při učení nadrovinu, která v prostoru příznaků optimálně rozděluje trénovací
data. Podle této nadroviny rozděluje segmentované pixely. Jako příznaky jsou
využity intenzity pixelu před a po přidání kontrastu. Neuronové sítě jsou veli-
ká rodina metod založených na vzoru nervové soustavy. Jde o výpočetní modely
složené z mnoha neuronů, vzájemně propojených jednotek řešících malou část
problému. Neuron generuje výstup na základě vstupu přijatého z jiných neuro-
nů a sítí se tak šíří „vzruchÿ od vstupní části do výstupní. Příkladem využití
neuronových sítí pro segmentaci může být například práce [31]. Segmentují v ní
anotomické objekty pomocí dvou sítí na sebe napojených. Obě sítě používají ke
klasifikaci texturních příznaků (druhá na základě dalších upřesňuje segmentaci
z první). Existují i složitější postupy kombinující více přístupů. Příkladem může
být například práce [40] která propojuje hned několik přístupů matematického
modelování statické analýzy k segmentaci jednotlivých částí mozku.

Učení bez učitele (Unsupervised learning)

Alternativou pro učení s učitelem jsou algoritmy, využívající minimum předcho-
zích znalostí dat a operující jen s tím, že obraz je složen z pixelů rozdělitelných do
určitého počtu skupin se stejnými vlastnostmi - tedy ve vzájemné blízkosti v rám-
ci prostoru příznaků. Segmentace jen na základě takových znalostí lze dosáhnout
pomocí shlukové analýzy. Většinu algoritmů spojuje potřeba definovat:

kriteriální funkci - hodnocení, jak je dané rozdělení do shluků kvalitní / při-
rozené (například součet druhých mocnin vzdáleností od středu shluku)

míru podobnosti vzorů - nejčastěji vzdálenost v příznakovém prostoru

Hledání nejlepšího rozdělení dat na shluky pak vlastně odpovídá hledání extrému
kriteriální funkce. Metod shlukování je široká škála od nejjednodušších hierarchic-
kých postupů (například připojování nejbližšího vzoru), po složité optimalizač-
ní algoritmy. Pokud přidáme předpoklad tvaru pravděpodobnostního rozdělení
skupin lze hledat shluky pomocí hledání parametrů daného rozdělení (například
hledám pro každý shluk parametry normálního rozdělení).
K jednodušším metodám patří metodaK-středů (K-means clustering), která se

používa spíše k inicializaci složitějších postupů. Definuje střed shluku, iterativně
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překlasifikovává vzory podle nejbližšího středu a přepočítává středy až do chvíle
kdy se středy přestanou měnit.
Podobným, ale složitějším algoritmem je Fuzzy C-means clustering. Fuzzy C-

means clustering umožňuje každému vzoru patřit do více shluků (respektive de-
finovat stupeň příslušnosti vzoru ke třídě). Jedná se o iterativní optimalizační
algoritmus bohužel málo robustní vůči šumu (proto se nehodí ho používat pro
příznaky čistě jen na bázi intenzity). Je použitý například v [29] k segmentaci
mozku kde jsou MRI snímky předzpracovány diskrétní vlnkovou (Waveletovou)
transformací pro eliminaci šumu a doostření, dále v [14] k segmentace nádorů
prsu a v [10] k segmentaci MRI mozku.
Stejně jako v učení s učitelem, i při shlukování se hojně používá neurono-

vých sítí. Například v práci [38] používají samoorganizující mapy (Kohonen Self
Organising Maps). Metoda není příliš vzdálená myšlence K-středů - postavíme
mapu z neuronů tak, že každý neuron určuje jeden shluk (jeho budoucí centrum),
„naučímeÿ ji na shlukovaných datech a vypadne nám síť kde každý neuron odpo-
vídá středu shluku - a tedy síť která dokáže data klasifikovat. Učení vypadá tak,
že vybereme nejbližší(vítězný) neuron pro daný vzor a posuneme ho (případně i
jeho okolní neurony) směrem ke klasifikovanému vzoru. V [38] se jako příznaků
pro jeden pixel používá průměru a rozptylu v okolí pixelu (kvůli robustnosti vůči
šumu). Není použito jen čistě samoorganizující mapy, ale mapy o rozměrech 12 *
12 pro předsegmentaci a pak další vrstvy pro spojení výsledků do známého počtu
shluků (druhů tkáně).
V praxi se samozřejmě nepoužívají jen čisté metody, ale kombinuje se více

postupů dohromady. Například [43] hledá k segmentaci model šumu i klasifikace
(šum jako součet normálních rozdělení a klasifikace jako n-rozměrného normální-
ho rozdělení). [18] kombinuje Fuzzy C-Means shlukování a fuzzy Kohonen neuro-
nové mapy pro segmentaci mozku / jeho nádoru. Tvoří pomocí Fuzzy C-Means
shlukování učící množinu pro Kohonenovy mapy.

4.1.5 Deformovatelné modely

Většina segmentačních metod hledá způsob, jak správně rozdělit pixely do jed-
notlivých objektů. Deformovatelné modely používají jiný přístup, hledají hranici
objektu. Tento přístup přináší možnost spojit mnoho apriorních informací, napří-
klad jeho počáteční umístění, tvar hranice (jak celkový tak jeho lokální charak-
teristiky), nemluvě o základních charakteristikách jako je homogenita intenzity a
ostatních příznaků. Za tyto výhody ale platíme vyšší výpočetní náročností.

Aktivní kontury, hadi (Active contours, snakes)

Relativně starou, ale stále používanou a rozvíjenou metodou pro hledání hranice
regionu jsou „aktivní konturyÿ poprvé uvedené v [20]. Pracuji na principu křivky
(obrysu) postupně deformované na základě „silÿ působených obrazem (například
gradient intenzity) a našimi požadavky do formy obrysu či hranice hledaného
objektu. Křivka je z počátečního tvaru deformována směrem k nejnižšímu po-
tenciálu funkce sdružující působení sil. Aktivní kontury byly různě modifikovány,
mnoho úprav a přehled použití na medicínských datech lze čerpat z [27]. Z no-
vějších použití uveďme [8], kde je aktivních kontur užito k hledání tvaru nádoru
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jater ve vybrané oblasti obrazu generovaným z dat DCE-MRI pomocí farmako-
kynetického modelu.

Level sets

Alternativou k aktivním konturám je postup původně používaný v simulaci dy-
namických kapalin, takzvané „level setsÿ. S aktivními konturami mají společné
síly deformující model a hledání nejnižšího potenciálu. Na rozdíl od kontur je
ale křivka reprezentována nulovou vrstevnicí implicitně zadané funkce. Výhodou
oproti aktivním konturám je možnost segmentace vícerozměrných dat a schop-
nost segmentovat velice složité tvary (dokonce i rozdělování do více tvarů). Level
sets pro 3D segmentaci nádorů mozku používá například [16], pro segmentaci 3D
snímků (k rekonstrukci 3D modelu) mozku je používá [1].

4.1.6 Řezy grafu (Graph cuts)

Řezy grafu nejsou přímo segmentační technikou, ale spíš využitím grafových al-
goritmů pro řešení optimalizačních úloh. V [13] ukazují jak řešit problém ma-
ximalizace posteriorní pravděpodobností pomocí algoritmů maximálního toku v
grafu a použití tohoto postupu pro rekonstrukci binárního obrazu. V [4] popisují
segmentaci jako optimalizační úlohu ve které se hledá takové rozdělení pixelů do
tříd, pro které je hodnota cílové funkce v absolutním minimu. Tuto úlohu řeší
pomocí algoritmů maximálního toku v grafu. Ukazují, že hledání maximálního
toku v grafu, odpovídá jeho minimálnímu řezu.
Vytvoří graf kde množina vrcholů obsahuje jednotlivé pixely (voxely) obrazu

a dva terminální vrcholy - zdroj a stok. Hrany v grafu jsou dvou typů - hrany
spojující vrcholy pixelů v okolí (jejich ohodnocení určuje homogenita s okolím) a
hrany spojující každý vrchol se zdrojem a stokem (jejich ohodnocení určují lokální
vlastnosti pixelu/voxelu a jejich vztah k příslušnosti do popředí či pozadí). Na
takto sestaveném grafu provedou minimální řez a výsledek jim ukáže příslušnost
pixelu k popředí či pozadí podle toho ke kterému terminálnímu vrcholu zůstal
připojený.
Metoda umožňuje zadávání indicií příslušnosti (respektive pevnou příslušnost

ke konkrétní třídě) jednotlivých pixelů uživatelem. Jsou zde prezentovány vý-
sledky při segmentaci MRI snímků ledvin. K segmentaci více než 2 tříd je použit
algoritmus α − expanze popsaný v [6]. Obdobnou techniku používá [36] k do-
segmentaci obrazu segmentovaného pomocí watershed metody při hledání nádorů
jater. [15] používá řezy grafu na segmentaci krevního řečistě v kontrastem vylep-
šeném CT snímku, jako indicie jsou použity středové čáry žil.
V [21] a [22] se zabývají segmentací (nejen) spřažených povrchů jako jsou

stěny dýchacího ústrojí, k řešení úspěšně používají optimalizace za použití řezu
grafu Kombinaci grafových algoritmů s deformovanými modely ukazuje [45] kde
k segmentaci používají řezy grafu ve spojení s aktivními konturami.
Metodám používajícím řezy grafu se budeme více věnovat v kapitole 5.

4.1.7 Ostatní metody

Přirozeně nelze vypsat veškeré algoritmy a metody které se k segmentaci medi-
cínských dat využívají, zde jsme se snažili shrnout jen ty, které jsou využívané
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ve větší míře. Pro úplný obrázek však musíme zmínit ještě dva pojmy, jedná se o
Markovská pole a segmentaci pomocí atlasů.
Markovská pole (Markov Random Field) nejsou segmentační technikou, ale

statistickým modelem, který se používá například k eliminaci vlivu šumu. Umož-
ňují modelovat vztahy mezi sousedícími pixely a tedy použít vlastnosti okolí pro
segmentaci. Použití pro segmentaci lze najít v [24] (pro obecnou segmentaci), či
v [46] (segmentace MRI snímků mozku). V grafových řezech se Markovská pole
často využívají k výpočtu ohodnocení hran, viz [13] a [7].
Technika která by pro potřebu předem označených dat mohla být zařazena

též do algoritmů učení s učitelem se nazývá Atlasy. Jde o techniku, kdy hledané
objekty na snímku nabývají vždy specifické tvary a uspořádání. Při tvoření atlasu
se zpracují všechna známá data do mapy která označuje kde se jaký objekt zpra-
vidla nachází. Mapu se při segmentaci pokoušíme registrovat na segmentovaný
snímek a podle informací v mapě obsažených identifikujeme jednotlivé objekty.
Pro segmentaci mozku včely ji využívá [34]. Pro segmentaci lidského mozku ji v
kombinaci s dalšími technikami používá [32].

4.2 Metody fůzování obrazu

Fůze obrazu je proces kombinace relevantních informací z více obrazů do jednoho.
Má velice široké využití, užívá se například tvoření dokonale ostrých obrazů z
několika různě zaostřených snímků, spojování snímků více modalit (běžný obraz,
IR, . . .), nebo k syntetické vizualizaci hodnot veličin v kontextu s umístěním.
Z hlediska postupu spojování lze fůze obrazu dělit na ([19]):

Pixelově zaměřené Jde o metody které způsob spojení určují jen na základě in-
tenzit pixelu jednotlivých vstupů. Nejjednodušší a zároveň nejpoužívanější
technika je alfa blending neboli překrývání. Jde čistě o vážené průměrování
intenzit vstupních obrazů. Za cenu ztráty kontrastu umožňuje jednoduché
spojení i vícesložkových obrazů.

Dalším postupem je mapování intenzit vstupních obrazů na barevné slož-
ky výstupu. Ku příkladu pro generování RGB obrázku použijeme intenzity
prvního vstupu pro modrou složku, druhého pro červenou. Tato technika je
použitelná jen na jednosložkové obrazy a počet vstupů je omezen počtem
barevných složek výstupu.

O něco obecnějším přístupem je barevné mapování. Definujeme si funkci
která nám na základě intenzit vstupních složek určí barvu výsledku. Funk-
ce může výsledek počítat například jako bilineární interpolaci 4 barev v
RGB (společné minimum, společné maximum, maximum jedné složky, ma-
ximum druhé). V praxi se ale bude hodit použít sofistikovanější přístup
který začlení specifika obrazu (například důležitost částí spektra obrazu) a
lidského vnímání (např. použitím lepšího barevného prostoru než je RGB).

Víceúrovňový rozklad Metody zaměřené na víceúrovňovém rozkladu rozklá-
dají vstupní obrazy dle frekvencí (například pomocí „Laplacianÿ pyramidy,
PCA, IHS či Waveletové transformace) a pak dle struktury dat (rozložení
vysokých a nízkých frekvencí) vybírají složky z jednotlivých vstupů, výstup
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je pak spojen pomocí inverzní transformace. Tento přístup se honě využívá
v při zpracování obrazů dálkového průzkumu Země .

Založené na objektech Pokud dokážeme nějakým způsobem ve vstupním ob-
razu určit objekty zájmu, je vhodné tuto informaci využít a při spojení
vstupů z některých použít právě jen ty části odpovídající objektům. Lze
například úspěšne použít pro spojování různě zaostřených snímků.

Inspirované lidským zrakovým systémem V umělé inteligenci se úspěšně
používá pro řešení mnoha problémů simulace neuronů v mozku. Pokud
chceme vybudovat co nejintuitivnější způsob, jak spojit několik obrazů,
je nasnadě snažit se simulovat postup, kterým mozek zpracovává vjemy ze
sítnice. Spojování pomocí neuronových sítí se hodí v případech kdy obraz
tvoří reálná scéna (například při snaze o spojení infračerveného a klasického
obrazu)

Obecně lze říct že existuje několik základních podmínek pro dobré spojení
více obrazů. V prvé řadě by měly být před spojením přesně zarovnány, dále by
spojení mělo co nejlépe zachovat detaily jednotlivých vstupů (hrany, kontrast. . .)
a v neposlední řadě by mělo být intuitivní a pochopitelné pro cílovou skupinu
uživatelů.

4.3 Geometricke popisy/tvarové příznaky

Pomocí segmentace jsme v obrazu našli objekt, nyní bychom ho rádi charakte-
rizovali, tak abychom byli schopni srovnat objekty z několika měření. Objektem
zde míníme souvislou množinu pixelů pro kterou hledáme její tvarové charakte-
ristiky. Existuje široká škála tvarových charakteristik od nejobecnějších jako je
obsah a obvod po sofistikované jako jsou různé invarianty a ku příkladu Fourie-
rovy deskriptory. Detailní popis vlastností, jejich výpočtu a využití lze čerpat z
knih [11] a [35].
V dalších popisech budeme používat několik společných pojmů:

g(x, y) - obrazová funkce, obecně odpovídá intenzitě pixelu na souřadnicích x, y.
Pro případ počítání tvarových příznaků se používá zjednodušení g(x, y) = 1
pokud pixel na souřadnicích x, y náleží do objektu, g(x, y) = 0 v ostatních
případech (odpovídá to práci s bílým objektem na černém pozadí).

4.3.1 Všeobecné příznaky

První skupinou příznaků jsou ty nejběžnější, definované pro objekt jako celek
a většinou popisující jedním číslem nějakou jeho konkrétní vlastnost. V mnoha
případech jde o vlastnosti které jsou snadno interpretovatelné. Jedná se o:

Obvod - odvodíme od počtu pixelů které se nacházejí na hranici objektu

Obsah - odvodíme od počtu pixelů které do objektu patří

Maximální a minimální vzdálenost pixelů hranice od těžiště objektu -
umožňuje rozlišovat kruhové, protažené tvary
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Průměrná vzdálenost pixelů od okraje tvaru - měří se průměr vzdálenosti
k nejbližšímu pixelu hranice přes všechny body objektu

Průměr objektu - tedy největší vzdálenost obsažených bodů

Osy objektu - Hlavní a vedlejší osa elipsy reprezentující objekt. Směry os od-
povídají vlastním vektorům největšího a druhého největšího vlastního čísla
kovarianční matice náhodného vektoru reprezentujícího souřadnice bodů
objektu. Z os se odvozují následující vlastnosti:

Orientace os - vlastně charakterizuje celkovou orientaci objektu

Poměr os - protažení objektu

Poměr hlavní osy a obvodu objektu

Pravoúhlost objektu - poměr obsahu a obsahu nejmenšího opsaného ob-
délníku

Momenty - Široká rodina příznaků, jejichž nižší řady jsou intuitivně interpre-
tovatelné (například m0,0 odpovídá obsahu). Od momentů se dále odvozují
příznaky invariantní k dalším operacím - například rotaci, měřítku. .

Geometrické momenty - základní momenty inspirované statistickými mo-
menty používanými k popisu vlastností rozdělení náhodné veličiny.

mpq =
xmax
∑

x=0

ymax
∑

y=0

xpyqg(x, y)

Centrální momenty - verze invariantní k posunu

µpq =
xmax
∑

x=0

ymax
∑

y=0

(x− xt)p(y − yt)qg(x, y)

kde těžiště xt, yt určíme pomocí xt =
m1,0
m0,0
a yt =

m0,1
m0,0
.

Souměrnost - určuje jak je tvar souměrný podle své hlavní osy. K výpočtu tvar
překlopíme podle hlavní osy a výsledek určíme jako poměr

plochaprůnik před a po překlopení
plochasjednocení před a po překlopení

4.3.2 Tvarové signatury

Na pomezí mezi příznaky a reprezentací tvaru se nachází skupina charakteris-
tik které objekt převádí na periodický 1D signál (funkci) (v některých případech
posloupnost hodnotách). Signatura je tvořena postupem po hranici od nějakého
počátečního bodu po (proti) směru hodinových ručiček. Alternativa k postupu
po hranici je měření veličiny v bodě hranice ve směru rotujícího ukazovátka (pa-
rametr pozice je pak úhel ukazovátka a úsečky spojující počáteční bod a osu
otáčení). Tento postup má ale slabinu při aplikaci na složitější tvary. Ukazovátko
totiž může mít více průsečíků s hranicí. To lze řešit tak, že se signatura počítá
jako maximum, minimum či průměr daných veličin.
Tvarové signatury jsou například:
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Vzdálenost od těžiště - signál d(n) je vzdálenost daného bodu od těžiště ob-
jektu

X a Y signál - Signál daný souřadnicemi bodů hranice. Lze použít jako 2 jed-
norozměrné signály nebo jako komplexní signál x+ iy.

Řetízkový kód (Chain code) - signatura je dána jako soupis směrů použitých
při postupu po hraničních pixelech (krok na východ, krok na východ, krok
na severovýchod. .)

Zakřivení - signál je daný zakřivením hranice v bodě měření

Počet průsečíků ukazovátka a hranice

4.3.3 Topologický popis

K charakterizaci tvaru je též užitečné si všímat topologických vlastností. Me-
zi nejpočetnější patří počet děr v objektu (díra - (množina pixelů pozadí ob-
klopena pixely objektu)), počet spojených komponent a Eulerovo číslo - E =
#komponent − #děr. Také je možné zkoumat tvarové příznaky samotných děr,
otvor v objektu je též tvar.

4.3.4 Příznaky založené na aproximaci tvaru polygonem

Pokud dokážeme tvary aproximovat nějakým typem polygonu, lze získat další
více či méně intuitivní příznaky. Například:

• Počet rohů či vrcholů polygonu

• Statistické vlastnosti délek stran a velikosti úhlů (medián, průměr, maxi-
mum.. .)

• Délky, poměry hlavních a vedlejších stran

• Poměry mezi úhly

• Symetrické vlastnosti

4.3.5 Složitost tvaru

Velice intuitivní a zároveň špatně definovatelná vlastnost je složitost tvaru. Nee-
xistuje žádná konkrétní definice, lze ji však porovnávat pomocí jiných definova-
ných vlastností.
Ku příkladu:

Kruhovost(Nekompaktnost) - definována poměrem Obvod2

Plocha

Poměr hubenosti - 4π Plocha
Obvod2

Poměr plochy k obvodu - Plocha
Obvod

Obdélníkovost - poměr plochy a plochy nejmenšího opsaného obdélníku

16



4.3.6 Zakřivení

Vlastností hranice, která je úzce spojena s vnímáním obrazu a význačnými body
v něm, je její zakřivení. Pro parametricky zadanou křivku c(t) = (x(t), y(t)) jej
lze definovat pomocí rovnice 4.1.

k(t) =
x′(t)y′′(t)− x′′(t)y′(t)
(x′(t)2 + y′(t)2)3/2

(4.1)

V případě vysegmentovaných objektu však máme křivku zadanou jako množi-
nu bodů a tak se pro výpočet zakřivení používá aproximací (více [11]) Zakřivení
nám ale víceméně dává jen signaturu, pro využití jako popisu tvaru je třeba
jej zpracovat. Jako příznaky se používají statistiky (průměrné zakřivení, medi-
án, směrodatná odchylka, entropie momenty), počet a umístění minim maxim a
inflexních bodů, případně se zakřivení hruběji vzorkuje.

4.3.7 Příznaky založené na koeficientech transformací

Oblíbeným a hojně využívaným příznakem tvaru jsou koeficienty získané pomocí
různých transformací 1D či 2D signálu popisujícího objekt. Nejpoužívanějším pří-
kladem jsou Fourierovy deskriptory využívající Fourierovu transformaci, nicméně
se používají i jiné transformace, například Waveletová.

Fourierovy deskriptory

Vzhledem k tomu, že zdroj signálu použitý pro transformaci a úprava výsledku
má mnoho podob, budeme u Fourierových deskriptorů mluvit o rodině příznaků.
Všichni členové rodiny mají společné to, že deskriptor vzniká pomocí Fourierovy
transformace z 1D či 2D signálu, transformaci je zapotřebí aplikovat na periodic-
kou veličinu a ze vzniklých koeficientu lze zpětně zrekonstruovat původní tvar.
My si budeme deskriptory ilustrovat diskrétní verzí získanou z komplexní repre-
zenace hranice. Mějme uzavřenou křivku popsanou funkcí: u(t) = x(t) + iy(t),
kde 0 ≤ t ≤ Obvod. Pak tato funkce je periodická s délkou periody obvodu (a
parametrizovaná pozicí na hranici). Fourierovy deskriptory určím pomocí rovnice:

FD(s) =
Obvod−1
∑

n=0

u(n)e−
i2πns
Obvod

kde s = 0, ...,Obvod− 1.
Zajímavou vlastností deskriptorů je, že většina informací je ukryta v koefici-

entech o nižších frekvencích a že z nich lze odhadovat některé klasické tvarové
míry (těžiště plocha, momenty druhého řádu), případně tvořit invariantní popis
tvaru.
V neposlední řadě je důležité zmínit, že Fourierovy deskriptory lze počítat i

bez speciální parametrizace křivky. Slouží k tomu následující transformace 2D
signálu.

G(r, s) = F{g(x, y)} = 1
MN

M−1
∑

x=0

N−1
∑

y=0

g(x, y) exp
{

−i2π
(xr

M
+

ys

N

)}
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M a N zde označují rozměry obrazu. 2D deskriptory se používají k popisu vlast-
nosti textury (užívá se originální obraz místo binárního obrazu znázorňujícího
tvar).
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5. Segmentace

5.1 Požadavky na metodu

Segmentační metoda kterou hledáme, by měla být schopna segmentovat nádor
o velikosti řádově 10 x 10 pixelů z černobílého obrazu o rozměrech 128x128 pi-
xelů (5.1). Nádor nemá ostré ohraničení (vzhledem k rozlišení může do intenzity
jednoho pixelu přispívat více tkání), ani nějaký předem známý specifický tvar či
umístění. Nemáme dostatek předsegmentovaných dat pro použití učení s učite-
lem. Též nemáme žádné apriorní informace o intenzitách tkání, nicméně víme, že
intenzita je v nádoru do jisté míry homogenní.

Obrázek 5.1: Příklad segmentovaného obrazu, nádor vyznačen.

Metoda by měla být schopna segmentovat na základě indicií zadaných od-
borníkem a interaktivně reagovat na jejich změny. Indicií je zde myšlen výběr
pixelů které patří/nepatří do nádoru. Do budoucna by měla být rozšiřitelná do
více rozměrů (momentálně máme jen 2D snímky téže roviny).

5.2 Výběr metody

S ohledem na to, že nádor nemá specifický tvar, můžeme rovnou vyloučit me-
tody založené na atlasech a hledání určitého tvaru. Dále jsou nevhodné metody
založené na detekci hran, protože v nádor ostré hrany vždy nemá. Vzhledem k
nedostatku trénovacích dat, můžeme také vyloučit metody založené na učení s
učitelem. Ideální metoda by tedy měla segmentovat jen na základě homogeni-
ty regionu a uživatelem zadaných indicií (tedy výběru oblastí které jsou určitě
nádor, pozadí).
Metoda které z našeho pohledu vypadá nejslibněji, je segmentace založená na

minimálních řezech grafu a skrytých Markovských polích popsaná v [41], [7] a [4].
Nabízí možnost měnit indicie, je použitelná pro vícerozměrné obrazy a splňuje
naše požadavky.
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(a) Obraz k segmenta-
ci

s

t

(b) Sestavený graf

s

t

(c) Řez grafu (d) Výsledná segmen-
tace

Obrázek 5.2: Schéma algoritmu segmentace pomocí řezu grafu

5.3 Segmentace pomoci minimálního řezu grafu

Základní myšlenku této metody (popisované v [7],[6], [4] a [41]) by bylo možné
popsat pomocí postupu:

1. Sestavíme graf (G = (V,E)) na základě obrazu (viz 5.2(a)) a případných
apriorních informací tak (viz 5.2(b)), že:

množina vrcholů - V - odpovídá jednotlivým pixelům v obrazu s přida-
ným pomocnými vrcholy - zdrojem (s) a stokem (t) (tyto odpovídají
klasifikaci připojených pixelů do popředí a pozadí).

množina hran - E - je složena z:

sousedských hran - hran které spojují vrcholy odpovídající pixelům
v úzkém okolí (na schématu zelené)

terminálních hran - hran které spojují vrcholy odpovídající pixelům
se zdrojem a stokem (na schématu červené a černé)

2. Oceníme hrany na základě obrazové (například homogenita) a apriorní in-
formace

3. Spustíme algoritmus pro minimální s-t řez grafu (viz 5.2(c))

4. Graf (přesněji 2 grafy), který zbude po odebrání hran řezu indikuje segmen-
taci jednotlivých pixelů podle toho, se kterým terminálním vrcholem jsou
spojeny (zdroj, stok / popředí, pozadí - viz 5.2(d)).

Pro jednoduchost budeme uvažovat neorientovaný graf kde každý pár spoje-
ných vrcholů je reprezentován jednou hranou e = {p, q} ∈ E. s-t řez grafu je
podmnožina množiny hran C ⊂ E, taková, že vrcholy s a t jsou v indukovaném
grafu G(C) = (V,E\C) naprosto oddělené. Jak je zřejmé z 5.2(c), jakýkoliv řez
odpovídá nějakému binárnímu rozdělení původního obrazu na objekt (popředí)
a pozadí. Naším cílem je najít řez, který nám dá „optimálníÿ segmentaci, te-
dy segmentaci která nejlépe odpovídá skutečnosti. Cena řezu je v kombinatorice
definována jako součet vah řezaných hran:
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|C| =
∑

e∈C

we (5.1)

Je dobré si uvědomit že odřezané:

Sousedské hrany se nacházejí na rozhraní segmentovaných objektů, tedy cena
součtu jejich vah by měla odpovídat ceně hranice objektu.

Terminální hrany odpovídají lokálním vlastnostem pixelů - barvě, umístění
(respektive jejích blízkosti naší případné apriorní znalosti)

Minimální řez v takovémto grafu by měl odpovídat segmentaci která zohledňuje
jak uspořádání pixelu (hrany apod.) tak i jejich lokální vlastnosti. Je dobré si též
uvědomit, že graf není nutně omezen na 2D obraz.
Pokud chceme optimalizovat segmentaci, potřebujeme nějaký způsob jak mě-

řit, jak moc je kvalitní. Toto nám nabídne kriteriální funkce, funkce, v jejímž
minimu leží náš kýžený cíl - optimální segmentace.

5.3.1 Kriteriální funkce - měkká omezení

Uvažujme libovolnou množinu pixelů (voxelů) P , systém sousedství reprezentova-
ný množinou N která je tvořena všemi (neuspořádanými) sousedícími dvojicemi
{p, q} prvků P . Nechť A = A1, ...Ap, ..., A|P | je binární vektor jehož prvky určují
klasifikaci prvků z P . Každý Ap může být buď „objÿ nebo „pozÿ (zkratky z objek-
tu a pozadí). Pak vektor A definuje segmentaci. Pro takto definovanou segmentaci
vypadá kriteriální funkce zahrnující hraniční a lokální vlastnosti takto:

E(A) = λ.R(A) +B(A) (5.2)

kde
R(A) =

∑

p∈P

Rp(Ap) (lokální část)

B(A) =
∑

{p,q}∈N

Bp,q.δAp 6=Aq
(hraniční část)

(5.3)

a

δAp 6=Aq
=
{

1 pokud Ap 6= Aq

0 pokud Ap = Aq
(5.4)

Koeficient λ ≥ 0 v 5.2 určuje poměr důležitosti ceny hranice a ceny lokál-
ních vlastností. Lokální cena R(A) předpokládá, že pro každý pixel dokážeme
určit penalizaci jeho zařazení do popředí či pozadí na základě jeho individuálních
vlastností. Přesněji, předpokládá, že Rp(„objÿ) a Rp(„pozÿ) jsou pro každý pi-
xel definované. Například lze definovat Rp() na základě toho jak intenzita pixelu
odpovídá danému modelu (generovanému na základě nějakých apriori znalostí)
intezit objektu a pozadí (například histogram). V [7] se například používá cena
inspirována MAP-MRF (maximalizací aposteriorní pravděpodobnosti na markov-
ských polích):

Rp(„objÿ) = − ln Pr(Ip|„objÿ) (5.5)

Rp(„pozÿ) = − ln Pr(Ip|„pozÿ) (5.6)
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Kde Ip odpovídá intenzitě pixelu p.
Koeficient Bp,q ≥ 0 by měl být chápán jako penalizace za nespojitost mezi p

a q. Hodnota Bp,q by měla být velká, pokud pixely p a q jsou podobné (například
intenzitou), naopak by měla být blízká nule, pokud jsou různé. V závislosti na
uspořádání n-okolí pixelu (nejsou všechny pixely v okolí stejně vzdáleny) je dobré
do Bp,q též zahrnout vzdálenost mezi pixely, přesněji, Bp,q by měla se vzdáleností
p a q klesat. Ceny Bp,q mohou být určené na základě gradientu intenzity, průchodu
Laplaciánu nulou, směru gradientu a dalších ([4]). Často ale vystačíme (podle [4])
s cenou ve formě:

Bp,q ∝ exp
(

−(Ip − Iq)2

2σ2

)

· 1
dist (p, q)

(5.7)

Taková funkce penalizuje hodně pokud jsou pixely podobné (tedy |Ip − Iq| < σ).
Zároveň, pokud jsou pixely rozdílné (tedy |Ip − Iq| > σ) cena je nízká.

5.3.2 Kriteriální funkce - tvrdá omezení

Dosud jsme v ceně hran počítali jen s omezeními, která mají měkký charakter.
Pro úspěšnou segmentaci by ale byla dobrá schopnost začlenit apriorní znalost
klasifikace pixelů - tedy tvrdé omezení. Řekněme, že množiny O a B označují pod-
množiny pixelů o kterých víme jejich zařazení (jako součásti objektu a pozadí).
Přirozeně by mělo platit že nemají žádný společný prvek.
Naším cílem je najít globální minimum 5.2 které splňuje tvrdé omezení tvaru:

∀p ∈ O : Ap = „objÿ (5.8)

∀p ∈ B : Ap = „pozÿ (5.9)

Takovéto apriorní informaci lze též použít k získání parametrů pro lokální
cenu (k určení Pr(I|„objÿ) a Pr(I|„pozÿ)).

5.3.3 Jak na ceny hran v grafu

Máme kriteriální funkci, jejíž minimalizací bychom měli získat kvalitní segmen-
taci. Jak ale převést kriteriální funkci na ohodnocení hran v grafu?
Mějme graf G = (V,E) ve kterém je množina vrcholů V složena z vrcholů od-

povídajících pixelům p ∈ P a dvou terminálních vrcholů: zdroje s který označuje
klasifikaci do objektu a stoku t který označuje klasifikaci do pozadí. Přesněji:

V = P ∪ {s, t}

. Množina hran E sestává ze dvou typů neorientovaných hran: sousedských hran
a terminálních hran. Každý vrchol p odpovídající pixelu má dvě terminální hrany
{p, s} a {p, t}. Každá dvojice vrcholů odpovídajících sousedícím pixelům {p, q} ∈
N je v grafu spojena sousedskou hranou. Tedy množina hran odpovídá:

E = N
⋃

p∈P

{{p, s}, {p, t}}

.
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Tabulka 5.1: Váhy hran v řezaném grafu
hrana váha(cena) příslušnost
{p, q} Bp,q {p, q} ∈ N
{p, s} λ.Rp(„pozÿ) p ∈ P, p /∈ O ∪ B

K p ∈ O
0 p ∈ B

{p, t} λ.Rp(„objÿ) p ∈ P, p /∈ O ∪ B
0 p ∈ O
K p ∈ B

Pro takový graf a zmíněnou kriteriální funkci váhy hran (podle [4]) odpovídají
hodnotám v 5.1.
kde

K = 1 +max
p∈P

∑

q:{q,p}∈N

Bp,q

Pokud na takto definovaný graf aplikujeme algoritmus minimálního řezu, uká-
že nám řez hranici mezi regiony. Příslušnost odvodíme od toho, ke kterému ter-
minálnímu vrcholu zůstane připojen. Přesněji, pro řez C definujeme odpovídající
segmentaci A(C) jako:

Ap(C) =
{

„objÿ, pokud {p, t} ∈ C
„pozÿ, pokud {p, s} ∈ C

(5.10)

Použití K pro známe zařazení a 0 pro zařazení o kterém víme nám zabezpečí
dodržení tvrdých omezení 5.8 a 5.9 (nulová hrana bude odříznuta a vzhledem k
tomu že K plní funkci nekonečna, bude hrana s takovým ohodnocením zaručeně
zachována).
Jakýkoli dosažitelný řez C má několik zajimavých vlastností (důkaz viz [4]):

• C odděluje práve jednu terminální hranu pro každý vrchol p.

• Hrana {p, q} ∈ C právě a jen tehdy, pokud p a q jsou připojeny k jiným
terminálům.

• pokud p ∈ O, pak {p, t} ∈ C a též, pokud p ∈ B, pak {p, s} ∈ C (tedy
pokud přidám nějaké tvrdé omezení, hrana směřující k opačnému terminálu,
bude odříznuta).

Důkaz dosažitelnosti minimálního řezu a toho, že segmentace Â = A(Ĉ),
definovaná pomocí minimálního řezu Ĉ, minimalizuje kriteriální funkci 5.2 přes
všechny segmentace při zachování tvrdých omezení 5.8 a 5.9, lze nalézt v [4].

5.3.4 Výběr algoritmu pro řez grafu

Z kombinatoriky víme, že hledání maximálního toku a minimálního řezu je ekvi-
valentní (ve zkratce - pokud jsem našel maximální tok, musel jsem ověřit že
neexistují zlepšující cesty, tudíž jsem našel hrany které jsou na všech potenciál-
ních zlepšujících cestách saturovány, tudíž jsem našel minimální řez). Výběrem
optimálního algoritmu pro maximální tok v grafu obdobném naší úloze se zabývá
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práce [5] Práce porovnává různé algoritmy používané pro řešení problému mini-
málního řezu grafu a navrhuje algoritmus který nevítězí na obecných datech, ale
v případě použití na grafy konstruované z obrázků, podává lepší výsledky než
běžně používané algoritmy.

5.3.5 Orientovanost hran

(a) Obraz k segmentaci (b) Segmentace při
použití neorientovaných
hran

(c) Segmentace při pou-
žití orientovaných hran

Obrázek 5.3: Úskalí při použití neorientovaných hran, zdroj [4]

Dosud jsme pro jednoduchost pracovali nad grafem obsahujícím jen neorien-
tované hrany. Zmíněný postup má ale jedno úskalí. Pokud se použije neorien-
tovaných hran ohodnocených pomocí 5.7, má algoritmus za určitých podmínek
tendenci k objektu přilepovat i části které k němu nepatří.
Ilustrovat to lze na příkladu na obrázku 5.3 (zdroj [4]). Jedná se segmentaci

jater. Uživatel ve výchozím obrazu 5.3(a) vybral tvrdá omezení. Červeně vyznačil
pixely které jsou určitě objekt (játra) a modře vyznačil okolí. Pokud použijeme
neorientované hrany a ohodnocení 5.7, bude hranice mezi kostí (nejsvětlejší objekt
v obrazu) a svalem (tmavší objekt mezi světlým objektem - játry a nejsvětlejším
objektem - kostí) levnější než hranice mezi svalem a játry (protože rozdíl intenzit
na hranici mezi svalem a kostí je větší než mezi svalem a játry) a tak dostaneme
místo segmentace jater segmentaci jater a svalu pohromadě 5.3(b).
Řešením tohoto úskalí je použití orientovaných hran popsané v [4]. Sestaví-

me graf znázorněný na obrázku 5.4. Množina vrcholu bude stejná jako v případě
postupu s neorientovanými hranami. Na místo každé sousedské hrany {p, q} vlo-
žíme dvojici orientovaných hran (p, q) a (q, p) s váhami w(p,q) a w(q,p). Terminální
hrany zorientujeme od zdroje do stoku, ohodnocení jim ponecháme stejné jako v
neorientované alternativě. Pokud řez dělí dva sousední vrcholy p a q, přičemž p
zůstane připojeno ke zdroji a q ke stoku, tak do ceny řezu spadá jen cena w(p,q),
opačná hrana do řezu nepřispívá.
Klíčové pozorování pro určení ohodnocení je, že váhy orientovaných hran (p, q)

mohou záviset na znaménku rozdílu intenzit Ip−Iq (na rozdíl od neorientovaných
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Obrázek 5.4: Graf pro segmentaci s orientovanými hranami

kde váha musí být symetrická). [4] navrhuje ohodnocení sousedských hran:

w(p,q) =

{

1 pokud Ip ≤ Iq

exp
(

− (Ip−Iq)2

2σ2

)

pokud Ip > Iq
(5.11)

Takové ohodnocení sousedských hran preferuje řez na hranici od světlejšího ob-
jektu k tmavšímu pozadí (tím pádem se tenké tmavší objekty přiřadí do pozadí,
pokud objekt sousedí s nějakou světlejší oblastí, bude v některých případech po-
třeba, část z této oblasti označit předem jako pozadí). Jak je vidět z obrázku
5.3(c), umožňuje použití tohoto rozšíření v některých případech přesnější seg-
mentaci.
Formálně může být „orientovanáÿ verze kriteriální funkce (5.2) definována

následovně: Systém systém sousedství je reprezentován množinou N která obsa-
huje všechny uspořádané dvojice (p, q) všech vrcholů reprezentujících pixely. Pak
hraniční část kriteriální funkce (5.2) odpovídá:

B(A) =
∑

(p,q)∈N

B(p, q).δAp=„objÿ,Aq=„pozÿ (5.12)

Takto upravenou kriteriální funkci lze minimalizovat pomocí s-t grafových
řezů za použití orientovaných sousedských hran, pro něž platí w(p,q) = B(p,q) ≥ 0.
Dokonce (podle [4]) nám postačí slabší podmínka než nenulovost a to že B(p,q) +
B(q,p) ≥ 0

Rozšíření

První co by mohl potenciální uživatel algoritmu potřebovat je možnost inter-
aktivního přidávání tvrdých omezení. Typicky jde o interaktivní segmentaci, při
které uživatel segmentuje nesourodý objekt a iterativně přidává další tvrdá ome-
zení podle toho jak mu výsledek vyhovuje. Přidání dalších tvrdých omezení lze
elegantně řešit vhodným zvýšením kapacity terminálních hran ([4]) a inicializa-
cí algoritmu pro řez pomocí maximálního toku z předchozí iterace. Zvyšuje se
kapacita terminálních hran procházejících vrcholem který je objektem omezení.
Příklad kapacit pro přidání tvrdého omezení p ∈ O definuje tabulka 5.2.
Dalším užitečným rozšířením je přidání schopnosti segmentace na více různých

typů objektu (například játra - nádor - pozadí, nejen objekt a pozadí). Takový
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Tabulka 5.2: Rozšíření kapacit hrany pro přidání tvrdého omezení p ∈ O

term. hrana počáteční kapacita přírustek nová kapacita
{p, s} λ.Rp(„pozÿ) K + λ.Rp(„objÿ) K + cp
{p, t} λ.Rp(„objÿ) λ.Rp(„pozÿ) cp

problém je ale NP-těžký ([7]). Nenalezneme globální optimum, ale pomocí algo-
ritmu α-expanze ([7], [41]) můžeme nalézt alespoň jeho aproximaci.

5.4 Použitá segmentace

V našem případě používáme k segmentaci řez grafu ([41]), který je orientovaný a
stavěný z obrazu tak, že každý pixel má 8 sousedů. Umožňujeme uživateli zvolit
tvrdá omezení pro objekt i pozadí.
Ohodnocení hran (inspirované [4] a [7]) je znázorněno v tabulce 5.3.

Tabulka 5.3: Ohodnocení hran grafu použitého při segmentaci
hrana váha(cena) příslušnost
{p, q} Bp,q {p, q} ∈ N
{p, s} λ.Rp(„pozÿ) p ∈ P, p /∈ O ∪ B

K p ∈ O
0 p ∈ B

{p, t} λ.Rp(„objÿ) p ∈ P, p /∈ O ∪ B
0 p ∈ O
K p ∈ B

kde
K = 1 +max

p∈P

∑

q:{q,p}∈N

Bp,q

Pro hraniční část (zde pro objekt, pozadí je ekvivalentní) se používá cena
inspirována MAP-MRF ([7]):

Rp(„objÿ) = − ln Pr(Ip|„objÿ) (5.13)

Kde Ip odpovídá intenzitě pixelu p.
Pravděpodobnost odhadujeme pomocí rovnice:

Pr(Ip|obj) =
1√
2πσobj

exp

(

−(Ip − µobj)2

2σ2obj

)

(5.14)

Parametry potřebné k odhadu (σobj a µobj) jsou počítány z pixelů tvrdého
omezení zadaného uživatelem.
Pro lokální část používáme ocenění následující:

Bp,q = |systému okolí| · exp
(

−(Ip − Iq)2

2σ2

)

· 1
dist (p, q)

(5.15)

V závislosti na požadavcích vyvážení a citlivosti, lze měnit globální parametry
λ a σ i v průběhu práce s aplikací. Vzhledem k rychlosti segmentace, která je
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dána i malou velikostí segmentovaného obrazu, nevznikla potřeba řešit iterativní
přidávání tvrdých omezení a je únosné řez počítat od nuly.
K zvýšení ergonomie práce s programem jsme se rozhodli umožnit zadávat

tvrdé omezení z obrazu který uživatel zná (z obrazových dat), přičemž samotná
segmentace může probíhat nad perfuzní mapou, která slibuje sdružení informací
z celé obrazové série.
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6. Použité tvarové příznaky a
fůze obrazu

6.1 Metoda fůzování obrazu

Fůzování obrazů jsme se rozhodli využít ke splnění dvou cílů. V prvé řadě chceme
uživateli znázornit tvar vysegmentovaného objektu, na druhém místě je třeba
vizualizovat parametry perfuzních map na ploše nádoru. Oba dva cíle nejlépe v
interaktivní formě při prohlížení celé série dat.
Pro splnění prvého cíle je nasnadě fůzování založené na objektech zájmu, vy-

řízneme tedy vysegmentovaný tvar z mapy kterou chceme vizualizovat a zobra-
zíme ho přes aktuální obraz. Ještě nám zbývá zajistit, aby bylo možné studovat
detaily jak v aktuálně zobrazeném snímku, tak ve výřezu mapy. Nelze použít
čistého alfa-blendingu, pokud bychom takto spojovali dva černobílé snímky, ne-
bude jasná hranice nádoru. Nicméně by bylo dobré zachovat podklad (snímek) v
podobě co nejbližší originálu.
Použijeme tedy kombinaci s mapováním barev, intenzity pixelů z výřezu na-

mapujeme na barevnou škálu díky které poznáme, kde má nádor okraj a výsledek
pomocí alfa-blendingu spojíme s černobílým snímkem.

6.2 Geometrické popisy/tvarové příznaky

Hledáme tvarové příznaky, kterými bychom popsali malý tvar (řádově 10x10 pi-
xelů) tak, aby byl popis dostatečně intuitivní a zároveň vypovídající. V prvé řadě
uživatel jistě ocení plochu nádoru, je to první příznak podle kterého lze hodnotit
změnu. Je též zapotřebí zhodnotit složitost hranice. Vzhledem k velikosti (dél-
ce) hranice nemá smysl používat sofistikovanější metody, vystačíme si s poměrem
plochy a plochy orientovaného opsaného obdelníku. Pro hrubou představu o tva-
ru lze použít excentricitu a protažení.Detailnější informaci nám poví osy objektu
(velikost hlavní a vedlejší).
Výsledný popis tedy zahrnuje:

• plochu

• poměrem plochy a plochy orientovaného opsaného obdélníku

• excentricitu

• protažení

• velikost hlavní osy

• velikost vedlejší osy

28



7. Implementace
Pro zkoumání a využití popisovaných metod jsme implementovali aplikaci. Je-
jí podobu v následujících kapitolách rozebereme jak z pohledu uživatele, tak z
pohledu programátora.

7.1 Pohled uživatele

1 2

4

3

5

6

12

8

10 11

9

7

Obrázek 7.1: Schéma práce s aplikací

Po spuštění aplikace uživatele uvítá okno obdobné schématu 7.1. Pro začátek
práce s programem je vhodné disponovat nějakými daty. Data mají formát po-
psaný v kapitole 8.1. K otevření datových souborů slouží menu File (na schématu
se skrývá u čísla 1 ). Po načtení souboru se nám v hlavní části aplikace zobrazí
jedno políčko datového souboru (perfuzní mapa, nebo jeden snímek obrazových
dat). Pro pohyb v datovém souboru lze použít posuvníku 6. Pokud budeme chtít
segmentovat nádor, zvolíme pomocí roletky 10 vrstvu která bude užita k segmen-
taci (máme na výběr z vyjmenovaných perf.map či snímku který se v aktuálním
okamžiku zobrazuje. K inicializaci segmentační metody využijeme panelu 2 který
přepíná mezi třemi režimy - výběr tvrdých omezení pro nádor - červená křivka 3,
pro pozadí - zelená křivka 4 a režimu kdy lze upravit kontrast obrazu. Inicializaci
je vhodné vybírat tak aby křivka (jednotažka) prošla přes pokud možná všechny
typy pixelů náležících dané značce. Pokud máme vybrané inicializační jednotaž-
ky, můžeme pomocí tlačítka 7, segmentaci spustit. Ukáže se nám vysegmentovaný
nádor 5 a v jeho ploše fůze s perfuzní mapou, jež je zvolena v roletce 11. Současně
jsou v prostoru 12 zobrazeny prostorové příznaky vybraného regionu. Segmentaci
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lze ladit úpravou incializačních křivek, segmentačních parametrů 8 a 9 a znovu
opakovat.

7.2 Pohled programátora

Aplikace se skládá z několika částí, z grafického prostředí které ostatní části pro-
pojuje, modulu pro vizualizaci a práci s daty a segmentační knihovny.
Grafické prostředí (třída QtMRIGui - srdce aplikace) využívá služeb knihovny

Qt 1, která umožňuje lehké zpracování uživatelského vstupu, reakce na události
a jednoduché vytváření veškerých tlačítek, dialogů a dalších částí uživatelského
prostředí. Pro potřeby práce s grafickými daty (listování, inicializace segmentace)
a práci s výsledky segmentace (fůze) využíváme služeb knihovny VTK 2. Pro
tuto knihovnu jsme implementovali třídy pro načítání dat (obrazová data - třída
vtkMriMatlabReader a perfuzní mapy vtkMriMapsMatlabReader), pro práci s daty
formátu Matlab používáme knihovny Matio3.
Segmentace a výpočet tvarových příznaků je od zbytku aplikace důsledně od-

dělen, jde o námi implementovanou knihovnu vtkBoykovSegment, která zveřejňuje
jedinnou funkci, vtkBoykovSegment, tato funkce dostane obrazová data (jako ob-
jekt vtkImageData) , veškeré parametry a vrátí nám odpovídající segmentaci (jako
objekt vtkImageData) a tvarové příznaky odpovídající vysegmentovanému tvaru.
V srdci této knihovny je využitý další silný nástroj, knihovna ITK (viz [17], 4.),
která disponuje silnou škálou nástrojů pro práci s obrazem, tvary, segmentace-
mi, transformacemi obrazu a jiným příslušenstvím pro použití metod digitálního
zpracování obrazu.
Pro implementaci segmentace založené na řezech grafu bylo použito tříd a

metod zveřejněných spolu s publikací [41], které jsou začlenitelné do ITK.
Aplikace byla psána s důrazem na multiplaformnost, tudíž by měla být zkom-

pilovatelná a spustitelná jak v operačním systému Windows, tak v operačním
systému Linux. Testována byla ale jen v několika Linuxových distribucích.

1http://qt.nokia.com/downloads/
2http://www.vtk.org/VTK/resources/software.html
3http://sourceforge.net/projects/matio/
4http://www.itk.org/ITK/resources/software.html
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8. Experiment
V této kapitole budeme prezentovat aplikaci námi implementovaných algoritmů
na data z vyšetření DCE-MRI. Zhodnotíme jak lze nádory z dat segmentovat a
nakolik jsou navržené příznaky použitelné.

8.1 Data

Jak již bylo zmíněno, naše práce zkoumá dva typy dat - obrazová data a perfuzní
mapy. Oba dva typy pocházejí vždy z jednoho vyšetření DCE-MRI, přičemž per-
fuzní mapy jsou (nám dodaný) produkt výpočtů nad obrazovými daty. Vyšetření
zkoumá nádory ledvin a jejich recidivy. Data pocházejí z Fakultní nemocnice u
sv. Anny v Brně a byla získána v rámci projektu RECAMO, který byl podpořen
Evropským fondem pro regionální rozvoj a státním rozpočtem České republiky
(OP VaVpI - RECAMO, CZ.1.05/2.1.00/03.0101). Celkově máme k dispozici 8
vyšetření, z každého obrazová data a perfuzní mapy.

8.1.1 Obrazová data

Obrazová data jsou 2D snímky jednoho řezu snímané v časové sekvenci (500
snímků) po podání kontrastní látky (DCE-MRI). Sekvence znázorňuje postupné
šíření kontrastní látky v těle.
Sekvence je uložena v souboru formátu Matlab v5 mat-file, pro použití v naší

práci pro soubory obrazových dat používáme koncovku data. Datový soubor obsa-
huje několik datových položek (viz 8.1), z nichž je pro nás zajímavá pložka data2,
která obsahuje sérii 500 snímků o rozměrech 128x128 pixelů a rozsahu hodnot
0-255. Snímky jsou již registrované, takže nepotřebujeme žádný preprocessing co
se týká eliminace dýchání a podobných vlivů.

Tabulka 8.1: Položky datového souboru obrazových dat
položka obsah
data1 snímky z předkontrastní sekvence, různá data používaná

pro další zpracování, kalibraci . . .
data2 snímaná série (jeden řádek, sloupce určují čas snímání)
info strukturované informace o souboru (datum, název, ex-

periment. .)
tissue tkáňové křivky
sumimg součet všech snímků (používáno pro výpočet perfuzních

map)

8.1.2 Perfuzní mapy

Na rozdíl od obrazových dat neobsahují perfuzní mapy na první pohled intuitivní
obrazy (viz 8.1). Jedná se o znázornění různých fyzikálních veličin spočítané z
obrazových dat (viz 8.2, způsob výpočtu a fyzikální kontext lze čerpat z [39]).
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Obrazy jsou v souboru (formátu Matlab v5 mat-file) umístěny jako jednotlivé
pojmenované položky. Mapy mají stejné rozlišení jako obrazová data (128x128
pixelů) a vzhledem k tomu, že jsou z nich počítány, jsou dokonale registrovány.

Tabulka 8.2: Položky datového souboru perfuzních map
položka obsah jednotka

F průtok krve ml/min/ml tkáně
E frakce (podíl) kontrastní látky (Extraction fraction),

která se za jeden průchod vyloučí mimo krevní řečiště
-

Ve frakce (podíl) objemu intersticiálního prostoru (EES)
k objemu tkáně v daném pixelu

ml/ml tkáně

Tc střední hodnota doby průchodu částice kontrastní látky
krevním řečištěm v daném pixelu

min

Vb frakce (podíl) objemu krve k objemu tkáně v daném pi-
xelu (kolik ml krve připadá na 100 ml tkáně) - (výpočet
Vb = Tc ∗ F )

ml/ml tkáně

Ktrans rychlostní konstanta extravazace (průchodu z intra-
vaskulárního do extravaskulárního prostoru)„ norma-
lizováno - na 100ml nebo gramy. . (výpočet Ktrans =
E ∗ F )

ml/min/ml tkáně

kep rychlostní konstanta charakterizující opačný směr prů-
chodu ke Ktrans

ml/min/ml tkáně

PS míra propustnosti stěny kapiláry pro daný kontrast (sou-
čin permeability a plochy vaskulární stěny na objemovou
jednotku tkáně)

ml/min/ml tkáně

V rámci hledání nádoru má smysl zkoumat 3 mapy. Víme, že okraje nádoru
jsou více prokrvené - je tam tedy vyšší F a tedy i Vb. Zároveň, pokud nádor
vymírá, jsou v nekrotické části vysoké hodnoty Ve.

8.2 Výsledky

S naším počtem naměřených sérií nelze použít žádnou metodu srovnávající úspěš-
nost segmentace, aniž by nebylo nasnadě, že je výsledek statisticky neprůkazný.
Předvedeme proto segmentaci v porovnání s výsledky hledání nádorů odborní-
kem.
Pro každou sérii demonstrujeme segmentaci na základě stejného snímku ja-

ko odborník, perfuzní mapy F a obrazových dat. Hned v první sérii se ukazuje,
jak je segmentace z perfuzní mapy průtoku krve výhodná. Zatímco pro zdařilou
segmentaci z této mapy, stačila inicializace jednoduchým tahem, v snímku obra-
zových dat (73. v pořadí) bylo nutno inicializaci pozadí zesložitit a přesto nádor
úplně tvarově přesně neodpovídá.
V druhé hodnocené sérii (v datové sadě je tato série na 6. místě), je při fůzi

vidět, jak průtok krve odráží okraje objektu (viz 8.2(c) - fůze průtokové mapy do
snímku z obrazových dat).
V třetí hodnocené sérii (v datové sadě je tato série na 8. místě), jsme shle-

dali, že segmentace z průtokové mapy dokonce ukáže víc než obrazová data, na
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(a) Perfuzní mapa - F (b) Perfuzní mapa - E (c) Perfuzní mapa - Ve

(d) Perfuzní mapa - Tc (e) Perfuzní mapa - Vb (f) Perfuzní mapa -
Ktrans

(g) Perfuzní mapa - kep (h) Perfuzní mapa - PS

Obrázek 8.1: Perfuzní mapy ze série č.6
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(a) Obraz segmentovaný odbor-
níkem

(b) Obraz segmentovaný na zá-
kladě perfuzní mapy F

(c) Obraz segmentovaný na
snímku obrazových dat

Obrázek 8.2: Segmentace série č.1 (zelená čára - inicializace pozadí, červená -
inicializace nádoru, fialová fůze - nádor
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(a) Obraz segmentovaný odbor-
níkem

(b) Obraz segmentovaný na zá-
kladě perfuzní mapy F

(c) Segmentace při použití orien-
tovaných hran

Obrázek 8.3: Segmentace série č.6 (zelená čára - inicializace pozadí, červená -
inicializace nádoru, fialová fůze - nádor)
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segmentaci z průtokové mapy fůzované do obrazových dat si můžeme všimnout
prokrvení, které v samotném obrazu tak zřetelné není.

(a) Obraz segmentovaný odbor-
níkem

(b) Obraz segmentovaný na zá-
kladě perfuzní mapy F

(c) Segmentace při použití orien-
tovaných hran

Obrázek 8.4: Segmentace série č.8 (zelená čára - inicializace pozadí, červená -
inicializace nádoru, fialová fůze - nádor)

Pokud použijeme k hledání nádoru mapu průtoku krve a náš algoritmus, je
možné za určitých podmínek dosáhnout i lepších výsledků než odborník na zá-
kladě čistě obrazových dat.
Naopak, perfuzní mapa Vb se vyloženě neosvědčila, neobsahuje potřebné de-

taily a tak na ní segmentace nefunguje optimálním způsobem.
Pro každý nádor počítáme tvarové příznaky, chtěli bychom zhodnotit, nakolik

nám umožňují nádory rozlišovat. V níže uvedené tabulce (8.3) můžeme zhodnotit
reálné měření.

Tabulka 8.3: Naměřené tvarové příznaky (na segmentaci perfuzní mapy znázor-
ňující průtok krve)

s. obsah poměr obsahu
a obsahu o.o.

excentricita protažení délka h.osy délka v.osy

1 224 0.736842 0.657541 1.32728 19.6995 14.842
6 283 0.640271 0.839032 1.83796 27.6651 15.0521
8 447 0.53151 0.460173 1.12634 27.7024 24.595
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Na výsledcích je vidět, jak příznaky reagují tvar objektu. Kulička s jednodu-
chou hranicí má malý poměr mezi osami, nízké protažení a excentricitu, na rozdíl
od složitějších tvarů.
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Závěr
Práce se zabývala využitím metod digitálního zpracování obrazu pro ulehčení
práce při diagnostice nádorů ledvin z DCE-MRI vyšetření. Pro hledání nádoru v
obrazu jsme aplikovali metodu segmentace pomocí řezů grafu. Pro její inicializaci
jsme využili informace zadané uživatelem.

• Informaci o pixelech, které patří do objektu a pozadí, využíváme hned dva-
krát, poprvé jako tvrdé omezení, podruhé pro odhad pravděpodobnostního
rozdělení intenzit pixelů.

• Uživateli umožňujeme k zadání omezení použít obrazová data na která je
zvyklý, přičemž segmentace (volitelně) je prováděna nad perfuzní mapou
která shrnuje data v celé obrazové sekvenci.

• Data jsou zobrazována s ohledem na co nejlepší i na vzájemnou porov-
natelnost, mapy jsou ekvalizovány separátně pro nejlepší kontrast, naopak
obrazová data všechna stejným způsobem, tak aby je bylo možno srovnávat.

• Umožňujeme pomocí fůze obrazu sledovat vývoj jednotlivých perfuzních
map v místě nádoru v kontextu obrazových dat i jiných perfuzních map.

• Pro srovnání nádorů (například při více po sobě jdoucích měřeních) jsme
navrhli sadu příznaků, jež zohledňuje tvarové vlastnosti nádoru. Tento popis
by měl, spolu s možností vnímat komplexně celý balík dat, ulehčit rozho-
dování při hodnocení nádoru.

Použitá metoda segmentace umožňuje další rozšíření pro segmentaci ve více di-
menzích. Další rozšíření by se též mohla týkat komfortnějšího zadávání příslušnos-
ti pro inicializaci segmentace a dalších úprav dle potřeb cílové skupiny uživatelů,
tedy lékařů.
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