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1. Úvod
Počítačové modelování materiálů, pro které byla v průběhu minulých desetiletí

vyvinuta celá řada metod a přístupů, tvoří náplň jednoho z oborů, které se nyní
intenzivně rozvíjejí — výpočetní materiálové fyziky (computational material sci-
ence).

Mezi metodami pro počítačové modelování materiálů zaujímají zvlášť výz-
načné postavení tzv. ab-initio metody, jinak též označované jako výpočty z prvních
principů. Jejich charakteristickým rysem je nezávislost na jakýchkoliv empiric-
kých údajích ve vstupních datových souborech. Vstupními daty těchto výpočtů
jsou pouze druhy a počty atomů, jimiž je materiál tvořen, jejich počáteční po-
zice a případné vnější vlivy působící na vzorek materiálu: tlak, teplota, elektrické
nebo magnetické pole, elektrický náboj vzorku, akustické vlny apod. Na zák-
ladě těchto vstupních dat je možné určit, jaké síly budou působit mezi atomy,
jakým směrem budou měnit svoji polohu, jaká bude jejich rovnovážná poloha,
jejich elektrické a magnetické momenty, jaká bude jejich celková energie a jak se
tato energie bude měnit při změně vnějších podmínek – tj. jaké síly (ve zobec-
něném smyslu) vyvolá taková změna. Z těchto informací vyplývají mechanické,
elektrické a magnetické vlastnosti materiálu, jeho struktura, případně stabilita
různých strukturních modifikací za různých tlaků, teplot apod.

Je pochopitelné, že existuje velmi silná motivace pro to, mít v rukou co nejpřes-
nější a nejrychlejší nástroj pro ab-initio modelování materiálů. Takový nástroj
otevírá cestu k rychlým experimentům na počítačovém modelu, v nichž lze zjis-
tit, jaké bude mít ten či onen materiál zajímavé vlastnosti, aniž bychom museli
(ve fázi těchto experimentů) takový materiál vyrobit – dokonce aniž bychom
potřebovali vědět, zda a jak se dá takový materiál vyrobit. Lze si dobře před-
stavit i zavedení další úrovně těchto výpočtů, kdy by mohl být skenován prostor
možných složení a strukturních konfigurací materiálů a cíleně vyhledáván materiál
požadovaných vlastností. Je zřejmé, proč se často používá v této souvislosti po-
jem „ab-initio material design“ – česky snad nejlépe „počítačový návrh materiálů
z prvních principů“ – přesto, že něco takového je zatím spíše hudbou budoucnosti
(i když možná blízké).

Vlastnosti materiálů, ať už chemické, mechanické, elektrické nebo magnet-
ické, jsou podmíněny stavem elektronů (více či méně) svázaných s jádry atomů,
které tvořící daný materiál. Kolem výpočtů těchto stavů pomocí formalismu kvan-
tové teorie se soustřeďuje prakticky veškeré úsilí ve výpočetní materiálové fyzice.
Atomová jádra hrají pouze roli bodového náboje s danou hmotností, případně
magnetickým momentem. Teoreticky je jasné, jakou úlohu je třeba řešit, aby-
chom získali kompletní informaci o elektronových stavech: Diracovu rovnici pro
mnohočásticovou vlnovou funkci popisující všechny elektrony v materiálu.

Prakticky je taková úloha velmi vzdálená našim reálným možnostem — přine-
jmenším pro cokoliv složitějšího, než je atom vodíku. Proto vznikla v průběhu
minulých desetiletí řada metod, jak tuto potíž obejít. Metody lze rozdělit do
kategorií podle různých kritérií:

a) dle způsobu, jakým aproximují mnohočásticovou vlnovou funkci
b) dle toho, jak se vypořádají se singularitami potenciálu v místě atomových

jader a obrovskými rozdíly energií mezi vnitřními a valenčními elektronovými
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stavy (cca 14 desítkových řádů) – v situaci, kdy právě jemné změny valenčních
stavů poskytují nejcennější informace

c) podle toho, zda předpokládají translační symetrii (prostorovou periodicitu)
materiálu, tedy zda aproximují materiál nekonečným krystalem

d) a dle typu báze, používané k popisu vlnových funkcí a relevantních fyzikál-
ních veličin; především zda je tato báze obecná, tj. vhodná pro libovolný
problém, nebo zda využívá nějakých fyzikálních předpokladů

Tato práce je součástí širšího projektu (navazujícího na granty GAAV IAA
100100637 a GAČR 101-09-1630), jehož cílem je zaplnit mezeru mezi dosavadními
metodami pro ab-initio výpočty materiálových vlastností. Nově vyvíjená metoda
je postavena (ve smyslu výše uvedených kritérií) na:

a) teorii funkcionálu hustoty (DFT — density functional theory), která převádí
mnohočásticovou úlohu na jednoelektronové Kohn-Shamovy rovnice. Tento
přístup je dnes ve fyzice pevných látek nejrozšířenější, neboť podstatně
snižuje stupně volnosti a tím zjednodušuje výpočet

b) konceptu ab-initio selfkonsistentního (tzv. emphenvironment-reflecting) pseu-
dopotenciálu, který umožňuje separovat vnitřní elektronové stavy spolu s
atomovým jádrem a toto popsat jedním — byť netriviálním — linárním
operátorem

c) absenci translační symetrie - neboť vývoji metod nevyužívajících předpok-
lad periodicity bylo dosud věnováno mnohem méně úsilí než metodám kon-
struovaným pro nekonečné krystaly, kterých už existuje značné množství

d) metodě konečných prvků (FEM — finite-element method), která je uni-
verzální, nezatížená ad-hoc předpoklady, umožňuje bezproblémovou kon-
trolu konvergence a je dlouholetou praxí prověřená a neustále vyvíjená
mnoha vývojáři průmyslových aplikací v oblasti komerční i v oblasti open-
source

Cílem této diplomové práce je transformovat obecný pseudopotenciál do sep-
arabilního tvaru, použít ho při vytvoření matice Hamiltonova operátoru s aktual-
izací řádu k (rank-k-update) na základě Kohn-Shamových rovnic, vybrat vhodnou
metodu pro nalezení vlastních vektorů a vlastních čísel Hamiltonova operátoru a
tuto metodu prakticky implementovat.

Speciální pozornost pak bude věnována především metodám na řešení prob-
lému vlastních čísel, neboť v průběhu vývoje metody bylo zvažováno i použití
jiných forem pseudopotenciálů, vedoucích k odlišnému tvaru Kohn-Shamových
rovnic, po diskretizaci k jinému typu matice Hamiltonova operátoru a tedy i
k jinému typu problému vlastních čísel. Výsledkem této práce je funkční kód
využívající framework SfePy(Cimrman et al., 2011) pro implementaci FEM a up-
ravený kód Blzpack (Marques, 1997) pro řešení problému vlastních čísel. Tento
kód byl začleněn do programu na modelování elektronové struktury.

Pro řešení tohoto problému bylo třeba se seznámit se samotnými Kohn-Sha-
movými rovnicemi a jejich diskretizací (převedení analytických diferenciálních
rovnic na soustavu lineárních rovnic pomocí metody konečných prvků) a taktéž
zvolit jejich nejvhodnější formu pro následný výpočet a do této formy tyto rovnice
převést. Toto popisuje kapitola 2.
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Dále bylo třeba se seznámit s různými metodami řešení problému vlastních
čísel, jejich výhodami a nevýhodami a jejich vhodností pro problémy vlastních
čísel různých typů, což je popsáno v kapitole 3. Z těchto metod pak byla vybrána
vhodná metoda k vyřešení problému vlastních čísel, vzniklého diskretizací Kohn-
Shamových rovnic.

K zvolené metodě pak bylo třeba nalézt vhodný řešič a (neboť jak se ukáže,
vhodný dostupný řešič není k dispozici) provést jeho nutné úpravy tak, aby byl
schopen řešit vzniklý diskretizovaný problém – což je popsáno v kapitole 5.2.3.
Základní výsledky získané tímto řešičem pak jsou uvedeny v poslední kapitole.
Samotný řešič je elektronickou přílohou práce, stručná dokumentace k němu pak
tištěnou přílohou práce.

1.1 Značení
Ve fyzikálních rovnicích je zvykem užívat trochu odlišné konvence než v nu-

merické matematice. Jelikož je tento text na pomezí lineární algebry a fyziky
s přesahy do informatiky, zavedeme níže popsané značení. Naší snahou při zave-
dení této konvence je, aby byl text srozumitelný jak lidem navyklým na notaci
fyzikální, tak i pro čtenáře užívající notaci lineárně algebraickou. V některých
případech jde tedy o nutný kompromis.

Budeme tedy používat:

– Velká dvojitá písmena latinky pro číselné obory (N,R, . . . ).
– Písmeno V pro podmnožinu R3 – oblast prostoru, na které probíhá výpočet.

Tato podmnožina musí být souvislým sjednocením konečněho počtu kon-
vexních množin.

– Řecké písmeno Γ pro hranice tohoto prostoru.
– Písmeno H označuje n-rozměrný separabilní (Formánek, 2004) Hilbertův

prostor v kvadrátu integrovatelných1 funkcí H = L2(V), zpravidla prostor
L2(V)⊗L2(V)⊗L2(V), kde L2(V) prostor reálných kvadraticky integrovatel-
ných funkcí nad V. 2

– Velká písmena latinky odpovídají operátorům (U, V, . . . ) na H , zároveň
jimi budeme označovat matice vzniklé diskretizací těchto operátorů.

– Malá řecká písmena (ψ) odpovídají vlnovým funkcím, tedy prvkům H .
Budeme je taktéž užívat pro označení těch skalární veličin, pro které je
užívání řeckých minuskulí zažité, především λ, θ a σ pro vlastní číslo re-
spektive jeho odhad, ε pro energii3, a π pro stejnojmenou konstantu.

– Řeckou kurzívou (ϕ) jsou značeny prvky báze konečných prvků.
– Tučnou latinkou (u,v,w) jsou značeny vektory z Rn či Cn.
– Malá písmena latinky (a,b,c) označují skalární veličiny.
– Operátory AT , A+, A−1 pro operaci transpozice, matici hermitovsky sdruže-

nou a inverzi matice A.
1
∫
V f(x)

2dx <∞
2Zatímco V tedy značí reálný prostor, H označuje prostor všech možných stavů fyzikálního

systému na tomto prostoru (v případě Kohn-Shamových rovnic tedy všech možných stavů dané
částice).

3Tedy v podstatě, jak dále ukážeme, taktéž vlastní číslo.
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– Horní index u matice značí dle kontextu mocninu či index iterace, index
iterace může být pro zpřehlednění zvýrazněn závorkami: A(j).
Horní index u vektoru značí index iterace, dolní index dle kontextu buďto
index iterace, nebo složku vektoru.

– Lomené závorky 〈x y 〉 značí skalární součin vektorů x a y.4

– 〈x y 〉T je bilineární forma nad vektory z Rn či Cn definovaná 〈x y 〉T =
xTy.

– ‖x‖n je n-norma vektoru x ∈ Cn definovaná

n

√√√√ n∑
i=1

xn (1.1.1)

– ‖x‖ je eukleidovská (neboli 2-norma) vektoru x.
– Symbol � označuje Planckovu konstantu.

1.2 Definice
Vzhledem k tomu, že v této práci budeme používat pojmy, které taktéž různé

obory používají v různém smyslu a jejich význam tedy nemusí být čtenáři zřejmý,
je vhodné si uvést některé definice

1.2.1 Řídká matice

Definice 1. Řídká matice je taková matice, u které vede použití speciálních for-
mátů neukládajících nulové prvky matice a k nim příslušných algoritmů ke zvýšení
efektivity výpočtu. (Demmel, 1997)

Užívají-li se vhodné formáty pro uložení řídké matice v paměti (např. „com-
pressed sparse row“ či „compressed sparse column“ (Arbenz et al., 2006)), a
vhodné algoritmy pro práci s ní, pak je výpočetní náročnost operací funkcí nikoli
dimenze matice, ale počtu nenulových prvků matice.

Při práci s řídkými maticemi je však třeba užívat pouze ty operace, které
řídkost matic neporušují – tzn. operace které nezvýší počet nenulových prvků
matice. To možné operace velmi omezuje, neboť ani operace mocnění obecně
nezachovává řídkost matice (např. je-li A matice, která má nenulový pouze první
řádek a diagonálu, pak bude A2 zcela zaplněná).

Pro popis řídkých matic zavedeme ještě následující termíny:

Definice 2. Struktura řídkosti matice A je množina PatA uspořádaných dvojic
přirozených čísel, pro kterou platí [i, j] ∈ Pat(a)⇔ Aij = 0.

Pokud budeme mluvit o shodné struktuře řídkosti dvou matic, budeme tím
rozumět shodnost prvků PatA, vzniklých nutně díky postupu konstrukce matice;
„náhodně“ vzniklé nuly (tedy nuly vzniklé nikoli strukturální nutností, nýbrž
např. z hlediska struktury výpočtu např. „náhodným“ odečtením dvou proti sobě
působících sil) nebudeme brát v potaz.

Definice 3. Faktor zaplnění matice f je podíl m/n2, kde m je počet nenulových
prvků a n je dimenze matice.

4Tzn. v Rn je 〈x y 〉 = x+y, v H nad V platí 〈ψ φ〉 = ∫V ψ+φ dV
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1.2.2 B-ortogonalita

Definice 4. Nechť B je lineární operátor nad vektorovým prostorem V. Pak
Ker(B) je lineární podprostor vektorů Ker(B) = {v ∈ V : Bv = 0}.
Definice 5. Nechť B je lineární operátor s definičním oborem Cn. Pak Ker⊥(B)
je lineární podprostor vektorů Ker⊥(B) = {v ∈ V : v ⊥ Ker(B)}.
Definice 6. Nechť T je těleso a V vektorový prostor. Pak hermitovská forma5 je
zobrazení f(V × V )→ T, pro které platí

1) f(x+ y,v +w) = f(x,v) + f(x,w) + f(y,v) + f(y,w)

2) f(ax, by) = abf(x,y)

3) f(x,y) = f(y,x)

Definice 7. Nechť V je vektorový prostor se skalárním součinem 〈 〉. Pak B-
skalární součin vektorů x,y ∈ V je hermitovská forma, definovaná

〈x y 〉B = 〈x By 〉
Je snadné se přesvědčit, že pro pozitivně definitní matici B takto definovaná

hermitovská forma vyhovuje definici skalárního součinu. Pro semidefinitní matice
toto neplatí (∃v �= ∅ : 〈v v 〉 = 0), tato hermitovská forma je však skalárním
součinem na Ker⊥(B).

Definice 8. Vektory x,y ∈ Cn jsou B-ortogonální (vzhledem k matici B ∈ Cn×n),
je-li

〈x y 〉B = 0

Báze V je B-ortonormální, je-li

〈vi vj 〉B = δij

Operátor B se do podprostoru generovaného B-ortonormální bází promítne
jako identita:

V BV + = I (1.2.1)

toho lze v projekčních algoritmech na řešení zobecněného problému vlastních čísel
využít k převodu zobecněného problému na problém prostý.

1.2.3 Separovaný tvar operátoru

Máme-li hermitovský lineární operátor B ∈ Cn×n s Dim(Ker⊥(B)) = m, kde
n� m, může být výhodné operátor převést do separovaného tvaru.

Definice 9. Lineární operátor B je separabilní, pokud existují vektory
vi ∈ {1, . . . , m} a čísla di ∈ R pro které platí:

B =
m∑
i=1

vidiv
+
i (1.2.2)

Pravou stranu rovnice ( 1.2.2) budeme nazývat separovaným tvarem operátoru.6

5Z definice je zřejmé, že pro reálná čísla tato definice splývá s definicí symetrické bilinerní
formy.

6Někteří autoři ve fyzice pro toto vyjádření operátoru potenciálu užívají termín separabilní
potenciál. My zde budeme užívat výše uvedené názvosloví, neboť termín separabilní ponecháme
pro popis schopnosti operátoru být převeden do separovaného tvaru.
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Povšimněme si, že rovnici (1.2.2) lze zapsat maticově ve tvaru V DV +, kde V
je matice m× n a D je diagonální matice m×m s prvky di na diagonále.

Věta 1. Je-li V ∈ Cm×n B-ortonormální báze obrazu hermitovského lineárního
operátoru B, pak B = BV (BV )+

Důkaz. Na podprostoru generovaném V platí rovnost:

(BV (BV )+)V = BV (V +B+V ) = BV (V +BV )+ = BV I = BV (1.2.3)

Bázi V lze doplnit do úplné báze vektory z kernelu B. Nechť k ∈ Ker(B), pak
využitím hermitovskosti B:

BV (BV )+k = BV V +(B+k) = ∅ (1.2.4)

Z linearity operátoru B a platnosti pro úplnou bázi pak plyne platnost věty.

Pokud je operátor B reálný indefinitní, nelze vytvořit B-ortonormální bázi.
Lze však vytvořit B-ortogonální bázi a operátor rozložit na

B = (BV )D(BV )+ (1.2.5)

Při práci se separovaným tvarem operátoru je vhodné (např. kvůli numerické
stabilitě) jeho vektory normovat tak, aby koeficienty di ∈ {0,−1,−1}. K tomu se
hodí následující definice

Definice 10. Je-li báze vi B-ortogonální a platí-li, že 〈vi vi 〉B ∈ −1, 0, 1, nazvě-
me ji quasi-B-ortonormální bází.

Separovaný tvar je výhodné použít v případě operátoru, jenž má malou di-
menzi vzhledem k dimenzi prostoru, na kterém je definován, a přitom je jeho
matice hustá: separací se získá výpočetně i paměťově úspornější reprezentace op-
erátoru.

Jednotlivé vektory z BV definují projekci do dané báze obrazu operátoru.
Známe-li tedy podprostor, ze kterého pocházejí operandy operátoru, lze z rozk-
ladu vypustit vektory z jím ortogonálních podprostorů, což dále ušetří jak paměť,
tak i výpočetní čas.

1.2.4 Potenciál

Potenciálem je myšleno pole působící na vlnové funkce: tedy pole, popisující
potenciální energii dané vlnové funkce. V našem případě půjde o pole generovaná
atomovými jádry a jejich elektronovým obalem, působící na vlnové funkce elek-
tronů: např. elektrostatické pole atomových jader, či Hartreeho potenciál, popisu-
jící elektrostatické působení valenčních elektronů, atd. . . Pro popis polí se v kvan-
tové fyzice používá následující formalismus:

Definice 11. Potenciál je lineární operátor na Hilbertově prostoru.

Definice 12. Operátor (popř. potenciál) P : H → H , kde H = L2(V → R)
budeme nazývat lokální, existuje-li funkce fP taková, že

∀ψ ∈H (V) : ∀x ∈ V : Pψ(x) = fP (x,∇ψ(x),∇∇ψ(x), . . . ,∇mψ(x)) (1.2.6)
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Lokální operátor tedy závisí pouze na chování funkce v daném bodě (na její
hodnotě a parciálních derivací maximálně m-tého řádu).

Z linearity lokálního potenciálu V plyne pro diskretizaci jeho triviální, ale
důležitá vlastnost:

Věta 2 (O zachování nuly). Je-li V lokální potenciál, pak platí

∀y ∈ U(x) : ψ(y) = 0⇒ V ψ(x) = 0 (1.2.7)

kde U(x) je nekonečně malé okolí bodu x.

Důkaz. Z linearity V

V 0(x) = V (00)(x) = 0V (0)(x) = 0 (1.2.8)

Veškeré hodnoty derivace jak nulové funkce 0, tak i ψ jsou v okolí bodu x nula.
Proto

V ψ(x) = fP (x,∇ψ(x),∇∇ψ(x), . . .) = (1.2.9)
= fP (x,∇0(x),∇∇0(x), . . .) = V 0(x) = 0 (1.2.10)

Definice 13. Operátor P : H →H budeme nazývat čistě lokální, pokud existuje
fP : V → C taková, že

∀ψ ∈H : Pψ(x) = fP (x, ψ(x)) (1.2.11)

Čistě lokální potenciál P pak můžeme (díky linearitě operátoru potenciálu)
napsat jako součin funkcí

(Pψ)(x) = p(x)ψ(x) (1.2.12)

Funkci p nazvěme potenciálovou funkcí operátoru P .

1.2.5 Rozklad vícedimenzionálních operátorů

Působení některých vícedimenzionálních operátorů je v jednotlivých dimen-
zích na sobě nezávislé. Jak dále ukážeme, může být vhodné pracovat s každou
dimenzí samostatně.

Definice 14. Nechť HA a HB jsou Hilbertovy prostory s bázemi A a B, pak
tenzorový součin HA ⊗HB je Hilbertův prostor s bází A × B. Jednotlivé prvky
báze budeme značit (αi × βj).
Definice 15. Nechť HA a HB jsou Hilbertovy prostory s bázemi αi a βi. Pak pro
každé dva vektory α =

∑
i aiαi, β =

∑
j bjβj je definován direktní součin

α�β =
∑
i

∑
j

aibj(αi × βj) (1.2.13)
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Definice 16. Direktním7 součinem operátorů PA : HA →HA a
PB : HB →HB je operátor PA �PB, pro který platí

(PA �PB)(α�β) = (PAα)�(PBβ) (1.2.14)

Operátor, který lze napsat jako direktní součin dvou operátorů na ortogonálních
podprostorech, nazvěme rozložitelný.

Věta 3. Je-li potenciál PA čistě lokální, pak pro potenciál P = PA �PB platí

(P (α�β))(a, b) = pa(a)α(a)�(PBβ)(b) (1.2.15)

Důkaz. Tvrzení lze snadno prokázat z definice lokality a direktního součinu.

7Zde se názvosloví liší, v některé literatuře je tento součin označován taktéž jako tenzorový.
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2. Řešení Schrödingerovy rovnice
pomocí metody konečných prvků

Jak již jsme nastínili v úvodu: jádrem výpočetní materiálové fyziky jsou
výpočty elektronových stavů, z nichž vyplývají fyzikální vlastnosti daného ma-
teriálu. Obvyklou úlohou je vypočítat stabilní stav daného materiálu (molekuly,
krystalu, . . . ), tedy určit takovou polohu atomů, pro kterou materiál nabývá min-
imální energie.

Nově vyvíjená metoda je postavena, jak již bylo výše zmíněno, na

a) teorii funkcionálu hustoty, neboli metodě DFT – density functional theory
b) konceptu ab-initio selfkonsistentního (tzv. environment-reflecting) pseudo-

potenciálu, který umožňuje atomové jádro spolu s vnitřními elektronovými
stavy popsat jedním (byť netriviálním) operátorem

c) diskretizaci metodou konečných prvků (FEM — finite-element method):
jedné z nejužívanějších a nejpokročilejších metod pro diskretizaci diferen-
ciálních rovnic

d) obecnosti formulace bez předpokladu o symetrii (včetně translační symetrie)

2.1 Metoda DFT pro řešení Schrödingerovy rovnice
Stav systému n elektronů je popsán řešením n-částicové Diracovy rovnice,

která vychází z (relativistické) kvantové teorie pole. Relativistické efekty se ovšem
prakticky projeví pouze u elektronů s vysokou kinetickou energií, tzv. vnitřních
elektronů. Oddělený výpočet vnitřních elektronových stavů při konstrukci pseu-
dopotenciálu umožňuje „skrýt“ tyto relativistické efekty do operátoru pseudopo-
tenciálu a pro výpočet vnějších – valenčních – elektronových stavů použít nerel-
ativistickou limitu Diracovy rovnice: rovnici Schrödingerovu.

Teorie funkcionálu hustoty (DFT — density functional theory), kterou před-
stavili Hohenberg, Kohn a Sham v roce 1965 (Hohenberg – Kohn, 1964; Kohn –
Sham, 1965) ukazuje, že

– vlastnosti mnohoelektronového systému v základním stavu jsou jednoz-
načně determinovány jako funkcionály prostorově závislé hustoty elektrono-
vého náboje

– mnohočásticovou Schrödingerovu rovnici pro takový systém lze řešit jako
systém jednoelektronových tzv. Kohn-Shamových rovnic.

DFT je v současné době nejrozšířenějším rámcem pro řešení mnohočásticové
Schrödingerovy rovnice v materiálové fyzice a částečně i v kvantové chemii. Násle-
dující kapitola se pokusí ve velmi zjednodušené formě představit závěry plynoucí
z teorie funkcionálu hustoty a zavést základní veličiny, které budou používány
v dalších kapitolách.
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2.1.1 Shrödingerova rovnice

Stav systému n-elektronů je ve stacionární Schrödingerově rovnici v tzv.
x-reprezentaci (Formánek, 2004) popsán vlnovou funkcí

ψ(r1, · · · , rn) : (R3)n → C (2.1.1)

jejíž kvadrát udává pravděpodobnost výskytu elektronu na daném místě. Při
(s časem) neměnných podmínkách musí být tato funkce řešením stacionární
Schrödingerovy rovnice

Hψ = εψ (2.1.2)

kde H je operátor energie vyjádřený jako projektor do podprostoru fyzikálně
možných stavů systému o dané energii ε. Jeho vlastní vektory tedy odpovídají
přípustným stavům systému a jeho vlastní čísla ε energii daného stavu. Tato
rovnice není (kvůli komplikovanosti operátoru H) pro složitější systémy řešitelná.
Numerické řešení této rovnice je pro přílišný počet stupňů volnosti taktéž příliš
obtížné.

Dalo by se říci, že DFT v jistém smyslu pohlíží na elektrony nikoli jako na
jednotlivé (nerozlišitelné) částice, nýbrž jako na „elektronový plyn“ popsaný elek-
tronovou hustotou η : V → R

η = 〈ψ ψ 〉 =
∫
. . .

∫
ψ(r1, . . . , rn)ψ(r1, . . . , rn)

+ dr1 dr2 . . . drn (2.1.3)

s celkovou energií, tak zvanou totální energií, získanou jako funkcionál1 elek-
tronové hustoty součtem potenciální energie Ep a kinetické energie Ek.

E(η) = Ep(η) + Ek(η) (2.1.4)

2.1.2 Kohn-Shamovy rovnice

Z teorie funkcionálu hustoty plyne, že stacionární Shrödingerovu rovnici lze
pro systém n elektronů v základním2 stavu zapsat jako soustavu jednoelektrono-
vých Kohn-Shamových rovnic pro i ∈ {1, . . . , n}:

Hψi =

(
−1
2
∇2 + Vh + Vxc + Vion

)
ψi = εiψi (2.1.5)

Jejím řešením jsou vlastní vektory vyjadřující přípustné stavy elektronů v da-
ném systému.

ψi : R
3 → C (2.1.6)

a jim příslušná vlastní čísla εi, která určují energii elektronu v daném stavu.
Funkci ψi můžeme napsat v goniometrickém tvaru

ψi(x) = ψa
i (x)(cos(ψ

f
i (x)) + i sin(ψf

i (x))) (2.1.7)

kdy amplituda ψa
i (x) je reálná funkce ψa

i : R3 → R a fáze ψf
i (x) je funkce do

prostoru úhlů ψf
i : R3 → 〈0, 360).

1Obecně zobrazení funkce na číslo, zde (V → R)→ R
2Neexcitovaném stavu, tzn. stavu, kdy mají elektrony nejnižší možnou energii.
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Měřitelné fyzikální vlastnosti (výskyt elektronu, jeho energie etc.) závisí pouze
amplitudě vlnové funkce, nikoli na její fázi. Je-li stav systému podmíněn pouze
fyzikálně (tzn. postavením jader atomů, vnějšími silami apod.) bez předpokladů o
symetrii implikujících okrajové podmínky3, není fáze vlnové funkce jednoznačně
určena

Přestože je tedy Schrödingerova rovnice komplexní, není v našem případě
zapotřebí s komplexní složkou vlnových funkcí pracovat. Proto budeme ve zbytku
této kapitoly pracovat s reálnými vlnovými funkcemi a výsledné diskretizované
matice budou reálné. Budeme-li tedy dále mluvit o vlnové funkci ψ, ve skutečnosti
tím budeme myslet její amplitudovou složku ψa.

2.1.3 Spin a obsazení stavů

Pauliho princip stanovuje, že dva fermiony (a tedy i elektrony) nemohou sdílet
stejný stav. Stav elektronu však není určen pouze vlnovou funkcí ψ, nýbrž i tzv.
spinem. Tato veličina, která vymizela při přechodu od Diracovy rovnice k rovnici
Schrödingerově, může pro elektron nabývat pouze dvou hodnot: −1/2 a +1/2. Proto
každý vypočtený stav z Schrödingerovy rovnice může být obsazen dvěma elek-
trony.

Jelikož se elektrony v základním (neexcitovaném) stavu snaží minimalizovat
svoji energii, obsadí stavy v pořadí od nejnižších energií. Prvních n stavů (s přih-
lédnutím ke spinu: každý spočtený vlastní vektor určuje dva stavy lišící se pouze
spinem) tedy tvoří neexcitovaný stav celého systému.

|ψ〉 = |ψ1〉|ψ2〉 . . . |ψn〉 (2.1.8)

Nábojovou hustotu tvoří suma kvadrátů obsazených stavů

η =
n∑

i=1

|ψi|2 (2.1.9)

a totální energii lze vyjádřit jako funkcionál vlnových funkcí

Ek(η) =
n∑

i=1

〈
ψi − 1

2
∇2ψi

〉
(2.1.10)

Ep(η) =

∫
V
Vpot(r)η(r) dr (2.1.11)

kde Vpot : V → R je funkcionál potenciální energie.
Odvození Kohn-Shamovy rovnice (2.1.5) a její přesnější formulaci lze nalézt

např. v (Dreizler – Gross, 1990; Martin, 2004), výtah s ohledem na aplikaci DFT
v naší metodě v (Čertík, 2008), zde pouze zmíníme význam jednotlivých operá-
torů.

3V případě periodických struktur (např. nekonečný krystal) se zpravidla počítá jedna buňka
symetrie. Symetrie se pak vynucuje okrajovými podmínkami, kdy každá strana buňky musí
„navazovat“ na stranu protilehlou. V tomto případě musí navazovat nejen amplituda, ale i fáze.
Periodické materiály se tedy (v takovémto modelu) musí počítat v oboru komplexních čísel.
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2.1.4 Operátory Kohn-Shamovy rovnice a jejich vlastnosti

Laplaceův operátor −1
2
∇2 odpovídá kinetické energii částice. Z jeho definice

lze snadno ukázat, že je to hermitovský lokální potenciál.

Hartreeho potenciál je potenciál elektrostatické interakce mezi elektrony.
Nechť Eh je funkcionál potenciální energie dané elektrostatickými silami, tj.

Eh(η) =
1

2

∫
V

∫
V

η(r)η(r′)
|r − r′| dr dr

′. (2.1.12)

Pak lze k ní příslušný potenciál vyjádřit jako derivaci této energie podle nábo-
jové hustoty

Vh(r) =
δEh

δη(r)
=

1

2

∫
V

η(r′)
|r − r′| dr

′ (2.1.13)

či jako řešení Poissonovy rovnice

− 1

4π
∇2Vh = η (2.1.14)

Tento potenciál je rovněž lokální a hermitovský.

Výměnný a korelační potenciál Přechod od mnohočásticové vlnové funkce
k jednoelektronovým vlnovým funkcím vyžaduje zavedení členů popisujících vzá-
jemné ovlivňování částic. Zavádíme výše zmíněný Hartreeho potenciál pro elek-
trostatické síly a výměnný a korelační potenciál pro všechna ostatní působení
částic (např. Pauliho vylučovací princip).

Přesný tvar Vxc vyjádřený jako funkce elektronové hustoty není znám, jsou
známy pouze některé jeho vlastnosti a požadavky, které musí splňovat. Používají
se různé aproximace, jichž je více typů. V této práci je užíván potenciál, který je
výsledkem tzv. Local density aproximation, přesnější rozbor lze nalézt v (Čertík,
2008).

Potenciál atomových jader vyjádřený funkcí Vion : R3 → R je superpozicí
elektrostatických potenciálů M atomových jader se středy v Rj a náboji Zj

Vion(x) =
M∑
j=1

V
[
ion(j)](x−Rj) (2.1.15)

kdy elektrostatický potenciál atomového jádra je sféricky symetrický coloumbický
potenciál

Vion(j)(x) =
Zj

|x| (2.1.16)
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2.1.5 Konvergence metody

Některé složky operátoru H jsou závislé na elektronové hustotě. Ta je na
počátku výpočtu neznámá, jako startovací hodnota se zpravidla užívá superpozice
nábojových hustot atomů nebo i konstatntní nábojová hustota. V každém kroku
výpočtu se pak vypočte potřebný počet nejnižších (dle energie) možných stavů
elektronů a z těchto stavů se spočte nová elektronová hustota. Výpočet skončí
v okamžiku, kdy elektronová hustota zkonverguje, tedy, kdy

|ηi+1 − ηi| < e (2.1.17)

Tento postup se nazývá (selfkonvergentní) DFT cyklus.

2.1.6 Rozmazání (smearing)

V průběhu DFT cyklu se stává, že energie dvou sousedních elektronových
stavů se mění tak, že tyto dva stavy mění pořadí. Pokud jde o stavy na hranici
„obsazenosti“ , tj. tyto dva stavy se střídají v roli obsazeného a neobsazeného
stavu, dochází k problémům s konvergencí.

Proto se zavádí tzv. rozmazání: místo pevného obsazení n stavů se určí rozmezí
energií (εmin, εmax): stavy s energií nižší než εmin se považují za obsazené, stavy
s energií vyšší než εmax za prázdné. Stavy s energií mezi těmito hodnotami se pak
obsadí pouze částečně. Pro tyto účely se zavádí spojitá váhová funkce

weight(k) : N→ R : weight(k)

⎧⎨
⎩

= m εmin>= εk
∈ (0, m) εmin < εk < εmax

= 0 εk>= εmax

(2.1.18)

kde m je maximální počet elektronů, které mohou sdílet daný stav: tzn. ve
výpočtu nezahrnujícím spin m = 2. Střed4 rozmezí (εmin, εmax) se nazývá Fer-
miho mez. Pokud by nebylo použito rozmazání, byly by všechny stavy s energií
nižší než Fermiho mez obsazeny a všechny stavy s energií vyšší prázdné. Vhodná
šířka rozmezí i tvar váhové funkce v tomto rozmezí závisí na počítaném problému.
Smearing může odrážet i fyzikální realitu nenulové elektronové teploty: pak by měl
vycházet z Fermi-Diracova (či v aproximaci Gaussova) rozdělení. Exaktnější roz-
bor smearingu a posupy, kterak stanovit jednotlivé parametry pro rozmazávání,
lze nalézt např. v (Marzari, 1996).

Užije-li se rozmazání, spočte se elektronová hustota pomocí

ηi+1 =

k∑
i=1

weight(k)|ψi
j|2 (2.1.19)

2.1.7 Algoritmus DFT cyklu

V každé iteraci DFT cyklu se nejprve spočtou z aktuální nábojové hodnoty
nový tvar operátorů Kohn-Shamových rovnic; ta se následně vyřeší. Kvůli roz-
mazávání je třeba v každém kroku cyklu počítat více elektronových stavů, než
kolik je v systému elektronů (respektive (při bezspinovém výpočtu) než polovina

4Přesněji bod zlomu skokové funkce mající shodný integrál s váhovou funkcí.
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elektronů), nutný minimální počet elektronů je třeba. Po výpočtu elektronových
stavů se určí nová Fermiho mez, rozmazání a nábojová hustota. Algoritmus cyklu
tedy vypadá takto:
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Algoritmus 2.1.1: DFT cyklus

1: Polož počáteční hustotu η0
2: repeat i = 1, 2 . . .

3: Vyřeš − 1

4π
∇2Vh = ηi

4: Spočti Vxc

5: Vyřeš k řešení ψi
j Kohn-Shamovy rovnice (2.1.5)

6: Urči Fermiho mez a rozmazání
7: Spočti novou nábojovou hustotu dle rovnice (2.1.19)
8: until ηi+1 �= ηi

Užité operátory se během výpočtu mění, nejde tedy o pravou Newton-Raph-
sonovu metodu – proto není konvergence zaručena. Praxe však ukazuje, že při
použití vhodného mixování výpočet zpravidla zkonverguje. Názory na nejvhod-
nější mixování se liší, při našich experimentech se ukázalo jako nejvýhodnější
Broydenovo mixování (Čertík, 2008), v případě složitějších výpočtů pak mixování
Andersonovo.

2.2 Pseudopotenciály
Kohn-Shamovu rovnici je třeba vyřešit pro n elektronů - tedy je třeba získat

n nejnižších vlastních čísel Kohn-Shamovy rovnice (2.1.5). Jelikož jsou matice
vzniklé diskretizací této rovnice řídké (jak ukážeme v kapitole 2.4), je velmi
výhodné pro řešení vlastních čísel užít iterační algoritmy, které tuto řídkost umí
velmi dobře využít a zvládají i matice větších dimenzí. Tyto řešiče však nej-
sou schopny najednou získat všechna vlastní čísla matice: výpočetní i paměťová
náročnost těchto algoritmů je přímo úměrná počtu vyžadovaných vlastních čísel.
Proto je vhodné počet požadovaných vlastních čísel omezit, což je jeden z důvodů
(i když zdaleka ne jediný), pro použití pseudopotenciálů.

Elektrony lze rozdělit na dva typy: vnitřní a valenční. Do chemických vazeb
prakticky vstupují pouze valenční elektrony, tedy elektrony z nejvyšších (dle en-
ergie) stavů. Těchto elektronů je oproti vnitřním menšina (s výjimkou lehkých
atomů).

Vnitřní elektrony jsou na daleko nižších energetických hladinách a jejich vlnové
funkce jsou lokalizované. Proto prakticky neinteragují (s výjimkou elektrostatické
síly) s elektrony ostatních atomů. Naopak valenční elektrony se účastní chemick-
ých vazeb, jsou odpovědné za síly mezi atomy a jejich prostorové rozložení se
v důsledku vazeb k ostatním atomům v okolí podstatně mění.

Kdybychom chtěli v Kohn-Shamových rovnicích počítat se všemi elektrony,
narazili bychom při diskretizaci na několik vážných problémů:

– Vnitřní elektrony podstatně zvyšují počet stupňů volnosti.

– Energie vnitřních elektronů je v porovnání s valenčními velmi vysoká. Sledu-
jeme-li změny celkové energie při interakci valenčních energií, musíme porov-
návat drobné změny velkých čísel. To vyžaduje velmi přesný výpočet.
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– Energie vnitřních elektronů vyžaduje v případě těžších atomů relativistický
výpočet, protože relativistické efekty jsou nezanedbatelné. Relativistický
výpočet by vyžadoval diskretizaci čtyřkomponentové Diracovy rovnice, což
se v praxi ukazuje jako příliš složitý problém.

– Elektrostatické potenciály Vion mají v jádře atomu singularitu, což vede
k numerickým problémům.

– Tvar potenciálů v blízkosti jader je velmi strmý, k zachycení potenciálu je
třeba velmi jemná síť.

Tyto těžkosti lze odstranit užitím pseudopotenciálů, kdy se ke každému atom-
ovému jádru přiřadí i jemu příslušné vnitřní elektrony a na vzniklé „superjádro“
se pohlíží jako na jeden objekt reprezentovaný jedním lineárním operátorem.
V Kohn-Shamových rovnicích (2.1.5) se tedy operátory V n

ion nahradí operátorem
V ‘n

ion.

Hψi =

(
−1
2
∇2 + Vh + Vxc +

∑
V ‘n

ion

)
ψi = εiψi (2.2.1)

Výroba pseudopotenciálu

Pseudopotenciál V ‘n
ion je konstruován tak, aby jeho účinek na valenční elektrony

byl ekvivalentní (s požadovanou přesností, zpravidla do prvního řádu v závislosti
na energii) účinku atomového jádra a vnitřních elektronů. Ve vzdálenější oblasti
od atomového jádra (za hraniční vzdáleností Rc od jádra), kam vnitřní elektrony
zasahují pouze elektrostatickými silami je shodný s původním tzv. „all-electron “
potenciálem.

Jelikož v blízkosti jádra jsou interakce elektronů s jádrem řádově větší než
jakákoli jiná interakce, je chování vnitřních elektronů prakticky determinováno
potenciálem jádra, který je sféricky symetrický; jejich nábojová hustota je taktéž
sféricky symetrická.

Jádro s vnitřními elektrony lze tedy popsat pomocí sféricky symetrického pseu-
dopotenciálu.

Uvnitř poloměru Rc je možné tvar pseudopotenciálu při dodržení určitých
podmínek volit. Lze ho tedy uzpůsobit tak, aby byl vhodný pro numerické výpočty:
tedy odstranit singularitu v místě jádra a odstranit strmé gradienty.

Takto vytvořený pseudopotenciál však není „univerzální“ , daní za vhodnost
k numerickým výpočtům je zaprvé to, že takto vytvořený pseudopotenciál dosta-
tečně přesně aproximuje chování all-electron potenciálu pouze pro určité konfig-
urace a jim příslušné energie valenčních stavů (o funkčnosti pseudopotenciálu ve
více či méně odlišných okolních prostředích a elektronových konfiguracích atomu
se mluví jako o transferabilitě), zadruhé je takový operátor nutně nelokální.

Exaktnější formulaci pseudopotenciálů a základní postupy při jejich konstrukci
lze nalézt např v (Pickett, 1989; Kleinman – Bylander, 1982).

Pseudopotenciál V ‘n
ion je tedy nelokální, lze však rozdělit na dalekodosahový

lokální člen Vloc,5 jehož asymptotický tvar charakterizuje elektrostatické působení
5Dále, nebude-li třeba, nebudeme pro jednoduchost uvádět index n.
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Obrázek 2.1: Příklad pseudopotenciálů pro kyslík

jádra a vnitřních elektronů,6 a krátkodosahové nelokální složky Vps.

V ‘
ion = Vloc + Vps (2.2.2)

L-dependent pseudopotenciál

Pro vhodně zkonstruovaný pseudopotenciál, užije-li se sférická báze Yl,m složená
ze sférických harmonických funkcí (Formánek, 2004), lze nelokální část l-dependent
(pseudo)potenciálu rozložit na sumu direktních součinů čistě lokální radiální a
nelokální úhlové složky:

Vps =

∞∑
l=0

V l
ps =

∞∑
l=0

(
Vl �

l∑
m=−l

Yl,m(Yl,m)
+

)
(2.2.3)

Operátor
∑l

m=−l Yl,mY
+
l,m působí na Hilbertově prostoru úhlů L2(〈0, 360〉 ×

〈0, 180〉) a je nelokální.
Vl je čistě lokální operátor definovaný na „jednorozměrném“ radiálním Hilber-

tově prostoru L2(R). Je různý pro elektrony s různým úhlovým momentem,
vyjádřeným orbitálním kvantovým číslem l, proto se nazývá l-dependent.

Většina pseudopotenciálů, používaných při výpočtu elektronové struktury je
převeditelných do l-dependent tvaru. Tyto potenciály se pak liší konstrukcí radi-
ální potenciálové funkce Vl definující čistě lokální potenciál Vl. Nyní při výpočtech
užíváme pseudopotenciály vypočtené dle (vac).

Jelikož vnitřní elektrony atomu jsou striktně lokalizované v blízkosti jeho já-
dra, jejich působení je prostorově omezené. Vps a tedy i jeho radiální složky Vl
jsou tedy krátkodosahové. Díky sférické symetrii Vps

7 se středem symetrie v jádře
atomu jsou sféricky symetrické i jeho l-složky V l

ps (nikoli však už Vl �Yl,m).
Pro l-dependent pseudopotenciál se rovněž užívá označení semilokální, neboť

jej lze rozložit do direktního součinu lokální a nelokální složky. Tím se liší od
6Tedy defakto elektrostatické působení patřičného iontu.
7Nebo z opačného pohledu díky sférické symetrii

∑l
m=−1 Yl,m.

17



separabilních, plně nelokálních pseudopotenciálů, které jsou nelokální i v radiální
komponentě. Tuto jejich radiální komponentu pak tvoří rozvoj do podprostorů
odpovídajících projektorům generovaným pomocí radiální báze.

2.3 Diskretizace metodou konečných prvků
Metodu konečných prvků (finite element method, dále FEM ) byla zvolena pro

následující výhody:

obecnost Některé metody nutí vlnové funkce do předem připravených „tvarů“ :
nemají obecnou bázi, nýbrž bázi tvořenou rozkladem aproximace řešení
(např. atomových funkcí apod.). Pokud je tento odhad špatný, tyto metody
buď nekonvergují, nebo konvergují ke špatnému řešení. FEM má obecnou
bázi, a tudíž tímto neduhem netrpí. Proto je tato metoda aplikovatelná na
libovolný problém.

prověřenost FEM je prověřená metoda s teoreticky prověřenou konvergencí.
Zároveň je to progresivní metoda na jejímž vývoji se dále pracuje (nelineární
báze, adaptabilita), což zaručuje další možnosti k vylepšení konvergence a
rychlosti.

škálovatelnost Volbou sítě je možné řídit náročnost výpočtu i přesnost v jed-
notlivých bodech prostoru, v případě větších dimenzí lze metodu snadno
paralelizovat pomocí vhodného řešiče.

dostupnost Je na výběr několik kvalitních kódů vhodných pro implementaci.

2.3.1 Báze konečných prvků

FEM spočívá v aproximaci Hilbertova prostoru H nad prostorem V vek-
torovým prostorem konečných prvků Ω. Tento prostor je zkonstruován následu-
jícím způsobem:8

Definice 17. Nechť M je množina bodů v Rn Konvexní obal množiny
conv(M) ⊂ V je množina splňující

1) M ⊂ conv(M)
2) x,y ∈ Rn ∈ conv(M)⇒ x+ (y − x) ∗ i ∈ conv(M), kde i ∈ 〈0, 1〉.

Definice 18. Mnohostěn conv(M) na prostoru V je konvexní obal konečné mno-
žiny M. Prvky vi množiny M se nazývají vrcholy mnohostěnu.

Definice 19. Mnohostěn M je regulární, pokud:
– dimM = dimV
– Neobsahuje zbytečný vrchol: ∀vi ∈M : conv(M) �= conv(M� vi)

Definice 20. Síť9 {Mm} pokrývající prostor V je množina m regulárních mno-
hostěnů {Mi : i ∈ 1, dots,m} s celkem n vrcholy vj, které (Frey – George, 2000)

1) Pokrývají celý prostor:
⋃n

i=1Mi = V
8Jde o poněkud zjednodušenou definici.
9Velmi často se síť označuje anglickým slovem mesh.
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2) Mají společné vrcholy: ∀i, j : vj ∈Mi ⇒ vj je vrchol Mi

3) Průnik vnitřků mnohostěnů je prázdný:

∀i, j ∈ {1 . . .m}: Int(Mi) ∩ Int(Mj) = ∅
V trojdimenzionálním prostoru se nejčastěji užívá síť složená z čtyřstěnů či

krychlí. O množství elementů sítě se někdy mluví jako o jemnosti či hrubosti
sítě.10.

Definice 21. Společná hranice mnohostěnůMi aMj je průnikMi

⋂Mj. Mno-
hostěny jsou sousední, pokud mají neprázdnou společnou hranici. Vrcholy vi a vj

jsou sousední, pokud ∃Mk ∈ {Mm} : vi ∈Mk & vj ∈Mk.

Lze ukázat, že mnohostěny jsou sousední, pokud mají alespoň jeden společný
vrchol.

Konečný prvek

Definice 22. Konečný prvek je trojice (M,Π,Σ) kde (Braess, 2007):
– M je regulární mnohostěn.
– Π je lineární podprostor prostoru spojitých funkcí nad M s konečnou bází
ϕi dimenze s.

– Σ je množina s funkcionálů Σi nad Π, jednoznačně identifikující prvky Π.

V běžně užívaných implementacích konečných prvků je Π prostorem polynomů
stupně maximálně k jednoznačně určených svými hodnotam (popř. pro konečné
prvky užívané k řešení diferenciálních rovnic vyšších řádů i svými derivacemi)
v pevně daných bodech. Funkcionál Σi je pak definován jako hodnota či něk-
terá parciální derivace v daném bodě (dále budeme pro jednoduchost toto o
funkcionálech Σi předpokládat).

Podle maximálního stupně k pak mluvíme o lineárních, kvadratických či ku-
bických (konečných) prvcích. V případě lineárních prvků se zpravidla vyčíslují
hodnoty ve vrcholech mnohostěnu a bází konečných prvků jsou tzv. kloboukové
funkce, které mají vždy právě v jednom vrcholu hodnotu jedna, zatímco v ostat-
ních jsou nulové.

Nebude-li hrozit záměna, budeme končený prvek identifikovat pomocí jemu
příslušného mnohostěnu, tzn. vrchol konečného prvku označuje vrchol mnohostěnu
příslušnému k danému prvku atd...

Prostor konečných prvků a jeho báze

Následující tvrzení budou podána poněkud zjednodušeně, exaktnější definice
lze nalézt v (Ciarlet – Lions, 1991). Je-li dána síť {Mm}, pak lze nad každým
mnohostěnem vybudovat konečný prvek (Mi,Πi,Σi). Jsou-li dva konečné prvky
sousední, pak je možné „ztotožnit“ funkcionály, které se vyhodnocují na společné
hranici prvků. Tím získáme množinu funkcionálů Σj definující prvky prostoru
konečných prvků Ω.

U lineárních konečných elementů nyní používaných naším programem je pros-
tor Ωl po částech lineárních funkcí určených svými hodnotami ve vrcholech sítě a
Σj je množina funkcionálů přiřazujících prvkům Ωl hodnotu v j-tém vrcholu sítě.

10Teorii konečných prvků lze formulovat i tak, že povoluje i „zakřivené“ elementy sítě (Ciarlet
– Lions, 1991)

19



Definice 23. Báze konečných prvků pro danou síť a nad ní vybudovaný prostor
konečných prvků Ω se sadou funkcionálů Σj je množina funkcí ϕi, pro kterou
platí:

∀i, j : Σj(ϕi) = δi,j (2.3.1)

Prostor konečných prvků Ω je pak lineárním obalem těchto bázových funkcí.

Obrázek 2.2: Příklad jednodimenzionální lineární báze konečných prvků ϕi

ϕ1

x1

ϕ2

x2

ϕ3

x3

ϕ4

x5x4

ϕ5

0

f(x)

1

Příslušné funkcionály Πi jsou definované jako

Πi(f) = f(xi)

Síť se sestává z vrcholů: xi a mnohostěnů {i ∈ {1, 2, 3, 4} : {xi, xi+1}}.

Bázi prostoru konečných prvků Ωl tvoří tzv. kloboukové funkce: pro každý
vrchol sítě existuje právě jedna bázová funkce, která v daném vrcholu má hodnotu
1 a lineárně klesá k sousedním vrcholům sítě, na zbytku prostoru je nulová (viz
obrázek 2.2).

Definice 24. Bázové funkce ϕi, ϕj jsou sousední, pokud existuje x ∈ V : ϕi(x) �=
0 & ϕj(x) �= 0.

Je zřejmé, že dvě bázové funkce jsou sousední právě tehdy, pokud jsou defi-
nované funkcionály Σi a Σj vyhodnocovanými v bodech xi a xj , pokud existuje
mnohostěn Mk ∈ {Mm} : xi ∈Mi & xj ∈Mk.

2.3.2 Slabá forma Kohn-Shamovy rovnice

Zavedeme-li potenciál V = Vh +Vxc+
∑
V ‘

ion je možno Kohn-Shamovu rovnici
(2.1.5) zapsat jako (

−1
2
∇2 + V

)
ψ = εψ (2.3.2)

přičemž ψ ∈ L2(V).
Přenásobením testovací funkcí ϕ ∈ L2(V) a zintegrováním přes počítaný

prostor převedeme rovnici do tzv. slabého či integrálního tvaru.∫ (
−1
2
∇2ψϕ+ V ψϕ

)
dV =

∫
εψϕ dV (2.3.3)

Slabý tvar rovnice je ekvivalentní se silným, tzn. ψ je řešením (2.3.2) ⇔
∀ϕ ∈ L2(V) platí rovnice (2.3.3).
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Použitím první Greenovy identity
(∇2ψ)ϕ = (∇ψ)(∇ϕ)−∇((∇ψ)ϕ) (2.3.4)

rozvineme první člen rovnice (2.3.3)∫ (
−1
2
(∇ψ)(∇ϕ) + (V ψ)ϕ

)
dV −

∫
1

2
∇((∇ψ)ϕ) dV =

∫
εψϕ dV (2.3.5)

aplikujeme Gaussovu větu∫ (
−1
2
(∇ψ)(∇ϕ) + (V ψ)ϕ

)
dV −

∫
1

2
(∇ψ)ϕ r dS =

∫
εψϕ dV (2.3.6)

a užitím vztahu (∇ψ)r = dψ

dr
získáme konečný tvar rovnice∫ (

−1
2
(∇ψ)(∇ϕ) + (V ψ)ϕ

)
dV −

∫
1

2

dψ

dr
dS =

∫
εψϕ dV (2.3.7)

kde S označuje hranici V.

2.3.3 Diskretizace Kohn-Shamovy rovnice

Diskretizace spočívá v projekci rovnice do prostoru Ω a tedy v aproximaci
elektronové vlnové funkce ψ lineární kombinací báze konečných prvků.

ψ =
∑

xjϕj (2.3.8)

Hilbertův prostor a operátory na něm definované jsou lineární; tato linearita se
zachová i po projekci do prostoru Ω. Proto není třeba řešení počítat pro libovolnou
testovací funkci, nýbrž stačí zaručit platnost pro všechny prvky báze konečných
prvků ϕi. Je tedy třeba vyřešit následující soustavu i rovnic pro neznámé

∑
j

(∫
−1
2
(∇ϕj)(∇ϕi)dV

)
xj +

∑
j

(∫
V ϕjϕi dV

)
xj

−
∑
j

(∫
1

2

dϕj

dr
dS
)
xj =

∑
j

(∫
εϕjϕi dV

)
xj (2.3.9)

Tuto rovnici lze napsat i v jednodušším maticovém tvaru

Kx + V x− Fx = εMx (2.3.10)

kde jednotlivé operátory jsou dány následujícími maticemi

Kij =

∫
−1
2
(∇ϕj)(∇ϕi) dV (2.3.11)

Vij =

∫
(V ϕj)ϕi dV (2.3.12)

Mij =

∫
ϕjϕi dV (2.3.13)

Fij =

∫
1

2

dϕj

dr
dS (2.3.14)
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Jelikož elektrony jsou zpravidla lokalizované kolem jader a při vytvoření dostateč-
né oblasti jsou tedy jejich vlnové funkce na hranici nulové, je nulový i plošný
integrál ∫

1

2

dϕj

dr
dS (2.3.15)

a matici Fij lze při volbě vhodné oblasti z dalšího výpočtu vynechat. Aplikací
metody FEM na Kohn-Shamovy rovnice jsme tedy problém převedli na zobecněný
problém vlastních čísel.

Numerická integrace

Převedením problému do slabé formy a projekcí do báze konečných prvků
jsme se nezbavili nutnosti integrace, pouze ji omezili na dostatečně malý prostor,
neboť stačí spočíst integrály přes jednotlivé prvky báze. Vzhledem k lokalitě a
linearitě báze lze tyto integrály počítat numericky.

Numerická integrace funkce f se provádí Gaussovou integrací: zvolí se inte-
grační body xn a jejich váhy wn tak, aby součet vah integračních bodů v každém
elementu byl roven číslu s. Pro numerickou integraci na elementu Mj pak platí
následující vztah:

∫
Mj

f(x) dx ≈
(

n∑
i=1

wnf(xi)

)
J(Mj) (2.3.16)

kde J(Mj) je objem mnohostěnuMj, popsaný jako jakobián transformace mezi
jednotkovým referenčním mnohostěnem o objemu s a elementemMj . Při vhodné
volbě bodů je numerická integrace přesná pro polynomy stupně 2n− 1. Přesnější
vyjádření lze nalézt v (Dhatt – Touzot, 1984).

Přesnost aproximace metodou konečných prvků

Přesnost metody konečných prvků závisí na několika parametrech. Bližší roz-
bor je příliš vzdálen od tématu této práce, a tak se omezíme pouze na stručné
vyjmenování nejdůležitějších parametrů.

Přesnost numerické integrace Přesnost lze zvyšovat volbou většího množství
integračních bodů (či volbou některé pokročilejší metody). Vylepšování numerické
integrace sice nenabízí tak velké možnosti pro zlepšení přesnosti jako následující
metody, numerická integrace však zabírá (oproti ostatním částem výpočtu) min-
imální čas, a tak se její prodloužení prakticky neprojeví na době výpočtu.

Volba sítě Zjemnění sítě vede k lepší aproximaci funkcí a k zvýšení přesnosti.
Nejlepší výsledky lze získat pomocí adaptabilních sítí, kdy se zjemňuje pouze ta
část sítě, kde je aproximace základní sítí příliš hrubá. Zjemění sítě vede k podstat-
nému nárůstu přesnosti, zároveň však i k podstatnému nárůstu dimenze výsled-
ného problému vlastních čísel a tedy i zvýšení časových i paměťových nároků na
výpočet.
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Volba báze konečných prvků S růstem dimenze báze konečného prvku pod-
statně roste přesnost výpočtu (Braess, 2007). Daní za to je nejen nárůst dimenze
báze konečných prvků, ale i zvýšení faktoru zaplnění výsledných řídkých matic.
Jak ukazují výsledky příbuzných metod (Pask et al., 2009)11, zisk ze zvýšení
stupně polynomů daleko převyšuje zmíněné nevýhody. Tato možnost nabízí ne-
jvětší možnosti pro zpřesnění výpočtu, proto v současné době probíhá implemen-
tace kvadratických prvků do naší metody.

2.4 Struktura matice a řešení problému vlastních
čísel

U běžně počítaných problémů je dimenze matic z rovnice (2.4.1) příliš velká
na to, aby ji bylo možno v rozumném čase spočíst pomocí algoritmů pro husté
matice. Proto je třeba užít algoritmů pro řídké matice a tedy zajistit, aby všechny
matice figurující ve výpočtu byly řídké.

Nyní tedy budeme analyzovat operátory v rovnici (2.3.9), přičemž naší snahou
bude buďto ukázat, že jsou lokální a tedy jimi generovaná matice je řídká, nebo
je převést do jiného výpočetně úsporného tvaru.

Věta 4. Jsou-li operátory O,P lineární lokální, matice A =
∫
(Oϕi)(Pϕj)

+dV
reprezentující operátor v bázi konečných prvků bude mít prvek aij nenulový, pouze
pokud bázové funkce ϕi a ϕj jsou sousední.

Důkaz. Z věty o zachování nuly plyne, že (Oϕi)(Pϕj) �= 0 pouze v bodě, v jehož
nekonečně malém okolí jsou bázové funkce nenulové.

Pokud ϕi a ϕj nejsou sousední, nemají bázové funkce Oϕi a Pϕj společný
nenulový bod, nanejvýš se tedy mohou „dotýkat“ . Všude mimo body dotyku je
alespoň jedna bázová funkce na okolí bodu nulová a tvrzení tak okamžitě plyne
z věty 2.4. Množina bodů dotyku má míru nula a tedy hodnotu integrálu neovliv-
ní.

Za poznámku stojí, že numerická integrace tuto vlastnost nepokazí, pokud
jsou bázové funkce na svých „hranicích“ nulové,12 či pokud se integrační body
nevolí z hraničních bodů bázových funkcí.

Při diskretizaci diferenciálních matic je velmi vhodné udržet všechny operá-
tory lokální, neboť okamžitým důsledkem věty 4 je, že matice lokálního operátoru
v metodě FEM je řídká (v případě diskretizace jednorozměrného prostoru dokonce
tridiagonální). Počet nenulových prvků řídké matice vzniklé z aplikace FEM na
lokální potenciály roste s počtem konečných prvků, tedy s dimenzí matice, za-
tímco v případě nelokálního potenciálu vzniká obecná matice, kde počet jejích
nenulových prvků roste s kvadrátem její dimenze.

11Tato v citaci zmíněná metoda (cílená na periodické struktury) zavádí také zajímavé rozšíření
konečných prvků, kdy k polynomiální bázi konečných prvků přidá funkce vytvořené z atomových
funkcí, které přesněji aproximují potenciál atomového jádra, čímž vznikne neortogonální báze
konečných prvků.

12To klasická báze konečných prvků splňuje, ovšem některé speciální (Pask et al., 2009) báze
používané právě pro výpočet elektronové struktury nikoli.
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2.4.1 Struktura operátorů Kohn-Shamovy rovnice

Matice K a M v rovnici jsou zjevně symetrické a řídké, neboť jak operátor
identity, tak i derivace jsou lokální. Jak jsme ukázali v kapitole 2.1.1 v rovnici
(2.1.4), operátor V se skládá ze součtu několika operátorů, z toho ∇, Vh, Vxc

a Vloc jsou taktéž symetrické lokální, jejich matice tedy budou taktéž řídké. Za
zmínku stojí, že jelikož se všechny tyto operátory aplikují ve skalárním součinu
bázových funkcí, jejich matice budou mít stejnou strukturu řídkosti.

Nejsložitější je případ operátoru potenciálu Vps. Ten je nelokální, ale krátko-
dosahový, tzn. působí jen na funkce nenulové v blízkém okolí atomového jádra. Dá
se předpokládat, že pro velké počítané systémy bude spíše růst počet počítaných
atomových jader než počet buněk v dosahu nelokální části ionizačního potenciálu
jednoho jádra (jinými slovy že s přibývajícím počtem jader nebude třeba tolik za-
hušťovat síť), a nárůst počtu nenulových prvků v matici potenciálu Vps bude tedy
pouze lineární. Přesto už výpočetní náročnost jednoho atomového jádra je příliš
velká a je tedy třeba hledat výpočetně úspornější vyjádření pseudopotenciálu.

Jak jsme ukázali v kapitole 2.2, úhlová složka l-dependent pseudopotenciálu
je v separovaném tvaru (viz definice 1.2.2 na straně 5). Nabízí se proto možnost
do tohoto tvaru převést i radiální složku pomocí B-ortogonality (připomeňme si
její definici v kapitole 1.2.2 na straně 5).

2.4.2 Separabilní pseudopotenciál

Je-li αl
i je quasi-Vl-ortonormální13 báze jednorozměrného radiálního Hilbertova

prostoru, pak

Vl =
∑
i

(Vlα
l
i)d

l
i(Vlα

l
i)

+ (2.4.1)

a tedy
〈ψ Vpsψ

′ 〉 = (2.4.2)
∞∑
l=0

〈
ψ

(
Vl �

l∑
m=−l

Yl,mY
+
l,m

)
ψ′
〉

= (2.4.3)

〈
ψ

∞∑
l=0

( ∞∑
i=0

Vlα
l
id

l
i(Vlα

l
i)
+ �

l∑
m=−l

Yl,m(Yl,m)
+

)
ψ′
〉

= (2.4.4)

∞∑
l=0

l∑
m=−l

∞∑
i=0

d l
i

〈
ψ
(
Vlα

l
i(Vlα

l
i)
+ � Yl,mY +

l,m

)
ψ′ 〉 = (2.4.5)

∞∑
l=0

l∑
m=−l

∞∑
i=0

d l
i

〈
ψ
(
Vlα

l
i �Yl,m

) (
(Vlα

l
i)

+ �Y +
l,m

)
ψ′ 〉 = (2.4.6)

∞∑
l=0

l∑
m=−l

∞∑
i=0

d l
i

〈(
Vlα

l
i �Yl,m

)+
ψ
(
Vlα

l
i �Yl,m

)+
ψ′
〉

(2.4.7)

13Jelikož počítáme v R a pseudopotenciály jsou obecně indefinitní, nelze zde použít „pravá“
Vl-ortonormalita.
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Tím získáme separabilní pseudopotenciál reprezentovaný vektory ϑi,l,m

ϑi,l,m = Vlα
l
i �Yl,m (2.4.8)

a konstantami d l
i ve tvaru

Vps =
∑
i,l,m

d l
i(ϑi,l,m)(ϑi,l,m)

+ (2.4.9)

Diskuse transformace souřadnic aneb analytický pohled

Za bližší diskusi stojí převod mezi kartézskými a sférickými souřadnicemi,
který jsme provedli v rovnici (2.4.1). Vzhledem k separabilitě operátorů je tento
rozklad legální: v daném rozměru je patřičná složka konstantní a jde tedy vyt-
knout vně integrálu. Tento přechod mezi souřadnicemi však nelze udělat zcela
mechanicky.

Známým faktem je, že při integraci, přecházíme-li z jedné soustavy do druhé,
musíme integrovaný výraz vynásobit integračním faktorem. V případě sférick-
ých souřadnic je tento integrační faktor r2sinθ. Skalární součin vlnové funkce je
definován jako integrál v kartézských souřadnicích. Provedli-li jsme tedy rozklad
2.4.8, jde o převedení integrace do sférických souřadnic.

Při výpočtu konečněprvkových elementů matice integrujeme numericky, a
tedy v kartézských souřadnicích – potud je vše v pořádku. Po vektorech αl

i však
požadujeme quasi-Vl-ortonormalitu s takovou normou, aby v kartézských souřad-
nicích se standardní normou bylo αl

i �Yl,m quasi-Vl-ortonormální. V analytickém
vyjádření tedy požadujeme, aby∫∫∫

αl
i(x, y, z) ∗ Yl,m(x, y, z) dx dy dz = 1 (2.4.10)

a tedy ∫∫∫
αl
i(r) ∗ Yl,m(θ, σ)r2sinθ dr dθ dϕ = 1 (2.4.11)∫

αl
i(r)r

2 dr

∫∫
Yl,m(θ, σ)sinθ dθ dϕ = 1 (2.4.12)

Proto pro normování v radiálním prostoru musíme užít normu:

|α| =
∫
α(r)α(r)r2 dr (2.4.13)

Stejně tak sférické harmonické funkce Yl,m musí být normovány v součinu se
sinθ. Zde stojí za poznámku, že se tato norma pro sférické harmonické funkce
považuje za standardní a pokud není explicitně udáno jinak, jsou funkce Yl,m
normovány právě takto.14

Omezení projekční báze separabilních pseudopotenciálů

Suma v rovnici (2.4.9) je sice nekonečná, nyní však ukážeme, že ji lze omezit
na konečně mnoho prvků. Separovaný popisuje, jak působí operátor na jednotlivé

14V kvantové fyzice, v některých jiných oborech se používají jiné zvyklosti
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prvky báze. Pokud víme, že budeme při výpočtu elektronové struktury tento op-
erátor aplikovat pouze na některé prvky báze, lze rozvoj operátoru omezit pouze
na tyto prvky. Tento „omezený“ rozvoj pak na zvolené prvky báze působí stejně
jako původní (nerozvinutý) operátor, zatímco „vyřazené“ prvky báze zobrazuje
na nulový vektor.

Nelokální složky pseudopotenciálu jsou krátkodosahové. Působí tedy pouze
v těsné blízkosti atomového jádra, kde se nalézají pouze valenční elektrony daného
atomu — nikoli elektrony sousedních atomů. V těchto místech se vlnové funkce
valenčních elektronů příliš neliší od vlnových funkcí elektronů izolovaného atomu
ψl,n. Tyto vlnové funkce ψl,n tvoří úplnou ortonormální bázi prostoru.

Proto je rozumné vzít jako projekční bázi αl
i jako podmnožinu ψl,n. Vzhledem

k tomu, že elektrony obsazují vždy pouze stavy s nejnižší energií, a vzhledem
k ortonormalitě ψl,n stačí do báze zahrnout několik málo prvních prvků této
báze.

Maximální l je třeba volit vždy dle počítaného problému. Praxe ukazuje, že
často postačují první dva až tři prvky rozvoje, pouze výjimečně u těžkých jader je
nutné zahrnout i čtvrtý člen. Při vhodné volbě radiální báze stačí v drtivé většině
případů zahrnout stavy pro jednu až tři energie (přičemž čím větší l, tím více
roste u vyšších stavů energie, a tedy tím méně jich je třeba zahrnout). Celkový
počet členů rozvoje se tedy pohybuje kolem deseti prvků.

2.4.3 Problém vlastních čísel

Definice 25. Korekce matice An×n zapsaná ve tvaru A + V V +, kde V je matice
tvaru n× k, se nazývá aktualizace řádu k ( rank-k-update).

Díky postupům popsaným v předchozích kapitolách lze rovnici 2.4.1 zapsat
jako součet řídkých matic se stejnou strukturou řídkosti a aktualizace řádu k⎛
⎜⎜⎝K + Vh + Vxc + Vloc +

M∑
j=0

max[l]
(j)∑
l=0

l∑
m=−l

max[i]
(j,l)∑
i=0

(
ϑ j,i
l,m

)(
dj,i

l

)(
ϑ j,i
l,m

)+⎞⎟⎟⎠x = εMx

(2.4.14)
a tedy v maticovém zápisu (

KV + UDU+
)
x = λMx (2.4.15)

Jelikož potenciály ϑnilm jsou krátkodosahové, budou mít nenulové hodnoty
pouze v konečných elementech, které spadají do „sféry vlivu“ daného atomového
jádra. Toho lze využít pro optimalizaci a pracovat s vektory jako s řídkými po-
mocí dvojic (index, hodnota). Vzhledem k tomu, že sada vektorů od jednoho ato-
mového jádra má stejnou strukturu řídkosti, lze tento formát ještě zefektivnit
pomocí struktury (index, [hodnoty]). Při vhodném seřazení prvků konečné sítě
(dle náležení ke konkrétnímu jádru) by šlo formát uložení těchto vektorů ještě ze-
fektivnit, přínos by však pravděpodobně nebyl tak velký, aby ospravedlnil daleko
větší náročnost na generování sítě konečných prvků.

Jelikož takovéto optimalizace mají význam až pro větší počet atomových
jader, zatím nebyly provedeny a v programu používáme standardní „hustý“ fromát
vektorů pro aktualizace.
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Reálná čísla a reálné harmonické funkce

Tato metoda výpočtu elektronové struktury není cílena na řešení periodick-
ých struktur (pro které je vhodné např. užití metody planewaves, použité např.
v programu WIEN2k15), pro výpočet není třeba komplexních čísel. Proto vlnové
funkce užité při výpočtech budou reálné.

Pro úhlovou bázi separabilních pseudopotenciálů je tedy vhodné místo kom-
plexních sférických harmonik Yl,m užít jejich reálné protějšky, reálné sférické har-
monické funkce, aby zůstala aktualizace taktéž reálná.

Y R
l,m =

⎧⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎩

Yl,0 if m = 0

1√
2
(Yl,m + (−1)m Yl,−m) =

√
2Nm

l P
m
l (cos θ) cosmϕ if m > 0

1

i
√
2
(Yl,−m − (−1)m Yl,m) =

√
2Nm

l P
−m
l (cos θ) sinmϕ if m < 0.

(2.4.16)

V definici reálných sférických harmonických funkcí označuje Pm
l asociované Leg-

enderovy polynomy a Nm
l jim příslušné normalizační funkce (Formánek, 2004).

Pro reálné vlnové funkce a tedy i separabilní pseudopotenciály U platí identita
U+ = UT , což s sebou přináší na některých místech zjednodušení výpočtu.

15http://www.wien2k.at/ [2011]
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3. Řešení diskretizovaných úloh
Aplikací metody konečných prvků (popř. jiné diskretizační metody) na dife-

renciální rovnici zpravidla vzniká problém vlastních čísel

Ax = λBx, kde x ∈ C, A, B ∈ Cn×n, x �= 0

Konkrétní formulace problému pak může mít různé speciální vlastnosti (např.
hermitovskost matic), které řešení problému usnaďnují.

V této části práce se budeme věnovat v praxi užívaným metodám pro řešení
problému vlastních čísel. Nebudeme se přitom omezovat pouze na metody vhodné
pro řešení našeho problému vyjádřeného rovnicí (2.4.15) a to ze dvou důvodů:

– Při vývoji naší metody pro výpočet elektronové struktury nebylo z počátku
jasné, jakou formulaci rovnice a především psudopotenciálů zvolíme, různé
formulace přitom vedou k různým typům problémů vlastních čísel. Jednou
z klíčových otázek pro výběr konečné formulace byla přitom právě snadná
řešitelnost vzniklého problému vlastních čísel. Výhody námi vybrané for-
mulace jsou tak ilustrovány mj. právě i uvedením metod, které nevyužívají
speciálních vlastností matic v rovnici (2.4.15).

– Problém vlastních čísel je velmi často řešeným problémem v různých fyzikál-
ních metodách. Jedním z cílů této práce je udělat stručný ucelený přehled
metod s jejich základním popisem, sloužící k orientaci v různých typech
problémů vlastních čísel existují i metodách k jejich řešení, a k popisu,
kterak lze využít různé vlastnosti problému vlastních čísel k jeho efek-
tivnímu řešení výběrem vhodné metody. Předpokládá se využití jednak v
případě spolupráce na dalších problémech, jednak při dalším vývoji stávající
metody (např. pro výpočet periodických struktur, či využití dalšího řešiče
v případech, kdy jde s výhodou využít některé jeho vlastnosti apod.)

Druhému z důvodů je trochu přizpůsobena i tato kapitola: jejím cílem není
podat ucelený kompletní výklad matematické teorie sloužící k výpočtům vlastních
čísel, protože to zaprvé nedovoluje rozsah práce, zadruhé na toto téma existuje
dostatek vhodné literatury (např. (Demmel, 1997; Bai, 2000)). Spíše je cílem
podat stručnou informaci o jednotlivých metodách, jež čtenáři umožní orientaci
v metodách pro výpočet problému vlastních čísel.

Jelikož se pro různé typy problémů vlastních čísel užívají metody postavené na
podobných myšlenkách, nebudeme strukturovat tuto kapitolu dle typů různých
problémů, nýbrž dle ideí, na kterých jsou popisované metody založeny.

3.1 Dělení problémů vlastních čísel
Jak jsme již uvedli, problém vlastních čísel je vyjádřen rovnicí ve tvaru

Ax = λBx, kde x ∈ C, A, B ∈ Cn×n, x �= 0 (3.1.1)

Konkrétní formulaci lze klasifikovat dle vlastností matic A a B.
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Definice 26. Jsou-li matice A a B a/nebo hledané řešení x komplexní, mluvíme o
komplexním problému vlastních čísel. Jsou-li reálné, mluvíme o reálném problému
vlastních čísel.

Definice 27. Je-li matice B maticí identita, problém se redukuje na prostý prob-
lém vlastních čísel:

Ax = λx, kde x ∈ C, A ∈ Cn×n, x �= 0 (3.1.2)

V opačném případě mluvíme o zobecněném problému vlastních čísel

Definice 28. Jsou-li matice A a B symetrické (hermitovské), mluvíme o symet-
rickém (hermitovském) problému vlastních čísel.

Algoritmy použitelné na symetrické matice jsou zpravidla vhodné (popř. s malou
úpravou) i pro matice hermitovské a naopak.

Definice 29. Vektory vyhovující rovnici ( 3.1.2) (popř. ( 3.1.1)) (zobecněného)
problému vlastních čísel se nazývají (zobecněné) vlastní vektory, jim příslušné λ
vlastní číslo. Dvojice vlastního vektoru se nazývá vlastní pár.

3.2 Obecné postupy užívané při řešení
problému vlastních čísel

V této kapitole se budeme věnovat problémům a technikám, které jsou společné
pro většinu metod na počítání vlastních čísel, jimž se budeme věnovat. Do této
kapitoly by také patřil posun a inverze a princip blokových metod, o nichž se
však zmíníme až v další kapitole, neboť je budeme demonstrovat na konkrétních
metodách.

3.2.1 Exaktní aritmetika a aritmetika s konečnou přesností

Protože se dnes k výpočtům užívají výhradně počítače, je třeba zmínit některé
vlastnosti, které s sebou jejich užití přináší.

Dnes užívané počítače ukládají reálná čísla ve formátu IEEE 754-1985 (IEEE
Task P754, 1985). Tento formát ukládá jen omezený počet platných číslic, a proto
při jeho užití dochází k zaokrouhlovacím chybám. Proto budeme dále rozlišovat
exaktní aritmetiku a (počítačovou) aritmetiku s konečnou přesností. Vlastnosti a
konvergenci algoritmů budeme vždy vztahovat k exaktní aritmetice, neboť rozbor
těchto vlastností v aritmetice s konečnou přesností by byl příliš rozsáhlý či v něk-
terých případech není ani známý. Při implementaci algoritmu pak zmíníme, jak
ovlivní aritmetika s konečnou přesností chování algoritmu a jak je ho popřípadě
třeba modifikovat.

3.2.2 Metody užívající rozkladů matic

K řešení problémů vlastních čísel (stejně jako na řešení soustav lineárních
rovnic) existují dvě skupiny metod. První z nich je založena na iteraci některé
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formy rozkladu matic: např. LU rozkladu či dnes pravděpodobně nejčastěji uží-
vaný QR algoritmus. Výsledkem těchto algoritmů je zpravidla diagonální matice,
která tedy má na své diagonále vlastní čísla.

Tyto metody jsou vhodné v případě, kdy požadujeme výpočet celého spektra
matice. V případě, že je požadována pouze malá část spektra a matice jsou velké,
nejsou tyto metody efektivní, dále se jimi tedy nebudeme zabývat1

Druhou možností přístupu k řešení problému vlastních metod jsou metody
s následující charakteristikou

– metody pracují v iteračním cyklu, ve kterém postupně zpřesňují nalezená
řešení

– na rozdíl od předchozích matic zpravidla nepotřebují nijak manipulovat se
samotnými maticemi (v některých případech je však vhodné spočíst LDLT

či LDU rozklad matice)
– lze je kdykoli přerušit a spokojit se s dosud spočteným výsledkem
– metody počítají vždy pouze několik vlastních čísel s vybranou charakteris-

tikou (u většiny metod vlastní vektory odpovídající vlastním číslům s ne-
jvětší absolutní hodnotou)

– přestože některé z iteračních metod jsou teoreticky schopny vypočíst přesné
řešení, užívají se k získání aproximace vlastního vektoru; v aritmetice s
konečnou přesností se však tato vlastnost stírá (kde i „přesné“ řešení je
nepřesné) a naopak v některých případech je výhodou moci vyřešit problém
rychle, byť nepřesně

– algoritmy umí s velmi dobře využít užít řídkosti matic a zpravidla jsou
dobře paralelizovatelné

Jelikož ve fyzikálních problémech zpravidla požadujeme výpočet pouze malé
části spektra matic, budeme se dále v této práci věnovat pouze iteračním metodám.

3.2.3 Rayleighův koeficient

Rayleighův koeficient se užívá jako běžná aproximace vlastního čísla dané
aproximace vlastního vektoru.

Definice 30. (Hermitovský) Rayleighův koeficient pro matici A ∈ Cn×n a vektor
x ∈ Cn je číslo θ ∈ C

θ =
〈x Ax〉
〈x x〉 =

x+Ax

x+x
(3.2.1)

Někteří autoři doporučují definovat Rayleighův koeficient v následující formě

Definice 31. Transpoziční Rayleighův koeficient pro matici A ∈ Cn×n a vektor
x ∈ Cn je číslo θ ∈ C

θ =
〈x Ax〉T
〈x x〉T

=
xTAx

xTx
(3.2.2)

1S výjimkou implicitního QR algoritmu, který je součástí implicitně restartované Arnoldiho
metody
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V oboru reálných čísel jsou tyto definice identické. V oboru komplexních
čísel může být vhodné užití hermitovské definice, pokud se pracuje s normali-
zovaným vektorem (tzn. ‖x‖ = 1), neboť v tomto případě θ = 〈x Ax〉. Trans-
poziční definice je vhodná, pokud nám záleží na přesnosti odhadu, neboť trans-
poziční Rayleighův koeficient je asymptoticky přesnější než hermitovský. (Ar-
benz – Hochstenbach, 2004) Pokud neupřesníme, který z těchto dvou koeficientů
máme na mysli, užíváme hermitovskou verzi. Ve většině případů je možno užít
Rayleighova koeficientu spočteného podle obou definic.

Pro zobecněný problém vlastních čísel je definován Rayleighův koeficient ob-
dobně:

Definice 32. Zobecněný hermitovský (transpoziční) Rayleighův koeficient pro
vektor x ∈ Cn a dvojici matic A,B ∈ Cn×n definující problém vlastních čísel
Ax = λBx je číslo θ ∈ C definované

θ =
〈x Ax〉(T )

〈x Bx〉(T )
(3.2.3)

3.2.4 Konvergence iteračních metod

Mluví-li se o vlastním vektoru matice, jde ve skutečnosti (vzhledem k linearitě
zobrazení reprezentovaných maticemi) o vlastní směr.

Definice 33. Vektory u,v ∈ Cn mají shodný směr, existuje-li
a ∈ C� {0} : u = av.

Konvergencí metody k vektoru je tedy myšlena konvergence k určitému směru.

Definice 34. Posloupnost vektorů xi ∈ Cn konverguje k vektoru v ∈ Cn
� {0},

existuje-li posloupnost an ∈ C :

lim
i→∞
‖aixi − v‖ = 0 (3.2.4)

Metoda pro výpočet vlastních čísel konverguje, konverguje-li posloupnost odhadů
vlastních vektorů generovaných metodou.

V praxi se pak konvergence kontroluje zpravidla pomocí následující pod-
mínky.2 V některých metodách (např. v Lanczosově metodě) se tato hodnota
nemusí počítat, neboť je získána jako vedlejší výsledek prováděných operací.

Teorém 1. Konverguje-li posloupnost vektorů xi ∈ Cn, ‖xi‖ = 1 k vlastnímu
vektoru v matice A, pak

lim
i→∞
‖Axi − 〈Axi xi 〉xi‖ = 0 (3.2.5)

2Jelikož to je pouze nutná podmínka, konvergence posloupnosti ‖Axi − 〈Axi xi 〉xi‖ kon-
vergenci k vlastnímu vektoru nezaručuje. Vzhledem k tomu, že konvergence metod zaručená je,
dá se tento test použít jako rychlá a poměrně spolehlivá heuristika. Může však selhat u lineární
kombinace dvou vektorů se „skoro stejným“ vlastním číslem.
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Aby nebyla požadovaná přesnost konvergence rozdílná pro různá vlastní čísla
matice, kontroluje se konvergence pomocí následujícího kritéria∥∥∥∥Axi

〈xi xi 〉
〈xi Axi 〉 − xi

∥∥∥∥ < e (3.2.6)

kde e je požadovaná přesnost řešení. Odhad vlastního vektoru se tradičně nazývá
Ritzův vektor a jemu příslušný odhad vlastního čísla počítaný jako Rayleighův
koeficient se nazývá Ritzovo číslo.

3.2.5 Počítání dalších vlastních vektorů

Iterační metody konvergují k vlastnímu vektoru, který nejlépe splňuje danou
charakteristiku3 a není kolmý k Jordanovu bloku (viz definice 38) startovního
vektoru. V jednom běhu lze spočítat pouze omezený počet vlastních vektorů.
Chceme-li spočítat další vlastní vektory, můžeme metodu spustit opakovaně, vždy
na startovní vektor, který je kolmý (ortogonální) na všechny dosud spočítané
vektory: metoda pak zkonverguje k „nejlepšímu dalšímu“ vlastnímu vektoru.

Ztráta ortogonality, reortogonalizace a deflace

U nesymetrických matic však metody spočtou pouze vlastní vektor a nikoli
jeho Jordanův řetězec – takže není možné vůči němu ortogonalizovat nový star-
tovní vektor. Kvůli nepřesnému výpočtu vlastních vektorů a aritmetice s konečnou
přesností se zpravidla během iterací ortogonalita ztrácí i u symetrických matic.
Algoritmus pak má tendenci dokonvergovat k již spočtenému vlastnímu vektoru.

Tento problém se řeší dvěma postupy: první z nich je reortogonalizace: jednou
za čas se iterovaný vektor zortogonalizuje ke všem vektorům, ke kterým má být
kolmý.

Ztráta ortogonality zapříčiněná aritmetikou s konečnou přesností (a tedy nut-
nost reortogonalizací) se vyskytuje i v jiných případech.4 Na toto riziko vždy
upozorníme u konkrétní metody.

Wielandtova deflace

Druhou možností, jak zabránit konvergenci k již spočtenému vektoru jsou
takzvané deflační metody : tyto metody upraví matici tak, že změní vlastní čísla
u vybraných vlastních vektorů, zatímco zbylá vlastní čísla a vektory zůstanou
nezměněny.

Jak dále ukážeme, rychlost konvergence závisí na rozložení vlastních čísel,
vhodnou deflací lze tedy urychlit konvergenci metod na řešení problému vlastních
čísel. Aplikací deflačních metod také můžeme snížit počet nutných reortogonal-
izací. Nevýhodou deflačních metod je možnost porušení řídkosti matice.

3Metody většinou konvergují k vektoru či vektorům s vlastním číslem v absolutní hodnotě
maximálním, při aplikaci posunu a inverze pak k vlastnímu číslu nejbližšímu zvolené hodnotě.

4Např. v krylovovských algoritmech, které uvedeme dále, se ortogonalizuje báze prostoru
modifikovaným Gram-Schmidtovým algoritmem. U větších dimenzí dochází ortogonalizací vůči
dalším vektorům ke ztrátě ortogonality vůči prvním vektorům. Tato ztráta je zapříčiněna
zaokrouhlovacími chybami.

32



Pro případ, kdy se chceme „zbavit“ jednoho vlastního vektoru, je vhodná
Wielandtova deflace. Chceme-li v matici A zmenšit vlastní číslo vektoru v o hod-
notu π ∈ R, provedeme transformaci

A′ = A− π(avvT ), kde a ∈ R : v ∗ av = 1 (3.2.7)

Matice A′ pak bude mít vlastní čísla i vektory identické s maticí A, až na vlastní
číslo vektoru v, pro které platí:

λ
′
v = λv − π (3.2.8)

Wielandtova-Schurova deflace

Definice 35. Schurův (částečný) rozklad matice A ∈ Cn×m, n > m je součin
matic QTAQ = R, kde Q ∈ Cn×k, Q+Q = I a R ∈ Cm×m je horní trojúhelníková.
Je-li k = m, jde o Schurovu dekompozici (rozklad), je-li k < m, jde o částečný
Schurův rozklad (řádu k).

Je-li A čtvercová matice, diagonála R je složena z vlastních čísel matice A.
Pro reálné nesymetrické matice nemusí takovýto rozklad v oboru reálných čísel

existovat. V tom případě je nutno povolit blokově trojúhelníkový tvar matice R,
nebo její komplexnost.

Definice 36. Vektory v matici Q Schurova rozkladu matice A se nazývají Schu-
rovy vektory matice A.

Wielandt-Schurova deflační metoda se hodí k deflaci více vektorů najednou.
V tomto případě se matice upraví následujícím způsobem

A′ = A−QDQ+ (3.2.9)

Q je ortonormální báze vlastního prostoru deflatovaných vektorů – obsahuje tedy
Schurovy vektory matice vlastních vektorů. D je diagonální matice, kdeDi,i udává
posun vlastního čísla odpovídajícího i-tému Schurovu vektoru v matici Q. Důkaz
a podrobnější rozbor lze nalézt zde (Saad, 1992, 1989).

3.3 Metody založené na iteraci vektoru I – moc-
ninné metody

Dnes užívané iterační metody lze rozdělit do dvou skupin. První skupinu lze
nazvat metody založené na iteraci vektoru. Metody této skupiny jsou založeny
na snaze co nejlépe odhadnout řešení, při čemž se postupuje takto: vezmeme
libovolný počáteční vektor jako odhad řešení a tento odhad postupně nějakým
vhodným způsobem upřesňujeme. Z této skupiny metod se budeme věnovat moc-
ninné metodě a metodám založeným na metodě největšího spádu.

Druhá skupina se nejčastěji nazývá projekční metody. Metody z této skupiny
iterativně budují podprostor, do kterého promítají původní problém. Jelikož je
dimenze budovaného podprostoru řádově menší než dimenze původního pros-
toru, je řešení v tomto podprostoru řádově levnější. Tento podprostor budují
takovým způsobem, aby řešení promítnutého problému co nejlépe aproximovalo
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řešení původního problému. Z této kategorie zmíníme Arnoldiho metodu a její
variantu pro symetrické matice: metodu Lanczosovu, dále pak Lanczosovu metodu
pro nesymetrické matice a Jacobi-Davidsonovu metodu, která je vhodná přede-
vším pro nesymetrické matice, či v případě, kdy je k dispozici vhodné předpod-
mínění.

3.3.1 Mocninná metoda

Nejjednodušší z metod pro výpočet vlastních čísel jsou metody iterace vek-
toru založené na mocninné metodě. Přestože se dnes již mocninná metoda (ani
metody z ní odvozené) pro problémy vlastních čísel vzniklé z fyzikálních výpočtů
příliš neužívá, budeme se jí věnovat poněkud hlouběji, neboť je nejjednodušší ze
všech metod a zároveň vykazuje vlastnosti, které ve větší či menší míře dědí i
ostatní metody, ať již jde o vztah konvergence a rozložení spektra matice, chyby
způsobené zaokrouhlovacími chybami atd. . .

Princip mocninné metody spočívá ve výpočtu vektoru Anx. Jak si dále ukážeme,
pro dostatečně velké n je Anx dobrým odhadem vlastního vektoru matice A. Anx
je počítáno iterativně: počáteční odhad vlastního vektoru x0 – startovací vektor
– vynásobíme v každém kroku iterace maticí A:

xi+1 = Axi (3.3.1)

Implementace mocninné metody

Při implementaci v konečné aritmetice s konečnou přesností může vektor xi

růst do nekonečna či naopak klesat k nule, přičemž s příliš velkými či malými čísly
nelze v této aritmetice pracovat. Proto se vektor xi v každém kroku normalizuje:
násobí se reálným číslem tak, aby se jeho norma rovnala jedné. K tomuto účelu
lze použít libovolnou normu, protože se však zároveň pro kontrolu konvergence
počítá Rayleighův koeficient, je vhodné užít 2-normu.5

Pro xi tedy platí následující rekurentní vztah:

xi+1 = Axi/‖Axi‖ (3.3.2)

Algoritmus 3.3.1: Algoritmus mocninné metody

1: x0 = počáteční odhad vlastního vektoru
2: for i = 1,2. . . do
3: yi = xi−1/‖xi−1‖ � znormalizuj
4: xi = Ayi � iteruj
5: θi = 〈xi yi 〉 � spočti odhad vlastního čísla
6: end until ‖yi − xi/θi‖ > e � e je požadovaná přesnost
7: return xi � nalezená aproximace vlastního vektoru

5Pokud by se v optimalizované verzi v jednom kroku normovalo a zároveň se neprováděla
kontrola konvergence, je výhodné v tomto kroku užít 1-normu či∞-normu, které jsou jednodušší
pro výpočet.
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Přirozenou optimalizací tohoto algoritmu je, že normalizace a kontrola konver-
gence se nemusí provádět při každém kroku – přičemž zpočátku může být interval
mezi kontrolami konvergence poměrně velký.

Konvergence mocninné metody

Pro porozumění metodám sloužícím k řešení problému vlastních čísel je důležité
vědět, za jakých podmínek metody konvergují.

Definice 37. Dominantní/submisivní vlastní číslo matice A je vlastní číslo mat-
ice A s největší/nejmenší absolutní hodnotou (v spektru matice A).

Dominantní/submisivní vlastní vektor matice A je vlastní vektor příslušný
k dominantnímu/submisivnímu vlastnímu číslu.

Je třeba upozornit na možný terminologický problém: mluví-li se o vlastních
vektorech matice A, jde ve skutečnosti o vlastní vektory lineárního zobrazení
vyjádřeného ve standardní bázi maticí A. Proto, budeme-li mluvit o matici A
vyjádřené v bázi B, myslíme tím ve skutečnosti matice lineárního zobrazení
v bázi B, které je ve standardní bázi vyjádřenéno maticí A.

Nyní dokážeme následující větu:

Věta 5. Pokud matice A ∈ Cn×n má právě jeden lineárně nezávislý dominantní
vlastní vektor a vektor x0 není na tento vektor kolmý, pak posloupnost vektorů xi

generovaných mocninnou metodou pro matici A se startovacím vektorem x0 při
normalizací q-normou konverguje k dominantnímu vlastnímu vektoru matice A.

Důkaz. Důkaz konvergence nejprve provedeme na diagonalizovatelné matici. Nás-
ledně ukážeme, jak jej rozšířit na matici obecnou. V důkazu budeme používat
horní index pro označení vektoru z i-té iterace a dolní index pro označení složky
vektoru.

Diagonalizovatelná matice

Diagonalizovatelná matice je taková matice A, pro kterou existuje báze B,
v níž je matice A vyjádřena diagonální maticí. Taková báze je pak tvořena vlast-
ními vektory A. Dále budeme pracovat v bázi B seřazené sestupně dle absolutních
hodnot vlastních čísel6.

V námi zvolené bázi platí pro libovolný vektor x = [x1,x2 . . . ]
7 rovnost Ax =

[λ1x1, λ2x2 . . . ] a tedy

xi = Anx0 = [λi1x
0
1, λ

i
2x

0
2, . . . , λ

i
nx

0
n] (3.3.3)

Definujeme-li qi jako normu vektoru xi

qi = q

√√√√ n∑
j=1

|λjxi
j |q (3.3.4)

pak
xi+1
1 = λ1x

i+1
1 /qi (3.3.5)

6Případ, kdy jsou všechna nulová, je jasný.
7Nyní budeme používat horní index pro index iterace a spodní index pro index báze.
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Jelikož ∀j > i : |λj| < |λ1| a
∑n

j=1 |xi
j|q = 1, tak qi = λ1 ⇔ |xi

1| = 1,
v opačném případě qi < λ1. Proto je díky 3.3.5 posloupnost |xi

1| neklesající, a má
tedy limitu v intervalu 〈0, 1〉.

Byla-li by lim
i→∞
|xi

1| = k < 1 (3.3.6)

pak existuje k, k ∈ (0, 1) : ∃o : ∀p > o : k < |xp
1| < k a tedy

qi
λ1
≤

q

√
(λ1k)q + (λ2(1− k))q

λ1
(3.3.7)

=
q

√
(k)q + (λ2/λ1(1− k))q ≤ 1 (3.3.8)

Posloupnost |xi
1| by tedy byla omezena zdola geometrickou řadou, což by byl

spor. Proto
lim
i→∞
|xi

1| = 1 (3.3.9)

a vektor xi tedy konverguje ke směru vektoru [1, 0, 0 . . . ], což je dominantní vlastní
vektor matice A.

Obecná matice

Definice 38. Jordanův kanonický tvar matice A je blokově diagonální matice
J = QTAQ s následujícími vlastnostmi:

– QQT = I
– kde každý blok matice J má na diagonále vlastní číslo matice, v diagonále

nad hlavní diagonálou jedničky a v ostatních prvcích nuly.

Tyto bloky se nazývají Jordanovy bloky, báze Q se nazývá Jordanova kanon-
ická báze. Vektory Jordanovy kanonické báze odpovídající jednomu Jordanovu
kanonickému bloku se nazývají Jordanův řetězec.

Z definice Jordanova kanonického tvaru plyne, že Jordanův řetězec odpovída-
jící Jordanově bloku s vlastním číslem λk je konečná posloupnost vektorů, kde
první vektor řetězce je vlastní vektor a další prvky posloupnosti jsou vektory xi,
pro které platí Axi = λkx

i + xi−1.
Nyní budeme pracovat v Jordanově kanonické bázi a složky vektoru x budeme

nyní značit xi,j , kde i je číslo Jordanova bloku a j je pořadí vektoru v řetězci.

Lemma 1. Nechť Jordanův blok k velikosti n má dimenzi l a xi = Aix0. Je-li
x0
k,l �= 0 pak limita

lim
i→∞

∣∣∣∣∣ xi
k,l

xi
k,l−1

∣∣∣∣∣ = 0, kde xi = Aix0, pro l ∈ {2, . . . , n} (3.3.10)

Důkaz. Snadno se lze přesvědčit, že pro poslední prvek řetězce platí rovnost

xi
k,l = (λk)

ix0
k,l (3.3.11)
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a pro předposlední

|xi
k,l−1| ≥

i∑
j=1

|(λk)jx0
k,l(λk)

i−j−1| = i|(λk)i−1x0
k,l| (3.3.12)

neboť předposlední prvek obdrží v každém kroku přírůstek od posledního prvku
řetězce.

Z uvedených vztahů je zřejmé, že

lim
i→∞

∣∣∣∣∣ xi
k,l

xi
k,l−1

∣∣∣∣∣ ≤
∣∣∣∣λki
∣∣∣∣ = 0 (3.3.13)

a tedy: lim
i→∞

∣∣∣∣∣ xi
k,l

xi
k,l−1

∣∣∣∣∣ = 0 (3.3.14)

Principem indukce pak lze tuto limitu dokázat pro všechny sousední prvky
řetězce (příspěvek od dalších členů řetězce se díky indukčnímu předpokladu odhad-
nou shora dostatečně malým číslem). Z toho pak okamžitě plyne

lim
i→∞

∣∣∣∣∣x
i
k,j

xi
k,1

∣∣∣∣∣ = 0, kde xi = Aix a j ∈ {2, 3, · · · , l} (3.3.15)

Protože normalizace vektorů nemá na podíl (3.3.15) vliv, postupem iterací ve
vektoru iterovaném mocninnou metodou vymizí (respektive budou zanedbatelně
malé) všechny složky, které neodpovídají některému vlastnímu vektoru. U takto
„pročištěného“ vektoru nyní můžeme použít stejný důkaz jako pro diagonalizo-
vatelnou matici.

Divergence mocninné metody Nyní si rozeberme případy, kdy podmínky
věty nejsou splněny:

– Je-li |λ1| = |λ2| (popř. = |λ3|) . . . , je vcelku zřejmé, že vektor zkonverguje
k lineární kombinaci dominantních vlastních vektorů.

– Pokud se jako startovací vektor vezme vektor kolmý na Jordanův kanonický
blok dominantního vlastního vektoru, metoda dokonverguje k „dominantní-
mu obsaženému“ vektoru, neboť není-li v x obsažen vlastní vektor v, pak
není ani v Ax.

Metoda tedy bude počítat v podprostoru generovaném vlastními vektory
obsaženými v x a na tomto podprostoru dokonverguje k dominantnímu
vektoru (pokud v tomto podprostoru nejsou alespoň dva lineárně nezávislé
dominantní vlastní vektory). I tato situace se však považuje za neúspěch,
neboť je očekáván výpočet dominantního vlastního páru.

V případě konečné artitmetiky se však vinou zaokrouhlovacích chyb zpra-
vidla ztratí ortogonalita s dominantním vlastním vektorem. V tomto pří-
padě metoda i tak zkonverguje k dominantnímu vlastnímu vektoru.
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Rychlost konvergence Z uvedeného důkazu také vyplývá toto pozorování:
rychlost konvergence mocninné metody je zdola omezena hodnotou λ1/λ2. Jelikož
všechny metody na počítání vlastních čísel jsou ve větší či menší míře založeny
na násobení maticí A, lze formulovat následující tezi:

Rychlost konvergence iteračních metod závisí na tom, jak dobře jsou od sebe
vlastní čísla oddělena.

Pro mocninnou metodu samotnou pak platí následující vztahy:

{‖xi − x‖} ∈ O
(∣∣∣∣λ1λ2

∣∣∣∣
)
, kde x je dominantní vlastní vektor (3.3.16)

{|θi − λ1|} ∈ O
(∣∣∣∣λ1λ2

∣∣∣∣
2
)

(3.3.17)

kde {ai} ∈ O(c)⇒
∣∣∣∣ aiai+1

∣∣∣∣ ≥ c

Výhody a nevýhody mocninné metody

Výhoda mocninné metody je v její velké jednoduchosti a snadné implementaci.
Další výhodou této metody jsou velmi malé paměťové nároky a jednoduchá para-
lelizace. Největší nevýhodou této metody je její pomalá konvergence; její další
nevýhodu – možnost spočítat pouze jeden vlastní pár – lze kompenzovat užitím
blokové mocninné metody.

Proto je tato metoda vhodná především pro řešení rozsáhlých úloh, které
jsou příliš rozsáhlé na aplikaci jiných metod a zároveň nepotřebují velkou přes-
nost řešení. Mocninná metoda se užívá například k počítání ohodnocení stránek
(takzvané pagerank) v internetových vyhledávačích. (Langville – Meyer)

3.3.2 Bloková mocninná metoda (metoda iterace podpros-
toru)

Ke každé metodě pro výpočet vlastních čísel existuje bloková metoda. Přís-
lušná bloková metoda provádí stejný algoritmus jako nebloková metoda, pouze
místo s jedním vektorem pracuje s více vektory najednou. Na iterovaný „blok“
vektorů vi, i ∈ {1, 2 . . . , m}, většinou popisovaný jako matice V ∈ Cn×m, můžeme
pohlížet jako na bázi podprostoru. Proto se bloková mocninná metoda někdy
nazývá iterace podprostoru.

Pokud bychom pouze prováděli iterace

Vi+1 = AVi (3.3.18)

všechny vektory vi by zkonvergovaly k dominantnímu vektoru maticeA. V každém
kroku algoritmu (popř. v optimalizované verzi jednou za několik kroků) je proto
třeba iterované vektory vi vůči sobě ortonormalizovat – spočíst ortonormalizo-
vanou bázi prostoru Vi (např. pomocí modifikovaného Gram-Schmidtova algo-
ritmu).
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Algoritmus 3.3.2: Algoritmus blokové mocninné metody

1: V0 = počáteční odhad vlastních vektorů
2: for i = 1,2. . . do
3: Wi = báze(Vi−1) � spočti bázi iterovaného prostoru
4: Vi = AWi � iteruj
5: end until konvergence
6: return Vi

Iterované vektory u této metody budou konvergovat k vlastním vektorům růz-
nou rychlostí. Nejprve zkonverguje dominantní vlastní vektor, a teprve pak zač-
nou konvergovat „druhé“ dominantní a další vektory. Výpočtem přesného odhadu
prvního vektoru odstraníme při ortogonalizaci z iterovaných vektorů jeho „rušící“
složku.

Proto se u této metody provádí jednou za čas kontrola konvergence a (dosta-
tečně přesně) zkonvergované vektory se zamknou: již se neiterují, pouze se vůči
nim dále ortogonalizují zbylé iterované vektory.

Konvergence blokové mocninné metody

Podobně jako u mocninné metody závisí rychlost konvergence (pro i-tý vlastní
vektor) na podílu λi/(λn+1), kde n je velikost iterovaného podprostoru. Díky tomu
lze snadno zvýšit rychlost konvergence mocninné metody, budeme-li iterovat pod-
prostor větší dimenze, než kolik potřebujeme vypočítat vlastních vektorů (a al-
goritmus ukončíme v okamžiku, kdy zkonverguje námi chtěný počet vlastních
vektorů). Tento postup může být obzvláště výhodný, jsou-li vlastní čísla matice
sdružená ve shlucích, jejichž velikost můžeme předem odhadnout (což lze např.
u diagonálně dominantní matice pomocí Greshgorinova teorému (Demmel, 1997))
– pak je výhodné zvolit za n velikost shluku vlastních čísel.

Další možnou optimalizací konvergence je užití Ritzovy (někdy zvané Rayleigh-
Ritzova) procedury (SjÖstrÖm, 1996; Demmel, 1997) pro ortonormalizaci vek-
torů V . Ritzova procedura ortogonalizuje vektory V na vlastní vektory matice
A kolmo promítnuté do prostoru generovaného vektory V . Díky tomu se nejen
snadno provede kontrola konvergence, ale též se urychlí konvergence metody. Tato
modifikace mocninné metody se nazývá Ritzovou procedurou urychlená mocninná
metoda (Ritz accelerated subspace iteration).

Výhody a nevýhody blokové mocninné metody

Bloková mocninná metoda je přirozeným a efektivním rozšířením mocninné
metody, platí pro ni to samé, co pro základní verzi metody. Oproti základní
verzi lze urychlit výše zmíněnými postupy konvergenci, i tak však konverguje
pomaleji než metody, které uvedeme dále. Tato metoda se tedy hodí na ty případy,
kdy bychom použili základní mocninnou metodu, avšak potřebujeme spočíst více
vlastních vektorů, nebo pokud vlastní čísla matice A vytvářejí shluky.

Další výhoda blokových metod se projeví v okamžiku, kdy operační paměť
počítače nestačí pojmout matici A a ta je uložena na pevném disku. V tomto pří-
padě násobení jednoho vektoru maticí trvá řádově stejnou dobu, jako násobení
n vektorů, neboť načtení matice z disku je řádově pomalejší než operace prováděné
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s ní v operační paměti. Další výhoda blokových algoritmů spočívá ve snažší par-
alelizaci.

Nevýhodou blokových algoritmů může být větší rozsah jak algoritmu, tak
i zpracovávaných dat a tím způsobená menší efektivita cache procesoru.

K počítání úloh vlastních čísel vzniklých z aplikace metody konečných prvků
se někdy používá Ritzovou procedurou urychlená mocninná metoda, na přesné
a dostatečně rychlé řešení problémů vlastních čísel velkých dimenzí jsou však
vhodnější rychleji konvergující metody – na což ukazuje i nepříliš velký zájem
současné odborné veřejností o tuto metodu.

3.3.3 Metody užívající posunu a inverze
(shift and invert)

Jak je patrno, mocninná metoda je schopna spočíst pouze dominantní vlastní
čísla. Ve velké většině úloh vedoucích k problému vlastních čísel je však poža-
davek spočíst vlastní čísla blízká nějakému číslu. V tom případě lze užít některou
z metod užívajících principu posunu a inverze (shift and invert): místo matice A
použijeme v algoritmu matici A′ = (A − σI)−1. Vlastní čísla matice A a matice
A′ na sobě závisí: nechť má matice (A− σI)−1 vlastní pár (λ,v), pak:

(A− σI)−1x = λx

x/λ = Ax− σx
Ax = (1/λ− σ)x (3.3.19)

Spočteme-li tedy dominantní vlastní vektory matice A′, spočítali jsme zároveň
takové vlastní vektory matice A, které mají vlastní čísla nejbližší k hodnotě σ.

Inverzní mocninná metoda (inverse power method)

Výpočet inverze matice A′ = (A− σI)−1 je pro většinu matic příliš náročný.
Jelikož se matice A′ užívá pouze k násobení vektoru, u problémů malých a střed-
ních dimenzí se dá explicitní vypočtení inverze snadno obejít výpočtem LDU (či
pro symetrické matice LDLT (Duff, 2002)) rozkladu matice A. Tento rozklad pak
lze použít k rychlému řešení rovnice

(A− σI)−1y = x (3.3.20)

U problémů velkých dimenzí je někdy vhodné vyhnout se i výpočtu rozk-
ladu (jak z důvodu výpočetní i paměťové náročnosti, tak i pro horší možnosti
paralelizace metod pro výpočet rozkladu). Místo toho můžeme v každém kroku
znovu řešit rovnici (3.3.20) pro neznámou y.

Ukazuje se, že rovnice (3.3.20) se nemusí řešit přesně (přičemž lze nejprve řešit
velmi přibližně a přesnost řešení postupně zvětšovat). K řešení rovnice (3.3.20)
se zpravidla užívají iterační řešiče lineárních rovnic. Pro zachování lineární kon-
vergence metody stačí v průměru nevelký konstantní počet cyklů. (Golub – Ye,
1999). Tato varianta mocninné metody se nazývá inverzní mocninná metoda.

Druhá možnost, užívaná pro řešení rovnice (3.3.20), je užití pouze jednoho
kroku iteračního řešiče s užitím předpodmínění – tato metoda se nazývá před-
podmíněná inverzní mocninná metoda. (Neymeyr, 2000) I u ní lze s použitím
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vhodného předpodmínění pro symetrickou pozitivně definitní matici A zachovat
lineární konvergenci (Knyazev – Neymeyr, 2001). Jelikož je tato metoda velmi
blízká metodě největšího spádu, která je citována častěji, uvedeme další podrob-
nosti týkající se předpodmínění v kapitole o metodě největšího spádu (Neymeyr,
2002). Všechny zde zmíněné metody se zpravidla provádějí v blokové formě.

Iterace Rayleighova koeficientu (Rayleigh quotient iteration)

Přirozeným vylepšením předchozí inverzní mocninné metody je metoda iterace
Rayleighova koeficientu (např. (Fattebert)). Jak jsme ukázali v kapitole (3.3.1)
o konvergenci, mocninná metoda konverguje tím rychleji, čím jsou dominantní
vlastní čísla lépe oddělena. Čím se lépe „strefíme“ s odhadem σ k některému
vlastnímu číslu, tím bude toto vlastní číslo lépe odděleno od svého nejbližšího
souseda.

Inverzní mocninná metoda užívá k posunu pevně zvolené hodnoty σ. Iterace
Rayleighova koeficientu urychluje svoji konvergenci tím, že v každém kroku užívá
jinou hodnotu σi, a to odhad vlastního čísla získaný v předchozím kroku – tedy
Rayleighův koeficient odhadu vlastního vektoru z předchozí iterace (lze užít jak
hermitovský, tak transpoziční Rayleighův koeficient, vzhledem k velké výpočetní
náročnosti inverze je však lepší užít přesnějšího transpozičního koeficientu).

Konvergence teto metody pro symetrické matice je kubická (van den Eshof,
2002), na rozdíl od inverzní mocninné metody však není zajištěna konvergence
k vlastnímu číslu nejbližšímu k startovacímu odhadu σ0 (Demmel, 1997; Parlett,
1980).

{‖xi − x∞‖} = O
(∣∣∣∣λ1λ2

∣∣∣∣
3
)

kde xi → x∞ (3.3.21)

{‖θi − λ1‖} = O
(∣∣∣∣λ1λ2

∣∣∣∣
3
)

(3.3.22)

Jelikož pro nesymetrické matice konverguje iterace Rayleighova koeficientu
pouze kvadraticky, existuje pro tento případ následující modifikace počítající
s odhadem levého a pravého vlastního vektoru, pro niž lze taktéž dokázat ku-
bickou konvergenci (Ostrowski, 1959).

Algoritmus 3.3.3: Iterace Rayleighova koeficientu pro nesymetrické
matice
1: x̂0 = ŷ0 = počáteční odhad levého a pravého vlastního vektoru
2: for i = 1,2. . . do
3: xi = x̂i−1/‖x̂i−1‖ � Znormalizuj
4: yi = ŷi−1/‖ŷi−1‖
5: θi =

〈xi Ayi 〉
〈xi yi 〉 � Spočti odhad vlastního čísla

6: if ‖Ayi − θiyi‖ < eθi then
7: break � Dostatečná konvergence
8: x̂+

i = x+
i (A− θiI)−1 � Iteruj levý. . .

9: ŷi = (A− θiI)−1yi � . . . a pravý vlastní vektor
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3.3.4 Mocninné metody a zobecněný problém vlastních čísel

Mocninnou metodou lze řešit pouze prostý problém vlastních čísel. Chceme-li
řešit pomocí mocninné metody či některé její varianty zobecněný problém vlast-
ních čísel

Ax = λBx (3.3.23)

musíme ho převést na na prostý problém vlastních čísel

B−1Ax = λx (3.3.24)

Je-li možné levně spočíst inverzi B, a pokud inverze příliš neporuší řídkost
matice B, lze použít tento přímý způsob. Vlastní vektory takto transformovaného
problému jsou zároveň vlastními vektory problému původního. Tato varianta
může být vhodná, je-li matice B (skoro) diagonální.

Není-li výhodné provést přímou inverzi matice B či rozklad, je možné podobně
jako v inverzní mocniné metodě místo počítání inverze v každém kroku řešit
rovnici:

By = Ax pro neznámou y (3.3.25)

I v tomto případě lze (při užití pouze malého počtu kroků vhodného iteratičního
řešiče) zachovat lineární konvergenci metody. (Golub – Ye, 1999) Užijeme-li na
rovnici (3.3.25) iterační předpodmíněný řešič, získáme předpodmíněnou mocninou
metodu. (Bai, 2000)

Mocninnou metodu pro zobecněný problém vlastních čísel lze aplikovat taktéž
v blokové formě. Konvergenci lze urychlit užitím metody posunu a inverze: v tom
případě převedeme zobecněný problém na prostý transformací

A′ = (A− σB)−1B (3.3.26)

Pokud neumíme provést levně inverzi matice B, je operace posunu a inverze
obzvlášť vhodná, neboť výpočetní složitost „posunutého“ problému se příliš neliší
od výpočetní složitosti problému převedeného dle rovnice (3.3.24).

Zhodnocení variant mocninné metody

O uvedených variantách mocninné metody lze říci zhruba totéž, co o mocninné
metodě samotné: není-li velmi silný důvod pro jejich užití (ať již je to např.
velmi snadná inverze matic tvaru A− θI, nebo naopak přílišný rozsah problému
pro řešení pomocí jiných metod), bývají metody, které dále zmíníme, zpravidla
rychlejší cestou k dosažení cíle.

To obzvláště platí pro zobecněný problém vlastních čísel, kde se zpravidla
nelze vyhnout poměrně (vzhledem k náročnosti násobení matice vektorem) „dra-
hému“ rozkladu matice.

3.4 Projekční metody I – krylovovské metody
Zatímco varianty mocninné metody se snažily o co nejlepší odhad vlastního

vektoru, který v každém kroku zpřesňovaly, projekční metody na řešení vlastních
čísel budují „vhodný malý“ podprostor, do kterého problém promítnou. „Vhodný
malý“ znamená, že řešení promítnutého problému v tomto podprostoru musí být
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snadno spočítatelné a zároveň pokud možno co nejbližší k řešení originálního
problému.

Báze tohoto podprostoru se buduje inkrementálně, v prvním kroku tvoří
bázi startovací vektor a v každém dalším kroku se k němu přidá další vektor,
ortonormalizovaný vůči všem předešlým. Na rozdíl od metod iterace vektoru
(nebereme-li v úvahu jejich blokové varianty) jsou tyto metody schopny spočítat
více vlastních čísel najednou. Nejužívanější metody z této skupiny jsou založeny
na krylovovských prostorech – budeme je tedy označovat krylovovské metody.

Krylovovské podprostory

Definice 39. Krylovovské podprostory matice A a vektoru x jsou posloupností
podprostorů Kn(A,x), n ∈ 1, 2 · · · ,∞ , kde Kn(A,x) je generovaný bází

BKn(A,x) = ortonormalizuj{x, A1x, A2x, · · · , Anx}

tyto báze se nazývají krylovovské báze.

Budou-li z kontextu jasné parametry A a x, budeme tyto prostory a jejich
báze značit pouze Kn, respektive BKn .

Metody založené na krylovovských prostorech jsou zobecněním mocninné me-
tody (a v další kapitole uvedených minimalizačních metod) – stejně jako ony
počítají Anx0, zatímco však mocniná metoda užívá k výpočtu Ritzova vektoru
pouze informaci z poslední iterace, metoda největšího spádu (kterou uvedeme
dále) z posledních dvou, krylovovské metody užívají informace spočtené během
všech iterací8.

3.4.1 Arnoldiho metoda

Arnoldiho metoda je základní krylovovská iterační metoda na řešení prob-
lému vlastních čísel pro nesymetrické a nehermitovské matice. Jejím jádrem je
Arnoldiho faktorizace: iterační procedura pro získání krylovovské báze a projekce
matice A do podprostoru Kn v bázi BKn.

Arnoldiho faktorizace

První člen krylovovské báze v0 je normalizovaný startovací vektor (vybraný
náhodně nebo jako známá aproximace vlastního vektoru). Další členy báze vi

získáme ortonormalizací vektoru Avi−1 oproti předešlým vektorům báze.
Nyní odvodíme tvar matice A promítnuté do prostoru Kn(A,x0) vzhledem

k bázi BKn(A,x0)

Hn = V H
n AVn (3.4.1)

Jelikož pro i ∈ {1, 2, · · · , n} platí

vi = Avi−1 −
i−2∑
j=0

αjvj , kde αj ∈ C (3.4.2)

8Přesněji všech iterací od posledního restartu, s implicitním restartem je situace ještě
složitější.
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matice Hn je v horním Hessenbergově tvaru: má nenulové prvky pouze v části
nad hlavní diagonálou, na hlavní diagonále a v diagonále pod hlavní diagonálou.
Definice 40. Matice H ∈ Cn×n je v horním Hessenbergově tvaru, je-li ai,j = 0
pro i > j + 1 (kde i označuje řádkový a j sloupcový index).

Matici Hn budeme nazývat Arnoldiho Hessenbergovou maticí

Arnoldiho Hessenbergova matice Z konstrukce krylovovské báze vyplývá,
že:

∀i ∈ {0, 1, · · · , n− 1} : Avi ∈ Kn (3.4.3)
Jelikož Kn ⊂ Kn+1, matice Hn+1 lze získat z Hn přidáním jednoho řádku a
jednoho sloupce. Pro matice Hn platí následující rekurentní vztah:

Hn =

⎛
⎜⎜⎝ Hn−1

0 0 · · · 0 αn

∣∣∣∣∣∣∣∣ V
n
H
A
v
n

⎞
⎟⎟⎠ , kde αn = 〈vn Avn−1 〉 (3.4.4)

Vektor (Vn)
HAvn tvořící poslední sloupec matice je vektorem skalárních součinů

vektorů vi s vektorem Avn.
Jelikož jsou tyto koeficienty matice Hn zároveň koeficienty užívanými v (popř.

modifikovaném) Gram-Schmidtovu ortogonalizačním algoritmu, při výpočtu báze
krylovovského prostoru se zároveň tvoří matice Hn.

Arnoldiho metoda

Arnoldiho metoda provádí n kroků Arnoldiho faktorizace, čímž zároveň počítá
matici Hn. Jelikož pro vlastní vektor un ∈ Rn matice Hn platí

AV T
n u− λV T

n u = (αn+1u
n
n)vn+1 (3.4.5)

kde un
n je poslední složka vektoru un, lze konvergenci kontrolovat pomocí podílu

αn+1/hj,j (3.4.6)

. Je-li tento podíl dostatečně malý, je krylovovský prostor dobrou aproximací
invariantního prostoru matice A.

Pokud je v některém kroku Arnoldiho metody vektor vn (a tedy koeficient
hj+1,j) nulový, Kn−1(A,x0) je vlastní podprostor matice A. Z toho plyne, že vlast-
ními vektory matice Hn−1 jsou vlastní vektory matice A.

Algoritmus 3.4.1: Arnoldiho metoda

1: v0 = počáteční odhad vlastního vektoru, |v0| = 1
2: for j = 0, 1, . . . do
3: wi = Avi

4: for i = 0 to j do � Grand-Schmidtova ortogonalizace
5: Hj,i = 〈wi vj 〉 � spočteme prvek z matice Hj

6: wj = wj − hj,ivi � krok modifikovaného GS algoritmu
7: Hj+1,j = ‖wj‖ � α z matice Hj

8: vj+1 = wj/hj+1,j � přidáme ortonormalizované wj do báze
9: end until(αj+1,j/hj,j < e)
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Takto prováděná ortogonalizace vektorů vi využívá modifikovaného Gram-
Schmidtova (dále MGS) algoritmu, který je numericky stabilnější než původní
Gram-Schmidtův algoritmus.

3.4.2 Reortogonalizace

Při praktické implementaci se však ukazuje, že i při použití MGS dochází
kvůli zaokrouhlovacím chybám ke ztrátě ortogonality vektorů vi. Tento problém
se řeší reortogonalizacemi. (Parlett, 1980) Jelikož je ortogonalizace nejdražší částí
iterace, existují testy, které zjišťují, zda je v tomto kroku reortogonalizace potřeba.
Tato technika se nazývá selektivní reortogonalizace. (Daniel et al., 1976)

Je vcelku zřejmé (Parlett – Scott, 1979), že ztráta ortogonality vzrůstá s přibý-
vajícími iteracemi. Největší defekty v ortogonalitě přitom mají směr nejlépe zkon-
vergovaných Ritzových vektorů (Simon, 1982). Proto jedna z účinných selek-
tivních reortogonalizcí má následující schéma: Provede se m kroků Arnoldiho
metody, spočte aproximace vlastních vektorů a z nich vybere ty, které aprox-
imují vlastní vektory dostatečně přesně. Pak se provádí další kroky Arnoldiho
algoritmu, ve kterých se nové bázové vektory reortogonalizují proti vybraným
aproximacím vlastních vektorů. (Mazzia, 1998)

Další možností, jak omezit ztrátu ortogonality je místo MGS užít pro ortog-
onalizaci proceduru Householder ortogonalization (Walker, 1988).

Householder ortogonalization je výpočetně dražší (O(4m2n − 4/3m3), za-
tímco MGS má složitost O(2m2n) až O(4m2n), dle počtu reortogonalizací). Dle
některých autorů je však numericky stabilnější a proto vhodná obzvláště pro
Arnoldiho faktorizaci k řešení problémů vlastních čísel (Saad, 2003), v praxi se
však householder ortogonalization pro tyto účely příliš nepoužívá, což svědčí spíše
proti tomuto tvrzení. V praxi se spíše používá MGS spolu se selektivními reor-
togonalizacemi.

3.4.3 Arnoldiho metoda s částečnou ortogonalizací a
restartovaná Arnoldiho metoda

Nevýhodou Arnoldiho metody je, že s přibývajícími iteracemi příliš vzrůstají
paměťové nároky algoritmu: algoritmus musí uchovávat vektory vi a matici Hn a
pamětová náročnost algoritmu je tedy O(nm +m2), kde n je dimenze matice A
a m je počet iterací.

Jednou z metod na snížení paměťové i výpočetní složitosti problému je Arnol-
diho metoda s částečnou reortogonalizací. (Saad, 2003) V té se provádí ortogona-
lizace pouze vůči posledním l vektorům. Paměťová složitost pak klesne na O(nl+
m2).

Explicitně restartovaná Arnoldiho metoda Druhou, častěji zmiňovanou
variantou algoritmu snižující jeho paměťové nároky, je explicitně restartovaná
Arnoldiho metoda.9

Explicitně restartovaná Arnoldiho metoda je tvořena cyklem, v jehož každém
kroku se vždy provede k kroků Arnoldiho metody. Pak se zvolí vhodná lineární

9Jelikož se užívá spíše implicitně restartovaná Arnoldiho metoda, popíšeme explicitně restar-
tovanou metodu jen stručně, přesnější vyjádření zde nalézt v (Bai, 2000)
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kombinaci vektorů xj+1 =
∑k

i=0 vi, která se použije jako startovací vektor Arnol-
diho metody v příští iteraci. Tento cyklus probíhá, dokud není dosažena požado-
vaná přesnost vlastních vektorů.

Existuje více metod, jak zkonstruovat nový startovací vektor. Jednou z mož-
ností je vzít lineární kombinaci Ritzových vektorů (odhadů vlastních vektorů),
které jsou nejblíže žádaným vlastním číslům. (Saad, 1984)

Velmi často se na konstrukci lineární kombinace vektorů vi, jež je užita jako
nový startovací vektor, pohlíží jako na vytvoření polynomu p(A)xj . Některé me-
tody explicitního restartu konstruují takový polynom, který z vektoru xj odstraní
„nežádoucí“ vlastní vektory (Saad, 2003). Vlastní páry matice Hi rozdělí na
„žádané“ [wi, θi] a „nechtěné“ [w̃i, θ̃i]. Polynom p se pak sestaví tak, aby

pA(wi) �= 0 a zároveň pA(w̃i) = 0 (3.4.7)

Nejužívanější explicitní metody využívají na konstrukci polynomu p Chebyche-
vových polynomů. (Chatelin – Ho, 1990; Saad, 1984)

Algoritmus 3.4.2: Explicitně restartovaná Arnoldiho metoda

1: x0 = počáteční odhad vlastního vektoru, |x0| = 1
2: for i = 0,1,2. . . do
3: Proveď k kroků Arnoldiho metody se startovacím vektorem xi

4: Spočti W k = vlastní vektory Hk
i a zkontroluj konvergenci

5: if metoda konverguje then
6: break
7: Zkonstruuj polynom p
8: xi+1 = p(A)xi

3.4.4 Implicitně restartovaná Arnoldiho metoda

Častěji užívanou variantou Arnoldiho metody je implicitně restartovaná Arnol-
diho metoda. V této variantě Arnoldiho metody se nejprve provede m = k + l
kroků Arnoldiho faktorizace. Pak je prováděn cyklus, v jehož j-tém kroku se
neprve zkomprimuje spočtený krylovovský prostor Km(A,x

(j)
0 ) na krylovovský

prostor Kk(A,x
(j+1)
0 ) a následně opět provede l kroků Arnoldiho metody. Tento

cyklus probíhá, dokud se ve spektru matice H
(j)
m neobjeví dostatečně přesné

vlastní vektory odpovídající požadovaným vlastním číslům.
Komprimace krylovovského prostoru spočívá ve vytvoření unitární matice Q(j)

která transformuje krylovovskou bázi a matici H(j)
m . Prvních k vektorů z transfor-

mované báze pak tvoří bázi pro další iterační krok. Matice Q(j) je tvořena l kroky
implicitního QR algoritmu (Implicitly Shifted QR Iteration (Demmel, 1997))

Implicitní QR algoritmus Implicitní QR algoritmus je iterační procedurou
pro výpočet (částečného) Schurova rozkladu matice H (viz definice 35) v horním
Hessenbergově tvaru. Tento algoritmus začne s maticemi M0 = H,Q0 = I a ve
svém i-tém kroku vypočte matici Qi ∈ Cn×n a matici Mi = QH

i Mi−1Qi, které
splňují následující vlastnosti:
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– QH
i Qi = 1

– Prvních i řádek a sloupců matice Mi a prvních i sloupců matice Qi tvoří
částečný Schurův rozklad matice H , přičemž zbytek matice Mi zůstává
v horním Hessenbergově tvaru.

Každý krok implicitního QR algoritmu tedy „odstraní“ prvek pod diagonálou
v i-tém sloupci matice H , čímž na diagonále „vznikne“ vlastní číslo. Tuto trans-
formaci provádí standardní implicitní QR algoritmus pomocí vnitřního iteračního
cyklu, během kterého algoritmus „odhaduje“ hodnotu vlastního čísla na diagonále
a se zpřesňujícím se odhadem konverguje prvek pod diagonálou k nule. Při použití
v implicitně restartované Arnoldiho metodě je však hodnota tohoto vlastního čísla
předem známá, proto tento cyklus zkonverguje v prvním kroku. (Demmel, 1997)

Implicitní restart Implicitní restart Arnoldiho metody rozdělí spektrum mat-
ice H(j)

m na na k chtěných a l nechtěných vlastních čísel. Nechtěná vlastní čísla se
pak užijí k l krokům QR iterace, čímž získáme matici Q(j) =

∏l−1
i=0Qi.

Matice H̄(j) = (Q(j))+H
(j)
m (Q(j)) má na diagonále od k plus prvního prvku

nechtěná vlastní čísla (a pod nimi nuly). H(j+1)
k se utvoří jako levá horní čtvercová

submatice tvaru l×l z matice H̄(j). Díky QR algoritmu má matice H(j+1)
k ve svém

spektru pouze chtěná vlastní čísla.

Věta 6. Nechť V (j)
m ∈ Cn×m je krylovovská báze a H

(j)
m ∈ Cm×m jí odpovídající

Arnoldiho Hessenbergova matice. Nechť Q(j) matice tvořená l kroky implicitní QR
iterace.

Pak báze V (j+1)
k tvořená prvními k sloupci transformované bázeW (j)

m = Q(j)V
(j)
m

a matice H(j+1)
k získaná jako levý horní blok velikosti k×k matice (Q(j))+H

(j)
m Q(j)

tvoří bázi krylovovského prostoru Kk(A,x
(j+1)
0 ) a jí příslušnou Arnoldiho Hessen-

bergovu matici.

Důkaz. Ověříme, že V (j+1) splňuje definici krylovovské báze. Víme, že (pro jednodu-
chost vynecháme indexy (j)):

AVm = VmHm +weTm (3.4.8)

kde em je sloupcový vektor délky m, mající poslední prvek rovný jedné a ostatní
nule a

w = (A− VmV +
mA)vm (3.4.9)

weTm tedy vyjadřuje rozdíl mezi tím, jak krylovovskou bázi zobrazí matice A a jak
její průmět do krylovovského prostoru. Díky struktuře krylovovského prostoru se
tyto matice liší pouze v zobrazení posledního vektoru krylovovské báze a matice
weTm má nenulový pouze poslední sloupec.

AVmQ = VmHmQ+weTmQ (3.4.10)
Vezmeme-li W = VnQ (3.4.11)

pak AVmQ = AVmQ(Q)
+HmQ+weTmQ (3.4.12)

AWm = WmQ
+HmQ +weTmQ (3.4.13)
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Jelikož matice Qi generované implicitní QR iterací mají horní Hessenbegrovu
strukturu, matice weTmQ = weTmQ1Q2 · · ·Qk má prvních k − 1 sloupců nulových
(každé násobení maticí Qi zmenší počet nulových sloupců o jeden).

Jelikož H
(j)
m je v horním Hessenbergově tvaru a QR iterace tento tvar za-

chovává, je v tomto tvaru i matice (Q(j))+H
(j)
m (Q(j)).

Implicitní restart je ekvivalentní explicitnímu restartu, kde:

x
(j+1)
0 = p(A)x

(j)
0 (3.4.14)

Polynom p(α) =
∏l

i=1(α− μi), kde koeficienty μi jsou posuny užité v QR iteraci
(ušetří však provádění k kroků Arnoldiho metody).

Algoritmus 3.4.3: Implicitně restartovaná Arnoldiho metoda

1: Získej Vm, Hm pomocí m kroků Arnoldiho metody
2: for i = 0, 1, 2, . . . do
3: Spočti spektrum σ matice Hm

4: if konvegrence then
5: break
6: Rozděl σ na chtěná vlastní čísla σ+ a nechtěná σ−, kde |σ−| = l
7: Q = I
8: for j = 1 to l do
9: Rozlož Hm − σ−

j I = QjR � krok QR iterace
10: Q = QQj

11: Hk = QTHmQ(1 : k, 1 : k) � Levý horní obdélník velikosti k × k
12: Vk = VmQ(:, 1 : k) � Prvních k sloupců
13: Proveď dalších l kroků Arnoldiho metody s bází Vk a Hessenbergovou

maticí Hk

Detailnější popis implicitní restartované metody lze najít v této literatuře: (Bai,
2000; Sorensen, 1996; Lehoucq et al., 1997; Sorensen, 1992).

Konvergence Arnoldiho metody a její užití

Konvergence Arnoldiho algoritmu je lineární. Tato metoda je zobecněním moc-
ninné metody na metodu projekčního typu, dosahuje tedy přinejhorším stejného
konvergenčního faktoru. V praxi dosahuje rychlejší konvergence a existují ostřejší
odhady konvergence, které však už nelze jednoduše zapsat.

Jelikož je krylovovský prostor invariantní vůči posunu a násobení matice
skalárem, rychlost konvergence není podmíněna podílem maximálního a min-
imálního vlastního čísla, nýbrž rozložením vlastních čísel matice. Algoritmus má
přitom tendenci nejrychleji konvergovat k vnějším vlastním vektorům – tedy vek-
torům odpovídajícím vlastním číslům na pokraji spektra matice. Dobré „oddělení“
vnějších vlastních vektorů urychluje konvergenci. (?) Analýzu konvergence lze
nalézt např. v Saadově práci. (Saad, 1992)

Výhody a nevýhody Arnoldiho metody Ze zde uvedených metod je ne-
jnovější – a zároveň asi nejpoužívanější implicitně restartovaná Arnoldiho metoda.
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Výhodou všech variant Arnoldiho algoritmu je dobrý teoretický základ, na kterém
jsou postaveny spolehlivé a dobře ověřené knihovny.

Nevýhodou tohoto algoritmu je, že jeho činnost nelze příliš ovlivnit, a nelze
tedy při výpočtu využít speciálních vlastností matice (je běžné, že matice vzniklé
z různých zadání stejného problému mají podobné vlastnosti, které lze využít
např. k tvorbě vhodného předpodmínění).

Tento algoritmus také (díky kvadraticky se zvětšující časové a paměťové nároč-
nosti) nemusí dostačovat k řešení problémů velkých dimenzí.

V tomto algoritmu jsou v podstatě pouze tři místa, kde lze využít znalosti
problému. Prvním je možnost (obzvláště pro zobecněný problém vlastních čísel)
předpodmínění problému: např. místo problému Ax = λBx můžeme řešit prob-
lém CAx = λCBx, který může mít pro řešení pomocí Arnoldiho algoritmu lepší
vlastnosti.

Druhou, a asi nejdůležitější, možností je výběr startovacího vektoru: je-li
možné alespoň přibližně odhadnout žádaný vlastní vektor nebo alespoň vektor
s nevelkým počtem nenulových složek v Jordanově kanonické bázi, algoritmus
zkonverguje mnohem rychleji.

Třetí možností jak ovlivnit chování algoritmu je speciální výběr nového star-
tovacího vektoru při restartu. Tato možnost je spíše teoretická, neboť již hotové
knihovny si většinou řídí restart samy a nedávají uživateli možnost výběr tohoto
vektoru ovlivnit.

Užití tohoto algoritmu je tedy v podstatě „sázka na jistotu“ : algoritmus
výsledek spočítá s jistotou a rychleji než mocninná metoda, pravděpodobně to
však nebude nejrychlejší algoritmus na daný specifický problém.(Sadkane, 1992)

Bloková verze Arnoldiho algoritmů

Arnoldiho metoda a metody od něj odvozené (implicitně restartovaná Arnol-
diho metoda, nesymetrická Lanczosova metoda. . . ) lze implementovat i v blokové
variantě. V tomto případě se místo startovacího vektoru v1 iteruje báze star-
tovacího podprostoru V1 a v každém kroku se buduje ortonormalizovaná báze
podprostoru ortogonálního vůči všem předchozím prostorům. Matice Hn pak
není Hessenbergova (popř. tridiagonální pro Lanczosovu metodu), ale blokově-
Hessenbergova (popř. tridiagonální). Detaily k blokové implementaci lze nalézt
v (Bai, 2000; Saad, 2003; Sadkane, 1992; Harrar II, 1998).

3.4.5 (Symetrická) Lanczosova metoda

Lanczosova metoda10 je v podstatě Arnoldiho metoda pro případ hermitovské
či symetrické matice. Dále budeme pracovat s variantou pro hermitovské mat-
ice, pro symetrickou matici bude algoritmus identický s výjimkou chybějícího
operátoru komplexní sdruženosti v některých rovnicích, záměny operátoru + za
operátor T a z této změny vyplývající změny znaménka, neboť

wTw = wwT , ale w+w = −ww+ (3.4.15)

Jelikož je matice A hermitovská, tak musí být i Hi = V +
i AV hermitovská

(tento fakt vychází z podobnosti těchto matic). Protože je však zároveň v horním
10Tato metoda je také nazývaná symetrickou Lanczosovou metodou, pro rozlišení s nesymet-

rickou Lanczosovou metodou, kterou zmíníme dále.
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Hessenbergově tvaru, musí být tridiagonální. Z toho plyne, že vektor A(vi) =
vi+1 + αivi + βivi−1. Díky tomu je třeba ortogonalizovat vektor vi pouze vůči
dvěma předchozím vektorům, což snižuje výpočetní složitost algoritmu. Zároveň
díky hermitovskosti platí Ai−1,j = (Ai,j−1)

+. Matice Hn má tedy následující tvar:

Hn =

⎛
⎜⎜⎜⎜⎜⎜⎝

α1 β1

β1 α2 β2

β2 α3 · · ·
· · · · · · · · ·
· · · αn−1 βn−1

βn−1 αn

⎞
⎟⎟⎟⎟⎟⎟⎠

(3.4.16)

Reortogonalizace a Implementace Lanczosova algoritmu a restart

Stejně jako v Arnoldiho algoritmu dochází i u Lanczosova algoritmu ke ztrátě
ortogonality. To bohužel kazí jinak teoreticky velmi úspornou metodu, v které by
v exaktní aritmetice stačilo pouze počítat koeficienty αi a βi a v paměti držet
pouze poslední dva vektory. Vzhledem k nutnosti reortogonalizace to neplatí a
musí se používat reortogonalizační techniky již popsané u Arnoldiho algoritmu.

Vzhledem k nutnosti provádět reortogonalizace a tedy uchovávat spočtené
vlastní vektory je i u Lanczosova algoritmu někdy třeba provést restart. Některé
implementace (Marques, 1997) používají jednoduché techniky, kdy se dostatečně
zkonvergované vektory zamknou a vyberou se zcela nové startovací vektory. Je
taktéž možno použít technik implicitního či explicitního restartu, používaného u
Arnoldiho algoritmu: aplikace těchto technik se neliší, a tak se jimi nebudeme již
hlouběji zabývat.

Implementace Lanczosovy metody

Lanczosův algoritmus buduje iteračně matici Hn a ukládá vektory vi pro
potřeby reortogonalizací. Kvůli nutnosti reortogonalizí může vzniknout i u této
metody nutnost restartu – jelikož se pro restart používají stejné techniky jako
u Arnoldiho metody, nebudeme se tématu více věnovat a uvedeme zde pouze
základní schéma.

Algoritmus 3.4.4: Lanczosova metoda (bez restartu)

1: v1 = počáteční odhad vlastního vektoru, |v1| = 1
2: for j = 1, 2 . . . do
3: wi = Avi

4: αi = 〈wi vi 〉
5: βi = ‖wi − αivi‖
6: vi+1 = wi − αivi/βi
7: Je-li třeba, reortogonalizuj
8: end until konvergence

Výhody a nevýhody Lanczosova algoritmu

Na rozdíl od Arnoldiho algoritmu má Lanczosův algoritmus bez reortogonal-
izací lineární časovou i paměťovou složitost, a je tedy vhodný i pro problémy
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velkých dimenzí. V praxi se však ukazuje, že kvůli ztrátě konvergence jsou re-
ortogonalizace nutností. Proto je paměťová náročnost stejná jako u Arnoldiho
algoritmu, a to kvadratická. Pokud by se reortogonalizace prováděly v každém
kroku algoritmu, byla by shodná i výpočetní složitost; vzhledem k tomu, že
lze provádět pouze částečné a selektivní reortogonalizace a že jsou vypracovány
vcelku spolehlivé heuristiky, kdy je nutné reortogonalizace provádět, což počet
nutných reortogonalizací snižuje na minimum, jde o spolehlivý a ověřený algorit-
mus s rychlou a jistou konvergencí.

3.4.6 Nesymetrická Lanczosova metoda

Nesymetrická Lanczosova metoda je adaptací Lanczosova algoritmu na nesy-
metrické (a nehermitovské) matice. Stejně jako symetrická Lanczosova metoda
tvoří krylovovskou bázi prostoru, do kterého se matice A promítne jako tridi-
agonální matice. Zatímco Arnoldiho a Lanczosova metoda pracovala s kolmou
projekcí na prostor Kn(A,x0), nesymetrická Lanczosova metoda užívá šikmou
projekci na prostor Kn(A,v0) s bází Vn ve směru kolmém k prostoru Kn(A

T ,w0)
s bází Wn, přičemž udržuje báze Vn a Wn biortogonální.

Definice 41. Báze V a W vektorového prostoru dimenze n jsou biortogonální,
pokud

∀i ∈ {1, 2, · · · , n} 〈vi wi 〉 = 1 a zároveň
∀i ∈ {1, 2, · · · , n} , ∀j ∈ {1, 2, · · · , n} , j �= i : 〈vi wj 〉 = 0

Šikmý průmět matice A – matice Hn má tento tvar (Saad, 2003):

Hn = W T
n AVn (3.4.17)

Věta 7. Je-li A ∈ Cd×d komplexní matice a Vn a Wn biortogonální báze krylovovs-
kých prostorů Kn(A,v0) a Kn(A

T ,w0), pak je matice Hn = W T
n AVn tridiagonální.

Důkaz. Nechť dimenze matice A je d. Vezměme hermitovskou matici

B2d×2d =

(
0 A
AT 0

)
(3.4.18)

pak

H =

(
Wn

Vn

)T

B

(
Wn

Vn

)
=
(
W T

n V T
n

)( 0 A
AT 0

)(
Wn

Vn

)
(3.4.19)

=
(
W T

n V T
n

)( AVn
ATWn

)
=W T

n AVn + V T
n A

TWn (3.4.20)

Z definice krylovovské báze a biortogonality platí

∀i, j ∈ {1, 2, · · · , n} , j > i+ 1 : wjAvi = 0 (3.4.21)

obdobně pro AT a wi. Matice W T
n AVn a V T

n A
TWn jsou tedy díky biortogonalitě

bází Vn a Wn v horním Hessenbergově tvaru. Jelikož (AB)T = BTAT , matice
V T
n A

TWn = (W T
n AVn)

T je zároveň v dolním Hessenbergově tvaru. Z toho plyne,
že W T

n AVn je tridiagonální.
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Uvedená věta zároveň ukazuje „myšlenku“ tohoto algoritmu: „zesymetričtění“
matice A za cenu zdvojnásobení její dimenze. Na této symetrické matici B se

provádí pseudo-Lanczosův algoritmus, užívající „pseudo-krylovovské“ báze
(
Wn

Vn

)
,

kde Wn a Vn jsou krylovovské báze. Díky této volbě báze lze rozložit matici Hn

na součet dvou matic, které jsou navzájem svojí transpozicí. Algoritmus tak stačí
provádět pouze na jednom kvadrantu matice B při zachování tridiagonality mat-
ice Hn.

Implementace nesymetrického Lanczosova algoritmu

Nesymetrický Lanczosův algoritmus tedy vytváří nesymetrickou tridiagonální
matici:

Hn =

⎛
⎜⎜⎜⎜⎜⎜⎝

α1 γ2
β2 α2 γ3

β3 α3 · · ·
· · · · · · · · ·
· · · αn−1 γn

βn αn

⎞
⎟⎟⎟⎟⎟⎟⎠

(3.4.22)

Tato matice se tvoří následujícím algoritmem:

Algoritmus 3.4.5: Nesymetrická Lanczosova metoda

1: v1,w1 = počáteční odhady vlastních vektorů matic A a A+, 〈v1 w1 〉 = 1
2: β0 = γ1 = 0 � První bázové vektory se neortogonalizují
3: for j = 1, 2 . . . do
4: αj = 〈Avj wj 〉
5: v̂j+1 = Avj − αjvj − βjvj−1 � Biortogonalizace
6: ŵj+1 = ATwj − αjwj − γjwj−1

7: π = 〈v̂j+1 ŵj+1 〉
8: If π = 0 then break
9: γj+1 =

√|π| � Volba βj+1 a γj+1 tak,
10: βj+1 = 〈v̂j+1 ŵj+1 〉/γj+1 � . . . že 〈vj+1 wj+1 〉 = 1
11: vj+1 = v̂j+1/βj+1

12: wj+1 = ŵj+1/γj+1

13: end until konvergence

Na řádce 8 a 9 lze zvolit βj+1 a γj+1 libovolně tak, aby byla zachována biortog-
onalita bází (〈vj+1 wj+1 〉 = 1). Nejjednodušší je užít takovou volbu, aby pokud
možno zachovávala vektory vi a wi „rozumně velké“ (kvůli numerické stabilitě
v aritmetice s konečnou přesností).

Na rozdíl od Arnoldiho a Lanczosovy metody není u této metody zaručená
konvergence. Pokud v některém kroku bude 〈v̂i ŵi 〉 = 0, algoritmus zkolabuje,
aniž by došlo ke konvergenci, neboť nebude možno korektně definovat vektory
vi,wi. Tuto situaci lze řešit např. pomocí restartu.

Druhou variantou pro řešení tohoto problému, doporučovanou právě pro užití
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nesymetrického Lanczosova algoritmu pro počítání vlastních čísel,11 je Lanczosův
algoritmus s předpovědí (Look-ahead Lanczos Method), kdy se algoritmus vy-
rovnává s neexistencí vektorů vi,wi tak, že je přeskočí a snaží se definovat bior-
togonální vektory vi+1,wi+1, a pokud to nelze tak vi+2,wi+2 atd. . . (Saad, 2003)
Další možnost je vektory vi,wi do báze zahrnout, ale neortogonalizovat je vůči
vi−1 respektive wi−1.(Freund – Nachtigal, 1992). Oba tyto postupy však vedou
k tomu, že matice Hn nebude tridiagonální, nýbrž blokově tridiagonální. Při užití
těchto technik není zaručeno, že se podaří nalézt vektory vi+n,wi+n, které vy-
hovují pro další pokračování algoritmu. V tom případě nezbývá, než provést něk-
terou formu restartu.

Problémy nastávají i pokud jsou vektory vi,wi pouze „skoro“ kolmé

〈vi wi 〉 .= 0 (3.4.23)

neboť se tím (v aritmetice s konečnou přesností) velmi zvýší nepřesnost vnášená
zaokrouhlovacími chybami. I v tomto případě může být lepším řešením užít tech-
niku look-ahead (a v případě selhání popř. provést restart).

Výhody a nevýhody nesymetrického Lanczosova algoritmu

K výhodám tohoto algoritmu patří především menší paměťová náročnost a z toho
vyplývající možnost počítat s většími prostory – tím se sníží či přímo eliminuje
počet nutných restartů algoritmu (čímž se sníží počet nutných operací); zároveň
je jedna iterace kratší než u Arnoldiho algoritmu.

Nevýhodou tohoto algoritmu je zatím nedostatečné prozkoumání jeho vlast-
ností, dále fakt, že není zaručena konvergence, a také větší náchylnost ke vzniku
chyb způsobených aritmetikou s konečnou přesností, což zvyšuje četnost nutných
reortogonalizací a restartů. Jde tedy o rychlý algoritmus vhodný i na problémy
větších dimenzí, na některých typech problémů se ale mohou projevit uvedené
negativní vlastnosti.

3.4.7 Krylovovské metody pro zobecněný problém vlast-
ních čísel

Jelikož všechny krylovovské metody jsou vhodné především pro prostý prob-
lém vlastních čísel, jejich adaptace na zobecněný problém vlastních čísel pouze
nějakým způsobem převádí zobecněný problém na prostý. Proto jsou tyto postupy
společné pro všechny krylovovské algoritmy. Uvažujme tedy zobecněný problém
vlastních čísel ve tvaru

Ax = λBx, kde x ∈ Cn
� {0}, A, B ∈ Cn×n (3.4.24)

Je-li matice B hermitovská pozitivně definitní, pak je v uvedených variantách
krylovovských metod pro zobecněný problém vlastních čísel výhodné užít B-
ortogonalizace (viz kapitola 1.2.2). Arnoldiho algoritmus s B-ortogonalizací je
standardní Arnoldiho algoritmus, v němž je skalární součin (v ortogonalizační

11Metody založené na budování tridiagonální matice lze s úspěchem použít i na řešení systému
lineárních rovnic.
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smyčce) nahrazen B-skalárním součinem. Díky tomu jsou bázové vektory krylo-
vovského prostoru B-ortogonální a zobecněný problém vlastních čísel se v promít-
nutém prostoru redukuje na problém prostý.(Meerbergen – Spence, 1997; Booten
et al., 1996)

Jednoduché adaptace krylovovských algoritmů na zobecněný problém

Nejjednodušší varianta Arnoldiho algoritmu pro zobecněný problém vlastních
čísel se téměř neliší od varianty pro prostý problém, jediným rozdílem je, že
v krylovovském prostoru se řeší zobecněný problém vlastních čísel. Tato metoda
ovšem nevyužívá vlastností matice B a je tedy vhodná hlavně pro případy, kdy
B je „blízká“ identické matici.

Častěji citovanou variantou Arnoldiho algoritmu pro řešení zobecněného prob-
lém vlastních čísel je provádět (explicitně či implicitně) restartovanou Arnoldiho
metodu s krylovovskými prostory Km(A− θiB,xi), kde xi je dominantní vektor
Arnoldiho Hessenbergovy matice z předchozí iterace (pro i = 0 libovolný odhad)
a θi jemu odpovídající vlastní číslo. Pro symetrické matice A,B se tak při každém
restartu maximalizuje Rayleighův koeficient na krylovovském prostoru. Tato vari-
anta je zobecněním metody největšího sestupu a tudíž lze (pro symetrické matice)
dokázat její konvergenci. Rychlost konvergence této metody lze vylepšit užitím
předpodmínění. (Golub – Ye, 2002)

Arnoldiho metoda pro zobecněný problém vlastních čísel s purifikací

V případě, že A není singulární, je možné užít metody posunu a inverze: ap-
likovat příslušnou Arnoldiho metodu pro prostý problém vlastních čísel na matici
(Lehoucq – Scott, 1997)

S = (A− σB)−1B (3.4.25)

Parametr σ ∈ C je posun (shift), se stejným významem jako v předchozí variantě
algoritmu. Vzhledem k náročnosti inverze (rozkladu) se zpravidla užívá jedna
matice S pro všechny restarty.

Je-li B singulární, mohou se v promítnuté matici S objevit takzvané podivné
vlastní vektory – takto někteří autoři nazývají vlastní vektory matice Hn, které
odpovídají vlastním vektorům příslušným k nulovým vlastním číslům matice S
(a tedy odpovídající „nezajímavým“ nekonečným vlastním vektorům původního
problému). Kvůli zaokrouhlovacím chybám v aritmetice s konečnou přesností ne-
musí být vypočtené vlastní číslo náležící těmto vektorům nulové. Ze stejného
důvodu se může objevit i vícenásobný výskyt jednoho vlastního vektoru původ-
ního problému. Je možné ukázát (Rommes, 2006), že užití B-ortogonalizace část
těchto vektorů odstraní.

Pomocí B-ortogonalizace je možné odstranit pouze některé podivné vlastní
vektory. Vezme-li se za startovací vektor vektor S2x0, tyto vektory vymizí (zjedno-
dušeně řečeno se ve vektoru x̂ = S2x0 zobrazí na nulový vektor). Aritmetika
s konečnou přesností a s ní spojená ztráta ortogonality však může zapříčinit, že
se tyto vektory ve spektru matice Hn opět objeví. Proto se spolu s B-ortgonalizací
a násobením startovacího vektoru užívá purifikace.

Arnoldiho metoda s purifikací na konci algoritmu (respektive při každém
restartu) spočítá vlastní páry (yi, θi) matice Hn. Ty odpovídají (až na podi-
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vné vektory) vlastním vektorům vi původního problému. Ty pak pročistí vyná-
sobením maticí S (neboť tím opět „podivné“ vlastní vektory odpovídající jádru
matice B vymizí). Díky struktuře krylovovské báze platí

SVnyi = Vn+1Hn+1yi (3.4.26)

kde matice Hn+1 je prvních n sloupců matice Hn+1. Purifikace tedy po spočtení
vlastních vektorů spočte jeden krok Arnoldiho faktorizace navíc a maticí Hn+1

pročistí vlastní vektory matice Hn. (Meerbergen – Spence, 1997; Sorensen, 1996)

Zhodnocení projekčních metod postavených na krylovovských pros-
torech

Pro jednoduchý problém vlastních čísel nabízí Lanczosova metoda rychlou a
spolehlivou metodu pro řešení problému vlastních čísel, ve své symetrické formě
navíc velmi dobře podloženou teoretickými základy. Tyto výtečné vlastnosti sice
poněkud kazí fakt, že při použití na zobecněný problém vlastních čísel je třeba
počítat rozklad matice, avšak vzhledem k tomu, že pro rychlou konvergenci je
stejně vhodné provést operaci posunu a inverze, tato nevýhoda není tak velká,
jak by se na první pohled mohlo zdát. Lanczosova metoda tak zůstává výtečnou
volbou pro řešení jak prostého, tak zobecněného problému vlastních čísel.

3.5 Metody založené na iteraci vektoru II – min-
imalizační metody

Přestože se na minimalizační metody dá nahlížet jako na rozšíření mocninné
metody, uvádíme je až nyní, neboť jedna z minimalizačních metod, metoda sdruže-
ných gradientů, má silnou vazbu na Lanczosovu metodu.

Největším problémem mocninných metod je silná závislost na zvoleném star-
tovním vektoru: zvolíme-li počáteční odhad špatně, bude trvat velmi dlouho, než
v iterovaném vektoru získá převahu složka odpovídající dominantnímu vlastnímu
vektoru.

Minimalizační metody se snaží využít informaci, kterou nám výpočet přináší,
a stanovovat tak „lepší odhad“ vlastního vektoru, než Anx užívané mocninnou
metodou. Tyto metody volí v každém kroku za odhad vlastního vektoru vektor
z nějakého malého (typicky dimenze dvě až tři) podprostoru, který minimalizuje
(popř. maximalizuje) danou veličinu.

Část autorů tyto metody uvádí pouze pro řešení lineárních systémů a jako
metodám pro řešení problému vlastních čísel jim přikládá pouze malý význam;
proto tyto metody aplikované na problém vlastních čísel nemají vlastní název a
užívají stejné názvy jako korespondující metody pro řešení lineárních systémů.12

12 Někteří autoři (Saad, 2003) nazývají tyto metody projekčními metodami, protože na
prováděné minimalizace lze nahlížet jako na vhodnou projekci iterovaného vektoru. Tento termín
je však zároveň (a častěji) užíván pro metody, které užívají k řešení projekce do podprostorů,
proto budeme tyto metody označovat jako minimalizační.
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3.5.1 Metoda největšího spádu

Nejjednodušší z minimalizačních metod je metoda největšího spádu, což je
adaptace stejnojmenného algoritmu (užívaného v různých odvětvích matematiky)
na řešení problému vlastních čísel. Tato metoda má zaručenou konvergenci pouze
na symetrických pozitivně definitních maticích. Někteří autoři tuto metodu nazý-
vají (aby se odlišila od metody největšího spádu pro řešení lineárních systémů)
metoda minimálního residua.

Teoretický základ metody největšího spádu

Metoda největšího spádu je obecná iterativní procedura sloužící k nalezení
minimalizace či maximalizace funkce f : Rn → R. Iterace této metody je

xi+1 = xi − αi�f (3.5.1)

kde �f značí gradient funkce f – tj. směr, ve kterém se (lokálně) nejvíce mění
její hodnota – a αi ∈ R minimalizuje hodnotu funkce f v prostoru13.

P = xi − β�f, β ∈ R (3.5.2)

Definujme funkci fA : Rn×n → R jako transpoziční Rayleighův koeficient:

fA =
〈Ax x〉T
〈x x〉T

(3.5.3)

a dokážeme následující větu:

Věta 8. Nechť matice An×n je symetrická. Pak ∀x ∈ Rn platí

λmin ≤ fA(x) ≤ λmax (3.5.4)

kde λmin a λmax je minimální a maximální vlastní číslo matice.
Dále pak

�fA(x) = A(x)− fA(x)x (3.5.5)
.

Důkaz. 1. Z linearity skalárního součinu i násobení matic plyne, že f(x) =
f(cx) pro každé ∀x ∈ Rn a ∀c ∈ R � {0}, tvrzení tedy stačí dokázat pro
x ∈ Rn splňující 〈x x〉T = 1. Pro takovéto vektory je fA ekvivalentní funkci

gA = 〈Ax x〉T x ∈ S = {x ∈ Rn : 〈x x〉T = 1} (3.5.6)

Jelikož je funkce g spojitá a prostor S je kompaktní, musí na něm funkce
gA dosahovat extrémů.
Ze známé věty o Lagrangeových multiplikátorech a vázaných extrémech
víme, že g může mít vázaný extrém pouze v bodě, jež splňuje pro i ∈
{1, · · · , n}

δgA
δxi

− λδ(〈x x〉T − 1)

δxi

= 0 zderivujeme (3.5.7)

ATx+ Ax− λ2x = 0 jelikož AT = A (3.5.8)
Ax− λx = 0 (3.5.9)

13Někteří autoři v případě metody největšího spádu pro počítání vlastních čísel uvádějí pros-
tor �f − βxi, věta 9 ukazuje, že jde (z hlediska vlastních vektorů) o stejný prostor.
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Funkce gA tedy může dosahovat extrémů pouze na vlastních vektorech.
Jelikož pro každý vlastní pár vi, λi : g(vi) = λi, musí platit

∀x ∈ Rn, ‖x‖ = 1 : λmin ≤ g(x) ≤ λmax (3.5.10)

.

2. Gradient

�fA = [
δf(x)

δx1
,
δf(x)

δx2
, · · · , δf(x)

δxn
] (3.5.11)

Z pravidel pro derivace plyne:

�fA =
�〈x Ax〉T 〈x x〉T − 〈x Ax〉T�〈x x〉T

(〈x x〉T )2
(3.5.12)

=
〈x �Ax〉T + 〈�x Ax〉T − 2fA(x)x

〈x x〉T
(3.5.13)

=
Ax+ ATx− 2fA(x)x

〈x x〉T
(3.5.14)

= c ri (3.5.15)

kde ri = Axi − fA(xi)xi a c =
2

〈xi xi 〉T
(3.5.16)

Směr gradientu ri budeme dále nazývat residuum. Jelikož je konstanta c pro
směr residua nepodstatná, budeme normovat vektor xi tak, aby byla rovna jedné.

Nyní dokážeme následující jednoduchou větu, která umožňuje hledat vektor
maximalizující funkci f jako vlastní vektor matice promítnuté do prostoru V =
span(xi, ri).

Věta 9. Nechť matice AV je symetrická matice A ∈ Rn×n kolmo promítnutá do
prostoru

V = span(xi, ri)

a vektor a jemu příslušné residuum
xi, ri ∈ Rn, xi �= 0

Pak
∃u ∈ P = {x ∈ Rn : x = xi − α�fA} (3.5.17)

jenž je vlastním vektorem matice AV náležejícím k většímu z vlastních čísel matice
AV . Tento vektor maximalizuje fA na prostoru P (i na prostoru V).

Důkaz. Důkaz budeme budovat po krocích z jednotlivých tvrzení:

1. Vlastní vektor AV nemůže mít směr ri.

Měl-li by vlastní vektor matice AV s vlastním číslem λ směr ri, musela by
mít AV (v normalizované bázi xi, ri) pravý horní prvek nulový. Protože je A
symetrická, je symetrická i její kolmá projekce do prostoru s ortonormální
bází. AV by tedy musela mít v této projekci nulový i levý dolní prvek, xi

by byl tedy také vlastním vektorem A, a ri by tedy byl nulový, což je spor.
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2. Je-li
V = V � span(ri) (3.5.18)

pak

∀v ∈ V, ∃w ∈ P a β ∈ R� {0}, tak že
w = βv a fA(v) = fA(w) (3.5.19)

Obě části tvrzení jsou zřejmé: z předpokladu plyne, že

v = γxi + eri kde γ ∈ R� {0} a ε ∈ R (3.5.20)

Pro nalezení vektoru w stačí položit β = 1/γ. Druhá část tvrzení je důsledek
faktu, že hodnota fA je závislá pouze na směru, nikoli velikosti vektoru, což
lze snadno odvodit dosazením do rovnice 3.5.3.

Tímto a předešlým tvrzením jsme dokázali existenci vektoru u z předpok-
ladu věty.

3. Jelikož AV je symetrická, funkce fA je dle věty 8 v prostoru V maximal-
izována vlastním vektorem v matice AV . Jelikož P ⊂ V a fA, vektor u
maximalizuje fA na prostoru P .

Algoritmus a implementace

Věta 9 ukazuje jak snadno nalézt maximum funkce f na prohledávaném pros-
toru – jelikož záleží pouze na směru iterovaného vektoru, stačí najít vlastní vektor
matice

AV =

(
fA(xi) ξ

1 fA(ri)

)
ξ =
〈Ari xi 〉T
〈xi xi 〉T

(3.5.21)

Vlastní vektory matice AV spočteme pomocí rovnice

det |AV − λI| = 0 (3.5.22)

Díky své dimenzi bude tato rovnice kvadratická, a tedy snadno řešitelná.

Algoritmus 3.5.1: Algoritmus metody největšího spádu

1: x0 = počáteční odhad vlastního vektoru, 〈x0 x0 〉T = 1
2: for i = 1,2. . . do
3: pi = Axi

4: θi = 〈pi xi 〉T � θi = fA(xi)
5: ri = pi − θixi

6: Spočti matici AV � Dle (3.5.21)
7: xi+1 = největší vlastní vektor matice AV , 〈xi+1 xi+1 〉T = 1
8: end until ‖ri‖ > εθi � ε je kritérium konvergence
9: return xi
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Ze věty 9 vyplývá, že pi+1 má směr (pi−αAri). Jelikož Ari počítáme při ses-
tavování matice AV , můžeme na řádce 3 ušetřit jedno násobení matice vektorem
a počítat pi iterativně ze vztahu

pi+1 =
pi − αAri
‖pi + αAri‖ (3.5.23)

Takto počítané pi však bude vlivem aritmetiky s konečnou přesností zatíženo
zaokrouhlovacími chybami, proto je třeba „jednou za čas“ přepočítat pi z definice
pi = Axi znovu.

3.5.2 Metoda největšího spádu pro zobecněný problém vlast-
ních čísel

Definujeme-li funkci fA,B jako zobecněný transpoziční Rayleighův koeficient,

fA,B =
〈x Ax〉
〈x Bx〉 (3.5.24)

je její gradient opět residuum a nabývá svého minima a maxima na minimálních a
maximálních vlastních číslech a vlastních vektorech (vše pro zobecněný problém).

Algoritmus největšího spádu pro zobecněný problém vlastních čísel se tedy liší
výpočtem residua a výpočtem vlastních čísel matice AV : vektor xi+1 se spočte
jako (dominantní) vlastní vektor zobecněného problému AV x = λBV x.

Tyto uvedené varianty největšího spádu jsou velmi podobné metodě sdruže-
ných gradientů. Jelikož metoda sdružených gradientů dosahuje v praktickém užití
rychlejší konvergence za cenu nevelkého zesložitění výpočtu, nebudeme se im-
plementacemi těchto metod příliš zabývat, případný zájemce si snadno odvodí
konkrétní implementaci z příslušné varianty metody sdružených gradientů.

Konvergence metody a předpodmíněná metoda největšího spádu

Z Kantorovičovy nerovnosti (Saad, 2003) plyne, že metoda největšího spádu
má zaručenou konvergenci pro symetrické pozitivně definitní (dále SPD) matice.
Lze ji tedy užít k vyhledání dominantního či submisivního vlastního čísla SPD
matice (funkce fA se maximalizuje či minimalizuje).

Pro konvergenci metody největšího spádu na problém vlastních čísel (v pří-
padě počítání submisivního vlastního čísla) platí následující asymptotické vztahy
(Ovtchinnikov, 2002; Saad, 2003):

{‖ri‖A} = O
(
φmax − φmin

φmax + φmin

)
(3.5.25)

{θi − λ} = O
(
φmax − φmin

φmax + φmin

)2

(3.5.26)

φmin a φmax vyjadřují minimální pozitivní (tedy díky SPD druhé nejmenší) a
maximimální vlastní číslo matice M = (A−λminB), kde λmin je nejmenší vlastní
číslo matice A.

Rychlost konvergence metody lze zvýšit pomocí předpodmínění. Zjednodušeně
řečeno, místo problému Ax = λBx budeme řešit problém

KAx = λKBx (3.5.27)
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kde K je předpodmiňující matice, SPD matice velikosti n× n. Ze vztahu (3.5.25)
vyplývá, že čím je větší rozdíl mezi maximálním a minimálním vlastním číslem
v poměru k velikosti maximálního vlastního čísla, tím je konvergence metody
rychlejší. Pro prostý problém vlastních čísel je tedy jako předpodmiňující matice
vhodná matice K, jež odhaduje inverzi matice A (někdy nazývanou pseudoinverze
matice)

∀x ∈ Rn : a〈x Kx〉 ≤ 〈x A−1x
〉 ≤ b〈x Kx〉 (3.5.28)

a, b ∈ R+ vyjadřují „kvalitu“ předpodmínění. (Knyazev, 1991) Čím jsou blíže
k jedné, tím předpodmiňující matice lépe aproximuje inverzi A a předpodmínění
je kvalitnější.

Na aplikaci skalárního součinu lze také hledět jako na nahrazení skalárního
součinu v definici fA předpodmíněným skalárním součinem (Bai, 2000)

〈x y 〉K−1 =
〈
K−1x y

〉
(3.5.29)

Z použití odlišného skalárního součinu plyne v podstatě jediná odlišnost: gra-
dient předpodmíněné metody má tvar Kri a tedy xi+1 bude vlastním vektorem
podprostoru generovaným vektory xi a Kri.

Bloková varianta metody největšího spádu

V blokové adaptaci této metody je výhodné pro nalezení dominantních vek-
torů užít Ritzovu proceduru. Tato modifikace steepest descent je pak velmi blízká
metodě Ritz-accelerated subspace iteration. Je-li Vi iterovaný blok vektorů, pak
bloková mocninná metoda užívá Ritzovu proceduru na vektory AVi, zatímco
steepest descent na vektory {Vi, AVi}.

Blokovou metodu největšího spádu lze analogicky rozšířit pro řešení zobec-
něného problému vlastních čísel či urychlit její konvergenci užitím předpodmínění.

3.5.3 Metoda sdružených gradientů

Přirozeným zobecněním metody největšího spádu je metoda, která
v i-tém kroku minimalizuje Rayleighův koeficient přes prostor

P = span(xi−j,xi−j+1, · · · ,xi, ri) (3.5.30)

Pokud j = 0, jde o metodu největšího spádu, pokud j = i, pak získáme metodu
ekvivalentní Lanczosově metodě. Ačkoli zatím není k dispozici teoretické zdůvod-
nění, z numerických experimentů vyplývá, že zvolíme-li parametr j větší než
jedna, konvergence se neurychlí. Zvolíme-li j = 1, získaná metoda se nazývá
Metoda sdružených gradientů pro problém vlastních čísel.14

Jelikož se metoda sdružených gradientů pro výpočet vlastních čísel užívá
v praxi výhradně pouze v blokové variantě s předpodmíněním (a její schéma
je v podstatě totožné s metodou největšího spádu), uvedeme zde rovnou nejobec-
nější případ: předpodmíněnou blokovou metodu pro zobecněný problém vlastních
čísel.

14Zde se nabízí paralela s metodou sdružených gradientů pro řešení lineárních systémů.
V tomto případě lze díky tridiagonální struktuře Lanczosovy matice dokázat, že pro symet-
rickou pozitivně definitní matici je optimalizace přes prostor xi−1,xi, ri ekvivalentní optimal-
izaci přes celý krylovovský prostor. (Saad, 1992) V případě metody sdružených gradientů pro
řešení problému vlastních čísel není zatím tento fakt teoreticky podložen. (Knyazev)
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Lokálně optimální bloková předpodmíněná metoda sdružených gradi-
entů

Lokálně optimální bloková varianta metody sdružených gradientů (Localy Op-
timal Block Preconditioned Conjugate Gradient dále LOBPCG) je nejcitovanější
bloková varianta metody sdružených gradientů. LOBPCG v každém kroku získává
vektory X i+1 Rayleigh-Ritzovou procedurou aplikovanou na prostor

P = span(X i−1, X i, KRi) (3.5.31)

kde K je předpodmiňující matice. (Knyazev, 2002)

Algoritmus 3.5.2: Algoritmus LOBPCG

1: X(0) ∈ Cn×m � počáteční odhad vlastních vektorů, ‖xm‖ = 1
2: for i = 0, 1 . . . do
3: for j = 1 to m do

4: θ
(i)
j =

〈
x
(i)
j Ax

(i)
j

〉
T〈

x
(i)
j Bx

(i)
j

〉
T

5: r
(i)
j = Bx

(i)
j − θ(i)j Ax

(i)
j

6: S(i) = KR(i) � K je předpodmiňující matice
7: X(i+1) = Rayleigh-Ritz(X(i−1), X(i), S(i))(:, 1 : m) � Prvních m

normalizovaných vlastních vektorů (seřazeno dle vlastních čísel)
8: end until konvergence

Existují i jiné možnosti jak aplikovat blokový princip na metodu sdružených
gradentů, např metody PCG a PCG-XR (Tomov et al., 2005b). Ty provádějí
algoritmus sdružených gradientů na každém vektoru zvlášť, pouze je vůči sobě
ortogonalizují, Rayleigh-Ritzovu proceduru přes celý generovaný prostor (řádek 6
v algoritmu LOBPCG) pak provádějí jen jednou za k kroků. Podle numerických
experimentů však nedosahují lepších výsledků než algoritmus LOBPCG. (Tomov
et al., 2005a)

Konvergence a užití minimalizačních metod

Odhady metody sdružených gradientů jsou nyní předmětem výzkumu, je doká-
zána konvergence pro symetrické matice. Tato metoda konverguje nejméně tak
rychle jako metoda největšího sestupu, k dispozici jsou i ostřejší odhady kon-
vergence (Knyazev – Neymeyr, 2001; Knyazev – Neymeyr). V numerických ex-
perimentech se ukazuje, že v praxi tato metoda konverguje rychleji než metoda
největšího sestupu (kvůli tomu se metoda největšího spádu v praxi neužívá).

Tato metoda není tolik citovaná jako metody krylovovských prostorů či dále
zmíněná Jacobi-Davidsonova metoda. Její užití by mohlo být vhodné, pokud
chceme spočíst předem známý a ne příliš velký počet vlastních čísel a máme-li
možnost odhadnout inverzi matice A a tento odhad použít jako předpodmínění.

Další možné užití této metody je v závěru selfkonvergenčního cyklu, kdy
opravujeme u mnoha vlastních čísel, předchozími iteracemi již velmi dobře odhad-
nutých, pouze malou chybu vzniklou nevelkou aktualizací potenciálů generujících
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matice problémů vlastních čísel. V tomto případě může být i jinak méně spolehlivá
či rychlá metoda rychlejší než projekční metody, které zpravidla budují projekční
podprostor z několika málo vektorů a tak nemusí být schopny využít všech in-
formací získaných během předchozích iterací selfkonzistentního cyklu. Projekční
algoritmy také potřebují několik prvních iterací pouze k tomu, aby v projekčním
prostoru zpětně oddělily odhady vlastních vektorů z předešlé iterace, poskytnuté
jako lineární kombinace v startovacím bloku vektorů, zatímco projekční algoritmy
pracují se všemi vstupními vektory jednotlivě.

Přestože tedy v současné době naše volba na metody z této skupiny nepadla,
jedno z potenciálně nadějných použití řešičů z této skupiny se nabízí: použít
v projektu řešiče dva. Jeden projekční k rychlému získání odhadu vlastních čísel
a jeden iterační, sloužící k upřesnění vlastních vektorů s malou chybou.

3.6 Jacobi-Davidsonova metoda
Jacobi-Davidsonova metoda na řešení problému vlastních čísel je metodou

projekční. Z určitého pohledu se dá považovat za zobecnění Arnoldiho metody
(v podobném smyslu, jako je metoda největšího sestupu zobecněním mocninné
metody). Zároveň lze na tuto metodu hledět jako na projekční variantu metody
iterace Rayleighova koeficientu. Jacobi-Davidsonova metoda však byla odvozena
z Davidsonovy metody pro výpočet vlastních čísel silně dominantní symetrické
matice. (Davidson, Jan. 1975)

3.6.1 Davidsonova metoda

Definice 42. Matice A ∈ Cn×n je silně diagonálně dominantní, pokud

∀i ∈ {1, 2, · · · , n} : |ai,i| >
n∑

j=1
j �=i

|ai,j| & |ai,i| >
n∑

j=1
j �=i

|aj,i|

Davidsonova metoda je projekční metoda, která neužívá krylovovské báze,
nýbrž rozšiřuje prohledávaný prostor o opravu odhadu vlastního vektoru. Tuto
opravu získá pomocí matice (DA−θiI) (DA je diagonála matice A), kterou aprox-
imuje matici (A− θiI).

Algoritmus 3.6.1: Davidsonova metoda

1: x(0) ∈ Cn � počáteční odhad vlastních vektorů, ‖x0‖ = 1
2: for i = 0, 1 . . . do
3: [yi, θi] = „nejvhodnější“ vlastní pár matice A v prostoru span(x0, . . . ,xi)
4: ui = Xiyi

5: ri = Aui − θiui

6: If ‖ri‖ < θie then break
7: vi = (DA − θiI)−1ri
8: xi+1 = orotonormalizuj(vi vůči {x0, . . . ,xi})

Na matici Mi = (DA−θiI) lze hledět jako na předpodmínění. Byla-li by rovna
identické matici, jednalo by se o ekvivalent Arnoldiho algoritmu. Matice Mi se zdá
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být aproximací matice (A− λI), pokud však vezmeme přesný odhad, je zřejmé,
že tato interpretace předpodmínění není správná, neboť (A− λI)−1ri = ui. Krok
s takovýmto předpodmíněním by tedy nerozšířil prohledávaný podprostor.

Lze ukázat, že Davidsonova metoda má velmi blízko k staré Jacobiho iterační
metodě; Davidsonova metoda je projekční verzí minimalizační metody vynalezené
Jacobim, ve které se vektor xi+1 počítá pouze jako lineární kombinace vektorů
xi,ui.(Sleijpen – der Vorst)

Sleijpen a van der Vorst ukazují (Sleijpen – van der Vorst, 1994), že pro silně
diagonální matici je Davidsonova aproximace dobrou aproximací matice Mi. To
vysvětluje i konvergenci této metody pro silně diagonálně dominantní matice.

3.6.2 Jacobi-Davidsonova metoda

Jacobi-Davidsonova metoda je zobecněním Davidsonovy metody pro obecné
matice. Tato metoda se liší od Davidsonovy metody užitou předpodmiňující
maticí. Jacobi-Davidsonova metoda užívá jako předpodmínění matici (A − θiI)
promítnutou do prostoru kolmého k prostoru generovanému odhadem vlastního
vektoru ui.

Mi = (I − uiu
T
i )(A− θiI)(I − uiu

T
i ) (3.6.1)

Jelikož nelze jednoduše spočíst inverzi maticeMi, v každém kroku je nutno vyřešit
korekční rovnici. (Sleijpen et al., 1999)

(I − uiu
T
i )(A− θiI)(I − uiu

T
i )vi = (A− θiI)ui = ri (3.6.2)

Odvození této rovnice uvedeme u zobecněného problému. Tato rovnice se řeší
iterativním řešičem, neboť z numerických experimentů vyplývá, že rovnici není
třeba řešit příliš přesně (v praxi se užívá strategie řešit rovnici v i-tém kroku
s přesností 2(−i)).

MaticeMi se nemusí explicitně vytvářet. Užije-li se krylovovský řešič na matici
(A − θiI) se startovacím vektorem kolmým k ui (nejlépe ri) a ortogonalizuje-li
se krylovovská báze vůči ui, bude řešení splňovat dané „ortogonální“ podmínky.
(Sleijpen et al., 1999)

63



Algoritmus 3.6.2: Jacobi-Davidsonova metoda

1: v(0) ∈ Cn � počáteční odhad vlastních vektorů
2: for i = 0, 1 . . . do
3: for j = 1 to i− 1 do
4: xi ← xi − 〈vj xi 〉xi � Ortogonalizace xi vůči x0 . . .xi−1

5: vi = xi/‖xi‖
6: vA

i = Avi

7: for j = 1 to i− 1 do
8: Hi,j =

〈
vA
i vj

〉
� spočti poslední sloupec. . .

9: Hj,i =
〈
vA
j vi

〉
� . . . a poslední řádek matice H = V AV T

10: Hi,i =
〈
vA
i vi

〉
11: Spočti dekompozici HSi = SiΘ � Např. QR algoritmem
12: [yi, θi] = vlastní pár matice H nejbližší žádanému vlastnímu číslu
13: ui = Xiyi � Xi je matice (x0|x1| . . . |xi)
14: ri = Aui − θiui

15: If ‖ri‖ < θie then break
16: Vyřeš rovnici (I − uiu

T
i )(A− θiI)(I − uiu

T
i )xi+1 = ri

Jelikož se v praxi příliš nemění odhad θi, je výhodné použít pro řešení ko-
rekční rovnice předpodmínění (které se díky tomu nemusí počítat v každém kroku
znovu). (Sleijpen et al., 1998, 1999) Nemáme-li k dispozici lepší předpodmínění,
lze užít předpodmínění užívané v Davidsonově algoritmu (DA − θiI)−1.

Rychlost konvergence je při přesném řešení korekční rovnice pro symetrické
matice kubická, pro obecné kvadratická (Arbenz – Hochstenbach, 2004). Řešíme-
li korekční rovnici iteračním řešičem s dostatečnou přesností, metoda si zachovává
kvadratickou konvergenci. (Sleijpen – van der Vorst, 1994)

Metoda velmi dobře konverguje k vektorům s vlastními čísly na okraji spek-
tra, pro vektory s vlastními čísly uvnitř spektra je lepší užít variantu počítající
s harmonickými Ritzovými čísly.

3.6.3 Techniky užívané variantami Jacobi-Davidsonova al-
goritmu

Následující techniky jsou společné pro všechny varianty Jacobi-Davidsonova
algoritmu.

Výpočet více vlastních vektorů Chceme-li spočíst více vlastních vektorů,
nemusíme pro každý počítaný vlastní vektor budovat podprostor od začátku.
V prostoru generovaném vektory vi konvergují vlastní vektory s blízkými vlast-
ními čísly podobnou rychlostí. Pokud tedy v tomto prostoru zkonvergoval vlastní
vektor, ostatní vlastní vektory matice H budou dobrými odhady vlastních vektorů
matice A. Proto je vhodné pro výpočet dalšího vlastního čísla použít jako starto-
vací prostor vlastní vektory matice H kromě zkonvergovaného vektoru. (Sleijpen
et al., 1999)
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Deflace hermitovského problému Počítáme-li další vlastní vektory s vlast-
ním číslem blízkým vlastním číslům již spočtených vektorů, v matici H se začnou
objevovat složky těchto spočtených vektorů. Na jejich odstranění je vhodné užít
deflaci.15

V případě hermitovského problému vlastních čísel jsou vlastní vektory na
sebe kolmé. Budeme-li řešit korekční rovnici s podmínkou ortogonality vůči již
spočteným vlastním vektorům, bude báze Vi vůči těmto vektorům ortogonální.
Tato ortogonalita dostačuje, aby vektory (respektive jejich vlastní čísla) odstra-
něné deflací „nerušila“ spektrum matice V T

i AVi. (Sleijpen et al., 1999) Jsou-li
vlastní vektory v matici G, deflatovaná korekční rovnice má tvar:

(I −GGT )(I − uiu
T
i )(A− θiI)(I − uiu

T
i )(I −GGT )xi+1 = ri (3.6.3)

Označíme-li matici G̃ = [G,ui], pak lze operátor (I − GGT )(I − uiu
T
i ) napsat

ve tvaru (I − G̃G̃T ) a korekční rovnice bude mít tvar (Bai, 2000; Sleijpen et al.,
1999)

(I − G̃G̃T )(A− θiI)(I − G̃G̃T )xi+1 = ri (3.6.4)

Deflace obecného problému V nehermitovském problému nemusí být vlastní
vektory na sebe kolmé. Chceme-li užít deflace, místo vlastních vektorů budeme
počítat částečný Schurův rozklad (viz definice 35)

AQi = QiRi (3.6.5)

kde QiQ
T
i = I a Ri je horní trojúhelníková, popř. v R blokově trojúhelníková.

Schurovy vektory Qi jsou navzájem ortogonální a zároveň lze z matic Qi, Ri

snadno spočíst vlastní vektory. (Fokkema et al., 1999; Sleijpen et al., 1999)

Restart Pokud vzroste dimenze prostoru, do kterého se matice A projektuje,
je zapotřebí provést restart algoritmu. Jelikož není na bázi Vi žádný požadavek,
není třeba žádných implicitních schémat (narozdíl od krylovovských algoritmů).

Z numerických experimentů vyplývá, že nejefektivnější je provést restart se
startovacím prostorem složeným z vlastních (u hermitovského) či Schurových
(u nehermitovského problému) vektorů odpovídajících žádaným vlastním číslům
matice H . (Sleijpen et al., 1999)

Bloková verze I v Jacobi-Davidsonově metodě lze použít blokovou variantu
algoritmu. V blokové variantě se řeší korekční rovnice pro l „nejvhodnějších“
vlastních vektorů a prohledávaný prostor se rozšiřuje najednou o l vypočtených
oprav. (Booten et al., 1994)

Na rozdíl od jiných algoritmů nepřináší bloková verze zrychlení konvergence.
V případě metod iterace vektoru měly blokové varianty výhodu v tom, že bylo
snazší spočíst více vlastních vektorů. U projekčních algoritmů je toho však schopna
i základní (nebloková) verze, a tak tato výhoda také odpadá. Bloková verze má
však význam v případě implementace na výpočetních clusterech, neboť se velmi
snadno paralelizuje.

15Deflaci ukážeme na metodě pro prostý problém vlastních čísel, na ostatní algoritmy se
aplikuje analogicky.
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3.6.4 Jacobi-Davidsonova metoda s harmonickými Ritzovými
čísly

Má-li vektor Ritzovovo číslo uprostřed spektra matice, nemusí být dobrou
aproximací vlastního vektoru. Proto je pro výpočet vlastních vektorů s vlastním
číslem uprostřed spektra matice A vhodné užít principu posunu a inverze.

Definice 43. Harmonický Ritzův vektor x a jemu odpovídající harmonické Rit-
zovo číslo ϑ pro invertibilní matici A ∈ Cn×n (popř. Rn×n) a podprostor s bází
V ∈ Ck×n je vektor, splňující

V +A−1V x = ϑx

Z definice harmonických Ritzových vektorů plyne, že harmonické Ritzovy vek-
tory matice A jsou aproximací vlastních vektorů této matice. Harmonická Rit-
zova čísla jsou pak aproximací převrácené hodnoty vlastních čísel matice A. Ap-
likace harmonických Ritzových čísel je tedy modifikací metody posunu a inverze,
přičemž se „invertuje“ až promítnutá matice (neboť tato inverze je řádově lev-
nější). Proto metody užívající harmonická Ritzova čísla konvergují k submisivním
vlastním vektorům.

Promítneme-li matici A−1 do prostoru generovaného vektory AV , pak bude
mít tvar

(AV )+A−1AV = (AV )+V (3.6.6)

Definujme-li W = AV , pak problém vlastních čísel v prostoru AV lze vyjádřit
ve tvaru

W TV y = ϑW TWy (3.6.7)

Budeme-li budovat bázi W ortonormální, pak se problém redukuje na prostý
problém vlastních čísel

W TV y = ϑy (3.6.8)

Korekční rovnice v této modifikaci zůstává stejná, neboť i v této variantě
budeme hledat opravu vektoru kolmou k vypočtené aproximaci vlastního vek-
toru. Algoritmus a jeho podrobnější rozbor lze nalézt zde: (Sleijpen – der Vorst;
Sleijpen et al., 1999). Ideu harmonických Ritzových vektorů lze implementovat
i do jiných projekčních metod k řešení problému vlastních čísel (např. (Morgan –
Zeng, 1998)).

3.6.5 B-ortogonální Jacobi-Davidsonova metoda pro zobec-
něný problém vlastních čísel

Je-li matice B symetrická pozitivně definitní, lze vybudovat bázi Vi
B-ortogonální. Tím zredukujeme (v projekčním prostoru) zobecněný problém
vlastních čísel na problém prostý.

Nyní si odvodíme korekční rovnici pro B-ortogonální bázi. Mějme pár [u, θ],
který je aproximací vlastního páru [x, λ]

〈(A− θB)u u〉T = 0, 〈u u〉T = 1 (3.6.9)

Pak lze vlastní vektor napsat jako součet aproximace a „optimální“ opravy s

x = (u+ s) : Ax = λBx, 〈u s〉T = 0 (3.6.10)
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Pro tento vlastní vektor platí:

(A− θB)(u+ s) = (λ− θ)B(u+ s) (3.6.11)
(A− θB)s = −(A− θB)u+ (λ− θ)Bu+ (λ− θ)Bs (3.6.12)

Přesným řešením této rovnice je vlastní vektor. Kubická, respektive kvadrat-
ická konvergence Jacobi-Davidsonovy metody vyplývá ze zanedbání třetí složky
rovnice (3.6.12), neboť tato (pro symetrické matice) klesá se třetí mocninou16.
(Arbenz – Hochstenbach, 2004).

Zanedbejme tedy poslední složku a vynásobme rovnici (3.6.12) projektorem
(I − BuuT ). Residuum

r = (A− θB)u ⊥T u (3.6.13)

bude projektorem nezměněno. Naopak druhý člen rovnice (3.6.12) vymizí, neboť
BuuTBu = Bu. Pro opravu odhadu vlastního vektoru tedy platí rovnice

(I − BuuT )(A− θB)s = −r (3.6.14)

Jelikož budujeme B-ortogonální bázi, chceme, aby s bylo B-ortogonální s u.
Proto je výsledná rovnice

(I − BuuT )(A− θB)(I − uuTB)s = −r (3.6.15)

V B-ortogonální bázi je matice B identická, B-ortogonální Jacobi-Davidsonův
algoritmus pro zobecněný problém vlastních čísel se tedy liší od prostého prob-
lému vlastních čísel pouze uvedenou korekční rovnicí, výpočtem residua a proce-
sem ortogonalizace (báze se místo ortogonalizace B-ortogonalizuje).

3.6.6 QZ Jacobi-Davidsonova metoda pro zobecněný prob-
lém vlastních čísel

Není-li matice B symetrická pozitivně definitní, je vhodné ji z důvodu větší
numerické stability řešit ve tvaru (Fokkema et al., 1999)

ηAx− ζBx = 0 (3.6.16)

I v této variantě metody se kvůli snadné deflaci a restartu místo vlastních
vektorů počítají Schurovy vektory.

Definice 44. Zobecněný (částečný) Schurův rozklad matic A,B ∈ Cn×n je rozklad
matic ve tvaru

AQk = ZkR
A
k BQk = ZkR

B
k (3.6.17)

kde matice Qk, Zk ∈ Cn×k jsou ortonormální a RA
k , R

B
k ∈ Ck×k jsou horní tro-

júhelníkové. Je-li k < n jde o částečný rozklad, je-li k = n jde o (úplný) rozklad.
Sloupce matice Qk se nazývají zobecněné Schurovy vektory.

16Řešení této rovnice se zanedbaným třetím členem je v podstatě ekvivalentní kroku metody
Rayleighova koeficientu. (Arbenz – Hochstenbach, 2004)
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Pokud nebude hrozit záměna pojmů, budeme slovo zobecněný vynechávat.
Ekvivalentně lze definovat rozklad pro reálné symetrické matice, pro nesymet-

rické matice lze definic modifikovat s použitím blokově tridiagonální matice.
V této variantě Jacobi-Davidsonovy metody budeme problém vlastních čísel

šikmo promítat do prohledávaného prostoru s bází V tak, aby residuum bylo
kolmé k testovacímu prostoru s bází W . Promítnutý problém má tedy rovnici

(ηW+AV − ζW+BV )s = 0 (3.6.18)

Definice 45. Petrovova čísla je dvojice čísel η, ζ, pro které existuje vektor s,
splňující rovnici (3.6.18). Tento vektor se nazývá Petrovův vektor příslušný k čís-
lům η, ζ.

Provedeme-li zobecněný Schurův rozklad (Moler – Stewart, 1973) promítnutého
problému pomocí QZ algoritmu,17 získáme rozklad

SL(W+AV )SR = TA SL(W+BV )SR = TB (3.6.19)

První sloupec matice SR tvoří Petrovův vektor a čísla TA
1,1, T

B
1,1 jsou jemu příslušná

Petrovova čísla. Bázi prohledávaného prostoru V budeme opět budovat z ortog-
onalizovaných odhadů vlastních vektorů. K vypočtení vlastního čísla nejbližšího
hodnotě τ je optimální volba testovacího prostoru

W = νAV + μBV (3.6.20)

kde ν = 1/
√
1 + |τ |2 a μ = −τν (3.6.21)

neboť volba převádí zobecněný problém vlastních čísel na výpočet minimálních
harmonických Ritzových čísel matice A− τI. (Fokkema et al., 1999)

(A− τB)−1(τ+A+B)x = θx (3.6.22)

Korekční rovnice má v i-tém kroku tvar(
I − pip

+
i

p+
i pi

)
(ηiA− ζiB)(I − uiu

T
i ) (3.6.23)

kde pi = νAui + μBui. Jelikož ui = Visi a Wi = νAVi + μBV , lze snáze spočíst
pi = Wisi.

Deflace Máme-li spočten částečný Schurův rozklad

AQ(j) = Z(j)R(j) a BQ(j) = Z(j)S(j) (3.6.24)

a počítáme-li další Schurovy vektory, lze užít deflace. V tomto případě má korekční
rovnice tvar (

I − Z̃iZ̃
T
i

)
(ηiA− ζiB)(I − Q̃iQ̃

T
i ) (3.6.25)

kde Q̃i = [Q(j),u] a Z̃i = [Z(j),p/〈p p〉T ]
Je-li vm ortogonální k již spočteným vlastním vektorům, jeho protějšek wm

ortogonální být nemusí. Proto je třeba vůči deflatovaným vektorům ortogonali-
zovat i bázi W .

17Adaptace QR algoritmu pro zobecněný problém. (Moler – Stewart, 1973)
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Implementace QZ Jacobi-Davidsonovy metody s užitím deflace a restartu

Algoritmus 3.6.3: QZ Jacobi-Davidsonova metoda s užitím deflace
pro výpočet kmax vlastních čísel blízkých k τ

1: v0 ∈ Cn, k = 0 m = 0 � startovací vektor, počet spočtených vektorů, a
dimenze V

2: ν = 1/
√
1 + |τ |2, μ = −τν �

3: Q = [], Z = [], RA = [], RB = [] � Matice částečného Schurova rozkladu
4: MA = [],MB = [] � Matice promítnutého problému
5: while k < kmax do
6: for i = 1 to m do � Ortogonalizace nového bázového vektoru vůči bázi
7: vm ← vm − 〈vi vm 〉vi

8: vm = xm/‖vm‖ � Normalizace
9: m = m+ 1 � Zvětš bázi

10: vA
m = Avm, v

B
m = Bvm, wm = νvA

m + μvB
m � Obrazy nového bázového

vektoru
11: for i = 1 to k do � Deflace wm vůči „zamknutým“ vektorům
12: wm = wm − 〈wm zi 〉zi
13: for i = 1 to m do � Ortogonalizace wm vůči W
14: wm = wm − 〈wm wi 〉wi

15: wm = wm/‖wm‖ � Normalizace
16: for i = 1 to m− 1 do � Výpočet sloupce a řádky matic MA,MB

17: MA
i,m =

〈
wi vA

m

〉
, MA

i,m =
〈
wm vA

i

〉
18: MB

i,m =
〈
wi vB

m

〉
, MB

i,m =
〈
wm vB

i

〉
19: MA

m,m =
〈
wm vA

m

〉
,MB

m,m =
〈
wm vB

m

〉
20: Spočti částečný Schurův rozklad

SL(W+AV )SR = TA, SL(W+BV )SR = TB

„seřazený“ dle vlastních čísel: tzn. aby
∀i ∈ {2, . . . , m} : | TA

i−1,i−1 /T
B
i−1,i−1| ≤ | TA

i,i/T
B
i+1,i+1|

21: u = V SR
1 , p =WSL

1 � První sloupce matic S tvoří odhad vlastního
vektoru a jeho obraz

22: OtestujVektory() � Otestuje a přijme všechny
dostatečně přesné vektory

23: if m > mmax then � Báze příliš velká ⇒ Restart
24: m = mmin � Nová velikost báze
25: v1 = u, w1 = p � První prvek báze je již spočten
26: vA

1 = V ASR
1,1, v

B
1 = V BSR

1,1

27: for i = 2 to m do � Další spočteme z rozkladu
28: vi = V SR

i , v
A
i = V ASR

i , v
B
i = V BSR

i , wi =WSL
i

MA = TA(1 : m, 1 : m), MB = TB(1 : m, 1 : m) � A upravíme matice
29: Q̃ = [Q,u], Z̃ = [Z,p]
30: Řeš rovnici: (I − Z̃Z̃T )(νA− μB)(I − Q̃Q̃T )vm = −r̃

Implementace Jacobi-Davidsonova algoritmu se dá rozdělit na tři části: samotný
Jacobi-Davidsonův algoritmus, implementace restartu, kdy se snižuje dimenze
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prohledávaného prostoru (jako nový prohledávaný prostor se užijí nejvhodnější
Schurovy vektory promítnutého problému) a část, kterou lze nazvat „testování a
přijetí vektoru“ .

V té se testuje první Schurův vektor (ten je tedy zároveň vlastním vektorem)
promítnutého problému, zda je dostatečně přesnou aproximací Schurova vektoru
původního problému. Je-li tomu tak, vektor se přijme mezi vypočtené (a deflato-
vané) vektory, utvoří se nové báze V a W (a všechny další potřebné proměnné)
ze zbylých Schurových vektorů matice Hi a opět se otestuje nejvhodnější Schurův
vektor.

1: procedure OtestujVektory
2: while m > 0 do � Dokud jsou nějaké vektory
3: η = TA

1,1, ζ = TB
1,1 � Petrovův pár

4: uA = Au, uB = Bu, r = ηuA − ζuB � Residuum
5: ã = ZTuA, b̃ = ZTuB, r̃ = r− Z(ηã− ζb̃) � Deflace residua
6: If ‖r̃‖ > e then return � Vektor nevyhovuje, odejdi
7: Q = [Q,u], Z = [Z,p], k = k + 1 � Přijetí vektoru u

8: RA =

(
RA ã
0 η

)
, RB =

(
RB b̃
0 ζ

)
�

Schurovy matice pro deflaci,
jsou-li třeba

9: If k = kmax then exit() � Spočteny všechny vektory
10: for i = 1 to m− 1 do � Vytvoření nové báze
11: v̂i = V SR

i+1, v̂
A
i = V ASR

i+1, v̂
B
i = V BSR

i+1, ŵi = WSL
i+1

12: V = V̂ , W = Ŵ , SR = SL = I
13: MA = TA(2 : m, 2 : m), MB = TB(2 : m, 2 : m), m = m− 1
14: u = v1, p = w1, u

A = vA
1 , u

B = vB
1 , η = TA

1,1, ζ = TB
1,1
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3.6.7 Zhodnocení Jacobi-Davidsonovy metody

Jacobi-Davidsonova metoda je z uvedených metod k řešení problému vlast-
ních čísel nejnovější. Má z nich nejsložitější iterační krok a zároveň i nejrychlejší
konvergenci. Hodí se obzvlášť k řešení nesymetrického zobecněného problému
vlastních čísel, neboť (na rozdíl např. od krylovovských algoritmů) tyto problémy
řeší řádově stejně rychle jako symetrický prostý problém.

Tato metoda díky své rychlé kvadratické konvergenci a z ní vyplývajícího
menšího počtu kroků, nebude tak paměťově náročná jako jiné metody (či se
spokojí s menším počtem restartů). Nevýhodou této metody je již zmíněná velká
náročnost jednoho kroku. Pokud jsme schopni sestavit dobré předpodmínění pro
matice ηA− ζB, a díky tomu řešit tuto rovnici rychle, může být tento algoritmus
správnou volbou.

Rychlost konvergence Jacobi-Davidsonova algoritmu lze ovlivnit přesností řeše-
ní korekční rovnice a již zmíněným předpodmíněním užitým k řešení této rovnice.

Na počátku vývoje naší metody byla jedna z variant formulace problému,
jež vedla k nesymetrickému zobecněnému problému vlastních čísel: pak by byla
Jacobi-Davidsonova metoda velmi zajímavou, možná i nejlepší volbou. Při sou-
časné formulaci problému ve formě symetrického zobecněného problému s aktu-
alizacemi řádu již výhody Jacobi-Davidsonova algoritmu tolik nevynikají, což je
důvodem, proč jsme dali přednost jinému algoritmu. To však nevylučuje možnost,
že pokud se podaří bližším studiem matic vznikajících v naší metodě vytvořit kval-
itní předpodmínění a bude k dispozici dobrá implementace tohoto řešiče, může
být zajímavé zvážit možnost otestování tohoto algoritmu a jeho porovnání s naším
současným řešičem.
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4. Implementace
V předchozí kapitole jsme shrnuli nejpoužívanější metody na řešení prob-

lému vlastních čísel. Jak vyplývá z analýzy konkrétního námi řešeného prob-
lému, která byla provedena v kapitole 2.1.1, nejvhodnější formou diskretizace
Khon-Shamových rovnic s nelokálními pseudopotenciály je jejich formulace v sep-
arovaném tvaru – neboť tato formulace Kohn-Shamových rovnic neporušuje ani
symetrii matic, ani jejich řídkost. Obě tyto vlastnosti jsou přitom podstatné pro
snadné řešení problému vlastních čísel.

Důležitosti řídkosti matice pro rychlost řešení jsme se již věnovali. Důležitost
symetrie lze snadno posoudit, porovnáme-li složitost symetrických a nesymetrick-
ých metod vlastních čísel popsaných v předešlé kapitole, i to, jak dobře jsou tyto
metody teoreticky prozkoumané.

Další výhodou naší formulace problému je obor hodnot, neboť se nám podařilo
problém formulovat v oboru reálných čísel. Principiální složitost metod pro řešení
komplexního problému vlastních čísel se sice neliší od reálného problému vlast-
ních čísel, formulace v komplexních číslech však vyžaduje dvojnásobek paměti
i (přinejmenším dvojnásobek) výpočetního času. Proti komplexním číslům mluví
i užší nabídka dostupných řešičů.

4.1 Výběr řešiče
Pokud jsme vybrali konkrétní formu a způsob diskretizace vedoucí k zobec-

něnému problému vlastních čísel s aktualizacemi řádu n, je třeba zvolit vhodnou
metodu řešení tohoto problému a implementovat do programu vlastní patřičný
řešič. Z metod popsaných v předešlé kapitole jsme zvolili blokovou Lanczosovu
metodu, a to z následujících důvodů:

+ Využití symetrie matice a z toho plynoucí malé paměťové nároky.

+ Oproti minimalizačním metodám je častěji citovaná, je dobře prozkoumáno
její chování i v aritmetice s konečnou přesností a jsou vyvinuty metody, jak
opravit případné chyby touto aritmetikou způsobené.

+ Oproti mocninným metodám rychleji konverguje.

+ Jsou dostupné i volně použitelné řešiče.

+ Blokovost umožňuje případnou snadnější paralelizaci řešení.

Pro náš problém Lanczosova metoda pouze dvě podstatnější nevýhody:

– Nutnost provést při řešení zobecněného problému vlastních čísel transfor-
maci na prostý problém pomocí operace posunu a inverze. Oproti Jacobi-
Davidsonově metodě se však v každém kroku užívá inverze stejné matice1,

1Ve skutečnosti může být nutno kvůli špatném odhadu koeficientů pro posun a inverzi spočíst
tuto inverzi vícerkát, počet inverzí však nijak nezávisí na dimenzi matice a lze ho tedy brát za
konstantní.
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proto lze na počátku Lanczosova algoritmu provést LDLT rozklad této mat-
ice (Duff, 2002) a tím alespoň značně urychlit řešení soustavy lineárních
rovnic.

– Relativně malá velikost startovacího bloku vektorů oproti očekávanému
počtu potřebných vektorů, což vede k určitým obtížím při využití infor-
mací z předešlé iterace. V našich testech se však ukázalo, že Lanczosova
metoda se dobře vyrovná i se startovním vektorem setaveným z lineární
kombinace odhad; vlastních vektorů. Tato oblast si ovšem zaslouží ještě
bližší pozornost.

Pro řešení zobecněného problému vlastních čísel s aktualizací řádu k neex-
istují volně dostupné řešiče, proto jsme zvolili cestu rozšíření existujícího řešiče.
Z dostupných implementací Lanczosovy metody jsme pro zvolili knihovnu Blzpack
(Marques, 1997), která je díky svojí reverse communication strategy vhodná pro
úpravu na řešení problémů vlastních čísel s aktualizací řádu k. Tato reverse com-
munication strategy spočívá v navracení výpočtu zpět volající funkci vždy, když je
třeba provést násobení vektoru maticí. Volající funkce provede požadovanou op-
eraci a opětovným voláním řídící funkce Blzpacku nechá tuto knihovnu pokračo-
vat ve výpočtu. Díky této architektuře řešiče má uživatel této knihovny volnost
ve způsobu, jakým násobení matic implementuje: což umožňuje i snadnou imple-
mentaci řešiče problému vlastních čísel s aktualizací řádu k.

Náš řešič tak mohl být navrhnut a implementován jako nadstavba nad kni-
hovnou Blzpack, aniž by bylo (až na jednu dále zmíněnou výjimku) třeba mod-
ifikovat samotný řešič. Zmíněná nadstavba se stará o patřičné algoritmy na ná-
sobení matic (včetně aktualizací), provádění LDLT rozkladu matice sloužícího
k transformaci pomocí knihovny MA57 (Duff, 2002) a aplikaci Sherman-Morrison-
Woodburyho věty na řešení získané pomocí tohoto rozkladu (viz dále). Nadstavba
dále zajišťuje komunikaci s okolním prostředím, potřebné konverze formátů a
nabízí rozhraní pro snadné volání metod řešiče z Fortranu i Pythonu. Tato nad-
stavba je psána ve Fortranu 90 a částečně v Pythonu, interface je vygenerováno
pomocí f2py2.

V následujících kapitolách se budeme detailněji věnovat několika nejzajímavěj-
ším momentům řešiče. V této kapitole budeme řešený problém vlastních čísel
z rovnice (2.4.15) zapisovat s použitím značení běžného v oblasti řešičů vlastních
čísel, tj. (

A + UDU+
)
x = λBx (4.1.1)

Násobení rank-k-update maticí Pro výpočet operace násobení matice s rank-
k-update není nutné formovat hustou matici, provede-li se výpočet v následujícím
pořadí:

(A+ UDU+)x = Ax+ UDU+x = Ax + U(DU+x) (4.1.2)

Pro jedno vynásobení vektoru rank-k-update maticí je tedy třeba provést jedno
násobení řídkou maticí, k skalárních součinů, k násobení vektorů skalárem a
ks̃oučtů vektorů. Vzhledem k tomu, že dle očekávání i dle reálných výsledků
je dimenze matice zhruba třicetkrát menší než počet nenulových prvků, je režie

2http://cens.ioc.ee/projects/f2py2e/
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vzniklá díky rank-k-update srovnatelná s režií standardního problému i při velkém
k.

Pro velký počet atomů pak režie rank-k-update problémů převáží – jelikož se
updaty od jednotlivých atomů nepřekrývají (viz kapitola 2.2), lze v tomto pří-
padě implementovat „kompresi“ více updatů do jednoho vektoru. V tom případě,
vzhledem k tomu, že vektorů od jednoho atomového jádra je cca do desíti a pro
každý vektor se provádí tři operace, je čas pro provedení rank-k-update operace
srovnatelný s časem pro vynásobení vektoru maticí.

Inverze Blzpack provádí transformaci zobecněného problému na prostý pomocí
principu posunu a inverze ve tvaru

A′ = B(A+ UDU+ − σB)−1B (4.1.3)

Tato transformace vyžaduje provedení inverze respektive LDLT rozkladu mat-
ice A + UDU+ − σB, tedy matice s aktualizacemi řádu k. Pro spočtení tohoto
rozkladu je použita Sherman-Morrison-Woodburyho věta:(

A+ UCV +
)−1

= A−1 − A−1U
(
C−1 + V +A−1U

)−1
V +A−1 (4.1.4)

Pomocí této věty je zmíněný rozklad převeden na součet inverze A−1 nahra-
ditelný klasickým LDLT rozkladem řídké matice A a korekci řešení získaných po-
mocí tohoto rozkladu. Na začátku každého iteračního cyklu Lanczosovy metody
tedy provedeme rozklad matice A − σB pomocí knihovny MA57 (Duff, 2002) a
spočteme

UA− = A−1U a X = I + U+UA−1 (4.1.5)

Pro výpočet řešení soustavy lineárních rovnic (A + UU+ − σB)x = y je pak
třeba kromě vyřešení rovnice (A− σB)x = y′ navíc vypočítat

y = y′ − UA−(X(UA−y′)) (4.1.6)

Celkem je tedy třeba pro jedno násobení inverzí matice s aktualizací vyřešit
jednu soustavu rovnic a provést k skalárních součinů, k2 násobení skalárů, k ná-
sobení vektoru skalárem a k součtů vektorů. Z dosud provedených testů zcela
jasně vyplývá, že největší podíl času stráví řešič při rozkladu matice (A − σB)
a dále pak při řešení soustavy rovnic pro získání vektoru A−1x, výpočet (4.1.5)
i (4.1.6) zabírá pouze malou část doby výpočtu. Proto lze konstatovat, že takto
implementace aktualizace řádu k nepřináší výrazné zpomalení řešení problému
vlastních čísel.

Jelikož je prováděný rozklad nejpomalejší částí výpočtu, jako nadějná možnost
se jeví implementovat do řešiče B-ortogonalitu (popř. užít jiný řešič, který již toto
umí) a tím se zbavit nutnosti rozkládat matici A, popř. pro výpočet (A−σB)−1x
použít nějaký iterativní řešič. Po začlenění knihovny na rozklad matic MA57 do
projektu místo náhrady za starší MA47 však stoupla rychlost prováděného rozk-
ladu několikrát a spotřebovaný čas při provádění rozkladu není tak neúměrný
oproti ostatním částem řešiče. Zavedení B-ortogonálního řešiče a tím odstranění
nutnosti rozkladu matice B ovšem skýtá i nevýhodu: odstraněním výpočtu rozk-
ladu z metody odstraníme princip posunu a inverze a tím přijdeme o možnost
řídit, ke které části spektra bude řešič konvergovat.
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Rank-k-update a počet záporných vlastních čísel Originální Blzpack při
výpočtu používá jako jedno z kritérií počet záporných vlastních čísel, získaných
při rozkladu matice (A− σB). Pomocí této informace Blzpack volí σ pro prove-
dení operace posunu a inverze a v každém běhu pak kontroluje, zdali „neminul“
některé vlastní číslo. Vzhledem k tomu, že se jako startovní vektory berou zkonver-
gované vektory z předchozí iterace, je riziko, že bude Blzpack počítat v prostoru
ortogonálním k některému ze chtěných vlastních vektorů, mizivé.

Proto se dle praktických testů ukazuje, že je bezpečné Blzpacku nesdělit přes-
nou informaci o počtu negativních vlastních čísel. Aby nepokračoval v hledání
„neexistujícího“ vlastního čísla, pak bylo třeba upravit rutinu LZCHECK v Blz-
packu tak, aby tuto informaci nebrala v úvahu a pro ukončení daného běhu
se řídila pouze celkovým počtem zkonvergovaných vlastních čísel, nikoli zvlášť
počtem zkonvergovaných pozitivních a negativních vlastních čísel. Pokud by se u
složitých systémů ukázala znalost této informace jako nutná, jsou dvě možnosti,
jak toto řešit: buďto tuto informaci získat z LDLT rozkladu matice, nebo, pokud
by stačil poměrně přesný odhad, z předchozích iterací řešiče. Jelikož se současné
řešení prokázalo jako dostatečné, nebylo v tomto směru vyvíjeno další úsilí.

4.2 Popis dalších části řešení
Schéma kompletního výpočtu naší metody pro výpočet elektronové struktury

je na obrázku 4.1. Detailnější popis všech částí programu, na kterém spolupra-
covalo několik lidí a zahrnuje různé komponenty napsané v různých dalších pro-
jektech by byl příliš rozsáhlý a nad rámec této práce: Zmíníme se tedy pouze o
nejdůležitějších použitých komponentech.

Na integrování slabé formy Schrödingerovy rovnice je použit framework Sfepy
(Cimrman et al., 2011), psaný v jazyce Python. V tomtéž jazyce je pak napsána
řídící smyčka algoritmu, znázorněná na obrázku 4.1. Tyto části programu jsou
společným dílem s kolegy Ondřejem Čertíkem, který implementoval hlavní části
iterační smyčky, a Robertem Cimrmanem, autorem Sfepy, který program odladil,
vylepšil a dále pracuje na jeho vývoji.

Pro generování sítě konečných prvků používáme interní prostředky Sfepy nebo
pro složitější sítě gmsh (Geuzaine – Remacle, 2003).

Pro výpočet pseudopotenciálů a vlnových funkcí použitých ke generování
vektorů aktualizací matice Hamiltonova operátoru se používají programy vyvin-
uté Jiřím Vackářem (VACKÁŘ et al., 1998). Program generující radiální vlnové
funkce napsaný ve fortranu jsem opatřil vhodným rozhraním pro volání z Pythonu
a rozšířil o nadstavbu v Pythonu, umožňující generovat l-dependent pseudopoten-
ciály a výpočet parciálních do l-podprostorů projektovaných nábojů příslušných
k příslušnému atomovému centru, potřebných k modifikaci l-dependent pseudopo-
tenciálů dle počítaného prostředí. (VACKÁŘ et al., 1996)

Poznámky k implementaci

Při běhu programu je prováděna iterační konvergenční smyčka, v níž se v kaž-
dém kroku řeší problém vlastních čísel. Proto lze v druhém a dalším kroku využít
jako startovní vektory výsledky z předchozích iterací. To má pozitivní vliv na
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Iniciace, výpočet rank-k-update vektorů...

�

Výpočet Vion, ϑilm, počáteční ρ

�
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�

Sestavení
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�

Rozklad matice KV

�

Iterační řešič problému vlastních čísel
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ρ zkonvergovalo?
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�
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�
ano

Obrázek 4.1: Schéma DFT metody s pseudopotenciály
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počet iterací nutných ke konvergenci Lanczosovy metody. Vektorové operace (ná-
sobení maticí, skalární součiny vektorů etc.) využívají optimalizovaný Lapack3

GotoBLAS24, který se v numerických testech na našich strojích ukázal být rych-
lejší než Atlas (Whaley – Dongarra, 1997). Jelikož Python kvůli své architektuře
používá GIL (global interpret lock) a je pouze jednothreadový, nastavuje si afinitu
na konkrétní procesorové jádro. Pro optimální využití multithreadové knihovny
GotoBLAS2 bylo třeba tuto nastavenou masku pro procesorové jádro opět zrušit.

Formát matice, rank-k-update operace a jejich efektivita

Jelikož knihovna MA57 používá souřadnicový formát, pro efektivní využití
paměti na počátku převedeme matice do tohoto tvaru. Algoritmy a datové struk-
tury užívané pro výpočty s řídkými maticemi jsou dostatečně známy, proto se jim
zde nebudeme blíže věnovat (podrobnosti lze nalézt např. v (Demmel, 1997)).

3optimalizovaná knihovna pro vektorové operace
4http://www.tacc.utexas.edu/tacc-projects/gotoblas2/ [2011]
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5. Dosažené výsledky
Modifikovaný řešič spolu s komunikačními rutinami pro Python, stejně jako

rutiny pro generování a výpočet rank-k-update jsou zcela funkční a jsou zapo-
jeny do celého programu řešícího Kohn-Shamovy rovnice. Nebudeme se zde věno-
vat samotné fyzikální přesnosti zvolené metody, neboť to je jednak mimo záběr
této práce, jednak je metoda stále ve vývoji – v současné době dochází k im-
plementaci kvadratických prvků, které dle zkušenosti z podobných metod (Pask
et al., 2009) vedou k lepší konvergenci, řešení Poissonovy rovnice na jemnější
síti, hledání vhodných pseudopotenciálů etc. Již současná implementace je však
schopna snadno spočítat vlastní čísla a jim příslušné orbitaly atomu či molekuly
dusíku, jak je vidět na obrázcích 5.1 a 5. My se však zde zaměříme pouze na
analýzu samotného řešiče a na vliv jednotlivých parametrů na výkon a přesnost
řešení.

5.1 Modelový problém
Testy rank-k-update řešiče byly prováděny na sestavě se čtyřmi procesory

Quad-Core AMD Opteron(tm) Processor 2360 SE na frekvenci 2.5Ghz, obsazený
32GB paměti. Vzhledem k tomu, že řešič slouží k výpočtům DFT iterací a je tedy
důležité vzít v úvahu i schopnost řešiče znovu použít již spočtené údaje, nebudeme
měřit výkon řešiče pouze na jedné iteraci, ale na celém DFT selfkonzistentním
cyklu. Aby byly zachovány stejné podmínky pro různá nastavení problému, bylo
pro účely testů pevně nastaveno provádění 14 iterací selfkonzistentního cyklu.
Pokud není řečeno jinak, požadovaná přesnost počítaných vlastních čísel byla
v první iteraci 0, 01 a v každé další se zvětšovala násobením 0, 11 až do maximální
hodnoty 1× 10−10 a velikost bloku byla rovna čtyřem.

Síť byla vždy krychle s uniformní hustotou nodů s délkou hrany 10 atomových
jednotek, počítaný atom či molekula byly umístěny v centru krychle. Elementy
sítě byly taktéž krychlové, velikostí sítě budeme v dalším textu označovat počet
nodů tvořících síť konečných prvků na hraně této krychle. Za poznámku stojí, že
velkého zpřesnění a/či zrychlení výpočtu lze dosáhnout již jen volbou vhodné ne-
uniformní sítě (popř. adaptivitou). Zde nám však nejde o co nejrychlejší spočtení
problému, ale o prozkoumání vlastností řešiče, proto ponecháváme takto neopti-
mální síť, neboť ta se díky své uniformitě chová neutrálně.

Čas budeme dále uvádět ve tvaru minuty : sekundy, N nechť značí dimenzi
matice a NE počet nenulových elementů matice. Kromě času potřebného na
dokončení čtrnácti iterací budeme také sledovat přesnost konvergence: normu
rozdílu vektorů potenciálů působící na atomy. Byly počítány dva modelové prob-
lémy:

Atom dusíku Atom dusíku má pět valenčních elektronů, pro něž jsou rele-
vantní celkem čtyři orbitaly (jeden 1s a tři 1p). Pro větší přesnost a také větší
vliv rank-k-update operací na výpočet budeme počítat i s 2s a 1d orbitalem,
celkem tedy získáme rank-10-update. Díky dvěma možnostem orientace spinu je
třeba spočíst tři vlastní čísla. Od řešiče je požadováno devět vlastních čísel.
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Obrázek 5.1: Vlnové funkce valenčních elektronů atomu dusíku

Obrázek 5.2: Orbitaly valenčních elektronů molekuly dusíku N2 (5 obsazených,
jeden v neexcitovaném stavu neobsazený)
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Tabulka 5.1: Reálné fill-faktory uniformních sítí
Velikost sítě Dimenze

matice (n)
Nenulové
položky
(m)

Fill faktor Poměr
n/m

41× 41× 41 59.319 1.520.875 4.32%�� 0,039
81× 81× 81 493.039 12.977.875 0.543%�� 0,0378
100× 100× 100 941.192 24.897.088 0.0281%�� 0,0378

Tabulka 5.2: Závislost velikosti problému a počtu jader na času řešení
(atom dusíku)

Velikost
sítě

N NE 1 jádro 2 jádra 4 jádra 8 jader

41 59 319 1 520 875 7:59 8:27 7:56 7:32
51 117 649 3 048 625 20:24 19:58 18:17 17:39
71 328 509 8 615 125 90:03 81:49 68:38 65:35
101 970 299 25 672 375 693:34 570:24 429:18 395:59

Molekula dusíku N2 V molekule dusíku je celkem deset valenčních elektronů,
obsazující celkem pět orbitalů; každý atom přispěje deseti rank-k-update vektory.
Od řešiče je požadováno minimálně dvanáct vlastních čísel.

Faktor zaplnění matice Vzhledem k tomu, že veškeré operátory formující
matice problému vlastních čísel se podařilo formulovat v lokálním tvaru, je počet
nenulových prvků úměrný dimenzi matice. To potvrzují i výsledky vzniklé během
výpočtů, zachycené v tabulce 5.1.

5.2 Analýza výkonu a přesnosti konvergence

5.2.1 Paralelizace

První věcí, které si povšimneme v tabulce 5.2, je celkově nepříliš přesvědčivé
škálování. To je očekávaná vlastnost, neboť v současné době je v řešiči imple-
mentována paralelizace pouze za pomocí multithreadové knihovny GotoBLAS,
sloužící k provádění optimalizovaných operací vektor–vektor, vektor–matice a
matice–matice. Tyto operace je výhodné provádět paralelně, pracuje-li se s velkými
bloky dat (tedy především u problémů velkých dimenzí). Proto také největší počí-
taný problém škáluje nejlépe.

Pro současné účely je toto řešení dostatečné a počítá s uspokojivou rychlostí
– celé řešení zatím kvůli implementaci v CPythonu1 s tzv. global interpret lock
není určeno k nasazení na masivně paralelním stroji. Nejčastějším úkolem tohoto
software bude počítat minimalizace totálních energií, kdy je třeba provést DFT
selfkonzistentní cyklus v mnoha pozicích atomů: proto je daleko snažší paralelizace

1Standardní implementací standardu jazyka Python. http://www.python.org/getit/
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Tabulka 5.3: Závislost požadované přesnosti a konvergence
(atom dusíku, velikost sítě = 51, blok velikosti 4)

Přesnost Čas Chyba
1. iterace maximální konvergence 4. vlast. čísla

0,1 1, 00× 10−13 0:16:31 2, 00907× 10−06 2.126× 10−08

0,01 1, 00× 10−8 0:17:11 7, 58313× 10−07 −1.536× 10−07∗

0,01 1, 00× 10−10 0:17:22 7, 52644× 10−07 4.080× 10−08∗

0,01 1, 00× 10−12 0:17:37 7, 58316× 10−07 −1.136× 10−08

0,01 1, 00× 10−13 0:17:39 7, 58379× 10−07 −1.135× 10−08

0,001 1, 00× 10−13 0:19:34 7, 58435× 10−07 −1.136× 10−08

*) V poslední iteraci toto vlastní číslo nebylo spočteno, rozdíl je z předposlední
iterace.

na této úrovni než na úrovni řešení vlastních čísel. Proto jsme také prozatím zvo-
lili komponenty, které neposkytují sofistikovanější paralelizaci, oproti paralelním
knihovnám však zpravidla zaručují snažší a tedy rychlejší vývoj.

Cesta k paralelizaci tím však nebyla uzavřena, neboť jsme volili knihovny a
nástroje, které je možno v případě potřeby snadno paralelizovat: Blzpack posky-
tuje možnost paralelizace pomocí MPI. Použitý přímý řešič MA57 sice paraleli-
zovat sám o sobě nelze, rank-k-update řešič však byl postaven modulárně, takže
zahrnutí některého multithreadového řešiče (např. HSL_MA86 (Hogg – Scott,
2011)) je poměrně triviální záležitostí (viz. dokumentace k řešiči v příloze 1).
Velké Sfepy pak právě prochází vývojem, přiněmž jsou jeho nejkritičtější části
přepisovány do Cythonu2, který snadnou paralelizaci umožňuje.3

5.2.2 Přesnost řešení

V tabulce 5.3 je zachycen vliv požadované přesnosti na dobu a přesnost
výpočtu – připomeňme si, že požadovaná přesnost se v každém kroku násobí
0, 11. Ve sloupci „chyba konvergence “ je norma rozdílu mezi vektory potenciálu
působící na elektrony ve dvou posledních iteracích a v posledním sloupci je rel-
ativní změna čtvrtého vlastního čísla, které mělo při výpočtu největší chybu.
V posledním sloupci je rozdíl mezi desátým vlastním číslem v předposlední a
poslední iteraci. Přesnost aritmetiky s konečnou přesností, ve které Blzpack na
dané architektuře při použití typu double precision počítá, je řádově 1× 10−16.

Výpočet s různou přesností startovní konvergence ukazuje, že pro dosažení
nejrychlejšího výpočtu je optimální počáteční přesnost 0, 01, neboť její zvýšení
nepřináší výrazný zisk, pouze prodlužuje výpočet. Snížení počáteční přesnosti pak
sice vede k urychlení výpočtu, ale za cenu přílišného snížení přesnosti. Vzhledem

2Implementace jazyka postaveného nad Pythonem, umožňujícího snadno kombinovat výhody
snadného vývoje v dynamicky typovaném jazyce s rychlostí silně typovaného jazyka a
snadnou interakci s funkcemi napsanými v jazyce C (a dalších kompilovaných jazycích).
http://cython.org/

3Pomíjíme zde možnosti paralelismu v samotném CPythonu, např. modul multiprocessing
– neboť pro účely numerických výpočtů je daleko vhodnější paralelismus na úrovni threadů,
nikoli procesů.
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Tabulka 5.4: Prodloužení výpočtu díky rank-k-update vektorům (molekula N2)

Velikost sítě: 51 71

Čas Přesnost Čas Přesnost

rank-0-update 16:31 1, 366346× 10−06 66:18 6, 233717× 10−05

rank-20-update 17:39 7, 583128× 10−07 77:09 2, 3042× 10−04

k tomu, že se rozdíly dosažených časů pohybují cca v rozmezí délky jedné iterace,
je možné z pozorování vyvodit následující závěry:

– Nižší maximální přesnost než 1 × 10−12 ke konci konvergence je nevhodná,
neboť při této hodnotě se začínají ztrácet vlastní čísla.

– Blzpack není příliš senzitivní na požadovanou přesnost, je tedy lepší volit
spíše přesnost o něco vyšší.

– Ideální se zdá být začít s přesností 0, 01 a skončit na přesnosti 1× 10−12.

– Volba vyšší přesnosti ani tak neovlivňuje přesnost samotných „chtěných“
vlastních čísel, jako spíše poskytuje Blzpacku dostatek prostoru k nalezení
těch správných. 4

5.2.3 Vliv aktualizace řádu k na dobu výpočtu

Teoretické odhady, kterak přidání aktualizace řádu k zvýší výpočetní náročnost
(jak byly provedeny v kapitole ) lze snadno potvrdit testem. Pro molekulu dusíku
byly spočítány dva případy: jeden, kdy každý atom generuje pět rank-k-update
vektorů, druhý, kdy byly z výpočtu semilokální pseudopotenciály vyřazeny. Jak
je vidět z tabulky 5.4, rozdíl mezi dobou výpočtu problému s aktualizacemi řádu
10 a bez nich je cca 6%. Dosažené časy shrnuje tabulka – je zřejmé, že rank-
k-update prodlužuje dobu výpočtu sice zaznamenatelně, ale vzhledem k celkové
době výpočtu nevýznamně. V nové verzi Sfepy postavené na Cythonu pak bude
možno paralelizovat samotný výpočet rank-k-update vektorů, což dosažené časy
ještě sblíží. V případě potřeby je možno implementovat optimalizační techniky
popsané v kapitole 5.2.3.

5.2.4 Velikost bloku

V Lanczosově metodě nepřináší blokovost sama o sobě urychlení, neboť Lanc-
zosova promítnutá matice se užitím blokovosti stane blokově tridiagonální, a tedy
řešení promítnutého problému vlastních čísel potrvá delší dobu. Proto je třeba
při výpočtu volit správnou velikost bloku. Blokové zpracování má tyto výhody a
nevýhody:

4Doslova – větší požadovaná přesnost i pro další (z hlediska výpočtu defakto nezajímavá)
vlastní čísla za hranicí Fermiho meze zvětšuje prohledávaný prostor a tím umožňuje Blzpacku
neminout chtěná vlastní čísla.
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+ umožňuje najednou pracovat s většími bloky dat a tím umožňuje efektivnější
činnost paralelního BLASu,

+ při násobných (či velmi blízkých) vlastních číslech je umožňuje zachytit
najednou a tím odstranit nežádoucí jev, kdy výpočet mezi nimi osciluje

+ umožňuje použít větší strartovací prostor, a tedy i větší množství informací
z předchozích běhů

- výsledná matice je blokově tridiagonální a řešení projektovaného problému
je náročnější

- je třeba vůči sobě ortogonalizovat více vektorů

Autor Blzpacku (Marques, 1997) doporučuje relativně malou velikost bloku –
tak, aby aplikace násobení bloku vektorů netrvalo déle, než jednaapůlnásobek času
potřebného pro násobení jednoho vektoru, čemuž by dle počtu jader odpovídal
blok maximálně velikosti čtyři.

V tabulce 5.5 je zachycena závislost trvání výpočtu na velikosti bloku a počtu
jader na výpočtu se podílejících. Podle výsledků by se zdálo, že je blokovost Lan-
czosovy metody spíše na škodu. V reálných problémech, kdy bude požadováno
násobně více vlastních čísel, však bude hrát větší roli nutnost oddělit tato vlastní
čísla do sebe, stejně jako bude potřeba uložit do startovního bloku více vektorů
z předchozích iterací, čímž daleko více vynikne výhoda blokového zpracování.

Velký nárůst času u bloku velikosti osm a dvanáct zaslouží, abychom se mu
podrobněji věnovali. Podíváme-li se do tabulky 5.6, vidíme, že tyto velikosti bloků
zpočátku příliš nezaostávají – blok velikosti osm dokonce dosahuje často nej-
lepšího času, ovšem v jedné z iterací nastane skoro dvojnásobný nárůst časů:
k tomu dojde v okamžiku, kdy nezkonverguje dostatečný počet vlastních čísel
a Blzpack provede restart. Tento restart je ovšem poměrně drahou záležitostí,
jelikož v dalším běhu se počítá málo vlastních čísel (ostatní jsou zkonvergovaná)
za pomocí velkého bloku.

Současná implementace používá jako startovní vektory lineární kombinaci
všech vektorů spočtených v minulé iteraci: při restartu pak má Blzpack prob-
lémy s deflací již zkonvergovaných vektorů. Při dalším vývoji řešiče tedy bude
vhodné se na tuto oblast zaměřit a vyzkoušet více strategií, jak využít informace
o zkonvergovaných vektorech z předešlé iterace.

Tabulka 5.5: Závislost přesnosti konvergence a času výpočtu na velikosti bloku a
počtu jader na času (molekula N2, velikost sítě 71)

Velikost Počet jader Přesnost
bloku 1 2 4 8 konvergence

1 104:18 90:06 76:57 72:51 1.7311× 10−04

2 106:47 96:32 84:53 80:45 1.8931× 10−04

4 106:14 91:46 78:32 77:09 2.3042× 10−04

6 101:51 91:44 77:31 76:20 7.7294× 10−05

8 136:17 120:23 105:04 98:23 1.9247× 10−05

12 158:28 138:56 121:01 117:42 9.2370× 10−05
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Obecně se dá konstatovat, že pro malý počet požadovaných vlastních čísel
menšího problému, kde jsou vlastní čísla elektronových stavů dobře oddělená,
je vhodná velikost bloku jedna. Budeme-li počítat větší počet vlastních čísel,
zpravidla dojde k většímu shlukování vlastních čísel bude vhodnější použít bloko-
vou variantu. Podle provedených testů je ale zřejmé, že optimální velikost bloku
se může lišit dle požadované přesnosti a kvality informací z předešlého běhu.

5.2.5 Startovací vektory

Je vcelku překvapivé, že počet vektorů z předešlé iterace nemá tak velký vliv
na dobu konvergence, jak by se dalo očekávat. Je ovšem třeba podotknout, že velká
část činností (LDL rozklad matice, výpočty v Pythonu) vykonávaných během
iterací na tomto parametru nezávisí a že z důvodu velkého množství provedených
testů byl tento proveden pouze na nepříliš velké síti, kde se rozdíly stírají. I tak
je patrný rozdíl mezi případem, kdy Blzpacku nejsou dány žádné vektory, a kdy
mu je dáno prvních n vektorů – nejenže výpočet trval déle, ale navíc i hůře
konvergoval.

Zajímavým pozorováním je fakt, že pro dosažení nejlepšího času musíme mezi
iteracemi uchovávat více vektorů, než kolik jich po řešiči požadujeme. Tato vlast-
nost je vcelku pochopitelná, neboť konvergenci vektorů na okraji počítaného
části spektra ruší vektory ležící těsně za hranicí této části. Znalost vektorů „za
hranicemi“ pomáhá k dobrému oddělení vektorů, ležících v žádané části spektra.
Obecně se dá uzavřít, že dle provedeného testu není důvod neuchovávat všechny

Tabulka 5.6: Délka trvání iterací v sekundách v závislosti na velikosti bloku
(molekula N2, velikost sítě 71, 8 jader)

Velikost bloku
Iterace 1 2 4 6 8 12

1 241 265 254 252 243 275
2 246 261 265 253 251 262
3 265 280 287 290 272 266
4 286 302 284 283 281 293
5 286 328 300 298 285 293
6 303 312 304 316 296 312
7 300 337 317 310 312 653
8 306 351 330 309 311 643
9 311 346 322 326 324 636
10 311 355 331 345 322 633
11 311 369 344 329 662 633
12 315 357 330 331 658 637
13 314 362 340 336 661 638
14 437 481 477 463 884 748
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Tabulka 5.7: Závislost času a přesnosti konvergence na počtu vstupních vektorů
z předešlé iterace (molekula N2, velikost sítě 51, velikost bloku 4)

Uchovaných Čas Přesnost
vstupních vektorů konvergence

0 0:22:03 5.70191E-04
4 0:21:10 1.74335E-05
8 0:21:18 2.25486E-05
12 0:21:12 1.29572E-05
13 0:20:28 1.70248E-05
14 0:20:01 1.70249E-05
16 0:20:07 1.70248E-05

všechny 0:19:59 1.70248E-05

vektory spočtené řešičem, i když jsou mezi nimi vektory, o které „nemáme zá-
jem“, neboť tyto konvergenci dominantních vlastních vektorů neruší, ale naopak
podporují.

V souvislosti s předchozí kapitolou se ovšem naskýtá otázka, zda je zcela op-
timálně zvolena forma, jakou jsou Blzpacku tyto startovní vektory poskytovány.
Navržená strategie poskytnout Blzpacku lineární kombinaci všech dostupných
vstupních vektorů se ukazuje jako účinná v případě, kdy Blzpacku stačí jeden
běh na spočítání všech vlastních čísel. V případě, že je však Blzpack přinucen
k restartu, neprovádí deflaci natolik efektivně, aby z této kombinace dokázal
odstranit již zkonvergované vlastní vektory. Proto bude při dalším rozvoji řešiče
vhodné se na tuto oblast zaměřit a otestovat jiné strategie, např. manuální de-
flaci již spočtených vektorů, nebo nevytvářet lineární kombinaci, ale postupně
(v každém běhu) poskytovat Blzpacku novou sadu vlastních vektorů.

5.2.6 Závěr z provedené analýzy

Provedené testovací výpočty s řešičem ukazují, že řešič je dostatečně sta-
bilní a konverguje spolehlivě. Poněkud horší – ovšem očekávané – výsledky dává
pouze test paralelního škálování řešiče – jak už bylo zmíněno, paralelizace není
současnou prioritou a řešič nebyl od počátku komponován jako paralelní, při jeho
návrhu však bylo myšleno na to, aby šla paralelizace snadno do řešiče doplnit.
Vzhledem k tomu, že výpočet lze paralelizovat i jiným postupem a že priori-
tou bylo získání funkčního řešiče v co nejkratším čase, aby bylo možné testovat
další komponenty podílející se na výpočtu elektronové struktury, nelze to po-
važovat za nevýhodu. Další oblastí, kde lze očekávat možné suboptimální chování
řešiče, je způsob využití informací (zkonvergovaných vlastních vektorů) získaných
z předešlých iterací.

Výkon řešiče je dostatečný: vzhledem k neexistenci volně dostupných řešičů
zobecněného problému vlastních čísel s aktualizací řádu k, nelze udělat exak-
tní porovnání, ale doba výpočtu problémů bez této aktualizace je porovnatelná
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s dalšími volně dostupnými řešiči (např. prostřednictvím balíčku SciPy v Pythonu)
a podle předběžných testů je několikanásobně rychlejší než jediný nám známý
řešič, který umí řešit tento typ problému vlastních čísel. Vzhledem k tomu, že
jsme ho obdrželi nedlouho před dokončením této práce, nelze jeho implementaci
do Sfepy prohlásit za zcela otestovanou, a k publikaci výsledků řešiče nemáme
svolení autora, nebudeme zde uvádět konkrétní výsledky testů.

Tento konkurenční řešič využívá metodu největšího sestupu: je tedy možné,
že každému řešiči vyhovuje jiný typ problému: zatímco Blzpack umí velmi rychle
zkonvergovat malé množství vektorů, ale je možné, že jeho schopnost využít in-
formace o dobře zkonvergovaných vektorech z předchozích iterací je omezená;
naopak iterační řešiče konvergují pravděpodobně pomaleji, ale umí lépe využít
velké množství vstupní informace. Pokud by se tato teorie potvrdila, je možné že
nejvhodnějším postupem bude během DFT iterace řešiče střídat: na rychlé při-
blížení k hledanému řešení použít Blzpack a následně iteračním řešičem získané
výsledky zpřesňovat.
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6. Závěr
Cílem této práce bylo seznámit se se způsobem, jakým vzniká zobecněný prob-

lém vlastních čísel ze Schrödingerovy rovnice v rámci density functional theory
(teorie funkcionálu hustoty) s použitím semilokálních pseudopotenciálů a metody
konečných prvků, a seznámit se s jeho vlastnostmi, navrhnout a implementovat
převedení pseudopotenciálu do pro numerické výpočty vhodného tvaru a zvolit
a implementovat (s použitím již dostupných řešičů) vhodnou metodu pro řešení
získaného zobecněného problému vlastních čísel.

V rámci vývoje metody bylo třeba se seznámit s poznatky z mnoha oborů a
zpracovat je: ať již z oblasti kvantové fyziky a teorie funkcionálu hustoty, z teorie
konečných prvků a metody pro řešení problému vlastních čísel – tedy z oblasti
lineární algebry, či z teorie paralelních výpočtů a High Performance Computing
z oblasti informatiky (přestože nyní metoda není cílena na paralelní výpočet, je
navrhována tak, aby v případě potřeby šly její jednotlivé komponenty snadno
upravit pro paralelní zpracování).

V práci jsme ukázali jsme, že převedení nelokálního pseudopotenciálu do sepa-
rabilního tvaru pomocí B-ortogonální báze je vhodnou cestou k vyřešení nelokality
potenciálů vzniklé zavedením pseudopotenciálů, a že výsledný problém lze dobře
diskretizovat a v diskretizované podobě řešit, přičemž zavedení aktualizace řádu
k neprodlužuje významně dobu výpočtu.

Dále jsme se věnovali různým metodám řešení problému vlastních čísel. Jelikož
různé způsoby diskretizace mohou vést k různým formulacím problému vlastních
čísel, neomezili jsme se pouze na symetrický zobecněný problém, ale věnovali jsme
se i problému nesymetrickému a prostému. Z dostupných metod k řešení zobec-
něného problému vlastních čísel jsme pak vybrali blokovou Lanczosovu metodu,
neboť je velmi vhodná pro řešení problému tohoto typu a je s ní mnoho dobrých
teoretických i praktických zkušeností.

Byla nalezena její vhodná, výkonná a zároveň dobře modifikovatelná imple-
mentace – knihovna Blzpack (Marques, 1997), a ta byla rozšířena o možnosti
řešení rank-k-update problémů, doplněna o metody umožňující snadné volání
z Pythonu a implementována do našeho řešení na výpočet elektronové struktury.
Zvolený řešič (spolu s přímým řešičem MA57 (Duff, 2002) k provádění operace
posunu a inverze) splnil naše očekávání: je stabilní se spolehlivou konvergencí a
jeho rychlost naprosto dostačuje pro řešení problémů.

Jak Blzpack tak i MA57 nabízí možnosti pro lepší paralelizaci, v případě
potřeby je tedy možné dále posouvat hranici „spočítatelných problémů“. Další
příjemnou vlastností řešiče je jeho relativní necitlivost na zvolené parametry.
Díky tomu se budou moci fyzikální týmy používající náš software na výpočet
elektronové struktury zcela soustředit na fyzikální aspekty počítaného problému
a nebudou muset hledat vhodné parametry pro výpočet daného problému.

Zároveň jsme v této práci prozkoumali základní charakteristiky zvoleného
řešiče a námi provedené modifikace a implementace do frameworku Sfepy, což
nám umožnilo zvolit vhodná standardní nastavení pro výpočet a využívat vhodný
počet procesorových jader pro paralelizaci. Z analýzy vyplynulo několik oblastí,
na které bude vhodné se v dalším vývoji zaměřit a pokusit se výkon řešiče ještě
vylepšit: jsou jimi již zmíněná paralelizace samotného řešiče i využití paraleli-
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zované knihovny na LDL rozklad matice a problém optimálního využití vektorů
z předešlého kroku DFT iterace.

Možnosti širšího využití námi vyvíjené metody na výpočet elektronové struk-
tury nyní závisí na dořešení problémů v jiných oblastech, např. odladění imple-
mentace kvadratických prvků ve frameworku Sfepy, zpřesnění řešení Poissonovy
rovnice pro lepší konvergenci DFT iterací a implementaci Hellman-Feynmanových
sil pro možnost efektivněji provádět minimalizace totálních energií za využití
minimalizačních metod využívajících derivace minimalizovaných funkcí. Vývoj
metody v těchto oblastech jde rychle kupředu, a proto není v současné době další
práce na samotném řešiči prioritou. Dá se konstatovat, že přestože lze výkon řešiče
dále vylepšovat, implementace řešiče a jeho výkon splnily očekávání.
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7. Příloha 1 - dokumentace k řešiči
zobecněného problému s aktualizací
řádu k

Tato knihovna slouží pro řešení zobecněného reálného problému reálných
vlastních čísel v „double precision“ s aktualizací řádu k. Poskytuje rozhraní ve
Fortranu 90 a integrační plugin v Pyhtonu do Sfepy snadno upravitelný pro jiné
účely. Samotný řešič je součástí elektronické verze práce.

7.1 Požadavky
Tento řešič vyžaduje:

– překladač pro Fortran 90

– knihovnu LAPACK (doporučujeme optimalizovanou, např. MKL, Goto-
BLAS2 nebo ATLAS)

– Python knihovna numpy včetně nástroje f2py (není nutné pro volání z For-
tranu či C)

– řešič MA57 či jeho ekvivalent: řešič je svými volbami připraven na kni-
hovnu ma57, k dispozici je ale i wrapper pro MA47 a lze snadno napsat i
komunikační rozhraní pro jinou knihovnu

7.2 Licence
Tento řešič je poskytován pro akademické účely zdarma, pro tyto účely ho

taktéž lze volně šířit. Je postaven na řešiči Blzpack autora Osni Marquese, jenž
podléhá následující BSD licenci:

BLZPACK Copyright (c) 2005, The Regents of the University of California,
through Lawrence Berkeley National Laboratory (subject to receipt of any
required approvals from the U.S. Dept. of Energy). All rights reserved.

Redistribution and use in source and binary forms, with or without modi-
fication, are permitted provided that the following conditions are met:

(1) Redistributions of source code must retain the above copyright
notice, this list of conditions and the following disclaimer.

(2) Redistributions in binary form must reproduce the above copyright
notice, this list of conditions and the following disclaimer in the
documentation and/or other materials provided with the distribution.

(3) Neither the name of the University of California, Lawrence Berkeley
National Laboratory, U.S. Dept. of Energy nor the names of its
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contributors may be used to endorse or promote products derived from
this software without specific prior written permission.

THIS SOFTWARE IS PROVIDED BY THE COPYRIGHT HOLDERS AND CONTRIBUTORS
"AS IS" AND ANY EXPRESS OR IMPLIED WARRANTIES, INCLUDING, BUT NOT
LIMITED TO, THE IMPLIED WARRANTIES OF MERCHANTABILITY AND FITNESS FOR
A PARTICULAR PURPOSE ARE DISCLAIMED. IN NO EVENT SHALL THE COPYRIGHT
OWNER OR CONTRIBUTORS BE LIABLE FOR ANY DIRECT, INDIRECT, INCIDENTAL,
SPECIAL, EXEMPLARY, OR CONSEQUENTIAL DAMAGES (INCLUDING, BUT NOT LIMITED
TO, PROCUREMENT OF SUBSTITUTE GOODS OR SERVICES; LOSS OF USE, DATA, OR
PROFITS; OR BUSINESS INTERRUPTION) HOWEVER CAUSED AND ON ANY THEORY OF
LIABILITY, WHETHER IN CONTRACT, STRICT LIABILITY, OR TORT (INCLUDING
NEGLIGENCE OR OTHERWISE) ARISING IN ANY WAY OUT OF THE USE OF THIS
SOFTWARE, EVEN IF ADVISED OF THE POSSIBILITY OF SUCH DAMAGE.

You are under no obligation whatsoever to provide any bug fixes,
patches, or upgrades to the features, functionality or performance of
the source code ("Enhancements") to anyone; however, if you choose to
make your Enhancements available either publicly, or directly to
Lawrence Berkeley National Laboratory, without imposing a separate
written license agreement for such Enhancements, then you hereby grant
the following license: a non-exclusive, royalty-free perpetual license
to install, use, modify, prepare derivative works, incorporate into
other computer software, distribute, and sublicense such enhancements
or derivative works thereof, in binary and source code form.

7.3 Instalace
– rozbalte archiv

tar -xzf rank-n-update.tgz

– jděte do rozbaleného adresáře
cd rank-n-update

– upravte Makefile – zkontrolujte, že je zde uveden správný kompilátor, f2py a LA-
PACK, a popř. pokud nepoužíváte MA57, tak knihovny vašeho řešiče: tom případě
musíte vytvořit patřičné rozhraní pro komunikaci s programem (viz dále).
vi etc/MACROS.release

– používáte-li MA57
mv ma57/Makefile ma57/Makefile.bak
cp ...cesta k ma57.../* ma57/Makefile
mv ma57/Makefile.bak ma57/Makefile
v opačném případě nainstalujte ekvivalent tohoto řešiče a patřičně upravte Make-
file.release.

– přeložte
make
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7.4 Dokumentace exportovaných funkcí ve fortranu
Většina veřejných funkcí programu se řídí nastaveními, danými ve dvou polích:

PARAMETERSD[3] a PARAMETERSI[25]. Tyto pole mají stejný význam, jako integer
a real storage Blzpacku, s výjimkou následujících indexů u PARAMETERSI

1 počet kroků iterative refinement v ma57 (popř. parametr předaný jinému řešiči).
Nedoporučeno používat, příliš zpomaluje.

4 úroveň ladících informací pro ma57, viz manuál ma57

14 pole ROWS/COLS jsou indexovány od tohoto čísla (tzn. 0 při volání z pythonu,
1 z Fortranu)

15 nulové, pokud matice obsahují obě poloviny, jinak nenulové

17 pokud je větší než nula, uloží vstup, tento je možno znovu řešit pomocí utility
resolve, překládané spolu s řešičem. Pokud je větší než jedna, nepokračuje v řešení.

18 po násobení maticí za pomocí řešiče a spočtení Sherman-Morissonovy věty provede
kontrolu chyby zpětným přenásobením a varuje, pokud je příliš velká

19 Počet kroků iterative refinement pro rank-k-update vektory. Doporučeno.

20 Pokud není nula, už byl inicializován solver. Pokud je tři, solver má rozloženou
matici B.

21 Pouze v rutině načítání: je-li nula, je problém 32bit, jinak 64bit

22 Pouze v rutině načítání: je-li nula, je problém CSR, jinak je v RCI formátu

Poskytované funkce mají stejné parametry:

INTEGER N dimenze matic

INTEGER NE počet nenulových elementů

DOUBLE PRECISION A[NE] Matice A

DOUBLE PRECISION B[NE] Matice B

INTEGER IRN[N+1/NE] dle formátu matice index do indexu sloupců nebo řád-
kový index matice, u 64 bitového problému musí být 64bitové.

INTEGER JCN[NE] sloupcový index matice, u 64 bitového problému musí být
64bitové

INTEGER UNE problém je rank-UNE-update

DOUBLE PRECISION UPDATE[N,UNE] rank-UNE-update

DOUBLE PRECISION UCOEFS[UNE] diagonála matice D z rank-UNE-update
V DV T

NEIGS dimenze pro ukládání výsledků

DOUBLE PRECISION A[N, NEIGS] INOUT vlastní vektory (spočtené či pro
deflaci, viz manuál k Blzpacku)

DOUBLE PRECISION A[2, NEIGS] INOUT vlastní čísla a jejich residua
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FILENAME CHARACTER[] soubor pro uložení problému, program vytvoří navíc
soubor FILENAME + ’.bin’.

OUTPUT CHARACTER[] soubor pro uložení výsledků

RU_EIGENPROBLEM_CSR(N, NE, A, B, IRN, JCN, UNE, UP-
DATE, UCOEFS, NEIGS, PARAMETERSI, PARAMETERSD, EIGVEC,
EIGEN, FILENAME) Vyřeší (popř. uloží k dalšímu řešení, viz PARAMETERSI[17])
problém ve tvaru CSR.

RU_EIGENPROBLEM_RCI(N, NE, A, B, IRN, JCN, UNE, UP-
DATE, UCOEFS, NEIGS, PARAMETERSI, PARAMETERSD, EIGVEC,
EIGEN, FILENAME) Vyřeší (popř. uloží k dalšímu řešení, viz PARAMETERSI[17])
problém ve tvaru RCI.

STORE_PROBLEM(N, NE, A, B, IRN, JCN, UNE, UPDATE, UCOEFS,
NEIGS, PARAMETERSI, PARAMETERSD, EIGVEC, EIGEN, FILE-
NAME) Uloží k dalšímu řešení problému.

STORE_PROBLEM_32(N, NE, A, B, IRN, JCN, UNE, UPDATE,
UCOEFS, NEIGS, PARAMETERSI, PARAMETERSD, EIGVEC, EIGEN,
FILENAME) Uloží k dalšímu řešení 32 bitový problém.

SOLVE_STORED_PROBLEM(FILENAME, OUTPUT) Přečte definici
problému, vyřeší a uloží výsledek.

READ_RESULT(OUTPUT, N, NEIGS,PARAMETERSI, PARAM-
ETERSD, EIGEN, EIGVEC) Přečte předem uložený výsledek pomocí solve
stored problému.

7.5 Dokumentace třídy v Pythonu
V Pythonu byly v rámci řešiče implementovány třídy RefineEigenvalueSolver za-

střešující řešiče, které umí s přibývajícími iteracemi zvětšovat přesnost řešení. Tato třída
je potomkem standardní třídy ze Sfepy EigenvalueSolver. Tato třída a její potomci
mají čtyři konfigurační volby

precision_start Počáteční požadovaná přesnost řešení, standardně 0, 01

precision_wait Počet iterací, po které se přesnost nebude měnit, standardně 0

precision_factor Poté se v každé iteraci požadovaná přesnost vynásobí tímto číslem,
standardně 0, 11

precision_max Avšak nikdy nepřesáhne toto číslo, standardně 1× 10−13

Přesnost lze obnovit na původní hodnoty voláním metody restart_precision.
Potomkem této třídy je BlzpackSolver, který volá výše uvedené fortranovské rutiny.

Volá se jako standardní řešiče ve Sfepy s možností uvedení argumentů rank_update a
rank_update_coefs pro rank-k-updaty a nabízí následující možnosti konfigurace Nabízí
následující konfiguraci (vypnuto znamená nula, volba se zapne nenulovou integer hod-
notou)
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eig_estimation počáteční odhad nejmenšího vlastního čísla, standardně 0

eig_estimation_mixing jako další odhad nejmenšího vlastního čísla se vezme nov×
eig_estimation_mixing+ star(1− eig_estimation_mixing), standardně 0, 99

rank_update

rank_update_coefs rank-k-update lze zadat i skrze konfiguraci

max_restarts pokud výpočet skončí s chybou, pokusí se řešič ještě o nový pokus či
pokusy s pozměněnými parametry, standardně 2

block_size velikost bloku blokového Lanczosova algoritmu, standardně 4

max_steps maximální počet kroků algoritmu před restartem, standardní 0 ponechá
rozhodnutí na Blzpacku

additional_store_ratio tímto číslem se vynásobí počet chtěných vektorů a získá se
maximální počet vlastních vektorů, které lze od Blzpacku získat, standardně 1, 2

spectrum_slicing viz nápověda k Blzpacku, standardně vypnuto

purification viz nápověda k Blzpacku, standardně vypnuto

debug

debug_debug_factorize zapne vypisování ladících informací pro Blzpack respektive
řešič pro shift and invert operace, standardně vypnuto

eigen_obsfucator příliš přesná vlastní hodnota může vést k numerickým problémům,
proto se před předáním Bzpacku posune vynásobením touto hodnotou, stan-
dardně 1, 3

check_matrix_multiply je-li zapnuto, kontroluje přesnost inverze a Sherman-Morisnovy
formule. Standardně vypnuto

refine_solver čím větší integer, tím přesněji a pomaleji je při iteracích řešiče řešen
problém Ay = x, standardně vypnuto

refine_solver_update čím větší integer, tím přesněji a pomaleji je počítán na počátku
výpočtu výraz A−1U , kde U je rank-k-update, standardně 10

store_problem je-li zapnuto, neřeší problém přímo, ale uloží ho a řešení počítá v
samostatném procesu (brání se tak např. memory leakům apod.) a zároveň umožňuje
zopakovat a ladit výpočet daného problému, standardně vypnuto

problem_file názvy souborů, kam se ukládají definice problémů a jejich výsledky, je-
li předchozí volba zapnuta. Otazník v názvu souboru zamění za pořadové číslo
řešeného problému, standardně problem_file a result_file

result_file viz problem_file

solve_mode 0 řeší problém ve tvaru B−1A, 1 a 2 odpovídá zobecněnému a „buckling“
problému vlastních čísel popsaných v manuálu Blzpacku. Numericky stabilní se
ukazuje pouze defaultní hodnota 1
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7.6 Implementace vlastního řešiče
Pro nahrazení knihovny MA57 implementací vlastního řešiče soustavy lineárních

rovnic je třeba vytvořit jednoduchý wrapper. Tento wrapper nazvěte EQS_nazev.f90,
uložte ho do adresáře rank-k-update a v Makefile.release nastavte toto

SOLVER=nazev
SOLVER_DEP=
SOLVER_LIB=vaše knihovna
SOLVERLIB_DEP=
SOLVERLIB_LIB=

Wrapper je fortranovský modul, který musí mít následující funkce. Jejich význam
je vysvětlen komentářem, zároveň je rovnou doplněna doporučená společná část (pro
různé řešiče) implementace těchto funkcí.

MODULE eqs_solver

!store for matrix
INTEGER*8 N,NE
INTEGER*8, POINTER :: IRN(:), JCN(:)
DOUBLE PRECISION, POINTER :: MATRIX(:)

!parametr for solving (if "non-ex" functions is called)
INTEGER*4 REFINE

!Initialize solver
SUBROUTINE EQS_PREPARE(NN, NNE, IRNN, JCNN, PARAMETERSI )

INTEGER*4 NN, NNE !dimension, !number of nonzeros
INTEGER*8, TARGET :: IRNN(:),JCNN(:) !matrix coordinates
INTEGER*4 PARAMETERSI(:) !parameters, can be ignored or

! used for passing some parameters to solver

!remember useful information
N=NN
NE=NNE
IRN=>IRNN
JCN=>JCNN
REFINE=PARAMETERSI(1)

! ###PREPARE####
END SUBROUTINE

! Prepare for solving with given matrix, e.g. factorize it.
FUNCTION EQS_FACTORIZE(MATRIXX) RESULT(NNEIGS)

DOUBLE PRECISION, TARGET :: MATRIXX(:) !matrix datas
INTEGER*4 NNEIGS !return number of negative eigenvalues

!remember useful information
MATRIX => MATRIXX

! ###FACTORIZE####
END FUNCTION

vi



!Solve block of vectors: A V = U
SUBROUTINE EQS_SOLVE_EX(NVOPU, U, V, REFIN)

INTEGER*4 I, NVOPU !block size
DOUBLE PRECISION V(:,:), U(:,:) !result, right side
INTEGER*4 REFIN !precision of solving, the higher number (from zero),

the greater precision is requested. can be ignored

! ###SOLVE####
END SUBROUTINE

!Solve block of vectors inplace A U = V, then set V=U
SUBROUTINE EQS_SOLVE_INPLACE_EX(NVOPU, V, REF)

INTEGER*4 I, NVOPU !block size
DOUBLE PRECISION V(:,:) !in - right side, out - result
INTEGER*4 REFIN !precision of solving, can be ignored

DOUBLE PRECISION TMP(N)

! ###SOLVE####
END SUBROUTINE

!Clean all stuff, allocated by previous functions
SUBROUTINE EQS_FREE()

! ###CLEAN####
END SUBROUTINE

!shortcuts, can be let as is
SUBROUTINE EQS_SOLVE(NVOPU, U, V)

INTEGER*4 I, NVOPU
DOUBLE PRECISION V(:,:), U(:,:)
CALL EQS_SOLVE_EX(NVOPU, U, V, REFINE)

END SUBROUTINE

SUBROUTINE EQS_SOLVE_INPLACE(NVOPU, V)
INTEGER*4 I, NVOPU
DOUBLE PRECISION V(:,:)
DOUBLE PRECISION TMP(N)
CALL EQS_SOLVE_INPLACE_EX(NVOPU, V, REFINE)

END SUBROUTINE
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