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Abstrakt
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Abstrakt: Model vrstevnatych neuronovych siti je znamy piedev§im diky své univerzalni
aproximadcni schopnosti. Jiz zakladni algoritmus zpétného Sifeni dava vysledky pouzitelné
v redlnych aplikacich. Efektivni feSeni slozitych uloh by v8ak mélo vyhovovat naro¢nym po-
zadavkim na rychlost procesu uceni a na transparentni strukturu vytvofené sité. Ta totiz
souvisi s lepsi schopnosti sité zobectiovat extrahované znalosti a nasledné i se snazsi inter-
pretaci funkce naucené sité. Lepsiho zobeciiovani 1ze dosdhnout pouzitim riznych technik,
jako je napf. uCeni s napovédou, profezdvani a analyza citlivosti. Mezi rychlé algoritmy
uceni pak patii metody konjugovanych gradientu.

V prvni ¢asti této prace jsme shrnuli a navzijem porovnali vySe zminéné techniky.
Nésledné jsme odvodili novou metodu, kterd v sobé& spojuje vyhody predchozich technik.
Navrzeny algoritmus je inspirovany extrémné rychlou metodou gkalovanych konjugovanych
gradienti. Pivodni metodu jsme vSak rozsifili o vynucovanou kondenzovanou interni
reprezentaci a profezavani motivované citlivostni analyzou. Vlastnosti navrzené techniky
jsme otestovali na umélych tlohach i na redlnych datech ze Svétové banky. Doposud
provedené experimenty naznacuji slibné vysledky nového pristupu. Navrzend technika
dava ve vSech ohledech mnohem lepsi vysledky nez jednotlivé ptivodni metody a vysledky
porovnatelné s puvodnimi metodami, pokud sledujeme jen jejich nejlepsi vlastnost
(rychlost uc¢eni, schopnost zobechovat, pocet pouzitych skrytych a vstupnich neuroni).
Klicova slova: vrstevnaté neuronové sité, extrakce znalosti, vynucovand kondenzovana
interni reprezentace, uceni s napovédou, skalované konjugované gradienty.
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Abstract: Multi-layered neural networks of the back-propagation type are well known for
their universal approximation capability. Already the standard back-propagation training
algorithm used for their adjustment provides often applicable results. However, efficient
solutions to complex tasks currently dealt with require a quick convergence and a transpa-
rent network structure. This supports both an improved generalization capability of the
formed networks and an easier interpretation of their function later on. Various techniques
used to optimize the structure of the networks like learning with hints; pruning and sensi-
tivity analysis are expected to impact a better generalization, too. One of the fast learning
algorithms is the conjugate gradient method.

In this thesis, we discuss, test and analyze the above-mentioned methods. Then, we de-
rive a new technique combining together the advantages of them. The proposed algorithm is
based on the rapid scaled conjugate gradient technique. This classical method is enhanced
with the enforcement of a transparent internal knowledge representation and with pruning
of redundant hidden and input neurons inspired by sensitivity analysis. The performance of
the developed technique has been tested on artificial data and on real-world data obtained
from the World Bank. Experiments done yield promising results. Our method is compa-
rable with the original methods when considering their superior feature, i.e. convergence
rates, generalization capabilities and number of used hidden and input neurons.
Keywords: BP-networks, knowledge extraction, condensed internal representation, lear-
ning from hints, scaled conjugate gradients.



1 Uvod

Jednou z vyznacnych oblasti umeélé inteligence jsou umélé neuronové sité. Jedna se o ma-
tematické modely, které vychéazeji z principu fungovani lidského mozku. Umélé neuronové
sité si vSak neberou za hlavni cil vérné modelovat funkci nervového systému, spiSe se snazi
tyto principy aplikovat pii efektivnim FeSeni ruznych tloh z oblasti umélé inteligence. Za-
kladnim modelem umélych neuronovych siti jsou vrstevnaté neuronové sité typu zpétného
siteni (BP-sité). Jejich struktura je tvofend siti zakladnich jednotek - neuront. Zpisob
zpracovani vstupnich informaci je u BP-siti velmi blizky lidskému mysleni. Obvykle se nej-
prve uci na zékladé trénovaci mnoziny a posléze se aplikuji pfedevs§im pii rozpoznavani
vzorl, které nebyly obsazeny v trénovaci mnoziné.

S velmi rychle rostouci vykonnosti poc¢ita¢ovych systémi a rozvojem novych poznatku
o BP-sitich roste v poslednich letech i rozsiteni aplikaci vrstevnatych neuronovych siti
v mnoha riznych oblastech informatiky. Jedna se predevsim o oblast dobyvani znalosti
z databazi a z webu, bioinformatiku a zpracovani multimedialnich dat, at uz se jedna o
mluvenou Fe¢ nebo o obrazovou informaci. Casto se jednd o velmi slozité a rozsahlé tlohy,
jejichz tispésné feseni klade vysoké pozadavky jednak na rychlost uciciho algoritmu, jednak
na schopnost zobechovat a vytvorit transparentni strukturu vrstevnaté neuronové sité.

Hlavni vyhodou BP-siti je vySe zminéné Sirokd pouzitelnost tohoto modelu. BP-sité
predstavuji velice silny nastroj, ktery dokaze fesit i velmi obtizné tlohy. K jejich oblibé
vyrazné prispiva jejich univerzalni aproximacni schopnost [19]. BP-sité se déle vyznacuji
velice dobrou schopnosti adaptace a zobeciiovani, tedy schopnosti spravné klasifikovat ne-
znamé nebo zasumeéné vzory. V neposledni fadé patii k vyhodam standardniho algoritmu
zpétného Siteni jeho snadna implementace, kterd ho navic umoznuje snadno modifikovat
tak, aby splnoval dalsi kladené pozadavky. Napiiklad je mozné zaroven s ucenim optima-
lizovat strukturu BP-sité.

Pokud chceme BP-sité pouzit k feSeni slozitych tloh s mnoha parametry, je tieba se
vyporadat s nasledujicimi komplikacemi. Zakladni algoritmus zpétného Sifeni se sice miize
danou tlohu naucit velmi dobfe, pfitom ale vytvoii netransparentni strukturu neuronové
sité. Pfestoze naucend BP-sit dava spravné vysledky, neposkytuje nam vysvétleni, jak
k nim dospéla. Proces rozhodovani BP-sité je pak znacné komplikovany a neprihledny.
Algoritmus vyuzije pfi vypoctu velky pocet skrytych neuront, navic funkce a dulezi-
tost jednotlivych skrytych neuronti a tim padem i celé sité je nejasnd. Pokud pouzijeme
prenosovou funkei hyperbolicky tangens, vystupy skrytych neuront budou pokryvat cely
interval (—1,1). Interpretace vnitini struktury modelu je pak téméf nemozna. Mezi dalsi
nevyhody standardntho algoritmu zpétného Siteni pti aplikaci na velmi slozité tlohy a na
velké sady dat patii pomalost uceni o zhorSena schopnost zobecnovat. Dalsi nevyhodou
BP-siti je jejich relativné velka citlivost na pouzity forméat vstupnich dat a nastaveni para-
metri modelu (v prvé fadé se jedné o volbu architektury sité a pocatecnich hodnot vah a
prahi). Jiné reprezentace téch samych dat mohou vést k odlisnym vysledkam. Dilezitym
tukolem je tedy data spravné piedzpracovat a spravné vyladit parametry sité.

Algoritmus zpétného Sifeni sice ma pii pouziti na slozitych tlohdch vySe zminéné
problémy, existuji vSak jiné algoritmy pro uceni vrstevnatych neuronovych siti, které se
dokézi s jednotlivymi dil¢imi problémy vyporadat. Nékteré modely vrstevnatych neu-
ronovych siti jsou napiiklad méné citlivé na vstupni parametry. Mezi né patii metoda
skalovanych konjugovanych gradientti [28]. Obecné se metody konjugovanych gradienti



vyznacuji velmi rychlou konvergenci, a to i na velkych sadach dat s mnoha pftiznaky.
Schopnost sité zobeciiovat 1ze zvysit napiiklad metodou uceni s ndpovédou [2|, kterd ma
tendenci snizovat VC-dimenzi ucené neuronové sité. Dale muze k lep§imu zobeciiovani
prispét analyza citlivosti a také protfezani nadbytecnych skrytych i vstupnich neuronii.

Algoritmem schopnym vytvofit transparentni strukturu neuronové sité, ze které se
nasledné daji pomérné snadno extrahovat znalosti, je metoda vynucované kondenzované
interni reprezentace [30]. Zakladni princip této metody spo¢iva v tom, Ze v pribéhu uéeni
kromé minimalizace chyby zaroven vynucuje, aby se vystupy skrytych neuroni blizily
hodnotam —1, 0, 1, které odpovidaji stavum "ne", "nevim" a "ano". Takovéto interni
reprezentaci se 1ikd kondenzovana a umoziuje extrahovat ze sité znalosti ekvivalentni if-
then pravidlim. Vyhodami tohoto algoritmu jsou pfedevsim jeho robustnost, vylepSena
schopnost zobechovat a vytvoreni transparentni struktury vrstevnaté neuronové sité. Tyto
vyhody vsak vyvazuje nizka rychlost uceni tohoto algoritmu.

Jednim z cili této prace je zanalyzovat vySe uvedené metody a experimentalné ovérit
jejich vlastnosti. Vysledkem této analyzy pak bude navrzeni vlastniho algoritmu pro ucéeni
vrstevnatych neuronovych siti, ktery v sobé bude spojovat vyhody jednotlivych metod a
zaroven nebude piilis trpét jejich nedostatky. Navrzeny algoritmus bude vychazet z me-
tody skalovanych konjugovanych gradienti, rozsitenych o u¢eni s napovédou a vynucovani
kondenzované interni reprezentace. Novy algoritmus uceni by mél vytvaret transparentni
strukturu neuronové sité. Naucena sit by zaroven méla mit schopnost dobfe zobechovat a
proces uceni by mél byt rychly.

Cast vysledki této prace jsme shrnuli v ¢lanku s nazvem "Enforced Knowledge Fx-
traction with BP-networks”, ktery byl pfijat na vyznamnou americkou konferenci ANNIE

2007 v sekci General Session!.

V kapitole ¢. 2 zavedeme zékladni pojmy z oblasti teorie vrstevnatych neuronovych
siti. PopiSeme zde zakladni algoritmus zpétného Siteni a jeho modifikace, uéeni s napove-
dou a metody konjugovanych gradienti. Kapitola ¢. 3 se pak zabyva dalsimi metodami
vhodnymi pro extrakci znalosti ze vstupnich dat. Podrobnéji budeme studovat model roz-
hodovacich stromii a techniku vynucovani kondenzované interni reprezentace vrstevnaté
neuronové sité. Rovnéz zde nastinime problematiku citlivostni analyzy sité. Ve 4. kapitole
navrhneme novy algoritmus uceni vrstevnatych neuronovych siti vychéazejici z metody ska-
lovanych konjugovanych gradientii, kterou rozsiiime o vynucovani kondenzované interni
reprezentace a uceni s napovédou. V 5. kapitole budeme analyzovat vysledky provedenych
experimenti. Prvni ¢ast experimentii se bude tykat ovérovani vlastnosti vyse uvedenych
algoritmil a jejich vzajemného srovnani. Druhé ¢ast experimenti pak otestuje vlastnosti
nami navrzené metody a postavi ji do kontextu ostatnich metod.

!'Konfence Artificial Neural Networks in Engineering ANNIE 2007, porfadatelem je organizace Ameri-
can Society of Mechanical Engineers (ASME), konference se bude konat v terminu 11.-14. listopadu 2007
v St. Luis, Missouri, USA. http://web.umr.edu/~annie/annie07.



2 Metody uceni vrstevnatych neuronovych siti

2.1 Vrstevnaté neuronové sité typu zpétného Sifeni (BP-sité)

V této podkapitole zavedeme zakladni pojmy z oblasti vrstevnatych neuronovych siti a
popiSeme zakladni algoritmus zpétného Siteni, ktery je jednou z prvnich metod pro uceni
vrstevnatych neuronovych siti. PouZitou terminologii jsme pievzali prevazné z publikaci

[34] a [42].

2.1.1 Formalni neuron

Zakladni jednotkou vrstevnaté neuronové sité je formalni neuron [35]. Formalni neuron
byl inspirovan biologickym neuronem. Biologicky neuron (nervova buiika) je zakladnim
prvkem nervové soustavy zivych organismu. Funkce neuronu spociva v prenosu signalu.
Sklada se z téla (somatu), vstupnich kanalu (dendriti) a rozvétveného vystupniho kanalu
(axonu). Dendrity jsou pomoci synaptickych spoji napojeny na axony jinych neuront.
Zékladni principy funkce biologického neuronu lze popsat takto: Biologicky neuron pfi-
jiméa elektrické impulzy od ostatnich neuronti pomoci dendriti. Pokud vstupni impulzy
presdhnou danou mez (prah), neuron excituje (generuje impulz) a §ifi tak informaci dal.
Pokud vstupni impulzy nepfesahnou dany prah, neuron zustane inhibovany.

Model formalniho neuronu vychézi z této myslenky. Jeho struktura je znézornéna
na obrazku 1. Formélni neuron ma n vstupt 1, ..., x,. Vstupy jsou ohodnoceny vahami

Xo= 1 h je prah

W0=_h

vnitfni potencial

Obrazek 1: Forméalni neuron.

Wi, ..., W,. Prah neuronu ozna¢me h. Vazeny soucet vstupui a prahu predstavuje vnitini
potencial neuronu. Vystup neuronu je dan prenosovou funkei f.

Definice 1. Formalni neuron (déle jen neuron) je vypocetni jednotka s vahami (w, ..., w,)
€ R", prahem h € R a prenosovou funkci f : ® — R. Pro libovolny vstup £ € R" da
neuron vystup y € R jako hodnotu prenosové funkce f v bodé £. Vnitini potencial &
neuronu s vahami wy, ..., w,, prahem h a vstupy 1, ..., z, je dan vzorcem

i=1

Pro zjednoduseni zapisu vzorct v dalsim textu piistupme k nasledujici formélni apraveé:
Prah neuronu A nahradme umélym vstupem s konstantni hodnotou zo = 1 a s vahou



wo = —h. Potom vzorec pro vypocet vnitiniho potencidlu muzeme piepsat jako

i=0

Nejjednodussi prenosovou funkei je tzv. skokova funkce (obrazek 2(a)), definovana
jako:

16 = { o é<o 3)

Drobnou modifikaci skokové prenosové funkci ziskdme prenosovou funkeci zvanou ostra

1 T T T T " " 1 T " .
e : ' : : : : aslo ...
aabo ua
e _ _ _ 73O S OO0 SOUUO MO0 SR PR
0 ; i i ; ; i 0 \ i ‘ ; ; i
-4 -3 -2 -1 0 1 2 3 4 -4 -3 -2 -1 1] 1 2 3 4
(a) Skokova pienosova funkce (b) Ostra nelinearita

Obrazek 2: Grafy pienosovych funkei na intervalu [—4;4].
nelinearita (obrazek 2(b)), ktera je definovana jako:
, £€>0
, =0 (4)
£ <O.

?

f(&) =

ONIm

Necht y € R je vystup daného neuronu s prenosovou funkeci ostra nelinearita pro vstup
Z € R". Potom stav neuronu nazveme aktivni, jestlize y = 1; pasivni, pokud y = 0; tichy,
pokud y = 0.5.

Pro pochopeni funkce formalntho neuronu je dobré udélat si geometrickou predstavu,
viz obrazek 3. Vstupy neuronu si predstavme jako body v (n+1)-rozmérném Euklidovském
(vstupnim) prostoru. Polozime-li vnitini potencial neuronu roven 0, ziskime rovnici délici
nadroviny ve vstupnim prostoru:

=0

Vahy w;;0 <1 < n si mizeme predstavit jako soutadnice pfislusného normélového vek-
toru. Pro body & € "+, které se nachézeji v jednom poloprostoru, plati Yo ow;-x; >0,
pro body z druhého poloprostoru plati ), w; - z; < 0. Formalni neuron se skokovou pfe-
nosovou funkei klasifikuje predlozeny vstupni vzor do jednoho z poloprostoru vstupniho
prostoru danych délici nadrovinou. Jinak fec¢eno, stav neuronu je aktivni, jestlize je pred-
lozeny vzor z jednoho poloprostoru; je pasivni, je-li z druhého poloprostoru nebo nachéazi-li
se pfimo na délici nadroviné.

Mezi dalsi typy ptrenosovych funkci patii tzv. sigmoidalni prenosova funkce, hyper-
bolicky tangens, linearni a linedrni saturovanéd pfenosova funkce. Z téchto prenosovych



X1
Obrézek 3: Geometrické interpretace funkce neuronu - délici nadrovina rozdéluje vstupni
prostor na poloprostory.

(b) Hyperbolicky tangens

(c¢) Linearni pfenosové funkce (d) Saturovana linearni p¥enosova funkce

Obrazek 4: Grafy prenosovych funkef na intervalu [—8;8] pro (a), (b), resp. [—4;4] pro

(c); (d).



funkei se Casto pouziva sigmoidalni funkce. Sigmoidalni prenosova funkce (viz obrazek
4(a)) je definovana jako:

1

FeR=(0.0), fO) =1

(6)
Tvar sigmoidy zavisi na hodnoté realného parametru A > 0, ktery se nazyva strmost.
Strmost urcuje nelinedrni nartst (pro A < 0 pokles) sigmoidy v okoli 0. Pro A\ — oo
sigmoida konverguje k ostré nelinearité. Doporucovand hodnota strmosti je A = 1. Obecné
muze byt strmost pro kazdy neuron j ruzna (v tom piipadé budeme strmost znacit ;).
Nékdy je vyhodnéjsi zvolit jinou pfenosovou funkei. Pro bipolarni model (kdy se berou
v tvahu hodnoty z intervalu [-1,1] misto [0,1]) se ¢asto pouziva hyperbolicky tangens.
Hyperbolicky tangens (viz obrazek 4(b)) je definovany jako:

1—e ot

SI?R—>(—1,1)7 S(S)ZC‘W,

(7)
pro vhodné hodnoty parametrii a, c. V této praci jsme volili za hodnoty parametri a = 2 a
c = 1. Dalsi dva typy pienosové funkce se ¢asto pouzivaji pro neurony ve vystupni vrstve.
Jedna se o linearni funkci a linearni saturovanou funkci. Linedrni pfenosova funkce (viz
obréazek 4(c)) je definovana jako:

fAR=RF(E)=¢ (8)
Linearni saturované pienosova funkce (viz obrazek 4(d)) je definovana jako:
1, E>1
feR—=(01), f(§)=4 ¢ 0<6<1 (9)
0, £<O.

Ptenosovéa funkce by méla spliiovat urcité pozadavky, které jsou dilezité pro zvoleny
algoritmus uceni [34]. Pozdéji bude popsén algoritmus zpé&tného sifeni. U néj pozadujeme,
aby pfenosova funkce byla spojité diferencovatelné (hladkd) na svém defini¢nim oboru, s
derivaci zdola (nebo shora) omezenou. Pro bipolarni model by méla byt navic licha. Tyto
podminky, nutné pro konvergenci algoritmu uceni, vySe zminéné pienosové funkce spliiuji.

2.1.2 Vrstevnatia neuronova sit

Neuronova sit se sklada z neuronu. Ty jsou navzajem propojeny synaptickymi vazbami
tak, ze vystup jednoho neuronu muze byt vstupem jednoho nebo vice dalSich neuroni.
Architektura (topologie) neuronové sité je dana po¢tem neuroni a jejich vzajemnym pro-
pojenim. Topologii tvoii orientovany graf, jehoz kone¢nou neprazdnou mnozinu uzli tvoii
neurony. Hrany predstavuji synaptické vazby mezi neurony. Vahy vSech hran urcuji tzv.
konfiguraci neuronové sité. Existuje vice typi topologii neuronovych siti. Rekurentni neu-
ronové sité jsou neuronové sité obsahujici cykly. Acyklickym neuronovym sitim se ¥ikéa
dopiedné. Pokud jsou navic neurony uspoiadany do vrstev, nazveme danou sit vrstev-
natou neuronovou siti. Neurony, do kterych nevedou zadné hrany od jinych neuront,
nazveme vstupnimi neurony. Neurony, ze kterych nevedou hrany do jinych neuront, na-
zveme vystupni. Pfestoze moznych topologii je celd fada, my se nadéale budeme vénovat
jen jedné konkrétni architektufe, vrstevnatym neuronovym sitim.

Vrstevnaté neuronové sit ma obvykle pevnou topologii. Neurony jsou rozdéleny do vrs-
tev, hrany vedou vzdy jen od neuroni pifedchozi vrstvy k neuronim v nasledujici vrstveé.
Vstupni vrstva se sklada z neuroni, které nic nepocitaji, pouze predavaji své vstupy na
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vystup. Posledni vrstva se nazyva vystupni a obsahuje vystupni neurony. Vrstvy, které
se nachazeji mezi vstupni a vystupni vrstvou, se nazyvaji skryté. Architekturu vrstev-
naté neuronové sité lze zadat pocty neuront v jednotlivych vrstvach, obvykle v poradi
od vstupni vrstvy k vystupni vrstvé. Jednotliva ¢isla se obvykle oddéluji poml¢kou. Na
obrazku 5 je piiklad architektury vrstevnaté neuronové sité 4-3-4-2 se dvéma skrytymi
vrstvami.

vystupni
vrstva

skryté
vrstvy

vstupni
vrstva

Obrézek 5: Priklad architektury vrstevnaté neuronové sité 4-3-4-2.

Definice 2. Neuronova sit je uspotradana 6tice M = (N,C,I,0,w,t), kde
e N je konecna neprazdna mnozina neuroni,

e (' C N x N je neprazdna mnozZina orientovanych spoji mezi neurony,

I C N je neprazdna mnozina vstupnich neuront,

O C N je neprazdna mnozina vystupnich neuront,
e w:(C — R je vahova funkce,
e t: N — R je prahova funkce.

Definice 3. Vrstevnata neuronova sit (BP-sit) je neuronova sit, ktera spliuje nasledujici
pozadavky:

e Mnozina spoju (hran) C spole¢né s mnozinou neuroni (vrcholi) N tvoii acyklicky
orientovany graf.

e N je tvofena posloupnosti (I +2) vzajemné disjunktnich podmnozin zvanych vrstvy.

e (' obsahuje pouze hrany z i-té vrstvy do (i + 1)-ni vrstvy.
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C' obsahuje hranu pro kazdou dvojici neurona z i-té a (i + 1)-ni vrstvy.

e Prvni vrstva zvana vstupni vrstva je mnozinou vSech vstupnich neuroni. Vstupni
hodnota téchto neuronu se rovna jejich vystupni hodnoté. Necht obsahuje pravé n
neuront.

e Posledni vrstva zvana vystupni vrstva je mnozinou vSech vystupnich neuronu. Necht
obsahuje pravé m neuront.

e VsSechny ostatni neurony, zvané skryté neurony, se nachazeji ve zbylych [, skrytych,
vrstvach.

V dalsim textu prace budeme pouzivat nasledujici znaceni:

1,],... neurony,

€;(t)  vnitini potencial neuronu j v ¢ase t,

y;(t)  vystup neuronu j v ¢ase t (téz aktivita, stav),

w;;(t)  vaha synaptického spoje od neuronu ¢ do neuronu j v case t,

wo;(t) prah neuronu j v ¢ase t, odpovida formalnimu jednotkovému vstupu yo = 1,

Je mnozina vSech neuront, ze kterych vede hrana do neuronu j,
Jo mnozina vSech neuront, do kterych vede hrana z neuronu j,
Ly mnozina vSech neuront z k-té vrstvy.

Obecné kazdy neuron ma svou vlastni prenosovou funkci. Vrstevnata neuronové sit
pak implementuje funkci ¢ : R* — R™. Pokud vSechny skryté a vystupni neurony sdileji
prenosovou funkci f, bude tvar slozky funkce sité ¢ odpovidajici j-tému vystupu nasledu-
jict:

P(@); = F( Y wij fO S who - x1).)). (10)

t€Ly41 kel

V této praci se budeme nadéle zabyvat bipolarnim modelem vrstevnaté neuronové sité,
kde skryté neurony budou mit pfenosovou funkci hyperbolicky tangens a vystupni neurony
budou mit linearni pfenosovou funkeci.

Cilem uceni vrstevnaté neuronové sité je naucit ji, aby implementovala néjakou funkci
F : R" — [—1,1]™ Poté, co vrstevnatou neuronovou sit naucime, ji predkladame nové
vzory a sledujeme, jaky pro né da sit vystup. Pro dany vstupni vektor & € R" pocita
sit funkci ¢ : R — R™ nésledovné: Na zacatku jsou stavy vstupnich neuront nastaveny
na vstupy sité (ostatni neurony zatim zadny stav nemaji). Pro kazdou vrstvu smérem od
vstupni k vystupni (po¢inaje prvni skrytou vrstvou) a pro kazdy neuron j v dané vrstvé
spoCteme jeho vnitini potencidl §; jako vaZeny soucet jeho vstupi:

§ = Z Wij * Yi, (11)
i€j
kde y; je vystup neuronu ¢ z piedchozi vrstvy. Poté spocitame vystup y; neuronu j:
yi = f(&) = f(z wij - Yi), (12)
i€j

kde f je prenosova funkce. Na konci procesu rozpoznavani méme spocitané vystupy vSech
neuronu ve vSech vrstvich. Vystupy vystupnich neuronii tvoii vystup sité (tedy hodnotu

funkce sité ¢ pro dany vstup &)
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2.1.3 Algoritmus zpé&tného Sifeni (back-propagation)

Algoritmus zpétného §iteni [12] je obecnym mechanismem pro uceni vrstevnatych neuro-
novych siti. Jedna se o metodu uceni s ucitelem (uceni z piikladi). Cilem uceni je nalézt
optimélni nastaveni vah a prahu sité tak, aby funkce sité ¢ aproximovala pozadovanou
funkci F' co nejlépe. Pozadovana funkce je zadana pouze trénovaci mnozinou vstupné-
vystupnich vzortu. Méjme vrstevnatou neuronovou sit s n vstupnimi a m vystupnimi
neurony a libovolnym poctem skrytych neuront. Trénovaci mnozina pro tuto vrstevnatou
neuronovou sit je mnozina

Vektory ¥y nazyvame vstupnimi vzory a vektory dy pozadovanymi vystupnimi vzory.
Skute¢né vystupy sité budeme znacit 7, € R™.

Nyni definujme chybovou (cilovou) funkci. Pfedpokladejme, ze pfenosové funkce jsou
spojité a diferencovatelné, vahy jsou redlné a ndhodné inicializované. Necht je siti pred-
lozen vstupni vzor Z; z trénovaci mnoziny a y; je skuteény vystup sité, obecné ruzny od
pozadovaného vystupu CZ; Nasim cilem je, aby se pro predlozeny trénovaci vzor pozado-
vany a skutec¢ny vystup sité rovnaly, proto se na trénovaci mnoziné snazime minimalizovat

chybovou funkeci:
p p
1 .
E=) Bi=3) la-dl (14)
i=1 i=1

kde

m
|7 — di||2 = Z(yij - dij)2 (15)
j=1
a F; je chybovy ¢len odpovidajici i-tému trénovacimu vzoru.

Na algoritmus zpétného sifeni se lze divat jako na optimaliza¢ni metodu, v niz jde o
to, minimalizovat chybovou funkci danou vahami sité. Algoritmus zpétného Sifeni patii
mezi tzv. gradientni metody. V kazdém kroku se vybere smér, ve kterém chybova funkce
nejvice klesa a v tomto sméru se aktualizuji vahy sité (proti sméru gradientu chybové
funkce). Proces minimalizace chybové funkce je iterativni. Vahy se adaptuji v diskrétnich
¢asovych krocich. Adaptac¢ni pravidlo pro aktualizaci vahového vektoru je tvaru

kde Aw;;(t) je zména vahy w;; v Case t, kterd je Gmérnd zapornému gradientu chybové
funkce.

Zakladni princip algoritmu zpétného Siteni je nasledujici: V kazdém kroku siti pred-
loZzime nové zvoleny vzor z trénovaci mnoziny. Sit se tento vzor pokusi naucit a adaptuje
podle néj své vahy. V cyklu se opakuji nasledujici dva kroky - dopredny vypocet a zpétny
vypocet. Behem doptfedného vypoctu siti predlozime dalsi trénovaci vzor a spoc¢teme jeji
skutetnou odezvu (sif projdeme smérem od vstupni vrstvy k vystupni vrstvé). Nasledné
porovname skutecny a pozadovany vystup sité. Pak nésleduje zpétny vypocet, kdy pfi
prichodu siti smérem od vystupni vrstvy ke vstupni aktualizujeme vahy. Algoritmus 1 po-
pisuje podrobnéji jednotlivé kroky algoritmu zpétného Sifeni pro nami zvolené prenosové
funkce, tj. pro hyperbolicky tangens ve skrytych vrstvach a linedrni prenosovou funkci ve
vystupni vrstvé.

Nyni si odvodme adaptacni pravidla pro vySe popsany algoritmus zpétného Sifeni
(algoritmus 1). Pfedpokladejme, Ze siti predkladame trénovaci vzory v cyklech. Pro zménu
vahy w;; v jednom cyklu ¢ plati:

oE

Awij (C) ~ —€- awij,

(17)

13



Algoritmus 1 Algoritmus zpétného siteni

1. Inicializace sité:
Inicializujeme vahy malymi nahodnymi hodnotami.
Polozime diskrétni ¢as k roven 0.
2. Predlozime dalsi trénovaci vzor ve tvaru (&, dy,).
3. Dopredny vypocet:
Vypocteme skute¢ny vystup (odezvu) sité ¢
Smérem od vstupni k vystupni vrstvé spocitdme potencial a aktivitu kazdého
neuronu a pouzijeme k tomu vystupy neuront z piedchozi vrstvy.
4. 7Zpétny vypocet:
4a. Urcime chybovy ¢len dy; pro jednotlivé neurony j,
plicemz postupujeme smérem od vystupni vrstvy ke vstupni vrstve.
Pro vystupni neurony spoc¢itame:
Ojr = (Y5 — dij)-
Pro skryté neurony spocitame:
O = (L4 y;) - (L= y;) 2-ej (O - wyr).
4b. Aktualizujeme vahy:
Vgechny hrany v siti (z neuronu i do neuronu j) aktualizuji své vahy:
wij(k+ 1) = wy; (k) + Aw;;(k),
kde
Aw;j(k) = —e - dji - Y.
5. Pokud neni splnéna ukonc¢ujici podminka,
polozime k = k + 1 a vratime se zpét ke kroku 2.

kde € je parametr uceni, na kterém zélezi rychlost konvergence (a ma hodnotu typicky z
intervalu [0,1]). Abychom mohli vyjadiit Aw;;(c), potFebujeme spocitat gradient chybové
funkce

p
oE OE), (18)

8wij 1 8wij

podle pravidla o derivaci sou¢tu. Vahy muzeme adaptovat nejen davkové (najednou pro
celou trénovaci mnozinu), ale mizeme je aktualizovat po predloZeni kazdého trénovaciho
vzoru. Potom pro zménu vahy w;; v ¢ase k plati:

OF,
Nejprve spocteme gradient chybového clenu
0L, _ OBy Oy; 08 (20)

awi]- N (9yj (%j 8wij

podle pravidla o derivaci slozené funkce. Vyraz 88% . g—g budeme znacit d,,. Spocteme
s = . 2
Pro pienosovou funkci f hyperbolicky tangens (f(§) = };2:;2) plati:
W 116) = ey = () (- 1), )
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kde y; = f(&;). Pro linearn{ pfenosovou funkei (8) plati:

ay' /
i) -1 (23)
j
Pro sigmoidalni pfenosovou funkeci (6) pak plati:
Jy; Aj e Nt
% =f'(&) = m =Xy (1 =) (24)
j
Celkem 5 9E
G = gy €)= e (25)
ij j

Pti vypoctu derivace aﬂ pouzijeme strategii zpétného Sifeni. Tato derivace odpovida

OB,

chybé neuronu j pro k- ty trénovaci vzor. Pokud je j vystupni neuron, potom derivaci i
J

spoc¢itame piimym derivovanim chybové funkce:

o5,

— v — s, 26
ayj y] kj ( )

Tedy pro linearni prenosovou funkei:

O = (&) - (y; — dij) = y; — dij. (27)

Pokud je j skryty neuron s pfenosovou funkci hyperbolicky tangens, pouZijeme opét pra-
vidlo o derivovani slozené funkce a vypocteme:

% — ZaE’“%% (28)
ayj rej 3% 857‘ ayj
oF
= Zak'(1+yr)'(1_yr)'ij (29)
rEj_ Yr
> G wjs (30)
r€j
Tedy
5]k - (1 + y] Z 0 rk * Wir. (31)
r€j
Pro zménu vahy w;; v ¢ase k pak plati:
OF},
AUJZ](k) = —¢c- awij = —€- 5jk * Y. (32)

Chovani algoritmu zpétného Siteni se muze lisSit podle toho, jakou zvolime strategii
uceni. Béhem uceni siti predkladdme v urcitém potradi vzory z trénovaci mnoziny. Existuji
rizné strategie pro to, v jakém poradi vzory predkladat. Piedevsim je tfeba spravné zvolit
nasledujici dva parametry: pocet iteraci a pocet cykla. Jeden prvek trénovaci mnoziny
mizeme siti predlozit nékolikrat za sebou. Pocet iteraci rika, kolikrat za sebou bude
opakovan kazdy z trénovacich vzori. V nejjednodussim pripadé se voli pocet iteraci roven
1. Celou trénovaci mnozinu pak siti predkladame vicekrat, v cyklech.

Pro algoritmus zpétného Siteni existuje celd fada ukoncovacich podminek, které se daji
vzajemné kombinovat. Tou zakladni je maximalni pocet cykli. Dalsi podminkou byva
¢asovy limit, po jehoz uplynuti se uceni ukoné¢i. Také lze predem stanovit dolni mez pro

15



hodnotu chybové funkce na trénovaci mnoziné. Algoritmus je pak ukoncen v okamziku,
kdy priamérna chyba na trénovaci mnoziné je mensi nebo rovna této pozadované hodnoté.
Dale lze urc¢it dolni mez pro stiedni hodnotu pifristku vah Aw;j(k) v jednom cyklu
algoritmu. Pii jejim prekroceni by byl proces aktualizace vah p¥ilis pomaly. Pro predc¢asné
ukonceni uceni 1ze rovnéz pouzit validaéni mnozinu dat. V kazdém cyklu algoritmu se
spoc¢te priumérna hodnota chybové funkce na valida¢ni mnoziné. Pokud pocet po sobé
jdoucich cykli, béhem kterych chyba roste, prekroc¢i danou mez, algoritmus se ukonéi.

Algoritmus zpétného §ifeni je pomérné citlivy na volbu parametru sité. Rychlost kon-
vergence je ovlivnéna velikosti parametru uc¢eni €. Pokud je hodnota e velk4, sit konver-
guje rychleji, ale snadno mize minout vhodné minimum chybové funkce. Nizka hodnota
¢ naopak vede k pomalé konvergenci. Hodnotu £ mizeme v pribéhu uceni ménit a pii-
zpusobovat ji vyvoji chyby v Case. Mize se stat, ze algoritmus zpétného Sifeni uvizne v
nevhodném lokalnim minimu. Nejjednodussim feSenim tohoto problému je zacit znovu s
jinymi ndhodnymi vahami a uceni opakovat.

Pokud chceme pouzit vrstevnatou neuronovou sit k feSeni néjaké konkrétni tlohy,
muze byt velkym problémem volba vhodné topologie. Architektura sité by méla odpovidat
slozitosti fesené tlohy. V avahu musime vzit naptiklad pocet trénovacich vzort, parametry
sité a jejich vzajemnou interakci. Mame-li pfilis malou sit, slozitéjsi ilohu se nenaudci.
Naopalk, je-li sit prilis velka, mé tendenci se preucit a ztraci schopnost zobecnovat. V praxi
se vhodna topologie nachazi nejcastéji pomoci néjaké heuristiky. Pocatec¢ni topologie se
odhadne a sit se adaptuje. V pfipadé, Ze je chyba sité prili§ velka, pridame dalsi skryté
neurony, a v pripadé preuceni miizeme naopak redundantni neurony ze sité odstranit.

Algoritmus zpétného §iteni je zakladnim algoritmem pro uceni vrstevnatych neurono-
vych siti. Jeho hlavni vyhodou je skutec¢nost, Ze ma univerzalni aproximacni schopnosti
[19], dokaZe tedy uspésné fesit i velice slozité ulohy. Jedna se o algoritmus s vysokou
schopnosti adaptace a zobecnovani. Mezi jeho nevyhody patii pfedevsim velky pocet voli-
telnych parametri, na jejichz hodnoty je velmi citlivy. Déle je pii uceni na velmi slozitych
a velkych datovych sadach pomérné pomaly a neni schopen vytvofit transparentni struk-
turu vrstevnaté neuronové sité. S témito problémy se vSak jsou schopny vypotradat jiné
algoritmy uceni vrstevnatych neuronovych siti, které budeme analyzovat v nésledujicich
podkapitolach.
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2.2 Uceni s napovédou

Uceni s napovédou je metoda, jak vyuzit apriorni znalosti (hinty) v algoritmu uceni.
soucasnosti se metoda dale rozviji.

Pii uceni z piikladu chceme, aby se neuronova sit naucila funkci F, ktera je repre-
zentovana trénovaci mnozinou vstupné-vystupnich vzoru. Algoritmus uceni nepotiebuje
zadnou dal$i informaci o funkci F'. V praktickych tlohédch ovSsem Casto nastane situace,
kdy mame kromé trénovacich vzori n&jakou dalsi predbéznou znalost (hint) o funkei F'.
Tato znalost nemusi byt pfimo zahrnuta v trénovaci mnoziné, ale i tak bychom ji chtéli
zuzitkovat. Zohlednéni hint muze uceni napomoci predevsim dvéma zpiisoby - snize-
nim poc¢tu kandidata na funkei F' (informacéni hodnota) a nizs§im po¢tem krokia nutnych
k nalezeni funkce F' (slozitostni hodnota). Hinty mohou byt rtiznorodé, miize se jednat
o jakoukoliv znalost o funkci F. Typickymi piiklady globdlniho omezeni funkce F' jsou
symetrie a invarianty. Invariant je mnozina

a={AACX; x1,00€ A= f(11) = f(22)}. (33)

Napriklad posunuti, otoceni a zména métitka jsou typickymi invarianty v tlohach zpraco-
vani obrazu. Hinty mohou mit i lokdlni charakter a mohou to byt i kusé informace tykajici
se architektury sité.

Zptsobt, jak zahrnout hinty do algoritmu uceni, je cela fada. Nevyhodou vétSiny z
nich je to, Ze jsou pouzitelné pouze na tzky okruh aplikaci. Nékdy nam postaci vhodné
predzpracovani trénovaci mnoziny. Napiiklad pomoci normalizace se muzeme vypotradat s
invarianci vaci zméné méritka. Dalsi varianty uc¢eni s napovédou popiSseme v néasledujicich
podkapitolach.

2.2.1 Prima implementace hintid v modelu neuronové sité

Jednim zptlisobem, jak vyuzit napovédu pfi uceni, je upravit architekturu neuronové
sité tak, aby explicitné spliiovala néjaky invariant [1|. Napi#iklad, pokud implementujeme
funkci F': [—1,1] — {—1;1}, o které vime, Ze je suda, tj. F(x) = F(—x), mizeme tuto
vlastnost modelovat prvnimi dvéma skrytymi vrstvami vrstevnaté neuronové sité, které

vidime na obrazku 6. Pro pfenosovou funkci f hyperbolicky tangens (f(§) = }J:—:EZ),

Obrazek 6: Vrstevnata neuronova sit modelujici sudou funkci.
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vstupni vzor x € R a zobrazenou ¢ast vrstevnaté neuronové sité mazeme odvodit:

pz) = fw - flu-z—t)—w'- flw z+t)-1) (34)

1— e—2-(w-w—t) 1— 6—2-(w-w+t)

_ I

o f(w 1 4+ e—2(wa—t) w 1 + e~ 2 (wa+t) ¢ ) (35)
1+ €2'(w~ac—t) 1+ €2~(w-:v+t)

_ /. ol oy

= flw 11 ezwart 07T L ezlwatn t') (36)
1— 6—2~(—w~a:—t) 1— e—?(—w-x—i—t)

_ I ol oy

= f(w 1re2(wed U T1 e2(wath) t') (37)

= W fwr =)~ fowex )~ ) (38)

= ¢(-x). (39)

Néasledné musime pozménit algoritmus uceni tak, aby vzajemné poméry vah a prahi v
prvnich dvou vrstvach byly v prubéhu uceni zachovany.

Dalsim piikladem jsou tzv. monoténni vrstevnaté neuronové sité, popsané poprvé J.
Sillem a Y. S. Abu-Mostafou v [37|. Tento model implementuje pravé funkce monoténni
v nékterych nebo vsech vstupnich proménnych. Algoritmus uceni je modifikovan tak, ze
chybova funkce zaroven vynucuje monoténnost i presnost na datech.

Nevyhodou pfimé implementace hintt je to, Ze je pouzitelna jen pro nékteré jednodussi
invariantni hinty a neda se pouzit obecné. Navic nalezeni vhodné architektury miize byt
velmi slozité, postup vytvafeni modelu lze tézko automatizovat. A pfedev§im je nutné
pozménit algoritmus uceni anebo chybovou funkci tak, aby vyhovovaly specifikim dané
ulohy.

2.2.2 Hinty jako vstupné-vystupni priklady

Tato metoda [3] si klade za cil vytvorit systematicky postup, jak zaclenit libovolny hint
v libovolné varianté algoritmu zpétného $ifeni; a to bez nutnosti tento algoritmus jakkoli
pozménovat. Umoznuje jednoduse zahrnout i vétsi mnozstvi hintia.

Metoda povazuje vstupné-vystupni vzory za jeden z druht hinti. Ostatni hinty jsou
rovnéz reprezentovany pomoci mnozin vstupné-vystupnich vzori. Trénovaci vzory jsou
béhem uceni siti predkladany podle predem zvolené strategie tak, aby se sit co nejlépe
naucila co nejvice hinti. Obecny mechanismus pro predkladani trénovacich vzora je po-
psan algoritmem 2. Nejjednodussim kritériem pro vybér hintu H,, je jednoduché rotace: v
k-tém kroku zvolime m = k mod(M+1). Clanky [3, 22| popisuji dali, sofistikovangjsi stra-
tegie pro predkladani trénovacich vzori. Jejich cilem je, aby se hodnota chybové funkce
snizovala pro vSechny trénovaci mnoziny 717, - - - , Ty co nejvice a rovnomeérné. Pokud jsou

Algoritmus 2 Postup pro predkladani trénovacich vzori odpovidajicich riznym hinttim.

1. Vstup: trénovaci mnoziny 17, - -- , Ty odpovidajici hintim Hy,--- , Hyy.

2. Podle prfedem zvoleného kritéria zvolime H,, jako jeden z hinta Hy,--- , Hy;.
3. Pifedem zvolenou metodou vybereme posloupnost 1", trénovacich vzoru z T,.
4. Aktualizujeme vahy sité aplikaci algoritmu zpétného &ifeni na 77,,.

5. Pokracujeme krokem 2.

hinty zvoleny spréavné, vede tato metoda k lepSimu a rychlejsimu uceni vrstevnaté neuro-
nové sité, pro nauceni hledané funkce je potfeba méné trénovacich vzoru (viz [2]).
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2.2.3 Udceni s pridanymi vystupy

Metoda uceni s pridanymi vystupy byla navrzena Suddarthem a dalsimi [40, 44, 17]. Tato
metoda spociva v tom, zZe v pribéhu uceni siti pfidame dalsi vystupy odpovidajici hintim.
Ty muzeme v pozdéjsi fazi uc¢eni odebrat. Algoritmus pracuje s napovédou ve tvaru funkce
se stejnou doménou jako ma cilova funkce sité. Stejné jako u minulé metody neni tieba
pozménovat algoritmus uceni a metoda je obecné a jednoduse pouzitelna.

Jak jiz bylo fec¢eno dfive, jednou z nevyhod algoritmu zpétného siteni jakozto gradi-
entni metody je nebezpeci uviznuti v lokadlnim minimu chybové funkce. Vrstevnaté neu-
ronoveé sité s algoritmem zpétného Sifeni dokazi reprezentovat libovolnou funkci libovolné
presné [19], pokud maji dostateény pocet skrytych neuront. To ale neznamené, Ze jsou
schopné se libovolnou funkei naucit. Pfidané vystupy ndm umozni najit lepsi reprezentaci
chybové funkce F.

Méjme tlohu, kdy chceme, aby se danad vrstevnatd neuronova sit naucila funkci F :
R" — [—1,1]™, reprezentovanou trénovaci mnozinou 7. Necht je znama funkce H : R" —
[—1,1]™, ktera pfedstavuje hint. T obsahuje vstupné-vystupni vzory tvaru (&, d;), k e
{1,---,p}. Oznagme jako F mnozinu funkei, které lze reprezentovat danou vrstevnatou
neuronovou siti a které spliuji zvolené kriterium tdspésnosti na 7. Piikladem kritéria
uspésnosti je pozadavek, aby vSechny trénovaci vzory byly spravneé klasifikovany, nebo aby
stfedni kvadratickd chyba na 7" byla nizsi nez dana mez. Trénovaci mnozina 7" je konec¢né,
a proto mnozina F muZe byt pomérné velka. Prvky mnoziny F odpovidaji konfiguracim
dané vrstevnaté neuronové sité. Jsou to body v prostoru vah, ve kterych dosahuje chybova
funkce na mnoziné T globalnfho minima. Tyto funkce se vsak mohou vice nebo méné lisit
od hledané funkce F'. Nasim cilem je, aby vrstevnata neuronova sit dobie zobecnovala,
tedy aby se funkce sité co nejvice blizila funkci F'.

Ozna¢me jako T trénovaci mnozinu vstupné-vystupnich vzora tvaru (y, cf;k), ktera
vznikne aplikaci funkce H na vstupni vzory. Tedy d/) = H(%y), kde k € {1,--- ,p}.
Ozna¢me jako H mnozinu funkci, které lze reprezentovat danou vrstevnatou neuronovou
siti a které splhuji zvolené kriterium uspé&snosti na T7’. T a 1" obsahuji stejné vstupni
vzory. Dané vrstevnaté siti pfidame m’ vystupnich neuronu. PredloZime ji trénovaci mno-
zinu T" vzoru tvaru (T, [dk1, -+ 5 dgms djy, - -+ dl,0]). Vysledné vrstevnaté neuronova sit
odpovida dvéma sitim, které sdili skryté neurony, ale uci se riuzné funkce. Sit je nucena vy-
tvofit interni reprezentaci, ktera bude aproximovat obé funkce F' i H. Mnozina konfiguraci
se redukuje na H N F, viz obrazek 7.

Obrazek 7: Redukce poctu konfiguraci pomoci hinté. F zna¢i mnozinu funkei, které se
dana vrstevnata neuronova sif muze naucit na trénovaci mnoziné T. H je mnozina funkei,
které se dand vrstevnatd neuronova sit miZe nau¢it na trénovaci mnoziné T°. H N F
oznacuje mnozinu funkci, které se daji naucit, pouzijeme-li T a T’ soucasné.

Abychom zlepsili schopnost zobechovat, chceme, aby hint H ofezal funkce, které huie
zobecnuji a zachoval funkce, které jsou blizké F'. Tim se zvysi pravdépodobnost nalezeni
F béhem ufeni (zvysi se schopnost zobeciiovat). Vrstevnata neuronova sit se pak navic
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bude uéit rychleji (prostor pro prohledavani bude mensi). Pokud zvolime irelevantni hint
H, muze se stat, ze se schopnost zobeciiovat zhorsi (pokud hint ofeze funkce, které lépe
zobeciiuji a zachova ty horsi). HNF dokonce mie byt prazdny. To nastane i v situaci, kdy
je hint prilis slozity a sit neni schopné se naucit zaroven funkci F'i H. V tomto piipadé je
tfeba zvysit pocet skrytych neuront. Vice o zvySeni schopnosti zobeciiovat diky pfidanym
vystupium lze nalézt v [17, 39].

Prikladem hintt, které mohou byt takto oSetieny, mze byt néjaka caste¢na znalost o
vystupech (naptiklad vhodné klastrovani), viz [10]. Dalsim piikladem je znalost monoton-
nich oblasti hledané funkce. Pro kazdou monoténni oblast piidame jeden vystupni neuron
s pozadovanym vystupem shodnym s F'(x) v dané monoténni oblasti a konstantnim mimo
danou oblast (vice viz [17]).

2.2.4 Klastrovani pouzité jako napovéda

Jednim z typickych ptikladi napovédy, vhodnym pro uceni s pfidanymi vystupy, je roz-
déleni vzoru z trénovaci mnoziny do shluki. Pokud pro danou trénovaci mnozinu neni k
dispozici zadny hint, mizeme jako napovédu pouzit klastrovani, které vytvorime pomoci
zvoleného klastrovaciho algoritmu. Klastrovaci algoritmy se snazi identifikovat shluky po-
dobnych vzortu v trénovacich datech.

V naSich experimentech jsme pouzili jednu ze zékladnich a nejjednodussich klastrova-
cich metod - algoritmus k-means [25]. Tento algoritmus se pouziva pro klastrovani tréno-
vacich vzoru 74, ..., 7, € R" do k t¥id (1, .., C, kde pocet t¥id k je pfedem dany. Zakladni
myslenka algoritmu k-means spoc¢iva v tom, Ze zvolime k bodu ¢y, ..., ¢, € R", které se sta-
nou stiedy shluku C1, .., Cy. V kazdém kroku algoritmu ur¢ime pro kazdy shluk trénovaci
vzory, které k nému nalezi, a na zakladé nich spocteme novy stfed shluku. Iteraci ukon-
¢ime v okamziku, kdy se uz pozice stfedi shluki neméni. Postup algoritmu je detailné
popsan ve schématu 3. Algoritmus k-means se snazi minimalizovat objektivni funkci

Algoritmus 3 Algoritmus k-means

1. Vstup: trénovaci mnozina T = {74, ..., ¥, € "}, pozadovany pocet shluki k.
2. Ndhodné zvolime st¥edy shluki ¢, ..., ¢, € R™.
3. Kazdy (i-ty) trénovaci vzor ptifadime do shluku, k jehoz stfedu méa nejkratsi
vzdalenost (do I-tého shluku):
| = argmin, ||Z; — &||*.
4. Spoc¢teme nové pozice stiedi shluku:
G; = |Tll| > zec, i
5. Pokud se néktery stied shluku zménil, pokracujeme krokem 3, jinak konec.

k
J=) > llT-al (40)
=1 ZeC;

Prestoze algoritmus vzdy konverguje, nemusi najit globalni minimum chybové funkce.
Zalezi velmi na pocatecnich pozicich stfedi shlukii.

jednak z divodu jeho jednoduchosti, jednak proto, Ze chceme ukazat, Ze i tato klastrovaci
metoda mize poslouzit pro vytvoieni dobré napovédy.

Metody pro uc¢eni s napovédou, které jsme v této kapitole popsali, maji za cil zahrnout
néjakou dodatecnou informaci o hledané funkci do algoritmu uceni vrstevnaté neuronové
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sité a tim omezit prostor prohledavany béhem uceni. Hlavni piinos téchto metod spociva
v tom, Ze vedou k zrychleni algoritmu uceni a k lepsimu zobectiovani. Pouziti ndpovédy
muze vést k hladsi a jednodussi funkei sité. Aby uceni s napovédou vedlo k rychlejsi kon-
vergenci, lepsimu zobechovani a vétsi deterministi¢nosti vysledku uceni, je velmi dulezité
zvolit hinty spravné. Miize se stat, Zze na prvni pohled relevantni hint mize byt pfi uceni
bezcenny.

Vybér vhodné varianty uceni s ndpovédou v konkrétni iloze bude zalezet na tom, jaky
typ hintit mame k dispozici. Nejjednodussi situace nastane, pokud hint mzeme zahrnout
do trénovaci mnoziny b&hem jejiho predzpracovani (napiiklad invarianci vici posunuti).
Nékteré jednoduché invariantni hinty lze pfimo implementovat v architektufe vrstevnaté
neuronové sité, ¢asto je vSak pritom tieba pozménit algoritmus uceni. Hlavni nevyhoda
této metody spociva v tom, zZe jeji realizace muze byt velmi slozita a nelze ji pouzit obecné.
Oproti tomu posledni dvé metody davaji obecny navod pro zaclenéni libovolného hintu do
zvoleného algoritmu uceni a nevyzaduji pfitom zadné zmeény algoritmu. Nesporna vyhoda
téchto metod spociva v jednoduchosti jejich pouziti. Ke zméné architektury sité nedochazi
u prvni z metod viibec a u druhé metody k ni dochézi jen béhem uceni, kdy jsou docasné
piidany dalsi vystupni neurony. Obé metody snizuji riziko uviznuti algoritmu v lokalnim
minimu chybové funkce a zvysuji tak schopnost sité zobeciovat. Abu-Mostafa ukazal |2, 3],
7e uc¢eni s napovédou dokaze snizit VC-dimenzi vyslednych neuronovych siti. Vybér jedné
z metod (hint jako mnoZina vstupné-vystupnich vzortu / hint jako funkce, jejiz doménou
jsou vstupni vzory) pak zalezi na charakteru tlohy a dostupnych hint.
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2.3 Metody konjugovanych gradienti

Metoda konjugovanych gradienti je iterativni optimaliza¢ni metoda pro feSeni velkych
soustav linearnich rovnic, popsana naptiklad v [36]. Tato metoda byla ptivodné navrzena
Hestenesem a Stiefelem [18] k feSeni rovnic s pozitivné definitnimi maticemi koeficient.
Pozdéji se stala standardni metodou nelinearni optimalizace. Aplikaci této metody na
vrstevnaté neuronové sité vzniknou varianty algoritmu zpétného Siteni s rychlejsi konver-
genci.

Standardni algoritmus zpétného Sifeni méa nékolik nevyhod, viz napi. Blue a Grother
[8]. Jednak nemusi vzdy vést k nejrychlejsi konvergenci, navic miize dojit k uviznuti v
lokadlnim minimu chybové funkce. V praktickych tlohach je také tieba citlivé volit pa-
rametry algoritmu. Problém spocivd v tom, ze smér aktualizace vah g; v i-tém kroku
a smér aktualizace vah g; v j-tém kroku nemusi byt navzdjem kolmé a mohou se tedy
navzajem rusit. Pokud by sméry byly linearné nezavislé a navzajem kolmé, byl by pro-
ces minimalizace rychlejsi. A to je zakladni myslenkou metody konjugovanych gradientu
- v kazdém kroku se vybere smér tak, aby byl tzv. konjugovany se sméry vybranymi v
predchozich krocich. Pribéh poklesu chyby pro algoritmus zpétného Siteni a pro metodu
konjugovanych gradienti je vidét na obrazku 8, ktery jsme pievzali z [36]. Bylo experi-
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(a) Algoritmus zp&tného sifent (b) Metoda konjugovanych gradientii

Obrazek 8: Hladiny chybové funkce v prostoru konfiguraci.

mentalné ovéieno [4], Zze metody konjugovanych gradientii vedou k vyraznému zrychleni
oproti algoritmu zpétného Sitenti.

Popis pojmii a algoritmi v této podkapitole jsme prevzali pfevazné z [13, 28, 29|.
Nyni definujme zékladni pojmy, které budeme nadale pouzivat. Matice A je symetricka,
pokud AT = A. Matice A tvaru N x N je pozitivné definitni, pokud V& # 0, ¥ € RV :
71 - A-Z > 0. Nenulové vektory pi,---,pr € RY jsou navzajem konjugované vzhledem
k symetrické a pozitivng definitni matici M tvaru N x N, pokud p;* - M - p; = 0 pro
i # 4, 1 <4i,j < N. Skalarni soucin vektorii #,7 € RY je definovan jako:

=z

Euklidovska norma vektoru # € R” je definovana jako:

| & ||= VaT - .

1

(42)
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Ozna¢me jako vdhovy vektor 1 € RV vektor viech vah a prahii ve vrstevnaté neuronové
siti. Tedy
W= (- Wij, Wigj, 5 Woj, Wija1, Witl il ) (43)

Ozna¢me jako F(w) chybovou funkci sité. E (W) muze byt v daném bodé (W+ Z2) vyjadiena
pomoci Taylorova rozvoje:

EW+72)=BEW) +E W' -2+ <-27 - E'(W)" -2+ (44)

2

Jak jiz bylo Teceno, patii metody konjugovanych gradientii spolec¢né s algoritmem
zpétného Sifeni mezi optimaliza¢ni metody pouzivajici podobnou strategii. Tu si nyni na-
stinme: Proces minimalizace chybové funkce je iterativni. Za¢neme v néjakém pocate¢nim
bodé w; v prostoru vah a postupnym prohleddvanim hledame bod, pro ktery bude hod-
nota chybové funkce minimalni. Kazdy krok k algoritmu se sklada ze dvou nezavislych
podkrokii. Nejprve se zvoli smér kroku gi, tedy smér, ve kterém se bude hledat dalsi bod
Wi11. Potom se zvoli velikost kroku ay, tedy jak daleko se ma jit danym smérem. Vahovy
vektor v kroku k pak aktualizujeme podle vzorce

lUk+1 = lUk + oy - ﬁk (45)

Algoritmus zpétného Sifeni ur¢i smér kroku gy jako gp = —FE'(wy) a délku kroku ur¢uje
parametr uceni €. Minimalizace je zaloZena na linedrni aproximaci:

E(W + 2) ~ E(W) + E'(W)" - 2. (46)

Navic délka kroku je konstantni. Témito argumenty by se dala vysvétlit pomald konver-
gence tohoto algoritmu a to, Ze je v nékterych piipadech méné efektivni a robustni.

Metody konjugovanych gradientii pouzivaji stejnou optimaliza¢ni strategii jako stan-
dardni algoritmus zpétného Siteni, ale vybiraji smér a délku kroku preciznéji. Vyuzivaji k
tomu aproximaci druhého radu:

&
]
_I_
Xy
Q

1
E(W) + E' (W) -z + 5 R (w)T -z (47)

Délka kroku ay se nalezne prohledavanim po pfimce tak, aby minimalizovala chybovou
funkci v daném sméru kroku gi:

o = argmin E(w + a - gi). (48)

(e}

Metod prohledavani po pifimce je celd fada. Pro metodu konjugovanych gradientt je
vhodné tzv. Charalambousovo prohledavani [9]. Smér kroku gy urc¢ujeme néasledovné:
V prvnim kroku algoritmu zvolime stejny smér jako u algoritmu zpétného §ifeni (smér
opacny ke gradientu chybové funkce):

g1 = —E'(w). (49)

V (k + 1)-nim kroku, pro & > 1, vybereme nasledujici smér tak, aby byl konjugovany se
vSemi predchozimi sméry. Novy smeér vznikne kombinaci nového sméru ziskaného stejné
jako u algoritmu zpé&tného $ifeni se smérem z piedchoziho (k-tého) kroku:

Git1 = —E'(Wit1) + Brs1 - Gr (50)

Existuje mnoho riznych variant metody konjugovanych gradientii, které se 1isi vypo-
¢tem konstanty (. Nejznaméjsi vzorce pro vypocet B pochazi od Fletchera a Reevese [16]
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nebo od Polaka a Ribiera [31]. Fletcher-Reevesiv vzorec pro vypocet B ma nasledujici
tvar: L
o NGl
| G |
Tato varianta metody konjugovanych gradienti je vhodna pro sité s vétsi délkou N vaho-
vého vektoru, protoze je obecné rychlejsi nez algoritmus zpétného Siteni a jen o malo vice
prostorové naro¢nd, viz Battini [4]. Oproti tomu Polak-Ribierav vzorec pro vypocet [y je
tvaru:

(51)

[

kde hy = Jr — Gr—1- Tato varianta je jiz prostorové naro¢néjsi.

Dalsi varianty algoritmu se lisi podle toho, jaké je pouzito restartovaci pravidlo.
VSechny metody konjugovanych gradientii se periodicky restartuji. Pri restartu se po-
lozi k = 0 a nasledujici smér se vybere jako opa¢ny ke sméru gradientu chybové funkce.
Zakladnim postupem je restart v okamziku, kdy se pocet iteraci rovna velikosti vaho-
vého vektoru (IV), ale existuji i jiné restartovaci metody, které mohou zvysit efektivitu
algoritmu. Powell-Bealeova restartovaci metoda pochézi od Bealeho [5] a byla pozdé&ji vy-
lepSena Powellem [32|. Myslenka této metody spoc¢iva v tom, Ze k restartu ma dojit ve
chvili, kdy zbyva jen malé ortogonalita mezi soucasnym a piredchozim gradientem. To ne-
musi byt vzdy po pravé N krocich. Algoritmus je restartovan v okamziku, kdy je splnéna
tzv. Powellova nerovnost [32]:

| GE - Ger |2 ¢ || G |IP, kde c € (0,1). (53)

e (52)

Algoritmus 4 shrnuje jednotlivé kroky metody konjugovanych gradientu. Dil¢i postupy

Algoritmus 4 Metoda konjugovanych gradientii

1. Inicializace sité:
Inicializujeme vahovy vektor w; malymi ndhodnymi hodnotami.
Polozime ™ = §; = —FE'(w).
Polozime diskrétni ¢as k roven 1.
2. Spoc¢teme délku kroku ay:
ap = argmin, F(W + a - gi).
3. Aktualizujeme vahovy vektor w:
Wyy1 = Wy + g - G,
Trp1 = — B (W)
4. Pokud je splnéna restartovaci podminka (k mod N = 0, Powellova nerovnost,...),
restartujeme algoritmus a inicializujeme smér kroku gp.1:
Gkt1 = Thy1-
5. Jinak spoc¢teme (1 a novy smér kroku gjyq:

Bir1 = [ |*
+ Gr—1]*’

Giy1 = —E' (Wry1) + Bry1 - G-
6. Konec nebo polozime k = k + 1 a vratime se zpét ke kroku 2.

tohoto algoritmu nyni odvodime, viz |28|. Pokud by chybova funkce E (@) byla kvadraticka,
méla by pro nas vyhodné vlastnosti. Ozna¢me jako F,, kvadratickou aproximaci E na okoli
bodu w. Potom:

E,(?) = E(W) + E'(W)" -2+ = - 27 - B'(w)" - 2. (54)

N | —
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Pokud hleddme minimum F, (%), je tfeba najit tzv. kritické body, pro které plati:

E!(Z) = E"(W) - Z+ E'(wW) = 0. (55)
Kritické body najdeme feSenim této linearni rovnice.

Méjme vektory gi,---,gn € RY navzdjem konjugované vzhledem k Hessové matici
E" (). Metoda konjugovanych gradienti odvozuje vektory gi,---, gy rekurzivng, jak
jsme jiz ukazali. Za predpokladu, ze Hessova matice je pozitivné definitni, tvoii vektory
Gi,--+,gn bazi v RN [28]. Vzdalenost kritického bodu z* od pocate¢niho bodu Z; = W
pak lze vyjadrit jako lineadrni kombinaci vektoru gy, -+, gn :

N
Z_;k—Zl:ZOéi'g_;; aiei)?. (56)
i=1

~ v - LY T —
Vynasobme predchozi rovnici ¢lenem g - E” (@) zleva a dostaneme:

g - (B"(@) - 2* = B"(@) - 21) = ;- g;' - E"(@) - §j. (57)
Substituujme —E' () za E" () - z*. Koeficient a;; minimalizujici E’,(Z) pak vypo¢teme
jako:

_GCEW - Bw)-5) g ()

j - —— == g (58)
g - B(d) - g g B(@) - g;
Kriticky bod z* muze byt objeven iterativné v N krocich:
Ze+1 = Zk + Qg - G- (59)

Nazvéme jako 7 pro 1 < k < N mnozinu bodu Z spliwujicich 2= 21+ a1 - g1+ - -+ g - G-
V k-tém kroku algoritmu dochazi k restrikci minima na rovinu 7. Celkem dostavame
2 =Z +a-gi+ -+ ay - gh. Pokud je Hessova matice E”(w) pozitivné definitni,
ziskame kriticky bod z*, ktery bude jedinym globalnim minimem E,,. V opa¢ném piipadé
se muze jednat také o maximum nebo sedlovy bod.

V kazdém kroku algoritmu je pii vypoctu «4 tieba spocitat a uchovat Hessovu matici
E"(w). Poc¢itat ji piimo je ale zna¢né vypocetné a prostorové naro¢né, proto je lepsi ji
aproximovat. Oznac¢me s, = E" () - G- Hodnotu s 1ze odhadnout pomoci néasledujiciho
vzorce: B+ o0 - 50) — E'(d)

Sp A~ p 0< o, << 1. (60)

Pokud pocitame a4, podle vzorce (58), mohou v praxi nastat problémy, pokud chybova
funkce neni kvadraticka. Pak se mize stat, ze Hessova matice bude indefinitni v riznych
oblastech vahového prostoru a kvadratickd aproximace chybové funkce nepovede k dobré
konvergenci. Proto standardni algoritmus konjugovanych gradienti pouziva pro vypocet
délky kroku «y iterativni prohledavani v aktualnim sméru. To mé své nevyhody. Vznikaji
tak dalsi problémové zavislé parametry, jako je napiiklad maximalni pocet iteraci. Navic
je tfeba v kazdém kroku nékolikrat spocitat chybovou funkci a jeji derivaci, coz je ¢asové
naroc¢né. Jiné feSeni tohoto problému pfinasi dalsi modifikace algoritmu konjugovanych
gradientii, ktera se nazyva metodou skalovanych konjugovanych gradientu.

2.3.1 Metoda skdlovanych konjugovanych gradienti

V této podkapitole zanalyzujeme metodu skalovanych konjugovanych gradienta |28, 29].
Od piedchozich variant metody konjugovanych gradientu se tento algoritmus li§{ ve zpu-
sobu, jakym pocita délku kroku «4. Predchozi metody pouzivaly v kazdé iteraci prohle-
davani po ptrimce, které je vypocetné narocné (v kazdé iteraci je t¥eba nékolikrat projit
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v8echny trénovaci vzory). Moeller [28| se snazi prohledavani urychlit tak, ze kombinuje
Levenberg-Marquardtiv pristup s principem metod konjugovanych gradientt. Pti hledani
délky kroku pouziva informace druhého radu, presto si zachovava linearni prostorovou slo-
zitost vzhledem k velikosti N vdhového vektoru.

Algoritmus zpétného Sifeni i predchozi varianty metody konjugovanych gradientu znad-
né zavisi na parametrech definovanych uzivatelem. Hodnoty téchto parametru maji klicovy
vyznam pro UspésSnost prislusnych algoritmu. Je tieba je citlivé volit vzhledem k dané
tloze. Metoda skalovanych konjugovanych gradientii se snazi i tomuto problému ptedejit.

Algoritmus 5 podrobné popisuje postupy metody Skalovanych konjugovanych gradi-
entll, které nyni odvodime. Zakladni mysSlenka metody spociva ve vyuziti Levenberg-
Marquardtova pFistupu [23|. Zavedeme Fidici parametr )\, (Lagrangeiiv multiplikator),
ktery zajisti, ze Hessova matice bude pozitivné definitni. Hessovu matici E”(w},) nahra-
dime matici E”(wy) + A - I. Vzorec pro E,, kvadratickou aproximaci chyby E na okoli
bodu w, bude nyni:

E,(2) = E() + E'W)" -2+ =27 - (E"(@)" + A1) - Z. (61)

N | —

Koeficient o; pak spoc¢teme jako:

_ —g; - B, 1) 62
Q5 = -7 Py ——s (62)
gi- - (E"(W) - g7) + Aj | g5 |l
Jak je vidét ze vzorce (62), délka kroku a; je pfimo Fizena hodnotami parametru ;. Cim
je hodnota \; vétsi, tim je délka kroku kratsi.
Abychom mohli zjistovat pozitivni-definitnost Hessovy matice, zavedeme parametr ¢; :

5 =g -s;=g"  (E"(@;)+ X 1) (63)

kde
= (E"(d;) +A;-1)- g (64)

Pokud spocteme ¢§;, mizeme urcit, zda Hessova matice je nebo neni pozitivné definitni.
Pokud 4; < 0, Hessova matice neni pozitivné definitni. Predpokladejme, ze pro urcité j
je 6; < O Potom je tfeba zvysit hodnotu A; a prepocitat d;. Oznacme jako X\, 55 ad;
postupné nové hodnoty A;, 5; a ;. Potom pro s; a 6 plati:

T o= @) +NDg (65)
= (E"(uj) +A;- 1) - gj + (A = Aj) - gj (66
= 55+ A=) - g5 (67
6 = g si=g s+g N=X)g (68)
= 6+ =) 1lgl* (69)
Chceme-li, aby 6_J > 0, je tieba, aby platilo:
— 0;
)‘j > )\j (70)

II'g; 1>

Je tedy tieba, aby fidici parametr A; byl zvySen o vice nez —Hg‘j—_j||2. Otazkou zustava, o
J

kolik je tfeba zvysit \;, abychom dostali optimalni feseni. Moeller [29] doporucuje volit

Y

wﬁ (71)

M=o
J
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Algoritmus 5 Metoda skalovanych konjugovanych gradientii

1.

8.

Inicializace sité:

Inicializujeme vahovy vektor w; malymi nahodnymi hodnotami.
Inicializujeme &sla 0 < 0 < 1074, 0 < A\ < 1075, A\; = 0.
Polozime Fl = 51 = —El(lﬁl)

Polozime success = true.

Polozime diskrétni ¢as k roven 1.

. Pokud success = true, spo¢teme informaci druhého fadu:

g
O = ——
i
g =E£ (Wy+0ok-gr)—E' (W)
k — ok )

ST -
Ok = Gk Sk-

. Pfepocteme 5}, Op:

Sk = 5k + (M — M) - Gis
Ok = 0 + (A — i) || Gk |1

. Pokud je 9, < 0, zajistime, aby Hessova matice byla pozitivné definitni:

gkzgk—i-()\k—?‘”;#)'ﬁk;
A =2 (M — ),

0k = =0k + e[| g II7

A = Ap.

. Spocteme délku kroku ay:

_ =T =
Hi = G Tk,
— Kk

ak_zik'

. Spoc¢teme srovnéavaci parametr Ay:

Ay = 2-5k'(E(u7k)—§(u7k+ak'§k))

Hi
. Pokud Ay > 0, je mozné snizit chybu:

Wiy = Wy, + Q + Gk,

fk+1 = _El(u_ijrl)?

Aer1 =0,

success = true.

7.a Pokud k mod N = 0, restartujeme algoritmus:
Gri1 = Thit

7.b Jinak vytvorime novy konjugovany smér:

Gt 1 (Frs1—3r)

B ="
Grt1 = Thi1 + Be * G-

7.c Pokud Ay > 0.75, snizime tidici konstantu:

A = i “ A
Jinak chybu nelze snizit:
Akr1 = Mg,

success = false.

. Pokud Ay < 0.25, zvysime ¥idici konstantu:

10. Pokud smér 7,1 # 0, pak:

Akl = Ak
Polozime diskrétni ¢as k = k + 1.
Vratime se zpét ke kroku 2.

11. Jinak konec, vratime wj, jako hledané minimum.
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Pokud zvolime ); podle (71), dostaneme:

oG = G+ =) 11gI? (72)
(5' —
= 5j+(2')‘j_2' || g—{]HQ _Aj)' || gj ||2 (73)
J
= =0+ Il g II*> 0. (74)

Kvadratickd aproximace (61) nemusi byt vzdy dobrou aproximaci E (), protoze pa-
rametr \;, ktery urcuje délku kroku, je nastaven umeéle. V ¢lanku [28] je ukdzan mecha-
nismus, jak zvétSovat a zmenSovat \;, abychom ziskali dobrou aproximaci i v piipadé,
kdy Hessova matice nebude pozitivné definitni. Pokles a vzrist A; je fizen proménnou A;
definovanou nasledujicim vzorcem:

E(G) — E(: - s - G
A] _ ( ])_’ ( J + .7_’ g]) <75>
E(w;) — Eu(a; - G))
_ 2 (g) - E"(;) - 5 + N || g5 I1P) - (B(w;) — E(w; + o - ;) (76)
(B )T -G

Srovnévaci parametr A; ¥ika, jak dobfe E,(a;g;) aproximuje E(w; + «;g;). Parametr \;
se bude zvySovat a snizovat podle nasledujicich pravidel: Pokud A; > 0.75, pak \; = i-Aj.
Pokud A; < 0.25, pak \j = \; + 220,

gill

V této podkapitole jsme popisovali riizné varianty metody konjugovanych gradienti
(Fletcher-Reevesiiv vzorec, Polak-Ribiertuv vzorec, Powell-Bealeova restartovaci metodu a
Skalované konjugované gradienty). Metoda konjugovanych gradienti patii mezi nejrych-
lejsi algoritmy uceni vrstevnatych neuronovych siti, kterd se navic dobfe uci. Rizné pra-
meny se rozchéazeji v nazoru, kterd varianta konjugovanych gradientii je nejlepsi. Ziejmé
pro ruzné tlohy se 1épe chovaji rizné varianty [13].

Metoda skilovanych gradientt oproti pfedchozim variantdm sofistikovanéji poc¢ita dél-
ku kroku za vyuziti informace druhého fadu. Zaroven je u ni tieba nastavit jen minimum
volitelnych parametri; narozdil od ostatnich variant metody konjugovanych gradientu,
kde je pocet volitelnych parametri v porovnani s algoritmem zpétného Siteni velmi velky. Z
tohoto divodu jsme metodu Skalovanych konjugovanych gradientii upfednostnili v nasich
experimentech.
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3 Techniky vhodné pro extrakci znalosti a pravidel

Existuje vice pristupt k extrakci znalosti z dat. Jednim z nejsrozumitelnéjsich typt modeli
s velkou vyjadfovaci silou jsou rozhodovaci pravidla. Standardni syntaxe rozhodovaciho
(if-then) pravidla je: <IF> podminka <THEN> tfida. Pravidla se daji z dat extrahovat
nékolika zplisoby. V prvé fadé je mozné ucit je piimo. Dalsi moznosti je vystavét nad
daty rozhodovaci strom a pfeménit ho na pravidla. Znalosti ekvivalentni pravidlim se
daji rovnéz extrahovat z vrstevnatych neuronovych siti. V této kapitole tyto metody déle
rozvedeme.

3.1 Piimé uceni pravidel z dat - Pokryvani mnozin

Metoda pokryvani mnozin [27] inkrementéalné uéi if-then pravidla. V jednom kroku algo-
ritmu naucime jedno pravidlo, potom z trénovaci mnoziny odstranime vzory, které pravidlo
pokryva, a pokrac¢ujeme dalsim krokem. Ziskame tak mnozinu disjunktnich pravidel, kteréa
muzeme nakonec uspotradat podle tspésnosti. Postup je podrobnéji popsan algoritmem 6.
Pro urceni kvality pravidla se pouzivaji riizné miry, nejé¢astéjsi z nich je entropie vzhledem

Algoritmus 6 Pokryvani mnozin

1. P «— Vyber Pravidlo(T, Cil, Atributy).
2. Dokud Kwvalita(P,T) > prah
T =T\ {ptiklady kladné& klasifikované pomoci pravidla},
Pravidla < Pravidla U P,
P — Vyber Pravidlo(T, Cil, Atributy).
3. Pravidla settidime podle tspésnosti predikce na trénovaci mnoziné 7.

k cilové tiideé: .
Kvalita(P) = =) P(c;) - log(P(c:)), (77)
i=1
kde P(c;) je pravdépodobnost, 7e vzor pokryty pravidlem P patii do t¥idy ¢;. Po pravidlu
chceme velkou presnost (spravnou piedpovéd), ale netrvame nutné na velkém pokryti
(neni nutné rozhodnout pro viechny piiklady).

Jednotliva pravidla se hledaji prohledavanim stavového prostoru. Ten se prohledava
metodou rozdél a panuj, a to odshora dola (napf. AQ algoritmus [26]) nebo odzdola nahoru
(napt. CN2 [11]). Algoritmus CN2 za¢ne u pravidla, které neobsahuje zadnou podminku,
a iterativné k ni pfidava dalsi podminky. Oproti tomu AQ algoritmus nejprve nalezne
pozitivni priklad nepokryty zadnym pravidlem a oznaci ho za jadro. Potom jadro rozsiti
na nejvseobecnéjsi popis, ktery bude pokryvat pouze pozitivni piipady.

Hlavni nevyhodou vytvareni pravidel pokryvanim mnozin je velka citlivost téchto mo-
delit na Sum v datech. Tyto algoritmy vytvareji pouze pravidla bez proménnych, jejich
pouziti je tedy omezené.
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3.2 Rozhodovaci stromy

Rozhodovaci stromy, popsané napiiklad v |6, 27|, jsou jednim ze zakladnich a pomérné
silnych modeli pro dobyvani znalosti z dat. Jsou vhodné predevsim pro tfeseni klasifikac-
nich tloh. Rozdéluji vzory do navzajem disjunktnich podmnozin, kde kazda podmnozina
muze byt nasledné popsané jednoduchym pravidlem. Hlavni vyhodou tohoto modelu je to,
ze je srozumitelny (transparentni), protoze mé formu explicitnich pravidel. To umoziuje
snadno vyhodnocovat vysledky, dobie rozpoznat klicové atributy nebo vyjadrit pravidla
v jazyce jako je SQL. Tento model miize byt vyhodny i v situaci, kdy jsou vstupni data
poskozena.

Vstupem rozhodovaciho stromu je objekt nebo situace popsand mnozinou spojitych
nebo diskrétnich atributa (vstupni vzor). Cilovy atribut (pozadovany vystup) muze byt
rovnéz spojity, nebo diskrétni. Prozatim budeme piedpokladat diskrétni cilové atributy
a klasifikaci predlozeného vstupniho vzoru do jedné z cilovych t¥id. Rozhodovaci strom
pro dany cilovy atribut je kofenovy strom. Kazdy vnitini uzel odpovida testu (obvykle
na hodnotu jednoho z atributii) a pro kazdou hodnotu vysledku p¥islugného testu vede
z uzlu hrana. Listy jsou oznaceny predpoklddanou hodnotou cilového atributu, ktera je
vracena v piipadé dosazeni listu. Pokud rozhodovacimu stromu piedlozime novy vzor,
pomoci jednoduchého pravidla (které je tvofeno posloupnosti testi ve stromé) zafadime
vzor do cilové tiidy. Piiklad jednoduchého rozhodovaciho vzoru je na obrazku 9. Pomoci

ANO w‘E
N‘E/ \:NO
vitr > 25m/sec [I]

Obrézek 9: Rozhodovaci strom pro jednoduchou tlohu. Cilovy atribut odpovida rozhod-
nuti, zda je vhodny den pro odpoledni vylet.

slunec¢no

rozhodovaciho stromu je prostor moznych vzoriu rozdélen do oblasti, které obsahuji vzdy
vzory ze stejné tiidy (odpovida jim stejna hodnota cilového atributu). Piiklad rozdéleni
vstupniho prostoru na oblasti znazornuje obrazek 10.

Klasifikace vstupniho vzoru prostiednictvim rozhodovaciho stromu se provadi posloup-
nosti testi, kdy aktualni volba pouzitého testu zavisi na vysledku piedchoziho testu. Nej-
prve piedlozeny vstupni vzor konfrontujeme s kofenem stromu. Pak provedeme test, ktery
urci, ke kterému synovskému uzlu mame piejit (obvykle otestujeme hodnotu jednoho z
atributi). Tento proces opakujeme, dokud nedosdhneme nékterého z listi. Vechny vzory,
které skoné¢i v daném listu, jsou pak klasifikovany do stejné tridy. Testy provedené po cesté
od korene do listu dohromady tvoii klasifika¢ni pravidlo. Ruzné listy mohou klasifikovat
vzory do stejné t¥idy, ale kazdy z nich pouzitim jiného pravidla.

Obecny algoritmus pro vystavbu rozhodovaciho stromu se d4 popsat nésledovné:
Méjme trénovaci mnozinu, ktera se sklada z predem klasifikovanych vzora. Tedy pro kazdy
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X,

Obrazek 10: Rozdéleni vstupniho prostoru do oblasti pomoci rozhodovaciho stromu.

vstupni vzor zname hodnotu cilového atributu. Cilem je postavit strom, ktery spravné kla-
sifikuje nejen prvky trénovaci mnoziny, ale i nezndmé predlozené vzory. Zékladni postup
vystavby rozhodovaciho stromu popisuje algoritmus 7. Existuje mnoho postupi pro vybér

Algoritmus 7 Vystavba rozhodovaciho stromu

1. Vybereme test, ktery bude v kofeni stromu, vytvorime pro néj uzel a rozdélime
trénovaci vzory do mnozin podle toho, jaka je pro né hodnota vysledku testu.

2. Pro kazdy mozny vysledek testu vytvoirime podstrom,
pouzijeme k tomu piislusnou podmnozinu dat (vytvorenou v piedchozim kroku).

3. Pokud data obsahuji jen jednu hodnotu cilové tiidy nebo pokud neexistuje
vhodny test, vytvorime list a oznac¢ime ho nejcetnéjsi hodnotou cilové tiidy.

testu v kofeni (pod)stromu, ale cilem je vzdy vybrat test, ktery nejlépe separuje cilové
tridy.

7 rozhodovacich stromu se daji extrahovat pravidla, a to zapsanim pravidla pro kazdy
list. Pro kazdou cestu s posloupnosti testu 71, --- , 7T}, z kofene do listu oznac¢eného tridou
¢ vytvofime pravidlo T1&T5& - - - &T,, — c. Ziskana pravidla muzeme dale zlepSovat. Pro
kazdy test v kazdém pravidle je tfeba uvazit, zda by se jeho vynechanim nezvysila kvalita
pravidla. Vysledna pravidla pak settidime podle klesajici iispésnosti.

3.2.1 Prorfezavani

Kritickym faktorem u rozhodovaciho stromu je jeho velikost. Rozhodovaci strom musi mit
dostatetnou velikost (aby spravné klasifikoval data), ale nesmi byt ptili§ velky (aby byl
schopen dobf¥e zobeciiovat).

Spolehlivost rozhodovaciho stromu méfime tak, ze ho aplikujeme na mnozinu vzoru,
které nebyly obsazeny v trénovaci mnoziné (validaéni mnozinu) a spocteme procento
spravné klasifikovanych vzorti. Musime pfitom brat v tvahu kvalitu jednotlivych vétvi
stromu. Kazda vétev reprezentuje jedno pravidlo a nékterd pravidla jsou lepsi nez jiné.
Nékdy miazeme zlepsit schopnost predikce profezanim slabsich vétvi. Pro kazdy uzel mii-
zeme spocitat nasledujici hodnoty, které nam pomohou pfi profezavani: pocet vzori, které
jim prosly; jak by byly tyto vzory klasifikované, kdyby dany uzel byl listem; procento
spravné klasifikovanych vzori.

Protezavat rozhodovaci strom mizeme dvéma zptisoby, které se nazyvaji preprunning
a postprunning. Metoda vyuzivajici preprunning spo¢iva v tom, Ze pii vystavbé stromu
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skonc¢ime s vétvenim diive, nez pii standardni konstrukeci rozhodovaciho stromu. Novy uzel
uz dal délit nebudeme (a prohlasime ho za list), pokud je splnéna jedna z nésledujicich
podminek: Zaprvé, v trénovaci (pod)mnoziné uzlu je vétsina vzora z jedné cilové tiidy.
Zadruhé, trénovaci (pod)mnozina uzlu je dostate¢né mala. Problémem preprunningu je
to, Ze vétsinou nepostavi strom se spravnou hloubku (u nékterych vétvi piestane uzly
délit pozdé, u jinych moc brzy).

Pfi postprunningu nejprve vytvoirime strom a pak ho teprve profezdvame. K pro-
fezavani pouzijeme valida¢ni mnozinu vzori, kterd by méla byt nezavisla na trénovaci
mnoziné. Hlavni vyhodou oproti predchozi metodé je to, Ze nezamitneme dvojici testi,
které jsou uzitecné jako celek, ale samy o sobé diilezité nejsou. Existuji dva zptsoby, jak
strom profezat - nahradit podstrom listem, ¢ vynechat vnitini uzel. Pokud chceme na-
hradit podstrom listem, je tfeba postupovat nasledovné: Prochazime stromem smérem
od listi ke kofeni a pro kazdy uzel se rozhodneme, zda podstrom zachovame, nebo zda
tfeba nahradit ho jednim z jeho synovskych podstromi. Piiklady, které patfily do jinych
synovskych podstromi, je tfeba preklasifikovat.

3.2.2 CART algoritmus

Algoritmus CART [21] je jednim ze zakladnich algoritmu pro stavbu rozhodovaciho stro-
mu, ktery vytvari binarni stromy. Testy ve vnitfnich uzlech pro numerické atributy se
tykaji vZdy jednoho atributu x; a maji tvar x; > h, kde h;; je prahova hodnota daného
fezu. MoZné fezy pro dany atribut x; sestrojime (pro spojité atributy) timto zptsobem:
Nejprve vezmeme vSechny hodnoty, kterych x; nabyva na trénovaci mnoziné, a uspora-
dame je. Nasledné zvolime za h;;. stfedni hodnoty kazdych dvou po sobé jdoucich hodnot.
Pro diskrétni atributy vytvotrime tfezy obdobné.

Pro CART algoritmus je dulezité, jakym zptisobem se vybere optimélni fez. Pfedpokla-
dejme, Ze mame k dispozici trénovaci mnozinu dat 7' a mnozinu atributi. Cilem je vytvofit
fez, ktery bude nejlépe separovat cilové tfidy. Jako miru tspésSnosti fezu pouzijeme tzv.
diverzitu. Algoritmus 8 nastifiuje postup vybéru nejlepsiho fezu. Vysoka diverzita znadi,

Algoritmus 8 Vybér nejlepsiho fezu
1. Pro kazdy atribut z;:
la. pro kazdou moznou prahovou hodnotu fezu h;:
la.a. podle testu x; > h;, rozdélime mnozinu 7' na dvé mnoziny 17, a Tp
a spoc¢teme pokles diverzity uzlu,
la.b. najdeme nejlepsi fez pro dany atribut
(fez, ktery vede k nejvétsimu poklesu diverzity).
1b. Najdeme atribut s nejlepsim fezem, tento fez se stane testem pro dany uzel.

ze v trénovaci mnoziné je rovnomérné zastoupeno hodné cilovych tiid, nizka diverzita na-
opak znamené, Ze jedna cilova tiida na datech prevlada. Nejlepsi fez je ten, ktery nejvice
snizuje diverzitu uzlu. Pokles diverzity uzlu t je dan nasledujicim vztahem:

Adiverzita(t) = diverzita(t) — (diverzita(ty) + diverzita(tp)), (78)

kde ¢, a tp jsou synovské uzly uzlu t. Je vice zptisobii, jak pocitat diverzitu uzlu. Nejob-
vyklejsi miry diverzity jsou:
min(P(ey), P(cz)), (79)

2. P(Cl) . P(CQ) (80)
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pro 2 cilové t¥idy c; a co,

n

- ZP(@) ~log(P(c:)) (81)

pro n cilovych t¥id ¢y, - - - , ¢, kde P(¢;) je pravdépodobnost, Ze vzor z trénovaci mnoziny 7'
pat¥i do ttidy ¢;. Posledni varianta se nazyva entropie spojend s mnozinou 7'. VySe zminéné
funkce pocitajici diverzitu maji odlisSny priitbéh a vybiraji riizné fezy. Pro vSechny ovSem
plati, Ze nabyvaji svého maxima, plati-li pro néjakou t¥idu ¢; P(¢;) = 1 a pro ostatni t¥idy
¢; plati P(c;) = 0 (tedy v mnoziné T' je zastoupena jen jedna tiida). Naopak minima
nabyvaji vSechny z funkci v pfipadé, Ze jsou vSechny tiidy stejné pravdépodobné.

Vystavba celého stromu probiha nasledovné: Vitézny fez rozdéli trénovaci mnozinu 7'
na dvé podmnoziny 77, a Tp. Kazdou z nich pouZzijeme pro vytvoreni jednoho z podstromn,
jejichz koreny budou synové pravé vytvoreného uzlu. Mnozinu atributi zmensime o ty
atributy, které maji pro vSechny trénovaci vzory v dané podmnoziné stejnou hodnotu.
Pokud nemiizeme najit tez, ktery by snizil diverzitu uzlu, prohldsime uzel za list. To
nastane specialné ve chvili, kdy jsou vSechny vzory z trénovaci mnoziny uzlu ze stejné
cilové t¥idy. Kazdému listu piifadime jeho cilovou t¥idu a miru spolehlivosti (procento
Spatné klasifikovanych piikladi). Muze se stat, ze trénovaci vzory, které dosahly daného
listu, nepatii vSechny do stejné tiidy. Potom list oznac¢ime nejcastéji zastoupenou tiidou.
Mirou spolehlivosti rozhodovaciho stromu je vazeny soucet spolehlivosti vSech jeho listi.
Vahou spolehlivosti listu je pravdépodobnost, Ze jej vzor dosahne.

Algoritmus CART umoziuje profezavani vytvoreného rozhodovaciho stromu. Pod-
stromy, které budou profezany, vybirame tak, ze projdeme rozhodovaci strom od listi
smérem ke kofeni a pro kazdy uzel otestujeme, jak se zméni mira spolehlivosti, pokud
bychom ho nahradili listem. Pokud by se mira spolehlivosti zlepsila, podstrom odstra-
nime.

3.2.3 Algoritmy C4.5 a ID3

Algoritmus ID3 [33] je jednim z nejstarsich algoritmi pro vystavbu rozhodovacich stromii.
Algoritmus C4.5 je jeho rozsitenim, které navic mimo jiné umoziiuje pracovat s numeric-
kymi hodnotami. Hlavni rozdil mezi C4.5 a CART je v mechanismu vétveni. Zatimco
CART vétvi vzdy binarné, C4.5 rozliSuje vétveni podle spojitych a diskrétnich atributi.
Testy pro spojité atributy jsou stejné jako u CARTu, testy pro diskrétni atributy vedou k
tomu, Ze se vytvori jeden synovsky podstrom pro kazdou hodnotu testovaného atributu.

Vybér optimélniho testu se u ID3 mirné lisi od algoritmu CART. Atribut, ktery bude
testovan v kofeni stromu, vybereme na zakladé jeho informac¢niho zisku ("Information
gain"). Informacni zisk je definovan pro atribut A a trénovaci mnozinu uzlu T nasledovné:

T, ‘
Gain(A,T) = Entropie(T) — Z ’|T|| - Entropie(Ty), (82)
zeVal(A)

kde T}, je podmnozina 7', ktera obsahuje pravé vSechny prvky 7', pro které A =z, Val(A)
je mnozina hodnot atributu A, Entropie(T) = — ). P(c;)log(P(c;)), P(c;) je pravdépo-
dobnost, 7e vzor z trénovaci mnoziny 1T patii do cilové tiidy ¢;. Do kofene podstromu
vybereme atribut s nejvétsim informacnim ziskem.

Na zavér této podkapitoly bychom radi zanalyzovali vyhody a nevyhody modelu rozho-

dovacich stromii. Hlavni vyhodou rozhodovacich stromt je jejich snadna interpretovatel-
nost. Vytvari srozumitelna pravidla, kterd mzeme jednoduse zapsat v prirozeném jazyce
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i v jazyce typu SQL. Kromé toho, rozhodovaci stromy maji hierarchickou strukturu, rele-
vantni atributy se nachézeji blizko kotfene. Pro jejich pouziti v klasifika¢nich dlohach mluvi
i to, ze klasifikuji velmi rychle, bez nutnosti slozitych vypocti. Rovnéz nevyzaduji slozité
predzpracovani trénovaci mnoziny dat. Jsou schopné pracovat se spojitymi i diskrétnimi
hodnotami atributi a poméahaji ndm rozhodnout se, které atributy jsou pro predikci ¢i
klasifikaci klicové.

Hlavni nevyhoda modelu rozhodovacich stromt spociva v tom, ze narozdil od vy-
poctu jsou vystavba rozhodovaciho stromu i jeho protfezani pro slozitéjsi tlohy znac¢né
vypocetné narocné. Predikce numerickych hodnot s sebou rovnéz nese mnoho problému.
Abychom mohli predikovat numerické hodnoty, je nutné model rozhodovaciho stromu po-
zménit. Problém pii u¢eni miZe nastat (obzvlast dovolime-li vétsi vétveni stromu), pokud
mame velké mnozstvi cilovych tiid, ale maly pocet trénovacich vzort. Trénovaci vzory pak
nemusi dostate¢né pokryt vSechny vétve stromu. Rozhodovaci stromy se rovnéz obtizné
vypotradaji se vzajemnymi interakcemi mezi atributy. Nékteré atributy (naptiklad mno-
hahodnotové, kli¢e) jsou pro rozhodovani bezcenné, proto je tieba je pfedem detekovat a
odstranit. P¥i vystavbé rozhodovaciho stromu casto dochazi také ke zbytecné fragmentaci
pak muze dojit k vytvotreni piilis velkych a slozitych rozhodovacich stromt, ze kterych
nésledné ziskdme piilis mnoho dlouhych pravidel. Vyjadiovaci sila a srozumitelnost takto
ziskanych pravidel je zna¢né omezena.
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3.3 Metoda vynucované kondenzované interni reprezentace

7 vrstevnaté neuronové sité typu zpétného Siteni je narozdil od modelu rozhodovacich
goritmus uceni vynuti transparentni strukturu vrstevnaté neuronové sité, je mozné z ni
vyéist fadu informaci o tom, jak pocita. Standardni algoritmus zpétného Sifeni sdm o
sobé& neni schopen jasnou strukturu sité vytvorit. Existuje vSak jeho modifikace, metoda
vynucované kondenzované interni reprezentace [30], ktera k vzniku transparentni vnitini
struktury neuronové sité vyrazné napomuze.

Nejprve zavedme zakladni pojmy pouzivané v této podkapitole. Pro danou vrstevna-
tou neuronovou sit s h skrytymi neurony a vstupni vzor ¥ € R" nazveme vektor 7 € R"
vystupt vSech skrytych neuront interni reprezentaci dané vrstevnaté neuronové sité. In-
terni reprezentaci vrstevnaté neuronové sité 7 = (ry,--- ,ry) nazveme binarni, jestlize
r; € {0,1} proi = 1,--- , h. Interni reprezentaci vrstevnaté neuronové sité ¥ = (r1,- - , 1)
nazveme kondenzovanou, jestlize r; € {0, %, 1} proi=1,---, h. M&me danou vrstevnatou
neuronovou sit a trénovaci mnozinu 7. Skryty neuron ¢ vytvaii uniformni reprezentaci,
jestlize f;(&;) = ¢ € R pro vSechny vstupni vzory z T'. Skryty neuron i vytvafi reprezentaci
identickou s reprezentaci skrytého neuronu j, jestlize f;(&) = f;(&;) pro vSechny vstupni
vzory z T'. Skryty neuron ¢ vytvaii reprezentaci inverzni k reprezentaci skrytého neuronu
7, jestlize fi(&) = —f;(&;) pro vSechny vstupni vzory z T

Standardni vrstevnaté neuronové sité typu zpétného Siteni se sigmoidalni pfenosovou
funkci maji tendence vytvaret nejasnou interni reprezentaci, kdy vystupy skrytych neu-
roni pokryvaji cely interval (0,1). U takto nauc¢enych siti 1ze jen velmi obtizné odhadnout
funkci a dulezitost jednotlivych skrytych neuronti. Pokud nam jde o to, extrahovat z neu-
ronové sité znalosti, je nutné, aby sif méla interni reprezentaci co nejjasnéjsi. Navic je
dobré, pokud se pro rizné pozadované vystupy co nejvice lisi vystupy skrytych neuront.

Metodu vynucované kondenzované interni reprezentace, kterd vytvoii transparentni
strukturu sité jiz v prubéhu uceni, nastinuje ¢lanek [30]. Aby bylo jasné, jakou funkci
maji jednotlivé skryté neurony, je tieba zajistit, aby se jejich vystupy co nejvice blizily
hodnotam 0, 1 a % To nam pomiize pii nésledné extrakci pravidel z neuronové sité.
Vystup 1 intuitivné odpovida hodnoté "ano", vystup 0 odpovida hodnoté "ne". Vystup
1 (tzv. tichy stav) odpovida hodnoté "nelze rozhodnout". Tichy stav daného skrytého
neuronu odpovida tém vstupnim vzortum, které se nachézeji v tésném okoli jeho délici
nadroviny. Pro tyto vstupy neni dany neuron schopen rozhodnout. Vrstevnata neuronovéa
sit s kondenzovanou interni reprezentaci je pak takova sit, jejiz skryté neurony maji pro
vSechny trénovaci vzory vystupni hodnoty blizké hodnotam 0, 1 nebo %

Méjme naucenou vrstevnatou neuronovou sit s kondenzovanou interni reprezentaci.
Pro kazdy trénovaci vzor ma sit urc¢itou interni reprezentaci (kombinaci vystupu skrytych
neuront). Trénovaci vzory muzeme rozdélit do tiid ekvivalence podle interni reprezentace.
Snadno pak muzeme extrahovat znalosti ekvivalentni rozhodovacim pravidlim, zvIast
pokud je tiid ekvivalence maélo.

Pokud chceme, aby sit ziskala béhem uceni kondenzovanou interni reprezentaci, je
dobré formulovat tento pozadavek ve tvaru chybové funkce, kterou budeme v pribéhu
uc¢eni minimalizovat. Chybové funkce by méla penalizovat skryté neurony s vystupy vzda-
lenymi od hodnot 0, % a 1. Tato chybova funkce by méla byt kladna, spojité diferen-
covatelnd a méla by dosahovat lokalniho minima pro vystupy skrytych neuroni 0, % a
1. Toho muzeme dosdhnout tak, Ze pro kazdy vystup y skrytého neuronu pridame ¢len
y-(1—vy)- - (y— %)2 Graf tohoto chybového ¢lenu je vidét na obrazku 11. Funkce sice
splhuje pozadavky, které na ni klademe, presto jeji pouziti nepovede k pozadovanému vy-
sledku. Jak je vidét z obrazku, lokdlni minima 0 a 1 jsou znevyhodnéna oproti % Lokalni
maxima se nachéazeji pfilis blizko téchto bodu (a chybova funkce je zde p¥ilis strméa). Nao-
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Obrazek 11: Graf funkce z - (1 — z) - (z — 5)? na intervalu [0, 1].

pak 1udoli kolem bodu % je az piilis Siroké. Nasledkem tohoto znevyhodnéni budou skryté
neurony setrvavat pro vétSinu vstupnich vzoru v tichém stavu. Proto bychom chtéli, aby

se lokdlni maxima posunula blize k sobé do blizkosti bodi 0.25 a 0.75. Toho Ize docilit,
pokud piislusné chybové ¢leny nahradime ¢leny y*- (1 —y)*- (y — 1)%, s > 1. Umocnénim

jednotlivych ¢leni dosdhneme pozadovaného vysledku, kdy se maxima posunou blize k
sobé a chybova funkce bude v okoli bodu 0 a 1 méné strmé, viz obrazek 12.
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Obrézek 12: Graf funkce z° - (1 — z)° - (x — )2 na intervalu [0, 1] pro s = 1,2 (vlevo) a
doporucované s = 4 (vpravo).

Chybova funkce penalizujici neustilené skryté neurony vznikne sou¢tem jednotlivych
chybovych ¢lent pies viechny neurony v posledni skryté vrstvé (index j) a pies vSechny
trénovaci vzory (index i):

D m
S S 1
F=33 " (=)' (g — )" (83)
i=1 j=1

kde y;; je vystup j-tého neuronu v posledni skryté vrstvé pro ¢-ty trénovaci vzor. Celkova
chybova funkce bude rozsifena nasledovné:

G=a.-EF+a,-F, (84)
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kde E je definovana pomoci (14) a a, a «, jsou nezaporné konstanty urcujici podil E a
F' na celkové chybé. Konstanty a. a «, je tieba citlivé zvolit. Pokud je a. pfilis velka,
ziskame dobfe naucenou sit bez kondenzované interni reprezentace. Pokud naopak vysoce
prevazuje .., ztrati sit schopnost aproximovat hledanou funkci, protoze dojde k saturaci
skrytych neuront.

V prubéhu uceni je tfeba minimalizovat zdroven s chybovou funkei £ obdobnym zpii-
sobem i funkci F'. V kazdém kroku modifikovaného algoritmu zpétného Sifeni pak aktua-
lizujeme vahy skrytych neuront proti sméru gradientu chybovych funkci £ i F. Piirustek
vahy pro jeden trénovaci vzor odpovidajici chybové funkei F' budeme znacit Apw;; :

OF

)

Vztahy pro vypocet Apw;; odvodime nasledovné: Pfedpokladejme, Ze mame jeden zafixo-
vany trénovaci vzor p, jehoz index pro jednoduchost vynechame. Pro danou k-tou vrstvu
bude j neuron z této vrstvy a i bude neuron z (k — 1)-ni vrstvy. Pro vystupni ((I + 1)-ni)

vrstvu plati:

Pro [-tou (posledni) skrytou vrstvu plati:

Apwj;j = ——— = —— + —2 . : 87
FUJ] 8wij 8yj 65] awij ( )
Vyraz —g—g = —g—; . g—z’j budeme znacit ;. Spocteme:
OF . . 1 1
oy, Y Py ) 2 (s D)y (L) — 5 s). (88)
885?', spo¢teme podle vzorce (21), g—? spocteme podle vzorce (24). Celkem dostaneme:
s s 1 1
Apwy = =Xy (L=y) (g —5) - 25+ 1)y (L —yy) =5 5) -4 (89)
= ¥ Y (90)
Pro neurony j z ostatnich skrytych vrstev rovnéz plati (87). Déle spoc¢teme:
OF OF 0Oy, 0&,
T N Y T N 91
ayj T%; ayr agr ayj rezj: ! ( )
Celkem dostaneme:
Apwi; = (D @r-wyp) gy (L= ;) v = 95 s (92)
r€j_

Odvozeni se pfili§ nelisi od algoritmu zpétného $ifeni. Myslenka zpétného $ifeni chyby je
u obou postupi stejna.
Vzorec (32) pro aktualizaci vah v algoritmu zpé&tného Sifeni bude rozsifen nasledovné:

Awig(t) = —ae - Sk - yi + 0 - @5 - Y, (93)

kde ¢; je definované vzorcem:

0, J € Ly
pi=q Nyt U=y) (i —3) (5-s=2-(s+ 1)y - (1—yy), jeL
(e prwie) - ys - (1= yj), jeLi, i<l
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Konstanty a. a a, € (0,1) ve vzorci (93) jsou vahy urcujici podil E a F na celkové chybé.

Metoda vynucované kondenzované interni reprezentace miize byt dale rozsifena, aby se
jesté vice snizila citlivost funkce sité. Casto se stava, 7ze naucend vrstevnati neuronova sit
mé pro rizné vystupy velmi podobnou interni reprezentaci. Tato situace nastane, pokud
jsou hodnoty vah v absolutni hodnoté mezi dvéma nésledujicimi skrytymi vrstvami velké.
To vede k velkym potencidlim, které vyvazi malé rozdily v interni reprezentaci. U takto
naucené sité vedou i malé zmény v interni reprezentaci k velkym rozdilim ve vystupech
sité. Sit pak hufe zobechuje, je velice citlivd na Sum v datech. V ¢lanku [30] je popsan
postup, jak vytvorit kondenzovanou interni reprezentaci, kde se pro odlisné vystupy bu-
dou co nejvice lisit aktivity skrytych neuronii. Zasadni nevyhodou této metody je znacné
¢asova a prostorova slozitost. Dany algoritmus je kvadraticky. Pro kazdy predlozeny treé-
novaci vzor je tfeba v kazdém kroku spocitat podobnost se vSemi ostatnimi trénovacimi
vzory. Navic je tfeba si pro kazdy neuron pamatovat jeho stav pro vsechny vstupni vzory.

Jednou z hlavnich pfednosti vrstevnatych neuronovych siti je schopnost zobeciovat.
Jedna se o schopnost dat spravny vystup i pro neznamé vzory (které se nevyskytovaly v
trénovaci mnoziné). Pokud chceme, aby sit spravné zobeciiovala, mizeme tomu napomoci
nékolika zptisoby. Nejdilezitéjsi je spravné zvolit trénovaci mnozinu tak, aby obsahovala
ukoli. Dale je dulezité vybrat trénovaci vzory tak, aby co nejrovnomérnéji pokryvaly
vstupni prostor. Obecné plati, Zze sité, které jsou mensi, lépe zobechuji [14]. Cim je sif
vetsi, tim vétsi je Sance, Ze bude spravné aproximovat hledanou funkci, ale zaroven je tieba
vice trénovacich vzort, aby spravné zobecnovala. Diilezité tedy je, omezit co nejvice pocet
skrytych neuronii, ale ne piilis, aby sit neztratila schopnost dostate¢né dobie aproximovat
hledanou funkei. Funkce sité (a jeji derivace) by také méla mit co nejhladsi priibéh bez
prilisného zakiiveni a prudkych vychylek [20]. Prudké vychylky ve funkci sité vedou k
tomu, ze pro podobné vstupy miuze sit davat zcela odlisné vystupy. Pokud ale pocitame s
Sumem v datech, chceme, aby i pro mirné zafuména data sit davala podobné vysledky. Je-
li nasim cilem, aby funkce sité byla hladka, da se tomu napomoct metodami, které zmen§i
prostor prohledavanych funkci. Mezi tyto metody patii diive zminéné uceni s ndpovédou,
profezavani anebo regularizace. Metoda vynucované kondenzované interni reprezentace
rovnéz piispiva ke schopnosti zobechovat. Obvykle vede k hladsi funkci sité a snizuje
citlivost skrytych neuront (pocet vzora v blizkosti jejich délici nadroviny).

Chceme-li vytvorit co nejhladsi funkci sité, stacéi zajistit, aby funkce modelované jed-
roni by mély mit v absolutni hodnoté nizké hodnoty prvni a druhé derivace. Navrzené
chybova funkce F' definované pomoci (83) pro s = 4 vede ke sniZeni prvni i druhé derivace
sigmoidalni prenosové funkce. Prvni derivace odpovida ' = y - (1 — y). Druha derivace
odpovida y” =y - (1 —y) - (1 — 2y). Potom vyraz y* - (1 —y)* - (y — 3)? mizeme vyjadrit
jako 411 - (y)%- (y")*. Prvni i druh4a derivace jsou obsaZeny v predpisu pro aktualizaci vah
(93), (94). V pribéhu uceni jsou skryté neurony penalizovany za velké hodnoty prvni a
druhé derivace, tedy za pfiliSnou citlivost. To prispiva k hladkosti vysledné funkce sité a
tedy k lepSimu zobechovani.

Hlavni vyhodou metody vynucované kondenzované interni reprezentace je, 7e dopo-
méaha k vytvoreni transparentni vnitini struktury sité, ktera je ekvivalentni pravidlim;
metoda rovnéz zvySuje schopnost vrstevnaté neuronové sité zobectiovat. Nevyhodou této
metody aplikované na algoritmus zpétného Sifeni je jeji pomalost. V kapitole 4 vyuzi-
jeme toho, Ze se princip této metody da snadno aplikovat i na jiné ucici algoritmy a jiné
prenosové funkce, pti konstrukei vlastntho uéiciho algoritmu.
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3.4 Analyza citlivosti vrstevnaté neuronové sité

Pokud chceme extrahovat z vrstevnaté neuronové sité znalosti, je jednou z dilezitych
charakteristik, které mizeme vyuzit, citlivost vystupnich neuroni na jednotlivé skryté a
vstupni neurony [15]. Pro kazdy trénovaci vzor lze spocitat, jaky maji jednotlivé vstupy (a
skryté neurony) vliv na vystupy neuronové sité. MiZeme tak detekovat vstupni p¥iznaky,
které maji velkou vahu pii vypoc¢tu neuronové sité, a naopak priznaky, které jsou bezcenné.
Také ndm to pomize zjistit, které skryté neurony nemaji na vystup vliv a bylo by mozné
je bez ujmy na kvalité modelu odstranit. Pfi vypoctu citlivosti je nutné si uvédomit,
7e je tfeba ji pocitat pro kazdy trénovaci vzor zvlast. Dilezitost jednotlivych vstupu
pro vystup se mize az diametralné lisit pro rizné trénovaci vzory. Navic je tfeba déat
si pozor, pokud budeme chtit na zakladé citlivosti urcit poradi dulezitosti jednotlivych
vstupu. Citlivost se tyk& konkrétni naucené sité, pro ruzné sité naucené na stejnou tlohu
mohou vychézet rizné vysledky. Proto je tieba test vicekrat opakovat, pokud chceme
ziskat obecné vysledky.

Citlivost vystupniho neuronu j na skryty neuron ¢ 1ze pro dany trénovaci vzor vyjadrit
jako s;; = 6y Podobné citlivost vystupu sité y; na vstup z; lze vyjadiit jako s;; = gzi
Vztah pro vypocet s;; se odvodi nasledovné: Pro vystupni neuron j a neurony ¢ v posledni
skryté vrstvé odvodime:

_ Oy;  Oy; 0§

Sii = =
’ Oy 85]’ Yy

= f’(fj) - Wi (95)
Pro neurony ¢ v ostatnich skrytych vrstvach a ve vstupni vrstvé plati:

s,-]:ayj _ Z%.%.a_f’f: > sk (k) - wir. (96)

ou:
Yi kej_, kcj_,

Pro derivaci sigmoidalni pfenosové funkce f plati vztah f'(§;) = y;-(1—y;), kde y; = f(&;),
pro pfenosovou funkei f hyperbolicky tangens plati f'(¢;) = (14+y;)- (1 —y;), pro linearni
prenosovou funkei pak plati f/(¢;) = 1.

Pro vrstevnatou neuronovou sit s linearni pienosovou funkci ve vystupni vrstvé a
hyperbolickym tangentem ve skrytych vrstvach plati pro vypocet s;; néasledujici vztahy:

Sij = Wij (97)
pro vystupni vrstvu a

sig= ) s (Lyy) - (L—y,) - wa, (98)

kej_

pro ostatni vrstvy.

Vypocet citlivosti vystupt 1ze vyuzit nékolika zpusoby. Tim hlavnim je prorfezani vrs-
tevnaté neuronové sité po jejim nauceni, které muze zlepsit schopnost sité zobecnovat
[15, 7]. MuZeme 7zjistit, které vstupni proménné maji velky vliv na vystup sité pro vétsinu
trénovacich vzoru. Tyto vstupy maji pro uceni zdsadni vyznam. Naopak vstupy, které maji
maly vliv pro vSechny trénovaci vzory, lze vynechat, aniz by se sit ucila hufe. Zde je nutnéa
opatrnost. Pokud je néktery vstup podstatny pro nékolik trénovacich vzorta (nebo tieba
jen pro jeden vzor) a pro ostatni je bezcenny, neméli bychom ho odstranovat. Takovyto
vstup ma pri uceni své opodstatnéni. Stejné jako pro vypocet dilezitosti vstupti muzeme
citlivost vyuzit pii detekci nadbyteénych skrytych neuroni. Analyzu citlivosti muzeme vy-
uzit i v piipadé extrakce znalosti z vrstevnatych neuronovych siti. Pokud vzory rozdélime
do skupin s podobnou citlivosti, mize nam to pomoct pii extrakeci pravidel.
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4 Vlastni vysledky

Existuje vice pristupi k extrakci znalosti z dat, napiiklad pfimé generovani pravidel po-
kryvanim mnozin, model rozhodovacich stromi, vrstevnaté neuronové sité nebo samoor-
ganizujici se struktury. V této préaci jsme se zaméfili na dva z téchto modeli, vrstevnaté
neuronoveé sité a rozhodovaci stromy. Nasim cilem je prozkoumat pouzitelnost téchto mo-
delii pti feseni slozitych tloh na velkych datovych sadéch.

Rozhodovaci stromy jsou modelem pro extrakci znalosti z dat s velkou vyjadiovaci
silou. Jejich hlavni vyhoda tkvi ve skutecnosti, Ze jako sviij vystup davaji pravidla. Jedna
se pro Tadu tloh o velmi citelny model, ktery se pomérné rychle ucéi. Zaroven nekladou
vysoké naroky na predzpracovani dat. Existuje ale fada typt tloh, na kterych rozhodo-
vaci stromy selzou. Pro hodné slozité tlohy jsou i vysledné rozhodovaci stromy slozité,
pravidel je pfilis mnoho a jsou pfili§ dlouha. V tom piipadé se snadné citelnost a velki
vyjadiovaci schopnost rozhodovacich stromi ztraci. Tento model rovnéz neni p¥ili§ odolny
vii¢i Sumu v datech. Rozhodovaci stromy se nejlépe hodi pro klasifika¢ni tilohy a pro praci
s kategoridlnimi daty, pro numerické atributy se sice daji pouzit, nicméné pro né nemusi
davat optiméalni vysledky.

Vrstevnaté neuronové sité typu zpétného §ifeni se od modelu rozhodovacich stromi
znacné lisi. Narozdil od rozhodovacich stromu jsou schopné tspésné feSit i velmi slozité
ulohy, maji vysokou schopnost adaptace a zobechovani. Na druhé strané standardni al-
goritmus zpétného Sifeni nevytvaii transparentni strukturu vrstevnaté neuronové sité a
vyjadiovaci schopnost a interpretovatelnost modelu je oproti rozhodovacim stromtiim po-
mérné nizka. Standardni vrstevnaté neuronové sité jako svij vystup nedavaji pravidla,
z jejich struktury se da tézko vycist jejich funkce. Prestoze vrstevnaté neuronové sité
zaostavaji za rozhodovacimi stromy ve vyjadfovaci sile, tento rozdil se stird pro slozité
ulohy a velké datové sady, kde rozhodovaci stromy svou vyjadiovaci schopnost ztraceji.
Navic existuji modifikace algoritmu zpétného $iteni, které vedou k vytvoteni transparentni
vnitini struktury sité a tim k vétsi vyjadiovaci schopnosti modelu. Proto se nam vhodnéjsi
pro Teseni slozitych tloh zdaji byt vrstevnaté neuronové sité.

P1i feSeni velmi slozitych loh jiz ale algoritmus zpétného $ifeni nemusi postacovat kla-
denym pozadavkim na rychlost. Zaroven s sebou tyto tlohy nesou mnohem vétsi naroky
na schopnost vrstevnaté neuronové sité zobecnovat. Abychom piekonali tyto komplikace,
rozhodli jsme se hledat jiné metody pro uceni vrstevnatych neuronovych siti, které se
zminénymi komplikacemi uméji vypotradat.

Mezi metody s velmi rychlou konvergenci patii metody konjugovanych gradienti, které
ovSem stejné jako algoritmus zpétného Siteni nevytvareji transparentni strukturu vrstev-
naté neuronové sité. Schopnost sité zobeciiovat by mélo znacné zvysit uceni s ndpovédou.
To by navic mélo vést k rychlejsimu uceni. Také by mohlo napomoct protfezani nadbytec-
nych skrytych neuronu. Po profezani bude funkce sité hladsi a vnitini struktura neuronové
sité jasnéjsi. Aby sit vytvorila jasnou a transparentni strukturu, je vhodné pouzit metodu
vynucované kondenzované interni reprezentace. Tato metoda rovnéz prispiva k profezani
skrytych neuronii a tim padem k lepS§imu zobechovani. Hlavni nevyhodou této metody vsak
je jeji pomalost a horsi schopnost ucit se a zobechovat. Pii extrakci znalosti z vrstevnaté
neuronové sité muze znac¢né pomoct analyza citlivosti, kterd umozni profezat nadbytec¢né
skryté i vstupni neurony a vytvorit tak jednodussi funkci sité se snazsi interpretaci.
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4.1 Navrh vlastniho modelu pro extrakci znalosti z vrstevnatych
neuronovych siti

V této podkapitole jsme si dali za cil odvodit metodu pro u¢eni vrstevnatych siti (SCGIR),
kterd v sobé spoji dobré vlastnosti analyzovanych metod: bude rychlé, bude dobfe zobec-
novat a zaroven bude vytvaret transparentni strukturu vrstevnaté neuronové sité. Metoda
SCGIR mé jako zdklad metodu skalovanych konjugovanych gradientii, kterou rozsifuje o
vynucovani kondenzované interni reprezentace a o uceni s napovédou.

V experimentalni ¢asti této prace budeme pracovat s bipolarnim modelem, kdy budeme
pouzivat linearni prenosovou funkei ve vystupni vrstvé a hyperbolicky tangens (7) ve skry-
tych vrstvach. Proto bylo tfeba odvodit postupy metody vynucované kondenzované interni
reprezentace, kterd byla doposud odvozena pouze pro sigmoidalni pfenosovou funkei [30],
pro tento model vrstevnaté neuronové sité. Nékteré pojmy zavedené v podkapitole 3.3 je
tfeba pro praci s bipolarnim modelem ptedefinovat. Interni reprezentaci vrstevnaté neu-
ronové sité 7 = (ry,--- ,7,) nazveme binarni, jestlize r; € {—1,1}, ¢ = 1,--- | h. Interni
reprezentaci vrstevnaté neuronové sité ¥ = (r1,--- ,7,) nazveme kondenzovanou, jestlize
ri€{-1,0,1},i=1,---  h.

P1i praci s bipolarnim modelem je tieba definovat odlisné chybovou funkci F'. Nyni
chceme, aby se vystupy skrytych neuront blizily hodnotam 1 ("ano"), —1 ("ne") a 0
("nelze rozhodnout"). Chybovy ¢len pro vystup y skrytého neuronu bude mit nyni tvar
(1—1)*- (14+y)*-y? s > 1. Opét je tieba vhodné zvolit parametr s, aby se lokdlni maxima
posunula od bodi —1, 1, viz obrazek 13. Nejvhodnéjsi se nam zdé zvolit s = 3, pro néz
jsou lokalni maxima nejblize bodum —% a %

012
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008

E ot

0.04 -

002+

Obrazek 13: Graf funkce (1 — x)® - (1 + z)* - 22 na intervalu (—1,1) pro rizné hodnoty
parametru s.

Chybova funkce penalizujici neustalené skryté neurony je opét dana souctem jednot-
livych chybovych ¢leni pies vSechny neurony v posledni skryté vrstvé (index j) a pies
viechny trénovaci vzory (index 7):

P m
F=Y>(1+y) - (1—uy) v (99)
=1 j=1

kde y;; je vystup j-tého neuronu v posledni skryté vrstvé pro i-ty trénovaci vzor. Celkova
chybova funkce pak bude mit tvar G = F + «, - F, kde konstanta «, urcuje podil F
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na celkové chybé. Vztah pro vypocet Apw;; = —8‘1}2 se odvodi obdobné jako u zakladni

varianty metody. Jedinny rozdil v odvozeni Apw;; se tykd vypoctu 3—5, viz (88). Pro F
J

definovanou vzorcem (99) odvodime:

g_j =2-(1+y)" L=y oy (1= (s+ 1)y (100)

Vzorec pro aktualizaci vah v algoritmu zpétného Sifeni bude mit tvar:
Awgi(t) = =0j - yi + o - 95 - Ui, (101)

kde ¢; je definované néasledovné:

0, J € Ly
pi=14 2-(4y)* - (A—y) -y (14 (s+1)-y7), Geli (102)
(14’%)'(1—%)‘2%% Pr - Wiy, j € L < L.

Metoda SCGIR spojuje techniku vynucované kondenzované interni reprezentace, kte-
rou jsme nyni odvodili, s metodou skalovanych konjugovanych gradientii. Chybova funkce
G(w) pro vahovy vektor @ € RY bude mit nyni tvar:

p m p h

GU@) = @)+ F(T) = 5373 oy — )P+ ar 30 1+ gr)* - (1= i)
=1 j=1 i=1 W=l

(103)

kde w je vahovy vektor, ¢ je index pfes trénovaci vzory, j je index pres vystupni neu-

rony, h' je index pres skryté neurony, y;; je vystup j-tého vystupniho neuronu pro i-ty

trénovaci vzor, d;; je pozadovany vystup j-tého vystupniho neuronu pro i-ty trénovaci

vzor. Derivaci chybové funkce G'(wy) = (- -, aaT(jw -+ ) pro zafixovany k-ty trénovaci vzor

spo¢teme podle vzorce G'(wy) = E'(wy) + o, - F'(w}), kde F'(w) = (--+ , —Apw;j, - -)

je prirustek vahového vektoru o v k-tém kroku odpovidajici chybové funkci F. Spocte se

pro zafixované k pomoci vztahu Apw;; = ¢; - y;, kde ¢; spo¢teme pomoci (102). Celkem:

(—(dj —y;) - i, j € L
oG | —(4y) - (U =yi) -y { Xoey 0 - wjr =
Qi 2-a, (L+y) ™ L=y oy (L4 (s+1) g7 ), J €L
L —(1 + y]) . (1 — y]) . Zrejﬂ ((Sr + Q- QDT) . ’l,Ujr, j - LZ, 7 <.
(104)
Algoritmus 5 popisujici metodu skalovanych konjugovanych gradient je tfeba modifikovat
nésledujicim zpisobem - namisto 7, = —FE'(wy), k > 1 polozime 7, = —G'(Wy). Zbytek

algoritmu zlistava zachovan, viz algoritmus 9.

Zajimava poznamka se tyka parametru s. Chybova funkce F' definovana pomoci (99)
pro s = 4 vede ke sniZeni prvnich i druhych derivaci prenosové funkce hyperbolicky
tangens. Prvni derivace odpovida y' = (14y)-(1—y), druhé derivace odpovida y”’ = —2-y2.
Potom vyraz (1+y)*- (1—y)*y* mizeme vyjadrit jako 1 (y')?- (y”)*. Tedy obdobné jako
u binarnfho modelu a sigmoidalni prenosové funkce jsou i v tomto piipadé skryté neurony
penalizovany za velké hodnoty prvni a druhé derivace, tedy za pftilisnou citlivost skrytych
neuronu a za piilisné vychylky funkce sité. To prispiva k hladkosti vysledné funkce sité a
tedy k lep$imu zobeciiovani [7].
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Algoritmus 9 Metoda skilovanych konjugovanych gradienti s vynucovanou kondenzo-
vanou interni reprezentaci

1. Inicializace sité:
Inicializujeme vahovy vektor w; malymi ndhodnymi hodnotami.
Inicializujeme ¢isla 0 < o < 1074, 0 < A\ < 1078, A\, = 0.
Polozime 7?1 = §1 = —G/<wl>
Polozime success = true.
Polozime diskrétni ¢as k roven 1.
2. Pokud success = true, spo¢teme informaci druhého fadu:
NETE
5, == (wk-i-ak;‘g:)—E (wk),
0 = gi' - Si.
3. Prepocteme Sy, Og:
Sk = Sk + (A — Ak) - G,
O = 0 + (A — M) || g [
4. Pokud je 4, < 0, zajistime, aby Hessova matice byla pozitivné definitni:
§k=§k+(>\k—2‘”;#)'§k,
A= 2. _ Ok
M=2 e = p),
0k = =0k + X || Gk [I7,
Ak = Ap.
5. Spoc¢teme délku kroku ay:
Hi = gg ' Fk;
— Mk

6. Spoc¢teme srovnavaci parametr Ay:
Ap = 2-5k'(E(U7k)—£§(U7k+Oék-§k))

i
7. Pokud Ay > 0, je mozné snizit chybu:
Wiy1 = Wy, + Q + Gk,
fkﬂ = —G'(Wy+1),
Aer1 =0,
success = true.
7.a Pokud k mod N = 0, restartujeme algoritmus:
Gk1 = Tht1-
7.b Jinak vytvorime novy konjugovany smér:
G (Ger1—Gk)
é’“ T @l
Gkt1 = The1 + Br * G-
7.c Pokud Ay > 0.75, snizime tidici konstantu:

8. Jinak chybu nelze snizit:
Akl = Mg,

success = false.
9. Pokud Ay < 0.25, zvysime ¥idici konstantu:

10. Pokud smér 7,4 # 0, pak:
Akl = Ak
Polozime diskrétni ¢as k = k + 1.
Vratime se zpét ke kroku 2.
11. Jinak konec, vratime wy,, jako hledané minimum.
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Odvozenou techniku (algoritmus 9) jsme dale kombinovali s u¢enim s napovédou. Zvo-
lili jsme variantu uceni s pfidanymi vystupy. Uc¢eni s napovédou i metoda vynucované
kondenzované interni reprezentace by mély vést k transparentni strukture vrstevnaté neu-
ronové sité. Mély by usnadnit dodatecné profezavani redundantnich skrytych neuronii a
tim padem vést ke zmenseni velikosti sité. Spojeni téchto metod by mélo napoméhat tomu,
aby redundantni skryté neurony nabyvaly uniformni, identickou nebo inverzni reprezen-
taci a 8lo je nasledné profezat [20]. K dalsimu profezani skrytych a vstupnich neuroni
a k jesté jednodus$si funkci sité pouzijeme v experimentalni ¢asti této prace téz analyzu
citlivosti.

Metoda SCGIR by méla nejen vytvaret transparentni strukturu vrstevnaté neuronové
sité a méla by byt rychla, ale navic by méla umét i dobie zobeciovat. Ve spojeni s
analyzou citlivosti by méla vést k razantnimu profezavani skrytych i vstupnich neuront a
tedy k hladsi a jednodussi funkci sité. Extrahované znalosti pro slozité tlohy by nasledné
mély byt jednodussi nez je tomu v pifipadé modelu rozhodovaciho stromu. Ze méa nage
metoda skutecné pozadované vlastnosti a jaké jsou jeji nedostatky, budeme ovéfovat v
experimentalni ¢asti této prace.
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5 Vysledky experimenti

V této kapitole bude nasim cilem otestovat metody uceni vrstevnatych neuronovych siti,
které byly popsany v predchozich kapitolach. Zaméiime se pfedevsim na porovnéni cho-
vani jednotlivych algoritmu na riznych typech trénovacich dat a ovéfeni jejich vlastnosti.
Kromé testovani chovani diive existujicich algoritmi bude na$im cilem porovnat s nimi
vlastnosti nové navrzeného algoritmu SCGIR, ktery spojuje metodu skidlovanych konju-
govanych gradientii s metodou vynucované kondenzované interni reprezentace a ucenim s
napovédou.

K implementaci jednotlivych algoritmi jsme pouzili program Matlab R14 [24] a jeho
vestavény modul Neural Network Toolbox 5.0 [13]|. V Neural Network Toolbox-u jsou né-
které zakladni algoritmy pro uceni vrstevnatych neuronovych siti implementované. Piede-
vSim se jednd o algoritmus zpétného Siteni a zédkladni metody konjugovanych gradientii.
Tyto implementace jsme do nageho programu zakomponovali, zbylé algoritmy (kondenzo-
vané interni reprezentace, u¢eni s napovédou) jsme doimplementovali. Vsechny vytvofené
programy jsou k dispozici v priloze.

5.1 Datové sady

Pro nasledujici testy jsme pouzili predevsim uméle vygenerovanad data. Ta maji pro pr-
votni testovani metod fadu vyhod. Jejich hlavni vyhoda spociva v tom, Ze pomoci nich
miizeme piresné modelovat danou tlohu. Hledat redln& data, ktera by presné vystihovala
pozadované vlastnosti, je obtiznéjsi. Navic pii nizké dimenzi vstupu (2 — 3) jsou vysledky
snadno pochopitelné a ovéritelné na prvni pohled. Kromé experimenti na umeéle genero-
vanych datech jsme provedli i testy na realné tloze z ekonomické oblasti (zpracovani dat
ze Svétové banky). Testy na realnych datech umoziuji ovéfit vlastnosti a pouzitelnost
jednotlivych metod v praxi. Datové sady urc¢ené pro testovani algoritmt maji formu tré-
novaci mnoziny 7' (13). Vstupni i vystupni proménné jsou kvantitativni (numerické) nebo
kvalitativni (t¥idy). Ulohy, které jsme pouzili pro porovnavani metod, spadaji bud mezi
klasifikacni tlohy (predikuje se diskrétni atribut) nebo mezi regresni ulohy (predikuje se
numericky atribut).

5.1.1 Umeéle generovana data a data ze Svétové banky

Datové sady, které jsme uméle vytvorili za acelem testovani, jsme oznacili ¢isly 1, 2 a
3. V8echny byly vygenerovany toutéz metodou, kterou nyni popiSeme. Data jsou tvoiena
shluky. Soufadnice stied shluki (z-ové i y-ové) byly vygenerovany ndhodné s rovnomér-
nym rozlozenim z intervalu [—15; 15]. Pro kazdy shluk se stfedem (s;1, s;2) byl vygenerovan
predem zvoleny pocet trénovacich vzori. Soutadnice vzoru v ¢-tém shluku byly vygene-
rovany jako ndhodné hodnoty s normalnim rozlozenim se stfedem s;;, resp. s;» a danym
rozptylem 7, resp.r;s. Shluky (a nasledné tedy i vzory z jednotlivych shluki) byly né-
hodné rozdéleny do dvou stejné velkych podmnozin odpovidajicich cilovym tiidam 0 a
1. Zakladni charakteristiky vytvorenych shluki jsou uvedeny v tabulce 1. Data ¢. 1 jsou
tvofena malymi kompaktnimi a navzajem dobie oddélenymi shluky, které jsou popsané v
tabulce 2(a). Nicméné struktura dat neni jednoduse zfejmé a data nejsou linearné sepa-
rabilni, jak je vidét na obrazku 14(a). Data ¢. 2 jsou tvofena vétsimi, méné kompaktnimi
shluky, popsanymi v tabulce 2(b). Shluky jiz nejsou tak dobie oddélitelné, viz obrazek
14(b). V datech ¢. 3 maji shluky z jednotlivych tiid ruzné vlastnosti, viz tabulka 2(c).
Cilova tiida 1 je tvofena dvéma velkymi fidkymi shluky. Cilova t¥ida 0 je tvofena de-
seti malymi kompaktnimi shluky. Obé t¥idy se navzajem vyrazné piekryvaji, viz obrazek
14(c).
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Tabulka 1: Charakteristiky uméle generovanych datovych sad ¢. 1, 2 a 3.

3|
2
2

’ Datova sada ¢.: \

Dimenze vstupu

Pocet vystupnich tiid
Pocet shluki z cilové t¥idy 0 20
Pocet shlukii z cilové t¥idy 1 2
Pocet vzori 500 1000 2000
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Obrézek 14: Uméle generované sady dat ¢. 1, 2 a 3. Modfe jsou oznaceny vzory z cilové
ttidy 0, zelené vzory z cilové tiidy 1.
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Tabulka 2: Definice shluki pro uméle generované sady dat.

n je pocet vzoru v shluku, s; je z-ova soufadnice stiedu shluku, s, je y-ova soufadnice
stiedu shluku, r; je rozptyl x-ové soutadnice vzort v daném shluku, ry je rozptyl y-ové

soutadnice vzoru v daném shluku, ¢ je oznaceni cilové ttidy.

(a) Data ¢. 1 (b) Data ¢. 2
’ TL‘ S1 So T'1 T9 C‘ ’ n‘ S1 So 1 T C
20 13 6 1 1 0 100 0 -4 3 3 0
20/—-14 -9 1 1 0 100 | =8 5 3 3 0
20 0 9 1 1 0 100 | —1 10 3 3 0
0 -3 =13 1 1 0 00| -4 -8 3 3 0
o0 | —11 11 1 1 0 100 10 7 3 30
50 —-13 -2 1 1 1 100 | —14 4 3 3 1
50 [ —-10 —-11 1 1 1 100 4 =10 3 3 1
20 6 -6 1 1 1 100 | —10 6 3 3 1
20 3 -8 1 1 1 100 ) 9 3 3 1
50 13 4 1 1 1 100 6 -4 3 3 1
(c) Data ¢. 3

’ n S1 S9 1 T2 C‘

50 4 -7 1 1 0

20 13 =15 1 1 0

50 | —10 71 10

50 2 -4 1 10

50 11 2 1 10

50 2 4 1 1 0

20 9 4 1 1 0

500 -6 -2 1 1 0

20 -3 =7 1 1 O

50 6 -9 1 1 0

50 -13 -1 1 1 0

0] -2 =5 1 1 O

50 | —11 5 1 1 0

50 6 7 1 10

o0 | —1 2 1 10

50 —-12 -2 1 1 0

20 7 2 1 10

20 =7 -8 1 1 O

50 1 -8 1 1 0

50 9 13 1 1 0

500 ) 0 15 20 1

500 | =5 0 15 20 1
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Pro testovani metod na realné dloze jsme zvolili data, kterda jsme ziskali prevazné
z webovych stranek Svétové banky [43]. Databaze, kterou jsme sestavili, se sklada z 972
zaznamu. V testech ji budeme znacit jako datovou sadu W B. Jedna se o data predstavujici
indikatory svétového vyvoje 162 stati svéta v letech 2001-2006. Ulohou na téchto datech
je predikce HN P, resp. HDP. Z fady dostupnych ekonomickych, demografickych i jinych
indikatori jsme zvolili ty, které se zdaji byt pro predikci H N P nejvhodnéjsi. Seznam 25
vstupnich priznakt a vystupniho atributu je uveden v tabulce 3. Kromé téchto indikatori

Tabulka 3: Indikatory svétového vyvoje.

1 | PPP konverzni faktor, mistni ména vzhledem k mezinarodnimu $
2 | Mira PPP konverzniho faktoru vzhledem k oficidAlnimu sménnému kurzu
3 | Aktualni hodnota statniho dluhu, % vyvozu zbozi, sluzeb a pifjmu
4 | Kratkodoby dluh, % celkového dluhu

5 | Kratkodoby dluh, % vyvozu zbozi, sluzeb a pifjmu

6 | Celkovy statni dluh, % HNP

7 | Gini index

8 | Pifjem statniho rozpoctu z dani, % HDP

9 | Dané z pifjmu, zisku a investic, % statnich p¥ijmi

10 | Dané ze zbo#i a sluzeb, % pifjmi

11 | Dané z mezinarodniho obchodu, % prijmu

12 | Socialni prispévky, % pifjmi

13 | Vydaje na vyzkum a skolstvi, % HDP

14 | Deflace HDP, % rtstu

15 | Umrtnost novorozencii, celkem (porody na Zenu)

16 | Vlastnici pevnych a mobilnich telefonti, na 1000 obyvatel

17 | Rast HDP, ro¢né, %

18 | Vyvoz vyspélé technologie, % vyvozu priamyslového zbozi

19 | Inflace, deflace HDP (ro¢né, %)

20 | Uzivatelé internetu, na 1000 obyvatel

21 | Primérna délka zivota, roky

22 | Vydaje na zbrojeni, % HDP

23 | Pocet obyvatel na hranici narodni miry chudoby, % obyvatelstva
24 | Aktualni hodnota statniho dluhu, % HNP

25 | Celkovy statni dluh , % vyvozu zbozi, sluzeb a piijmi

26 | HNP - Parita kupni sily

jsme v testech rovnéz vyuzili klasifikaci stati do 5 skupin podle stavi jejich ekonomiky
(tzv. Income Group). Toto rozdéleni stanovili experti Svétové banky (jedné se jmenovité o
skupiny: tzv. High income OECD, High income nonOECD, Upper middle income, Lower
middle income a Low income). Tuto klasifikaci jsme vyuzili pii uceni na datech WB s
napovédou.

5.1.2 Predzpracovani dat

V této podkapitole bychom radi vice rozvedli téma ziskavani a predzpracovani realnych
i v naSem piipadé u dat ze Svétové banky.

Prvnim problémem bylo uz samotné ziskdni dat. Data nebyla jednoduSe dostupna
pouze 7 jednoho zdroje a neméla jednotny forméat. Hodnoty jednotlivych atributi (eko-
nomickych indikatori) bylo tieba dohledéavat v riznych tabulkach, které byly k dispozici
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v ruzném formétu. Ziskana data navic byla velmi fidka. Jednim z divodu netplnosti dat
je fakt, ze nékteré indikatory se nevyhodnocuji kazdy rok (napf. pocet obyvatel, Gini
index). Kromé toho Svétova banka dava vefejné k dispozici jen ¢ast informaci, vétsi ¢ast
je dostupné pouze za poplatek. Navic nékteré staty neradi uverejiuji nékteré z ekonomic-
kych indikatori (jako je statni dluh). Cast stati (jako je nap¥. Kuba) o sob& neposkytuje
témér zadné informace. S tim souvisi i dal§i problém - nékteré staty o sobé sice informace
poskytuji, tyto tdaje vsak neodpovidaji skutecnosti. V riiznych ¢astech svéta se rovnéz
pouzivaji rozdilné metodiky vypoctu jednotlivych indikatorii (napf. co vSechno se zahrne
do vydaju na vyzkum). Ziskané hodnoty pak nemusi byt plné porovnatelné.

S témito problémy jsme se museli vyporadat. Cast chybéjicich hodnot atributi jsme
ziskali a ru¢né doplnili z jinych vefejné dostupnych a divéryhodnych zdrojui na internetu.
Cast dat jsme odhadli na zakladé dostupnych hodnot pro jiné roky (pomoci linearni inter-
polace). Nasledné jsme v piipadé nékterych atributii (statni dluh, vydaje na zbrojeni,...)
chybéjici data nahrazovali nulovou hodnotou. To, Ze stat odmité zverejnit hodnotu stéat-
niho dluhu ma také vypovidajici hodnotu - bud je stat hodné bohaty, nebo hodné chudy.
I po dopocteni hodnot zbyla fada stati, v jejichz zdznamech pro jednotlivé roky byly
chybéjici hodnoty. Mnozinu dat jsme jesté jednou pro$li a odstranili zdznamy s nadpo-
loviénim poctem chybéjicich hodnot a zaznamy s chybéjici hodnotou cilového atributu
(HNP). Z puvodnich 1350 zaznamu zbylo vyslednych 956. Datova sada W B pied i po
predzpracovani a doplnéni chybéjicich hodnot je k dispozici v priloze. To, ze data byla
velmi Fidka a nékteré hodnoty bylo tfeba dopocitat, s sebou prinasi moznou komplikaci
- presnost modelt naucenych na téchto datech bude mit své meze. S timto faktem je pii
uceni modelu tfeba podcitat.

Po doplnéni chybéjicich hodnot jsme pfistoupili k dalsi ipravé dat. Nékteré ekonomické
indikatory ve tvaru, jak jsme je ziskali, predstavovaly absolutni hodnoty. Tyto hodnoty
bylo tfeba prepocitat tak, aby se vztahovaly k néjaké zakladni entité, jako je pocet oby-
vatel, HDP a podobné. Jinak by byly hodnoty pro jednotlivé staty hiife porovnatelné.

Umeéle generované i readlna data bylo tfeba dale transformovat do intervalu vhodného
pro zvoleny algoritmus uceni [34]. V nasem piipadé, kdy jsme pouzili bipolarni model,
bylo t¥eba transformovat soufadnice vstupnich i vystupnich trénovacich vzori do intervalu
[—1;1]. Pro binarni model by byla tifeba transformace do intervalu [0, 1].

Existuje vice metod, jak data normalizovat do dané¢ho intervalu. Zakladni metodou je
tzv. min-max 8kalovani [27]. Transformaci provadime pro kazdy trénovaci vzor zvlast. Min-
max Skalovani umoziiuje prevést data z libovolného intervalu [a, b] do zvoleného intervalu
[c,d]. Mé&me p trénovacich vzori &', ...,2% € R". Pro trénovaci vzor 7 = (27, ...,xJ)
spo¢teme meze pivodniho intervalu: a; = min?_, 27, b; = max?_, 7. Nové soufadnice '/
pak spocteme podle vzorce:

d—c

bj—aj

] = (a] — ;) -

te (105)

Nyni definujme zakladni pojmy, se kterymi budeme dale pracovat [27]. Necht A je
mnozina ¢isel: A = {z; € R, i = 1,--- ,k}. Potom stfedni hodnota ¢isel z mnoziny A je
definovana jako:

k
1
E[A] = sz (106)
rozptyl ¢isel z mnoziny A je definovan jako:
| k
— . PR 2
VARIA] = 7= - > (wi = BIA])", (107)



smérodatna odchylka ¢isel z mnoziny A je definovana jako:

1
_(m

ol
o=

o[A] = (VAR[A]) (z: — B[A])")=.

1

(108)

(2

Dalsi moznosti, jak normalizovat data, je jejich skadlovani podle smérodatné odchylky
[27]. Po této transformaci budou mit data stfedni hodnotu 0 a rozptyl 1. Pro trénovaci vzor
T = (x1,...,x,) spolteme stiedni hodnotu m a smérodatnou odchylku s jeho soufadnic.
Nové soufadnice 2'; pak spo¢teme podle vzorce: z/; = “-=.

V této praci jsme v ramci predzpracovani trénovaci mnoziny pouzili skadlovani vstup-
nich i vystupnich trénovacich vzori podle smérodatné odchylky. Dali jsme mu ptednost,
protoze testované ucici algoritmy pro takto transformovana data konverguji 1épe nez v pii-
padé min-max gkalovani. Transformované hodnoty sice mohou p¥esahovat interval [—1; 1],
ale to nevadi vzhledem k tomu, Ze ve vystupni vrstvé pouzivame linearni prenosovou
funkci a ne hyperbolicky tangens.

5.2 Ohodnocovani a porovnavani modela

Pokud chceme porovnat rizné algoritmy uceni, je tfeba zvolit vhodny postup a vhodné
porovnavaci kritéria. Postupy, jak ohodnotit a porovnat riizné modely a algoritmy, jsou
popséany napiiklad v [27].

Abychom mohli odhadnout chybu jednotlivych modeli na trénovaci sadé dat T, roz-
délime ji na t¥i ¢asti: trénovaci mnozinu 7;,, testovaci mnozinu 7; a valida¢ni mnozinu 7T,,.
Trénovaci mnozinu pouzijeme k nauceni modelu. Valida¢ni mnozinu pouzijeme k doladéni
parametria modelu (pfed¢asné ukonceni uceni vrstevnaté neuronové sité, protfezani roz-
hodovaciho stromu). Testovaci mnoZina se pouzije pouze pro testovani modelu. Typicky
pomér dat v jednotlivych mnozinach je % : }1 : %. Kdyz budeme porovnavat dva ucici
algoritmy L4 a Lpg, pouZijeme k jejich nauceni a otestovani stejné mnoziny dat T}, T; a
T, a porovname prislusné chyby. Zajimat nas bude srovnani chyb na testovaci mnoziné:

a na trénovaci mnoziné:

Ey(La(Ty)) 7 By (Lp(Ti)). (110)

Pro ohodnoceni algoritmu miizeme pouzit rizné chybové funkce. Predpokladejme, 7e
chceme spoditat chybu pro trénovaci mnozinu dat 7' definovanou pomoci (13). Obvyklou
chybovou funkei je st¥edni kvadraticka chybova funkce (MSE), definovanéa nasledovné:

1 1
E= oy D iy —dy). (111)
i=1 j=1

Mezi dalsi bézné pouzivané chybové funkce patii stiedni absolutni kvadratickd chybova
funkce (MAE), definovana jako

I v
E= m—_~ZZ|y¢j—dzj| (112)
P =
a kvadraticka chybova funkce (SSE), definovand pomoci
P m
E= Z Z(yij - dij)2‘ (113)
i=1 j=1
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V naSich experimentech budeme nadale pracovat pouze se stfedni kvadratickou chybovou
funkci.

Pokud fesime klasifika¢ni tlohu, jsou vhodné i jiné chybové funkce. Chybové funkce
vhodné pro klasifikaci vychazeji z tzv. matice zamén. Tabulka (4) znazorfiuje matici zdmén
pro ulohu klasifikace do dvou t¥id. F'P udava pocet vzoru, které byly spravné klasifikovany

Tabulka 4: Matice zadmén.

Predikovana trida
ANO NE
ANO | TP - spravné pozitivni | FN - falesné negativni
NE | FP - falesné pozitivni | TN - spravné negativni

Spravna trida

jako pozitivni. T'N znac¢i pocet vzori, které byly spravné klasifikovany jako negativni.
Oproti tomu F P udava pocet vzoru, které byly nespravné klasifikovany jako pozitivni a
F'N udava pocet vzort, které byly falesné klasifikovany jako negativni.

Na zakladé matice zameén jsou definovany dalsi zdkladni charakteristiky modelu. Nas
bude predevsim zajimat chyba klasifikace, mira F'P a mira F'N. Chyba klasifikace udava
podil chybné klasifikovanych vzoru a je definovana néasledovné:

B FP+ FN (114)
~ FP+FN+TP+TN’
Mira F'P udava podil chybné klasifikovanych pozitivnich vzori a je definovana jako:
FP
FPr=———. 115
T FP+TN (115)
Mira F'N udava podil chybné klasifikovanych negativnich vzora a je definovana jako:
FN
FNg = ————. 11
YT FN+TP (L16)

Dalsimi obvyklymi mirami pro porovnani modelu jsou pfesnost a taplnost. Pfesnost udava
podil spravnych pozitivnich predikei ku vSem pozitivnim predikcim a je definovana pomoci

P = %. Uplnost udava podil spravné klasifikovanych negativnich vzori je definovana
pomoci R = —LL — . V nasich experimentech nas budou z téchto charakteristik zajimat

TP+FN "
pouze chyba klasifikace, mira F'P a mira FN.

Kromé chyby na trénovacich a testovacich datech nas budou zajimat i jind porovnavaci
kritéria. Tim nejzakladnéjsim kritériem je ¢as, po ktery algoritmus uceni bézi. Cas v nagich
testech méfime jednak poctem cykli, jednak ve vterinach. Cas méfeny ve vtefinach udava
¢as, ktery algoritmus uceni bézel na konkrétnim pocitaci. Spoctené casy jsou tedy ve
své absolutni hodnoté pouze orienta¢ni, nicméné pro vzajemné porovnani metod plné
postacuji. Dalsi kritéria pro porovnani budeme definovat pfimo u piislusnych testi.

5.2.1 Metoda k¥iZzové validace

Abychom dostali stabilnéjsi odhad chyby, je dobré odhadovat chybu z vice testi. K tomu
slouzi metoda kiizové validace [27]. Data rozdélime na nékolik stejné velkych ¢asti. Jednu
¢ast oddélime a pouzijeme pro testovani, na zbylych ¢astech nauc¢ime model. Tento postup
zopakujeme pro kazdou Cast dat a vysledné chyby zprimérujeme. Vyslednou chybu tedy
ziskdme jako stfedni hodnotu chyb pro jednotlivé podmnoziny. Nej¢astéji se pouziva déleni
na deset Casti a dané metodé se pak fikd 10-ndsobné kiizova validace. Algoritmus 10
popisuje tuto metodu podrobné.
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Algoritmus 10 Metoda k-nasobné kiizové validace

1.
2.

Vstup: mnozina dat 7', testované algoritmy Ly, - -+ Ly,
Z mnoziny dat T vyjmeme valida¢ni mnozinu 7,:

T {T\T,).

. Mnozinu dat T rozdélime do k disjunktnich stejné velkych podmnozin 71, - - -

kde |T3| > 30, i =1, , k.

.Proi=1,---  k:

T, — 1o,
41.Proj=1,---.m
na 73 naucime algoritmus L; a spoCteme:
Ey(i,5) = error(L;(13)),
Eq(i, j) = error(L;(Ti)),
E,(i,7) = error(L;(T,)).

.Proj=1,---'m

spoc¢teme a vratime stfedni hodnoty chyb a jejich smérodatnou odchylku:
E(j) =42, Et<z',j>,
Etr< 7) =3 Xina Bulis ),
EG) = 15 B ). 1
o(j) = (5 Z L (B(i, 5) — Ei(7))%)?
! Z _1 (B (i, J) — B (j

= ||
(SIS

)
2)’

ow(f) = (= -

Uv(j) - (ﬁ ’ Zf:l (E (

)
J) = BG)P)E

V nagich experimentech jsme pro testovani pouZili ve vétsiné piipadi (pokud neni ex-
plicitné Feceno jinak) metodu 10-nasobné kifzové validace, kdy jsme z dat predem oddélili

valida¢ni mnozinu 7, velikosti £

117

kde p je velikost T. Valida¢ni mnozinu jsme pouzili pro

predcasné ukonceni algoritmu uceni, které ma zabranit preuceni.
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5.3 Parametry testovanych vrstevnatych neuronovych siti

V této podkapitole uvedeme parametry metod, které jsme pouzili v nasich experimentech
a zavedleme potiebnd znaceni. Ve vSech testech jsme zvolili architekturu neuronové sité
s jednou skrytou vrstvou. Pouzili jsme bipolarni model s pfenosovou funkei hyperbolicky
tangens (7) ve skryté vrstvé a s linearni prenosovou funkei (8) ve vystupni vrstvé. Bi-
polarni model jsme zvolili z toho duvodu, Ze se oproti bindrnimu modelu 1épe a rychleji
uci. VSechny trénovaci vzory jsme piredem transformovali §kdlovanim podle smérodatné
odchylky tak, aby mély stfedni hodnotu 0 a rozptyl 1. Poc¢atecni hodnoty vah sité jsme
volili ndhodné z intervalu [—1, 1].

Pro tcely testovani jsme zvolili nasledujici znaceni pro metody uceni vrstevnatych
neuronovych siti. GD odpovida zakladnimu algoritmu zpétného Siteni. CGF odpovida
metodé konjugovanych gradienti s Fletcher-Reevesovym vzorcem pro vypocet [ (51).
CGF odpovidd metodé konjugovanych gradienti s Polak-Ribierovym vzorcem pro vy-
pocet G (52). CGB odpovida metodé konjugovanych gradientii s Powell-Bealeovou re-
startovaci metodou (53). SCG odpovida metodé gkalovanych konjugovanych gradienti.
Metody kombinované s ucenim s napovédou jsou oznaceny nazvem metoda-hint. tree
znadi v nasich testech model rozhodovaciho stromu (s algoritmem CART).

V experimentech, kde jsme testovali u¢eni s napovédou, jsme vzhledem k charakteru
trénovacich dat zvolili variantu uceni s pridanymi vystupy. Béhem uceni jsme sitim pii-
dali k£ dalsich vystupi odpovidajicich ptislusnosti vstupniho vzoru do jedné z k t¥id. Po
nauceni jsme pridané vystupy odstranili a sité doucili bez nich. Jako ndpovéda poslouzilo
klastrovani normalizovanych dat metodou k-means do jedné z k t¥id. V ptipadé dat W B
jsme navic vyuzili jako napovédu klasifikaci statu podle Income Group.

Pti uceni jsme pouzili nékolik ukoncovacich kritérii. Jednim z nich byl maximéalni po-
¢et cykli. Dalsim byl maximéalni pocet po sobé jdoucich cykla, kdy se zvétsila stfedni
kvadratickd chyba na valida¢ni mnoziné dat. Tento parametr jsme oznacili jako fail,,..
Poslednim kritériem byla miniméalni stfedni hodnota pftirtstku vah v daném cyklu, kte-
rou jsme nazvali grad,,;,. Hodnoty parametri ucicich algoritmi, které jsou pouzity ve
vétsiné testi (pokud neni uvedeno jinak) jsou uvedeny v tabulce 5. Znaceni zakladnich
porovnavacich kritérii, které jsme pouzili v testech, je uvedeno v tabulce 6.
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Tabulka 5: Parametry specifické pro jednotlivé algoritmy uceni.

GD:

Parametr uceni ¢ 0.01
grady,in 10710
CGF,CGP,CGB:

fail ez 5
grad,in 10719
prohledavaci funkce charalambous
Parametry prohledavaci funkce:

skalovaci faktor o 0.003
skalovaci faktor 0.1
skalovaci faktor ~ 0.1
pocatecni délka kroku 0.01
tolerance 20
miniméalni zména délky kroku 0.1
maximalni zména délky kroku 0.5
maximalni délka kroku 100
minimélni délka kroku 10-¢
maximalni pocet kroku 26
SCG:

fail ez 5
o 5-107°
A 7-1077
gradmn 10710

Tabulka 6: Znaceni porovnavacich kritérii.

primérny pocet cykli algoritmu

prumérny ¢as, po ktery algoritmus bézel (ve vtefinach)
prumérné stiedni kvadratickd chyba na trénovaci mnoziné
priumérné stfedni kvadratickda chyba na valida¢ni mnoziné
prumérna stiedni kvadraticka chyba na testovaci mnoziné
prumérné chyba klasifikace na trénovaci mnoziné
prumeérné chyba klasifikace na testovaci mnoziné
prumérné chyba F'Pg na trénovaci mnoziné

priumérné chyba F Pg na testovaci mnoziné

prumérna chyba F'Ng na trénovaci mnoziné

prumérna chyba F'Ng na testovaci mnoziné
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5.4 Srovnani rtiznych paradigmat pro uceni vrstevnatych neuro-
novych siti

V této podkapitole bude nasim cilem porovnat na praktickych piikladech chovani riz-
nych algoritmi uceni vrstevnatych neuronovych siti. Plijde ndm piedevsim o algoritmus
zpétného Siteni, riuzné varianty metody konjugovanych gradientii a uceni s ndpovédou.
Z moznych porovnévacich kritérii se zaméfime predevsim na rychlost procesu uceni jed-
notlivych algoritmi a jejich schopnost spravné zobechovat. Jednim z tkoli bude ovéfit
na riznych datovych sadach vyjimecné vlastnosti analyzovanych metod. Dalsim tkolem
bude vytipovat takovou variantu metody konjugovanych gradientii, ktera bude mit nej-
lepsi vlastnosti.

5.4.1 Vysledky experimenti na datovych sadach ¢é. 1-3

V prvnim experimentu jsme si dali za cil ovérit vyjimecné vlastnosti metod konjugovanych
gradientti (predevsim jejich rychlost) a srovnat je se zakladnim algoritmem zpétného sifeni
a s modelem rozhodovacich stromi. K testovani jsme pouzili uméle vygenerované datové
sady ¢. 1-3.

P1i testovani ucicich algoritmiu je dobré nejprve vhodné zvolit parametry jednotlivych
metod. V prvé fadé se jedna o architekturu sité. Ta by se méla nastavit vhodnym zpiisobem
vzhledem k dané tloze a pouzitému algoritmu uceni. Rizné algoritmy pritom mohou mit
rizné naroky na pocet skrytych neuront.

0s

ns

07+

06

chyba po nauieni

0ar

poket skrytych neurond

Obrézek 15: Primeérné chyby jednotlivych metod na testovaci mnoziné dat pro riizné
poCty neuront ve skryté vrstvé pro datovou sadu ¢. 2.

Pro priklad srovnejme naroky jednotlivych metod na pocet skrytych neuront pro data

¢. 2. Na obrazku 15 jsou zobrazeny chyby po nauceni na testovaci mnoziné (E;) pro rizné
pocty skrytych neuront.
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Vsechny vysledky jsme ziskali metodou desetinasobné kiizové validace. Prislusné chyby
jsou pocitany jako priumér pfes vSech 10 testi. Z obrazku je patrné, Ze naroky na pocet
skrytych neuronii se vyrazné lisi pro algoritmus zpétného Sifeni a pro metody konjugova-
nych gradienti. Metody konjugovanych gradienti potifebuji méné skrytych neuronti pro
dosazeni téze chyby jako GD. Dalo by se tedy predpokladat, ze i funkce sité je v ptripadé
metod konjugovanych gradientii jednodussi. Jednotlivé varianty metody konjugovanych
gradientt se ve svych narocich podstatné nelisi. Minimélni chyby dosahuji pro cca. 8
skrytych neuronti a pii dalsim zvySovani poctu skrytych neuront se jiz jejich chovani
nezlepsuje.

V dal$im experimentu jsme srovnavali riizné varianty metody konjugovanych gradienti
se zakladnim algoritmem zpétného §ifeni a s modelem rozhodovacich stromt. Pouzili jsme
neuronové sité s architekturou 2-n,,c,,-1, kde 1, je pocet skrytych neuront. Hodnoty
Npewr Pro jednotlivé metody a tlohy jsme zvolili experimentalné tak, aby chyba na testovaci
mnoziné dat byla co nejmensi. Dalsi parametry siti jsme nastavili tak, jak je fe¢eno v
podkapitole 5.3. Maximéalni pocet cykli jsme polozili roven 500.

Vysledek testu je uveden v tabulce 7. Metody konjugovanych gradientii predcily algo-
ritmus G D ve vSech testovanych kritériich. Primérny pocet cykli je vice nez desetindsobné
nizsi, celkovy ¢as je piiblizné 4-6krat nizsi (v zavislosti na tloze). I chyba na trénovaci a
testovaci mnoziné je signifikantné mensi (napf. pro data ¢. 2 E; ~ 0.6 + 0.1 pro metodu
GD a E; ~ 0.34 + 0.02 pro metodu SCG). Rozdily jsou nejvyraznéjsi pro data ¢. 1,
kde jsou dobie oddélené kompaktni shluky, ale i pro ostatni sady dat s hife oddélenymi
shluky je zlepSeni patrné. Porovname-li mezi sebou jednotlivé varianty metody konjugo-
vanych gradienti, vidime, Ze rozdily mezi nimi nejsou piilis velké. Neda se Fict, Ze by na
datovych sadach ¢. 1-3 néktera z metod dosahovala vyrazné lepsich vysledki.

Srovname-li v tabulce 7 chovani metod konjugovanych gradientii s rozhodovacim stro-
mem, vidime, Ze jsou na uméle generovanych datech schopné doséhnout lepsich vysledki,
naroky a navic tento model podporuje snadnou extrakci pravidel. V piipadé dat ¢. 1 a 2
jsou ziskana pravidla pomérné jednoduchéa a je jich maly pocet. Rozhodovaci strom ale

selze na datech ¢. 3, kde se shluky silné prekryvaji a rozhodovaci strom je nedokaze od
sebe tak dobte oddélit.

26



800°0 + L9T°0 2000+ ¥¥1'0 6¢0°0+ ¢IS°0 8200+ 9.¥°0| G000+ 6€€0 ¥00°0+F TT€0 00F 60 9943
LEO'0F 002°0 1200 F V020 690°0F 09¢°0 SV0°0F 872’0 | T€0°0F 9¢¢'0 8200 F 92¢°0 | 650°0F 9290 €90°0 F €85°0 8G0°0 F V090 |9 TF€€E GICFTTr 8T D085
T¥0°0 F €020 €20°0F G61°0 LS00 F 1T¥C’0 9200 F 6¥¢°0|0¥0°0F ¢2c’'0 0100 F2cc'0|TL0°0F €€9°0 TE00F 0650 CEO0FCIOO0|STFEV €9TF6TV LI qa90
¢€0'0 F60C°0 LCO'0OF 0020 P00 F 19¢°0 €20°0F 0¥¢'0 | 6200 F0€C0 610°0F 02¢'0 | €€0°0F L09'0 ¢¥0'0 F 0650 0V0'0F 9090 |6'TFE€V 60¢F6SY 8T 90
LV0'0F86T°0 TC0'0F G610 980°0F 19¢°0 89070 F 85¢°0 | 8€0°0 F 6¢¢'0 8200 F LgC'0 [ 8900 F0€9°'0 8300 F¥6S°0 GVO0OFCI90|6'TFL'E G6TF8LE 0C A0
0S0°'0 F ¥92°0 €200 F8¥¢'0 990°0 F €0€°0 LEO'O0 F20€'0 | €V0°0 F98¢°0 8T0'0F 9L2°0 | 6L0°0 F99L°0 6€0°0F9€L°0 0VO'0F<¢9L°0|S0F¥0C 00F0T0¢ 8T ao

€ 2 'iep
G00'0 F ¥LT°0 TOO'0OF €VI'0 800°0F €€T°0 TO0'0F LTT°0 | 2000 F LST'0 000°0 F 0€T°0 00F7¥0 9947
€G0°0 F 6€T°0 OTO'0OF OET'0 9S0°0 F6TIT°0 OTO'0F LOT'0|0E00FCET'0 600°0F 61T°0|8E0°0F L9E'0 GEO'0 F 65€°0 ¢200OFOVEO|LOFST VSIFTI6E OT D08
9¢0'0 F G¥T°0 8TO'0F GET'0 ¥¥0°0 F660°0 LO0'0F 00T°0|2Ec00F ¥¢I'0 600°0F 8IT0|8V0'0F 19€°0 ¥20'0 F S¥€'0 C20'0F LEEO0|90F LT TPIF89E 8 g0
970'0 F ¥ET°0 ¥TO'0F IET'0 0¥0'0 F660°0 800°0 F ¥OT'0 | #€0'0 F8TT'0 S00°0 F LTIT°0 | 1900 F87€'0 6TI0°0 F €VE0 VIO0OFVEE0|S0FT'C €0TF88E 6 90
¢v0'0 F0€T'0 TTO0F621°0 LEO'OF LIT'0 LTO'0F 60T°0|TE00F SCT'0 LO0O'0F61IT°0|€90°0F 69€°0 ¥EO'0 F LSE'0 CCO'0OFOVEO|€0FCC T'GF8LE 8 A0
OVT'0+ ¥59¢°0 T0T°'0F0€2°0 ¥S0°0F¢8T°0 T€00F¢91°0|8L0°0F 1¢e'0 950°0 F 961°0 | 0ET'0 +965°0 €¢1°0 F+ 0LG°0 00T'0F LGS0 €0F€CT 00F 0108 VI ao

¢ ‘2 ®iep
970°0 F 9¥¢'0 6€0°0 F 1€C'0 620°0 F CST°0 620°0F ¢¥1°0|900°0 F2cc'0 €00°0F ¥8T°0 00F20 347
T¢0°0 F 0100 #20°0 F €T0°0 9700 F 6T0°0 8200 F9T10°0|9€0°0 F ST0'0 1200 F ¥T0'0|LL0'0 F T90°0 €L0'0 F8S00 ¥90°0 F8G0°0|60F LT L'6CFCTS TI D08
€10°0 F¥00°0 ¥00°0 F+ G000 6T0°0 F900°0 ¥00°0 F S00°0 | 600°0 + #00°'0 ¥00°0 F S00°0 | ¥€0'0 F+8€0'0 1200 F €00 9TO'0OF¥E00|LO0OFT'C 88FVIF09V 6 qg90
020’0 + 6000 7000 F €000 6L0°0F G20°0 L90°0 F+ ¥¢0°0 | SS0°0 +020°0 ¥€0'0F €10°0 | ¢60°0 F 9500 LS0°0 F+8€0'0 9L00F 9700 |80F0¢C 0CcF+16S €T d90
¢10°'0 +¥%00°0 €00°0 F+ €000 1200+ 600°0 ¥00°0+ ¥00°0 | TTO0 F+ L00'0 €00°0 F¥00°0 | TT0'0 F+ €00 6100 F 6200 0100 F820'0|LO0F8T 8861IF6CY €I A0
6.0°0 +870°0 L4800 F950°0 800 F+6€0°0 850°0 F ¢¥0°0 | LS00 8700 ¥90°0 F 6¥0°0 | 8600 + 0¥¢'0 6010 +8E€C'0 0600 F¥¥¢'0|70F+¢8 00F0T0S &I ao

T "2 ®jep
INA UINA A d A 7 q A o el el 7 ? Hoodoy "y | wpojows

‘e e g ‘T "D Yep Yoepes YOAURAOIDUSS S[QUIN BU POJDW JURAOY)) ), BY[NYR],

a7



(a) Rozhodovaci strom pro data ¢. 2 (b) Rozhodovaci strom pro data ¢. 3

Obrazek 16: Piiklady rozhodovacich stromuii.

Priklady rozhodovacich stromii pro data ¢. 2 a data ¢. 3 jsou zobrazeny na obrazku
16. Rozhodovaci strom pro data ¢. 2 je maly a pravidla maji pomérné velkou vypovidaci
hodnotu. Oproti tomu rozhodovaci strom pro data ¢. 3 je vétsi a pravidla nejsou tak
kvalitni.

Na obrazku 17 je zobrazen typicky pribéh chyby jednotlivych algoritmi na datech ¢. 3.
Prubéhy chyb potvrzuji nase pfedchozi zavéry. Metody konjugovanych gradientu konver-
guji mnohem rychleji nez GD, pribéhy chyb jednotlivych variant metody konjugovanych
gradientl jsou velmi podobné.

V nasledujicim experimentu jsme se rozhodli otestovat chovani analyzovanych algo-
ritmi, pokud je kombinujeme s uc¢enim s napovédou. Pocet skrytych neuronii 7n,e,, jsme
zvolili vy8si nez je optimum (7,er = 20 pro data ¢. 1-2, Ny = 25 pro data ¢. 3). Nasim
cilem bylo ovéfit, ze v tomto pripadé povede uceni k lepsimu zobechovani, hladsi funkci
sité a vyssi schopnosti naucit se danou tlohu. Jako napovédu jsme pouzili klastrovani
vstupnich dat metodou k-means. Pro uceni s napovédou je dilezité predevsim spravné
zvolit hint. Spravné zvoleny hint miuZze vést k zlepSeni konvergence algoritmu a lepsimu
zobechovani, chybné zvoleny hint muze naopak vést i ke zhorSeni schopnosti naucit se
danou tlohu. Vhodné pocty shluki k£ jsme urcili experimentalné tak, aby chyba na testo-
vaci mnoziné dat byla co nejmensi. Metody kombinované s u¢enim s napovédou znacime
metoda-hintk, kde k je pocet shluk.

Vysledek testu pro vybrané hodnoty poc¢tu shluki & je vidét v tabulkach 8 a 9. U
metody konjugovanych gradientt napomahaji hinty k lep$imu nauceni tlohy a k nizsi
chybé. U algoritmu GD v tomto pfipadé k viditelnému zlepseni nedochazi. Nevyhodou
uceni s napovédou je delsi ¢as uceni, ktery se zvySuje s rostoucim poc¢tem pfidanych
vystupt. V tabulce vidime, Ze rtzné hinty mohou byt rizné vhodné. Napiiklad pro sadu
dat ¢. 2 vede k vétsimu poklesu chyby hint7 nez hint3. Pro data ¢. 3 je vhodné&jsi hintd
nez hint7, pro data ¢. 1 jsou oba hinty pfiblizné stejné vhodné.

V testech v této podkapitole jsme experimentdlné ovérili, Zze metoda konjugovanych

gradientl je nejen mnohem rychlejsi nez algoritmus G D, ale zarovei si vystaci s menSim
poctem skrytych neuroni a lépe se uci. Naproti tomu pro jednotlivé metody konjugova-
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Obrazek 17: Prubéh chyby F; pro rizné metody na datech ¢. 3. Vpravo je detail pribéhu
chyby pro jednotlivé varianty algoritmu konjugovanych gradienti.

nych gradienti jsme nezaznamenali piili§ velké rozdily, co se tykéi rychlosti nebo schop-
nosti ucit se. Zda se, ze pro ruzné tlohy mohou byt vyhodnéjsi riizné varianty metody,
nicméné rozdil neni piilis velky. Dale jsme ovéfili, Ze uceni s napovédou miize napomoct
uceni neuronové sité za piedpokladu, 7e pouzijeme vhodny hint a 7e skrytych neuronu
bude dostate¢ny pocet. Hinty se tedy daji vyuzit ke snizeni chyby na trénovaci i testovaci
mnoziné dat a ke zvySeni schopnosti zobeciiovat v pripadé, kdy uc¢ime sit s nadmérnym
poc¢tem skrytych neuroni.
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5.4.2 Vysledky experimentt na datech WB

V predchozich podkapitolach jsme testovali vlastnosti vybranych metod pro uceni vrstev-
natych neuronovych siti na uméle generovanych sadach dat. V této podkapitole je nasSim
cilem ovérit tyto vlastnosti na redlnych datech. Pouzili jsme k tomu datovou sadu W B,
predikovali jsme atribut HN P. Testy jsme provadéli stejné jako v minulych piipadech
metodou desetinasobné kiizové validace. Ucili jsme neuronové sité s jednou skrytou vrst-
vou, pocet skrytych neuront n,..,. = 37 jsme zvolili experimentalné tak, aby chyba na
testovaci mnoziné dat byla co nejmensi. Dalsi parametry siti jsme nastavili tak, jak je
uvedeno v podkapitole 5.3. Za maximalni pocet cykli jsme zvolili hodnotu 1000.

V prvnim testu jsme vzajemné porovnavali metody konjugovanych gradienti s algo-

ritmem zpétného Sifeni. Zajimala nas predevsim rychlost uc¢eni u jednotlivych algoritmii a
chyba, které dosahli. Vysledky testu jsou uvedeny v tabulce 10. Podobné jako pro datové

Tabulka 10: Chovani metod na datové sadé W B.

’ metoda \ Nepoch t E;, E, L ‘
GD 1001.0£0.0 41.2+0.7 0.069 £ 0.005 0.028 £0.004 0.087 £ 0.047
CGF 453+73 3.7£0.6 0.0563+£0.008 0.027£0.006 0.073 +0.047
CGP 37.7£10.1  3.3=£0.9 0.055+£0.007 0.030£0.004 0.072 4 0.036
CGB 342+£82 29x0.7 0.057+0.007 0.028 £0.006 0.077 £ 0.034
SCG 402+£93 3.1+£0.7 0.052+£0.006 0.027£0.004 0.068 +0.033

sady ¢. 1-3 vidime, Ze metody konjugovanych gradientii jsou nejen mnohem rychlejsi nez
algoritmus GD (priamérny pocet cykla je vice jak dvacetindsobné nizsi, pramérny cas
je vice jak desetinasobné nizsi), ale dosahuji i signifikantné nizsi chyby na trénovacich i
testovacich datech. Jednotlivé varianty metody konjugovanych gradientt se od sebe prilis
nelisi, coz doklad4 i typicky prubéh chyb na obrazku 18. Zatimco algoritmus zpétného §i-

0& " " T T 0s T . . T
— CGF — CGF
0.45 — P [ 045t —rep
——CGB LGB
0.4 TN 04F - =eell
0.35 G0 | 035}
03 - 03F
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= 025 - =025
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(&) (&)
02 - 02F
015 - 015F
0.1 - 0.1
0.05 |5 005k
D L L 1 1 D 1 L L L
0 200 400 &00 a0a 1000 0 10 20 30 40 =0
pocet cykld potet cykld

Obrazek 18: Pribéh chyby E; pro ruzné metody na datech W B. Vpravo je detail pribéhu
chyby pro jednotlivé varianty algoritmu konjugovanych gradienti.

62



feni konverguje mnohem pomaleji, rizné varianty metody konjugovanych gradientii se uci
zhruba stejnou rychlosti. O néco niz§i prumérné chyby nez zbylé metody konjugovanych
gradientti dosdhla v tomto testu na testovaci mnoziné dat metoda SC'G. Protoze ma i
jiné vyhodné vlastnosti (je u ni mensi pocet volitelnych parametrii, na které jsou ostatni
varianty velice citlivé), zvolili jsme tuto variantu pro pouziti v néasledujicich testech.

V druhém experimentu jsme ovérovali, zda dojde k dalsimu zlepSeni vlastnosti algo-
ritmu SCG, pokud ho budeme kombinovat s uéenim s napovédou. Jako hinty jsme pouzili
klastrovani trénovacich vzori spoc¢tena metodou k-means pro rizné pocty shluki k (v roz-
mezi 2-10). Metodu SCG kombinovanou s u¢enim s napovédou, kde hintem je klastrovani
vzord do k tiid, zna¢ime SCG-hintk. Kromé nadmi vytvofenych klastrovani jsme jako hint
pouzili i klasifikaci stati podle Income Group, prislusnou metodu znac¢ime SCG-hintlG.
Vysledky testu jsou uvedeny v tabulce 11. Uceni s napovédou je pomalejsi nez uceni bez

Tabulka 11: Chovani metody SCG s ndpovédou na datové sadé W B.

metoda ‘ Nepoch t By, E, E; ‘
SCG 40.2£9.3 3.1£0.7 0.05240.006 0.027£0.004 0.068 40.033
SCG-hint2 88.1+£33.3 7.24£2.7 0.040£0.009 0.024£0.003 0.071£0.047
SCG-hint3 97.7£18.9 8241.6 0.041+0.008 0.026 £0.003 0.060 = 0.032
SCG-hintd 121.04+£36.9 10.1£3.1 0.040+£0.010 0.029 £0.006 0.058 £0.029
SCG-hinth 1009+ 173 84=£1.5 0.0414+0.005 0.030=£0.006 0.059 =+ 0.026
SCG-hint6 98.1£23.7 84421 0.043+0.004 0.0294+0.005 0.063 + 0.026
SCG-hint7 116.8 £26.6 10.1£2.4 0.040+0.006 0.031+£0.006 0.064 4 0.029
SCG-hint8 1524 +61.5 13.4+£54 0.037+0.013 0.032+£0.008 0.07240.029
SCG-hint9 168.3 +£41.9 14.7£3.6 0.040+0.006 0.029+£0.004 0.058 +0.027
SCG-hint1l0 | 113.6 £19.3 10.14+1.7 0.0474+0.012 0.038 +0.006 0.075 4+ 0.039
SCG-hintlIG | 130.6 £32.2 11.04+2.7 0.03540.007 0.029 +0.006 0.055 4+ 0.026
ni, ¢as se zvySuje s poctem pridanych vystupnich neurontu. Naproti tomu chyba na tré-

novaci i testovaci mnoziné je pfi uceni s napovédou nizsi. Rozdily v dosazené chybé jsou
patrné i mezi jednotlivymi hinty, nékteré jsou vhodnéjsi (napt. hint4), jiné méné vhodné
(napt. hint10). Klasifikace podle Income Group se ukazala jako lepsi napovéda nez nami
vytvotena klastrovani, chyba na trénovaci i testovaci mnoziné je v p¥ipadé SCG-hintlG

cvv s

V nésledujicim experimentu jsme se rozhodli vyzkouset jiné vyuziti ndpovédy v algo-
ritmu uceni. Tento model (nazvéme ho part-nets) je vhodné pouzit v ptipadé, kdy existuje
vhodné klastrovani vstupnich trénovacich vzori. Postup algoritmu uceni byl nasledujici:
Trénovaci vzory jsme rozdélili do skupin odpovidajicim jednotlivym shlukim. Pro kazdy
shluk jsme pak naucili jednu vrstevnatou neuronovou sit. Aby byl pocet trénovacich vzoru
pro kazdou dil¢i neuronovou sit dostateény (v nasem pripadé alesponn 500), rozsiFili jsme
trénovaci mnozinu dat o dostateény pocet zaSumeénych trénovacich vzori. Tyto nové tré-
novaci vzory jsme vytvorili pfidanim 1-5%-niho $umu ke stavajicim trénovacim vzorim.
Vyhodou této metody je moznost paralelniho uceni dil¢ich siti na vice procesorech, coz
muze urychlit dobu uceni. P¥i rozpoznavani neznamych vzori modelem part-nets je nej-
prve tieba priradit vzor do spravného shluku a pak ho rozpoznat pomoci prislusné diléi
neuronoveé sité.

Experiment jsme provedli pro algoritmus uc¢eni SCG. Pro rozdéleni dat jsme pouzili
stejna klastrovani jako v predchozim experimentu. Cilem testu bylo srovnat tuto metodu s
metodou uceni s ndpovédou, kdy hinty slouzily jako pfidané vystupy béhem uceni. Kazda
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dil¢i neuronové sit méla 16 skrytych neuronti, maximélni pocet cyklu byl 1000. Pouzili
jsme nésledujici znaceni: ncpor, znaci soucet cyklu brany pres vSechny diléi sité, n’epoch
oznacuje maximalni pocet cykla brany ptes vSechny dil¢i sité, ¢ je soucet cast, po ktery
se udili jednotlivé sité a ¢’ je maximalni ¢as brany pies jednotlivé sité. Vysledek testu je

uveden v tabulce 12. Srovname-li hodnoty v tabulce s hodnotami v tabulce 11, vidime, Ze

Tabulka 12: Chovani metody SCG pro model part-nets na datové sadé W B.

[Klastrovéni]| Nepoch | M poch | t] '] E| E,| Ei]
hint2 75.1£23.6(48.7£15.3|| 1.74+0.4|1.0 +0.2{[0.093 £ 0.036|0.104 + 0.041|0.114 4 0.043
hint3 110.1 +36.3|52.1 £ 21.7|| 2.54+0.5|1.1 + 0.3|[0.084 £ 0.030{0.101 4 0.047|0.108 £ 0.082
hint4 160.0 £24.0|56.2 £ 8.7| 3.7+ 0.4]1.2 4+ 0.1}/0.052 £ 0.007|0.044 +£ 0.008|0.057 + 0.020
hintb 197.9£20.6/62.2 £10.4|| 4.8 +£0.4|1.3 +£0.2{/0.057 £ 0.015|0.062 £ 0.017|0.067 + 0.023
hint6 250.7 £43.1166.1 £ 22.0|| 5.9+ 0.8{1.4 £ 0.4|/0.042 £ 0.017]|0.041 £ 0.014|0.049 £ 0.022
hint7 329.0 £65.1|77.0 £ 27.6|| 7.6 £1.3(1.7£0.6{/0.040 £ 0.013|0.036 &+ 0.007|0.046 £ 0.014
hint8 371.9+70.1|84.1 £20.9|| 8.3+£1.4|1.7+0.3|[0.039 +0.013|0.056 4+ 0.018{0.051 £+ 0.024
hint9 424.2 +46.0|79.6 £ 14.6|| 9.7 £ 0.8|1.7 £ 0.3|]0.027 £+ 0.005|0.037 £ 0.008|0.034 £ 0.008
hint10 493.0 £64.9|96.2 £+ 24.6((10.9 £ 1.2|2.0 £ 0.4|]0.039 £+ 0.007|0.052 £ 0.013|0.047 £ 0.011
hintIG 229.8 £59.9|82.2 £ 31.2|| 5.0+ 1.1|{1.7 £ 0.6{|0.055 £ 0.010|0.047 £ 0.007|0.065 £ 0.016

co se tyce celkové doby uceni ¢ a poctu cykli, je na tom uceni s napovédou vyrazné lépe.
Pokud ale budeme ucit dil¢i sité paralelné, bude celkovy ¢as naopak nizsi pro model part-
nets. Srovname-li chybu dosazenou na trénovaci a testovaci mnoziné, pro mensi pocet
shlukii se chova lépe uceni s ndpovédou, pro vétsi pocet shluki se 1épe chova model part-
nets. Vyssi chyba u part-nets pro mensi pocet shluki miize byt zpisobena nedostate¢nym
poctem skrytych neuront dil¢ich siti. Pro vétsi mnozstvi shluki jiz pocet skrytych neuront
dostacuje a vysledna chyba je signifikantné nizsi nez u uceni s napovédou. Lepsi schopnost
naucit se danou tlohu je v8ak vykompenzovana vétsimi pamétovymi a ¢asovymi naroky
modelu part-nets. Dalsi nevyhodou této metody je vétsi pocet volitelnych parametri,
které je tfeba spravné nastavit—jedna se predevsim o topologii jednotlivych dil¢ich sitich.

Dalsi experiment jsme provedli na datech W B, ze kterych jsme odstranili vstupni pri-
znaky ¢. 2, 16 a 20. Cilem experimentu bylo ovéfit, jak dobfe se bude sit schopna naucit
danou tlohu pii absenci vyznamnych piiznaki a zda siti v tomto pfipadé pomuze napo-
véda. Jako napovédu jsme opét zvolili klastrovani trénovaci mnoziny vytvorené metodou
k-means. V tomto pripadé jsme zvolili klastrovani jednak podle vstupnich proménnych,
jednak podle vystupni proménné. Pro testovani jsme opét pouzili neuronové sité s 37
skrytymi neurony, maximélni pocet cykla byl 500.

Vysledky testu jsou uvedeny v tabulce 13. Chyba u metody SCG je vyrazné vyssi nez
v predchozich testech, kdy jsme k uceni pouzili vSech 25 vstupnich p¥iznaki. Prestoze
je chyba metody SC'G pomérné vysoka, klastrovani pouzité jako napovéda je schopné ji
vyrazné snizit, pouzijeme-li vhodny pocet shlukii. Zajimavé je, Ze ke snizeni chyby nevede
jen klastrovani podle vstupnich proménnych, ale i klastrovani podle vystupni promeénné,
které dokonce v nékterych piipadech vede k podstatné vyraznéjsimu snizeni chyby (viz
tabulka 13). Dalgim zajimavym zjisténim je, Ze sniZeni chyby je vé&tsi nez v p¥ipadé tplné
sady dat. Z tohoto faktu by se dalo vyvodit, Ze velka ¢ast informace obsazend v hintech je
obsazena i v pfiznacich, které jsme odstranili. Pii uceni na v8ech 25 vstupnich pfiznacich
pak jiz hinty neptinési tak velké mnozstvi nové informace a vedou tedy k niz§imu poklesu
chyby.

Tento experiment ovéfil, ze uceni s ndpovédou miize pro vhodné zvoleny hint pomoct
pii uceni v ptipadé, kdy trénovaci mnozina neobsahuje nejvyznamnéjsi vstupni piiznaky.
Cast informace z téchto priznaku je obsazena i ve zbytku dat; u¢eni s napovédou, kterou
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Tabulka 13: Chovani metody SCG s nédpovédou na datové sadé W B pro 22 vstupnich

priznakii.
’ metoda ‘ Nepoch Ky, E, E, ‘
| SCG | 535+343 0.110£0.022 0.229 +0.020 0.134 + 0.063 |

klastrovani podle vystupni promeénné:

SCG-hint2 49.0£28.8 0.097£0.026 0.211+0.033 0.117 £ 0.062
SCG-hint3 69.2+38.6 0.098+0.016 0.2204+0.018 0.124 £ 0.068
SCG-hintd 85.0+£124.6 0.091+0.024 0.216 £0.039 0.124 £0.054
SCG-hinth 97.6 £75.8 0.089+£0.015 0.2154+0.025 0.116 £ 0.063
SCG-hint6 84.4+71.0 0.077£0.017 0.210+0.031 0.121 £ 0.061
SCG-hint7 | 119.2£117.6 0.078 £0.022 0.199 £0.046 0.131 +0.069
SCG-hint8 | 119.2£117.1 0.084 £0.031 0.194 £0.048 0.124 +0.064
SCG-hint9 117.0+71.6 0.078 £0.015 0.199 £0.032 0.113 £ 0.061
SCG-hint10 | 115.44+91.2 0.084 +0.017 0.203 £0.039 0.124 +0.072
klastrovani podle vstupnich proménnych:

SCG-hint2 35.8+28.2 0.094+£0.012 0.213+0.017 0.115+£0.078
SCG-hint3 69.6 +£106.9 0.095+0.019 0.212+0.029 0.122 £ 0.069
SCG-hintd 54.4+22.8 0.101£0.016 0.223 +£0.020 0.126 £ 0.059
SCG-hintb | 117.8 £232.3 0.084 £0.025 0.207 £0.053 0.113 + 0.057
SCG-hint6 | 103.2 £140.9 0.094 £0.027 0.216 £0.044 0.124 +0.053
SCG-hint7 91.6 £69.5 0.101 £0.018 0.220+0.023 0.118 £ 0.067
SCG-hint8 106.0 £89.6  0.085 +£0.022 0.204 £0.028 0.119 +0.053
SCG-hint9 106.4 +£70.2 0.085£0.024 0.204 £0.038 0.122 £ 0.058
SCG-hint10 | 123.44+70.2 0.085+0.014 0.205+0.017 0.113 +0.059

je vhodné klastrovani, pak muze uc¢icimu algoritmu napomoct tuto informaci vyuzit.

5.4.3 Analyza citlivosti vrstevnaté neuronové sité

V nasledujicich experimentech bychom chtéli ovéfit na datech W B zavéry podkapitoly
3.4. Pokud spoc¢teme citlivost vystupt neuronové sité na jednotlivé vstupy, miize nam
to pomoct zjistit, které vstupni piiznaky jsou pro danou neuronovou sit kli¢ové a které
naopak nemaji pii vypoctu zadnou vahu.

V jednotlivych experimentech jsme naucili 100 vrstevnatych neuronovych siti zvolenym
algoritmem uceni (za pouziti téze validac¢ni a testovaci mnoziny). Stejné jako v pfedchozich
testech mély vSechny sité architekturu 25-37-1. Nasledné jsme pro vSechny naucené sité
a vSechny trénovaci vzory spocetli citlivost vystupu sité na jednotlivé vstupy. Z téchto
¢isel jsme se pak spocetli dalsi charakteristiky, které nadm pomohly identifikovat dulezité a
bezcenné vstupni piiznaky. Hodnoty citlivosti v tomto testu jsme normalizovali tak, aby
se nachazely v intervalu [0, 1] a jejich soucet byl 1. Zakladni pouZzitou charakteristikou
byla primérné citlivost vystupt na vstupy, brané pies vSechny trénovaci vzory.

V prvnim experimentu jsme naudili 100 siti metodou G D. Na obrazku 19 je zobrazena
prumérné citlivost vystupu na jednotlivé vstupy pro tyto sité. Z obrazku muzeme vydist,
vlastnikd mobilnich telefonii a pevnych linek na 1000 obyvatel). Pramérna citlivost jinych
priznakl je v porovnéni s nim nizkd. 7 obrazku je rovnéz patrné, ze priumérna citlivost
priznaki a téch nejméné dulezitych. Nejméné dulezité vstupni priznaky bychom mohli pii
uceni neuronové sité vynechat, aniz by se zhorsila schopnost sité naucit se danou tlohu
(ta by se mohla naopak zlepsit). Zde je ale nutna opatrnost—piestoze priumérna citlivost
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Obrézek 19: Prumérna citlivost vystupu neuronové sité na jednotlivé vstupy pro algo-
ritmus uceni GD. Modie je znacena prumérna citlivost pro jednotlivé sité, ¢ervenym
koleckem je znacen priameér pies vSechny sité.

vystupu na urcity priznak je mald, mize existovat nékolik trénovacich vzori, pro které
je naopak citlivost velka. Tento piipad je nutné detekovat a vyhozeni piiznaku v tomto
piipadé zamezit.

Na obrazku 20 vidime srovnani primérné citlivosti pro tii rizné algoritmy uceni (pru-
mér je po¢itan pres vSechny trénovaci vzory a 100 naucenych siti). Metody bez napovédy
(GD, SCG) maji velmi podobnou citlivost, priamér pro sité naucené metodou SCG-
hintlIG se vyraznéji lisi. Tedy je patrné, Ze pii uceni s napovédou se upiednostiuji jiné
vstupni pfiznaky nez pfi uceni bez napovédy. To, ze se algoritmus SCG-hintIG udi lépe
nez samotny SCG, muze primo souviset pravé s jinou dilezitosti vstupnich piiznaki.

vvvvvv

vvvvvv

aktualni hodnotu statniho dluhu, Gini index a pramérnou délku 7zivota pied danémi (pfii-
znaky ¢. 8 a 9), na které jsou citlivé ostatni ucici algoritmy. Co se tyka nejméné dilezitych
priznaki, v8echny metody se viceméné shoduji, az na p¥iznaky ¢. 18 (vyvoz vyspélé tech-
nologie) a ¢. 22 (vydaje na zbrojeni), jejichz dilezitost alternuje (jeden z nich je vzdy
dalezity, druhy nepodstatny). Je tedy pravdépodobné, 7e oba tyto indikatory prinaseji z
hlediska predikce H N P velmi podobnou informaci.

Vysledky tohoto experimentu jsou dilezité pro porozuméni datim W B. Umoziiuji nAm
zjistit, s kterymi ekonomickymi indikatory H N P souvisi a s kterymi nemé nic spole¢ného.
Prekvapujici je naptiklad vysokd souvislost mezi HNP a poc¢tem vlastnikit mobilnich
telefonii a pevnych linek. Rovnéz bylo zajimavé zjisténi, ze nékteré indikatory, které jsme
pri sestavovani trénovaci mnoziny dat pokladali za velmi vyznamné, se timto ukazali jako
bezcenné. Pokud bychom citlivosti jesté podrobnéji zkoumali, dosli bychom jisté k dalsim
ekonomicky zajimavym zavérim.
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Obrazek 20: Prumérna citlivost vystupu neuronové sité na jednotlivé vstupy pro vybrané
algoritmy uceni.

v

vybrané algoritmy uceni.

N2

poradi \ SCG-hintlG SCG GD

1. 16 16 16
2. 24 9 9
3. 7 10 10
4. 21 20 24
D. 10 24 2
6. 13 2 20

Nejméné dilezité priznaky:
poradi \ SCG-hintlG  SCG GD

21. 18 1 1
22. 19 22 22
23. 14 14 24
24. 1 19 19
25. 17 17 17
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5.5 Experimenty testujici metodu SCGIR

V predchozi podkapitole 5.4 jsme ovéfovali vlastnosti vybranych metod pro uceni vrs-
tevnatych neuronovych siti na uméle generovanych datech i na redlné datové sadé W B.
Vysledkem nasich testi bylo ovéfeni vysoké rychlosti metod konjugovanych gradienti
v porovnani s algoritmem zpétného Siteni. Rovnéz se tyto metody lépe uci, a to i pii
mensSim poc¢tu skrytych neuroni. Dale jsme zjistili, ze jednotlivé varianty metody kon-
jugovanych gradientti se od sebe prili§ nelisi ani ¢asem uceni ani chybou dosazenou na
testovaci mnoziné dat. Pro nasledujici testy jsme z metod konjugovanych gradienti zvo-
lili algoritmus SCG, ktery mé& nejméné volitelnych parametri. Néasledné jsme testovali
vlastnosti vybranych metod kombinovanych s uéenim s napovédou. Ovérili jsme, Ze uceni
s napovédou zvysuje schopnost vrstevnaté neuronové sité zobechovat v pripadé, kdy mé
sit dostatek skrytych neuronu. Nakonec jsme aplikovali analyzu citlivosti na neuronové
sité naucené ruznymi algoritmy na datech W B. To nam dovolilo identifikovat dilezité
a bezcenné vstupni pfiznaky v datech a osvétlit priciny lepsi konvergence algoritmu pii
uceni s napovédou: uceni s napovédou vede k vyrazné zméné citlivosti vystupii sité na
vstupy.

V této podkapitole bude nasim cilem ovéfit vlastnosti nami navrzené techniky SCGIR
v porovnani s metodami, ze kterych vychazi. Dale nis bude zajimat moznost vyuziti této
metody pii extrakci znalosti z vrstevnaté neuronové sité.

V testech v této podkapitole pouzivame kromé diive definovaného znaceni (podkapitola
5.3) nasledujici pojmy: SCGIR oznacuje metodu skalovanych konjugovanych gradienti s
vynucovanou kondenzovanou interni reprezentaci; GDI R oznacuje algoritmus zpétného $i-
reni s vynucovanou kondenzovanou interni reprezentaci; SCGI R-hint a G DI R-hint znadi
metody SCGIR a GDIR kombinované s u¢enim s napovédou. Pti porovnavani modelu
jsme kromé chyby dosaZené na trénovacich i testovacich datech a ¢asu uceni pouzili dalsi
charakteristiky, které vypovidaji o tom, jak transparentni interni reprezentaci je dany
model schopen vytvorit. Pro tyto charakteristiky jsme pouzili nasledujici znaceni: 1,
je pocet siti, které se naucily danou klasifika¢éni tlohu (tedy daly spréavné vystupy pro
vechny trénovaci vzory); nf. je celkovy pocet siti, které po naufeni mély jasnou interni
reprezentaci (vystupy vSech skrytych neuronii pro v8echny trénovaci vzory byly v rozmezi
—0.85,0,0.85+0.15); ng, znac¢i pocet siti, které se naucily danou klasifika¢ni ilohu a zaro-
ven mély jasnou interni reprezentaci pro vSechny trénovaci vzory; err je primérny pocet
chybné naucenych vzori; n,sq znac¢i primeérny pocet skrytych neuront, které neziskaly
uniformni reprezentaci ani identickou ¢i inverzni reprezentaci vzhledem k jinému skrytému
neuronu (soucet pres vSechny trénovaci vzory, prumeér pies naucené sité); ns(0.3) je pri-
mérny pocet skrytych neuroni, jejichz vystupy byly mimo intervaly —0.85,0,0.85 £ 0.15
(soucet pres v8echny trénovaci vzory, primér pies naucené sité); ng(0.1) je pramérny po-
¢et skrytych neuront, jejichz vystupy byly mimo intervaly —0.9,0,0.9 £ 0.1; npeur1 je
prumérny pocet skrytych neuront, které ziskaly uniformni reprezentaci, popiipadé repre-
zentaci inverzni/identickou k reprezentaci jiného skrytého neuronu; n,e.2 je pramérny
pocet skrytych neuront se zanedbatelnou vahou do vystupniho neuronu.

5.5.1 Vysledky experimenti na tloze séitani binarnich ¢éisel

Prvni sadu experiment jsme provedli na ilustrativni tloze binarniho s¢itani t¥ibitovych
¢isel. Kazdy vstupni trénovaci vzor je tvofen bipolarnimi kédy sc¢itanci. Pozadovany vy-
stup pak tvoii bipolarni kod sou¢tu. Napiiklad souc¢tem hodnot 4(~ (+1,—1,—1)) a
7(~ (+1,41,+1)) ziskdme hodnotu 11(~ (4+1,—1,+1,+1)); odpovidajici trénovaci vzor
mé tvar: [[+1,—1,—1,+1,+1,+1], [+1, —1,+1, +1]]. Trénovaci mnoZina v tomto piipadé
obsahuje 2% = 64 vzori. Jako hint jsme pouzili pfiznak, ktery indikuje pienos do druhého
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vystupniho bitu. Experimentalné jsme zvolili parametr uceni € roven 0.6, parametr o,
roven 0.0005. Algoritmus uceni jsme pro kazdou z testovanych metod opakovali 100krét
pro nadhodné inicializované sité. Nasledné jsme pro jednotlivé ucici algoritmy porovnali
pocet siti, které se naucily tlohu spravné, prumérnou chybu na trénovaci mnoziné dat a
transparentnost vytvorené interni reprezentace.

V prvnim experimentu jsme pro vSechny vrstevnaté neuronové sité zvolili topologii 6-
6-4. Je to miniméalni topologie, pti které je neuronové sit schopna se danou tlohu naudcit.
Pro algoritmus zpétného siteni pii dané topologii je tato tiloha pomérné obtizna, protoze

vvvvvv

na transparentni interni reprezentaci.

Tabulka 15: Chovani metod pro vrstevnaté neuronové sité s topologii 6-6-4.

’ metoda \ Nets  Tir ML, ns(0.3) err  Mepoch t ‘
GD 37 3 6 21.94+12.96 6.284+7.03 4705.7 52.9
G D-hint 38 0 1 21.644+11.71 598 +£6.70 5046.3 53.0
GDIR 26 7 32 155541543 7.90+6.89 5001.0 90.6
GDIR-hint 26 11 44 1098 £13.50 8814744 5018.0 90.5
SCG 35 0 0 40.32+2049 591+£6.63 401.0 5.5
SCG-hint 45 1 2 39.68 £20.81 4.83+6.15 403.0 5.6
SCGIR 37 6 11 25321743 7.25+8.29 400.6 9.0
SCGIR-hint 42 7 15 22.79+16.60 5.34+6.32 381.61 9.1

Jak je vidét v tabulce 15, schopnost jednotlivych metod naucit se ilohu je podobna (ze
100 siti se alohu naucilo u kazdé metody kolem 35 siti, i primérné chyba je srovnatelna).
Metody typu SCG oproti metodam typu G'D potiebuji k nauceni podstatné méné cykla
a desetkrat mensi ¢as. Algoritmus SCG je zhruba 1.5krat rychlejsi nez SCGIR, ale i tak
je ¢as SCGIR v porovnani s GD a GDIR nesrovnatelné nizsi. Cas uteni s napovédou
a bez ni je u vsech metod pfiblizné stejny, napovéda tedy v tomto piipadé na rychlost
uceni nemd prilisny vliv. Metodam SCG a SCGI R napovéda napomohla k vétsimu poctu
naucenych siti a nizsi primérné chybé, oproti tomu u GD a GDIR neni zlepSeni patrné.
Metody typu IR dosahuji Castéji jasné interni reprezentace (viz m; a n'.), coz u nich
potvrzuji i velice nizké hodnoty n,(0.3). Zajimavym pozorovanim je, ze metody SCG a
SCG-hint dosahuji vyrazné nejasnéjsi interni reprezentace nez metody GD a GD-hint.
Je to ovlivnéno ziejmé jejich rychlejsi konvergenci. Uceni s ndpovédou pomaha metodam
SCGIR a GDIR k dosaZzeni jasné&jsi interni reprezentace, coz doklada n,.

Metoda SCGIR-hint v tomto testu obstala. V po¢tu naucenych siti, v po¢tu cykli i
v prumérné chybé na trénovaci mnoziné dat je srovnatelna s metodou SCG-hint, metody
vychéazejici z GD v téchto ohledech pfevysuje. Co se tyka prumérného casu, je SCGIR
pomalejs$i nez SCG, toto zpomaleni je vSak ve stejném poméru jako zpomaleni mezi
GD a GDIR. Oproti metodé GDIR-hint je pro SCGIR-hint lehce obtiznéjsi ziskat
transparentni interni reprezentaci, to ale vyvazuje rychlejsi konvergence a vyssi schopnost
ucit se tohoto algoritmu.

V druhém experimentu jsme aplikovali ten samy test na topologii 6-12-4. Nasim ci-
lem bylo porovnat, jak se jednotlivé metody chovaji, je-li k dispozici vySsi nez nezbytny
pocet skrytych neuronii. Z tabulky 16 je ziejmé, ze pro zadnou z metod neni obtizné se
tlohu naucit. VSechny metody maji zhruba stejnou schopnost prorezat skryté neurony,
VizZ Nyseq- Metody bez vynucované kondenzované interni reprezentace nevytvateji transpa-
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Tabulka 16: Chovani metod pro vrstevnaté neuronové sité s topologii 6-12-4.

’ metoda ‘ Nonets Nir nﬁr Nused ns(0.3) err  MNepoch t ‘
GD 9 0 0 11.80+0.49 62.594+28.23 0.02+£0.2 5001.0 59.2
GD-hint 100 0 0 11.66 £0.57 65.82 4 22.31 040.0 5002.0 58.5
GDIR 98 79 87 11.70+0.48 0.80£2.34 0.08£0.6 5001.0 104.5
GDIR-hint 96 77 78 11.70 £0.56 0.98 +2.52 0.08£0.4 5002.0 105.8
SCG 100 0 0 11.5040.67 58.04 &+ 25.38 04+0.0 4971 6.2
SCG-hint 100 0 0 11.34+£0.82 62.35+ 25.84 0£0.0 492.6 6.3
SCGIR 100 30 30 11.634+0.58 15.06 + 16.54 0£0.0 501.0 10.9
SCGIR-hint| 100 50 50 11.41+0.70 9.11+16.30 0+0.0 501.2 11.0

rentni strukturu sité (viz n;., nk. a ng(0.3)). Oproti tomu metoda GDIR vytvari kon-
denzovanou interni reprezentaci v naprosté vétsiné piipadii, n4(0.3) je pro ni minimalni.
Metoda SCGIR neni tak uspésna, ale k vytvofeni kondenzované interni reprezentace u
ni zna¢né napomize uceni s napovédou.

Tabulka 17 popisuje typicky priklad sité s topologii 6-6-4, ktera se naucila tilohu me-
todou SCGIR-hint. Dané sit méa transparentni interni reprezentaci. Porovname-li ji s
prikladem sité, ktera se naucila ilohu metodou SCG-hint (viz tabulka 18), uvidime, Ze
vystupy skrytych neuronii jsou v tomto pifipadé méné jasné. Rozdil by byl jesté vice pa-
trny u topologie 6-12-4. Obrazek 21 znazorhuje strukturu i funkci obou vrstevnatych

(b) SCG-hint

Obrézek 21: Struktury vrstevnatych neuronovych siti nau¢enych metodami SCGI R-hint
a SCG-hint. Kladné hrany maji zelenou barvu, zdporné hrany ¢ervenou. Vahy jsou vy-
znaceny tlou$tkou hran, prahy neuroni jsou uvedeny v kruzich znézornujicich neurony.
Hrany se zanedbatelné nizkou vahou nejsou zakresleny.

neuronovych siti. V prvnim piipadé vidime, ze se siti podafilo nalézt algoritmus vypo-
¢tu. Navic, vadhy mezi vstupni a skrytou vrstvou jsou shodné pro dvojice odpovidajicich
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Tabulka 17: Interni reprezentace a vystupy vrstevnaté neuronové sité naucené metodou

SCGIR-hint.

[vstupy [sttupy [vystupy skrytych neuront ]
-1 -1 -1 -1 -1 -1{-0.99 —-0.99 —0.99 —-0.99|—-1.00 —1.00 —1.00 0.99 0.98 1.00
-1 -1 -1 -1 -1 1|-1.00 —1.00 —0.99 0.99|-1.00 —1.00 —1.00 1.00 1.00 —0.98
-1 -1 -1-1 1 -1{-1.00 —-1.00 0.99 -099|-1.00 —1.00 —1.00 1.00 —1.00 1.00
-1 -1 -1 -1 1 1/-100 —0.99 099 099|-099 —1.00 —1.00 1.00 —0.98 —0.99
-1 -1 -1 1 -1 —-1|-1.00 1.00 —0.99 —0.99|-1.00 —1.00 —1.00 —1.00 0.98 1.00
-1 -1 -1 1 -1 1/-100 1.00 —0.99 0.99|-1.00 —0.99 —1.00 —1.00 1.00 —0.99
-1 -1 -1 1 1 —-1|-1.00 1.00 099 —-0.99|-1.00 —1.00 —1.00 —1.00 —1.00 1.00
-1 -1 -1 1 1 1/-100 099 099 099|-099 —1.00 —0.99 —0.99 —0.98 —0.99
-1 -1 1 -1 -1 —-1{-1.00 —1.00 —0.99 0.99|—-1.00 —1.00 —1.00 1.00 1.00 —0.98

-1-1 1 -1 -1 1{-100 -1.00 0.99 -099|-1.00 1.00 —1.00 1.00 1.00 —1.00
-1 -1 1 -1 1 -1{-1.00 -0.99 099 099|-0.99 —1.00 —1.00 1.00 —0.98 —0.99
-1 -1 1 -1 1 1{-100 099 -0.99 -099| 0.99 1.00 —1.00 1.00 0.99 -1.00
-1 -1 1 1 -1 -1{-1.00 100 —-0.99 099|-1.00 —0.99 —-1.00 —1.00 1.00 —0.99
-1-1 1 1 -1 1{-100 100 099 -099|-1.00 1.00 —1.00 —1.00 1.00 —1.00
-1 -1 1 1 1 —-1{-1.00 099 099 099|-0.99 —-1.00 —-0.99 —-0.99 —0.98 —0.99
-1 -1 1 1 1 1| 100 —-0.98 —0.99 —-0.99| 099 100 0.99 098 0.99 —1.00
-1 1 -1-1-1 -1{-1.00 -1.00 0.99 -099|-1.00 —1.00 —1.00 1.00 —1.00 1.00

-1
-1
-1
-1
-1
-1
-1
-1
-1
-1
-1
-1
-1
-1
-1

-1 -1 -1 1|-1.00 =099 099 099|-099 —1.00 —1.00 1.00 —0.99 —-0.99
-1 -1 1 -1|{-1.00 098 -0.99 -0.99| 0.98 —-1.00 —1.00 1.00 —1.00 0.99
-1 -1 1 1(-1.00 100 -0.99 099| 1.00 —1.00 —1.00 1.00 —1.00 —1.00
-1 1 -1 -1{-100 100 099 -099|-1.00 —-1.00 —1.00 —1.00 —1.00 0.99
-1 1 -1 1(-1.00 099 099 0.99|-0.99 —-1.00 —0.99 —-0.99 —0.99 —-0.99
-1 1 1 -1| 1.00 —-0.99 —0.99 —-0.99| 0.98 —1.00 0.99 098 —1.00 0.99
-1 1 1 1| 100 -1.00 -0.99 0.99| 1.00 —1.00 1.00 1.00 —1.00 —1.00
-1 —-1{-1.00 -0.99 099 099|-0.99 —-1.00 —1.00 1.00 —0.99 —0.99
-1 -1 1|-100 098 -0.99 -0.99| 099 1.00 —-1.00 1.00 0.99 —1.00
-1 1 -1/-1.00 1.00 -0.99 0.99| 1.00 —1.00 —1.00 1.00 —1.00 —1.00
-1 1 1/-100 1.00 099 -0.99| 1.00 0.99 —-1.00 1.00 —1.00 —1.00
-1 —-1/-1.00 099 099 099|-099 —-1.00 —0.99 —-0.99 —-0.99 —0.99
1 -1 1] 1.00 -0.99 —-0.99 —-0.99| 0.99 1.00 0.99 0.99 0.99 -1.00
1 1 -1} 1.00 -1.00 -0.99 099 100 —-1.00 1.00 1.00 —1.00 —1.00
1.00 —-1.00 099 —-1.00{ 1.00 100 1.00 1.00 —1.00 —1.00
-1 -1 -1 -1|{-1.00 100 -0.99 -0.99|-1.00 —1.00 —1.00 —1.00 0.98 1.00
-1 -1 -1 1|-100 100 —0.99 0.99|-1.00 —1.00 —1.00 —1.00 1.00 —0.98
-1 -1 1 -1{-100 100 099 -099|-1.00 —1.00 —1.00 —1.00 —1.00 1.00
-1 -1 1 1({-1.00 099 099 099|-0.99 —1.00 —0.99 —-0.99 —0.99 —-0.99
-1 1 -1 -1| 1.00 -0.99 —-0.99 -0.99|-1.00 —1.00 0.99 —-1.00 0.98 1.00
-1 1 -1 1 1.00 -1.00 -0.99 0.99|-1.00 —0.99 1.00 —1.00 1.00 —0.99
-1 1 1 -1| 100 —-1.00 099 -099|-1.00 —1.00 1.00 —1.00 —1.00 0.99
-1 1 1 1| 100 =099 099 099|-0.99 —-1.00 1.00 —1.00 —0.98 —-0.99
-1 -1{-1.00 100 —-0.99 099|-1.00 —1.00 —1.00 —1.00 1.00 —0.98
-1 -1 1/-100 1.00 099 -0.99|-1.00 1.00 —-1.00 —1.00 1.00 —1.00
-1 1 —-1|{-1.00 099 099 0.99|-0.99 —1.00 —0.99 —0.99 —-0.99 —0.99
-1 1 1| 100 —-0.98 —-0.99 —-0.99| 099 1.00 0.99 099 0.99 —1.00
-1 —-1| 1.00 —-1.00 -0.99 0.99|-1.00 -0.99 1.00 —1.00 1.00 —0.99
1 -1 1} 1.00 —-1.00 099 —-099|-1.00 1.00 1.00 —1.00 1.00 —1.00
1 1 -1} 1.00 =099 099 099|-0.99 —-1.00 1.00 —1.00 —0.98 —-0.99
1.00 099 —-099 —-0.99| 099 1.00 1.00 —1.00 0.99 —1.00
-1 -1{-1.00 100 099 -099|-1.00 —-1.00 —1.00 —1.00 —1.00 0.99
-1 -1 -1 1|-1.00 098 099 099|-0.99 —1.00 —0.99 —0.99 —-0.99 —-0.99
-1 1.00 —-0.99 -1.00 —-0.99| 098 —-1.00 0.99 0.99 —-1.00 0.99
1.00 -1.00 —-0.99 0.99| 1.00 —1.00 1.00 1.00 —1.00 —1.00
-1 -1} 1.00 -1.00 0.99 -099|-1.00 —1.00 1.00 —1.00 —1.00 0.99
-1 1 -1 1| 1.00 =099 099 099|-0.99 —-1.00 1.00 —1.00 —0.99 -1.00
-1 1 1 -1| 100 098 —1.00 —0.99| 0.98 —1.00 1.00 —1.00 —1.00 0.99
-1 1 1 1| 100 100 -0.99 0.99| 1.00 —-1.00 1.00 —1.00 —1.00 —1.00

1 -1 -1 -1|-1.00 098 099 0.99|-0.99 —-1.00 —0.99 —0.99 —0.99 —0.99

1 -1 -1 1| 100 —-0.99 -0.99 —-0.99| 099 1.00 0.99 099 0.99 —1.00

1 -1 1 -1 100 -1.00 -0.99 0.99| 1.00 —1.00 1.00 1.00 —1.00 —1.00
1.00 —-1.00 0.99 -1.00{ 1.00 0.99 1.00 1.00 —1.00 —1.00
1 -1 -1} 1.00 =099 099 099|-0.99 —-1.00 1.00 —1.00 —0.99 -1.00
-1 1} 1.00 098 —-0.99 —099| 099 1.00 1.00 —1.00 0.99 —1.00
1 1 -1} 1.00 100 -0.99 099 100 —-1.00 1.00 —1.00 —1.00 —1.00
1 1| 100 1.00 099 —-1.00{ 1.00 1.00 1.00 —1.00 —1.00 —1.00
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Tabulka 18: Interni reprezentace a vystupy vrstevnaté neuronové sité naucené metodou

SCG-hint

[ vstupy [ vystupy [ vystupy skrytych neuronti ]
-1 -1 -1 -1 -1 -1|-1.00 -0.99 —-0.96 —0.97| 0.55 —0.56 —1.00 —1.00 1.00 1.00
-1 -1 -1 -1 -1 1|-1.01 —-097 —1.00 0.99| 099 —-0.48 —1.00 —1.00 1.00 —0.75
-1 -1 -1 -1 1 -1{-1.02 —-1.02 098 —-1.00| 0.60 —0.21 —1.00 —1.00 1.00 1.00
-1 -1 -1 -1 1 1/-103 —-099 100 099| 099 —-0.12 —1.00 —0.98 1.00 —0.71
-1 -1 -1 1 -1 —-1|-1.02 097 —-0.96 —0.98| 0.55 —0.56 —1.00 —1.00 0.06 1.00
-1 -1 -1 1 -1 1/-103 1.00 —1.00 0.99| 099 —0.48 —-1.00 —1.00 0.05 —0.75
-1 -1 -1 1 1 —-1|-1.04 101 098 —-1.00| 0.61 —0.21 —1.00 —1.00 0.02 1.00
-1 -1 -1 1 1 1/-101 098 099 099| 099 —-0.11 —-0.96 —0.98 0.01 —0.71
-1 -1 1 -1 -1 —-1|-1.02 —-1.01 —-1.03 0.97|-0.77 —0.32 —1.00 —1.00 1.00 1.00

-1-1 1 -1 -1 1{-102 -1.01 1.00 -0.98| 0.74 —-0.22 —-1.00 —1.00 1.00 0.85
-1 -1 1 -1 1 -1|-1.04 -095 1.00 0.99|-0.73 0.08 —1.00 —0.91 1.00 1.00
-1-1 1 -1 1 1{-102 100 -0.99 -099| 0.77 0.18 —1.00 1.00 1.00 0.88
-1 -1 1 1 -1 -1{-1.04 098 -1.03 0.98|-0.77 —0.31 —1.00 —1.00 0.04 1.00
-1 -1 1 1 -1 1|-1.04 100 1.00 —0.98| 0.74 —-0.22 —1.00 —1.00 0.03 0.86
-1 -1 1 1 1 -1{-100 100 1.00 099|-0.73 0.09 —-0.94 -0.91 0.00 1.00
-1 -1 1 1 1 1| 097 -097 —0.99 —-0.99| 0.78 0.19 096 1.00 —0.01 0.88
-1 1 -1 -1 -1 -1{-102 -1.02 098 -1.00| 0.60 —0.22 —1.00 —1.00 1.00 1.00

-1
-1
-1
-1
-1
-1
-1
-1
-1
-1
-1
-1
-1
-1
-1

-1 -1 -1 1|-1.03 =099 099 099 099 —-0.12 —-1.00 —0.98 1.00 —0.71
-1 -1 1 -1|{-102 100 -1.00 —-1.00| 0.65 0.19 —1.00 1.00 1.00 1.00
-1 -1 1 1(-1.03 101 -099 099 099 029 —-1.00 1.00 1.00 —0.66
-1 1 -1 —-1|-1.04 101 098 -1.00| 0.61 —-0.21 —1.00 —1.00 0.02 1.00
-1 1 -1 1(-1.01 098 099 099 099 —-0.11 —-0.96 —-0.98 0.01 —-0.71
-1 1 1 -1| 097 -097 —-1.00 —1.00| 0.66 0.19 0.97 1.00 —0.02 1.00
-1 1 1 1| 099 -1.01 -0.99 0.99| 099 029 1.00 1.00 —0.03 —0.66
-1 —-1{-1.04 =095 1.00 099|-0.73 0.08 —1.00 —0.91 1.00 1.00
-1 -1 1|-102 1.00 -0.99 -0.99| 0.77 0.18 —-1.00 1.00 1.00 0.88
-1 1 —-1|-1.04 097 -097 1.00|-0.69 0.46 —1.00 1.00 1.00 1.00
-1 1 1|-1.03 097 098 —-1.01| 0.80 0.53 —1.00 1.00 1.00 0.90
-1 —-1/-1.00 1.00 1.00 0.99|-0.73 0.09 —0.94 -0.91 0.00 1.00
1 -1 1| 097 -097 -099 —-0.99| 0.78 0.18 096 1.00 —0.01 0.88
1 1 -1} 098 -1.02 -0.97 1.00(-0.69 046 1.00 1.00 —0.04 1.00
099 -1.00 097 —1.01| 0.81 054 100 1.00 —0.05 0.90
-1 -1 -1 —-1|-1.02 096 -0.96 -097| 0.55 —0.56 —1.00 —1.00 0.06 1.00
-1 -1 -1 1{-103 1.00 —1.00 0.99| 0.99 —-048 —-1.00 —1.00 0.05 —0.75
-1 -1 1 -1{-1.04 101 098 -099| 0.60 —0.21 —-1.00 —1.00 0.02 1.00
-1 -1 1 1(-1.01 098 100 099 099 —-0.11 —-0.96 —-0.98 0.01 —-0.71
-1 1 -1 -1} 098 —-0.95 —-0.96 —0.97| 0.55 —0.55 0.98 —1.00 —1.00 1.00
-1 1 -1 1 099 -098 —-1.00 099 099 —-048 1.00 —1.00 —1.00 —0.75
-1 1 1 -1| 098 -1.02 098 —-1.00| 0.61 —-0.21 1.00 —1.00 —1.00 1.00
-1 1 1 1| 097 =099 1.00 0.99| 099 -0.11 1.00 —-0.98 —1.00 —0.71
-1 —-1{-1.04 098 —-1.03 098|-0.77 —0.31 —1.00 —1.00 0.04 1.00
-1 -1 1|-1.04 1.00 100 -0.98| 0.74 -0.22 —-1.00 —1.00 0.03 0.85
-1 1 -1|{-1.00 1.00 1.00 0.99|-0.73 0.09 —-0.94 —-0.91 0.00 1.00
-1 1 1| 097 -097 —-0.99 —-0.99| 0.77 0.19 0.96 1.00 —0.01 0.88
-1 -1 098 -1.02 -1.03 0.98|-0.77 -0.31 1.00 —1.00 —1.00 1.00
1 -1 1} 098 —-1.02 1.00 —0.98| 0.74 —-0.22 1.00 —1.00 —1.00 0.86
1 1 -1} 09 -096 1.00 099(-0.73 0.09 1.00 -0.91 —1.00 1.00
098 1.00 —-0.99 —0.99( 0.78 0.19 1.00 1.00 —1.00 0.88
-1 —-1{-1.04 101 098 —-099| 0.60 —-0.21 —-1.00 —1.00 0.02 1.00
-1 -1 -1 1|-101 098 1.00 099 099 —-0.11 -0.96 —0.98 0.01 —-0.71
-1 097 -097 —-1.00 —0.99| 0.65 0.19 0.97 1.00 —0.02 1.00
099 -1.01 —-0.99 099 099 029 100 1.00 —0.03 —0.66
-1 -1} 098 -1.02 098 —-1.00f 0.61 —-0.21 1.00 —1.00 —1.00 1.00
-1 1 -1 1 097 -099 100 099 099 -0.11 1.00 —-0.98 —1.00 —-0.71
-1 1 1 -1| 098 100 —1.00 —0.99| 0.66 020 1.00 1.00 —1.00 1.00
-1 1 1 1| 097 101 -0.99 099| 099 029 1.00 1.00 —1.00 —0.66
1 -1 -1 -1|-100 1.00 100 099|-0.73 0.09 —0.94 —-0.91 0.00 1.00
1 -1 -1 1| 097 -097 —-099 —-0.99| 077 0.19 096 1.00 —0.01 0.88
1 -1 1 -1 098 —-1.02 -097 1.00|-0.69 0.46 1.00 1.00 —0.04 1.00
099 -1.00 097 -1.01| 081 054 1.00 1.00 —0.05 0.90
1 -1 -1} 09 —-096 1.00 099(-0.73 0.09 1.00 —0.91 —1.00 1.00
-1 1} 098 100 —-0.99 —-099| 0.78 0.19 1.00 1.00 —1.00 0.88
1 1 -1} 09 097 -097 1.00(-0.69 046 1.00 1.00 —1.00 1.00
1 1| 09 097 097 —-1.00| 081 054 1.00 1.00 —1.00 0.90
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vstupnich neuronti 1 a 4, 2 a 5, 3 a 6. Prvni, tieti a paty skryty neuron se naucily pre-
nosy do vyssich vystupnich biti. Druhy, ¢tvrty a Sesty skryty neuron pocitaji obdobné
funkce, kazdy pro jeden z vystupnich biti. Sit naucend metodou SCG-hint se rovnéz
naudila pfenos do prvniho a druhého vystupniho bitu (viz prvni a t¥eti skryty neuron).
Funkce ostatnich neuronu u této sité uz ale nejsou na prvni pohled ziejmé. V tabulce 19
jsou uvedeny priumérné hodnoty citlivosti vystupti na vstupy pro obé sité. V obou pii-

Tabulka 19: Primérné citlivost vystupi sité na vstupy (uvedena v procentech, zaokrouh-
lena).

(a) SCGIR-hint
vstupy
9£12 13+£13 2818 9412 13+£13 28=£18
vystupy | 57 19£12 26+£13 547 19£12 26+£13
00 11£11 39£11 0£0 10£11 39+£11
1+£1 T8 43+7 1&£1 55 43%7

(b) SCG-hint
vstupy
18+17 2011 1511 18+£17 20£11 11+£13
vystupy | 27 +20 14+13 12+£11 27+£20 14+£13 6+7

1£0 31x£3 18%+10 10 313 18£8
1+£1 1+1 41+£6 1£1 1£1 56=£6

padech maji na ¢tvrty vystup vliv pouze tfeti a Sesty vstup, na tieti vystup maji navic
vliv i druhy a ¢tvrty vstup, atd. Citlivost vystupnich neurond na vstupy tedy odpovida
intuitivni predstaveé.

7 testu v této podkapitole plyne, ze metoda SCGIR si oproti SCG zachovava schop-
nost naucit se tlohu stejné dobfe a ve stejném poctu cykla (i kdyz vzroste ¢as vypoctu
v ramci jednoho cyklu algoritmu). Zaroven je schopna vytvofit v priabé&hu uceni jasnou
interni reprezentaci. Tuto schopnost vyrazné zvysuje kombinace metody s u¢enim s napo-
védou. Prestoze ma metoda GDIR o néco vyssi schopnost vytvorit kondenzovanou interni
reprezentaci, pro SC'GI R hovoii nesrovnatelné vyssi rychlost vypoc¢tu. U metody SCGIR
se navic vynucovani kondenzované interni reprezentace nedéje tolik na tkor schopnosti
ucit se, jak je tomu u metody GDIR. Nevyhodou algoritmu SCGIR je jeho citlivost na
hodnotu parametru «,. I pro malé rozdily «, se velice 1isi n,(0.3).
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5.5.2 Vysledky experimentt na datové sadé ¢. 2

Nésledujici experimenty jsme provedli na uméle vygenerované datové sadé ¢. 2. Prvni
experiment mél za cil srovnat vlastnosti algoritmu SCGIR s vlastnostmi ostatnich ana-
lyzovanych metod. V druhém experimentu jsme zkoumali, jak je mozné metodu SCGIR
vyuzit pii extrakci znalosti z této datové sady.

V prvnim experimentu jsme se rozhodli porovnat metodu SCGIR s metodami SCG,
GD a GDIR. Vsechny metody jsme rovnéz kombinovali s u¢enim s napovédou. Pti uceni
s napovédou jsme za hint zvolili klastrovani trénovacich vzori do 7 shluki metodou k-
means (hint7). Metody jsme porovnavali metodou desetinasobné kiizové validace, expe-
rimentalné jsme zvolili parametry n,e,, = 30, ¢ = 0.01, o, = 0.001. Maximalni pocet
cykli jsme polozili roven 2000. Vysledky experimentu jsou uvedeny v tabulce 20. Me-
tody SCGIR-hint7 a GDIR-hint7 vytvafeji interni reprezentaci, ktera se nejvice blizi
kondenzované, viz n(0.3) a ng(0.1). Ob& maji rovnéz nejvyssi schopnost profezat skryté
NeUrony, viz Nyeur1 @ Npeur2. SCGI R je navic oproti GDI R rychlejsi a dosahuje nizsi chyby
na trénovaci i testovaci mnoziné dat. SCGIR i SCGIR-hint7 zachovaji stejnou chybu na
testovaci mnoziné dat jako SCG, pritom se vSak uc¢i déle. U¢eni s napovédou ma u obou
metod SCGIR a GDIR klicovy vyznam pro to, aby se vytvofila kondenzované interni
reprezentace a aby se profezalo co nejvice skrytych neuront (tj. aby funkce sité byla co
nejjednodussi).

Metoda SCGIR s napovédou v tomto testu obstéla, ve vSech testovanych charakteris-
tikach je bud srovnatelna s GDIR s napovédou (jednoduchost funkce sité, transparentnost
interni reprezentace), nebo je dokonce lepsi (rychlost uceni, schopnost zobechovat).

V druhém experimentu jsme zkoumali vlastnosti konkrétni vrstevnaté neuronové sité
naucené metodou SCGIR-hint7 pro «, = 0.01. Pouzili jsme architekturu 2-10-2. Pii-
slusnost trénovacich vzora do kazdé ze dvou t¥id byla indikovana jednim vystupem (tedy
kazdy z vystupt mél pro kazdy trénovaci vzor opa¢nou pozadovanou hodnotu). Nasim
cilem v tomto experimentu bylo zjistit, zda se z naucené sité daji vyextrahovat znalosti
ekvivalentni pravidlum.

7 internich reprezentaci neuronové sité pro jednotlivé vzory z trénovaci mnoziny jsme
vypozorovali néasledujici skute¢nosti: Skryté neurony ¢. 1, 2, 3, 8 a 10 maji uniformni
reprezentaci, tj. velmi podobné vystupy pro vSechny trénovaci vzory. Z toho se d& usoudit,
7e pro funkci sité nejsou dulezité a je tedy mozné je profezat. Pozorovanim vystupu
skrytych neuroni a vah sité lze dale odvodit, Ze skryté neurony ¢. 5 a 7 maji navzajem
inverzni reprezentace. Tyto neurony se dopliiuji ve svém vlivu na vystupni neurony. Kazdy
z nich ma vliv na jeden z vystupi sité, a to s opac¢nou vahou. Vaha do druhého z vystupnich
neuront je zanedbatelna. Jeden z nich, napiiklad neuron ¢. 7, nemusime dale uvazovat.

Na obrazku 22 je zobrazena struktura testované neuronové sité, ze které byly protezany
nadbytecné skryté neurony. Na oba vystupy maji nejvyssi vliv skryté neurony ¢. 4, 6 a
9. Pfitom na vystup téchto skrytych neuroni ma vliv predev§im prvni vstup. Pro skryty
neuron ¢. 5 méa stejnou vahu prvni a druhy vstup. Vliv tohoto neuronu na vystup je ovem
radové nizsi. Z toho plyne, ze vystup sité zavisi predevsim na prvnim vstupu, na druhém
pouze nepatrné.
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Obrazek 22: Struktura ¢asti naucené vrstevnaté neuronové sité. Na obrazku jsou zobrazeny
ze skrytych neuront jen ty dilezité pro funkei sité (¢. 4, 5, 6 a 9). V kruzich znazortujicich
neurony jsou uvedeny jejich prahy. Zelené jsou oznaceny hrany s kladnymi vahami, ¢ervené
hrany se zapornymi vahami. Tloustka hrany vyjadiuje velikost ptislusné vahy.

V dalsi ¢asti experimentu jsme z trénovaci mnoziny vybrali vzory, pro néz byly vystupy
skrytych neuront blizké hodnotam —1, 0, 1 (s odchylkou maximalné 0.01). Tyto vzory jsme
rozdélili do skupin odpovidajicich kombinacim vystupi skrytych neuront ¢. 4, 5, 6 a 9.
Ziskali jsme tak 7 skupin trénovacich vzori, jejichz charakteristiky jsou uvedeny v tabulce
21. V tabulce je pouzito nésledujici znaceni: ¢ je ¢islo skupiny, sz; je pocet trénovacich
vzorl ve skupiné, c je cilova tiida vzori ve skupiné, yg, ...,y jsou hodnoty, jimz se blizi
vystupy skrytych neuronu pro vzory v dané skupiné, s; je pocet vzori ve skupiné, pro
které jsou vystupy citlivéj$i na prvni vstupni piiznak, s, je pocet vzori ve skupiné, pro

v

které vystupy citlivéjsi na druhy vstupni priznak.

Tabulka 21: Skupiny trénovacich vzort s blizkou interni reprezentaci.

lilsz ¢ | wa ws w6 yo|s1 s
1/8 0 |-1 —1 —1 —1]8L 4
2167 1 | -1 1 1 —-1[62 5
3165 0 | -1 1 -1 —1|81 4
4]41 o0 11 1 —1]41 0
5018 1 | -1 -1 -1 1[18 0
6/16 0/1| 0 1 1 —1[16 0
7115 0/1|-1 -1 -1 0]15 0

7 tabulky 21 muZzeme vycist nékolik zajimavych skute¢nosti. Skupiny vzort ¢. 2, 4 a 6
se lisi pouze vystupem 4. skrytého neuronu (a predikovanou ti¥idou). Z toho lze vyvodit,
ze o predikované tridé pro vzory z téchto skupin rozhoduje pravé neuron ¢. 4. Vzory ze
skupiny ¢. 6 (pro néz je neuron ¢. 4 v nerozhodném stavu), se ziejmé nachazeji na hranici
mezi jednotlivymi cilovymi t¥idami ve vstupnim prostoru (a shluky zfejmé nelze linearné
oddélit). Skupiny vzorta ¢. 1, 5 a 7 se lis{ pouze vystupem 9. skrytého neuronu (a prediko-
vanou t¥idou). Z toho lze obdobné jako v piedchozim piipadé vyvodit, Ze o predikované
tfidé pro vzory z téchto skupin rozhoduje pravé neuron ¢. 9. Vzory ze skupiny ¢. 7 (pro
né7z je neuron ¢. 9 v nerozhodném stavu), se ziejmé nachazeji na hranici mezi jednotlivymi
cilovymi ti¥idami ve vstupnim prostoru (a shluky z¥ejmé nelze linearné oddélit). Skupiny
vzorli €. 1 a 3 se lisi pouze vystupem 5. skrytého neuronu. Predikovand tfida je stejna.
7 toho lze vyvodit, ze u téchto vzort vystup sité prilis nezalezi na vystupu 5. skrytého
neuronu. Skupiny vzort ¢. 2 a 3 se li§i pouze vystupem 6. skrytého neuronu (a prediko-
vanou t¥idou) a tento neuron tedy rozhoduje o predikované t¥idé pro tyto vzory. Protoze
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se nevytvorila skupina vzord, pro niz by byl neuron ¢. 6 nerozhodny, lze predpokladat, ze
obé tridy jsou dobie oddélené.
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Obrazek 23: Skupiny trénovacich vzori s blizkou interni reprezentaci (skupiny jsou ozna-
Ceny ¢isly 1 — 7). Skupiny odpovidaji shlukiim ve vstupnim prostoru. Cervens jsou ozna-
¢eny vzory z cilové tiidy 0, modie vzory z cilové tridy 1. Sede jsou vyznaceny délici
nadroviny neuront ¢. 4, 6 a 9.

Abychom ovérili, zda nase zavéry odpovidaji skute¢nosti, podivejme se na obrazek 23,
na kterém je znazornéno rozmisténi trénovacich vzoru z jednotlivych skupin ve vstupnim
prostoru. Obrazek potvrzuje vSechny predchozi zavéry, které jsme vyvodili pouhym po-
rovnanim internich reprezentaci pro jednotlivé skupiny vzorti. Skupiny vzoru s blizkou
interni reprezentaci tvoii shluky ve vstupnim prostoru.

Tento experiment prokazal, ze metoda SCGIR s napovédou je schopnd vyextrahovat
znalosti z datové sady ¢. 2. Ze struktury naucené sité je mozné vycist nejen funkci sité, ale
i usporadani dat ve vstupnim prostoru. Béhem uceni doslo k masivnimu profezani skry-
tych neuront (z puvodniho poc¢tu 10 na vysledné 4). Pokud rozdélime trénovaci vzory do
skupin podle interni reprezentace, identifikujeme tak shluky trénovacich vzori ve vstup-
nim prostoru a hranice mezi nimi. Zaroven jsme schopni zjistit, které vstupni piiznaky
jsou pii vypoctu diilezité, v tomto piipadé to byl jednoznac¢né prvni priznak.
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5.5.3 Vysledky experimenti na datech WB

Experimenty provedené na uméle generovanych datech (binarni s¢itani, datovéa sada ¢. 2)
prokazaly, ze metoda SCGIR je schopna naucit vrstevnatou neuronovou sit tak, aby méla
jasnou interni reprezentaci a aby se z ni daly extrahovat znalosti ekvivalentni pravidlim.
V této podkapitole budeme ovérovat vliastnosti metody SCGI R na realné tloze na datech
W B. D& se predpokladat, ze zde bude vzhledem ke slozitosti tlohy extrakce znalosti

//////

V prvnim experimentu jsme porovnavali metodu SCGIR s metodami SCG, GD a
GDIR. Vsechny metody jsme rovnéz kombinovali s u¢enim s napovédou. Jako hint jsme
pouzili jednak klasifikaci stati podle Income Group (hintlG), jednak klastrovani vstup-
nich trénovacich vzorii do k t¥id algoritmem k-means. Oznac¢me tyto metody metoda-hint6
(pro k = 6) a metoda-hint9 (pro k = 9). Pouzili jsme architekturu 25-37-1. Parametr ucenf
jsme pro metody GD, GDIR zvolili roven 0.3, parametr «, pro metody SCGIR, GDIR
je roven 0.00004. Hodnoty téchto parametri jsme vybirali experimentalné tak, abychom
minimalizovali chybu na testovaci mnoziné dat a zaroven aby se interni reprezentace siti
co nejvice blizila kondenzované.

Chovani siti testovanych metodou desetinasobné kiizové validace je popsané v tabulce
22. Nejprve porovnejme miru kondenzovanosti vytvorené interni reprezentace (viz ns(0.1)
a ns(0.3)). Metoda SCGIR bez napovédy se z tohoto hlediska chova hife nez metoda
G DIR bez napovédy. Pti uceni s ndpovédou se hodnoty ng(0.1) a ns(0.3) pro obé metody
vyrazné snizi. U metody G DI R se nejvice osvédcil hint9, hodnota ns(0.1) je pro néj zhruba
polovi¢éni. Pro metodu SCGIR se nejvice osvédcil hintIG, hodnota ng(0.1) je pro négj
dokonce pétinasobné nizsi. Metoda SCGIR-hintIG se chova z hlediska transparentnosti
interni reprezentace ze vSech testovanych metod nejlépe. Co se tyka poctu profezanych
skrytych neuront (npeur1 @ Npewr2), nejvyssich hodnot dosahuji metody SCG-hintIG a
SCGIR-hintIG. 7 tabulky je patrné, Ze pouziti vhodné napovédy napoméaha metodam
SCGIR a SCG k vyrazné vét§imu profezani skrytych neuronii i k interni reprezentaci
mnohem blizsi kondenzované. Je proto dobré nepodcenovat vyznam napovédy, pokud
chceme, aby metoda SCGIR vytvorila jasnou a jednoduchou strukturu neuronové sité.
Pokud jde o ¢as béhu algoritmu, metoda SCGIR je sice vyrazné pomalejsi nez metoda
SCG (az tiikrat), presto je stéle vice jak ¢tyfikrat rychlejsi nez metoda GDIR. Z hlediska
chyby dosazené na trénovacich a testovacich datech nejlepsich vysledki dosahla z metod
bez vynucované kondenzované interni reprezentace metoda SCG-hintIG a z metod typu
IR metoda SCGI R-hint6.

Metoda SCGIR s vhodnou napovédou v tomto testu uspéla. Nejen Ze je rychlejsi a
lépe se uci a zobeciiuje nez GDIR se stejnou napovédou, navic vyraznéji profrezava skryté
neurony a vytvaii transparentnéjsi strukturu vrstevnaté neuronové sité. Stejné jako v
predchozich experimentech se ukazal velky vyznam spojeni algoritmu SCGIR s u¢enim s
napovédou pro dosazeni dobrych vysledkii.

V dalsim experimentu jsme zkoumali chovani metod SCGIR, SCG, GD a GDIR s
napovédou (hintIG) na zasuménych datech. Pro uceni siti jsme jako trénovaci mnozinu
pouzili celou datovou sadu W B. Jako testovaci mnozinu jsme pouzili mnozinu trénovacich
vzort, kterou jsme vytvorili pfidanim 1-5% Sumu k ptivodnim dattm. Opét jsme pouzili
topologii 25-37-1, za parametry jsme zvolili hodnoty ¢ = 0.3, a,, = 0.00004 pro GD a
GDIR, o, = 0.0005 pro SCGIR a SCG. VSechny metody jsme naudili 10krat a porovnali
jsme chyby na puvodnich (trénovacich) datech a na zasumeénych (testovacich) datech.
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Vysledky experimentu jsou vidét v tabulce 23. dif ference znadi rozdil interni repre-
zentace mezi puvodnim a zaSuménym vzorem (pocitano jako prumér pies vSechny skryté
neurony a v8echny trénovaci vzory). Jak vidime, dif ference pro metody SCGIR a GDIR

Tabulka 23: Chovani metod na zasuménych datech pro vrstevnaté neuronové sité s topo-
logii 25-37-1.

|metoda | Ey Enosy dif ference Npeurz NMneurt Nepochs Ns(0.3) n5(0.1) ]

SCGIR|0.0070 0.0136 0.0056 £ 0.0165  16.8 3.9 1292 4049 1632
SCG 0.0070 0.0132 0.0100 £ 0.0141 10.1 2.1 985.2 21429 5494.5
GDIR |0.0427 0.0450 0.0056 +£ 0.0082 6.8 4.3 10002  756.0 3712
GD 0.0202 0.0233 0.0097 £ 0.0047 0.8 1.6 10002 7268.6 17147

je polovi¢éni oproti metodam SCG a GD. Pokud porovnédme algoritmy SCGIR a SCG,
SCG je rychlejsi, chyby na obou mnozinach dat jsou srovnatelné, v ostatnich charakteris-
tikdch (Npewrts Mneura, s & dif ference) je SCGI R mnohem lepsi. Porovnani mezi SCGIR
a GDIR vychazi lépe pro SCGIR, tato metoda je rychlejsi, dosahuje nizsi chyby, ns(0.1)
a ns(0.3) jsou dvakrat mensi. Co se tyka dif ference, metody se chovaji ekvivalentné.

V tomto testu jsme ovérili, Zze metoda SCGIR je schopna se na zaSuménych datech
chovat mnohem lépe nez metoda SCG. Interni reprezentace pro zasumeény vzor je témér
stejné jako pro vzor neposkozeny. Z toho se d& usuzovat, zZe funkce sité je hladsi a model je
robustnéj$i vici sumu v datech. Srovname-li metody SCGIR a GDIR, je jejich chovani na
zaSuménych datech velmi podobné, SCGIR je navic schopna vytvofit interni reprezentaci
blizsi kondenzované pii soucasném dosazeni niz§i chyby nez GDIR.

V nasledujicim testu jsme pro konkrétni sit nauc¢enou metodou SCGIR — hintIG na
datech W B zkoumali, zda se z ni daji vyextrahovat znalosti. Naucena sit méla topologii
25-37-1, a,, = 0.00004.

Pro v8echny trénovaci vzory jsme spocetli interni reprezentaci sité a vyhodnotili jsme
pocet zbyteé¢nych skrytych neuronii. 15 skrytych neuronti mélo uniformni interni reprezen-
taci, dalsi mély jen malou vahu pro vystupni neuron, z 37 skrytych neuront zbylo pouze
11 dulezitych pro vypocet sité. Zbylé skryté neurony nadile nebudeme uvazovat. Vysoky
pocet zbyteénych skrytych neuront dokazuje, ze metoda uceni SCGIR-hintlG vede k
masivnimu profezani skrytych neuront a tedy i k pomérné hladké a jednoduché funkci
sité.

Z trénovaci mnoziny jsme vybrali vzory, pro néz se vystupy skrytych neuronu blizily
hodnotam —1, 0, 1 (s odchylkou maximélné 0.05). Tyto vzory jsme rozdélili do skupin s
velmi podobnou interni reprezentaci. Vzniklo tak 67 rizné pocetnych skupin. V tabulce
24 vidime interni reprezentace a dal$i charakteristiky pro 20 nejpocetnéjsich skupin tré-
novacich vzoru. V tabulce je pouzito nasledujici znaceni: ¢ je ¢islo skupiny, sz; je pocet
trénovacich vzoru ve skupiné, j je ¢islo skrytého neuronu, w; je vaha hrany z j-tého skry-
tého do vystupniho neuronu. Pro vzory, které se nachazi v jedné skupiné podle interni
reprezentace, dava sit velmi podobny vystup. Zaroven i citlivost vystupu na vstupy je
podobna.

Podivame-li se na obrazek 24, vidime, Ze citlivost vystupu na vstupy se pro riuzné
vzory z trénovaci mnoziny znacné lisi. Pii vypoctu jsou pro rizné vzory dilezité jiné
vstupni piiznaky. Kdyz se vSak podivame na citlivosti vzorii, které spadaji do téZe skupiny
podle interni reprezentace (obrazek 25), vidime, Ze zde uZ je citlivost pro jednotlivé vzory
podobna. Kdyz pak porovname dilezitost pfiznaki pro rizné skupiny vzori, vidime velké
rozdily. Pro ptiklad, trénovaci vzory ze skupiny ¢. 1 maji velmi nizkou hodnotu HNP. Z
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tabulky i z obrazku 25(a) vidime, Ze pro tyto staty o hodnoté HN P rozhoduje piedevsim
priznak ¢. 16, ostatni piiznaky maji mnohem nizsi dilezitost. Skupina ¢. 3 odpovida
vzorum s velmi vysokym HNP. Pro tyto vzory je dilezitych ptiznaki vice, nejvice je
vystup citlivy na vstup ¢. 21, ale velkou vahu maji i vstupy ¢. 1, 9 a 16 (viz obrazek
25(b)). Pro skupinu ¢. 6, odpovidajici stiedné bohatym statim, pfinasi analyza citlivosti
opét naprosto rozdilné vysledky, viz 25(c). Zdaleka nejvétsi vyznam zde ma pfiznak ¢. 21.
Timto postupem by se dalo pokrac¢ovat pro dalsi skupiny trénovacich vzori a osvétlit tak
funkci jednotlivych skrytych neuront.

V této podkapitole testii jsme ovérili, ze metoda SCGI R spliuje cile, které jsme na ni
kladli. Pfedné se u¢i mnohem rychleji nez GDIR a u¢i se lépe. Vynucovani kondenzované
interni reprezentace se nedéje tolik na tkor schopnosti ucit se jako u GDIR. Chovani na
zaSuménych datech je porovnatelné pro obé metody. Naproti tomu GDIR dosahuje kon-
denzované interni reprezentace snaze. Pokud se vSak SCGIR uéi s vhodnou napovédou,
jeji schopnost dosdhnout kondenzovanou interni reprezentaci se razantné zvysuje a je pak
srovnatelna s GDIR. Algoritmus SCGIR s napovédou také vede k rapidnimu profezéni
skrytych neuront (srovnatelnému, na nékterych sadach dat i vétsimu nez GDIR s napo-
védou). D4 se tedy predpokladat, ze vysledné funkce sité je pomérné hladka a jednoducha
a struktura sité transparentni. Experimenty dale ovéfily, ze metoda SCGIR je schopna
vytvorit strukturu sité, ze které muzeme snadno odvodit, jak sit pocita a extrahovat z ni
znalosti. To je obzvlasté vidét na jednodussich datovych sadach. Nicméné i pro realna a

vvvvvv

slozitéjsi data W B lze ze struktury naucené neuronové sité fadu informaci vycist.
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6 Zaveér

Klasické vrstevnaté neuronové sité typu zpétného Siteni jsou schopné se velmi dobie naucit
i dosti naro¢né tlohy. Pritom vSak ¢asto vytvareji velmi slozité rozhodovaci vazby. S tim
souvisi jejich vysoké naroky na velikost sité, navic proces uceni byva u slozitych tloh
znacné ¢asové naro¢ny. Nicméné existuje fada modifikaci zakladniho algoritmu uceni, které
se dokazi s jednotlivymi dil¢imi problémy vyporadat. Po dikladné analyze stavajicich
metod pro uceni vrstevnatych neuronovych siti jsme vytipovali jejich dobré vlastnosti
dulezité pro extrakci znalosti a na zakladé toho jsme odvodili novy model SCGIR-hint,
ktery v sobé tyto vyhodné vlastnosti spojuje, zaroven piekonéva nevyhody jednotlivych
metod.

Soucasti této prace je analyza vlastnosti vybranych metod pro uceni vrstevnatych
neuronovych siti. Jedna se predevsim o zakladni algoritmus zpétného Siteni, velmi rychlé
metody konjugovanych gradienti, u¢eni s napovédou a metodu vynucované kondenzované
interni reprezentace. U¢eni s napovédou, piivodné navrzené Abu-Mostafou |1] by mélo vést
k sitim s niz§i VC-dimenzi [2|, které by tim padem mély lépe zobechovat. Metoda vynu-
cované kondenzované interni reprezentace [30] vytvaii transparentni strukturu vrstevnaté
neuronové sité a navic podporuje hladké aproximace, zarovenn je ovSem velmi pomaléd a
uci se hitfe nez standardni algoritmus zpétného Sifeni.

V prvni sadé experimenti jsme na nékolika uméle generovanych datovych sadach i na
realné tloze ovérovali, zda vyse uvedené metody skutecné maji proklamované dobré vlast-
nosti. U metod konjugovanych gradient experimenty potvrdily, Ze se jedna o algoritmus
s velmi rychlou a dobrou konvergenci, ktery v téchto ohledech znac¢né prevysuje algorit-
mus zpétného Siteni. Mezi jednotlivymi variantami metody konjugovanych gradientu jsme
nenalezli vyraznéjsi rozdily ve schopnosti naucit se pozadovanou ilohu. Experimenty déle
ovérily, ze uceni s napovédou zvysuje schopnost zobeciiovat, vede k mensi chybé, a to
zvlasté pro nadbytecny pocet skrytych neuronti. Kromé toho, uceni s napovédou se uka-
zalo jako podstatna ¢ist algoritmu SCGIR-hint, kterd vyrazné napomahé k vytvoreni
kondenzované interni reprezentace a k protfezani skrytych neuront.

Nami odvozeny algoritmus SCGI R-hint vychazi z velmi rychlé a na volbu parametru
maélo citlivé metody skalovanych konjugovanych gradienti. Tu rozSifuje o uceni s napoveé-
dou a vynucovani kondenzované interni reprezentace. V experimentech na uméle genero-
vanych i redlnych datech jsme ukazali, Ze nova metoda SCGIR-hint je s vySe zminénymi
metodami srovnatelna v jejich vyznacnych vlastnostech a jako celek je tedy prevysuje.
Celkem fteceno, SCGIR-hint je velmi rychla metoda, kterd se dobfe udi, pfitom vytvaii
transparentni strukturu sité a dobfe zobecnuje.

Experimenty ovérily, SCGIR-hint je mnohem rychlejsi nez GDIR a dosahuje mensi
chyby. Ve schopnosti vytvofit kondenzovanou interni reprezentaci je na tom GDIR lépe,
nicméné pii uceni s napovédou se rozdily stiraji. U metody SCGIR-hint se vynuceni
kondenzované interni reprezentace navic nedéje tolik na tkor zvySeni chyby, jak je tomu
u GDIR. Chovani obou metod SCGIR-hint a GDIR na zaSuménych datech je stejné
dobré.

Oproti metodé SCG-hint je metoda SCGI R-hint o néco pomalejsi, nicméné toto zpo-
maleni je ve stejném poméru jako zpomaleni GDIR oproti GD. Také chyba je u SCGIR-
hint o néco vyssi nez u SCG-hint, nicméné zde uz zhorSeni neni tak markantni jako mezi
GD a GDIR (pii dosazeni obdobného stupné kondenzovanosti interni reprezentace).

Uceni s napovédou ve spojeni s metodami SCG a SCGIR vede k rapidnimu profezani
skrytych neuronu a k mnohem jasnéjsi funkci sité v pripadé, ze sit uc¢ime s vice skrytymi
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neurony, nez je nezbytné nutné. U siti s nizSim poc¢tem skrytych neuront se predpoklada,
ze budou mit nizsi VC-dimenzi [38, 41| a Ze budou tim padem lépe zobeciiovat. P¥i uéeni
s napovédou na datech W B se upfednostiuji jiné vstupni piiznaky a sit se navic mnohem
lépe udci. Pri nasledné extrakei znalosti méa toto vysokou vahu.

Hlavni ptinos nasi prace se da shrnout do néasledujicich bodii:

e Podarilo se ndm navrhnout novou metodu pro uceni vrstevnatych neuronovych siti
s nasledujicimi vybornymi vlastnostmi.

e Jedna se o velmi rychlou metodu,
e kterd navic dobte zobeciuje

e a predevsim vytvari transparentni strukturu neuronové sité, ktera podporuje snad-
nou extrakci znalosti ekvivalentnich if-then pravidlum.

I pfes slibné vysledky testi ma metoda SCGIR své slabiny. Algoritmus GDIR mé
schopnost vytvofit interni reprezentaci vrstevnaté neuronové sité velmi blizkou kondenzo-
vané, i kdyz se tak déje za cenu vyrazné horsiho nauceni dlohy. Algoritmus SCGI R-hint
mé s vytvarenim takto presné kondenzované interni reprezentace vétsi problémy. Prici-
nou je odlisny zaklad tohoto algoritmu, jedna se o metodu druhého fadu, u které se hife
vynucuji zmény struktury sité vedouci k ristu chybové funkce. Otazkou je, jak presna by
kondenzované interni reprezentace méla byt a jestli stavajici schopnost metody SCGI R-
hint neni pro tcely extrakce znalosti plné dostacujici. Mozna by stalo za to dale zkoumat,
zda a jak by bylo mozné modifikovat algoritmus tak, aby se jeho schopnost vytvaret kon-
denzovanou interni reprezentaci jesté zlepSila. Neni ovSem zadouci, aby se tak délo na
tkor jinych dobrych vlastnosti tohoto algoritmu.

S rozvojem oboru dobyvani znalosti se algoritmy uceni musi vypoiadat se stile vétsim
mnozstvim dat (desetitisice az statisice zaznami). V budoucnu by stalo za to otestovat
chovani naseho algoritmu na takto rozsahlych a slozitych tlohach a ovérit, zda si i na nich
zachovava svoje dobré vlastnosti, predevsim rychlost, schopnost zobeciiovat a schopnost
vytvaret transparentni strukturu ekvivalentni if-then pravidlim.
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