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meGame. Experimentalné jsem ovéfil vhodnost riiznych rozsiteni MCTS algoritmu na feSeni
téchto her a pomoci rozsahlého testovani porovnal také tispésnost konkrétnich nastaveni vybé-
rovych UCT funkci a uZitych heuristik. V ptipadé¢ hry SameGame jsem navic sviij algoritmus
porovnal s jinymi publikovanymi vysledky zabyvajicimi se stejnou problematikou. Popsal
jsem, jaké problémy musi programy feSici hry jednoho hrace pomoci MCTS piekonavat,
a jakymi vlastnostmi by takovéto problémy obecné mély disponovat, aby na né byly Monte
Carlo techniky s tispéchem pouzitelné.

Klicova slova: MCTS, Go, Sudoku, SameGame, UCT

Title: Solving problems using MCTS

Author: Dominik Maly

Department: Department of theoretical informatics and mathematical logic
Supervisor: RNDr. Jan Hric

Supervisor’s e-mail address: Jan.Hric@mff.cuni.cz

Abstract: MCTS (Monte Carlo Tree Search) methods are a state-of-the-art approach to the
computer solution of strategic board game Go. Because of their versatility and successfulness,
these techniques show great potential for all kinds of problems. This paper aims to explore the
suitability of MCTS for solving different kind of problems, specifically games of one player,
like Sudoku or SameGame. I’ve created a computer player based on MCTS, who can solve
not only Sudoku and SameGame, but also other tasks of similar kind. I’ve experimentally
examined many MCTS extensions and their eligibility for solving these games and through
extensive testing I’ve also compared the suitability of various kinds of UCT selection fun-
ctions and used heuristics. In case of SameGame I’ve compared my algorithm to another exi-
sting one undertaking the same problem. In the end I’ve described what kind of problems has
a MCTS-based computer player to overcome, if it is to successfully solve games of this type,
and what characteristics should these problems posses to be suitable for MCTS solution.
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Kapitola 1
Uvod

1.1 Uméla inteligence v hrach

Pocitatové technologie postupuji neustale kuptedu a ruku v ruce se s nimi vylepSuje i uméla
inteligence a algoritmy na hrani her. Zatimco v prvopocatcich pocitacové éry si mohl zivy
lidsky uzivatel proti pocitacovému protivnikovi zahrat snad jediné piskvorky a dalsi jednodu-
ché hry, nyni je situace dramaticky odlisnd. Moderni pocitace ve spolupraci s kvalitnimi her-
nimi algoritmy uz dlouhd 1éta dokazi své Zivé protivniky porazet i v daleko komplexnéjsich
hrach s nesrovnatelné rozsahlejSimi stavovymi prostory. Zasadnim zlomem v oblasti herni
umeélé inteligence se stala slavné Sachova partie z kvétna 1997, kdy Sachovy superpocita¢ De-
ep Blue porazil tehdejsiho mistra svéta Garry Kasparova [1]. Tehdy minimalné symbolicky
padla jedna meta — pocita¢ dokazal porazit ¢lovéka v jeho tehdy zdanlivé vysostné doméné —
Sachach. Nyni uz Sachovi odbornici pfedpokladaji, ze clovek nema proti nejlepsim Sachovym
programiim Sanci zvitézit.

Ptesto vSak na poli her pocitace stile nejsou nad clovékem zcela dominantni. Bylo vytvofeno
nékolik her, které se poucily z ,,netspéchu Sachu a jsou navrzeny tak, aby byly pro pocita¢
tézko ftesitelné. Takovou hrou je napiiklad Arimaa. Navic vSak existuje i hra, ktera vznikla
davno pred prvnimi pocitaci a ve které zatim pocitace nemohou nejlepSim lidskym hracim
konkurovat. Je ji ¢inska deskova hra Go. Tato hra se totiz mize pochlubit vyjimeéné rozsah-
lymi stavovymi prostory, kdy musi pocita¢ pii kazdém rozhodnuti prochazet obrovské kvan-
tum moznosti, a jeho uspésnost je tim vyrazné omezena. Metody uspeSné pro Sachy tak jsou
v piipadé Go téméf nepouzitelné. Az donedavna byly z tohoto divodu ty nejlepsi algoritmy
na urovni podprimeérnych hracl a Go jako takové bylo povazovéano za pocitacem témér nete-
Sitelnou tlohu (detailngjsi informace o tom, pro¢ je Go pro pocitace tak problematické, je
k dispozici v [2]).

V roce 2006 se vSak objevily nové a zajimavé piistupy k feSeni tohoto problému a od té doby
se uroven pocitaCovych programu neustale vylepsuje. Tyto algoritmy jsou znamé jako MCTS
(Monte Carlo Tree Search — volné pielozeno jako ,,Prohledavani stromi metodou Monte Car-
10*) a jsou primarn¢ zaloZeny na opakovanych nahodnych nebo pseudonahodnych simulacich
urcitého déje1 a nasledném vybéru statisticky nejperspektivnéjsi hodnoty/kroku.

Od roku 2006 doslo k boomu Go programil zaloZenych na MCTS, které neustile zvySovaly
svou konkurenceschopnost a dosdhly nekolika piekvapivych vysledkt proti lidskym hrac¢tum.
V principu jsou vS§ak MCTS metody pouzitelné na Sirokou paletu riznych problémi a proto se
V soucasné dob¢ stavaji predmétem z4jmu v mnoha raznych oblastech. Jednozna¢né nejvétsi
diiraz je stale kladen na vlajkovou lod” MCTS — po¢itadové Go. Ukolem této prace je proto
otestovat vhodnost MCTS algoritmt na feSeni jinych problémi — konkrétné her jednoho hra-
ce.

! Takzvanych ,playoutech*



1.2 RozvrZeni prace

Prace je rozdélena do nékolika ¢asti vénujicich se jak teoretickym informacim o MCTS a dal-
Sich rozsifujicich technikach, tak i jejich konkrétnim implementacim na dvou hrach_jednoho
hrace — SameGame a Sudoku.

Prvni kapitola se vénuje uvedeni ¢tenare do problematiky a popisu rozvrzeni celé prace.

Druha kapitola popisuje algoritmus MCTS, uvadi nékteré jeho rozsifujici techniky, které
byly vyvinuty a testovany piedevsim pro ucely pocitacového Go, a popisuje uzite¢nost jed-
notlivych metod pro ucely her jednoho hrace.

Treti kapitola se vénuje jedné konkrétni hie pro jednoho hrace, logické hie SameGame.
V této kapitole je ¢tenaf seznamen S pravidly a specifiky této hry a jsou zde uvedeny i infor-
mace o mé konkrétni implementaci MCTS technik na hru SameGame. K dispozici je i srov-
nani mého pocitacového hrace s jinou existujici implementaci vytvofenou na univerzité
vV Brémach.

Ctvrta kapitola se vénuje hie Sudoku a jeji implementovatelnosti pomoci MCTS. Jsou zde
uvedena jak obecna specifika a pravidla hry, tak i konkrétni vysledky, kterych bylo dosazeno
pfi mych pokusech a aplikaci MCTS technik na feSeni této ¢inské logické hiicky. Soucasti
jsou i konkrétni informace o mé implementaci.

Pata kapitola se vénuje vaham o konkrétnich vlastnostech, jimiz disponuji problémy, na néz
je vhodné MCTS techniky aplikovat. Jsou v ni shrnuty vysledky celé prace a popsany kon-
krétni dosazené uspéchy a zjisteéni.

Priloha A obsahuje stru¢ny uzivatelsky manual ke grafickému testovacimu prostiedi projek-
tu.



Kapitola 2
MCTS

2.1 Metoda Monte Carlo

Jednou z nevétSich piekazek pro vytvoreni schopného pocitacového hrace pro Go byla vzdy
ohodnocovaci funkce, kterd by vhodné urcovala kvalitu aktualni pozice ve hie. V roce 1993
vSak byla v [3] k tomuto problému navrZena zajimava alternativa — pouzit pro ohodnocovani
pozice metodu znamou jako Monte Carlo. Ta byla formulovana jiz ve 40. letech 20. stoleti,
kdy jeji zakladatelé Stanislaw Marcin Ulam a John von Neumann pracovali v americké Na-
rodni laboratofi Los Alamos, kde zkoumali chovani neutronti. PfedevS§im je zajimalo, jaké
mnozstvi neutrond projde riiznymi materialy (napt. nadrzi vody). Pies velké mnozstvi infor-
maci nebylo mozné tento problém vyftesit teoreticky ani prakticky. K vysledku dopomohla az
metoda Monte Carlo, kdy se autofi nechali inspirovat kolem rulety (odtud také nazev Monte
Carlo). Bylo jim zndmo, Ze k pohlceni neutronu jinym atomem dojde v pfiblizné jednom pfi-
padu ze sta. Kazdé roztoceni rulety by simulovalo pohyb neutronu, pokud by se zastavila na
dilku, ktery znazorniuje pohlceni neutronu, neutron by cestu neprosel. To by se opakovalo
vzdy tak dlouho, dokud by neutron nebyl pohlcen nebo dokud by uspésné prosel celou cestu.
Z vyslednych pozorovéani pak mohli odvodit celkové chovani systému.

Popisovana metoda z [3] tedy funguje pro Go nasledujicim zptsobem:

1. Odehraj z dané pozice pseudonahodnou simulovanou partii, nazyvanou playout.
V playoutech plati pouze jediné omezeni — zakaz opakovani pozice (pravidlo ,,Ko*).
Jinak by totiZ mohlo dojit k zacykleni celé hry.

2. Na konci hry, kdy uz neni mozné ud¢lat zadny dalsi tah, spocitej vysledek (podle pra-
videl dané hry: v Go se pro kazdého hrace pocitaji volné pruseciky na vlastnich uze-
mich a body za zajaté kameny).

3. Uloz vysledek hry a opakuj.
4. pramér z vysledki odehranych simulaci jako ohodnoceni pozice.

Timto zplsobem je ziskdna pravdépodobnost vyhry pro oba hrace. Ukazalo se, Ze je tento

vvvvvv

pristup nez ten takticky (naptiklad v avodu hry). Ve stejné praci byla tato metoda rozsitena do
kompletniho algoritmu na hrani Go:

1. Provad¢j z dané pozice Monte Carlo simulace tak dlouho, dokud nevyprsi Casovy li-
mit. Po kazdé simulaci aktualizuj informaci spojenou s prvnim tahem dané simulace.

2. Po vyprseni ¢asového limitu vrat’ tah s nejvyssim odhadem pravdépodobnosti vyhry.

Testovaci partie odehrané na 9x9 hracich deskach v [4] ukazaly, ze tento pocitaCovy hrac se
uz s nizkym poctem simulaci vyrovna lidskému hraci-zac¢atecnikovi.



Ditlezity je vSak predevSim ten fakt, Ze tento pfistup nevyzaduje témét zadnou domain
knowledge — znalost konkrétniho kontextu — a tudiz neni nezbytna ani zadna heuristicka funk-

ce.

2.2 Monte Carlo Tree Search

Ptistup metodou Monte Carlo byl upraven okolo roku 2005. Monte Carlo playouty se sice
ukazaly byt zajimavym zptisobem, jak ohodnocovat pozice v Go, ale programy zalozené Cisté
na tomto principu nevykazovaly piili§ dobré vysledky. Po asi 5000 simulacich totiz prozkou-
mavani stromu dosahlo mrtvého bodu a dal uz se nevylepSovalo. Navrzeno bylo elegantni
feSeni: tahiim, které vykazuji lepsi vysledky, by mélo byt vénovano vice pozornosti nez ostat-
nim. Tento pfistup je mozné aplikovat iterativn€, coz dava vzniknout nasledujicimu algorit-

mu.

1. Zacni v koteni stromu reprezentujicim aktualni pozici ve hte.

2. Prochazej strom best-first’ zpisobem (pomoci n&jaké konkrétni exploration formule)
tak dlouho, nez dorazis do listu.

3. Pokud jsi v listu a bylo z n¢j zatim provedeno jen malo simulaci (konkrétni mnozstvi
je zavislé na nastaveni systému), rozvin tento list (vygeneruj jeho potomky).

4. Proved’ z daného listu Monte Carlo simulaci a zpétné uloz jeji vysledek v téch vrcho-
lech stromu, jichz se tyka.

Timto zplisobem je v paméti postupné vytvaren asymetricky strom (v tom smyslu, Ze nékteré
vétve jsou delsi a rozvinutéjsi nez jiné). Schéma algoritmu si mizZete prohlédnout na obrazku

pievzatém z [5]:

Zopakovat X-krat
t{ SELEKCE ’—>| EXPANZE |—>| SIMULACE l—xl ZPETNA PROPAGACE }j

Rekurzivné je
aplikovana vybérova
funkce. dokud neni
dosazeno listu.

A ER 4

Vysledek hry je zpétné
vypropagovan az ke
koteni stromu.

O

Mize byt vytvoteno jeden
nebo vice lista.

Je odehrana jedna
simulovana hra.

Obrazek 1 - Schéma MCTS

2 Prohledavaci algoritmus, kdy jsou v grafu pomoci n&jaké konkrétni formule nebo heuristiky prozkoumavany
nejprve ty vrcholy, které vypadaji nejslibnéji.



2.2UCT

Jadro uvedeného pseudo-algoritmu lezi v jeho exploration formuli, ktera provadi selekci
V postupné stavéném asymetrickém stromu hry. V pocatcich vyvoje pocitacového Go pomoci
MCTS se Cerpalo ze znalosti ziskanych z matematické teorie her, konkrétn€ z problému mno-
horukého bandity (multi-armed bandit problem). Analogie s touto problematikou funguje tak,
ze je na kazdy vrchol N (s potomky Ni, kde i = 1,...,n) v prohledavacim stromé& pohliZzeno
jako na n-rukého banditu B. Déti vrcholu N tak tvofi ruce bandity B. Timto zptsobem je cely
prohledavaci strom tvofen individualnimi bandity.

V publikaci [6] byl ptedstaven deterministicky algoritmus UCB1 pro hrani mnohorukého
bandity. Jeho princip je nasledujici:

1. Pravé jednou hraj kazdou z rukou.

2. Zvol ruku maximalizujici formuli X_I + 2logn
n.

kde X je pramérna hodnota ruky i
n je celkovy pocet her provedenych banditou

n, je pocet her, kdy bylo hrano rukou i.

Tato strategie zda se dobie vyvazuje exploration-exploitation pomér banditovych rukou, kdy
dostatecné prozkoumame vSechny moznosti (exploration), ovSem s tim, Ze na ty nejslibngjsi
se klade vétsi daraz (exploitation). Navic je dokazano, ze tento algoritmus poskytuje logarit-
micky regret (regret je predpokladand ztrata po n hrach zpisobena tim, ze algoritmus nepou-
zival konzistentné optimalni ruku), coz je oproti piredchazejicim algoritmiim, které typicky
pracovaly s linearnim regretem, vitana zména.

V publikaci [7] byl problém mnohorukého bandity pfezkouman a aplikovan na stromy po-
dobné jako v algoritmu minimax. V této praci Kocsis a Szepesvari dokazali, ze za podminky,
ze jsou hodnoty vrcholll stromu nezéavislé, poskytuje pouziti UCB1 formule na stromové of-
ganizované bandity asymptoticky optimalni strategii (konverguje k vysledku algoritmu mini-
max). Tento algoritmus pojmenovali UCT (Upper Confidence bound for Trees).

Piestoze v ptipadé¢ Go nebyla splnéna podminka o nezavislosti tahil (tzn. jednotlivych rukou
bandity), UCT v kombinaci s Monte Carlo playouty davalo natolik dobré vysledky, Ze se tato
technika stala vSeobecnym predmétem zajmu vyvojait pocitacového Go a S rliznymi piida-
nymi roz$ifenimi a vylepSenimi je aktualni dodnes.

UCT je vmnoha ohledech odlisné od standardnich «ff metod prohledavani stromd.
V porovnani s nimi je mozné vypozorovat mnoho vyhod i nevyhod.

Vyhody:
e Je pouzitelné kdykoli a s libovolnym ¢asovym limitem.
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To je velmi vyhodné predevs§im pii hrani her s omezenou dobou na vypocet. Algorit-
mus jednoduse bézi tak dlouho, dokud mize, a jeho vysledek se neustale zlepSuje. aff
prohledavani dosdhne podobného efektu pouze pomoci pridavnych technik jako je ite-
rativni prohlubovani.

e Pfirozen¢ fesi vykyvy v ohodnocenich vrcholt.

Algoritmus velmi pfirozené reaguje na fluktuace v odhadech hodnot vrcholi. Na za-
¢atku je dominantni exploration aspekt a vSichni potomci (ruce bandity) jsou nékoli-
krat prohledani. Postupné se tim vSak za¢nou objevovat nadéjné vrcholy a na né je pak
soustiedéna vétSina pozornosti (exploitation). S dostatkem casu by tak hodnoty ziskané
timto algoritmem mély konvergovat ke stejnym vysledkiim jako v ptipadé pouziti mi-
nimaxu.

e Automaticky generuje asymetricky strom.

Perspektivnéjs$im tahiim je vénovédno vice pozornosti a jejich podstrom je proto vice
expandovan a prohleddvan hloubé&ji. Na druhou stranu podstromy nezajimavych vrcho-

v

1t zistavaji pomérné mélké a je tak uSetfen Cas pro prizkum nadéjnéjSich kandidatu.
Obcas to vSak muze vést k opomenuti zajimavych variaci zacinajicich nezajimavymi
tahy.

e NevyZzaduje doménové znalosti (heuristickou funkci), ale dokéze takové znalosti inte-
grovat.

Nevyhody:
e Horsi v odhalovani taktickych kombinaci.

Jde o pomérné zasadni nevyhodu. of prohledavani je uz z definice minimax algorit-

mu velmi vhodné pro odhalovéni takticky vyhodnych kombinaci. UCT naproti tomu
muze jednoduse ,,piehlédnout™ delsi taktickou kombinaci zacinajici nezajimavym ta-
hem prosté proto, Ze na tento zdanlivé nezajimavy tah nealokuje dostatek prostredki.

vree

e Je ,pomalejsi“nez aff.

Na rozdil od af, které vrcholy ohodnocuje jeden po druhém, musi UCT pro dosaZeni
odhadu vysledné hodnoty sestupovat hluboko po prohleddavacim stromé.

e Cely prohledavaci strom musi byt udrzovan v paméti.

2.3 RozSireni UCT

Ptestoze UCT ve spojeni s Monte Carlo playouty piineslo mnoho zajimavych vysledkt, Slo
pouze o vychozi bod, k némuz se zacala rychle ptipojovat mnoha vylepSeni a rozsifeni.

Tato rozsifeni se daji aplikovat na n€kolika zakladnich Grovnich, které se navzajem lisi tim,
jakym zplisobem ziskava algoritmus informace pomahajici mu v feSeni daného problému.

UCT rozsiteni jsou proto v zasadé rozdélena do nasledujicich trovni:
11



VylepSeni jadra algoritmu, kdy se hleda ideélni vybérova funkce pro prichod UCT
stromem, s nejvhodné&jsim pomérem mezi exploration a exploitation aspektem prohle-
davani.

Online uceni (dynamické uceni za béhu programu), které je reprezentovano samot-
nym MCTS algoritmem. Pomoci Monte Carlo simulaci v asymetricky rostoucim
strom¢ je odhadovano rozdéleni ohodnoceni tahti.

Offline uéeni, kdy jsou vyuzivany informace ziskané jesté pied spusténim samotného
algoritmu, které uz nejsou béhem jeho béhu nijak ménény. VEtsinou jde o uzivani raz-
nych heuristik, které jsou vSak typicky vazany na jeden konkrétni problém a nejsou ni-
jak ptenositelné.

Transient uceni (neboli sdileni informaci), kdy jsou informace ziskané v urcité pozici
aplikovany i na jiné podobné pozice. Piikladem jsou tzv. AMAF (All Moves As First)
heuristiky vysvétlené v kapitole 2.3.2.

Paralelizace vypo¢tu, kdy je vykonnost algoritmu zvySovana v zdsad¢ hrubou silou,
zvySenim mnozstvi vypocti a provadénim veétSitho mnozstvi najednou. Cim vice simu-
laci se totiz stihne provést, tim lepsi a presnéjsi vysledky se daji ocekavat.

V této praci se budeme vénovat vSem z téchto typi rozsifeni kromé paralelizace vypoctu.

2.3.1 UCB-Tuned

Piestoze algoritmus vybéru banditovych pazi UCBI1 poskytuje logaritmicky regret a dava

vvvvvv

vvvvvv

a funguje nasledujicim zpiisobem:

1.
2.

Pouzij kazdou banditovu ruku jednou.

Pokud byly uz vSechny ruce aspon jednou prozkouseny, pouzij ruku maximalizujici

formuli X j +\/In—nmin{1/4,vj (n,)}
n.

]

kde Vj(s) = %@i_lek )—Y?,s + /% je UCB odhad ruky j.

Tato formule ve vétSin€ piipadi dava vyrazné lepsi vysledky nez UCBI1, ovSem nepodafilo se
u ni dokazat logaritmicky regret.
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2.3.2 AMAF heuristiky

Riizné metody uceni a sdileni informaci jiz mnohokrate prokazaly, ze dokazi u algoritmu pro-
chazejicich stromy vyrazné zvysit efektivitu programu. V ptipadé MCTS je mozné ziskavat
a sdilet ziskané informace jak na tirovni UCT stromu, tak i v simulovanych playoutech.

V publikaci [8] je napiiklad popsana heuristika uchovavajici historii hry. Béhem prichoda
UCT stromem je v paméti budovana tabulka ,,UCT vyher* (kolikrat byl dany tah v UCT zvo-
len) a tyto statistiky jsou pak vyuzivany pfi volbach tahti v Monte Carlo playoutech. V této
praci se v8ak zam¢&fuji na opacny piistup, kdy jsou v UCT stromé& pouzivany informace ziska-
né z playoutd.

Prvni zminku o kombinaci AMAF heuristiky s UCT uvadéji Gelly se Silverem v [9]. Tato
metoda zvySuje mnozstvi informaci ziskanych z Monte Carlo playoutii, ov§em na tkor toho,
ze tyto informace mohou byt obcas zavadéjici nebo méné relevantni.

V kontextu MCTS tzv. AMAF update aktualizuje nejen ty vrcholy, kterymi prochazi dana
simulace, ale 1 mnohé jejich sourozence.

Podle [10] funguji AMAF aktualizace nasledujicim zptisobem:

e Predpokladejme, ze béhem simulovaného playoutu je z n&jakého vrcholu UCT stromu
proveden tah t vedouci do potomka p.

e Pro kazdy dalsi tah t” provedeny pozdéji v playoutu (v ptipadé hry vice hra¢t musi jit
o tah stejného hrace) jsou aktualizovani 1 vSichni sourozenci vrcholu p, ktefi odpovida-
jitahut’.

e AMATF provadi tyto aktualizace sourozencii pro vSechny vrcholy, které¢ byly béhem
dané simulace v UCT stromé navstiveny.

e AMAF aktualizuje vrcholy stromu stejnymi hodnotami jako standardni UCT, tedy
konkrétnim vysledkem playoutu (typicky tak kazdy vrchol kromé& dvojice hodnot
»wins® a ,visits* udrzuje jesté¢ hodnoty ,,AMAF wins* a ,, AMAF visits®).

Cely mechanismus je demonstrovan na nasledujicim obrazku z [10]:

1 } - ’/%i::_":::—‘::::_—-------
e LLL,
\__/ o

s L& s
L

Obriazek 2 - Demonstrace AMAF aktualizace
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e Na obrazku je uveden ptiklad ilustrujici playout, jeho standardni update a AMAF up-
date, to vSe na hi‘e Go hrané na 3x3 hracim poli.

e V levé casti obrazku je ilustrovan aktudlni stav hry.

e V pravé ¢asti je UCT strom vystavény po uréitém mnozstvi odsimulovanych playoutd.
Aktudlni stav hry je reprezentovan kofenem stromu. Kazdy vrchol stromu reprezentuje
jeden konkrétni tah ve hie, vedouci od situace v otci k situaci v potomkovi.

e Prubéh aktualné simulovaného playoutu je: ¢erny C2 (UCT) — bily A1 (UCT) —
¢erny B1 — bily A3 — ¢erny C3 — vyhra ¢erného

e Pii standardnim UCT updatu jsou aktualizovany pouze ty vrcholy, jimiz playout
ptimo prochazel, tedy erny C2 a bily Al (vytistény tuéné). Tyto dva vrcholy jsou ak-
tualizovany vysledkem playoutu, tedy vitézstvim ¢erného hrace.

Aktualizovany jsou proménné Wins a Visits.

e V piipadé AMAF updatu, pokud simulace prochazi vrcholem UCT stromu, jsou ak-
tualizovani vSichni sourozenci tohoto vrcholu, ktefi odpovidaji n¢jakému z tahti pro-
vedenych pozdéji v playoutu. V tomto piipadé jde o vrcholy ¢erny B1, ¢erny C3 a bily
A3, které jsou oznaceny hvézdickou a jsou stejné jako v ptipadé standardniho updatu
aktualizovéany informaci o vitézstvi cerného hrace.

Aktualizovany jsou proménné AMAF wins a AMAF visits.

Pfi priichodu UCT stromem jsou pak brany v potaz jak standardni informace ve vrcholech, tak
1 informace nasbirané béhem AMAF aktualizaci.

Z definice AMAF heuristiky je zfejmé, ze u ni neni bran ztetel na aktudlni kontext problému
(u ptipadu z obrazku jde o aktudlni stav hry). Cela mysSlenka AMAF stoji na uvaze, Ze pokud
dany krok vede k dobrym vysledkim v jednom kontextu, muze jit o dobry krok i v kontextech
ostatnich (dobry tah ziistava dobrym tahem i v jinych situacich). Z toho plyne, ze AMAF me-
tody obCas vilbec nemuseji byt pouzitelné a obcas povedou k zavadéjicim vysledkam.
V mnoha piipadech vSak bylo ukazano, ze vhodné uziti AMAF heuristik vede k vyraznému
zefektivnéni programi zalozenych na MCTS.

AMAF navic ziskava informace daleko rychleji neZ standardni UCT . U n¢j je totiZ nutné
kazdy z vrcholl ve stromé projit mnohokrat, nez bude dosazeno né&jakého smérodatného od-
hadu vysledku. Protoze AMAF pii kazdé simulaci aktualizuje typicky daleko vice vrchold,
ziskava tak informace mnohem rychleji a je vhodny pfedevsim v pocatcich existence vrcholu,
kdy jesté nebylo nashromazdéno dost standardnich informaci.

AMATF heuristiky existuji v nékolika riznych variantach, které se navzajem lisi tim, jakym
zpusobem jsou pii pruchodu simulace UCT stromem vybirany vrcholy. Kazdy vrchol totiz ma
vlastni sadu standardnich a AMAF informaci a podle toho, jakym zptisobem jsou které z nich
upiednostiiovany, se miiZzou simulace ubirat riznymi vétvemi.
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Podle nastaveni poméru mezi UCT a AMAF informacemi rozliSuje [10] nasledujici varianty:

e a-AMAF pracuje pii vybéru naslednika s formuli o x A+ (1— a)xU , kde A je hodno-
ta vrcholu podle informaci ziskanych AMAF aktualizacemi a U je hodnota ziskana
standardnimi UCT updaty. « =0 proto odpovida standardnimu UCT algoritmu.

e Some-First algoritmus pouziva restriktivnéjsi verzi AMAF aktualizaci. Vrcholy jsou
Vv ném totiz aktualizovany jen podle prvnich m tahti playoutu. Pro m vétsi nez délka
playoutu tedy jde o klasické AMAF aktualizace a pro m = 0 jsou aktualizovany jen ty
tahy, které jsou uz reprezentovany vrcholy UCT stromu.

e Cutoff algoritmus pouziva na rozdil od ostatnich variant pouze jednu sadu informaci.
V prvnich K playoutech totiz provadi jen AMAF aktualizace, aby ve vrcholech rychleji
nashromazdil vysledky Monte Carlo simulaci. Po téchto k playoutech cutoff pfepne na
standardni UCT aktualizace, jejichz vysledky by typicky mély byt piesnéjsi.

e RAVE (Rapid Action Value Estimation) je dal§im zptsobem, jak z pocatku rychleji
sbirat informace z playoutt. Je podobny o—AMAFuU s tim rozdilem, ze parametr o Se
meéni dynamicky. Kazdy vrchol ma vlastni a parametr, ktery zacina na jedniéce
a s kazdou dalsi simulaci vrcholem se snizuje. Po¢ate¢ni diiraz na AMAF hodnoty se
tak postupné presouva smérem ke standardnim UCT hodnotam.

e Permutation-AMAF algoritmus aktualizuje pfi kazdé simulaci dokonce jesté vice vr-
cholti nez standardni AMAF. V Permutation-AMAF jsou aktualizovany vSechny vr-
choly dosazitelné permutaci nékterych tahi aktudlniho playoutu, ovSem s tim, ze zi-
stane zachovano potadi hraci. Na obrdzku z této kapitoly by tak kromé tucnych
a ohvézdickovanych vrcholt byly aktualizovany i1 vrcholy A3 a B1 pod ¢ernym C3.

V mém programu jsem testoval nejprve implementacné jednoduchou metodu o-AMAF.
Vzhledem K jejim velmi slabym vysledkiim uz poté nebyl divod zabyvat se i ostatnimi meto-
dami.
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Kapitola 3
SameGame

3.1 Popis hry

SameGame je logicka hra, kterou pod jménem Chain Shot! v roce 1985 poprvé piedstavil
Kuniaki Moribe (Morisuke). Od té doby byla tato hra rozsifena na vétSinu pocitacovych plat-
forem.

SameGame se hraje na ¢tvercovém poli, typicky o rozmérech 11x11 nebo 15x15, které je na-
hodné¢ vyplnéno barevnymi kameny. Kameny vétSinou nabyvaji 4 az 5 barev, v nékterych
implementacich jsou barvy dokonce nahrazeny ¢iselnymi hodnotami.

Points possible: 0
Points total:

Presetting:

New Game

Obrazek 3 - SameGame z webu js-games.de

Kameny stejného typu, které se navzajem dotykaji nékterou ze stran (tedy ne pouze rohem),
dohromady tvofi vétsi souvislé skupiny. Pokud hra¢ nékterou z nich vybere, je tato skupina
Z hraciho pole odebrana. V takovém piipadé vSechny kameny, pod kterymi vznikla mezera,
spadnou dolt, a pokud doslo k vyprazdnéni celého sloupce, je tento sloupec a vSechny sloup-
ce vpravo od n¢j posunut doleva. Timto zpisobem se vSechny kameny na hracim poli neustale
udrzuji v jediné souvislé skuping, ktera se prubézné ,,posouva‘““ do levého dolniho rohu.

Ukolem hry je odebrat timto zptisobem z pole co nejvétsi mnozstvi kament, respektive do-
sahnout takovymto odebiranim co nejvyssiho skore. Hra konéi, jakmile jsou odebrany vsech-
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ny kameny nebo pokud uz neni mozné odebrat zadnou dal$i skupinu (Zadné dva kameny stej-
né barvy uz nemaji spole¢nou stranu).

3.1.1 Poditani skore

Hrac¢ ziskava bodové ohodnoceni s kazdou odebranou skupinou kamenii. Toto skore se lisi
podle konkrétni implementace, vétSinou je vSak pocitano podle formule (n — k)"2, kde n je
pocet kament ve skupin€ a k = 1 nebo 2.

Zaroven se skore méni po ukonéeni hry. Pokud hra¢ dokazal odebrat v§echny kameny, ziska-
va jednorazovy bonus. Pokud naopak nékteré z kamend v hracim poli zlstaly, mize se vy-
sledné skore snizovat.

V mé implementaci bylo pouzito pravidel pro SameGame zwebu http://www.js-
games.de/eng/games/samegame . Na tomto serveru jsou totiz k dispozici sady testovacich
pozic a k nim ptipojené tabulky nejvyssich dosazenych skore. Diky tomu byla tato data pouZi-
ta 1 jinymi existujicimi implementacemi SameGame (vice viz kapitola 3.5) a je tedy mozné
vzajemné srovnani.

Pti odebrani kazdé skupiny kamentl tedy hra¢ ziskava skore (n — 2)’\2 , za odebrani vsech ka-
mend je bonus 1000 bodt a pokud naopak nékteré z kamenti na hracim poli zistanou, je od
celkového skore odeéteno (m—2)"2 bodd, kde m je pocet vSech zbyvajicich kamend (v né-
kterych implementacich se body odecitaji zvlast’ za kazdou barvu).

3.2 Vhodnost MCTS a rozsireni

O SameGame je dokazano (podrobné viz [11]), Ze jde o NP-uplny problém. Klasicky pfistup
pro feSeni logickych uloh, jako je A*® nebo IDA* proto pii pouZiti na SameGame neni pfilis
uspesny.

Implementace SameGame pomoci MCTS je naproti tomu relativné pfimocara a dava dobré
vysledky. | tak se vSak musi potykat s nékolika piekazkami.

3.2.1 Ohodnoceni playouti

¥ A* je best-first prohledavaci algoritmus, kdy jsou viechny vrcholy uloZeny v seznamu sefazeném podle ohod-
nocovaci funkce. Pii kazdé iteraci je ze seznamu odebran prvni prvek a ptidani jsou jeho potomci. Iteruje se tak
dlouho, dokud se na zacatek seznamu nedostane cilovy stav.

* IDA* je iterativné se prohlubujici verzi A*, kdy se provadi depth-first prohledavéni az do uréité Grovng, ktera
se pti nedosazeni vysledku postupné zvysuje.
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Prvnim problémem, ktery vyvstava pii snaze pouzit MCTS na hry jednoho hrace — tedy ty-
picky puzzle a rGzné druhy hlavolamt a logickych her — je sprdvné ohodnoceni playouti.
Mnohé z téchto her jsou totiz ve stylu ,,spln ulohu“ (jako je tomu naptiklad u Sudoku, viz
dalsi kapitola), a u téchto her v zasad€ neni mozné ohodnotit playouty jinak, nez ,,splnil* nebo
»nesplnil®“. A pro takovéto ohodnoceni, kdy zaporna odpoveéd’ nedava algoritmu témet zadnou
informaci a kladné naopak dava informaci kompletni (znamenajici, Ze jsme vlastné ,,nadho-
dou“ narazili na feSeni) nema uziti MCTS prohledavani a postupného zlepSovani prakticky
zadny smysl.

U SameGame vsak tento problém odpadd, protoze ucelem hry je dosahnout co nejvyssiho
skore. Vysledkem playoutu by tak mohlo byt pravé toto skore, nebyt faktu, ze vybérové funk-
ce (UCBL1, UCB-Tuned...) jsou vyladény na hodnoty z rozmezi <0,1>, které jsou typické pro
hry dvou hragi®. U SameGame viak miZe byt vysledné skore v hodnotach aZ nékolika tisic,
nemluveé o tom, ze ¢asto mohou vyjit 1 vysoké zaporné vysledky (kvtli odecitani neodstrané-
nych kamentl, v zavislosti na konkrétni implementaci). Je tedy potieba vysledné skore néjak
prevadet do rozmezi vhodného pro UCB vybérové formule nebo naopak tyto formule piizpu-
sobit vys§im hodnotdm vznikajicim ze SameGame skore.

3.2.2 Expanze vrcholi

Druhou zasadni otazkou, kterou je potieba pfi aplikaci MCTS na néjaky problém fesit, je zpU-
sob expanze prohledavaciho stromu. Tedy kdy budou ke stromu piipojovany nové listy a kte-
ré stavy problému (v nasem piipad¢ tedy ,tahy“ hrajiciho hradce) budou reprezentovat.
V ptipadé¢ SameGame reprezentuje kazdy vrchol v mé implementaci UCT stromu odstranéni
néjaké konkrétni skupiny kament, typicky s vyjimkou kotene, ktery pfedstavuje vychozi ne-
porusené hraci pole. V kazdém z vrcholll stromu je tak hra ve stavu, ktery vznikne sekvenci
tahd provedenych podle priichodu stromem od kotfene aZ do daného vrcholu. V piipadé Sa-
meGame je bohuzel v kazdém okamziku hry (zvlasté v pocatcich hry, kdy je jesté k dispozici
vétSina kamenll) mozné provést velké mnozstvi tahli, coZz vede k velmi rychlému vétveni
dem toho, pro¢ je SameGame tak obtiznou tlohou. Navic neni dost dobfe mozné jakékoli
z moznosti vynechavat, protoze pravé ony by mohly vést k dobrému vysledku a pozdé&ji uz
vibec nemusi byt k dispozici, protoZe se hraci pole s kazdym tahem dynamicky méni (,,borti
se“ smérem dolu a doleva, viz 3.1).

>V nich 0 znag&i vyhru jednoho hrage a 1 vyhru druhého (pfipadné 0.5 pro remizu). Vysledkem je pak pramér
Z téchto nasbiranych hodnot.
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3.2.3 Uziti AMAF heuristik

S problémem neustdlého ménéni hraciho pole souvisi i nemoznost uziti AMAF heuristik.
V Go a dalSich hrach s nepohyblivymi kameny totiz kazdy tah zGstava platnym az do konce
hry. Pokud hra¢ Go umisti kamen na n¢jaké pole hraci desky, tak tento kdmen uz na daném
poli ziistane a jeho poloha a vyznam pro hru se po zbytek partie v zdsadé neméni. Toho pak
vyuzivaji AMAF heuristiky, které vysledky playoutu zahajeného jednim konkrétnim tahem
ulozi i U nasledujicich tahi provedenych v ramci tohoto playoutu. Informace o zabrani pole
V jednom konkrétnim stavu partie jsou tak pieneseny i na zabrani t¢hoz pole v jinych kontex-
tech (jinych stavech hry). U SameGame je vSak kvuli neustale se borticimu a ménicimu hra-
cimu poli nemozné tuto metodu aplikovat. Pokud totiz odebereme skupinu kament definova-
nou polem [X,y] na hraci desce, nemtizeme vysledek toho kroku aplikovat na jakykoli jiny
stav hry. Jakykoli jiny stav totiz mohl byt dosazen jediné n¢jakou sekvenci tahd, z nichz kaz-
dy zptsobil vétsi ¢i mensi ,,zborceni hraciho pole. Na nasem poli [X,y] tak uz bude typicky
lezet Gplné jina skupina kamend. AMAF heuristiky proto nejsou na SameGame piimocare
aplikovatelné.

3.3 Implementace

3.3.1 UCT strom

V mé implementaci reprezentuje kazdy vrchol UCT stromu jeden konkrétni tah, ktery zméni
rozloZeni hraciho pole ze stavu v rodi¢i do stavu dosazeného provedenim daného tahu. Koten
stromu reprezentuje stav hry v okamziku zavolani algoritmu a kazdy z vrcholi UCT stromu
tak pfedstavuje partii dosazenou z vychoziho rozlozeni konkrétni sekvenci taha.

Kazdy tah je definovan dvojici soufadnic [X,y]. Tyto soufadnice uréuji jedno pole na hraci
desce, které v daném okamziku hry reprezentuje jedinou konkrétni skupinu kament stejné
barvy. Cela skupina je pak ze svého ,,definujiciho® [X,y] pole zpfistupnéna pomoci rekurziv-
niho DFS® prohledavani.

Jako doplnujici informace, ktera vSak neni pro samotny béh algoritmu nezbytné nutna, je
ve vrcholech udrzovéna i hodnota skore, kterého bylo odebranim dané skupiny kamenii dosa-
Zeno.

UCT strom je v mém programu implementovan jako jednosmérny. Je ho tedy mozné procha-
zet jen ve sméru z kofene do listl a zpétna propagace vysledka playoutu je pak provedena
prostiednictvim rekurze.

Kazdy z vrcholii stromu mé navic ukazatel pouze na prvniho svého potomka a na prvniho
svého sourozence. Implementace vrcholu je tak jednodussi, ispornéjsi, a snadnéji se procha-
zeji seznamy potomkii/sourozenct.

® Depth First Search — prohledavani do hloubky
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Posledni sadou atributti vrcholu jsou informace pro vybérové UCB funkce. Konkrétné infor-
mace o poctu navstév vrcholu, soucet vysledkll playoutl a soucet druhych mocnin vysledk
playoutil, coz je informace nezbytna pro vypocet UCB-Tuned formule.

3.3.2 Expanze vrcholi

Jak bylo fe€eno jiz v ptedchozi sekci, u kazdého vrcholu je udrZzovana informace o poctu si-
mulaci’, které jim jiz progly. Pokud simulace projde UCT stromem az do listu, ov&fi se, kolik
playoutli uz bylo v daném vrcholu provedeno. Dokud tento pocet nepiekro¢i urcitou mez,
provede se z listu dal$i Monte Carlo playout. Pokud je v§ak mez piekroCena, dany list se ex-
panduje (jsou k nému pfipojeni potomci — nové listy) a playout je odehran z nékterého z takto
nove vzniklych listl. Tuto mez stanovi vnitini proménna VISITS_ BEFORE_EXPAND, ktera
je parametrizovatelna pomoci GUI® aplikace.

Pii expanzi vrcholu musi algoritmus obsdhnout vSechny moZnosti, které mize pocitacovy
hra¢ v dany okamzik provést. V piipadé SameGame je totiz velmi obtizné najit néjakou heu-
ristiku, ktera by v daném okamziku identifikovala pouze kvalitni tahy a snizovala by tak fak-
tor vétveni stromu. Je sice zadouci, aby strom zlstaval pokud mozno co nejuzsi, s CO nejmen-
$Sim primérnym poctem potomkl na vrchol, ale pokud bychom zacali nékteré moznosti pii
expanzi vrcholu vypoustét, miizeme se tak snadno pfipravit o kvalitni tahy. V SameGame se
totiz aktualni ,kvalita® partie nebo tahu neda nijak rozumné odhadnout, k ohodnocovani se
proto pouzivaji Monte Carlo playouty, které vSak vraci vysledek az pro ukoncené partie.

Kwvili dynamickym zménam hraciho pole (,,borceni smérem doleva doli) navic neni mozné
nékteré moznosti prozatim vypustit s tim, Ze je do stromu pfidame az nékdy v hlubsich hladi-
nach UCT stromu. Pozdé&ji uz tyto moznosti viilbec nemuseji byt k dispozici. Z téchto divodu
je tedy nutné (nebo spiSe Zadouci) pfidavat kazdému vrcholu pii expanzi jeden novy list za
kaZdou skupinu kamen, kterou je mozné v dany okamzik odebrat.

RozliSovani jednotlivych skupin kament a tim 1 nalézani vSech aktuéalnich taht provadim po-
moci sérii DFS ptebarvovani. Postupné prochdzim hraci pole a pro kazdy nalezeny kdmen,
ktery jesté nebyl ptebarven, z néj spustim rekurzivni DFS priizkum. P#i tomto priazkumu iden-
tifikuji kameny celé skupiny, a pokud je velikost skupiny vEtsi neZ jedna (tzn. vychozi kdmen
m¢l alespon jednoho souseda stejné barvy), vytvoiim novy list identifikovany soutadnicemi
vychoziho kamene. Tento list pfipojim jako nového potomka vrcholu, ktery reprezentuje stav
hry pfed odebranim skupiny, tedy k vrcholu, do kterého jsem se dostal aktualni simulaci
a ktery je nyni expandovan. Zaroven celou nalezenou skupinu obarvim neutralni barvou, ktera
neni ve hfe na kameny pouzita, abych pak dana pole nezpracovaval znovu. Pokud kamen ne-
mél zadného souseda stejné barvy, pouze ho ptebarvim a zadny novy list vytvaiet nebudu.

" Simulaci se zde typicky mysli cel jedna ,,odsimulovana“ partie, kdy se za¢ne v kofeni UCT stromu, jim se dle
vyberové funkce projde az do n€kterého z listli, odkud je pak hra dohrana pomoci Monte Carlo playoutu. Pojmy
simulace a playout vSak maji v tomto kontextu velmi podobny vyznam a jsou v zasadé zaménitelné.

® Graphical User Interface (grafické uZivatelské rozhrani) je horni &st aplikace, kterd komunikuje se samotnym
uzivatelem
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Cely postup by se v pseudokodu zapsal asi takto:

for ( x=0; x < velikostHraciDesky; x++ )
for (y=0; y < velikostHraciDesky; y++ )
if (barva(x, y) != neutralniBarva) {
pocetKamenu = prebarviSkupinu(x, y);
if (pocetKamenu > 1)
pripojVrchol(x, y);
}

3.3.3 Playouty

Playouty, neboli Monte Carlo simulace hry, je mozné provadét mnoha riznymi zptisoby. Na
rozdil od expandovani vrcholti UCT stromu je zde totiz mozné a vyhodné pouzivat rizné heu-
ristiky®, které vyrazng zlep3uji Gsp&snost celého algoritmu.

Uziti heuristik cely problém posouva smérem, jakym se na néj diva sam ¢lovek. Ten sice pii
kazdém tahu nedokaze provadét tisice matematickych vypoétu, ale zato diky nasbiranym zku-
Senostem a odhadu vi, jaké tahy vypadaji slibn¢ a jak by obecné¢ mél postupovat. Heuristiky
tak predstavuji urcitd voditka a napovédy, kterymi pocitaci radime, jak by mél postupovat.
Neni sice viibec vyloucené, ze nékteré tyto napoveédy povedou do slepych uli¢ek a ke Spatnym
vysledkiim, obecné by vSak dobra heuristika méla vysledky algoritmu vyrazné podpofit.

Standardné by se tahy v playoutech vybiraly naprosto ndhodné. Program by ndhodné zvolil
jednu skupinu kament na hracim poli, tu by odstranil, provedl zborceni hraciho pole a pokra-
¢oval stejnym zpusobem tak dlouho, dokud by hra neskoncila (zadny dalsi tah by nebyl moz-
mohlo zdat. Uplné ignorovéni heuristik s sebou sice piinasi mensi reZii, ale jsou tak zcela ig-
norovany veskeré offline informace o hie, a algoritmus se tak zbyte¢né pfipravuje o taktické
a strategické zkuSenosti nasbirané clovékem nebo v predchozich partiich. Oproti playoutim
s heuristikami je tak dosahovano typicky daleko horsich vysledkd.

V ptipadé¢ SameGame se jiz z definice hry logicky vyplaci vytvaieni velkych skupin kameni
stejné barvy. Skore za odebrani skupiny se totiz zvySuje kvadraticky s velikosti skupiny,
a proto se vyplaci si kameny urcité barvy Setfit do té doby, dokud jsou k dispozici jiné tahy.
Tato technika se nazyva tabu.

Jinou moZnosti je soustiedit se na odebrani vSech kament na hracim poli. Tato metoda je bo-
huzel viceméné v ptimém rozporu s metodou tabu. Pokud totiz nékterou z barev prohlasime
za tabu, budou ndm na hraci desce vznikat izolované kameny ne-tabu barev, které pak uz bude
velmi obtizné dostat k sobé. Pokud naopak budeme chtit vzniku izolovanych kamenti zabra-
nit, nemizeme nechat hraci plochu ,,zartist” velkymi skupinami jedné barvy. Naopak bychom
se jednotlivych barev museli zbavovat systematicky vSech najednou, a ne po jednotlivych
barvach.

9 s g v Mg . ’ ;o r . . ’ oy v ’ SO v~ r
Heuristika (z fectiny heuriskd, ebpiokm — nalézt, objevit) znamena zkusmé feseni problémd, pro néz nezname
algoritmus nebo piesnéjsi metodu. Heuristické feSeni je Casto jen pfiblizné, zalozené na pou¢eném odhadu, intui-

ci, zkuSenosti nebo proste na zdravém rozumu.
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Ac obé¢ vysSe zminéné strategie pfindseji srovnateln¢ slibné vyhlidky, z implementacniho hle-
diska jsou na zcela odliSném stupni pouzitelnosti. Zajisténi techniky tabu je totiz vyslovené
primitivni. Algoritmus prosté prochazi (z néjakého ndhodné zvoleného vychoziho bodu) hraci
pole tak dlouho, dokud nenajde prvni skupinu kamenti ne-tabu barvy. Tato skupina je pak
odstranéna, dojde ke zborceni a pokracuje se obdobné dal. Pokud uz jsou k dispozici jen tabu
skupiny, dojde k odstranéni n¢které z nich a opét se pokracuje v playoutu, dokud jesté zbyvaji
néjaké tahy.

Odebrani vSech kamenti Vv poli je naopak obtiznym problémem, ktery se da jen tézko heuris-
ticky fesit. Slibnéjsi se tak ukazuje uzivani tabu technik s tim, ze budeme stabiln¢ ziskavat
vyssi skore za velké skupiny kamentl a vyprazdnéni celého pole nechdme na ndhod¢ zabudo-
vané do playoutl z jejich samotné definice.

Celkové jsem ve svém programu testoval pét riiznych druhti playoutt liSicich se navzajem
heuristikami vybéru tahu:

e Random — Nejjednodussi zpuisob vybéru taht, ktery nepouziva zadné heuristiky. Na-
hodn¢ zvolime skupinu kamenti a tu odstranime.

vvvvvv

Zit se hrat mén¢ frekventované barvy, aby pak vznikaly velké skupiny z barev zbyvaji-
cich. Tato procedura dostane jako vstup ptirozené Cislo urcujici, kolik skupin kamenti
bude navzajem porovnavat. Procedura prochazi hraci pole, dokud neobjevi predepsané
mnozstvi skupin (pfesnéji kamend, které pati do n&jaké skupiny). Z té€chto skupin pak
zvoli tu, jejiz barva je nejméné frekventovana, a tu odebere.

e Random Tabu — Na zacatku této procedury je nejfrekventovangjsi barva oznacena za
tabu. Procedura pak prochézi hraci pole, dokud neobjevi néjakou skupinu, ktera neni
tabu barvy. Ta je odebrana. Pokud uz zbyvaji jen tabu skupiny, je odebrana néktera
z nich.

e Pseudo Random Tabu — Tato technika kombinuje tabu pfistup s prizkumem vice
skupin, stejné¢ jako je tomu u PseudoRandomMoves.

e Random Double Tabu — Podobné jako RandomMovesTabu, jen se urci dvé nejfrek-
ventovanéj§i barvy. Procedura se pak primarné snaZi najit néjakou skupinu ze zbyvaji-
cich barev, a pokud neuspéje, zkusi postupné méné frekventovanou tabu barvu, a po
pfipadném netspéchu i tu vice frekventovanou.

3.3.4 Vybérova funkce

V programu jsem experimentoval s formuli UCB-Tuned (viz. 2.3.1) a upravenou parametri-
zovatelnou formuli UCB1. Tato upravend formule ma tvar

Xi +UCTK |logn
n.

kde UCTK je nastavitelny parametr urCujici pomér mezi exploration a exploitation aspektem
prohledavani (nizsi hodnoty upfednostiuji exploitation a vyssi exploration)
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a Xije pramér z nasbiranych ohodnoceni playouti, kde je kazdy playout ohodnocen podle
formule (dosazené skore + 1500) / max_skore . Pro vhodné nastavené max skore (empiricky,
podle velikosti hraciho pole) dava formule vysledky v rozmezi <0,1> potfebné pro spravnou
funkci UCB formule.

V piipadé SameGame davalo obecné nejlepsi vysledky pouziti této upravené UCB1 formule
s parametrem UCTK nastavenym vice na exploitation, tedy s hodnotami okolo 0.1 - 0.2 .

3.4 Vysledky testi

Jako testovaci data jsem pouzival pfednastavené pozice ze serveru http://www.js-
games.de/eng/games/samegame . Je zde k dispozici dvacet her, ke kterym jsou navic udrzo-
vany tabulky nejvySsich dosazenych skore. Tyto pozice byly jako testovaci data pouzity uz
nckolika jinymi algoritmy, tudiz poskytuji moznost srovnani s jinymi implementacemi.

Testy jsem poustél s nasledujicim nastavenim:

e 700 000 simulaci

e 20 ndhodnych simulaci pted expanzi listu

o 1 test pro kazdy ze tii nejuspésnéjsich typt playout heuristik:
o Random Tabu
o Pseudo Random Tabu
o Random Double Tabu

e Pro kazdou z playout heuristik jsem provedl 4 testy liSici se navzajem pouzitou vybe-

rovou funkci:

o UCB-Tuned
o UCBLI (parametrizovatelna verze, viz. 3.3.4) s UCTK parametrem rovnym 0.1
o UCB1sUCTKO0.2
o UCB1sUCTKO0.4.

e Celkem tak bylo na kazdou pozici spusténo 12 testa

e Kazdy test trval typicky 3-5 minut a dal vzniknout stromu o 300-450 tisicich vrchola
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Na nasledujicim obrazku jsou k dispozici vysledky testti pro Random Tabu playout heuristi-
ku, pro kazdou z dvaceti testovacich pozic:

Random Tabu Playout

= UCBT

muUCB0.1
®UCBO0.2
muUcso04

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20

Obrizek 4 - Vysledky Random Tabu testu

V souctu pro vSech dvacet pozic ziskaly jednotlivé vybérové funkce nésledujici vysledky:
UCB-Tuned — 63 606

UCB1s UCTK 0.1 -66 091

UCB1 s UCTK 0.2 — 67 409

UCB1sUCTK 0.4 -62 624

Z toho je patrné, Ze pro Random Tabu heuristiku se nejvice vyplati jednodussi UCB1 formule

vvvvvv

mule si prekvapivé naopak vedla pomérné $patné.

Pro Pseudo Random Tabu heuristiku vysla nasledujici ¢isla:

Pseudo Random Tabu Playout

5000

4500

4000

3500

3000 - B UCBT

WUCBO.1
2300: = UCBO.2
el mUCB04

1500 -

1000

500

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20

Obrazek 5 - Vysledky Pseudo Random Tabu testi
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V souctu pro vSech dvacet pozic ziskaly jednotlivé vybérové funkce nasledujici vysledky:
e UCB-Tuned — 55 228
e UCBlsUCTKO0.1-64 136
e UCBlsUCTKO0.2-62 566
e UCBlsUCTKO0.4-56 244

Nejlepsich vysledkt tedy opét dosahlo uziti jednodussi UCB1 formule s UCTK parametrem
nastavenym na nizké hodnoty, tedy na exploitation. UCBT opét zklamalo.

Random Double Tabu si vedlo nasledovné:

Double Tabu Playout

5000

4500

4000

3500

B UCBT

3000 -
EmUCBO.1
mUuUcB0.2
mUCB04

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20

Obrazek 6 - Vysledky Double Tabu testt

V souctu pro vSech dvacet pozic ziskaly jednotlivé vybérové funkce nésledujici vysledky:
UCB-Tuned — 61 739

UCB1s UCTK 0.1 — 60 988

UCB1sUCTK 0.2 -62 910

UCB1sUCTK 0.4 — 62 443

V ptipadé Double Tabu heuristiky jsou vysledky pro jednotlivé vybérové funkce o dost tés-
néjsi. PriliSny diraz na exploitation se v tomto piipadé nevyplaci a UCB-Tuned opét nedosta-
lo o¢ekavanim. Jako nejvyhodnéjsi se ukazalo uziti UCB1 formule s UCTK parametrem na-
stavenym neutralné, tak aby pomér mezi exploitation a exploration aspektem prohledavani byl
vyrovnany.
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Na nasledujicim obrazku jsou k dispozici vysledky testli pro jednotlivé parametry s tim, ze
pro kazdou sadu parametru je uvedeny soucet skore ze vSech dvaceti testovacich pozic:

70000

60000

50000

40000

30000

20000

10000

B Random Tabu
B Pseudo Random Tabu

# Double Tabu

UCBT UcCB0.1 UCBO0.2 UCBO4

Obrazek 7 - Soucet vysledkaii testii v§ech 20 pozic

Nejlépe si tedy obecné vedla Random Tabu playout heuristika, idealné uzivajici UCB1 formu-
le s parametrem UCTK nastavenym na exploitation, okolo 0.1 nebo 0.2.

3.4.1 Skalovatelnost podle po¢tu provedenych simulaci

Na nésledujicim obrazku je ilustrovano, jak vyrazné se vykonnost algoritmu zvySuje s mnoz-
stvim provedenych simulaci:

Cekové skore

4

Skalovatelnost podle poctu simulaci

67409
68000 - 65696
66000 - 63906
64000 -
62000
60000 {1 57588
58000 - ® Rady?2
56000 -
54000 1 .
52000 45 I , . "//

100000 300000 500000 700000

Pocet provedenych simulaci

Obrazek 8 - Skalovatelnost
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Je patrné, Ze vykonnost algoritmu se zvysuje. Pii vétSim mnozstvi simulaci vSak uz rozdily
nejsou tak zasadni. Z toho diivodu se misto vycerpani veskerych ¢asovych a pamét'ovych pro-
sttedkll na jediny béh algoritmu muize vyplatit uziti techniky restart, kdy provedené simulace
rozdélime do jednoho nebo vice béhti algoritmu a poté vybereme nejlepsi nalezeny vysledek
ze vSech béhu.

3.5 Srovnani s existujicimi implementacemi

Pokud vybereme nejlepsi dosazené vysledky ze vSech sad test, dostavame pro kazdou
Z testovacich pozic nasledujici ¢isla:

Nejlepsi vysledky

4681 4581 4727 4753 458

2999

Obrazek 9 - NejlepSi namérené vysledky programu

4521

3557 3459 3617 3603

2799
2347

Soucet pro vsechny pozice ¢ini 71 076.

Podle tabulky nejlepsich vysledka'® serveru js-games.de by tak program doséhl Sestého, re-

spektive ctvrtého mista, pokud by se shrnuly dohromady vysledky algoritmu vytvoieného
v [11].

Programy z ¢elnich pticek této tabulky vSak podle vSech dostupnych informaci pouzivaji roz-
sahlé optimalizaéni metody, které jejich vysledky znacné posouvaji. Algoritmus
z [11] naptiklad pti béhu MCTS vytvafel UCT stromy az 0 5 milidonech vrcholu, zatimco po-
¢et vrchold u mnou provadénych simulaci neptekracoval 500 000. Dalsi program, publikova-
ny v [12] kolektivem z univerzity v Brémach zase vyuZzival rozsahlych optimalizaci pomoci
paralelizace vypoctu a uziti vypocetni sily grafického jadra, nemluvé o nepomérné vykonn¢j-
Sich pocitacich, na nichz byly testy provadény.

Vzhledem ke své mensi ,,specializovanosti® ¢isté na SameGame a s ohledem na absenci ja-
kychkoli vykonnostnich optimalizaci, na které uz bohuZzel nebyl ptili§ ¢as, dosdhl muj pro-
gram solidnich vysledki a fekl bych, Ze se cti obstal v porovnani s naprostou Spickou.

10 http://www.js-games.de/eng/highscores/samegame/Ix
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Kapitola 4
Sudoku

4.1 Historie a pravidla

Sudoku je logicka hra nebo jesté spiSe hlavolam, ktery vymyslel Howard Garns v roce 1979
a publikoval pod nazvem ,,Number Place®. Své velké obliby se dockal v Japonsku, odkud se
pozdéji vratil zpét pod ndzvem Sudoku.

Cilem hry je doplnit chybéjici ¢isla 1 az 9 v dané Caste¢né vyplnéné tabulce. Tato tabulka je
rozdélena na 9x9 poli, ktera jsou seskupena do 9 ¢tverct (3x3). K pfedem vyplnénym ¢&islim
je potieba doplnit dalsi ¢isla tak, aby platilo, Ze v kazdé fadé¢, v kazdém sloupci a v kazdém
z deviti ctvercti byla pouzita vzdy vSechna ¢isla jedna az devét. Poradi Cisel neni dilezité.
Cisla se nesmi opakovat v zadném sloupci, fadé nebo v malém &tverci.

Sudoku se stalo velmi popularnim na konci roku 2004 ve Velké Britanii a postupné se rozsi-
fuje do celé Evropy. Sudoku vychazi v mnoha novinach a magazinech, ale rychlost, s jakou se
Sudoku §ifi svétem, je zplisobena piedevSim internetem. Dnes existuje piiblizn¢ 30 miliént
internetovych stranek, které¢ se zminuji o Sudoku. Sudoku byva ¢asto oznacovano jako ,,hra
roku 2005%, ,,nejpopularnéjsi hlavolam soucasnosti““ nebo ,,nejrychleji se rozsitujici hra®.

4.2 MCTS a Sudoku

vvvvv

Zasadnim problémem je totizZ ohodnoceni vysledku playoutt.

Na rozdil od SameGame, kde Slo o dosaZeni co nejvyssiho skore, se totiz v Sudoku hleda je-
diné mozné feseni a nikoli optimalni feseni z mnoha variant. Kvuli tomu dosahneme po odsi-
mulovani celého Monte Carlo playoutu pouze dvou riznych odpovédi. Bud'to byla veSkera
policka uspésné vyplnéna, a v tom piipad¢ jsme nasli feSeni a vysledek playoutu uz nema
smysl dale propagovat pomoci MCTS technik. Anebo jsme jesté pfed vyplnénim vSech poli
narazili na kolizi', a v tom piipadé vime jen to, Ze se nékde stala chyba.

Na prvni pohled by se mohlo zdat, Ze tento problém snadno vytfesSime ohodnocovanim playou-
ti tim, za jak dlouho jsme narazili na kolizi. Tak jednoduché to bohuzel neni. V mnoha ptipa-
dech sice takovato ohodnoceni davaji slibnou informaci, podle které se vyplati dale tidit, casto

1 Kolizi budu v této kapitole oznagovat situaci, kdy algoritmus narazil na n&jaké pole tabulky, které uz nelze
legélng€ vyplnit (tzn. v fadku, sloupci a ¢tverci s danym polem uz jsou zastoupeny vSechny piipustné hodnoty,
tedy Cisla 1 az 9)
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ale muze byt cely MCTS algoritmus zavle¢en do slepé uli¢ky, ze které uz nemusi najit vycho-
disko.

Ptiklad podobné situace je ilustrovan na nasledujicich obrazcich:

9 6 3| |19(2(8|1(6|7|5(|4|3
1 5 9 3|2 6 117|5|4|9|3|2|8|6
4 S 9 614|312/ 5|8|7(1|9
8 4T 19 8,9(6|3(2|5|4|7|1
4|87 3(1/4|8(7(9|6|2|5
74 2|6 1 81 17|5|2|6[(4[1|9(3|8
e 2(3|19|5(8(4|1|6|7
5 3| 2 9\ 4 5|/6|1]17|3|2|8|9 |4
8|7 18|35 4/8(7]19|1|6]|3|5]|2
Obriazek 10 - Sudoku 1 - Vychozi stav Obriazek 11 - Sudoku 1 - VyFesené
912|8|1/6|7|5|4|3
1(7/5|14|19(3|2|8|6
3 46|12 5 8|1F(1|9
8 0|13(2(5|4|7|1
31418|7|9]|6|2|5
7|5/2|6|4|1]9|3|8
2|19|3|5|8|4]11|6]|7
5/6(1]17/3|2|8|9|4
4(8(7]19|1|6|3|5]|2

Obrazek 12 - Sudoku 1 - Slepa uli¢ka

Na vSech obrazcich je ilustrovano jedno z nejjednodussich (co do obtiZnosti feSeni) Sudoku
z mé testovaci sady. Obrazek 4 predstavuje vychozi stav a Obrazek 5 spravné feseni.

Na Obrazku 6 je pak ilustrovana slepa ulicka, do které se mtize MCTS algoritmus béhem své-
ho b&hu dostat'2. Algoritmus v ném nejprve spravné umistil zelenou ¢tyiku (na obrazku vlevo
dole), ale nasledné zacal testovat nespravny tah — ¢ervenou trojku vlevo nahote. Pomoci na-

12 A také se do ni dostavé. Toto rozlozeni hraciho pole je totiz ziskano pfimo z b&hu programu.
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hodné simulovanych Monte Carlo playoutt se mu vSak z této pozice podafilo vyplnit téméf
celou tabulku. Ke kolizi doslo, az kdyz zbyvalo vyplnit jen dvé€ pole. Podle heuristiky, ktera
ohodnocuje kvalitu playoutu podle toho, po jaké dobé doslo ke kolizi, jde o velmi nadé&jny
tah. Proto bude tato vétev UCT stromu podrobné testovana, a jelikoz k chybé doslo uz na sa-
mém jejim zacatku, bude trvat velmi dlouho, nez se algoritmu podafi dostat zpet ke koteni
problému. Situaci jesté zhorSuje fakt, ze u vétSiny playoutd, a to i téch, které zacinaji sprav-
nym tahem, netrva dlouho, nez program narazi na kolizi. Z toho divodu je velmi pravdépo-
dobné, Ze oproti spravné vétvi bude tato ,,slepa“ vétev stale vracet lepsi vysledky, a algoritmu
se tak z této slepé ulicky viibec dostat nepodaii. Bude ji proto bez uspéchu zkoumat tak dlou-
ho, dokud nevycerpa ¢asové/pamét'ové prostiedky.

Na rozdil od SameGame se da MCTS algoritmus fesSici Sudoku obohatit o uziti AMAF heu-
ristik. Tyto techniky vSak s sebou kromé vyssi rezie nesou jesté dalsi problémy, které znacné
snizuji jejich pouzitelnost. Cela problematika je blize popsana v kapitole 4.3.3.

4.3 Implementace

4.3.1 UCT strom

UCT strom je implementovan stejné jako v ptipadé¢ SameGame, tedy jako asymetricky jedno-
smérny strom, kde si kazdy z vrcholti udrzuje ukazatel na prvniho potomka a prvniho souro-
Zence.

Vrcholy stromu, které reprezentuji jednotlivé tahy poc¢itacového hrace, jsou definovany trojici
X, y a value. [x,y] urCuje soufadnici v tabulce, kde [0,0] pfedstavuje jeji levy horni roh. ,,Va-
lue* reprezentuje ¢iselnou hodnotu, kterou hra¢ na dané pole umistil.

Posledni sadou atributii vrcholu jsou informace pro vybérové UCB funkce. Konkrétné infor-
mace o poctu navstév vrcholu, soucet vysledkll playoutd a soucet druhych mocnin vysledka
playoutii, coz je informace nezbytna pro vypocet UCB-Tuned formule. Na rozdil od Same-
Game implementace vSak vrcholy v UCT stromé Sudoku maji dvé sady téchto informaci:
jednu pro standardni UCT aktualizace a druhou pro AMAF updaty (viz kapitola 2.3.2).

4.3.2 Ohodnoceni playouti

Jak jiz bylo uvedeno v kapitole 4.2, je ohodnoceni playoutti nejvétsim problémem, ktery musi
program feSici Sudoku pomoci MCTS piekonavat. V Sudoku se totiz da jen velmi obtizné
odhadnout kvalita tabulky v okamziku, kdy uz nemtize playout dale pokracovat. Vypliovani
tabulky pomoci ndhodnych Monte Carlo simulaci se totiz zastavi az ve chvili, kdy algoritmus
narazil na n¢jaké pole, pro které uz neni mozné nalézt zadnou legalni hodnotu. Takovou uda-
lost budu nadale oznacovat jako kolizi. Jedinym pfipadem, kdy je ohodnoceni playoutu trivi-
alni, je kdyZ se simulaci podafi vyplnit celou tabulku. V takovém okamziku uz se jen ulozi
informace o nalezeném feSeni a celé MCTS muze s uspéchem skoncit. Pokud vSak byla nale-
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zena kolize, nema algoritmus v zasad¢ zadnou skute¢né spolehlivou informaci o tom, kde
skutecné doslo k prvni chybé¢ a jak kvalitni tedy cely playout byl.

Casteénym fe$enim tohoto problému je ohodnocovani playoutii podle toho, jak velkou &ast
tabulky se podafilo vyplnit, neZ program narazil na prvni kolizi. Intuitivné by totiz ¢loveék
ocekaval, ze chybny krok provedeny v zacatku simulace zptsobi kolizi rychleji, nez chyba
provedena pozdéji. Tento piedpoklad sice plati, ale jen do urCité miry (viz protipiiklad
z kapitoly 2.2). Ptesto je vSak ohodnocovani playoutti na zakladé toho, do jaké miry se poda-
filo tabulku vyplnit, rozumnym zptisobem, jak si s timto problémem poradit. Velmi snadno se
totiz implementuje a se spravnym nastavenim ohodnoceni a vybérové funkce zvlada vyhybat
se slepym uli¢kam z protipiikladu, a vykazuje tak dobré vysledky.

V programu ohodnocuji playouty pomoci formule
moveCount / (moveCount + unsolvedFields)

kde moveCount ptedstavuje pocet poli vyplnénych béhem dané Monte Carlo simulace
(konkrétné tedy jen ty tahy, které byly ndhodn¢ simulovany, ale ne tahy, které¢ uz byly
provedeny v ramci UCT stromu)

a unsolvedFields udava pocet poli tabulky, které zistaly nevyplnény.

Dulezity je fakt, Ze algoritmus pii ohodnocovani playoutli rozliSuje, zda se daného stupné
vyplnéni tabulky podatilo dosahnout z velké ¢asti pomoci ndhodnych Monte Carlo simulaci,
nebo zda se takhle daleko program dostal jen diky dlouhé sekvenci ,,ovétenych taht, které uz
byly soucasti vystavéného UCT stromu. Tato technika totiz predstavuje uéinny zpisob, jak
bojovat se ,,slepymi ulickami* zminénymi napiiklad ve vySe uvadéném protiptikladé. Pokud
totiz MCTS dlouho prochazi uréitou slibnou vétev UCT stromu, dostava se tak stale vice do
hloubky a simulovana tabulka Sudoku se prubézné zapliuje. Programu tim ubyva manévro-
vaciho prostoru a mél by pomoci ndhodnych simulaci brzy nalézt feSeni. Pokud vsak stale
feSeni nenaléza, typicky to znamena, Ze narazil na slepou ulicku. Proto, aby se z ni mohl
s ispé€chem vymanit, je tieba, aby ohodnoceni playoutli v ni provadénych prubézné klesala.

4.3.3 Uziti heuristik v playoutech

Pfi ndhodném simulovéni tahii pocitacového hrace v playoutech pouzivdm dvou rtznych po-
stupti.

Pii nahodném vybéru poli se z celé tabulky zcela ndhodné vybere jedno volné pole. Pro toto
pole se pak hleda legalni hodnota. Pokud je néjaké takovéto Cislo nalezeno, tah se provede
a simulace pokracuje. Pokud pro dané pole uZ neexistuje Zadné Cislo, které by jesté nebylo
pouzité v fadku, sloupci ani ¢tverci, nahlési se kolize a simulace kon¢i.

Pii pseudo-nahodném vybéru se ve funkci provadéjici simulace udrzuje informace o po-
slednim provedeném tahu. V kazdém dal§im kroku se pak pfednostné prohledavaji ta pole,
ktera mohla byt poslednim tahem ovlivnéna. Tedy pole ve stejném tadku, sloupci a ¢tverci
tabulky. Tato pole se pak postupné prochézeji, dokud se nenalezne néjaké dosud nevyplnéné.
Pokud pro toto pole jeste existuje néjaka legalni hodnota, tah se provede. Pokud ne, je nahla-
Sena kolize a playout kon¢i. Poslednim pifipadem je, pokud uz jsou vSechna pole v radku,
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sloupci a ¢tverci uréeném piedchozim tahem vyplnéna. V takovém piipadé se provede ndahod-
ny vyber.

Prestoze mi pied dikladnym otestovanim obou typi vybéru tahu piipadalo, Ze pseudo-
nahodnéd metoda musi byt schopna odhalit §patné tahy daleko rychleji nez jednodussi ndhodny
vybér, testy tento piedpoklad castecné vyvratily. Pseudo-ndhodné vybéry jsou totiz o néco
nachylnéjsi na uviznuti ve slepych ulickadch a v mnoha ptipadech tak dava lepsi vysledky uziti
nahodného vybéru (viz. kapitola 4.4).

4.3.4 Expanze vrcholi a AMAF heuristiky

Sudoku disponuje na rozdil od SameGame, Go a mnoha dal$ich her jednou dutlezitou vlast-
nosti. Kvalita tahu je naprosto nezéavisla na kontextu, tedy na aktualni situaci na hracim poli.
Pokud napfiiklad umistime sedmicku do levého horniho rohu tabulky Sudoku, tak tento tah
bud’to je soucasti néjakého spravného feSeni nebo neni, a nic na tom nezméni to, jak moc ne-
bo jak spravné je tabulka vyplnéna. V Go je naopak kvalita kazdého polozeného kamene ur-
¢ovana mnoha faktory, napiiklad tim, jaké kameny jsou aktudlné¢ umistény okolo.
V SameGame je situace odli$na zase tim, Ze tah (reprezentovany z hlediska MCTS vrcholem
UCT stromu) definovany soufadnicemi pole urcuje v riznych stadiich hry riizné skupiny ka-
mend.

Z implementacniho hlediska to znamena, Ze mame daleko vétsi volnost pii expanzi vrchold
UCT stromu. U SameGame jsme totiz museli vzit v kazdém stadiu hry v potaz vSechny moz-
nosti, protoze po dal§im tahu uz by nemusely byt k dispozici. U Go je situace podobnd, proto-
ze pole, které neobsadime my, miiZze obsadit protihra¢, nebo miize dal§imi tahy pozbyt svého
strategického vyznamu. V Sudoku vsak tato omezeni neplati. Pokud budeme v urcitém stadiu
hry ignorovat néjaké konkrétni pole tabulky, zistane toto pole pro dalsi tahy k dispozici.

Proto si pfi expanzi listh UCT stromu miiZeme dovolit pfidani jen malého mnoZstvi novych
listd. Strom je tak moZné udrzovat relativné malo rozvétveny, coZ umoznuje jeho rychlejsi
prizkum a ,,prohlubovani“. Rozumnou strategii je proto volba jediného z volnych poli tabul-
ky a vytvoreni nového listu za kazdou hodnotu, kterou toto pole jesté miize nabyt. Pro vybér
vhodného pole je navic mozné pouzit rizné heuristiky, naptiklad pseudo-ndhodny vybér jako
u playoutd nebo uziti CSP*® technik.

Tento zpusob expanze vrcholi UCT stromu je v8ak v pfimém rozporu s uZitim AMAF heuris-
tik. Pokud totiz pfi expanzi vrcholu pfiddme sadu listd reprezentujicich jediné pole tabulky,
nemuze uz v zadném z podstromi téchto vrcholt dané pole znovu figurovat. Pokud totiZ
umistime né&jaké ¢islo na dosud nevyplnéné pole tabulky, nemtizeme toto pole (v dané simu-
laci) znovu piepsat. Tim je vSak vylouc¢ena moznost AMAF updatu. Ta totiz z definice aktua-
lizuje pouze ty sourozence vrchold, ktefi odpovidaji nekterému z tahli provedenych pozdéji

Vv ramci simulace. Sourozenci vSech vrcholli vSak v této implementaci piedstavuji vyplnéni

13 Constraint Satisfaction Problems = Problém splitovani podminek (Programovani s omezujicimi podminkami).
Jde o techniku zabyvajici se mnozinami objektt, z nichz kazdy musi spliovat urcité mnozstvi podminek nebo
omezeni. Cely problém je pak typicky reprezentovan jako graf, jehoz vrcholy tvoii jednotlivé objekty (promén-
né) a hrany pak podminky mezi nimi. Sudoku je modelovym pftikladem téchto technik a je pomoci CSP dobfte
fesitelné. Tato feSeni jsou jiz ale dobfe znama, a proto budu v této praci CSP ignorovat a soustfedim se Cisté na
MCTS.
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stejného pole jinou hodnotou, tudiz k tomuto tahu nemohlo pozdé€ji v simulaci dojit (dané
pole uz nebylo volné).

Na druhou stranu vsak uziti AMAF technik u Sudoku slibuje urcity potencial, jak se vyhybat
slepym ulickam. Tyto ,,Spatné* simulace se totiz vyznacuji tim, Ze aZ na onu uvodni chybu,
ktera do nich algoritmus zavedla, je vétSina poli vyplnéna spravné. Jinak by totiz playouty
nemohly dosahovat tak vysokych ohodnoceni a do slepé vétve by se MCTS viibec nedostalo.
Zde ptichazeji ke slovu AMAF updaty, které aktualizuji i jiné vrcholy, nez ty ze slepé vétve,
a mohly by tak se spravnym nastavenim AMAF heuristik algoritmus ze slepé vétve vyvést,
respektive predejit tomu, aby do ni algoritmus viibec zabloudil. Proto by se pfi expanzi vrcho-
It v UCT stromé& mohlo vyplatit rozsahlejsi generovani listi, kdy by se najednou zkoumalo
vice poli a byly by tim umoZznény AMAF aktualizace. Na druhou stranu vSak s sebou uziti
AMAF heuristik ptfinasi daleko vyssi rezii a rozsahlejsi vétveni stromu je obecné nezadouci
faktor.

4.3.5 Vybérova funkce

V ptipadé Sudoku jsem testoval tfi druhy vybérovych funkci. Stejné jako u SameGame byla
pouzita formule UCB-Tuned (viz. 2.3.1) a upravena parametrizovatelna formule UCBI.

Kromé& nich jsem vSak testoval i vybérovou funkci pracujici jak na UCB zakladég, tak
i s pomoci AMAF heuristik. Slo o o ~AMAF heuristiku s vybérovou funkci nasledujiciho
tvaru:

AMAF

a(?? WL UCTK o9

AMAF
rli

J+(1—a)(ii +UCTK 'c’nﬁj

e kde UCTK je nastavitelny parametr urujici pomér mezi exploration a exploitation
aspektem prohledavani,

e (je nastavitelny parametr urcujici poméer mezi UCT a AMAF informacemi,
e n an, jsou UCT informace daného bandity ziskané standardnimi UCT aktualizacemi,

° n AMAF

2.3.2).

an iAMAF

jsou AMAF informace bandity ziskané z AMAF updatii (viz. kapitola

e V piipad¢ uziti AMAF heuristiky neni pfi expanzi vrcholu pfidan novy list za kazdou
legalni hodnotu jediného volného pole, ale jsou piidany listy za kazdou legalni hodno-
tu kazdého volného pole v urcitém tadku, sloupci nebo ¢tverci tabulky. UCT strom se
tak daleko vice vétvi a vznikaji v ném ,,duplikatni® (odpovidajici stejnému tahu) vr-
choly, coz umoziuje AMAF aktualizace.
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4.4 Vysledky testu

Pro kazdy test bylo nutné nastavit limit poctu provedenych simulaci. Jinak by se mohlo stat,
ze algoritmus uvizne v nékteré ze slepych uli¢ek a bude pracovat zbyteéné dlouho. Z toho
divodu je v pfipadé Sudoku velmi vyhodné pouzivat techniku restart, kdy omezime béh al-
goritmu na urcity pocet provedenych simulaci, a pokud se mu nepodaii najit vysledek, spus-
time ho znovu. Pokud je totiz tento limit nastaveny dostatecné vysoko, bude ho dosazeno pra-
v€ jen v tom piipadé, kdy algoritmus uvizl ve slepé ulicce, a je proto vyhodnéjsi pustit ho
znovu od zacatku na Cistych datech.

Pii testovani svého algoritmu jsem pouzival tfi rizna Sudoku, liici se navzajem stupném ob-
tiZznosti fesSeni.

Nejjednodussim z nich je Sudoku 1 z Obrazku 9. Testy jsem pro n¢j provedl v nasledujicim
nastaveni:

Limit 10 000 simulaci - pro toto Sudoku neni nutné nastavovat n&jaky vyssi limit, pro-
toze s jeho feSenim nema program téméi zadné problémy.
10 ndhodnych simulaci pied expanzi listu.
10 sad testil, aby bylo dosazeno statisticky vyznamného vysledku. Kazda sada sestava
z 16 testu lisicich se navzajem pouZitou playout heuristikou, vybérovou funkci nebo
uzitim AMAF heuristiky.
V testech jsou rovnomérné zastoupeny obé heuristiky vybéru taht v playoutech:
o Nahodny vyber.
o Psedo-nahodny vybeér.
V poloving testl je pouzita a-AMAF heuristika s parametrem o = 0.5. Druha polovina
testll pouZziva jen standardni UCT informace.
Posledni rozdéleni testl je podle pouzité vybérové UCT funkce:
o UCB-Tuned.
o UCBI (parametrizovatelna verze, viz. 3.3.4) s UCTK parametrem rovnym 0.1.
o UCB1sUCTKO0.2,
o UCB1sUCTKO0.4.
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Vysledky testli byly néasledujici:

Sada deseti testti Sudoku 1

10

9

8 v’
o /,
5 71
n
2
€
s W UCBT
c A
L] 51 BUCBO.1
@ I —
e > mUCBO.2
L
8] o ——  mUCBO04
0 3 &
a

2 -+

1 ¥

0 I 1 I l/

Random Pseudo-random Random AMAF Pseudo-random
AMAF

Obrazek 13 - Vysledky testi Sudoku 1

Z testi je ziejmé, ze uziti AMAF heuristik se pii feSeni Sudoku nevyplati. Bez nich algorit-
mus vzdy snadno naSel feSeni. AMAF heuristiky navic kvili vyrazné vyssi rezii vypoctl za-
berou nesrovnatelné vice ¢asu, nez MCTS uzivajici pouze standardni UCT aktualizace.

vvvvvv

tovani zvysil limit simulaci na 200 000. Jinak ziistalo zachovéano stejné nastaveni testti jako
Vv ptipadé Sudoku 1.

6 1 Z
7 2|8
4 3
4 5 3 6
8 4 3
31 71419|5
5 1 8
1 4
5/ 4|9 6

Obrazek 14 - Sudoku 2
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Vysledky testli pro Sudoku 2 byly nésledujici:

Sada deseti testi Sudoku 2
g

10

g ¥

8 - 4
E 7 ¢
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S N | B UCBT
\z. /
g Ry HUCBO.1
)
o g W UCBO.2
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81 P mUCB04
[=] 39
a

2
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0 T T T T

Random Pseudo-random Random AMAF Pseudo-random
AMAF

Obrazek 15 - Vysledky testi Sudoku 2

Opét se potvrdila nevyhodnost AMAF heuristik. Tentokrat uz je vSak i mozné sledovat roz-
dily mezi jednotlivymi vybérovymi funkcemi. Velmi $patné si obecné vedla UCB-Tuned.
Dobré vysledky naopak vykazuje jednodussi UCBI1 formule nastavena na vyvazeny pomeér
mezi exploitation a exploration.

Posledni a jednozna¢né nejobtiznéjsi je Sudoku 3:

9
1 8 7
3 5 4
2|6 3
7 4 5
8 1
6 2 8
2 3 9
3

Obrazek 16 - Sudoku 3
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Toto Sudoku je jiz pro lidského lustitele pomérné velmi obtizné feSitelné. Proto jsem v jeho
piipadé¢ provedl sadu dvaceti testll, zvysil limit simulaci na 700 000 a uziti AMAF heuristik

uplné€ vynechal.
Vysledky byly nasledujici:

Sada dvaceti testtl Sudoku 3

16

14 7

12
E
o
2 10 = UCBT
-
= ®UCBO.1
g 8
g W UCBO.2
e 6 W UCB 0.4
'8
&

i

2 -

0 T f

Random Pseudo-random

Obrazek 17 - Vysledky testi Sudoku 3

Toto Sudoku uz pro algoritmus ptedstavovalo tvrdy ofiSek. Pozoruhodné je, Ze oproti Sudoku
2 se zacala vyplacet heuristika pseudo-nahodného vybéru tahti v playoutech.

Pfi nastaveni pseudo-nahodného vybéru v playoutech a s UCBL1 s parametrem UCTK = 0.2
byly vysledky velmi uspokojivé. Je zfejmé, Ze v tomto nastaveni a S pouzitim metody restart
by mé&l program i pro takto obtizné Sudoku vZdy v rozumném c¢ase nalézt feSeni.
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Kapitola 5

Z.avér

V této praci jsem ovéfil, ze algoritmus Monte Carlo Tree Search je aplikovatelny na hry jed-
noho hréac¢e. Pro Sudoku a SameGame jsem navic naprogramoval konkrétni implementace,
které byly schopné ob¢ hry s uspéchem ftesit.

Ukazalo se, ze dulezitou podminkou pro uspésnou aplikaci MCTS na tento typ problému je
existence dobré ohodnocovaci funkce playoutd. Z toho divodu je MCTS daleko vhodné&jsi
pro ty hry, ve kterych jde o dosazeni co mozna nejvyssiho skore, tedy obecné pro optimali-
zacni ulohy. Pro rizné druhy hlavolamt, ve kterych se naopak hled4 jedno konkrétni feSeni
(i v ptipadech, kdy spravnych feseni existuje vice), MCTS tolik vhodné neni.

Experimentalné jsem ovétil vhodnost riiznych rozsifeni MCTS algoritmu. Ukézalo se, Ze
UCB-Tuned formule ¢i AMAF heuristiky Vv této implementaci nevedly k dobrym vysledktim,
a to 1 pfesto, ze jsou velmi Gspésné v pocitacovém Go.

Dale jsem pro obé hry ptredstavil n€kolik typh heuristik, tykajicich se ptedev§im vybéru tahli
v playoutech.

Pro SameGame i Sudoku jsem provedl rozsahlé testovani, které zmonitorovalo idedlni nasta-
veni MCTS algoritmu pro jednotlivé ulohy. V pfipadé¢ SameGame vykazovalo nejlepsi vy-
sledky pouziti Random Tabu playout heuristiky, idealné uzivajici UCB1 formule
s parametrem UCTK nastavenym na exploitation, okolo 0.1 nebo 0.2. U Sudoku se vyplacela
také UCBI1 formule, s hodnotou UCTK rovnou 0.2. V piipadé jednodussich tabulek byla vy-
hodnéjsi heuristika ndhodného vybéru taht v playoutech. U slozitéjsich Sudoku uz vSak dosa-
hoval lepsich vysledkii vybér pseudo-nahodny.

V piipadé SameGame jsem svij program porovnal s jinymi implementacemi a dosahl srovna-
telnych vysledka. V tomto ohledu je vSak program jesté otevieny dalSimu vylepSovani, pie-
dev§im z optimaliza¢niho hlediska. Po implementaci paralelizace vypoctu a s testovanim na
vykonngj§im hardwaru by mij algoritmus s nejvétsi pravdépodobnosti poskytoval vyrazné
lepsi vysledky.

Soucasti prace je i testovaci rozhrani, které umoznuje otestovat ob& hry ve vSech implemento-
vanych variantach nastaveni vybérovych funkci a playout heuristik.
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Priloha A

Uzivatelsky manual

A.1 Obsah CD

Soucasti této prace je i piilozeny CD-ROM obsahujici mimo jiné elektronickou verzi tohoto
textu a pak predev§im samotnou aplikaci ,,MCTS solver®, kterd pfedstavuje moji konkrétni
implementaci MCTS na hry Sudoku a SameGame. Tato aplikace byla vytvofena v jazyce Java
Vv prostiedi NetBeans IDE 6.0.1.

Aplikaci je mozné spustit dvéma rtiznymi zpUsoby:
1) Instalaci JRE' a spusténim aplikace ve formatu JAR (Java Archiver).

2) Spusténim projektu piimo ptes vyvojové prostiedi NetBeans IDE. Soucasti CD je totiz
1 kompletni projekt pravé pro toto IDE.

Celkové je obsah prilozeného CD nésledujici:
e /dip_prace/ - Slozka obsahujici tento text, ve formatu PDF a DOC.

e /program/NetBeans_projekt - Obsahem tohoto adresaie je aplikace MCTS solver
coby projekt pro NetBeans IDE. Soucasti projektu je mimo jiné zdrojovy kod aplikace
a vygenerovana Javadoc dokumentace.

e /program/exec/MCTS_puzzles_solver.jar — Aplikace ve formatu Java Archiver. Ve
spolupraci s nainstalovanym JRE na pocitaci uzivatele umoznuje pfimé spusténi apli-
kace bez nutnosti instalace. Soucasti slozky exec je i struény uzivatelsky manual
k aplikaci.

e /src/ - Slozka obsahujici instala¢ni bali¢ky s distribuci JRE pro Linux a Windows.

!4 Java Runtime Environment — prosttedi nezbytné pro spousténi programi napsanych v jazyce Java
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A.2 Grafické uZivatelské rozhrani aplikace MCTS solver

Po spusténi vypada aplikace MCTS solver nasledujicim zptisobem:

|| MCTS solver =NASEC X
Number of si i 100000 | Number of Tests: |1 | [ Sudoku Test ‘
UCTK: [0.44 | | sameGame Test

L
Sims before Node Expansion: |10 |

SUDOKU [v]Use Estimate [_| Use AMAF, alfa: Sudoku Number: E SAMEGAME Game number: E
’> Random Simulations 1 l Pseudo Random Sknulations _‘ ( Random  PseudoR. ® Random Tabu ) P.R.Tabu  Double Tabu

Make Move ‘ l Simulate Game
‘ Solve Sudoku (Random) ‘ ‘ Solve Sudoku (Pseudo R) ‘ !

Obrazek 18 - GUI aplikace MCTS solver

GUI aplikace je rozdé€leno do tii hlavnich ¢asti:

1) Horni vodorovny panel obsahuje v levé Casti zakladni nastaveni MCTS algoritmu.
V pravé ¢asti se pak naléza rozhrani pro rozsahlejsi testovani.

2) Levy panel je vénovan Sudoku.

3) Pravy panel slouZi pro testovani SameGame.

A.2.1 Nastaveni MCTS algoritmu

V levém hornim rohu uzivatelského rozhrani je mozné nastavovat zdkladni parametry MCTS
algoritmu.
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Pole Number of Simulations oznacuje, kolik simulaci se ma pii daném b¢&hu algoritmu pro-
vést. Pokud bylo spusténo feSeni Sudoku, znamena tento idaj maximalni pocet simulaci, tedy
jinymi slovy kolik pokusti ma MCTS na to, aby nalezlo feSeni. Pokud by se totiz pro Sudoku
zadny limit nenastavil, mohl by algoritmus uviznout ve slepé ulicce a teoreticky bézet done-
konecna.

Pole UCTK urcuje, jaka vybérova UCT funkce ma byt pouzita. Pokud je hodnota v tomto
poli rovna nule, bude pouzita UCB-Tuned formule. Jinak bude pouzita parametrizovatelna
UCBL1 formule s UCTK parametrem rovnym pravé hodnoté z tohoto pole. Tato hodnota by
vzdy méla byt mezi O a 1.

Pole Sims before Node Expansion urcuje, kolik bude z kazdého listu UCT stromu provedeno
nahodnych Monte Carlo simulaci, nez bude tento list expandovan (budou k nému pfipojeni
potomci). Tato hodnota by vzdy méla byt vétsi nez 0.

A.2.2 Panel Sudoku

Zaskrtavaci pole Use Estimate urcuje, zda ma byt pii ohodnocovani playoutd v Sudoku pou-
zito heuristické ohodnocovaci funkce, ktera ocenuje playouty podle toho, jaké procento tabul-
ky stihly vyplnit, nez narazily na kolizi. Toto pole by mélo byt vzdy zaskrtnuté.

Zaskrtavaci pole Use AMAF urcuje, zda ma byt v algoritmu MCTS pouzita a-AMAF heuris-
tika. Pokud je toto pole zaSkrtnuté, zpiistupni se vedlejsi textové pole alfa. V tomto poli se da
nastavit parametr alfa, urcujici pomér mezi vyuZzitim AMAF informaci a standardnich UCT
informaci ve vyb&rové funkci.

Pole Sudoku Number urcuje, ktera ze tfi ulozenych Sudoku tabulek bude pouzita pro testo-
vani. Hodnota v tomto poli by vzdy méla byt v rozsahu 1 az 3.

Tla¢itko Random Simulations provede dany pocet simulaci MCTS algoritmem uZzivajicim
nahodného vybéru taht v playoutech. Pokud se podaii Sudoku vyfesit, bude vypsana cela
vyplnéna tabulka daného Sudoku. Pokud se béhem daného poctu simulaci nepodati najit celé
feseni, vrati se nejlepsi nalezeny tah.

Tlacitko Pseudo Random Simulations funguje stejné jako tlacitko Random Simulations,
pouze uziva pseudo-nadhodného vybéru taht v playoutech.

Tlacitko Solve Sudoku (Random) funguje podobné¢ jako tla¢itko Random Simulations, pouze
se nesnazi najit jen jeden nejlepsi tah, ale rovnou se soustiedi na vytfeSeni celého Sudoku. Po-
kud se v daném limitu poctu simulaci podaii Sudoku vyfesit, budou vypsany informace o
rychlosti feSeni a poctu provedenych simulaci. V opa¢ném piipad¢ je ohlaSeno selhani.

Tlac¢itko Solve Sudoku (Pseudo R) funguje podobné jako tlacitko Solve Sudoku (Random),
pouze na rozdil od né&j pouziva heuristiky pseudo-nahodného vybéru taht v playoutech.
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A.2.3 Panel SameGame

Pole Game Number urcuje, jaké rozestaveni herniho pole bude pouzito pro testovani. Pro
hodnotu 0 bude vygenerovano nahodné pole, pro hodnoty 1-20 budou pouzity testovaci pozi-
ce z webu http://js-games.de/eng/games/samegame. Hodnota v tomto poli by vzdy méla byt
v rozsahu 0 az 20.

Skupina zaskrtavacich poli Random, Pseudo R., Random Tabu, P.R. Tabu a Double Tabu
urcuje, kterd z heuristik vybéru tahti v playoutech ma byt pouzita.

Pomoci tlacitka Make Move je mozné simulovat hru SameGame tah po tahu. Po prvnim
stisknuti se vygeneruje a vykresli ndhodna hra. Kazdym dal$im stisknutim se pak hledd novy
tah, ktery se zvyrazni (pomoci ¢isel 9) a dalSim stisknutim provede. Takto se da pokracovat,
dokud neni dan4 hra dokonc¢ena.

Tlacitko Simulate Game provede simulaci dané SameGame hry v daném nastaveni. Po skon-
¢eni vypiSe nejvyssi nalezené skore a informace o délce béhu vypoctu a pouzité heuristice.

A.2.4 Sady testii

Pole Number of Tests v pravém hornim rohu GUI urcuje, kolik sad testi se ma provést.
Hodnota v tomto poli by vzdy méla byt vétsi nez 0.

Tlacitko Sudoku Test provede sadu testi Sudoku v daném nastaveni. Tyto testy jsou prove-
deny jak pro nahodny, tak pro pseudo-nahodny vybér tahii v playoutech. Navic jsou v nich
otestovany ¢tyfi rizna nastaveni vybérovych UCT funkci: UCB-Tuned (oznacovana ve vypi-
su jako ,,UCTK 0.0“) a pak tfikrat UCBI, s parametry UCTK / 2, UCTK a UCTK * 2 (kde
UCTK je hodnota zadana v poli UCTK).

Tlacitko SameGame Test provede sadu testi SameGame, v daném nastaveni. Tyto testy jsou
provedeny pro ¢&tyfi rizna nastaveni vybérovych UCT funkci: UCB-Tuned (oznacovana ve
vypisu jako ,,UCTK 0.0) a pak tiikrat UCB1, s parametry UCTK / 2, UCTK a UCTK * 2
(kde UCTK je hodnota zadana v poli UCTK).
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