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Uvod

V tejto praci sa budeme zaoberat nadstavbou linearnych modelov, linedrnymi
modelmi so zmiesanymi efektami.

V prvej kapitole sa nachadza samotna definicia linedrneho modelu so zmiesa-
nymi efektami spolu s metédami odhadu. Metddy st rozdelené podla paramet-
rov, ktoré odhadujt, na metédy pre fixné efekty (GLS, Hendersonove rovnice,
Bayesovské empirické odhady) a metédy na odhad kovariancénej struktiry na-
hodnych efektov (profilové MLE I, profilové MLE 11, REML, MINQUE ). Na za-
ver kapitoly st uvedené testy hypotéz o fixnych efektoch, o celkovej pritomnosti
ndhodnych efektov v modeli a LR testy pre pritomnost jednotlivych ndhodnych
efektov.

V druhej kapitole sa pozrieme na diagnostiku LME modelov za pritomnosti
urcéitych poruseni predpokladov modelu. Porusenia predpokladov sa tykaji nor-
mality chybovej zlozky €;; a nezavislosti chybovej zlozky €;; vramci subjektov.
Pre ndhodné efekty b; s to porusenia predpokladov normality. Skiimame mnoz-
stvo modelov, v ktorych st porusené predpoklady pre ¢;;, alebo pre b;, alebo ich
kombinacia. Na diagnostiku st pouzité histogramy, scatterploty, QQ-grafy a grafy
autokorelacnej funkcie, aby bolo mozné rozoznat kazdé porusenie na aspon jed-
nom z grafov. Uvazované modely, na ktorych boli diagnostické grafy skimané,
st model s ndhodnym pociatkom, model s ndhodnym sklonom a model s ndhod-
nym pociatkom aj sklonom. Tiez boli uvazované dve velkosti tychto modelov (20
subjektov a 200 subjektov), pretoze v praxi st bezné modely s malym poc¢tom
subjektov (< 20), ale porusenia predpokladov sa vyraznejsie prejavuji na velkych
rozsahoch dat.

V tretej kapitole sa venujeme rovnakym modelom, ako v druhej kapitole s tym
rozdielom, zZe sledujeme odhady jednotlivych parametrov. Pre kazdé porusenie
predpokladov st odhadnuté parametre modelu - fixné efekty a kovarianéna struk-
tura. Tieto odhady st opakované 1000-krat a statistiky o rozdeleniach odhadov
st zozbierané do tabuliek. V nich sledujeme vychylenia jednotlivych priemernych
odhadov, smerodajné odchylky, empirické smerodajné odchylky, pripadne prav-
depodobnost pokrytia skuto¢nej hodnoty 95% intervalom spolahlivosti. Navyse
pre fixné efekty sledujeme redlnu hladinu a silu testu hypotézy Hy : 5; = 0 proti
H, : 3; # 0 pre j = 0,1 na hladine oo = 0,05.

Cielom tejto prace je poukazat na do-
lezitost grafickej diagnostiky pri modelo-
vani linedarnych modelov so zmiesanymi
efektami a kvantifikacia vplyvu porusenia but some are useful. The practical
predpokladov na hodnoty odhadov jedno- question is how wrong do they
tlivych parametrov a na zavery hypotéz have to be to not be useful.”
testov.

“Essentially, all models are wrong,

George E. P. Box (1919 - 2013)



Kapitola 1

Linearny zmiesany model

1.1 Motivacia

Zakladnym predpokladom linedrnych regresnych modelov je nezavislost jed-
notlivych pozorovani. V. mnohych situaciach ale tento predpoklad nemozeme po-
vazovat za splneny. Jednym z mnohych pripadov st skupinové déata (clustered
data), kde je v pozorovaniach pritomnd urcita prislusnost do skupin, urcity typ
hierarchie.

Uvazujme dve banky By a B,. Banka B; vyzaduje na zalozenie uc¢tu vklad,
povedzme v radoch stoviek tisic CZK, banka B, nevyzaduje na zaloZenie uctu
ziadny, alebo minimélny vklad. Ulohou je odhadnif vysku pefiazného obnosu
na bankovom tcte na zaklade roznych parametrov (vek, pohlavie, platova sku-
pina, rozne solventnostné vlastnosti klientov atd.). V klasickej linedrnej regresii
predpokladdme, Ze jednotlivé pozorovania (v tomto pripade penazné obnosy jed-
notlivych klientov) si od seba nezavislé. Lenze v takto postavenej situdcii je
mozné predpokladat, ze klienti vramci jednotlivych bank nebudd nezavisli. Kli-
enti v banke s pociatoé¢nym vkladom buda maf z principu vyssie obnosy na tcte,
podobné zhodnotenie penazi atd.

Inym zdrojom zavislosti pozorovani moézu byt opakované pozorovania (mera-
nia) na tom istom subjekte, ktoré st obzvlast bezné v medicinskych aplikaciach
(napriklad opakované merania tlaku u obvodného doktora atd.).

Pre tento pripad uvazujme banku, ktora robi opakované prepocty solventnost-
nych pozicii (napr. pre odhady pravdepodobnosti nesplatenia Gveru) pre svojich
klientov. Je zjavné, ze hodnoty solventnosti konkrétneho klienta v case budu zavi-
siet napriklad na predchadzajicej solventnostnej pozicii, a preto nemoézeme takéto
pozorovania povazovat nezavislé.

V tychto pripadoch je oby¢ajny linedrny model definovany nizsie v (|1.1]) ne-
dostatocnym pre pravdivi interpretaciu dat.

1.1.1 Linearny model

Nech Y = (Y1,...,Y,)" predstavuje vektor pozorovani, n > 1. Nech X je
regresnd matica (matica regresorov) n x p, nech 3 € R?. Nech € = (g1,...,&,)" ~
N(0,0%L,), 02 > 0. Potom (klasickym) normdlnym linedrnym modelom nazyvame
vztah

Yi =8 +¢,



t=1,...,n, x; znaci i-ty riadok matice X. Sumarne zapisané
Y =XB+e.

Jednym z pohladov na linedrny zmiesany model moze byt nasledujuci.

1.1.2 Model analyzy rozptylu (ANOVA model)

Nech Y;; ~ N (B, 02) st nezavislé ndhodné veliciny, kde i oznacuje i-ty sub-
jekt /skupinu /troven kategorickej veli¢iny, 7 = 1, ..., K, j poc¢et pozorovani vrameci
skupiny, 7 =1,...,n; a Z =, n; = N je rozsah vyberu. V praxi castym pripadom
je prave posledna moznost zo spominanych, teda kategoricky regresor, kde nas
zaujimaju rozdiely medzi jednotlivymi kategériami. V takom pripade nasim pri-
marnym zaujmom je porovnanie strednych hodnét kategoérii. Model ma potom
tvar

Yi; = Bi + ey,
kde ;, pevné, predstavuju populacné stredné hodnoty pre jednotlivé kategorie
i=1,..,K, Ee;; =0a Varg;; = 02. Klasickym problémom, ktorym sa ANOVA
model zaoberd, je test hypotézy

Hy: 1= ... =Pk,

teda, Ze stredné hodnoty EY;; st rovnaké vo vSetkych kategéridach. Podstat-
nym predpokladom klasického problému analyzy rozptylu je nezavislost pozoro-
vani. Urcita formu zavislosti ale mézeme do modelu vniest pomocou nasledujice;j
uvahy.

1.1.3 ANOVA s ndhodnymi efektami (VARCOMP model)

Nech Y;; majt zmysel ako vyssie. Teraz ale miesto pevného priemeru kategorle
i, i, uvazujeme 3; = $+b;, kde 8 € R, b; je ndhodn4 veli¢ina, Eb; = 0 a Varb; = o7
a vektory (by,...,bx)" a (€11, ..., Exn, )| S0 nezavislé. Model je potom tvaru

Yij =B+ bi+ ey,

kde Ee;; = 0 a Vare;; = o2, Jednoduchym vypoctom dostaneme podmienené
momenty

E[Y;|b;] = B + b;,
EY;] = 57
Var [Yzj|bz] = 0'27

_ 2 2
VarY;; = oy + 0.

Potom pre kovarianciu a korelaciu plati

cov(Y;;,Yy ) =0 pre i #1,
cov(Y;;,Y; ;) = Var b; = o} pre j # ',

o? S,
COF(KJ,Y ) m pre 7J §é 7] -



Je vidiet, ze kovariancia (a teda aj korelacia) medzi dvomi pozorovaniami vramci
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subjektu je nenulovd a rovna of (02(1’02) VARCOMP model preto zachytava
b e

moznu zavislostnu struktiru dat a vie s nou pracovat tam, kde predpoklad neza-

vislosti v modeli analyzy rozptylu neplati.

1.2 Definicia zmiesaného linearneho modelu

Kombinéciou modelu analyzy rozptylu (fixné efekty), VARCOMP modelu (né-
hodné efekty) sa dostavame k jednostupniovému linedrnemu modelu so zmie-
Sanymi efektami E] Tento model zachytava podstatu modelu analyzy rozptylu
(populécia rozdelend do kategoérii, resp. na subjekty, vrameci ktorych st pozorova-
nia zachytdvané) s modelom VARCOMP, ktory uvazuje urciti zavislost vramci
kategérie, resp. subjektu a (viacndsobnej) linedrnej regresie, kedy do modelu vstu-
puje mnozstvo dalsich regresorov.

1.2.1 Jednostupnovy linearny model so zmiesanymi efek-
tami

Uvazujme nezavislé subjekty i € {1,..., K} a ozna¢me Y; = (Y, ..., Vin,) "
ae; = (&, 5mi)T. Nech X; je n; X p regresna matica pre pevné efekt a Z; je
n; X g regresn matica pre nadhodné efekty [}

Definicia 1.1

Vektory odozvy Y1, ..., Y x spliiuji jednostupnovy model so zmiesanymi efek-
tami, ak

Y1:X1B+Zzbz+€z7 ’L:L,K, (].1)

kde b; (ndhodné efekty) st nezavislé vektory,

b; ~ N(0, B),

€; su nezavislé vektory,
2
€; ~ an (07 O-eﬂni)7

a vektor (e],...,ef)" je nezavisly s vektorom (b/,....bj)T, =K n; = N. Tento
model bol navrhnuty v |Laird a Ware| (1982). Strednd hodnota ndhodného vektoru
Y, je popisana clenom X;3, ndhodna struktira modelu je popisand Z;b; + €;.
N4hodna ¢ast ma zjavne stredntt hodnotu rovnt 0 a rozptyl Z;BZ, + o>1,,,.

Za zmienku stoji rozsirenie jednostupnového linearneho modelu so zmiesanymi
efektami, v ktorom miesto predpokladu

g ~ N, (0, 0°L,,)

pouzijeme predpoklad
€ ™~ an<0> JsAi)a

tangl. single-level LME model
2fixné efekty, angl. fized effects
3angl. random effects, subject specific effects



kde A; je pozitivne (semi)definitnd kovarianénd matica rezidualnej zlozky. K ta-
kémuto linearnemu modelu sa dostaneme napriklad v pripade, ked uvazujeme
autokorelacni Struktiru pozorovani na subjekte.

1.2.2 Priklady

Uvazujme jednostupnovy linearny model so zmiesanymi efektami tvaru
Y =XB+7Zb +e.

Nech Z = (1,1,...,1)" (Z je potom aj prvy stipec regresnej matice X), potom
modelu hovorime model s ndhodnym pociatkom E] a ma tvar

Yy = aB +b) + ey, (1.2)

kde w;; znac¢i vektor regresorov pre j-te pozorovanie v i-tej skupine/na i-tom
subjekte. Nech regresnd matica X obsahuje spojity regresor v k-tom stlpei, & > 1.
Nech Z = X*, kde XF znadf k-ty stipec matice X. Potom model nazjvame modelom
s ndhodnym sklonom [’ ktory je potom tvaru

ﬂ+bz 1] _I_Elj?

kde xfj znaci hodnotu k-teho regresoru v i-tej skupine/na i-tom subjekte v j-tom
pozorovani. Podobne mozeme skombinovat ndhodny pociatok a nahodny sklon
a dostaneme dalsi ¢asto pouzivany model

Vi =a,B+ b +blal, + e

g1

1.3 Odhady parametrov LME modelu

V nasledujicej podkapitole budeme uvazovat jednostupnovy model so zmie-
sanymi efektami popisany v definicii . Miesto parametrizacie b; ~ N, (0, B) bu-
deme ale (aj) kvoli zjednoduseniu zépisu uvazovat parametrizaciu b; ~ A, (0, o2D).
Teda méame, ze

Y ~ N, (XiB, 02 (ZDZ +1,)). (1.3)

Logvierohodnost celého modelu potom mdzeme vyjadrif v tvare

N N 1 E
(8,02, D) = = In(2m) — = In(0?) = 5 - { In(|L,, + Z:DZ] |)—

=1

.

1
202

e

Vektor odhadovanych parametrov €' = (8", 02, vech(D)"), kde vech(D) vyjad-
ruje vektor parametrov uréujicich pozitivne semidefinitni maticu (naddiagonélne
a diagondlne prvky, presny popis nadjdeme v Demidenko (2013) strana 669). Dizka
vektoru parametrov & je p + 1 + q(q + 1)/2. Parametricky priestor E bude teda

(Y: = X8)" (L, + ZDZT) (Y, —XZ-B)}. (1.4)

B = {f; B ER?, 02> 0,D pozitivne semideﬁnitné} .

4nadhodnym interceptom, angl. random intercept model
Sangl. random slope




1.3.1 Odhady pevnych efektov
GLS

V pripade odhadu pevnych efektov B, existuje moznost pouzit tzv. odhad
metédou vdZensjch najmensich stvorcovl| ktord zachytéva uréitd netrividlnu ko-
varianénu struktiru dat. Uvazujme model tvaru

Y =XB+mn,

kde X ma N riadkov a p stipcov a mé plnd hodnost, 8 je p-rozmerny vektor
koeficientov a pre n plati, ze En = 0 a Varn = 0?°W=!, 62 > 0 a W~! po-
zitivne definitnd N x N zndma matica. KedZe W~ je pozitivne definitnd, tak
existuje jej odmocnina, tj. matica W12, pre ktort plati W—! = W-1/2W~1/2
(Golub a Van Loan (2012)), strana 163, Theorem 4.2.7). Tym padom mame aj
W = W!2W/2_ Potom, ak si definujeme Y* = WY2Y tak plati, ze EY* =
Wl/QXIB _ X*,B a VarY* = O.2w1/2w—1w1/2 _ 02w1/2w—1/2w—1/2w1/2 —
o?ly. Teda,
Y* ~ Ny(X*B, 0%ly),

a mame znovu situaciu rieSitelnit pomocou metédy najmensich stvorcov. Riesenie
je v tvare

Bors = (XTWX)'XTWY.
Aby sme procediru pouzili na jednostupnovy linedrny model, uvazujeme n

Zb + €, kde Z mé N riadkov a ¢* stipcov, b ~ Ny (0, 02D,), € ~ Ny (0, 0Iy),
cov(be) =0a c*Wl=Y=varY =c2(ZDZ" +1y) a

Z; 0 0
K Yl Xl !
0 Zs ... 0
q*:Kq7 N:anv Y = ’ X= ) 7 = . . . 5
i=1 : o
Y L 0 0 Zx
D 0 . 0
b1 0D ... 0
bic 0 0 D
Potom odhad bude tvaru
Bors = (XTZ'X) X8 Y. (1.5)

V pripade odhadu GLS uvazujeme kovarianént struktiru znamu (tj. matica X je
znama, respektive musi byt zndma matica ZDZ' + Iy, pretoZe o2 sa zo vzorca
(1.5) vykrati po dosadeni za X). V pripade, Ze maticu 3 nepozname, je potreba

ju odhadnuf.

Sangl. weighted least squares, WLS, generalized least squares, GLS

8



Hendersonove rovnice

Predstavme si, ze by nasim cielom nebol len odhad pevnych efektov, ale zau-
jimali by nés aj (nejaké) odhady ndhodnych efektov, napriklad pre porovnanie
jednotlivych subjektov/skupin, ktoré vstupuju do studie/experimentu alebo ove-
rovanie predpokladov modelu (¢omu sa budeme dalej v préaci venovat). Vramci
GLS odhadu pevnych efektov nedostdavame ale ziadnu informaciu o ndhodnych
efektoch b vstupujicich do modelu. Z tohto dévodu prisiel Henderson (Henderson:
(1984)) s nasledujicim postupom, ktory vo velkej miere vyuziva metédu odhadu
GLS. Uvazujme explicitne model tvaru

Y = XB + Zb +¢,

podobne ako v predchédzajicom pripade a vsetky parametre maju zmysel ako
vyssie. Nech D, a o2 st zndme. Potom zdruZend hustota (Y,b) s vektorovym
parametrom f je

f(y,b;8) = f(y|b; B)f(b) = (1.6)

1 1
~ (2m)N2(02)N/2 eXp{ - 273(}’ —XB -7Zb) (y - XB — Zb)}

1 Lor o
< G { ~ 3P o Db

Ak sa budeme pozerat na zdruzeni hustotu ako na vierohodnost pre nezname
parametre (8,b) a budeme ju maximalizovat, ziskame odhad tvaru

|
o (0 (3 20 )

Tento vyraz sa da prepisat ako
Y\ (X Z B
0 0 —I./\b) |

o (1) G 2) )] (5 )

Toto je ale znovu problém vazenych najmensich Stvorcov (ako vyssie), ktorého
riesenie je rieSenie stuistavy rovnic

XX X'z B\ (XY
Z'X 72'72+D;Y)\b) \Z"Y)"

Ak vsetky inverzné matice existuju, tak odhady su v tvare

B=X"2 X)) (XTE 1Y),

b=D.Z'S(Y - Xg),
kde ¥ = (ZD,Z" + Iy). Vyhodou Hendersonovych rovnic proti odhadu metédou
najmensich stvorcov s odhady nahodnych efektov. Tieto odhady b su v urc¢itom

zmysle najlepsie (BLUP, best linear unbiased predictor). Ich vlastnosti ndjdeme
v Henderson| (1984).



Bayesovské empirické odhady

Kedze linedarne zmiesané modely obsahuju urcéity typ hierarchie, je prirodzené
uvazovat bayesovsky pristup pre vyjadrenie ziadanych rozdeleni. Konkrétne, pre apos-
teriornu hustotu ndhodnych efektov b mame z Bayesovej vety tvar

foy) - DI B)
J f(Y[b)f(b)db

D4 sa ukéazaf, ze aposteriérna hustota b je hustota mnohorozmerného normal-

neho rozdelenia so strednou hodnotou D,Z"X71(Y - XS ) a kovarianénou maticou

o2(ZZT+D; Y (vid Appendlxm Potom za odhad b je moiné pouzit aposte-

riornu stredni hodnotu, ktora je rovna strednej hodnote aposteriérneho rozdelenia

nahodnych efektov b. Odhad je potom tvaru

b=D,Z'S (Y - XB),

kde B je nejaky odhad pevnych efektov (napriklad vyssie spominany GLS od-
had). Potom vidime, Ze tento odhad ndhodnych efektov pomocou bayesovského
pristupu je totozny s odhadom skrz Hendersonove rovnice. Dolezité je podotkniit,
ze vsetky odhady pevnych aj ndhodnych efektov vyuzivaju fakt, Ze matica ko-
variancnej struktiry X je znama. V pripade nezndmej kovarianénej matice ¥ je
potreba tito maticu odhadnit. S tymto problémom sa budeme zaoberat v nasle-
dujucich castiach.

1.3.2 Odhady kovarianc¢nej struktiry
ML s profilovanim vierohodnosti I

V tejto casti si ukdzeme prvy sposob vyuzivajici metdédu maximéalnej viero-
hodnosti. Principom odhadu je postupné odhadovanie jednotlivych parametrov,
pricom zostavajice parametre budeme povazovat za zname (pevné), takzvané
profilovanie vierohodnosti. Oba pristupy maximalnej vierohodnosti si zamerané
na vyjadrenie vierohodnosti v modeli v ¢o najjednoduchsom tvare (vypoctovo, nie
nutne matematicky), ktory potom vstupuje do optimalizicie (maximalizacie).

Pozrime sa najprv na parameter o2. Derivdcia logvierohodnosti celého modelu

@4 je

ol4 N JR
o }: (Y; = X;8) " (I, + ZDZ)) (Y, — X,

a maximum dostavame v

K
52 = LY, XB) (L, + ZDZ) (Y, - X.B).
i=1

Po dosadeni do (1.4 dostavame

10



((B,02,D) =— ];[(ln(%r) +1—In(N))

- ;{NanZ(Yi —X8)T (L, + ZDZT) " (Yi — XiB)

=1
K
+ > In(|L, + ZDZ]|)}
=1

Ak ignorujeme konstantny ¢len, ktory nema vplyv na maximalizaciu logvierohod-
nosti, dostaneme profilovi logvierohodnost definovanu ako

0,(8,D) = — i{Nlnfoi — X,8)" (L, + ZDZ]) " (Yi - X.B)
=1

K
+ 3 {In(n, +zpz])).
=1

Potom po vyuziti vzorcov na redukciu dimenzie [A.2] mame

1 K
0,(8,D) = — i{Nan(Yi —X;8)" (I, + ZDZ )" (Y; — X;8)
i=1
K
+ > In(|T,, + ZDZ]|)}
i=1
1 o T “1 Ty \—15pT
- —§{Nan(Yi —X:8) (I, — Z;(D" + 2] 2,)" 2 (Y — X:B)
=1
K
+ > In([l, + D2/ Zi)) }
=1
1 ad +
= 5N b» ((Yi=X:8)"(Ys — XiB)
— (Y = XB8) (D™ + Z{ Z;) 2 (Y — Xiﬁ))
K
+> In(D|ID~! + 2] Zi|) }
i=1
KedZe plati In |D| = In|D~!|~! = —In |D™!|, konecne mame parametriziciu fak-

torom presnosti Aﬂ, ktory definujeme ako ATA =D,

08, A) = —;{Nlng (Y, %.8)7(Y, %8
— (Y, = XiB) Zi(ATA + 2] 2,) L (Y - XiB)) (1.7)

K
+> I |ATA + 27| - 2K n|Al},

i=1

“angl. precision factor parametrization, precision matrix
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pretoze plati In|ATA| = In|AJ]? = 2In|A|. Pre dalsie zjednodusenie profilovej
vierohodnosti je mozno nahradit 8 jeho GLS odhadom B a po netrividlnych
upravach, ktoré najdeme v|Demidenko| (2013) strana 54 sa dostaneme k findlnemu
tvaru vierohodnosti

1 K
(,(A) — 5(N mg(A)+Y n|ATA + 22| — 2K In|A),
i=1
kde ¢ = ¢(A) = mingere S5 (Y = Xi8) T (I, + Z;ATAZ) (Y, — X;8). Tento
tvar je vhodny na optimalizaciu, pretoze vacsina hodnot vstupujicich do vypoctu
sa d& priamo a rychlo napocitat (Demidenko| (2013) strana 55).

ML s profilovanim vierohodnosti 11

Najprv sa pozrieme na zdruzenu pravdepodobnost pre Y, ktora slizi ako
vierohodnost modelu. Vdaka nezavislosti jednotlivych subjektov plati

L(8.02.0) = fy) = [T /v) = I [, Fvilb) - Fb)abi. (18)

1=

Zameriame sa na f(b;). Mame

1
CeTErEIE
1 1
= - 5o llAbi
(2mo2)9/2abs| A| -1 exp{ 202 l Ig

kde ATA =D a |D|V2 = ((|A||A])™H)Y2 = abs(|]A|)!, ako v predchadzaji-
com pripade. Potom ale plati pre exponencidlu vo vierohodnosti (rozpisany tvar
vidime v ([1.6))) pre b;

F(by) = exp{ — Jb/ oD b (1.9)

1
exp{ = 5 (1lys — X — Zibil P + ] Abi|) ] (110

2
207

Po zadefinovani

yi = (%) , X = (%) ’ b (@

mame pre exponencialu vyjadrenie

K
exp{ B S Zib,-||2}.
206 i=1
Pri maximalizovani vierohodnosti by sme sa dostali prave k minimalizovaniu
exponencialy, kde vidime, ze ide o minimalizaciu strednej Stvorcovej chyby. Pouzi-
jeme teda metédu najmensich stvorcov a dostaneme odhad (vid odhad ndhodnych
efektov v Hendersonovych rovniciach)



Potom sa po tpravach, ktorych detaily ndjdeme v|Pinheiro a Bates| (2009) (strana
63-64), dostavame k tvaru vierohodnosti

1 K abs|A
L(ﬂﬁz,A):WeXp{ 2% QZHY’L Xﬂ Zb||2}1_[||

—— .(1.11)
O¢ i=1 i=1 |ZZZi|

Vyjadrenie ({1 sa da& priamo pouiit’ v maximaliza¢nych procedurach, z ktorych
dostavame odhady parametrov 3,02,0, kde 8 oznacuje parametre urcujuce A.
Maximalizacia je ale Jednoduchs1a ked sa navyse zbavime parametrov 8 a o2, tj.
vyjadrime si ich odhady B a 02 ako funkcie parametra 6. Jednym zo sposobov je
vyuzitie Q-R rozkladu matic.

Veta 1.4 Q-R rozklad matice

Nech A je redlna m x n matica. Potom existuje ortogondlna m x m matica Q
a horna trojuholnikova m x n matica R taka, ze

A = QR.

Vetu mozeme najst napriklad v Harville (2008) v casti 6.4d ako dosledok Gram-
Schmidtovho ortogonalizacného procesu. Z vyjadreni ((1.8)), (1.9) a (1.10]) s vyuzi-

tim znacenia vyssie mame pre jeden subjekt vierohodnost v tvare

abs|A 1 1 - .
(2mo2)m/2 /Rq (2m02)a/? eXp{ - QTSHYi — XiB8 — Z;bi| }db

Nasim cielom bude upravit integrand vyrazu. Najprv sa ale pozrieme na Q-R
rozklad matice

~ ind - o ZZ Xz Yi . i RzZ R%g Cil
2z X, yi)_<A 0 0>_Q<0 R) cj)’

T T ci\ (Rk) 5 (R, |

= |lei — RxB — Rybi|* + [Icj — Ry I,

L(B.o:, A) =

Potom plati

pretoZe matica Q' je ortogonélna, a teda [|Q’||*> = 1. Integral je potom tvaru

1 1 i i i i
/R (exp{—w(ucl RiB — Ribi||* + [} — RiBI[*) fdb; (1.12)

e (2mo2)a/?

1 i i i 2
i i exp | — 5z1/c; — RgB — Rybi|
_ROBH2}/Rq { c }db

(2mo2)a/2 v

KedZze zlozky R, R, R{ st reguldrne matice, moézeme pouzit vetu o transform4-
cii. Nech ' ,
—RyB —Rzb;

(02)1/2

Potom Jakobian transformécie je rovny (02)?2?|R}| a integrél (L.12) je potom
rovny

i =<
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Lo gy [ oL 3180P) 1
exp{_%g”co_RoﬂH}/ CHTENN g

1
= exp{ — 5 5llc —RiBl| }‘Rz,

Dostali sme sa k zna¢nému zjednoduseniu ¢asti vierohodnosti. Vierohodnost jed-
ného subjektu ¢ mé celkovo tvar

= (27T0'2>ni/2 eXp{ - @HCO - ROBH }a‘bs<|RZZ|>

a celkova vierohodnost je potom

L( ,U?,A)

1 1, : A
9 . s i 7 2
L( s e,A —HW { QagHCo ROIBH }abs(|Ri|>

1 o1 ;
= Gy o = 2 gleh - RigIP }H abs (|RZ|)

1 _ Rl 2
1 . { 1 Co ' 0B }ﬁabS( |A )
= — __ex [ . A
@ro2)d2 TP 952 HURE

—-R{'B
1 Qch - Q'R}B
" B 3 |

Qe — QRIS

. 1 1 co — Ry 2
— (2mo2)N/2 eXp{_TtQ ( ko—0 }Habs( R’Z\>
1 [Ikol[* + [lco — RoB|I? A

= oz | - 23 }Habs(m%)

vdaka dalsiemu Q-R rozkladu

R} ¢} R o
L 0o Co
. . _Q<0 k(])
Ry cff

Maximalizdciu vierohodnosti dosiahneme polozenim vyrazu [|co — RoB||* = 0,
z ¢oho dostaneme "profilovy’ odhad B(8) = Ry 'co, kedZe matica Ry je regularna
a 'profilovy’ odhad ¢2(0) ako (obyéajnﬁ) maximalizdciu zvysku, ako funkcie o2,

¢o nam da odhad 52(0) Hko” . Vysledna profilova vierohodnost je teda

L(B(0).52(0).0) = (%HZEH)M exp{ - }Habs(”lizlo

Vierohodnost, alebo jej zodpovedajiica logvierohodnost st potom maximalizované
voci parametru 6, na ktorom zavisia ko, A a R/,
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REML

DalSou z moznosti odhadu parametrov kovarianénej struktiry je restricted
mazximum likelihood estimator (dalej len REML). Ukézeme si dva sposoby odvo-
denia tohto odhadu.

V prvej casti budeme uvazovat vSeobecny model a ukazeme jeho aplikaciu
pre linearny model so zmiesanymi efektami. Nech vseobecny linearny model je de-
finovany ako Y ~ N(X3, V), kde X je n x p matica plnej hodnosti a V je nxn ko-
varian¢na matica, ur¢end parametrom 6. Pri REML odhade maximalizujeme log-
vierohodnost pre reziduslny vektor 6 =Y — X8, kde 8 = (XTV-IX)"IXTV-1Y
(zovSeobecneny odhad metédou najmensich Stvorcov). Kedze Y ma normélne roz-
delenie, B a € su linedrnymi funkciami Y, a teda maja tiez normalne rozdelenie.
Dalej, B a @ st nezdvislé, pretoze

cov(X'VY 8) = X'V IV(I, - VIX(XTVIX)™'XT)
=X - X"VIXX'V X)X =0
Teda mame, ze logvierohodnost pre Y je stic¢inom logvierohodnosti pre € a pre B :

Ale B~ N (B, (XTV~IX)™1), a teda logvierohodnost pre rezidualny vektor e, aZ
na konstantu, bude

((8;0) =0(Y,0) — ((B,0) = —;(m XTVIX| + In|V]|
+(Y —XB) V(Y -XB) - (B—B) X'V 'X(B - 8)).
Ale plati

(Y -XB)"V (Y - XB) (1.13)
=(Y-XB) V(Y -XB) + (B~ B)'XTV'X(B - 8),

takze mozeme logvierohodnost pre e prepisat ako

((&6) = —5(In[XTV X[+ In V| + &'V 'e).

1
2

Maximalizacia logvierohodnosti pre e je ekvivalentnad maximalizacii

(r(B;0) = —;(ln IX'VIX| +In|V|+ (Y -XB) 'V (Y - XB)),

pretoze maximalizacia £ pre 8 ndm dd B. Funkcia (5 sa nazyva rezidudlna logvie-
rohodnost (Demidenko| (2013)) strana 56). Vsimnime si, Ze g sa lisi od obycajnej
logvierohodnosti ¢lenom —% In |[XTV~IX|. Tato logvierohodnost nie je skuto¢na
vierohodnost a navyse zavisi na parametrizacii modelu. Napriek tomu asympto-
ticky ML a REML odhady splyvaju (vid Demidenko| (2013)), strana 144).

Iny sposob ziskania REML odhadu je skrz bayesovsky pristup s neinforma-
tivnym apriérnym rozdelenim pre 8. Potom na ziskanie marginalneho rozdelenia
pre o2 a D potrebujeme vyintegrovat 3,
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La(02.D) = [ L(B.0%D)dp,

BERP
kde L je standardna vierohodnost
1
L(B,02. D) = (2m) NV exp { — (Y —XB8) V(Y - XB).

Znovu podla ([1.13)) mozeme integral vyssie prepisat ako

(2m) N2V 2 exp { - ;(Y ~XB) VY - XB) } x
< [, ep{(B—B)TETV K (B~ §)}aB.

ale podla znameho vztahu z Graybill (1982) (strana 332) mame po vyintegrovani
vztah pre Li v tvare

1
Li(02,D) = (2m)" VPRV EXTVIX| T  exp {5 (Y-XB) V(Y -XB) |,

¢o je ekvivalentné s rezidualnou logvierohodnostou vyssie. Pre jednostupnovy
linedrny model so zmiesanymi efektami mame V = ¢%(Iy + Z"DZ).

MINQUE

Inou moznostou je kvadraticky odhad varian¢nych parametrovﬂ navrhnuty
v Rao| (2001). Tento odhad je inSpirovany tvarom odhadu pre o2 v klasickom
normalnom linedrnom modeli

Y = XB +e, (1.14)

kde Y je n x 1 vektor pozorovani, X je n X p regresna matica plnej hodnosti, 3
je p-rozmerny vektor pevnych (fixnych) efektov a € ~ N, (0,0%,). Odhad pre o?

v modeli (1.14]) je

1
5 = Y(L, - X(X'X)'X"Y. (1.15)
n—p

Na vyraz (|1.15)) sa da pozerat ako na kvadratickt formu v Y. Rao (2001) navrho-
val teda odhad o? v tvare

G = Y'TAY,

kde A je n x n symetrickd, pozitivne semidefinitnd matica, aby 5%,, > 0. Miesto
minimalizacie rozptylu kvadratickej formy, ktora vyzaduje vyssie momenty rozde-
lenia, navrhol minimalizaciu (Frobeniovej) normy matice A. Vysledny odhad sa
nazyva MINQUE a pre niektoré modely s predpokladom normality, vedie tento

8angl. minimum norm quadratic unbiased estimation (MINQUE)
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postup ku kvadratickému odhadu, ktory je nestranny a ma minimalny rozptyl.
Princip tohoto odhadu si predvedieme prave na obycajnom linedrnom modeli
(1.14)).

Uvazujme teda odhad tvaru . Potom plati po vyuziti znameho vztahu
E(e"Ae) = tr(AVar(e)), Ze

E6%,, = E(YTAY) = E(8'X"AXB +2¢"AXB + ¢ Ae)
= B'XTAXB + tr(AVar(e)) = B XTAXB + o*tr(A),

kde tr() zna¢i stopu matice. Aby bol MINQUE odhad nestranny, potrebujeme
aby XTAX = 0 pre vietky B a tr(A) = 1. TakZe budeme hladat minimum
(Frobeniovej) normy matice A, ¢o je ekvivalentné s minimalizaciou tr(AAT),
za podmienok X" AX = 0 pre vetky 3 a tr(A) = 1. Na rieSenie tohoto problému
vyuzijeme maticovi podobu Lagrangeovej funkcie,

1
LA Ly, b)) = 5t]r(AAT) +tr(XTAXL] ) + (1 — tr(A))ly,

kde L a /5 je maticovy, resp. skaldarny Langrangeov multiplikator. Podla znamych
vztahov pre maticové derivacie v mame

oL
A A + XL X" — 4,1, =0,

z ¢oho plynie A = (oI, — XL;X". Z podmienky XTAX = 0 méme, ze L; =
l,(XTX)~1. Dalej teda plati

A = l(I, - X(XTX)'XT).

(I, —X(XTX)71XT) je ale idempotentna matica, a teda jej stopa je rovna hodnosti
tr(L, — X(XTX)™1X") = n — rank(X) = n — p. Teda, ak zoberieme
1 1

g == =
7 rank(l, - X(XTX)"'XT)  n—p’

tak matica A bude spliovat aj podmienku tr(A) = 1. Tento odhad je presne
rovnaky ako odhad . Nas ale bude hlavne zaujimat MINQUE odhad kova-
riancnych parametrov v jednostupnovom linearnom zmiesanom modeli.

Uvazujme jednostupnovy zmieSsany model z definicie (parametrizacia s ko-
varianénou maticou b; ~ N, (0, B)). Znovu hladdme symetricki, pozitivne se-
midefinitnii maticu A. Zacneme so strednou hodnotou odhadu

E6%,, = B XTAXB + tr(AVar(Zb + ¢))
= B'XTAXSB + o?tr(A) + tr(AZBZ")
= B'XTAXB + o?tr(A) + tr(BZ' AZ).

Aby bol odhad nestranny, potrebujeme X 'AX =0 a Z'AZ = 0 a tr(A) = 1.
Zavedieme si maticu H = (X, Z) a prvé dve podmienky skombinujeme do jednej
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H"AH = 0. Aby boli podmienky ekvivalentné, potrebujeme aby Z'AX = (ﬂ
Lenze, z XTAX = 0 méme, ze (AY2X)T(AY2X) = 0, pretoze A je pozitivne
semidefinitnd, a teda existuje AY2. Plati teda AY?X = 0. Po vynésobeni zlava
najprv maticou A2, a potom maticou Z', dostaneme vysledok ZTAX = 0.
Pouzitim principu MINQUE odhadu popisaného vyssie, minimalizujeme tr(AA ™)
za podmienok H'AH = 0 a tr(A) = 1. Odhad je teda

1
62 =— " Y(I,—H(HH) H"Y.
URao n — rank(]HI) ( ( ) )

Napriklad pre VARCOMP z 1.1.2 mame odhad o2 v tvare

~2 1 S V)2
O Rao fil(nz . 1) ;;(KJ Yl) )
kde Y; = n% 2?2:1 Yij.

Na podobnej myslienke, ako je zalozeny odhad 6%,,, funguje aj odhad pre B,
resp. pre vec(B). Znovu sa vezme kvadratickd forma v Y, teraz ale pre vekto-
rovy parameter vec(B). Rovnako ako v predchddzajicom pripade z podmienky
nestrannosti vyplyni podmienky pre tvar matice, ktora 'zabezpecuje’ kvadraticka
formu (matica A v predchddzajicom pripade). Tento postup je ale znacne kom-

plikovany a zdlhavy, preto samotny odhad nebudeme uvadzat. Jeho tvar ndjdeme
v Demidenko (2013)) (strana 162).

DalSie met6dy

Medzi dalsie metédy odhadu kovarianénej struktury patria napriklad odhad
metodou momentov alebo odhad pomocou metdédy najmensich stvorcov, ktoré
najdeme v Demidenko| (2013)) (strana 166 resp. 171).

Spoloénym problémom niektorych spomenutych odhadov je, Ze nezarucuju
pozitivnu definitnost matice B, resp ID. Tento problém je mozné riesit pomocou
projekcie matice na priestor pozitivne (semi)definitnych matic, ktord v urcitom
zmysle ndjde majblizsiu’ pozitivne (semi)definitni maticu k ndSmu odhadu kova-
riancnej matice. Detaily najdeme v Demidenko (2013) strana 176 odsek 3.13.

1.4 Testovanie hypotéz v jednostupnovom zmie-
sanom modeli

Popri velkosti jednotlivych efektov (pevnych aj ndhodnych), ktoré dostavame
z odhadovacich procedur, je ale dalsou otazkou presnost nasho odhadu. Zaujima
nas, akej velkej chyby sa dopustame tym a tym odhadom. Takisto nas velakrat
zaujima nulovost, respektive signifikantnost jednotlivych efektov. Navyse, v LME
modeloch odhadujeme parametre kovariancénej struktary oproti klasickym regres-
nym modelom.

9Matica Z ale ¢asto pozostdva z podmnoziny stipcov matice X, tym padom je podmienka
splnena automaticky.
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1.4.1 Pevné efekty

Rovnako ako v klasickom linedrnom modeli, aj v linedrnych modeloch so zmie-
sanymi efektami nas zaujimaju testy hypotéz tvaru

Hy : 3 = ) Hy: 3 # 5.

Casto volime ﬁ? = 0, ¢i dany regresor patri do modelu, resp. prislichajici pevny
efekt 3, je signifikantny. Testy hypotéz o pevnych efektoch sa opieraji o tedriu
maximdlnej vierohodnosti. Oznac¢me si odhady ziskané¢ pomocou maximalizéicie
vierohodnosti ,BA 02, 6. Ak uvazovany model plati a platia predpoklady regularity
(Cramer| (1946)), strana 500), tak vieme, ze odhady 3, 8\3, 0 st konzistentné, plati

B-B
VE |02 =02 | N(0,I)
6—6

a Fisherova informac¢na matica I je blokovo diagonalna, tj

Is O 0
I=10 IO’% Iog 0]
0 Ipoz o

¢oho dokaz najdeme napriklad v\ Demidenko| (2013) strana 121. Potom teda mame
VE(B - B) B N(0,15Y).

Dalej z tedrie linearnych modelov (s netrividlnou kovarianénou struktirou) vieme,
ze
-1

cov(B(68)) = 72(0) S X! (L +ZBOZ) %)

kde po nahradeni 8 za 6 dostaneme konzistentny odhad kovariancénej matice
pre B (). Potom pre test hypotézy Hy proti alternative H, méme testovi Sta-
tistiku o
7} = m%a
\cov(B(0));,5
kde dolny index j,j oznacuje j-ty diagonalny prvok odhadu kovarianénej matice.
Statistika 7; mé asymptoticky rozdelenie N'(0, 1).

1.4.2 Kovarian¢na struktura

Problém ale nastava pri zistovani signifikantnosti ndhodnych efektov. Pretoze
predpokladame, ze nahodné efekty b; maji nulovi strednii hodnotu, testy o nu-
lovosti tychto efektov (ako ndhodnych veli¢in) st ekvivalentné hypotéze

H,:D = 0. (1.16)

Kedze ale predpokladame, ze parametricky priestor obsahuje pozitivne semidefi-
nitné matice, test ((1.16|) testuje hodnotu, ktord je na kraji parametrického pries-
toru. V takomto pripade klasické postupy zlyhavaji (Demidenko| (2013), strana
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134 priklad v strede). V pripade LME modelov sa ale ponika moznost pouzit
upraveny F-test.

Nech
Xy Zy 0 O
W=l: 0 0 o0
Xg O 0 Zg
a r = rank(W). Potom za Hy v (1.16)) plati, ze
Sps—=Smin
F:%N}—(r—p,]\f—r), (1.17)
Nar

kde F(a,b) znaci F-rozdelenie s a a b stupfiami volnosti, Sp.g = YK lyi—XiBrs])?
s Brs odhadom fixnych efektov metédou najmensich stvorcov a

K
Synin gmin 2 lly: — X:8 — Z;b| min lly — WH|[%,

kde v = (B7,b],...,bj)" (tj. stifet najmensich $tvorcov za pritomnosti ndhod-
nych efektov). Dokaz (1.17)) ndjdeme v Demidenko (2013) (strana 136, Theorem
15). Spominané rozdelenie testovej Statistiky v je presné. V pripadoch, ze
nas zaujima pritomnost konkrétneho ndhodného efektu v modeli, nas zaujimaja
hypotézy tvaru

Dy O Dy; Dy
Hy,:D= H,: )
0 ( 0’ O) A (DlTQ Do
V tychto pripadoch je mozné pouzif jednoduché modifikacie testu pomerom vie-
rohodnosti. Pre najjednoduchsiu hypotézu

Hoi]D:dH:O HAZD:d11>0

o pritomnosti jedného ndhodného efektu mame podla Stram a Lee| (1994) rozde-
lenie klasickej statistiky testu pomeru vierohodnosti Ly ~ %5 (0)+ %X%, tj, testova
statistika ma rozdelenie zlozené z vazeného siuc¢tu diracovho rozdelenia v bode 0
a chi kvadrat rozdelenia s jednym stupnom volnosti s rovnakymi vahami rovnymi
1/2. Podobne pre hypotézu

. — ]D)ll 0 . _ H)11 d12
HO.D—(OT 0) HAD—(dIQ d22>

plati podla Stram a Lee (1994), Ze testova Statistika testu pomerom vierohodnosti
Ly ma rozdelenie, ktoré sa skladd z vazeného suctu rozdeleni Xg a Xg 41 S vahami
1/2, kde ¢ je dizka vektoru di» (celkovo sa testuje g + 1 parametrov, dis a dag).
Téato hypotéza zodpoveda testovaniu, ¢i dany nahodny efekt s rozptylom dss patri
do modelu za predpokladu, Ze ostatné nahodné efekty tam patria.
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Kapitola 2

Overovanie predpokladov LME
modelu

Sucastou analyzy dat by vzdy malo byt overenie (verifikicia) predpokladov
pouzitych modelov. Nesplnenie predpokladov (akéhokolvek) modelu moze viest
k nepresnym hodnotam parametrov zdujmu, nespravnej interpretéacii a celkovo
k mylnym zaverom analyzy. O efektoch porusenia predpokladov na vystupy z mo-
delov budeme hovorit v nasledujucich castiach. Samotny dopad porusenia predpo-
kladov budeme porovnavat a zobrazovat dvomi sposobmi - grafickymi vystupmi
a skrz hodnoty odhadov parametrov a testovych Statistik. V tejto kapitole sa
budeme venovat grafickym metédam, ktoré s zmienené napriklad v [Pinheiro a
Bates| (2009).

Predpoklady linearneho zmiesaného modelu si rozdelime na dve skupiny

« predpoklady o chybovej zlozke €,

o predpoklady o ndhodnych efektoch b;.

V druhej c¢asti sa budeme venovat hodnotdm odhadom parametrov a tes-
tom, resp. vysledkom testov. Bude nas zaujimat vplyv porusenia predpokladov
na presnost odhadov a zavery testov a pripadna kvantifikacia rozdielov na zaklade
porusenia konkrétneho predpokladu.

2.1 Predpoklady a diagnostika

V nasej praci sa budeme venovat predpokladom rozdeleni €;; a b; a ich po-
ruseniam. V mensej miere sa pozrieme aj na nezavislost, resp. nekorelovanost
€i; vramci subjektu a vplyvu poruseni predpokladov rozdeleni na (auto)korelaciu
chybovej zlozky. Taktiez jednym z poruseni predpokladov je autoregresné spra-
vanie chybovej zlozky €;;.

Na porovnanie modelov s nesplnenymi predpokladmi s modelom so splnenymi
predpokladmi budeme pouzivat

o histogram - tvar histogramu pomaha urcit resp. graficky overif symetriu,
sikmost a celkové rozlozenie rezidui,
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o rezidudlny graf (scatterplot) rezidui proti spojitému regresoru (¢as) - po-
dobne ako histogram pomaha graficky overit rozlozenie rezidui a navyse je
schopny zachytit trendy vo vyvoji rezidui,

« odhad autokorelacnej funkcie - poméaha graficky overif korela¢na struktiru
rezidui, teda pritomnost urcitej formy zavislosti medzi reziduami,

o QQ-graf - kvantil-kvantil graf, ktory pomaha graficky urcit normalitu re-
zidui a ndhodnych efektov, porovnava kvantily rezidui/ndhodnych efektov
s kvantilmi normalneho rozdelenia a taktiez porovnava kvantily Mahalano-
bisovej vzdialenosti s kvantilmi x3 rozdelenia.

2.2 Simulacie

Pred samotnym zaciatkom simuldcie odozvy Y;; zacneme s vytvorenim regres-
nych matic

X,
X=| :
Xk
a
Z,
z=|: |,
Zx

kde K je pocet subjektov. Jedna matica X; ma tvar

Lty
1t
X, =|.
1 t,

Matice X; a Z; generujeme pre kazdy subjekt zvlast. Najprv je nutné vygenerovat
pocty pozorovani pre jednotlivé subjekty. Pocet pozorovani na jednotlivych sub-
jektoch je ndhodne vybrany (ale rovnaky pre kazdé porusenie, tj. kazdy dataset
sa skladd z rovnakého poctu pozorovani) z diskrétneho rovnomerného rozdelenia
na 1 az 10 (model s mensim poctom pozorovani) resp. 1 az 118 (model s vacsim
poctom pozorovani) zvyseny o 2 (minimélny pocet pozorovani je 3, maximélny
12, resp. 120). Matica X; ma prvy stipec dany pritomnostou pociatku (interceptu)
v modeli, tj. je to jednotkovy vektor dlzky n;.

Druhy stlpec reprezentuje spojity regresor ¢as. Vetky subjekty obsahuju po-
zorovania v case 1, zvysnych n; — 1 casov je generovanych z diskrétneho rozdelenia
na 2 az 12, resp. 2 az 120. Pravdepodobnosti jednotlivych hodnot klesaju s ras-
ticou hodnotou casu, presnejSie hodnoty Casov 2 az 4, resp. 2 az 40 su trikrat
pravdepodobnejsie ako hodnoty casov 5 az 8, resp. 41 az 80 a Sestkrat pravde-
podobnejsie ako hodnoty casov 9 az 12, resp. 81 az 120. V principe nam ide
o reflektovanie reality, kedy nie su vzdy k dispozicii merania v kazdom case. Na-
vyse, pri opakovanych meraniach je ¢astym sprievodnym znakom zmensovanie sa
poc¢tu merani s rasticim casom. V pripade, ze subjekty zodpovedaji Iudom, sa
casto stava, ze nie kazdy ¢lovek pride na dané meranie/vysetrenie vo vsetky casy,
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ktoré su predpisané. Tiez sa stava, ze ¢lovek pred koncom experimentu zo studie
vystipi, pripadne sa jej nedozije. Prave tieto skutoc¢nosti ma reflektovat diskrétne
rozdelenie ¢asu s klesajucou pravdepodobnostou s rastiicou hodnotou ¢asu.

Maticu Z; generujeme ako podmaticu matice X;, pretoze budeme uvazovat
len modely, v ktorom sa s ndhodnym efektom vyskytuje aj jeho pevné verzia
(s pociatkom b? aj By a s b} aj B;1). V pripade modelu s ndhodnym pociatkom
je Z; prvy stlpec matice X;, ndhodnym sklonom je Z; druhy stipec matice X;,
v pripade kombinécie (ndhodny pociatok aj sklon) mame zas X; = 7Z;.

2.2.1 Model s nAhodnym pociatkom

Prvy model, ktory budeme skiimat je model s ndhodnym pociatkom (random
intercept model) zadefinovany V s jednym pevnym regresorom, predstavujicim
cas. Model bude mat teda tvar

Y;j = 6(] + 61 . tij + b? —+ €ij (21)
= (Bo+ b)) + B - tij + €3

se; ~N(0,02) a b ~N(0,02D).

Chybova zlozka ¢;;

Budeme skiimat nasledujtce porusenia predpokladu normality chybovej zlozky
ei; v modeli (2.1)) proti modelu (2.1)) so splnenymi predpokladmﬂ:

 bimodélne rozdelenie (zmes normélnych rozdeleni)ﬂ
eij ~ Hyj - N(=2,00) + (1 — Hy) - N'(2,07),

kde H;; ~ Alt(0,5) (Alt(p) znadci alternativne rozdelenie s pravdepodobnos-
tou dspechu p),

o Studentovo t rozdelenie s tromi stupnami volnosti E|, ktoré reprezentuje roz-
delenie s fazsimi chvostami v porovnani s norméalnym rozdelenim

€ij ~ 13,

o zmes rozdeleni, ktora reprezentuje kontaminaciu normalneho rozdelenia od-
lahlymi hodnotami (outliermi) [f

5ij ~ Hij . N(O, O'z) + (1 — Hij)th

M2,

v grafoch oznacené aj ako Bez
v grafoch oznacené aj ako Bimod
v grafoch oznacené aj ako HT

1
2
3
4y grafoch oznacené aj ako Outliers
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e Pearsonovo rozdelenie typu IVE| ktoré predstavuje zosikmené rozdelenieﬂ

€;; 8 parametrami m = %, v=3 a=1lal= 3 ktoreho sikmost je rovna

— 31 ~ —1,37 (hustotu a parametrizaciu nijdeme v A9,

normalne rozdelenie ;; s ¢asovo premenlivym rozptylom[] (v tomto pripade
rozptyl rastie s Casom)
oti
i~ N (0,07 12)

v mensom modeli M1 a

ti
N N(O’Ugmjo)

vo vacsom modeli M2,

autoregresivna (zavisla) chybova zlozka vramci subjektu i reprezentovana

AR(1 procesomﬂ
4
€ij = £Ei-1) + Uiy

kde Uij ~ N(O, 0'2).

Rezidud, ktoré mdézeme vidiet na nasledummch grafoch si rezidua zodpovedajice
chybovej zlozke €;;, tj. ak ﬁo, ﬁl,bZ si odhadnuté efekty na subjekte 7, potom
reziduami myslime rozdiel

~

Eij = Yij — Bo — B - tij — b}

Prezentované budu vysledky pre dva rozne velké modely M1 a M2:

o M1 s nastavenim parametrov

pevné efekty: By =5, 31 = 0,5,02 =1,
— ndhodné efekty: oD = 0,5,

— pocet subjektov K = 20,

— celkovy pocet pozorovani je N = 137,

— pocty subjektov s danym poc¢tom pozorovani najdeme v tabulke

Pocet pozorovani | 3
Pocet subjektov | 3

4 6
3 3

Tabulka 2.1: Tabulka s poc¢tom subjektov s danym poc¢tom pozorovani.

o M2 s nastavenim parametrov

— pevné efekty: By =5, 6 = 0,5, 02 =1,

5
6
7
8

v grafoch oznacené aj ako Skewed
normalne rozdelenie mé sikmost rovnu 0
v grafoch oznacené aj ako Heterosked

v grafoch oznacené aj ako AR(1)

24



Min. 1.Kvartil Medidn Priemer 3.Kvartil Max.
Odozva 2,3 5,9 7.4 7,6 9,2 12,4
Cas 1,0 20 5,0 5,5 8,0 12,0

Tabulka 2.2: Popisné statistiky datasetu pre model M1 so splnenymi predpo-
kladmi.

— nahodné efekty: o2D = 0,5,
pocet subjektov K = 200,

— pocet pozorovani n; na subjektoch sa pohybuje od 3 do 120 s priemer-
nym poctom pozorovani 63,6, resp. medidnom rovnym 63,

— celkovy pocet pozorovani N = 12726.

Popisné statistiky najdeme v tabulke [2.3]

Min. 1.Kvartil Medidn Priemer 3.Kvartil Max.
Odozva 2,3 16,0 27,5 30,4 43,5 67,7
Cas 1,0 22,0 45,0 50,7 77,0 120,0

Tabulka 2.3: Popisné statistiky datasetu pre model M2 so splnenymi predpo-
kladmi.

Na nasledujtcich strankach uvidime diagnostické grafy modelu s nahodnym
pociatkom pre maly (M1) aj velky (M2) dataset. Porusenia predpokladov sa ty-
kaju len chybovej zlozky €;;. V prvom riadku vsetkych obrazkov bude vzdy model
so splnenymi predpokladmi (maly M1/velky M2 model/dataset), aby bolo jed-
noduché vidiet rozdiely. V druhom az stvrtom, resp. piatom riadku budd modely
s poruseniami. Konkrétny typ porusenia je vzdy nad nazvom histogramu, tj. v pr-
vom stlpci a prislusnom riadku. Na prvom obrdzku bude podrobne vysvetleny
princip porovnania a hodnotenia platnosti predpokladov s moznymi rieSeniami
poruseni predpokladov. V dalsich obrazkoch bude cielom zddraznit len konkrétne
grafy, ktoré mozu byt v danom pripade napomocné a smerodajné.

Na prvom obrazku vidime v prvom riadku zlava histogram, scatterplot,
QQ-graf rezidui a QQ-graf nahodnych efektov. Ako mdézeme pozorovat, histogram
ma ocakavany ’zvonovy’ tvar, ktory pripomina normélne rozdelenie. Histogram
nie je uplne symetricky, ¢o je najpravdepodobnejsie dosledkom mensieho rozsahu
vyberu. V pripade scatterplotu nie je vidiet Ziadne znacné odchylenie od na-
hodného vzoru (rezidud st rozlozené nad aj pod nulovou hodnotou ndhodne bez
viditelného trendu), ktory by sme v pripade splnenia predpokladov ocakavali.
Na tretom grafe zlava vidime QQ-graf, na ktorom kvantily rezidui velmi presne
kopiruju diagonalnu usecku, ktora znaci zhodu kvantilov rezidui a normélneho
rozdelenia. Na rovnakom zaklade by sme posudili stvrty graf, QQ-graf nahod-
nych efektov, ktory, aj ked iba s malym poc¢tom bodov (K = 20), uspokojivo
kopiruje kvantily norméalneho rozdelenia.

V druhom riadku sa nachédzaji diagnostické grafy mensieho modelu M1 s po-
rusenim predpokladu normality - bimodalnym rozdelenim rezidui [2.2.1 Hned
na prvom grafe, histograme, je vidiet, Ze rezidud maja dve lokdlne maxima. Jed-
nou z moznosti je, ze rezidud teda pochadzaju zo zmesi dvoch (alebo viacerych)
rozdeleni. V dalsom grafe, scatterplote, nie st vyrazné znaky akéhokolvek trendu.
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Rezidua vyzeraju byt znovu ndhodne rozmiestnené nad aj pod nulovou hodno-
tou. Na QQ-grafe rezidui ale mozeme jasne vidief odchylku na oboch koncoch.
Na poslednom grafe nie je vidiet vyrazné odliSenie od ocakavaného vzoru, resp.
v porovnani s QQ-grafom nadhodnych efektov v modeli bez poruseni predpokladov
nie je vidiet vyrazna zmena. Na odhalenie bimodalneho rozdelenie chybovej zlozky
najlepsie poslizi histogram a QQ-graf, pripadne scatterplot v pripade, ze ’centra’
(oblasti s najvyssou hodnotou hustoty) rozdeleni, z ktorych sa zmes sklada, su
od seba dostatocne vzdialené. S bimodalnym rozlozenim rezidui je mozné sa stret-
nuf napriklad v pripade, ked sa populacia skimanych subjektov sklada z dvoch
subpopulacii (napriklad muzi/Zeny). V pripade, Ze je sa skuto¢ne skladd o popu-
laciu zlozenu z dvoch mensich, pomdze zaradenie dalsieho regresoru, indikatoru,
ktory bude prave tuto skutocnost zachytavat.

Bez poruseni P = - .
Histogram rezidui Rezidua vs. tas QQ graf rezidui QQ graf nah. efektov
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Obr. 2.1: Porovnanie grafov (zlava, histogram rezidui, scatterplot rezidui proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov) pre porusenia predpokla-
dov chybovej zlozky - bimodélne rozdelenie, fazké chvosty a outliery - v modeli
s mensim poc¢tom pozorovani (M1).

V trefom riadku sa nachadzaja grafy mensieho modelu M1 s chybovou zloz-
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kou sledujicou t3 rozdelenie. Toto rozdelenie ma tazsie chvosty ako normaélne
rozdelenie. Tuto vlastnost mézeme vidiet ako na histograme, tak na scatterplote
rezidui. Je potreba podotknuf, ze grafy na obrazku maju rozne rozsahy osi,
ako horizontalnej tak aj vertikalnej. Rezidud maja vacsiu absolutnu hodnotu v po-
rovnani s bez poruseni predpokladov modelom, teda si viac vzdialené od nulovej
hodnoty. Rozdelenia st ale symetrické, takze samotny histogram by normalitu re-
zidui nevyvratil. Ked sa ale pozrieme na prislusny QQ-graf, je vidiet, ze chvosty
(extrémne hodnoty) sa odchyluji od kvantilov norméalneho rozdelenia. V pripade
ndhodnych efektov sa ni¢ nemeni, ako v predchadzajtcich pripadoch, vzhladom
na pocet subjektov nie je zjavna odchylka od kvantilov normélneho rozdelenia.
V pripade podozrenia na tazsie chvosty rozdelenia je najviac napomocny QQ-graf
rezidui.

V stvrtom riadku méame normalne rozdelenie rezidui kontaminované Cauchyho
(Studentovo t;) rozdelenim. Jednoducho povedané, rezidua obsahuji odlahlé hod-
noty (outliery). V takomto pripade histogram aj scatterplot malokedy nazna-
cuju vyrazné porusenia predpokladu normality, avsak nas dataset obsahuje velmi
vzdialeny outlier, ktory je vidiet ako na histograme, tak aj na QQ-grafe rezidui.
V QQ-grafe ndhodnych efektov, aj ked je horny koniec mierne vzdialeny, vzhla-
dom na pocet subjektov je mozné povazovat predpoklad normality nahodnych
efektov za splneny.

Na dalsom obrazku vidime pokracovanie porovnani mensieho modelu s po-
ruseniami predpokladov rezidui a modelu so splnenymi predpokladmi (1. riadok).
V druhom riadku mame porusenie predpokladu normality - 'zoSikmené’ rozdele-
nie chybovej zlozky (rozdelenie s nenulovou, v tomto pripade zapornou, Sikmos-
tou). Na histograme vidime, Ze rozdelenie rezidui nie je symetrické, vicsia cast
rezidui je napravo od 0 a nalavo sd rezidué vacsie v absolttnej hodnote. Presne
tieto skutocnosti je vidiet aj na scatterplote. Scatterplot ale sim o sebe nemusi
hned navodzovat dojem, Ze mame 'nenormélne’ rezidud. Najjasnejsie je ale vi-
diet Sikmost rezidui na QQ-grafe rezidui, kde je ’dolny chvost’ znacne odlisny
od kvantilov normalneho rozdelenia. Na QQ-grafe ndhodnych efektov vidime, ze
zosikmené rozdelenie chybovej zlozky nema zasadny vplyv na normalitu nahod-
nych efektov. V pripade podozrenia na zosSikmené rozdelenie je vhodné pouzit
kombinaciu grafov histogram, scatterplot a QQ-graf, ktoré lahko odhalia tento
typ porusenia predpokladov.

V tretom riadku sa nachadza model M1 s nehomogénnym rozptylom, ktory
rastie s casom. Na histograme nie je badat odchylku od normality. Ked sa ale
pozornejsie pozrieme na scatterplot, je zlahka vidief zlava doprava zvacsujice sa
vzdialenosti rezidui (velkosti v absolitnej hodnote) od nulovej priamky. Tento
trend rezidui je jasnym znakom nehomogenity rozptylu chybovej zlozky. Taktiez
porusenie predpokladu normality mézeme vidiet aj na QQ-grafe rezidui, kde sa
oba konce odchyluji od kvantilov norméalneho rozdelenia. QQ-graf ale nenazna-
cuje, aky predpoklad je poruseny. QQ-graf nahodnych efektov sa v zasade neod-
lisSuje od modelu bez poruseni predpokladov. V pripade nehomogénneho rozptylu
chybovej zlozky je idedlne pouzit scatterplot.

V stvrtom riadku mame autoregresivnu chybovi zlozku. Ani na jednom z gra-
fov nie je vidief zdsadny rozdiel v porovnani s grafmi modelu so splnenymi pred-
pokladmi.
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Bez poruseni
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Obr. 2.2: Pokrac¢ovanie porovnania grafov (zlava, histogram rezidui, scatterplot
rezidui proti ¢asu, QQ graf rezidui a QQ graf ndhodnych efektov) pre dalsie
porusenia predpokladov chybovej zlozky - zosikmené rozdelenie, rozptyl rastici s
casom, AR(1) zavislost - v modeli s mensim poctom pozorovani (M1).

Na overenie platnosti predpokladu o nezavislosti chybovej zlozky vramci sub-
jektu pouzijeme graf autokorelacnej funkcie. Na vertikalnej osi mame odhadnutta
koreléciu, na horizontalnej osi je oneskorenie Zﬂ Korelécia je odhadnuta pre kazdy
casovy rozdiel |t;; —ti|, j,k=1,...,n; a1 =1,..., K. Tiez si do grafu dopl-
nené kritické hodnoty +u;_o/2/1/N (1), kde u, je p-percentny kvantil normalneho
rozdelenia a N(I) je pocet rezidudlnych dvojic s oneskorenim [ (detaily ndjdeme
v (Chatfield (1980) strana 60-63). Tieto hodnoty st spojené a vyznacené preruso-
vanymi ¢iarami. Budeme ich pouzivat ako pravidlo palca na rozhodnutie o splneni
¢i nesplneni predpokladov nezavislosti chybovej zlozky vramci subjektu. Kritické
hodnoty st aproximdciou 95% intervalov spolahlivosti pre odhady jednotlivych
korelécii.

Yangl. lag
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Budeme sa sustredif na samostatné porusenia ¢;; pre malé modely M1. Tieto
porusenia budt reprezentovat spravanie sa zvysnych neuvedenych poruseni, pre-
toze v malych modeloch M1 sa autokorelacna struktira neprejavuje na odhadoch
autkorelacnych funkcii. Ked sa pozrieme na obrazok je vidiet, ze vsetky od-
hady korelacii st medzi kritickymi hodnotami. Navyse, z obrazkov ni¢ nenasved-
cuje tomu, ze by nejaka autokorelacna struktira v datach bola, v jednotlivych
odhadoch korelécii nie je vidief nejaky trend. Problémom tejto metdody je, ze je
malo citliva pri malych rozsahoch vyberu. Uzitocnost sa prejavi az na pripade
velkych modelov M2.

Bez porueni
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Obr. 2.3: Odhady autokorelacnych funkcii pre modely s poruseniami predpokla-
dov pre g;; v malom modeli M1. Grafy obsahuju odhady korelacii v réznych
oneskoreniach [ a kritické hodnoty (prerusovana ciara).
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Obr. 2.4: Porovnanie grafov (zlava, histogram rezidui, scatterplot rezidui proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov) pre porusenia predpokladov
chybovej zlozky - bimodalne rozdelenie, fazké chvosty a outliery - v modeli s vac-
Sim poc¢tom pozorovani (M2).

Na obréazkoch (hore) a (dole) budi skiimané tie isté porusenia ako
na obrazkoch a avsak na vacsom modeli M2. Vacsina poruseni je vyraznej-
Sia vo vicSom rozsahu dat. Co sa ale tyka scatterplotu, ten je velkym mnoZstvom
dat zahlteny, preto je vybrana len ndhodnd podmnozina rezidui velkosti 1000,
ktort moézeme vidiet na vsetkych scatterplotoch rezidui vo velkom modeli M2.

Na obréazku [2.4] v druhom riadku znovu nachadzame bimodalne rezidud v pr-
vych troch grafoch zlava. Histogram jasne naznacuje dve maxima, QQ-graf rezidui
vykazuje vyrazni odlisnost kvantilov rezidui a normalneho rozdelenia. Ked sa po-
zrieme blizSie na scatterplot [2.5] vidime v porovnani s modelom so splenenymi
predpokladmi vyrazny rozdiel. Rezidua na grafe modelu s bimodalnou chybovou
zlozkou sa zhlukuju okolo —2 a 2.

V tretom a Stvrtom riadku mame porusenia s tazkymi chvostami, ktoré sa
spravaju velmi podobne. Histogramy s zhustené do relativne malého priestoru
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Obr. 2.5: Porovnanie scatterplotov rezidui modelu s bimodélnou chybovou zlozkou
a modelom so splnenymi predpokladmi.

ale existuje mnozstvo rezidui, ktoré st od centra viac ¢i menej vzdialené. Podobny
pohlad poskytuje scatterplot. V oboch pripadoch je treba braf ohlad na rozsahy
osi. Obe porusenia maji netrividlne mnozstva rezidui podstatne vzdialené od 0,
vo Stvrtom riadku (outliery) st rezidud podstatne viac rozptylené ako v tretom
riadku (fazké chvosty). Tito istu skutocnost potvrdzuje aj QQ-graf rezidui. Avsak
na QQ-graf ndhodnych efektov nemaju tieto porusenia zasadny vplyv.

Na obrazku[2.6] vidime zase v druhom riadku grafy prislichajice zosikmenému
rozdeleniu chybovej zlozky. Ako v predchadzajucom pripade je porusenie vo vac-
som modeli M2 ovela vyraznejsie. Mozeme to pozorovat na histograme, ktory je
nesymetricky (doprava nakloneny), scatterplot, ktorého vac¢sina bodov je okolo
0 a v zapornych hodnotach bez kladnych protihodndt. Na QQ-grafe rezidui zase
vidime nestilad na dolnom chvoste, ktory predstavuje prave zosikmenie rozdele-
nia. QQ-graf nahodnych efektov je znovu iminny voc¢i poruseniu predpokladu
a rozdelenie sa d4 povazovaf za normalne.

V tretom riadku mame znovu porusenie predpokladu normality chybovej zlozky
rozptylom rasticim s ¢asom. Z histogramu nie je patrné ni¢, avsak zo scatterp-
lotu je zjavné, ze rozptyl rezidui rastie s casom. Na QQ-grafe tiez vidiet velku
odchylku kvantilov rezidui od kvantilov norméalneho rozdelenia. V tomto pripade
je teda idealne pouzit na overenie scatterplot, pripadne zacat s QQ-grafom a po-
tom pokracovat scatterplotom, ktory spresni moznosti porusenia predpokladov.

V stvrtom riadku méame autoregresivnu chybovu zlozku, ktord znovu na sku-
manych grafoch nevykazuje ziadne porusenia predpokladov.
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Obr. 2.6: Pokracovanie porovnania grafov (zlava, histogram rezidui, rezidud proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov) pre dalsie porusenia pred-
pokladov chybovej zlozky - zosikmené rozdelenie, rozptyl rastici s ¢asom, AR(1)
zavislost - v modeli s va¢sim poctom pozorovani (M2).

Dalej, na obrazku vidime odhady autokorelacnej funkcie pre jednotlivé
porusenia predpokladov pre g;; vo velkom modeli M2. Na grafe AR(1) sa vidi-
telne prejavuje porusenie predpokladu o nezavislej chybovej zlozke vramci sub-
jektov vysokymi hodnotami autokorelacnej funkcie. Hlavne v prvej polovici grafu
je vidiet, ze odhadnuta korelacia je ovela vacsia ako kritické hodnoty. V pripade
podobného spravania autokorelacného grafu by sme mali skontrolovat predpoklad
nezavislosti chybovej zlozkyvramci subjektu a pripadne uvazovat netrividlnu za-
vislostn Strukttru €;; pri fite modelu. Viac o zavislostnych struktirach najdeme
napriklad v [Pinheiro a Bates| (2009)) strana 266. Vo zvysnych pripadoch poruseni
predpokladov sa prejavuje autokorelacia na grafoch autokorelacnej funkcie len
vtedy, ked jedno z poruseni je AR(1) porusenie. Z tohto dévodu grafy nebudeme
uvadzaf.
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Bez poruseni
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Obr. 2.7: Odhady autokorelacnych funkcii pre modely s poruseniami predpokla-
dov pre €;; vo velkom modeli M2. Grafy obsahuju odhady korelacii v réznych
oneskoreniach [ a kritické hodnoty (prerusovana ciara).

Dohromady méame v tabulke porovnanie uc¢innosti metéd na odhalova-
nie poruseni predpokladov s vynimkou odhadu autokorelacnej funkcie, ktory je
relevantny len v pripade AR(1) porusenia.

Porusenia / Grafy Histo. Scatter. QQ-graf rezidui QQ-graf n. ef.
Bimodalne ucinné ucinné ucinné neucinné
Tazké chvosty ucinné ucinné ucinné neucinné
Outliery uc¢inné ucinné ucinné neucinné
Zosikmené uc¢inné ucinné uc¢inné neucinné
Heterogénny rozpt. | neicinné  ucinné ucinné neucinné
AR(1) neuc¢inné neucinné neucinné neucinné

Tabulka 2.4: Tabulka tc¢innosti jednotlivych metéd na odhalovanie poruseni pred-
pokladov chybovej zlozky.
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Nahodné efekty b;

Pre nahodné efekty b; budeme uvazovat nasledujice porusenia predpokladu
normality:

e bimodalne rozdelenie
b} ~ Hij - N(=4,02D) + (1 = Hyj) - N(4,07D),
kde Hi]’ ~ Alt(0,5),

e rozdelenie s nehomogénnym rozptylom, resp. zmes normalnych rozdeleni
s roznymi rozptylmi

V) ~ Hyj - N(0,0°D) + (1 — Hi;)N(0,100°D),
kde H;; ~ Alt(0,5),
¢ rozdelenie

b? ~ Hij . N(O, O'z]D) + (1 — Hz‘j)th

M2

?

N

e Pearsonovo rozdelenie 0 typu IV s parametrami m = »v=3a=1
a\= %, ktorého sikmost je rovna —\/% ~ —1,37 (hustotu a parametrizaciu

néjdeme v [A.4]).
Rovnako ako v casti s chybovou zlozkou ¢;; budeme za rezidud povazovat
o o — — ’\0
Eij = Yij — o — P1-tij — b5

Taktiez vyuzijeme popisané modely M1 a M2 a tiez ten isty typ grafov ako dote-
raz (histogram rezidui, scatterplot rezidui proti ¢asu, QQ-graf rezidui a QQ-graf
nédhodnych efektov).
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Obr. 2.8: Porovnanie grafov (zlava, histogram rezidui, scatterplot rezidui proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov) pre porusenia predpokladov
nahodnych efektov - bimodalne rozdelenie, nehomogénny rozptyl, outliery a zo-
sikmené rozdelenie - v modeli s mensim po¢tom pozorovani (M1).

Ked sa pozrieme na grafy tykajice sa rezidui v modeli s mensim poctom
pozorovani M1 na obrazku (prvé tri stlpce grafov), ni¢ nenasved¢uje tomu, ze
by mal model porusené predpoklady. Ocakavane je vplyv vidiet na QQ-grafoch
nahodnych efektov. Pre bimodalne rozdelenie nahodnych efektov mame podobné
spravanie QQ-grafu ako v pripade, ked sme mali QQ-graf bimodalneho porusenia
na chybovej zlozke. Podobne je to aj pre ostatné porusenia. Pri nehomogénnom
rozptyle sa dolny chvost QQ-grafu ndhodnych efektov odchyluje od norméalnych
kvantilov, pri poruseni outliermi sa nam odchyluje dost vyrazne posledny bod
a nakoniec pri zosikmenom rozdeleni nepozorujeme prakticky ziadnu odchylku.
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V pripade modelov s va¢Sim poctom pozorovani M2 st zavery velmi podobné.

Jednotlivé grafy na obrazku tykajuce sa rezidui nevykazuju ziadne znamky
porusenia predpokladov. V poslednom stlpci je znovu vidiet charakteristické érty
bimodalneho porusenia (vyrazna odlisnost od kvantilov normélneho rozdelenia),
outlierov (velmi vzdialené kvantily od ocakdvanych) a zosikmeného rozdelenia
ndhodnych efektov (dolny chvost sa vyrazne odlisuje do ocakavaného priebehu).
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Obr. 2.9: Porovnanie grafov (zlava, histogram rezidui, scatterplot rezidui proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov) pre porusenia predpokladov
nadhodnych efektov - bimodalne rozdelenie, nehomogénny rozptyl, outliery a zo-
sikmené rozdelenie - v modeli s va¢sim poc¢tom pozorovani (M2).

Dohromady mame v tabulke ucinnosti metéd na odhalovanie poruseni
predpokladov

36



Porusenia / Grafy Histo. Scatter. QQ-graf rezidui QQ-graf n. ef.
Bimodalne neuc¢inné neucinné neucinné ucinné
Heterogénny rozpt. | neuc¢inné nedcinné neucinné ucinné
Outliery neucinné neucinné neucinné ucinné
Zosikmené neucinné neucinné neucinné ucinné

Tabulka 2.5: Tabulka t¢innosti jednotlivych metoéd na odhalovanie poruseni pred-
pokladov ndhodnych efektov.

Kombinacia chybovej zloZzky ¢;; a ndhodnych efektov b;

V nasledujtcej ¢asti budeme uvazovat kombinacie poruseni predpokladov pre chy-
bovi zlozku, aj pre nahodne efekty. V sicte ich je 24 pre maly model M1 a rov-
naky pocet pre velky model M2. V zasade sa ale nelisia od grafov uz spominanych.
Predvedieme si to na priklade kombindcii poruseni z tabulky [2.6]

Eij b;
Bimodalne Bimodalne
Bimodalne | Heterogénny rozpt.
Bimodalne Outliery
Bimodalne Zosikmené

Tabulka 2.6: Tabulka kombinacii poruseni.

Na obrazkoch a mozeme vidiet diagnostické grafy pre jednotlivé po-
rusenia. V druhom riadku mézeme vidiet histogram jednoznac¢ne ukazujici dve
maxima rozdelenia rezidui, podobne QQ-graf rezidui je zatoceny do typického ’S’,
ktoré sme mohli vidiet v grafoch vyssie. Rovnaké ’S’ vidime aj v pripade QQ-
grafu nahodnych efektov. Oba QQ-grafy teda vykazuji nesplnenie predpokladov
ako v chybovej zlozke, tak v ndhodnych efektoch. V pripade odhadu autokorelac-
nej funkcie nie je badat Ziadne vyznamné odchylky, preto tieto grafy nebudeme
uvadzaf.

Zvysné grafy ndjdeme v cCasti Dohromady mozeme konstatovat, ze poru-
senia predpokladov sa spravaji v ur¢itom zmysle aditivne, neinterferuji medzi
sebou. V pripade kombinacie poruseni chybovej zlozky aj ndhodného efektu st
diagnostické grafy vo vacsine rovnaké, ako v pripade, ze je poruseny predpoklad
len v jednej casti.
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Obr. 2.10: Porovnanie grafov (zlava, histogram rezidui, scatterplot rezidui proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov) pre kombinécie poruseni
predpokladov popisané v tabulke [2.6]v modeli s mensim po¢tom pozorovan{ (M1).

2.2.2 Model s ndAhodnym sklonom

Model je tvaru

Yij = Bo+ B tij +bi -ty + e
= fo+ (B +b;) - tij + &5
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Obr. 2.11: Porovnanie grafov (zlava, histogram rezidui, scatterplot rezidui proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov) pre kombinécie poruseni
predpokladov popisané v tabulke [2.6] v modeli s viésim poc¢tom pozorovani (M2).

s gij ~ N(0,02) a bl ~ N(0,62D). Model sa lisi od modelu tym, Ze
ma miesto nahodného pociatku nadhodny sklon. Pri skiimani vplyvu poruseni
na diagnostické grafy boli pouzité rovnaké predpoklady o poruseniach chybove;j
zlozky €;; 1 ndhodnych efektov b; ako v pripade modelu (2.1]). Vzhladom na to,
ze zavery a komentare k diagnostickym grafom si totozné ako v pripade modelu
(2.1), nebudeme ich tu znovu uvadzat. Grafy st k nahliadnutiu v externej prilohe.
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2.2.3 Model s ndhodnym pociatkom a sklonom

V tejto casti budeme skiimaf kombinaciu vyssie popisanych modelov s nahod-
nym pociatkom a ndhodnym sklonom. Model bude mat tvar

}/;j = 60 + b? + ﬂl . tij + bll . tij + €ij (22)

0
S ey~ N (0,02 a [ ) ~ N(0,02D).

bi
V modeli budeme skiimat rovnaké porusenia predpokladov chybovej zlozky
ako v pripade modelu (2.1)). Rozdiel je ale samozrejme v poruSeniach predpo-
kladov ndhodnych efektov. Snahou bolo preniest vyssie prezentované porusenia
do dvoch rozmerov, pretoze nahodny efekt b; ma teraz dvojrozmerné normalne

rozdelenie v pripade splnenia predpokladov.

Porusenia predpokladov nahodnych efektov b;

Budeme uvazovat nasledujiice porusenia predpokladov

e bimodalne rozdelenie

(23) ~ Hy ~N2< (:i) ,agﬂ)) + (1 — Hy) -NQ( (i) ,agﬂ)),

kde Hij ~ Alt(0,5),

e rozdelenie s nehomogénnym rozptylom, resp. zmes normalnych rozdeleni
s rOznymi rozptylmi

0
(Zi) ~ Hij . NQ(O, O'S]D) + (1 - H13>M(07 100’2]1)),

kde Hij ~ Alt(0,5),

o rozdelenie

0
<Zzl> ~ Hz] . N(O, O'EID)) + (1 - HZJ)MVT<O, 2, O'SD),
kde H;; ~ Alt(0,95) a MVT(p,v, %) je mnohorozmerné Studentovo t rozde-

lenie s parametrom polohy p, po¢tom stupnov volnosti v a skdlovou maticou
¥.. Hustotu ndjdeme v [A.0]

b\ a Xy
bl \pXi+V1—-p2Xy )
kde X; a X, st nezavislé a maji Pearsonove rozdelenie typu IV s paramet-

I‘amimlzg,1/1:3,a1:13)\1:§am2:%,VQZ?),CLQ:la)\Q:—%

a p = 0,75. Nasa snaha bola dosiahnuf zosikmené rozdelenie s nenulovou
korelaciou medzi zlozkami.
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Taktiez sa budeme rovnako pozeraf na dva rozne velké modely M1 a M2 s nasta-
venim parametrov

e M1 s nastavenim parametrov
— pevné efekty: By =5, 6 = 0,5, 02 =1,
, , 9 2 1
— nahodné efekty: oD = 1 1)
pocet subjektov K = 20,

— celkovy pocet pozorovani je N = 137,

— pocty subjektov s danym poc¢tom pozorovani najdeme v tabulke

Pocet pozorovani

3 4 6 7 9 10 12
Pocet subjektov |3 3 3 2 2

8
4 1 2

Tabulka 2.7: Tabulka s poc¢tom subjektov s danym poctom pozorovani pre mensi
model M1.

Min. 1.Kvartil Medidn Priemer 3.Kvartil Max.
Odozva -6,5 24 4,2 5,0 7,2 28.4
Cas 1,0 2,0 5,0 5,3 8,0 12,0

Tabulka 2.8: Popisné statistiky datasetu pre model M1 so splnenymi predpo-
kladmi.

e M2 s nastavenim parametrov
— pevné efekty: By =5, 6 = 0,5, 02 =1,

— ndhodné efekty: o°D = G }),

— pocet subjektov K = 200,
— celkovy pocet pozorovani je N = 12726,

— pocet pozorovani na subjektoch sa pohybuje od 3 do 120 s priemernym
poc¢tom pozorovani 63,6, resp. medianom rovnym 63.

Min. 1.Kvartil Medidan Priemer 3.Kvartil Max.
Odozva -207,5 -0,3 21,9 35,5 62,6 376,4
Cas 1,0 22.0 45,0 50,8 77,0 120,0

Tabulka 2.9: Popisné statistiky datasetu pre model M2 so splnenymi predpo-
kladmi.
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Porusenia predpokladov chybovej zlozky ¢;; sa prejavuju na vSetkych typoch
grafov velmi podobne ako v pripade modelu , preto ich nebudeme uvadzat.
Zaujimavé su v tomto pripade ale diagnostické grafy nahodnych efektov. Budeme
pouzivat QQ-grafy na posidenie normality jednotlivych (margindlnych) rozdeleni
nahodnych efektov b;. Taktiez budeme pouzivat QQ-graf tzv. Mahalanobisovej
vzdialenosti vo&i kvantilom y? rozdelenia s dvomi stupiiami volnosti. Nakoniec sa
pozrieme aj na scatterplot odhadov jednotlivych zloziek proti sebe (b} proti b?),
teda na vizualizaciu zdruzeného rozdelenia odhadov ndhodnych efektov b;.

Mahalanobisova vzdialenost

V tejto casti si vysvetlime v jednoduchosti princip QQ-grafu pre mnohoroz-
merné normélne rozdelenie. Nech X ~ N, (i, X) s p € R? a ¥ pozitivne definitnd.
Potom vieme, ze

(X —p) BN (X — p) ~ x;

Dalej uvazujme ndhodny vyber X; az X, z N, (p, 2). Mahalanobisova vzdialenost
vektoru X; od vektoru (priemeru) X je potom definovana ako

MD(X;) = /(X; - X)TS-1(X; — X),

kde 3 je odhad kovarian¢nej matice Y. V pripade ndhodného vyberu z mnoho-
rozmerného normalneho rozdelenia ale vieme, ze druhd mocnina Mahalanobisovej
vzdialenosti tychto vektorov od ich (vektorového) priemeru m4 priblizne x? roz-
delenie s p stupnami volnosti. Teda, v pripade diagnostiky mnohorozmerného
normalneho rozdelenia, m6zeme pouzit QQ-graf Mahalanobisovych vzdialenosti
od priemeru a prislusného x? rozdelenia, v nasom pripade s dvomi stupfiami vol-
nosti. Dalsie informécie o Mahalanobisovej vzdialenosti a jej praktickom vyuziti
néjdeme napriklad v|\De Maesschalck a kol.| (2000), |Ghorbani (2019)) a Fauconnier
a Haesbroeck| (2009).

Diagnostické grafy nahodnych efektov b;

Na obrazku vidime diagnostické grafy s poruSenim predpokladov pre b,
- bimodalne rozdelenie, rozdelenie s nehomogénnym rozptylom, outliery a zosik-
mené rozdelenie. V pripade bimodalneho rozdelenia vidime na QQ-grafoch silné
odchylenie od normalnych kvantilov. Pri Mahalanobisovej vzdialenosti sa jemne
odchyluje od kvantilov y? rozdelenia s dvomi stupiiami volnosti. Na scatterplote
nie je mozné posudit normalitu pre maly pocet bodov. V zvysnych troch poruse-
niach vidime len malé porusenia na QQ-grafoch, takze by sa predpoklad normality
dal povazovat za splneny. Akurat v pripade outlierov sa kvantily lisia v dolnom
chvoste v porovnani s normélnych rozdelenim, ale vzhladom na pocet subjektov
K = 20 by normalita nemusela byt nutne zamietnuta. Na grafoch Mahalanobiso-
vej vzdialenosti nie je vidiet odchylenie od o¢akdvanych kvantilov x? rozdelenia
s dvomi stupnami volnosti. Na scatterplotoch nie je mozné posudit splnenie alebo
nesplnenie predpokladu normality, kedZe s poétom subjektov K = 20 je bodov
taktiez len 20, a v takom pripade si scatterploty velmi riedke. Podobne vyzeraju
aj grafy pre porusenia predpokladov ¢;; a tiez kombinacie poruseni predpokladov
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pre ¢;; a b;. Odhad autokorelac¢nej funkcie je velmi podobny s odhadom v pripade
modelu s ndhodnym pociatkom. Vzhladom na tito skutocnost nebudeme uvadzat
tieto grafy. Pre malé pocty subjektov st pouzité diagnostické grafy malovravné.
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Obr. 2.12: Zlava QQ-grafy ndhodného pociatku a nahodného
stvorca Mahalanobisovej vzdialenosti a scatterplot nahodného
hodnému pociatku v mensom modeli M1 s poruseniami predpokladov normality
b; - bimodalne rozdelenie, rozdelenie s nehomogénnym rozptylom, outliery a zo-

Sikmené rozdelenie.
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7 tohto dovodu sa presunieme rovno k modelu M2 s vac¢sim poctom pozorovani,
kde sa porusenia prejavuju vyraznejsie. Zacneme obrazkom, v ktorom si poru-
Sené predpoklady len o €;; - bimodélne rozdelenie, rozdelenie s fazkymi chvos-
tami a outliery. Na obrazku[2.13| mozeme vidiet podobne, ako v predchadzajicich
pripadoch - prvy riadok, model so splnenymi predpokladmi, proti grafom s po-
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rueniami v riadkoch 2 a7 4. V prvych dvoch stlpcoch, v ktorych sa nachadzaji
QQ-grafy ndhodného pociatku a nahodného sklonu, nie je badat Zziadnu odchylku
od normality. Podobne v pripade treticho stipca - QQ-grafu druhej mocniny Ma-
halanobisovej vzdialenosti. Za jedini odchylku by sa dal povazovat pripad out-
lierov, ktory kazi QQ-graf. V poslednom stipci vidime scatterploty ndhodnych
efektov. Tie mozeme blizsie vidiet na dalSom obrazku Nie je na nom vidiet
velké odchylky od modelu bez poruseni predpokladov. Zvysné porusenia predpo-
kladov €;; maji velmi podobné diagnostické grafy, preto ich nebudeme uvadzat.
Porusenia predpokladov ¢;; teda nemaji vplyv na diagnostické grafy nahodnych
efektov vo viacsom siibore dat M2.
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Obr. 2.13: Zlava QQ-grafy ndhodného pociatku a nadhodného sklonu, QQ-graf
stvorca Mahalanobisovej vzdialenosti a scatterplot ndhodného sklonu proti na-
hodnému pociatku vo vacsom modeli M2 s poruseniami predpokladov normality
€;; - bimodalne rozdelenie, rozdelenie s tazkymi chvostami a outliery.
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Obr. 2.14: Scatterploty ndhodnych efektov vo vac¢Som modeli M2 s poruseniami
predpokladov normality €;; - bimoddlne rozdelenie, rozdelenie s fazkymi chvos-
tami a outliery.

Dalsf obrézok, na ktory sa pozrieme, bude obsahovat porusenia predpokladov
o nédhodnych efektoch b; opisané v Na obréazku moézeme vidiet znovu
v prvom riadku model bez porusenia predpokladov. V druhom riadku mame po-
rusenie predpokladu normality ndhodnych efektov b; a to bimodalne rozdelenie
zlozené 7z dvoch mnohorozmernych normalnych rozdeleni s roznymi strednymi
hodnotami. Na marginalnych QQ-grafoch je vidiet uz zname ’S’, ktoré sme mohli
vidiet pri bimodalite v predchadzajtcich pripadoch. QQ-graf stvorca Mahalano-
bisovej vzdialenosti tiez vyrazne vybocuje od kvantilov 3 rozdelenia. Na scat-
terplote ndhodnych efektov vidime dve oddelené zoskupenia bodov, ktoré prave
reprezentuji porusenie bimodalitou, resp. zmesou rozdeleni. Lepsie je to vidiet
na detaily scatterplotov spolu s ostatnymi poruseniami [2.16)

V druhom riadku mame porusenie predpokladu normality nahodnych efektov
b; - nehomogénny rozptyl, resp. zmes normalnych rozdeleni s réznymi rozptylmi.
Na marginalnych QQ-grafoch je vidiet odchylenie sa od kvantilov norméalneho
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rozdelenia na oboch koncoch, na QQ-grafe stvorca Mahalanobisovej vzdialenosti
je tiez vyrazna odchylka od x3 kvantilov. Na scatterplote, ani na jeho detaile
by zdruzena normalita s velkou pravdepodobnostou nebola vyvratena. Najlepsie
v tejto situacii obstoja QQ-grafy.

V dalsom riadku sa nachadza porusenie predpokladu normality outliermi, od-
lahlymi hodnotami. Na druhom a trefom QQ-grafe zlava je vidiet mali odchylku
od kvantilov normélneho, resp. x3 rozdelenia. Na scatterplote je vidiet vzdialenej-
sie hodnoty vyraznejsie. Na odhalenie outlierov je idedlny scatterplot v kombinacii
s QQ-grafmi.

V poslednom riadku méme zosikmené rozdelenie nahodnych efektov. Prvy
QQ-graf zlava nevykazuje ziadne znamky porusenia predpokladov, druhy uz ale
ano, dolny chvost sa odchyluje. Tiez treti QQ-graf sa odchyluje podstatne od kvan-
tilov x3 rozdelenia. Na scatterplote taktieZ vidief vyraznt 'nenormalitu’, resp.
asymetriu. Na odhalenie zosikmenia si vhodné vsetky vyobrazené diagnostické

grafy.
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Obr. 2.15: Zlava QQ-grafy nahodného pociatku a nahodného
stvorca Mahalanobisovej vzdialenosti a scatterplot nahodného
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hodnému pociatku vo vacsom modeli M2 s poruseniami predpokladov normality
b; - bimodalne rozdelenie, rozdelenie s nehomogénnym rozptylom, outliery a zo-

Sikmené rozdelenie.
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Obr. 2.16: Scatterploty ndhodnych efektov vo vac¢Som modeli M2 s poruseniami
predpokladov normality b; - bimodalne rozdelenie, rozdelenie s nehomogénnym
rozptylom, outliery a zoSikmené rozdelenie.

Na zéver sa pozrieme na jeden z pripadov kombindcie porusenia predpokladov €;;

a b;. Kombinacie vidime v tabulke [2.10]

Eij b;
Outliery Bimodalne
Outliery | Heterogénny rozpt.
Outliery Outliery
Outliery Zosikmené

Tabulka 2.10: Tabulka kombinacii poruseni.
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Na obrézkoch a vidime diagnostické grafy a detail scatterplotov.
V prvom riadku je model so splnenymi predpokladmi, v druhom mame kom-
bindciu outliery-bimodalne. Na marginalnych QQ-grafoch je vidiet znovu tvar
pismena ’S’; ktory je znakom bimodality. Tiez na scatterplote vidiet oddelené
skupiny bodov, ktoré bimodalitu len podporuju.

V tretom riadku mame kombinéciu outliery - nehomogénny rozptyl, kde je

znovu vidiet odchylky na marginalnych QQ-grafoch, ako sme uz mohli vidiet
pri poruseni vyluc¢ne predpokladov nahodnych efektov b;.
V stvrtom riadku vidime kombinéciu outliery-outliery, ktora sa prejavuje na vset-
kych grafoch velmi vzdialenymi bodmi. Na marginalnych QQ-grafoch je vidiet,
ze sa chvosty odlisuji, na QQ-grafe stvorca Mahalanobisovej vzdialenosti taktiez,
najvyssie body sa odchyluji od kvantilov x3. Na scatterplote vidime tieZ jeden
velmi odlahly bod, ktory je zjavne outlier.

V poslednom riadku mame kombinaciu poruseni predpokladov outliery - zo-
sikmené rozdelenie. Znovu sa prejavuje Sikmost rozdelenia na marginalnych QQ-
grafoch, tiez na QQ-grafe stvorca Mahalanobisovej vzdialenosti - vo vSetkych sa
chvosty odlisuju od oc¢akavanych kvantilov - a aj na scatterplote, kde je asymetria
tiez badatelna.

Stuhrnne, QQ-grafy funguji na odhalovanie poruseni predpokladov velmi dobre,
dokonca s podobnymi az rovnakymi vzormi ako pre rovnaké porusenia predpo-
kladov v predchadzajicich modeloch. Pre viacrozmerné data nam pribudla moz-
nost scatterplotu nahodnych efektov b; a QQ-grafu Mahalanobisovej vzdialenosti,
ktoré st ale i¢inné len pre vacsie pocty subjektov.
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Obr. 2.17: Zlava QQ-grafy ndhodného pociatku a nahodného
stvorca Mahalanobisovej vzdialenosti a scatterplot ndhodného
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Kapitola 3

Vplyv poruseni predpokladov na
hodnoty odhadov a zavery testov
hypotéz

V tejto kapitole sa budeme venovat vplyvu poruseni predpokladov LME mode-
lov pre €;; a b; na hodnoty odhadov parametrov LME modelov a na zavery testov
hypotéz o tychto parametroch. Porusenia predpokladov budu totozné s poruse-
niami v kapitole 2, takisto modely, ktoré budu skiimané, st rovnaké ako v kapitole
2. Budeme sa venovat najzlozitejS$iemu modelu (2.2)), teda modelu s ndhodnym
pociatkom aj sklonom

Yrij :50+bg+51 tw—i‘bll 'tij +5ij (31)
= (50+bg)+(51+b1‘1)'tij+€ij

0
s ey ~N(0,02) a (Zﬁ) ~ N3(0,02D).

Parametre zdujmu st 3y, 81 a 02 v pripade fixnych efektov a D v pripade ndhod-
nych efektov. Uvazované porusenia predpokladov normality pre €;; st

e bimodalne rozdelenie,

« rozdelenie s tazkymi chvostami (Studentovo ¢3 rozdelenie),
 normalne rozdelenie s odlahlymi hodnotami (outliermi),

« zosikmené rozdelenie (Pearsonovo typu IV),

» rozdelenie s ¢asovo premenlivym rozptylom,

« AR(1) model pre chybovi zlozku &;.

Detaily tychto poruseni nadjdeme v[2.2.1] Porusenia predpokladov normality pre na-
hodné efekty b; budu uvazované

e bimodalne rozdelenie,
» rozdelenie s nehomogénnym rozptylom,

« rozdelenie s odlahlymi hodnotami (outliermi),
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o zosikmené rozdelenie nahodnych efektov b;.

Detaily poruseni predpokladov b; st popisané v [2.2.3]

Samotné modely s porusenymi predpokladmi st generované rovnako ako v ka-
pitole 2. Kazda simulacia modelu je opakovana 1000 krat a na zaklade vysledkov
z jednotlivych 1000 modelov st zozbierané sumarne Statistiky:.

Pre parametre 5y a (3 je to priemer odhadov, priemer smerodajnych odchylok
odhadov, empirickd smerodajna odchylka odhadov a pravdepodobnost pokrytiaﬂ
95% intervalov spolahlivosti. Tiez pre oba parametre je odhadnutd sila testu

Hy:5,=0 proti Hy: 38 #0 j=0,1. (3.2)

NavySe pre f; je odhadnutd hladina testu (3.2)), ktord je ziskand upravenim si-
muldcii (nastavenie parametrov tychto simuldcii je totozné s parametrami defino-
vanymi v kapitole 2 s vynimkou parametra 1, ktory je nastaveny na 0 aby bolo
mozné odhadnit hladinu testu).

Pre parameter o2 Statistiky obsahuji priemer odhadov a pravdepodobnost

pokrytia 95% intervalov spolahlivosti. Pre parameter ID, resp. parametre dy, das
a dis su to priemery odhadov.

3.1 Odhady parametrov

V tabulke a vidime sumarne Statistiky odhadov BB a E spolu s prav-
depodobnostou pokrytia pre maly (M1) aj velky model (M2). V prvom stipci
tabulky vidime jednotlivé odhady BB pre malé modely M1, ktoré, az na po-
rusenie predpokladov odlahlymi hodnotami, si velmi blizko skutoc¢nej hodnote
Bo = 5. Pri poruseni predpokladov odlahlymi pozorovaniami vidime mierne vy-
chyleny odhad gy = 5,20. V pripade velkych modelov M2 st odhady prakticky
rovné skutocnej hodnote fSy. V druhom stipci vidime priemernd smerodajni od-
chylku (y. Vyrazne sa znovu odlisuju len outliery, kde je tato smerodajna od-
chylka pomerne velmi velka (4,46 v pripade M1, 0,33 v pripade M2). Empiricka
smerodajnd odchylka v tretom stipci sa len minimélne odlisuje od priemerne;j,
s vynimkou outlierov, kde je viac ako stvornasobna pre maly model M1 a skoro
trojnasobnd pre velky model M2. Vo §tvrtom stipci mézeme vidiet pravdepodob-
nosti pokrytia skuto¢nej hodnoty parametru intervalmi spolahlivosti. Hodnoty st
v rozmedzi 0,93 az 0,98. Pri poruseni outliermi vidime CP vyssie, ako pri ostat-
nych poruseniach, ¢o bude najpravdepodobnejsie sposobené velkou sirkou inter-
valov spolahlivosti, ktoré potom pokryvaju aj skutocni hodnotu .

V pripade odhadu $; su zavery podobné. Odhady sa priblizne zhoduju so sku-
tocnou hodnotou f; = 0,5, s najvacsim vychylenim a smerodajnou odchylkou
v pripade outlierov. Taktiez maly model M1 s odlahlymi hodnotami ma zhruba
Stvornasobne vacsiu smerodajni odchylku, ako ostatné verzie. Je vidiet, Ze s ras-
ticim poctom subjektov sa zvysuje presnost odhadov, tj. znizuje sa priemerna
smerodajnéd odchylka jednotlivych odhadov. Empirickd smerodajnéd odchylka je
taktiez velmi blizka priemernej smerodajnej odchylke, okrem pripadu malého mo-
delu M1 outlierov, kde je nédsobne vécsia. CP kolise medzi 0,93 a 0,96.

Langl. coverage probability, CP
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Model | By sd(B,) Empirickésd CP
|
|

Ber porugent M1 497 035 0.36 0.93
M2 500 0,10 0,10 0,94

o 53;1171(;d7;117n7e 7777777 M1 Ti,@g © 049 047 096
M2 500 011 0,11 0,95
. MI 2,09 0,49 0.41 0,91
Tazkeé chvosty M2 1500 0,11 0,10 0,96
Outlers MIU520 4460 2022 0,98
M2 499 033 0,89 0,97

Wfffzg)éfﬂ;;u;nfé 7777777 M 11”1,997777():337777(),73§7777f),§57
M2 500 0,10 0,10 0,95

"~ Rozptyl rasttci 1 M1 501 032 032 093
s ¢asom pozorovania M2 ' 5,00 0,10 0,10 0,95
Mi 500 043 0.43 0.95
AR(1) M2 1500 0,12 0.12 0,94

Tabulka 3.1: Tabulka statistik pre modely s poruseniami predpokladov normality
pre ;5. Tabulka obsahuje priemer odhadov /3y, ich smerodajni odchylku (sd), em-
pirick smerodajni odchylku a pravdepodobnost pokrytia (CP). Skutocnéd hod-
nota parametra [y = 5.

Model ' B, sd(B;) empirickisd CP

Bez porugen M1 | 0,48 0,22 0,23 0,93

M2 1 0,50 0,07 0,07 0,94
T MIT050 02870237 091
M2, 0,50 0,07 0,07 0,94

S M1 | 0,51 0,23 0,22 0,95
VRO o0 00r 007 096
Outliery M1 | 0,37 0,84 2,98 0,95

M2 1 0,50 0,07 0,07 0,96
T MIT0500 02202 091
M2, 0,50 0,07 0,07 0,96

" Rozptyl rasthci ML 051 022 0220 093
s Casom pozorovania M2, 0,50 0,07 0,07 0,95
M1 ' 0,51 0,23 0,23 0,95

AR(L) M21050 007 007 095

Tabulka 3.2: Tabulka statistik pre modely s poruseniami predpokladov normality
pre ¢;;. Tabulka obsahuje priemer odhadov j3;, ich smerodajni odchylku (sd), em-
piricktl smerodajni odchylku a pravdepodobnost pokrytia (CP). Skutoénéd hod-
nota parametra 3; = 0,5.

o4



V tabulke3.3|vidime odhady 52 spolu s pravdepodobnostou pokrytia a odhady
IB), resp. 6211, dys a dio. Vidime, Ze na odhady gz majui porusenia predpokladov
znacny vplyv. V pripade bimodéalneho rozdelenia je odhad rozptylu (;2 rovny
2,21 pre maly model M1 a 2,24 pre velky model M2. Odhad rozptylu rozdelenia
vstupujticeho do porusenia sa pohybuje okolo hodnoty 3. Procedira odhadov
LME modelu teda neodhaduje sa odlisuje aj od rozptylu rozdelenia vstupujiceho
do porugenia, aj od hodnoty o2 modelu bez poruseni predpokladov.

V pripade tazkych chvostov je to ;2 = 1,67, resp. 5\3 = 1,73, v pripade out-
lierov 52 = 21,88, resp. (;2 = 13,34. V tychto pripadoch je ale teoreticky rozptyl
nekoneény (pre t-rozdelenia, ktoré vstupuji do poruseni, plati, ze ich druhé mo-
menty st rovné +00) Pre blizSiu predstavu o rozlozeni odhadov o2 pri porusent
predpokladov outliermi st k dispozicii kvantily v tabulke [3.4, Ked si porovndme
priemer a medidn odhadov ¢? pri poruseni predpokladov odlahlymi hodnotami,
vidime, zZe priemer je silne ovplyvneny vysokymi hodnotami - outliermi. Z tohto
dovodu je priemer odhadov mnohonasobne vacsi. Avsak medidn je stale velmi
vzdialeny (4,97 pre maly model M1, 5,41 pre velky model M2) od skutoc¢nej hod-
noty o2 = 1 pre model bez poruseni predpokladov.

V dalsich pripadoch, ktorymi si zosikmené rozdelenie, rozptyl rastuci s ca-
som a AR(1) modely chybovej zlozky, je zase odhad rozptylu nizsi ako skuto¢na
hodnota. Zaujimava je ¢ast s pravdepodobnostou pokrytia, kde vidief, Ze pri po-
ruseni AR(1) malého modelu M1 je pravdepodobnost pokrytia nenulovd, rovna
0,71. Pri ostatnych poruseniach interval spolahlivosti pokryl skuto¢nii hodnotu
v menej ako desiatich pripadoch. Je dolezité spomenuf, ze zvacsujuci sa pocet
subjektov a pozorovani nepriblizil odhad rozptylu k jeho skutoc¢nej hodnote.

Model '\ o2 CPu  dy  dy dis

Bez porusent M1 : 1,00 0,94 ll 1.99  0.99 0.99
M2, 1,00 0,95, 200  1.00 0.99

- é;r;g&éin’e ”””” M1 221 000" 231 1.02  0.99
****************** M2 224 0007 201 100 100
M1 1,67 0,000 219  1.00 0.97

Outliery M2 1334 000" 11428 103 039
- 7Z;):;11;1;1<;n7e 7777777 M T 76,587 0,00 H 199 099  0.99
M2 058 0001 199  1.00  1.00
"~ Rozptyl rasttci M1 053 000, 191 099  1.01
s Casom pozorovania M2, 0,50 0,00 1.99 1.00 1.00
Mi' 002 0700 322102 0.90
AR(D) M2 140 0000 251 101 1.00

Tabulka 3.3: Tabulka statistik pre modely s poruéeniami predpokladov normality
pre &;;. Tabulka obsahuje prlemer odhadov o2, pravdepodobnost pokrytla (CP)

pre 02 a priemery odhadov dn, d22 a d22 Skuto¢na hodnota parametrov 0 =1,
d11—2ad12—d22—1.

V tabulke sa tiez nachadzaji odhady D= (Cin ZAH). Vidime, ze odhady
12 22
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Outliery Model | Priemer Medidan 75% 95%  99% 99,5% Max

—~ M1 218 497 10,05 54,02 379,02 551,04 287175
¢ M2 11334 541 0,59 44,50 150,08 185,02 714,41

Tabulka 3.4: Priemer a kvantily odhadov (;2 pre porusenie predpokladu normality
pre €;; odlahlymi hodnotami.

2 1 . .,
| 1) bri poruseni pred-
pokladov odlahlymi hodnotami a pri AR(1) chybovej zlozke. ZvySujici sa pocet
subjektov a pozorovani na subjektoch sice priblizil odhady skuto¢nym hodnotam,
no v pripade outlierov je stale odhad dy; extrémne vzdialeny. Celkovo na odhady
parametrov modelu najviac vplyvaju odlahlé pozorovania, preto je potrebné pred
budovanim modelu si uvedomit, s akymi datami pracujeme a ¢i prave takéto
odlahlé hodnoty neobsahujt.

Prejdeme na porusenia predpokladov b; s predpokladmi pre ¢;; splnenymi.
V pripade efektu [y nie je na odhade badat ziadny vplyv poruseni predpokladov.

-----

sa vyraznejsie odlisuju od skutoc¢nej hodnoty D =

mensia odchylka) a na pravdepodobnosti pokrytia, ktora je pre vicsie modely
zhruba o jednu stotinu vyssia. Hodnoty najdeme v appendixe v tabulke

V pripade efektu 3, taktiez porusenia predpokladov pre b; velmi nevplyvaji
na odhady. Vynimkou je ale zosikmené rozdelenie b;, kde je odhad v oboch mo-
deloch (M1 aj M2) rovny 3; = —0,29. Detaily ndjdeme taktiez v appendixe v ta-
bulke . V pripade odhadu c;z taktiez nie je badatelny ziadny vplyv poruseni
predpokladov na hodnotu odhadu, ¢i pravdepodobnost pokrytia.

~ o~

Model \ Jn das dy2
M1 | 1,99 0,99 0,99
|
|

Bez poruseni

M2 2,00 1,00 0,99

77777 lg i;n;(;é;h;ef M1 17,99 16,94 16,96

e _______M2 1801 1697 16,98
Nehomogénny rozptyl Mi : 10,89 5,43 5,42
M2, 10,99 5,51 5,51

777777 (5 u;lge;); - M1, 24357 67,38 -55,56
M2 | 182,68 23,93 25,52

77777 ZioiéiLrin;:r;éi M1 036 034 -001

|

Tabulka 3.5: Tabulka statistik pre modely s poruseniami predpokladov normality
pre b;. Tabulka obsahuje priemer odhadov ID. Skuto¢na hodnota parametra D =

(i)
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Nakoniec v tabulke E mozeme vidiet odhady D. Pri poruseni predpokla-
dov bimodalnym rozdelenim st odhady d11, d22 a dlg zhruba na trovni 18,17,17

pre maly aj velky model. Odhadnuté kovarianéna matica rozdelenia vstupuju-

ceho do poruseni je na drovni D= 190 g) Vidime teda rozdiel medzi odhadom
vyplyvajicim z LME procedury, odhadom kovarianc¢nej struktiry rozdelenia vstu-
pujuceho do predpokladov a hodnotou D pre pripad bez poruseni predpokladov

Pri nehomogénnom rozptyle sa zase zhruba udrzuje pomer Z” resp. “ , ktory
je 2 ku 1. Tiez si mo6zeme vsimnuf, ze odhadnutda matica kovariacnej struktury
D vyplyvajica z LME procedury je priblizne rovna priemeru (prvok po prvku)

kovarianénych matic, ktoré vstupovali do modelu. Porusenie je zmes norméalnych

. R . (21 20 10 , o1 :
rozdeleni s kovarianénymi maticami <1 1) a (10 10) a vdhami 5. Priemer

11 55
55 5,5
ceho do poruseni je blizka hodnote spominaného priemeru kovarianénych matic.
V tomto priapde teda LME procediura spravne odhaduje kovarianénui struktaru
rozdelenia vstupujiceho do porusenia, ale lisi sa od hodnot D pre pripad so spl-
nenymi predpokladmi.

Pri outlieroch st odhady velmi vzdialené od skuto¢nosti (si mnohonésobne
vacsie). Pri zoSikmenom rozdeleni taktiez, ale odhady st mensie ako skuto¢né
hodnoty. Je zjavné, Ze porusenia predpokladov b; maju priamy a silny désledok
na odhady kovarianc¢nej struktiary nahodnych efektov b;.

Hodnoty odhadov pre kombinécie poruseni predpokladov pre ¢;; a b;, ndjdeme
v appendixe v tabulkach [A.1] [A.2] a [A.3] Vplyv poruseni je velmi podobny ako
v pripadoch samostatnych (nekombinovanych) poruseni.

matic je . Takisto odhadnuta kovarianéna matica rozdelenia vstupuju-

3.2 Sila a hladina testu

V tejto casti preskimame silu a hladinu testu s nulovou hypotézou
H, : 3; = 0. Silou testu myslime pravdepodobnost zamietnutia nulovej hypo-
tézy za predpokladu, ze neplati. Na hodnoty sily testu sa pozrieme pri rovnakych
nastaveniach parametrov a poruseniach predpokladov ako doteraz. Silu testu od-
hadneme ako pocet zamietnutych nulovych hypotéz voci celkovému poctu simu-
lacii. Hypotézu zamietame na hladine o = 0,05. Vzhladom na hodnoty pociatku
(Bp = 5) a smerodajnych odchylok je ale sila testu vzdy rovné 1, aZ na pripad
outlierov, kde pre maly model M1 je rovna 0,80 a pre velky model M2 je rovna
0,98. Z rovnakého dovodu je pre vSetky velké modely M2 sila testu pre parameter
f1 rovna 1. Zaujimavym pripadom st ale malé modely M1 a testy hypotézy
pre parameter ;. Pre tieto pripady sa sila pohybuje na trovni 0,60 s vynimkou
outlierov, kde je podstatne nizsia, rovna 0,37. Konkrétne hodnoty sily testu
moZeme vidiet v tabulke 3.6

Hladinou testu myslime pravdepodobnost zamietnutia nulovej hypotézy za pred-
pokladu, Ze nulova hypotéza plati | Na to, aby sme mohli overit dodrzanie hladiny
testu, musime zabezpecit aby platila nulova hypotéza pre jeden z parametrov (3
alebo f3;. CastejSou situdciou v praxi je nulovost sklonu, preto sme sa rozhodli, ze

2angl. type I error, chyba prvého druhu
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| Sila testu, 1 Hladina testu,

Model
C B=05 1 B=0
Bez poruseni M1 058 0,07
T o M2 L L0001 005
o ML 057 0,06
Bimodalne o1 g 0,05
T T T MI 060 T 0060
o e a0 00
M1 T 037 0,04
o Onley aao 0100 0 00
7 osikmend M1 w 0,60 w 0,06
o P M2 100 00
Rozptyl rastuci M1 T 063 0,07
_s Casom pozorovania M2 1,00 | 005
ML 7062 0,05
AR a0 10 1 005

Tabulka 3.6: Sila testu hypotézy (3.2) pre parameter 5, = 0,5 pri jednotlivych
poruseniach predpokladov pre g;;. V druhom stlpci sa nachadza hladina testu
pri nastaveni parametru 5; = 0.

budeme skimat hladinu prave pre parameter [3;. Z tohto dévodu sme nasimulovali
znovu modely spominané v kapitole 2 (malé M1 aj velké M2) s tym, ze parame-
ter zaujmu S; sme polozili rovny 0. Za odhad dosiahnutej hladiny povazujeme
pomer zamietnutych nulovych hypotéz voci celkovému poctu simulécii. Hladina
testu (3.2)), na zdklade ktorej zamietame Hy, je rovnd 0,05. V tabulke vidime
odhadnuté hladiny testov pre jednotlivé porusenia. Zhruba sa vsetky verzie mo-
delov drzia hladiny 0,05 s najmensou hodnotou 0,04 v pripade malého modelu
M1 outlierov a velkého modelu M2 so zoSikmenym rozdelenim. Najvyssiu odhad-
nutd hladinu 0,07 maji malé modely M1 v pripadoch bez poruseni a v pripade
s rozptylom rastiicim s ¢asom pozorovania.

Sila testov pri porusenych predpokladoch pre b; je pre [, taktiez prakticky
vSade rovna 1 s vynimkou outlierov, kde je drobna odchylka (0,98 pre M1, 0,99
pre M2). Vzhladom na skutoéni hodnotu efektu 5; = 0,5 a velkosti smerodajnych
odchylok, je sila testu ovela nizsia pre malé modely M1 (od 0,09 v pripade
bimodélneho rozdelenia po 0,60 v pripade zosikmeného rozdelenia, pripad bez
poruseni 0,58) a aj pre niektoré velké modely M2 (0,40 pre bimodalne rozdelenie,
0,86 pre nehomogénny rozptyl a 0,88 pre outliery) v porovnani so silami testov
pri porusenych predpokladoch pre ¢;;.

Hladinu testy dodrzuju s malymi odchylkami, podobne ako v pripade poru-
seni predpokladov pre ¢;;. Vacsina vacsich modelov méd dosiahnutt hladinu testu
blizku 0,05 (outliery 0,04). Vynimkou je vSak zoSikmené rozdelenie. Toto poruse-
nie ma hladinu testu rovnt 1 (sprdvne sme nezamietli nulovi hypotézu v menej
ako 10 pripadoch). Odhad B’I je v tomto pripade E = —0,78 so smerodajnou
odchylkou 0,13 pre maly model M1 a E = —0,79 so smerodajnou odchylkou
0,04 pre velky model M2, ¢oho désledkom je aj jednotkova hladina testu v oboch
pripadoch. Vsetky hodnoty néjdeme v tabulke [3.7]

Silu a hladinu testu pre zostdvajice kombindcie poruseni predpokladov pre ¢;;
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| Sila testu, 1 Hladina testu,

Model
0ce L B =05 | f1=0
Doy oo ML | 058 0,07
o COPOTEM M2 o100 005
o ML~ T 0,09 0,06
o Dmoddenp 10w 1 00
) M1 020 0,06
Nehomogénny rozptyl M2 i 0.86 i 0,05
S . M1 | 046 | 006
o Ouley N oss o
Josimene. ML 170,607 1,00
OMEIERE M2 100 1,00

Tabulka 3.7: Sila testu hypotézy (3.2) pre parameter 5; = 0,5 pri jednotlivych
poruseniach predpokladov pre b;. V druhom stlpci sa nachiddza hladina testu
pri nastaveni parametru 5; = 0.

a b; ndjdeme v appendixe v tabulkach alA5]
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Zaver

V nasej praci sme sa venovali linearnym modelom so zmiesanymi efektami,
ich diagnostike a dosledkom nesplnenia predpokladov.

V prvej kapitole sme uviedli potrebné definicie linedrnych zmiesanych mode-
lov, metédy odhadov jednotlivych parametrov (fixné efekty, kovariancna struk-
tura nahodnych efektov) a testy hypotéz. Testy sa tykaju nulovosti fixnych efektov
H, : 8; = 0, celkovej pritomnosti ndhodnych efektov Hy : D = 0 a pritomnosti
jednotlivych nahodnych efektov Hy : dos = 0.

V druhej kapitole sme a venovali grafickej diagnostike modelov s porusenymi
predpokladmi. Porusenia predpokladov sa tykaji €;; a b; (bud samostatne alebo
v kombindcii). NajsilnejSou zbranou na diagnostiku odchyleni od predpokladov sa
javi QQ-graf - ¢i uz QQ-graf rezidui, nahodnych efektov, ¢i QQ-graf Mahalano-
bisovej vzdialenosti. V pripade poruseni predpokladov pre ¢;; je QQ-graf citlivy
vo vSetkych moznostiach (tvar ’S’ pre bimodélne rozdelenie, odchylené nizke,
resp. vysoké kvantily pre porusenia predpokladov fazkymi chvostami, odlahlymi
pozorovaniami, zoSikmenym rozdelenim a s rozptylom rasticim s ¢asom) s vy-
nimkou AR(1) chybovej zlozky. Pre velké modely M2 bol uzito¢ny aj scatterplot
rezidui, hlavne pre porusenia bimodalnym rozdelenim, outliermi a rozptylom ras-
ticim s casom. Na histogram mali vplyv bimodalne rozdelenie, outliery a zosik-
mené rozdelenie. Porusenia predpokladov pre g;; nemali prakticky Ziadny vplyv
na QQ-grafy nahodnych efektov. Na odhalenie zavislosti rezidui vramci subjektu
je najviac vhodny graf odhadu autokorelacnej struktury. Avsak porusenie predpo-
kladu nezavislosti je viditelné len v pripade velkych modelov M2. Celkovo, vSetky
porusenia predpokladov ¢;; sa vac¢smi prejavuji vo vacsom modeli M2.

Pre porusenia predpokladov pre b; plati pre QQ-grafy rezidui to isté, co
pre porusenia predpokladov pre ¢;;. Taktiez je viditelny tvar 'S’ pre bimodalne
rozdelenie a odchylujtce sa chvosty pre ostatné porusenia predpokladov pre b;.
Pre pripad modelu s ndhodnym pociatkom aj sklonom na QQ-grafoch Mahala-
nobisovej vzdialenosti je viditelna odchylka na hornom chvoste pre vsetky po-
rusenia. Navyse je vidiet jasné porusenia predpokladov v scatterplotoch znovu
hlavne pre vacsie modely M2. Dva oddelené zhluky bodov pre bimodalne rozdele-
nie, nerovnomerne rozdelené body pre heterogénny rozptyl, velmi vzdialené body
pre outliery a nesymetricky oblak bodov pre zosikmené rozdelenie.

Pre kombindcie poruseni predpokladov sa jednotlivé porusenia pre €;; a b;
spravaju 'aditivne’, tj. porusenia vykazujui rovnaké znamky nedodrzania predpo-
kladov v prislusnych diagnostickych grafoch pre ¢;; a b;.

V tretej kapitole sme sa zaoberali vplyvu poruseni predpokladov na hodnoty
odhadov, silu a hladinu testov_pre fJy a ;. V pripade poruseni predpokladov
pre €;; su odhady parametrov 3y a 3; velmi blizko skuto¢nej hodnote. Najvacsiu
odchylku od skutoc¢nej hodnoty mé porusenie odlahlymi pozorovaniami.
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Pre odhady parametru 52 st ale vysledky diametralne odlisné. Vo vsetkych
poruseniach sa odhad vyrazne odchyluje od skutocnej hodnoty parametra o?.
Dolezité je ale podotknut, Ze rozdelenia, ktoré vstupuju do poruseni predpokladov
nemaji nutne rozptyl o2 = 1. Pre pripad parametrov di;, doy a dyp st odhady
relativne blizke skutoé¢nym hodnotdam parametrov, hlavne pre velké modely M2,
s vynimkou outlierov, kde si tieto odhady velmi nepresné. Pritomnost odlahlych
hodndt moéze silne zmenit odhady parametrov. L

V pripade poruseni predpokladov pre b; si odhady parametrov 3y, /1 a o2
prakticky rovné skutocnej hodnote. Ocakavane maji tieto porusenia predpokla-
dov silny dopad na odhady kovarianc¢nej struktiry. Najviac sa odchyluju outliery.
Znovu ale treba dodat, Ze kovariancna struktura, ktora vstupuje do poruseni,
nema nutne totozni kovariancéni struktiru s pripadom so splnenymi predpo-
kladmi ()dll =2a d12 = d22 = 1)

Kombinéacia poruseni predpokladov mé znovu akusi 'aditivnu’ povahu. Poru-
Senia, ktoré mali vplyv na parametre (3, 5, a 02, maju vplyv aj v tomto pripade
a naopak.

Dalej sme sa venovali testu hypotézy na hladine 0,05. Vzhladom na vel-
kost fixného efektu [y a prislusnych smerodajnych odchylok je ale sila testu vzdy
rovnd 1. Pre parameter 3; je sila testu pre porusenia predpokladov €;; pre malé
modely zhruba na trovni 0,6, pre velké modely je znovu rovna 1. Hladinu testu
sme sktimali na modeloch s upravenym parametrom (; rovnym 0. Hladina
testu je pre malé modely vyssia zhruba o 1 az 2 percenta s vynimkou outlierov,
kde je hladina nizsia. V pripade velkych modelov je hladina rovna 0,05 okrem
porusenia odlahlych hodnot, kde je rovna 0,06.

Pre porusenia predpokladov b; je sila testu vyrazne nizsia, ako pre porusenia
€;;. Hladina testu sa drzi na trovni poruseni ¢;; okrem zosikmeného rozdelenia,
kde je hladina rovna 1, a teda sme spravne nezamietli nulovost efektu v menej
ako 10 pripadoch.

Celkovo, najvacsi vplyv na diagnostické grafy, odhady parametrov a zavery
testov hypotézy maju odlahlé hodnoty, preto je potrebné pred modelovanim
urobit dokladni analyzu dat, ¢i prave takéto hodnoty neobsahuju.
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Dodatok A

Appendix

A.1 Odvodenie aposteriérneho rozdelenia nahod-
nych efektov

Uvazujme jednostupnovy zmiesany linedrny model

Y|b ~ N(XB +Zb, o’ly)
b ~ N(0, 02D,).
Potom, ak si ozna¢ime Y =Y — X8, mame
Y|b ~ N(Zb, o’ly)
b ~ N(0, 02D,).

Pre aposteriérne rozdelenie ndhodnych efektov potom plati (vid |Lindley a Smith
(1972) strana 4, Lemma) )
blY ~ N(Ce, C),

kde
1 1
C'==2"%2+ 5D,
€ 06
1 ~
c=—-Z'Y.
g

e

Strednd hodnota aposteriérneho rozdelenia je rovna

1, 1< N
Cc=02(2'Z+D;) ' S2'Y. = (Z'Z+D;")'Z'Y
Ue

Potom pomocou maticovych vztahov (1) a (4) z Smith| (1973)) (strana 67) dosta-
vame

(Z'Z+D;H'Z" = (D, - D.Z" (Iy + ZD,Z")'ZD,)Z"
=D.Z" -D,Z"(Iy + ZD,Z")'ZD,Z"
=D,2" -D.2" (Iy — (Iy + ZD,Z") ")
=D,Z" -D.Z" +D,Z" (Iy +ZD,Z" ).
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Strednd hodnota aposteriéorneho rozdelenia je potom

Eb|Y] =D.Z"(Iy + ZD.Z") (Y — XB).

A.2 Vzorce na redukciu dimenzie problému

Uvazujme maticu 3; = I,,, + Z;DZ; . Potom vdaka (3) z|Smith| (1973) (strana
67) dostavame pre inverzni maticu pre ¥; vztah

N = (L, + ZDZ) T = L, — Zi(D™ + 2] Z:) ']

Tiez, pre determinant plati

L., + Z;DZ | = |1, + DZ/ Z;|.

A.3 Vztahy pre maticové derivacie

otr(A) I Otr(AAT) oA otr(CAB)
oA oA 0A

Prehlad dalsich vztahov ndjdeme v |Wand| (2002)), resp. Demidenkol (2013)) strana
670.

=C'B"

A.4 Pearsonove rozdelenie typu 1V

Personove rozdelenie typu IV je rozdelenie s hustotou

L(m+ %) ?
I'(m)

fz) =

1 <1+<w_)\>2>me { v arctanx_)\}
X — .
a-B(m—1,3) a P a

kde I'(.) znaci (komplexni) Gamma funkciu a B(.,.) zna¢i Beta funkciu. Hustota
je definovand pre hodnoty parametrova >0, m > 1/2, v #£0a ) € RE]. Definiciu
najdeme napriklad v Nagahara, (1999) Theorem 2.1 s volbou parametrov m = b,

v =—2b0, a =7 a A = p. Pre centrdlne momenty rozdelenia plati
2
a 2 2
=——(r+1%),
M2 T2<T _ 1) (T v )

kde r =2(m —1) a

B 4a’v(r? + v?)
r3(r—1)(r—2)

ako mozeme vidiet v Nagaharal (1999) Theorem 2. Sikmost rozdelenia je potom

rovna Ll 4
vy = 4] _ T3 (r=1)(r—2) _ 4v r—1
5T ()32 (1“2((71”2—1) (r2+02))32  r—2\r24+?

v nemusi byt nutne nenulové, ale Sikmost rozdelenia s v = 0 je rovna 0)

H3 =

1
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A.5 Grafy modelov s nahodnym pociatkom s
kombinaciou poruseni predpokladov

Jednotlivé kombinacie su identifikované nazvami predpokladov nad jednotli-
vymi histogramami.

Bez poruseni

Histogram rezidui Rezidua vs. ¢as QQ graf rezidui QQ graf nah. efektov

m w
T £ Z - ]
= o=, s ¥ + E oo = 7 [}
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5 b= ipficiegiat: & il a =]
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Obr. A.1: Porovnanie grafov (zlava, histogram rezidui, scatterplot rezidui proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov) pre kombindcie poruseni
predpokladov chybovej zlozky - fazké chvosty - a predpokladov nahodnych efektov
- bimodélne rozdelenie, nehomogénny rozptyl, outliery a zosikmené rozdelenie -
v modeli s mensim poc¢tom pozorovani (M1).
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Obr. A.2: Porovnanie grafov (zlava, histogram rezidui, scatterplot rezidui proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov) pre kombindcie poruseni
predpokladov chybovej zlozky - fazké chvosty - a predpokladov nahodnych efektov
- bimodélne rozdelenie, nehomogénny rozptyl, outliery a zosikmené rozdelenie -

v modeli s va¢sim poctom pozorovani (M2).
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Obr. A.3: Porovnanie grafov (zlava, histogram rezidui, scatterplot rezidui proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov) pre kombindcie poruseni
predpokladov chybovej zlozky - outliery - a predpokladov nahodnych efektov -
bimodélne rozdelenie, nehomogénny rozptyl, outliery a zoSikmené rozdelenie -
v modeli s mensim poc¢tom pozorovani (M1).
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Obr. A.4: Porovnanie grafov (zlava, histogram rezidui, scatterplot rezidui proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov) pre kombindcie poruseni
predpokladov chybovej zlozky - outliery - a predpokladov nahodnych efektov -
bimodélne rozdelenie, nehomogénny rozptyl, outliery a zoSikmené rozdelenie -
v modeli s va¢sim poctom pozorovani (M2).
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Obr. A.5: Porovnanie grafov (zlava, histogram rezidui, scatterplot rezidui proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov) pre kombindcie poruseni
predpokladov chybovej zlozky - zosikmené rozdelenie - a predpokladov nahod-
nych efektov - bimodalne rozdelenie, nehomogénny rozptyl, outliery a zosikmené
rozdelenie - v modeli s mensim poc¢tom pozorovani (M1).
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Obr. A.6: Porovnanie grafov (zlava, histogram rezidui, scatterplot rezidui proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov) pre kombindcie poruseni
predpokladov chybovej zlozky - zosikmené rozdelenie - a predpokladov nahod-
nych efektov - bimodalne rozdelenie, nehomogénny rozptyl, outliery a zosikmené
rozdelenie - v modeli s vi¢Sim poctom pozorovani (M2).
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Obr. A.7: Porovnanie grafov (zlava, histogram rezidui, scatterplot rezidui proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov) pre kombindcie poruseni
predpokladov chybovej zlozky - rozptyl rastici s ¢casom - a predpokladov nahod-
nych efektov - bimodalne rozdelenie, nehomogénny rozptyl, outliery a zosikmené
rozdelenie - v modeli s mensim poc¢tom pozorovani (M1).
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Obr. A.8: Porovnanie grafov (zlava, histogram rezidui, scatterplot rezidui proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov) pre kombindcie poruseni
predpokladov chybovej zlozky - rozptyl rastici s ¢casom - a predpokladov nahod-
nych efektov - bimodalne rozdelenie, nehomogénny rozptyl, outliery a zosikmené
rozdelenie - v modeli s vi¢Sim poctom pozorovani (M2).
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Obr. A.9: Porovnanie grafov (zlava, histogram rezidui, scatterplot rezidui proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov)pre kombinécie poruseni pred-
pokladov chybovej zlozky - AR(1) zavislost - a predpokladov ndhodnych efektov
- bimodélne rozdelenie, nehomogénny rozptyl, outliery a zosikmené rozdelenie -

v modeli s mensim poc¢tom pozorovani (M1).
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Obr. A.10: Porovnanie grafov (zlava, histogram rezidui, scatterplot rezidui proti
casu, QQ graf rezidui a QQ graf ndhodnych efektov) pre kombindcie poruseni
predpokladov chybovej zlozky - AR(1) zavislost - a predpokladov nahodnych efek-
tov - bimodélne rozdelenie, nehomogénny rozptyl, outliery a zosikmené rozdelenie
- v modeli s vi¢sim po¢tom pozorovani (M2).
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A.6 Mnohorozmerné Studentovo rozdelenie

Mnohorozmerné Studentovo rozdelenie MVT (u, v, X) je rozdelenie ndhodného
vektoru X dlzky p s hustotou

I'((v+p)/2) (1 n i(X W)X - M)>_(V+p)/2,

1) = Gt )2

kde p je centralizacny parameter, ¥ je skalovd matica a v si stupne volnosti.
Vlastnosti ndjdeme v Kotz a Nadarajah| (2004)).

A.7 Vysledky simulacii odhadov parametrov
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Sila testu, Model | Bimodalne | Heterogenny : Outliery | Zosikmené
p1 =05 . rozptyl ‘
Bodiine M1 0,00 | 0,19 | 047 | 053
o Dimodibe M2 | 040 0% 108 L 10
. M1 0,00 7020 7045 00,58
Tazké chvosty y 1 042 | 086 | 089 | 1,00
S (7)171t7h;r7y7 ‘M1 [ 0,09 | 015 | 030 |, 027
o Ouier M2 | 0@ 08 L0 L 099
i Ml 009 77019048 062
M2 041 1 085 1 088 | 1,00
" Rogzptylrastaci M1 | 0,09 , 020 | 049 , 064
s ¢asom pozorovania M2 0,38 | 0,86 . 0,89 1,00
M1 0,00 T 022 T T 045 0,58
AR(D) y\p 039 1 08 1 08 1 1,00

Tabulka A.4: Sila testov Hy : 81 = 0 pre vSetky kombinacie poruseni predpo-
kladov pre g;; a b; bez jednoduchych, nekombinovanych poruseni. V riadkoch st
porusenia pre g;;5, v stlpcoch pre b;.

Hladina testu, -y 1401 | Bimodalne | TP 1 64 liery | Zogikmend
=0 | rozptyl | |
M1 0,07 ' 0,06 ' 005 ' 1,00
Bimodalne 1o 006 ' 005 1 003 | 100
777777777777777777777777777777 - - - - - — — - - L - - L - - - -
- M1 0,05 1 0,06 1 004 1 1,00
Tazké chvosty y ro 004 + 005 . 005 . 1,00
S g);tfli;rfyf ‘M1 [ 0,06 |, 004 | 004 | 077
M2 | 006 | 006 - 004 | 100
R i 006 005 1006 1,00
M2 005 1+ 005 1 005 1+ 1,00
" Rogptylrastaci M1 | 006 006 | 005 , 1,00
s Casom pozorovania M2 0,05 | 0,04 C 0,04 1,00
M1 0,07 0,07 005 1,00
ARy 007 1 005 004 1 1,00

Tabulka A.5: Hladina testov Hy : 31 = 0 pre vsetky kombinécie poruseni pred-
pokladov pre €;; a b; bez jednoduchych, nekombinovanych poruseni. V riadkoch
si porusenia pre €;5, v stlpcoch pre b;.
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