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"Chybovat je lidské, odpou¹tìt bo¾ské,ale zahrnovat mo¾nost výskytu hybydo svého projektu, to je statistiké."Leslie Kish0.1 ÚvodRobustní metody odhadu parametru jsou reakí na kritiku klasikýh statistikýhmetod. Ta se týká velmi silnýh podmínek, za kterýh klasiké odhady fungují dobøe.Tyto podmínky, které podrobnìji uvedeme v následujíím textu, se v¹ak ukazují v re-álnýh pøípadeh jako stì¾í dosa¾itelné. Problémem klasikýh metod, které se vyvíjejíu¾ nìkolik století, je fakt, ¾e fungují dobøe pouze pøi splnìní tìhto pøedpokladù. Pokudse v¹ak vlastnosti namìøenýh dat od tìhto pøedpokladù jen nepatrnì odli¹ují, ztráejíklasiké metody po¾adované vlastnosti. Tento fakt vede k potøebì de�novat vedle kla-sikýh vlastností dobrého odhadu naví dal¹í vlastnosti, které zaruèí jeho pou¾itelnosti v pøípadeh, kdy se namìøená data nehovají pøesnì podle pøedpokladù. Je rozumnýmpo¾adavkem, aby i v tìhto pøípadeh ná¹ odhad, kdy¾ u¾ ne nejlépe alespoò pøibli¾nì,popisoval hledaný model a pøi malé odhyle od pøedpokladù nedával (zela) zavádìjíívýsledky.Pøijde nám rozumné domnívat se, ¾e skuteèné vztahy mezi rùznými vìmi jsoumnohem slo¾itìj¹í, ne¾ modely, kterými se je sna¾íme popsat. Dá se øíi, ¾e tyto modelymohou pøinejlep¹ím skuteènost pouze aproximovat. A to, do jaké míry se jim to daøí,vypovídá o jejih kvalitì. Je bláhové vìøit, ¾e pomoí vìdy a exaktníh metod doká¾emeobjevit v¹ehny zákonitosti na¹eho svìta. V¾dy» existují vlièiny, které nedoká¾eme anizmìøit, zvá¾it, èi jinak kardinálnì ohodnotit. Napøíklad v ekonomii je jednou ze základ-níh velièin u¾itek, na kterém stojí elá neoklasiká ekonomie. Abyhom mohli aplikovatstatistiké metody na modely, ve kterýh vystupuje u¾itek jako vysvìtlujíí promìnná,museli byhom hodnoty u¾itku mít namìøené. To v¹ak není mo¾né, a tak nám nezbýváne¾ se smíøit s tím, ¾e mù¾eme pøinejlep¹ím pou¾ít nìjakou jinou velièinu, která je s u¾it-kem významnì korelovaná. Tímto pøistupujeme na to, ¾e model, který se sna¾íme najít,bude pouhým pøiblí¾ením realitì. Toto v¹ak není ni, o by nás mìlo od statistikého1



hledání závislostí odrazovat. Jen je tøeba na tento dùle¾itý aspekt nezapomínat, a mítho stále na mysli pøi interpretai výsledkù analýzy.Dal¹ím dùvodem pro zabývání se robustními metodami je existene hyb. Je do-ela bì¾né, ¾e data, která dostane statistik èi ekonometr k analýze, obsahují hyby.Nejèastìji se jedná o hybnì namìøené hodnoty, výjimkou není hybnì zapsaná dese-tinná èárka. Takto kontaminovaná data mohou velmi výraznì ovlivnit výsledky analýzyv ¹patném (ale i v dobrém) smyslu. Klasiké metody, jako je napøíklad metoda nejmen-¹íh ètverù, jsou na takové hyby itlivé, a proto se zaèaly hledat jiné, robustní metody,které by se dokázaly s hybami mezi daty vypoøádat. To znamená, ¾e buïto jsou vùèivyhýleným datùm "imunní", nebo doká¾í hybná data rozpoznat, a v proesu regresníanalýzy s nimi jednat jinak ne¾ s dobrými daty. Napøíklad ji¾ ve starovìkém Egyptìpou¾ívali v jistém smyslu robustní metody pøi výpoètu statistik. Jsou dolo¾ené pøí-pady, kdy ze vzorku dat, ze kterýh htìli poèítat prùmìrnou hodnotu, vyøadili pøedsamotným výpoètem odlehlá pozorování. Tento postup je jedním z robustníh postupù,kterému se budeme vìnovat i v tomto textu. Otázkou v¹ak zùstává, proè se formalizaerobustníh metod, a její hlub¹í analýza objevuje teprve v 70. leteh 20. století. Jednímz dùvodù mù¾e být napøíklad rozvoj výpoèetní tehniky, který spadá do stejného ob-dobí. V minulosti bylo nutné ve¹keré výpoèty provádìt ruènì, na papíøe. S nástupempoèítaèù se otevírají nové mo¾nosti odhadù a jejih výpoètù.Tento text si klade za íl pokusit se shrnout dosavadní bádání v oblasti robust-níh odhadù do ueleného souboru a pøiblí¾it ètenáøi výhody a nevýhody jednotlivýhmetod. Proto¾e za posledníh 40 let bylo navr¾eno nepøeberné mno¾ství alternativníhmetod, omezíme se v této prái pouze na ty nejvýznamnìj¹í, které nìjakým zpùsobemposunuly bádání v této oblasti dále. V první èásti práe zavedeme základní pojmya nastíníme historii vývoje regresní analýzy. Zopakujeme metodu nejmen¹íh ètverùa klasiké vlastnosti, jaké by mìl mít ideální odhad. V dal¹í èásti textu roz¹íøíme klasikévlastnosti odhadu o po¾adavky, které vyházejí z robustníh teorie. Uvedeme evoluirobustníh odhadù a jejih vlastnosti. V závìru práe bude pomoí simulae provedentest vybranýh robustníh metod.
2



Kapitola 1
Klasiké metody odhadu
1.1 Zavedení základníh pojmùAbyhom zabránili mo¾nému nedorozumìní v následujíím textu, uveïme základníznaèení, které budeme pou¾ívat. V dal¹ím textu budeme oznaèovat N mno¾inu v¹ehpøirozenýh èísel, R reálnou osu a Rp p-rozmìrný Euklidovský prostor. V¹ehny vektorybudou pova¾ovány za sloupové, pokud nebude expliitnì uvedeno jinak. V následujíírovnii (1.1) tak výraz XTi pova¾ujeme za øádkový vektor (neboli transponovaný sloup-ový vektor). Mìjme n 2 N pozorování, regresním modelem budeme dále rozumìtrovniiYi = �01Xi1 + �02Xi2 + �03Xi3 + : : :+ �0pXip + "i = XTi �0 + "i; i 2 f1; : : : ; ng (1.1)kde Yi 2 R je hodnota vysvìtlované promìnné a Xi 2 Rp je vektor hodnot vysvìtlu-jííh promìnnýh i-tého pozorování. �0 je p-rozmìrný vektor regresníh koe�ientù.Oznaèením �0 budeme hápat skuteènou hodnotu parametru �, zatímo �̂ bude znaèitná¹ (nìjaký) odhad. Èlen "i je prvkem posloupnosti náhodnýh velièin. V tomto textubudeme v¾dy uva¾ovat model s intereptem, tedy vektor XTi bude mít na 1. místì v¾dyhodnotu 1 (Xi1 = 1; i 2 f1; : : : ; ng).Kdy¾ se pro jednoduhost omezíme jen na dvourozmìrný prostor R2 , mù¾eme pøi-rovnat pátrání po nejlep¹íh odhadeh regresního modelu (1.1) k prokládání "nejlépe3



Obrázek 1.1: Metoda nejmen¹íh ètverù
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sedíí"1 pøímky oblakem dat, který vyneseme do roviny. Polohu a smìr této pøímkynám udávají právì koe�ienty �0i . Co se týèe hledání regresníh koe�ientù ve víerozmìrném prostoru, je tato pøedstava stále mo¾ná, av¹ak vy¾aduje mnohem víe fan-tazie (namísto pøímky hledáme nadrovinu). Mo¾ností, jakým zpùsobem je mo¾né hledathodnoty tìhto koe�ientù, není málo. Nejpopulárnìj¹í se stal, také díky jednoduhostivýpoètu, odhad metodou nejmen¹íh ètverù. Tuto metodu pro výpoèet regresníh ko-e�ientù pou¾il Galton2 poprvé v roe 1886 a od té doby si získala znaènou popularitu.3Podívejme se tedy na tuto metodu blí¾e.1.2 Metoda nejmen¹íh ètverùPokud opìt pou¾ijeme pøiblí¾ení z minulého odstave, mù¾eme si metodu nejmen¹íhètverù názornì ukázat na obrázku 1.1. Hledáme takovou pøímku (jednoznaènì urèenoukoe�ienty), pro kterou bude souèet druhýh monin vzdáleností jednotlivýh bodù od1Tato vlastnost mù¾e být nahlí¾ena z mnoha úhlù pohledu a volba zpùsobu mìøení je vlastnì volbasamotné regresní metody.2Galton, F. (1886), Regression towards mediority in herediatry stature3Název této práe dal vzniknout jménu modelu (1.1). Nutno dodat, ¾e jako první byla o mnoho letdøíve pou¾ita metoda minimalizujíí souèet absolutníh hodnot reziduí.4



pøímky mìøenýh ve smìru osy y nejmen¹í. Tuto vzdálenost pojmenujme reziduuma oznaème i-té reziduum ri = Yi �XTi �̂(OLS;n); (1.2)kde �̂(OLS;n) znaèí ná¹ odhad metodou nejmen¹íh ètverù. Je vidìt, ¾e pokud existujepøímka, která prohází v¹emi body, pak tento souèet bude nula, v ostatníh pøípadehbude souèet v¾dy kladný.Aby bylo mo¾né pohodlnìji sèítat jak rezidua pro body le¾íí nad pøímkou, takpro body le¾íí pod ní, pou¾íváme druhou moninu vzdálenosti. Tím zabezpeèímekladné sèítane pro v¹ehna rezidua. Tento krok v¹ak, jak uká¾eme v následujííh ka-pitoláh, výraznì zvy¹uje vliv odlehlýh pozorování, která zpùsobují kontaminai dat,na hodnoty regresníh koe�ientù, a tím i zkreslují výsledky analýzy.Odhademmetodou nejmen¹íh ètverù tedy budeme rozumìt takový vektor, pro kterýplatí �̂(OLS;n) = argmin�2Rp nXi=1 (Yi �XTi �)2; �̂(OLS;n) 2 Rp : (1.3)Matematikými metodami, které zde nebudu rozvádìt do detailù (zájeme odkazujemena skripta John, et al. (2003), kapitola XI ), dospìjeme k následujíí soustavì normálníhrovni, které musí splòovat hledaný vektor koe�ientù �̂(OLS;n)Pni=1(Yi �XTi �̂(OLS;n))Xi1 = 0...Pni=1(Yi �XTi �̂(OLS;n))Xip = 0 (1.4)Tuto soustavu u¾ umíme øe¹it a dokone víme, ¾e má za urèitýh okolností právì jednoøe¹ení. Tím øe¹ením bude námi hledaný odhad vektoru regresníh koe�ientù �. Pokudse podíváme na vý¹e uvedenou soustavu rovni dùkladnìji, je mo¾né nahlédnout, ¾e lzetuto soustavu pøepsat pomoí matiového zápisu následovnì4�̂(OLS;n) = (XTX)�1XTY: (1.5)Rovnie zapsaná v tomto tvaru nám ukazuje dal¹í dùle¾itou vlastnost, díky které simetoda OLS získala výsadní postavení, a tou je jednoduhost poèítání. V 19. století4Podrobný postup lze nalézt ve skripteh Ví¹ek (1997).5



byl ka¾dý výpoèet spojen s tu¾kou a papírem, a proto se v¾dy hledala nìjaká zjedno-du¹ení, aby byl výpoèet buïto alespoò snaz¹í, nebo dokone vùbe mo¾ný. Není protodivu, ¾e se metoda OLS stala nejpou¾ívanìj¹í metodou pro odhady parametrù. V¾dy»pro výpoèet odhadù koe�ientù nám staèí "pouhýh pár" statistik získanýh z dat a stìmi provést jen (relativnì) jednoduhé matematiké operae.Myslíme, ¾e je dobré se na tomto místì na hvíli zastavit a podívat se na tutovlastnost detailnì. Matie XTX má na ij-té souøadnii hodnotu Pnk=1XikXjk; k 2 N .Obdobnì matie XTY5 má na pozii i èlen Pnl=1XilYl. Tedy pro toho, kdo si vedlzáznamy dat a analyzoval je, staèilo, aby mìl k dispozii jen tyto statistiky. Kdy¾ mudo modelu pøibyla dal¹í pozorování (vzrostlo n), staèilo tyto statistiky doplnit o novéúdaje a nebylo tøeba pøepoèítávat elou soustavu rovni znovu. To v¹ak byla v tehdej¹ídobì tak velká výhoda, ¾e se z metody nejmen¹íh ètverù stal základní kámen v regresníanalýze. V souèasnosti v¹ak u¾ díky poèítaèové vybavenosti není tato vlastnost takovouvýhodou, i kdy¾ je tøeba øít, ¾e se stále preferují odhady, které lze vypoèítat jednodu¹¹íestou.1.3 Vlastnosti OLSZákladním teoretikým výstupem klasiké regrese je následujíí vìta, která udávápodmínky, pøi jejih¾ splnìní je odhad metodou OLS nejlep¹í mezi v¹emi nestrannýmiodhady.6 Pro úplnost uveïme de�nie jednotlivýh vlastností. Oznaème �̂(n) (nìkterý)odhad vektoru regresníh koe�ientù �0 poøízenýh na základì dat (Y;X).De�nie 1 Odhad �̂ nazveme nestranný, pokud platí E �̂ = �0.De�nie 2 Øekneme, ¾e odhad �̂ je konzistentní, pokud platí pro ka¾dé " > 0; �0 2 Rplimn!1P (j�̂ � �0j < ") = 1: (1.6)5Matie XTY je typu (p� 1).6Udává také podmínky, kdy je metoda OLS nejlep¹í mezi v¹emi lineárními nestrannými odhady,ale o tomto (drastikém) omezení jsem se ji¾ zmiòoval vý¹e v textu.6



De�nie 3 Øekneme, ¾e odhad �̂ je nejlep¹í mezi v¹emi odhady, pokud pro v¹ehnyostatní odhady b̂(n) 2 Rp a pro v¹ehna n 2 N platívar�̂(n) � varb̂(n): (1.7)Vìta 1 Neh» f"ig1i=1 je posloupnost náhodnýh velièin, pro které platí:E"i = 0 a E"i"j = Æij�2; kde ( Æij = 0 , j 6= iÆij = 1 , j = i 8i; j 2 f1; : : : ; ng (1.8)Pak �̂(OLS;n) je nejlep¹í nestranný lineární odhad.� Pokud naví platí(XTX) = O(n); (XTX)�1 = O� 1n� a "i jsou nezávislé, (1.9)pak �̂(OLS;n) je konzistentní.� Pokud naví platí limn!1 1n �XTX� = Q je regulární matie, (1.10)pak L(pn(�̂(OLS;n) � �0))!n!1 N(0;�), kde � = ov(pn(�̂ � �0)) = �2Q�1.� Pokud naví platí L("i) = N(0; �2); (1.11)pak �̂(OLS;n) je nejlep¹í nestranný odhad mezi v¹emi odhady (tedy i nelineárními).Dùkaz viz. Ví¹ek (1997).Jak u¾ jsme zmínili vý¹e, tato vìta nám jasnì de�nuje, za jakýh podmínek je nej-vhodnìj¹í pou¾ití metody OLS. To by v¹ak neznamenalo mnoho, proto¾e jako ka¾dá ma-tematiká vìta i tato nám neøíká ni v pøípadì, kdy nejsou splnìny v¹ehny pøedpoklady.Proto bylo pro klasikou regresi vymy¹leno mnoho testù - obenì nástrojù, které testujísplnìní po¾adovanýh pøedpokladù a také nabízejí øe¹ení, pokud tyto pøedpoklady spl-nìny nejsou. Jedná se napøíklad o testy na normalitu reziduí, testy homoskedastiity,7



testy multikolinearity, Whiteova kovarianèní matie (opravuje výsledky pøi poru¹eníhomoskedastiity). Øíkejme jim doprovodné nástroje regrese. Bez tìhto nástrojù bybyla mo¾nost pou¾ívání regrese buïto velmi omezená, nebo by nebyla jistota správ-nosti jejih výsledkù.Celou tuto kapitolu mù¾eme shrnout do následujíího tvrzení. Existuje elá øadamo¾ností, jak zkonstruovat odhad parametru. Abyhom umìli rozhodnout, který z nihje nejlep¹í, de�nujeme si následujíí seznam vlastností, které by mìl tento odhad spl-òovat:7� nestrannost,� (pn) konzistene,� e�iene,� asymptotiká normalita,� existene doprovodnýh nástrojù regrese.

7Ví¹ek, (2000b). 8



Kapitola 2
Robustní metody odhadu

Jak jsme ji¾ zmínili v pøedházejíí kapitole, klasiká metoda nejmen¹íh ètverùje velmi efektivní pøi splnìní velmi silnýh podmínek, av¹ak ztráí velmi ryhle svoukvalitu, pokud tyto podmínky nejsou splnìny. Proto se u¾ v polovinì 70. let minuléhostoletí zaèíná rozvíjet nová oblast ekonometrie, která se sna¾í objevit nové mo¾nosti,jak odhadovat parametry v reálnìj¹íh (hor¹íh) podmínkáh. V následujíí kapitolese ve struènosti zmíníme o dal¹íh typeh odhadù, které budou v urèitém slova smyslurobustními. De�nujeme nové vlastnosti odhadù, které nám dají informai o míøe ro-bustnosti.Ne¾ se pustíme do analýzy metody LWS1, kterou zavedeme pozdìji v této kapitole,zmínímì alespoò ve struènosti dal¹í metody odhadù, které této metodì pøedházely.Heuristika klasikýh ètverù vyhází vlastnì ze statistikého prùmìru, proto¾e souèetèlenù posloupnosti (pokud ho naví vydìlíme poètem èlenù této posloupnosti) je sta-tistikou prùmìru. Víme ji¾, ¾e klasiký prùmìr není vùbe robustním odhadem støedníhodnoty, dokone staèí pouze jediné dost odlehlé pozorování, aby vzdálilo prùmìr odstøední hodnoty nad v¹ehny meze. Proto se jako jeden z prvníh robustníh odhadùregresníh koe�ientù objevil tzv. repeated median, který v¹ak byl pouhým teoretikýmkonstruktem a pokud je nám známo, nebyl nikdy praktiky aplikován. Jeho hlavnímpøínosem bylo, ¾e byl zalo¾en na mediánu (narozdíl od LS, které praují s obyèejnýmprùmìrem). Tento postup byl záhy vyu¾it v dal¹í robustní metodì regresníh modelù,1LWS - znaèí the Least Weighted Squares. 9



kterou je metoda minimalizae mediánu ètverù reziduí (the Least Median Squares -LMS). Dal¹í výzkum v této oblasti v¹ak objevil slabinu metody LMS. Zatím nejna-dìjnìj¹ím modelem, kterým se budeme zabývat v této prái, je metoda nejmen¹íhvá¾enýh ètverù (LWS), kterou navrhl J.Á. Ví¹ek (2000b).Je¹tì pøed tím je v¹ak tøeba de�novat nìjaké u¾iteèné míry robustnosti. My pou¾i-jeme vlastnosti, které zavedl v 70. leteh Frank R. Hampel. Popí¹eme zde jeho pøístupzalo¾ený na in�nitezimálním poètu - inuenèní funki.22.1 Chyby v dateh2.1.1 Outliery a Leverage pointyNejèastìj¹í formou poru¹ení klasikýh pøedpokladù jsou hyby v dateh, na kteráaplikujeme regresní analýzu. Jedná se o tzv. odlehlá pozorování. Ty mohou být zapøí-èinìny mnoha faktory napø. ¹patným pøepisem èísla a jeho desetinné èárky. V dal¹ímtextu budeme rozli¹ovat mezi odlehlým pozorováním ve smìru X (hyba v dateh re-gresorù) a pozorováním ve smìru Y (hyba v závislé promìnné). První z pøedhozíhdvou oznaèíme leverage point, druhý druh nazvìme outlier. Oba dva mají vliv na výsle-dek klasiké regrese, av¹ak je nutno podotknout, ¾e zatímo outliery nemusí mít a¾ takvelký vliv, o to nebezpeènìj¹í mohou být leverage pointy. K vysvìtlení tohoto tvrzenípou¾ijeme obrázek 2.1.Z grafu je vidìt, ¾e v na¹em pøípadì outlier ovlivnil pouze hodnotu intereptu a za-hoval správný sklon regresní pøímky. Na druhé stranì leverage point zmìnil nejenhodnotu intereptu, ale i hodnotu koe�ietu udávajíího sklon. Je tøeba podotknout,¾e toto je pouze akademiký pøípad. V reálném svìtì i outliery mohou ovlivnit sklonregresní nadroviny. Dùvodem velkého vlivu leverage pointù na klasikou regresi je tenfakt, ¾e metoda OLS spoèívá na minimalizai souètu reziduí, o¾ je vzdálenost boduod regresní pøímky mìøená podle osy y.3 Jinými slovy klasiká metoda OLS zvelièuje2Hampel, (1986).3Ve víerozmìrném pøípadì by tomu bylo obdobnì, pouze zamìníme regresní pøímku za regresnínadrovinu. 10



Obrázek 2.1: Outlier x Leverage Point
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dùle¾itost X-ovýh hodnot na úkor Y-ovýh.2.2 Hamplùv programTuto seki zahájíme de�nií inuenèní funke (IF), ze které potom v dal¹íh èás-teh textu vyvodíme vhodné vlastnosti, kterými budeme popisovat robustní metodyodhadu. V roe 1974 Frank Hampel pøestavil svou teorii inuenèní funke, která bylajakousi obdobou Taylorova rozvoje funke v bodì. Av¹ak namísto obyèejné funke vy-stupuje v Hamplovì IF funkionál (statistika) T, která je odhadem nìjakého parametru.Dále zmíníme vlastnosti, kterými lze porovnávat metody odhadù. Mezi nì patøí GrossError Sensitivity, Loal Shift Sensitivity, Rejetion Point a Breakdown Point. Nakonepopí¹eme robustní metodu, kterou navrhl Hampel jako výhodisko z "krize".2.2.1 Inuenèní funkeZákladním kamenem Hamplova programu a jeho pøínosem do robustní analýzy je ná-stroj, který oznaèil inuenèní funke. Ústøední my¹lenkou byl následujíí vztah: pokudmáme vektor dat (øeknìme posloupnost fxigni=1), pak existuje empiriká distribuèní
11



funke, která je dána vztahemFn(x) = 1n nXi=1 Ixi�x, kde I je indikátor stavu, který nabývá hodnot 0; 1: (2.1)Statistika T se dá vlastnì popsat jako funkionál (funke, která pøiøazuje promìnným- funkím - reálné èíslo) této empiriké distribuèní funke. Neboli T (fxigni=1) = T (Fn).Tento empiriký vztah v mnoha pøípadeh má i svùj teoretiký protìj¹ek, jinými slovyT (x) = T (F (x)), kde F (x) je teoretiká distribuèní funke velièiny x.4 Nyní u¾ mù¾emeuvést následujíí de�nii, ze které je na první pohled patrná podobnost s klasikoude�nií derivae funke.5 IF pak udává, jak se zmìní hodnota statistiky (odhadu para-metru), kdy¾ se nepatrnì (limitnì) zmìní zdrojová data.De�nie 4 Inuenèní funke statistiky T v bodì F je dána vztahemIF (x;T; F ) = limt!0 T ((1� t)F + t�x)� T (F )t (2.2)pro v¹ehna x, kde limita existuje.6Z inuenèní funke posléze Hampel vyvozuje nové vlastnosti robustníh odhadù,které si na následujííh øádíh zavedeme a ve struènosti popí¹eme.2.2.2 Vlastnosti vyházejíí z IFHamplova my¹lenka byla následujíí: aby byl odhad dobrý, mìl by být imunní vùèihybám v dateh. Tyto hyby mohou být víero druhù, jedním z nih je malá èást velmiodlehlýh pozorování. Pøipomeòme si vliv jednoho odlehlého pozorování na statistikuprùmìru, který je odhadem støední hodnoty. Jedno dostateènì odlehlé pozorování mù¾eovlivnit hodnotu odhadu pøes v¹ehny meze. Proto Hampel zavádí následujíí vlastnost:De�nie 5 Gross error sensitivity je dána vztahem�(T; F ) = supx2R jIF (x; F; T )j (2.3)4Viz Hampel (1997), str.82-83.5Viz napø. John (1997).6Viz. Hampel (1997), str. 84. 12



Øeèeno slovy, GES udává nejvìt¹í mo¾ný vliv "nejhor¹ího mo¾ného" pozorování x zdistribuèní funke F na hodnotu statistiky T . Z toho jednoznaènì vyplývá, ¾e ílempro dobrý odhad bude, aby mìl pokud mo¾no o nejni¾¹í nebo alespoò koneèný GES.Druhým pólem je reake na velmi malé pohybování s daty. Bylo by dobré, kdybyodhad, který pou¾ijeme, málo reagoval na malé zmìny ve velkém poètu dat, neboli abynebyl senzitivní, napø. na velké mno¾ství zaokrouhlení dat. Tato vlastnost nám mimojiné øíká, jak se odhad hová pøi nepøesnosteh v záznamu dat (ve fyzie tak zvanáhyba mìøení).De�nie 6 Loal shift sensitivity je dána vztahem�� = supx;y2R ����IF (x; F; T )� IF (y; F; T )x� y ���� (2.4)Ze samotného názvu vyplývá, ¾e se jedná o itlivost na lokální posun (loal shift) vìt¹íhomno¾ství dat.De�nie 7 Rejetion point je dán vztahem�� = infr2Rfr > 0; 8x 2 Rp ; jxj > r : IF (x; T; F ) = 0g (2.5)Tato vlastnost vyplývá z potøeby zela vyjmout velmi odlehlá pozorování pøed výpo-ètem odhadù. Ve svìtle inuenèní funke se jedná o ta data, která mají nulový vlivna hodnotu statistiky, neboli jde o takovou èást køivky IF, která má nulovou hodnotu.Hodnota �� pak udává nejmen¹í velikost x, která u¾ nemá vliv na hodnotu statistiky.Pokud taková není, øíkáme, ¾e �� = +1 (o¾ plyne z de�nie in�ma).Poslední vlastností je Breakdown Point, neboli bod zlomu, jeho¾ matematikou de-�nii zde nebudeme uvádìt7, nebo» je tehniky komplikovaná a naví pou¾ívá mate-matiké pojmy pøesahujíí ráme této práe. Co v¹ak uvedeme, je slovní de�nie, kterámnohem jasnìji a velmi jednodu¹e vysvìtlí její podstatu.De�nie 8 Breakdown point znaèíme �� a pova¾ujeme za nìj nejmen¹í poèet odleh-lýh pozorování, která doká¾í pozmìnit hodnotu statistiky pøes v¹ehny meze, vydìlenýpoètem v¹eh pozorování.7Zájeme ji mù¾e nalézt napø. v textu Hampel (1997), str. 9713



Jinými slovy jde o nejmen¹í pomìr ¹patnýh a dobrýh dat, který u¾ staèí k totál-nímu znehodnoení odhadu. Z této de�nie jednoznaènì vyplývá, ¾e hodnota �� mù¾enabývat hodnoty od 0% do 50%. Pro vy¹¹í míru kontaminae se z vìt¹iny, kterou tvoøíkontaminovaná data, "stávají" èistá data a z èistýh dat, kterýh je ménì se "stávají"odlehlá pozorování. Vý¹e uvedené uvozovky naznaèují, ¾e se nejedná o transformai sku-teèného modelu, který stojí za vygenerovanými daty, av¹ak naznaèují, ¾e je nemo¾nérozpoznat, která data jsou ta pravá (podporujíí generujíí model).Shrneme-li vý¹e uvedené po¾adavky na robustní odhad, dostaneme následujíí se-znam8:� pøimìøenì nízká gross-error sensitivity,� malá loal shift sensitivity,� koneèný rejetion point,� rozumnì vysoký breakdown point.Samozøejmì stále platí po¾adavky, které jsme uvedli na koni první kapitoly. Tento se-znam je¹tì není úplný, a proto toho, kdo má zájem dozvìdìt se víe, odkazujeme na textVí¹ek (2000b), kde jsou podrobnì rozebrány i dal¹í vlastnosti robustníh odhadù.2.3 The Least Median Squares, The Least TrimmedSquaresJe¹tì pøed tím, ne¾ se dostaneme k analýze metody LWS, která bude podrobnìrozebrána v následujíí kapitole, je tøeba uvést dvì dùle¾ité robustní metody odhaduregresníh koe�ientù, které pøímo pøedházely návrhu metody LWS a jsou v nih vy-vinuty postupy, na kterýh staví i metoda LWS.Obì tyto metody pøedstavil v krátkém intervalu v roe 1983 Peter Rousseeuw .Èasovì první se objevila metoda the Least Median of Squares, tak se na ni podívejmenejdøíve.8Ví¹ek (2000b), str. 12. 14



2.3.1 LMS - de�nie a vlastnostiAèkoliv tato metoda nebyla první, která v oblasti regresní analýzy pou¾ila robustnístatistiku mediánu namísto klasiké sumy ètverù reziduí, stala se první metodou, kteráse zaèala v praxi pou¾ívat. Tou metodou, která získala zmínìné prvenství, byla èistìteoretiká metoda zvaná repeated median. Pokud je nám známo, nebyla nikdy pou¾itav praxi, av¹ak její pøínos je jednoznaèný - otevøela alternativní pøístup k odhadùmregesníh parametrù. Do té doby se výluènì pou¾ívala operae souètu, a¾ v této dobìse zaèalo experimentovat i s jiným operátorem. My¹lenka byla následujíí: podle no-výh po¾adavkù na robustní odhady se hledal takový odhad, který bude mít vysokýbreakdown point, nejlépe 50%.9 A proto¾e medián má tuto vlastnost pøi odhadu støedníhodnoty, de�novala se metoda LMS následovnì (Hampel (1997), str. 330)De�nie 9 Odhad metodou the Least median of Squares se rozumí:�̂(LMS;n) = argmin�2Rp med fr2i (�)g; i 2 f1; : : : ; ng: (2.6)Praktiky okam¾itì byla v¹ak tato de�nie zobenìna na následujíí:�̂(LMS;n;h) = argmin�2Rp r2(h)(�) (2.7)kde výraz r2(h) znaèí h-tou poøádkovou statistiku10 ètverù reziduí. Jinými slovy seøadímeètvere reziduí tak, aby platilo:r2(1) � r2(2) � : : : � r2(i) � : : : � r2(n) (2.8)Nutno podotknout, ¾e tento odhad nemá (jako mnoho novýh robustníh odhadù)jednoduhou formuli pro výpoèet, jako tomu je u metody OLS. Pøesto Rousseeuw a Le-roy brzy poskytli i program, který byl shopen zpraovat data touto metodou.Z dobrýh vlastností, které tato metoda poskytovala, uveïme vysoký breakdownpoint - asymptotiky dosahoval horní hodnoty 50%. Av¹ak, jak se brzy ukázalo, mìli doela podstatné nedostatky, které vedly k nahrazení této metody jinými. Jednalo9A¾ pozdìji se ukázalo, ¾e tento hon za vysokým �� nebyl tak doela výhodný.10Lze si pov¹imnout, ¾e pro h = n2 se tyto dvì de�nie shodují.15



se pøedev¹ím o malou e�ieni. Zatímo metoda OLS byla pn-konzistentní, ukázalose, ¾e LMS je pouze 3pn-konzistentní. To znamenalo, ¾e zatímo pro stejnì vydatnýodhad metodou OLS staèilo napøíklad 100 pozorování, metoda LMS vy¾adovala 1000pozorování. Detailnìj¹í rozbor ètenáø nalezne v textu Ví¹ek (1994).2.3.2 LTS - de�nie a vlastnostiDruhou vý¹e zmínìnou metodou je odhad nazvaný the Least trimmed squares, pøe-kládaný do èe¹tiny jako nejmen¹í usekané ètvere. Jak ji¾ název napovídá, bude tatometoda oøezávat nìkterá data. Av¹ak oproti klasikému TLS (Trimmed the Least squa-res)11, kdy jsou data osekávána podle nìjakého externího pravidla, je v metodì LTSpou¾it vnitøní algoritmus pro oøezávání.De�nie 10 Odhadem metodou the Least trimmed squares rozumíme�̂(LTS;n;h) = argmin�2Rp hXi=1 r2(i)(�); (2.9)kde h 2 hn2 ;ni je vhodnì zvolený parametr oøezávání.Z vý¹e uvedené de�nie je patrné, ¾e postup, kterým se získává tento odhad, mámnoho spoleèného s pøedhozí metodou LMS. Tak jako pøedhozí odhad, i tento praujes poøádkovými statistikami, ze kterýh si ale vybírá pouze h nejmen¹íh podle nìjakéhointerního pravidla. Existují studie12, které ukazují, ¾e odhad metodou LTS je dokonepn-konzistentní, o¾ neplatilo pro vý¹e uvedený odhad LMS. V tomto textu lze takénalézt dùkaz tohoto tvrzení a podmínky konzistene. Ne¾ budeme pokraèovat dále,dodejme, ¾e optimální hodnota parametru oøezávání je h = [n2 ℄ + [p+12 ℄, kde operae [a℄udává elou èást èísla a. Pøi této hodnotì parametru h dosahuje asymptotiky odhadmetodou LTS magiké hranie �� = 50%.11Ano, poøadí slov v názvu metody naznaèuje rozdíl mezi tìmito dvìma metodami.12Napø. Ví¹ek (2000b).
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2.3.3 LTS - algoritmus výpoètuJak ji¾ bylo øeèeno, nedílnou souèástí tìhto novýh metod odhadù je i fakt, ¾e jsouformulovány ve formì extremální úlohy. Narozdíl od klasikýh nejmen¹íh ètverù,které mají "pøíjemnou" formulku pro výpoèet odhadù koe�ientù, není u metody nejmen-¹íh usekanýh ètverù øe¹ení tak jednodu¹e dostupné. Abyhom dostali hledané øe¹eníextremální úlohy (2.9), musíme buïto vyzkou¹et v¹ehny mo¾né kombinae, nebo apli-kovat nìaký vhodný algoritmus výpoètu. V analýze, kterou provedeme na koni tétopráe, budeme praovat s daty o velikosti n = 100. Pokud byhom htìli v tomto pøípadìpoèítat odhady metodou LTS zpùsobem porovnání v¹eh mo¾nýh kombinaí, muselibyhom provést minimálnì0�n = 100h = 501A = 1029 výpoètù. To v¹ak není ani v dne¹ní dobìvysoe výkonnýh proesorù èasovì dostupné.Proto se musíme uhýlit k nìjakému vhodnému algoritmu, který poskytuje pøibli¾néøe¹ení. Uvedeme strukturu algoritmu13, který byl otestován, zda vhodnì aproximujeøe¹ení extremální úlohy (2.9).1. Náhodnì vybereme p+ 1 pozorování a najdeme regresní nadrovinu.2. Vypoèítáme rezidua pro v¹ehna pozorování vzhledem k této nadrovinì.3. Vezmeme h nejmen¹íh pozorování a zapí¹eme sumu ètverù reziduí.4. Pokud není tato suma men¹í ne¾ pøedhozí hodnota, pøejdeme na 65. Aplikaí nejmen¹íh ètverù na h zvolenýh pozorování najdeme novou regresnínadrovinu a pøejdeme na 2.6. Pokud byl stejný odhad nalezen u¾ ponìkolikáté (napø. 20x), ukonèíme proes,pokud ne, pøejdeme na 1.Netrvalo dlouho a objevila se i u metody LTS slabina, která vy¾adovala nápravu.Obenì pøijímaný názor, ¾e odhad s vysokým breakdown pointem je obrnìný proti ¹pat-ným datùm, se ukázal jako mylný v tom smìru, ¾e odhad byl sie odolný vùèi odlehlým13Viz. Ví¹ek (2000a). 17



pozorováním, av¹ak nebyl dostateènì itlivý na malé zmìny v dateh uvnitø oblaku dat.Tento efekt se objevil pøi zkoumání dat, ve kterýh bylo hybnì zaznamenáno jednomìøení. Po jeho koreki se model pøepoèítal a k ú¾asu statistikù se hodnoty odhadùrazantnì zmìnily, i kdy¾ koreke na jediném pozorování byla minimální.Dùvod pro toto hování objasòuje ve své prái Ví¹ek (2000b). Autor rovnì¾ na-bízí výhodisko z tohoto problému. Pøedstavuje dal¹í metodu odhadu, kterou uvedemev následujíí kapitole.
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Kapitola 3
The Least Weighted Squares

Metoda nejmen¹íh vá¾enýh ètverù vyhází z po¾adavku, aby robustní regresní me-tody neignorovaly odlehlá data úplnì. Tím se pøipravují o kus informae, kterou ka¾détakto useklé pozorování nese. Uveïme jeden akademiký pøípad, na kterém popí¹emekonkrétnì vý¹e zmínìnou vlastnost metody LTS. Pokud máme data, která vynesena dografu vykazují známky dvou rùznýh populaí, mù¾e se stát, ¾e "vhodným" výbìrem datpouze z jednoho podsouboru bude výsledný odhad koe�ientù regrese popisovat pouzetato data a ignorovat druhou, nevybranou populai. To mù¾e být nìkdy dobøe, nìkdy¹patnì.To musí ten, kdo zpraovává data, elkovì posoudit (napø. s pomoí nìkteréhogra�kého editoru).Proto zavedeme nový odhadDe�nie 11 Odhadem metodou the Least Weighted Squares rozumíme�(LWS;h;w) = argmin�2Rp nXi=1 wir2(i)(�); (3.1)kde fwigni=1 je nerostouí posloupnost èísel, pro která platí w1 = 1; wi � 0.Pro dùkaz existene øe¹ení odkazujeme ètenáøe na text Ví¹ek (2006), který se zabývái dùkazem konzistene metody LWS.Opìt mù¾eme velmi lehe nahlédnout podobnost s pøedhozími odhady. Co je v tomtopøípadì nové, je vektor vah, kterým násobíme poøádkové statistiky ètverù reziduí (or-der statistis of squared residuals), a tím mù¾eme potlaèit vliv dané poøádkové statistiky19



na souèet v (3.1), pøidat nebo ubrat na dùle¾itosti. Pøi podrobnìj¹ím zkoumání lze ob-jevit, ¾e pro spei�kou volbu vah se odhad metodou LWS stává odhadem metodouLTS. Staèí pouze polo¾it wi = 1 pro i 2 f1; : : : ; hg a wi = 0 pro i 2 fh+ 1; : : : ; ng. Lzetedy øíi, ¾e odhad metodou LTS je speiálním pøípadem odhadu metody LWS.Pøidáním vah jako parametru do extremální úlohy vlastnì vkládáme do proesudal¹í ladíí prvek, který nám dovoluje ovládat proes hledání optimálního øe¹ení úlohy.Jinými slovy máme mo¾nost ovlivnit prùbìh výbìru tìh dat, která "víe" a která"ménì" determinují model, a tím i ovlivnit koneèný tvar modelu.Je¹tì ne¾ se pustíme do simulaèní analýzy, uveïme pozmìnìný algoritmus pro vý-poèet LWS.3.1 LWS - Algoritmus výpoètu1. Náhodnì vybereme p+ 1 pozorování a najdeme regresní nadrovinu.2. Zvolíme vektor vah w 2 Rn .3. Vypoèítáme rezidua pro v¹ehna pozorování vzhledem k této nadrovinì.4. Seøadíme rezidua podle velikosti a vynásobíme je pøíslu¹nými váhami a zazname-náme souèet S =Pni=1 r2(i)wi.5. Pokud není tato suma men¹í ne¾ pøedhozí hodnota, pøejdeme na 7.6. Aplikaí vá¾enýh nejmen¹íh ètverù (WLS) na v¹ehna pozorování seøazenádle velikosti ètverù reziduí najdeme novou regresní nadrovinu a pøejdeme na 3.Jinými slovy, pùvodní data seøadíme dle velikosti ètverù reziduí (o¾ jsme vlastnìu¾ udìlali v bodì 4.) a spoèteme �̂(WLS) = ( ~XTW ~X)�1( ~XTW ~Y), kde ~X a ~Y jsou"pøerovnaná data" aW = diagfw1; w2; : : : ; wng (diagf g znaèí diagonální matiis prvky na diagonále w1; w2; : : : ; wn).7. Pokud byl stejný odhad nalezen u¾ ponìkolikáté (napø. 20x), ukonèi proes, pokudne, pøejdi na 1. 20



3.2 Simulaèní analýza metody LWSV poslední èásti této práe provedeme sérii rùznýh simulaí, ve kterýh budemesrovnávat výsledky rùznýh metod odhadù s výsledky pomoí metody LWS. Ve¹kerévýpoèty a simulae budeme provádìt pomoí programu MATLAB. Tento program jsmezvolili na doporuèení, nebo» má (velmi) dobrý generátor náhodnýh èísel. Nutno do-dat, ¾e po¾adavek, aby náhodná èísla byla opravdu náhodná, je nutný pro jakoukolivanalýzu.Nejprve provedeme sérii výpoètù s daty, která budou mít silnì kontaminované hod-noty regresorù. Jak jsme si øekli v druhé kapitole, øíkáme takovým datùm leveragepointy. Také jsme zmínili, ¾e jejih vliv na odhad metodou LS je veliký, a proto jsoupro tuto metodu velkým úskalím. Data pro analýzu vygenerujeme následujíím postu-pem:1. Zvolíme základní poèet pozorování na¹ih dat (n = 100) a poèet regresorù vèetnìkonstanty (p = 5). Volba tìhto hodnot má následujíí význam: 100 pozorováníje na jedné stranì obenì dostateèné mno¾ství pro regsesní analýzu, na stranìdruhé se s takovým mno¾stvím dat setkáme v reálnýh regresníh analýzáh.Vy¹¹í poèet regresorù znamená, ¾e je ji¾ obtí¾nìj¹í (bez gra�kého programu skoronemo¾né) odhalit odlehlá pozorování pouhým pohledem.2. Vytvoøíme náhodnou matii regresorù X typu (n = 100� p = 5), kde jednotlivéprvky matie jsou normálnì rozdìlené s nulovou støední hodnotou (�Xij = 0)a rozptylem �2Xij = 2. Zvolením normálního rozdìlení dosáhneme oblakovitéhotvaru dat, který bude mít smìrem ke støedu hust¹í strukturu.3. Podobnì vygenerujeme vektor disturbaní �, normálnì rozdìlenýh (�� = 0; �2� =1) náhodnýh velièin.11Je dobré si uvìdomit, ¾e v pøípadì, kdy rozptyl generovanýh disturbaní bude vìt¹í, ne¾ rozptyldat generované matie X, pak bude model z vìt¹í èásti determinovám disturbanemi a nikoliv daty.Proto v této simulai volíme �2Xij > �2� .
21



4. Zkonstruujeme model, který bude generovat data závislé promìnné:Yi = �1 + �2Xi2 + �3Xi3 + �4Xi4 + �5Xi5 + �i (3.2)Konkrétní hodnoty koe�ientù � by nemìly mít vliv výsledky analýzy, proto jsmezvolili � = [1; 2; 3; 4; 5℄ s ohledem na pøehlednost v generovanýh grafeh.5. Vygenerujeme vektor Y pomoí modelu z 3 a dat z 1, 2.6. Vytvoøíme vektor vah w tak, ¾e prvníh 53 dat dostane velké váhy, u dal¹íh10 budou váhy strmì klesat a posledníh 30 dat dostane nulovou váhu - budez regrese vyjmuto. Tyto parametry vyházejí z faktu, ¾e metoda LTS dosahujepro hodnotu h = n+p+12 asymptotiky nejvy¹¹í mo¾ný breakdown point �� = 50%.Vzhledem k podobnosti obou metod proto volíme p7. Postupnì budeme kontaminovat prvníh 1 - 50 øádkù matie X tak, ¾e ka¾doukontaminovanou hodnotu vynásobíme 10. Nekontaminujeme 1. sloupe, který ob-sahuje konstantní jednièku, ostatní sloupe kontaminujeme.8. Pro ka¾dý stupeò kontaminae spoèítáme odhad metodou LS a metodou LWS.9. Vyneseme graf závislosti hodnoty odhadù (pro obì metody) na stupni kontami-nae dat.3.3 Interpretae výsledkùPo skonèení naprogramované simulae jsme z programu MATLAB získali následujíígra�ký výstup: na obrázku 3.1 jsou zaneseny hodnoty odhadù regresníh koe�ientùpro jednotlivé metody odhadu (vlevo je metoda the Least Weighted Squares, napravoklasiká metoda nejmen¹íh ètverù) pøi kontaminai matie X.Na první pohled je z výslednýh grafù patrný markantní rozdíl mezi jednotlivýmimetodami odhadu. Zatímo na pravýh grafeh odhad metodou nejmen¹íh ètverùpøíkøe klesá od své skuteèné hodnoty ji¾ pøi nízké kontaminai2 (a to ve v¹eh ètyøeh2Rozsah svislé osy y mù¾e být pro ka¾dý graf jiná. To platí zejména u pravýh grafù, kde je pou¾itametoda nejmen¹íh ètverù. 22



Obrázek 3.1: Hodnoty odhadù v závislosti na míøe kontaminae matie X
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pøípadeh), metoda LWS, která je zaznamenána na levýh grafeh, udr¾uje hodnotuodhadù v relativnì úzkém pásmu kolem její skuteèné hodnoty a zaèíná se hroutit a¾pøi kontaminai pøesahujíí 40%.3 Pøipomeòme je¹tì, ¾e skuteèné hodnoty regresníhkoe�ientù jsou � = (1; 2; 3; 4; 5)T , a tedy na grafeh by se objevily jako vodorovnékonstantní èáry ve vý¹e 1 (respektive 2, 3, 4 a 5).Tento výsledek dokazuje náhylnost klasiké metody nejmen¹íh ètverù na odlehlápozorování. Lze dokázat, ¾e jedno dostateènì vzdálené pozorování mù¾e zpùsobit na-prosté zhrouení odhadù, neboli klasiké metody mají asymptotiky nulový breakdownpoint. Co se týèe metody LWS, tak zde toto nemusí nutnì platit. Námi zvolenými vá-hami jsme ze v¹eh dat do výpoètu zahrnuli jen 63 nejlépe popisujííh daný model.Ostatním byla pøiøazena nulová váha, tedy byly z regrese vyjmuty.Je v¹ak pravdou, ¾e pokud byhom zvolili vektor vah se v¹emi èleny nenulovými,pak by metoda LWS mìla (s pou¾itím tìhto vah) nulový breakdown point, podobnìjako vý¹e zmínìná metoda nejmen¹íh ètverù. Jinými sovy by teoretiky staèilo jednodostateènì odlehlé pozorování, aby zhroutilo odhad. Napø. i s váhou wn = 0; 0001 bymìlo pozorování Xn = (1; 10000; 10000; 10000; 10000) srovnatelný vliv jako obyèejnépozorování s jednotkovou váhou.Podobnì jako na pøedhozím obrázku, jsou na obrázku 3.2 zaznamenány výsledkypøi pou¾ití dat s kontaminaí vektoru závislé promìnné Y. I v tomoto pøípadì odhadymetodou nejmen¹íh ètverù (umístìnýh v pravém sloupi grafù) s rostouí kontami-naí rostou a vzdalují se od svýh skuteènýh hodnot. Rozdíl mezi "explozí" v tomtopøípadì a "implozí" v pøípadì pøedhozí simulae se objasní, uvìdomíme-li si, jakýmzpùsobem byla data kontaminována. Pokud kontaminujeme hodnoty matie X a ne-zvý¹íme pøímo úmìrnì i hodnoty vysvìtlované promìnné Y, pak se samozøejmì odhadyregresníh koe�ientù zmen¹ují s rostouí mírou kontaminae. A pøesnì naopak tomu je,pokud zvìt¹íme pouze hodnoty vektoru Y a poneháme hodnoty matie X nezmìnìny.Nakone poznamenejme, ¾e pokud byhom vynásobením deseti kontaminovali 100% dat3Podotknìme, ¾e 40% kontaminae je blízko hranie, kdy se kontaminovaná data stávají vìt¹inou,a kdy je obtí¾né rozeznat, která data urèují model, a která jsou kontaminaí.24



Obrázek 3.2: Hodnoty odhadù v závislosti na míøe kontaminae vektoru Y
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matie X, pak by se odhady koe�ientù pohybovaly okolo desetiny skuteènýh hodnot.Naopak pøi 100% kontaminai vektoru Y se hodnoty odhadù budou pohybovat okolodesetinásobku skuteèné hodnoty.43.4 ZávìrOtázkou v¹ak zùstává, jakou metodu zvolit pøi hledání regresníh koe�ientù. Jestlise spolehnout na klasiké po¾azavky vlastností dat, které jsme nastínili v první kapitoletohoto textu, nebo radìji rovnou pøedpokládat jakékoliv poru¹ení tìhto pøedpokladù.Pøipomeòme, ¾e restrike na normálnì rozdìlené disturbane je velmi drastiká. Od-povìï mù¾e být pøekvapujíí, na druhou stranu v¹ak velmi jednoduhá. V¾dy, kdy¾ tobude mo¾né, aplikujeme víe metod odhadù - klasikýh i robustníh. Pokud se sho-dují, máme víe ménì jistotu, ¾e nalezený model opravdu odpovídá modelu, dle kteréhobyla data namìøena. Pokud se v¹ak výsledky klasikýh a robustníh metod významnìli¹í, je to pro nás výstra¾né znamení, ¾e data nejsou úplnì v poøádku. Pak nezbývá,ne¾ se zastavit a velmi dùkladnì tato data prozkoumat, zdali napøíklad neobsahují víesubpopulaí, nebo zkusit odhalit nìjakou vnitøní strukturu mezi daty, která by mìlana svìdomí odli¹nost výsledkù. Ka¾dopádnì vý¹e popsaná metoda the Least WeightedSquares, ani ¾ádná dal¹í nepøiná¹í automatiký lék na po¹kozená data. V¾dy bude tøeba,aby statistik èi ekonometr, který data zpraovává, ovládal ve¹keré nástroje do té míry,aby mohl najít pøíèiny nesrovnalostí jednotlivýh metod odhadu.To, o jsme v¹ak koneènou simulaí dokázali, je fakt, ¾e pokud máme dostateènìvelký soubor dat, tak pokud zvolíme váhy víe robustní (pokud si mù¾eme dovolitvìt¹ímu poètu dat pøiøadít nízké, nebo nulové váhy), pak bude odhad metodou LWSrobustní, o se týèe míry kontaminae dat. Neboli, a» je kontaminae dat malá èi velká,odhad bude blízko skuteèné hodnoty.Zbýva jen zodpovìdìt otázku, kterou si mo¾ná ètenáø klade. Proè tedy stále nej-pou¾ívanìj¹í metodou zùstává klasiká metoda nejmen¹íh ètverù? Mo¾ná to je proto,4Toto je dobøe vidìt v levém spodním grafu na obrázku 3.2, kde pøi kontaminai 45% a vy¹¹íse hodnoty odhadù posunuly na hladinu desetinásobku skuteènýh hodnot koe�ientù.26



¾e je stále nejjednodu¹¹í o se týèe postupu výpoètu odhadù, av¹ak je tu je¹tì jedenvelmi dùle¾itý aspekt. Jak jsme ji¾ zmínili vý¹e v textu, pro metodu nejmen¹íh ètverùbylo navrhnuto velké mno¾ství doprovodnýh testù a proedur, které roz¹iøovaly jejípou¾ití i do oblastí, kde byly nìkteré klasiké pøedpoklady poru¹eny. Mnohé z toho, oje k dispozii pro metodu nejmen¹íh ètverù, stále není dostupné pro robustní metody.A¾ budou navr¾eny tyto doprovodné programy i pro robustní odhady, roz¹íøí se imple-mentae tìhto odhadù do statistikýh programù, pak vìøíme, ¾e se robustní metodystanou víe pou¾ívanìj¹ími, ne¾ je tomu doposud.

27



Pøíloha A
Matlab - zdrojový kód
Následuje struktura programu napsaného v programu MATLAB, kterým jsme genero-vali a analyzovali data.% Vygeneruje data pomoí funke CreateData(),v kterýh postupnì% kontaminuje prvníh 1 - 50 proent dat (buï X nebo Y). Pro tyto% data najde odhady regresníh koefiientù metodou LS a LWS.% Nakone vykreslí graf znázoròujíí hodnotu odhadù v závislosti% na míøe kontaminae.% k=1 ... kontaminae X% k=2 ... kontaminae Yfuntion[X,Y,w,beta_ontaminated_matrix_lws,beta_ontaminated_matrix_ls℄=SimulationRepeated(k)%vytvoøení dat[w,X,Y,beta_real,n,p,e℄ = CreateData();for f=1:50;%ukazatel proent probìhlýh operaímesage= [num2str(f*2) '% výpoètù hotovo.'℄;disp(mesage)%kontaminae datif k==1;[X_ontamined℄ = ContamineX(f,X);[Y_ontamined℄ = Y;elseif k==2;[X_ontamined℄ = X;[Y_ontamined℄ = ContamineY(f,Y);else 28



disp('Chyba v zadání - parametr k má nepøípustnou hodnotu.');breakend betals_mean=zeros(p,1);betalws_mean=zeros(p,1);betalss=zeros(p,1);betalwss=zeros(p,1);%aplikae LWS a LS na data[betals,betalws℄=Simulation(X_ontamined,Y_ontamined,w);for j=1:pbeta_ontaminated_matrix_lws(f,j)=betalws(j);beta_ontaminated_matrix_ls(f,j)=betals(j);endend%generování grafusubplot(1,2,1); plot(beta_ontaminated_matrix_lws);title('LWS');xlabel('proento kontaminae');ylabel('odhady regres. koefiientù');subplot(1,2,2); plot(beta_ontaminated_matrix_ls);title('LS');xlabel('proento kontaminae');ylabel('odhady regres. koefiientù');-------------------------------------------------------------------------% Vygeneruje vstupní data do simulae.%% n ... poèet pozorování(øádkù matie X)% p ... poèet regresorù (sloupù matie X)% w ... vektor vah% X ... matie regresorù% beta_real ... vektor koefiientù modelu% e ... vektor disturbaní% Y ... vektor závislé promìnné generovaný modelem:% Y = X * beta_real + efuntion [w,X,Y,beta_real,n,p,e℄ = CreateData()%základní vstupní hodnotybeta_real=[1;2;3;4;5℄;n=100;p=5;%parametry váhové funke 29



h=53;g=63;k=200;for i=1:n;for j=1:p;e(i,1)=0;X(i,j)=0;Y(i,1)=0;endend%generování datw=Weights(h,g,n,k);X=RandMatrX(n,p);e=Genere(n);Y=GenerY(beta_real,X,e,n,p);-------------------------------------------------------------------------% Vygeneruje vektor vah, který je urèen parametry h,g,n,k.% h ... poèet pozorování, které získají mírnì klesajíí váhu% g ... poèet pozorování, které získají prude klesajíí váhu% n ... poèet pozorování (øádkù matie X)% k ... koefiient urèujíí sklon funke vah.% Pro vìt¹í k je sklon prvníh (h) èlenù posloupnosti w men¹í a sklon% èlenù (g-h) je stmìj¹í. (n-g) èlenùm pøiøadí nulovou váhu.funtion [w℄=Weights(h,g,n,k)L=(1-h/k)/(g-h+1);for i=1:n; w(i,1)=0; endf=g-h;for i=1:f; w(i+h,1)=1-h/k-i*L; endfor i=1:h; w(i,1)=1-i/k; end-------------------------------------------------------------------------% Funke generujíí matii X typu (n x p)% náhodnýh hodnot z rozdìlení N(0,2)% n ... poèet øádkù matie X% p ... poèet sloupù matie Xfuntion [X℄=RandMatrX(n,p)X=random('norm',0,2,[n,p℄);-------------------------------------------------------------------------30



% Generátor vektoru disturbaní z rozdìlení N(0,1)% n - poèet øádkù matie Xfuntion [e℄=Genere(n)e=random('normal',0,1,[n,1℄);-------------------------------------------------------------------------% Generátor závislé promìnné Y pomoí modelu% Y(i)=b(1)*X(i,1)+b(2)*X(i,2)+...+b(p)*X(i,p)+e(i)%% beta_real ... vektor hodnot koefiientù% n ... poèet pozorování% p ... poèet sloupù matie X% e ... vektor disturbanífuntion[Y℄=GenerY(beta_real,X,e,n,p)Y=X*beta_real+e;-------------------------------------------------------------------------% Kontaminae matie regresorù X. První sloupe matie X (vektor% jednièek) nekontaminujeme. Typ kontaminae je posun desetinné èárky% o jedno místo do prava (vynásobení hodnoty deseti).% q ... poèet kontaminovanýh regresorù 1<q<p+1% z ... poèet pozorování, která kontaminujeme 0<z<n% f ... proento kontaminae dat (f = z / n * 100)funtion [X_ontamined℄ = ContamineX(f,X)q=size(X,2);z=round(size(X,1)*f/100);t=20;X_ontamined=X;for i=1:z;for j=2:q;X_ontamined(i,j)=X(i,j)*10;endend-------------------------------------------------------------------------% Kontaminae èásti dat vektoru Y. Typ kontaminae je posunutí desetinné% èárky o jedno místo do prava (neboli vynásobení hodnoty deseti).% f ... proentu kontaminae 31



% z ... poèet kontaminovanýh pozorovánífuntion [Y_ontamined℄ = ContamineY(f,Y)z=round(size(Y,1)*f/100);Y_ontamined=Y;for i=1:z;Y_ontamined(i,1)=Y(i,1)*10;end-------------------------------------------------------------------------% Provedení funkí LS a LWSiter na kontaminovaná data.% w ... vektor vahfuntion[betals,betalws℄=Simulation(X_ontamined,Y_ontamined,w)betals=LS(X_ontamined,Y_ontamined);betalws=LWSiter(X_ontamined,Y_ontamined,w);-------------------------------------------------------------------------% Odhad regresníh koefiientù metodou nejmen¹íh ètverù.%% X ... matie regresorù% Y ... vektor dat závislé promìnné% b ... vektor odhadù parametrù% mf ... souèet ètverù reziduífuntion [b,mf℄=LS(X,Y)b=inv(X'*X)*X'*Y;mf=sum((Y-X*b).^2);-------------------------------------------------------------------------% the Least Weighted Squares -% iteraèní algoritmus s pøedvolenými parametry% X - matie regresorù% Y - pozorování% w - vektor váhfuntion [b,mf,r,rr,rrr℄=LWSiter(X,Y,w)[b,mf,r,rr,rrr℄=LWSiterGeneral(X,Y,w,10000,100,20,0);-------------------------------------------------------------------------32



% Least Weighted Squares - iteraèní algoritmus s volitelnými parametry% X - matie regresorù% Y - pozorování% w - vektor váh% MaxOpak - maximalni poet opakovani (napr. 10000)% MaxIter - max. poet iterai pri jednom opakovani (napr. 100)% MaxMath - po kolika stejnyh ilovyh modeleh skonit (napr. 20)% Info - vypisovat informae%funtion[b,mf,por,rr,rrr℄=LWSiterGeneral(X,Y,w,MaxOpak,MaxIter,MaxMath,Info)% poet pozorovani a dimenzen=size(X,1);p=size(X,2);Info=0;% Hlavni yklusb=zeros(p,1);% por=(n,1);mf=Inf;Math=0;for i=1:MaxOpak% projed jednu iterai[bp,mfp,por,rr,rrr℄=OneIter(X,Y,w,MaxIter,Info);% stejny model jako doposud nejlepsiif (mf==mfp) & (b==bp);Math=Math+1;if Info; disp('math'); endendif Math==MaxMath; break; end% lepsi model nez doposud nejlepsiif mfp<mfb=bp;mf=mfp;Math=0;if Info; disp(b); disp(mf); endendendfuntion [b,mf,por,rr,rrr℄=OneIter(X,Y,w,MaxIter,Info)% poet pozorovani a dimenzen=size(X,1);p=size(X,2); 33



% vyber startovnih p pozorovaniSI=find(randperm(n)<=p);SX=X(SI,:);SY=Y(SI,:);if ond(SX)>1e10if Info; disp('Bad starting basis'); endmf=inf;b=zeros(p,1);returnend% spoti nadrovinub=inv(SX)*SY;% predpoitej vahovou matiiW=diag(w);W=W(find(w),find(w));% spust yklusrI=zeros(n,1);while 1% uloz pozorovani vybrana v predhozim krokurIo=rI;% spoti rezidua a serad jer=(Y-X*b).^2;[rs,rI℄=sort(r);%objone=sum(rs.*w);% WLS na serazena pozorovaniSX=X(rI,:);SY=Y(rI,:);SX=SX(find(w),:);SY=SY(find(w),:);b=inv(SX'*W*SX)*SX'*W*SY;% konevrguje ?if min(rIo==rI)==1; break; endMaxIter=MaxIter-1;if MaxIter==0; break; endendif Info & (MaxIter==0); disp('To many iterations'); end% vystup[r,por℄=sort((Y-X*b).^2);rr=abs(Y-X*b);rr=sort(rr);ww=sqrt(w);rrr=(rr.*ww);%disp(rrr);mf=sum(r.*w); 34
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