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Úvod
Vizualizace dat je jedním z nejdůležitějších prvků statistiky. Pomáhá nám k

lepší představě, jak se nějaká data ve skutečnosti chovají. Tím je myšleno, že
mnohdy kvalitně zpracovaný graf, konstruovaný na základě nějakých dat, podá
lepší informaci, něž sebevíc přesných charakteristik tohoto výběru. Vhodně zvo-
lený typ grafu nám požadované charakteristiky výběru ilustruje a my jsme schopni
„od oka“ posoudit, zda jsou data symetrická, kde mají centrum, jak moc jsou roz-
ptýlená a podobně.

Pokud výběr tvoří náhodné veličiny, tedy data jsou pouze jednorozměrná čísla,
můžeme data například ilustrovat pomocí krabicového diagramu, také známého
jako Boxplot. Takový graf nám dá informaci o rozptýlení dat, poloze mediánu a
dále detekuje odlehlá pozorování. Jeho konstrukce je velmi jednoduchá, neboť si
vystačíme pouze s uspořádáním výběru.

Myšlenkou této práce bude rozšířit ideu Boxplotu pro pozorování s více slož-
kami. Pokud opustíme od předpokladu, že data pochází z R, nejsme již schopni
uspořádat náš výběr. Není tak možné jednoznačně konstruovat medián ani další
prvky, které jsou pro konstrukci Boxplotu klíčové.

V této práci si představíme a porovnáme metody, které na tento problém byly
vytvořeny. Jedná se o Rangefinder, Relplot a Bagplot. Minimálně poslední dvě
zmíněné jsou velmi zajímavé, myšlenkově zcela odlišné a poměrně složité. Shrneme
si jejich důležité vlastnosti a popíšeme si, jak se tyto zobecněné grafy konstruují.
K tomu si ještě zavedeme pojmy Mahalanobisova vzdálenost a poloprostorová
hloubka. Dále budeme diskutovat, pro které případy jsou metody vhodné, a kdy
naopak jejich použití selhává.

Hlavním cílem této práce je zpřehlednit konstrukci jednotlivých metod a zo-
becnit je do více dimenzí. Dále o nich formálně dokážeme nějaká tvrzení a po-
rovnáme je mezi sebou.
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1. Klasický Boxplot
Klasickou techniku Boxplotu vytvořil v roce 1970 J. W. Tukey a později v

knize Tukey (1977, str. 39) myšlenku plně rozvinul. Boxplot se postupem času
stal jednou z nejpoužívanějších technik vizualizace dat. V této kapitole si popí-
šeme konstrukci Boxplotu nad jednorozměrnými daty, a poté v sekci 1.2 uvedeme
jednoduché rozšíření do Rd, tzv. Rangefinder.

Cílem Boxplotu je graficky ilustrovat rozdělení dat, které je méně detailní než
například histogram. Hodí se například v situaci, kdy chceme stručně ukázat, kde
je nějaké centrum našich dat, a jak daleko jsou od něj naše pozorování vzdálena.
Další užitečnou informací, kterou lze z Boxplotu vyčíst, je odhalení odlehlých po-
zorování. Více o historii Boxplotu a jeho různých modifikacích si můžeme přečíst
v článku Wickham a Stryjewski (2011).

Boxplot je graf, který se skládá z několika komponent. Těmi jsou: medián,
vnitřní krabice (anglicky hinges), vnější krabice (anglicky fences), úsečky spojující
vnitřní a vnější krabici (taktéž vousy z anglického whiskers) a odlehlá pozorování.
Pro konstrukci si vystačíme s výběrovými kvantily, které si nyní zavedeme.

Definice 1 (Výběrový kvantil). Nechť X = (X1, . . . ,Xn) je jednorozměrný ná-
hodný výběr, α ∈ [0 , 1]. Uspořádejme výběr X do tvaru X(1) ≤ X(2) ≤ . . . ≤ X(n)
a označme X(k) jeho k-tý prvek. Výběrovým α kvantilem rozumíme

ûn(α) = X(kα), pro kα =

⎧⎨⎩nα, je-li nα ∈ N,

⌊nα⌋ + 1, jinak.

Speciálně pro α = 0,25 mluvíme o 1. kvartilu, pro α = 0,5 o mediánu a pro
α = 0,75 o 3. kvartilu náhodného výběru X.

1.1 Konstrukce Boxplotu
Buďme v situaci kdy X1, . . . ,Xn je náhodný výběr, Xi ∈ R, i = 1,2, . . . ,n.

Označme M jako medián dat z našeho výběru, Q1, respektive Q2, jako 1. kvartil,
respektive 3. kvartil. Dále položme IQR = Q3 − Q1.

Vnitřní krabicí budeme rozumět interval [Q1 , Q3] s vyznačeným bodem M .
Podle definice 1 v tomto intervalu leží alespoň 50 % pozorování. Vnitřní krabici
pak v rovině zobrazíme jako vhodně široký obdelník jehož dvě protilehlé strany
protínají Q1, Q3. M je vhodně znázorněno, jako v obrázku 1.1.

Vnější krabice je definována jako dvojice bodů V1, V2, splňující následující
vztah

V1 = min{Xi : Xi ≥ Q1 − 1,5 IQR, i = 1,2, . . . ,n},

V2 = max{Xi : Xi ≤ Q3 + 1,5 IQR, i = 1,2, . . . ,n}.

V grafu jsou tyto hodnoty opět nějak vhodně zobrazeny a většinou je úsečkou
spojeno Q1 s V1 a Q3 s V2. Těmto úsečkám se v anglických textech říká whiskers.

Poslední, co nám zbývá znázornit, jsou odlehlá pozorování. Ty vizualizujeme
tak, že do grafu vyneseme ta pozorování z našeho výběru, která splňují

Xi < V1 nebo Xi > V2, i = 1,2, . . . ,n.
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Slovy jsou to ta pozorování, která leží za hranicemi vnější krabice, formálně mimo
interval [V1 , V2].

Dobrou otázkou je, proč je v konstrukci vnější krabice použita konstanta 1,5.
Tukey (1977) ji použil proto, aby metoda dobře fungovala pro normální rozdělení.
Nyní si krátce ukážeme, proč tomu tak je. Nejprve mějme X ′ ∼ N(0,1). Označme
Q′

1, Q′
3 první a třetí skutečný kvartil X ′. Potom z tabulek je přibližně Q′

1
.=

−0,675, Q′
3

.= 0,675. Nyní mějme X ∼ N(µ,σ2). Zřejmě pro první a třetí kvartil
X platí Q1 = µ + σQ′

1, Q3 = µ + σQ′
3. Spočtěme V1, V2. IQR = Q3 − Q1

.= 1,35σ.
Pak V1

.= µ − 2,7σ, V2
.= µ + 2,7σ. Dostáváme

P (V1 < X < V2) = P
(

V1 − µ

σ
<

X − µ

σ
<

V2 − µ

σ

)
.= P (−2,7 < X ′ < 2,7) .= 0,993.

Konstruujeme-li interval [V1,V2] pomocí příslušných odhadů, dostáváme, že
pravděpodobnost, že další nezávislé pozorování X ze stejného rozdělení padne do
tohoto intervalu, bude přibližně 0,993. Za předpokladu normality pak pro velká
n přibližně 0,7 % pozorování leží za hranicemi intervalu.

Tukey (1977) nejspíš považoval hodnotu 0,007 z odstavce výše za dostatečně
malou a pozorování, které se za předpokladu normality nevejdou do vnější krabice
za dostatečně nepravděpodobná, a tedy odlehlá. Navíc se konstanta 1,5 dobře
pamatuje.

Nyní předpokládejme, že náhodný výběr pochází z absolutně spojitého rozdě-
lení s hustotou fX . Ukázali jsme, že Boxplot funguje dobře, pokud data pochází
z normálního rozdělení. Obecně lze předpokládat, že Boxplot bude rovněž dobře
vizualizovat data, která jsou symetrická kolem bodu µ ∈ R, tj. hustota splňuje

fX(µ + x) = fX(µ − x), ∀x ∈ R

a navíc pochází z takzvaného unimodálního rozdělení. Tím myslíme rozdělení,
jehož hustota fX nabývá lokálního maxima pouze v jednom bodě x ∈ R.

Zobecněním symetrických rozdělení pro náhodné vektory je třída takzvaných
elipticky symetrických rozdělení, jenž si zavedeme v kapitole 2, definici 4.

Obrázek 1.1: Klasický Boxplot.

Vidíme, že konstruovat klasický jednorozměrný Boxplot je poměrně jednodu-
chá, zato efektivní metoda, jak data a jejich rozložení vizualizovat. Výsledek není
tak podrobný jako například u histogramu, ale oproti tomu má velkou výhodou,
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a sice prostorovou úsporu. To znamená, že na malém prostoru jsme schopni vy-
kreslit několik Boxplotů k několika různým náhodným výběrům a efektivně je
porovnávat.

Na obrázku 1.2 je zobrazeno několik Boxplotů v jednom grafu. Data nejsou
skutečná, byla vygenerována náhodně, ale můžeme si představit, že jsme měřili
venkovní teplotu v pravé poledne každý den od dubna až po říjen. Jednotlivé
výběry byly vygenerovány v R pomocí funkce rnorm().

Obrázek 1.2: Ukázka vizualizace více Boxplotů v jednom grafu, jednotlivé výběry
představují teploty v poledne v průběhu měsíců.

1.2 Rangefinder, první rozšíření
Nyní si představíme patrně nejjednodušší rozšíření Boxplotu pro data v Rd.

Zkonstruujeme d Boxplotů zvlášť pro projekce našich dat do jednotlivých složek.
Poté v Rd vytvoříme vnitřní a vnější krabice, jejichž hranice jsou pro každou
složku shodné s hranicemi příslušného Boxplotu. Za předpokladu existence hus-
toty vzhledem k Lebesgueově míře na Rd je výsledkem d-rozměrný kvádr.

Tento přístup je v literatuře nazýván Rangefinder, a byl představen v článku
Becketti a Gould (1987). Konstrukce je jednoduchá, nicméně má své problémy.
Prvním je, že počet pozorování uvnitř vnitřní krabice může být o mnoho menší
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než 50 %. Dokonce se může blížit nule, například když jsou data rovnoměrně
rozprostřena na mezikruží.

Dalším problémem je, že vnitřní krabice může být poněkud prázdná. Napří-
klad pokud data pochází z dvourozměrného normálního rozdělení, kde jsou složky
silně korelované. Potom lze očekávat že se data budou pohybovat v okolí jedné
uhlopříčky a u zbylých vrcholů kvádru bude „prázdno“. Následující dvě metody,
které si uvedeme, již budou fungovat lépe.

Graf 1.3 ilustruje obě zmíněné nevýhody. Zde jsme v situaci, kdy jsou složky
navzájem silně korelované a vidíme že data se pohybují v blízkosti jedné z úhlo-
příček Rangefinderu. To má za důsledek zaprvé to, že ve vnitřní krabici se nachází
pouhých 36 pozorování ze 100, a za druhé, že vnější krabice je prázdná u levého
horního a pravého dolního rohu. Navíc, kdybychom do výběru přidali pozorování
x = (−2 , 1,5)T , které by zřejmě leželo naprosto mimo ostatní data, Rangefin-
der by x nepovažoval za odlehlé, tedy x by leželo uvnitř vnější krabice. Takto
rozšířený Boxplot tedy příliš dobře nepopisuje naše data.

Obrázek 1.3: Nevýhody Rangefinderu. Menší červený čtverec přestavuje vnitřní
krabici, větší pak vnější krabici.
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2. Mahalanobisova vzdálenost
2.1 Motivace

Zavedeme pojem Mahalanobisova vzdálenost, který nám pomůže zjistit, jaká
data jsou odlehlá, jak se dá vůbec měřit odlehlost ve více dimenzích, a hlavně se
jedná klíčový pojem pro konstrukci Relplotu.

Uvažujme data, která nejsou výrazně nesymetrická a pochází z unimodálního
rozdělení. V jednorozměrném případě pak umíme dobře posoudit, které ze dvou
pozorování je více odlehlé. Můžeme porovnat jejich absolutní vzdálenosti od ně-
jakého centra našich dat. Pokud pracujeme s daty, která můžeme považovat za
normální, jsme schopni odhalit odlehlá pozorování jako v kapitole 1. Tato tech-
nika funguje relativně dobře i pro jiná symetrická rozdělení. Na vše nám tedy
postačí vhodné odhady rozptylu a střední hodnoty, například výběrový průměr
a výběrový rozptyl.

Obecněji předpokládejme, že se data nachází v Rd, d ≥ 2. Potom není jasné,
jak bychom měli porovnávat odlehlost pozorování, nebo kdy o vybraném pozo-
rování prohlásit, že se jedná o odlehlé. Na příštích několika stranách budeme s
odlehlostí pracovat pouze intuitivně. Následující příklad demonstruje, proč eukli-
dovská vzdálenost není dobrým měřítkem odlehlosti.

Příklad 1. Buď X = (X1,Y1)T , . . . ,(Xn,Yn)T náhodný výběr z N2(µ,Σ), kde

µ =
(

0
0

)
, Σ =

(
1 0,95

0,95 1

)
.

Vygenerujeme si X v programu R o rozsahu n = 100. Dále do něj přidáme dvě
nová pozorování x = (1 , 1)T , y = (−1 , 1)T . Tato pozorování mají stejnou eukli-
dovskou vzdálenost od bodu µ rovnou

√
2. Vyneseme si pozorování do grafu, viz

obrázek 2.1. Body vyznačené zeleně jsou naše přidaná pozorování. Neformálně
můžeme prohlásit, že bod y je více odlehlý než bod x.

Pro naše data platí, že 32 pozorování se nachází v otevřené jednotkové kouli
se středem v x. Naopak v otevřené jednotkové kouli se středem v y leží pouze 2
pozorování, z1 = (−0,14 , 1,08)T a z2 = (−0,08 , 0,72)T . Pro ně platí ∥y − z1∥ =
0,86, ∥y − z2∥ = 0,96. Tedy i ta leží od y poměrně daleko. Tím pádem můžeme
prohlásit, že y je více odlehlé pozorování než x, ale zatím nejsme schopni posoudit,
jak moc je odlehlé.

7



Obrázek 2.1: Náhodný výběr z N2(µ,Σ) s uměle přidanými hodnotami, které jsou
zobrazeny jako zelené křížky.

2.2 Pojem Mahalanobisova vzdálenost
Definice 2 (Mahalanobisova vzdálenost). Nechť x ∈ Rd, µ ∈ Rd a Σ ∈ Rd×d

je symetrická a pozitivně definitní matice. Potom definujeme Mahalanobisovu
vzdálenost bodu x od µ, vzhledem k Σ jako funkční hodnotu zobrazení dΣ(·,µ) :
Rd → R, daného předpisem:

dΣ(x,µ) =
√

(x − µ)T (Σ)−1 (x − µ).

Zobrazení dΣ(·,µ) nazýváme Mahalanobisovo zobrazení.

Definovali reálnou funkci d proměnných. Dokážeme o ní nějaká důležitá pozo-
rování, která se nám budou hodit později. Ještě předtím si ale zavedeme, co pro
nás bude elipsoid v Rd.

Definice 3 (Elipsoid). Buď µ ∈ Rd, Σ ∈ Rd×d symetrická pozitivně definitní
matice a c > 0. Potom množinu

E = {x ∈ Rd, dΣ(x,µ) = c}

nazýváme elipsoid se středem v µ.
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Tvrzení 1 (Vlastnosti Mahalanobisova zobrazení). Nechť jsou splněny požadavky
z definice 2. Potom pro x ∈ Rd platí následující:

(i) Mahalanobisovo zobrazení je dobře definováno na Rd a je tam nezáporné.
Navíc platí

dΣ (x, µ) = 0 ⇔ x = µ.

(ii) dΣ (·, µ) je spojité zobrazení na Rd.

(iii) Pro c > 0 platí {x ∈ Rd : dΣ(x,µ) = c} tvoří elipsoid v Rd.

(iv) Zobrazení dΣ (·,0) je norma na Rd.

(v) Definujeme-li zobrazení T : Rd → Rd předpisem T (x) = x + µ. Potom
zobrazení dΣ (T (·), µ) je norma na Rd.

(vi) Pokud platí, že Σ = λ I, λ > 0, I jednotková matice a T (x) =
√

λ x + µ ,
potom dΣ (T (·), µ) je klasická euklidovská norma na Rd.

Důkaz.

(i) Σ je pozitivně definitní matice, potom i Σ−1 je pozitivně definitní a platí√
(x − µ)T (Σ)−1 (x − µ) ≥ 0.

Odtud plyne, že je dΣ (·, µ) je dobře definované zobrazení na celém Rd. Dále
zřejmě platí dΣ (µ, µ) = 0. Naopak opět z pozitivní definitnosti matice Σ je
∀x ∈ Rd, x ̸= µ platí dΣ (x, µ) > 0.

(ii) Definujeme f(x) = xT Σ−1x a funkci g(x) = x − µ. Funkce g je spojitá a
ukážeme, že i f je spojitá. Potom i dΣ (·, µ) je spojitá. Označíme prvky
matice Σ−1 jako aij, i,j ∈ {1,2, · · · ,d}. Dále označme x = (x1,x2, · · · ,xd)T .
Snadno vyjádříme funkční hodnotu f v x jako:

f(x) =
d∑

i=1

d∑
j=1

aijxixj.

Tedy se jedná pouze o polynomiální funkci d proměnných a ta je spojitá.

(iii) Plyne z definice 3.

(iv) Ihned plyne z definice normy indukované skalárním součinem, neboť pro
pozitivně definitní matici Σ−1 platí, že kvadratická forma v Rd definovaná
předpisem xT Σ−1y je skalární součin.

(v) Transformací Rd jsme problém převedli na problém z minulého bodu.

(vi) d2
Σ (T (x),µ) =

(√
λx
)T 1

λ

√
λx = ∥x∥2.

Nyní si definujeme speciální třídu rozdělení, díky kterým budeme moci praco-
vat s parametry polohy a rozptýlení. To jsou v podstatě rozšíření střední hodnoty
a kovarianční matice. Pro jednoduchost budeme předpokládat, že pro tato rozdě-
lení existuje hustota vzhledem k Lebesgueově míře. Definice je převzata z knihy
Fang a kol. (1990).
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Definice 4 (Elipticky symetrické rozdělení). Nechť X je náhodný vektor s hus-
totou fX vzhledem k Lebesgueově míře na Rd, µ ∈ Rd, Σ ∈ Rd×d je pozitivně
definitní, c > 0 a g : [0 , ∞) → [0 , ∞) je funkce splňující

0 <
∫ ∞

0
xd/2−1g(x)dx < ∞.

Pokud má hustota tvar

fX(x) = c g(
√

(x − µ)T (Σ)−1 (x − µ)), ∀x ∈ Rd,

tedy hustota je funkcí Mahalanobisovy vzdálenosti dΣ(x,µ), potom řekneme, že X
má elipticky symetrické rozdělení s parametrem polohy µ a parametrem rozptý-
lení Σ.

S eliptickými rozděleními lze pracovat obecněji, než jak jsme si je definovali
zde. Nicméně pro potřeby této práce postačí definice 4. Více o eliptických rozdě-
leních a jejich vlastnostech se lze dočíst v článku Paindaveine (2012).
Poznámka. Není těžké nahlédnout, že pokud pro elipticky symetrické rozdělení
X existuje střední hodnota a kovarianční matice konečné, potom je E X = µ a
var(X) = k Σ, kde k > 0 je nějaká vhodně volená konstanta.

Příklad 2. Vícerozměrné normální rozdělení je příklad elipticky symetrického
rozdělení. Dále například existuje rozšíření t-rozdělení do více dimenzí, které je
elipticky symetrické.

Nyní si zavedeme pojem, který úzce souvisí s Mahalanobisovou vzdáleností
uvedenou v definici 2. Cílem je měřit, jak je určité pozorování vzdáleno od roz-
dělení.

Definice 5 (Mahalanobisova vzdálenost náhodného vektoru). Nechť X je d-
rozměrný reálný náhodný vektor se střední hodnotou µ a pozitivně definitní kova-
rianční maticí Σ. Dále mějme náhodný vektor X1 ze stejného rozdělení jako X.
Definujeme Mahalanobisovu vzdálenost X1 od rozdělení X jako

dΣ(X1,µ) =
√

(X1 − µ)T (Σ)−1 (X1 − µ).

Zavedený pojem je náhodná veličina. Mahalanobisova vzdálenost je dobře de-
finovaná pro jakékoliv rozdělení se střední hodnotou a pozitivně definitní kova-
rianční maticí. Pokud navíc pracujeme s elipticky symetrickým rozdělením, tak
obecně nemusí střední hodnota nebo kovarianční matice existovat, a za parame-
try µ a Σ lze také volit parametr polohy a rozptýlení. V této práci budeme pro
jednoduchost uvažovat pouze rozdělení, která mají konečnou střední hodnotu a
pozitivně definitní kovarianční matici.

Je dobré si uvědomit, že takto definovaná je pouze teoretická Mahalanobisova
vzdálenost od skutečné střední hodnoty, při znalosti skutečné kovarianční matice.
Dále je snadno vidět, že pojem Mahalanobisova vzdálenost nezávisí na náhodné
veličině X, ale pouze na její střední hodnotě a kovarianční matici. Ve statistice
povětšinou máme k dispozici pouze data, a je na nás posoudit, z jakého rozdělení
pochází, jaká je střední hodnota nebo kovarianční matice tohoto rozdělení. Pokud
tedy ani jeden z těchto parametrů není známý, budeme je muset nahradit odhady.
Potom už je na nás, jaké odhady si zvolíme. O tom se více dozvíme později.
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Tvrzení 2 (Vlastnosti Mahalanobisovy vzdálenosti). Nechť jsou splněny předpo-
klady z definice 5. Potom platí následující tvrzení.

(i) Pojem Mahalanobisova vzdálenost je dobře definovaná nezáporná náhodná
veličina.

(ii) Existuje symetrická pozitivně definitní matice Σ1/2 splňující Σ1/2Σ1/2 = Σ.
Definujeme Xs =

(
Σ1/2

)−1
(X − µ). Potom je Mahalanobisova vzdálenost

X stejná jako euklidovská norma Xs, tedy platí dΣ(X,µ) = ∥Xs∥.

(iii) Nechť navíc X ∼ Nd (µ,Σ) , potom platí d2
Σ (X, µ) ∼ χ2

d.

Důkaz.

(i) Přímý důsledek bodu (i) z tvrzení 1.

(ii) Existence plyne ze spektrálního rozkladu pro symetrické a pozitivně defi-
nitní matice.

dΣ(X,µ) =
√

(X − µ)T Σ−1(X − µ) =
√

(X − µ)T (Σ1/2Σ1/2)−1 (X − µ)

=
√

((Σ1/2)−1(X − µ))T ((Σ1/2)−1(X − µ)) =
√

XT
s Xs = ∥Xs∥ .

(iii) Stejně jako v předchozím bodě upravíme Mahalanobisovu vzdálenost do
tvaru

dΣ(X,µ) =
√

((Σ1/2)−1(X − µ))T ((Σ1/2)−1(X − µ)).
Označíme si Y = (Σ1/2)−1(X − µ), potom je

d2
Σ(X,µ) =

d∑
i=1

Y 2
i , kde Yi je i-tá složka Y.

Nyní budeme hledat rozdělení Y . Zřejmě platí, že X −µ ∼ Nd(0,Σ). Potom
tedy

Y =
(
Σ1/2

)−1
(X − µ) ∼

(
Σ1/2

)−1
Nd(0,Σ) ∼ Nd(0,ΣY ).

Z vlastnosti transformace normálního rozdělení při vynásobení maticí je

ΣY =
((

Σ1/2
)−1

)T

Σ
(
Σ1/2

)−1

=
(
Σ1/2

)−1
Σ1/2Σ1/2

(
Σ1/2

)−1
= I I = I.

Takže je Y ∼ Nd(0,I). To pro jednotlivé složky znamená, že Yi ∼ N(0,1),
i = 1,2, . . . , d. Navíc jsou po dvou nekorelované, neboli cov(Yi,Yj) = 0, kde
i,j ∈ {1,2, · · · , d}, i ̸= j, a tedy protože pochází z normálního rozdělení
znamená to také, že jsou nezávislé. Z definice χ2

d plyne (iii).

Bod (ii) ve tvrzení 2 slovy říká, že pokud pracujeme s náhodným vektorem je-
hož střední hodnota je 0, rozptyly složek jsou rovny 1 a jednotlivé složky jsou mezi
sebou nekorelované, tak je Mahalanobisova vzdálenost ekvivalentní euklidovské
vzdálenosti v Rd. To dává intuitivně dobrý smysl, neboť pokud máme takováto
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data, lze o každém pozorování usuzovat, že čím více je vzdálené od počátku, tím
více jej lze považovat za odlehlé. Protože jsou data nekorelovaná a všechny složky
mají rozptyl jedna, tak nezáleží, v jakém směru je pozorování odlehlé. Jinými
slovy lze jeho „míra odlehlosti“ měřit euklidovskou vzdáleností.

Z bodu (iii) plyne také důležitý poznatek. Kdybychom věděli že naše data
pocházejí z d-rozměrného normálního rozdělení se známou střední hodnotou a
kovarianční maticí, tak již jsme schopni o jednotlivém pozorování usuzovat na
základě Mahalanobisovy vzdálenosti, jak moc je odlehlé. To proto, že známe
kvantily χ2

d. Bez tohoto předpokladu zatím nejsme schopni posoudit, zda je nějaké
pozorování dostatečně extrémní, abychom jej mohli považovat za odlehlé.
Příklad 3. Uvažujme opět pozorování stejně jako v příkladu 1. Zde známe roz-
dělení, ze kterého výběr pochází, a známe i jeho parametry Σ a µ.

Xi ∼ N2(µ,Σ), µ =
(

0
0

)
, Σ =

(
1 0,95

0,95 1

)
.

Nyní už jsme schopni posoudit, které z dat x = (1,1)T , y = (−1,1)T je více
odlehlé, a to na základě tvrzení 2 a ne pouze intuitivně z obrázku 2.1. Spočítáme
si kvadráty Mahalabisových vzdáleností těchto bodů.

d2
Σ(x,µ) = xT Σ−1x = 1,03,

d2
Σ(y,µ) = yT Σ−1y = 40.

Podívejme se na hodnotu distribuční funkce χ2
2 rozdělení v těchto bodech. Označ-

me tuto distribuční funkci Fχ.

Fχ(1,03) = 0,4 , Fχ(40) .= 1.

To nám říká, že u pozorování x lze předpokládat že přibližně 40 % pozorování
bude mít menší Mahalanobisovu vzdálenost a přibližně 60 % větší. S tímto po-
znatkem můžeme x považovat za běžné pozorování, které nijak nevyčnívá z řady.
Zato téměř pro 100 % pozorování lze předpokládat, že budou mít menší Mahala-
nobisovu vzdálenost než pozorování y.

Nyní najdeme pozorování s největší Mahalanobisovou vzdáleností z původ-
ního výběru bez y. Dostáváme pozorování m = (−0,14 , 1,08)T a kvadrát jeho
Mahalanobisovy vzdálenosti je roven 15,09. Můžeme porovnat s 0,9999 kvantilem
χ2

2
χ2

0,9999, 2 = 18,42.

2.3 Odhad Mahalanobisovy vzdálenosti
Nyní se již budeme zabývat situací, kdy máme náhodný výběr, jehož střední

hodnotu ani kovarianční matici neznáme. Budeme uvažovat pouze takové odhady
kovarianční matice, které jsou pozitivně definitní a symetrické. Více o odhadech
Mahalanobisovy vzdálenosti a jejich využití v De Maesschalck a kol. (2000).
Definice 6 (di). Nechť X = (X1, . . . ,Xn) je náhodný výběr z rozdělení F0 s koneč-
nou střední hodnotou µ ∈ Rd a pozitivně definitní kovarianční maticí Σ ∈ Rd×d.
Mějme µ̂, Σ̂ odhady střední hodnoty a kovarianční matice. Potom definujeme

di =
√

(Xi − µ̂)T
(
Σ̂
)−1

(Xi − µ̂).
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Symbol di nazýváme odhad Mahalanobisovy vzdálenosti i-tého pozorování od roz-
dělení F0.

Poznámka. Pokud nemůže dojít k nejasnostem, budeme symbol di nazývat zkrá-
ceně Mahalanobisova vzdálenost i-tého pozorování.

Platí obdobná tvrzení jako pro teoretickou Mahalanobisovu vzdálenost a Ma-
halanobisovo zobrazení, tj. tvrzení 2 a tvrzení 1. Speciálně body se stejnou Ma-
halanobisovou vzdáleností leží na d-rozměrném elipsoidu. Neplatí však, že by
d2

i ∼ χ2
d, a to ani v případě, kdy pozorování nepatří do výběru, z něhož jsou

odhady konstruovány. Ukazuje se, že rozdělení takto definovaného odhadu je po-
měrně obtížné najít. Přesné rozdělení lze nalézt v knize Mardia a kol. (1979,
str. 77) nebo článku Gnanadesikan a Kettenring (1972, str. 113).

Budeme se zabývat alespoň asymptotickým rozdělením odhadu Mahalanobi-
sovy vzdálenosti, za určitých předpokladů. K tomu si zformulujeme následující
tvrzení.

Tvrzení 3 (Asymptotické rozdělení d2
i ). Nechť X = (X1, . . . ,Xn) je náhodný

výběr z Nd(µ,Σ). Dále nechť odhady µ̂,Σ̂ jsou po řadě konzistentní odhady µ,Σ
konstruované na základě náhodného výběru X. Mějme pozorování X realizované
náhodnou veličinou pocházející z rozdělení Nd(µ,Σ). Potom platí

d2
Σ̂(X,µ̂) d−−−→

n→∞
χ2

d.

Důkaz. Nejprve se podíváme na asymptotické rozdělení X − µ̂. Využijeme kon-
zistence odhadu µ̂.

X − µ̂
d−−−→

n→∞
Y, kde Y ∼ Nd(0,Σ).

Σ̂ P−−−→
n→∞

Σ, dle předpokladu na konzistenci.

Σ̂−1 P−−−→
n→∞

Σ−1, dle věty o spojité transformaci.

Σ̂−1 (X − µ̂) d−−−→
n→∞

Σ−1Y, z Cramérovy-Sluckého věty.

Opět použijeme větu o spojité transformaci na funkci

g : Rd × Rd×d → R danou předpisem g(x,A) = xT Ax, x ∈ Rd, A ∈ Rd×d.

Tato funkce je spojitá díky tvrzení 1, bod (ii). Dostáváme:

(X − µ̂)T Σ̂−1 (X − µ̂) d−−−→
n→∞

Y T Σ−1Y.

Nyní, budeme-li postupovat stejně jako v důkazu tvrzení 2 v bodu (iii), do-
stáváme, že rozdělení výrazu na pravé straně není nic jiného než χ2

d.

Důležité je, že X je pevně zvolený náhodný vektor ze stejného rozdělení, z
jakého pochází náš náhodný výběr. Jeho rozdělení se přechodem n do nekonečna
nemění. Jelikož jsme o X nepředpokládali, aby bylo nezávislé s náhodným výbě-
rem, můžeme speciálně brát X = Xi, pro nějaké i = 1,2, . . . ,n.

Nyní, když víme, že rozdělení kvadrátu odhadu Mahalanobisovy vzdálenosti
je asymptoticky χ2

d, můžeme opět měřit odlehlost bodů na základě Mahalanobi-
sových vzdáleností a kvantilů příslušného χ2

d rozdělení.
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Příklad 4. Uvažujme opět náhodný výběr z příkladu 1. Za odhady parametrů
µ a Σ vezmeme výběrový průměr a výběrovou rozptylovou matici. Odhady kon-
struujeme i z uměle přidaných pozorování x = (1,1)T a y = (−1,1)T . V tomto
případě vyšlo

µ̂ =
(

−0,03
−0,01

)
, Σ̂ =

(
0,86 0,81
0,81 0,92

)
.

Spočteme si kvadráty Mahalanobisových vzdáleností námi přidaných bodů x, y.

d2
x = (x − µ̂)T Σ̂−1(x − µ̂) = 1,25,

d2
y = (y − µ̂)T Σ̂−1(y − µ̂) = 25,01.

Pokud tyto hodnoty porovnáme s kvantily χ2
2 rozdělení, můžeme považovat x

za běžné, zatímco y za velmi odlehlé. Podívejme se ještě na odhady Mahalanobi-
sovy vzdálenosti x, y a m, pokud odhady µ a Σ budeme konstruovat na základě
původních pozorování, nezahrnujících x, y.

d2
x = 1,25, d2

y = 33,32, d2
m = 12,31.

Vidíme, že výsledek je skoro stejný. To proto, že nás původní výběr byl rozsahu
n = 100 a pozorování y není až tak daleko. Pokud by y bylo více odlehlé, mohlo by
to vážně ovlivnit odhady Mahalanobisovy vzdálenosti. S tímto problémem nám
v další kapitole pomůžou robustní odhady.

Poznámka (Srovnání Mahalanobisových vzdáleností). Pokusíme se shrnout, jaké
pojmy o Mahalanobisově vzdálenosti máme definované, jaké jsou mezi nimi roz-
díly, a proč jsme je definovali.

(i) dΣ (X, µ), kde X je náhodný vektor. Na dΣ (X, µ) můžeme pohlížet jako
na nezápornou náhodnou veličinu, nebo jako na statistiku, kde náhodným
výběrem je pouze jedno pozorování. Víme v jakém rozdělení se nacházíme,
respektive alespoň známe jeho střední hodnotu a kovarianční matici.

(ii) di. Tento pojem je statistikou náhodného výběru X. Zde měříme vzdálenost
i-tého pozorování od odhadu střední hodnoty µ̂ podle odhadnuté kovari-
anční matice Σ̂. V této situaci platí, že µ̂ i Σ̂ závisí na hodnotě Xi.

(iii) Posledním definovaným pojmem je dΣ(x,µ). To na rozdíl od prvních dvou již
není statistika, ale funkční hodnota Mahalanobisova zobrazení. Jsme tedy
v situaci, kdy máme nějak pevně dané µ, Σ a zajímá nás Mahalanobisova
vzdálenost bodu x od µ podle Σ.

Pomocí těchto pojmů jsme schopni měřit odlehlost bodů v Rd v závislosti
na daných µ, Σ. Jsme-li v situaci, kdy neznáme skutečnou střední hodnotu a
kovarianční matici, odhadneme je.

Nyní si zformulujeme a dokážeme pomocné tvrzení. Půjde o charakterizaci
obrazu při zobrazení dΣ̂(x,µ̂).
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Tvrzení 4. Nechť Σ ∈ Rd×d je symetrická, pozitivně definitní matice, Σ1/2 ∈
Rd×d matice splňující: Σ1/2(Σ1/2)T = Σ. Potom množina těch x ∈ Rd, které
mají Mahalanobisovu vzdálenost od nuly rovnou c > 0, je rovna obrazu afinního
zobrazení A : {y ∈ Rd : ∥y∥ = 1} → Rd, daného předpisem: A(y) = cΣ1/2y.
Neboli: {

x ∈ Rd :
√

xT Σ−1x = c
}

=
{
x ∈ Rd : x = c Σ1/2y; ∥y∥ = 1

}
.

Důkaz. Budeme dokazovat dvě inkluze z poslední rovnosti.
"⊇": Chceme ukázat, že pro každé y ∈ Rd, ∥y∥ = 1 má A(y) Mahalanobisovu

vzdálenost od 0 rovnou c. Uvědomíme si, že pokud je matice Σ pozitivně definitní,
pak je Σ také regulární, a proto rovněž Σ1/2 a

(
Σ1/2

)T
musí být nutně regulární.

√
(cΣ1/2y)T Σ−1cΣ1/2y =

√
c2yT (Σ1/2)T Σ−1Σ1/2y

= c

√
yT (Σ1/2)T Σ−1Σ

(
(Σ1/2)T

)−1
y

= c ∥y∥ = c, z předpokladu na y

Tím je dokázána první inkluze.
"⊆": Nyní mějme x ∈ Rd splňující dΣ(x,0) = c. Pokud c = 0, pak tvrzení platí

zřejmě. Nechť c ̸= 0. Chceme ukázat, že ∥A−1(x)∥ = 1. Existence A−1 plyne z
regularity cΣ1/2.

A−1(x)
 =

c−1
(
Σ1/2

)−1
x
 =

√(
c−1 (Σ1/2)−1

x
)T

c−1 (Σ1/2)−1
x

= 1
c

√
xT
(
Σ1/2 (Σ1/2)T

)−1
x

= 1
c

√
xT (Σ)−1 x = 1

c
c = 1.

Takto jsme odvodili souvislost mezi Mahalanobisovou elipsou a afinním zob-
razením, které určitým způsobem transformuje jednotkovou kružnici. Tvrzení se
zabývá pouze případem, kdy má elipsa střed v počátku souřadnicového systému.
Ukazuje se ale, že případ, kdy má elipsa střed v µ ∈ Rd je jednoduchým důsled-
kem tvrzení 4. Pak body ležící na této elipse jsou rovny obrazu stejného afinního
zobrazení, složeného s translací T : x ↦→ x + µ, kde µ, x ∈ Rd.
Důsledek. Za předpokladů tvrzení 4 je pro µ ∈ Rd

{
x ∈ Rd :

√
(x − µ)T Σ−1 (x − µ) = c

}
=
{
x ∈ Rd : x = µ + cΣ1/2y; ∥y∥ = 1

}
.
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3. Relplot
3.1 Základní informace

V této kapitole se budeme zabývat rozšířením myšlenky jednorozměrného Box-
plotu do více dimenzí. U této metody si již nevystačíme pouze s výběrovými
kvantily jednotlivých složek našich dat, jak tomu byly u Rangefinderu. Zato me-
toda generuje „krabice“, které za jistých předpokladů mnohem lépe kopírují tvar
našich dat.

Tato technika byla předvedena ve článku Goldberg a Iglewicz (1992). Autoři
vytvořili rozšíření Tukeyova Boxplotu do dvou dimenzí. Název Relplot pochází ze
spojení 3 slov, a to robust elliptical plot. Robustní se zde myslí použité odhady
polohy a rozptýlení dat. Autoři právě k sestrojení Relplotu používají technik
z robustní statistiky, které si nebudeme formálně zavádět, nicméně se alespoň
pokusíme pojem robustnosti intuitivně objasnit.

Pokud mluvíme o robustní statistice, myslíme takovou, která bude odolná vůči
extrémně odlehlým pozorováním. Uvažujme náhodný výběr X = (X1, . . . ,Xn),
kde n > 1 a ∀i ∈ {1, . . . ,n} : Xi ∈ R. Dále si vezměme statistiky výběrový
průměr a výběrový medián. Přidejme nyní do výběru X nové pozorování Xn+1
a znovu spočítejme zmíněné statistiky. Robustnost statistiky nám zajistí, že se
nová statistika „příliš“ neliší od původní. Pro medián platí, že nový medián bude
od starého maximálně tak daleko, jako je vzdálenější ze sousedních pozorování
původního mediánu, a to i v případě že Xn+1 bude libovolně velké. Medián pova-
žujeme za robustní statistiku. Naopak žádnou takovou horní hranici pro průměr
stanovit nelze. Není těžké si uvědomit, že ∀k > 0 můžeme zvolit Xn+1 tak, že
nový průměr je od původního vzdálen o více než k.

Lze rovněž měřit kvalitu robustnosti. Intuitivně je lepší statistika taková, která
„snese“ více extrémně odlehlých pozorování. Například medián je silně robustní,
neboť výběr o rozsahu n zůstává „rozumný“ i po přidání až n − 1 nových ex-
trémních pozorování. K tomu, abychom vychýlili nový medián od původního o
libovolné k > 0, potřebujeme alespoň n vhodných nově přidaných pozorování. Mi-
nimální poměr původních pozorování k novým tak, že už statistika není rozumná
se nazývá bod zlomu a statistiky s dostatečně velkým bodem zlomu nazýváme
rezistentní. Více se o robustních statistikách dočteme v knize Huber (1981).

Goldberg a Iglewicz (1992) konstruují rozšíření Boxplotu pouze do dvou di-
menzí. My budeme postupovat zde zobecníme techniku do Rd. Ve více dimenzích
již sice nemusí být možné dobře si zobrazit data a onen Relplot, nicméně o jed-
notlivých datech jsme schopni posoudit, zda leží uvnitř Relplotu, nebo zda je lze
považovat za odlehlé, tedy že leží až za hranicí vnější krabice.
Poznámka (Předpoklady na rozdělení). O datech, nad kterými budeme konstru-
ovat Relplot, si stanovíme následující předpoklady. Rozdělení, ze kterého data
pochází, je elipticky symetrické s parametrem polohy µ ∈ Rd a parametrem roz-
ptýlení Σ ∈ Rd×d. Dále požadujeme aby šlo o unimodální rozdělení, tedy hustota
fX nabývala lokálního maxima pouze v jednom bodě x ∈ Rd. Opět předpoklá-
dáme existenci střední hodnoty a kovarianční matice a tyto pojmy pak budeme s
parametry polohy a rozptýlení pro lepší čitelnost textu zaměňovat.
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Lemma 5. Nechť náhodný vektor X má elipticky symetrické rozdělení s parame-
trem polohy µ ∈ Rd a parametrem rozptýlení Σ ∈ Rd×d a jeho hustota je tvaru

fX(x) = c g(
√

(x − µ)T (Σ)−1 (x − µ)), ∀x ∈ Rd.

Dále nechť je g navíc prostá funkce a k > 0 je takové, že M = {x ∈ Rd : fX(x) =
k} je neprázdná množina. Potom M je elipsoid v Rd.

Důkaz. Tvrzení plyne přímo z definice 3 elipsoidu v Rd.

{x ∈ Rd : fX(x) = k} = {x ∈ Rd : dΣ(x,µ) = g−1(k/c)}.

g−1(k/c) je jednoznačně určená nezáporná konstanta v R.

Zřejmě předpokladům lemmatu 5 vyhovuje normální rozdělení s pozitivně de-
finitní kovarianční maticí. Myšlenkou Relplotu je tedy zabalit data do nějakého
vhodně parametrizovaného elipsoidu v Rd. Je to přirozená myšlenka, neboť nor-
mální rozdělení je nejspíš nejdůležitější, s jakým se ve statistice potkáváme.

Problémem, kterým se tedy budeme zabývat v této kapitole je, jak zkonstru-
ovat elipsoid, který obsahuje 50 % všech pozorování, a jakým způsobem odhalit
odlehlá data.

3.2 Konstrukce Relplotu
Goldberg a Iglewicz (1992) postupovali u konstrukce Relplotu algoritmicky

a všechny vzorce vyjádřili pomocí jednotlivých složek odhadnutých parametrů.
Postupovali takto pro dvourozměrná data, na které tedy potřebovali dva od-
hady parametrů střední hodnoty jednotlivých složek µ̂1, µ̂2, dva odhady rozptylů
jednotlivých složek Ŝ2

1 ,Ŝ2
2 a odhad vzájemné korelace ρ̂. Pomocí toho vyjádřili

Mahalanobisovu vzdálenost vzorečkem.
Pro zobecnění zde nastává problém, že nejde nijak jednoduše spočítat inverzní

matici Σ−1. My tedy nebudeme postupovat jako autoři v článku. Na konci této
sekce si ukážeme, že postup autorů je ekvivalentní s naším postupem.

Nechť X je náhodný výběr z rozdělení F0, jednotlivé složky jsou d-rozměrné
náhodné vektory. Na základě tohoto výběru konstruujme odhad střední hodnoty
µ̂ = (µ̂1, · · · ,µ̂d)T a odhad kovarianční matice Σ̂. Nutným předpokladem je, aby
byla matice Σ̂ symetrická a pozitivně definitní a aby se jednalo o konzistentní
odhady příslušných parametrů. Označme dmed = median{di, i = 1,2, · · · ,n}. Pro
di =

√
(Xi − µ̂)T

(
Σ̂
)−1

(Xi − µ̂), jako v definici 6.

Definice 7 (Vnitřní elipsoid Relplotu). Mějme náhodný výběr X = (X1, . . . ,Xn),
kde jednotlivá pozorování jsou d-rozměrné náhodné vektory, Σ̂, µ̂ konzistentní
odhady kovarianční matice a střední hodnoty, Σ̂ je navíc symetrická a pozitivně
definitní. Vnitřním elipsoidem Relplotu rozumíme množinu

Emed = {x ∈ Rd : dΣ̂(x,µ̂) = dmed}. (3.1)

Lemma 6. Za předpokladů z definice 7 obsahuje vnitřní elipsa Replotu alespoň
50 % ze všech pozorování X1, . . . ,Xn.
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Důkaz. Zavedeme si značení:

#A =

⎧⎨⎩počet prvků v A, je-li A konečná množina,
∞, je-li A nekonečná množina.

Množiny E ′
i = {x ∈ Rd : dΣ̂(x,µ̂) ≤ di} jsou vnitřky soustředných a stejně

rotovaných elipsoidů v Rd. Tedy, pokud platí di ≤ dj pro nějaká i,j, pak E ′
i ⊆ E ′

j.
Z definice 1 mediánu je #{i : di ≤ dmed} ≥ n

2 . Označme E ′
m = {x ∈ Rd :

dΣ̂(x,µ̂) ≤ dmed}. Potom tedy platí, že #{i : E ′
i ⊆ E ′

m} ≥ n/2, čímž je tvrzení
dokázáno.

Nyní umíme konstruovat vnitřní elipsoid Relplotu, tedy jakousi obdobu vnitřní
krabice z jednorozměrného Boxplotu. Lemma 6 nám dává informaci, že zkonstru-
ovaný elipsoid obsahuje skutečně alespoň 50 % všech pozorování. Tento fakt je
dobrý si uvědomit, protože jak jsme viděli v kapitole 1, tak u metody RangeFin-
der tomu tak nutně být nemuselo. Už díky tomuto můžeme Relplot považovat za
lepší metodu.

To, jak dobře elipsoid popisuje tvar našich dat, závisí na tom, zda jsou splněny
předpoklady na eliptickou symetrii a také na konkrétní volbě odhadů střední hod-
noty a kovarianční matice. Později budeme diskutovat výhody použití robustních
odhadů.

Nyní je ještě potřeba zkonstruovat vnější elipsoid, pomocí kterého můžeme
odhalovat odlehlá pozorování. Stejně jako v jednorozměrném případě vytvoříme
metodu, která dobře funguje pro normální rozdělení, a kterou pak budeme apli-
kovat i na výběry, u kterých normalitu nepředpokládáme.

Uvažujme tedy případ, kdy naše data pochází z Nd(µ,Σ), jehož parametry µ
a Σ neznáme. Volíme-li vhodně odhady těchto parametrů (splňují-li předpoklady
z tvrzení 3), pak d2

i má asymptoticky rozdělení χ2
d a dá se předpokládat, že s

rostoucím rozsahem výběru bude d2
med z (3.1) blízké χ2

0,5, d, tj. 0,5 kvantilu χ2
d

rozdělení.
Za těchto předpokladů bude mít přibližně 50 % všech pozorování menší čtverec

Mahalanobisovy vzdálenosti, než χ2
0,5, d. Stejnou úvahou bude mít pouze 1 %

pozorování čtverec Mahalanobisovy vzdálenosti větší než χ2
0,99, d. Protože poměr

mezi těmito kvantily je konstanta D ∈ R, můžeme na základě tohoto poměru a
vnitřní elipsy konstruovat elipsu vnější, a předpokládat, že asymptoticky mimo
tuto elipsu leží 1 % pozorování. Tato konstanta D závisí na dimenzi. Pro d = 2
vychází přibližně 2,6. Formálně si tento pojem zavedeme v následující definici.
Definice 8 (Vnější elipsoid Relplotu). Nechť jsou splněny podmínky z definice 7,
a máme zkonstruován vnitřní elipsoid Emed, viz (3.1). Označme poměr mezi 50 %
a 99 % kvantilem χ2

d rozdělení jako

D =
χ2

0,99, d

χ2
0,5, d

> 1.

Dále označme dmax = max
1≤i≤n

{di : d2
i < D d2

med}. Potom množinu

Emax = {x ∈ Rd : dΣ̂(x,µ̂) = dmax},

nazýváme vnějším elipsoidem Relplotu a pozorování, která leží mimo nazýváme
odlehlá pozorování detekovaná Relplotem.
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Poznámka. Jak dobře Relplot detekuje odlehlá pozorování opět závisí na tom,
zda jsou splněny předpoklady eliptické symetrie a unimodality na rozdělení, ze
kterého data pochází. Zde je už důležitý i předpoklad unimodality.

Pokud opět uvažujeme případ, kdy náš náhodný výběr pochází z Nd(µ,Σ),
tak se dá rovněž předpokládat, že asymptoticky je vnější elipsoid roven množině

E0,99 = {x ∈ Rd : d2
Σ̂(x,µ̂) = χ2

0,99, d}

a obsahuje právě 99 % pozorování. Pro náhodný výběr z normální rozdělení tak
asymptoticky 1 % pozorování považujeme za odlehlé.

Pokud se tedy budeme bavit o Relplotu, budeme tím myslet náš náhodný
výběr, detekovaná odlehlá pozorování a vnitřní a vnější elipsoid.

3.3 Vyjádření Relplotu v R2

Nyní si popíšeme způsob, jakým lze parametricky vyjádřit Relplot v R2. Tento
způsob je uveden v článku Goldberg a Iglewicz (1992). Na konci ukážeme, že
výsledek je ekvivalentní s Relplotem z předchozí sekce.

Buďme tedy v situaci, kdy (X1,Y1)T , . . . ,(Xn,Yn)T je náhodný výběr. Zvolme
si nějaké konzistentní odhady střední hodnoty a kovarianční matice.

µ̂ =
(

TX

TY

)
, Σ̂ =

(
S2

X SX SY R
SX SY R S2

Y

)
.

Označíme Xsi = Xi−TX

SX
. Obdobně Ysi. Nyní ∀i ∈ {1,2, . . . ,n} definujeme

li =
√

X2
si + Y 2

si − 2R Xsi Ysi

1 − R2 .

Lemma 7. Za předpokladů z této sekce platí

li = di = dΣ̂((Xi,Yi)T ,µ̂).

Důkaz.

di =

√((Xi

Yi

)
− µ̂

)T

Σ̂−1

((
Xi

Yi

)
− µ̂

)

=

√(Xi − TX , Yi − TY ) 1
det(Σ̂)

adj(Σ̂)
(

Xi − TX

Yi − TY

)

=

√(Xi − TX , Yi − TY )
S2

X S2
Y (1 − R2)

(
S2

Y −SX SY R
−SX SY R S2

X

)(
Xi − TX

Yi − TY

)

=

√(Xi − TX)2S2
Y + 2(Xi − TX)(Yi − TY )SX SY R + (Yi − TY )2S2

X

S2
X S2

Y (1 − R2)

=
√

X2
si + Y 2

si + 2Xsi Ysi R

1 − R2 = li.

Nyní již můžeme formulovat tvrzení, ve kterém si ukážeme, jak zkonstruovat
parametrické vyjádření Relplotu, respektive jeho vnitřní elipsy v R2.
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Tvrzení 8 (Parametrizace relplotu). Nechť

lmed = median{li, i = 1,2, . . . ,n},

r1 = lmed

√
1 + R

2 , r2 = lmed

√
1 − R

2 ,

θ1(t) = r1 cos(t), θ2(t) = r2 sin(t).

Potom platí, že graf křivky (X(t),Y (t))T , kde t ∈ [0,2π], daný předpisem

X(t) = TX + (θ1(t) + θ2(t)) SX ,

Y (t) = TY + (θ1(t) − θ2(t)) SY ,

je vnitřní elipsa Relplotu jako v definici 7, kde za odhady střední hodnoty a kova-
rianční matice bereme právě µ̂ a Σ̂.

Důkaz. Idea důkazu je použít charakterizaci elipsy dané Mahalanobisovým zob-
razením z tvrzení 4. Buď Emed z (3.1). Tvrzení 4 nám říká, že:

Emed = {x ∈ R2 : x = µ̂ + dmedΣ̂1/2y, ∥y∥ = 1},

kde Σ̂1/2 je matice splňující Σ̂1/2(Σ̂1/2)T = Σ̂. Dále je
(

X(t)
Y (t)

)
=
⎛⎝TX + lmed

(
cos(t)

√
1+R

2 + sin(t)
√

1−R
2

)
SX

TY + lmed

(
cos(t)

√
1+R

2 − sin(t)
√

1−R
2

)
SY

⎞⎠
=
(

TX

TY

)
+ lmed

⎛⎝SX

√
1+R

2 SX

√
1−R

2

SY

√
1+R

2 −SY

√
1−R

2

⎞⎠(cos(t)
sin(t)

)

= µ̂ + lmedΣ̂1/2
(

cos(t)
sin(t)

)
.

Lze snadno ověřit, že Σ̂1/2
(
Σ̂1/2

)T
= Σ̂. Z tvrzení 7 je

{(X(t),Y (t))T , t ∈ [0,2π]} = {x ∈ R2 : x = µ̂ + dmedΣ̂1/2y, ∥y∥ = 1} = Emed.

Tímto jsme ověřili, že konstrukce Relplotu v R2 podle našich definic 7 a 8
vnitřní, resp. vnější elipsy, je totožná s parametrizací, kterou uvádí Goldberg a
Iglewicz (1992). Zároveň se jedná o ověření že touto parametrizací dostaneme
skutečně elipsu v R2, což nemusí být na první pohled zřejmé.

3.4 Aplikace Relplotu
Nyní se budeme zabývat důležitostí volby odhadů střední hodnoty a kovari-

anční matice. Nejjednodušší je použít výběrový průměr a výběrovou rozptylovou
matici. Zkonstruujeme Relplot na datech z příkladu 1.
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Příklad 5. Mějme náhodný výběr z příkladu 1 s uměle přidanými pozorováními
x = (1,1)T a y = (−1,1)T . Odhadneme neznámé parametry µ a Σ pomocí výbě-
rového průměru a výběrové rozptylové matice. Dostáváme hodnoty z příkladu 4.
Pro vykreslení vnější a vnitřní elipsy potřebujeme dmed a dmax.

dmed = 1,13, dmax = 2,33.

Obrázek 3.1: Replot, konstruovaný pomocí průměru a výběrové rozptylové matice.
Do zmíněných odhadů byly započítány umělé pozorování x, y.

Jediné body, které jsou za hranicí vnější elipsy, tedy jejich Mahalanobisova
vzdálenost je větší než dmax, jsou (−1 , 1)T , (−0,14 , 1,08)T . Tyto pozorování tedy
pokládáme za odlehlé. Jedná se o námi uměle přidané pozorování y a pozoro-
vání s největší teoretickou Mahalanobisovou vzdáleností z původního náhodného
výběru.

Takto získané elipsy splňují to, co bychom od nich požadovali. Tedy pěkně
kopírují tvar našeho rozdělení a odhalili pozorování, která nevyhovují rozdělení
našeho výběru. Z původního výběru je považováno 1 % pozorování za odlehlé,
což je přípustné.

V minulém příkladu bychom podle Goldberg a Iglewicz (1992) neměli hovořit
o Relplotu, protože použité odhady nejsou robustní statistiky. V této sekci se
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pokusíme naznačit, v čem je výhoda použití robustních odhadů. Konkrétně si
předvedeme Relplot za použití mediánu po souřadnicích a tzv. MVE odhadu
kovarianční matice. 1

Příklad 6. Mějme opět náhodný výběr z N2(µ, Σ) stejný jako v příkladu 5. Nyní
si do něj přidáme 3 pozorování, a sice x = (−3,5 , 2)T , y = (−3,25 , 2,25)T a
z = (−3 , 2,5)T . Zkonstruujeme si opět Relplot za použití výběrového průměru a
výběrové rozptylové matice s tím, že do odhadů zahrnujeme i x, y, z.

V ideálním případě by elipsy Replotu měly zůstat podobného tvaru jako na
obrázku 3.1. Protože však naše odhady nejsou robustní, a jsou tedy silně ovlivňo-
vány vzdálenými pozorováními, dostáváme elipsy, které již nekopírují tvar našich
dat tak pěkně. Výsledný Relplot je k nahlédnutí v obrázku 3.2.

Z obrázku 3.2 vidíme, že pouze tato tři pozorování poměrně hodně ovlivnila
výsledný Relplot. Elipsa se příliš „nátáhla“ ve směru (−1 , 1)T , což vzhledem k pů-
vodnímu rozdělení není příliš vhodné. Například pozorování M = (−0,14 , 1,08)T ,
které bylo původně nejodlehlejší, tento Relplot považuje za běžné, a ani se neblíží
vnější elipse. Dále si můžeme všimnout, že tento Relplot považuje za odlehlé 3
pozorování, které v minulém příkladu za odlehlé považovány nebyly.

S tímto problémem by nám měly pomoci robustní odhady. Stejně jako v klasic-
kém Boxplotu, kde je pro jeho konstrukci použito výhradně robustních statistik,
tak i při konstrukci Relplotu Goldberg a Iglewicz (1992) diskutují výhody použití
robustních statistik. Za odhad centra můžeme jednoduše vzít například medián
po souřadnicích. O něco složitější je to s volbou robustního odhadu kovarianční
matice.

Nebudeme si metody podrobně představovat, neboť na to není dostatek pro-
storu. Budeme používat MVE metodu, tj. metodu která na základě k-tic z našich
dat hledá elipsoid s nejmenším obsahem, která tuto k-tici pokrývá. Podrobnější
popis metody najdeme v článku Van Aelst a Rousseeuw (2009). V tomto článku je
uvedeno, že pro data z normálního rozdělení je MVE robustní odhad parametru
rozptýlení dat, a tedy jej lze vhodně škálovat tak, aby se jednalo o konzistentní
odhad kovarianční matice. Konzistence MVE odhadu pro vhodný násobek ko-
varianční matice platí i obecně pro elipticky symetrické rozdělení s konečnou
kovarianční maticí, více v článku He a Wang (1996).

Příklad 7 (Porovnání robustního a nerobustního odhadu). Uvažujme opět námi
vygenerovaná data z N2(µ,Σ) a k nim uměle přidaná pozorování x, y, z, jako v
příkladu 6. Nyní porovnáme, jak se změní Relplot, pokud jsou odhady µ̂, Σ̂ kon-
struovány nejprve pouze z původních dat a poté i z přidaných x, y, z. Použijeme
nejprve nerobustních odhadů, tj výběrového průměru a výběrové rozptylové ma-
tice, a srovnáme s použitím robustních odhadů, a sice mediánu po souřadnicích
a MVE odhadu kovarianční matice. Robustní odhady jsou zřejmě vhodnější.

1MVE - Minimum volume ellipsoid.
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Obrázek 3.2: Použité odhady jsou výběrový průměr a výběrová rozptylová matice.
Vlevo: Nezapočítáváme umělá x, y, z. Vpravo: Umělá pozorování se započítávají.

Obrázek 3.3: Použité odhady jsou medián po souřadnicích a MVE odhad kova-
rianční matice. Vlevo: Nezapočítáváme umělá x, y, z. Vpravo: Umělá pozorování
se započítávají.

3.5 Relplot pro asymetrická data
Relplot dobře funguje na rozděleních podobných normálnímu, tedy takových,

které splňují předpoklady eliptické symetrie a unimodality. Lze jej konstruovat i
nad daty, u kterých tyto předpoklady nemáme. Nastává však problém, neboť se
nesymetrická data snažíme zabalit do symetrického elipsoidu. Může se tedy stát,
že výsledné elipsy budou v některých směrech „prázdné“.

V článku Goldberg a Iglewicz (1992) je uvedena metoda, která by se s tímto
problémem měla vypořádat v R2. Jedná se o Quelplot. Namísto vnitřní a vnější
elipsy, jak tomu bylo u Relplotu, je použito tzv. Quelů. Quel v R2 je tvořen ze 4
různých elips, které jsou na sebe napojeny na jejich osách tak, aby výsledek byl
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spojitý.
Není jasné, jak a zda vůbec lze nějakou obdobnou metodou konstruovat Quel-

plot ve vyšších dimenzích. Navíc je myšlenka za konstrukcí poměrně neprůhledná
a není vidět, zda by to obecně nebo alespoň na nějaké konkrétní rodině rozdělení
mělo asymptoticky považovat za odlehlé pouze 1 % z celkového výběru.

Příklad 8. Na obrázku 3.4 demonstrujeme nevýhody použití Relplotu na asy-
metrických datech. Mějme X náhodný výběr o rozsahu 100 z rozdělení, kde obě
složky mají nezávislé exponenciální rozdělení se střední hodnotou 2.

Obrázek 3.4: Vlevo: Relplot za použití mediánu po souřadnicích a MVE odhadu.
Vpravo: Relplot za použití průměru a výběrové rozptylové matice.

Vidíme, že vnější elipsa zasahuje i do oblastí, kde je první nebo druhá složka
záporná. Tam ale neleží ani jedno pozorování. Naopak veliké množství pozorování
je považováno za odlehlé. Nelze však ani očekávat, že by data z nesymetrického
rozdělení, měla jít dobře „zabalit“ do symetrického objektu, konkrétně do elipsy.

Dále si můžeme všimnout, že výběrová rozptylová matice lépe odhaduje ko-
varianční matici, než MVE odhad. To je zapříčiněno tím, že nejsou splněny před-
poklady na eliptickou symetrii rozdělení.

V následující kapitole se budeme zabývat technikou rozšíření Boxplotu do
více dimenzí, která by měla lépe fungovat na nesymetrických datech, proto zde
již Quelplot nebudeme dále diskutovat.
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4. Bagplot
Budeme diskutovat poslední metodu na zobecnění Boxplotu do vyšších di-

menzí, a tou je Bagplot. Půjde o trochu jiný přístup, než jsme viděli v minulé
kapitole. Zde se data budou „zabalovat“ do d−rozměrných polygonů. To přinese
jisté výhody oproti Relplotu. Metoda byla poprvé uvedena v článku Rousseeuw
a kol. (1999) a většina z textu v této kapitole vychází právě z něj.

První výhodou je, že Bagplot by měl lépe fungovat na asymetrických datech.
Předpokladem, kterého se nezbavíme, bude stále unimodalita našeho rozdělení.
To nás ale nemusí tolik trápit, protože cílem této práce je rozšířit jednorozměrný
Boxplot, který vyžaduje unimodalitu dat.

Budeme pracovat s pojmem poloprostorová hloubka, zkráceně pouze hloubka,
který si formálně definujeme v následující sekci. Intuitivně je hloubka bodu mě-
řítko, jak moc je tento bod obklopen daty z náhodného výběru. Tedy chceme
nějak určit, zda se bod nachází na kraji našich dat, nebo spíš uprostřed.

Mějme soubor pozorování X = (X1, . . . ,Xn) v Rd a zvolme si θ ∈ Rd. Pro lepší
představu uvažujeme d = 2. Nyní veďme bodem θ přímku, označíme ji p. Dostá-
váme tak dvě uzavřené poloroviny H1, H2, jejichž průnikem je p. Spočteme-li,
kolik pozorování se nachází v polorovině H1 a kolik v H2, a z těchto dvou čísel
vybereme minimum, dostáváme nějaké přirozené číslo typicky mezi 0 a ⌊n/2⌋.
Nyní vezmeme minimální hodnotu, kterou lze s pomocí všech přímek procházejí-
cích θ dostat. Tuto hodnotu nazveme hloubkou bodu θ vzhledem k X.

Myšlenkou Bagplotu je tedy najít centrum našich dat, tedy bod s největší
hloubkou a kolem něj zkonstruovat oblast, kde každý bod bude mít alespoň
hloubku k tak, že tato oblast bude obsahovat přibližně 50 % pozorování.

4.1 Hloubka dat
V této sekci si formálně zavedeme hloubku dat a s ní související pojmy regionu

a vrstevnice. Formulujeme a dokážeme o nich tvrzení důležitá pro konstrukci
Bagplotu. Většina tvrzení a definic je přebrána z článku Donoho a Gasko (1992),
nebo z článku Rousseeuw a Ruts (1999).

Definice 9 (Hloubka dat). Nechť X = (X1, . . . ,Xn) je náhodný výběr v Rd, θ ∈ Rd

a označme N0 = N ∪ 0. Hloubkou vzhledem k X rozumíme funkci

ldepth(·,X) : Rd → N0,

ldepth(θ,X) = min
∥u∥=1

#{i : uT Xi ≤ uT θ}.

Funkční hodnotu ldepth(θ,X) nazýváme hloubka bodu θ vzhledem k X. 1

Poznámka. Definice souhlasí s tím, co jsme diskutovali v předešlé sekci, neboť
skalární součin v definici 9 uT θ je až na znaménko norma projekce vektoru θ na
jednotkový vektor u. Označme podprostor V = {v ∈ Rd : uT v = 0}. Vektory
z V generují afinní nadrovinu p = {θ + v, v ∈ V }, která rozděluje Rd na dva

1Značení ldepth pochází z anglického location depth, tedy polohová hloubka.
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uzavřené poloprostory H1, H2. Potom #{i : uT Xi ≤ uT θ} je roven počtu pozo-
rování v jednom z poloprostorů H1, H2. Není podstatné, o který z nich se jedná,
neboť když vezmeme #{i : −uT Xi ≤ −uT θ}, dostáváme počet bodů v opačném
poloprostoru. Nyní když vezmeme minimum z počtu pozorování v těchto dvou
poloprostorech přes všechny (d − 1)-rozměrné nadroviny procházející bodem θ
dostáváme ldepth(θ,X).

Pro pozorování z X platí, že jejich hloubka je číslo mezi 1 a n. Obecně to platí
pro jakýkoliv bod z konvexního obalu našeho výběru. Naopak pro body mimo
tento konvexní obal platí, že jejich hloubka je rovná nule. Zpravidla je maximální
hloubka nejvýš ⌊n/2⌋, více budeme moci říct za následujícího předpokladu.

Definice 10 (Obecná pozice dat). Řekneme že X = (X1, . . . ,Xn) v Rd, d ≥ 1 je v
obecné pozici, pokud žádná k-tice, k = 2,3, . . . ,d+1, pozorování neleží ve stejném
k − 2 dimenzionálním afinním podprostoru Rd.

Poznámka. Pro n > d stačí podmínku ověřit na všech (d + 1)-ticích. Definice je
pak formálním popisem toho že v R2 žádná tři pozorování neleží na stejné přímce,
v R3 žádná čtyři pozorování neleží na stejné rovině a tak dále.

Pokud jsou naše data v obecné pozici, žádný bod nemůže mít hloubku větší než
⌊n/2⌋. Pokud rozdělení, ze kterého pochází náhodný výběr, je absolutně spojité,
potom je tento výběr v obecné pozici skoro jistě.

Tvrzení 9. Pokud je náhodný výběr X = (X1, . . . ,Xn) z Rd, d ≥ 1 v obecné
pozici, potom pozorování, která leží na hranici konvexního obalu tohoto výběru,
mají hloubku rovnou 1. Všechny ostatní pozorování mají hloubku ostře větší.

Důkaz. Důkaz provedeme pro d = 2, neboť pro d = 1 je to zřejmé a pro vyšší
dimenze je to analogie důkazu, který provedeme. Označíme si K konvexní obal
nad X. Je jednoduché si uvědomit, že každý vrchol konvexního obalu je nějakým
pozorováním z X.

Zvolme si libovolný Xm z našeho výběru takový, že se jedná o K. Potom
úhel sevřený u tohoto vrcholu, tedy úhel mezi přímkami spojující Xm s jeho
sousedními body na hranici ∂K, je ostře menší než π, z předpokladu obecné pozice
X, tím pádem existuje přímka taková, že prochází bodem Xm a její průnik s K
je {Xm}. Tedy v jedné z uzavřených polorovin leží pouze toto jedno pozorování
Xm. Z definice 9 hloubky dat a poznámky pod ní je ldepth(Xm,X) ≤ 1. Zřejmě je
hloubka jakéhokoliv pozorování alespoň 1, tedy dohromady je ldepth(Xm,X) = 1.

Nyní buď Xj libovolné pozorování, které není vrcholem K. Všimněme si, že
díky předpokladu obecné pozice je Xj ∈ int(K). Mějme libovolnou přímku s,
která vede skrz Xj. Potom díky tomu, že K je konvexní polygon, leží na každé
polorovině alespoň jeden vrchol, tedy alespoň jedno Xi. Protože to platí pro
každou přímku, dostáváme z definice hloubky 9, že ldepth(Xj,X) ≥ 2.

Není těžké si uvědomit, že jakýkoliv bod z K, jako v důkazu tvrzení 9, bude
mít hloubku vzhledem k X alespoň 1. Pro body z int(K) je důkaz stejný jako pro
pozorování z int(K) s tím, že výsledná hloubka nemusí být ostře větší než 1. Pro
body na hranici K, které nejsou vrcholy také není obtížné si uvědomit, že jejich
hloubka bude právě 1.
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To vše dobře odpovídá intuici, že pozorování, která leží „na kraji“ našeho
výběru budou mít malou hloubku a čím více se dostáváme do středu, tím se
hloubka zvětšuje. Zadefinujeme množinu s hloubkou alespoň k.

Definice 11 (Region hloubky, vrstevnice). Nechť X = (X1, . . . ,Xn) je náhodný
výběr v Rd a buď k ∈ N0. Regionem hloubky k nazveme množinu Dk = {x ∈ Rd :
ldepth(x,X) ≥ k}, její hranici ∂Dk nazýváme vrstevnicí hloubky k.

Zřejmě platí, že D0 z definice 11 je celé Rd, naopak pro příliš velká k je
Dk = ∅. Poslední tvrzení jistě platí pro k > ⌊n/2⌋, za předpokladu obecné pozice
dat, neboť takové hloubky nelze nabýt, pokud je n > 1. Ukazuje se ale, že existují
výběry, kde se nemusí nabývat ani hloubky ⌊n/2⌋.

Lemma 10 (Ekvivalentní definice regionu). Nechť jsou splněny předpoklady defi-
nice 11. Definujme množinu Dk

′ jako průnik všech uzavřených poloprostorů, jenž
obsahují právě n − k + 1 pozorování z výběru X. Potom Dk = Dk

′.

Důkaz. Označíme si H množinu všech uzavřených poloprostorů v Rd obsahujících
právě n − k + 1 pozorování z X. Budeme dokazovat nepřímo dvě inkluze.

Nechť y ∈ Rd takové, že y /∈ H, ekvivalentně existuje H ∈ H : y /∈ H. Pak
existuje H ′ uzavřený poloprostor, pro který platí y ∈ ∂H ′ a navíc H ′ ∩ H = ∅.
Musí tedy platit #{Xi ∈ H ′} ≤ k − 1. Tím pádem ldepth(y,X) ≤ k − 1, tedy
y /∈ Dk. Tím je dokázaná inkluzi Dk ⊆ D′

k.
Obráceně mějme y ∈ Rd takové, že ldepth(y,X) = l, l < k. Potom existuje

uzavřený poloprostor H ′ takový, že y ∈ ∂H ′ a #{Xi ∈ H ′} = l, tedy v doplňku H ′

leží alespoň n−k +1 pozorování. Můžeme pak zvolit H ∈ H tak, aby H ∩H ′ = ∅
a zároveň #{Xi ∈ H} = n − k + 1, tedy y /∈ H. Tedy platí D′

k ⊆ Dk.

Tvrzení 11 (Vlastnosti regionů). Za předpokladů definice 11 platí ∀k ∈ N0, Dk

je konvexní množina a Dk+1 ⊆ Dk.

Důkaz. Díky lemmatu 10 platí, že region Dk je průnikem konvexních množin,
tedy je také konvexní. Dk+1 ⊆ Dk plyne zřejmě z definice 11.

Tvrzení 12 (Afinní invariance). Nechť jsou splněny podmínky definice 11, a nechť
T : Rd → Rd je afinní zobrazení, T (x) = Ax+b, kde A ∈ Rd×d je regulární matice,
b ∈ Rd. Značíme T (X) = {T (X1), . . . ,T (Xn)}. Potom platí

ldepth(T (θ),T (X)) = ldepth(θ,X), ∀θ ∈ Rd.

Důkaz. Pro θ ∈ Rd označme H uzavřený poloprostor takový, že θ ∈ ∂H a H ′

uzavřený poloprostor takový, že T (θ) ∈ ∂H ′. Pak je

#{i : Xi ∈ H} = #{i : T (Xi) ∈ T (H)}, a tedy
# min

H
{i : Xi ∈ H} = min

H′
{i : T (Xi) ∈ H ′}.

Tvrzení 12 má důležitý důsledek. Když Dk je region hloubky k nad X a T je
afinní zobrazení, potom je T (Dk) region hloubky k pro T (X).
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Nyní se budeme zabývat tím, jak vypadají regiony hloubky k pro data z nor-
málního rozdělení. Pro jednodušší představu budeme diskutovat data z N2(0,I),
I je dvourozměrná jednotková matice. Označíme si X ∼ N2(0,I), f(x) hustotu
náhodného vektoru X.

Z lemmatu 5 víme, že množiny M = {x ∈ R2 : f(x) = c}, kde c ≥ 0, jsou
kružnice se středem v 0. Předpokládejme, že c je dostatečně malé, aby M ̸=
∅. Zvolme si nějaký bod θ na této kružnici a skrz tento bod veďme přímku p.
Dostaneme dvě uzavřené poloroviny H1, H2 (s hranicí p).

Označme Pmin jako menší z pravděpodobností, že X padne do H1, respektive
H2. Snažíme se nalézt přímku p takovou, aby bylo Pmin co nejmenší. Není těžké
si rozmyslet, že jí bude tečna ke kružnici M , dotýkající se v bodě θ. Tuto kon-
krétní přímku označme p′, danou pravděpodobnost Pmin = P ′ ≤ 1/2 a příslušnou
polorovinu H ′.

Buďme teď v situaci, kdy X = (X1, . . . ,Xn) je náhodný výběr pocházející
z N2(0,I). Potom lze očekávat, že pro rostoucí hodnoty n, se bude hodnota
ldepth(θ,X) blížit k k = nP ′, a přímka, která generuje polorovinu obsahující
právě k pozorování, se bude blížit přímce p′. Tím myslíme, že úhel mezi těmito
přímkami bude blízký 0. Odtud tedy vyplývá, že regiony hloubky k se s rostou-
cím n budou čím dál více podobat kruhu s hranicí M . Když si vezmeme data z
libovolného dvourozměrného normálního rozdělení, tak jejich vrstevnice hloubky
k, k ≤ ⌊n/2⌋, budou pro velká n připomínat elipsy. To plyne z provedené úvahy
a tvrzení 12.

Tato úvaha se dá jednoduše zobecnit pro elipticky symetrické rozdělení ve
vyšších dimenzích. Netriviálním krokem je dokázat konvergenci vrstevnic k těmto
elipsoidům skoro jistě. Formální důkaz je uveden v článku Donoho a Gasko (1992,
str. 1806, lemma 2.5).

4.2 Konstrukce Bagplotu
V této sekci si popíšeme, jak se nad daty v Rd konstruuje Bagplot. Myšlen-

kově to není nijak náročné, ale algoritmus, který Bagplot reálně spočítá již je
poměrně sofistikovaný, a proto jej zde nebudeme popisovat. Takový algoritmus
zkonstruovali Rousseeuw a Ruts (1996).

Mějme data X = (X1, . . . ,Xn) v Rd. Zkonstruujme množiny Dk, pro k =
0,1, . . . ,l tak, aby Dl ̸= ∅ a zároveň Dl+1 = ∅. Středem Bagplotu budeme myslet
poloprostorový medián výběru X. Ten se definuje jako bod s největší hloubkou
vzhledem k X. Takový bod zřejmě bude ležet v Dl. Pokud není jednoznačně
určen, přirozeně definujeme poloprostorový medián jako těžiště této množiny.
Poloprostorový medián označíme m.

Označme #Dk = #{Xi ∈ X : Xi ∈ Dk}. Nyní najdeme k tak, že #Dk+1 ≤
⌊n/2⌋ < #Dk. Množinou Dk rozumíme vnitřní bag, tedy obdobu vnitřní kra-
bice pro vícerozměrná data. Označme vnitřní bag jako B. Jistě se tedy jedná o
konvexní polygon, který obsahuje alespoň 50 % pozorování.

Nyní zbývá zkonstruovat vnější krabici, neboli vnější bag. Myšlenkově to bude
podobné konstrukci vnějšího elipsoidu Relplotu, viz definice 8. Označme

c =

√χ2
0,99, d

χ2
0,5, d

.
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Zvětšíme B c-krát vzhledem k m, tedy vytvoříme množinu

cm(B) = {c (x − m) + m, x ∈ B}.

Nechť X pochází z Nd(µ,Σ) a Dk je region hloubky k, který splňuje #Dk+1 ≤
⌊nα⌋ < #Dk, α ∈ [0 , 1]. Z diskuze provedené v předchozí sekci a tvrzení 2 se
bude Dk pro velká n podobat množině

Eα =

⎧⎨⎩{x ∈ Rd : d2
Σ(x,µ) ≤ χ2

d , α}, α < 1,

Rd, α = 1.

Speciálně bude vnitřní bag B přibližně množina E0,5 a není těžké nahlédnout, že

cm(B) = cm(E0,5) = {x ∈ Rd : d2
Σ(x,µ) ≤ c2χ2

d , 0,5} = E0,99.

Díky tomu můžeme předpokládat, že mimo množinu cm(B) bude alespoň za před-
pokladu normality ležet přibližně 1 % pozorování. Nakonec zkonstruujeme kon-
vexní obal nad pozorováními, které leží v cm(B), a dostáváme vnější bag. To je
rovněž konvexní polygon a body, které neleží ve vnějším bagu považujeme za
odlehlá.

Na závěr zkonstruujeme Bagplot nad daty z příkladu 6 a příkladu 8.

Obrázek 4.1: Vlevo: Bagplot nad daty z normálního rozdělení se 3 umělými po-
zorováními. Vpravo: Bagplot nad daty z exponenciálního rozdělení.

Na obrázku 4.1 si můžeme všimnout hned dvou zajímavých vlastností Bag-
plotu. Stejně jako Relplot za použití robustních odhadů, není Bagplot příliš ovliv-
ňován vzdálenými pozorováními. V článku Donoho a Gasko (1992) jsou formálně
diskutované robustní vlastnosti poloprostorového mediánu a jednotlivých regionů
hloubky k. Zde jsou rovněž uvedeny body zlomu pro těžiště regionů hloubky k. Dá
se očekávat, že těžiště regionů s velkou hloubkou jsou více „odolné“ vůči většímu
počtu přidaných odlehlých pozorování. Naopak těžiště regionu, jehož hloubka
bude blízká 1 se dá poměrně snadno několika vhodně přidanými pozorováními
vychýlit o libovolnou hodnotu. Robustnost je důležitá vlastnost, bez které dete-
kování odlehlých pozorování nefunguje příliš dobře.
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Druhá výhoda spočívá v tom, jak Bagplot pracuje s asymetrickými daty. Po-
kud výsledek porovnáme s obrázkem 3.4, ihned vidíme, že Bagplot popisuje rozlo-
žení dat mnohem lépe. Žádné části nezůstávají příliš prázdné, a přeci dostáváme
dobrou informaci o tom, kde přibližně jsou data koncentrovaná. Tuto informaci
o datech z Relplotu nedostaneme. Navíc v případě asymetrických dat Bagplot
mnohem lépe odhalí, která pozorování již můžeme považovat za odlehlá.

Způsob, jakým Bagplot detekuje odlehlá pozorování je takřka stejný jako u
metody Relplot. Mohli bychom se ptát, zda by se dal tento způsob založit pouze
na hloubce jednotlivých pozorování. Například bychom za odlehlé považovali ta
pozorování, jejichž hloubka je 1. To by ale nejspíš příliš dobře nefungovalo, neboť
v obou případech z obrázku 4.1 by metoda považovala některé poměrně běžné
pozorování za odlehlé, viz tvrzení 9. Není tedy jasné, zda by se metoda něja-
kým takovým způsobem dala upravit. Proto budeme používat postup konstrukce
Bagplotu diskutovaný v této sekci, o kterém alespoň víme, že dobře funguje pro
normální rozdělení.

Všechny tři diskutované metody rozšíření Boxplotu do více dimenzí ještě srov-
náme na několika vygenerovaných datech na konci této práce v příloze A.
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Závěr
V této práci jsme si popsali tři metody rozšíření Tukeyova Boxplotu do více

dimenzí. Viděli jsme, že konstrukce takového grafu je mnohem složitější než v
jednorozměrném případě. Ačkoliv pro více než tři dimenze není snadné výsledný
graf dobře zobrazit, můžeme pomocí něj detekovat odlehlá pozorování.

První uvedenou metodou byl Rangefinder, jehož konstrukce je založena na
sestrojení Boxplotů pro jednotlivé složky zvlášť, a je tak nejjednodušší. Problémy
Rangefinderu jsou nicméně natolik velké, že se nezdá být dobrým rozšířením kla-
sického Boxplotu. Metoda Rangefinder by se dala vylepšit tak, že bychom data
neprojektovali do přímek kanonické báze, ale například do přímek generovaných
hlavními směry elipsoidu daného kovarianční maticí. Potom by tato metoda lépe
vizualizovala případné korelace mezi složkami. Nicméně stále jsou Relplot a Bag-
plot elegantnějšími metodami.

Jako druhý jsme představili Relplot. Data jsou zabalována do d-rozměrných
elipsoidů. Konstrukce je o něco složitější, zejména pokud mohou být některá z dat
velmi odlehlá. V případě, že naše data pochází z elipticky symetrického rozdělení,
tato technika již mnohem lépe kopíruje tvar našich dat než předchozí Rangefinder.
Komplikace nastávají pokud upustíme od tohoto předpokladu.

Nadstavbou práce by mohla být konstrukce Quelplotu ve vyšších dimenzích.
Potom by tato metoda měla být robustní tak jako Relplot a navíc by měla lépe
zpracovat asymetrická data. Patrně bychom vhodnými transformacemi vnitřního
elipsoidu, tak aby nebyl nikde příliš „prázdný“, dostali lepší výsledky.

Poslední diskutovanou technikou byl Bagplot. Zde jsou obdobou vnitřní a
vnější krabice konvexní polygony, takzvané bagy. Pro elipticky symetrická data
dostáváme podobné výsledky jako u Relplotu a složitost jejich konstrukcí se příliš
neliší. Navíc je Bagplot mnohem lépe využitelný, když pracujeme s asymetrickými
daty. To jsme mohli vidět na obrázku 3.4, který když srovnáme s obrázkem 4.1,
dostáváme, že Bagplot mnohem lépe reprezentuje asymetrická data než Relplot.

Oblastí další studie, by mohlo být rozšíření krabicového diagramu pro práci s
náhodnými procesy. Mohli bychom tak generovat „oblasti cesty“ náhodného pro-
cesu a pomocí té určit, zda se v některém místě proces dostal do příliš extrémních
hodnot.
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A. Další ilustrační příklady
A.1 Normální rozdělení s nezávislými složkami

Obrázek A.1:
Nahoře: Rangefinder; Relplot za použití průměru a výběrové rozptylové matice.
Dole: Relplot za použití mediánu po souřadnicích a MVE odhadu; Bagplot.

Vidíme že všechny metody odhalily jedno (stejné) odlehlé pozorování a vrací
velmi podobné výsledky. Jelikož pro normální rozdělení očekáváme 1 % pozoro-
vání jako odlehlé, s výsledkem každé metody můžeme být spokojeni. Nicméně
Rangefinder už zde ztrácí informaci o tvaru našich dat.
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A.2 Dvourozměrné t-rozdělení

Obrázek A.2:
Nahoře: Rangefinder; Relplot za použití průměru a výběrové rozptylové matice.
Dole: Relplot za použití mediánu po souřadnicích a MVE odhadu; Bagplot.

Data představují vygenerovaný výběr z dvourozměrného t-rozdělení s para-
mety ν = 1, µ = (0 , 0)T , Σ = 0,5 I. Takovým rozdělením myslíme rozdělení s
hustotou

fX(x) = Γ(3/2)
Γ(1/2)π|Σ|1/2 (1 + (x − µ)T Σ−1(x − µ)), x ∈ R2.

Některé z vygenerovaných pozorování leží velmi daleko od počátku, například
(−20,6 , −45,7)T , a tak pro lepší ilustraci zobrazíme pouze některá data. Zde jasně
vidíme, jak moc se vychýlí Relplot, při jehož konstrukci se nepoužívá robustních
odhadů.
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A.3 Dvourozměrné log-normální rozdělení

Obrázek A.3:
Nahoře: Rangefinder; Relplot za použití průměru a výběrové rozptylové matice.
Dole: Relplot za použití mediánu po souřadnicích a MVE odhadu; Bagplot.

V této ukázce jsou složky dat nezávislé veličiny log-normálního rozdělení s
parametry µ = 2, σ = 1. Hustotou této náhodné veličiny je

fX(x) = 1√
2πσx

exp
{

−(log(x) − µ)2

2σ2

}
, x ∈ R.

Zde jsou vidět výhody Bagplotu. Je hezky vidět nesymetrie výsledného grafu
a detekce odlehlých pozorování funguje rovněž relativně dobře. To se o žádné
další metodě říci nedá.
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