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Uvod

Napriek velkému zvyseniu vypoctovej kapacity dnesSnych pocitacov su stale
pre nas NP-tazké problémy na velkych vstupoch nespocitatelné v rozumnom case.
Mnohokrat nie je dolezité najst optimalne riesenie, ale najst riesenie, ktoré je
blizko optimu, v ¢o najkratsom ¢ase. Casto totiZz ¢as na najdenie optimélneho
riesenia je tak dlhy, Ze ispora prinesenad optimalitou riesenia je ovela mensia ako
naklady na najdenie tohto riesenia.

S potrebou vyriesit problém v kratkom case, ale stile pomerne blizko opti-
malneho rieSenia nam mézu pomoct heuristiky. Heuristiky zastupujua istd intuiciu
algoritmu o tom, ako hladat dobré riesenie. Mnoho z tychto heuristik vychadza zo
vseobecny navod alebo kostru fungovania algoritmu sa budem venovat v tejto
praci. Takéto heuristiky sa nazyvaju metaheuristiky:.

Jednou zo zaujimavych metaheuristik je optimalizdcia mravéou kol6niou (ang-
licky Ant Colony Optimization). Tato metaheuristika dokazuje, Ze vzdy sa mame
od prirody ¢o naucit. Metaheuristika Ant Colony sa inSpiruje spravanim mrav-
cov pri hladani potravy. Je zaujimavé, ze tento postup je pouzitelny nielen pre
problémy hladania cesty, ale da sa implementovat na celta skalu problémov, ktoré
zdanlivo s mravcami ni¢ spolo¢né nemaju.

Cielom mojej prace bolo porovnat vykon metaheuristiky Ant Colony s inymi
pristupmi na riesenie NP-tazkych problémov. V praci st pouzité tri rézne NP-
tazké problémy a to konkrétne: Problém obchodného cestujiceho, Ofarbovanie
grafu a Mnozinové pokrytie. Pri kazdom z tychto problémov boli okrem Ant
colony zvolené aspon dve dalsie metaheuristiky, s ktorymi boli vysledky porov-
navané.

Okrem Ant Colony st v praci pouzité metaheuristiky Simulované zihanie (an-
glicky Simulated Annealing), Tabu Search ale aj hladné algoritmy. Metaheuristiky
a ich implementacia pri jednotlivych problémoch st vybraté na zaklade roznych
¢lankov.

Tieto vysledky st nasledne porovnavané medzi sebou, pricom cielom prace
je urcit, na ktory problém a za akych podmienok, sa ktora metaheuristika hodi.
Préaca je zamerana hlavne na porovnanie Ant Colony, ako nosnej metaheuristiky.



1. Metaheuristiky

1.1 Riesenie NP-tazkych problémov

Kategoria NP-tazkych problémov je v dnesnej dobe velkou vyzvou. Pre tieto
problémy neexistuje riesenie v polynomidlnom case, ¢o sposobuje, ze ak by sme
chceli najst optiméalne riesenie v takejto tlohe bude to trvat obrovské mnozstvo
casu. Z tohto dévodu sa Casto uspokojime s riesenim, ktoré najdeme rychlo, aj
ked nie je najlepSie mozné.

Na postacujuice vyriesenie tychto problémov sa preto pouzivaji dva postupy.
Jednym z nich st aproximacné algoritmy. Aproximacné algoritmy sa snazia neja-
kym druhom optimalizacie najst riesenie. Zaroven zarucuji maximalnu odchylku
od optimalneho riesenia. Takato zaruka sa moze hodit ak vyzadujeme nutnd
spolahlivost do nejakej trovne. Casto vsak tdto maximélna odchylka méze byt
prilis velka.

Jednym z pristupov, ktorym sa da riesit kazdy problém v préci je aj linedrne
programovanie. Linearne programovanie formuluje tlohu ako systém nerovnic a
funkciu, ktort treba optimalizovat. Tieto algoritmy zvladnu najst optiméalne rie-
Senie, ale jedine pokial sa jedna o sustavu linedrnych nerovnic rieSent v realnych
¢islach. Bohuzial pre vacsinu problémov potrebujeme stustavy vyriesit v celych
¢islach. V tomto pripade musime ulohu relaxovat na tlohu v redlnych cislach,
vyriesit a nasledne vysledok takéhoto riesenia zaokrihlif. Findlne zaokrihlenie
moze sposobit, ze ziskané riesenie nebude optimélne.

Druhou stratégiou st heuristiky. Heuristiky ndm poskytuju spésob ako ro-
zumne prehladavat riesenia. Poskytujui ndm napovedu kadial prehladavat pries-
tor rieSeni na zaklade lahko spocitatelnych dat. Tato metdda nezarucuje najdenie
optimalneho riesenia, no ¢asto sa dopracuje k postacujicemu rieseniu. Zatial ¢o
heuristika je postup pri konkrétnom probléme, existuji aj postupy, ktoré su vseo-
becnym postupom pri rieseni problémov. Tieto postupy sa nazyvaji matehauris-
tiky. Metaheuristika je teda vseobecny navod pre hladanie optimalneho riesenia,
ktory sa uz len prispésobi na konkrétny problém.

1.2 Implementacia heuristik

V préci som si vybral tri problémy, ktoré st znamejsie [5] a dé sa na nich
pouzit metaheuristika Ant Colony. Pre kazdy problém som vytvoril program pre
testovanie v C++, kde som implementoval jednotlivé metaheuristiky. C++ som si
vybral z dévodu rychlosti, ktora je pri rieseni tychto problémov podstatna. Pouzi-
vanie jednotlivych programov je popisané v prilohe . Samotné zdrojové kody
programov, testované instancie a vystupné sibory si ulozené na CD v prilohe.
Podrobnejsi popis ako sa na CD orientovat je v prilohe [A.2]

Pri vysledkoch testovani jednotlivych implementacii metaheuristik je v praci
uvedend tabulka s cenou riefenia. Udaje o ¢ase behu explicitne v praci nie st
uvedené. Napriek tomu ¢as behu hodnotim v zaveroch. Tieto casy sa daju najst
v prilohe na CD. Programy boli testované na beznom pocitatéi a preto tento
¢as nie je ¢isty beh programu. Do behu sa zaratava aj cas ked bol vypocet pre-
ruseny operacnym systémom. Tieto ¢isla teda nie st uplne presné a dé sa z nich
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vyvodzovat iba zaver vo velmi hrubych odhadoch.

Pre vsetky metaheuristiky existuje aj varianta, pri ktorej moze algoritmus
bezat vo viacerych vldknach. Vo svojej praci som sa rozhodol vsetky algoritmy
programovat jednovldknovo, kvoli konzistentnejSiemu porovnaniu.

1.3 Metaheuristiky pouzité v praci

Cielom prace je porovnat vykonnost konkrétnej metaheuristiky (Ant Colony)
na vybranych NP-tazkych problémoch. Pre porovnanie som pri kazdom probléme
vybral dalsie metaheuristiky, ktoré sa na dany problém pouzivaji. Vybral som si
metaheuristiku Simulated Annealing, nakolko sa d4 naimplementovat na kazdy z
problémov. Dalej som vybral Tabu-Search, ktord postupuje podobne pri vytva-
rani podobnych rieseni, no rozdiel je v sposobe prehladavania priestoru rieseni.
Ako vhodna metaheuristika sa pontkaju taktiez genetické algoritmy. Tato meta-
heuristiku vo svojej praci neporovnavam, nakolko je velmi citlivd na nastavenie
parametrov a samotné vyladzovanie parametrov by mohlo byt predmetom sku-
mania.

Pri niektorych problémoch davaju dobré a velmi rychle vysledky aj hladné
algoritmy. V praci som ich pouzil hlavne ako porovnanie toho, aky vysledok vieme
dostat prakticky zadarmo.

1.3.1 Ant Colony

Metaheuristika Ant Colony je inspirovana chovanim mravcov v prirode pri
hladani potravy. Mravce sa riadia feroménmy, ktoré vylucuju podla toho, ¢i sa
im podarilo najst potravu.

Ant Colony postupne buduje riesenie tlohy tak, ze vysle nejaky pocet mrav-
cov, z ktorych kazdy postupne konstruuje riesenie. Pri kazdom rozsireni riesenia
sa jednotlivy mravec rozhoduje nahodne, pricom pravdepodobnostnu distribticiu
ovplyvnuji feromény a heuristicky parameter. Heuristicky parameter zvycajne
zohladnuje ako sa riesenie ¢iastkovo zlepsi.

Pre mravca k, ktory sa nachadza v stave x je pravdepodobnost, Ze sa rozhodne
pokracovat do stavu y nasledovna:

a B
Txy nxy

B
ZzEUk Ta?lz * Mz

ko _
pxy_

kde 7, je heuristicky koeficient pre prejdenie zo stavu = do stavu y a 7, je hladina
feroménu pre prejdenie zo stavu z do stavu y. Koeficienty a a § st parametre
metaheuristiky. Mnozina Uy je mnozina vsetkych doposial nenavstivenych stavov
mravcom k. Dalej pre y ¢ Uy plati pf, = 0.

Po tom ako kazdy z mravcov zkonstruuje riesenie, sa podla vyhodnosti rie-
senia aktualizuje feromoénova stopa. Okrem pridavania feromoénov v tomto kroku
eSte prebieha vyparovanie starych feroménov a to tak, ze vymizne vopred dané
percento feroménov z kazdého prechodu medzi stavmi. Tento krok slizi na to,
aby sa zabranilo uviaznutiu riesenia v lokalnom minime. Pre kazdy prechod zo
stavu x a y sa feroménova stopa prepocita takto:

Toy = (1 — p)Tuy + Z ATxky
k
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kde p € [0,1] je koeficient vyparovania a A7}, = maz(0,Q/Ly), Q je konstanta a
Ly je cena riesenia vyrobeného k-tym mravcom

procedure ACO
{
bestSolution <- null
while(!stop_condition)
{
foreach (Ant a)
{
s <- generateSolution()
if (s is best solution)
{
bestSolution <- s
}
}
pheromoneUpdate ()
}
return(bestSolution)
}

Obréazok 1.1: Metaheuristika Ant Colony

1.3.2 Simulated Annealing

Metéda Simulated Annealing, v preklade simulované zihanie, je inSpirovana
spracovavanim kovov. Kov je najskor rozohriaty na vysoku teplotu a upravuje sa
jeho tvar. Cim viac chladne, tym menej je tvarovatelny. Na zaciatku teda vieme
pretvarat kov do roznych tvarov aj takych, ktoré este nevyzeraji ani zdaleka ako
findlny produkt a na konci uz len vyladujeme detaily. Pracu skonc¢ime, ked kov
uplne vychladne.

Tento pristup potrebuje mat skonstruované nejaké inicialne riesenie. Nasledne
algoritmus iteruje, az po istd hranicu teploty (ked je kov prilis chladny, tak ho uz
dalej nemozeme tvarovat). V kazdej iteracii sa vytvori takzvané susedné riesenie.
Susedné riesenie je v nejakom zmysle blizke povodnému riesenie a je len ¢iastkovo
zmenené. Zostrojenie tohto rieSenia si moézeme predstavit ako jeden tder kladivom
do kovu.

Algoritmus nasledne rozhodne, ¢i sa riesenie prijme, alebo zamietne ndhodne.
Pri ndhodnom rozhodovani je pravdepodobnostné distribticia schvéalenia resp. od-
mietnutia dana teplotou a vyhodnostou riesenia, pricom pri vysokych teplotach
je pravdepodobné, Ze sa akceptuje aj horsie riesenie ako aktudlne, zatial ¢o pri
nizsich to je nizko pravdepodobné. Takto algoritmus zabranuje uviaznutiu v lo-
kalnom minime. Pravdepodobnost akceptovania riesenia y, pri aktualnom rieseni
x je:

_ cost(y)—cost(x)
p:cy = e t

kde t je aktudlna teplota a cost(z) je tucelovéa funkcia pre z.



Po akceptovani alebo zamietnuti riesenia sa upravi teplota:
t=ot

pricom « je koeficient chladnutia a je parametrom metaheuristiky. Tento vyber
opat dava zmysel v kontexte spracovania kovu. Na zaciatku sme ochotny tvarovat
kov aj na nie¢o ¢o menej pripomina ziadany vysledok.

To Co sa lisi pre implementacie jednotlivych problémov je ucelova funkcia,
metdda hladania suseda a konstrukcia inicidlneho riesenia.

procedure SimulatedAnnealing

{
temperature = LARGE_NUMBER
s <- constructInitialSolution()
bestSolution <- s
while (temperature>MIN_TEMP)
{
x <- constructNeighbourSolution(s)
if (accept(s,x,temperature))
{
s <- X
if (cost(x)<cost(bestSolution))
bestSolution <- x
3
temperature <- temperature*coolingCoeficient
}
3
function accept(oldSolution,newSolution,temperture)
{
delta = cost(newSoution) - cost(oldSolution)
return (random(0,1)<exp(-delta/temperature))
X

Obrazok 1.2: Metaheuristika Simulated Annealing

Metaheuristika Simulated Annealing mdze byt rozsirend o takzvany plan o-
chladzovania (anglicky Cooling Schedule). Tento plan je zovseobecnenim spdsobu,
ako sa upravuje teplota po kazdej iteracii. V praci je pouzity iba jednoduchy
model, kde sa ochladzovanie deje, tak ako je popisané vyssie. Dovodom je, Ze
volba ochladzovacieho planu by pridala dalsie parametre algoritmu.

1.3.3 Tabu Search

Tabu Search [4] podobne ako Simulated Annealing prehladdva priestor rieseni
pomocou hladania susednych rieseni. Rozdiel medzi metaheuristikami Simulated
Annealing a Tabu Search je, ze Tabu Search vzdy vyberie najlepsieho kandidata
spomedzi susedov. To znamend, ze vypocet je narocnejsi, nakolko je potrebné
spocitat ucelovu funkciu pre kazdého zo susedov. Taktiez vznika problém, ako pri
klasickom horolezeckom algoritme, zZe algoritmus sa zasekne v lokdlnom minime.
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Tabu Search vsak naviac prinasa takzvany Tabu-list, teda zoznam zakazanych
rieseni. Je to zoznam rieseni, ktoré boli objavené v nedavnej dobe. Tabu Search
teda spomedzi susedov moze vybrat iba tie riesenia, ktoré sa v Tabu-liste nenacha-
dzaju. Takto sa zabrani uviaznutiu a je povolend len cesta k novym neobjavenym
rieSeniam. Velkost Tabu-listu je parameter algoritmu. Tabu list zvycajne funguje
ako fronta, teda systémom FIFO.

procedure TabuSearch
{
Tabulist <- emptyList()
s <- constructInitialSolution()
bestSolution <- s
while (!stop_condition)
{
bestFromNeighbours <- constructNeighbourSolution(s)
foreach(x in Neighbours(s))
{
if (!isInTabulist(x) &&
cost (x)<cost(bestFromNeighbors))
{
bestFromNeighbours <- x
if (cost(x)<cost(bestSolution))
bestSolution <- x
}
}
s <- bestFromNeighbors
}
}

Obrazok 1.3: Metaheuristika Tabu Search

1.3.4 Hladné a iné jednoduché principy

V niektorych pripadoch davaju dobré vysledky aj hladné algoritmy. Hladné
algoritmi v kazdom kroku siahnu po rieseni (resp. ¢iastkovom rieseni), ktoré je
lokélne optiméalne, teda najmenej zvacsi tcelova funkciu. Je preto velmi pravde-
podobné, zZe sa zasekni v lokdlnom minime. Tieto algoritmi st zvycajne velmi
rychle, nakolko ¢asto uplatnuji velmi jednoducht logiku rozhodovania.

Hladné algoritmy som pouzil v praci pri ofarbovani grafu a mnozinovom po-
kryti. Tieto algoritmy slizia v pripade tychto problémov taktiez na najdenie inici-
alneho riesenia pre Simulated Annealing alebo Tabu Search, nakolko je potrebné
aby inicialne riesenie bolo korektné.



2. Problém obchodného
cestujuceho

Problém obchodného cestujtceho je asi najznamejsi NP-fazky problém. Pro-
blém ilustruje rozhodovanie obchodnika, ktory chce precestovat isté miesta a
nezalezi na tom, v akom poradi ich navstivi. Ulohou je najst najkratsiu cestu,
ktorou obide vsetky miesta a vrati sa naspat. Okrem tohto ndhladu sa problém
casto vyskytuje aj v oblastiach planovania, logistickych problémoch, pri vyrobe
mikroc¢ipov ale aj sekvenovani DNA.

2.1 Popis problému

Majme tplny neorientovany graf G = (V,E). Cielom je najst poradie vrcholov
Up(1),Up(2)s - - - » Up(|v])» také, aby sme minimalizovali

4

> d(Vp(a) p((i+1)mod V)

i=1
kde d(i,7) je vzdialenost vrcholov i a j

Hladame teda najkratsiu okruznu cestu vedicu cez vsetky vrcholy. Kniznica

problémov TSPLIB [2] poskytuje viacero typov problémov. Niektoré si zadané
pomocou suradnic vrcholov, iné st zadané maticou susednosti. Pre problémy za-
dané suradnicami vrcholov, je taktiez potrebna metrika, ktora je sucastou pro-
blému. Najviac problémov je zadanych stradnicami s euklidovskou metrikou.
Vzhladom na nizky pocet inych problémov som sa rozhodol pouzit v praci iba
takto zadané problémy.

2.2 Nasadenie Ant Colony

Pri probléme obchodného cestujiiceho je Ant Colony [3] pouzitd najintuitiv-
nejsie. Mozeme si predstavif, ze mravce sa rozliezaju po grafe a hladaju naj-
kratsiu kruznicu obsahujicu vsetky vrcholy. Teda akoby kazdy mravec bol jeden
obchodny cestujtci. V kazdom vrchole sa mravec rozhodne, do ktorého vrcholu
pojde dalej, pricom nesmie navstivit vrchol, v ktorom uz bol. Ako heuristicky
koeficient 7,, sa najcastejsie pouziva prevratena hodnota dlzky hrany zy, teda
1/d(z,y). Feromény sa nésledne nandsaji na jednotlivé hrany vybranej kruznice,
pridom mnoZstvo feroménu je nepriamo tmerné dizke ndjdenej cesty.

Oproti obycajnejnému hladnému algoritmu, ktori by vybral najkrasiu hranu
do nenavstiveného vrcholu, si Ant Colony vie pamétat, ktoré hrany boli sucastou
prilis dlhého okruhu.



function generateSolution()
{
currentPath <- empty()
NotVistedVertices <- allVertices
currentVertex <- 0
repeat (numberOfVertices)
{
foreach(Vertex v from NotVisitedVertices)
{
Distribution.Add(v, probability(v))
}
chosenVertex <- ChooseByDistribution(Distribution)
currentPath.Add(chosenVertex)
NotVisited.Remove (chosenVertex)
}

return currentPath

Obrazok 2.1: Generovania rieSenia v Ant Colony pre obchodného cestujiceho

2.3 Nasadenie simulovaného zZihania

Pre problém obchodného cestujiiceho postaci pouzit ako inicialne riesenie na-
hodné zoradenie vrcholov. Prirodzena je aj ucelova funkcia, kde cena za riesenie
je jednoducho jeho dizka.

Pri konstrukeii susedného riesenia [I0] budeme postupovat tak, ze vezmeme
nahodntu dvojicu vrcholov v ceste a celt cestu medzi nimi oto¢ime naopak. Teda
ak povodna cesta vyzerala takto:

1,2,3,4,5,6,7,8

a vybrali sme ndhodne vrcholy 3 a 6, tak nova cesta bude vyzerat takto:

1,2,6,5,4,3,7,8
function constructNeighbourSolution(s,i,j)
{
new = s.reverselnterval(i,j)
return new
}

Obrazok 2.2: Generovania susedného riesenia v Simulated Annealing pre obchod-
ného cestujiceho

Utelové funkcia je rovnako ako pri Ant Colony dizka cesty.
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2.4 Nasadenie tabu Search

Metéda na hladanie susedného riesenia je rovanka ako pri Simulated Anne-
aling. Rozdiel medzi prechodom na susedné riesenie je, ze zatial ¢o Simulated
Annealing vygeneruje nahodné riesenie a s istou pravdepodobnostou ho akcep-
tuje, tak Tabu Search vyberie najlepsie zo susednych riesenie, ktoré nie je v Tabu
liste. Tento postup spdsobuje, ze Tabu Search je ovela pomalsi, hlavne pri pro-
blémoch s velkym poc¢tom vrcholov.

2.5 Implementacné detaily

Zadanie problému popisuje dolna trojuholnikova matica susednosti. V tejto
matici si prepocitané jednotlivé vzdialenosti medzi vrcholmi, aby sme usetrili ¢as
prepocitavania. Rovnaki maticu pouzivam aj na udrzovanie hodndt feroménov.

Vytvorené riesenie udrzujem v triede Solution. Samotné rieSenie je reprezen-
tované vektorom vrcholov.

Ant Colony si naviac udrzuje doposial nenavstivené vrcholy, pre rychlejsiu
konstrukciu riesenia.

Pre rychlejsi beh heuristik Simulated Annealing a Tabu Search sa negene-
ruju vzdy celé riesenia. Pri oboch heuristikach totiz staci vypocitat zmenu ceny
riesenia oproti pévodnému rieseniu. Na vypocitanie tejto zmeny nie je nutné rie-
senie konstruovat. Kedze sa jedna iba o otocenie intervalu, tak v celom rieseni sa
zmenia iba 4 dlzky na okrajoch intervalu. RieSenie sa skonstruuje az po vybere,
respektive akceptacii riesenia.

2.6 Vykon jednotlivych metaheuristik

Jednotlivé metaheuristiky som otestoval na 35 problémoch, ktoré su verejné v
kniznici TSPLIB [2]. Pre niektoré z problémov je zndme optimélne rieSenie, ktoré
je spocitané prejdenim vsetkych moznosti. Treba upozornif na to, ze tieto riesenie
boli pocitané, tak, ze kazda hrana ma celoc¢iselni hodnotu. Kvoli zaokrihlovaniu
vzdialenosti teda mohli uznat ako optimélne riesenie také, ktoré je v skutocnosti
je o nieco dlhsie. Vo vysledkoch testovania je teda mozné najst pripady, kde sa
podarilo najst kratsiu cestu, ako je optimalna. Pricom pri zaokrihlenom pocitani
by tato cesta bola bud rovanko dlha alebo dlhsia.

Pri testovani som pouzil nasledovné nastavenie parametrov:
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Parameter Hodnota

Ant Colony

« 1
I6] 6
Evaporation 0,4
Number of Ants 30

Number Of Iterations 400
Simulate Annealing
Pociatoéna teplota 10 000 000
Koeficient ochladzovania | 0,99999

Tabu Search
Velkost tabulistu 30

Pocet iteracii 1000

Tabulka 2.1: Nastavenie parametrov v TSP

Parametre v Ant Colony som nastavoval podla ¢lanku [7]. Simulated Annea-
ling som nastavil na zaklade doby trvania. V tychto parametroch totiz uz zvycajne
prediZenie behu nesposobilo zlepSenie rieSenia, iba zvysilo dlzku vypoctu.

V nasledujticej tabulke je porovnanie jednotlivych metaheuristik. Ak v stlei
OPTIMAL nie je vyplnenda hodnota, znamena to, ze optimum pre tento pro-
blém nebolo vypocitané v euklidovskej metrike a teda pre nas nie je dolezité.
Jednotlivé ¢isla pre metaheuristiky st priemernym vysledkom desiatich pokusov.
V pripade Tabu Search som kazdy problém testoval iba raz, nakolko sa jedna o
deterministicky postup.
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Instancia | |V| | OPT ACO SA TS
burmal4 14 32,0929 | 30,8785 | 32,1586
dj38 38 6942,215 | 6659,43 | 6659,43
attd8 48 33523,7 | 36757,61 | 33802,68 | 35579,4
eilol 51 429,983 466,3363 | 435,2504 | 462,71
berlin52 52 754437 | 8310,892 | 7641,483 | 8494,71
pr76 76 108159 123571 109565,2 | 121231
gr96 96 512,309 575,7119 | 537,4599 | 542,58
kroA100 100 | 21285,4 23790,504 | 21595,46 | 23294,4
eil101 101 | 642,31 720,3938 | 679,1048 | 679,919
bier127 127 | 118282 126002,6 | 122161 124205
ch130 130 | 6110,86 6785,313 | 6346,57 | 6521,73
grl37 137 837,8579 | 762,091 746,236
ch150 150 | 6532,28 6873,118 | 6879,539 | 7037,49
uld9 159 | 42080 47058,28 | 43308,27 | 42769,4
rat195 195 | 2323 2527987 | 2573,116 | 2406,59
d198 198 | 15780 17046,96 | 16420,72 | 16390,6
gr202 202 544,8534 | 676,9927 | 513,771
gi1262 262 | 2378 2762,83 2701,213 | 2593,83
a280 280 | 2586,77 | 3030,244 | 2818,62 2749,78
pr299 299 | 48135 56782,45 | 54448,84 | 53187,8
linhp318 318 | 41345 48436,44 | 47045,84 | 45661,2
pch442 442 | 50783,5 | 60828,63 | 61062,06 | 56019,1
d493 493 | 35002 40570,46 | 41748,24 | 37767,7
attb32 532 101197.4 | 105468 93392,9
alib35 535 2422,636 | 3267,775 | 2180,09
us74 274 | 36905 43913,41 | 402194 39209
ratd75 275 | 6773 8026,731 | 9478,663 | 7454
d657 657 | 48912 57690,4 | 65457,18 | 53956,2
gr666 666 3712,524 | 5097,85 | 3347,59
u724 724 | 41910 50229,5 60682,8 46094,5
rat783 783 | 8806 10742,36 | 14600,04 | 9953,47
dsj1000 1000 | 18659688 | 22912667 | 27932167 | 23174500
pr1002 1002 | 259067 320571,4 | 349438 280714
d1291 1291 | 50801 09808,19 | 125302,6 | 58228,6
ul817 1817 | 57201 70713,62 | 71899,8 | 63746,5

Tabulka 2.2: Vykon metaheuristik pre obchodného cestujiceho

Ako vidiet z vysledkov, Simulated Annealing v pripadoch s vyssim poc¢tom
vrcholov vyrazne zaostava oproti zvysnym dvom metaheuristikdm. Na tychto pri-
padoch sice bezi velmi kratko, no nepodari sa mu v tak malo iteraciach prist k
dobrému rieseniu. Preto som Simulated Annealing na tychto vécsich instanci-
ach otestoval s roznym ochladzovacim koeficientom. V nasledujicej tabulke st
uvedené vysledky, pricom ajeochladzovacikoe ficient.

Je vidiet, Ze pri tychto instanciach sa podarilo zvysenim ochladzovacieho ko-
eficientu zmensit dlzku cesty. Pre a = 0,9999999 bol uz ¢as behu zhruba rovanko
dlhy ako pri Ant Colony, preto som uz dalej parameter nezvysoval.
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Instancia | [V| | a = 0,99999 | o = 0,999999 | o = 0,9999999
pcbd4?2 442 | 61062,06 56717,98 55668,58
d493 493 | 4174824 39255,12 38232
att532 532 | 105468 9949466 97389,54
ali535 535 | 3267,775 2583,338 2498,882
ub74 574 | 40219,4 402194 40219 4
rats75 575 | 9478,663 7986,208 7771,806
d657 657 | 65457,18 58582,36 56906,34
gr666 666 | 5097,85 4106,558 3934,846
u724 724 | 60632,8 52209,7 49635,18
rat783 783 | 14600,04 11259,54 10794,88
dsj1000 1000 | 27932167 | 24692220 23966220
pr1002 1002 | 349438 34492438 336512,6
d1291 1291 | 125302.6 88145,58 81053,06
ulsl7 1817 | 71899,8 71899,8 71899,8

Tabulka 2.3: Ladenie ochladzovacieho koeficientu, TSP

Vysledky st v zhrnuté v nasledovnom grafe vykonnosti. Instancie v grafe st
zoradené podla poc¢tu vrcholov. V pripade, Ze pri instancii nepozname optimum,
je ako optimum zvoleny najlepsi vysledok metaheuristik.

16
1,4

1,2

0,8

3 R S
& & &«

Obrazok 2.3: Graf vykonnosti metaheuristik pri obchodnom cestujicom

V nasledujucej tabulke je zhrnutie priemernych odchyliek od optima. Opét
ak optimum nebolo zname, tak som ako optimum zvolil najlepsi z vysledkov
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testovanych heuristik. V pripade Simulated Annealing st pri grafoch s vyssim
poctom vrcholov pouzité vysledky s vyssim ochladzovacim koeficientom.

Heuristika Priemerna odchylka od optima
Tabu Search 7,29%

Simulated Annealing | 11,72 %

Ant Colony 13,66 %

Tabulka 2.4: Priemerné odchylky heuristik pri probléme obchodného cestujticeho

2.7 Zaver

7, vysledkov vidime, Zze metaheuristika Tabu Search dopadla najlepsie. Na
vacsine grafov poskytla tato heuristika najlepsie riesenie. Tomu zodpoveda aj
najmensia priemerna odchylka.

Metaheuristika Simulated Annealing sa osvedc¢ila hlavne na malych grafoch,
kde v rychlom case nasla najlepsie rieSenie. S pribuidajicimi vrcholmi vsak treba
zvysovat aj pocet iteracii. Pri velkych grafov sa jej ale nepodarilo dosiahnut ani
so zvacSsenymi parametrami tak dobry vysledok, ako zvysnym dvom metaheu-
ristikdm. Je mozné, ze dalsSie ladenie parametrov by prinieslo lepsi vysledok, no
zéroveti by predlzilo beh na rédovo dlhsi ako pri zvysnych metaheuristikdch.

Ant Colony sa podarilo drzat pomerne nizku chybovost naprie¢ vsetkymi in-
stanciami bez menenia parametrov. Beh tejto heuristiky bol dlhsi ako Tabu Search
a vacsinou aj jej vysledok bol o nie¢o horsi. V porovnani s heuristikou Simulated
Annealing vsak vo velkych grafoch dopadla dobre.
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3. Ofarbovanie grafu

Ofarbovanie grafu je problém, kde kazdému vrcholu v grafe chceme priradit
farbu, tak aby ziadne dva susedné vrcholy nemali rovnakd farbu. Ulohou je mini-
malizovat pocet pouzitych farieb. Problém sa da pouzif napriklad pri planovani,
priradzovani registrov procesoru alebo pri rieseni sudoku.

Problém si mdzeme prestavit tak, Ze mame nejaké ¢innosti (vrcholy grafu) a tie
potrebujeme rozvrhnit na jednotlivé dni (farby). LenZe mame podmienky, ktoré
hovoria, Ze niektoré dvojice ¢innosti (hrany) sa nemé6zu vykonavat v rovnaky deri,
napriklad preto, ze mdme iba jeden stroj, ktory zvlddne ttto ¢nnost. Ulohou je
vsetky cCinnosti splnif za ¢o najmenej dni.

3.1 Popis problému

Majme graf G = (V,E). Hladdme ofarbenie vrcholov teda ¢ : V' — N, kde V/
je mnozina vrcholov a prirodzené ¢islo reprezentuje farbu. Ofarbenie musi splnat:

Yoy, ve ¢ (v1,09) € E = c(v1) # c(v2)

Cielom je najst také c, aby pocet pouzitych farieb bol ¢o najmensi.

Pre jednoduchsie vyjadrenie zavedme pojem konflikt. Konfliktom nazveme
dvojicu vrcholov, ktoré st susedmi a maju rovnaku farbu. Je jasné, ze spravne
ofarbenie nesmie obsahovat konflikty.

3.2 Nasadenie ant colony

Pre implementaciu Ant Colony na ofarbovanie grafu som zvolil postup z
¢lanku [9]. Pri ofarbovani grafu nie je implementécia tak intuitivna, ako pri pro-
bléme obchodného cetujtceho.

Ant colony vzdy konstruuje korektné riesenie. Postupuje teda tak, ze postupne
zafarbuje vrcholy jednou vybranou farbou, kym to ide. Zacne na farbe ¢islo 0 a
zafarbi nou ¢o najviac vrcholov. Ak uz nevieme ni¢ zafarbit prejde na dalsiu farbu.

Mravce udrzuju feromény pre dvojicu farba a vrchol. Celkovy feromoén sa spo-
¢ita ako priemer tychto hodnot, pre vrcholy, ktoré sme uz touto farbou ofarbili.
Vdaka vlastnostiam algoritmu, si mozeme cislo farby zaroven predstavit ako kolo,
v ktorom bude vrcholu priradend farba. Tym je zabezpecené, Ze mravce si pama-
taju nielen poradie, v akom pre vrchol hladaji farbu (vdaka dvojici vrchol farba),
ale aj ktoré vrcholy spolu do jednej farby pasuju(vdaka poéitaniu feroménu cez
priemer uz ofarbenych). Miernou nevyhodou je fakt, Ze skupina vrcholov si nepa-
méta ¢isti informéaciu, ze bola spolu ofarbend, ale Ze bola spolu ofarbend v istom
kole.

Pri kazdej novej farbe ¢ si budeme udrzovat mnozinu vrcholov, ktoré este mo-
zeme touto farbou zafarbit bez toho, aby vznikol konflikt. Nazvime ttito mnozinu
F;. Na zaciatku je F; rovny mnozine vsetkych nezafarbenych vrcholov, pretoze
zatial nemal ako vzniknif mozny konflikt. Vyberieme ndhodny vrchol z mnoziny
F; a ofarbime ho farbou 7 a z mnoziny F; odstranime vrcholy, ktoré by po ofarbeni
farbou ¢ boli v konflikte.
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Postupne vyberame dalsi vrchol podla prechodovej funkcie. Ak prave ofarbu-
jem farbou ¢ tak vrchol x € F; vyberiem s pravdepodobnostou:

el B
Tiz " Nz

Piz = Z ro 5
z€F; iz nzz

Hladina feroménu 7;, sa spocita ako:

T = 2jevi tjx
Vil
kde V; je mnozina vrcholov, ktoré uz si ofarbené farbou ¢ a t;, je hladina feroménu
pristudend dvojici vrchol farba. Prirodzene ak x ¢ F;, tak p;, =0
Jedina rychlo ziskatelna informécia o vrchole, ktora nam moze posluzit v
heuristickom koeficiente je stupen vrcholu. V ¢lanku [3] st zmienené tri moznosti
volby heuristického koeficientu:

o Nie = |F| — degr(i)
o Nz = degrow (1)

kde degx (i) je stupen vrcholu ¢ v grafe indukovanom mnozinou X a vrcholom i,
F je mnozina neofarbenych vrcholov, ktora je stale vhodna pre farbu ¢ a W je
mnozina neofarbenych vrcholov, ktoré uz nie st vhodné na ofarbenie farbou 1.

Z tychto moznosti som si vybral 1, = |F| — degr(i), pretoze vzhladom na
implemetaciu sa tento koeficient pocital najrychlejsie.

Opét po zafarbeni vrcholov odstranim vrcholy, ktoré by mohli byt v konflikte a
vratim sa k vyberaniu dalsieho vrcholu podla prevdepodobnosti uvedenej vyssie.
S ofarbovanim farbou i skonc¢im, ak F; je prazdna a prejdem na ofarbovanie farbou
v+ 1.
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function generateSolution()
{
solution.SetAllVerticesAsUncolored()
uncoloredVertices<-vertices
usedColors=0
ColoredByColor[]<- empty
while (!uncoloredVertices.isEmpty())
{
++usedColors
ColoredByColor [usedColors]<-empty ()
feasibleForColor <- uncoloredVertices
chosenVertex <- chooseRandom(feasibleForColor)
solution.SetColor (chosenVertex,usedColors)
feasibleForColor.Remove (neighbours(chosenVertex))
while (!feasibleForColor.isEmpty())
{
dist<-getDistribution(trailMatrix)
vertex <-chooseWithDistribution(feasibleForColor,dist)
solution.SetColor(vertex,usedColors)
feasibleForColor.Remove (neighbours (vertex))
}
+
return solution
}

Obrazok 3.1: Generovania riesenia v Ant Colony pre ofarbovanie grafu

3.3 Nasadenie hladnych algoritmov

Na farbenie grafu sa hladné algoritmy celkom hodia. Vsetky hladné algoritmy
v kazdej iteracii vybert jeden vrchol a ofarbia ho farbou s najnizsim moznym
¢islom, ktoré je este povolené. V ¢om sa pristupy lisia je, v akom poradi vrcholy
na ofarbovanie vyberaji. V praci som pouzil nasledovné dva sposoby zmienené v
¢lanku [6]

3.3.1 First Fit

Heuristika First Fit je velmi rychla a jednoducha. Na zac¢iatku mame vsetky
vrcholy bez farby. Nasledne postupne prechadzame vrcholy a priradime im naj-
nizsie mozné cislo farby, teda také, ze ziaden jeho sused nemé rovnaké.

3.3.2 Saturation Degree Ordering

V priradzovani farby postupuje Saturation Degree Ordering rovnako ako First
Fit. Teda ked vyberie vrchol, priradi mu najnizsiu mozna farbu. V c¢om sa lisi
od First Fit je poradie, v ktorom vrcholy vybera. V kazdom kroku sa vyberie
vrchol, ktory ma najviac rozne ofarbenych susedov a priradi mu farbu s najnizsim
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moznym ¢islom. Vyberie teda vrchol, ktory ma okolo seba najviac pouzitych farieb
a teda je pre neho komplikované nejakt vybraf.
Pre jednoduchost budeme dalej v texte ttto heuristiku oznacovat SDO.

3.4 Nasadenie simulovaného zZihania

Simulated Annealing je pri tomto probléme implementovany klasicky. Jediny
rozdiel je konstrukcia susedného a inicidlneho rieSenia ako inicidlne riesnie sa pou-
zije rieSenie skonstruované nejakym, z hladnych algoritmov (popisané v predosle;j
podkapitole). V tejto praci som pouzil na skonstruovanie inicidlneho riesenia algo-
ritmus Saturation Degree Ordering, pretoze poskytoval lepsie vysledky ako First
Fit.

Susedné riesenie [12] zavedieme jednoducho ako prefarbenie ndhodného vr-
cholu na nahodnu farbu. Ak mame pouzité farby 1...n, tak budeme vyberat z
farieb 1...n+1. Teda z rovnakou farbou vyberieme bud nejaki uz pouzitu farbu
alebo novt.

function constructNeighbourSolution(currentSolution)
{

newSolution <- currentSolution

if (HasConflict(currentSolution))

{

vertexToChange<-currentSolution.VerticesInConflict [random()]

b
else
{
vertexToChange <- random(l,currentSolution.NumberOfVertices)
newColor <- random(1l,currentSolution.NumberOfColorsUsed+1)
newSolution.SetColor(vertexToChange,newColor)

return newSolution

Obrazok 3.2: Konstrukcia susedného riesenia v Simulated Annealing pre ofarbo-
vanie grafu

Konstrukcia susedného riesenia sa pri ofarbovani grafu mierne lisi napriklad
od problému obchodného cestujiiceho. Skonstruované riesenie totiz nemusi byt
korektné. To znamend, ze mozu existovat dva susedné vrcholy, ktoré si ofar-
bené rovnakou farbou a teda vznikol konflikt. Takéto riesenia nechceme tplne
zakazat, pretoze nam moézu pomoct dostat sa z lokdlneho minima a v kone¢nom
dosledku riesenie zlepsit. Dolezité ale je takéto riesenie penalizovat a tak algo-
ritmus usmernit ku korektnym rieSeniam. Je nutné teda upravit ucelovi funkciu
tak, aby udelovala penalty za konflikty.

Zavedme teda tucelovu funkciu pre riesenie x takto:

c(z) = Xo + k(z) * |V
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kde x, je pocet farieb pouzitych v rieseni = a k(z) je pocet konfliktov,teda pocet
susedov, ktori maju nejaku koliziu. Z definicie icelovej funkcie vidno, ze akékolvek
riesenie s konfliktom, bude mat vyssiu hodnotu ucelovej fukcie ako korektné rie-
Senie. Korektné riesenie totiz moze mat prinajhorsom |V| farieb, ak kazdy vrchol
zafarbime vlastnou farbou.

Kedze chceme zabranit vznikaniu konfliktov, prioritne algoritmus odstranuje
konflikty. Teda ak sa v aktualnom ofarbeni nenachadza ziaden konflikt, prefarbime
nahodny vrchol podla spomenutého postupu. Ak vsak v grafe je konflikt, tak
budeme prefarbovat jeden z konfliktnych vrcholov. Tym zabezpec¢ime, aby sme sa
nevzdialili prilis od korektnych rieseni. Mohlo by sa totiz stat, ze by po nejakom
case uz neboli schopny vzniknuté konflikty napravit.

3.5 Implementacné detaily

Pre ulozenie zadania problému postaci matica susednosti. V mojej implemetéa-
cii som vytvoril triedu, ktora reprezentuje dolni trojuholnikovu maticu. Nakolko
sa jedna o neorientovany graf nepotrebujem plnii maticu susednosti. Ttto maticu
pouzivam ako pre uskladnenie hodnot feromoénov, tak pre poznamenanie sused-
nosti.

Dalsou triedou je trieda Solution, ktora reprezentuje riesenie problému. Kazd4
metaheristika ma svoju vlastni zdedent triedu, na ktorej ma dodefinované funkcie
pre upravu riesenia podla danej metaheuristiky.

Ant Colony si pre Solution paméta jednak farbu pre kazdy vrchol, ale zaroven
ma zoznam farieb a v nom vrcholy ofarbené prislusnou farbou.

3.6 Vykon jednotlivych metaheuristik

Jednotlivé metaheuristiky som otestoval na 56 problémoch, ktoré su verejné
dostupné na webovej stranke [I] . Pre niektoré z problémov je zndme optimélne
riesenie, ktoré je spocitané prejdenim vsSetkych moznosti.

Pri testovani heuristik som pouzil nasledovné nastavenia parametrov:

Parameter Hodnota
Ant colony

« 2

6] 5
Evaporation 0,4
Number of Ants 10

Number Of Iterations 500
Simulate annealing
Pociatocna teplota 10 000
Koeficient ochladzovania | 0,99

Tabulka 3.1: Nastavenie parametrov pri ofarbovani grafu

Parametre pri Ant colony som zvolil na zédklade testovania réznych kombinacii
parametrov a porovnavani vysledkov, ktoré tieto parametre davali. Pocet iteracii
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Ant Colony je nastaveny tak, ze viac iteracii uz nedavalo vo vécsine pripadov
lepsie vysledky ale spotrebuvavalo viac ¢asu. Parametre Simulated Annealing
som zvolil na zaklade casu behu. Pri testovani roznych parametrov sa riesenie
nemenilo a parametre, ktoré spésobovali radovo dlhsi beh ako Ant Colony, som
neskusal.

V nasledujicej tabulke je porovnanie jednotlivych metaheuristik. Metaheuris-
tiku Simulated Annealing v tabulke neuvadzam, nakolko sa jej nepodarilo nikdy
zlepsit vykon SDO. Tejto metaheristike sa podarilo zlepsit horsie inicidlne riese-
nia, no rieSenie SDO bolo vzdy natolko dobré, za sa jej ho nepodarilo opravit.
Ak v stlei optimum nie je vyplnenené optimum znamena to, zZe optimum nie je
zname. Jednotlivé ¢isla pre Ant Colony st priemernym vysledkom desiatich po-
kusov. Zvysné pristupy boli deterministické (okrem Simulated Annealing, ktory
neuvadzam).

Instance Vertices | Edges | ACO | FirstFit | SDO | OPT
myciel3.col 11 20 4,00 4,00 4,00 | 4,00
myciel4.col 23 71 5,00 5,00 5,00 | 5,00
queend_ 5.col 25 160 5,00 8,00 5,00 | 5,00
queen6_ 6.col 36 290 7,90 11,00 9,00 | 7,00
myciel5.col 47 236 6,00 6,00 6,00 | 6,00
queen?__7.col 49 476 8,60 10,00 10,00 | 7,00
queen8_ 8.col 64 728 10,90 | 13,00 12,00 | 9,00
huck.col 74 301 11,00 | 11,00 11,00 | 11,00
jean.col 80 254 10,00 | 10,00 10,00 | 10,00
queen9_ 9.col 81 2112 12,00 | 16,00 13,00 | 10,00
david.col 87 254 11,00 | 12,00 11,00 | 11,00
myciel6.col 95 755 7,00 7,00 7,00 | 7,00
queen8_12.col | 96 1368 14,00 | 15,00 13,00 | 12,00
queenl10_10.col | 100 2940 13,80 | 16,00 13,00
games120.col 120 638 9,00 9,00 9,00 | 9,00
queenll 11.col | 121 3960 15,10 | 17,00 16,00 | 11,00
miles1000.col 128 3216 43,00 | 44,00 42,00 | 42,00
miles1500.col 128 5198 73,00 | 76,00 73,00 | 73,00
miles250.col 128 387 8,00 9,00 8,00 | 8,00
miles500.col 128 1170 20,00 | 22,00 20,00 | 20,00
miles750.col 128 2113 31,80 | 34,00 31,00 | 31,00
anna.col 138 493 11,00 | 12,00 11,00 | 11,00
queenl2_12.col | 144 5192 16,90 | 20,00 17,00
queenl3_13.col | 169 6656 18,00 | 21,00 17,00 | 13,00
mulsol.i.3.col 184 3916 31,00 | 31,00 31,00 | 31,00
mulsol.i.4.col 185 3946 31,00 | 31,00 31,00 | 31,00
mulsol.i.5.col 186 3973 31,00 | 31,00 31,00 | 31,00
mulsol.i.2.col 188 3885 31,00 | 31,00 31,00 | 31,00

Tabulka 3.2: Vykon metaheuristik pre ofarbovanie grafu 1
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Instance V|| |E| ACO | FirstFit | SDO | OPT
myciel7.col 191 | 2360 | 8,00 8,00 8,00 | 8,00

queenl4d 14.col | 196 | 8372 | 19,70 | 23,00 20,00
mulsol.i.1.col 197 | 3925 | 49,00 | 49,00 49,00 | 49,00
zeroin.i.3.col 206 | 3540 | 30,00 | 30,00 30,00 | 30,00
zeroin.i.1.col 211 | 4100 | 49,00 | 49,00 49,00 | 49,00
zeroin.i.2.col 211 | 3541 | 30,00 | 30,00 30,00 | 30,00
queenlb 15.col | 225 | 10360 | 21,00 | 25,00 21,00
queenl6_16.col | 256 | 12640 | 22,30 | 25,00 24,00
schooll nsh.col | 352 | 14612 | 35,40 | 39,00 27,00

schooll.col 385 | 19095 | 38,20 | 42,00 22,00
1e450 15a.col 450 | 8168 | 20,00 | 22,00 17,00 | 15,00
le450_15b.col 450 | 8169 | 20,00 | 22,00 17,00 | 15,00

1le450__15¢.col 450 | 16680 | 28,40 | 30,00 24,00 | 15,00
le450_15d.col 450 | 16750 | 28,20 | 31,00 25,00 | 15,00
1le450_ 25a.col 450 | 8260 | 26,00 | 28,00 25,00 | 25,00
1e450__25b.col 450 | 8263 | 26,00 | 27,00 25,00 | 25,00
1e450_25¢.col 450 | 17343 | 33,60 | 37,00 29,00 | 25,00
1e450 25d.col 450 | 17425 | 33,00 | 35,00 29,00 | 25,00

le450_ba.col 450 | 5714 | 12,00 | 14,00 10,00 | 5,00
1e450__5b.col 450 | 5734 | 12,00 | 13,00 10,00 | 5,00
le450__5c.col 450 | 9803 | 14,00 | 17,00 11,00 | 5,00

1le450_5d.col 450 | 9757 | 14,60 | 18,00 11,00 | 5,00

fpsol2.i.2.col 451 | 8691 | 30,00 | 30,00 30,00 | 30,00
fpsol2.i.1.col 496 | 11654 | 65,00 | 65,00 65,00 | 65,00
inithx.i.3.col 621 | 13969 | 31,00 | 31,00 31,00 | 31,00
inithx.i.2.col 645 | 13979 | 31,00 | 31,00 31,00 | 31,00
fpsol2.i.3.col 864 | 8688 | 30,00 | 30,00 30,00 | 30,00
inithx.i.1.col 864 | 18707 | 54,00 | 54,00 54,00 | 54,00

Tabulka 3.3: Vykon metaheuristik pre ofarbovanie grafu 2

V nasledujicom grafe je znazorneny vykon jednotlivych heuristik. Na x-ovej
osi st instancie problému usporiadané podla poc¢tu vrcholov v grafe a na y-novej
osi odchylka od optiméaneho riesenia. Kazda z ciar znazornuje vykon jednej z
heuristik. V niektorych pripadoch, nie je zndme optimalne riesenie a v tomto grafe
je potom optimalne riesenie stanovené ako minimum z vysledkov jednotlivych
heuristik.
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Obréazok 3.3: Graf vykonnosti metaheuristik pri ofarbovani grafu

7 grafu vidime, Ze najhorsie dopadla heuristika FirstFit, t4 dosiahla vzdy
najhorsieho riesenia. Saturation degree ordering a Simulated Annealing mali v
kazdom pripade rovnaky vykon. Tato dvojica bola vacsinou lepsia ako Ant Colony
aj ked v par pripadoch (hlavne instanciach z mensim poc¢tom vrcholov) sa podarilo
Ant Colony dosiahnut lepsi vysledok.

V nasledujuicej tabulke vidime porovnanie priemernych odchyliek od optima
(v pripadoch, kde nepozname optimum sme za optimum zvolili najnizsi pocet
farieb, aky sa podarilo dosiahnut).

3.7

Heuristika Priemerné odchylka od optima.
Saturation Degree Ordering | 15,45%
Simulated Annealing 15,45%
Ant Colony 22,61%
First Fit 34,60%

Tabulka 3.4: Priemerné odchylky heuristik pri ofarbovani grafu

Zaver

Zo ziskanych dat je mozné odpozorovaft, ze instancie problému sa daju rozdelit
na dve skupiny. Pri jednej skupine dosiahli vSetky heuristiky rovnaky a optimalny
vysledok. Spomedzi testovanych instancii je tato skupina pomerne velka. Druhou
skupinou boli problémy, ktoré pri ktorych sa vysledky metaheuristik lisili.
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Ako bolo o¢akavané najhorsie dopadla heuristika First Fit. T4 poskytuje sice
extrémne rychle riesenie, no v mnoho pripadoch pouzije aj znacne vacsi pocet
farieb.

Oproti nej heuristika Saturation Degree Ordering zohladnujica vlastnosti vr-
cholov pracuje ovela lepsie. Casto sa jej podarilo dosiahnut velmi dobrych vysled-
kov.

Metahauristika Simulated Annealing pouzivala ako inicalne rieSenie prave rie-
senia skonstruované pomocou SDO. Preto vychodzi bod tejto metaheuristiky bol
casto velmi dobry. Vzhladom na fungovanie Simulated Annealingu, bolo pre me-
taheuristiku zrejme prilis tazké preniest sa z tohto lokalneho minima k lepsim
rieSeniam. V ziadnom pripade sa metaheurstike Simulated Annealing nepodarilo
najst lepsie riesenie ako SDO. Tento jav je pravdepodobne zapri¢ineny sposobom
vyberu susedného riesenia. Simulated Annealing méze skonstruovat aj nekorektné
rieSenie. V momente ako tak spravi, sa ale primarne snazi ho opravit. To ale sp6-
sobuje, ze sa riesenie prilis nezmeni. Neznamena to ale, ze Simulated Annealing
pri ofarbovani grafu nikdy nie je schopny vysledok zlepsit. Ak som vlozil heuris-
tike ako vychodzie riesenie, riesenie skonstruované metodov First Fit, teda o nieco
horsie, tak toto riesenie zvycajne zlepsila. V kazdom pripade zlepsenie dosiahlo v
najlepsom pripade rovnaky pocet farieb ako riesenie vytvorené SDO.

Heuristika Ant colony si viedla vo vacsine pripadov viedla o nieco horsie ako
SDO. Ant Colony pri rozhodovani pouziva dve casti. Jednou st feromény a druhou
heuristicky koeficient. Feromény v tomto pripade zohladnuju v ktorom kole sa
vrchol bude ofarbovat, pricom tato vedomost nemusi byt vzdy klicova. Zrejme aj
preto Ant Colony nedosiahla takého vykonu ako SDO alebo Simulated Annealing.
Jediné pripady, ked Ant Colony podala lepsi vykon ako SDO boli mensie grafy,
kde vyssie spominany faktor nemal zrejme taky vplyv.

Najlepsou heuristikou je teda Saturation Degree Ordering. Pri mensich grafoch
vsak déava lepsie riesenia Ant Colony.
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4. Mnozinové pokrytie

Problém mnozinového pokrytia (anglicky Set Covering) je problém, kde mame
prvky a mnoziny, ktoré tieto prvky obsahuji. Ulohou je vybrat nejaké mnoziny,
tak aby kazdy prvok bol obsiahnuty v aspon jednej z vybranych mnozin. Tento
problém sa casto riesi pri planovani smien personalu, alebo pri pokryvani klientov
istou sluzbou.

Problém si mozeme predstavift na priklade rozmiestnenia pobociek posty.
Posta musi byt schopna zabezpecit svoje sluzby po celej krajine a zaroven na
to chce minit ¢o najmenej penazi. Majme nejaké miesta (prvky) a potom majme
rozne umiestnenia pobociek posty (mnoziny). Kazdé umiestnenie pobocky po-
kryva sluzbami niekolko miest(prvky v danej mnozine). Samozrejme za kazdd
pobocku treba platit ndjom (cena mnoziny). Hladdme teda podmnozinu moz-
nych pobocdiek, ktora nas vyjde ¢o najmenej penazi na prenajme, no zaroven tato
siet pobociek pokryje sluzbou vsetky miesta.

4.1 Popis problému

Majme univerzum I, v ktorom sa nachadza n prvkov. Dalej majme mnoZinu
S =251,5,...,5n, kde S; je podmnozina univerza U. Kazdd mnozina S; ma svoju
cenu cost(S;). Cielom je najst taki podmnozinu C mnoziny S, ze musi platit:
Us=u
sec
Teda, ze kazdy prvok je pokryty (nachddza sa v) aspon jednou mnoZinou. Spo-
medzi vyhovujtich C sa snazime najst také, ktoré minimalizuje tcelovi funkciu:

cost(C) = > cost(S)

SeC

4.2 Nasadenie Ant Colony

Ant colony v tomto pripade nevytvara ziadnu cestu, kedze poradie pridavania
mnozin nie je podstatné. Pri mnozinovom pokryti si moézeme predstavit, ze mravce
sa snazia zapamétat si, ktoré mnoziny obsahovalo dobré pokrytie a tie zahinat
pravdepodobnejsie.

Ako reprezentdciu problému pouzijeme maticu M, kde stipce reprezentujt
mnoziny S; a riadky reprezentuju jednotlivé prvky univerza. Prvok M;; bude 1,
v pripade, Ze prvok ¢ € S; a inak 0.

Algoritmus z ¢lanku [I3] na zadiatku nainicilaizuje zoznam nepouzitych mno-
zin a zoznam nepouzitych elementov univerza. Potom postupne do riesenia pri-
déava mnoziny tak, Ze vyberieme nahodne prvok univerza, ktory este nebol po-
kryty. Oznacme ho ¢. Potom vyberdame medzi mnozinami, ktoré pokryvaju i. Ani
jedna z nich este nebola vybrata, lebo ak by bola, prvok by uz bol pokryty. V
pripade, ze podmienke vyhovuje viac mnozin, Ant Colony sa rozhodne nahodne.
Pravdepodobnost vyberu podmnoziny 7 mravcom k je nasledovna:

A

ij
EjENi qu ' 77_/]6
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pricom predpokladame, ze ak mnozina j uz bola vybrata mravcom k alebo ne-
obsahuje i, tak pfj = 0. Oznacnie n; znac¢i feroménovu stopu pre mnozinu S;, 7;
je heuristicky koeficient pre mnozinu S; a NV; je mnozina vSetkych mnozin, ktoré
pokryvaji prvok ¢. V mojej praci som ako n; zvolil:
_ luns;|

= cost(S;)

, kde U je mnozina nepokrytych prvkov.
Vo fazi aktualizovania feroménovej stopy sa prepocita feromédn takto

T, = pT; + AT
kde p je vyparovaci koeficient, ktory je parametrom algorimtu a

AT, = 1/Zj€Solution COSt(Sj)v akj € Solution
70, ak j ¢ Solution

procedure generateSolution()

{

solution <- empty()
notUsedSets <- S
notCoveredElements <- U

while (!Empty(notCoveredElements))
{
x <- chooseRandomElement (notCoveredElements)
probabilities <- empty
foreach(s in notUsedSets)
{
if (M[x,s]==1) probablities[s]<-ACOformula(x,s)
}
solution += chooseBasedOnDistribution(probabilities)
}

return solution

Obrazok 4.1: Generovania riesenia v Ant Colony pre mnozinové pokrytie

4.3 Nasadenie simulovaného zihani

Vzhladom na nedostupnost zdrojov, ktoré by popisovali tvorbu susedného rie-
senia Simulated Annealingu pri mnozinovom pokryti, som zvolil priamociaru a
intuitivnu implementaciu. Ako sposob tvorby sa pontkali dve moznosti. Jedna by
vedela odobrat alebo pridat mnozinu. Takato metéda by vsak musela pocitat s
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tym, ze pomerne casto bude susedné riesenie nekorektné. S podobnym postupom
sme sa stretli pri ofarbovani grafu. Druhym spdsobom je odstranit jednu mno-
zinu. Po odstraneni mnoziny ndm mozu zostat nejaké nepokryté prvky. Vzapati
vyberieme nové mnoziny tak, aby tieto mnoziny pokryli nepokryté prvky. V pri-
pade prvého spésobu, ak by sme vytvorili nekorektné riesenie, bolo by potrebné
aj tak v najblizsich krokoch toto riesenie napravit.

Implementoval som oba spdsoby, no ani v jednom pripade sa nepodarilo me-
taheuristike Simulated Annealing posuntt sa z inicidlneho rieSenia. Tuto meta-
heuristiku teda vo vysledkoch uvadzat nebudem.

4.4 Nasadenie Tabu Search

V doésledku nedostatoénych vysledkov metaheuristiky Simulated Annealing,
bolo potrebné otestovat iny sposob. Rozhodol som sa pre Tabu Search. Tabu
Search bude mat podobnu konstrukciu susedného riesenia ako Simulated Annea-
ling.

V kazdej iteracii vyberam najlepsie susedné riesnie, ktoré este nie je v Tabu
liste. Opét sa ponukaju dva sposoby hladania susedného riesnia. Predstavme si,
ze by sme od suseda vyzadovali, aby to bolo korektné riesenie. MoZeme potom ako
mali zmenu odstranit jednu mnozinu a néasledne sa snazif riesenie napravit. To by
vyzadovalo teda prejst vsetky mmnoziny, ktoré potencindlne mozeme odstranif a
pre kazdu z tychto mnozin vSetky mozné opravy. Ako vidno uz z tejto predstavy,
toto riesenie bude pomalé. Tento sposob som v praci testoval, ale ¢as spracovania
bol rddovo vyssi ako Ant Colony.

Zvolil som preto druht, jednoduchsiu implementaciu s penaltami. Susedné
riesenie tu zadefinujeme tak, zZe sa lisi v stave jednej mnoziny. Teda bud mnozina,
ktora bola v pévodnom rieseni tam uz nie je, alebo mnozina ktora povodne v
pokryti nebola v nom teraz je. Je zjavné, ze takto skonstruované riesenie nemusi
byt korektné. V tom pripade stanovime penaltu p takto:

p=M-|U|

kde U je mnozina nepokrytych prvkov a M definujeme ako maximalnu moznu
cenu riesenia, teda
M =" cost(S;)
=

Tato penaltu nésledne pricitame k cene riesenia a dostavame tak tucelovi
funkciu. Vidime, ze Tubovolné nekorektné riesenie je horsie, ako to korektné, ¢o
nam pri vybere najlepsieho suseda zaruci, Ze smer rieSenia bude smerovat ku
korektnému pokrytiu.
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function FindBestNeighbour (currentSolution){
best<-empty ()
foreach(set in AllSets)
{
if (currentSolution.isSetInCover(set))
{
newSol = currentSolution.remove(set)
}
else
{
newSol = currentSolution.add(set)
}
if (!isInTabuList(newSol)
&& costWithPenalty(newSol)<costWithPenalty (best))
{
best = newSol
}
}
return best
}

Obrazok 4.2: Konstrukcia susedného riesenia v Tabu Search pre mnozinové po-
krytie

4.5 Nasadenie hladného algoritmu

Hladny algoritmus sa pokusa v kazdom kroku pridat ¢o najvyhodnejsiu mno-
zinu. Vyhodnost mnoziny vieme merat dvomi ukazovatelmi. Prvy ukazovatel
udava kolko doposial nepokrytych prvkov pridda mnozina do pokrytia a druhym
prirodzenym ukazovatelom je cena mnoziny. Na zaklade popisu hladného algo-
ritmuv ¢lanku [I1] vieme vyrobit ucelovu fukciu f(z), ktora ohodnoti prispevok
kazdej mnoziny x. V praci som ako tcelovi funkciu pouzil:

Pz
) =—
) =2
kde p, je pocet prvkov, ktoré mnozina prida a c, je cena mnoziny. Tato funkcia
je rovnaka ako heuristicky koeficient v metaheuristike Ant Colony.
V kazdom kroku teda vyberieme mnozinu s maximéalnou hodnotou tcelovej
funkcie. Postup opakujeme dovtedy, kym niesti pokryté vsetky prvky.
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procedure Greedy
{
Solution<-empty
number0fNotCovered=numberQfVertices
while (number0fNotCovered>0)
{
bestSet<-null
foreach(s in Sets)
{
if (p(bestSet)/cost(bestSet)<p(s)/cost(s)) bestSet<-s
}
Solution.AddToSolution(s)
number0fNotCovered-=p(x)
}
}

Obréazok 4.3: Hladny algoritmus pre mnozinové pokrytie

function p(Set s)
{
sum=0
foreach(element e in s)
{
if ('isElementCovered(e)) ++sum
}
return sum
}

Obréazok 4.4: Pocet nepokrytych prvkov v Greedy algoritme

4.6 Implementacné detaily

Na popis danej instancie problému pouzivam vo svojom kdéde triedu Problem.
Téato trieda v sebe obsahuje dve sStruktury. Obe st implementované ako vek-
tor vektorov. Prva Struktura je zoznam mnozin a pre kazdd mnozinu si paméta
zoznam prvkov, ktoré mnozina obsahuje. Druha je zoznam prvkov, kde pre kazdy
prvok mame zoznam mnozin, ktoré ho pokryvaji. Jednu informéciu teda drzim
duplicitne, ale vzhladom na ¢asovi narocnost testovania, je vhodnejsie obetovat
paméf na dosiahnutie vacsej rychlosti.

Dalsim délezitym prvkom je trieda Solution. Tato trieda popisuje rieSenie pro-
blému a je vystupom z jednotlivych metaheuristik. Pamaté si v boolean vektore,
ktoré prvky uz su pokryté, pricom si drzi ¢islo este nepokrytych prvkov zvlast,
pre rychle zistenie, ¢ je rieSenie kompletné. Dalej si ukladd zoznam vybratych
mnozin, pre rychle pocitanie ceny aj boolean vektor mnozin, kde je popisané ¢i
mnozina v rieseni je alebo nie. Tento vektor sltzi na rychle urcenie, ¢i sa mnozina
nachédza v rieseni.
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Vsetky metaheuristiky operuju na tychto dvoch triedach, pricom Problem sa
neupravuje a Solution sa postupne modifikuje jej verejnymi metodami.

4.7 Vykon jednotlivych metaheuristik

Pre testovanie som si vybral 75 problémov z kniznice problémov OR-Library
[8]. Kazdy z tychto problémov som kazdou heuristikami Simulated Annealing a
Ant Colony nechal vyriesit 10-krat. Tabu Search a hladny algoritmus som na
kazdom probléme pustil iba raz, kedze oba funguji deterministicky.

Heuristiku Simulated Annealing vo vysledkoch dalej neuvadzam na kolko ani
v jednej z moznych implementacii sa jej nepodarilo vylepsit incidlne riesenie po-
skytnutné hladnym algoritmom.

Predtym ako som spustil celkové testovanie, som na 10 vybranych problé-
moch odladil parametre jednotlivych metaheuristik. Najlepsie vysledky davalo
nasledovné nastavenie parametrov:

Parameter Hodnota
Ant colony

15 12
Evaporation 0,5
Number of Ants 30

Number Of Iterations | 500
Tabu Search
Pocet iteracii 2000
Velkost tabu listu 100

Tabulka 4.1: Nastavenie parametrov Ant Colony pri ofarbovani grafu

V nasledujtcej tabulke je priemer cien zo vSetkych pokusov podla jednotlivych
heuristik. Ku kazdému problému je taktiez uvedeny pocet prvkov a pocet mnozin.
Stlpec Hustota oznaduje pomer po¢tu mnozin k poétu prvkov. Podla tohto stipca
je tabulka zoradena
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Instancia Mnoziny | Prvky | Hustota | ACO | TS | Greedy
scpelrl3.txt | 715 4095 0,1746 29,8 32 32
scpelr12.txt | 495 2047 0,2418 28,7 31 32
scpelrll.txt | 330 1023 0,3226 27,7 30 30
scpeycll.txt | 11264 28160 | 04 4931,2 | 4280 | 4304
scpelrl0.txt | 210 511 0,411 27,9 32 33
scpeyclO.txt | 5120 11520 | 0,4444 2168 1916 | 1928
scpeyc09.txt | 2304 4608 0,5 936 816 | 816
scpeyc08.txt | 1024 1792 0,5714 394,7 | 352 | 364
scpeyce07.txt | 448 672 0,6667 160,8 | 144 | 148
scpeyc06.txt | 192 240 0,8 63,7 60 60
scp4l.txt 1000 200 5 448,8 | 434 | 463
scp410.txt 1000 200 5 073,6 | 528 | 556
scpd2.txt 1000 200 5 069,8 | 529 | 582
scpd3.txt 1000 200 5 046,5 | 537 | 598
scpdd.txt 1000 200 5 238,3 | 506 | 548
scp4b.txt 1000 200 5 5454 | 518 | HT77
scp46.txt 1000 200 5 610 594 | 615
scp47.txt 1000 200 5 459.1 | 447 | 476
scp48.txt 1000 200 5 021,8 | 525 | 533
scp49.txt 1000 200 5 725,8 | 665 | 747
scp61.txt 1000 200 5 1494 | 142 | 159
scp62.txt 1000 200 5 154,8 | 156 | 170
scp63.txt 1000 200 5 152,8 | 156 | 161
scp64.txt 1000 200 5 135,6 | 140 | 149
scp65.txt 1000 200 5 176,8 | 183 | 196
scped.txt 500 50 10 ) ) )
scpHl.txt 2000 200 10 2775 | 269 | 289
scp510.txt 2000 200 10 2824 | 277 | 293
scpo2.txt 2000 200 10 333,7 | 328 | 348
scpH3.txt 2000 200 10 246 232 | 246
scpbd.txt 2000 200 10 2544 | 250 | 265
scpoHH.txt 2000 200 10 221,1 | 212 | 236
scpH6.txt 2000 200 10 2482 | 225 | 251
scpoH7.txt 2000 200 10 325,8 | 306 | 326
scpH8.txt 2000 200 10 319,1 | 311 | 323
scpd9.txt 2000 200 10 3194 | 292 | 312
scpal.txt 3000 300 10 267,7 | 261 | 288
scpa2.txt 3000 300 10 2724 | 269 | 284
scpad.txt 3000 300 10 246,9 | 245 | 270
scpad.txt 3000 300 10 254,8 | 242 | 278
scpab.txt 3000 300 10 250,3 | 247 | 271
scpbl.txt 3000 300 10 71,4 73 7
scpb2.txt 3000 300 10 80,4 78 86
scpb3.txt 3000 300 10 82,1 82 89
scpb4.txt 3000 300 10 82,6 83 89

Tabulka 4.2: Vykon metaheuristik pri mnozinovom pokryti
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Instancia | Mnoziny | Prvky | Hustota | ACO | TS | Greedy
scpbb.txt 3000 300 10 73,6 7|78
scpel.txt 4000 400 10 2421 | 237 | 258
scpe2.txt 4000 400 10 2404 | 224 | 258
scped.txt 4000 400 10 269,7 | 257 | 276
scped.txt 4000 400 10 243,1 | 237 | 257
scped.txt 4000 400 10 225,8 | 219 | 233
scpdl.txt 4000 400 10 63,6 67 | 74
scpd2.txt 4000 400 10 69,3 |68 |74
scpd3.txt 4000 400 10 76,3 79 | 83
scpd4.txt 4000 400 10 64,2 67 |71
scpnrel.txt | 5000 500 10 29 29 |30
scpnre2.txt | 5000 500 10 31,8 |32 |36
scpnred.txt | 5000 500 10 27,3 29 | 31
scpnred.txt | 5000 500 10 28,8 31 | 32
scpnred.txt | 5000 500 10 28 29 | 33
scpnrfl.txt | 5000 500 10 14 16 | 16
scpnrf2.txt | 5000 500 10 15 16 | 16
scpnrfd.txt | 5000 500 10 14,6 17 |17
scpnrfd.txt | 5000 500 10 14 16 | 17
scpnrfs.txt | 5000 500 10 13,8 15 | 16
scpnrgl.txt | 10000 1000 10 195,8 | 189 | 203
scpnrg2.txt | 10000 1000 10 167,5 | 161 | 182
scpnrgd.txt | 10000 1000 10 182,2 | 181 | 192
scpnrgd.txt | 10000 1000 10 186,3 | 180 | 191
scpnrgb.txt | 10000 1000 10 185,8 | 181 | 194
scpnrhl.txt | 10000 1000 10 68,8 69 | 76
scpnrh2.txt | 10000 1000 10 68,4 73 | T4
scpnrh3.txt | 10000 1000 10 64,4 63 | 65
scpnrh4.txt | 10000 1000 10 62,6 |66 |69
scpnrhb.txt | 10000 1000 10 58,2 61 |63

Tabulka 4.3: Vykon metaheuristik pri mnozinovom pokryti 2

Priemernd odchylka jednotlivych heuristik ukazuje, ze priemerne bol najlepsi
Tabu Search.

Heuristika Priemerné odchylka od optima.
Tabu search 2,16%
Ant colony 3,02%
Hladny algoritmus | 8,61%

Tabulka 4.4: Priemerné odchylky heuristik pri mnozinovom pokryti

V grafe je znazornend vykonnost jednotlivych heuristik na problémoch. Na x-
ovej osi su instancie problému zoradené podla hustoty, teda pomeru poc¢tu mnozin
k poctu prvkov. Na y-ovej osi je odchylka od najlepsieho najdeného riesenia, kedze
optimalne rieseni v kniznici problémov uvedené neboli.
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Obréazok 4.5: Graf vykonnosti metaheuristik pri mnozinovom pokryti

Z grafu vidime, ze najhorsie dopadol hladny algoritmus. Tabu Search a Ant
Colony sa striedaju. Aj ked v prvej casti grafu je tspesnejsi Tabu Search, tak v
druhej, s vysSsou hustotou je tuspesnejsia Ant Colony.

4.8 Zaver

Hladny algoritmus podla ocakavani dopadol najhorsie, ¢o sa tyka kvality rie-
Senia. Je vhodné ho pouzit iba ak potrebujeme vo velmi kratkom case najst aj o
dost horsie riesenie. Ako je spominané v predoslej podkapitole, Simulated Anne-
aling nebol dostato¢ne dobry na to, aby sa mu podarilo zlepsit vysledky. Ako dve
dobré metaheuristiky sa osvedcili Ant Colony a Tabu Search.

Ant Colony dosiahla vo vac¢Sine instancii s vysokou hustotou najlepsi vysle-
dok. Silntd vahu v tejto heuristike mal heuristicky koeficient, ktory bol rovnaky
ako pri hladnom algoritme. Ant Colony ale prisudzuje moznostiam pravdepodob-
nost a teda presktima vacsi priestor, pricom si uchovava informéaciu o tom, ktora
mnozina bola v pokryti. Implementacia Ant Colony je v tomto pripade rovanko
priamociara ako pri probléme obchodného cestujuceho. Nositelom feromoénu totiz
bola priamo cast rieSenia.

Tabu Search bol najuspesnejsi v instanciach z nizsou hustotou. Treba vsak
dodat, ze casto spotreboval radovo vyssi ¢as ako Ant Colony. Naslo sa vSak par
instancii, kde Tabu search, ale aj hladny algoritmus dostali lepsie rieSenia. Jedna
sa konkrétne o problémy s oznacenim CYC. Tieto problémy st konstruované tak,
ze prvky su vrcholy n-dimenzionalnej kocky a mnoziny su vsetky 4-cykly v tejto
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kocke, inak povedané dvojrozmerné steny. Pre tento druh problémov Ant Colony
nie je vhodny.

Vo vseobecnosti dopadol o trochu lesie Tabu Search, aj ked jeho beh stoji
viacej casu.
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Zaver

V préaci som porovnaval 4 metaheuristiky na 3 problémoch. Nie vzdy bolo
mozné jasne povedat, ktora heuristika fungovala na danom probléme najlepsie.
Pre lepsie pochopenie fungovania sa zvycajne instancie problému dali rozdelit
podla svojej charakteristiky do niekolkych skupin. Na tychto skupinach sa dalo
povedat, ktora heuristika bola ako vykonna. Zvycajne toto delenie spocivalo vo
velkosti instancie problému.

Metaheuristika Ant Colony sa neosvedcila pri ofarbovani grafu, kde dosiahla
nejlepsi vysledok len v par pokusoch. Naopak tispesné bola pri velkych instancidch
problémov obchodného cestujiceho a mnozinovom pokryti. Jej velkou vyhodou
bolo, ze za pomerne dobry c¢as vedela na tychto velkych instatncidch dosiahnut
dobré riesenie.

Hladné algoritmy nam poskytuju velmi rychle riesenie, no pri vac¢sine pro-
blémov toto riesenie moze byt dost vzdialené od optima. Takéto riesenie treba
zvycajne opracovaf nejakou z metaheuristik Simulated Annealing, Tabu Search
alebo aspon klasickym horolezeckym algoritmom.

V problémoch, kde som pouzil Tabu Search zvycéajne daval dobré vysledky.
Jeho velkd nevyhoda je prehladévanie vsetkych susednych rieseni, ¢o pri velkych
instanciach moéze sposobovat dlhy ¢as vypoctu. To zavisi od toho ako rychlo vieme
vypocitat zmenu hodnoty tcelovej funckie pri prechode na susedné riesenie. Ak vi-
eme hodnotu vypocitat jednoducho (ako pri probléme obchodného cestujiceho),
tak je tdto metaheuristika pomerne rychla a spolahliva. Akonahle je potrebné
susedné riesenie vzdy konstruovat alebo zlozitejsie prepocitavat zmenu, stava sa
Tabu Search pomalym. Tabu Search sa hodi pre problémy, kde ako susedné riese-
nie moze skonstruovat aj nekorektné riesenie. Tieto riesenia budu totiz zvycajne
vyltcené pri vybere najlepsieho riesenia. K akceptacii nekorektného riesenia sa
pristipi iba v pripade, ze uz blizke okolie algoritmus prehladal.

Simulated Annealing poskytuje druhé najrychlejsie rieSenia. Hned po hlad-
nych algoritmoch. Tieto riesenia zvycajne dosahuju dobry vysledok. V praci som
vsak zistil, Ze metaheuristike Simulated Annealing sa zvycajne nedari pracovat
s rieSeniami, ktoré nie si korektné. To znamend, Ze nevie efektivne opravovat
konflikty v rieseni. Preto zvycCajne nedosiahla lepsi vysledok ako inicidlne riese-
nie. Ako dobré sa ukéazala jedine pri probléme obchodného cestujiceho, kde pri
mensich instanciach dosahovala najlepsie a najrychlejsie vysledky.
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A. Prilohy

A.1 Pouzivatelska dokumentacia pre spustenie
programov na testovanie metaheuristik

Pre vsetky tri problémy som vyrobil testovacie programy, ktoré maji rovnaké
uzivatelské prostredie. Prostredie je jednoduché, kedZze sa jedné o ¢isto vypoctové
programy.

Spusta sa Source.cpp, ktory vo vstupnych siboroch néjde potrebné informacie.

Stubor problems.txt ma na kazdom riadku nazov stboru v ktorom je jedna
instancia. V rovnakom adresari je vytvoreny adresar "instances', kde st ulozené
instancie v tvare podla daného problému. Ak sa pri parsovani problému vyskytne
chyba, testovany problém sa preskodi.

Specidlne v pripade problému obchodného cestujiiceho mézu pre kazda in-
stanciu problému existovat dva stbory. Jeden ma priponu .tsp a je povinny. Z
tohto stiboru sa naparsuje samotny problém, teda vzdialenosti jednotlivych bo-
dov. Dalej volitelne méze byt v rovnakom prie¢inku uloZeny aj sibor s rovnakym
menom a priponov .opt.tour. Tento subor popisuje optimélnu cestu. Pri probléme
obchodného cestujiceho teda v subore problems.tzt uvadzame iba nazov siboru
bez pripon. Ak sa teda na riadku nachadza

suboril

tak program vyhlada suborl.tsp a skusi k nemu néajst aj suborl.opt.tour.

A.1.1 Nastavenie parametrov

Niektoré z testovanych algoritmov maji parametre, tie sa daju nastavit v
konfigurac¢nom stubore params.conf st popisané v tvare nazov

nazov_parametru=hodnota

V pripade, Ze nie je dodrzany vzor pisania parametrov, neexistuje zaznam o
parametri, alebo sa vyskytne chyba pri ¢itani suboru, tak sa ako parameter voli
vychodzia (prednastavend) hodnota. Parametre su:

o Alpha,Beta - parametre Ant Colony

e Number of ants, Number of iterations - parametre Ant Colony, kolko
iteracii sa ma vykonavat a kolko mravcov ma precovat.

o Cooling coeficient, temperature - parametre Simulated Anneailng

e« Number of tests - udava kolko krat sa ma kazda instancia problému pre-
testovat. Tento paramater sa pouziva pri nedeterministickych heuristikach
Ant Colony a Simulated Annealing.

e Number_ of iterations tabu, Tabu_size - parametre Tabu Search udavaj-
uce pocat iteracii a velkost Tabu listu

39



"

Priklad suboru "params.conf

Alpha=2

Beta=b

Cooling coeficient=0.99
Temperature=10000
Number of ants=10
Number of iterations=10
Number _of tests=10

A.1.2 Vystup

Program ako vystup generuje output.csv subor do ktorého vzdy len pridava
zdznamy, neprepisuje ho. Zaznamy su v tvare:

Nazov instancie;Pouzitd metédda;Hodnota cielove] funkcie;Cas behu

Programy generuji do output.csv aj bocné informacie. Konkrétne vzdy pri spus-
teni s novymi parametrami, sa do siboru vygeneruje aktualny stav parametrov.
Teda pri kazdom novom spusteni sa ako prvy zaznam do output.txt vygeneruje
zoznam parametrov z ich hodnotami a nasledne sa az pridavaju vysledky testov
vo vyssie uvedenom tvare. Pri mnozinovom pokryti sa taktiez generuji rozmery
problému.

A.2 Priloha na CD

Na CD v prilohe je mozné najst zdrojové kody pre jednotlivé programy, testo-
vané instancie problémov a vystupy z testovani. Stubory s delené podla problému
ku ktorému patria, kde pri kazdom probléme su tri priecinky:

 instances - instancie problému, na ktorych boli metaheuristiky testované.
e code - zdrojové kody

e output - vystupy programov
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