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1 Uvod

Vegetace hraje ve méstech celou fadu vedlejsich roli, které nemusi byt na prvni pohled
patrné. Ovliviiuje kvalitu Zivota ve mésté, pogcita se s ni pti rozhodnutich o dal$im rozvoji
urbanizovanych oblasti a v prib&hu tzemniho planovani. V neposledni fadé ma velmi
podstatny vliv na zmirfiovani teplotnich extrémt ve méstech, zlepSuje kvalitu vzduchu
snizovanim objemu prachu a produkci kysliku. Také je tfeba zminit nepochybny pozitivni

efekt pfitomnosti zelen€ na psychiku ¢lovéka.

Zpracovani dat DPZ vysokého rozlifeni jejichZ objektem zajmu je méstska vegetace, ma
vyznam zejména pro sledovani Zivotniho prostfedi, uzemni planovani, rozmisténi dalsi
vegetace ve mésté, a v né€kterych piipadech také pro udrzovani odpovidajiciho procenta

zelenych ploch.

Informace o distribuci, kvantité a kvalité¢ zelenych ploch ve méstech byly v minulosti
ziskavany z leteckych snimku, které byly dale interpretovany bud’ vizualng€, anebo
prochazely digitalni klasifikaci aZ po zdlouhavém scanu. Takovyto zpisob sbéru dat a
nasledného zpracovani byl ¢asové naro¢ny a ne pfili§ efektivni, ovSem s ptichodem druzic
jako Ikonos nebo QuickBird, pofizujicich v pravidelnych intervalech digitalni data
submetrového rozliSeni, se dostupnost dat a rychlost zpracovani podstatné zvysila. Jako
problém se ale zaCala jevit klasifikace obrazu zaloZena na pixelové orientovanych
metodach, ktera se v piipadé¢ analyzy téchto detailnich dat ukazovala jako metoda
neucinna, poskytujici nekvalitni vystupy s charakteristickym salt & pepper efektem,

mnohdy zpusobujicim ¢aste¢nou neptehlednost.

Diky nastupu software eCognition se zacaly pfi klasifikaci dat vysokého rozliSeni vyuzivat
objektové orientované metody, které pfinaSeji o mnoho pfesn&jsi a také vizualng
pfijateln€jsi vysledky. Zpracovani dat DPZ je mnohonéasobné zrychleno, a neni tak

problémem napfiklad udrZovat aktualizovanou databazi rozsahu vegeta¢nich ploch.
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1.1 Cil prace

Cilem této diplomové prace je predstavit pomémé mladou metodu objektové
orientovaného zpracovani dat dalkového prizkumu, dale shmout dosavadni projekty
feSené s pomoci objektového pfistupu, pokusit se o srovnani pixelovych a objektovych
metod klasifikace obrazu, pfipadné odhalit potencionalni nevyhody objektového pfistupu,

a dale ur¢it, pro které druhy dat a tloh je ten ktery pfistup vhodny.

StéZejnim cilem bude provedeni objektoveé orientované analyzy vyfezu scény potizené
nosi¢em QuickBird o prostorovém rozliSeni 2,4 metru na pixel. Zpracovani probéhne ve
dvou fazich: prvni fazi je segmentace druzicového snimku vysokého rozliSeni; ve druhé
¢asti bude provedena objektoveé orientovana klasifikace za pomoci klasifikacnich pravidel
vyuzivajicich spektralnich, prostorovych, kontextualnich a texturalnich ptiznaki. Ob¢ faze
zpracovani budou realizovany v software eCognition verze 3.0 od firmy Definiens

Imaging.

Klasifikace bude provadéna na dvou vyfezech (podoblastech) scény. Na prvnim vyfezu
(areal RoZznov pod Radho$t¢ém) bude definovano klasifikaéni schéma s vyznamovymi
tfidami. V eCognition je nutno jednotlivé vyznamové ti¥idy popsat, tj. uréit pravidla, na
zéklad¢ jejichz vyhodnoceni je pak objekt ke tfidé pfifazen. Na druhém vyfezu (aredl
Kopfivnice) pak bude otestovana robustnost vytvofeného klasifikaéniho schématu, a tak

ovéfena pouZitelnost této metody na odli¥né siti objektd s jinymi vlastnostmi.

V zavéru bude vyhodnocena a se souvisejicimi projekty porovnana ptesnost klasifikace, a
dale diskutovana vhodnost pouZiti objektové orientovanych klasifikanich metod jak
obecné - pro zpracovani dat DPZ vysokého rozlideni - tak konkrétné pro extrakci méstské

vegetace.
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2  Uvod do objektové orientované klasifikace

2.1 Prubéh zpracovani dat DPZ

Po ziskani obrazovych dat digitalnim senzorem prob&hne prvni etapa - predzpracovani.
Obraz obsahuje zpravidla fadu chyb vzniklych napfiklad vlastnostmi senzoru nebo
nevhodnymi podminkami pfi snimani (zkresleni pfenosovym prostiedim, nevhodny uhel
snimani atd.). Ve fazi ptedzpracovani je cilem tyto chyby riznymi metodami a algoritmy
odstranit. Pro oSetfeni chyb, 3umu a riznych dal$ich druhl@ distorzi se provedou
atmosférické korekce, upravy kontrastu nebo jasu, filtry a geometrické korekce

(rektifikace, ortorektifikace).

Poté pfichazi na fadu klasifikace, ktera je klicovym krokem pii zpracovani obrazu. V
prub&hu této faze ziskavame informaci, co ten ktery pixel nebo objekt reprezentuje. Dé&je
se tak rozdé¢lovanim jednotlivych elementl obrazu do pfedem definovanych vyznamovych

tfid na zaklad€ rozhodovacich pravidel.

Pii klasifikaci obrazu mizeme pracovat bud’ se samotnymi pixely, jejichZz dvourozméma
matice obraz utvaii (pixelovy pfistup), anebo miZeme obraz nejprve segmentovat, ¢imz

budou pixely sdruZzeny do homogennich obrazovych objektd (objektové orientovany

pfistup).

Vystupem z pixelové zaloZenych klasifikatori byla opét jen matice pixel, kterd byla
Castokrat obtiZné interpretovatelna. Hlavni komplikaci vSak byla nutnost vektorizace pfi
potencionalnim prenosu dat do GIS. Zato segmentovany obraz s vytvofenymi objekty dava
mozZnost k jednoduchému vygenerovani polygonové vrstvy, ktera lze exportovat do

formatu SHP' a tim snadno penést do geoinformagnich systémi k dal$imu vyuZiti.

' SHP — ShapeFile — datovy format vyvinuty firmou ESRI nejprve pro vyuziti v produktu ArcView. Jde o
digitalni vektorovy format pro uchovani jednoduchych geometrickych informaci (bod, linie, polygon)
s moZnosti uloZeni jejich atributli. (ESRI 1998).

strana 5



2.2. Co je objektové orientovana klasifikace

Hlavni odlidnost od pixelové zaloZené klasifikace je v elementech obrazu, se kterymi se
pracuje. Pixelové klasifikatni metody posuzuji spektralni vlastnosti jednotlivych
obrazovych bod{, na zékladé kterych jsou tyto body pak zafazovany do vyznamovych tfid.
Objektové orientovana klasifikace pracuje s objekty, které jsou nejprve ziskany segmentaci
obrazu a az poté klasifikovany. K objektové zaloZené klasifikaci miZe a nemusi byt
vyuzito i dalich ptiznakd, nejen spektralnich, ale také naptiklad tvarovych, texturalnich

nebo kontextualnich.

2.3 Segmentace

Segmentace je iterativni procedura analyzy obrazu a byva ¢asto oznaCovana jako dileZity a
vypocetné nejnaro¢néjsi krok. Jejim cilem je rozélenit obraz do ¢asti — objektid / segmentd
— které se vzajemné neprekryvaji a maji pokud moZno vyznamovou souvislost s objekty

realného svéta zachyceného na obraze.

Vytvareny objekt spliiuje urcita kritéria homogenity vlastnosti obrazovych elementt, ze

kterych je sloZen (obvykle jas, barva, sytost apod.).

Unikétni segmenta¢ni algoritmus aplikovany vicekrat na identicky obraz da v kazdém
pfipadé rozdilné vysledky a vytvofi jiné objekty (Definiens Imaging 2004), nebot
mozZnosti a kombinaci, jak nalézt objekty v obraze primérnych rozméru (téeba 1024 x 1024

pixell) je astronomicky mnoho.

Existuje fada segmenta¢nich metod, pfistupl a algoritmd, (zvlastni segmentaéni algoritmy
jsou Casto vyvijeny pro specialni pfipady uZiti) a jejich kompletni vycet je nad ramec této
diplomové prace. Nicméné pro pochopeni problematiky objektové orientované analyzy
obrazu je vhodné alesponi nejvyznamnéj$i segmentalni pfistupy a metody zevrubné

prezentovat.

Typy segmentace obrazu je mozno rozliovat z vice Ghli pohledu. Jednim z kritérii mtze
byt korespondence segmentovanych objekti s pivodnim obrazem. Pokud se vytvofené,

segmentované objekty nepiekryvaji a ve vSech pfipadech jednoznaéné koresponduji s
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objekty realného svéta zachyceného na obraze, jedna se o segmentaci kompletni. Oviem
v praxi se v drtivé vét§iné setkame se segmentaci ¢aste¢nou, kdy vytvorené objekty

nekoresponduji zcela pfesné s objekty realného svéta (URL 06).

Dale miZzeme segmentaci rozliSovat podle sméru prubéhu segmentace. Prvni variantou je
tzv. postup shora doli, neboli top down pfistup, kdy je cely vstupni obraz postupné
rozdélovan na &asti, pokud je piekro¢eno v pivodné celém obraze kritérium homogenity.
Dil¢i objekty jsou dale déleny aZ do faze, kdy kritérium homogenity spliiuji vSechny
objekty. V nejhorSim pfipadé mize byt vysledkem segmentace obraz sestavajici ze samych
jednopixelovych objektd. Obraz se muze dé€lit v nejjednodusim piipad€ na pravidelné

pravouhlé segmenty.

Splitting Merging

e e
Z e

Obr. 1: Top-Down vs Bottom-Up pfistup. Region Splitting vs Region Merging (podle
Sonka et al. 1999).

Algoritmus zacina tedy ve vychozim bodé& pracovat s celym obrazem, na rozdil od bottom
up pfistupu, kdy je vychozim bodem pixel. V jeho okoli se vyhledavaji daldi pixely s
podobnymi vlastnostmi, a pokud vyhovuji definovanym kritériim, jsou slougeny v objekt /

segment.

Znalostn€ zaloZeny top down pfistup je vice vhodny pro lokalni uZiti v obraze. Vygeneruje
regiony které odpovidaji uzivatelsky uréenym typtim objektd. Datové zaloZeny bottom up
pfistup provadi segmentaci celého obrazu, seskupuje pixely do clusterti (shluk®), které

splfiuji ur€ita kritéria homogenity nebo heterogenity (Definiens Imaging 2004).

Jednotlivé segmentaéni algoritmy jsou &asto vyvijeny pro vyuZiti pfi feSeni konkrétnich

probléml a mohou vyuzivat prvky obou segmentadnich piistupti, co? ¢asto miZe vést k
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velmi dobrému vysledku (Sonka et al. 1999). Je také moZné provadét segmentaci s

vyuzitim obou bottom-up i top-down pfistupti (Borenstein et al. 2004).

2.3.1 Segmentacéni metody

i) Metody zaloZené na histogramu

Typickym piikladem takovych metod je napiiklad prahovani, coz je zékladni a
nejjednodusi metoda segmentace obrazu. Spo¢iva v definovani prahové hodnoty
obrazového histogramu. Prahovanim vznikne binarni obraz, kde pixely, jejichz DN
hodnoty se v histogramu nachézeji pod prahem, jsou vyjadfeny jinou barvou, nez pixely s
DN hodnotou nad definovany prah.

Prahovani je transformace vstupniho obrazu f na vystupni (segmentovany) binamni obraz g
podle vztahu

g(ij)=1<=>f(ij)> T,

g (i) =0 <=>f(ij) < T,

kde T je prahova konstanta. (URL 06)

Prahovych hodnot miizeme v histogramu definovat libovolné mnozZstvi, a konkrétni noveé
vytvofené intervaly mezi prahovymi hodnotami odli$it riznymi barvami. Tato metoda je
vypocetné velmi rychla a nenaro¢na, ovSem jeji vysledky se aZ na nékteré zékladni ulohy

dalkového priizkumu vyuzit nedaji.

. 4450

b) <<50

9 1100029 <<50

Obr. 2: Priklad prahovani. a) originalni obrazek; b) prahova hodnota na sttedové hodnoté
histogramu (127); c¢) prahova hodnota na minimalni hodnoté histogramu (0). Pievzato z

webu recogniform.com (URL 08)
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1) Metody zaloZené na regionech

Metody zaloZené na regionech Konstruuji objekty sdruZovanim sousednich pixeld
podobnych vlastnosti. K metodam zaloZenych na regionech obvykle pocitime metody
region growing (narust regiont) a region splitting (déleni regionid). Zakladnim stavebnim
kamenem t&chto metod je posuzovani kritérii homogenity regionli, ktera vétSinou

vychazeji z hodnot jasu, barvy ptipadné stupné Sedi.

Region growing je typickym reprezentantem segmenta¢niho bottom up pfistupu; zacina
pracovat s jednopixelovymi objekty, které se iterativné slucuji praveé tehdy, kdyZ neni
sloucenim piekro€ena maximalni mozna definovana heterogenita vysledného objektu.
Samotné rozhodovani, zda pixel bude ptifazen do ur¢itého objektu, probihd na zakladé
kritéria heterogenity. Do objektu je pfirazen pravé ten pixel, ktery svym pfifazenim
zpisobi minimalni nartst celkové heterogenity objektu. Algoritmus probiha, dokud se
narist heterogenity nedostane pies urenou mez. Obdobu této metody vyuziva pro

segmentaci obrazu i software eCognition. (Definiens Imaging 2004)

Naopak region splitting vyuZiva top down pfistup. Pracuje nejprve s celym obrazem, u
kterého se vypocte celkova heterogenita. Ta se téméf vZdy pohybuje nad poZadovanym
prahem heterogenity a obraz je nutno dale délit. Déleni probihd dokud se v obraze
vyskytuje alespori jeden objekt majici vy3si heterogenitu, nez je uréeny prah (Sonka et al.

1999)

11i) Metody zaloZené na detekci hran

Metody zaloZené na detekci hran jsou jednou z nejstarSich segmenta¢nich metod. Hlavnim
nastrojem téchto metod jsou hranové filtry / detektory, které detekuji nihlé zmény a
diskontinuity jasu, stupné $edi nebo barvy v obraze. Castym problémem téchto detektort je
Sum, ktery zpisobi, Ze detektor miZe vytvofit Gsek hrany tam, kde ve skutecnosti neni.
Hrany detekované témito filtry také nejsou celistvé a nemohou byt pouZity pro vytvofeni
objektll, a uz viibec nemohou slouZit jako reprezentativni a dale pouZitelny vysledek

segmentace. Useky hran je tfeba pospojovat a kombinovat do tzv. hranovych fetézc (URL
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09) s pouzitim naptiklad Houghovy transformace (Sonka et al. 1999). Poslednim krokem
segmentaénich metod zaloZenych na detekci hran je konstrukce regiont z detekovanych a

pospojovanych hran.

iv) Ostatni metody

Mezi ostatni metody jsou fazeny dalsi - v DPZ méné pouzivané - segmentacni algoritmy.
Texturalni segmentaéni algoritmy vyhledavaji a sdruzuji skupiny pixeld na zaklad¢
textury (vzorku). Je moZné je zatadit mezi metody zaloZené na regionech, ovSem odborna
literatura je co do déleni segmentatnich metod zna¢né nejednotnd. Nejvyznamnéji se
texturalni segmentaéni algoritmy uplatfiuji pfi segmentovani napfiklad druhii vegetacnich
porostd o vétdich rozlohach, které mohou vytvafet v obraze textury (Hajek 2005,
Halounova 2003). Shlukovaci metody jsou velmi podobné metodam zaloZenych na ristu
regionti. Vyhledaji se tzv. seed pixely, které jsou zvoleny za stfed budouciho objektu, a k

nim jsou pfifazovany pixely dalsi.

T¥idéni segmenta¢nich metod do skupin neni v odborné literatufe jednotné. Nekteré knihy
zabyvajici se zpracovanim obrazu, napiiklad Sonka et al. (1999), uvad&ji pouze tfi
kategorie segmentaénich metod, a to metody zaloZené na prahovani, nartistu regiond,
detekci hran. Jiné prameny vy¢lefiuji texturalni segmenta¢ni algoritmy mimo tyto tfi
skupiny. Kromé zminovanych skupin segmenta¢nich metod a nacrtd segmenta¢nich
algoritmi existuje samoziejmé fada dalSich, ne tak c&asto pouZivanych metod, jako
naptiklad segmentace watershed, LCS segmentace atd. Tyto metody uz ale v ramci
dalkového prizkumu Zemé pfili§ vyuZivany nejsou, spiSe se uplatiiuji pfi analyze obrazu

v medicin€ nebo jinych oborech.

2.4. Klasifikace segmentovanych objektu

Objekty ziskané segmentaci se v druhé fazi objektové orientovaného zpracovani obrazu
klasifikuji, jsou zafazovany do vyznamovych tfid. To se muzZe dit né€kolika rtiznymi
zplsoby. Je mozné pracovat s objekty v podstaté stejnymi metodami jako pii pixelové
klasifikaci zaloZené na spektralnich hodnotach. U objektt se vypodita primérma spektralni
hodnota ze vSech pixelt objekt utvaiejicich, ktera je pak brana jako urlujici pro zafazeni

do té které klasifika¢ni tfidy. Tim je umoZnéno vyuZivat na obrazovych objektech

strana 10



v podstaté stejnou paletu metod, se kterymi pracuje pixelové zaloZena klasifikace. Da se
vyuzit neuronovych siti, shlukovacich metod, a v podstaté viech dalsich metod, které byly
uplatiiovany pii pixelové klasifikaci. Objektové orientované klasifikatni metody
implementované v eCognition - nejrozsifen&j$im software pro tento typ analyzy obrazu -
jsou zaloZeny na fuzzy logice. S pomoci fuzzy logiky — principu neurcitosti — je mozno
diky logickym operatorim kombinovat vice klasifika¢nich podminek (pravidel) a tak

dosahnout komplexniho popisu tfidy (Baatz & Schépe 1999).

2.5 Srovnani pixelové zaloZenych a objektové orientovanych
metod

Hlavni rozdil mezi objektové orientovanou a pixelové zaloZenou Kklasifikaci je
v elementech obrazu, se kterymi klasifikatory pracuji. Vlastni klasifika¢ni principy a
vyuzivané statistické nastroje jsou v obou pfistupech velmi podobné — po vytvoreni tfid se
volitelné vyberou reprezentativni vzorky (trénovani plochy) pro kazdou tfidu, pak probiha
statisticky zaloZené rozdélovani objektt / pixeld do téchto definovanych tfid na zakladé

uréenych pravidel.

Jak pfi klasifikaci objektt, tak i pfi klasifikaci pixeld je moZno vyuZit spektralnich
vlastnosti. Pfi pixelové zaloZené klasifikaci jsou DN hodnoty pixell vyjadiujici spektralni
chovani plochy jedinym moZnym klasifikaénim kritériem, nebot’ pixelova klasifikace je
zaloZena na znalosti spektralnich vlastnosti urovanych povrchi, a pracuje jen se
spektralnimi pasmy, at’ uZ ptivodnimi, nebo s pasmy transformovanymi, vypocitanymi z

pasem puvodnich (Dobrovolny 1998).

Obrazovy objekt méa vic¢i pixelu navic tu vyhodu, Ze u né& lze kromé spektralnich
charakteristik posuzovat jeho tvar, texturu, sousednost (kontext) a pfipadné dalsi vlastnosti,

¢imZ je moznost tvorby klasifika¢nich pravidel podstatné rozsifena.

Uplatnéni téchto tzv. prostorovych ptiznakti nachazeji objektové orientované metody
zejména pii klasifikaci submetrovych druzicovych snimkii mést (Oruc et al. 2004), kde

rizné druhy objektd maji spektralné velmi podobné vlastnosti (budovy, silnice,
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parkovisté), a piipadné pouziti prostorovych pfiznakd vyznamnym zplisobem usnadni

odliSeni téchto objektu.

Objektoveé orientovana klasifikace vyuZiva pro tfidéni objektd tzv. mekkého klasifikatoru
zaloZeného na fuzzy logice. Zatimco tvrdé klasifikatory pracuji s konvenc¢ni logikou a
hodnotami ano / ne, 0 nebo 1, bud’ pixel do tfidy patii nebo ne (klasické pixelové

klasifikatory), tak mékké klasifikatory jsou schopny pracovat s mirou neurcitosti.

U kaZdého objektu je vypotena mira piislusnosti objektu (degree of membership)
k vyznamové tfid¢€, ktera se pohybuje mezi 0.0 (Zadné ¢lenstvi) a 1.0 (pIné Elenstvi). Je tak
mozZno vyjadfit nejistotu pii klasifikaci, ¢imz je v podstaté emulovano lidské mysSleni pti

vizualni analyze obrazu (Definiens Imaging 2004).

V fadé uloh feSenych objektové orientovanou klasifikaci se ukazalo, Ze pfi vyuziti tohoto
klasifika¢niho pfistupu dochazi k niz§imu vyskytu Spatné klasifikovanych (nebo zcela
neklasifikovanych) pixeld, coZ mélo za nasledek zvySeni celkové klasifikaéni pfesnosti a

stability (Kamagata et al. 2005).

Srovnanim pixelové a objektove orientované klasifikace provedenym na datech rtizného
prostorového a spektralniho rozliSeni se jiZ nékolik autori zabyvalo, napi. Kamagata et al.
(2005), Oruc et al. (2004), Willhauck et al. (2000), a Whiteside & Ahmad (2005).
Vysledek byl ve zna¢né vétSin€ piiznivy pro objektové orientovanou klasifikaci: vyssi
klasifika¢ni pfesnosti a kappa koeficient, o lep$im vizualnim efektu nemluvé. Ze studované
literatury tedy jasné€ vyplyva, Ze objektové orientované metody jsou zvlasté pii aplikaci na

druZicovych datech vysokého rozliSeni ptesngjsi (vice viz kap.3. ReSerse literatury).
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2.6 Diskuse pouziti objektové orientovaného pristupu v DPZ

Hlavni vyhodou segmentace obrazu je jednozna¢ny fakt, Zze se naslednad klasifikace
podstatné zrychluje. Klasifika¢ni algoritmus nepracuje s astronomickym ¢&islem pixeld, ale
pouze s objekty v fadu stovek az tisici v zavislosti na velikosti scény a méfitkovém
parametru segmentace. Vysledkem segmentace jsou objekty, které mohou byt po
klasifikaci v digitalni formé& reprezentovany polygony a snadno importovany do
geoinformaénich systémi. Tento fakt ma z hlediska kontinualni tvorby dat ze snimkti DPZ
a dalsiho zpracovani v GIS podstatny integraéni vyznam, ktery bude detailnéji rozebran v
zavéru prace. Poslednim, relativné méné dilezitym, avsak stale pozitivnim bodem je snazsi
vizualni interpretace objektovym zpusobem klasifikovaného obrazu. Pro lidské oko je
mnohem jednodu$si ziskavat informace z kompaktné&j$iho objektového obrazu, nez

z nesourodé matice pixela (obr. 3).

Obr. 3: Vizudlni porovnani vysledku pixelového klasifikdtoru (vpravo) a objektového

klasifikatoru. Podle Whiteside & Ahmad (2005)

Mezi nevyhody automatickych segmenta¢nich metod patii neschopnost rozdélit obraz do
smysluplnych objektli plné€ korespondujicimi s objekty realného svéta. Typickym
ptikladem muzZe byt vytvareni objektd ze stind, které se co do hodnot jasu a barvy vyrazné

1i8i od okoli.
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Nepocitame-li prahovani jako "plnohodnotnou" metodu segmentace, dava kazda

segmentace odli$né vysledky (Definiens Imaging 2004)

Jako nevyhoda objektové orientované klasifikace se muze jevit jeji mnohem vétsi
komplexnost a obtiZnost pti zjiStovani spravného nastaveni fady klasifika¢nich pravidel.
Dale miZze pii aplikovani objektove orientovanych metod dojit k pfilisné generalizaci jevi
- 1 pfes ,,opatrné* zachazeni se métitkovym parametrem segmentace (viz vySe obr. 3),
zejména pfi zpracovani dat s hrub§im rozliSenim (Landsat, SPOT). Je na uZivateli, aby
ur¢il vhodnost pouZiti pixelové nebo objektové klasifikace v zavislosti na typu dat a feSené

uloze.
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3 ResSerse literatury

Literatura tykajici se témat objektové orientovana klasifikace, segmentace obrazu a
pfipadné mapovéni vegetace je, pokud se neomezime na Cesky jazyk, relativné¢ dobie
dostupna. Na internetu se da snadno nalézt mnoho dokumentl a technickych zprav o
provadéni objektové orientované klasifikace na rtiznych datech za Gcelem feSeni pestre
Skaly projekti. Neni problémem nalézt stovky dokumentl tykajicich se objektove
orientované klasifikace, které byly v poslednich letech pfednaSeny na riznych

konferencich.

Z &esky psané literatury je mozno nalézt pouze vysokoskolské ucebnice zahrujici pouze
témata pixelové klasifikace. Objektové orientovana klasifikace obrazu, pfipadné software
eCognition jsou popisovany jen v nékolika malo ¢lancich a struénych tiskovych zpravach

(Computer Design, URL 02; Gisat, URL 03)

ReserSe literatury je pro piehlednost rozdélena do péti dil¢ich podkapitol, protoze
problematika mapovani méstské vegetace s vyuZitim objektové orientovanych metod saha

ptes vice dil¢ich obori.

3.1 Segmentace a zpracovani obrazu

Segmentace obrazu je pfes nové zavedené vyuZiti v DPZ relativné stara metoda obrazové
analyzy. Kromé zpracovani satelitnich dat je tato metoda vyuZivana pro feseni tiloh ve
zpracovani obrazu z magnetické rezonance v medicing, nebo pfi rozpoznavani tvaii (vice

viz URL 04).

Metody segmentace obrazu maji za sebou pomémé dlouhy vyvoj, béhem néhoz bylo
vytvofeno mnoho segmenta¢nich metod a algoritmi. Ne vSechny z nich jsou podstatné pro

segmentaci obrazu v ramci obrazové analyzy v dalkovém prizkumu Zem¢.

strana 15



Sharon et al. (2000) v dokumentu Fast Multiscale Segmentation popisuje algoritmus
segmentace, ktery detekuje objekty v obraze na zakladé€ rekurzivni agregace (rekurzivniho
sluovani). Vysledné objekty mohou byt riznych rozméri, které jsou determinovany
uZivatelsky definovanym métitkovym parametrem pied spuSténim algoritmu. V zavéru
prace je zminéna dal§i nutnost vyzkumu, nebot’ prezentovany segmenta¢ni algoritmus v té

dobg nepodaval idealni vysledky. Problémem byla hlavné nekompaktnost hranic.

Galun et al. (2003) ve své praci popisuje segmentaci zaloZenou na analyze textury. Textura
je v prezentovaném algoritmu detekovana statistickymi mirami tvaru (kompaktnost,
hladkost), a variability po&itanymi b&hem aglomerativniho procesu sduZovani pixeld, a

také s pomoci filtri.

Dehsmukh (2005) prezentuje systém adaptivni segmentace barevného obrazu (ACIS —
Adaptive Color Image Segmentation System), ktery vyuZiva neuronovych siti. Systém

dosahuje uspokojivych vysledkd, vystupni segmenty obstojné koresponduji s realitou.

Neubert & Meinel (2002) se zabyvali ve své praci jedine¢ného charakteru porovnanim
riznych segmentacnich algoritmti implementovanych v softwarech jako eCognition, Data
Dissection Tools, CAESAR, InfoPack, nebo Erdas. Jako nejvyhodnéjsi a nejptesnéjsi
vysledky podavajici vySly z testu algoritmy Multiresolution Segmentation v software
eCognition, a simulated annealing v programu InfoPack, pfi¢emz druhy jmenovany
algoritmus mél silnou tendenci obraz pfesegmentovat, tj. vytvofit nadmémé mnoZstvi

drobnych objektu.

Ve vysokoSkolskych ucebnicich dalkového prizkumu Zemé (Dobrovolny 1998, Kolaf
1997) segmentace obrazu neni zmifiovana, a to jak v kapitolach tykajici se klasifikace, tak i

v ¢astech zamétfenych na piedzpracovani a upravy obrazu.

Zavérem je nutno zminit alesponi zevrubné popsani segmentaéniho algoritmu
Multiresolution segmentation v manudlu k programu eCognition (Definiens Imaging
2004), véetné uvedeni vyuZivanych kritérii homogenity. Kromé popisu segmentaéniho
algoritmu implementovaného v eCognition se autofi manualu také struéné vénuji obecnym

segmentacnim pfistupim (top-down / bottom-up). Podrobnéji je pak algoritmus
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Multiresolution Segmentation popsan v praci autori Baatze a Schipeho (2000).

Naopak velmi detailng se segmentagnimi metodami a jejich algoritmizaci zabyva anglicky
psana ucebnice Image Processing, Analysis and Machine Vision (Sonka et al. 1999).
Segmentaci je vénovéana patd kapitola o rozsahu ca. 80 stran. Zahrnuto je prahovani,
segmentaéni metody zaloZzené na detekci hran a segmentatni metody zaloZené na
regionech. Pro diikladné pochopeni problematiky segmentace obrazu a tvorbu algoritmi je

tato ucebnice stéZejni.

3.2 Klasifikace

Jako kli¢ové zdroje pro pochopeni klasifikaénich metod, at’ uz fizenych nebo nefizenych,
se ukazuji byt vysokoSkolské ucebnice dalkového prizkumu od Kolafe (1997) a
Dobrovolného (1998). Obsah obou skript je co do problematiky klasifikace velmi
podobny, nicméné Dobrovolny (1998) se ve vétsi mife vénuje algoritmim nefizené
klasifikace. Z drtivé vétSiny pfevaZuje zaméfeni na pixelové orientované klasifikaéni
metody, cozZ je vzhledem k tehdej$imu nizkému stupni vyvoje objektové orientovanych

metod a jejich minimélnimu vyuZiti pro zpracovani druZicovych dat logické.

Dobrovolny (1998) se v kapitole vénované klasifikaci obrazu aZ vy€erpavajicim zpisobem
zabyva klasifikaénimi algoritmy jak fizené, tak nefizené klasifikace. Obsah kapitoly je
odpovidajici tehdej$im postupim pfi klasifikaci obrazu. Hlavni zaméfeni kapitoly zistava
u pixelové orientované klasifikace zaloZené na spektralni informaci. Objektové
orientované metody jsou ne pfili§ detailné zminény v kapitole desaté, kde jsou popisovany
hlavné€ nové klasifikaéni pfistupy: napft. klasifikaci s pomoci neuronovych siti, klasifikace

zaloZena na principu neurditosti (fuzzy logice), texturalni a kontextualni klasifikatory.
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3.3 Objektové orientovana klasifikace

Objektové orientovana klasifikace obrazu je v dalkovém pruzkumu pomémé mladou
disciplinou. Na jejim rychlém rozvoji ma hlavni podil software eCognition od firmy
Definiens-Imaging, s jehoZ roz$ifenim zacala byt fada projekti feSena pravé s pomoci
segmentace obrazu a nasledné klasifikace objekti. Diky tomuto rozsifeni rychle vznikala
fada ¢lanka v odbornych periodikach, z nichz mnohé jsou dostupné na internetu (URL 01,
URL 04) ve formatu PDF. Informace obsaZené v téchto dokumentech jsou oviem velmi
Casto az pfili§ konkrétni a zaméfené na feSeni dil¢ich problému. ReserSe souvisejicich

odbornych €lankid se nachazi v dalsi podkapitole.

Nejucelengj$im zdrojem informaci k objektové orientované analyze obrazu je témeéf
pétisetstrankovy manual (Definiens Imaging 2005) k programu eCognition (verze 4.0)
stahnutelny po registraci na webu Definiens-Imaging. Téméf polovina manuélu se zabyva
teoretickymi koncepty, na kterych je postavena segmentace obrazu a objektové
orientovana klasifikace. Zbytek je pochopitelné vénovan popisu funkci softwaru a
tutorialim. Zatimco popis segmentacniho algoritmu multiresolution segmentation je velmi
zevrubny, predstaveni moZnosti tvorby klasifikaénich pravidel, prostorové piiznaky a

pouzita fuzzy logika jsou rozvedeny vice do detailu.

3.4 Reserse projektu resenych objektové orientovanymi metodami

Software eCognition svym objektové orientovanym pfistupem ke zpracovani dat DPZ
podstatnou mérou zrychlil praci viech odbornikd v tomto oboru. Tento program zacal byt
aplikovan na data s riznym prostorovym a spektralnim rozliSenim, at’ uz $lo o data
pofizena druZicemi Landsat, SPOT, data submetrového rozliSeni z nosi¢d jako Ikonos,

QuickBird, nebo také data z radarovych sezori.

Typickym vyuzitim eCognition se ukazuji byt projekty porovnavajici situace ve vice
¢asovych horizontech, napiiklad detekce zmén ploch land use / land cover (napt. Moller &

Blaschke 2005, URL 05, pfipadné na zakladé lidarovych dat Syed et al. 2005).
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Dalsim podstatnym polem plsobnosti je zpracovani a klasifikace dat vysokého rozliSeni ve
méstech, kde je hlavnim divodem ptechodu od pixelové klasifikace nevyhovujici pfesnost,

piipadng rudivy salt & pepper efekt pixelovych klasifikatorti (Fraumann & Wolff 2005).

Funkce eCognition nachazeji uplatnéni i pfi feSeni dalsich projektu:

- Walker & Briggs (2005) vyuzivaji objektové orientovanych metod ke klasifikaci

leteckych snimkd;
- Kruse (2005) klasifikuje v eCognition hyperspektralni data;

- Liu et al. (2005) provadi extrakce budov z dat vysokého rozliSeni Ikonos;
- Lemp & Weidner (2005) analyzuji povrch stiech z hyperspektralnich dat;
- Willhauck et al. (2005) provadéji monitoring pobieZi a rozpoznavani lodi z VHR

dat

Vétsina statistik pfesnosti klasifikace u projektt feSenych v eCognition se pohybovala pies
80 %. V projektech, které si kladly za cil porovnat pfesnost pixelové a objektove
orientované klasifikace, dosahuji objektové orientované metody vy$si pfesnosti. (napf.
Whiteside & Ahmad 2005, Oruc et al. 2004, Kamagata et al. 2005, Wilhauck et al. 2000).
Radu dalsich dokumentti je moZno nalézt na www strankach firmy Definiens-Imaging v

sekci eCognition related publications (URL 01).

3.5 Problematika mapovani méstské vegetace

I pro tuto pomémé uzce vymezenou problematiku neni problém najit relativné velké
mnoZstvi literatury, nebot mapovani (méstské) vegetace patii ke stéZejnim uloham
dalkového prizkumu. Mapovani méstské vegetace jesté s pomoci pixelovych klasifikatort
popisuji ve své praci Small & Miller (1999). Jako zdrojova data byla pouZita scéna

Landsatu TM pofizena v roce 1996.

Po pfelomu stoleti zacind byt mnoho uloh souvisejicich s vegetaci feSeno objektové

orientovanymi metodami. V drtivé vétsiné byla jako zdrojova data pouzity snimky druzice
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Ikonos. Pro uceleny obraz uved’'me také né€kolik dalSich feSenych projektl zabyvajicich se
objektové orientovanou extrakci vegetace, at’ uZ z urbanizovanych nebo mimoméstskych

regiont.

Zhu et al. (2003) analyzuji rozloZeni méstské vegetace na zakladé procentualniho vyjadieni
s pomoci Vegetation Cover Indexu (indexu pokryti vegetaci). Podobnou metodou $el na
tuto problematiku Schopfer et al. (2005) ovSem s vyuzZitim jiného ukazatele — Green

Indexu.

Zhang & Feng (2005) jiz provadéji objektové orientované extrahovani vegetacniho

pokryvu z dat Ikonos. Dosahli velmi dobré klasifikaéni piesnosti — pies 94 %.

Obdobny projekt s pon€kud mensi pfesnosti (92 %, Kappa koeficient 89 %), ovSem pfi
vytvoteni podstatné vysSiho poctu vegetacnich klasifika¢nich tfid maji nas svédomi panové

Mathieu & Aryal (2005).

Damm et al. (2005) proved]l mapovani stadia sukcese vegetace v opusténych méstskych

arealech za vyuziti dat QuickBird o rozliseni 0.61 metru na pixel.

Kromé detekce vegetace v urbanizovanych oblastech, byl objektovy ptistup vyuzit také pti

rozliSovéani druhd stromi v Kru$nych Horach z dat Ikonos (Hajek 2005).

Mapovani aridnich lesd z leteckych snimkd provedli Walker & Briggs (2005). Také

k feSeni této ulohy byly vyuzity objektové orientované metody v eCognition.
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4 eCognition

Program eCognition byl zvolen pro realizovani objektové orientované klasifikace hned
z nékolika davodd. JiZz nékolik let je nejpouzivangj$im a nejrozSifenéjSim nastrojem pro
objektovou klasifikaci dat DPZ. Program obsahuje nepfeberné mnoZzstvi charakteristik a
pfiznakid vychazejicich z objektového pfistupu k analyze obrazu (tvar, textura, kontext), a

fada projektt fesenych s pomoci tohoto nastroje dosahovala velmi dobrych vysledki.

4.1 Segmentace

Segmentaéni algoritmus Multiresolution Segmentation programu eCognition vyuziva
metodu naristu regiond zaloZenou na bottom up pfistupu. Segmentaci se vytvafi sit’
objekti s minimalni moZnou spektralni a tvarovou heterogenitou podle uZivatelem
definovanych vah. eCognition umozZziiuje vytvafet vice segmentacnich vrstev s rizné

velkymi objekty.

Objekty jsou vytvareny na zékladé statistickych metod, tj. bez zésahu uZivatele v priib&éhu
vlastni segmentace. UZivatel pouze nastavuje zdakladni parametry pied spusténim
segmentacniho algoritmu, jako je napfiklad méfitkovy faktor nebo véha jednotlivych
(spektralnich) pasem. Takto vytvofené objekty vét§inou nemaji zpocatku interpretovatelny
vyznam. Jak jiZ bylo uvadéno v pfedchozich kapitolach, automatické metody segmentace
v sou€asné dob¢ nejsou schopny extrahovat objekty stoprocentné korespondujici s realitou.

Vzhledem k tomuto faktu se tedy jedna o segmentaci ¢aste¢nou.

Samotné vytvareni objektd probiha na zakladé sdruzovani pixeli s podobnymi vlastnostmi.
Homogenita je urovana na zéklad¢é vazené spektralni hodnoty pixelu. K doladéni tvaru
vysledného objektu jsou dale vyuZivana dalsi tvarova (resp. prostorova) kritéria, kterym je
mozno také pfifadit jejich vlastni vahy, jako je kompaktnost a hladkost (compactness /
smoothness). Kompaktnost slouzi k optimalizaci tvaru, hladkost optimalizuje hranice
objektu. Motivaci pro zavedeni t&chto prostorovych kritérii segmentace je vytvafeni
objektl fraktalniho charakteru (viz obr. 4) pfi pouhém vyuziti spektralnich hodnot pixelt
(Baatz & Schipe 2000).
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Obr. 4: Fraktalni charakter objektu
vygenerovaného s nulovou véhou

prostorovych kritérii.

Segmentaéni procedura zaéind jednopixelovymi objekty. V prvni etapé segmentace je
pocitan kazdy pixel jako objekt. Mensi objekty — zpocatku tedy jednopixelové - jsou
iterativné sdruZzovany ve vétsi. Heterogenita objektu musi po slouceni naristat co nejméné,
hledaji se tedy sousedi s co nejblizSimi vlastnostmi. Dvojice sousednich objektl je
sloucena praveé tehdy, kdyZ je narist heterogenity minimdlni. Algoritmus konéi, kdyz
nejmensi mozny narust heterogenity prekroli definovany prah — porovnava se celkové
kritérium slouceni (overall fusion value f) a métitkovy parametr (scale parameter) zadany
uzivatelem. Multiresolution Segmentation je iterativni globaln¢ optimaliza¢ni procedura -
jejim vysledkem je sit’” homogennich objektt. (Definiens Imaging 2004, Baatz & Schépe
2000)

Vypocteni spektralni a tvarové heterogenity a kritéria slouceni objekti f je realizovano
nasledujicimi vzorci:
Spektrilni heterogenita A, je ddna vztahem:

3 w - vdha atributu

) h=Tu

(1) c W O, ¢ - index spektralniho pasma
c

G - smérodatnd odchylka
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Vypocet tvarové heterogenity je sloZzen ze dvou dil¢ich komponent - kritéria

kompaktnosti a hladkosti.

Kompaktnost Hcompaceness j€ dana vztahem:

] 1 - obvod skupiny pixeld

) h =— n - podet pixeld, které tvoii objekt
compactness b
b - obvod nejmensiho moZného pravoihelniku

opsaného objektu

Hladkost Agmoorhness j€ dana vztahem:

)i 1 - obvod objektu
) h =— :
smoothness \/;l_ n - poCet pixeld, které tvoii objekt

Celkové kritérium slouéeni objektt (overall fusion value) fje dano vzahem:

(4) f:w-hc+(1—w)-h

shape >

kde heterogenita tvaru Asugp. je nasledujicim zpisobem (5) sloZena z kritérii hladkosti a

kompaktnosti:

(5) hshape = wcompactness ’ hcompactness + (1 - wcompactness) ’ hsmoothness .

Pismenem w jsou oznaeny uZivatelsky definované vahy jednotlivych objektovych

charakteristik.

Béhem segmentacni procedury je cely obraz zpracovavan na zakladé n€kolika uZivatelsky
definovanych parametri. Hlavnim parametrem je méfitkovy faktor, ktery mé nepfimy vliv
na prumérnou velikost vytvofenych objektil (vy$s$i hodnota métitkového parametru vede
k vytvofeni vétSich objektd a naopak). Hodnota méfitkového parametru neuréuje piimo

pocet pixeld vyslednych objekti, slouzi pouze pro orientaci.

strana 23



Dale uzivatel rozdéluje vahu mezi heterogenitu spektralni a tvarovou; soucet téchto vah je
vzdy roven jedné. V ramci tvarové heterogenity je mozZno nastavit dil¢i vahu mezi
kompaktnosti a hladkosti objektu. V ramci spektralni heterogenity jsou uZivatelsky

definovatelné také dil¢i vahy pro jednotliva spektralni pasma (obr. 5).

Poslednim parametrem, ktery urCuje uZivatel, je okoli pixelu. Segmentacni algoritmus
zohledriuje, jestli se za pixel téhoZz objektu budou povazZovat elementy obrazu sdilejici
stejnou hranu (Ctyfpixelové sousedstvi), nebo také stejny bod (osmipixelové sousedstvi).
Pro data vysokého rozliSeni se béZné€ pouziva Ctyipixelové sousedstvi, osmipixelové
sousedstvi nachazi uplatnéni pfi zpracovani dat Landsat nebo SPOT o rozlieni kolem 30
metrt na pixel, kdy je nutné, aby napi. komunikace zobrazena tenkou jednopixelovou linii

byla povaZovana za jeden objekt.

Multiresolution Segmentation

% S, : entire scen
qb_ferol.se-2.4.jpg (1) [Alias not assigned] . ' new level
gb_ferrol.se-2.4.ipg (2] [Alias not assigned] . - level 1 -

gb_ferrol.se-2.4.jpg (3) [Alias not assigned)] hew level

pisel level

fEigrsomen

Obr. 5: Nastaveni parametri segmentace.

strana 24



Obraz nemusi byt nutné segmentovan jenom v jedné méfitkové trovni. V ramci jednoho
projektu je moZno vytvofit vice segmentaénich urovni s rizné¢ velkymi objekty (Ize ta
napiiklad postupovat od koruny stromu pies skupinu stromi az k lesni parcele vyjadiené
jednim objektem), které znaji své subobjekty a superobjekty, ¢imZ je vytvafena

hierarchicka sit’ objekt (Definiens Imaging 2004, URL 03).

Vztahy mezi objekty, at’ uz se jedna o vztahy vramci jedné segmentacni urovné
(sousednost / kontext), nebo vztahy mezi jednotlivymi vrstvami, jsou vZdy zachovany
(URL 03). Na zaklad¢ téchto objektovych vztahti se mohou vytvaret pravidla pro
klasifikaci. Travnatou plochu sousedici s budovou je naptiklad mozno klasifikovat jako
zahrada, zalesnéna plocha obklopend budovami je po vytvofeni odpovidajiciho fuzzy
pravidla klasifikovana jako park. Subobjekty je mozno vyuzit napiiklad pro analyzu

textury (Baatz a Schépe 1999).

4.2 Klasifikace objektu

Klasifikace v eCognition je proces zafazovani objektd do klasifikaénich tfid. Jejim
vysledkem je sit’ klasifikovanych objektl s pfesnymi atributy a jasné definovanymi vztahy
k sousednim objektim, superobjektim a subobjektim (Definiens Imaging 2004).
Klasifikace obrazovych objektd je druhou etapou pii zpracovani obrazovych dat
v eCognition. V prvni etap¢ byl zdrojovy pixelovy obraz segmentovan — vytvofila se
hierarchicka sit’" objektl, v niz kazdy objekt bude v druhé etapé porovnan s popisem
klasifika¢ni tfidy. Objekt je zafazen do klasifika¢ni ttidy pravé tehdy, kdyz jeho vlastnosti
odpovidaji popisu tfidy. Toto posouzeni je realizovano s pomoci fuzzy logiky a definované

funkce Clenstvi (membership function).

Klasifikace miiZze v eCognition probihat ve vice cyklech, zejména kvili umoZnéni
kontextudlni klasifikace. Aby mohl byt posuzovan kontext objektu, musi byt jiz zndma
pfisluSnost okolnich a sousednich objekti do klasifika¢nich t¥id. Z tohoto divodu je
implementovana klasifikace v cyklech, kdy se nejprve zpracovavaji tfidy uréené nezavisle
na kontextu. Az v dalich cyklech se zpracovavaji ty tfidy, v jejichZz popisu je uveden
kontextualni odkaz na tfidy jiné. Pti vytvafeni kontextualnich pravidel je nutno dbat na co

nejvyssi jednoduchost, abychom se vyhnuli ptipadnému cyklickému odkazu.
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4.2.1. Vytvareni hierarchie klasifikaénich trid

Prvnim krokem klasifikace je vytvoreni klasifikaéniho schématu — hierarchie cilovych
klasifikaénich tfid. Kazdou tfidu je nutno popsat klasifika¢nim pravidlem (napt. Feka =
nizka odrazivost v termalnim pasmu a souéasné liniovy tvar; vegetace = rozsah hodnot
vegetaniho indexu). Vytvofené schéma klasifika¢nich tfid je mozno seskupovat do tiidni

hierarchie dédi¢nosti (inheritance) nebo sémantickych skupin (groups).

V hierarchii dédi¢nosti lze vytvofit vyznamové podttidy, které dédi definované vlastnosti
svych nadfazenych (zpravidla generalizovanych) tfid, a navzdjem mohou byt odliseny
dal§im klasifikaénim fuzzy pravidlem - naptiklad nadfizend ti¥ida travni porost,
klasifikovana vegetaénim indexem, miiZze mit dvé podtiidy louka a park, které jsou

navzijem kontextualn€ odliSené sousednosti k zastavénym plocham.

V hierarchii sémantickych skupin lze rizné tfidy a podttidy sdruzit také podle
sémantického vyznamu. Pro ndzornost vyuzijme jiz uvedeného piikladu: zatimco
v hierarchii dédi€nosti jsou ttidy louka, park podttidami t¥idy fravni porost, v hierarchii
skupin mohou byt téidy louka, park podtiidami dvou riznych sémantickych skupin mésto,

venkov (obr.6).

= Hierarchy

= o Grazsland General
P Rural Grassland

@ Urban Grassland

1 El . Impervious General

© L% Rural Impervious

... @) Urban Impervious

+ . Impervious General
EJ. Rural

Rural Grassland
%% Rural Impervious
- ) Rural Woodland
..... . Waterbodies
. Urban
----- @ Urban Grassland
..... . Urban Impervious
‘.4 Urban Woodland
B . Woodland General

. Waterbodies

[':‘j. Woodland General

- @@ Rural Woodland
. Urban Woodland

Obr. 6: Ukézka klasifikaénitho schématu a tfidni hierarchie v eCognition. Hierarchie
dédi¢nosti (inheritance hierarchy — vlevo), kde jsou tfidy seskupeny podle dédénych
klasifika¢nich pravidel. Vpravo: hierarchie sémantickych skupin (groups hierarchy), kde

jsou tfidy seskupeny podle sémantického vyznamu.
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Sémantické skupiny sdruzujici riizné t¥idy jsou pak zobrazeny shodnou barvou. Podtfidy je

mozno libovolné kombinovat podle vizualiza¢nich pozadavka.

4.2.2. Popis trid

Popis tfid je realizovan vytvafenim tzv. klasifika¢nich fuzzy pravidel pro jednotlivé tfidy.
Klasifikaéni pravidla se mohou bud'to generovat automaticky nebo tvofit manudlng.
Automaticky se fuzzy pravidla vytvareji pfi pouziti klasifikdtoru nejbliz§iho souseda
(Nearest Neighbor). Po vybéru trénovacich objektd uZivatel pouze zvoli charakteristiky
(spektralni, tvarové, kontextualni, texturalni), které vytvofi n-dimenziondlni piiznakovy
prostor, s nimZ pak NN klasifikator pracuje. Veskeré vypocty probihaji na pozadi bez
pfistupu uZivatele. Neni mozno zpétné€ zjistovat prib€h klasifikace a dopatrat se tak

v pfipadé chybné klasifikace priibéhu vyhodnocovani objektu.

Uzivatel ma moznost NN klasifikator viibec nepouzit, a veSkera klasifikaéni fuzzy pravidla
si vytvofit sam na zakladé¢ vlastnich znalosti charakteristik objektt a znalosti dat, s kterymi

pracuje. Samoziejmé je moZné oba pfistupy kombinovat.

V eCognition je tedy moZno provadét objektové orientovanou klasifikaci tfemi zpisoby:
- Rizena klasifikace s vyuZitim klasifikatoru nejblizsiho souseda
- Klasifikace na zaklad¢ uzivatelem ur¢enych klasifikaénich fuzzy pravidel

- Kombinace klasifikatoru nejbliZ§iho souseda s uZivatelsky definovanymi pravidly

Pro pfehlednost uved’'me jednu ukazku, jak mizZe

takovy uzivatelsky definovany popis klasifikaéni §i EI'T.‘ vodni plochy T
) . , 3 | O niese

tfidy vypadat. Mé&jme podttidu Feky, jejiz nadtiida . ) reky

vodni plochy (obr. 7) je definovana napfiklad I rhertance FPTTEET
uritym rozsahem odrazivosti v termalnim

pasmu. Obr. 7: Ukazka tfidni hierarchie.
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Podttida reky d&di tuto vlastnost od své rodicovské tfidy vodni plochy, a zaroven je urCena
tvarovym kritériem objektové charakteristiky length-width ratio, €ili poméru delky
ku Sifce (obr. 8). Druh4 podttida nddr7e miZe byt odliSena tfeba vyuzitim objektove

charakteristiky elliptic fit (podobnost eliptickému tvaru).

i Class Description

e (Contained
B~  and(min)
E-*, Inherited
B @ and (min) (vodni plochy)
/7 TM7 Thermal

Obr. 8: Popis tiidy Feky obsahuje zdédéné pravidlo rodi¢ovské ttidy vodni plochy a vlastni

pravidlo s tvarovou charakteristikou.

Do popisu tfid je také mozno vloZit vice podminek, které lze kombinovat s pomoci
ruznych logickych operatorti jako and / or. Hlavni snahou kazdého uZivatele by v§ak méla

34

byt co nejvyssi transparentnost a jednoduchost klasifikaénich podminek.

Aby byl objekt zafazen do odpovidajici tfidy, musi spliiovat obé klasifika¢ni pravidla.
Splnénim klasifika¢niho pravidla se rozumi dosazeni ur¢ité hodnoty ¢lenstvi, ktera se ziska

vyhodnocenim charakteristik objektu na zakladé ¢lenské fuzzy funkce (obr. 9).
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Membership Function

Obr. 9 (dole): Clenska funkce pro vyhodnoceni charakteristiky objektu. Na zakladé
hodnoty charakteristiky / ptfiznaku je objektu pfifazena hodnota ¢lenstvi v rozsahu 0.0
(zadné ¢lenstvi) az 1.0 (plné ¢lenstvi). Ptiklad — objektu s hodnotou charakteristiky pomér
délka/sitka 400 by byla piifazena hodnota &lenstvi 0.3. Cim je objekt delsi a blizi se

liniovému tvaru, tim vy$$i hodnota ¢lenstvi je mu pfifazena.

Popis tfidy miZe byt i zcela prazdny. Stane se tak, kdyZ neni definovana c¢lenskéa funkce
s platnou vazbou na rozsahy hodnot objektovych -charakteristik, pifipadné nejsou
definovana trénovaci uzemi pro klasifikator nejbliz§iho souseda. V takovém piipadé je
tfida z klasifika¢niho procesu vypuSténa a neni kni pfifazen Zzadny objekt. Tridy

neobsahujici Zadny popis pak slouZi pouze pro sdruzovani tfid do sémantickych skupin

v hierarchii Groups.
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4.3 Prehled charakteristik v eCognition

Pomoci charakteristik, jejichZ stru¢ny piehled je uveden v této podkapitole, 1ze vytvaret
klasifika¢ni fuzzy pravidla a tim realizovat popis tiidy, tj. specifikovat, které objekty
danych vlastnosti tfida ptijme a které nikoliv. Stejné tak lze tyto charakteristiky uplatnit pfi

vytvareni pfiznakového prostoru pro klasifikator nejblizSiho souseda.

Charakteristiky se tykaji celého posuzovaného objektu, tj. sdruzené homogenni skupiny
pixell. Pro tvarové charakteristiky objektu jako jsou délka, Sitka, pomér délky a Sitky,
symetrie apod. se jako mérna jednotka pouziva 1 pixel. Spektralni charakteristiky objektu
jsou urceny statisticky (primér, smérodatna odchylka apod.) ze vSech pixeli utvarejicich

objekt.

4.3.1. Objektové charakteristiky

Kazdy objekt je charakterizovan mnozinou atributti, které popisuji jeho spektralni, tvarové,

texturalni vlastnosti v hierarchické siti objektt.

Spektralni hodnoty — zékladnim pfiznakem je spektralni hodnota objektu ziskana

zprimérovanim DN hodnot vSech pixeld utvafejicich objekt. Kromé zakladnich
spektralnich hodnot jest¢ eCognition disponuje dal§imi odvozenymi charakteristikami a

statistickymi mirami, jako smérodatna odchylka, ratio.

Ratio (pomér) ur€itého pasma se ziska vydélenim primémé spektralni hodnoty
pasma sumou hodnot viech ostatnich pasem. Tim je vyjadfeno jakou vahou se to

které pasmo podili na celkové spektralni informaci v objektu.

Tvarové charakteristiky — zakladni pfiznaky jako rozloha, délka, Sitka, symetrie, délka

hranice apod.
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Texturalni charakteristiky — implementovany jsou dvé metody pro posouzeni textury, a to

analyza textury na zakladé subobjektl, a analyza textury s pomoci Gray Level Co-
Occurence Matrix (GLCM), piipadné Gray Level Difference Vector (GLDV) podle
Haralicka (Haralick et al. 1973, Haralick 1979, URL 10). Pro kazdy pixel se v eCognition

pocita matice 256 x 256 pixelli, coz tuto charakteristiku ¢ini zna¢né€ vypocetné naro¢nou.

Hierarchie — jednoduché meziobjektové charakteristiky, jako pocet sousedl, pocet vyssich

a niz8ich segmentacnich urovni.

4.3.2. Kontextualni charakteristiky

Tyto atributy odkazuji na pfisluSnosti jinych, jiZz klasifikovanych objekti k ur€enym
tiidam, a jsou zohlediiovany pouze pfi klasifikaci s vy$§im pocétem klasifika¢nich cykld

nez jeden.

Vztahy k sousednim objektim - klasifikuji objekt podle kontextu v jedné segmentacni
urovni na zékladé¢ vztahi k sousednim objektim, naptiklad podle délky hranice se
sousednim objektem, podle existence / vyskytu objektu nékteré tfidy v okoli, nebo podle
vzdalenosti k nejblizSimu objektu urité tfidy. Na stejnych principech jsou zaloZeny

charakteristiky vztaht k superobjektiim a subobjektim.

Clenstvi ke t¥id&¢ — umoZiiuje zjistit miru &lenstvi objektu k jakékoliv specifikované tiidé

v klasifika¢nim schématu. Kazdému objektu je pfi klasifikaci pfifazena hodnota ¢lenstvi ke
kazdé vyznamové tridé. Objekt je zafazen do té tfidy, u které ziskal nejvy3si hodnotu

¢lenstvi.
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4.3.3. Uzivatelské charakteristiky

UzZivatel ma mozZnost definovat dalsi pocitanou objektovou charakteristiku. VétSinou je
tato moznost vyuzZita uréenim riznych druhG indexd, které se ziskaji jednoduchou
aritmetickou operaci mezi jiZ existujicimi pfiznaky (spektralnimi, tvarovymi). Lze tak
snadno vypoditat hodnoty napfiklad vegetaéniho indexu rozdilem nebo podilem
spektralnich pasem. Takto byl vytvofen uZivatelsky definovany pfiznak NDVI dany

vztahem:

nIR — red
nIR + red’

NDVI =

kde nIR ptedstavuje spektralni hodnoty v blizkém infra¢erveném spektralnim pasmu,

red predstavuje spektralni hodnoty v ¢erveném spektralnim pasmu

strana 32



5 Vstupni data

Pro mapovani méstské vegetace je mozno vybirat z vice typt dat s rtiznym prostorovym a
spektralnim rozliSenim. V8e zavisi na poZzadovaném métitku a pfesnosti vysledné mapy,

ktera se pak odrazi na rozli$eni zdrojovych dat.

K provedeni objektové orientované analyzy obrazu za ucelem extrakce méstské vegetace
byl zvolen vyfez ortorektifikované scény potizené druZici QuickBird. Prostorové rozliSeni
téchto dat by mél byt pro extrakci vegetace dostaCujici. Analogické ulohy byly jiz
provadény i na datech s podstatné hrub§im prostorovym rozli§enim jako Landsat, SPOT, ¢i

ASTER (Zhu et al. 2003).

Prostorové rozliSeni multispektralnich dat QuickBird bez provedeni pan-sharpeningu je 2.4
metru na pixel. Po zostfeni s pomoci panchromatického kanalu 1ze dosahnout rozliseni az
61 centimetrd na pixel, coz ¢ini z dat QuickBird nejpodrobnéjsi komeréné dostupna data.

Pro mapovani vegetace ale zcela postac¢i ptivodni rozliSeni 2.4 metru na pixel.

Podstatn€jSi otazkou kiteSeni je ale doba pofizeni dat. Pii klasifikaci vegetace
z druzicovych dat je vhodné volit data pofizena ve vegetatnim obdobi. Vegetace se
spektralné odliSuje od ostatnich objektii zejména podle své charakteristické odrazivosti
v blizkém infraterveném a Cerveném spektralnim pasmu. Z téchto dvou péasem se pak
pocitaji rizné vegetacni indexy. Tento ptiznak opadava vegetace pochopitelné ztraci, kdyz
napfiklad listy zméni barvu nebo odpadnou. Proto byla pro tuto ulohu zvolena data

pofizena 29. kvétna 2005.
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5.1. Rozlisovaci schopnost dat

Spektralni rozlisovaci schopnost:

4 spektralni pasma, 1 panchromaticke;

Nazev pasma Rozsah pasma
PAN 450 - 900 nm
BLUE 450 - 520 nm
GREEN 520 - 600 nm
RED 630 — 690 nm
NIR 760 — 900 nm

Tab. 1: Spektralni rozsahy pasem druzZice QuickBird. Zdroj: Digital Globe (2006).

Temporalni rozlisovaci schopnost:

1 — 3,5 dne, v zavislosti na pozadavku nadirového/mimonadirového snimani a

zemépisné Sifce poZzadovaného tzemi,
Radiometricka rozlisovaci schopnost:

11 bitt, 2048 urovni DN hodnoty pixelu;
Prostorova rozlisovaci schopnost:

PAN 61 cm (nadir) aZ 72 cm (25° od nadiru)
MS 2.44 m (nadir) az 2.88 m (25° od nadiru)
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Obr. 10: Vytez dat QuickBird o prostorovém rozliseni 2.4 metru na pixel z lokality RoZnov

pod Radho$tém; vlevo: Syntéza R,G,B=3,2,1; vpravo: Syntéza R,G,B=4,3,2.

5.2. Vizualni analyza

Pii zbéZném pohledu na data QuickBird muizeme uz pied zapocetim vlastniho
klasifikovani odhadnout, které plochy by teoreticky mély byt klasifikovany piesné, a které
plochy by mohly byt potencionalnim zdrojem klasifika¢nich chyb.

Lesy a koruny stromu se pii prostorovém rozliSeni 2.4 m/px vyznacuji charakteristickou
texturou, kterou by mél dobfe detekovat texturdlni pfiznak podle Haralicka GLCM
implementovany v eCognition. Travnaté plochy a ostatni vegetace budou pravdépodobné
také snadno separovatelné s pomoci vegetatniho indexu a jejich specifické odrazivosti
v blizkém infraderveném spektralnim pasmu. Naopak problematickymi tfidami nejspiSe
budou budovy a komunikace, které maji viceméné stejné spektralni vlastnosti, a bude
nutné vyuzit tvarovych ptiznaki (délka objektu, kompaktnost), které zase zdavisi na

vysledku segmentace a korespondenci tvaru objektl redlného svéta stvarem objektd
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segmentovanych. Ke klasifikalnim nepfesnostem muize v piipadé téchto dat dojit i mezi
tfidami budovy a voda. Pfi pozorn&j$im pohledu na data je patrné, Ze voda je na obraze v
pfirozené barevné syntéze (R,G,B = 3,2,1) zobrazena jasné bilou barvou, coZ nebyva

obvyklé.

5.3. Zpracovavané uzemi

Z celé scény byly vybrany dva vyfezy. Prvni zachycuje mésto RoZnov pod Radho$tém a
pftilehlé okoli. Druhy vyfez poslouZi zejména jako testovaci areal pro ovéfeni robustnosti
vytvofeného klasifika¢niho modelu. Vytezy byly vybrany tak, aby na vysledném obrazu

byla dostate¢né zachycena méstska i venkovska krajina.

Uzemi 1 — Roznov pod Radho$tém

Pifi prostorovém rozliSeni 2.4 metru na pixel a rozsahu vyfezu 974 x 800 pixeli bylo

zachyceno uizemi o rozmérech zhruba 2330 x 1920 m a rozloze 4,5 km?.

Uzemi 2 — Kopfivnice

Druhy vyfez ma rozsah 943 x 974 pixeld. Zachycuje izemi o rozmérech 2260 x 2330 m a
rozloze 5,3 km?.
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Obr. 11: Néhled celé scény a vybér vyfezu pro zpracovani.

Severni vytez — Kopfivnice; jizni vyfez — Roznov pod Radhostém.
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6 Provedeni objektové orientované klasifikace

Abychom plné otestovali klasifikaéni moZnosti eCognition a zaroven ovéfili vérohodnost a
stabilitu vysledku, bude objektové orientovana analyza provedena na dvou vyfezech z celé
scény. Pro praci na vyfezech bylo rozhodnuto na zakladé neinosné doby segmentace a
texturalni analyzy celé scény, majici 16 000 x 7 000 pixeld. Naptiklad pfi vypoctu
texturalnich charakteristik GLCM podle Haralicka se pro kazdy pixel pocita okolni matice
o rozmérech 256 x 256 pixell, coz podstatné zdrZzuje vypocet. Doba zpracovani se na

vyfezu o rozmérech zhruba 900 x 900 pixell znacné€ snizi.

Je vhodné mit moZnost kontroly i vramci jednoho vyfezu. Z tohoto divodu bude
klasifikace na kazdém vyfezu provedena vSemi tfemi klasifikatnimi metodami, které
eCognition poskytuje: klasifikace Nearest Neighbor; klasifikace na zéklad¢ uZivatelsky
definovanych fuzzy pravidel; kombinace obou pfistupti. Timto zplisobem bude ziskdno

Sest klasifika¢nich vystupi (tfi pro kazdy vyfez).

6.1. Segmentace

Hledani vhodnych parametrii segmentace je prvnim krokem pii objektové orientované
analyze obrazu. Je tfeba brat v uvahu extrahovatelny detail informace determinovany
rozliSenim dat a typ feSené ulohy. S objekty vytvofenymi segmentaci budou provadény
veSkeré dalsi klasifikacni kroky. Jejich tvar se promitne do vSech vystupd, a tak je tfeba

postupovat pii hledani co nejoptimalné;jsi konfigurace parametri segmentace zodpovédné.

Nejpodstatnéj$im parametrem, ktery se pfed segmentaci nastavuje, je méfitkovy parametr,
ktery neptimo ovliviiuje velikost cilovych objektd. Volbou méfitkového parametru uzivatel
urCuje, jaky detail informace chce z dat extrahovat — v pfipadé vegetace napiiklad strom —

skupina stromi — lesni parcela.

Pfi vizuélni analyze dat QuickBird s prostorovym rozliSenim 2.4 metru na pixel zjistime,

Ze n¢které mensi stromy nebo kefe mohou byt zobrazeny i jako jeden jediny obrazovy bod.
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Pokud bude méfitkovy parametr piili§ velky, ztrati se generalizaci ¢ast informace. Proto je
tieba v tomto piipadé postupovat opatrné a rad&ji zvolit niz§i hodnotu méfitkového
parametru. Malé objekty se pak mohou v ptipadé potieby generalizované informace sloucit

v objekty vétSich rozmeért v dalSich segmenta¢nich trovnich.

Dale je nutno zohlediiovat vahu tvarové a spektralni informace. Pfi zvoleni piili§ velké
vahy pro spektralni informaci dochazi ¢asto k vytvareni objektu fraktalniho tvaru (vice viz
kap. 4.1.) a nerespektovani realnych hranic objektu, nebo k prolindni vyznamove odlisnych
objektli se stejnymi spektralnimi vlastnostmi (obr. 12), coZz se v pfipad¢ segmentace

urbanizované oblasti miize celkem snadno piihodit.

Obr. 12: Vlevo: puvodni data; vpravo: objekty vytvofené segmentaci s vysokou véhou

spektralni informace. Patrny je komplikovany tvar vyslednych objektd, ktery

znepiehledriuje situaci.

Hlavné ztohoto diivodu bylo nutno nakonec zvolit vysokou vahu pro prostorovou
informaci, ktera se dale rozdéluje mezi kompaktnost tvaru (compactness) a hladkost hranic
(smoothness). Pti vysoké vaze kompaktnosti dochazi k vytvoreni objektové mozaiky (obr.
13), kterd vibec nerespektuje redlné hranice objektl. Z obrazu se vytrati v podstaté
vSechny vyznamné hrany a linie, proto je vhodné charakteristice kompaktnosti nedavat
vys$§i vahu, pokud to zadéni ulohy pfimo nevyZzaduje. Segmenta¢ni algoritmus pfi
ptevaZeni kompaktnosti prioritné¢ hleda optimalni kompaktni tvar objektu, coZ byva pfi

feSeni uloh dalkového prizkumu Zemé vétsSinou nevyhovujici.
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Obr. 13: Vlevo: obraz segmentovany s vysokou vahou pro kompaktnost. Vytvorily se
objekty, které vibec nerespektuji hlavni hrany v obraze. Takovy vysledek je pro dalsi praci
nepfijatelny. Vpravo: obraz segmentovany s vysokou vahou pro hladkost hranic objektu.

V tomto ptipad¢ je korespondence s hranami velmi dobra.

Pro extrakci co nejsmysluplngjSich objekti se pro data QuickBird s prostorovym
rozliSenim 2.4 metru nejvice osvédCovalo zvoleni relativné nizké vahy pro spektralni
informaci a vys$si vahy pro prostorovou informaci, kde ma podstatné navrch hladkost. Tato
konfigurace parametrG ukazala potencial k vytvofeni objekti pomérné vérohodné
korespondujicich s redlnymi homogennimi objekty. Hranice segmentovanych objektli ve
velké mirfe korespondovaly s objekty redlnymi. Pii vy$Si vaze urCené pro hladkost se
nevytvareji zddné objekty s komplikovanymi hranicemi jako tomu bylo pii vysoké vaze
spektralni informace, nebo velmi tvarové zjednoduSené objekty pii vysoké vaze
kompaktnosti. Naopak, vysledkem jsou objekty obstojné korespondujici s pivodnim

obrazem, které davaji nad€ji pro kvalitni vystupy.
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Po otestovani riznych kombinaci parametra a analyze vysledkt byla nakonec segmentace

vyfezli scény provedena s nasledujicimi parametry:

Me¢titkovy parametr: 20

SloZeni kritéria homogenity:

Vaha spektralni informace: 0.3
Vaha tvarové informace: 0.7
Véaha kompaktnosti: 0.8

Vaha hladkosti: 0.2

Viéhy vSech ¢yt spektralnich pasem byly ponechdny na hodnoté 1.0. Pro segmentaci bylo
zvoleno 4-pixelové sousedstvi, 8-pixelové sousedstvi se obvykle pouzivda pro data
s hrub8im prostorovym rozliSenim (napf. Landsat, SPOT) (Definiens Imaging 2004).

Obraz segmentovany za vyuZiti uvedenych parametri dava pfijatelny vysledek (obr. 14).

- P eE

10 L !

Obr. 14: Ukézka sité objektl vytvofené segmentaci s vySe uvedenymi parametry.
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6.2. Klasifikace

Pfed spusténim klasifikace je nutno provést nékolik pfipravnych krokd. Nejprve je nutno
vytvofit hierarchii tfid (neboli klasifika¢ni schéma). Poté je tfeba t¥idy popsat, tj. definovat
klasifika¢ni pravidlo, na zakladé jehoZz bude posuzovana mira ¢lenstvi objektu ke tfidg,
nebo zvolit trénovaci plochy pro klasifikator nejbliz§tho souseda. Pfi vyuziti pravidel

s uplatnénim kontextualni klasifikace se jesté voli pocet klasifika¢nich cyklu.

6.2.1. Vytvoreni hierarchie klasifikacnich tfid

Pro extrakci méstské vegetace byla vytvofena nasledujici hierarchie vyznamovych tfid,

ktera bude uplatnéna pro vSechny klasifika¢ni postupy na obou vytezech:

Class Herarchy ~| x| Class Hierarchy ]l x
- @ trees - @ vegetation
@ forest @ trees
@ urban trees @ grassland
- @ grassland - . not vegetation
O rural grassland - @ impervious
(O urban grassland @ buidings
- @ impervious (O roads { railroads
. buildings . water
(O roads { rairoads - @ urban vegetation
@ rot vegetation (O urban grassland
@ water @ urban trees
@ vegetation - € rural vegetation
@ urban vegetation (O rural grassland
O rural vegetation @ forest

/

«| + [ Inheritance  Groups » Structure / | + |\ Inheritance  Groups { Structure

Obr. 15: Pouzita hierarchie vyznamovych tfid;

vlevo — hierarchie dédi¢nosti; vpravo — hierarchie sémantickych skupin.

6.2.2. Klasifikace zaloZzena na fuzzy pravidlech

Popis tfid je pfi tomto klasifikaénim postupu realizovdn vyhradn€é vytvofenim
klasifika¢niho fuzzy-pravidla, které s pomoci funkce ¢lenstvi ptifadi objektu klasifika¢ni
hodnotu v rozsahu 0.0 (objekt neni ¢len tf¥idy) az 1.0 (objekt je Elen t¥idy). Objekt je
klasifikovan do té t¥idy, pro kterou dosahl nejvyssi klasifika¢ni hodnoty.
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Vytvoiené vyznamové tfidy byly popsany nasledujicimi klasifika¢nimi pravidly:

Grassland — travnaté plochy. V barevné kompozici R,G,B=(3,2,1) se jevi jako zelena
plocha. Je pomémé snadno odlisitelnd na zakladé spektralnich vlastnosti s pomoci
vegetaénich indext. Z tohoto ditvodu bylo pro tuto tfidu vytvofeno klasifika¢ni pravidlo
posuzujici objekt z hlediska jeho hodnoty vegetaéniho indexu NDVI, ktera by méla spadat
do intervalu 0.4 — 0.9

Ttida Grassland ma v hierarchii dédi¢nosti dvé kontextualné odliSené podttidy -
Urban Grassland / Rural Grassland. Tyto podtfidy jsou popsany jak dédénym
klasifika¢nim pravidlem NDVI od rodiCovské tfidy, tak zéaroverl vlastnim
kontextudlnim pravidlem o sousednosti s objektem klasifikovanym jako budova
nebo komunikace. Pokud se objekt klasifikovany jako travnatd plocha vyskytuje
v blizkosti objektu téidy budovy / komunikace, je klasifikovan jako Urban

Grassland, v opaéném piipadé jako Rural Grassland.

Trees — stromy a lesy. Kromé charakteristickych spektralnich vlastnosti maji objekty
zachycujici lesni porosty nebo skupiny stromi také specifické texturalni vlastnosti. Diky
této své texturalni charakteristice jsou lesy spolehlivé separovatelné od ostatnich typid
ploch. Ke klasifikaci stromti a lesi bylo vyuzito pravidlo vyuZivajici texturalni pfiznak

GLCM Mean podle Haralicka aplikovany na druhé spektralni pasmo.

Tfida Trees ma dvé podtiidy vytvofené analogickym zplsobem jako tfida
Grassland. Podttidy Urban Trees a Forest jsou rovnéZ odliSeny stejnou cestou,

kontextualné. Urcujici je vzdalenost k objektim tiid Buildings a Roads/Railroads.

Impervious — nepropustné povrchy, tj. komunikace, parkovisté, budovy, a ostatni zastavéna
plocha. VSechny tyto objekty se vyznacuji podobnou odrazivosti, a s vyuZitim pouhych
spektralnich charakteristik jsou velmi obtizné odliSitelné. Pro t¥idu Impervious bylo
vytvofeno pravidlo o podilu Etvrtého spektralniho pasma na celé spektralni informaci
vobjektu. Zastavéné plochy se vyznaduji pomérné nizkou odrazivosti v blizkém

infraCerveném spektralnim pasmu. Tento ptiznak je je$té zvyraznén vyuzitim
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charakteristiky Ratio pro toto spektralni pasmo, nebot’ odrazivosti v ostatnich spektralnich

pasmech jsou vyssi.

Buildings — budovy. Ttida dédi klasifikatni pravidlo od své rodi€ovske tfidy. Od
ostatnich objekti podobnych spektralnich vlastnosti jsou budovy odliseny

charakteristickym kompaktnim tvarem.

Roads | Railroads — komunikace. Ttida d&di pravidlo od své rodi¢ovské tfidy. Od
budov je odliduje liniovy tvar, ktery je v popisu tfidy vyjadien pravidlem o rozsahu

hodnot prostorového ptiznaku lengh / width ratio, &ili poméru délka / Sifka.

Water — vodni plochy jsou tfidou, kterou obvykle neni problém separovat. Na
zpracovavanych datech QuickBird tomu ov§em bylo jinak; zpo€atku dochézelo k ¢astym
zaménam s jinymi tfidami a znaéné klasifikaéni nepfesnosti, ktera se podafila odstranit az
experimentalné — zndsobenim dvou spektralnich pasem, ve kterych byla voda
separovatelna nejlépe. Bylo vytvofeno pravidlo o rozsahu hodnot uZivatelské
charakteristiky ziskané znasobenim prvniho a ¢tvrtého spektralniho pasma. I tak se ov§em

nepodafilo tuto klasifikaéni nepfesnost zcela odstranit.

6.2.3. Klasifikace Nearest Neighbor

Pro tento zplsob klasifikace musi uZivatel nejprve definovat n-dimenzionalni ptiznakovy
prostor volbou n pfiznaku. Je snahou kombinovat veskeré spektralni, objektové a texturalni
vlastnosti objektld tak, aby bylo v pfiznakovém prostoru dosaZzeno co nejvyssi mozné

separability.

Piiznakovy prostor byl definovan nasledujicimi objektovymi, texturalnimi a spektralnimi

charakteristikami:
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Layer Values Spektralni hodnoty objektu ve vSech 4 pasmech

NDVI Normalizovany vegetaéni index ziskany aritmetickou operaci

mezi spektralnimi pasmy.
Length/Width Ratio Pomér délky objektu ku jeho Sifce.

Compactness Kompaktnost objektu. Soucin Sitky s délkou, vydéleny

poctem pixeld objektu.

GLCM Mean Texturalni  charakteristika GLCM podle Haralicka
aplikovana na druhé spektradlni pasmo o rozsahu 520-600

nm.

Pti klasifikaci s pomoci klasifikatoru nejbliz§iho souseda se tfidy definuji pouze volbou
trénovacich ploch. Pro kazdou vyznamovou tfidu uzZivatel vybira reprezentativni objekty.

Pfi hledani trénovacich objektd by se mél uzivatel fidit n€kolika obecné znamymi pravidly:

- jako trénovaci objekty se voli typiéti zastupci dané vyznamové tiidy
- obvykle postali vybér tii az ¢tyf vzorkil na tfidu

- vyskytuje-li se vramci tfidy heterogenita, je vhodné tuto heterogenitu

vyjadtit také zvolenim odpovidajicich trénovacich ploch

Program eCognition umoziuje iterativni klasifikaci. P¥i chybném pfifazeni objektu do
vyznamové tfidy je mozno tento chybné klasifikovany objekt zvolit jako trénovani plochu
spravné tfidy a klasifikaci spustit znovu s aktualizovanou databazi trénovacich ploch.
Totéz lze provést pro piipadné neklasifikované objekty. Timto postupem lze pomérné
snadno dosahnout uspokojivého vysledku bez detailnich informaci o objektech, které

vyzaduje znalostn€ zaloZena klasifikace s pomoci uZivatelsky definovanych fuzzy pravidel.

Podttidy Urban Grassland, Rural Grassland, Forest a Urban Trees bylo nutno navzijem
odlidit kontextudlnim pravidlem. Samotny klasifikator nejbliz§iho souseda neni schopen
svymi prostfedky odliSit vegetaci na zakladé sousednosti objektl (kontextu), a tim padem

splnit poZadavek zmapovat vegetaci v blizkosti zastavénych ploch.
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6.2.4. Klasifikace Nearest Neighbor kombinovana s fuzzy pravidly

Pfi kombinované klasifikaci bylo k popisu tfid a podttid vyuzito jak klasifikdtoru nearest
neighbor spolu s trénovacimi plochami, tak uZivatelsky definovanych fuzzy pravidel. Oba
zpusoby je mozno skloubit i v ramci jedné podtfidy. Pro tento klasifika¢ni postup byly

tfidy popsany nasledujicim zpisobem:

Ttidy Buildings a Roads se ukazaly byt s vyuZitim fuzzy pravidel obtizné odlisitelné, proto
byly pro tento béh popsany trénovacimi plochami a bylo jim pfifazeno zpracovani

klasifikatorem nejblizsiho souseda.

Ttida Trees byla popsana fuzzy pravidlem o rozsahu hodnot texturalniho pfiznaku GLCM
Mean pro druhé spektralni pasmo. Podttidy Urban Trees a Forest byly odliSeny stejnym
kontextudlnim zplsobem jako pii piedchozich klasifikacich — sousednosti s objekty tiid

Buildings / Roads.

Ttida Grassland je charakterizovana fuzzy pravidlem o rozsahu hodnot vegeta¢niho indexu
NDVI. Podttidy Urban Grassland a Rural Grassland jsou popsany analogickym zplisobem
jako podtiidy stromi.

Ttida Water byla nejvice problematicka. Jako nejlépe separovatelna se voda jevila pii
vyuziti podilu hodnot z prvniho a étvrtého spektralniho pasma. Odpovidajici vytvofena

uzivatelska charakteristika byla pouZita pro popis tfidy.

Uvedené tfi postupy objektové orientované klasifikace byly aplikovany na oba vyfezy.

Vysledky klasifikaci a klasifikaéni statistiky jsou prezentovany v nasledujici kapitole.
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7  Vysledky

Klasifikace dvou vyfezli byla provadéna tfemi moZnymi zpusoby, které eCognition
poskytuje. Do této kapitoly jsou zahruty statistiky ze vSech klasifikaci a obrazové nahledy

na vysledky kombinované klasifikace, ktera podala nejptesné;si vysledky.

Ovéfteni klasifikaéni presnosti je v eCognition postaveno na vypocitanych hodnotach
Clenstvi objektu k danym tfidam. Hodnota ¢lenstvi objektu ke tfidé se pohybuje v intervalu

od 0.0 (neni ¢len) az do 1.0 (je ¢len).

Ve tietim sloupci tabulek je uveden aritmeticky primér hodnot ¢lenstvi za v§echny objekty
zatazené do dané tiidy, ¢imZ je vyjadfena pfesnost a spolehlivost klasifikovani objektd.
Vypocitany vazeny prumér ze vSech klasifikovanych objektd je pak uveden v poslednim

fadku tabulky a vypovida o celkové ptesnosti klasifikace.

7.1 Klasifikace Nearest Neighbor

Klasifikace s vyuzitim klasifikatoru nejbliz§iho souseda je v programu eCognition
metodou velmi rychlou umozZiujici pomémé snadno dosdhnout vysledku primémych
kvalit. Klasifikaéni schéma zaloZené na tomto typu klasifikace je dostatecné robustni a

muZe byt snadno pfeneseno na jina data se zarukou vysledku stejné urovné.

Klasifikaéni pfesnosti kolem 70 % bylo dosazeno ve tiech aZ ¢tyfech iteracich, kdy mezi
jednotlivymi klasifika¢nimi be&hy byly $patné klasifikované ¢&i neklasifikované objekty

voleny jako dalsi trénovaci arealy spravnych vyznamovych tfid.
Vegetacni vyznamové tfidy byly klasifikovany s piesnosti ptes 70 %, nejvyssich hodnot

doséhly oc¢ekavané tiidy forest a urban trees, na jejichz vysokém skoére ma nepochybné

podil pfitomnost pfiznaku GLCM v ptiznakovém prostoru.
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pocet hodnota élenstw obJektO
objektd | promé&r | odchylka | minimum | maximum

water 178 0,506 0,21 0,103 1
urban grassland 1034 0,771 0,12 0,182 1
rural grassland 281 0,812 0,101 0,372 1
urban trees 3085 0,793 0,0943 0,141 1
forest 1159 0,848 0,0798 0,38 1
buildings 4960 0,687 0,169 0,101 1
roads / railroads 1715 0,679 0,165 0,101 1
totals 12412 0,735 -

Tab. 2: Vysledky klasifikace Nearest Nelghbor na vyfezu 1.

tiida pt_)éet hodnota élenstvu objektﬁ

objektd primér odchylka | minimum [ maximum
water 15 0,695 0,144 0,166 0,983
urban grassland 899 0,723 0,123 0,198 1
rural grassland 270 0,742, 0,108 0,421 1
urban trees 1762 0,697 0,11 0,15 1
forest 495 0,746, 0,107, 0,252, 1
buildings 3413, 0,669 0,182 0,101 1
roads / railroads 1585 0,671 0,155 0,101 1
totals 8439 0,688

Tab. 3: Vysledky klasifikace Nearest Nelghbor na vyrezu 2

7.2 Klasifikace zaloZena na fuzzy pravidlech

Charakteristickym rysem tohoto typu klasifikace je nizka robustnost a pfilisna konkrétnost
vytvoienych fuzzy pravidel, ktera je vhodna na konkrétni data. Klasifikacni schéma
zaloZzené na fuzzy pravidlech tvofi uZivatel sohledem na konkrétni data, se kterymi
pracuje. Pti pienosu klasifikaéniho schématu v ramci scény staci i drobné odchylky v jasu
a kontrastu k signifikantnim nepfesnostem, coz je zvlast¢ patrné na nizkych statistickych

hodnotach druhého vytezu.

Nicméné 1 pres nékteré nevyhody ukazala klasifikace zaloZzena na fuzzy pravidlech své
silné stranky, které mohou byt konkrétné pfi mapovani vegetace velmi dobie vyuZity. Na
obou vytezech dosahly ttidy urban trees a forest velmi vysokych hodnot. I pfi vizualni
kontrole bylo patrné, Ze klasifikovana tematicka vrstva piesné sleduje hranice stromi a
lesti. Pfiznak GLCM Mean podle Haralicka aplikovany na druhé spektradlni pasmo se

ukazal jako nejlepsi mozné feSeni pro klasifikaci zalesnénych ploch.

Travnaté plochy maji hodnoty ¢lenstvi niz8i. Divodem je dle mého nazoru neostra hranice
v hodnotach NDVI mezi lesnimi porosty a travnatymi plochami, ¢imZ vznikaly klasifika¢ni
nejistoty.
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tiida pt_)éet hodnota &lenstvi objektd

objektd | promér | odchylka | minimum | maximum
water 69| 0,636 0,114 0,414 0,865
urban grassland 1785 0,503 0,301 0,1 1
rural grassland 377 0,632 0,257 0,1 0,999
urban trees 2601 0,991 0,084 0,538 1
forest 1230 0,975 0,116 0,625 1
buildings 3950 0,486 0,15 0,102 0,803
roads / railroads 2400 0,406 0,135 0,1 0,898
totals 12412 0,633

Tab. 4: Vysledky klasifikace zalozene na fuzzy prav1dlech na vytezu 1.

71447 VyFez-2'= aredl KopHivnice'
tiida pt_)éet hodnota élenstvn ob;ektﬁ

objektd prdmér odchylka minimum_ [ maximum
water 41 0,521 0,237 0,1 0,834
urban grassland 759 0,605 0,306 0,101 1
rural grassland 205 0,688 0,262 0,101 0,998
urban trees 1638 0,925 0,075 0,408 1
forest 523 0,967, 0,093 0,529 1
buildings 3621 0,399 0,151 0,1 0,755
roads / railroads 1652 0,402 0,139 0,134 0,478
totals 8439 0,563

Tab. 5: Vysledky klasifikace zalozene na fuzzy prav1dlech na vytrezu 2.

7.3 Klasifikace Nearest Neighbor kombinovana s fuzzy pravidly

Zkombinovani obou klasifikanich pfistupd vedlo ocekavané k vyraznému zlepSeni
vysledkd. Ttidy, které nebyly kvalitné zpracované klasifikatorem nejbliz§iho souseda, byly
popsany uZivatelskymi fuzzy pravidly, ¢imZ se podstatné zvysili klasifikaéni piesnosti a
stabilita celého systému. Podstatné se vylepsila také robustnost (pfenosnost klasifikaéniho
schématu na jiny vyfez), coz je patrné z vazenych priméri hodnot &lenstvi na obou
vyfezech. Na druhém vytezu, ktery byl pivodné zamyslen jako testovaci, bylo dosaZeno

jesté vyssi klasifika¢ni pfesnosti.

S vyuZitim vystupl z nejpfesnéj§i kombinované klasifikace byly zhotoveny vegeta¢ni
mapy zobrazujici vegetaci klasifikovanou jako méstskou (slouceni ttid Urban Trees a

Urban Grassland) a vegetaci venkovskou (slou¢eni tiid Rural Grassland a Forest).

Pfi pohledu na statistiky se potvrzuje stabilni klasifikace zalesnénych i travnatych ploch.
Problematickou tfidou i pfi kombinované klasifikaci zlstava voda, kterd byla -
pravdépodobné také kvili vlivu ne pfili§ kvalitnich dat — v piipadé nékolika objektl

zaménéna s budovami.
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poéet

hodnota élenstvi objektﬁ

trida objektd primér | odchylka | minimum | maximum

water 46 0,767, 0,194 0,115 0,992
urban grassland 1643 0,866 0,0921 0,241 1
rural grassland 297 0,918 0,0754 0,421 1
urban trees 2427 0,888 0,0775 0,289 1
forest 992 0,932 0,0581 0,625 1
buildings 4954 0,795 0,149 0,102 1
roads / railroads 2053 0,823 0,115 0,155 1
totals 12412 0,841 - -

Tab. 6: Vysledky kombinované kla51ﬁkace na vyfezu 1.

hodnota élenstw obJektﬂ

tFida pocet
objektd | primér | odchylka | minimum [ maximum

Water 10 0,823 0,166, 0,509 0,977,
urban grassland 915 0,865 0,104 0,203 0,993
rural grassland 120 0,9 0,098 0,313 0,991
urban trees 1698 0,88 0,083 0,332 0,991
Forest 509, 0,916, 0,074 0,538 0,993
Buildings 3597 0,816 0,146, 0,104 1
roads / railroads 1590 0,849 0,092 0,198 0,982
Totals 8439 0,848 -

Tab. 7: Vysledky kombinované kla51ﬂkace na vytezu 2.
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Obr. 17: Vytez 2 (Kopiivnice) — kompletn
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Obr. 18: Vytez 1 (Roznov pod Radho$tém) — vegetacni mapa
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Obr. 19: Vytez 2 (Kopfivnice) — vegetaéni mapa
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8 Diskuse

Hlavnim cilem diplomové prace je praktické provedeni klasifikace méstske vegetace s
vyuzitim objektové orientovanych metod. Jako nastroj k feSeni této wlohy byl zvolen
software eCognition od firmy Definiens-Imaging. Klasifikace se zaméfuje na zjisténi
kontextu (okoli), ve kterém se vegetace nachézi. Na zakladé vzdalenosti k zastavénym
plocham je vegetace klasifikovana jako méstskd nebo mimoméstska. Krome kontextualni
klasifikace byly aplikovany dal3i ¢isté objektové charakteristiky, které se nedaji uplatnit u
klasifikace pixelové zaloZené. Jednid se dale napfiklad o tvarové charakteristiky
kompaktnosti a poméru délky ku 3ifce, a texturalni pfiznak GLCM Mean podle Haralicka.
Zatimco tento texturdlni pkiznak se pii aplikaci osvéd€il vplné mife, tvarové
charakteristiky kompaktnosti a poméru délky ku Sifce se na konkrétnim segmentovaném
obraze neukazaly jako silné nastroje pro separaci budov a komunikaci na zékladé tvaru
objektu. Problematickym krokem je dle mého nazoru v tomto ptipadé pravé segmentace,

na jejiz kvalité zavisi spolehlivost klasifikace s pomoci tvarovych charakteristik.

K extrakci lesd bylo vyuZito texturalniho pfiznaku GLCM Mean podle Haralicka. Tato
texturalni charakteristika se ukazala jako velmi spolehliva a stabilni pro klasifikovani
lesnich porosti, které se na datech QuickBird s prostorovym rozliSenim 2.4 metru na pixel
vyznacovali specifickou texturou. V pifipadé lesi bylo dosazeno velmi vysoké ptesnosti
dosahujici az 99 %. Klasifikace travnatych ploch byla realizovana uplatnénim pravidla o

rozsahu hodnot vegeta¢niho indexu NDVI, ktery se pro tento ucel obvykle vyuziva.

Doposud nebylo realizovdno mapovani vegetace se zaméfenim na kontext méstské
zastavby. Pfevladajici motivaci v dosavadnich pracech zabyvajicich se mapovanim
méstské vegetace bylo zjisténi rozlohy zelenych ploch (Mathieu & Arial 2005, Zhang &
Feng 2005), nebo zjisténi zmén zelenych ploch souvisejici s detekci zmén land use / land
cover (napf. Small & Miller 2000 jesté s pomoci pixelové zaloZenych metod na datech
Landsat). Klasifika¢ni pfesnost vegetacnich tfid se ve zminénych pracech pohybuje od 89

do 94 procent.
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9 Zaveér

Prace se zabyva problematikou klasifikovani méstské vegetace. Reseni je prakticky
demonstrovano nadatech QuickBird s vyuZitim objektové orientovanych metod
implementovanych v software eCognition. Praktické ¢asti pfedchazela st teoreticka, ve
které byl podan stru¢ny uvod do problematiky objektové orientované klasifikace
druZicovych dat, zpracovana reSerSe dosavadnich dél, a pfedstaveny pouZité metody

v programu eCognition.

Klasifikace snimku byla provedena tfemi zpusoby, které eCognition nabizi:

- klasifikace s vyuZzitim klasifikatoru nejblizsiho souseda;
- Kklasifikace s vyuzitim uZivatelsky definovanych fuzzy pravidel;

- kombinovani obou pfistupi.

Zatimco Kklasifikator nejbliz§iho souseda reprezentuje snadnou a uZivatelsky pratelskou
klasifikaci, kterou neni obtizné zvladnout, prace s uzivatelsky definovanymi pravidly
zplsob poskytuje mozZnost dosdhnout iterativni klasifikaci pomémé snadno a rychle
uspokojivych vysledkd v né€kolika malo krocich. Klasifikaéni pfesnost po né€kolika
klasifika¢nich bézich vétSinou dosdhne 70 az 75 procent, pfi vysSich zkuSenostech
uZivatele s volbou trénovacich ploch a definovanim pt¥iznakového prostoru je pochopitelné
mozno dosahnout lep§iho vysledku. Klasifikaéni schéma postavené na klasifikatoru
nejblizsiho souseda je robustni a dobie pfenosné na jina data, at’ uz v ramci scény (jednoho
typu dat), nebo i na data zcela jinych parametrii. Jedna se o jiz zab&hlou a prozkoumanou

klasifika¢ni metodu, a neni problém ji aplikovat na jakakoliv data.

24

Klasifikace zalozena na fuzzy pravidlech je metodou podstatné naro¢néjsi na zvladnuti.
Tento zpuisob klasifikovani vyzaduje uZivatelovu perfektni znalost dat (rozsahy hodnot
pfiznakll u jednotlivych typd povrchl) pro vytvoteni funkénich a spolehlivych fuzzy

pravidel. Pi perfektni uzivatelové znalosti dat a schopnosti vystizné popsat vyznamové
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tiidy s pomoci fuzzy pravidel umozZiuje tento pfistup dosahnout pfesného a stabilniho
vysledku. Podstatnou nevyhodou této klasifikaéni metody je obtiZzna pienosnost a tim
padem nizka robustnost. Klasifikaéni pravidla uzivatel v podstaté ,$ije na miru“ tém
datiim, se kterymi momentalné pracuje. Pfi pfenosu klasifika¢niho schématu na jina data —
jak se ukazalo tak i v ramci scény — miZe pii zménach v kontrastu a jasu dojit ke znaéné

nestabilité vysledka.

Jak vidno, obé¢ klasifikaéni metody maji sva pro a proti. Kombinovani téchto dvou ptistupil
se v této praci ukazalo byt jako nejlep$i mozZné feseni pfi objektove orientované klasifikaci.
Pti zpracovavani dat DPZ se ¢asto vyskytne problém, ktery nelze fesit uplatnénim jedné
metody. VyuZiti uZivatelsky definovanych fuzzy pravidel u téch vyznamovych tfid, kde
klasifikator nejbliz§iho souseda podaval nestabilni vysledky a naopak, bylo v tomto
pfipad¢ nejvhodnéj$im feSenim. V literatuie se malokdy setkame s projektem feSenym
vyhradné s pomoci fuzzy pravidel. Vétsinou je tato klasifikatni metoda vyuZita jako
dopln€k pro doladéni vysledkl klasifikatoru nejbliz§iho souseda, coZ ma za nasledek

zvyseni presnosti a klasifika¢ni stability.

9.1 Uplatnéni vysledku

Na zakladé klasifika¢nich statistik a vizualni kontroly klasifikace miZeme tvrdit, Ze
objektoveé orientovana klasifikace je metodou vhodnou pro klasifikaci vegetace z dat DPZ

vysokého rozliSeni.

Vysledné vegetacni mapy by se mohly uplatnit naptiklad jako jeden z ¢lanku v fetézu dat
pfi udrZovani aktualni databaze zelenych ploch ve méstech. Vzhledem k faktu, Ze vysledek
neobsahuje pouhou vegetaéni masku (to je jen jedna z vizualizaénich moZnosti), je mapa

také pouZitelna pti analyzach vyvoje land use / land cover.

eCognition verze 4 uZ umozZiluje plné exportovani polygonové i tematické vrstvy
vytvofené klasifikovanim snimku, ¢imZ by se mél zrychlit pfenos klasifikovanych dat do

geoinformac¢nich systémi
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9.2 Budouci vyzkum

JelikoZ objektova klasifikace uz poskytuje celkem stabilni a piesné klasifika¢ni vysledky
pro obvykle fe$ené ulohy v dalkovém prizkumu, dal$i prace tykajici se objektové
orientované klasifikace se pravdépodobné zaméfi na zvySovani miry automatizace
v priubéhu celé cesty ziskavani a zpracovani dat — od druzicovych dat aZ po vektorové
vrstvy pro geoinformadni systémy. Motivaci je vytvofeni téméf zcela automatického
integrovaného systému pro Kklasifikaci druZicovych dat a konverzi do formati
zpracovatelnych v GIS (napf. ESRI Shapefile), ¢imZz bude de facto dosaZeno uplného
propojeni dalkového prizkumu a geoinformaénich systémi. Program eCognition
umoziujici komplexni praci sobrazovymi objekty je jednim ztakovychto prvnich
spojujicich mistki. MoZnost segmentace obrazu, prace s objekty a mozZnost exportovani

objektové vrstvy do GIS naznacuje, jakym smérem se bude dalsi vyzkum ubirat.
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Seznam Zkratek

ASTER

DN

NDVI

PAN

PX / PIXEL
SPOT

VHR

Advanced Spaceborne Thermal Emission and Reflection
Radiometer

Digital Number

Normalised Difference Vegetation Index.
Panchromatické pasmo

Obrazovy bod (odvozeno od picture’s element)

System Pour I' Observation de la Terre

Very High Resolution
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Abstrakt

Tato diplomova prace se zabyva objektové orientovanym pfistupem ke klasifikaci
druZicovych dat a jeho aplikaci pfi extrakci méstské vegetace. Teoreticka Cast prace
zahmuje reSer$i jiZz provedené souvisejici védecké prace, popis objektové orientovanych
metod analyzy obrazu, a pfedstaveni software eCognition jakoZto hlavniho nastroje pro
objektoveé orientovanou klasifikaci. V praktické €asti jsou popsané objektové metody
aplikovany pfi extrahovani méstské vegetace zdat pofizenych druzici QuickBird.
Objektové orientovana klasifikace byla realizovana na dvou vyfezech. Jako nejstabilng€jsi a

nejpiesnéjsi se ukazala kombinovana metoda klasifikatoru nejbliz§iho souseda s tvorbou

znalostné zaloZenych fuzzy pravidel, ktera klasifikovala s ptesnosti 85 %.

Abstract

This diploma thesis deals with object oriented approach to classification of satellite data
and its application for urban vegetation extraction. Theoretical part consits of background
research of the related past works, description of object oriented methods for image
analysis, and introduction to eCognition software as a primary tool for object oriented
image analysis. Practical part demonstrates applications of described object oriented
methods for extracting urban vegetation from QuickBird satellite data. The object oriented
classification has been realised on two subsets, showing classification stability and
accuracy above average. The highest classification accuracy — 85 % - was achieved while
using the combination of nearest neighbor classifier with knowledge based user-defined

fuzzy rules.
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