UNIVERZITA KARLOVA 'V PRAZE

Prirodovédecka fakulta
Katedra aplikované geoinformatiky a kartografie

Studijni program: Geografie (navazujici magisterské studium)
Studijni obor: Kartografie a geoinformatika

Bc. Miroslav Minarcik

SPEKTROSKOPICKE A STATISTICKE METODY PRE DETAILNE MAPOVANIE
VEGETACIE V KRKONOSSKOM NARODNOM PARKU

SPECTROSCOPIC AND STATISTICAL METHODS FOR DETAILED MAPPING OF
VEGETATION IN THE KRKONOSE MOUNTAINS NATIONAL PARK

Diplomova prace

Vedouci diplomové prace: RNDr. Lucie Kupkova, Ph.D.

Konzultanti: prof. RNDr. Tomas Herben, CSc., Mgr. Lucie Cervend

Praha 2017



Vysoka skola: Univerzita Karlova v Praze Fakulta: Pfirodovédecka

Katedra: Aplikované geoinformatiky a kartografie  Skolni rok: 2016/2017

Zadani diplomové prace

pro Bc. Miroslav Minarcik

obor Kartografie a geoinformatika

Nazev tématu: Spektroskopické a Statistické metddy pre detailné mapovanie vegetacie
v Krkonosskom narodnom parku

Zasady pro vypracovani

Diplomova préca sa bude zaoberat klasifikaciou vegetacie v oblasti krkonosskej tundry. Cielom
prace je detailne zmapovat a klasifikovat vegetaciu modelovej oblasti vychodnej tundry

s vyuZzitim metddy floristického gradientu v kombinacii so statistickou metddou PLSR (Partial
Least Square Regression).

V praci budu vyuZzité data o druhovom zloZeni vegetacnych spolocenstiev a spektra
spoloéenstiev zmerana v teréne. Dalej budu v praci vyuZité obrazové hyperspektralne déta zo
senzora APEX.

V praci budeme taktieZz porovnavat vysledky klasifikacie (kombindcia floristického gradientu a
Statistickej metddy) s tradicnou metddou klasifikacie SVM (Support Vector Machine).

Pre hodnotenie presnosti mapovania s vyuzitim floristického gradientu bude vytvoreny
gradientovy scatter plot.



Rozsah grafickych praci: cca 4 strany
Rozsah pruvodni zpravy: cca 50 stran
Seznam odborné literatury:

HERBEN, T., MUNZBERGOVA, Z. (2003): Zpracovani geobotanickych dat v pfikladech. Cést 1.

Data o druhovém sloZeni, Praha, s. 118

FEILHAUER, H., SCHMIDTLEIN, S. (2011): On variable relations between vegetation patterns and

canopy reflectance. Ecological Informatics, 6, s. 83-92

HARRIS, A. et al. (2015): Hyperspectral remote sensing of peatland floristic gradients. Remote

Sensing of Environment, 162, s. 99-111

LEPS, J., SMILAUER, P. (2003): Multivariate analysis of ecological data using CANOCO. Cambridge

university press.

FEILHAUER, H. et al. (2011): Combination Isomap ordination and imaging spectroscopy to map
continuous floristic gradients in heterogeneous landscape. Remote Sensing of Environment,

115, s. 2513-2524

Vedouci diplomové prace: RNDr. Lucie Kupkovd, Ph.D.
Konzultanti diplomové prace: prof. RNDr. Tomas Herben, CSc., Mgr. Lucie Cervena
Datum zadani diplomové prace: 16.12.2015

Termin odevzdani diplomové prace: maj 2017

Platnost tohoto zaddni je po dobu jednoho akademického roku.

Vedouci diplomové prace Vedouci katedry

V Praze dne



Prohlaseni

Prohlasuji, Ze jsem zavére¢nou praci zpracoval samostatné a Ze jsem uved| vSechny poufZité
informacni zdroje a literaturu. Tato prace ani jeji podstatna ¢ast nebyla predloZena k ziskani

jiného nebo stejného akademického titulu.

Jsem si védom toho, Ze pripadné pouziti vysledkdl, ziskanych vtéto praci, mimo

Univerzitu Karlovu v Praze je moZné pouze po pisemném souhlasu této univerzity.

Svoluji k zapujceni této prace pro studijni Ucely a souhlasim s tim, aby byla radné vedena

v evidenci vypUjcovateld.

V Praze dne 2.5.2015 s

Bc. Miroslav Minarcik



Pod’akovanie

Rad by som sa tymto podakoval vedticej mojej prace RNDr. Lucii Kupkovej, Ph.D za venovany

¢as, ochotu, trpezlivost a cenné rady.

TaktieZ by som rad podakoval prof. RNDr. Toméasovi Herbenovi, CSc. a Mgr. Lucii Cervenej za ich

ochotu a odborné konzultacie.

V neposlednej rade by som sa chcel podakovat svojej rodine a priatelom, ktori pri mne stali

a podporovali ma pocas celého studia.



Spektroskopické a Statistické metddy pre detailné mapovanie vegetacie

v Krkonosskom narodnom parku
Abstrakt

Diplomova prdca je zamerana na detailnu klasifikaciu vegetacie v KrkonoSskom narodnom parku
s vyuzitim ordinaénej metédy DCA (Detrended Correspondence Analysis) v kombinacii
sregresnou analyzou PLSR (Partial Least Square Regression). Vysledné hodnoty regresnej
analyzy boli aplikované na hyperspektrdlne data senzora APEX. Vysledky klasifikacie boli
porovnané s riadenou klasifikaciou SVM (Support Vector Machine). Metéda DCA dokazala
celkovo vysvetlit 16,3 % variacie pre prvé tri osi ordinacnej analyzy. Naslednd korelacia so
spektralnymi Gdajmi vegetacie ukazala, Ze najvysSiu hodnotu spolahlivosti dosiahla prva os
korelovand s terénnymi spektralnymi adajmi (R = 0,56). Vyslednd mapa klasifikacie vytvorend

s vyuzitim RGB kompozicie ukazala detailnd informaciu o zloZeni vegetacie.

Klacové slova: Krkonossky narodny park, klasifikacia, APEX, DCA, PLSR, hyperspektralne data

Spectroscopic and statistical methods for detailed mapping of vegetation in the

Krkonose Mountains National Park
Abstract

The diploma thesis is focused on the detailed classification of vegetation in the Krkonose
Mountains National Park using DCA (Detrended Correspondence Analysis) ordination method in
combination with PLSR (Partial Least Square Regression) analysis. The resulting regression
analysis values were applied to the hyperspectral imagery (APEX). The classification results were
compared to the supervised classification SVM (Support Vector Machine). The DCA method was
able to explain 16,3 % variation for the first three axes of the ordination analysis. Subsequent
correlation with spectral data of vegetation showed that the highest confidence value reached
the first axis correlated with field spectral data (R?=0,56). The resulting classification map
created using RGB composition showed detailed information on the composition of the

vegetation.

Keywords: The KrkonoSe Mountains National Park, classification, APEX, DCA, PLSR,

hyperspectral data
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1 Uvod a ciele prace

Diplomova praca sa zaobera detailnou klasifikaciou floristického zloZenia krkonoSskej
tundry, Uzemia, ktoré sa vyznacuje svojim jedine¢nym prirodnym bohatstvom na zaklade neho

bolo v roku 1963 vyhlasené narodnym parkom.

Cieflom diplomovej prace je detailne zmapovat a klasifikovat vegetacni kompoziciu
modelového Uzemia vo vychodnej Casti krkonosskej tundry s vyuzitim analyzy floristického
gradientu. Tradi¢né metddy klasifikacie su v takychto heterogénnych oblastiach obmedzené,
preto vyuZijeme alternativnu metddu s vyuZitim Statistickej analyzy a hyperspektralnych dat
(terénnych a obrazovych). Prvou ulohou je detailne popisat floristické zloZenie (gradient) na
tomto Uzemi s vyuZitim ordinacnej analyza DCA a taktieZ overit vhodnost tejto metddy pre
spracovanie dat o floristickom zloZeni. Pre tato analyzu vyuZijeme terénne data o druhovom
zloZzeni pre 8 tried. Ordinacna analyza druhového zloZenia vegetacie bude realizovana

v programe Canoco 5.

Dal3ou ulohou je priradit vysledné hodnoty z ordinaénej metddy k spektralnym Gdajom
o vegetdcii ziskanym vteréne vroku 2015 ak udajom ziskanym priamo z obrazovych dat
s vyuZitim regresnej analyzy parcidlnych najmensich Stvorcov (PLSR — Partial Least Square
Regression). A vysledné hodnoty regresnej analyzy nasledne aplikovat na hyperspektralne data

zo senzora APEX.

V praci budu taktiez porovnané vysledky klasifikacie ziskané s vyuzitim ordinacnej
analyzy v kombinacii so Statistickou analyzou s vysledkami ziskanymi riadenou klasifikaciou
s vyuzitim klasifikdtora SVM (Support Vector Machine). Pre hodnotenie presnosti mapovania

s vyuzitim floristického gradientu a analyzy PLSR bude vytvoreny gradientovy scatter plot.
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2 Literarna resers

2.1 Statistické metédy vyuzivané pre spracovanie dat
o druhovom zloZeni vegetacie

V nasledujucej podkapitole sa budeme zaoberat spésobmi spracovanim dat, ktoré obsahuju
informdciu o spolo¢nom zastlpeni vsetkych druhov rastlin na urcitych pokusnych plochach.
Tieto data vznikaju pri terénnom vyskume, pri ktorom badatel v teréne vytyci relevantné
pokusné plochy, u ktorych zapisSe vyskyt a pripadne pocet vsetkych druhov, ktoré sa vyskytuju
na tychto plochach. Takéto data sa nazyvaju data o floristickom (druhovom) zloZeni alebo
skratene fytocenologické data. Vo vacsine pripadov nezavisi na tom, akym spdsobom boli plochy
v teréne umiestnené (Herben a Miinzbergova, 2003).

Povaha tychto dat je viacrozmernd. To znamenad, Ze ku kazdému zapisu mame vela
premennych (druhov a pripadne premennych prostredia). Viacrozmernosti sa v tomto pripade
rozumie fakt, Ze mame len jeden subor zapisov, pomocou ktorého musime vyhodnotit chovanie
vSetkych druhov.

Vzhladom na to, Ze vyskyt a pokryvnost jednotlivych druhov chapeme ako zavislé
premenné, budeme vyuZivat také techniky, ktoré pracuju s viac zavislymi premennymi sicasne.
Podstatou tychto technik je to, Ze medzi zavislymi premennymi hladajid vzajomné vztahy. Pokial
takéto vztahy existuju mozeme zjednodusit problém tym, Ze namiesto vela vstupnych zavislych
premennych mdzeme pracovat len s niekolko malo ,,ndhradnymi” premennymi, ktoré istym
sposobom ,,zhriuju” variabilitu obsiahnutd vo vstupnych premennych. Pokial medzi zavislymi
premennymi Ziadne vztahy nie su, napriklad vyskyty jednotlivych druhov su nekorelované,
potom v takychto pripadoch viacrozmerné techniky zlyhavaju.

Sice to, Ze data s ktorymi pracujeme su viacrozmerné, znamena, Ze je s nimi viac
komplikacii pri analyze, ale neznamena to, Ze otazky, ktoré s nimi chceme zodpovedat sa nejako
zasadne liSia od otdzok, kde zavislda premennd je len jedna. Otdzky, ktoré si kladieme
s fytocenologickymi datami su v zasade podobnej povahy ako tie otazky, ktoré sa vyskytuju u dat
jednorozmernej povahy. Rozdiel je len v pocte zavislych premennych, s ktorymi pracujeme.
V oboch pripadoch sa spravidla riesia nasledujice problémy:

- najst strukturu v datach (zistit, ktoré druhy sa vyskytuju pospolu alebo, ktoré zapisy

su si podobné)
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- najst koreldciu tejto Struktiry vdatach snejakymi premennymi prostredia
meranymi v teréne
- analyza dat z trvalych ploch alebo transektov s cieflom identifikovat ¢asovu alebo

priestorovu variabilitu vegetacie

Ako uZ bolo spominané, viacrozmerné techniky vykonavaju to, Zze nahradzuju velké mnozstvo
povodnych premennych malym mnozstvom novych premennych, ktorym sa hovori osi, hlavné
osi alebo hlavné komponenty. Vyuzivaju pritom faktu, Ze pbévodné premenné su spolu
korelované, bud' linedrne alebo inak akoreldcia medzi skupinami premennych ndsledne
umoziuje tieto skupiny nahradit len niekolko malo premennymi, ktoré st potom medzi sebou
nekorelované. Je treba zdoraznit fakt, Ze tymto postupom viacrozmerné techniky vidy
vykondvaju projekciu viacrozmernych dat do priestoru o niekolko madlo (vacésinou dvoch)
rozmeroch (tj. hlavnych osach). V praxi je mozné takuto projekciu vytvorit viacerymi spésobmi,
pricom nie je mozné obecne povedat, ktory spdsob je lepsi, preto pri pouZiti viacrozmernych
technik je nutné sa rozhodnut, aké aspekty viacrozmernej Struktiry chceme projekciou zvyraznit

a podla toho zvolit typ analyzy (Herben a Minzbergova, 2003).

2.1.1 Ordinacné analyzy

Jedno zo zadsadnych rozhodnuti je dané tym, ¢o od analyzy poZadujeme. Jednotlivé analyzy sa
delia na dve skupiny. Tou prvou je priama gradientovd analyza atou druhou je nepriama
gradientové analyza. Na obrazku 1 mdzZeme vidiet prehlad jednotlivych metdd ordinacnej

analyzy (Herben a Minzbergova, 2003).

raw-data-based transformation- distance-
zalozeng na primarnich datech
( p! ) bé{seq pased
i i (2alozené na (zalozené na
linear unimodal transformovanych e
(linearni) (unimodalni) primarnich datech) S EEIE)
PCoA
tb-PCA (analyza hlavnich
. PCA CA’ DQA (analyza hlavnich KooHna
unconstrained (anatizs manich ("Cc';‘ffp"gd‘f“?‘ z komponent na
— analyza hlavnic etrendovana -
(peplime} komponent) korespondenéni tr_ans'fo(m;;anvc: N M DS
analyza) Enmamic k= (nemetrické
mnohorozméme
Skalovani)
: CCA tb-RDA db-RDA
constrained RDA (kanonicka (redundanéni analyza na (redundanéni analyza
(pfime) (redundanéni analyza) korespondenéni transformovanych zalozena na distancni
analyza) primarnich datech) matici)

Obr. 1: Prehl'ad metod ordinacnej analyzy (Herben a Miinzbergovd, 2003)
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Rozhodnutie o tom, ktoru gradientovu analyzu zvolit, nastava len v pripade, ked pre
kazdé stanovisko mame dva typy dat, ktorymi su: data o druhovom zloZeni (zavislé premenné)
a dalSie ddta o premennych prostredia (nezavislé premenné). V podstate ide o to, ¢i sa chceme
zaoberat priamo vztahom druhov apremennych prostredia, tj. zavislych a nezavislych
premennych alebo chceme ziskat orientaciu v mnoZstve vztahov medzi zavislymi premennymi,
tj. druhmi bez toho, aby sme z pociatku brali do Uvahy fakt, Ze vobec nejaké nezavislé premenné
existuju. Druhému vyjadreniu sa hovori nepriama ordindcia, pre ktoru sa vyuzivaju niektoré

metddy, ktoré su zobrazené na obrazku 1 (Herben a Miinzbergova, 2003).

O nepriamej ordindcii hovorime preto, pretoZe usudzuje na vplyv premennych
prostredia (riadiace premenné) len nepriamo, z vyskytu a vzajomnych vztahov medzi druhmi.
Oproti tomu, ak berieme do Uvahy nezavislé premenné prostredia od samého pociatku,
vyuzZijeme metddy priamej ordindcie, ktoré su zobrazené na obrazku 1.

Priama ordindcia priamo vyjadri vztah medzi druhmi a premennymi prostredia. Priamym
metddam sa taktiez hovori aj kanonické (vyuzivaju , kandn” premennych prostredia pre hladanie
vztahov medzi druhmi).

Rozhodnutie medzi priamou a nepriamou metddou zdvisi od problému. V zasade plati,
Ze ak sa analyzuju ddata z pokusov, spravidla sa pouziva priama ordindcia, taktiez to plati aj pre
uskutocnenie nejakého exaktného testu, spravidla jednej alebo predom danej premennej
prostredia (napriklad ¢as u opakovanych snimkov). V oboch pripadoch je vsak vhodné vyuzit
najprv nepriamu ordinaciu, ktora sluzi ako metdda k ,,porozhliadnuti po datach”, ale vlastna
analyza je uskutoénend priamou metddou. Ak su analyzované data korelativnej povahy (¢i uz
beiné fytocenologické alebo ztrvalych pléch), mdézeme sa rozhodnut medzi priamou
a nepriamou ordinaciou. Pokial mame len data o druhoch, tak jedind moZnost je vyuZit
nepriamu ordinaciu (Herben a Miinzbergov4, 2003).

Délezitou sucastou spracovania fytocenologickych dat je zistit predpoklad vztahov
medzi druhmi vo viacrozmernom priestore a tym padom vyuZit bud” unimodalnu metédu alebo
linedrnu metddu. V podstate sa jedna o typ chovania druhov k premennym prostredia. Linearna
metdda vyjadruje, Ze druh ma maximum vyskytu bud’ pri maximalnej alebo minimalnej hladine
premennej prostredia. Unimodalna (zvonita) metdda vyjadruje, ze druh m6ze mat maximum

kdekolvek — vid'. obrazok 2 (Herben a Mlinzbergova, 2003).
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Obr. 2: Linedrna a unimoddlna odpoved’ druhov na gradient prostredia (Herben

a Miinzbergovd, 2003)

Vystup z viacrozmernej analyzy je vidy popis novych ,,zhfiajlcich” premennych, ktoré
vyjadruju rozdiel vo floristickom zloZeni medzi zapismi. Popisom tychto premennych ziskame

vystup troch (pre nepriamu ordindciu) alebo piatich (pre priamu ordinéciu) typov:

- percento variability postihnuté hlavnymi osami. Tymto Udajom zistujeme, ako
bol cely postup projekcie Uspesny. Cim st zavislé premenné v blizSom vztahu,

tym je vacsie percento celkovej variability zhrnuté prvymi osami.

- skory (suradnice) zavislych premennych (druhov) na osdch. Tieto hodnoty
ukazuju, aky je vztah Studovanych (zavislych) premennych k novym ,o0sdam*”.
Najpraktickejsim spésobom ako analyzovat dané skory je vniest ich do grafu.
Nasledne v danom grafe plati, Ze osi su nové premenné (=hlavné osi) a do ich
priestoru s vynasané skéry povodnych premennych. Je nutné podotknut, Ze
skory sa kriticky liSia medzi linedrnou a unimodalnou technikou. Skéry pri
linearnej technike reprezentuju regresné koeficienty starych premennych na
novych premennych, tj. udavaju, ¢i zmena suradnic na novych osach je
doprevadzana kladnou, zdpornou alebo akou velkou zmenou hodndt starych
premennych (druhov). Na rozdiel pri unimodalnej metdde skéry predstavuju
tazisko (vrcholy zvonovitych kriviek) pre jednotlivé druhy. Z toho vyplyva rozdiel
pri interpretdcii, kde stradnice premennych (druhov) pri linedarnych metodach
udavaju smer, v ktorom hodnoty prislusnych druhov v zépisoch trvalo linedrne
rastu (pokial pre druh linedarny model plati). Preto su ¢asto vyjadrované tieto

suradnice ako Sipky od pociatku, ktoré tento smer uddvaju. Naproti tomu
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suradnice druhov v unimodalnych metddach chapeme ako priemety vrcholov
vyskytu druhov. Vyskyt daného druhu v snimkach klesa vo vsetkych smeroch od

tohto bodu.

- skory (suradnice) objektov (snimok, zdpisov trvalych pléch) na osdch. Dané
hodnoty vyjadruji vztah medzi objektami a novymi ,,osami“. Vystup je najlepsie
interpretovatelny na grafe, kde blizkost dvoch bodov znamen3, Ze su si pribuzné
vo svojom floristickom zloZeni. AvSak z povahy viacrozmernych technik vyplyva,
Ze tieto body nie su pribuzné celym floristickym zloZenim, ale len tou zloZkou,
ktora je postihnuta hlavnymi osami. Preto su ¢asto vynasané druhy aj zapisy do

jedného grafu (biplot/joint plot).

- skory (suradnice) nezavislych premennych (premennych prostredia) na osdch
(len pre priame ordindcie). Jedna sa o hodnoty regresnych koeficientov 6s na
premennych prostredia. Pre interpretaciu su kritické hlavne znamienka tychto
regresnych koeficientov, tj. druhy, ktoré maju rovnaké znamienko ako nejaka
premennd prostredia, tak boli kladne korelované s touto premennou, opacné
znamienka znamenaju zapornu koreldciu. Preto su zndzorfiované premenné

prostredia a druhy v jednom grafe.

- test signifikdcie. Dany test je vyuZivany len pre priame ordindcie, pretoZe je
postaveny na myslienke nahodnych zavislych premennych a nezdvislych
premennych. Pri nepriamych technikich méZeme tento test nahradit testom

korelacie premennych prostredia s hlavhymi osami.

Vyznam jednotlivych vystupov sa liSi podla toho, aké mame ddata a aké otazky si kladieme

(Herben a Miinzbergova, 2003).

2.1.1.1 Metéda DCA (Detrended Correspondence Analysis)

Detrendovana korespondencnd analyza patri do kategdrie nepriamej ordinacnej metddy.
Metdda patri medzi velmi popularne, pretoze dava pekné ordinacné diagramy a taktiez ma

jednu zaujimavu vlastnost, kde dizka prvej osi, ktora je v jednotkach smerodajnej odchylky
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ukazuje heterogenitu, alebo homogenitu dat. A spravidla je odporicané, Ze dizka tejto osi uréuje
& vyuzit linedrnu metddu (dika prvej osi je mensia ako 3 smerodajné odchylky), alebo
unimodalnu metddu (dizka prvej osi je vaciia ako 4 smerodajné odchylky). V pripade dizky prvej
osi medzi hodnotami 3 — 4 smerodajnej odchylky je mozné vyuzit obidve metddy (Zeleny, 2015).
Metdda vznikla vylepsenim metédy CA (Correspondence Analysis). Prave dve hlavné chyby
v metdde CA vylepsili tuto techniku. Obrazok 6 zobrazuje rozdiel medzi DCA a CA. Jedna sa
o chybu tzv. ,arch effect”, pri ktorej ma druha os silnd zavislost k prvej osi, ale zaroven s fiou
nekoreluje. Druhou chybou je, Ze metéda CA nezachovdva ekologické vzdialenosti (snimky
s rovnakymi rozdielmi v druhovom zloZeni si umiestnené blizSie pri sebe na koncoch ako
uprostred ordinacnej osi (Hill a Gauch, 1980). Chyba ,arch effect”, ktora vychadza z vazby
taxonov na prostredie sa odstranuje svyuZitim detrendovania trendu. Detrendovanie je
operacia uskutocnovana na ordinacnej osi CA, pomocou ktorej je eliminovany dany efekt na
gradientu tak, Ze vyjde najavo linedrne usporiadanie lokalit (matematicka biologie, 2007?).

V prvom kroku je rozdelenie prvej osi na niekolko segmentov — vid. obrazok 3.
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Obr. 3: DCA krok 1 (Zeleny, 2015)

V druhom kroku prebieha vycentrovanie druhej osi kazdého segmentu okolo nuly — vid'. obrazok

4.
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Obr. 4: DCA krok 2 (Zeleny, 2015)

V poslednom kroku prebieha nelinedrne preskalovanie prvej osi — vid. obrazok 5.
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Obr. 5: DCA posledny krok (Zeleny, 2015)

Vysledok skalovania spdsobuje, Ze osi sU naskalované v jednotkach smerodajnej odchylky — vid.

obrazok 6 (Zeleny, 2015).
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Obr. 6: Rozdiel medzi DCA a CA (Zeleny, 2015)
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Jedna sa oiteraénu metddu, ktorda je pomerne robustnd, tj. poskytuje dobri predstavu

o Strukture takmer kazdého datového suboru (Herben a Miinzbergova, 2003).
Z vystupu danej analyzy ziskavame nasledujice udaje:

Eigenvalues — jednd sa o variability zachytené prisluSnou hlavnou osou, ktoré su
vyjadrené v absolutnych jednotkach. Predstavuju mieru separacie snimkov/druhov pozdiz danej
osi, kde maximalna hodnota je 1 a predstavuje kompletnu separdciu snimkov do dvoch skupin
nezdielajucich Ziadny druh. Hlavny vyznam je v tom, Ze umoZiiuju vypocet percenta vysvetlenej
variability. Z definicie vyplyva, Ze u kanonickych technik smerom zlava doprava velkost tychto

Cisiel musi klesat (hlavné osi s mensim poradovym ¢islom vysvetluji menej variacie).

Lengths of gradient — Udaj, ktory poukazuje na to, ¢i vyuzit linedrnu alebo unimodalnu

techniku.

Cumulative percentage variance of species data — Cisla, ktoré udavaju kumulativne

percento vysvetlenej variacie danou osou (Herben a Miinzbergova, 2003).

2.2 Partial Least Square Regression

Metdda bola prvykrat pouzitd v roku 1960 Hermanom Woldom ako ekonometricka technika.
Jednda sa ojeden znajvykonnejSich vypocetnych nastrojov pre vyhodnotenie dvojice
viacrozmernych premennych. Metdéda sa vyuZiva pre hodnotenie dvojice viacrozmernych
premennych medzi ktorymi sa predpokladd moznd linedrna zavislost ako vnutri jednej
premennej, ¢i druhej viacrozmernej premennej, tak medzi oboma premennymi navzdjom. Tato
vypoltovo pomerne narotna metodika umozriuje vysvetlovat a predikovat jednu skupinu
premennych pomocou inej skupiny premennych (TriloByte, 2016). Tato technika zovseobecnuje
a kombinuje prvky z analyzy hlavnych komponentov a viacndsobnej regresie. Je velmi ucinna
vtedy, ked' potrebujeme predpovedat mnozinu zavislych premennych od (velmi) velkej mnoziny
nezavislych premennych tzv. prediktorov. Metdda sice vznikla ako ekonometricka pomocka, ale

popularnou sa stala az v oblasti chemometrie (vypoctovej chémie) (Abdi, 2003).

Predstavme si, Ze mame | pozorovani popisanych K zavislymi premennymi, potom
maticu IxK nazveme X. Hodnoty J prediktorov nazbieranych na zaklade | pozorovani, potom
maticu JxI nazveme Y. Podstatou metddy PLSR je predpovedat Y z X a popisat ich spolo¢nu

Struktdru. Ak Y je vektor a matica X ma plnd hodnost, tak by sa tento problém dal vyriesit

19



s vyuzitim beZnej viacrozmernej regresie. Ale ak je pocet prediktorov velky v porovnani's poctom
pozorovani, tak je pravdepodobné, Ze matica X je singuldrna, tj. determinant matice je rovny
nule a riadky matice su linedrne zavislé a v takomto pripade viacrozmernd regresia nie je mozna
z dévodu multikolinearity. Pre odstranenie tohto problému existuje niekolko sposobov. Jednym
je postupne eliminovat niektoré prediktory. Druhym spdsobom je regresia hlavnych komponent,
ktora vytvori analyzu hlavnych komponent (PCA) matice X a potom vyuZije hlavné komponenty

matice X ako nezavislé premenné pre maticu Y (Abdi, 2003).

2.3 Charakteristika hyperspektralnych dat

Z principu dialkového prieskumu Zeme vyplyva, Ze ziskavanie informdcii spociva v merani Ziarivej
energie, ktoru obsahuje elektromagnetické Ziarenie odrazené alebo emitované zlozkami krajiny.

Prave toto Ziarenie je nositelom informacii o zaujmovych objektoch.

Zakladny rozdiel medzi multispetralnymi a hyperspektralnymi datami je v poctu av Sirke
spektralnych pdasiem. Hyperspektralny senzor pokryje rovnaky rozsah spektra ako
multispektrdlny, ale v radu desiatok az stovkach pasiem so Sirkou okolo 10 nm (oproti tomu
napr. pasmo Landsat mad Sirku od 60 nm do 260 nm), ktoré na seba navezuju. Nasledne pri
vykreslovani grafu spektralnych kriviek odrazivosti sa spektrum javi ako spojité. Rozdiel medzi
multispektralnymi datamia hyperspektralnymi datami mézeme vidiet na obrazku 7. Prave vdaka
Uzkym pasmam mozZeme ziskat velmi podrobnu informaciu o odrazivosti Ziarenia pre jednotlivé
vinové dizky elektromagnetického Ziarenia, a preto mozeme svy$dou presnostou uréit typ
materidlu, od ktorého bolo Ziarenie odrazené. Hyperspektrdlne data sa vyuZivaju najma pre

odliSenie velmi jemnych charakteristik zemského povrchu.
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Obr. 7: Rozdiel medzi HS (vpravo) a MS (vlavo) ddtami (Waqar, 2013)

V suvislosti s hyperspektralnymi datami sa zavadza pojem spektralna kniznica, ktord uchovava
informécie o spektralnych krivkach (vztah medzi odrazivostou a vinovou dizkou). Tato krivka sa
ziskava v teréne alebo v laboratériach, ale taktiez ju mbézeme ziskat z hyperspektralnych dat

vdaka ich pasmam, ktoré na seba spojito navezuju.

2.4 Prace zaoberajuce sa vyuzitim ordinacnych analyz
v programe CANOCO

Program Canoco sa vyuZiva pri viacrozmernej Statistickej analyze s vyuzZitim ordina¢nych metdd
vacsinou v oblasti ekoldgie, ale aj v inych oboroch. Program sluzi aj pre analyzu viacrozmernych
dat, tak aj preich interpretaciu. Data, ktoré vstupuju do programu su vo forme dokumentu Excel.
Program podporuje ordinacné analyzy ako napriklad RDA, DCA, CA, CCA, PCA a iné. TaktieZ
v programe mozeme vytvarat rozne typy grafov, ¢i testov nad importovanymi datami (Canoco5,

2016).

Pracou, ktora vyuZiva ordinacné metddy v programe Canoco sa zaoberali Kochjarova et al.
(2015), ktori analyzovali diverzitu a variabilitu travnikov na hranici Karpat a Pandnskej oblasti.
V praci analyzovali nielen novy datovy subor, ale aj datovy subor z predchadzajiceho vyskumu.
Zaujmové Uzemie tvorilo prekryvajicu sa oblast medzi eurépskymi Karpatami a Pandnskou

oblastou nachadzajicu sa na Uzemi Slovenska v oblasti pohoria Muranska planina. Oblast
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Muranska planina bola vroku 1997 vyhldsend za narodny park, ktory ma rozlohu 40 km?

a nadmorsku vysku v rozmedzi od 400 m do 1400 m n. m. Medzi rokmi 2001 a 2011 prebehol
terénny vyskum na Uzemi narodného parku Murdnska planina. Snimky boli rozmiestnené
vacsinou na strane, ktora nebola pokryta snimkami z predchadzajiceho vyskumu. Snimky mali
rozlohu 16 — 25 m? v homogénnych oblastiach, ale v niektorych ¢astiach mali rozlohu mensiu (8
— 16 m?). Celkovy dataset obsahoval 256 snimok zo suchych, polosuchych a mezofilnych
travnikov: 152 snimok bolo z predchdadzajuceho vyskumu a 113 snimok bolo novych. Snimky
obsahovali Udaje o pokryvnosti cievnatych rastlin, nadmorskej vyske, teplote, vihkosti, po6dnej
reakcie aobsahu zZivin. Cely ddatovy subor obsahujici 256 snimok bol rozdeleny na 10
jedinecnych zhlukov. Hlavny gradient druhového zloZenia bol analyzovany s vyuZitim ordinacnej
metddy DCA v programe Canoco. Unimodalna metéda DCA bola zvolend na zaklade vysledku
hodnoty prvej hlavnej osi (4,064 smerodajnej odchylky). Gradientova analyza bola realizovana
len pre 92 novo vytvorenych snimok. Vysledky poukazali, Ze prva hlavna os vyrazne pozitivne
koreluje s hodnotami pddnej reakcie, obsahu Zivin a vlhkostou a negativne koreluje s teplotou.

Druha hlavna os vyrazne pozitivne koreluje s nadmorskou vyskou.

Praci, v ktorej sa vyuZiva ordinacnd analyza v programe Canoco sa venovali Richardson
a Henderson (1999), ktori sa zaoberali spracovanim komunit alpinskych rastlin. V praci sa
zaoberali alpinskou vegetaciou a zistovali vyskyt povodnych komunit a popisovali ich distribdciu
vzhladom na vyznamné environmentdlne faktory. Zaujmové Uzemie sa nachadzalo v narodne;j
rekreacnej oblasti Sawtooth v severovychodnej casti White Cloud Peaks priblizne 21 km
juhozapadne od mesta Clayton v state Idaho. Nadmorska vyska sa na tomto Uzemi pohybuje
v rozmedzi od 2950 do 3297 m n. m. Hornd hranica lesa sa nachadza priblizne 3140 m n. m.
Terénny vyskum prebehol 12.7. az 15.8. 1944 a bol dokonceny 4.-9. augusta 1995. Vyskum
zahfnal len vegetdciu nad hornou hranicou lesa. Bolo zalozenych celkovo 69 snimok. Pre kazdu
snimku boli zaznamenané nasledujuce informdcie: presna poloha, nadmorska vyska, sklon,
orientdcia, pédny substrat, vihkost, druhové zloZenie a pokryvnost. Data boli analyzované
v dvoch Sstatistickych programoch. Prvym bol program TWINSPAN, pomocou ktorého bola
realizovana klasifikacia datového suboru (datovy subor bol klasifikovany do 8 skupin) a druhym
bol program Canoco, pomocou ktorého bol ziskany floristicky gradient s vyuZitim ordinacnej
analyzy CCA (canonical correspondence analysis. Vysledky ordinacnej analyzy ukazali pre prvu
hlavnu os kladnu koreldciu s podnym substratom a nadmorskou vyskou, pricom vysledky pre
druhi hlavnu os preukazali kladnu korelaciu so sklonom. Pre prvé dve hlavné osi sa podarilo

vysvetlit 64 % respektive 71 % celkovej variacie.
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2.5 Prace zaoberajuce vyuzitim ordinacnych analyz

Tato kapitola bude venovana pracam, v ktorych vyuZivaju ordinacné metddy spominané vyssie.

Ordinacné metddy vo svojej praci vyuzili Zeleny a Li (2008), ktori mapovali vegetaciu suchych
acidofilnych travnikov. Zaujmové Uzemie sa nachddzalo v SirSom okoli mesta Trebi¢ na
juhozdpadnej Morave. Uzemie lezalo v nadmorskych vyskach od 400 m do 500 m. Vegetacia
acidofilnych travnikov sa v oblasti vyskytovala na niekolkych stanoviskach, ale v danej praci sa
venovali len dvom stanoviskdm a to: skalnaté udolné svahy a konvexné pahrbky. Cielom
terénneho vyskumu, ktory prebiehal v rokoch 2004-2007, bolo nasnimkovat reprezentativne
porasty suchych acidofilnych travnikov rovnomerne po celom uUzemi. Celkovo bolo
zaznamenanych viac ako 60 fytocenologickych snimkov s rozlohou od 8 m? do 16 m?, ale do
analyzy bolo zahrnutych len 48. Na kazdom snimku bola ziskand pritomnost a odhadnuta
pokryvnost vsetkych cievnatych rastlin, taktiez bol zmerany sklon, orientéacia, nadmorska vyska,
hibka pody a bola odobrand pddna vzorka pre chemickd analyzu. Pomocou nepriamej ordinaénej
analyzy boli analyzované hlavné gradienty v druhovom zloZeni vegetacie. Nasledne boli tieto
gradienty interpretované na zdklade dostupnych meranych alebo vypocitanych ekologickych
faktorov. Ako ordina¢na metdda bola vyuzitd detrendovana korespondencnd analyza (DCA).
Pre interpretaciu jednotlivych ordinaénych 0s bol wvyuzity subor meranych premennych
prostredia (nadmorskd vy3ka, priemerna hibka a aktivne pH pddy). Medzi véetkymi premennymi
prostredia a medzi prvymi dvoma osami DCA bola vypocitana koreldcia pomocou Spearmanova
korelacného koeficientu. Fytocenologické snimky boli v programe JUICE 6.5 klasifikované do 5
asociacii. Vysledky ordinacnej a regresnej analyzy ukazali, Ze variabilita Studovanej vegetacie je

uréovana dvoma hlavnymi ekologickymi faktormi — pH p6dy a nadmorskou vyskou.

Ordinacné metddy boli taktiez vyuzité v praci Pyke et al. (2001), v ktorej zistovali floristické
zloZenie nizinatého tropického lesa. Zaujmové Uzemie sa nachddzalo v panamskom lese napriec
panamskou Sijou. Priemerné zrazky dosahuju hodnoty od 3100 mm rocne na karibskom pobrezi
do 1600 mm rocne v meste Panama. Pre dany vyskum boli vyuzité terénne data z 54 snimok
rozloZzenych naprie¢ panamskou Sijou. Snimky sa nachadzali na troch hlavnych lokalitach a to:
Fort Sherman (karibska strana sije), BCI (stred Sije) a Gamboa (pacificka strana Sije). Tieto lokality
obsahovali snimky s rozlohou 6,5 a 4 ha. Kazda snimka bola stanovena ako pravidelna stvorcova
siet s rozlohou 100 m x 100 m v 20 metrovom intervale. Na kazdej snimke boli zaznamenané 3
hlavné charakteristiky prostredia: medidn zrdZzok, kumulativna hodnota zrdZzok suchej sezény (od

decembra do maja), nadmorska vyska a geoldgia, taktiez bol zaznamenany podet druhov
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a topografia. Pre ziskanie floristickej Struktury boli vyuZité nepriame gradientové metédy NMDS
a DCA. Vysledky ukazali vysoku Uroven floristicke] diverzity druhov napriec€ krajinou. 54 snimok
obsahovalo 22736 jednotlivych stromov z 824 druhov. V priemere kazda snimka obsahovala 421
kmenov a 79 druhov. Vysledky preukazali kladnu korelaciu medzi prvou hlavnou osou NMDS pre
45 snimok a medidnom zrdzok. Hodnota spolahlivosti R? dosiahla hodnoty 0,62. Metdda DCA
dokazala vysvetlit 70 % celkovej variacie pre prvd hlavnd os pre 45 snimok obsahujtcich 417
druhov. Ale pre analyzu zalozenej na 231 druhov pre 45 snimok dokazala metdda DCA vysvetlit
59 % celkovej variacie pre prvu hlavnu os. Pre 45 snimok obsahujucich 68 rodin vysvetlila metéda

DCA 34 % celkovej varidacie pre prvu hlavnu os.

Ordina¢nu analyzu vyuzili vo svojej praci Chiba (2007), ktory skimal vztah medzi pévodnym
druhovym zloZzenim, bohatstvom druhového zloZzenia a stavom prirodzeného prostredia a najma
produktivitou a vihkostou lesa. Zaujmové tUzemie sa nachadzalo na ostrove Anijima s rozlohou
priblizne 8 km?, ktory sa nachadza v strednej &asti ostrovov Ogasawara nachadzajucich sa
v Tichom ocedne. Vegetacia natomto ostrove sa da rozdelit do dvoch skupin ato: suchy
krovinaty les a mierne vlhky les. Terénny prieskum prebiehal od mdja do aprila a od septembra
do oktdbra roku 2006. Celkovo bolo na ostrove rozmiestnenych 86 snimok. Na kazdom snimku
bol zaznamenany pocet cudzorodych druhov pozemnych slimakov a rastlinnych druhov. Taktiez
bolo zmerané pH pody, nadmorskd vyska s vyuZitim topografickej mapy 1 : 10 000, podny
humus, vlhkost a vyska vegetacie. Tychto pat premennych opisujucich podmienky Zivotného
prostredia boli skimané s vyuzitim priamej ordinacnej metédy PCA. Hlavhym cielom bolo
identifikovat najvyznamnejsie gradienty Zivotného prostredia. Ordina¢na metdda PCA dokazala
vysvetlit celkovo 81 % celkovej variacie pre dve hlavné osi. Ale pre analyzu gradientu v druhovom
zloZeni bola vyuzita nepriama ordinacna metdda DCA. Vysledky ordinacnej metddy DCA ukazali,
Ze tato metdda dokazala vysvetlit 81 % celkovej variacie pre dve hlavné osi. Na zdklade vysledkov
metddy DCA boli pozemni slimdci klasifikovani do dvoch hlavnych skupin. Ti, ktori mali nizsie
skére (skupina A) a ti, ktori mali skére vyssSie (skupina B) pre prvu hlavni os. Nasledne bola
vytvorena linedrna regresna analyza, ktora neukazala Ziadnu vyraznu korelaciu medzi druhovym
bohatstvom a prvou hlavnou osou DCA, preto mala vysledna krivka obly tvar. TaktieZ korelovali
hodnoty prvej osi DCA a indexom druhovej rozmanitosti. Vysledok taktiez nepreukazal Ziadnu
vyraznu korelaciu. Koreldcie medzi prvou hlavnou osou DCA a skupinou A ukazala negativnu
koreldciu, ale pre skupinu B a prvu hlavnu os DCA bola koreldcia kladna. Linearna korelacia medzi
prvou hlavnou osou PCA a celkovym mnoZstvom druhov na m? nepreukazala Ziadnu vyraznu

koreldciu, krivka mala konkavny tvar.
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2.6 Prace zaoberajuce sa detailnym mapovanim vegetacie
kombinaciou Statistickych a spektroskopickych metod

Existuje vela mozinosti dialkového prieskumu zeme pre mapovanie vegetacie s vyuzitim
obrazovych snimok. Na jednej strane su to klasické metédy klasifikacie obrazu s vyuzitim
riadenej alebo neriadenej klasifikacie. V tychto pristupoch je vegetdcia klasifikovand do
diskrétnych typov, CiZe je ur¢ena hranica medzi jednotlivymi kategdriami. Ale v skuto€nosti je
takato hranica velmi tazko odhadnutelnd, a preto sa vyuzivaju Statistické metddy pre podrobnu

klasifikaciu vegetacie, ktoré kombinuju data z dialkového prieskumu a Statistickych analyz.

Statistickou metdédou pre mapovanie vegetacie sa zaoberali Feihauer et al. (2011), ktori
s vyuZitim obrazového spektroskopu a Statistickych metdd zmapovali spojity floristicky gradient
v heterogénnom tzemi v okoli mesta Kolin v Nemecku. Cize podrobne mapovali ako sa meni
zloZenie vegetacie na heterogénnom uUzemi. Porovnavali Statisticki metddu Isomap (Isometric
Feature Mapping) oproti konvenénym metddam DCA (Detrended Correspondence Analysis)
a NMDS (Nonmetric Multidimensional Scaling). S vyuZitim tychto Statistickych metdd vytvorili
hlavny floristicky gradient, ktory popisuje prevldadajice kompoziéné zlozenie vo floristickom
datovom subore ako metrické premenné. Vysledné floristické gradienty boli priradené k idajom
z hyperspektralneho senzoru s vyuZitim regresnej analyzy PLSR (partial least squares regression)

a nasledne zmapované.

Analyza prebiehala na nezalesnenej oblasti Wahner Heide pri Koline v Nemecku. Oblast sa
vyznacuje rovinatym terénom, ktory bol ovplyvneny polnohospoddarstvom a vojenskou
¢innostou. Boli vyuzité hyperspektralne snimky zo senzoru HyMap zo Siesteho augusta 2006
s priecnym prekryvom 30%. Snimky boli bezoblacné. Hyperspektralny senzor pokryval
spektralny rozsah od 450 nm do 2480 nm v 125 pdsmach so Sirkou 15 — 16 nm od 450 nm do
1800 nm a 18 — 20 nm od 1950 nm do 2480 nm. Priestorové rozliSenie spektroskopu bolo 4 m.
Obrazy boli upravené geometrickou, radiometrickou a atmosférickou korekciou. Geometricka
presnost bola zvysena s vyuZitim kontrolnych bodov z topografickej mapy 1 : 5000 a ortofota
s vysokym rozlisenim (20 cm). Nasledne boli obrazy mozaikované. Terénny vyskum prebiehal 6
tyzdriov, v ktorych bolo nazbieranych celkovo 195 snimok. Kazdy snimok mal rozlohu 4 m? a bol
rozdeleny na Styri podvzorky. Kazdy snimok obsahoval druhové zloZenie a taktiez bola
zaznamenana aj pddna vlastnost, ¢i vyska vegetécie. Pre kazdy snimok bola ziskand vinova dizka,

ktora odpovedala pixelu z hyperspektralneho snimku.
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Metdda Isomap dokazala vysvetlit 74 % z originalnej variacie v priamej suvislosti s floristickym
datovym suborom v trojrozmernom rieseni. Metdda DCA dokézala vysvetlit 54 % a NMDS 54,7
%. Hodnota spolahlivosti R? ziskanej z metddy Isomap ukézala vhodnost modelu v rozsahu od
0,59 do 0,71. Pre metédu DCA vysli hodnoty R? v rozsahu od 0,39 do 0,72 a pre metédu NMDS
0od 0,58 do 0,77.

Statistickou metddou pre mapovanie vegetécie sa vo svojej praci taktie? zaoberali aj Harris et al.
(2015), ktori s vyuZitim hyperspektralnych dat ziskali floristicky gradient raselinisk. V diele autori
poukazali, Ze dialkovy prieskum je najrychlejsi spdsob ako ziskat informaciu o vegetatnom
zloZeni, ale priestorova zloZitost mnohych severnych raselinisk a spektralna podobnost druhov
raselinisk je dévodom toho, Ze klasické metddy klasifikacie tohto typu vegetacie su limitované.
Preto bola vyuzita ordinacnd a regresna analyza ako alternativa pre mapovanie raselinisk z dat
dialkového prieskumu Zeme. Bola vyuzitd ordinacna metéda Isomap, pomocou ktorej bol
vytvoreny floristicky gradient, ktory popisuje Struktiru komunity tejto vegetacie. Vysledny
gradient bol nasledne priradeny k hyperspektralnemu skeneru (AISA Eagle) s vyuZitim regresnej
analyzy PLSR. Analyza prebiehala na dvoch urovniach. Prvou bolo mapovanie druhového

zloZenia vegetacie a druhou bolo mapovanie typu vegetacie.

Zaujmova oblast sa nachadzala na zapadnom pobreZzi Walesu v oblasti Cosr Fochno, ktora sa
vyznacuje bohatymi zrazkami (priblizne 1220 mm). Terénne data o druhovom zloZeni boli
nazbierané v troch obdobiach, vjuni 2009 avlete 2011 a 2013. Pricom druhové zloZenie
raselinisk sa vyrazne nezmenilo v tomto obdobi. Celkovo bolo vytvorenych 86 snimok. Z danych
snimok bolo ziskanych 5 typov vegetacie: machorasty, travy, kroviny, byliny a lisajniky. Boli
vyuzité hyperspektralne data zo senzoru AISA Eagle, ktoré boli zaznamenané 21. juna 2009. Data
boli bezobla¢né. Radiometrické rozliSenie senzoru bolo 12 bitov a priestorové rozliSenie bolo 0,5
m. Metdéda Isomap dokdazala vysvetlit 82 % celkovej variacie pre druhové zloZenie
v trojrozmernom priestore a 96 % celkovej variacie pre typ vegetdcie v dvojrozmernom
priestore. Hodnota spolahlivosti R? dosiahla hodnét od 0,31 aZ 0,77 pre druhové zloZenie a 0,27

a 0,73 pre typ vegetacie.

Mapovanim vegetacie v zavislosti medzi prvkami vegetacie a ich spektralnymi vlastnostami sa
vo svojej praci zaoberali Feilhauer a Schmidtlein (2011). V praci poukazali, Ze odrazivost je
ovplyvnend druhovym zloZenim vegetacie, ale taktiez aj sezénnymi zmenami. Odkazali
na stabilitu Statistického vztahu medzi druhovym zloZenim a odrazivostou v zavislosti
na priestorovej a ¢asovej zmene vegetacnych podmienok. Zamerali sa na tri biotopy (travniky

chudobné na Ziviny, mokré vresoviska a na luzné luky). Vyskum prebiehal v Nemecku blizko
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mesta Kolin. Boli stanovené stale snimky pre kazdy typ (57 pre travniky, 36 pre vresoviska a 37
pre luky). Snimky boli od seba vzdialené 5 m a mali tvar kruhu z celkovou rozlohou 1 m? kazda.
Pre meranie odrazivosti bol vyuZity pozemny spektrometer (ASD Fieldspec 3 JRTM, ASD Inc.
Boulder, CO), ktory pokryval spektralny rozsah od 350 nm do 2500 nm v 2151 pasmach. Bola
vyuzitd ordinacnd metéda Isomap pre vytvorenie floristikého gradientu. Vysledné hodnoty
floristického gradientu boli priradené k hodnotam odrazivosti s vyuZitim regresnej analyzy PLSR.
Ordinacna metdda dokazala vysvetlit 75 % celkovej variacie pre prva hlavnu os pre kategériu
travniky, 70 % celkovej varidcie pre prvu os kategérie vresoviska a 73 % celkovej varidcie pre prvu
hlavnu os kategérie luky. Hodnota spolahlivosti R? pre ordinaénd metddu Isomap dosiahla

hodn6t od 0,5 do 0,78.

Mapovanim kontinudlneho floristického gradientu s vyuzitim hyperspektralneho skeneru sa vo
svojej prdaci zaoberali Schmidtlein a Sassin (2004). V praci sa zaoberali zdujmovym Uzemim, ktoré
sa nachadzalo na juhu Nemecka v Bavorsku blizko jazera Ammersee. Hlavnym typom Uzemia,
ktorym sa zaoberali boli ldky. V rdmci terénneho prieskumu bolo vytvorenych 37 snimok a kazda
z nich mala 3 kruhové podsnimky. Vzdialenost medzi nimi bola 2,5 a mali rozlohu 1 m2. Kazdy
snimok bol zamerany pomocou GPS so submetrovou presnostou. Boli zaznamenané vsetky
cievnaté rastliny a taktiez ich pokryvnost. Hodnoty odrazivosti boli ziskané s vyuzitim leteckého
obrazového spektrometra (AVIS-2). AVIS-2 meria v oblasti viditelného a blizkeho infracerveného
spektra v rozsahu od 400 nm do 874 nm so spektralnym rozliSenim 9 nm. Pre ziskanie hlavného
florsitického gradientu bola vyuZitd metédda DCA. Vegetacné snimky obsahovali celkovo 134
druhov cievnatych rastlin, ¢o predstavuje priblizne 12 az 40 druhov na snimku. Metdéda DCA
dokazala popisat 63 % celkovej variacie v prvych 3 hlavnych osich. Hodnoty gradientu boli 4,2
smerodajnej odchylky pre prvu os 3,2 pre druht os a 2 smerodajnej odchylky pre tretiu os. Pre
korelaciu medzi hodnotami florisického gradientu a hodnotami odrazivosti bola vyuZzitd regresna

analyza PLSR. Hodnota spolahlivosti R? pre prvé dve ordinaéné osi bola 0,71 a 0,66.

V praci Feilhauer et al. (2013) sa zaoberali ziskanim floristického zloZenia s vyuzitim
multispektralnych dat. V préci chceli poukazat na vyuZitelnost multispektralnych dat pre tuto
Ulohu. Multispektralne data maju vyhodu v tom, Ze sa daju pomerne lahko zohnat, st dostupné
globdlne a poskytuji pomerne dobré spektralne a priestorové rozliSenie. Pre popis hlavného
floristického gradientu bola vyuzita ordina¢na metdda Isomap. Vysledny gradient bol priradeny
k hodnotdm odrazivosti z multispektralneho skeneru swvyuZitim regresnej analyzy PLSR.
Zaoberali sa mapovanim troch rozlicnych vegetacnych tried typickych pre centralnu Eurdpu a to:

na ziviny chudobné a suché travniky, mokré vresoviska a na Ziviny bohaté a vlhké luzné Idky.
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Zaujmové Uzemie sa nachdadzalo pri meste Kolin v Nemecku. Celkova rozloha pre travniky bola
26 ha, pre vresoviskd bola 12 ha a pre luky bola celkova rozloha 12 ha. V rdmci terénneho
prieskumu boli vytvorené stale snimky, ktoré boli od seba vzdialené 5 m s rozlohou 1 m?. Pre
triedu travniky bolo celkovo vytvorenych 57 snimok, pre triedu vresoviska 35 snimok a 37
snimok pre triedu luky. Pre kazdy snimok boli zaznamenané vsetky cievnaté rastliny a machy pre
kvantifikaciu floristickej varidcie. Odrazivost vegetacie kazdého snimku bola ziskana
opakovanym meranim pre jednotlivé typy v roznych ¢asoch. Pre meranie bol vyuzity pozemny
spektrometer (ASD Fieldspec 3 JRTM, ASD Inc. Boulder, CO). Spektrometer pokryval spektralny
rozsah od 350 nm do 2500 nm v 2151 pasmach. V praci porovnavali vyuZitelnost 11
multispektralnych senzorov (ASTER, HRSC-AX, IKONQOS, Landsat 5 TM, Landsat 7 ETM+, LDCM
OLI, Quickbird 2, RapidEye, Sentinel-2, SPOT 5, WorldView-2). Ordinacnd metdda dokazala
popisat 73 % celkovej variacie pre triedu travniky pre prvd os, 70 % pre triedu vresoviska pre
prvi os a 73 % pre triedu luky pre prvu os. Keby boli zohladnené vysledky aj z druhej osi hodnota
by sa navysila 0 10 % pre travniky, 12 % pre vresoviska a 7 % pre liky. Hodnota spolahlivosti R?

sa pohybovalo okolo 0,76.
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3 Zaujmové uzemie

Zaujmovym Uzemim bola oblast krkonosskej tundry v okoli Luc¢nej chaty v Krkonosskom

narodnom parku — vid. obr. 8. Velkost zdujmového Uzemia bola priblizne 6,6 km?2.

Luéna chata

© chata
kéta o 15k
m
vodny tok '
:l hranica zdujmového Gzemia
Zdroje:

ARGDATA PRAHA, s. 1. 0. ArcCR® 500- Digitalni vektorova databaze CR [online]. 3.1

Dostupné z: httpsi/fwww.arcdata.cz/produkty/geograficka-data/arccr-500 (29.1.2017)
podkladova mapa:

CUZK (2013): Prohlizeci sluzba WMS: Ortofoto [online]. Dostupné z- Miroslav MINARCIK
http://geoportal.cuzk.cz/WM S_ORTOFOTO_PUB/WMService. aspx (29.1.2017) Praha 2017

Obr. 8: Mapa zdujmového tizemia

Krkono$e s najvyssim pohorim nielen Ceskej republiky, ale aj strednej Eurépy severne od Alp.
Krkonose prechadzaju dvoma $tatmi ato Ceskou republikou na severe a Polskom na juhu.

Najvyssou horou je Snezka (1603 m n. m.). Od roku 1963 je c¢eska strana Krkonds vyhlasend za
narodny park KRNAP (KRNAP, 2010).
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3.1 Klimatické podmienky

Krkonose su najvyssim hercynskym pohorim. Tvoria horsky val, ktory zadrZiava vlhké a studené
zapadné vetry od Atlantika, ¢o spOsobuje vysoké mnozstvo dazidovych a snehovych zrazok
s nizkymi teplotami. Prdve preto je vtejto oblasti klima vlhSia, chladnejsia a ma vyrazny
oceansky charakter. Teplota vzduchu v tejto oblasti klesa so stupajucou nadmorskou vyskou
priblizne 0 0,5 az 1 °C na kazdych 100 metrov. Priemerna ro¢na teplota sa pohybuje v rozmedzi
od +6 do 0 °C. Zrazky sa pohybuju od 800 mm na Upatiach do 1400 mm na hrebenoch a 1405
mm v Udolnych polohach. Snehova pokryvka sa vytvara pravidelne a dosahuje vysky 100 az 300

cm. V Krkonosiach prebieha pomerne intenzivna lavinova ¢innost (KRNAP, 2010).

Velmi dolezitym klimatickym faktom Krkonds je ten, Ze v minulosti spadali do oblasti tundry.
Vyskyt tundry v KrkonoSiach dokladaju vysledky dlhodobého medzioborového vyskumu
hercynskych pohori a v poslednych desatrodiach poznatky z porovnavacich badatelskych aktivit
vo Vysokych Sudetoch. Specialisti na severski biogeografiu charakterizuju tundru na zaklade

troch kritérii:

1. bezlesné Uzemie
2. celorocny priemer vzdusnej teploty je pod bodom mrazu

3. velkoplo$ne udrfiavajlca sa trvalo zmrznuta pdda (permafrost) (Stursa, 2013)

3.2 Vyskové vegetacné stupne

V oblasti Krkonds mézeme najst 4 zakladné vegetacné stupne: submontanny, montanny,

subalpinsky a alpinsky.

Vzhladom na existenciu tundry v Krkonosiach je potrebné si uvedomit ich prominentnu
polohu na rozhrani horskych masivov strednej, zdpadnej a severnej Eurdpy. KrkonoSe zo
vsetkych vyssich hercynskych stredohori svojimi hrebefimi najvyraznejSie prevysuju alpinsku
hranicu lesa, ktora koliSe okolo 1300 m n. m. a zasahuji do subalpinskeho a alpinskeho

vegetacného stupfia so vietkymi pdvodnymi rysmi vysokohorskej prirody (Stursa, 2013).

Submontanny stupen (podhorsky) — vid. obr. 9 sa rozklada v krkonosskom podhori a na
Upati hor, priblizne medzi 400 az 800 m n. m., ¢o predstavuje priblizne 50 % z celkovej rozlohy

Krkonds. Z drevin tu mozeme najst buk, javor, jasen, jelSu, ¢i vzacne aj jedlu. Tak tiez sa tu
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nachdadzaju vzacne alebo ohrozené rastliny, ako napriklad lalia zlatohlavd, cesnak hadi a vela

dalgich (KRNAP, 2010).

Obr. 9: Smrekové lesy (foto: Lucie Kupkovd)

Montanny stupen — vid. obr. 10 sa nachadza v rozpati od 800 do 1200 m n. m., ¢o
priblizne predstavuje 40 % z celkovej rozlohy Krkonés. V dosledku dolovania a tazby dreva bola
velka ¢ast lesov vyribanad a na ich mieste vznikli bezlesné osidlené enklavy s druhovo kvetnatymi
horskymi likami. M6Zeme sa tu stretndt s druhmi rastlin, ako je zvonéek krkonossky, fialka ZIta

sedetska, ¢i arnika horska (KRNAP, 2010).

Obr. 10: Horskd kvetnatd litka (foto: Lucie Kupkovd)
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Subalpinsky stupen (spodny alpinsky) — vid. obr. 11 sa nachadza v rozpéati od 1200 do
1450 m n. m. atvori priblizne 9,3 % z celkovej rozlohy Krkonés. Tento stupef sa prevazne
vyskytuje na ndhornych plosinach a prilahlych svahoch. Je tvoreny kosodrevinou — ¢o je jedna
z najhodnotnejsich krkonosskych ekosystémov, ale taktieZ sa tu vyskytuju druhotné psicové luky

a severské raseliniska (KRNAP, 2010).

Obrdzok 11: Krkonosska tundra (foto: Lucie Kupkovad)

Alpinsky stupeni (vrchny alpinsky) — vid'. obr. 12 sa nachadza v polohach od 1450 do 1602
m n. m. a tvori priblizne 0,7 % z celkovej rozlohy Krkonds. Nachadza sa vyhradne na najvyssich
a vzajomne izolovanych vrcholoch, akymi st Snézka, Studni¢na hora, Lu¢na hora, Smogornia
a Vysoké Kolo. Reliéf a vegetacia je vyrazne ovplyvnend opakovanym mrznutim a topenim trvalo
vlhkej a podchladenej pody. Na tomto stupni sa vyskytuju drobné kricky, traviny, machy

a lisajniky (KRNAP, 2010).
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Obr. 12: Kamenné more v alpinskej tundre (foto: Lucie Kupkovd)

3.3 Krkonosska arkto-alpinska tundra

Jednda sa o unikdtnu mozaiku ekosystémov alpinskych vrcholov (lisajnikova tundra),
kosodrevinovych porastov, travnikov araselinisk nahornych ploSin (trdvnatd tundra)
a zaveternych svahov ladovcovych karov Krkonds (kvetnatd tundra). Predstavuje ojedinelu
kombinaciu severskych, stredoeurdpskych a alpinskych organizmov a ich spolocenstiev. Pokryva
Uzemie nad alpinskou hranicou lesa. Jednd sa o prirodnu klenotnicu toho najcennejsieho, s ¢im

sa mbzeme v Krkonosiach stretnit (KRNAP, 2010).

3.3.1 Kosodrevinové porasty a psicové travniky

Jednd sa o priestorovo pestri mozaiku kosodrevinovych porastov a travnatej tundry nad
alpinskou hranicou lesa, hlavne na obidvoch nahornych plosinach (Bila, Certova, Pancavskd
a Labska luka). Travnata tundra ma vysoku prirodovednd hodnotu, pretoZe pokryva Uzemie
svyraznou mrazovou modeldciou reliéfu. Dominujicim druhom je psica tuhd a pbévodna
krkono$ska drevina borovica horska. Psicové luky nazyvané ,hercynska pust” si prevaine
prirodzeného pévodu, aviak miestami aj pokryvaju plochy po vysekanej a vypdlenej kosodrevine

z obdobia bludného hospodarstva (KRNAP, 2010).
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3.3.2 Severské raselinistia

Ide o unikatne prirodné tvary na nahornych ploSinach zapadnych avychodnych Krkonos
a prilahlych svahoch (priblizne 60 raselinisk, ktorych celkovd plocha je 268 ha). Svojim
usporiadanim a prirodnymi pomermi su velmi podobné raseliniskdm severnej Eurdpy.
K najznamej$im patri Upske radelinisko, ktoré sa rozklada po obidvoch stranach $tatnej hranice
nedaleko Luénej chaty, radelinisko na Bilé a Certovej luke a Striebornom chrbéte, v zdpadnych
KrkonoSiach, Pancavské raselinisko. Krkonos$ské raseliniskd s zname hojnym vyskytom

glacialnych relikt (napr. ostruznik moruska, raselinik Lindbergov a iné)(KRNAP, 2010).

3.3.3 LiSajnikova tundra

Predstavuje mozaiku kamenitych sutin a riedkej vegetdcie severskych a alpinskych machorastov,
lisajnikov a travin na najvyssich, vzajomne izolovanych vrcholoch Krkonés (Snézka, Studni¢na

a Luc¢na hora, Smogornia, Vysoké Kolo a Kotel)(KRNAP, 2010).

3.3.4 Alpinske kroviny a nivy I'adovcovych karov

Ide o pestry ekosystém kvetnatej tundry (tzv. krkonosskej botanickej zahradky) na zaveternych
svahoch ladovcovych karov Krkon6s tvorenych pozoruhodnym spolocenstvom vysokohorskych
aj nizinnych rastlin a Zivocichov. Su vysledkom zvlastnej suhry rady prirodnych podmienok
a procesov — veterného prudenia, snehovych azemnych lavin, teplotnych a vlhkostnych

pomerov a usporiadani reliéfu fadovcovych karov (KRNAP, 2010).

3.3.5 Horské prameniska

Jedna sa o vlhkomilnud vegetdciu v okoli pramenisk a potokov, najma na svahoch ladovcovych

karov. Je zavisla na stdlom zdroji chladnej, prudiacej a dobre okyslicenej vode (KRNAP, 2010).
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4 Data a metodika

Dana diplomova prdca bola spracovand zdat zterénneho vyskumu (botanické data,

hyperspektralne data) a obrazovych dat z hyperspektralneho senzora APEX.

4.1 Charakteristika terénnych dat

Medzi najdbleZitejSie data patria data zterénneho vyskumu. Terénny vyskum prebiehal
v Krkonosskom narodnom parku v roku 2015 vo vegetacnom obdobi (jul, august). Vyskum bol
zamerany na ddta o vegetdcii v krkonosskej tundre. Konkrétne bolo v teréne vytyéenych 8 tried.

Jedna sa o triedy:

1 —ruderaly (okolie Lu¢nej chaty)

2 — kvetnaté luky (okolie ciest)

3 — zlatobylové spolocenstvo

4 — zmieSané psicové (smilkové) travniky

5 — psicové travniky

6 — alpinske vresovisko

7 — lisajniky, vresovisko a kamene (podmienené reliéfom)

8 —lisajniky

V sulade s postupmi uvadzanymiv literature (Feilhauer et al. (2011), Schmidtlein a Sassin (2004))
pre kazdu triedu (1-8) boli vytvorené styri podplochy vzdialené od sebe priblizne 20 m
(oznacenie A, B, C, D). Na kazdej podploche boli vytvorené styri plochy o rozlohe 1 m x 1 m
(oznacenie 1-4) - vid. obrazok 13. Z toho vyplyva, Ze mame udaje zo 128 pléch (snimok). Kazda
plocha obsahuje druhové zloZenie vegetacie. Celkovo bolo zaznamenanych 119 druhov rastlin.
Jedna sa o percentualne zastupenie druhov rastlin vyskytujucich sa na danej ploche o rozmere 1

m2. Druhové zloZenie a podiel jednotlivych druhov na plochach boli uréené botanikom v teréne.
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Obr. 13: RozloZenie plich pre 8 tried

V teréne boli taktiez ziskané spektralne hodnoty vegetacie s vyuZitim ru¢ného spektrometra ASD
FieldSpec3 (rozsah vinovych dizok 350 — 2500 nm) pre kaZdu plochu. Pre kazdd plochu bolo
vytvorenych celkovo 5 merani a vysledna hodnota spektra bol median z danych merani. V3etky

data boli uloZzené v Excelovskom subore, ktory bol v dalsej ¢asti vyuzZity v programe Canoco 5.

4.2 Charakteristika obrazovych dat

V danej diplomovej praci boli vyuZité hyperspektrdlne data zo senzora APEX.

APEX (Airborne Prism EXperiment) — vid. obr. 14 je letecky stieraci obrazovy
spektrometer vyvinuty Svajciarsko-belgickym konzorciom menom ESA. Je uréeny ako simulator
pre validdciu a kalibrdciu zariadeni pre budice kozmické hyperspektralne senzory. Okrem toho
je APEX pokrodilé vedecké zariadenie pre eurdpsku komunity zaoberajucou sa dialkovym
prieskumom Zeme. Zariadenie je schopné zaznamenat hyperspektralne data priblizne v 300
pasmach vo vinovych dizkach v rozmedzi od 400 nm do 2500 nm s priestorovym rozli$enim od 2

do 5 metrov (Apex, 2007?).
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APEX vyrazne rozsiril mieru tradicného dialkového prieskumu. Je zaloZeny na detekcii vela
uzkych na seba nadvezujucich spektralnych pasiem. To predstavuje moznosti pre detailnejSiu

identifikaciu povrchovych materidlov nez s vyuzitim multispektralnych senzorov (APEX, 2007?).

bottom plate
ETC frame

‘ﬁight
dircction

AMC-IF

Obr.14: APEX systém (eoportal, 2017)

Tab. 1: Vlastnosti skenera APEX

Typ skeneru "push broom" = stieraci
Spektralny rozsah 380 - 2500 nm

Pocet spektrdlnych pasiem az334

Priestorové rozliSenie 2-5m

FOV 28°

IFOV 0,028°

Vyska letu 4 -10 km nad morom
Dynamicky rozsah od 12 do 16 bitov

Zdroj: eoportal, 2017

V tabulke 1 mézeme sledovat jednotlivé vlastnosti senzoru APEX.

Data nasnimala belgicka firma VITO v septembri roku 2012. Snimanie bolo uskutoénené
pre projekt HyMountEcos APEX, a to 10. septembra 2012. Snimanie prebiehalo v dvoch réznych
letovych vySkach, ato 5 750 m a 6 065 m v miestnom c¢ase od 10:35 do 14:13. Celkovo bolo
vytvorenych 15 letovych linii — vid. obr. 15 a k tomu dalSie Styri pridavné BRDF linie — vid. obr.

16 v oblasti Snezky.
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Obr. 15: Pravidelné letové linie (APEX, 2012)
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Obr. 16: BDRF letové linie (Apex, 2012)

Snimanie nepokryvalo len Uzemie Krkon0$ na Ceskej strane, ale taktieZ aj Uzemie na strane
polskej. Dané snimanie pokryvalo interval vinovych di?ok v rozsahu od 0,413 pm do 2,447 pm
a dany interval je pokryty 288 spektralnymi pasmami, ktoré dosahuju priestorové rozliSenie az
2,97 m/pixel (APEX, 2012).

Subor s hyperspektralnymi ddtami obsahuje celkovo 19 letovych linii, ale vzhladom na

prilis velku velkost siboru bol rozdeleny do Styroch ¢asti a to:

e HYME1
e HYME2
e HYME3
e HYMEB
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pricom subor HYME1 obsahuje 6 letovych linii, sibor HYME2 obsahuje 6 letovych linii, HYME3
obsahuje 3 letové linie a subor HYMEB obsahuje 4 letové linie. Data boli zaobstarané vo formate
HDF5, pricom kazdy subor v danom formate obsahuje ako aj georeferencované data, tak aj
negeoreferencované data. Data pre Cesku republiku obsahuju 7 letovych linii. Atmosféricku
a goemetrickl korekciu vytvorila taktiez firma Vito. Geometrickd korekcia bola vytvorend
s vyuzitim modulu C++ na zaklade priameho georeferencovania. Vstupné ddta zo senzora
GPS/IMU, korekéné data a uzivatelsky Specifikovany DTM/DSM boli dalej vyuzité pre
geometrickd korekciu. Vysledné data boli prevedené do systému UTM (WGS84, zéna 33N).
Atmosféricka korekcia bola vytvorend s pomocou CDPC (Central Data Processing Center)
s radiativnym transférom MODTRAN4 podla vybranych algoritmov (Haan et al. (1991)) a berie
do tvahy centralne vinové dizky pre kaidy pixel. Spektra boli zhladené a prevzorkované na
vinové dizky, v ktorych senzory beiia pri spektralnej kalibracii. Data boli dodané vo formate

ENVI, tj. 27 parov *.img a *.hdr suborov (APEX, 2012).

4.2.1 Predspracovanie obrazovych dat

Obrazové data obsahuju pasma, ktoré nenesu Ziadnu informaciu (absorpcia vody)
a preto boli vyradené z analyzy.

Jedna sa o pdsma, ktoré dosahuju hodnét 1 — vid. obr. 17.
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Obr. 17: Sprektrdlna krivka snimky APEX
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4.2.1.1 Tvorba masky

Pre snimku APEX bola vytvorena maska — vid' obr. 18. Na zdklade masky boli odfiltrované Uzemia
ako holé skaly, raseliniska, zastavba a kosodrevina.

Maska bola vytvorena s vyuzitim neriadenej klasifikacie ISODATA v programe ENVI. V prvom
kroku bolo vytvorenych celkovo 16 tried, ktoré boli redukované s vyZitim funkcie Combine
Clasess na 2 triedy. Jednalo sa o triedu maska a triedu vegetacia. V programe ArcMap bola trieda
maska prevedena do shapefile-u. Nasledne v programe ENVI s vyuZitim metdédy Build Mask

a nasledne Apply Mask bola vytvorena maska pre dana snimku.

I:l maska
- vegetacia

Obr. 18: Maska snimku APEX

Na obrazku XX mézeme vidiet vytvorent masku pre snimku APEX.

Vsetky analyzy boli aplikované na snimku s maskou.
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4.3 Spracovanie floristického gradientu

Spracovanie floristického gradientu bolo realizované s vyuzitim terénnych dat pre vSetky triedy.
Data boli spracované v programe Canoco 5. Do analyzy vstupovali len Udaje o druhovom zloZeni
pre 8 tried, pretoZe nas zaujima vegetacné zloZenie a v pripade, Ze by do analyzy vstupovali aj
iné data napr. data o priemernej nadmorskej vyske, vlhkosti, hodnote pH atd. (ktoré boli taktiez
k dispozicii pre vSetky plochy), tak by mohli skreslit vysledok danej analyzy.

V prvej Casti analyzy bola aplikovand nepriama unimoddlna ordinac¢nd analyza DCA
s vyuZitim odmocninovej transformacie, ktora zaisti, aby boli zmensené rozdiely medzi velkymi

hodnotami a zvyraznené rozdiely medzi malymi hodnotami.

4.3.1 Metéda DCA

Metdda DCA bola zvolend na zdklade toho, Ze velmi dobre sumarizuje druhy a vysvetluje
neznamy vegetacny gradient, pretoZe v danej chvili nevieme presne o aky gradient sa jedna.
Velmi délezitou vyhodou tejto metddy je fakt, Ze pracuje s dlhymi gradientami, ¢o je velkou
vyhodou hlavne, ked nevieme, aky typ gradientu sa v zdujmovom prostredi vyskytuje. Daldou
vlastnostou je, ze sa jednda o nepriamu metddu, ktora velmi dobre pracuje aj bez znalosti
o prostredi, pretoze v tejto chvili nevieme k ¢omu sa dané druhy vztahujd, to znamena, ze

nevieme, ktoré druhy sa vztahuju k jednotlivym parametrom prostredia (vlhkost, pH, atd".).
Vyhody a nevyhody DCA:

e Odstrariuje tzv. oblukovy efekt (arch effect), ktory mdzeme popisat tak, ze skore snimok
(a druhov) na druhej ordinacnej osi su kvadratickou funkciou tychto skor na osi prvej
(Smilhauer a Lep$, 2003). To znamend, 7e druhd os ma silnd zavislost k prvej osi, ale
zaroven s fou nekoreluje. Ale hrozi strata skuto¢nej variacie v datach.

e Metdda dosahuje najlepsi vykon z pomedzi technik PCA, CA, NMDS aje vhodnd
pre spracovanie velkych datovych sad. Dalsou vyhodou je, e hodnoty osi danej analyzy
su v jednotkach smerodajnej odchylky s definovanym vyznamom (Hill a Gauch, 1980).

e Algoritmus obcas dava nespravne vysledky, ak su druhy asymetricky rozdelené, co moze
viest k jeho nestabilite.

e Dal3ou nevyhodou tejto metddy je, Ze ojedinele nezvladne velmi dobre komplexnejsi
tvar snimok a taktiez moze znicit ,arch” ak sa skutoc¢ne vyskytuje (Ejrnaes, 2000).

e Metdda DCA obcas potladuje extrémy gradientu (Palmer, 1993).
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e Obecne metdda CCA dosahuje lepsi vykon nez DCA, ale metéda DCA zvycajne Uspesne
pracuje s druhou ordinac¢nou osou (Palmer, 1993).

e Jedna sa o iteraéni metddu, ktora je pomerne robustn3, tj. poskytuje dobru predstavu
o Struktire takmer kazdého datového suboru a dokadze pracovat aj sodlahlymi

hodnotami (Herben a Miinzbergova, 2003).

4.3.2 Import dat do programu Canoco 5:

1. V menu programe Canoco 5 vyberieme moznost File > Import project > from Excel.

2. Vyberieme moinost Add files a ndjdeme Excelovsky subor, ktory chceme pridat
a zvolime moZnost Next.

3. Zaskrtneme listy, ktoré chceme importovat (v naSom pripade su to Gdaje o druhovom
zloZeni a Udaje o premennych prostredia) a zvolime Next.

4. V prvej Casti importujeme druhové data — vo volbe Choose sheet with data zvolime list,
ktory obsahuje data o druhovom zloZeni. Avsak data v Excelu o druhovom zloZeni maju
tvar transponovanej matice (druhy st v riadkoch a snimky v stipcoch). To je ddlezité pri
importu do programu zohladnit — zaskrtneme mozZnost Data are transposed, with
species arranged in rows. A zvolime Next.

5. Nasledne sa ndm zobrazi nahlfad tabulky s importom dat (druhy v riadkoch). Volba
sample names are a volba species names are by mali byt short (up to 8 characters) only.
Next.

6. Taktiez sa nam zobrazi nahlad tabulky s premennymi. Volba environmental variable
names are by mala byt full (length unlimited) only, zatial ¢o nazvy pre snimky budi opat
kratke. Finish.

7. Data st naimportované a pripravené pre dalSie analyzy.

S naimportovanymi datami v programe Canoco 5 vytvorime nepriamu unimodalnu ordina¢nu

analyzu DCA s vyuzitim odmocninovej transformacie.

4.4 Regresna analyza

Metdda PLSR (parcidlnych najmensich stvorcov) bola vyuZitd pre modelovanie vztahu
medzi ordinaénymi skérmi ziskanych z kaZzdej ordinacnej osi analyzy DCA s hodnotami

odrazivosti nameranych vteréne, hodnotami odrazivosti ziskanych priamo zobrazu
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a hodnotami ziskanych ztransformovaného obrazu metédou PCA snimky APEX. Hodnoty
odrazivosti z obrazu aj z metédy PCA boli ziskané s vyuzitim funkcie Extract Multi Values to
Points v programe ArcMap. Analyza PLSR bola realizovana s vyuZitim programu XLSTAT. Jednd
sa o komerény program kompatibilny s programom Excel vytvoreny firmou Addinsoft, ktory
ponuka moznost rozsirenia analytickych a Statistickych funkcii programu Excel (XLSTAT, 2017).

KedZe odrazivost aj gradient su spojité premenné, pre kvantifikovanie ich vzdjomného
vztahu, by stacila obycajna regresna analyza. AvSak regresné modely, ktoré sa zaoberaju
hyperspektralnymi udajmi su viac-menej nachylné k chybam v désledku vysokej redundancie
v priamej suvislosti s datami (Kumar, 2002).

Metdda PLSR predchadza tomuto problému multikolinearity medzi spektralnymi pasmi
tym, Ze prenesie informacny obsah spektralnych pasiem do nezavislych latentnych premennych
(LVs — latent vectors). Na rozdiel od regresnej analyzy hlavnych komponent (principal
component regression) su latentné premenné optimalizované pre reprezentaciu zavislej
premennej (modelovaného floristického gradientu).

Kazda ordinacna os bola modelovand samostatne a vysledkom danej analyzy bol pocet modelov

(rovnic) odpovedajuci poctu spracovavanych ordinacnych 6s.

4.4.1 Vyber premennych pre metédu PLSR

Pre metddu PLSR je velmi dolezité najst spravne premenné, ktoré maja na dany model najvacsi
vplyv, aby sme zaistili ¢o najvyssSiu kvalitu modelu. Velmi ¢asto je vyuzivana postupna regresia,

hlavne v pripade, ak medzi premennymi je pritomnd multikolinearita (Chong a Jun, 2005).

V praxi existuje vela metdd, na ktorych zaklade je mozné vybrat spravne premenné z modelu —

vid. obr. 19, ale v danej praci budeme vyuZivat metddu VIP (Variable importance in projection).
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Obr. 19: Metody pouZivané pre vyber premennych z metédy PLSR (Mehmood et. al, 2012)

Metdda VIP patri medzi tzv. filtrané metddy. Filtratné metddy vyberaju premenné v dvoch
krokoch. V prvom kroku je vytvoreny PLSR model pre cely ddtovy subor. V druhom kroku su
vybrané premenné na zaklade vysledkov z vybraného merania (v naSom pripade vysledky VIP)
podla nami zvoleného prahu. Tieto metddy su povazované za rychle a jednoduché na vypocet,

ale vyber premennych je zavisly na dobre zvolenom prahu (Mehmood et al, 2012).

VSeobecne je pre metddu VIP zvoleny prah v > 1, kde v je vysledna hodnota pre kazdu jednu
premennu. V danej praci bol vyuzity rovnaky prah.

Metdda VIP bola aplikovand na spektra ziskané z terénu a spektra ziskané z hyperspektrdlnej
snimky.

V prvej Casti bola vytvorena analyza PLSR pre vSetky pasma, ktoré boli postupne korelované
s jednotlivymi osami z metédy DCA. Z vysledkov tejto analyzy boli ziskané hodnoty VIP pre
Vybrané premenné boli opat korelované s jednotlivymi osami. Z danych vysledkov bol ziskany

predpis (rovnica), ktory bol aplikovany na snimku.

4.4.2 PCA analyza

Pre porovnanie vysledkov z filtracnej metddy VIP bola vytvorena transformacia obrazu metddou
PCA pre snimku APEX v programe ENVI s vyuzitim funkcie Forward PCA Rotation. Podstatou VIP

metddy je redukovat velkost vstupnych premennych (spektrélnych pasiem) metddy PLSR a
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vybrat len tie premenné, ktoré najviac ovplyvriuji dany model. Preto bola pre porovnanie
vysledkov z metédy VIP vytvorena PCA analyza, ktord je charakteristickd tym, Ze sumarizuje
informdciu zo vstupného suboru do mensieho poctu nekorelovanych pasiem, oddeluje pdsma,
ktoré obsahuju sum a tym padom redukuje dimenzionalitu vstupného stuboru (Smith, 2002).

V nasom pripade bolo vybranych z celkového poctu pdsiem snimky APEX z transformovaného
obrazu metdédou PCA prvych 10 pdsiem, ktoré niesli najviac informacie, pretoze dalSie pasma

obsahovali Sum. V dalSich analyzach bolo spracovanych prave tychto 10 pasiem.

4.5 Klasifikacia

Vysledné rovnice ziskané z analyzy PLSR pre 3 typy spektralnych pasiem (terén, obraz,
metdda PCA) boli aplikované na snimku APEX (na vytvorenu masku — vid' kapitola 4.2.1.1), kvoli
predpovedi skér ordinacnych 6s metddy DCA pre kazdy pixel v obrazovych datach. Rovnice
(modely) boli aplikované na snimku v programe ENVI s vyuZitim funkcie Band Math. Vysledkom
boli Sedotdénové obrazy, ktorych pocet odpovedal poctu ordinacnych 6s (3).

Snimky boli spojené do kompozicie RGB v programe ArcMap svyuzitim funkcie
Composite Bands, pricom platilo, Ze os 1 = Red, os 2 = Green, os 3 = Blue. Vo vyslednej kompozicii
farba kazdého pixelu definuje jeho predpovedanu polohu v ordinaénom priestore, a tym padom
Specifikuje triedu, do ktorej je zaradeny.

Pre porovnanie RGB kompozicie s ,klasickou” metddou klasifikacie bola vytvorena
riadend klasifikdcia SVM. Pre metddu SVM bolo vytvorenych pre kazdu triedu celkovo 8
trénovacich ploch v tvare stvorca o rozmeroch 1x1 m. Plochy odpovedaju plochdm z terénu,

z ktorych boli ziskané udaje pre analyzu DCA —vid. obr. 13 (RozloZenie pléch pre 8 tried).

4.5.1 Legenda Klasifikacie

Legenda klasifikacie bola stanovena v teréne a bola vyuZitd pre RGB kompoziciu aj pre riadenu

klasifikaciu SVM. Jedna sa o triedy:

1. ruderaly
- jedna sa o spolocenstvo rastlin, ktoré vzniklo na ruderdlnom podklade, v prostredi
ovplyvnenom c¢lovekom. Trieda sa vyznacuje druhmi ako prhlava, Rumex crispus

(Stiavec kuceravy).
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Obr. 20: Trieda ruderdly (foto: Lucie Cervend)

2. kvetnaté luky
- jedna sa o druhy, ktoré sa nachadzali vacSinou v oblasti ciest. Trieda sa vyznacuje
druhmi ako Potentilla aurea (natrinik zlaty), Phleum rhaeticum (timotejka

Svajciarska).

Obr. 21: Trieda kvetnaté liky (foto: Lucie Cervend)
3. zlatobylové spolocenstvo

- Jednd sa otriedu, ktora je charakteristickd druhom Solidago virgaurea (zlatobyl

obycajna). Jedna sa o vytrvalu rastlinu vacsinou vyssieho vzrastu.
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Obr. 22: Trieda zlatobyl'ové spolocenstvo (foto: Lucie Cervend)

4. zmieSané psicové travniky
- jedndsao trieda zloZzenu prevazne z druhu Nardus stricta (psica tuha), ale taktiezZ sa

tu vyskytuje aj Carex bigelowii (ostrica Bigelowova).

Obr. 23: Trieda zmiesané psicové trdvniky (foto: Lucie Cervend)

5. psicové travniky

- trieda, ktora je zloZenad len z druhu Nardus stricta (psica tuha).
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Obr. 24: Trieda psicové trdvniky (foto: Lucie Cervend)

6. alpinske vresovisko

- trieda tvorena druhom Calluna vulgaris (vres obycajny).

Obr. 25: Trieda alpinske vresovisko (foto: Lucie Cervend)
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lisajniky, alpinske vresovisko a kamene
- trieda, ktorej vyskyt jednotlivych druhov je podmieneny taktiez reliéfom.
Nachdadzaju sa v nej druhy ako Calluna vulgaris (vres obycajny), ¢i Carex bigelowii

(ostrica Bigelowova) a Hieracium alpinum (jastrabnik alpinsky).

Obr. 26: Trieda lisajniky, alpinske vresovisko a kamene (foto: Lucie Cervend)

lisajniky
- trieda, ktord obsahuje prevazne machy a lisajniky, napr. Rhizocarpon geographicum

(zemepisnik mapovity).

Obr. 27: Trieda lisajniky (foto: Lucie Cervend)
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4.5.2 Hodnotenie presnosti a legenda pre RGB kompoziciu

Pre vysledné mapy, ktoré boli vytvorené spojenim Sedotdénovych snimok do RGB kompozicie nie
je mozné vytvorit legendu , klasickym* rozdelenim pixelov do diskrétnych mnozin a tym padom
aj hodnotit presnost s akou bol dany pixel zaradeny do prislusnej triedy. Preto bola legenda
vytvorena s vyuzitim gradientového scatter plot-u. Na zdklade gradientového scatter plot-u
a vizualnej interpretacie bola hodnotena aj presnost klasifikacie. Rozdelenie 0s scatter plot-u do
RGB kanalov danej kompozicie bolo rovnaké ako pre Sedoténové snimky, os 1 = Red, os 2 =
Green, os 3 = Blue. V pripade klasifikacie SVM nebola presnost hodnotena. Bola vytvorena len
mapa klasifikacie, aby bol zrejmy rozdiel medzi charakterom vystupov obidvoch klasifikacii.

Presnosti by z vyssie uvedenych dévodov nemohli byt porovnané.
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5 Vysledky

V tejto Casti budd zhrnuté dosiahnuté vysledky. Prva Cast je venovana vystupu z programu
Canoco a floristickému gradientu. Dalsia ¢ast je zamerana na analyzu PLSR. Posledna ¢ast je
venovand klasifikdcii snimok s vyuzitim Statistickych analyz, ako aj klasickej metédde SVM

pre porovnanie vysledkov.

5.1 Floristicky gradient

V programe Canoco boli analyzované data z terénu s vyuzitim ordinac¢nej analyzy DCA. V tabulke

2 mo6zeme vidiet vysledky danej analyzy.

Tab. 2: Vysledok metédy DCA

DCA
Os 1 2 3
Eigenvalues 0,817| 0,394 | 0,311
Dizka gradientu 6,448 | 3,461 | 2,984
Kumulativne percento vysvetlenej variacie 8,7 12,9 16,3

V tabulke 2 boli pre prvé 3 osi ziskané udaje o dizke gradientu, variabilitu zachytend prislu$nou
osou a eigenvalues. V tabulke 2 mézeme vidiet variabilitu zachytend prvou osou (8,7 %).
Vyslednd hodnota je nizka, pretoze nas datovy subor obsahoval velké mnozstvo druhov (119),
ale aj velké mnozstvo snimok (128). Ztychto Udajov vyplyva celkové percento vysvetlenej
variacie pre prvé 3 osi ato je 16,3 %, o je pre nds datovy subor pomerne vysoké Cislo — vid.

Worral et al. (2014), Pyke et al. (2001).

Dal$im vystupom z tohto programu boli skéry pre jednotlivé triedy. V tabulke 3 mézeme vidiet

priemerné hodnoty skor pre jednotlivé triedy.
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Tab. 3: Priemerné hodnoty skér pre jednotlivé triedy

Trieda

osl

0s 2

os3

1

0,889856

1,494956

1,196688

1,995513

1,413375

1,226156

3,31645

1,451981

1,071744

4,099531

1,404269

1,366694

3,734736

1,4519

1,502021

5,786373

1,495067

0,232453

N oou | bHhWIN

5,779194

1,412394

1,387725

8

5,355588

1,441025

2,422388

Poznamka: (1) ruderaly, (2) kvetnaté luky, (3) zlatobylové spolocenstvo, (4) zmieSané psicové travniky, (5) psicové travniky, (6)
alpinske vresovisko, (7) lisajniky, vresovisko a kamene

Vystupom z prorgamu Canonco boli dalej ordina¢né diagramy pre jednotlivé osi. Ordinacné

diagramy zobrazuju ako aj druhy (rastliny), tak aj snimky (triedy).
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Obr. 28: Zobrazenie druhov v ordinacnom priestore tvorenom osou 1 a osou 2

Obrazok 28 zobrazuje rozloZenie jednotlivych druhov (rastlin) v ordinacnom priestore zloZzenom

z osi 1 a osi 2. Vzdialenost medzi jednotlivymi druhmi v grafe zobrazuje rozdielnost v rozlozeni
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druhov napriec jednotlivymi triedami (snimkami), ¢ize body, ktoré su blizko pri sebe odpovedaju

druhom, ktoré sa vyskytuju casto pri sebe.

Daldim priamym vystupom z programu Canoco sU obrazky, ktoré zobrazuju rozloZenie

jednotlivych tried (snimok) v ordinatnom priestore pre jednotlivé osi. Vzdialenost medzi

jednotlivymi symbolmi v diagrame zobrazuje rozdielnost v ich druhovom zloZeni.

oS 2

Poznamka: (1) ruderaly, (2) kvetnaté liky, (3) zlatobylové spoloéenstvo, (4) zmieSané psicové travniky, (5) psicové travniky, (6)
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os 1

Obr.29: RozloZenie tried (osi 1 a 2)

alpinske vresovisko, (7) lisajniky, vresovisko a kamene

PAS+=O0OO0

0o~ o o s W N =

Obrazok 29 zobrazuje rozloZenie tried v ordinaénom priestore zlozenom zosi 1 aosi 2. Na

obrazku mézeme vidiet, Ze v priestore tvorenom osami 1 a 2 niektoré triedy nie si dostatocne

oddelené od seba, ¢o sa tyka ich druhového zloZenia. Jedna sa o triedy 4, 5, 6, 7 a 8. Naopak

pomerne dobre su oddelené triedy 1, 2 a 3.
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Obr. 30: RozloZenie tried (osi 1 a 3)

Poznamka: (1) ruderaly, (2) kvetnaté luky, (3) zlatobylové spolocenstvo, (4) zmieSané psicové travniky, (5) psicové travniky, (6)
alpinske vresovisko, (7) lisajniky, vresovisko a kamene

Na obrazku 30 mdzeme vidiet rozloZenie tried v ordinaénom priestore zloZzenom z6s 1 a 3.

V tomto priestore su vsetky triedy pomerne dobre oddelené.
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Obr.31: RozloZenie tried (0si 2 a 3)

Poznamka: (1) ruderaly, (2) kvetnaté liky, (3) zlatobylové spoloéenstvo, (4) zmieSané psicové travniky, (5) psicové travniky, (6)
alpinske vresovisko, (7) lisajniky, vresovisko a kamene
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Obrazok 31 zobrazuje rozloZenie jednotlivych tried v ordinatnom priestore, ktory je tvoreny
osami 2 a 3. Na tomto diagrame mézeme vidiet, Ze okrem tried 6 a 8 nie su triedy dobre

oddelené.

5.2 Regresna analyza

Regresnda analyza bola realizovanda s vyuzitim metddy Partial Least Square Regression (PLSR,

metdda parcidlne najmensich Stvorcov) v programe XLSTAT pre kazdu os zvlast.

Prva Cast je venovana vyberu premennych pre metddu PLSR. Druha Cast je venovana vysledkom

vybranych premennych pre metédu PLSR.

5.2.1 Vyber premennych s vyuZitim metody VIP

Pre vyber premennych bola vyuzita filtracnd metdda, konkrétne VIP (Variable importance in
projection). Metdda VIP bola vyuZitd pre vyber spektralnych pdasiem ziskanych zterénu

a z obrazu.

5.2.1.1 Vybrané premenné pre spektra z terénu

V prvej Casti metddy VIP bola vytvorena analyza PLSR pre vsetky spektralne pasma ziskané
z terénu, ktoré boli korelované s hodnotami skdr postupne pre kazdu os. Z vysledkov analyzy
PLSR boli ziskané hodnoty VIP pre jednotlivé premenné (spektralne pasma) a pre dalsiu analyzu

boli vybrané len tie premenné, ktorych hodnoty pre vsetky tri osi boli vysSie ako 1.
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Graf 1: VIP hodnoty pre spektrd z terénu (os 1)
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Graf 2: VIP hodnoty pre spektrd z terénu (os 2)
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Graf 3: VIP hodnoty pre spektrd z terénu (os 3)
Graf 1 aZ 3 zobrazuje vysledky VIP pre jednotlivé osi z analyzy PLSR pre spektra ziskané z terénu.
Z grafov mozeme vidiet, ktoré intervaly vinovych diZok boli zvolené pre dal3iu analyzu (hodnoty

vacsie ako 1). Z grafu 1 pre prvu os vidime, Ze vybrané pasma sa nachadzali v rozmedzi vinovych

dizok od 700 nm do 1300 nm, ¢o odpoveda pasmu Red Edge aZ NIR.
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5.2.1.2 Vybrané premenné pre spektra z obrazu

Vybrané premenné pre spektra z obrazu boli zvolené na zaklade rovnakého postupu ako boli
zvolené spektra zterénu. V prvej Casti metédy VIP bola vytvorend analyza PLSR pre vsetky
spektralne pasma ziskané z obrazu, ktoré boli korelované s hodnotami skér postupne pre kazdu
os. Z hodnot VIP ziskanych z analyzy PLSR boli pre vSetky tri osi vybrané pre dalSiu analyzu len

tie premenné, ktorych hodnoty boli vacsie ako 1.
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Graf 4: VIP hodnoty pre spektrd z obrazu (os 1)
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Graf 5: VIP hodnoty pre spektrd z obrazu (os 2)
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Graf 6: VIP hodnoty pre spektrd z obrazu (os 3)

Grafy 4 az 6 zobrazuju vysledné hodnoty VIP z analyzy PLSR pre spektrd ziskané z obrazu. Grafy
zobrazuju vinové dizky, ktoré boli vybrané pre daliu analyzu. Z grafov vidime, ze pre prvu
a tretiu os boli vybrané podobné hodnoty vinovych dizok a to v rozmedzi od od 700 nm do 1300

nm, ¢o odpovedd pasmu Red Edge az NIR.

V porovnani s hodnotami z terénu, mbzeme vidiet znaéné rozdiely pre jednotlivé osi, ¢o sa tyka
intervalov vinovych diziek, ktoré boli zvolené k daléej analyze. Ale v pripade prvych 6s pre obidva

typy spektier boli zvolené podobné vinové dizky.

5.2.2 Vyber premennych z PCA analyzy

Podstatou PCA analyzy je zmensenie korelovanych spektralnych pasiem do mensieho poctu

nekorelovanych pasiem, ktoré sumarizuju informaciu zo vstupného suboru.

V prvom kroku bola aplikovana transformacia obrazu metédou PCA pre vsetky pasma snimky
APEX. Na zaklade vysledkov bolo zvolenych prvych 10 pasiem, ktoré niesli najviac informacie.
Ostatné pasma obsahovali Sum, a preto boli pre dalSiu analyzu vyradené. Z vyslednych 10
pasiem transformdcie obrazu metédou PCA snimky APEX boli ziskané spektrdlne hodnoty
pre kazdé pasmo s vyuzitim funkcie Extract Multi Values to Points v programe ArcMap. Vysledné
premenné (spektralne pasma) z transformacie obrazu metddou PCA pre 10 pasiem boli zvolené

pre dalSiu analyzu.
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5.2.3 PLSR pre vybrané pasma

V predchadzajucom kroku boli vybrané spektrdlne pasma na zaklade metédy VIP
a transformacie obrazu metddy PCA. Tieto pasma boli modelované s hodnotami pre jednotlivé

osi analyzy DCA s vyuZitim analyzy PLSR.

Vysledkom analyzy PLSR boli rovnice, ktoré boli v dalSej ¢asti aplikované na obrazové data

senzoru APEX. Celkovo bolo ziskanych 9 rovnic (3 typy hodndt pre 3 osi).

Vysledkom tejto metddy boli taktieZ hodnota spolahlivosti R?, hodnota smerodajnej odchylky, &i

graf medzi pozorovanymi a predikovanymi hodnotami pre danu os.

Tab. 4: Vysledky koreldcie pre spektrd z terénu vybrané metédou VIP

Os 1 2 3
R? 0,563 | 0,003 | 0,237
Smerodajna odchylka 1,146 | 0,323 | 0,539
Stredna kvadraticka chyba |1,136| 0,321 | 0,535

Tab. 5: Vysledky koreldcie pre spektrd z obrazu vybrané metdédou VIP

Os 1 2 3
R? 0,390 0,019 0,402
Smerodajna odchylka 1,371(0,321| 0,477
Stredna kvadraticka chyba |1,343| 0,318 | 0,473

Tab. 6: Vysledky koreldcie pre spektrd z obrazu vybrané po transformdcii obrazu metédou

PCA
Os 1 2 3
R? 0,292 | 0,089 | 0,452
Smerodajna odchylka 1,459 | 0,309 | 0,456
Stredna kvadraticka chyba |1,447| 0,307 | 0,453

V tabulkach 4 az 6 mézeme vidiet vysledky korelacie pre jednotlivé analyzy PLSR. MdzZeme vidiet,

Ze najvyssiu hodnotu spolahlivosti dosiahla prva os pre spektra z terénu vybrané metddou VIP.

svve
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hodnotu spolahlivosti dosiahla tretia os pre vsetky analyzy, pricom pre metéddu PCA bola

hodnota najvyssia.

R?=0,5634 R?=0,2365
. N 0s 2 0s 3

Predikované
Predikované
Predikované

L]
Pozorované Pozorované Pozorované

Graf 7: Vztah medzi predikovanymi a pozorovanymi hodnotami (spektrd z terénu vybrané

metédou VIP)
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Graf 8: Vztah medzi predikovanymi a pozorovanymi hodnotami (spektrd z obrazu vybrané

metddou VIP)
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Graf 9: Vztah medzi predikovanymi a pozorovanymi hodnotami (spektrd z obrazu vybrané

po transformdcii obrazu metédou PCA)

V grafoch 7 az 9 mdzeme vidiet vztah medzi pozorovanymi a predikovanymi hodnotami pre 128
snimok (pocet odpoveda poctu celkovych trénovacich pléch). MoZeme vidiet, Ze pomerne dobré

vysledky dosahuju osi 1 a 3. Na druhej strane os 2 dosiahla velmi nizku korelaciu.
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5.3 Klasifikacia

V danej Casti prace budul zhrnuté dosiahnuté vysledky klasifikacie snimky APEX. Prva cast je
venovana vysledkom klasifikacie s vyuzitim kombinacie metéd DCA a PLSR a nasledne vytvorenej
RGB kompozicii. Druhda cast je venovana porovnaniu vysledkov RGB kompozicie a riadenej

klasifikacie SVM.

5.3.1 Grafické vystupy

Na obrazkoch 32 aZ 34 su vytvorené mapové vystupy pre RGB kompoziciu s vyrezmi pre
jednotlivé triedy klasifikdcie. Mapy obsahuju vyrezy pre 7 tried, pretozZe trieda 8 — lisajniky sa
nachadzala v oblasti, ktord bola odmaskovana. Na zdklade vyrezov pre jednotlivé triedy

a gradientového scatter plot-u méZeme hodnotit presnost danej klasifikacie.

Obrazok 32 zobrazuje klasifikované uzemie s vyuZitim RGB kompozicie pre spektrd z obrazu
vybrané metédou VIP. Na zaklade vyrezov mbzeme vidiet, Ze triedy zmieSané psicové travniky
a psicové travniky dosiahli velmi dobré vysledky. Pomerne dobré vysledky boli dosiahnuté aj pre
triedu alpinske vresovisko. Na druhej strane trieda kvetnaté Iiky nedosahuje dobré vysledky.
Pixely z vyrezu tejto triedy su zaradené skér do tried alpinske vresovisko a lisajniky, vresovisko

a kamene.

Obrazok 33 predstavuje mapovy vystup RGB kompozicie pre spektrd z terénu vybrané metddou
VIP. Na zéklade jednotlivych vyrezov mbzeme vidiet, Ze pomerne dobré vysledky boli dosiahnuté
pre triedy zlatobylové spolocenstvo a alpinske vresovisko. Pre dalsie triedy neboli vysledky velmi

uspokojivé. Pricinou moze byt aj odlisny termin nasnimania obrazu a terénneho vyskumu.

Obrazok 34 zobrazuje RGB kompoziciu pre spektra z obrazu vybrané po transformacii obrazu
metddou PCA. Na zaklade vizualneho hodnotenia mézeme konstatovat, Zze pomerne dobré
vysledky dosiahla trieda psicové travniky a taktiez trieda alpinske vresovisko. Naopak nie velmi

dobrych vysledkov dosiahla trieda zlatobylové spolocenstvo.
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Obrazok 35 aZz 37 zobrazuje gradientovy scatter plot pre vSetky typy ordina¢ného priestoru.

Gradientovy scatter plot sluzi ako legenda pre mapy Uzemia vytvorené RGB kompoziciou.

Obrazok 38 zobrazuje mapové vystupy z klasifikacie SVM a RGB kompoziciu pre spektrd z obrazu
vybrané metédou VIP. S vyuZitim SVM bolo vyklasifikovanych celkovo 6 tried (trieda 8 — lisajniky
atrieda 7 — lisajniky, vresovisko a kamene neboli vyklasifikované, pretoZe sa nachadzali
v odmaskovanej oblasti — liSajniky sa nachdadzali na skalach, ktoré boli odmaskované). Ale
v pripade RGB kompozicie boli lisajniky vyklasifikované, pretoZe sa nachadzali medzi druhmi,
ktoré vstupovali do ordninaénej metddy DCA. Mapa klasifikacie SVM zobrazuje vacsie spojité
plochy pre jednotlivé triedy, pricom RGB kompozicia zobrazuje spojity prechod medzi
jednotlivymi triedami. Mézeme vidiet, ze triedy zmieSané psicové travniky a psicové travniky su
pre obidve klasifikacie takmer totoZné. TaktieZ trieda kvetnaté luky je takmer totoZna pre obidve

klasifikacie. Naopak trieda ruderaly je pre obidve snimky odlisna.

66



fspunen snoaisd - g epat) eyseuw _H_
Afuaen gaooisd BUBSBIWEZ - ¥ BRBLIL

0AJ3UB00|0dS BAQJAGOIE|Z - ¢ BPALl| "

Aoqn| s1ewmany - z epau| LR R
Alglapni - | gpatl| '
. .o B : ey @
Gepsu) N -
. n.w.uw“:. p— kuwﬁ Y . zepsul !
R ey, e A T : ' r &
e . . gepeuL . " kY
| epauy

dI/\ NopoiawWw aueigAa nzeiqe z eipjads

VIOIZOdINOXY g9d

eysew _H_

onjsuagolods anojAqoie|z

0YSIA0SBIA @ysujd|e I

Aiuae) 9A021sd suegaIWZ l
Muneny gaooisd l
Ajesspny

Aqn| sjeutm

ajoexisep| ApatdL

IWAS VIOYMIHISVYIM YNIAVIY

SleN

ey

v
(o]

adenej klasifikdcie SVM

leari

RGB kompozic

e

: Porovnan

Obr. 38

67



6 Diskusia

Hlavnym cielom prace bolo detailne zmapovat a klasifikovat oblast krkono$skej tundry
v okoli Lu¢nej chaty s vyuzitim analyzy floristického gradientu v kombinacii s regresnou analyzou
PLSR (Partial Least Square Regression). Krkonos$ska tundra je unikatne Uzemie nachadzajuce sa
v Krkonogskom narodnom parku. Uzemie je velmi naroéné na klasifikaciu, pretoze vynika velmi
bohatou druhovou rozmanitostou. Tundra patri k najcennejsim, ale taktiez k najzranitelne;jsim
ekosystémom na svete, vdaka ¢omu je dolezité pravidelné riadenie a ochrana, ¢o vyZzaduje
komplexné znalosti o vegetacii a stave Uzemia. Prave tieto poznatky mézu byt poskytnuté aj

s vyuZitim udajov z dialkového prieskumu Zeme (Cervend et al., 2016).

Postup veduci k samotnej klasifikacii bol zloZzeny z niekolkych krokov. Prvym krokom
bola analyza floristického gradientu svyuZitim ordinacnej analyzy DCA (Detrended
correspondence analysis). V druhom kroku boli vyuZité dve metdody (VIP a PCA) pre
vyber/transformaciu pasiem vstupujtcich do analyzy PLSR. V dalsom kroku boli vybrané pasma
modelované s vysledkami DCA analyzy pre jednotlivé osi s vyuZitim analyzy PLSR. Vystupom
modelovania s vyuZitim metddy PLSR boli rovnice, ktoré boli v poslednom kroku aplikované na

obrazové hyperspektralne data senzora APEX.

Floristicky gradient bol vytvoreny s vyuZitim ordinacnej analyzy DCA. Vysledky danej
analyzy boli pre celkovu variaciu zachytenu prislusnou osou nizke, ale vzhladom na velkost
vstupnej matice, ktora vstupovala do analyzy (119 druhov a 128 snimok) je mozné povazovat
vysledky za velmi dobré. Prva ordina¢na os dokazala zachytit 8,4 % celkovej variacie, ¢o je
vzhladom na velkost vstupnej matice velmi dobra hodnota. Dalie dve osi dokazali zachytit 4,2
% celkovej variacie pre druhi os a 3,4 % celkovej variacie pre tretiu os. Z tychto udajov vyplyva,
Ze celkové percento vysvetlenej variacie pre prvé tri osi bolo 16,3 %. Vysledky danej analyzy pre
dizku gradientu poukazuju, 7e pre prvu os bol dosiahnuty velky gradient (6,45 smerodajne;j

odchylky), ¢o vypoveda o velmi heterogénnom tGzemi.

V porovnani s literaturou, tak napriklad v préci Pyke et al. (2001) bola vyuzita ordinacna
metdda DCA pre vytvorenie floristického gradientu. Metéda DCA dokazala vysvetlit celkovo 34
% celkovej variacie zachytenej prvou hlavnou osou pre 45 snimok a 68 druhov. Avsak pre 45
snimok a 417 druhov dokézala prva os zachytit 70 % celkovej variacie. V porovnani s nasou
pracou bola v préci Pyke et al. zachytena vyssia variacia pre prvd hlavnu os, ale pre menej snimok
av prvej Casti aj pre menej druhov. V praci Worral et al. (2014) vyuzivali metédu DCA pre

ziskanie environmentdlneho gradientu, ktory bol spojeny s variabilitou rezimu prietoku vody
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v roznych ¢asovych obdobiach. Metdda dokazala zachytit pre ¢asové obdobie jeseri mensiu
celkovu variaciu pre prvé tri hlavné osi, ato 15,7 % a pre obdobie jar, taktiez mensiu celkovu
variaciu pre prvé tri hlavné osi, ato 15,9 %. Pricom v porovnani s naSou prdcou bola v praci
Worral et al. mensia velkost vstupnej matice (88 snimok a 47 druhov). Ordinaént analyzu DCA
vyuzili vo svojej praci Torok et al. (2014), ktori zistovali zmenu v kompozicii druhov v oblasti
vychodného Madarska. Uzemie bolo rozdelené na 3 ¢asti: suché travniky (84 druhov), mezofilné
travniky (76 druhov) a mokré travniky (69 druhov). Kazdé Gzemie bolo modelované zvlast. Pre
suché travniky metéda DCA vysvetlila celkovo 21,1 % varidcie pre prvé dve osi. Pre mezofilné
travniky bola celkova vysvetlena variacia 29,2 % pre prvé dve osi. Mokré travniky dosiahli
celkovu vysvetlend varidciu pre prvé dve osi 30,9 %. V praci Torok et al. zachytili vysSiu varidciu

pre metddu DCA v porovnani s nasou pracou, ale pre mensi pocet druhov.

Regresnd analyza PLSR bola vyuZita ku koreldcii vyslednych hodnét z ordinaénej analyzy
DCA k trom typom vstupnych dat (spektra ziskané v teréne — metdda VIP, spektra ziskané
z hyperspektranej snimky — metdda VIP, spektrd zo snimky transformovanej pomocou metddy

PCA).

Na prvé dva typy vstupnych dat (spektra z terénu, spektra z obrazu) bola aplikovana
filtracnd metdda VIP (Variables importance in projection) a na jej zaklade boli vybrané len tie
premenné (spektralne pasma), ktoré najviac ovplyviiovali dany model. Pre prvu os obidvoch
snimok a tretiu os pre spektra z terénu boli vybrané pasma najma v oblasti vinovych dizok od
720 nm do 1300 nm, ktoré patria do oblasti Red Edge aZ NIR. Pre spektra z terénu pre tretiu os

boli va&sinou vybrané oblasti vinovych dizok va¢sich ako 1450 nm.

Filtraéné metddy nie su jedinou moznostou ako vybrat premenné, ale ako uviedol vo
svojej praci Mehmood et al. (2012) patria medzi najpouzivanejsie. Filtraénd metddu VIP vyuZzili
pre vyber premennych z metddy PLSR vo svojej praci Chong a Jun (2005), ¢i Gosselin et al. (2010).

Metddu VIP pre vyber premennych z PLSR taktieZ vyuzili vo svojej préci Tran et al. (2014).

Najvyssiu korelaciu (hodnota spolahlivosti R?) dosiahla v tejto praci prva os so spektrami
z terénu a to 0,56. Pre spektra z obrazu dosiahla prva os R? = 0,39 a pre PCA analyzu R%= 0,29.
Pomerne dobre bola korelovana so vsetkymi typmi Udajov aj os 3, ktord v pripade PCA analyzy
dosiahla najvy$3iu hodnotu spolahlivosti 0,45. Pre spektra z terénu bola R? s tretou osou 0,23
a pre spektrd z obrazu R?= 0,4. Naopak druhd os dosiahla velmi nizku hodnotu spolahlivosti pre
vietky typy Udajov. Pre spektrd z terénu R? = 0,003, pre spektrd z obrazu R?= 0,02 a pre PCA
analyzu R?=0,009.
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Kombindciou ordinacnej analyzy s regresnou analyzou PLSR sa vo svojej prdaci zaoberali
Schmidtlein et al. (2007), ktori korelovali hodnoty odrazivosti s hodnotami z ordina¢nej analyzy
s vyuzitim metddy NMDS (non-metric multidimensional scaling). V praci bolo rovnomerne
vymedzenych celkovo 40 snimok, na ktorych bolo zaznamenané percentudlne zastlpenie
celkovo 112 druhov rastlin. Metéda NMDS dokazala vysvetlit celkovo az 98,1 % variacie pre prvé
tri osi. Prva os dokazala vysvetlit celkovo 70,7 % variacie, ¢o je omnoho viac nez v nasej praci
(8,4 %), ale v teréne bolo vymedzenych omnoho menej snimok (40). Taktiez korelacie medzi
spektralnymi udajmi, ktoré boli ziskané zo senzora HyMap a hodnotami z ordinacnej analyzy
NMDS boli v praci Schmidtlein et al. vysoké v porovnani s nasimi, a to R = 0,92 pre prvu os, R? =

0,82 pre druhti os a R = 0,78 pre tretiu os.

Kombindciou ordinacnej analyzy s regresnou analyzou PLSR sa taktiez vo svojej praci
zaoberali Feilhauer a Schmidtlein (2011), ktori vyuZili ordinacni metédu Isomap (Isometric
feature mapping). V teréne boli vytyCené tri Uzemia, ktoré kazdé bolo analyzované zvlast. Pre
Uzemie travniky chudobné na Ziviny bolo vytvorenych celkovo 57 snimok, ktoré obsahovali 56
druhov, pre Uzemie mokré vresoviska bolo vytvorenych 36 snimok s 39 druhmi a pre luzné laky
celkovo 37 snimok s 31 druhmi. V porovnani s vysledkami ordinac¢nej analyzy v tejto praci
dosiahli Feilhauer a Schmidtlein vyssie vysledky celkovej variacie, ale pre mensie vstupné matice.
Prva os dokazala vysvetlit celkovo 75 % celkovej variacie pre kategdriu travniky, 70 % celkovej
variacie pre kategériu vresoviskd a 73 % celkovej variacie pre triedu luky. Vysledky koreldcie
z metddy PLSR boli taktieZ vys$Sie v porovnani s touto pracou. Hodnota spolahlivosti R? pre prvi

ordinacnu os sa pohybovala v rozmedzi od 0,55 do 0,93.

V préaci Feilhauer et al. (2011) taktiez vyuZili kombinaciu ordinacnych technik spolu
s regresnou analyzou PLSR. V préci boli porovnané rozne ordinacné metddy (Isomap, DCA
a NMDS). V teréne bolo vytvorenych 195 snimok, na ktorych bolo ziskané ich druhové zlozZenie.
V porovnani s vysledkami ordinacnej analyzy DCA v tejto prdci dosiahli Feilhauer et al. lepSie
vysledky pre vSetky ordinacné analyzy a to: 74 % vysvetlenej variacie pre 3 osi analyzy Isomap,
54 % vysvetlenej varidcie pre 3 osi analyzy DCA a 54,7 % vysvetlenej varidcie pre 3 osi analyzy
NMDS. TaktieZ dosiahli lepSie vysledky aj pre hodnotu spolahlivosti R?, ktora sa pohybovala od
0,58 do 0,77, aZ na tretiu os metddy DCA, kde R = 0,33, &o je porovnatelné a v niektorych

pripadoch horsie ako v tejto praci.

Jednym z dalSich cielov bolo porovnanie vysledkov klasifikacie s vyuZitim kombinacie
ordinacnej analyzy DCA a regresnej analyzy PLSR s riadenou klasifikaciou SVM (Support Vector

Machine). Vysledkom prvej klasifikacie bola mapa v RGB kompozicii, ktora zobrazuje spojité

70



rozdelenie tried. Presnost danej klasifikacie bola hodnotena na zaklade vizualnej kontroly
s vyuzitim gradientového scatter plot-u. Na zaklade vysledkov pre jednotlivé RGB kompozicie
mbzeme konstatovat, Ze najlepsie vysledky dosiahla RGB kompozicia pre spektra z obrazu
metddy VIP. Jednym z mozinych dovodov lepsich vysledkov pre spektra z obrazu je fakt, ze
terénne spektrd boli z ziskané v inom termin ako bola nasnimand snimka. Oproti tomu mézeme
vidiet mapovy vystup, ktorym bola klasifikdcia s vyuzitim riadenej klasifikdcie SVM, kde
jednotlivé triedy boli rozdelené do diskrétnych mnozin. V pripade klasifikdcie SVM neboli
vyklasifikované triedy 7 — lisajniky, vresovisko a kamene a 8 — liSajniky, pretoZe trénovacie
plochy danych tried boli odmaskované. Na druhej strane mapa v RGB kompozicii triedy 8 a 7
obsahuje, pretoze klasifikacia prebehla na zaklade Statistického priradenia hodnoty (skoéry)
kazdému pixelu, ktord bola vypocitana s vyuzitim ordinacnej analyzy DCA pre danu os. Na druhej
strane vyhodou klasifikacie SVM je hodnotenie presnosti s vyuzitim chybovej matice, ¢o pri RGB

kompozicii nie je mozné.

Na zaklade postupov a vysledkov dosiahnutych v tejto diplomovej praci v porovnani
s postupmi a vysledkami v literature, by bolo vhodné pri dalSom pokracovani v tejto téme
pre modelovanie floristického gradientu vyuZit data z mensieho Uzemia, na ktorom by bolo
menej snimok, ktoré by boli rovhomerne rozmiestnené v priestore. Takto by bola dosiahnuta
vyssia presnost. Vysledky by taktiez mohla zlepsit aj Uprava legendy (napriklad zliéenim
niektorych kategorii — trieda 4 - zmieSané psicové travniky s triedou 5 - psicové travniky, Ci trieda
8 - lisajniky s triedou 7 - liSajniky, vresovisko a kamene). V praci Harris et al. (2015) bola legenda
zloZend z piatich tried, ale Uzemie bolo prevaZzne tvorené len tromi triedami. V praci Harris et al.
bola taktieZ vyuZitd ordinacna technika Isomap, ktord by mohla byt vhodna pre modelovanie

floristického gradientu.

Metdda DCA na zdklade vysSie zmienenej literatiry dosahovala dobrych vysledkov
a mohla by byt vhodné pre modelovanie floristického gradientu. Hodnota celkovej vysvetlenej
variacie v tejto diplomovej praci moze mat za nasledok aj nizku korelaciu so spektralnymi
udajmi, hlavne ¢o sa tyka druhej ordina¢nej osi. Na druhej strane metdda PLSR je vhodna pre
modelovanie vztahu medzi vysledkami ordina¢nej analyzy s premennymi, u ktorych sa vyskytuje
multikolinearita (spektralne pasma). AvSak nevyhodou funkcie PLSR je, Ze programy, ktoré

podporuju tento typ analyzy (napr. XLSTAT, SPSS, Unscrambler), si komercné.

Co sa tyka hodnotenia presnosti vystupov mapovania metédou floristického gradientu
na zaklade vizualnej interpretacie RGB kompozicie mbzeme povedat, Ze lepSiu presnost

dosahuje RGB kompozicia vytvorena s vyuZitim spektier ziskanych priamo z obrazu. Je to
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zapric¢inené rozdielnymi spektralnymi hodnotami vzhladom na rozdielny termin medzi
nasnimanim dat APEX (rok 2012) a terénnym vyskumom (rok 2015). Toto sme predpokladali
a analyza predpoklad potvrdila. V tomto pripade je teda jednoznacéne doporucené vyuzit spektra
z obrazu, ktoré boli vyuzité aj v literature, alebo vyuzit spektra z terénu z toho istého roku ako
bola vytvorend snimka. Aj napriek tomu, Ze niektoré vysledky dosiahnuté v tejto praci boli
horsie, nez vysledky uvadzané v literature, je mozné povedat, Zze vzhladom na fakt, Ze v prirode
sa vzdy vyskytuje mozaika roznych druhov spolocenstiev a nie ohranicené a uzavreté oblasti, je
metdda floristického gradientu a znazornenie klasifika¢nych vystupov pomocou RGB kompozicie

vyhodna pre klasifikovanie vegetacie napriklad prave v krkonosskej tundre.
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7 Zaver

Cielom prace bolo detailne zmapovat a klasifikovat oblast vychodnej tundry
Krkonos$ského narodného parku s vyuzitim ordinaénej analyzy DCA v kombinacii so Statistickou
metddou PLSR. Na zdklade vysledkov celkovej vysvetlenej variacie pre prvé tri osi (16,3 %)
dosiahnutych metédou DCA bolo preukazané, Ze tato metdda je vhodna pre modelovanie
floristického gradientu vzhladom na velkost vstupnej matice terénnych dat. Este lepsich
vysledkov pre celkovl vysvetlenl varidciu by bolo moiné dosiahnut v pripade zmensenia
vstupnej matice terénnych dat. Statistickd analyza PLSR sa potvrdila ako vhodna analyza pre
modelovanie vztahu hodnot ziskanych z ordinacnych 6s DCA so spektralnymi pasmami. Hoci pre
druhu os boli dosiahnuté velmi nizke hodnoty spolahlivosti, tak pre prvé a tretie osi boli hodnoty
spolahlivosti dobré. Nizke hodnoty koreldcie mozu byt zapri¢inené aj vzhladom na nizku
hodnotu celkovej vysvetlenej varidcie z metédy DCA. Avsak po aplikdcii vyslednych rovnic
ziskanych z analyzy PLSR na snimku davali hlavne v pripade RGB kompozicie zo spektier z obrazu,

dobré vysledky.

Dal3ou tlohou v praci bolo porovnanie vysledkov klasifikacie (kombinacia floristického
gradientu a Statistickej metddy) s tradicnou metddou klasifikacie SVM. Porovnanie klasifikacii
bolo mozné len na zdklade vizudlneho hodnotenia, pretoZze v pripade klasifikacie s vyuZitim
floristického gradientu nebolo mozné kvantifikovat presnost klasifikacie. Na zaklade vizualnej
interpretacie mézeme povedat, Ze klasifikdcia SVM mala v nasom pripade mensiu vypovednu
hodnotu, neboli vyklasifikované vsetky triedy. Metdda floristického gradientu vernejsie
zachytava skutocné pozvolné prechody, prelinania sa jednotlivych druhov rastlin a vegetacnych

spolocenstiev v prirode.

Podrobné zloZenie vegetacie mdze poskytnut dolezZité informacie pre manaiment
a spravu Krkonosského narodného parku. Vyhoda klasifikacie s vyuzitim ordinacnej analyzy
v kombinacii s regresnou analyzou PLSR je, Ze moZe byt realizovana na dvoch drovniach. Prvou
urovriou je klasifikacia na zdklade tried a druhou Uroviiou je, Ze je mozné tuto analyzu vyuzit ku
klasifikacii uzemia na zaklade jej druhového zloZenia, ktoré je viac podrobnejSie a méze
poskytnut viac informacii. Vyhodou tejto metddy je aj to, Ze nie je nutné pre klasifikaciu mat
spektralne hodnoty ziskané z terénu, pretoZe dobrych vysledkov je dosiahnutych s vyuZitim
obrazovych spektier. Hoci dostupnost hyperspektralnych dat sa v poslednej dobe zvysuje a ich
priestorové a spektralne rozliSenie poskytuje detailnd informdaciu o sledovanom Uzemi, tak ich

nevyhodou je, Ze ich zaobstaranie je financne narocné a taktiez cas na ich ziskanie a nasledné
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spracovanie je pomerne velky. Nevyhodou danej metddy mdze byt aj to, Zze nie je moziné
kvantifikovat presnost klasifikacie ako v pripade ,klasickych” metdéd klasifikacie (riadena,
neriadend). AvSak na zdklade dosiahnutych vysledkov a hlavne potencidlu danej metédy
klasifikacie je mozné tento postup odporudit pre detailny popis stavu a zmien kompozicie

vegetdcie na Urovni druhov a spolocenstiev, najma v malych zaujmovych Uzemiach.
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