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upravujeme na jejich ekvivalentní formulaci s mnohem nižší dimenzí. Nabízíme
tak nové způsoby řešení, k tomu poskytujeme příklady konkrétních algoritmů a
diskutujeme jejich efektivitu.

Klíčová slova: klasifikace, redukce dimenze, singulární kovarianční matice, vysoce
dimenzionální statistika

Title: Efficient implementation of dimension reduction methods for high-dimensional
statistics

Author: Vojtěch Pekař

Department: Department of Numerical Mathematics

Supervisor: Dipl.-Math Erik Jurjen Duintjer Tebbens, Ph.D., Institute of Com-
puter Science, Czech Academy of Science

Abstract: The main goal of our thesis is to make the implementation of a clas-
sification method called linear discriminant analysis more efficient. It is a model
of multivariate statistics which, given samples and their membership to given
groups, attempts to determine the group of a new sample. We focus especially
on the high-dimensional case, meaning that the number of variables is higher
than number of samples and the problem leads to a singular covariance matrix.
If the number of variables is too high, it can be practically impossible to use the
common methods because of the high computational cost. Therefore, we look at
the topic from the perspective of numerical linear algebra and we rearrange the
obtained tasks to their equivalent formulation with much lower dimension. We
offer new ways of solution, provide examples of particular algorithms and discuss
their efficiency.

Keywords: classification, dimension reduction, singular covariance matrix, high-
dimensional statistics



Obsah

Úvod 3

1 Formulace problému klasifikace 5
1.1 Vstupní data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 5
1.2 Aplikace . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 6
1.3 Proces klasifikace . . . . . . . . . . . . . . . . . . . . . . . . . . . 7
1.4 Testování . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 9

2 Lineární diskriminační analýza 12
2.1 Kovarianční matice . . . . . . . . . . . . . . . . . . . . . . . . . . 12
2.2 Lineární diskriminační funkce . . . . . . . . . . . . . . . . . . . . 13
2.3 Mahalanobisova vzdálenost . . . . . . . . . . . . . . . . . . . . . . 14
2.4 Implementace . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 15
2.5 Fisherova lineární diskriminační analýza . . . . . . . . . . . . . . 16

3 Vysoce dimenzionální lineární diskriminační analýza 19
3.1 LDA s pseudoinverzí . . . . . . . . . . . . . . . . . . . . . . . . . 19
3.2 LDA∗ . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21
3.3 Regularizace s jednotkovou maticí v LDA∗ . . . . . . . . . . . . . 22

3.3.1 Varianta s plným spektrálním rozkladem . . . . . . . . . . 23
3.3.2 Varianta s efektivním spektrálním rozkladem . . . . . . . . 23

3.4 Diagonální regularizace v LDA∗ . . . . . . . . . . . . . . . . . . . 27
3.5 Nediagonální regularizace v LDA∗ . . . . . . . . . . . . . . . . . . 30

4 Bloková aproximace 32
4.1 Sparsifikace . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32
4.2 Permutace proměnných . . . . . . . . . . . . . . . . . . . . . . . . 34
4.3 Implementace . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35
4.4 Regularizace s blokovou maticí v LDA∗ . . . . . . . . . . . . . . . 36

5 Experimentální výsledky 39
5.1 Popis dat . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 39
5.2 LDA s pseudoinverzí . . . . . . . . . . . . . . . . . . . . . . . . . 40
5.3 LDA∗ s jednotkovou maticí, varianta A . . . . . . . . . . . . . . . 40
5.4 LDA∗ s jednotkovou maticí, varianta B . . . . . . . . . . . . . . . 41
5.5 LDA∗ s diagonální maticí . . . . . . . . . . . . . . . . . . . . . . . 41
5.6 LDA s blokovou aproximací S . . . . . . . . . . . . . . . . . . . . 41
5.7 LDA∗ s blokovou maticí T . . . . . . . . . . . . . . . . . . . . . . 42
5.8 Diskuze výsledků experimentů . . . . . . . . . . . . . . . . . . . . 42

1



Závěr 46

Seznam použité literatury 47

Seznam obrázků 49

Seznam tabulek 50

Seznam příloh 51

2



Úvod

Mnohorozměrná statistika se zabývá analýzou jevů, jež je možno vystihnout
velkým množstvím proměnných. Jejich vztahy se zaznamenají do tzv. kovarianční
matice, s níž se pak dále manipuluje. Problém ovšem nastává, pokud je množství
proměnných natolik velké, že převyšuje počet vzorků, které jsou pro zkoumání
daného jevu poskytnuty. Takové případy totiž vedou na singulární kovarianční
matici, což má za následek nepříznivé numerické vlastnosti. Pro zdůraznění jádra
problému budeme o této problematice mnohorozměrné statistiky také mluvit jako
o statistice vysoce dimenzionální.
Úloh vysoce dimenzionální statistiky je mnoho, patří sem lineární a neline-

ární regrese, logistická regrese, shluková analýza, klasifikace a jiné. Pro přehled
odkážeme na [21]. V této práci podrobně rozebereme problém klasifikace jakožto
typickou oblast, kde mohou vzniknout singulární kovarianční matice. Důraz při-
tom neklademe na vylepšení klasifikačních modelů samotných, ale na vylepšení
jejich numerických vlastností. Na prvním místě se věnujeme snížení výpočetních
nákladů a navrhujeme i nové postupy primárně s tímto cílem. S tím jsou ob-
vykle spojené nízké paměťové nároky. Otázku numerické stability rovněž zmí-
níme. Rychlé výpočty a vysoká numerická stabilita jsou zásadními požadavky
spolehlivých a efektivních procedur ve vysoce dimenzionální statistice (viz [20]).
V kapitole 1 vysvětlíme, co je podstatou klasifikace, k čemu se využívá a

jaké základní postupy můžeme použít k jejímu řešení. V kapitole 2 se pak blíže
seznámíme s konkrétní metodou, kterou je lineární diskriminační analýza. Tato
populární metoda je poměrně jednoduchá, ale účinná v mnoha aplikacích. Budou
jí věnovány i veškeré zbývající kapitoly.
Pojmem redukce dimenze se v souvislosti s klasifikací obvykle rozumí vhodná

aproximace původního problému, například za pomoci projekce na prostor nižší
dimenze a to za účelem snížení paměťových či výpočetních nákladů (viz [17]). My
však nahlédneme i na lehce odlišné pojetí tohoto pojmu. Povětšinou budeme řešit
původní problém aniž bychom konstruovali jeho aproximaci. Související problémy
numerické lineární algebry však nahrazujeme jinými, které mají dimenze nižší, než
tomu bylo u původně navrhovaného postupu. Redukci dimenze v tomto smyslu
se věnujeme zejména v kapitole 3, kde se setkáváme s již zmiňovaným případem
vysoce dimenzionální statistiky, ve kterém množství proměnných významně pře-
vyšuje počet vzorků. I redukce dimenze v tomto smyslu je motivována znatelným
snížením výpočetních nákladů. Velkou pozornost věnujeme metodám regulari-
zace, které spočívají v nahrazení singulární kovarianční matice maticí regulární a
v jistém smyslu blízké té původní. Návrh na regularizaci a redukci dimenze i za
cenu ztráty informace je uveden v kapitole 4.
Práce je průběžně doplňována ukázkami algoritmů, u nichž se klade důraz na

efektivitu z hlediska výpočetních nákladů. Ta je pro každý algoritmus rozepsána.
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Rovněž jsme algoritmy otestovali a výsledky testů shrnuli v kapitole 5. Přikládáme
též subroutiny, které jsme k tomuto tématu zhotovili a použili k testování.
Jelikož je hlavní přínos této práce založen na manipulaci s kovarianční maticí,

je možné zde uvedené poznatky použít i jako inspiraci pro jiné modely mnoho-
rozměrné statistiky. V práci předpokládáme výskyt pouze obecně hustých kova-
riančních matic. Pokud bychom předpokládali kovarianční matice řídké, bylo by
možné této vlastnosti dále využít, jako je tomu například v [6]. Řídké kovarianční
matice mohou vzniknout v aplikacích, jako je text document processing.
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Kapitola 1

Formulace problému klasifikace

Tato kapitola poskytuje úvod do problému klasifikace potřebný pro porozu-
mění obsahu dalších kapitol. Zavádíme základní definice a nahlížíme na jejich re-
álný význam. Rovněž stanovujeme, jakým způsobem budeme vytvářet algoritmy,
hodnotit jejich výpočetní náklady a také jak je testovat.

1.1 Vstupní data

Na počátku každého klasifikačního problému známe n vektorů pozorování
a příslušnost každého z nich do právě jedné z g skupin. Je naprosto přirozené
předpokládat, že n > g. Každý vektor pozorování se skládá z p proměnných. Na
základě těchto informací definujeme pojmy, jež budou pro celé téma stěžejní.

Definice 1. Nechť pro každé i ∈ {1,...,n} a j ∈ {1,...,p} je xi i-tý vektor pozoro-
vání a xj,i jeho hodnota v j-té proměnné, neboli

xi =






x1,i
...

xp,i




 ∈ R

p.

Pak výběrovou maticí nazveme takovou matici X ∈ R
p×n, jejíž sloupce tvoří

vektory pozorování, tj.

X =





| |
x1 · · · xn

| |



 ∈ R
p×n.

Maticí kódování skupin dále nazveme takovou matici G ∈ R
n×g, že pokud i-té

pozorování patří do j-té skupiny, pak Gi,j = 1 a Gi,j = 0 v případě opačném.

Matice G pak může mít tvar (při vhodném seřazení pozorování)

5



G =















1 0 · · · 0
... 0 · · · 0
1 0 · · · 0
. . . . . .

0 · · · 0 1

0 · · · 0
...

0 · · · 0 1















∈ R
n×g.

Právě definované matice budeme vždy považovat za vstupní údaj. Našim cílem
bude přijmout pozorování nové a klasifikovat jej do jedné z g skupin pomocí
klasifikátoru konstruovaného z matic X a G. Ono nové pozorování budeme značit
z.

1.2 Aplikace

Jako příklad si můžeme představit, že chceme identifikovat ručně psané sym-
boly nebo fotografie lidí a máme dostupné určité množství již klasifikovaných
vzorků (viz obrázek 1.1; z vlastních zdrojů). V takovém případě bude každý slou-
pec matice X reprezentovat jeden snímek a jeho proměnné budou pixely. Nový
snímek, který chceme identifikovat, bude obsažen ve vektoru z. Zpravidla je na
každý konkrétní problém zvolena individuální modifikace klasických algoritmů,
která bere v úvahu například odchylky v otočení, posunutí či přiblížení snímků.
Srozumitelný náhled do problematiky klasifikace včetně jejích aplikací je v [7,
kapitola 10].
Nemusíme ale zůstávat pouze u rozlišování obrázků. Klasifikační algoritmy

jsou také klasickou úlohou v problematice zpracování signálů (viz [11]). Naleznou
uplatnění při rozpoznávání zvuků, hudby a mluvené řeči. Hojně se využívají i
v medicíně, kde je potřeba na základě zjištěných symptomů určit stav pacienta.
Významnou aplikací je též genová exprese (viz [25],[3]).

Obrázek 1.1: Sada vzorků ručně psaných symbolů
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1.3 Proces klasifikace

Základní přístup, kterého se budeme v naší práci držet, spočívá ve dvou kro-
cích:

1. Každou skupinu nahradíme jedním reprezentantem. Zde to bude znamenat,
že pro každé j ∈ {1,...,g} spočteme skupinové průměry

x̃j =
1
nj

∑

i∈Nj

xi, (1.1)

kde Nj je množina indexů pro pozorování z j-té skupiny a nj = |Nj|. Ma-
ticově budeme výpočet skupinových průměrů zapisovat

X̃ = XGH−1,

přičemž

X̃ =





| |
x̃1 · · · x̃g

| |



 ∈ R
p×g,

H = diag(1T
nG) =






n1
. . .

ng




 ∈ R

g×g,

kde 1T
n značí (1, · · · ,1)

︸ ︷︷ ︸

n

. V této práci nebudeme první krok nijak dále mo-

difikovat.

2. Klasifikujeme nové pozorování z do skupiny k příslušné nejbližšímu repre-
zentantu. V naivním případě se budeme řídit Eukleidovskou vzdáleností,
čímž získáme předpis

k = argminj∈{1,...,g}‖z − x̃j‖. (1.2)

Maticově budeme tentýž předpis zapisovat

k = argmin‖A‖col,

přičemž

A = z1T
g − X̃ =





| |
z − x̃1 · · · z − x̃g

| |



 ∈ R
p×g,

‖·‖col značí vektor norem (nikoli normu) sloupců dané matice a argmin‖·‖col
tedy znamená index sloupce s nejmenší normou.

Jak dále uvidíme, existují pro účel klasifikace i metriky jiné a vhodnější.

Pro přehlednost zapíšeme tento postup do algoritmu A1. Tento algoritmus je
znázorněn na obrázku 1.2 pro deset bodů v rovině rozdělených do dvou skupin,
tedy pro případ n = 10, p = 2, g = 2.
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Obrázek 1.2: Základní algoritmus
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Algoritmus A1 Základní algoritmus
input výběrová matice X,matice kódování skupin G, nové pozorování z
output index přiřazené skupiny k
H = diag(1T

nG)
X̃ = XGH−1

A = z1T
g − X̃

k = argmin‖A‖col

Nejedná se však o jediný přístup, jak lze v klasifikačním algoritmu postupovat.
Například v [22, sekce 9.7.3] nebo v [1] je uvedena metoda nearest neighbor, která
spočívá v tom, že nejprve vybereme určitý počet vektorů pozorování, jež jsou
nejblíže k z a následně klasifikujeme z do skupiny, která má v těchto nejbližších
vektorech pozorování největší zastoupení. Metodou nearest neighbor se v této
práci řídit nebudeme, nicméně naše hlavní poznatky lze snadno aplikovat i pro
tento přístup.
Jiným často užívaným přístupem je třída metod support vector machines.

Jejím principem je najít nadrovinu, která rozdělí vektory pozorování tak, aby
vzdálenost této nadroviny od nejbližších vektorů pozorování byla maximální. Tato
nadrovina by měla zároveň určit meziskupinovou hranici. Pro další podrobnosti
odkazujeme na [24].
Základní algoritmus A1 může být pro jednoduché případy dostačují, nebere

však v úvahu variabilitu jednotlivých proměnných. Jinými slovy údaj nemající
žádný vliv na účast ve skupině se započítá stejnou měrou jako jakýkoli jiný. Tento
nedostatek je napraven v metodách rafinovanějších, jako je lineární diskriminační
analýza.
Protože budeme klást důraz na efektivitu algoritmů, zavedeme značení

Falgoritmus

pro vyjádření počtu floating point operation (FLOP) operací (tzn. operací ”+”,
”−”, ”·”, ”/”) daného algoritmu. To znamená, že například pro A1, kde je domi-
nantní výpočet X̃ = XGH−1, budeme psát

FA1 ∈ O(pn),

neboť součin XG vyžaduje díky řídkosti G pouze O(pn) těchto operací. Užíváme
zde značení O(·) s jeho běžným významem, tzn. f(x) ∈ O(g(x)) značí, že funkce
f je až na konstantu asymptoticky ohraničena funkcí g shora.

1.4 Testování

Navrhneme-li nový algoritmus, je zpravidla potřeba otestovat kvalitu výsled-
ného klasifikátoru i experimentálně. V některých případech je dokonce testování
přímou součástí algoritmu. Jsou to případy, kdy se snažíme optimalizovat nějaký
parametr s ohledem na předložená data.
Jedním z přístupů je rozdělit n pozorování na množinu trénovací a testovací

podle schématu
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Xtrain =





| |
x1 · · · xm

| |



 ∈ R
p×m,

Xtest =





| |
xm+1 · · · xn

| |



 ∈ R
p×(n−m).

Pro každé i ∈ {m+1,...,n} pak řešíme problém klasifikace s daty X = Xtrain,
z = xi. Jelikož příslušnost do skupin známe i pro pozorování z, můžeme rozhod-
nout, zda pro dané i proběhla klasifikace správně. Úspěšnost poté soudíme podle
procenta správných klasifikací, které v algoritmech značíme u.
Tento postup je rychlý, neboť provádíme pouze n − m klasifikací a navíc

trénovací množina je pro každé i ∈ {m + 1,...,n} stejná, tudíž ji stačí zpracovat
pouze jednou. Mnohá data jsou však v každé klasifikaci nevyužita, navíc je často
žádané do testování zahrnout i ono zpracování trénovací množiny.
Metoda, s níž budeme testovat v této práci, se nazývá leave-one-out cross-

validation (zkráceně LOOCV). Pro každé i ∈ {1,...,n} vybereme jedno pozorování
z = xi a za vzor Xtrain považujeme pozorování ostatní. V algoritmech budeme
používat značení pro vynechání i-tého vektoru pozorování

X̂i =





| | | |
x1 · · · xi−1 xi+1 · · · xn

| | | |



 ∈ R
p×(n−1),

což znamená, že přiřazení vzoru pro LOOCV budeme zapisovat

Xtrain = X̂i.

V případě matice kódování skupin znamená Ĝi matici G, v níž je vynechán i-tý
řádek. LOOCV je zachyceno v algoritmu A2, pro jeho výpočetní náročnost platí

FA2 ∈ O (nFalgoritmus) .

Algoritmus A2 LOOCV
input výběrová matice X,matice kódování skupin G, algoritmus
output úspěšnost u
u = 0
for i = 1 : n
z = xi

Xtrain = X̂i

Gtrain = Ĝi

k = algoritmus(Xtrain, Gtrain, z)
if G(i,k) == 1 then
u = u+ 1
end
end
u = 100u/n
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Jelikož jednotlivé trénovací množiny X̂1,...,X̂n se liší vždy jen o jeden sloupec,
lze využít informaci z i-té iterace procesu LOOCV pro i+ 1-tou iteraci. Tomuto
způsobu snížení výpočetních nákladů se zde věnovat nebudeme, jeden ze způsobů
lze najít v [2, kapitola 3].
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Kapitola 2

Lineární diskriminační analýza

Zatímco v předešlé kapitole jsme probrali pouze podstatu klasifikačního pro-
blému a způsob řešení jsme jen naznačili, zde již představíme konkrétní model,
který se v této tématice běžně využívá.

2.1 Kovarianční matice

Předpokládejme nejprve, že p < n. V takovém případě lze za účelem klasifikace
použít klasickou lineární diskriminační analýzu (zkráceně LDA), jejíž hlavním
nástrojem je kovarianční matice. Zaveďme nejprve značení

x̄ =
1
n

n∑

j=1

xj ∈ R
p,

x̄i,· =
1
n

n∑

j=1

xi,j ∈ R.

Maticově budeme výpočet x̄ zapisovat

x̄ =
1
n
X1n.

Definice 2. Nechť je dána výběrová matice X ∈ R
p×n a dvě její proměnné s

indexem i a j. Pak výběrovou kovariancí i-té a j-té proměnné nazveme hodnotu

cov(i,j) =
1

n− 1

n∑

k=1

(xi,k − x̄i,·)(xj,k − x̄j,·)

a výběrovou variancí (nebo také rozptylem) i-té proměnné budeme rozumět

var(i) = cov(i,i).

Kovarianční maticí pak nazveme takovou matici S = (si,j)
p
i,j=1, pro jejíž prvky

platí
si,j = cov(i,j).
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Výběrovou kovarianci proměnných s indexem i a j interpretujeme jako koefi-
cient, který udává jakým způsobem i-tá proměnná ovlivňuje j-tou a naopak, při-
čemž rozpoznává souvislost pouze lineární. Z pohledu lineární algebry je cov(i,j)
skalárním součinem i-tého a j-tého řádku výběrové matice X, od nichž jsou na-
před odečteny jejich průměry. Kovarianční matici pak chápeme jako schéma všech
výběrových kovariancí. Podrobnější popis těchto pojmů nalezneme v [22, kapitola
3].
Kovarianční matici lze napsat také v maticovém tvaru:

S =
1

n− 1

(
X − x̄1T

n

) (
XT − 1nx̄

T
)
∈ R

p×p.

Jelikož S je součinem dvou vzájemně transponovaných matic, je tato matice vždy
symetrická a pozitivně semi-definitní.
V klasické LDA je (1.2) ze základního postupu nahrazeno předpisem

k = argminj∈{1,...,g} (z − x̃j)
T S−1 (z − x̃j) , (2.1)

díky čemuž se do klasifikace zakomponují vzájemné vztahy proměnných. Vzdále-
nost, kterou byla nahrazena ta Eukleidovská, se nazývá Mahalanobisova vzdále-
nost . Jelikož p < n, je reálné přidat doplňující předpoklad rank(S) = p, aby byl
výraz (2.1) korektní. V takovém případě je navíc S pozitivně definitní. Pozname-
nejme ještě, že koeficient 1

n−1
nemá na předpis (2.1) žádný vliv a lze ho proto při

výpočtech kovarianční matice pro metodu LDA vynechat.

2.2 Lineární diskriminační funkce

Na tentýž klasifikační proces je možné nahlížet i jiným způsobem. Definujeme-
li pro j ∈ {1,...,g} lineární funkci

lj(z) = x̃T
j S

−1z −
1
2
x̃T
j S

−1x̃j ,

pak je (2.1) ekvivalentní zápisu

k = argmaxj∈{1,...,g}lj(z).

To plyne ihned z rovnosti

(z − x̃j)
T S−1 (z − x̃j) = zTS−1z − zTS−1x̃j − x̃T

j S
−1z + x̃T

j S
−1x̃j

a z faktu, že první člen na pravé straně nezávisí na j. Rovnost

zTS−1x̃j = x̃T
j S

−1z

je důsledkem symetrie matice S−1.
Jestliže vezmeme v úvahu i četnost pozorování ve skupinách a aproximova-

nou pravděpodobnost příslušnosti do j-té skupiny označíme pj , pak nabude lj
obecnějšího tvaru

lj(z) = x̃T
j S

−1z −
1
2
x̃T
j S

−1x̃j + ln pj.
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Její odvození je dohledatelné v [22, sekce 9.3.1]. V některých aplikacích jsou do-
konce pravděpodobnosti pj známé předem pro každé j ∈ {1,...,g} a není proto
nutné je aproximovat.
Funkce lj se často dále modifikuje - například kvadratická obdoba lj vede na

kvadratickou diskriminační analýzu. Ačkoli se v této práci budeme věnovat pouze
lineární verzi, dají se povětšinou postupy z následujících kapitol aplikovat i na
kvadratickou diskriminační analýzu a jiné modifikace.

2.3 Mahalanobisova vzdálenost

Protože jsou všechny metody typu LDA odvozeny z Mahalanobisovy vzdále-
nosti, věnujme nyní pozornost jejímu významu. Jedná se o metriku definovanou
jako

d (x,y) =
√

(x− y)T S−1 (x− y).

Pro vysvětlení geometrické interpretace se omezme na případ n = 10, p = 2. Je
zadáno deset bodů v rovině a přísluší jim kovarianční matice S ∈ R

2×2. Když
sestrojíme elipsu se středem v průměru x̄, která má hlavní a vedlejší poloosu ve
směru vlastních vektorů S a o velikosti odmocnin vlastních čísel S, pak tato elipsa
zpravidla celkem dobře vystihuje umístění zadaných bodů. To je vidět zejména v
případě, kdy S je diagonální matice. Pak jsou osy elipsy rovnoběžné s příslušnými
osami souřadnic a jejich velikosti odpovídají výběrovým variancím. V případě,
kdy S není diagonální, je elipsa vhodně pootočena (viz obrázek 2.1).

Obrázek 2.1: Elipsa vystihující data

Nyní považujme hlavní a vedlejší poloosu za bázi nového souřadnicového sys-
tému. Měříme-li tedy libovolné dva body Mahalanobisovou vzdáleností určenou
maticí S, odpovídá to tomu, že napřed transformujeme celou rovinu tak, aby se
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elipsa zobrazila na kružnici a poté aplikujeme vzdálenost Euklidovskou. To je
znázorněno na obrázku 2.2.

Obrázek 2.2: Data po transformaci

2.4 Implementace

Výpočet inverze dané matice bývá často doprovázen špatnými numerickými
vlastnostmi (viz [4]). Stejně tak by tomu mohlo být i u případu S−1. V implemen-
taci LDA se často explicitně počítá S−1, není to ale potřeba. Pro reálné symetrické
matice, jakou je i S, lze zavést spektrální rozklad

S = QDQT ,

přičemž D je diagonální matice s reálnými vlastními čísly na diagonále a Q je
ortogonální matice s příslušnými vlastními vektory ve sloupcích (viz [5, sekce
2.3]). Jelikož S je navíc díky své definici a předpokladu rank(S) = p pozitivně
definitní, jsou všechna vlastní čísla kladná a má tedy smysl výrazD−1/2 (v případě
diagonální matice to znamená, že všechny složky jsou umocněny číslem −1/2).
Díky tomu platí

(z − x̃j)
T S−1 (z − x̃j)

= (z − x̃j)
T QD−1/2D−1/2QT (z − x̃j) = ‖D−1/2QT (z − x̃j) ‖

2
.

Při realizaci pak můžeme nahradit (2.1) ekvivalentním vzorcem

k = argminj∈{1,...,g}‖D
−1/2QT (z − x̃j)‖. (2.2)
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Výpočet spektrálního rozkladu budeme v algoritmech zapisovat

[Q,D] = eig(S).

Základní implementace LDA je k nahlédnutí v algoritmu A3. Výpočetní náklady
spektrálního rozkladu řádově činí p3 operací. K tomu je nutné připočíst náklady
maticového násobení, mezi nimiž převažuje výpočet S s náklady O(p2n). Jelikož
předpokládáme p < n, přidáme dodatečný předpoklad p > g a celkový počet
operací zformulujeme jako

FA3 ∈ O(png + p3 + p2n) = O(p2n).

V [19] je navrženo použití Choleského rozkladu místo spektrálního, čímž se
mohou výpočetní náklady dále znatelně snížit (ačkoli asymptotická složitost se
nemění), neboť výpočet spektrálního rozkladu stojí přibližně 9 ·p3 operací (viz [9,
sekce 8.3]) a Choleského rozklad pouze 1/3 · p3 (viz [9, sekce 4.2]). Pro stabilitu
Choleského rozkladu je podstatné, že kovarianční matice je pozitivně definitní,
což v dalších kapitolách nebude vždy splněno.

Algoritmus A3 Klasická LDA
input výběrová matice X,matice kódování skupin G, nové pozorování z
output index přiřazené skupiny k
H = diag(1T

nG)
X̃ = XGH−1

A = z1T
g − X̃

x̄ = X1n/n

S = (X − x̄1T
n)(X

T − 1nx̄
T )

[Q,D] = eig(S)
k = argmin‖D−1/2QTA‖col

2.5 Fisherova lineární diskriminační analýza

Na závěr kapitoly si popišme související klasifikační model zvaný Fisherova
lineární diskriminační analýza (zkráceně FLDA). Pro popis vztahu mezi LDA a
FLDA odkážeme na [22, kapitola 8]. Jde o metodu redukce dimenze, která spočívá
v projekci větších dat, kde se snažíme co nejlépe zdůraznit skupinovou strukturu.
K tomuto účelu definujeme matici meziskupinových a vnitroskupinových kovari-
ancí.

Definice 3. Nechť je dána výběrová matice X ∈ R
p×n. Pak matici meziskupino-

vých kovariancí B definujeme předpisem

B =
1

g − 1

g
∑

i=1

nj(x̃j − x̄)(x̃j − x̄)T ∈ R
p×p

a matici vnitroskupinových kovariancí W předpisem

W =
1

n− g

g
∑

i=1

∑

i∈Nj

(xi − x̃j)(xi − x̃j)T ∈ R
p×p.
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Poznamenejme, že stejně jako kovarianční matice S jsou i B a W symetrické
a pozitivně semi-definitní.
Abychom během projekce zachovali co nejvíce užitečné informace o třídách,

budeme se snažit maximalizovat vliv matice B a vliv matice W naopak minima-
lizovat. Tuto podmínku vyjádříme následovně.
Pro dané k ∈ N takové, že k ≤ g, hledejme vektory ci ∈ R, i ∈ {1,...,k} tak,

aby platilo:

1. podíl
cTi Bci
cTi Wci

je maximální ∀i ∈ {1,...,g},

2. vektory c1,...,ck jsou lineárně nezávislé,

3. ‖ci‖ = 1 ∀i ∈ {1,...,g}.

Vektory c1,...,ck pak budou tvořit bázi prostoru vystihující původní data ta-
kovým způsobem, že meziskupinová variance je maximální a vnitroskupinová
variance je minimální. Věnujme se nyní otázce, jak je nalézt.

Věta 1. Nechť B,W ∈ R
p×p, c ∈ R

p a rank(W) = p. Pak platí

argmaxc∈Rp

{
cTBc

cTWc
; ‖c‖ = 1

}

= argmaxc∈Rp {|λ|;Bc = λWc, λ ∈ R} .

Důkaz. viz [22, sekce 8.4].
k

Věta 1 říká, že maximalizaci jednotlivých c lze ekvivalentně přepsat na zobec-
něný problém vlastních čísel

Bc = λWc. (2.3)

Zaměřme nyní pozornost na hodnost matic B a W . Jelikož (x̃j − x̄) je prvkem
R

p, hodnost matice
(x̃j − x̄)(x̃j − x̄)T

se rovná 1. V definici matice B se vyskytuje suma g matic hodnosti 1, tudíž musí
platit

rank(B) ≤ min{g, p}.

Stejnou úvahou odhadneme i hodnost matice W

rank(W ) ≤ min{n, p}.

Jelikož předpokládáme p < n, je reálné dodatečně předpokládat, že

rank(W ) = p,

neboli W je regulární. Problém (2.3) díky tomu snadno převedeme na standardní
problém vlastních čísel

(W−1B)c = λc.
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V mnoha aplikacích ale nastává p > n, nebo dokonce p ≫ n. To může vést
ke komplikaci, neboť rank(W ) ≤ min{n, p} = n a W je proto vždy singulární.
Stejně jako v klasifikačním modelu LDA je tak nutné metodu modifikovat. Tomu
se věnuje např. [6], kde je navržena metoda eliminace společného jádra. Je ale též
možné inspirovat se postupy uvedenými v následující kapitole.
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Kapitola 3

Vysoce dimenzionální lineární
diskriminační analýza

Doposud jsme pracovali s předpokladem, že p < n a že pro kovarianční matici
S ∈ R

p×p platí rank(S) = p. V mnoha aplikacích se však setkáme s případem, kde
je velice obtížné získat každý nový vzorek, přičemž proměnných je velmi mnoho,
čehož je typickým příkladem je genová exprese. Z toho důvodu často platí p > n,
nebo dokonce p ≫ n a tudíž p > rank(S). Jelikož je inverze definovaná pouze pro
regulární matice, nedává předpis (2.1) pro klasickou LDA smysl. Právě tento pro-
blém je hlavní náplní této kapitoly. Seznámíme se zde s metodami, které využívají
pseudoinverzi, nebo uměle regularizují kovarianční matici. Hlavním přínosem této
kapitoly, stejně jako celé naší práce, je snížení jejich výpočetních nákladů, ale i
poukázání na některé jejich vlastnosti.

3.1 LDA s pseudoinverzí

Existují způsoby, jak dodefinovat inverzi pro singulární matice. Nejpoužíva-
nější z nich je Moore-Penroseova pseudoinverze, která je v [5] definovaná za po-
moci singulárního rozkladu. Protože budeme uvažovat vždy kovarianční matici
S, jenž je maticí reálnou symetrickou, definici zformulujeme pomocí rozkladu
spektrálního.

Definice 4. Nechť S ∈ R
p×p, rank(S) = r. Moore-Penroseovou pseudoinverzí

matice S nazveme matici

S† = QD†QT = QrD
−1
r QT

r ∈ R
p×p,

kde S = QDQT = QrDrQ
T
r je spektrální rozklad, Dr ∈ R

r×r je diagonální matice
s nenulovými vlastními čísly na diagonále, sloupce Qr ∈ R

p×r tvoří příslušné
vlastní vektory a

D† =

(
D−1

r 0
0 0

)

∈ R
p×p.

O výrazu S = QrDrQ
T
r z definice 4 budeme dále mluvit jako o ekonomickém

spektrálním rozkladu, v algoritmech budeme jeho výpočet zapisovat

[Qr,Dr] = eigeko(S).
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Do LDA algoritmu začleníme nově definovanou matici S† tak, že (2.2) nahra-
díme novým předpisem

k = argminj∈{1,...,g}‖D
−1/2
r QT

r (z − x̃j)‖. (3.1)

Stejně, jako tomu bylo v klasické LDA, i zde výpočetní náklady dosahují O(p3)
operací, používáme-li pro výpočet spektrálního rozkladu standardní metodu (tzv.
metodu QR). Je-li ovšem p > n, nebo dokonce p ≫ n, nejsou takové náklady příliš
příznivé. Pro efektivnější spočtení Qr a Dr zformulujeme tvrzení.

Věta 2. Nechť je dána matice Y ∈ R
p×n, kde p > n. Nechť Q̃rDrQ̃

T
r je ekono-

mický spektrální rozklad matice Y TY ∈ R
n×n a označme Qr = Y Q̃rD

−1/2
r . Pak

platí, že QrDrQ
T
r je ekonomický spektrální rozklad matice Y Y T ∈ R

p×p.

Důkaz. Z předpokladů víme, že

Y TY Q̃r = Q̃rDr.

Vynásobíme-li obě strany rovnice maticí Y zleva, získáme

Y Y TY Q̃r = Y Q̃rDr,

což implikuje
Y Y TQr = QrDr.

Zároveň také platí

QT
r Qr = D−1/2

r Q̃T
r Y

TY Q̃rD
−1/2
r = D−1/2

r Q̃T
r

(

Q̃rDrQ̃
T
r

)

Q̃rD
−1/2
r = I.

Z toho plyne, že Qr je ortogonální a QrDrQ
T
r je ekonomický spektrální rozklad

Y Y T .
k

Zde dosazujeme
Y = (X − x̄1T

n )

a stejné označení budeme používat i nadále. S využitím věty 2 obdržíme algo-
ritmus A4, který vyžaduje méně než O(p3). Výpočet spektrálního rozkladu Y TY
stojí pouze O(n3) operací. Jedinými operacemi se složitostí závisející na p jsou
maticové součiny Y TY resp. Y Q̃r s cenou O(n2p) resp. O(rnp) operací. Dostá-
váme proto

FA4 ∈ O(n2p).

Poznamenejme, že kovarianční matice S = Y TY nemá nikdy plnou hodnost,
neboť

Y TY 1n = Y T (X1n − nx̄) = Y T0p = 0n,

přičemž 0Tn = (0, · · · ,0)
︸ ︷︷ ︸

n

. Je tudíž důležité, že spektrální rozklad Y TY je ekono-

mický.
Intuitivně se zdá být užití pseudoinverze postačující, v případě p ≫ n je však

otázkou, do jaké míry námi spočtená vzdálenost odpovídá té Mahalanobisově.
Ve vysoce dimenzionální statistice se proto dává přednost metodám, které jsou
vystavěny na nahrazení S regulární maticí S∗, která je v jistém smyslu blízká
S. Takové metody zde budeme souhrnně označovat pojmem regularizace. Pro
přehled o metodách regularizace odkážeme na [16], [26] a [8]. Analogické metody
pro FLDA nalezneme v [6].
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Algoritmus A4 LDA s pseudoinverzí
input výběrová matice X,matice kódování skupin G, nové pozorování z
output index přiřazené skupiny k
H = diag(1T

nG)
X̃ = XGH−1

A = z1T
g − X̃

x̄ = XT
1n/n

Y = (X − x̄1T
n )

[Qr,Dr] = eigeko(Y
TY )

Qr = Y Qr

k = argmin‖D−1
r QT

r A‖col

3.2 LDA∗

Rozeberme si standardní způsob regularizace, který je navržen například v
[19], [18] nebo [10]. Z důvodu odlišení od LDA je tato metoda v [19] označována
jako LDA∗ a stejné názvosloví budeme používat i zde. Mějme symetrickou pozi-
tivně definitní matici T ∈ R

p×p a parametr τ ∈ (0,1). Regularizaci kovarianční
matice S zavedeme vztahem

S∗ = τS + (1− τ)T.

Metoda LDA∗ pak bude používat předpis

k = argminj∈{1,...,g} (z − x̃j)
T S∗−1 (z − x̃j) , (3.2)

jež bude zastupovat (2.1). Pomocí LOOCV následně otestujeme kvalitu klasifi-
kace a celý proces zopakujeme pro různá τ . Vybereme takové τ , pro které bylo
testování nejúspěšnější a výsledkem nám bude příslušná matice S∗. V algoritmu
A5 zavádíme navíc krok h ∈ (0,1) a nové testované τ definujeme vždy jako posu-
nutí o h, neboli τnew = τ + h. Pro jednoduchost předpokládejme, že 1/h ∈ N.
Tento velmi běžný postup regularizace sebou nese poměrně vysoké výpočetní

náklady kvůli hledání optimálního regularizačního parametru τ . Mezi výpočet-
ními náklady převažuje spektrální rozklad, který činí řádově p3 operací. Protože
je jeho výpočet zasazen do LOOCV a opakuje se pro všechna τ ∈ {h, 2h, ..., 1−h},
platí

FA5 ∈ O
(
(1/h)np3

)
,

což je podstatně více než v případě algoritmu A4.
Pro zjednodušení už v následujících algoritmech nebudeme považovat za vý-

stup index nového pozorování z, ale jen regularizační parametr τ příslušející té
nejúspěšnější matici S∗ a procentuální úspěšnost, která byla pro dané τ dosažena.
Pro odlišení od výstupu píšeme hlavní cyklus s parametrem t namísto τ .
Doplňme na závěr sekce argument, proč je vhodné volit T pozitivně definitní.

Pro libovolné nenulové v ∈ R
p a τ ∈ (0,1) platí

vTS∗v = τvTSv + vT (1− τ)Tv ≥ vT (1− τ)Tv,

což vyplývá z pozitivní semi-definitnosti kovarianční matice S. Pokud je navíc T
pozitivně definitní, pak

vTS∗v > 0
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Algoritmus A5 LDA∗

input výběrová matice X,matice kódování skupin G, krok h
output regularizační parametr τ, úspěšnost uτ

τ = 0
uτ = 0
for t = h : h : 1− h
ut = 0
for i = 1 : n
z = xi

Xtrain = X̂i

Gtrain = Ĝi

H = diag(1T
nGtrain)

X̃ = XtrainGtrainH
−1

A = z1T
g − X̃

x̄ = Xtrain1n/n

S = (Xtrain − x̄1T
n )(X

T
train − 1nx̄

T )
S∗ = tS + (1− t)T
[Q,D] = eig(S∗)
k = argmin‖D−1/2QTA‖col
if G(i,k) == 1 then
ut = ut + 1
end
end
if ut > uτ then
τ = t
uτ = ut

end
end
uτ = 100uτ/n

a S∗ je proto taktéž pozitivně definitní, díky čemuž je i regulární. Jinými slovy,
správná volba T již zaručí, že LDA∗ je skutečně regularizací.

3.3 Regularizace s jednotkovou maticí v LDA∗

Jednou z nejčastějších voleb T je jednotková matice. Je mimo jiné rozepsána
i v [19] pro svou snadnou a efektivní realizovatelnost. Všimněme si, že pokud by
bylo τ = 0 je S∗ = Ip a tudíž je předpis (3.2) ekvivalentní s předpisem (1.2).
Algoritmus je proto možné chápat jako hledání vhodné kombinace metody LDA
a základního algoritmu A1 ze sekce 1.3.
Kladnou numerickou vlastností této volby T je, že není nutné počítat spekt-

rální rozklad pro všechna τ zvlášť. Máme-li totiž již k dispozici spektrální rozklad

S = QDQT ,
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pak snadno dopočteme také

S∗
τ = τS+(1− τ) Ip = τQDQT+(1− τ)QQT = Q (τD + (1− τ) Ip)QT = QDτQ

T

(3.3)
pro libovolné τ ∈ (0,1), přičemž

Dτ = τD + (1− τ) Ip.

3.3.1 Varianta s plným spektrálním rozkladem

Běžně se tento poznatek používá přímo, což znamená vypočítat kovarianční
matici S, její spektrální rozklad a následně aplikovat (3.3). Protože po vypoč-
tení spektrálního rozkladu pro S známe ihned spektrální rozklad pro libovolné
τ ∈ (0,1), je vhodné zaměnit oproti algoritmu A5 vnější cyklus s vnitřním. To
znamená, že na rozdíl od A5 testujeme pomocí LOOCV pro všechna τ záro-
veň. Abychom mohli průběžně zaznamenávat úspěšnost pro dané τ , zavedeme
pomocné pole

u =










uh

u2h
...

u1−2h
u1−h










∈ R
1/h,

které zinicializujeme u = 0T1/h.
Pro další vylepšení algoritmu zavedeme pomocnou matici

B = QTA ∈ R
p×g,

abychom tento součin mohli umístit před začátek vnitřního cyklu. Takto navržený
postup zapíšeme do algoritmu A6.
Díky tomu, že spektrální rozklad a stejně tak i součin QTA řešíme již před

zahájením vnitřního cyklu, stává se nejnáročnější částí onoho cyklu výpočet
‖D−1/2

t B‖col a na celý vnitřní cyklus bude proto vynaloženo O ((1/h) pg) operací.
Jelikož cena spektrálního rozkladu je O(p3) operací, celkovou efektivitu včetně
LOOCV vyjádříme jako

FA6 ∈ O
(
n
(
p3 + (1/h) pg

))
.

3.3.2 Varianta s efektivním spektrálním rozkladem

V [19] je pro získání spektrálního rozkladu S navrženo využití singulárního
rozkladu

Y = PΣQT ,

pro něž platí vztah

S = Y Y T =
(
PΣQT

) (
PΣQT

)T
= PΣ2P T .

Na spočtení singulárního rozkladu Y je pak potřeba řádově np2 operací, pro p ≫ n
jde proto o výhodnější postup, než počítat spektrální rozklad S.
Podařilo se nám však nalézt ještě efektivnější alternativu, pro její vysvětlení

zformulujme následující větu.
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Algoritmus A6 LDA∗ s jednotkovou maticí, varianta A
input výběrová matice X,matice kódování skupin G, krok h
output regularizační parametr τ, úspěšnost uτ

u = 01/h
for i = 1 : n
z = xi

Xtrain = X̂i

Gtrain = Ĝi

H = diag(1T
nGtrain)

X̃ = XtrainGtrainH
−1

A = z1T
g − X̃

x̄ = Xtrain1n/n

Y = (Xtrain − x̄1T
n)

[Q,D] = eig(Y Y T )
B = QTA
for t = h : h : 1− h
Dt = tD + (t− 1)Ip
k = argmin‖D−1/2

t B‖col
if G(i,k) == 1 then
ut = ut + 1
end
end
end
τ = argmax{ut}
uτ = 100max{ut}/n

Věta 3. Nechť X je výběrová matice podle definice 1 a {x̃j}
g
j=1 jsou skupinové

průměry jim příslušející (viz 1.1). Nechť Y = (X − x̄1T
n), S = Y Y T , τ ∈ (0,1) a

S∗
τ = τS + (1− τ) Ip a r = rank(S). Mějme spektrální rozklady

S = QDQT =
(
Qr P

)
(
Dr 0
0 0

)(
QT

r

P T

)

a
S∗
τ = QDτQ

T (viz 3.3).

Dále definujme
Drτ = τDr + (1− τ) Ir.

Pak platí

argminj∈{1,...,g}
∥
∥D−1/2

τ QT (z − x̃j)
∥
∥ = argminj∈{1,...,g}

∥
∥D−1/2

rτ QT
r (z − x̃j)

∥
∥.

Důkaz. V důkazu budeme používat označení {y1,...,yn} pro sloupce matice Y ,
{p1,...,pn} pro sloupce matice P a N (P T ) pro jádro matice P T .
Krok 1. Dokažme, že span{y1,...,yn} = N (P T ).
Podle [5, sekce 5.2.1] platí

span{p1,...,pn} = N (Y T )
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neboli
Y TP = 0.

Z toho plyne
P TY = 0

neboli
span{y1,...,yn} = N (P T ).

Krok 2. Srovnejme ‖D−1/2
τ QT (z − x̃j)‖ a ‖D

−1/2
rτ QT

r (z − x̃j)‖.
Nechť j ∈ {1,...,g}. Z rovnosti 3.3 víme, že Dτ = τD + (1− τ) Ip. Předně po-

znamenejme, že D má díky pozitivní semi-definitnosti S pouze nezáporné prvky,
proto má Dτ pouze kladné prvky na diagonále a díky tomu má výrazD

−1/2
τ smysl.

Díky definici Drτ tedy platí

D−1/2
τ QT (z−x̃j) =

(

D
−1/2
rτ 0
0 (1− τ) Ip−n

)(
QT

r

P T

)

(z−x̃j) =

(

D
−1/2
rτ QT

r (z − x̃j)
(1− τ)P T (z − x̃j)

)

.

Jelikož pro x̃j platí

x̃j =
1
nj

∑

i∈Nj

xi =
1
nj

∑

i∈Nj

(yi + x̄) =
1
nj

∑

i∈Nj

yi + x̄,

platí také
x̃j − x̄ ∈ N (P T )

a tudíž
P T (z − x̃j) = P T (z − x̄)− P T (x̃j − x̄) = P T (z − x̄) .

To znamená, že

D−1/2
τ QT (z − x̃j) =

(

D
−1/2
rτ QT

r (z − x̃j)
(1− τ)P T (z − x̄)

)

.

Z definice Eukleidovské normy zřejmě plyne, že pro i, j ∈ {1,...,g} platí
∥
∥D−1/2

rτ QT
r (z − x̃i)

∥
∥ >

∥
∥D−1/2

rτ QT
r (z − x̃j)

∥
∥

právě tehdy když
∥
∥
∥
∥

(

D
−1/2
rτ QT

r (z − x̃i)
(1− τ)P T (z − x̄)

)∥
∥
∥
∥
>

∥
∥
∥
∥

(

D
−1/2
rτ QT

r (z − x̃j)
(1− τ)P T (z − x̄)

)∥
∥
∥
∥
.

Z toho plyne, že argminj∈{1,...,g} obou výrazů je stejný.

k

Poznamenejme, že pro důkaz věty 3 je zásadní, že regularizace je s jednotkovou
maticí. Pokud bychom definovali S∗

τ = τS + (1− τ)T , kde T 6= Ip, pak by
nemuselo platit Qτ = Q a v důkazu by nebylo jasné, jak by se uskutečnil krok 2.
Věta 3 říká, že k realizaci LDA∗ s jednotkovou maticí stačí ekonomický spek-

trální rozklad S (připomeňme, že rank(S) ≤ n − 1) a regularizaci lze uskuteč-
ňovat s jednotkovou maticí řádu r, aniž by se změnil výsledek klasifikace. To
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má důležité následky pro výpočetní náklady. Pro nalezení ekonomického spekt-
rálního rozkladu použijeme větu 2, díky které stačí spočítat spektrální rozklad
Y TY = Q̃rDrQ̃

T
r s cenou O(n3). Nad samotným spektrálním rozkladem pak do-

minují maticové součiny Y TY resp. Y Q̃r s cenou O(n2p) resp. O(rnp). Takto
navržený postup zapíšeme do algoritmu A7.
Podobně jako v předešlé variantě zavedeme pomocnou matici

B = QT
r A ∈ R

r×g,

abychom mohli umístit tento součin před zahájení vnitřního cyklu. Oproti přede-
šlé variantě má však B menší rozměry a na vnitřní cyklus bude proto vynaloženo
O ((1/h) rg) operací. Celkovou efektivitu nové varianty včetně LOOCV tedy vy-
jádříme jako

FA7 ∈ O
(
n
(
n2p+ (1/h) rg

))
.

Oproti FA6 tak výrazně potlačujeme vliv počtu proměnných p.

Algoritmus A7 LDA∗ s jednotkovou maticí, varianta B
input výběrová matice X,matice kódování skupin G, krok h
output regularizační parametr τ, úspěšnost uτ

u = 01/h
for i = 1 : n
z = xi

Xtrain = X̂i

Gtrain = Ĝi

H = diag(1T
nGtrain)

X̃ = XtrainGtrainH
−1

A = z1T
g − X̃

x̄ = Xtrain1n/n

Y = (Xtrain − x̄1T
n)

[Q,D] = eigeko(Y
TY )

Q = Y QD−1/2

B = QTA
for t = h : h : 1− h
Dt = tD + (t− 1)Ir
k = argmin‖D−1/2

t B‖col
if G(i,k) == 1 then
ut = ut + 1
end
end
end
τ = argmax{ut}
uτ = 100max{ut}/n

Na závěr této sekce porovnejme LDA∗ s T = Ip a LDA s pseudoinverzí. Věta
3 říká, že posledních p − r nulových prvků na diagonále T nemá žádný vliv na
klasifikaci, a to i přesto, že právě tyto prvky měly být původně hlavním důvodem
pro zavedení LDA∗. Pro každé τ ∈ (0,1) tak v algoritmu A7 de facto provádíme
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algoritmus, jehož výsledky odpovídají modifikované LDA s pseudoinverzí, kde
jen pozměníme nenulová vlastní čísla kovarianční matice S a nezvýšíme tak její
hodnost. Proto neočekáváme oproti algoritmu A4 zlepšení (ačkoli teoreticky to
možné je). Věta 3 tak zároveň poukazuje na jistou nevhodnost volby T = Ip.

3.4 Diagonální regularizace v LDA∗

I když se ve velké většině případů používá T = Ip, z experimentů zjišťujeme,
že existují i úspěšnější volby T , než je matice jednotková. Přirozenou heuristikou
se jeví brát například T = diag(S) (za předpokladu, že diag(S)−1 existuje). Na
obrázku 3.1 vidíme, že v případě některých dat může jít o značný rozdíl oproti
T = Ip, v tomto případě šlo o data Sreekumar2009 (viz sekce 5.1). K obhajobě
této volby přispívá také to, že je společně s dalšími volbami navržena v [23].
Dodejme ještě, že pokud T = diag(S) a τ = 0, pak bude mít předpis (3.2) tvar

k = argminj∈{1,...,g}

p
∑

i=1

zi − x̃i,j

var(i)
.

Odpovídající metrikou je normalizovaná Euklidovská vzdálenost a je definovaná

d(x,y) =
p

∑

i=1

xi − yi
var(i)

.

Podobně, jako tomu bylo v regularizaci s jednotkovou maticí, můžeme algoritmus
s T = diag(S) chápat jako hledání vhodné kombinace klasické LDA a klasifikace
s normalizovanou Euklidovskou vzdáleností.
Numerickou nevýhodou oproti jednotkové matici však je, že nahradíme-li v

rovnosti (3.3) jednotkovou matici Ip maticí obecnější, pak rovnost platit nemusí.
Nelze tak použít algoritmus A7 a při použití algoritmu A5 by bylo potřeba spočíst
spektrální rozklad (S∗)−1 pro každé τ ∈ (0,1) zvlášť. Zabývejme se proto tím, jak
vyjádřit (S∗)−1, aby bylo možné zformulovat obdobu rovnosti (3.3) pro T obecně
diagonální. Pro tento účel bude stěžejní následující věta.

Věta 4. (Sherman, Morrison, Woodbury)
Uvažujme regulární matice M ∈ R

p×p a N ∈ R
n×n, a dále matice U ∈ R

p×n

a V ∈ R
p×n. Je-li matice N−1 + V TM−1U regulární, potom platí
(
M + UNV T

)−1
=M−1 −M−1U

(
N−1 + V TM−1U

)−1
V TM−1.

Důkaz. Vynásobme pravou stranu výrazem M + UNV T zleva. Dostáváme
(
M + UNV T

) (

M−1 −M−1U
(
N−1 + V TM−1U

)−1
V TM−1

)

= Ip + UNV TM−1 −
(
U + UNV TM−1U

) (
N−1 + V TM−1U

)−1
V TM−1

= Ip + UNV TM−1 − UN
(
N−1 + V TM−1U

) (
N−1 + V TM−1U

)−1
V TM−1

= Ip + UNV TM−1 − UNV TM−1 = Ip.

Pravá strana je proto inverzí výrazu M + UNV T .
k
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Obrázek 3.1: Srovnání LDA∗ s jednotkovou maticí a s diagonálou S

Pro jiný důkaz odkazujeme na [5]. Dosadíme-li U = V = Y , N = τIn a
M = (1− τ)T , dostaneme vztah

(S∗
τ )

−1 = (τS + (1− τ)T )−1 = ((1− τ)T )−1

− ((1− τ)T )−1 Y
(
τ−1In + Y T ((1− τ)T )−1 Y

)−1
Y T ((1− τ) T )−1 .

Pro lepší přehlednost se držme značení

Mτ = (1− τ)T ∈ R
p×p,

Lτ = τ−1In + Y T ((1− τ)T )−1 Y ∈ R
n×n,

předešlý vztah tím získá jednodušší tvar

(S∗
τ )

−1 =M−1
τ −M−1

τ Y L−1
τ Y TM−1

τ .

Matice Mτ je diagonální a proto snadno invertovatelná. Jedinou netriviální
inverzí tak zůstává L−1

τ , tedy matice mnohem menšího řádu než (S
∗)−1. Ani tu

ale nebudeme počítat explicitně. Matice Lτ je reálná symetrická a tudíž existuje
její spektrální rozklad

Lτ = Q̂τ D̂τ Q̂
T
τ .

Pro klasifikaci je pak třeba minimalizovat pouze součin

(z − x̃j)
T (S∗

τ )
−1 (z − x̃j)

= (z − x̃j)
T (

M−1
τ −M−1

τ Y L−1
τ Y TM−1

τ

)
(z − x̃j)

= (z − x̃j)
T M−1

τ (z − x̃j)− (z − x̃j)
T M−1

τ Y L−1
τ Y TM−1

τ (z − x̃j)

= ‖M−1/2
τ (z − x̃j) ‖

2
− ‖D̂−1/2

τ Q̂T
τ Y

TM−1
τ (z − x̃j) ‖

2
(3.4)
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přes j ∈ {1,...,g}.
Při hledání spektrálního rozkladu Lτ se již nacházíme v podobné situaci, jako

tomu bylo u S∗ s jednotkovou maticí. Známe-li totiž spektrální rozklad

Y TT−1Y = Q̂0D̂0Q̂
T
0 ,

pak platí

Lτ = τ−1Q̂0Q̂
T
0 +(1−τ)−1Q̂0D̂0Q̂T

0 = Q̂0

(

τ−1In + (1− τ)−1 D̂0
)

Q̂T
0 = Q̂0D̂τ Q̂

T
0 ,

díky čemuž snadno získáme spektrální rozklad pro libovolné τ ∈ (0,1).
Výpočetní náklady prvního spektrálního rozkladu dosahují řádově n3 operací.

Nejdražší součástí algoritmu se tak stává samotný součin

Y TT−1Y ∈ R
n×n,

z něhož budeme onen spektrální rozklad počítat. K tomu je třeba O(n2p) operací.
Nezanedbatelné je ovšem také sestavení vektoru

D̂−1/2
τ Q̂T

τ Y
TM−1

τ (z − x̃j) ∈ R
n,

jež činí O(np) operací a je třeba jej získat pro každé j ∈ {1,...,g}. Vzhledem k
předešlé úvaze však pro každé τ ∈ (0,1) platí

Q̂0 = Q̂τ

a díky definici Mτ proto získáváme

D̂−1/2
τ Q̂T

τ Y
TM−1

τ (z − x̃j)

= D̂−1/2
τ Q̂T

0 Y
T ((1− τ)T )−1 (z − x̃j) = (1− τ)−1 D̂−1/2

τ Q̂T
0 Y

TT−1 (z − x̃j) .

Označíme
B = Q̂T

0 Y
TT−1A ∈ R

n×g

(přičemž se stále držíme značení A = z1T
g − X̃ ∈ R

p×g) a tento výraz pak stačí
počítat pouze jednou. Analogicky také platí

M−1/2
τ (z − x̃j) = (1− τ)−1/2 T−1/2 (z − x̃j) ,

zavedeme proto značení
C = T−1/2A ∈ R

p×g

a tento součin počítáme též pouze jednou.
Vraťme se nyní zpět k volbě T = diag(S). Zde není T známé na začátku

algoritmu, ale je dopočteno ze vstupních dat. Dokonce je odlišné pro každé i ∈
{1,...,n} a je tedy nutné jej dopočítat v každé části LOOCV znovu. Jelikož v A8
nekonstruujeme explicitně matici S, T dopočteme jako

T = diag
(
‖Y T‖2col

)
.

Celý postup LDA∗ s volbou T = diag(S) je shrnut v algoritmu A8. Pro do-
končení vnitřního cyklu potřebujeme O ((1/h) pg) operací a podobně jako v A7
započteme i LOOCV. Z toho dostáváme

FA8 ∈ O
(
n
(
n2p+ (1/h) pg

))
.

Získáváme tak výpočetní náklady srovnatelné s FA7, ve vnitřním cyklu je však
navíc závislost na počtu proměnných p.
Analogickým způsobem lze použít libovolné T diagonální nebo snadno inver-

tovatelné. Poznamenejme závěrem, že věta 4 je známá pro svou nestabilitu a je
proto nutné zvážit, zda je její použití pro daná data vhodné.
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Algoritmus A8 LDA∗ s diagonální maticí
input výběrová matice X,matice kódování skupin G, krok h
output regularizační parametr τ, úspěšnost uτ

u = 01/h
for i = 1 : n
z = xi

Xtrain = X̂i

Gtrain = Ĝi

H = diag(1T
nGtrain)

X̃ = XtrainGtrainH
−1

A = z1T
g − X̃

x̄ = Xtrain1n/n

Y = Xtrain − x̄1T
n

T = diag(‖Y T‖2col)
[Q0,D0] = eig(Y TT−1Y )
C = T−1/2A

B = QT
0 Y

TT−1A
for t = h : h : 1− h
D = t−1In + (1− t)−1D0
k = argmin{‖(1− t)−1/2C‖2col − ‖(1− t)−1D−1/2B‖2col}
if G(i,k) == 1 then
ut = ut + 1
end
end
end
τ = argmax{ut}
uτ = 100max{ut}/n

3.5 Nediagonální regularizace v LDA∗

Pro regularizaci LDA se používají dokonce i nediagonální volby T , některé
z nich jsou navrženy v [23]. Je tedy přirozené zabývat se tím, zda je možné
modifikovat algoritmus A8 právě pro tento případ, abychom nemuseli použít A5.
Mějme tedy T obecnou nediagonální a značení pomocných matic převezměme z
předešlé podkapitoly. Našim cílem bude minimalizovat výraz (3.4) vzhledem k
τ . Na rozdíl od předešlé podkapitoly však nepředpokládáme, že T má triviální
inverzi. To lze řešit tak, že pro každé j ∈ {1,...,g} vypočteme

T−1 (z − x̃j)

jakožto řešení soustavy
Tv = (z − x̃j)

pro neznámý vektor v ∈ R
p. Pokud je T reálná symetrická a pozitivně definitní,

můžeme také využít spektrální rozklad

T = Q̃D̃Q̃T
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a výraz (3.4) přepsat do tvaru

‖ (1− τ)−1/2 D̃−1/2Q̃T (z − x̃j) ‖
2
− ‖ (1− τ)−1 D̂−1/2

τ Q̂T
τ Y

T Q̃D̃−1Q̃T (z − x̃j) ‖
2
.

Při realizaci pak stačí přidat v algoritmu A8 výpočet

[Q̃,D̃] = eig(T )

a řádky, na nichž se definují matice C a B zaměnit za

C = D̃−1/2Q̃T (z − x̃j) ,

B = Q̂T
0 Y

T Q̃D̃−1/2C.

Výpočet z algoritmu A8

[Q̂0, D̂0] = eig(Y TT−1Y )

uskutečníme tak, že zavedeme pomocnou proměnnou

Z = D̃−1/2Q̃TY

a následně vykonáme příkaz

[Q̂0,D̂0] = eig(ZTZ).

Výpočetní náklady takto modifikované verze algoritmu A8 závisejí na nároč-
nosti spektrálního rozkladu T , což v nejhorším případě znamená O (p3) (není-li
zahrnuto LOOCV). Příkladem tohoto typu regularizace je algoritmus A10 ze
sekce 4.4.
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Kapitola 4

Bloková aproximace

Zatímco v předešlé kapitole jsme se snažili docílit nižších výpočetních nákladů,
aniž bychom vynechali jakoukoli informaci obsaženou v matici X, v této kapitole
budeme uvažovat metodu, která snižuje náročnost LDA tím, že využije pouze
takové údaje, jež se budou jevit pro klasifikaci jako dostatečné. V další části pak
pro úplnost kapitoly zkombinujeme nově zavedený algoritmus s metodou LDA∗.

4.1 Sparsifikace

Je-li zapotřebí i nadále snižovat výpočetní náklady, jeví se jako přijatelná
možnost aproximovat kovarianční matici S maticí řídkou (viz [21]). Takový pro-
ces budeme nazývat sparsifikací. Jak tuto sparsifikaci zrealizovat je však netri-
viální otázkou. Přirozenou myšlenkou by mohlo být nahradit nulou určitý počet
prvků S s malou absolutní hodnotou a ospravedlnit to tím, že prvky s malou
absolutní hodnotou mají malý vliv na spektrální rozklad. Při vhodné permutaci
pak dokonce můžeme získat matici, která bude svou strukturou vhodná pro řídký
Choleského rozklad (viz obrázek 4.1 vlevo; typická struktura). Další alternativou
je například aproximace S maticí pásovou (viz obrázek 4.1 vpravo). Při vhodné
permutaci můžeme nejvlivnější prvky přesunout poblíž diagonály a pásová matice
díky tomu bude v jistém smyslu blízká původní matici S.
Sparsifikace, kterou zde navrhujeme, je založena na jiné úvaze. Proměnné roz-

dělíme do skupin, ke kterým přistupujeme zvlášť. Získáme tím několik menších
problémů klasifikace, z nichž vhodným způsobem utvoříme klasifikaci celkovou. Z
hlediska struktury kovarianční matice to znamená, že budeme pracovat s maticí
blokově diagonální (viz obrázek 4.2). Tu označíme Ssparse. Oproti návrhům zmí-
něným výše tak sice neupřednostňujeme zachování vlivnějších prvků, nicméně z
hlediska přípravy na klasifikaci dává bloková aproximace dobrý smysl.
Mějme předepsanou velikost bloku b a pro jednoduchost předpokládejme, že

p je číslem b dělitelné. Pak za účelem sestavení Ssparse zkonstruujeme pro i ∈
{1,...,p/b} bloky

Bi =






y(i−1)b+1,1 · · · y(i−1)b+1,n
...

...
yib,1 · · · yib,n











y(i−1)b+1,1 · · · yib,1
...

...
y(i−1)b+1,n · · · yib,n




 ∈ R

b×b, (4.1)
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Obrázek 4.1: Příklady struktur matic aproximující S

Obrázek 4.2: Struktura blokové aproximace S

přičemž se stále držíme značení

Y = (yi,j) = (X − x̄1T
n) ∈ R

p×n.

Žádaná aproximace kovarianční matice bude mít poté tvar

Ssparse =






B1
. . .

Bp/b




 .

Nyní můžeme aplikovat některý z výše uvedených algoritmů a přitom nahradit
původní kovarianční matici S její aproximací Ssparse. Poznamenejme ale, že usku-
tečnitelnost klasické LDA podle předpisu (2.1) již nezávisí na podmínce p < n,
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nýbrž na regularitě bloků Bi, pro i ∈ {1,...,p/b}. Jelikož zřejmě platí

rank(Ssparse) =
p/b
∑

i=1

rank(Bi),

bude nás více zajímat, zda n > b. Ačkoli obecně nemusí platit

rank(S) < rank(Ssparse),

experimenty nasvědčují tomu, že ve většině případů nastane znatelný nárůst hod-
nosti. Pro dostatečně malé bloky je dokonce Ssparse regulární. To snadno nahléd-
neme následující úvahou. Ve speciálním případě, kdy velikost všech bloků bude
1, dostaneme matici diag(S) odpovídající již zmíněné normalizované Euklidov-
ské vzdálenosti (viz sekce 3.4). Taková matice je obvykle (pokud jsou sloupce Y
nenulové) diagonální s nenulovými prvky a tedy i regulární. Tudíž lze brát tuto
metodu také jako jakousi regularizaci.
V případě, že pro nějaké i ∈ {1,...,p/b} platí

rank(Bi) < b,

může být vhodné použít LDA s pseudoinverzí. Ačkoli oproti metody LDA s pseu-
doinverzí aplikovanou na kovarianční matice S bez sparsifikace se jedná o vyne-
chání informací, paradoxně bývá někdy úspěšnější varianta s blokovou sparsifikací
Ssparse. Důvodem je právě to, že Ssparse se v praxi více blíží matici regulární.

4.2 Permutace proměnných

Mezi aspekty, které ovlivňují regularitu bloků a kvalitu klasifikace obecně,
patří jednak velikost bloku b, ale také uspořádání proměnných před sparsifikací.
Pro tuto práci jsme navrhli a otestovali dva způsoby, jak proměnné permutovat:

1. Prvním způsobem je uspořádat proměnné s indexy i ∈ {1,...,p} vzestupně
podle velikosti var(i). Znamená to, že odpovídající kovarianční matice bude
mít diagonální členy seřazené dle velikosti a její rozmístění hodnot bude mít
typicky tvar jako na obrázku 4.3 vlevo. Tato permutace je ospravedlňována
tím, že určité množství nejvlivnějších prvků bude po sparsifikaci zachováno
(jde pouze o heuristický předpoklad na základě obrázku 4.3 vlevo).

2. Druhý způsob je naopak uspořádat proměnné co nejrovnoměrněji vzhledem
k velikosti bloků. Předpokládáme-li, že již máme seřazené proměnné podle
prvního způsobu, pak na ně dodatečně aplikujeme permutaci s následujícím
předpisem:

1 7→ 1, 2 7→ b+ 1, 3 7→ 2b+ 1, ..., p/b 7→ p− b+ 1,
p/b+ 1 7→ 2, p/b+ 2 7→ b+ 2, p/b+ 3 7→ 2b+ 2, ..., 2p/b 7→ p− b+ 2,
2p/b+ 1 7→ 3, 2p/b+ 2 7→ b+ 3, 2p/b+ 3 7→ 2b+ 3, ..., 3p/b 7→ p− b+ 3,

...
...

...
...

p− p/b+ 1 7→ b, p− p/b+ 2 7→ 2b, p− p/b+ 3 7→ 3b, ..., p 7→ p,

kde zápis i 7→ j znamená, že i-tá proměnná získá po permutaci index j. Ty-
pické rozmístění hodnot po tomto přeuspořádání je znázorněno na obrázku
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4.3 vpravo. Obhajoba druhého přístupu spočívá v tom, že pokud se v kaž-
dém bloku nachází proměnné různého charakteru, přispívá to k regularitě
Ssparse. Opět se však nejedná o pravidlo, nýbrž pouze o heuristiku.

Obrázek 4.3: Příklady S po permutaci

Na obrázku 4.4 vidíme srovnání úspěchů LDA s blokovou aproximací pro
výše uvedené permutace a pro permutaci náhodnou. Test probíhal pro různá
b ∈ 1,...,50, přičemž v situaci, kdy p není dělitelné číslem b, byly některé bloky
nahrazeny jinými o velikosti b+1. Pokud i přes to nebylo možné sestavit blokové
schéma, bylo dané b vynecháno. Znázorněny jsou výsledky pro data MUSK, testy
s jinými daty proběhly analogicky.
Z obrázku je patrné, že druhý způsob permutace měl větší úspěšnost než první

a přiliš se nelišil od náhodné permutace. Vzhledem ke skutečnosti, že například
pomocí algoritmu quicksort je výpočetní náročnost O(p log p), stojí za úvahu, zda
se v dané aplikaci vyplatí proměnné uspořádat, případně jak způsoby uspořádání
modifikovat a následně implementovat.

4.3 Implementace

Jeden z možných vzorů pro realizaci klasifikační metody LDA s využitím
blokové aproximace je sepsán v algoritmu A9. V této implementaci provádíme
spektrální rozklad každého bloku zvlášť a za tím účelem zavádíme označení

Yblok = Y ((i− 1)b+ 1 : ib) ∈ R
b×n

pro výběr řádků matice Y potřebných k sestavení bloku Bi a

Ablok = A((i− 1)b+ 1 : ib) ∈ R
b×g

pro výběr těch samých řádků matice A = z1T
g − X̃ ∈ R

p×g. Dále namísto toho,
abychom počítali

‖D−1/2QTA‖col,

počítáme
‖D−1/2QTAblok‖

2
col
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Obrázek 4.4: Srovnání úspěchu pro různé permutace

a tento vektor průběžně přičítáme pro každý blok do pomocného pole s. Vy-
užíváme zde toho, že umocnění jednotlivých norem zřejmě neovlivní výsledek
klasifikace.
Permutace řádků matice souhrnně značíme

Y = P(Y ).

Výpočetní náklady algoritmu A9 závisí na velikosti bloků. Je-li každý blok
řádu b, pak výpočet spektrálního rozkladu nezabere více než b2p operací. Ná-
kladnější proto bude sestavení sparse(Y Y T ), na které bude vynaloženo O(bnp)
operací a také součin QTA, na něž je třeba O(gbp) operací. Pro takto zformulo-
vaný algoritmus proto můžeme psát

FA9 ∈ O (bnp) + FP(Y ).

Oproti algoritmům typu LDA∗ (viz kapitola 3) tak získáme rychlejší metodu,
pokud b < n.

4.4 Regularizace s blokovou maticí v LDA∗

Předpokládejme, že Ssparse je regulární. Pak můžeme použít Ssparse nejen pro
aproximaci S jako v A9, ale také jako regularizační matici T pro metodu LDA∗ a
nabídnout tak možné zobecnění algoritmu A8. Na rozdíl od jiných sparsifikacích
máme při volbě blokové aproximace navíc jistotu, že T je pozitivně definitní.
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Algoritmus A9 LDA s blokovou aproximací matice S
input výběrová matice X,matice kódování skupin G, nové pozorování z,
velikost bloku b
output index přiřazené skupiny k
H = diag(1T

nG)
X̃ = XtrainGtrainH

−1

A = z1T
g − X̃

x̄ = XT
1n/n

Y = (X − 1nx̄
T )

Y = P(Y )
A = P(A)
s = 0g
for i = 1 : p/b
Yblok = Y ((i− 1)b+ 1 : ib)
Ablok = A((i− 1)b+ 1 : ib)
S = YblokY

T
blok

[Q,D] = eig(S)
s = s+ ‖D−1/2QTAblok‖

2
col

end
k = argmin(s)

Je tomu tak proto, že pro každé i ∈ {1,...,p/b} je Bi součinem dvou vzájemně
transponovaných matic a je tedy pozitivně semi-definitní. Protože pro libovolné
nenulové v ∈ R

p platí

vTSsparsev =
p/b
∑

i=1

(
v(i−1)b+1,...,vib

)T
Bi

(
v(i−1)b+1,...,vib

)
≥ 0,

je Ssparse pozitivně semi-definitní. Jelikož předpokládáme, že Ssparse je regulární,
pak je i pozitivně definitní. Můžeme proto využít postup navržený v sekci 3.5
a celek zapíšeme do algoritmu A10. V této implementaci opět postupujeme po
jednotlivých blocích. Oproti algoritmu A9 však není výsledkem cyklu přes bloky
vektor s, ale matice B, C, Z, které pak mají stejný význam jako v sekci 3.5.
V každém kroku tohoto cyklu se vytvoří b nových řádků matic B, C, Z, jejich
přidání v algoritmu zapisujeme

B = [B;Bblok], C = [C;Cblok], Z = [Z;Zblok].

Před zahájením cyklu jsou zinicializovány jako prázdné množiny, což zapisujeme

B = {}, C = {}, Z = {}.

Sestavení matice T vyžaduje O (bnp) operací a její spektrální rozklad O (b2p)
operací. Protože předpokládáme b < n, platí

FA10 ∈ O
(
n
(
n2p+ (1/h) pg

))
.
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Algoritmus A10 LDA∗ s blokovou maticí T
input výběrová matice X,matice kódování skupin G, krok h, velikost bloku b
output regularizační parametr τ, úspěšnost uτ

u = 0
for i = 1 : n
z = xi

Xtrain = X̂i

Gtrain = Ĝi

H = diag(1T
nGtrain)

X̃ = XtrainGtrainH
−1

A = z1T
g − X̃

x̄ = Xtrain1n/n

Y = Xtrain − x̄1T
n

B = {}, C = {}, Z = {}
for i = 1 : p/b
Yblok = Y ((i− 1)b+ 1 : ib)
Ablok = A((i− 1)b+ 1 : ib)
S = YblokY

T
blok

[Q,D] = eig(S)
Zblok = D−1/2QTYblok

Z = [Z;Zblok]
Cblok = D−1/2QTAblok

C = [C;Cblok]
Bblok = QD−1/2C

B = [B;Bblok]
end
[Q0,D0] = eig(ZTZ)
B = QT

0 Y
TB

for t = 0 : h : 1
D = t−1In + (1− t)−1D0
k = argmin{‖(1− t)−1/2C‖2col − ‖(1− t)−1D−1/2B‖2col}
if G(i,k) == 1 then
ut = ut + 1
end
end
end
τ = argmax{ut}
uτ = 100max{ut}/n
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Kapitola 5

Experimentální výsledky

Za účelem otestování prezentovaných algoritmů jsme využili čtyř různých da-
tabází určených ke studiu problematiky klasifikace, vždy pro případ p > n (viz
kapitoly 3 a 4). Na ně jsme aplikovali vybrané algoritmy a úspěšnost klasifikace
jsme zapsali do tabulek. Zachytili jsme též čas potřebný pro vykonání algoritmu.
Algoritmy byly testovány na počítači s procesorem Pentium(R) Dual-Core CPU
T4300, přičemž každý byl spuštěn pětkrát a do tabulky byl zapsán čas průměrný.
Programy pro testování byly napsány v jazyce GNU Octave (viz [14]). Časové
údaje jsou tudíž pouze orientační, neboť v prostředí GNU Octave se často odvo-
lává na knihovny psané v jazycích jako je C a Fortran, což může časové údaje
zkreslit. Veškeré algoritmy byly testovány pomocí LOOCV. Pro přehlednost při-
pomeneme souhrn jejich výpočetních nákladů v tabulce 5.1. Ve výpočetních ná-
kladech je zahrnuto i testování LOOCV, a to i v algoritmech, v nichž to není
nezbytně nutné pro určení regularizačního parametru. Některá z použitých dat
obsahovala příliš velké hodnoty, a proto jsme je napřed škálovali tím, že jsme
každý řádek výběrové matice vydělili jejich Eukleidovskou normou. Veškeré kódy
použité k testování jsou dostupné v příloze.

Algoritmus Výpočetní náklady (O(·))

LDA s pseudoinverzí (A4) n (n2p)
LDA∗ s jednotkovou maticí (A) (A6) n (p3 + (1/h) pg)
LDA∗ s jednotkovou maticí (B) (A7) n (n2p+ (1/h)ng)
LDA∗ s diagonální maticí (A8) n (n2p+ (1/h) pg)
LDA s blokovou aproximací (A9) n

(
bnp + FP(Y )

)

LDA∗ s blokovou maticí (A10) n (n2p+ (1/h) pg)

Tabulka 5.1: Souhrn výpočetních nákladů

5.1 Popis dat

MUSK

Zdrojem těchto dat bylo UC Irvine Machine Learning Repository (viz [12]).
Cílem bylo rozpoznat na základě vzorové databáze molekul a jejich vlastností, zda
jde o molekulu pižma, či nikoliv. Vlastnosti jsou zapsány do vektoru o celkovém
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počtu 166 složek. Oproti původní databázi jsme náhodným výběrem snížili počet
vzorků, jež byl k dispozici, na 68, abychom mohli testovat případ n < p. V naší
modifikované databázi tedy máme n = 68, p = 166, g = 2.

LSVT Voice Rehabilitation Data Set

Opět se jedná o databázi z UC Irvine Machine Learning Repository. K dispo-
zici máme 126 zvukových záznamů, z toho každý odpovídá vektoru o 310 složkách.
Úkolem je rozhodnout, zda je záznam přijatelný, nebo nepřijatelný. V úloze tedy
platí n = 126, p = 310, g = 2.

Sreekumar2009

Jedná se o data, jež mají pomoci odhalit rakovinu prostaty, dostupná jsou na
stránkách [13]. Zkoumali jsme 518 metabolitů pro 42 vzorků. Základní klasifikační
údaje tudíž jsou n = 42, p = 518, g = 2.

Khan

Tato data jsou dostupná v balíčku pamr pro prostředí R (viz [15]). Klasifiku-
jeme zde nádorové buňky do jedné ze čtyř kategorií. K dispozici máme 63 vzorků
buněk, z nichž každý zahrnuje 2308 genů. Řešíme tedy případ n = 63, p = 2308,
g = 4.

5.2 LDA s pseudoinverzí

Algoritmus A4 jsme testovali pomocí LOOCV, stejně jako u jiných algoritmů.
Připomeňme však, že test LOOCV není při použití pseudoinverze nutné provést,
pokud nepotřebujeme znát odhad úspěšnosti klasifikace. Uvedené časy proto nelze
srovnávat s algoritmy typu LDA∗. Výsledky jsou zaznamenány v tabulce 5.2.

Data Velikost dat (p · n) Úspěšnost (%) Čas (s)

MUSK 166 · 68 80,882 0,61851
LSVT 310 · 126 96,032 3,6705

Sreekumar2009 518 · 42 85,714 0,20138
Khan 2308 · 63 100 1,1485

Tabulka 5.2: Výsledky algoritmu LDA s pseudoinverzí

5.3 LDA∗ s jednotkovou maticí, varianta A

Pro otestování LDA∗ s jednotkovou maticí jsme použili nejprve algoritmus
A6, který počítá plný spektrální rozklad. Výsledky jsou v tabulce 5.3.
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Data Velikost dat (p · n) Úspěšnost (%) Čas (s)

MUSK 166 · 68 79,412 4,3042
LSVT 310 · 126 94,444 22,623

Sreekumar2009 518 · 42 85,714 36,410
Khan 2308 · 63 100 2502,3

Tabulka 5.3: Výsledky algoritmu LDA∗ s jednotkovou maticí, varianta A

5.4 LDA∗ s jednotkovou maticí, varianta B

Pro druhé otestování LDA∗ s jednotkovou maticí jsme použili algoritmus A7,
který využívá větu 3. Tato věta zároveň naznačuje, že úspěšnost by většinou
neměla být významným zlepšením oproti LDA s pseudoinverzí. Jak můžeme vidět
v tabulce 5.4, experimentální výsledky s touto předpovědí souhlasí.

Data Velikost dat (p · n) Úspěšnost (%) Čas (s)

MUSK 166 · 68 79,412 1,0894
LSVT 310 · 126 94,444 4,7092

Sreekumar2009 518 · 42 85,714 0,48289
Khan 2308 · 63 100 1,6575

Tabulka 5.4: Výsledky algoritmu LDA∗ s jednotkovou maticí, varianta B

5.5 LDA∗ s diagonální maticí

Algoritmus, který využívá větu 4 pro realizaci LDA∗ s diagonální maticí, jsme
otestovali s volbou T = diag(S), stejně jako je uvedeno v algoritmu A8. Cel-
kově byl téměř ve všech experimentech pro klasifikaci nejúspěšnější právě tento
algoritmus. Výsledky vidíme v tabulce 5.5.

Data Velikost dat (p · n) Úspěšnost (%) Čas (s)

MUSK 166 · 68 83,824 1,2123
LSVT 310 · 126 96,032 5,2801

Sreekumar2009 518 · 42 92,857 0,63068
Khan 2308 · 63 98,413 2,3397

Tabulka 5.5: Výsledky algoritmu LDA∗ s diagonální maticí

5.6 LDA s blokovou aproximací S

Podobně jako v LDA s pseudoinverzí jsme i v případě algoritmu A9 testovali
LOOCV navzdory tomu, že to není jeho přímou součástí. Velikost bloku b jsme
zvolili 5 a při těchto experimentech jsme nepoužili žádnou permutaci. Dosažené
výsledky jsme zapsali do tabulky 5.6. Úspěšnost byla většinou nízká, ale také byl
někdy relativně krátký čas.
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Data Velikost dat (p · n) Úspěšnost (%) Čas (s)

MUSK 166 · 68 70,588 0,71229
LSVT 310 · 126 73,016 2,7518

Sreekumar2009 518 · 42 88,095 1,3342
Khan 2308 · 63 95,238 9,7859

Tabulka 5.6: Výsledky algoritmu LDA s blokovou aproximací

5.7 LDA∗ s blokovou maticí T

V algoritmu A10 jsme volili b = 5. Z tabulky 5.7 vidíme, že tento algoritmus
může dosahovat dobré úspěšnosti, ale ve srovnání s volbou T = diag(S) byla
úspěšnost horší a navíc byl vynaložen větší čas.

Data Velikost dat (p · n) Úspěšnost (%) Čas (s)

MUSK 166 · 68 82,353 1,9782
LSVT 310 · 126 88,889 9,0915

Sreekumar2009 518 · 42 85,714 2,2877
Khan 2308 · 63 98,413 27,152

Tabulka 5.7: Výsledky algoritmu LDA∗ s blokovou maticí

Úspěšnosti algoritmů typu LDA∗ (tj. A7, A8, A10) v závislosti na regulari-
začním parametru τ jsou znázorněny na obrázcích 5.1, 5.2 ,5.3 a 5.4.

5.8 Diskuze výsledků experimentů

Z experimentů je vidět užitečnost nově navržených postupů. Nejběžnější me-
todu pro vysoce dimenzionální LDA, což je LDA∗ s T = I, lze výrazně zrychlit
s pomocí její modifikace, kterou jsme označili jako variantu B. Těžko provedi-
telný výpočet pro data Khan se tak díky variantě B stává snadno proveditelným.
Při srovnání obou verzí vidíme, že čas potřebný k vykonání verze B již nezávisí
tak znatelně na počtu proměnných p, jako tomu bylo ve verzi A. To odpovídá
předpokládaným výpočetním nákladům.
LDA s pseudoinverzí dává rychlý výpočet a celkem uspokojivou úspěšnost.

Jak jsme očekávali, většinou se s pomocí této metody podařilo dosáhnout vyšší
úspěšnosti než s pomocí LDA∗ s T = I.
Pro vyšší úspěšnost doporučujeme metodu LDA∗ s T = diag(S), která téměř

vždy dosáhla ze všech metod úspěšnosti největší. Zároveň sebou nese výpočetní
náklady srovnatelné s variantou B metody LDA∗ s T = I a v našich experimentech
byla maximálně jen třikrát pomalejší.
Bloková aproximace S vede často k menší úspěšnosti a nemusí vést k příliš

velkému zrychlení. To je ale pravděpodobně způsobeno prostředím GNU Octave,
protože výpočetní náklady jsou nízké. Ze stejného důvodu byl pravděpodobně
pomalý i algoritmus LDA∗ s blokovou maticí T , ačkoli by měl mít výpočetní
náklady srovnatelné s LDA∗ s T = diag(S). LDA∗ s blokovou maticí T také
dává horší výsledky než s T = diag(S), tudíž se v této práci vyskytuje spíše pro
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úplnost. Je třeba si však uvědomit, že úspěšnost závisí na konkrétních datech a
nelze tvrdit, že jedna metoda je obecně úspěšnějším klasifikátorem než druhá.
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Obrázek 5.1: Srovnání algoritmů typu LDA∗ pro data MUSK

Obrázek 5.2: Srovnání algoritmů typu LDA∗ pro data LSVT
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Obrázek 5.3: Srovnání algoritmů typu LDA∗ pro data Sreekumar2009

Obrázek 5.4: Srovnání algoritmů typu LDA∗ pro data Khan
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Závěr

Do problematiky implementace LDA jsme touto prací přispěli několika novými
algoritmy. Z experimentů je poznat, že mohou podstatně zlepšit efektivitu oproti
algoritmům běžně používaným.
Za největší přínos této práce považujeme vypracování věty o efektivní imple-

mentaci LDA s jednotkovou maticí (tj. věta 3) včetně jejího důkazu. Jedná se totiž
o tvrzení neintuitivní, které nejenže dává návod na realizaci LDA∗ pro T = I s
nízkými výpočetními náklady, ale také poukazuje na možné nepříznivé vlastnosti
této metody. To je důležité ukázat, neboť je to jedna z nejpoužívanějších metod
pro klasifikaci ve vysoce dimenzionální statistice.
Druhým významným přínosem je prezentování možnosti využití věty 4 (Sher-

man, Morrison, Woodbury) k regularizaci diagonální maticí i maticí obecně syme-
trickou pozitivně definitní. Jedná se o větu, pomocí níž lze vyjádřit inverzi součtu
matic vzorcem, v němž vystupuje inverze součtu matic dimenze podstatně nižší.
Regularizace s diagonální maticí v našich experimentech vedla k nejúspěšnější
klasifikaci.
Posledním příspěvkem je návrh blokové aproximace kovarianční matice za

účelem dalšího snižování výpočetních nákladů LDA. V této metodě na rozdíl od
metod předešlých vynecháváme některá data z kovarianční matice. Rovněž jsme se
zabývali vlivem permutace proměnných na úspěšnost tohoto algoritmu. V závěru
kapitoly jsme též navrhli kombinaci metody blokové aproximace s metodou LDA∗.
Práce může posloužit jako inspirace pro řešení jiných problémů vysoce dimen-

zionální statistiky, než je klasifikace. Tím se též otevírá téma pro práci navazující.
Je ovšem nutné podotknout, že ke každé úloze mnohorozměrné statistiky by se
mělo přistupovat zvlášť a zvážit přitom, zda je daná myšlenka pro řešení kon-
krétního postupu vhodná.
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Na přiloženém CD se nachází následující soubory.

1. Programy v jazyce GNU Octave, které během testování zastupovaly pre-
zentované algoritmy:

LDA pseudoinv.m

LDA ridge.m

LDA ridge2.m

LDA SMW.m

LDA bloky.m

LDA starblok.m

2. Pomocná funkce pro permutaci proměnných:

Permutace.m

3. Ukázky příkazů, pomocí nichž je možné programy spouštět:

spoustec musk.m

spoustec lsvt.m

spoustec sreek.m

spoustec khan.m

4. Data, na kterých byly programy testovány:

muskTT.mat

LSVT.mat

sreekumar2009.mat

khanori.mat

5. Podrobnější popis přílohy:

readme
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