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4.1.4 Shrnut́ı výsledk̊u . . . . . . . . . . . . . . . . . . . . . . . 47

1
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5.1 Shrnut́ı práce . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 57
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Ad možné rozš́ı̌reńı prvńı databáze . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 11
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Bd tabulka hodnot prom. druhé databáze, které nejsou spoj. . . . . . . . . . . . . . . . . . . . . .6
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Kapitola 1

Úvod

1.1 Motivace

Statistické zpracováńı dat patř́ı mezi neustále se rozv́ıjej́ıćı směry zkoumáńı,
které v dnešńı době nabývaj́ı stále větš́ıho významu. V řadě obor̊u, at’ už
př́ırodovědných, lékařských či technických, ale také v mikroekonomii, médíıch
a reklamě, hraje analýza dat velmi d̊uležitou roli.

Při každodenńı praxi se setkáváme s jedńım ze zásadńıch problémů zpracováńı
dat, kterým je jejich samotná dostupnost. I když je jich shromažd’ováno stále
v́ıce, často jsou rozptýleny mezi velké množstv́ı zdroj̊u. Ve většině př́ıpad̊u je pak
źıskáváńı nových dat finančně náročně, složité či dokonce i nemožné. (van der
Putten, 2000)

Chtěli bychom proto z již źıskaných databáźı vytěžit ještě v́ıce informaćı.
Představme si, že máme dvě odlǐsné databáze obsahuj́ıćı napozorované hodnoty
k sledovaným veličinám. Nab́ıźı se otázka, zda by z nich nešlo vytvořit novou
databázi, která by v každém pozorováńı obsahovala hodnoty ke všem veličinám
z obou předchoźıch databáźı. T́ımto problémem, který bývá často označen jako
spojováńı či fúzováńı dat, se budeme v této práci podrobně zabývat.

1.2 Základńı myšlenka fúze dat

Nejprve definujme, jak vypadaj́ı samotná data. Jejich vhodnou reprezentaćı je
tabulka, ve které každý sloupeček představuje źıskané hodnoty sledované veličiny,
kterou budeme nazývat proměnná. Počet proměnných představuje š́ı̌rku tabulky,
rozsah pozorováńı pak jej́ı délku.

Mějme nyńı dvě takové tabulky – databáze. Necht’ prvńı obsahuje ke každé
proměnné np napozorovaných hodnot a druhá nd napozorovaných hodnot. Dolńı
indexy p a d objasńıme ńıže. Představme si např́ıklad, že každý řádek databáźı ob-
sahuje odpovědi respondenta na r̊uzné otázky - proměnné, sesb́ırané při nějakém
dotazováńı. Chtěli bychom nyńı vytvořit novou databázi, která by byla rozš́ı̌reńım
prvńı databáze o proměnné druhé databáze a i-tý řádek nové databáze by obsa-
hoval hodnoty všech těchto proměnných. Na proměnné druhé databáze ale i-tý
respondent prvńı databáze neodpověděl. Tyto hodnoty bychom nyńı chtěli źıskat
na základě odpověd́ı respondent̊u v druhé databázi.

Princip fúze dat předpokládá existenci proměnných, které se vyskytuj́ı v obou
databáźıch. Např́ıklad v marketingových datech a datech z pr̊uzkumu veřejného
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mı́něńı obsahuj́ıćıch informace o zákazńıćıch se velmi často vyskytuj́ı sociálně-
demografické proměnné jako je pohlav́ı, věk, zaměstnáńı, bydlǐstě atd. Takovým
proměnným budeme ř́ıkat spojovaćı.

Bez újmy na obecnosti předpokládejme, že se tyto proměnné nacháźı v po-
sledńıch sloupćıch prvńı databáze a naopak v prvńıch sloupćıch databáze druhé.
Pro daľśı použit́ı bude vhodné rozdělit si hodnoty proměnných prvńı databáze na
spojovaćı, které označ́ıme jako tabulku Sp, a na ostatńı proměnné, které označ́ıme
jako tabulku Ap. Analogicky označme všechny spojovaćı proměnné druhé da-
tabáze jako tabulku Sd, a ty, které nejsou spojovaćı, jako tabulku Bd. Dolńı in-
dexy p a d opět objasńıme ńıže. Tabulky Sp a Sd tedy obsahuj́ı ty samé proměnné,
přičemž předpokládáme, že jsou v tabulkách ve stejném pořad́ı. Všechny hodnoty
spojovaćıch proměnných dále slouč́ıme do tabulky S a to tak, že na prvńıch np

řádćıch se nacháźı hodnoty z tabulky Sp a pod nimi na řádćıch np+1, . . . ,np+nd

hodnoty z tabulky Sd. Jedná se tedy o sloupcové spojeńı tabulek Sp a Sd. Označme
obecně takto definované sloupcové spojeńı dvou tabulek symbolem ⊕s. Zápisem
Sp ⊕s Sd tedy rozumı́me tabulku S.

Analogicky definujme řádkové spojeńı dvou tabulek a označme ho symbolem
⊕r. Při fúzi přidáme ke spojeným tabulkám Ap ⊕r Sp prázdné sloupce, které
označ́ıme jako Bp. Tyto sloupce budou reprezentovat proměnné druhé databáze,
které nejsou spojovaćı, tedy proměnné tabulky Bd. V každém řádku budeme cht́ıt
doplnit prázdné hodnoty na základě informaćı z tabulky Bd. Ke každému řádku
tabulky Ap⊕r Sp, budeme mu ř́ıkat př́ıjemce - index p, tedy chceme naj́ıt vhodný
řádek tabulky Sd⊕r Bd, budeme ho nazývat dárce - index d, tak aby po přǐrazeńı
hodnot dárce př́ıjemci, nové hodnoty v každém řádku co nejlépe odpov́ıdaly těm
skutečným. Ty bychom źıskali, kdybychom při dotazováńı v prvńı databázi zazna-
menávali ke každému respondentovi nav́ıc i jeho odpovědi na přidané proměnné.
Pro lepš́ı představu je na Obrázku 1.1 tato situace načrtnuta.

Obecně je tedy ćılem fúze dat nalézt ke každému př́ıjemci vhodného dárce na
základě podobnosti hodnot jejich spojovaćıch proměnných. V pr̊uběhu fúze tedy
pracujeme s tabulkami Bd a S. Na základě spárováńı dárc̊u a př́ıjemc̊u jsou pak
všechny nespojovaćı hodnoty př́ıslušného dárce nacházej́ıćı se v řádku tabulky
Bd přeneseny do řádku tabulky Bp př́ısluš́ıćımu př́ıjemci. V ideálńım př́ıpadě je
nejlepš́ım dárcem ten, který se s př́ıjemcem shoduje ve všech hodnotách spojo-
vaćıch proměnných. Tato situace je ale výjimečná, proto nejčastěji přǐrazujeme
toho dárce, jehož hodnoty jsou hodnotám př́ıjemce nejv́ıce podobné.

Existuje mnoho faktor̊u, které obecně ovlivňuj́ı kvalitu fúze. Mezi ty
nejd̊uležitěǰśı patř́ı např́ıklad podobnost populaćı, z kterých prob́ıhá výběr
př́ıjemc̊u i dárc̊u. Např́ıklad, budou-li jedna data představovat obecné chováńı
obyvatel̊u České republiky, a na druhé straně budou data představuj́ıćı chováńı
uživatel̊u internetu v České republice, nejsṕı̌s si propojeńı dárci a př́ıjemci nebu-
dou ve skutečnosti tak podobńı, jak bychom pro daľśı použit́ı vzniklé databáze
chtěli. Důležitou roli v tomto ohledu hraje také samotný rozsah databáźı a mı́ra
provázáńı spojovaćıch a fúzovaných proměnných.

Je zřejmé, že fúze bude tak úspěšná, nakolik se budou přǐrazená data shodo-
vat se skutečnými, neboli nakolik dobře spárujeme každého dárce s př́ıjemcem.
Algoritmů přǐrazováńı je v́ıce. V následuj́ıćı podkapitole uvedeme ty nejznáměǰśı
a přesvědč́ıme se, že vybrat nejlepš́ı z nich neńı snadné.

Poznámka 1. Některé algoritmy fúze dat vyžaduj́ı počátečńı splněńı podmı́nky
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Obrázek 1.1: Spojováńı dat

nd ≥ np, tedy aby dárc̊u bylo alespoň tolik co př́ıjemc̊u. Jedná se zpravidla
o algoritmy, při kterých se smı́ každý dárce přǐradit nejvýše jednomu př́ıjemci.
Naopak u algoritmů povoluj́ıćıch přǐrazeńı stejného dárce v́ıce př́ıjemc̊um, neńı
splněńı podmı́nky nd ≥ np nutné.

1.3 Fúze dat v praxi

1.3.1 Poptávka po fúzi

Jak již bylo zmı́něno, dostupnost dat je v řadě obor̊u zásadńı problém. Nejv́ıce je
fúze dat žádána v marketingových oborech, často ve spojeńı médíı s reklamou.

Konkrétńım př́ıkladem, který se objevuje v mnoha článćıch, např́ıklad v So-
ong a de Montigny (2003b), Soong a de Montigny (2004) - project A, či Soong
a de Montigny (2001), a na kterém je fúze dat nejčastěji vysvětlována, je takzvaná

”
TAM-TGI fusion“. TAM (Television Audience Measurement) je specializovaný
obor výzkumu médíı shromažd’uj́ıćı podrobné informace o televizńım publiku.
Televize se téměř v každé zemi po celém světě stala dominantńım médiem pro
reklamu. To vedlo ke zvýšeńı poptávky po vyśıláńı reklam, a reklamńı agen-
tury chtěly proto mı́t přesné informace o televizńım divákovi. Naproti tomu TGI
(Target Group Index) je celosvětový zdroj výzkumu trhu, shromažd’uj́ıćı infor-
mace o marketingovém, mediálńım a spotřebitelském chováńı obyvatelstva. Do
výzkumu je zapojeno 60 zemı́ z celého světa, d́ıky čemuž jsou každoročně źıskány
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informace o v́ıce než 1,5 miliardě respondent̊u. (Nielsen, KantarMedia)

Na jedné straně máme tedy data o televizńım divákovi, např́ıklad jak často
sleduje televizi, na jaké programy se d́ıvá atd., na druhé straně máme data o jeho
chováńı, např. co kupuje v supermarketu. Spojovaćı proměnné, tedy informace,
které jsou uvedeny v obou databáźıch, jsou nejčastěji sociodemografické údaje.
Provedeme-li pak na těchto databáźıch fúzi, dostaneme v našem př́ıkladě infor-
mace o tom, jaké typy televizńıch divák̊u kupuj́ı v supermarketu určité výrobky.
Toto je velmi cenná informace pro reklamńı agentury, které pak např́ıklad v́ı,
před který pořad maj́ı dát reklamu na určitý výrobek.

1.3.2 Jiné metody řeš́ıćı problém spojováńı databáźı

Spojováńı dat lze provést i pomoćı jiných metod než je fúze dat zavedená v sekci
1.2. Zmiňme např́ıklad situaci, kdy bychom chtěli źıskat z tabulky Bd hodnoty
pouze jedné proměnné. Pak daleko efektivněǰśı metodou by v tomto př́ıpadě bylo
použit́ı lineárńı regrese, jedná-li se o kardinálńı proměnnou, př́ıpadně logistické
regrese, jedná-li se o proměnnou binárńı (v́ıce o typech proměnných v sekci 5). Do-
podrobna jsou tyto metody rozebrány v knize Zvára (2008). Kdybychom však po-
stupnou regreśı jednotlivých proměnných chtěli źıskat hodnoty v́ıce proměnných
tabulky Bp, mohli bychom porušit vzájemné vazby mezi těmito proměnnými. Na-
proti tomu fúze dat d́ıky přeneseńı celého řádku tabulky Bd př́ıslušnému př́ıjemci,
tyto vzájemné vazby zachová.

1.3.3 Základńı algoritmy spojováńı dat

Existuje mnoho zp̊usob̊u fúzováńı dat. Každý algoritmus má velké množstv́ı
r̊uzných variant, z nichž některé se často lǐśı jen v malých detailech. Nyńı stručně
zmı́ńıme základńı typy, které jsou v praxi nejčastěji použ́ıvány, diskutovány a pu-
blikovány.

Náhodná fúze

Při této metodě se př́ıjemci a dárci přǐrazuj́ı naprosto náhodně. Jej́ı úspěšnost
záviśı na předpokladu vzájemné statistické nezávislosti fúzovaných databáźı,
která se však v praxi velmi často nedá předpokládat. Přesto se občas náhodná
fúze provede i bez splněńı tohoto předpokladu. (Soong a de Montigny, 2004)

Je zřejmé, že vzhledem k náhodnému spárováńı dárc̊u a př́ıjemc̊u nejsou
výsledky této metody v praxi použitelné. Náhodnou fúzi použ́ıváme předevš́ım
pro účely ověřeńı stability fúze a pro porovnáváńı při aplikaci v́ıce typ̊u fúźı na
konkrétńıch datech.

Simulačńı metoda

Tato fúze je jakýmsi zobecněńım náhodné fúze v př́ıpadě, že neńı splněn
předpoklad statistické nezávislosti proměnných a nechceme ho opomenout. Na
základě vhodné kombinace proměnných docháźı k rozděleńı datové tabulky do
jednotlivých část́ı, ve kterých je již splněn předpoklad nezávislosti. Na jednotlivé
části lze tedy již aplikovat náhodnou fúzi. (Soong a de Montigny, 2004)
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Statistická fúze

Jedná se o metodu, při které je každé spojovaćı proměnné přǐrazena jakási váha,
která představuje jej́ı význam vzhledem k přesnosti fúze. Na základě vah jsou
určeny vzdálenosti mezi všemi potencionálńımi dárci a př́ıjemci, pomoćı nichž
pak docháźı k jejich spárováńı. Rozlǐsujeme dva základńı typy této fúze.

Prvńı typ je známý pod anglickým názvem
”
Unconstrained Statistical

Matching“, tedy v překladu statistická fúze bez omezeńı. Ta předpokládá vznik
tabulky Bp tak, jak bylo definováno v sekci 1.2, tedy každý př́ıjemce je v tabulce
Bp zahrnut právě jednou. Na to, zda budou při přǐrazováńı dárc̊u př́ıjemc̊um
použiti všichni dárci nebo jen část, neńı kladeno žádné omezeńı. T́ımto typem
statistické fúze se budeme podrobně zabývat ve zbývaj́ıćıch kapitolách práce. Te-
oreticky poṕı̌seme metody pr̊uběhu této fúze (viz kapitola 2), aplikujeme je na
konkrétńıch datech (viz kapitola 3) a uvedeme a prodiskutujeme výsledky (viz
kapitola 4). (Ingram a kol., 2000)

Naopak při
”
Constrained Statistical Matching“, neboli statistické fúzi s ome-

zeńım je požadováno, aby tabulka Bp obsahovala hodnoty všech dárc̊u, tedy aby
byli při fúzi všichni dárci použiti alespoň jednou. Proto jsou při tvorbě tabulky
Bp v př́ıpadě větš́ıho počtu dárc̊u než př́ıjemc̊u řádky některých př́ıjemc̊u dupli-
kovány. (Ingram a kol., 2000)

Těmito dvěma typy statistické fúze se podrobně zabývá např́ıklad článek So-
ong a de Montigny (2001), který je aplikuje na spojeńı TAM a TGI databáźı (viz
1.3.1).

Prediktivńı izotonická fúze

Tato metoda zachovává všechny vlastnosti statistické fúze s omezeńım, přičemž
jej́ı algoritmus je rychleǰśı a je přizp̊usoben pro optimálńı přesnost pro určité
kategorie dat. Fúze vycháźı z počátečńıho prediktivńıho modelu, typicky z modelu
logistické regrese (viz Zvára (2008), kapitola 12). Omezená statistická fúze se pak
provede pomoćı odhadu prediktivńıho modelu. (Soong a de Montigny, 2004)

Jako u většiny algoritmů bychom i při fúzováńı dat chtěli, aby metody, které
jsou přizp̊usobeny pro řešeńı konkrétńıch problémů, nacházely dobrá řešeńı a aby
jejich algoritmy byly co nejrychleǰśı. Takovýmto rychlým fúźım, přizp̊usobeným
pro určitá data, ř́ıkáme

”
fusion on the fly“, tedy jakési

”
fúze za pochodu“. (Soong

a de Montigny, 2003a)

1.3.4
”
Split-sample foldover test“

Nápad̊u, jak provést fúzi, je v praxi dostatek, ale muśıme být schopni ji vyhod-
notit. Hlavńı metodou pro ověřeńı výsledk̊u je takzvaný

”
Split-sample foldover

test“, při kterém je jedna konkrétńı databáze rozdělena na dárce a př́ıjemce a je
určen blok, který bude následně fúzován př́ıslušným algoritmem. Źıskané údaje
jsou pak porovnávány s p̊uvodńımi např́ıklad na základě shody marginálńıch
rozděleńı, zachováńı závislost́ı a shody individuálńıch proměnných (viz sekce 2.2).
T́ım źıskáme představu o úspěšnosti fúze na daných datech. (Soong a de Mon-
tigny, 2003b)
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1.3.5 Problém zobecněńı

Jedńım ze zásadńıch problémů spojováńı dat je vybrat ze všech metod tu
”
nej-

lepš́ı“ ve smyslu největš́ı shody nafúzovaných dat s daty skutečnými. Provedeme-li
r̊uzné typy fúźı na konkrétńıch datech, porovnáńım výsledk̊u jsme schopni poku-
sit se vybrat ten nejlepš́ı. Problém nastane v okamžiku, kdy ty samé metody
použijeme na jiných datech. Ve výsledku často zjist́ıme, že pak je nejlepš́ı meto-
dou jiný typ fúze, než tomu bylo na prvńıch datech.

Obecně je problém nemožnosti vybráńı nejlepš́ıho obecného algoritmu známý
pod názvem problém zobecněńı. V kontextu metod řeš́ıćıch fúzi dat se tento
problém také často nazývá

”
No free lunch theorem“ a poukazuje na nemožnost

naj́ıt takovou metodu spojováńı dat, která by byla nejlepš́ı pro obecná data.
Z literatury zabývaj́ıćı se t́ımto problémem odkažme např́ıklad na článek Soong
a de Montigny (2004).

Východiskem z tohoto problému by mohlo být roztř́ıděńı dat do určitých spe-
cifických kategoríı tak, aby pro každou kategorii již existovala právě jedna nejlepš́ı
metoda fúze. Pokud ale chceme rozhodnout o úspěšnosti fúze, potřebujeme znát
skutečné hodnoty dat, které chceme źıskat.
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Kapitola 2

Teorie

2.1 Metody

V této kapitole si poṕı̌seme možný pr̊uběh jedné z nejčastěǰśıch metod spojováńı
dat, a to statistickou fúzi bez omezeńı. Tato metoda je jedna z nejpopulárněǰśıch
hlavně d́ıky tomu, že je intuitivńı, relativně jednoduše realizovatelná, cenově efek-
tivńı, a nemá velké systémové požadavky.

2.1.1 Př́ıprava dat

Budeme se držet značeńı zavedeného v sekci 1.2. K dispozici máme tabulky Ap

a Bd, které obsahuj́ı np a nd naměřených hodnot, a k nim př́ıslušné tabulky
spojovaćıch proměnných Sp a Sd, které jsme sloučili do tabulky S o délce np+nd.
Dolńı indexy p a d nám symbolizuj́ı př́ıjemce a dárce. Předpokládejme dále, že
nd je větš́ı nebo rovno np. Na tomto základě bychom nyńı chtěli vytvořit novou
tabulku Bp tak, jak bylo ilustrováno na Obrázku 1.1, a vyplnit ji nafúzovanými
daty.

Poznámka 2. Existence spojovaćıch proměnných je pro fúzi dat kĺıčová. Po-
kud bychom žádné takové proměnné neměli, mohli bychom provést pouze
náhodnou fúzi. Źıskaná data by pak ve většině př́ıpad̊u nebyla pro praktické
účely použitelná.

Poznámka 3. Jelikož si uvedeme čtyři možné typy statistické fúze bez omezeńı,
neńı ve smyslu poznámky 1 předpoklad nd ≥ np nutný vždy.

Zaved’me ještě značeńı pro počet proměnných př́ıslušných tabulek, neboli pro
jejich š́ı̌rky. Necht’ pA představuje počet proměnných tabulky Ap, analogicky necht’

pS představuje počet proměnných tabulky S (tedy i tabulek Sp a Sd) a pB necht’

představuje počet proměnných tabulky Bd, respektive Bp.

Poznámka 4. V následuj́ıćıch metodách fúze budeme pracovat pouze s tabul-
kami Sp, Sd a Bd. S daty uloženými v tabulce Ap při fúzi nepracujeme, jsou
však d̊uležitá pro reportováńı výsledk̊u fúze, např́ıklad při zjǐst’ováńı zachováńı
závislost́ı v databáźıch (viz sekce 2.2).

Poznámka 5. Pro úplnost lze ještě dodefinovat tabulku Ad rozsahu nd × pA,
jako tabulku, obsahuj́ıćı hodnoty proměnných tabulky Ap při pozorováńıch z ta-
bulky Bd. Tabulka Ad by se tedy v Obrázku 1.1 nacházela pod tabulkou Ap
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a doplňovala by obrázek do obdélńıkového tvaru. V praxi jsou hodnoty tabulky
Ad často součást́ı prvńı databáze a jedná se o skutečné naměřené hodnoty, které
pro nás však nemaj́ı žádné využit́ı at’ pro pr̊uběh samotné fúze, či v následuj́ıćım
reportováńı.

Statistická interpretace dat

Je d̊uležité si uvědomit, jak jsou naše data v tabulkách interpretována statis-
ticky, přičemž předpokládáme znalost definic základńıch statistických pojmů (viz
např. Anděl (2005), sekce 1.1). Označme X = (a1, . . . ,apA,s1, . . . ,spS ,b1, . . . ,bpB)

⊤

náhodný vektor, který má nějaké sdružené rozděleńı a který se skládá z pod-
vektor̊u (a1, . . . ,apA,)

⊤, (s1, . . . ,spS)
⊤ a (b1, . . . ,bpB)

⊤. Pak obecný řádek tabulky
Ap⊕r Sp⊕rBp, př́ıpadně tabulky Ad⊕r Sd⊕rBd představuje realizaci vektoru X .
Obecné řádky tabulek Ap, Sp, Bp, respektive Ad, Sd, Bd pak představuj́ı realizaci
podvektor̊u (a1, . . . ,apA,)

⊤, (s1, . . . ,spS)
⊤ a (b1, . . . ,bpB)

⊤.
Nebot’ realizace vektoru X jsou nezávislé stejně rozdělené, pak všechny řádky

tabulek Ap⊕r Sp⊕r Bp a Ad⊕r Sd⊕rBd představuj́ı náhodný výběr z př́ıslušného
rozděleńı o rozsahu np + nd.

Klasifikace proměnných

Ve statistické analýze rozlǐsujeme r̊uzné typy proměnných. V literatuře se můžeme
setkat s v́ıce zp̊usoby klasifikace. My se budeme držet rozděleńı zavedeného
v sekćıch 3.1 a 3.2 knihy Hebák a kol. (2004).

1. Podle počtu hodnot, které proměnné nabývaj́ı, rozlǐsujeme:

(a) Spojité proměnné, které nabývaj́ı nespočetně nekonečného počtu hod-
not. Vyjadřuj́ı nejčastěji váhu, mı́ru či čas.

(b) Diskrétńı proměnné, které nabývaj́ı spočetného počtu hodnot.
Nejčastěji vznikaj́ı poč́ıtáńım, či hodnoceńım na v́ıcebodové stupnici.

(c) Alternativńı (také binárńı či dichotomické) proměnné nabývaj́ı pouze
dvou r̊uzných hodnot. Jejich častým př́ıkladem je vyjádřeńı postoje
respondenta k nějaké otázce.

2. Z hlediska vyjádřeńı hodnoty proměnné rozlǐsujeme:

(a) Kvalitativńı proměnné, jejichž hodnoty jsou vyjádřeny znaky a nelze
s nimi tud́ıž provádět aritmetické operace. Podle typ̊u vztah̊u mezi
hodnotami je dále děĺıme na:

i. Nominálńı proměnné, o jejichž hodnotách můžeme ř́ıci pouze to,
jestli jsou stejné či r̊uzné.

ii. Ordinálńı (neboli pořadové) proměnné, které nabývaj́ı hodnot,
u nichž můžeme nav́ıc určit pořad́ı. To dává možnost vzestupně
nebo sestupně uspořádat jednotlivé hodnoty v souboru.

(b) Kvantitativńı (neboli numerické či kardinálńı) proměnné, jejichž hod-
noty jsou vyjádřeny č́ıselně. Dále je děĺıme opět podle typ̊u vztah̊u
mezi hodnotami na:
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i. Intervalové proměnné, což jsou ordinálńı proměnné, pro jejichž
dvě hodnoty můžeme nav́ıc vypoč́ıtat, o kolik je jedna hodnota
větš́ı než druhá.

ii. Poměrové proměnné, což jsou intervalové proměnné, pro jejichž
dvě hodnoty můžeme nav́ıc vypoč́ıtat, kolikrát je jedna hodnota
větš́ı než druhá. Jedná se tedy typicky o kladné č́ıselné hodnoty.

Nominálńı, ordinálńı a kardinálńı diskrétńı proměnné bývaj́ı často souhrnně
označovány jako kategoriálńı. Ty se pak dále děĺı na dichotomické, které nabývaj́ı
pouze dvou kategoríı, a na v́ıcekategoriálńı.

Pro naše účely budeme rozdělovat proměnné z tabulek Ap, Bd a S na kvalita-
tivńı a kardinálńı, př́ıpadně konkrétněji na nominálńı, ordinálńı a kardinálńı.

Umělé indikátorové proměnné

V oblasti statistiky a ekonometrie, zejména v regresńı analýze, se často objevuje
pojem takzvaných umělých indikátorových proměnných, dále jen indikátorových.
Jedná se v podstatě o alternativńı proměnné, které nabývaj́ı hodnot 0 a 1,
č́ımž poukazuj́ı na nepř́ıtomnost, respektive př́ıtomnost, určitého znaku. Tyto
proměnné jsou použ́ıvány pro tř́ıděńı dat do vzájemně se vylučuj́ıćıch kategoríı,
např́ıklad kuřák/nekuřák.

Pro použit́ı obecných proměnných ve většině metod statistické analýzy je
třeba určité typy převést na soubor indikátorových proměnných. Konkrétně
všechny proměnné, jejichž hodnoty jsou znakové, nebot’ s nimi nelze provádět
aritmetické operace, které jsou pro většinu statistických metod kĺıčové, a které
budou převodem umožněny. V našem př́ıpadě se tedy jedná o všechny kvalitativńı
proměnné.

Poznámka 6. V praxi se často stává, že hodnoty ordinálńıch proměnných jsou za-
stoupeny č́ısly. Např́ıklad proměnná vzděláńı může být definována jako proměnná
nabývaj́ıćı hodnot 1 - 4, přičemž hodnoty 1 nabývá, pokud má respondent
základńı vzděláńı, hodnoty 2, má-li středoškolské, hodnoty 3, má-li vyšš́ı odborné
a hodnoty 4, má-li vysokoškolské. V takovém př́ıpadě nastává otázka, zda by měly
být i tyto

”
č́ıselné ordinálńı“ proměnné převedeny na soubor indikátorových. Tato

volba záviśı na konkrétńıch datech a z hlediska pr̊uběhu fúze neńı špatně, pokud
převedeme i všechny tyto proměnné, popř́ıpadě jen některé z nich. Jedná se tedy
o jakési rozvětveńı fúze, které může být zaj́ımavé z hlediska diskuse výsledk̊u na
konkrétńıch datech. V praxi je také třeba přihlédnout na výpočetńı a pamět’ovou
náročnost algoritmu fúze, která se s každou nově převedenou proměnnou zvyšuje.

Danou proměnnou převedeme na soubor indikátorových tak, že mı́sto ńı vy-
tvoř́ıme právě tolik nových proměnných, kolika nabývá hodnot. Každá nová
proměnná nyńı reprezentuje každou jednu z nabývaných hodnot. Měla-li v i-tém
pozorováńı p̊uvodńı proměnná určitou hodnotu, nabývá nyńı proměnná symbo-
lizuj́ıćı tuto hodnotu v i-tém pozorováńı hodnoty jedna, zat́ımco všechny ostatńı
proměnné reprezentuj́ıćı zbylé hodnoty nabývaj́ı v i-tém pozorováńı hodnoty nula.

Př́ıklad. Zvolme jako p̊uvodńı proměnnou rodinný stav. Předpokládejme, že
tato proměnná nabývá pěti znakových hodnot: svobodný/á, ženatý/vdaná,
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druh/družka, rozvedený/á, vdovec/vdova. Při převodu se vytvoř́ı pět nových
proměnných, z nichž každá představuje jeden konkrétńı stav. V následuj́ıćı Ta-
bulce 2.1 pak na krátkém pozorováńı vid́ıme, jak se na základě p̊uvodńı proměnné
přǐrazovaly hodnoty novým proměnným.

rodinný svobod- ženatý druh rozve- vdovec
stav ný/á /vdaná /družka dený/á /vdova

ženatý/vdaná 0 1 0 0 0
svobodný/á převod 1 0 0 0 0
rozvedený/á −→ 0 0 0 1 0
druh/družka 0 0 1 0 0
svobodný/á 1 0 0 0 0

... ... ... ... ... ...

Tabulka 2.1: Převod proměnné na soubor indikátorových proměnných

T́ımto zp̊usobem tedy převedeme všechny kvalitativńı proměnné tabulek S

a Bd, č́ımž se nám zvětš́ı š́ı̌rka každé tabulky, mnohdy podstatně. Pro lepš́ı orien-
taci označme horńım indexem ind tabulky, jejichž kvalitativńı proměnné již prošly
převodem na soubor indikátorových. Máme tedy tabulky Sind a Bind

d . Analogicky
označme i jejich nové š́ı̌rky jako pindS a pindB , přičemž plat́ı pindS ≥ pS a pindB ≥ pB.

Poznámka 7. Tabulku Ap nemá smysl převádět, nebot’ v metodách fúze
využ́ıváme pouze tabulky Bd a S.

2.1.2 Odstraněńı lineárńıch závislost́ı

Nyńı máme nachystána data, která jsou uvnitř každé z tabulek navzájem závislá.
Např́ıklad proměnná, popř́ıpadě soubor indikátorových proměnných, obsahuj́ıćı
informace o vzděláńı respondenta, může záviset na proměnné obsahuj́ıćı jeho
věk. Pro výpočetńı zjednodušeńı daľśıch krok̊u fúze je vhodné tyto závislosti
v tabulkách Sind a Bind

d postupně odstranit. Tyto závislosti by totiž mohly ovlivnit
správnost výsledk̊u metod, které budeme použ́ıvat dále. Mohlo by se také stát,
že by určitou metodu nebylo možno v̊ubec provést. Nav́ıc odstraněńım závislost́ı
mezi proměnnými se nám může zredukovat jejich počet.

Je třeba zd̊uraznit, že nežádoućı závislosti jsou vždy pouze ty mezi proměnnou
z tabulky Sind, respektive Bind

d a ostatńımi proměnnými této tabulky. Vzájemné
závislosti mezi proměnnými tabulky Sind

d a proměnnými tabulky Bind
d jsou pro

nás naopak kĺıčové pro samotnou fúzi.

Faktorová analýza

Odstranit vnitřńı závislosti mezi jednotlivými proměnnými tabulky Sind, respek-
tive Bind

d lze v́ıce zp̊usoby. My použijeme metodu zvanou faktorová analýza.
Jedná se o v́ıcerozměrnou techniku, která vyšetřuje vnitřńı souvislosti a vztahy
mezi proměnnými a odhaluje základńı strukturu dat. Použ́ıvá se pro kardinálńı
proměnné, což máme d́ıky převodu kvalitativńıch proměnných na soubory in-
dikátorových proměnných splněno. Pro naše účely si uvedeme pouze základńı
myšlenky faktorové analýzy. Jejich matematické odvozeńı je složitěǰśı a poněkud
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rozsáhlé a je vysvětleno např́ıklad v knize Anděl (1985), sekce XVII.4, popř́ıpadě
o něco v́ıce podrobněji v kapitole 19 knihy Hebák a kol. (2005b).

Jedńım ze základńıch ćıl̊u faktorové analýzy je zjistit za pomoci posouzeńı
struktury vztah̊u sledovaných proměnných, zda je možné tyto proměnné rozdělit
do skupin tak, aby proměnné ze stejné skupiny spolu v́ıce korelovaly než proměnné
z odlǐsných skupin. Daľśım ćılem je pak myšlenka redukce dat, která ale poněkud
ustupuje před potřebou vysvětlit napozorované korelace pomoćı nových nepo-
zorovaných a svou podstatou hypotetických proměnných - takzvaných faktor̊u.
(Hebák a kol., 2005b)

Matematicky lze postup faktorové analýzy popsat pomoćı následuj́ıćıho mo-
delu. Necht’ X je pindB -rozměrný vektor představuj́ıćı řádky tabulky Bind

d , respek-
tive pindS -rozměrný vektor představuj́ıćı řádky tabulky Sind. Označme vektor jeho
středńıch hodnot µ. Obecný model faktorové analýzy předpokládá existenci R
v pozad́ı stoj́ıćıch společných faktor̊u F1,F2, . . . FR, kterých je méně než pindB , re-
spektive pindS . Jsou takové, že vektor X lze vyjádřit jako

X = µ+ Γf + ε, (2.1)

kde Γ je takzvaná matice faktorových zátěž́ı typu pindB × R, respektive pindS × R,
f je R-členný vektor společných faktor̊u F1,F2, . . . FR a ε je vektor chybových
složek délky pindB , respektive pindS , označovaných jako specifické faktory. Pro fakto-
rový model (2.1) předpokládáme, že společné faktory F1,F2, . . . FR jsou nezávislé
a stejně rozdělené náhodné veličiny s nulovými středńımi hodnotami a jednot-
kovými rozptyly. Výchoźım úkolem analýzy pro faktorový model (2.1) je odhad
faktorových zátěž́ı a rozptyl̊u specifických faktor̊u. K tomuto odhadu bylo vy-
tvořeno mnoho postup̊u, které se často nazývaj́ı metody extrakce faktoru. (Hebák
a kol., 2005b)

Zásadńım problémem faktorové analýzy je stanoveńı počtu faktor̊u. Je totiž
nutné jej stanovit dopředu ještě před provedeńım samotné analýzy. V nejjed-
nodušš́ım př́ıpadě můžeme na základě zkoumaných proměnných použ́ıt teore-
tický předpoklad o počtu faktor̊u. Často je však nutné využ́ıt k tomuto účelu
jiných statistických metod, např́ıklad analýzu hlavńıch komponent (viz Anděl
(1985), sekce XVII.2) či metodu maximálńı věrohodnosti (viz Anděl (1985), sekce
XV.6). V našem př́ıpadě využijeme toho, že ke každému faktoru jsme schopni
určit takzvanou standardńı odchylku faktoru, vyjadřuj́ıćı jeho d̊uležitost vzhle-
dem k ostatńım faktor̊um. Na základě konkrétńıch dat urč́ıme vhodnou hranici
a za nové proměnné vezmeme jen takové faktory, jejichž standardńı odchylka je
větš́ı než tato hranice.

Záměnou všech proměnných tabulek Sind a Bind
d za př́ıslušný počet vzniklých

faktor̊u nám vzniknou nové tabulky, označme je Sfa a B
fa
d . Analogicky označme

jejich š́ı̌rky jako pfaS a pfaB . Jelikož vzniklých faktor̊u je méně, než bylo proměnných
před faktorovou analýzou, plat́ı vztahy p

fa
S ≤ pindS a p

fa
B ≤ pindB .

Poznámka 8. Uvažme nyńı následuj́ıćı situaci. Necht’ máme l proměnných vy-
jadřuj́ıćıch stejnou vlastnost, l > 1, a jednu proměnnou na nich nezávislou.
Pak faktorová analýza vytvoř́ı z l proměnných jeden faktor a z jedné nezávislé
proměnné také jeden faktor. Tyto dva faktory jsou nyńı rovnocenné, i když je-
den z nich reprezentuje l proměnných a druhý pouze jednu proměnnou. Nab́ıźı se
otázka, zda by se tato skutečnost neměla ve fúzi nějak projevit. V praxi se tento
problém řeš́ı podle konkrétńıch dat, která fúzujeme. V takovýchto situaćıch máme
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možnost volby, zda se budeme t́ımto problémem zabývat. Pokud se rozhodneme
faktor reprezentuj́ıćı l proměnných před druhým upřednostnit, často to děláme
pomoćı vlastńıch č́ısel, která vystupuj́ı v pr̊uběhu faktorové analýzy. Pomoćı nich
je pak oběma faktor̊um přidělena takzvaná faktorová váha, přičemž váha prvńıho
je l-krát větš́ı než váha druhého.

Poznámka 9. Odstranit vnitřńı závislosti v tabulkách Bind
d a Sind lze v́ıce meto-

dami. Lze je např́ıklad odstranit i ručně. V praxi se však osvědčilo použ́ıvat pro
odstraněńı těchto závislost́ı faktorovou analýzu.

2.1.3 Nalezeńı vzdálenost́ı mezi dárci a př́ıjemci

Nyńı využijeme vzájemných závislost́ı mezi proměnnými tabulky S
fa
d

a proměnnými tabulky B
fa
d . Pomoćı těchto závislost́ı urč́ıme ke každé dvojici

př́ıjemce - dárce č́ıslo, budeme ho nazývat vzdálenost, které bude symbolizovat
jak moc jsou si podobńı. T́ım se dostáváme do kĺıčové části fúze, nebot’ budeme-
li znát tyto vzdálenosti, budeme podle nich schopni nalézt k danému př́ıjemci
vhodného dárce, a přeneseńım jeho hodnot na hodnoty př́ıjemce fúzi dokončit.
Možnost́ı nalezeńı vzdálenost́ı je opět v́ıce. My jsme se rozhodli využ́ıt váženého
pr̊uměru odlǐsnost́ı hodnot.

Spoč́ıtáńı vah spojovaćıch proměnných

Pro zjǐstěńı vzdálenost́ı je nejprve nutné ke každé spojovaćı proměnné tabulky S
fa
d

určit hodnotu, která bude představovat, jak moc záviśı daná spojovaćı proměnná
na proměnných z tabulky B

fa
d . Tuto hodnotu nazýváme váha proměnné a urč́ıme

ji následuj́ıćım postupem.

Lineárńı regresńı modely

Závislost všech proměnných tabulky B
fa
d na jednotlivé spojovaćı proměnné lze

určit pomoćı mnohorozměrného lineárńıho regresńıho modelu. Jelikož se nám
jedná o závislosti mezi tabulkou B

fa
d a k ńı př́ıslušnou tabulkou spojovaćıch

proměnných S
fa
d , bereme hodnoty spojovaćıch proměnných pouze z této tabulky.

Označme X = (x1,x2, . . . ,xnd
)⊤ náhodný vektor představuj́ıćı obecnou spojovaćı

proměnnou tabulky S
fa
d . Necht’ matice Y představuje celou tabulku B

fa
d , je tedy

rozsahu nd × p
fa
B . Pak lineárńı model popisuj́ıćı naši situaci zapisujeme v mati-

covém tvaru

Y
nd×p

fa
B

= Xnd×1β1×p
fa
B
+ ε

nd×p
fa
B
, (2.2)

kde β = (β1, . . . ,βp
fa
B
) je vektor neznámých parametr̊u modelu a ε je matice

nepozorovatelné rušivé složky typu nd×p
fa
B . (Hebák a kol. (2005a), Timm (2002))

Ćılem lineárńıho regresńıho modelu je objasnit vztah mezi vysvětlovanou
proměnnou Y a vysvětluj́ıćı proměnnou X na základě odhad̊u parametr̊u
β1, . . . ,βp

fa
B
. T́ım se zabývaj́ı r̊uzné v́ıcerozměrné statistické metody. My

použijeme takzvanou mnohorozměrnou analýzu rozptylu, které se také zkráceně
ř́ıká

”
MANOVA“ z anglického

”
Multivariate analysis of variance“ (viz Timm

(2002) kapitola 4).
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V praxi se osvědčilo použ́ıvat pro výpočet váhy každé spojovaćı proměnné
např́ıklad takzvaný koeficient determinace R2, známý pod anglickým názvem

”
R-

squared“, který vyjadřuje, jakou část z celkové variability hodnot vysvětlované
proměnné lineárńı model objasňuje. Jeho odvozeńı je pro mnohorozměrnou
analýzu rozptylu podrobně popsáno v sekci 4.2.d knihy Timm (2002). Výsledkem
odvozeńı je však matice. Abychom dostali skalár, můžeme podle zmı́něného zdroje
použ́ıt jej́ı determinant, př́ıpadně stopu. My přǐrad́ıme koeficientu R2 stopu této
matice. Aby se hodnota koeficientu pohybovala v intervalu [0,1], vyděĺıme ji ještě
počtem závisle proměnných v daném modelu, což je vyjádřeno počtem prvk̊u
na diagonále matice. Č́ım větš́ı hodnoty koeficientu determinace t́ım je obvykle
model lepš́ı.

Poznámka 10. Obecně lze za váhu proměnné vźıt jakýkoliv ukazatel, který měř́ı
závislost mezi spojovaćımi proměnnými tabulky S

fa
d a proměnnými tabulky B

fa
d .

Algoritmus přidělováńı vah spojovaćım proměnným

Nejdř́ıve urč́ıme hodnoty R2 pro model (2.2), přičemž za X budeme postupně
dosazovat jednotlivé spojovaćı proměnné. Je zřejmé, že proměnná z modelu,
který má tuto hodnotu největš́ı ze všech, záviśı na proměnných tabulky B

fa
d

nejv́ıce. Proto j́ı odpov́ıdaj́ıćı hodnotu koeficientu determinace přǐrad́ıme za váhu.
Označme tuto proměnnou Z = (z1,z2, . . . ,znd

)⊤.
T́ım jsme určili váhu prvńı spojovaćı proměnné, kterou bychom pro daľśı

poč́ıtáńı ostatńıch vah měli do modelu zahrnout. Teoreticky bychom nyńı chtěli
vysvětlit závislost všech proměnných tabulky B

fa
d na proměnných X a Z, kde

vektor X nyńı představuje spojovaćı proměnnou, které ještě nebyla přǐrazena
váha. Dostáváme tedy nový lineárńı model, který lze zapsat v maticovém tvaru

Y
nd×p

fa
B

=
(
Z X

)
nd×2

β2×p
fa
B
+ ε

nd×p
fa
B
, (2.3)

kde
(
Z X

)
představuje matici typu nd × 2, jej́ıž prvńı sloupec je vektor Z

a druhý sloupec je vektor X.
Nyńı urč́ıme hodnoty R2 pro model (2.3), přičemž za X dosazujeme jen ty

spojovaćı proměnné, které ještě nemaj́ı přǐrazenou váhu. Opět z nich vybereme
maximálńı hodnotu a proměnné, z jej́ıž modelu byla tato maximálńı hodnota
źıskána, chceme nyńı přǐradit váhu. Hodnota této váhy nebude R2, ale od tohoto
koeficientu je třeba odeč́ıst maximum z koeficient̊u R2 stanovených v předchoźım
kroku. Jelikož na pravé straně modelu máme nyńı ve sloupćıch př́ıslušné matice
dvě proměnné Z a X, představuje koeficient R2 tohoto modelu jejich společnou
váhu. Ta je zřejmě větš́ı nebo rovna váze proměnné Z a tedy pro přǐrazeńı váhy
proměnné X je nutné od jej́ıho koeficientu R2 odeč́ıst koeficient R2 stanovený na
základě předchoźıho modelu proměnné Z.

Obecně tedy v k-tém kroku, k ∈ {2, . . . ,pfaS } urč́ıme váhu následovně. Na pra-
vou stranu modelu použitého v kroku k − 1 přidáme zprava do př́ıslušné matice
nový sloupec představuj́ıćı proměnnou, jej́ıž váhu jsme v kroku k − 1 určili. Pro
tento model urč́ıme hodnoty R2, přičemž zaX dosazujeme ty spojovaćı proměnné,
které ještě nemaj́ı přǐrazenou váhu. T́ım źıskáme (pfaS − k + 1) koeficient̊u de-
terminace, označme je R2

1, . . . , R
2
p
fa
S

−k+1
. Z nich urč́ıme maximum, označme jej

R2
k. Proměnné, z jej́ıž modelu byl tento koeficient vypoč́ıtán, přǐrad́ıme váhu
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R2
k − R2

k−1, kde R2
k−1 představuje maximum ze všech hodnot R2 poč́ıtaných

v předchoźım kroku. Tak postupně přǐrazujeme váhu jednotlivým spojovaćım
proměnným, přičemž váha proměnné přǐrazená v kroku k je menš́ı nebo rovna
váze proměnné v kroku k − 1.

Je zřejmé, že algoritmus se zastav́ı ve chv́ıli, kdy máme určené váhy ke všem
spojovaćım proměnným. V praxi ale často na základě konkrétńıch dat voĺıme
ještě daľśı ukončovaćı podmı́nky pro tento algoritmus. Např́ıklad se urč́ı hra-
nice, představuj́ıćı jaká nejmenš́ı váha může být proměnné přǐrazena. Je zřejmé,
že je-li v k-tém kroku přǐrazena některé proměnné váha menš́ı nebo rovna
této hranici, bude tato nerovnost platit i pro váhy, které bychom źıskali ve
všech následuj́ıćıch kroćıch. Potom v k-tém kroku algoritmus ukonč́ıme, přičemž
př́ıslušné proměnné i všem zbylým proměnným přǐrad́ıme nulovou váhu. Ta je jim
obecně přǐrazena vždy, když je algoritmus zastaven na základě platnosti jakékoli
ukončovaćı podmı́nky.

Matice vzdálenost́ı

Dı́ky vahám jsme nyńı schopni vytvořit matici, označme ji např́ıklad V , jej́ıž
prvek vij bude představovat vzdálenost i-tého př́ıjemce od j-tého dárce. Jedná se
tedy o matici typu počet př́ıjemc̊u × počet dárc̊u.

Hodnoty matice V urč́ıme následovně. Podle již zavedeného značeńı
představuje np délku tabulky Afa

p , tedy počet př́ıjemc̊u, a nd délku tabulky B
fa
d ,

tedy počet dárc̊u. Označme S = (sk,l) matici představuj́ıćı tabulku Sfa, tedy

tabulku hodnot všech spojovaćıch proměnných, přičemž v́ıme, že jich je p
fa
S .

Pak ∀l ∈ {1, . . . ,pfaS } představuje vektor (s1,l, s2,l, . . . ,snp+nd,l)
⊤ l-tou spojovaćı

proměnnou a necht’ wl ∈ R představuje jej́ı váhu. Pak se každý prvek matice V

dá spoč́ıtat jako

vij = f((si,1,si,2, . . . ,si,pfa
S
)⊤,(snp+j,1,snp+j,2, . . . ,snp+j,p

fa
S
)⊤,(w1,w2, . . . ,wp

fa
S
)⊤),

(2.4)
∀i = 1,2,. . .,np, ∀j = 1,2,. . .,nd, kde f je nějaká funkce veličin (si,1,si,2, . . . ,si,pfa

S
)⊤,

(snp+j,1,snp+j,2, . . . ,snp+j,p
fa
S
)⊤ a (w1,w2, . . . ,wp

fa
S
)⊤.

Mahalanobisova vzdálenost

Pro náš typ dat je vhodné zvolit za f takzvanou výběrovou váženou Mahalanobi-
sovu vzdálenost, označme ji d2M . Ta je např́ıklad v knize Timm (2002) definovaná
jako:

d2M(Xu,Xv,W ) = (Xu −Xv)
⊤ ·W⊤ ·K−1 ·W · (Xu −Xv), (2.5)

kde Xu = (Xu1, . . . ,Xuq)
⊤ a Xv = (Xv1, . . . ,Xvq)

⊤, q ∈ N jsou re-
alizace vektor̊u z náhodného výběru X1, . . . ,Xp, p ∈ N, W je dia-
gonálńı matice typu q × q, která má na diagonále váhy prvk̊u náhodného
výběru (X11,X21, . . . ,Xp1)

⊤, (X12,X22, . . . ,Xp2)
⊤, . . . ,(X1q,X2q, . . . ,Xpq)

⊤ a K je
výběrová kovariančńı matice typu q × q tohoto výběru. Ta je definována v sekci
6.2 knihy Anděl (2005).

Vzorec (2.5) nyńı aplikujeme na náš problém pomoćı značeńı zavedeného výše.
Položme

p := np + nd, q := p
fa
S , u := i, v := np + j,
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a dále

Xi := (si,1,si,2, . . . ,si,pfa
S
)⊤a Xj := (snp+j,1,snp+j,2, . . . ,snp+j,p

fa
S
)⊤.

Realizace vektor̊u Xi a Xj tedy představuje hodnoty i-tého a j-tého řádku ta-
bulky S. Vypočtené váhy spojovaćıch proměnných jsou pak diagonálńımi prvky
matice W typu p

fa
S × p

fa
S , tedy

W :=




w1 0 . . . 0

0 w2
...

...
. . . 0

0 . . . 0 w
p
fa
S




.

Matice K je výběrová kovariančńı matice výběru vektor̊u hodnot spojovaćıch
proměnných, je tedy typu p

fa
S × p

fa
S . Z jej́ı definice (viz Anděl (2007), sekce

3.2) plyne, že jej́ı diagonálńı prvky jsou vždy rovny rozptylu vektoru hod-
not představuj́ıćı př́ıslušnou spojovaćı proměnnou, zat́ımco nediagonálńı prvky
představuj́ı vzájemnou kovarianci těchto vektor̊u. Jelikož jsou vektory hodnot spo-
jovaćıch proměnných faktory, z části 2.1.2 v́ıme, že jsou navzájem nezávislé a maj́ı
jednotkové rozptyly. Tedy všechny diagonálńı prvky matice K jsou rovny jedné.
Dı́ky nezávislosti všech faktor̊u je jejich kovariance nulová (viz Anděl (2007), věta
3.8) a tud́ıž i všechny nediagonálńı prvky matice K jsou rovny nule. Matice K je
tedy v našem př́ıpadě rovna jednotkové matici. Vzorec (2.5) nyńı můžeme psát
jako

d2M =







si,1
si,2
...

s
i,p

fa
S


−




snp+j,1

snp+j,2
...

s
np+j,p

fa
S







⊤



w1 0 . . . 0

0 w2
...

...
. . . 0

0 . . . 0 w
p
fa
S




·

·




1 0 . . . 0

0 1
...

...
. . . 0

0 . . . 0 1







w1 0 . . . 0

0 w2
...

...
. . . 0

0 . . . 0 w
p
fa
S










si,1
si,2
...

s
i,p

fa
S


−




snp+j,1

snp+j,2
...

s
np+j,p

fa
S







=







si,1
si,2
...

s
i,p

fa
S


−




snp+j,1

snp+j,2
...

s
np+j,p

fa
S







⊤



w2
1 0 . . . 0

0 w2
2

...
...

. . . 0
0 . . . 0 w2

p
fa
S




·

·







si,1
si,2
...

s
i,p

fa
S


−




snp+j,1

snp+j,2
...

s
np+j,p

fa
S





 =

p
fa
S∑

l=1

(si,l − snp+j,l)
2 · w2

l

A tedy dosazeńım d2M za f ve vzorci (2.4) dostáváme

vij =

p
fa
S∑

l=1

(si,l − snp+j,l)
2 · w2

l , ∀i = 1,2,. . .,np, ∀j = 1,2,. . .,nd, (2.6)
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Pomoćı vzorce (2.6) spoč́ıtáme všechny prvky matice vzdálenost́ı V .

2.1.4 Přiděleńı dárc̊u př́ıjemc̊um

Z matice vzdálenost́ı nyńı v́ıme, jak odlǐsńı jsou všichni př́ıjemci a dárci. Chtěli
bychom samozřejmě ke každému př́ıjemci vybrat toho nejlepš́ıho dárce. Přestože
to individuálně může znamenat toho nejbližš́ıho, z hlediska kvality celé fúze to nej-
lepš́ı výběr být nemuśı. Nab́ıźı se také otázka, jestli je lepš́ı použ́ıt každého dárce
nejvýše jednou, či ho vźıt v́ıcekrát. Pr̊uběh fúze se tady může opět rozcházet. Nyńı
zmı́ńıme čtyři základńı algoritmy použ́ıvané při přidělováńı dárc̊u př́ıjemc̊um.
Z části 1.3.5 prvńı kapitoly ale již v́ıme, že určit nejlepš́ı z nich na obecných
datech nelze.

Připomeňme, že symbol vij , kde i ∈ {1, . . . , np}, j ∈ {1, . . . , nd}, znač́ı prvek
matice V .

Nejbližš́ımu

Metoda přidělováńı dárce nejbližš́ımu př́ıjemci se může na prvńı pohled jevit jako
nejlepš́ı možnost. Jak už je v názvu uvedeno, jedná se o algoritmus, který každému
př́ıjemci přǐrad́ı nejbližš́ıho dárce bez ohledu na to, jestli už byl tento dárce
předt́ım použit. V praxi procháźıme matici vzdálenost́ı V po řádćıch a v každém
urč́ıme minimálńı prvek. Pro každého i-tého př́ıjemce, i = 1, . . . ,np, tedy urč́ıme
jeho dárce j podle

j = argmin
l∈{1,...,nd}

vil.

Od minima

Přǐrazováńı dárce př́ıjemci takzvaně od minima je podobné předchoźı metodě
s t́ım rozd́ılem, že hledáme minimálńı prvek celé matice V a přǐrad́ıme-li př́ıjemci
nějakého dárce, již tohoto dárce nesmı́me znovu použ́ıt pro daľśıho př́ıjemce.
Hledáme tedy minimum matice V a jakmile takový prvek, označme jej vmin

ij ,
najdeme, přǐrad́ıme i-tému př́ıjemci j-tého dárce. Plat́ı

vmin
ij = min

k∈{1,...,np}
l∈{1,...,nd}

vkl.

V daľśım kroku pak hledáme znovu minimum matice V , tentokrát však již bez
i-tého řádku - k tomuto př́ıjemci již máme dárce určeného, a bez j-tého sloupce
- tohoto dárce jsme již použili.

Od maxima

Daľśı možnost́ı přǐrazováńı je takzvaně od maxima, zd̊urazněme však, že se ne-
jedná o analogii přǐrazováńı metodou od minima, pouze se záměnou minima
za maximum. Tento algoritmus nejprve prohledává matici V zp̊usobem jako
v př́ıpadě přǐrazováńı nejbližš́ımu, tedy hledá minimum každého řádku. Z těchto
nalezených minim pak urč́ı maximum, označme jej vmax

ij , a př́ıslušného i -tého
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dárce s j-tým př́ıjemcem, kteř́ı měli tuto
”
maximálńı minimálńı“ vzdálenost,

propoj́ı. Plat́ı

vmax
ij = max{ min

l∈{1,...,nd}
vkl | k ∈ {1, . . . , np}}.

V daľśım kroku pokračujeme stejně, ale opět již s vynecháńım i-tého řádku
a j-tého sloupce, nebot’ každý dárce se smı́ použ́ıt nejvýše jednou.

Náhodně

Tato metoda pracuje naprosto náhodně. Ke každému př́ıjemci náhodně vybe-
reme jednoho z dárc̊u, přitom dodržujeme pouze jednu podmı́nku, a to, abychom
každého dárce přǐradili nejvýše jednou. Pro tento typ fúze nebyly samozřejmě
nutné všechny předchoźı metody, ale stačilo ji aplikovat hned na p̊uvodńı data.
Zařazujeme ji sem pouze z d̊uvodu kontrastu s ostatńımi typy přǐrazováńı.

Poznámka 11. Pokud je při algoritmech přǐrazováńı dárc̊u př́ıjemc̊um výběr
minima, respektive maxima nejednoznačný, tedy existuje-li v́ıce než jeden mi-
nimálńı, respektive maximálńı prvek, zálež́ı na domluvě, který vezmeme.

Někdy je vhodné vybrat tento prvek náhodným výběrem. T́ım se vyvaru-
jeme toho, že bychom nějakou část dat upřednostňovali, aniž bychom si toho byli
vědomi. V praxi jsou totiž data sesb́ırána např́ıklad po kraj́ıch České republiky,
takže jsou pak i v databázi zařazena u sebe. Mohlo by se tedy stát, že bychom je-
den z kraj̊u jakýmsi zp̊usobem zvýhodnili. Z tohoto d̊uvodu je často nejvhodněǰśı
všechny řádky databáze ještě před samotným pr̊uběhem metod fúze zpermutovat.

Z výše uvedených definic jednotlivých metod přǐrazováńı a poznámky 1
vyplývá, že pro algoritmy přǐrazováńı od minima, od maxima a náhodně je nutný
předpoklad nd ≥ np, tedy že dárc̊u je alespoň tolik co př́ıjemc̊u. Matice V je totiž
typu np×nd a kdyby tento předpoklad nebyl splněn, dostali bychom se do fáze,
kdy jsou všichni dárci přǐrazeni právě jednou a ještě zbývaj́ı př́ıjemci, kteř́ı ne-
maj́ı určeného dárce. Tyto tři algoritmy, ve kterých se smı́ každý dárce použ́ıt
nejvýše jednou, by tedy skončily a fúze by byla neúplná. Naopak fúze metodou
nejbližš́ımu tento předpoklad nevyžaduje.

Pro úplnost poznamenejme, že existuj́ı i takové metody přǐrazováńı, které po
spárováńı př́ıjemce s dárcem tohoto konkrétńıho dárce nevyškrtnou ze seznamu
všech dárc̊u, které lze ještě použ́ıt, ale nějakým zp̊usobem dárce pouze penalizuj́ı.
A to např́ıklad zvětšeńım vzdálenosti mezi ńım a všemi ostatńımi př́ıjemci, kteř́ı
ještě na přiděleńı čekaj́ı, což ho v daľśıch kroćıch výběru znevýhodńı. T́ım klesne
pravděpodobnost, že bude tento dárce ještě někdy použit.

Př́ıklad. Pro lepš́ı pochopeńı uved’me konkrétńı př́ıklad nalezeńı dvojic př́ıjemc̊u
a dárc̊u v matici V čtyřmi výše definovanými zp̊usoby. Pro jednoduchost zvolme
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V jako čtvercovou matici typu 5×5 definovanou následovně

V =




3 6 1 4 7
2 5 3 3 4
4 5 1 4 6
8 5 5 3 4
6 4 2 4 5




.

Souřadnice zakroužkované hodnoty pak v následuj́ıćıch matićıch představuj́ı
souřadnice propojené dvojice př́ıjemce – dárce v metodách nejbližš́ımu – V1, od
minima – V2, od maxima – V3 a náhodně – V4 . V př́ıpadě náhodného přǐrazeńı
je uveden pouze jeden př́ıklad ze všech možných kombinaćı.

V1 =




3 6 1© 4 7
2© 5 3 3 4
4 5 1© 4 6
8 5 5 3© 4
6 4 2© 4 5




V2 =




3 6 1© 4 7
2© 5 3 3 4
4 5 1 4 6©
8 5 5 3© 4
6 4© 2 4 5




V3 =




3 6© 1 4 7
2© 5 3 3 4
4 5 1 4 6©
8 5 5 3© 4
6 4 2© 4 5




V4 =




3 6© 1 4 7
2 5 3© 3 4
4 5 1 4© 6
8© 5 5 3 4
6 4 2 4 5©




Dı́ky existenci v́ıce minimálńıch, respektive maximálńıch prvk̊u (viz poznámka
11) mohou být matice V2 a V3 také tvaru

V ′

2
=




3 6 1 4 7©
2© 5 3 3 4
4 5 1© 4 6
8 5 5 3© 4
6 4© 2 4 5




V ′

3
=




3 6© 1 4 7
2 5 3 3 4©
4© 5 1 4 6
8 5 5 3© 4
6 4 2© 4 5




.

2.1.5 Dokončeńı fúze

Máme-li určené dvojice př́ıjemce – dárce, zbývá už jen překoṕırovat hodnoty
z řádku tabulky Bd př́ısluš́ıćımu př́ıjemci do prázdného řádku nové tabulky Bp

př́ısluš́ıćımu dárci. T́ım je celá fúze dokončena a nastává fáze jej́ıho hodnoceńı.

2.2 Report

Jakmile je samotná fúze hotová, chtěli bychom zjistit, jak byla úspěšná. Abychom
však mohli fúzi vyhodnotit, potřebujeme k tomu znát p̊uvodńı skutečná data.
Zde může nastat otázka, proč jsme tedy fúzi dělali, když p̊uvodńı skutečná data
známe? Častým ćılem algoritmů spojováńı dat je totiž jejich hodnoceńı, pro které
je nutné znát p̊uvodńı data, abychom je mohli porovnat s daty nafúzovanými.
Hodnoceńı algoritmů fúze přisṕıvá k nalezeńı stabilńıch algoritmů pro určité ka-
tegorie dat, na jejichž základě by pak mohla být fúze prováděna v praxi, kde již
skutečnou hodnotu źıskaných dat neznáme.
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Jak již bylo zmı́něno v sekci 1.3.4, často se pro vyhodnoceńı algoritmu fúze
použ́ıvá takzvaný

”
Split-sample foldover test“, při kterém si rozděĺıme danou da-

tabázi na dárce a př́ıjemce a urč́ıme část dat, které př́ıslušný algoritmus nafúzuje.
V našem př́ıpadě jsou to data, která jsme v sekci 1.2 označili jako tabulku Bp délky
np (viz Obrázek 1.1). Na základě fúźı źıskaných hodnot této tabulky, označme je
Bf

p , a znalost́ı hodnot skutečných, označme je Bs
p, se pak fúze vyhodnocuje po-

moćı nejr̊uzněǰśıch statistických ukazatel̊u. My jsme zvolili následuj́ıćı ukazatele.
(Soong a de Montigny, 2003b)

2.2.1 Shoda marginálńıch rozděleńı

Jedńım ze základńıch znak̊u úspěšné fúze je shoda marginálńıho rozděleńı každé
nové proměnné źıskané fúźı s marginálńım rozděleńım k ńı př́ıslušné skutečné
proměnné. Shoda marginálńıch rozděleńı se urč́ı pomoćı jednoho z následuj́ıćıch
dvou statistických test̊u v závislosti na typu proměnné, přičemž testujeme vždy
hodnoty proměnné z tabulky Bf

p s hodnotami z tabulky Bs
p př́ıslušné proměnné.

Kolmogorov̊uv-Smirnovov̊uv dvouvýběrový test

Tento dvouvýběrový test shodnosti dvou rozděleńı uvedený v sekci 11.2.4 knihy
Anděl (2005) využ́ıvá takzvanou empirickou distribučńı funkci. Ta je pro náhodný
výběr z rozděleńı X1, . . . ,Xk, které má distribučńı funkci F , definována jako

F̂k(x) =
1

k

k∑

i=1

1{Xi < x}, x ∈ R. (2.7)

Nyńı již přejděme k samotnému testu. Necht’ X1, . . . ,Xk je náhodný výběr
z rozděleńı se spojitou distribučńı funkćı F a necht’ Y1, . . . ,Yl je na něm nezávislý
náhodný výběr z rozděleńı se spojitou distribučńı funkćı G. Aplikaćı na naše data
představuje X1, . . . ,Xk hodnoty proměnné tabulky Bs

p a Y1, . . . ,Yl představuje
hodnoty této proměnné, avšak z tabulky Bf

p . V našem př́ıpadě tedy plat́ı k = l =
np, kde np je délka tabulky Bp.

Poznámka 12. Předpoklad nezávislost́ı výběr̊u X1, . . . ,Xk a Y1, . . . ,Yl pro naše
data zaručit nemůžeme.

Chceme testovat nulovou hypotézu H0 : F = G proti alternativě H1 : F 6= G

(v́ıce o testováńı hypotéz např. v sekci 8.1 knihy Anděl (2005)). Označme F̂k

empirickou distribučńı funkci prvńıho výběru, Ĝl druhého výběru, a definujme

Dk,l = sup
x

|F̂k(x)− Ĝl(x)| (2.8)

(Anděl (2005), sekce 11.2.4)
Praktické vyhodnoceńı Kolmogorovova-Smirnovova testu je následuj́ıćı. Jsou-

li č́ısla k a l malá, porovná se Dk,l ze vzorce 2.8 s přesnými kritickými hodnotami
Dk,l(α), kde α je zvolená hladina testu. Plat́ı-li nerovnost Dk,l ≥ Dk,l(α) potom
zamı́tneme hypotézu H0 na hladině α. V př́ıpadě větš́ıch hodnot k, l se využije
Smirnovovy věty (viz Anděl (2005), věta 11.11), spoč́ıtá se limitńı distribučńı
funkce

K(x) = 1− 2

∞∑

n=1

(−1)k+1exp{−2k2x2}
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pro x0 =

√
kl

k + l
Dk,l. Pokud vyjde K(x0) ≥ 1 − α, zamı́tne se hypotéza H0 na

hladině, která se s rostoućımi rozsahy výběru bĺıž́ı č́ıslu α. (Anděl (2005), sekce
11.2.4)

Poznámka 13. Funkce K(x) je běžně tabelovaná.

Tento test lze použ́ıt pouze za předpokladu, že jsou distribučńı funkce F a G

spojité. Proto jej lze použ́ıt pouze pro kardinálńı proměnné tabulky Bp, tedy pro
ty, které jsme v sekci 5 nepřeváděli na soubor indikátorových proměnných.

Test homogenity multinomických rozděleńı

Zbývaj́ıćı proměnné tabulky Bp jsou kvalitativńı, nelze s nimi tedy provádět arit-
metické operace. Jsme schopni určit pouze četnosti jejich hodnot. Na těch je
založen test homogenity multinomických rozděleńı uvedený v sekci 13.2 knihy
Anděl (2005), který nyńı použijeme.

Četnost zastoupeńı

Nejprve pro každou proměnnou urč́ıme četnosti zastoupeńı jej́ıch hodnot. Necht’

náhodný výběr X1, . . . ,Xnp
reprezentuje proměnnou tabulky Bp, která nabývá

hodnot h1, . . . ,hr. Pak četnost zastoupeńı hodnoty hi, i = 1, . . . ,r, této proměnné
spočteme jako

ϑhi
=

np∑

j=1

1{Xj = hi}. (2.9)

Vzorcem (2.9) spoč́ıtáme četnosti hodnot vybraných proměnných z tabulek Bs
p

a Bf
p . Pomoćı testu homogenity multinomických rozděleńı budeme dále zkou-

mat, zda skutečné a k nim př́ıslušné nafúzované hodnoty pocházej́ı ze stejného
rozděleńı.

Kontingenčńı tabulka

Definujme nyńı obecnou kontingenčńı tabulku. Mějme náhodný vektor (X,Y )⊤,
který má diskrétńı rozděleńı, a pro jednoduchost předpokládejme, že veličina X

nabývá hodnot 1,...,r a veličina Y nabývá hodnot 1,...,c, r ∈ N, c ∈ N. (Pokud
hodnota proměnné X nabývá znakových hodnot, polož́ıme X = 1 p̊ujde-li o prvńı
hodnotu, X = 2 p̊ujde-li o druhou hodnotu, atd.) Označme

δij = P(X = i,Y = j), δi· =
∑

j

δij , δ·j =
∑

i

δij . (2.10)

Č́ısl̊um δi· a δ·j se ř́ıká marginálńı pravděpodobnosti. Necht’ se uskutečnil výběr
o rozsahu k z tohoto rozděleńı. Necht’ µij znač́ı počet př́ıpad̊u, kdy se ve výběru
vyskytla dvojice (i,j). Náhodné veličiny µij pak maj́ı multinomické rozděleńı s pa-
rametrem k a s pravděpodobnostmi δij (v́ıce o multinomickém rozděleńı např.
v sekci 12.1 knihy Anděl (2005)). Analogicky jako v (2.10) označme

µi· =
∑

j

µij , µ·j =
∑

i

µij. (2.11)
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Matice (µij) se nazývá kontingenčńı tabulka a je uvedena v Tabulce 2.2, č́ısl̊um
µi· a µ·j se ř́ıká marginálńı četnosti. (Anděl (2005), sekce 13.1)

X
Y ∑

1 . . . . . . c

1 µ11 . . . . . . µ1c µ1·

. . . . . . . . . . . . . . . . . . . . . . . .

r µr1 . . . . . . µrc µr·∑
µ·1 . . . . . . µ·c k

Tabulka 2.2: Obecná kontingenčńı tabulka r × c

V našem př́ıpadě bude veličina X nabývat právě dvou hodnot X = 1 a X = 2.
Bude-li X = 1 , pak náhodný výběr Y1, Y2, . . . , Yk bude představovat hodnoty
proměnné tabulky Bs

p. V opačném př́ıpadě bude Y1, Y2, . . . , Yk představovat hod-
noty té samé proměnné, avšak z tabulky Bf

p . Tedy k = np a vzniklá kon-
tingenčńı tabulka je rozsahu 2×c, kde c je počet hodnot, kterých nabývá př́ıslušná
proměnná tabulky Bp. V prvńım, respektive druhém řádku kontingenčńı tabulky
se tedy nacháźı četnosti skutečných, respektive fúźı źıskaných hodnot př́ıslušné
proměnné. Ty jsme již určili pomoćı vzorce (2.9), tedy i marginálńı řádkové
četnosti µi· jsou předem určeny. Toho využ́ıvá test homogenity multinomických
rozděleńı.

Jsou-li totiž marginálńı řádkové četnosti µi· předem stanoveny, pak má i-tý
řádek kontingenčńı tabulky multinomické rozděleńı s parametry µi·, qi1, . . . ,qir,
kde qi1, . . . ,qir jsou nějaké pravděpodobnosti splňuj́ıćı qi1 + · · · + qir = 1,
i = 1, . . . , r. Chceme testovat nulovou hypotézu homogenity (stejnosti rozděleńı),
která ř́ıká, že pravděpodobnosti qi1, . . . ,qir nezávisej́ı na řádkovém indexu i, neboli
všechny řádky matice (qij)r×r jsou stejné. Hypotézu testujeme pomoćı veličiny

χ2 = np

r∑

i=1

r∑

j=1

µ2
ij

µi·µ·j

− np,

která má asymptoticky rozděleńı χ2 s (r− 1)2 stupni volnosti. Vyjde-li pak χ2 ≥
χ2
(r−1)2(α), zamı́táme hypotézu o homogenitě. Ke shodě s limitńım rozděleńım

se vyžaduje, aby všechny teoretické četnosti
µi·µ·j

np

byly větš́ı než 5, což je d́ıky

rozsahu databáźı v praxi téměř vždy splněno. (Anděl (2005), sekce 13.1 a 13.2)

Poznámka 14. Lze dokázat (viz Cramér (1946)), že testová statistika pro test
homogenity je stejná jako pro test nezávislosti v kontingenčńı tabulce typu r× r.
Ten testuje nulovou hypotézu, která ř́ıká, že veličiny X a Y jsou nezávislé.

Vyhodnoceńı test̊u,
”
p-hodnota“

Při testováńı hypotéz se nezaj́ımáme ani tak o to, zda zamı́táme či nezamı́táme
nulovou hypotézu na té či oné hladině α, ale o takzvanou

”
p-hodnotu“, neboli

dosaženou hladinu testu. Jedná se o nejmenš́ı hladinu, při které bychom ještě
hypotézu zamı́tli, a má pro nás tedy zásadńı význam při vyhodnoceńı test̊u a tud́ıž
i samotné fúze. Je-li p-hodnota větš́ı než α, nezamı́táme nulovou hypotézu a na
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základě našich dat
”
lze tvrdit, že došlo ke shodě rozděleńı“. Tedy větš́ı p-hodnota

znamená lepš́ı fúzi.

Poznámka 15. Shoda marginálńıch rozděleńı fúźı źıskané a skutečné proměnné je
vlastnost, která by měla být pro náhodnou fúzi při dostatečném počtu pozorováńı
vždy splněna. Při dostatečně velkém rozsahu pozorováńı se totiž tyto marginálńı
rozděleńı asymptoticky rovnaj́ı. To plyne v př́ıpadě kardinálńıch proměnných
z Glivenkovy věty (viz Anděl (2005), věta 11.10).

2.2.2 Zachováńı závislost́ı

Daľśım významným ukazatelem úspěšnosti fúze je zachováńı vzájemných
závislost́ı mezi proměnnými z dvou r̊uzných tabulek Ap a Bp. K tomu se
často použ́ıvaj́ı korelačńı koeficienty, které zkoumaj́ı závislosti mezi proměnnými.
Všechny typy závislost́ı by měla dobrá fúze co nejv́ıce zachovat, korelačńı koe-
ficienty by se tud́ıž měly co nejv́ıce shodovat. Jelikož jsou tyto koeficienty defi-
novány za pomoci aritmetických operaćı, lze je opět vypoč́ıtat jen pro kardinálńı
proměnné. Pro zbylé, tj. kvalitativńı, proměnné použijeme pro zjǐstěńı zachováńı
závislost́ı takzvaná adjustovaná rezidua.

Obecně nás bude zaj́ımat zachováńı závislost́ı mezi proměnnými tabulky Bp

a proměnnými tabulky Ap. Konkrétně pro kardinálńı proměnnou z tabulky Ap

vypočteme korelaci jej́ıch hodnot s hodnotami kardinálńı proměnné tabulky Bs
p.

Byla-li fúze úspěšná, pak se tato korelace zachová, zaměńıme-li tyto skutečné
hodnoty za k nim př́ıslušné hodnoty źıskané fúźı z př́ıslušného sloupce tabulky Bf

p .
Korelačńı koeficienty vypoč́ıtáme pro všechny kombinace proměnných tabulky Ap

s proměnnými tabulky Bs
p, respektive Bf

p . Plat́ı, že č́ım je shoda větš́ı, t́ım lepš́ı
byla fúze.

Pro obecný výpočet korelačńıch koeficient̊u označme hodnoty proměnné
tabulky Ap jako X1,X2, . . . , Xnp

a hodnoty proměnné tabulky Bp jako
Y1,Y2, . . . , Ynp

.

Pearson̊uv korelačńı koeficient

Uvažujme náhodný výběr (X1,Y1)
⊤, . . . ,(Xnp

,Ynp
)⊤ z dvojrozměrného rozděleńı.

Pro náhodný výběr X1, . . . ,Xnp
definujme veličiny

X̄ =
1

np

np∑

i=1

Xi, S2
X =

1

np − 1

np∑

i=1

(Xi − X̄)2, np ≥ 2.

A analogicky pro náhodný výběr Y1, . . . ,Ynp
definujme

Ȳ =
1

np

np∑

i=1

Yi, S2
Y =

1

np − 1

np∑

i=1

(Yi − Ȳ )2, np ≥ 2.

Veličiny X̄ a Ȳ nazýváme výběrový pr̊uměr, veličiny S2
X a S2

Y nazýváme výběrový
rozptyl. Dále označme

SXY =
1

np − 1

np∑

i=1

(Xi − X̄)(Yi − Ȳ ).
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Výběrový korelačńı koeficient (také se mu ř́ıká Pearson̊uv) pak při předpokladu
S2
X > 0 a S2

Y > 0 definujeme vzorcem

rX,Y =
SXY√
S2
XS

2
Y

. (2.12)

(Anděl (2005), sekce 6.1)
Hodnoceńı výběrového korelačńıho koeficientu je úzce vázáno na splněńı

předpokladu, že náhodný výběr (X1,Y1)
⊤, . . . ,(Xnp

,Ynp
)⊤ pocháźı z dvoj-

rozměrného normálńıho rozděleńı. Tento předpoklad ale v praxi velmi často
zaručit nemůžeme. I přes tyto a daľśı své nedostatky bývá však Pearson̊uv
korelačńı koeficient často považován za nejd̊uležitěǰśı mı́ru śıly vztahu dvou
proměnných. (Anděl (2005), sekce 6.1)

Spearman̊uv korelačńı koeficient

Na předpokladu výběru z dvojrozměrného normálńıho rozděleńı nezáviśı koe-
ficient pořadové korelace, také se mu ř́ıká Spearman̊uv. Pro jeho odvozeńı opět
předpokládejme, že (X1,Y1)

⊤, . . . ,(Xnp
,Ynp

)⊤ je náhodný výběr z dvojrozměrného
rozděleńı. Označ́ıme pořad́ı veličin X1, . . . ,Xnp

jako R1, . . . ,Rnp
a pořad́ı veličin

Y1, . . . ,Ynp
jakoQ1, . . . ,Qnp

. Spearman̊uv korelačńı koeficient poté definujeme jako
výběrový korelačńı koeficient poč́ıtaný z dvojic (R1,Q1)

⊤, . . . ,(Rnp
,Qnp

)⊤. Tedy
dle (2.12)

rS =

1

np − 1

∑np

i=1(Ri − R̄)(Qi − Q̄)

√
(

1

np − 1

∑np

i=1(Ri − R̄)2)(
1

np − 1

∑np

i=1(Qi − Q̄)2)

. (2.13)

Jelikož obecně plat́ı
np∑

i=1

(Ri − R̄)2 =

np∑

i=1

R2
i − npR̄

2 a

np∑

i=1

(Ri − R̄)(Qi − Q̄)) =

m∑

i=1

RiQi − npR̄Q̄,

lze vztah (2.13) upravit do tvaru

rS =

∑np

i=1RiQi − npR̄Q̄√
(
∑m

i=1R
2
i − npR̄2)(

∑m

i=1Q
2
i − npQ̄2)

. (2.14)

Při použit́ı Spearmanova korelačńıho koeficientu je třeba si uvědomit, že při
přechodu z dat na jejich pořad́ı docháźı vždy ke ztrátě informace. Na druhé
straně je však velkou výhodou sńıžeńı citlivosti na odchylky od normality. (Anděl
(2005), sekce 11.5)

Interpretace korelačńıch koeficient̊u

Ze Schwartzovy nerovnosti (viz Anděl (2005), věta 2.16) plyne, že oba korelačńı
koeficienty definované vztahy (2.12) a (2.14) nabývaj́ı hodnot z uzavřeného in-
tervalu [−1,1]. V př́ıpadě kladné korelace se hodnoty obou proměnných zároveň
zvětšuj́ı, naopak při záporné korelaci se hodnota jedné proměnné zvětšuje a druhá
zmenšuje.

V našem př́ıpadě nás však primárně nezaj́ımá hodnota korelačńıho koefici-
entu pro určeńı śıly závislosti. Jde nám pouze o jej́ı č́ıselnou hodnotu za účelem
porovnáńı a zjǐstěńı shody.
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Adjustovaná rezidua

S kvalitativńımi proměnnými nelze provádět aritmetické operace a nejsme proto
schopni pro ně korelačńı koeficienty určit. Pro zjǐstěńı zachováńı závislost́ı
použijeme v tomto př́ıpadě takzvaná adjustovaná standardizovaná rezidua. Jedná
se o ukazatele, které se poč́ıtaj́ı pro každou buňku kontingenčńı tabulky a vy-
jadřuj́ı odchylku četnost́ı skutečných a fúzovaných hodnot proměnných této ta-
bulky.

Uvažujme nyńı obecnou kontingenčńı tabulku (µij), i = 1, . . . ,r, j = 1, . . . ,c
definovanou v sekci 2.2.1 a uvedenou v Tabulce 2.2, založenou na výběru o roz-

sahu np. Pro každé i = 1, . . . ,r a každé j = 1, . . . ,c definujme veličiny Eij =
µi·µ·j

np

a nazvěme je teoretické četnosti. Pomoćı nich pak definujeme adjustovaná stan-
dardizovaná rezidua

eij =
(µij − Eij)√

Eij

, i = 1, . . . ,r, j = 1, . . . ,c.

(Everitt, 1992).
Zachováńı závislost́ı budeme stejně jako v př́ıpadě korelačńıch koeficient̊u

ověřovat mezi kvalitativńımi proměnnými z tabulky Ap a kvalitativńımi
proměnnými z tabulky Bp. Pro každou kombinaci (kvalitativńı) proměnné ta-
bulky Ap a (kvalitativńı) proměnné tabulky Bs

p vytvoř́ıme kontingenčńı tabulku.
Pro tuto kontingenčńı tabulku spočteme adjustovaná rezidua, č́ımž nám vznikne
tabulka rezidúı, označme ji Es, která je stejných rozměr̊u jako př́ıslušná kon-
tingenčńı tabulka. Následně zaměńıme skutečné hodnoty proměnné tabulky Bs

p

za fúźı źıskané hodnoty, které se nacháźı v př́ıslušném sloupci tabulky Bf
p a vy-

tvoř́ıme novou kontingenčńı tabulku. Pro ni opět spoč́ıtáme adjustovaná rezidua,
jejichž tabulku označ́ıme Ef . Plat́ı, že č́ım kvalitněǰśı byla fúze, k t́ım přesněǰśım
shodám hodnot ve stejných buňkách tabulek Es a Ef by mělo docházet.

Poznámka 16. Pro naše účely postač́ı testováńı závislost́ı mezi kardinálńı
proměnnou tabulky Bp a kardinálńı proměnnou tabulky Ap, př́ıpadně mezi kvali-
tativńı proměnnou tabulky Bp a kvalitativńı proměnnou tabulky Ap. Nicméně
závislosti mezi kardinálńı proměnnou tabulky Bp a kvalitativńı proměnnou
tabulky Ap, př́ıpadně mezi kvalitativńı proměnnou tabulky Bp a kardinálńı
proměnnou tabulky Ap, jsou neméně d̊uležité. Pro zjǐstěńı zachováńı takovýchto
závislost́ı lze použ́ıt např́ıklad analýzu rozptylu (viz Anděl (2005), kapitola 10).

2.2.3 Shoda individuálńıch proměnných

Daľśım ukazatelem kvality fúze je shoda skutečných a fúźıch źıskaných hodnot
individuálńıch proměnných tabulky Bp, která vyjadřuje, jaká část skutečných
hodnot proměnné se fúźı zachovala. Na rozd́ıl od předchoźıch ukazatel̊u, které
s hodnotami dat pracovaly sṕı̌se souhrnně, se nyńı zabýváme každou hodnotou
individuálně. Pro většinu fúźı je tedy těžké takovéto shody dosáhnout.

Uvažujme opět kontingenčńı tabulku (µij) definovanou v sekci 2.2.1. Veličina
X bude nyńı představovat skutečnou hodnotu proměnné tabulky Bs

p a veličina
Y k ńı př́ıslušnou fúźı źıskanou hodnotu, která se nacháźı v př́ıslušné buňce ta-
bulky Bf

p . Předpokládáme, že proběhl náhodný výběr z těchto hodnot o rozsahu
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np. Protože obě veličiny nabývaj́ı stejných hodnot 1, . . . ,r, je nyńı kontingenčńı
tabulka (µij) čtvercová typu r × r, a je uvedena v Tabulce 2.3.

X
Y ∑

1 . . . r

1 µ11 . . . µ1r µ1·

. . . . . . . . . . . . . . . . . .

r µr1 . . . µrr µr·∑
µ·1 . . . µ·r np

Tabulka 2.3: Kontingenčńı tabulka r × r

Každý diagonálńı prvek µii kontingenčńı tabulky vyjadřuje počet těch
př́ıpad̊u, kdy se ve výběru vyskytla dvojice (i,i), tj. kolikrát se skutečná hodnota
př́ısluš́ıćı i-tému sloupci kontingenčńı tabulky shodovala s př́ıslušnou hodnotou
źıskanou fúźı. Sečteme-li nyńı všechny diagonálńı prvky a výsledek vyděĺıme np,
dostaneme č́ıslo vyjadřuj́ıćı, jaká část fúzovaných hodnot proměnné se shodovala
s těmi skutečnými. V praxi tedy pro každou proměnnou tabulky Bp sestav́ıme kon-
tingenčńı tabulku jej́ıch skutečných a fúźı źıskaných hodnot, a spoč́ıtáme poměr

∑r

i=1 µii

np

, (2.15)

kde r je počet hodnot, kterých př́ıslušná proměnná nabývá. Je zřejmé, že č́ım
v́ıce se poměr ze vzorce (2.15) bĺıž́ı k jedné, t́ım lepš́ı byla fúze.

2.2.4 Závěr

V praxi je dosažeńı celkové shody jak marginálńıch rozděleńı, tak individuálńıch
proměnných i korelačńıch koeficient̊u, př́ıpadně adjustovaných rezidúı velmi ne-
pravděpodobné. Nelze prohlásit, že všechno je naprosto shodné a fúze je tud́ıž
naprosto přesná. Ani naopak, že někde docháźı k odlǐsnostem, a proto fúze přesná
nebyla. Sṕı̌se je d̊uležité naj́ıt na základě konkrétńıch dat možné praktické př́ıčiny
pro př́ıpadné větš́ı odlǐsnosti. (Soong a de Montigny, 2003b)

Tento teoretický popis hodnoceńı kvality fúze lze samozřejmě stejně jako sa-
motný algoritmus fúze r̊uzně modifikovat, upravovat, popř́ıpadě větvit. At’ už na
základě našeho uvážeńı či struktury konkrétńıch dat.
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Kapitola 3

Praxe

V kapitole 2 jsme si teoreticky dopodrobna probrali celý pr̊uběh fúze i s následným
vyhodnoceńım. Nyńı se budeme zabývat praktickým provedeńım fúze na
konkrétńıch datech za pomoci statistických softwarových prostředk̊u.

Pro naprogramováńı našich teoretických postup̊u využijeme statistický pro-
gram R. Jedná se o jazyk a prostřed́ı slouž́ıćı pro statistické a grafické zpra-
cováńı dat, které poskytuje kromě základńıch matematických výpočt̊u také široký
výběr r̊uzných statistických technik. K samotnému programu existuje také velké
množstv́ı podp̊urných baĺıčk̊u, ve kterých je implementována řada pokročilých
funkćı. Pro pr̊uběh našeho programu je nutná instalace baĺıčk̊u dummies a fore-
ign. (R-project)

Program R je volně dostupný a lze jej stáhnout z oficiálńıch stránek projektu
(viz R-project), kde jsou k dispozici i podrobné manuály a online nápověda.
Pro základńı seznámeńı se s programem odkažme např́ıklad na skripta Konečná
a Koláček. Všechny př́ıkazy a funkce programu jsou také velmi pěkně a podrobně
popsány v jeho nápovědě.

3.1 Naprogramováńı teorie

3.1.1 Program Metody

Nyńı stručně poṕı̌seme jeden ze zp̊usob̊u, jak by naše teoretické metody z části
2.1 mohly být pomoćı jazyka R naprogramovány. Jedná se o jednu konkrétńı
variantu, nebot’ některé problémy lze řešit r̊uznými zp̊usoby pomoćı v́ıce př́ıkaz̊u
a funkćı, které se nav́ıc daj́ı mezi sebou r̊uzně kombinovat.

Uvedeme pouze základńı př́ıkazy a použité knihovny. Celý kód je pak uveden
v Př́ıloze 1 v dodatćıch práce.

Načteńı dat

Data ve formě datové tabulky, jejichž strukturou a generováńı se budeme zabývat
ńıže v části 3.2, načteme do programu př́ıkazem load. Jedná se o dvoudimen-
zionálńı strukturu, která se skládá z množiny proměnných - sloupce, a množiny
pozorováńı - řádky. Takováto tabulka délky n p+n d, kterou jsme v kódu označili
jako data, je jakýmsi sloučeńım tabulek Ap, S, Bp a Bd, zavedených v části 1.2
prvńı kapitoly, a tabulky Ad, zavedené v poznámce 5, v pořad́ı uvedeném na
Obrázku 3.1.
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S využit́ım značeńı ⊕s a ⊕r, zavedeného pro sloupcové a řádkové sjednoceńı
tabulek (v tomto pořad́ı), lze proměnnou data ekvivalentně zapsat jako (Ap ⊕s

Ad) ⊕r S ⊕r (Bp ⊕s Bd). Tabulka Ap ⊕s Ad je pak v kódu programu označena
jako dataA, analogicky tabulka Bp⊕sBd je označena jako dataB a tabulka S jako
dataS. Př́ıslušné podtabulky, jsou-li třeba použ́ıt, pak v kódu znač́ıme přidáńım
indexu p nebo d.

Obrázek 3.1: Vstupńı data

Pro pr̊uběh programu se předpokládá, že prvky datové tabulky data jsou
datového typu numeric, jde-li o č́ıselné hodnoty, a datového typu character,
jde-li o hodnoty znakové.

Poznamenejme ještě, že hodnoty tabulky Bp chceme fúźı źıskat. Je v nich
proto prozat́ım uložena hodnota < NA >. Dále je v kódu programu ponecháno
značeńı n p, n d, p A, p S i p B pro délky a š́ı̌rky př́ıslušných tabulek. Součet
p A + p S + p B je pak uložen v proměnné p a proměnná data je tedy dimenze
(n p + n d) × p. Hodnoty n p, n d, p A, p S a p B nač́ıtáme z vektoru v dim,
který byl vytvořen společně s daty.

Převod na soubor indikátorových proměnných

Pro převod kvalitativńıch proměnných na soubor indikátorových použijeme kni-
hovnu dummies. Pro tyto účely je nutné si na základě typu každé proměnné
dopředu připravit (viz sekce 3.2) vektor délky p, který je v kódu označen jako
v ind . Jeho i-tá složka obsahuje hodnotu 1, má-li být i -tá proměnná tabulky data

převedena na soubor indikátorových, v opačném př́ıpadě hodnotu 0. Neboli jeho
i-tá složka obsahuje hodnotu 1, je-li i -tá proměnná tabulky data kvalitativńı,
a obsahuje 0, je-li i -tá proměnná tabulky data kardinálńı.

Poznámka 17. Jelikož při fúzi nepracujeme s tabulkou Ap, mohly by se zdát infor-
mace uložené v prvńıch pA složkách vektoru v ind jako nadbytečné. Tyto infor-
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mace ale využijeme v následuj́ıćım reportováńı, kdy bude pro výpočet zachováńı
závislost́ı nutné znát typy proměnných tabulky Ap.

Pro každou tabulku dataS a dataB d pak postupně procháźıme jej́ı sloupce
a př́ıslušné proměnné převád́ıme na soubor indikátorových pomoćı funkce dummy.
T́ım se nám zvětš́ı počet proměnných z p S, respektive p B na ind p S, respek-
tive ind p B. Vzniklé tabulky š́ı̌rek ind p S a ind p B jsou pak označeny jako
ind dataS a ind dataB d.

Faktorová analýza

Faktorovou analýzu provedeme pomoćı funkce prcomp. Výstupem většiny
výpočt̊u v programu R je datová struktura seznam, která se skládá z posloupnost́ı
objekt̊u zvaných složky, přičemž každá složka může obsahovat objekt jakéhokoliv
typu. Stejně tak je to i u funkce prcomp. Z jej́ıch výstup̊u nás nejv́ıce zaj́ımaj́ı
dvě konkrétńı složky, a to zejména $x, ve které jsou uloženy hodnoty nových
proměnných - faktor̊u. Ty jsou seřazeny sestupně od faktoru s největš́ı d̊uležitost́ı,
neboli s největš́ı standardńı odchylkou. Tyto hodnoty odchylek jsou pak uloženy
ve složce $sdev ve stejném pořad́ı, tedy od největš́ı po nejmenš́ı, a využ́ıváme
je při ukončovaćı podmı́nce faktorové analýzy. Urč́ıme si hranici E (viz 2.1.2)
a za nové proměnné vezmeme jen ty faktory, jejichž standardńı odchylka je větš́ı
než tato hranice. Následnou normalizaćı faktor̊u dostáváme realizace nezávislých
stejně rozdělených náhodných veličin s jednotkovými rozptyly.

Analýzu provedeme zvlášt’ pro tabulky ind dataS a ind dataB d. Zaměněńım
jejich proměnných za př́ıslušné počty faktor̊u vytvoř́ıme nové tabulky fa dataS

a fa dataB d š́ı̌rek fa p S, respektive fa p B, které jsou menš́ı nebo rovny
š́ı̌rkám ind p S, respektive ind p B.

Manova

Váhy každé spojovaćı proměnné budeme postupně źıskávat pomoćı repeat cyklu
a ukládat do vektoru w délky fa p S. V každém kroku cyklu vytvoř́ıme př́ıslušný
lineárńı regresńı model tak, jak bylo podrobně popsáno v teoretické části 2.1.3,
a aplikujeme na něj funkci manova. Váhu př́ıslušné proměnné pak urč́ıme z koefi-
cientu R2 odečteńım hodnoty tohoto koeficientu z předchoźıho kroku. Cyklus se
ukonč́ı, pokud bude již všem spojovaćım proměnným přidělena váha nebo pokud
váha v proměnné v aktuálńım kroku bude menš́ı než zadaná hranice w E.

Největš́ı problém v této části je v źıskáńı samotného koeficientu determinace
R2 z výsledk̊u funkce manova. My aplikujeme na náš model vzorec pro výpočet
koeficientu R2 odvozený v části 4.2.d knihy Timm (2002). Ten využ́ıvá výstupńıch
složek funkce manova $co, $x a $y a funkćı dim, t, solve a colMeans. Jak jsme
již zmı́nili v teoretické části, výsledkem je čtvercová matice. Abychom dostali
skalár, přǐrad́ıme koeficientu R2 stopu této matice. Aby se hodnota koeficientu
pohybovala mezi 0 a 1, vyděĺıme ji ještě počtem závisle proměnných v daném
modelu, což je vyjádřeno počtem prvk̊u na diagonále matice.
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Matice vzdálenost́ı

Pomoćı vektoru w a tabulky hodnot spojovaćıch proměnných fa dataS jsme
nyńı schopni podle vzorce (2.6) odvozeného v sekci 2.1.3 druhé kapitoly spoč́ıtat
všechny prvky matice vzdálenost́ı V . Ta je dimenze n p× n d a každý jej́ı prvek
V [i,j] představuje vzdálenost i -tého př́ıjemce od j-tého dárce.

Poznámka 18. Při odvozováńı vzorce (2.6) v části 2.1.3 jsme předpokládali, že
výběrová kovariančńı matice výběru vektor̊u hodnot spojovaćıch proměnných je
d́ıky tomu, že již pracujeme s faktory, jednotková. Pokud bychom ji však v pro-
gramu př́ıkazem cov(fa dataS), respektive cov(fa dataB d) spoč́ıtali, zjist́ıme,
že diagonálńı prvky jsou opravdu jednotkové, avšak nediagonálńı prvky nabývaj́ı
nenulových hodnot. Tyto hodnoty jsou však řádu 10−10 a menš́ı a jejich nenulovou
hodnotu lze přisuzovat zaokrouhlovaćım chybám.

Přiděleńı dárc̊u př́ıjemc̊um

V tomto kroku vystač́ıme pouze s jednoduchými cykly a základńımi matema-
tickými výpočty a funkcemi jako jsou min a max, sample, či which.

Dvojice př́ıjemce - dárce urč́ıme podle čtyř r̊uzných algoritmů popsaných
v sekci 2.1.4 druhé kapitoly. Přǐrad́ıme-li každému př́ıjemci jeho nejbližš́ıho
dárce, vytvoř́ıme přeneseńım hodnot dárce na hodnoty př́ıjemce novou tabulku
data NEJ . Analogicky v př́ıpadě od minima dostaneme tabulku data MIN ,
v př́ıpadě od maxima data MAX a v př́ıpadě náhodného přǐrazeńı data NAH .
T́ım je celá fúze dokončena, přičemž nafúzovaná data se nacházej́ı vždy v podta-
bulce [1:n p,(p A+p S+1):p] př́ıslušné datové tabulky.

Pro grafické účely je ještě v této části definována matice H , pomoćı ńıž se nám
pak v grafickém výstupu programu zobraźı př́ıkazem hist histogramy vzdálenost́ı
dvojic př́ıjemce - dárce přǐrazených k sobě př́ıslušnou metodou.

Poznámka 19. Časová náročnost programu Metody záviśı na rozsahu dat a na
nastaveńı hranice E ve faktorové analýze, př́ıpadně na nastaveńı hranice w E při
poč́ıtáńı vah spojovaćıch proměnných. Je také ovlivněna počtem proměnných,
které se převád́ı na soubor indikátorových, na což je třeba přihlédnout při tvorbě
vektoru v ind ve smyslu poznámky 6.

Větš́ı časová náročnost je v našem př́ıpadě patrná při fúzi na datech
společnosti Median. Předpokládáme-li nastaveńı hranic E, w E a vektoru v ind

uvedené v kódu programu, pak se celková doba výpočtu na pr̊uměrném poč́ıtači
pohybuje kolem osmi minut.

3.1.2 Program Report

Následný report fúze prob́ıhá podle teoretické části 2.2 druhé kapitoly a jeho
celý kód je uveden v Př́ıloze 2 v dodatćıch práce. V každém kroku je vždy
potřeba vyhodnocovat fúzi čtyřikrát, nebot’ máme čtyři r̊uzné nafúzované da-
tabáze data NEJ , data MIN , data MAX a data NAH .

S těmito databázemi načteme na začátku programu pro report nav́ıc ještě vek-
tory v dim a v ind a datovou tabulku data komplet, která na pozici fúzovaných
hodnot obsahuje hodnoty skutečné, a bez které by tud́ıž report nebylo možno
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provést. Ve všech datových tabulkách se v reportu zaj́ımáme pouze o hodnoty
nové tabulky vzniklé fúźı, tedy o hodnoty na pozićıch [1 : n p,].

Shoda marginálńıch rozděleńı

Při zjǐst’ováńı shody marginálńıch rozděleńı skutečné a fúźı źıskané proměnné
využijeme zavedeného vektoru v ind. Je-li jeho hodnota v ind[i] rovna 0, znamená
to, že př́ıslušná i-tá proměnná je kardinálńı. V takovémto př́ıpadě pak použijeme
pomoćı př́ıkazu ks.test Kolmogorov̊uv-Smirnov̊uv test. V opačném př́ıpadě vy-
tvoř́ıme pomoćı funkce table četnosti fúzovaných, respektive skutečných hodnot
př́ıslušné kvalitativńı proměnné a jejich řádkovým spojeńım (funkce rbind) vy-
tvoř́ıme kontingenčńı tabulku. Na ńı pak př́ıkazem chisq.test provedeme test ho-
mogenity multinomických rozděleńı.

Poznámka 20. Dı́ky funkćım levels a factor jsou v kontingenčńı tabulce zastou-
peny i ty hodnoty proměnné, kterých proměnná sice aktuálně nenabývá, ale z de-
finice nabývat může. Pro daľśı práci s kontingenčńı tabulkou je totiž d̊uležité, aby
v ńı byly všechny tyto hodnoty proměnné zahrnuty, byt’ je jejich četnost nulová.
To plat́ı i pro všechny daľśı kontingenčńı tabulky v tomto kódu.

Při obou testech se zaj́ımáme o p-hodnotu, která je uložena ve výstupńı složce
$p.value. Tyto hodnoty postupně ukládáme do vektor̊u p.value NEJ , respektive
p.value MIN , p.value MAX a p.value NAH . Ty pak tvoř́ı složky výsledného
seznamu p.value.

Zachováńı závislost́ı

Vektor v ind využijeme i v př́ıpadě volby mezi poč́ıtáńım korelačńıch koeficient̊u či
adjustovaných rezidúı. Ty poč́ıtáme pro všechny kombinace skutečné, respektive
fúźı źıskané proměnné s každou kardinálńı proměnnou tabulky Ap, která je v pro-
gramu Report symbolizována datovou podtabulkou data komplet[1 : n p,1 : p A].
Jsou-li obě proměnné z této kombinace kardinálńı, spoč́ıtáme pro ně korelačńı koe-
ficienty pomoćı funkce cor. Zadáńım argumentu method této funkce urč́ıme, zda
se bude poč́ıtat Spearman̊uv či Pearson̊uv korelačńı koeficient.

T́ımto zp̊usobem vypočteme korelaci každé kardinálńı proměnné tabulky Ap

s každou kardinálńı proměnnou tabulky Bp, obsahuj́ıćı skutečné hodnoty. Jej́ı
hodnoty poté zaměńıme za k ńı př́ıslušné nafúzované a spočteme korelaci znovu.
Tyto dvě korelace pak mezi sebou v absolutńı hodnotě odečteme. Výsledné rozd́ıly
postupně ukládáme do datových tabulek, které tvoř́ı složky seznamu r a jejich
řádky představuj́ı proměnné tabulky Bp a sloupce proměnné tabulky Ap. Pro
proměnné, pro které se korelace nepoč́ıtala, je př́ıslušný řádek (př́ıpadně sloupec)
vektor s hodnotami < NA >.

Zachováńı závislost́ı mezi kvalitativńı proměnnou tabulky Bp a kvalitativńı
proměnnou tabulky Ap poč́ıtáme pomoćı adjustovaných rezidúı. Funkćı table

vytvoř́ıme kontingenčńı tabulku pro kombinaci proměnných tabulky Bp, obsa-
huj́ıćıch skutečné hodnoty, s proměnnými z tabulky Ap. Na kontingenčńı tabulku
následně aplikujeme funkci chisq.test. Hodnoty adjustovaných rezidúı jsou jedńım
z výsledk̊u testu a jsou uloženy ve složce $residuals ve formě tabulky stejné di-
menze jako p̊uvodńı kontingenčńı. Záměnou skutečných hodnot za nafúzované
hodnoty př́ıslušné proměnné v kombinaci za skutečnou spoč́ıtáme tyto hod-
noty znova, přičemž nás opět zaj́ımá absolutńı hodnota jejich rozd́ılu. Ty po-
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stupně tiskneme na obrazovku. Pr̊uměrné hodnoty adjustovaných rezidúı jsou pak
uloženy v konstantách adj.rezidua NEJ , adj.rezidua MIN , adj.rezidua MAX

a adj.rezidua NAH , které tvoř́ı složky seznamu adj.rezidua.

Shoda individuálńıch proměnných

Pro výpočet poměru, udávaj́ıćıho jaká část skutečných hodnot proměnné ta-
bulky Bp se fúźı zachovala, vytvoř́ıme opět př́ıkazem table kontingenčńı tabulku.
Tentokrát to bude čtvercová kontingenčńı tabulka skutečných hodnot proměnné
a k ńı př́ıslušných fúzovaných hodnot. Poměr spoč́ıtáme vyděleńım součtu di-
agonálńıch prvk̊u tabulky a hodnoty n p a ulož́ıme ho na př́ıslušnou pozici do
vektoru shoda NEJ , popř́ıpadě shoda MIN , shoda MAX a shoda NAH . Tyto
vektory pak tvoř́ı složky seznamu shoda.

Poznámka 21. Pro účely interpretace výsledk̊u fúze na rozsáhlých databáźıch (ve
smyslu velkého počtu proměnných) jsou v programu Report uvedeny př́ıkazy
mean pro pr̊uměr a sd pro směrodatnou odchylku, které shrnuj́ı výsledky
př́ıslušné metody u každého ukazatele. Toho využijeme v části 4.2 při reportováńı
fúze provedené na datech společnosti Median.

Poznámka 22. U každého ukazatele lze také pomoćı funkce hist vykreslit histo-
gramy četnost́ı výsledných hodnot.

Poznámka 23. Větš́ı časová náročnost programu Report se opět projev́ı na datech
společnosti Median.

3.2 Vstupńı data

Vstupńı data do našeho programu pro fúzi si nejprve vytvoř́ıme sami po-
moćı funkćı programu R, umožňuj́ıćıch vygenerovat náhodné výběry z r̊uzných
rozděleńı. Dále si fúzi vyzkouš́ıme také na datech sesb́ıraných v praxi, která nám
poskytla firma Median.

3.2.1 Vygenerovaná data

Vygenerovaná data nám budou sloužit k hlubš́ımu pochopeńı fúze. Nebudou proto
nijak rozsáhlá. Vygenerujeme je tak, aby byly na prvńı pohled patrné všechny
závislosti a vztahy mezi jednotlivými proměnnými a abychom d́ıky nim mohli
lehce vypozorovat a od̊uvodnit vzniklé odchylky ve výsledćıch.

Definice dat

Vytvoř́ıme data zabývaj́ıćı se čtenost́ı tǐstěných médíı na jedné straně a stra-
vováńım na straně druhé. Protože se jedná pouze o ukázková data, postač́ı zvolit
př́ıslušné š́ı̌rky p A = 6, p S = 8 a p B = 6 a délky n p = 400 a n d = 600. Datová
tabulka dataA obsahuje proměnné typu četnost čteńı, předplatné či zda respon-
dent čte deńık Metro. Proměnné dataB jsou typu nejčastěǰśı mı́sto obědu, četnost
vařeńı či zda respondent dodržuje pravidelnou stravu. Jako spojovaćı proměnné
dataS byly zvoleny klasické sociodemografické proměnné jako je věk, počet dět́ı,
rodinný stav, či mzda. Neńı d̊uležité vystihnout, aby se vygenerované hodnoty co
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nejv́ıce bĺıžily skutečnosti, sṕı̌se je podstatné vytvořeńı vzájemných vazeb mezi
nimi.

Program Generováńı dat

Celý kód programu pro vygenerováńı je opět uveden v dodatćıch práce v Př́ıloze
3. Data jsou generována jednoduchými cykly a podmı́něnými funkcemi, které jsou
do sebe r̊uzně vnořeny za účelem vytvořeńı co nejv́ıce vazeb. Samotné generováńı
pak prob́ıhá pomoćı funkce sample s využit́ım jej́ıho argumentu prob, ve kterém
zadáváme každé hodnotě z množiny, ze které generujeme, pravděpodobnost, že
nastane. Vygenerované hodnoty proměnných následně ulož́ıme do datové tabulky
data.

Na základě definice každé proměnné urč́ıme jej́ı typ, podle kterého zadáme
př́ıslušnou hodnotu vektoru v ind. Ten následně ulož́ıme př́ıkazem save. Také
ulož́ıme vygenerovaná data jako datovou tabulku data komplet, kterou využijeme
při reportováńı. Zbývá už jen smazat data, která budeme cht́ıt nafúzovat a to
přepsáńım hodnot podtabulky data[1 : n p,(p A + p S + 1) : p] na hodnoty
< NA >. T́ım je tabulka data připravena k fúzi a př́ıkazem save ji ulož́ıme.

Poznámka 24. Dı́ky tomu, že data jsou generována zcela náhodně, źıskáme po
opětovném pr̊uběhu programem vždy odlǐsná data. Pro aplikaci fúze na těchto
datech a následné vyhodnoceńı bychom však chtěli, aby se data vygenerovala sice
zcela náhodně, ale vždy jednoznačně. To zajist́ı př́ıkaz set.seed, který se nacháźı
vždy před použit́ım funkce sample. Hodnota č́ısla v argumentu této funkce může
být libovolná.

3.2.2 Data společnosti Median

Fúzi také aplikujeme na skutečných, tj. v praxi sesb́ıraných, datech, které nám
poskytla firma Median (viz Median). Tato společnost se specializuje na kvalita-
tivńı i kvantitativńı výzkumy trhu, sociologické výzkumy, výzkumy sledovanosti
médíı a výzkumy veřejného mı́něńı.

Firma realizuje v České i Slovenské republice projekt
”
MML - Market & Media

& Lifestyle“. Stejný výzkum se provád́ı v daľśıch zemı́ch světa také pod zkrat-
kou TGI, kterou jsme zmiňovali v úvodu v sekci 1.3.1. Databáze MML je vysoce
akceptovaným zdrojem údaj̊u v oblasti ćıleného marketingu, nákupu médíı a v ob-
lasti reklamy. Projekt je kontinuálńım výzkumem s výstupem dat čtyřikrát ročně.
Nám byla poskytnuta část dat z 3.-4. čtvrtlet́ı roku 2013. (Median)

Popis dat

Jedná se o data v rozsahu počtu 3000 pozorováńı. Po rozděleńı dat do našich ta-
bulek dataA, dataS a dataB dostáváme p A = 269 proměnných zaměřených na
čtenost tǐstěných médíı, p S = 108 sociodemografických proměnných a p B = 178
proměnných týkaj́ıćıch se využ́ıváńı bankovńıch služeb. Konkrétně v tabulce
dataA máme převážně proměnné typu zda respondent v určitém obdob́ı četl
určitý deńık, týdeńık, popř́ıpadě měśıčńık. Dále pak spojovaćı proměnné obsa-
huj́ı vedle klasických proměnných typu věk, pohlav́ı, vzděláńı atd. i r̊uzné méně
časté sociodemografické údaje např́ıklad pohlav́ı hospodyně, či osobńı vlastnosti
respondenta. Tabulka dat, která budeme fúzovat, pak obsahuje informace typu
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kým je respondentovi poskytován běžný účet, kolik zaplat́ı respondent v pr̊uměru
kreditńı kartou za měśıc, jakým zp̊usobem spláćı dluh na kreditńı kartě či zda
využ́ıvá pojǐstěńı domácnosti.

Program Nachystáńı MML dat

Sesb́ıraná data jsou uložena v souboru typu SAV. Je potřeba vytvořit kód, který
tyto data do programu R načte a uprav́ı tak, abychom na ně mohli následně
aplikovat program pro fúzi. Tento kód je celý uveden v Př́ıloze 4. Data načteme
pomoćı knihovny foreign a funkce read.spss do datové tabulky data, přičemž
dle výchoźıho nastaveńı funkce budou všechny hodnoty proměnných datového
typu factor. Toto nastaveńı prozat́ım ponecháme. Hranice mezi tabulkami dataA,
dataS a dataB muśıme určit ručně zadáńım hodnot p A a p S. Dále je nutno ručně
zadat hodnotu n p, tedy kolik řádk̊u budeme fúzovat. Hodnoty n p, n d, p A, p S

a p B vlož́ıme do vektoru v dim, který následně ulož́ıme.
Jak bylo řečeno v poznámce 11, v praxi mohou být data sesb́ırána např́ıklad po

kraj́ıch České republiky a mohou pak být i v databázi zařazeny pod sebou. Proto
je vhodné všechny řádky na začátku náhodně zpermutovat. K tomu využijeme
funkce sample.int.

Dále je potřeba vytvořit již několikrát zmı́něný vektor v ind. To uděláme
ručně na základě určeńı typu každé proměnné z datové tabulky. Tento vektor
následně ulož́ıme. Proměnné, které se nebudou převádět na indikátorové, jsou
sice č́ıselné, ale v tabulce data jsou uloženy jako datový typ factor. Proto je
př́ıkazem as.numeric převedeme na numerický datový typ.

V datech sesb́ıraných v praxi naráž́ıme velmi často na jeden zásadńı problém.
Občas se v datech vyskytne hodnota, která nebyla pozorována, tedy kterou
v našem př́ıpadě respondent nezodpověděl. Takovéto buňky tabulky maj́ı v sobě
hodnotu < NA > a nelze kv̊uli nim provést většinu metod použitých v celé fúzi.
Pro naše účely postač́ı, pokud v př́ıpadě kardinálńıch proměnných nahrad́ıme
chyběj́ıćı buňky pr̊uměrem všech známých hodnot př́ıslušné proměnné. U kvali-
tativńıch proměnných nahrad́ıme jejich hodnotu znakem nezodpovězeno, č́ımž se
nám z nich po převodu proměnné na soubor indikátorových proměnných stane
vždy samostatná kategorie.

Poznámka 25. Problém chyběj́ıćıch dat v databáźıch je obecně známý pod názvem

”
Missing value problem“, neboli problém chyběj́ıćıch hodnot, a vyskytuje se
v praxi velmi často. V literatuře lze naj́ıt r̊uzné metody a algoritmy doplňováńı
chyběj́ıćıch dat, odkažme např́ıklad na článek Pigott, př́ıpadně na knihu Little
a Rubin (2002).

Proměnné, které se budou převádět na soubor indikátorových proměnných,
jsou stále ještě uloženy jako datový typ factor. Proto je př́ıkazem as.character

převedeme na znakový datový typ. Nyńı již máme v tabulce data pouze hodnoty
datového typu numeric nebo character. Tabulku data ulož́ıme do datové tabulky
data komplet, abychom si ji uchovali pro reportováńı. Tu část dat, kterou budeme
cht́ıt nafúzovat, smažeme přepsáńım hodnot podtabulky data[1 : n p,(p A+p S+
1) : p] na hodnoty < NA >. Následně tabulku data, která je připravena k fúzi,
ulož́ıme.
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Kapitola 4

Výsledky a diskuse

V této kapitole se budeme zabývat výsledky programů pro fúzi a následný
report (viz Př́ılohy 1 a 2) aplikovaných na námi vygenerovaných datech (viz
3.2.1) a datech poskytnutých společnost́ı Median (viz 3.2.2). Uvedeme si tabulky
s konkrétńımi hodnotami ukazatel̊u definovaných v sekci 2.2 a pokuśıme se odlǐsit
a prodiskutovat jednotlivé typy fúźı, př́ıpadně okomentovat vzniklé větš́ı neshody.

Budeme se opět držet již zavedeného značeńı, přičemž nás pro reportováńı
zaj́ımaj́ı pouze hodnoty př́ıjemc̊u, tedy tabulky Ap, Sp a Bp, délek np.

Poznámka 26. Ćılem této kapitoly neńı porovnáńı použitých čtyř metod
přǐrazováńı, tedy čtyř typ̊u fúze, na konkrétńıch datech ve smyslu určit nejlepš́ı,
druhý nejlepš́ı, třet́ı nejlepš́ı a nejhorš́ı typ. Takovéto porovnáńı by bylo značně
individuálńı, nebot’ jeden ukazatel se může jevit významněǰśı než druhý a naopak.
V praxi lze tento problém vyřešit např́ıklad t́ım, že na základě konkrétńı situace
a zadáńı fúze přǐrad́ıme každému ukazateli váhu.

Stejný problém nastává u určováńı pořad́ı metod fúze u jednotlivých ukaza-
tel̊u, nebot’ nemáme nástroj, který by nám výsledné hodnoty pro př́ıslušný typ
fúze shrnul do jednoho údaje. V praxi opět zálež́ı na konkrétńı situaci. Vhodným
nástrojem může někdy být např́ıklad medián, kvadratické odchylky výsledných
hodnot, či pr̊uměr s přihlédnut́ım na směrodatnou odchylku. Při výběru je také
nutné přihlédnout k faktor̊um jako je rozsah databáze či jak velké jsou výkyvy
ve výsledćıch.

Dı́ky tomu, že jedńım z našich typ̊u fúze je metoda náhodného přǐrazováńı
dárc̊u a př́ıjemc̊u, měli bychom ji být schopni ve výsledćıch námi vybraných
ukazatel̊u odlǐsit od ostatńıch typ̊u a jej́ı výsledky by měly dosahovat obecně
horš́ıch hodnot než výsledky ostatńıch metod. Výjimkou je shoda marginálńıch
rozděleńı, ke které by mělo docházet při dostatečně velkém počtu pozorováńı i při
náhodné fúzi (viz poznámka 15 z části 2.2.1).

4.1 Výsledky fúze na vygenerovaných datech

Tato data jsme definovali v části 3.2.1 kapitoly 3. Aplikaćı programu Report (viz
3.1.2) na fúzi proběhlou na těchto datech dostáváme následuj́ıćı výsledky.

Poznámka 27. Výsledné hodnoty jednotlivých ukazatel̊u jsou zaokrouhleny na
čtyři desetinná mı́sta.
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4.1.1 Shoda marginálńıch rozděleńı

Shodu marginálńıch rozděleńı skutečných a fúźı źıskaných hodnot (viz sekce
2.2.1) testujeme pro každou proměnnou tabulky Bp. V Tabulce 4.1 jsou uvedeny
výsledné p-hodnoty Kolmogorovova-Smirnovova testu pro př́ıpad, že se jednalo
o kardinálńı proměnnou - proměnné 2, 3, 4 a 5. U zbylých, tedy kvalitativńıch
proměnných - proměnné 1 a 6, jsou uvedeny výsledky testu homogenity multino-
mických rozděleńı.

proměnné
tabulky Bp

metoda přǐrazováńı
nejbližš́ımu od minima od maxima náhodně

prom. 1 0.8830 0.9688 0.9958 0.4230
prom. 2 0.6399 1.0000 1.0000 0.9841
prom. 3 1.0000 1.0000 1.0000 0.5806
prom. 4 1.0000 0.9982 0.9996 1.0000
prom. 5 1.0000 1.0000 1.0000 0.9841
prom. 6 0.9999 0.9382 0.9639 0.5551

Tabulka 4.1: Výsledné p-hodnoty

Jak vid́ıme z Tabulky 4.1, výsledné p-hodnoty pro metody přǐrazováńı nej-
bližš́ımu, od minima i od maxima jsou velmi pěkné. Metoda náhodné fúze se zde
jev́ı jako nejhorš́ı, nebot’ rozsah námi vygenerovaných dat neńı dostatečně velký.

4.1.2 Zachováńı závislost́ı

Zachováńı závislost́ı mezi proměnnými tabulky Bp a Ap ověřujeme pomoćı ko-
relačńıch koeficient̊u, př́ıpadně adjustovaných rezidúı (viz sekce 2.2.2).

Korelačńı koeficienty

Pro kardinálńı proměnné vypočteme korelaci hodnot každé proměnné tabulky Ap

- proměnné 2, 3 a 4, s každou fúźı źıskanou hodnotou proměnné tabulky Bp -
proměnné 2, 3, 4 a 5. Fúźı źıskané hodnoty poté zaměńıme za k nim př́ıslušné
skutečné hodnoty a spočteme korelaci znovu. Tyto dvě korelace pak mezi sebou
v absolutńı hodnotě odečteme. Výsledné rozd́ıly jsou uvedeny v Tabulkách 4.2 -
4.5, a to jak pro Pearson̊uv korelačńı koeficient tak pro Spearman̊uv.
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metoda přǐrazováńı
nejbližš́ımu

proměnné tabulky Bp

metoda prom. 2 prom. 3 prom. 4 prom. 5

proměnné
tabulky

Ap

prom. 2
Pearson 0.0648 0.0158 0.0614 0.0618
Spearman 0.0648 0.0158 0.0614 0.0784

prom. 3
Pearson 0.0459 0.0522 0.0073 0.0002
Spearman 0.0459 0.0522 0.0073 0.0055

prom. 4
Pearson 0.0797 0.0591 0.0387 0.0360
Spearman 0.0828 0.0466 0.0691 0.0414

Tabulka 4.2: Výsledné absolutńı hodnoty rozd́ılu korelačńıch koeficient̊u - metoda
přǐrazováńı nejbližš́ımu

metoda přǐrazováńı
od minima

proměnné tabulky Bp

metoda prom. 2 prom. 3 prom. 4 prom. 5

proměnné
tabulky

Ap

prom. 2
Pearson 0.0777 0.0543 0.0712 0.0434
Spearman 0.0777 0.0543 0.0712 0.0581

prom. 3
Pearson 0.0613 0.0958 0.0701 0.0016
Spearman 0.0613 0.0958 0.0701 0.0001

prom. 4
Pearson 0.0420 0.0610 0.0579 0.0624
Spearman 0.0382 0.0459 0.0818 0.0235

Tabulka 4.3: Výsledné absolutńı hodnoty rozd́ılu korelačńıch koeficient̊u - metoda
přǐrazováńı od minima

metoda přǐrazováńı
od maxima

proměnné tabulky Bp

metoda prom. 2 prom. 3 prom. 4 prom. 5

proměnné
tabulky

Ap

prom. 2
Pearson 0.0440 0.0207 0.0599 0.0165
Spearman 0.0440 0.0207 0.0599 0.0335

prom. 3
Pearson 0.0613 0.0958 0.0723 0.0019
Spearman 0.0612 0.0958 0.0723 0.0024

prom. 4
Pearson 0.0555 0.0319 0.0112 0.0862
Spearman 0.0459 0.0279 0.0015 0.0329

Tabulka 4.4: Výsledné absolutńı hodnoty rozd́ılu korelačńıch koeficient̊u - metoda
přǐrazováńı od maxima
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metoda náhodného
přǐrazováńı

proměnné tabulky Bp

metoda prom. 2 prom. 3 prom. 4 prom. 5

proměnné
tabulky

Ap

prom. 2
Pearson 0.1052 0.1804 0.0694 0.0698
Spearman 0.1052 0.1804 0.0694 0.0435

prom. 3
Pearson 0.0311 0.2327 0.1736 0.1471
Spearman 0.0311 0.2327 0.1736 0.2046

prom. 4
Pearson 0.0321 0.1797 0.2217 0.2677
Spearman 0.0432 0.0930 0.1635 0.1071

Tabulka 4.5: Výsledné absolutńı hodnoty rozd́ılu korelačńıch koeficient̊u - metoda
náhodného přǐrazováńı

Jak vid́ıme z Tabulek 4.2 - 4.5, výsledné absolutńı hodnoty rozd́ıl̊u korelačńıch
koeficient̊u jsou malé. Metody přǐrazováńı nejbližš́ımu, od minima i od maxima
lze tedy z hlediska zachováńı závislost́ı považovat za úspěšné. A to jak u Pear-
sonova korelačńıho koeficientu, tak i u Spearmanova koeficientu. O něco větš́ıch
absolutńıch hodnot rozd́ılu korelačńıch koeficient̊u dosahovala dle očekáváńı fúze
metodou náhodného přǐrazováńı.

Na Obrázćıch 4.1 - 4.8 jsou pro př́ıslušné metody přǐrazováńı graficky
znázorněny korelačńı koeficienty před fúźı a po fúzi. Grafy jsou pro lepš́ı představu
doplněny osou prvńıho a třet́ıho kvadrantu. Z obrázk̊u je patrné, že nejv́ıce mimo
osu jsou body v grafech př́ıslušej́ıćıch náhodné fúzi. T́ım lze

”
na prvńı pohled“

velmi pěkně rozpoznat neúspěšnost této metody oproti zbývaj́ıćım metodám.

−0.4 −0.2 0.0 0.2 0.4

−
0.

4
−

0.
2

0.
0

0.
2

0.
4

A) NEJBLIZSIMU

Pearsonuv korelacni koeficient pred fuzi

P
ea

rs
on

uv
 k

or
el

ac
ni

 k
oe

fic
ie

nt
 p

o 
fu

zi

−0.4 −0.2 0.0 0.2 0.4

−
0.

4
−

0.
2

0.
0

0.
2

0.
4

A) NEJBLIZSIMU

Spearmanuv korelacni koeficient pred fuzi

S
pe

ar
m

an
uv

 k
or

el
ac

ni
 k

oe
fic

ie
nt

 p
o 

fu
zi

Obrázek 4.1: Graf závislost́ı Pearso-
nových korelačńıch koeficient̊u před
fúźı a po fúzi - metoda přǐrazováńı nej-
bližš́ımu

Obrázek 4.2: Graf závislost́ı Spear-
manových korelačńıch koeficient̊u před
fúźı a po fúzi - metoda přǐrazováńı nej-
bližš́ımu
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Obrázek 4.3: Graf závislost́ı Pearso-
nových korelačńıch koeficient̊u před
fúźı a po fúzi - metoda přǐrazováńı od
minima

Obrázek 4.4: Graf závislost́ı Spear-
manových korelačńıch koeficient̊u před
fúźı a po fúzi - metoda přǐrazováńı od
minima
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Obrázek 4.5: Graf závislost́ı Pearso-
nových korelačńıch koeficient̊u před
fúźı a po fúzi - metoda přǐrazováńı od
maxima

Obrázek 4.6: Graf závislost́ı Spear-
manových korelačńıch koeficient̊u před
fúźı a po fúzi - metoda přǐrazováńı od
maxima
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Obrázek 4.7: Graf závislost́ı Pearso-
nových korelačńıch koeficient̊u před
fúźı a po fúzi - metoda náhodného
přǐrazováńı

Obrázek 4.8: Graf závislost́ı Spear-
manových korelačńıch koeficient̊u před
fúźı a po fúzi - metoda náhodného
přǐrazováńı

Adjustovaná rezidua

V př́ıpadě kvalitativńıch proměnných poč́ıtáme absolutńı hodnoty rozd́ıl̊u ad-
justovaných rezidúı v kontingenčńıch tabulkách, které vznikly kombinaćı každé
proměnné z tabulky Bp - proměnné 1 a 6, s proměnnými z tabulky Ap - proměnné
1, 5 a 6. Výsledné hodnoty pro každou kombinaci jsou ve formě tabulky stejných
rozměr̊u jako je př́ıslušná kontingenčńı a jsou tedy rozsáhleǰśı. Proto se při in-
terpretaci výsledk̊u omeźıme pouze na pr̊uměry hodnot jednotlivých tabulek
výsledných absolutńıch hodnot adjustovaných rezidúı, které jsou uvedeny v Ta-
bulkách 4.6 - 4.9. Celé tabulky jsou pak vypisovány v programu Report (viz
Př́ıloha 2).

přǐrazováńı metodou nejbližš́ımu
proměnné tabulky Bp

prom. 1 prom. 6

proměnné tabulky Ap

prom. 1 0.4330 0.2511
prom. 5 0.4178 0.2224
prom. 6 0.2879 0.2476

Tabulka 4.6: Pr̊uměry absolutńıch hodnot rozd́ıl̊u adjustovaných rezidúı - metoda
přǐrazováńı nejbližš́ımu
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přǐrazováńı metodou od minima
proměnné tabulky Bp

prom. 1 prom. 6

proměnné tabulky Ap

prom. 1 0.3221 0.4852
prom. 5 0.5174 0.5054
prom. 6 0.2983 0.5224

Tabulka 4.7: Pr̊uměry absolutńıch hodnot rozd́ıl̊u adjustovaných rezidúı - metoda
přǐrazováńı od minima

přǐrazováńı metodou od maxima
proměnné tabulky Bp

prom. 1 prom. 6

proměnné tabulky Ap

prom. 1 0.4571 0.5650
prom. 5 0.6833 0.4223
prom. 6 0.3858 0.4204

Tabulka 4.8: Pr̊uměry absolutńıch hodnot rozd́ıl̊u adjustovaných rezidúı - metoda
přǐrazováńı od maxima

metoda náhodného přǐrazováńı
proměnné tabulky Bp

prom. 1 prom. 6

proměnné tabulky Ap

prom. 1 0.9350 1.0574
prom. 5 4.4514 3.6258
prom. 6 3.5438 3.3100

Tabulka 4.9: Pr̊uměry absolutńıch hodnot rozd́ıl̊u adjustovaných rezidúı- metoda
náhodného přǐrazováńı

Z Tabulek 4.6 - 4.9 vid́ıme, že pr̊uměry absolutńıch rozd́ıl̊u hodnot adjusto-
vaných rezidúı vycházej́ı pro metody přǐrazováńı nejbližš́ımu, od minima a od ma-
xima relativně malé. Abychom však mohli tyto tři metody prohlásit za úspěšné,
bylo by potřeba proj́ıt jednotlivé tabulky absolutńıch hodnot rozd́ıl̊u adjusto-
vaných rezidúı kv̊uli př́ıpadným větš́ım výkyv̊um hodnot. Hodnoty pr̊uměr̊u v Ta-
bulce 4.9 př́ısluš́ıćı metodě náhodného přǐrazováńı jsou dle očekáváńı viditelně
větš́ı než u ostatńıch metod.

Na Obrázćıch 4.9 - 4.12 jsou pro př́ıslušné metody přǐrazováńı graficky
znázorněny závislosti adjustovaných rezidúı před fúźı a po fúzi. V každém z graf̊u
je nav́ıc pro lepš́ı představu vykreslena osa prvńıho a třet́ıho kvadrantu. Stejně
jako u korelačńıch koeficient̊u je i zde z obrázk̊u

”
na prvńı pohled“ velmi pěkně

patrné, že nejv́ıce mimo osu jsou body v grafech př́ıslušej́ıćıch náhodné fúzi. To
poukazuje na neúspěšnost této metody oproti zbývaj́ıćım metodám.
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Obrázek 4.9: Graf závislost́ı adjusto-
vaných rezidúı před fúźı a po fúzi - me-
toda přǐrazováńı nejbližš́ımu

Obrázek 4.10: Graf závislost́ı adjusto-
vaných rezidúı před fúźı a po fúzi - me-
toda přǐrazováńı od minima
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Obrázek 4.11: Graf závislost́ı adjusto-
vaných rezidúı před fúźı a po fúzi - me-
toda přǐrazováńı od maxima

Obrázek 4.12: Graf závislost́ı adjusto-
vaných rezidúı před fúźı a po fúzi - me-
toda náhodného přǐrazováńı

4.1.3 Shoda individuálńıch proměnných

Při poč́ıtáńı shody individuálńıch proměnných (viz sekce 2.2.3) nás zaj́ımá poměr,
udávaj́ıćı jaká část skutečných hodnot proměnné tabulky Bp se fúźı zachovala.
Ten je uveden v Tabulce 4.10.

Jak již bylo zmı́něno, na rozd́ıl od předchoźıch ukazatel̊u, které s hodnotami
dat pracovaly sṕı̌se souhrnně, se nyńı zabýváme každou hodnotou individuálně.
Tud́ıž je obecně pro většinu fúźı těžké takovéto shody dosáhnout. Tento fakt
je patrný z výsledk̊u uvedených v Tabulce 4.10, kde se objevuj́ı větš́ı odlǐsnosti
i při přǐrazováńı metodami nejbližš́ımu, od minima a od maxima. Přesto je zde
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stále patrný rozd́ıl mezi těmito metodami a náhodnou fúźı, která dosahuje dle
očekáváńı nejhorš́ıch výsledk̊u.

proměnné
tabulky Bp

metoda přǐrazováńı
nejbližš́ımu od minima od maxima náhodně

prom. 1 0.9250 0.9050 0.8750 0.2325
prom. 2 0.6075 0.5725 0.5325 0.5025
prom. 3 0.9575 0.9325 0.9475 0.5100
prom. 4 0.8175 0.8275 0.8200 0.7250
prom. 5 0.7625 0.7325 0.7200 0.2375
prom. 6 0.9450 0.9050 0.8675 0.2750

Tabulka 4.10: Výsledný poměr shody individuálńıch proměnných

4.1.4 Shrnut́ı výsledk̊u

Jak již bylo řečeno v poznámce 26, porovnáńı jednotlivých metod může být indi-
viduálńı a závislé na konkrétńı situaci a zadáńı fúze. Přesto se dle očekáváńı jev́ı
jako nejhorš́ı metoda náhodná fúze.

Při přǐrazováńı metodami nejbližš́ımu, od minima a od maxima dosahovaly
výsledky většiny ukazatel̊u velmi pěkných hodnot, které se bĺıžily k ideálńım hod-
notám ukazatel̊u. Všechny tyto tři typy fúźı lze proto prohlásit za velmi úspěšné.

4.1.5 Doplňuj́ıćı diskuse

1. Při přǐrazováńı metodou nejbližš́ımu nebyl na rozd́ıl od zbývaj́ıćıch metod
přǐrazováńı kladen požadavek na to, aby každý dárce byl přǐrazen nejvýše
jednou. Je zaj́ımavé si všimnout četnost́ı počtu použit́ı dárc̊u při přǐrazováńı
př́ıjemc̊um, které jsou uvedeny v Tabulce 4.11.

počet, kolikrát
byl dárce použit

1 2 3 4 5 6

počet dárc̊u
s př́ıslušnou četnost́ı

126 66 20 11 4 3

Tabulka 4.11: Četnosti počtu použit́ı dárc̊u - metoda nejbližš́ımu

Poznámka 28. Hodnoty tabulky źıskáme pomoćı proměnné G z kódu Pro-
gramu Metody (viz Př́ıloha 1) př́ıkazem table(table(G[,1])).

2. Zaj́ımavé jsou také histogramy vzdálenost́ı přidělených dárc̊u a př́ıjemc̊u
př́ıslušnými metodami vykreslené na Obrázćıch 4.13 - 4.16.
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Obrázek 4.13: Histogram vzdálenost́ı
přidělených dárc̊u a př́ıjemc̊u - metoda
přǐrazováńı nejbližš́ımu

Obrázek 4.14: Histogram vzdálenost́ı
přidělených dárc̊u a př́ıjemc̊u - metoda
přǐrazováńı od minima
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Obrázek 4.15: Histogram vzdálenost́ı
přidělených dárc̊u a př́ıjemc̊u - metoda
přǐrazováńı od maxima

Obrázek 4.16: Histogram vzdálenost́ı
přidělených dárc̊u a př́ıjemc̊u - metoda
náhodného přǐrazováńı

Poznámka 29. Vzdálenosti dárc̊u a př́ıjemc̊u jsou myšleny ve smyslu definice
matice vzdálenost́ı - viz sekce 2.1.3.

3. Při testováńı shody individuálńıch proměnných jsme výsledné poměry uve-
dené v Tabulce 4.10 uvedli pro všechny proměnné. Mohlo by se stát, že
bychom v datech měli proměnnou, které by nabývala velkého množstv́ı hod-
not. Pak by poměr, vyjadřuj́ıćı shodu skutečných a fúźı źıskaných hodnot,
byl oproti ostatńım hodnotám pravděpodobně velmi malý. Poč́ıtat tento
poměr by tedy pro takové proměnné nemělo smysl a bylo by vhodné je z ta-
bulky odstranit, př́ıpadně poč́ıtat poměr pouze pro kategoriálńı proměnné.
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4.2 Výsledky fúze na reálných datech společnosti

Median

Data, která nám poskytla společnost Median, jsou popsána v sekci 3.2.2. Aplikaćı
programu Report (viz 3.1.2) na fúzi těchto dat dostáváme následuj́ıćı výsledky.

Jelikož se jedná o data obsahuj́ıćı vetš́ı počet proměnných, neńı možné je
kv̊uli velkému rozsahu výsledk̊u jednotlivých ukazatel̊u interpretovat všechny,
jako tomu bylo v předchoźı části při reportováńı fúze na námi vygenerovaných
datech. Je proto třeba shrnout výsledky př́ıslušného ukazatele u jednotlivých typ̊u
fúźı. Jedńım z nástroj̊u pro toto shrnut́ı je např́ıklad pr̊uměr výsledných hodnot
doplněný o jejich směrodatnou odchylku. Daľśım možným nástrojem je např́ıklad
medián.

Poznámka 30. Interpretované hodnoty jsou zaokrouhleny na čtyři desetinná
mı́sta.

4.2.1 Shoda marginálńıch rozděleńı

Shodu marginálńıch rozděleńı skutečných a fúźı źıskaných hodnot (viz sekce
2.2.1) testujeme pro každou proměnnou tabulky Bp. Pro př́ıpad kardinálńıch
proměnných jsou v Tabulce 4.12 uvedeny pr̊uměry výsledných p-hodnot
Kolmogorovova-Smirnovova testu, které jsou doplněny směrodatnou odchylkou
těchto hodnot. U zbylých, tedy kvalitativńıch proměnných, jsou uvedeny pr̊uměry
a směrodatné odchylky výsledných p-hodnot testu homogenity multinomických
rozděleńı.

metoda přǐrazováńı
nejbližš́ımu od minima od maxima náhodně

pr̊uměrné hodnoty
p-hodnot

0.8558 0.8804 0.8676 0.8422

směr. odchylky
p-hodnot

0.2920 0.2471 0.2649 0.2982

Tabulka 4.12: Interpretace výsledných p-hodnot

Jak bylo řečeno v poznámce 26 na začátku této kapitoly, jediným ukazate-
lem, při kterém by neměl být při dostatečně velkém počtu pozorováńı patrný
rozd́ıl ve výsledćıch mezi náhodnou fúźı a ostatńımi metodami, je shoda mar-
ginálńıch rozděleńı. Z Tabulky 4.12 neńı skutečně patrný rozd́ıl mezi náhodným
přǐrazováńım a ostatńımi metodami. Je však nutné zohlednit fakt, že jsou v ta-
bulce uvedeny pouze pr̊uměry a směrodatné odchylky výsledk̊u. Pro plné ověřeńı
neexistence rozd́ılu je nutné proj́ıt všechny jednotlivé výsledné p-hodnoty (vy-
psané programem Report).

4.2.2 Zachováńı závislost́ı

Zachováńı závislost́ı mezi proměnnými tabulky Bp a Ap ověřujeme pomoćı ko-
relačńıch koeficient̊u, př́ıpadně adjustovaných rezidúı (viz sekce 2.2.2). Jelikož ale
v tabulce Ap nejsou žádné kvalitativńı proměnné, adjustovaná rezidua nepoč́ıtáme
a zachováńı závislost́ı ověřujeme pouze pomoćı korelačńıch koeficient̊u.
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Korelačńı koeficienty

Pro kardinálńı proměnné vypočteme korelaci hodnot každé proměnné tabulky Ap

s každou fúźı źıskanou hodnotou proměnné tabulky Bp. Fúźı źıskané hodnoty
poté zaměńıme za k nim př́ıslušné skutečné hodnoty a spočteme korelaci znovu.
Tyto dvě korelace pak mezi sebou v absolutńı hodnotě odečteme. Výsledky jsou
interpretovány pomoćı pr̊uměru a směrodatné odchylky př́ıslušných absolutńıch
hodnot rozd́ıl̊u korelačńıch koeficient̊u a jsou uvedeny v Tabulce 4.13, jak pro
Pearson̊uv korelačńı koeficient tak pro Spearman̊uv koeficient.

metoda přǐrazováńı
metoda nej. od min. od max. náh.

pr̊uměrné hodnoty
absolutńıch hodnot
rozd́ıl̊u korelačńıch

koeficient̊u

Pearson 0.0290 0.0290 0.0286 0.0297

Spearman 0.0290 0.0289 0.0286 0.0299

směr. odchylky
absolutńıch hodnot
rozd́ıl̊u korelačńıch

koeficient̊u

Pearson 0.0384 0.0414 0.0390 0.0391

Spearman 0.0377 0.0400 0.0384 0.0390

Tabulka 4.13: Interpretace výsledných absolutńıch hodnot rozd́ıl̊u korelačńıch
koeficient̊u

Jak vid́ıme z Tabulky 4.13, výsledné pr̊uměry a směrodatné odchylky abso-
lutńıch hodnot rozd́ıl̊u korelačńıch koeficient̊u jsou pro všechny čtyři typy fúźı
velmi podobné. Kv̊uli velkému rozsahu databáze nemaj́ı pr̊uměry a směrodatné
odchylky velkou informačńı hodnotu.

Mnohem lepš́ı interpretaćı výsledk̊u jsou v tomto př́ıpadě grafy znázorňuj́ıćı
korelačńı koeficienty před fúźı a po fúzi, které jsou uvedené na Obrázćıch 4.1
- 4.8. Grafy jsou pro lepš́ı představu doplněny osou prvńıho a třet́ıho kvad-
rantu. Z obrázk̊u je při hlubš́ım zkoumáńı patrné, že při metodách přǐrazováńı
nejbližš́ımu, od minima a od maxima se body graf̊u seskupuj́ı ve tvaru elipsy
kolem osy, zat́ımco při náhodném přǐrazováńı vyplňuj́ı body grafu kružnici se
středem v počátku. T́ım lze rozpoznat neúspěšnost náhodného přǐrazováńı oproti
zbývaj́ıćım metodám.
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Obrázek 4.17: Graf závislost́ı Pear-
sonových korelačńıch koeficient̊u před
fúźı a po fúzi - metoda přǐrazováńı nej-
bližš́ımu

Obrázek 4.18: Graf závislost́ı Spear-
manových korelačńıch koeficient̊u před
fúźı a po fúzi - metoda přǐrazováńı nej-
bližš́ımu
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Obrázek 4.19: Graf závislost́ı Pear-
sonových korelačńıch koeficient̊u před
fúźı a po fúzi - metoda přǐrazováńı od
minima

Obrázek 4.20: Graf závislost́ı Spear-
manových korelačńıch koeficient̊u před
fúźı a po fúzi - metoda přǐrazováńı od
minima
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Obrázek 4.21: Graf závislost́ı Pear-
sonových korelačńıch koeficient̊u před
fúźı a po fúzi - metoda přǐrazováńı od
maxima

Obrázek 4.22: Graf závislost́ı Spear-
manových korelačńıch koeficient̊u před
fúźı a po fúzi - metoda přǐrazováńı od
maxima
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Obrázek 4.23: Graf závislost́ı Pear-
sonových korelačńıch koeficient̊u před
fúźı a po fúzi - metoda náhodného
přǐrazováńı

Obrázek 4.24: Graf závislost́ı Spear-
manových korelačńıch koeficient̊u před
fúźı a po fúzi - metoda náhodného
přǐrazováńı
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Daľśı možnost́ı, jak prokázat rozd́ıly mezi jednotlivými metodami, je např́ıklad
použit́ı lineárńıho regresńıho modelu (viz Zvára (2008)), který by vždy pro
př́ıslušnou metodu zkoumal závislost hodnot Pearsonových korelačńıch koefi-
cient̊u před fúźı na hodnotách Pearsonových korelačńıch koeficient̊u po fúzi.
Konkrétně nás zaj́ımá testováńı nulové hypotézy, že koeficient regresńı př́ımky
je nulový, tedy že hodnoty korelačńıch koeficient̊u před fúźı nezáviśı na hod-
notách korelačńıch koeficient̊u po fúzi. Tento test bývá také často označován jako
test o sklonu regresńı př́ımky a jeho výsledky jsou shrnuty v Tabulce 4.14.

metoda přǐrazováńı
nejbližš́ımu od minima od maxima náhodně

p-hodnota
testu

< 2.2 · 10−16 < 2.2 · 10−16 < 2.2 · 10−16 0.258

hodnota odhadu
koeficientu

regresńı př́ımky
0.1850 0.1403 0.1825 -0.0081

odhad chyby hodnoty
odhadu koef.

regresńı př́ımky
0.0058 0.0054 0.0057 0.0072

Tabulka 4.14: Výsledky testu o sklonu regresńı př́ımky

Z Tabulky 4.14 je již rozd́ıl mezi náhodným přǐrazováńım a ostatńımi me-
todami patrný. Vid́ıme, že p-hodnota testu je v př́ıpadě náhodné fúze rovna
0.258, naproti tomu v ostatńıch př́ıpadech přǐrazováńı jsou p-hodnoty menš́ı než
2.2 ·10−16. Tedy zvoĺıme-li např́ıklad hladinu testu klasicky α = 0.05, nezamı́táme
v př́ıpadě náhodného přǐrazeńı nulovou hypotézu a naše data nejsou v rozporu
s tvrzeńım, že regresńı př́ımka má nulový sklon. Na základě našich dat tedy lze
tvrdit, že při náhodném přǐrazováńı nezáviśı hodnoty korelačńıch koeficient̊u před
fúźı na hodnotách korelačńıch koeficient̊u po fúzi. Naopak v př́ıpadě přǐrazováńı
metodou nejbližš́ımu, od minima a od maxima zamı́táme nulovou hypotézu na
hladině α = 0.05. Z hodnot odhadu koeficientu regresńı př́ımky, které jsou do-
plněny odhadem chyby těchto hodnot, je rozd́ıl mezi náhodnou fúźı a ostatńımi
metodami také dobře patrný.

Poznámka 31. V programu Report (viz Př́ıloha 2) jsou na konci uvedeny kódy pro
př́ıslušné lineárńı modely, přičemž je využita funkce summary pro vypsáńı kom-
pletńıch výsledk̊u. P-hodnota testu se nacháźı vždy na posledńım řádku výsledk̊u
pod parametrem p− value, hodnota odhadu koeficientu regresńı př́ımky a odhad
jej́ı chyby (v tomto pořad́ı) se nacháźı v části Coefficients v prvńı a druhé buňce
druhého řádku výsledné tabulky.

4.2.3 Shoda individuálńıch proměnných

Při poč́ıtáńı shody individuálńıch proměnných (viz sekce 2.2.3) nás zaj́ımá poměr,
udávaj́ıćı jaká část skutečných hodnot proměnné tabulky Bp se fúźı zachovala.
Ten je interpretován pomoćı pr̊uměru a směrodatné odchylky v Tabulce 4.15.
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metoda přǐrazováńı
nejbližš́ımu od minima od maxima náhodně

pr̊uměrné hodnoty
shody indiv. prom.

0.8618 0.8606 0.8600 0.8356

směr. odchylky
shody indiv. prom.

0.1740 0.1761 0.1783 0.2126

Tabulka 4.15: Interpretace výsledných shody individuálńıch proměnných

Z Tabulky 4.15 opět nejsou rozd́ıly mezi výslednými hodnotami nijak zvlášt’

patrné. Jelikož má náhodné přǐrazováńı o něco větš́ı směrodatnou odchylku, mohli
bychom se domńıvat, že se u něj vyskytuje větš́ı množstv́ı výkyv̊u ve výsledćıch.
Pro ověřeńı by však bylo nutné proj́ıt všechny jednotlivé výsledné shody indi-
viduálńıch proměnných (vypsané programem Report).

4.2.4 Shrnut́ı výsledk̊u

Jak již bylo řečeno v poznámce 26, porovnáńı jednotlivých metod může být indi-
viduálńı a závislé na konkrétńı situaci a zadáńı fúze. Přesto by se dle očekáváńı
měla jevit jako nejhorš́ı metoda náhodná fúze s výjimkou shody marginálńıch
rozděleńı. To je patrné z grafické interpretace korelačńıch koeficient̊u. Zásadńı
rozd́ıl mezi náhodnou fúźı a ostatńımi metodami také vyplynul při použit́ı
lineárńıho modelu zkoumaj́ıćıho závislost hodnot Pearsonových korelačńıch koe-
ficient̊u před fúźı na hodnotách Pearsonových korelačńıch koeficient̊u po fúzi.

Výsledky většiny ukazatel̊u při přǐrazováńı metodami nejbližš́ımu, od minima
a od maxima nedosahovaly zpravidla tak pěkných hodnot jako při reportováńı
generovaných dat (viz sekce 4.1). Přesto lze všechny tyto tři metody přǐrazováńı
považovat za použitelné pro praxi.

Jednou z možnost́ı, jak zvýšit úspěšnost těchto fúźı, by mohlo být např́ıklad
sńıžeńı hranice pro standardńı odchylky faktor̊u u faktorové analýzy (viz 2.1.2).
T́ım by se nám však podstatně zvýšila časová náročnost algoritmů zbývaj́ıćıch
metod fúze (viz poznámka 19).

4.2.5 Doplňuj́ıćı diskuse

1. Při přǐrazováńı metodou nejbližš́ımu nebyl na rozd́ıl od zbývaj́ıćıch metod
přǐrazováńı kladem požadavek, že každý dárce smı́ být přǐrazen nejvýše
jednou. Je zaj́ımavé si všimnout četnost́ı počtu použit́ı dárc̊u při přǐrazováńı
př́ıjemc̊um, které jsou uvedeny v Tabulce 4.16. (Dále viz poznámka 28.)
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počet, kolikrát
byl dárce použit

1 2 3 4 5

počet dárc̊u
s př́ıslušnou četnost́ı

528 153 44 6 2

Tabulka 4.16: Četnosti počtu použit́ı dárc̊u - metoda nejbližš́ımu

2. Zaj́ımavé jsou také histogramy vzdálenost́ı přidělených dárc̊u a př́ıjemc̊u
př́ıslušnými metodami vykreslené na Obrázćıch 4.25 - 4.28. (Dále viz
poznámka 29.)
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Obrázek 4.25: Histogram vzdálenost́ı
přidělených dárc̊u a př́ıjemc̊u - metoda
přǐrazováńı nejbližš́ımu

Obrázek 4.26: Histogram vzdálenost́ı
přidělených dárc̊u a př́ıjemc̊u - metoda
přǐrazováńı od minima
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Pripad C) OD MAXIMA
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Obrázek 4.27: Histogram vzdálenost́ı
přidělených dárc̊u a př́ıjemc̊u - metoda
přǐrazováńı od maxima

Obrázek 4.28: Histogram vzdálenost́ı
přidělených dárc̊u a př́ıjemc̊u - metoda
náhodného přǐrazováńı

3. Při testováńı shody individuálńıch proměnných jsme výsledné poměry uve-
dené v Tabulce 4.15 uvedli pro všechny proměnné. Mohlo by se stát, že
bychom v datech měli proměnnou, které by nabývala velkého množstv́ı hod-
not. Pak by poměr, vyjadřuj́ıćı shodu skutečných a fúźı źıskaných hodnot,
byl oproti ostatńım hodnotám pravděpodobně velmi malý. Poč́ıtat tento
poměr by tedy pro takové proměnné nemělo smysl a bylo by vhodné je z ta-
bulky odstranit, př́ıpadně poč́ıtat poměr pouze pro kategoriálńı proměnné.

4.3 Závěr

Provedli jsme čtyři r̊uzné typy statické fúze bez omezeńı na dvou r̊uzných da-
tabáźıch. Na námi vygenerovaných datech se dle očekáváńı jev́ı jako nejhorš́ı
metoda náhodná fúze. Při přǐrazováńı ostatńımi metodami dosahovaly výsledky
většiny ukazatel̊u velmi pěkných hodnot, které se bĺıžily k ideálńım hodnotám
ukazatel̊u. Všechny tyto tři typy fúźı můžeme proto považovat za velmi úspěšné.

Na datech společnosti Median nebyly rozd́ıly mezi náhodnou fúźı a ostatńımi
metodami jednoznačně patrné. Přesto se nám povedlo prokázat horš́ı výsledky
této fúze zejména d́ıky interpretaci korelačńıch koeficient̊u. Náhodná fúze se tedy
i na této databázi jev́ı dle očekáváńı jako nejhorš́ı metoda. Výsledky většiny uka-
zatel̊u při přǐrazováńı ostatńımi metodami nedosahovaly zpravidla tak pěkných
hodnot jako při reportováńı generovaných dat. Přesto lze všechny tyto tři metody
přǐrazováńı považovat za použitelné pro praxi.
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Kapitola 5

Závěr

5.1 Shrnut́ı práce

V této práci jsme se zabývali spojováńım databáźı, jakožto jednou z cest řeš́ıćı
velmi častý problém dostupnosti dat v praxi. Zmı́nili jsme konkrétńı poptávky
po fúzi, zejména v oblasti marketingu, a základńı algoritmy spojováńı dat. T́ımto
jsme narazili na problém zobecněńı, který poukazuje na nemožnost určeńı nej-
lepš́ıho algoritmu pro obecná data. Ve zbylých kapitolách práce jsme se pak
zabývali takzvanou metodou

”
statistické fúze bez omezeńı“.

V teoretické části práce jsme si podrobně popsali metody pr̊uběhu statistické
fúze bez omezeńı a následný report. Nejprve bylo nutné připravit si data, poté
pomoćı faktorové analýzy odstranit jejich vnitřńı lineárńı závislosti. Na základě
přǐrazeńı váhy každé spojovaćı proměnné pomoćı mnohorozměrné analýzy roz-
ptylu se spoč́ıtala matice teoretických vzdálenost́ı mezi př́ıjemcem a dárcem.
Pomoćı této matice byly pak k sobě čtyřmi r̊uznými metodami přǐrazováńı
nazvanými nejbližš́ımu, od minima, od maxima a náhodně, přǐrazeny dvojice
př́ıjemce - dárce, č́ımž byla fúze dokončena.

Následné vyhodnoceńı prob́ıhalo na základě r̊uzných statistických ukaza-
tel̊u. Nejprve jsme pomoćı Kolmogorovova-Smirnovova testu a testu homoge-
nity multinomických rozděleńı testovali shodu marginálńıch rozděleńı skutečných
a fúzovaných hodnot, přičemž jsme se v každé kombinaci zaj́ımali o p-hodnotu
testu. Daľśım ukazatelem bylo zachováńı vzájemných závislost́ı v databázi, které
vyjadřuj́ı Pearson̊uv a Spearman̊uv korelačńı koeficient, popř́ıpadě adjustovaná
rezidua. Posledńım ukazatelem pak byla shoda individuálńıch proměnných, vy-
jadřuj́ıćı jaká část skutečných hodnot fúzované proměnné se fúźı zachovala.

Praktický pr̊uběh fúze a následného vyhodnoceńı byl naprogramován pomoćı
statistického programu R. Pro fúzi jsme si sami zadefinovali a vygenerovali nepř́ılǐs
rozsáhlá vlastńı data tak, aby byly vidět vzájemné závislosti a mohli jsme na
nich fúzi lépe pochopit. Nav́ıc nám byla poskytnuta rozsáhlá data od společnosti
Median, sesb́ıraná pro projekt

”
MML - Market & Media & Lifestyle“, d́ıky kterým

jsme mohli naprogramovanou fúzi aplikovat na skutečná data z praxe. Celé kódy
př́ıslušných programů jsou uvedeny v př́ılohách práce.

Výsledky fúze aplikované na obě databáze jsme uvedli formou graf̊u a tabulek
hodnot př́ıslušných ukazatel̊u z reportu, na jejichž základě jsme pak naše čtyři
typy fúze diskutovali. Z výsledk̊u je patrné, že nejh̊uře dopadla fúze metodou
náhodného přǐrazováńı, jak bylo očekáváno.
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fúzi - metoda náhodného přǐrazováńı . . . . . . . . . . . . . . . . 44
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Př́ılohy

Př́ıloha 1: Program Metody
setwd ( " " ) #nutno zadat ce s tu do pr i s l u sneho adresare
rm( l i s t=l s ( ) )

### METODY ###

## Nacteni dat a vek toru dimenzi :
# − znaceni : dim(A p) : n p , p A
# dim(S) : n p+n d , p S
# dim(B d) : n d , p B
# => p A+p S+p B=p

l oad ( "data.txt " )
load ( "v dim .txt" )

p <− dim ( data ) [ 2 ]
n p <− v dim [ 1 ] ; n d <− v dim [ 2 ]
p A <− v dim [ 3 ] ; p S <− v dim [ 4 ] ; p B <− v dim [ 5 ]

# − r o zde l en i dat :
dataA p <− data [ ( 1 : n p) , ( 1 : p A) ]
dataS <− data [ 1 : ( n p+n d) , ( p A+1) : ( p A+p S) ]
dataB d <− data [ ( n p+1) : ( n p+n d) , ( p A+p S+1) : p ]

## Prevod danych promennych na soubor ind :
# − znaceni : dim(S) : n p+n d , ind p S
# dim(B d) : n d , ind p B
ind p S <− p S ; ind p B <− p B
ind dataS <− dataS
ind dataB d <− dataB d

l i b r a r y ( dummies)
load ( "v ind .txt" )

# − prevod t abu l k y S :
k <− p A
i <− 0
whi le (k !=p A+p S)

{
k <− k+1; i <− i+1
i f ( v ind [ k]==1)

{
x <− dummy( ind dataS [ 1 : ( n p+n d) , i ] , data = NULL, sep = "=" ,
drop = TRUE, fun = as . i n teger , verbose = FALSE)
j <− dim (x ) [ 2 ]
i f ( ( i >1)&( i<ind p S ) )

{ ind dataS <− cbind ( ind dataS [ 1 : ( n p+n d) , ( 1 : ( i −1) ) ] , x ,
ind dataS [ 1 : ( n p+n d) , ( ( i +1) : ind p S) ] ) }

i f ( i==1)
{ ind dataS <− cbind (x , ind dataS [ 1 : ( n p+n d) , ( ( i +1) : ind p S) ] ) }

i f ( i==ind p S)
{ ind dataS <− cbind ( ind dataS [ 1 : ( n p+n d) , ( 1 : ( i −1) ) ] , x ) }

i <− ( i−1+j ) ; ind p S <− ( ind p S−1+j )
}

}

# − prevod t abu l k y B d :
#( pozn . : mame spravne k )
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i<−0
whi le (k !=p)

{
k <− k+1; i <− i+1
i f ( v ind [ k]==1)

{
x <− dummy( ind dataB d [ 1 : n d , i ] , data = NULL, sep = "=" , drop = TRUE,
fun = as . i n teger , verbose = FALSE)
j <− dim(x ) [ 2 ]
i f ( ( i >1)&( i<ind p B) )

{ ind dataB d <− cbind ( ind dataB d [ 1 : n d , ( 1 : ( i −1) ) ] , x ,
ind dataB d [ 1 : n d , ( ( i +1) : ind p B) ] ) }

i f ( i==1)
{ ind dataB d <− cbind (x , ind dataB d [ 1 : n d , ( ( i +1) : ind p B) ] ) }

i f ( i==ind p B)
{ ind dataB d <− cbind ( ind dataB d [ 1 : n d , ( 1 : ( i −1) ) ] , x ) }

i <− i−1+j ; ind p B <− ( ind p B−1+j )
}

}

## Faktorova analyza :
# − znaceni : dim(S) : n p+n d , fa p S
# dim(B d) : n d , fa p B

# − zadani hranice :
E <− 0.001 #vhodna hranice pro vygenerovana data
#E <− 1.6 #vhodna hranice pro MML data

# − t a bu l k a S :
pc S <− prcomp ( ind dataS , s c a l e .=TRUE)
i <− 1 ; f a p S <− 0
whi le ( pc S$ sdev [ i ]>E) { i<− i +1; f a p S<−f a p S+1} #z j i s t e n i poctu f ak t o ru
f a dataS <− pc S$x [ 1 : ( n p+n d) , 1 : f a p S ]

# − t a bu l k a B d :
pc B <− prcomp ( ind dataB d , s c a l e .=TRUE)
i <− 1 ; f a p B <− 0
whi le ( pc B$ sdev [ i ]>E) { i<− i +1; f a p B<−f a p B+1} #z j i s t e n i poctu f ak t o ru
f a dataB d <− pc B$x [ 1 : n d , 1 : f a p B]

# − normal izace f ak t o ru :
f o r ( j i n 1 : f a p S ) { f a dataS [ , j ] <− ( f a dataS [ , j ] ) / sd ( ( f a dataS [ , j ] ) )}
f o r ( j i n 1 : f a p B) { f a dataB d [ , j ] <− ( f a dataB d [ , j ] ) / sd ( ( f a dataB d [ , j ] ) ) }

## Manova :
# − vek tor vah w:
w <− vector (m="numeric " , l ength=fa p S) #vek tor vah
P <− matrix (0 , nr=n d , nc=1) #pouz i t e prom . co uz maji vahu
r <− vector (m="numeric " , l ength=fa p S) #vek tor vsech r−squered

#v pris lusnem kroku
pouz i te <− vector (m="numeric " , l ength=fa p S ) #pouz i t e [ i ]=0 i f w[ i ] neurcena

#pouz i t e [ i ]=1 i f w[ i ] urcena
r predch <− 0 #r−squared pro predchoz i krok
w E <− 0 #hranice pro vahu ( nejmensi mozna

#vaha ) , l z e ponechat pro obe databaze

# − na l e z en i prvni vahy :
f o r ( i i n 1 : f a p S )

{
model <− manova ( as . matr ix ( f a dataB d) ˜ fa dataS [ ( n p+1) : ( n p+n d) , i ] ,

x=T, y=T)
genR <− ( t (model$ co )%∗%t (model$x )%∗%model$y−dim (model$x ) [ 1 ]

∗colMeans (model$y )%∗%t ( colMeans (model$y ) ) )%∗%so l v e ( t (model$y )%∗%
model$y−dim(model$x ) [ 1 ] ∗colMeans (model$y )%∗%t ( colMeans (model$y ) ) )

r [ i ] <− sum( diag ( genR ) ) / l ength ( diag (genR ) )
}

j <− which ( r == max( r ) , a r r . ind = TRUE)
w[ j ] <− r [ j ]− r predch
r predch <− r [ j ]
r <− vector (m="numeric " , l ength=fa p S)
pouz i te [ j ] <− 1
P <− f a dataS [ ( n p+1) : ( n p+n d) , j ]
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# − na l e z en i z b y l y c h vah :
r epeat
{
f o r ( i i n 1 : f a p S)

{
i f ( pouz i te [ i ]==0)

{
model <− manova ( as . matr ix ( f a dataB d) ˜P+fa dataS [ ( n p+1) : ( n p+n d) , i ] ,

x=T, y=T)
genR <− ( t (model$ co )%∗%t (model$x )%∗%model$y−dim(model$x ) [ 1 ] ∗ colMeans

(model$y )%∗%t ( colMeans (model$y ) ) )%∗%so l v e ( t (model$y )%∗%model$y
−dim(model$x ) [ 1 ] ∗ colMeans (model$y )%∗%t ( colMeans (model$y ) ) )

i f ( i s . na (sum( diag (genR ) ) / l ength ( diag (genR ) ) )==FALSE)
{ r [ i ] <− sum( diag (genR ) ) / l ength ( diag (genR ) )}

e l s e { r [ i ] <− −1}
}

}
j <− which ( r == max( r ) , a r r . ind = TRUE) [ 1 ]
konec <− r [ j ]− r predch
i f ( r [ j ]− r predch >= w E)

{
w[ j ] <− r [ j ]− r predch
r predch <− r [ j ]
r <− vector (m="numeric " , l ength=fa p S)
pouz i te [ j ] <− 1
P <− cbind (P, f a dataS [ ( n p+1) : ( n p+n d) , j ] )
}

i f (min ( pouz i te )==1 | konec < w E) {break }
}

## Matice v z d a l e n o s t i V:
V <− matrix (0 , nr=n p , nc=n d ) #matice v z d a l e n o s t i
W w <− matrix (0 , nr=fa p S , nc=fa p S ) #diagona ln i matice druhych mocnin vah
diag (W w) <− wˆ2
f o r ( i i n 1 : n p)

{
f o r ( j i n 1 : n d)

{
V[ i , j ] <− t ( f a dataS [ i , 1 : f a p S]− f a dataS [ n p+j , 1 : f a p S ] )%∗%W w%∗%

( fa dataS [ i , 1 : f a p S]− f a dataS [ n p+j , 1 : f a p S ] )
}

}

## Prirazen i darcu prijemcum :
G <− matrix (0 , nr=n p , nc=4) #Gij obsahuje ke kazdemu pr i j emc i i jeho darce j ,

#pro pripad A−prvni s loupec , B−druhy atd .
H <− matrix (0 , nr=n p , nc=4) #Hij obsahuje ke kazdemu pr i j emc i v zda l enos t jeho

#darce , pro pripad A−prvni s loupec , B−druhy atd .

# A) NEJBLIZSIMU:
data NEJ <− data
f o r ( i i n 1 : n p)

{
j <− which (V[ i , ] == min (V[ i , ] ) , a r r . ind = TRUE) [ 1 ]
data NEJ[ i , ( p A+p S+1) : p ] <− data NEJ [ ( n p+j ) , ( p A+p S+1) : p ]
G[ i , 1 ] <− j ; H[ i , 1 ] <− V[ i , j ]
}

# B) OD MINIMA:
V MIN <− V; data MIN <− data
f o r ( i i n 1 : n p)

{
k <− which (V MIN == min(V MIN) , ar r . ind = TRUE) [ 1 , 1 ]
j <− which (V MIN == min(V MIN) , ar r . ind = TRUE) [ 1 , 2 ]
data MIN[ k , ( p A+p S+1) : p ] <− data MIN[ ( n p+j ) , ( p A+p S+1) : p ]
G[ k , 2 ] <− j ; H[ k , 2 ] <− V[ k , j ]
V MIN[ k , 1 : n d ] <− max(V)+1
V MIN[ 1 : n p , j ] <− max(V)+1
}

# C) OD MAXIMA:
data MAX <− data ; V MAX <− V
f o r ( a in 1 : n p)
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{
max <− 0
f o r ( i i n 1 : n p )

{
i f ( i s . na (min (V MAX[ i , ] ) )==F)

{
min <− which (V MAX[ i ,]==min (V MAX[ i , ] ) , a r r . ind = TRUE) [ 1 ]
#min . . . s loupec ve kterem j e min i−teho radku
i f (V MAX[ i , min]>=max) {max <− V MAX[ i , min ] ; k <− i ; j <− min}
}

}
data MAX[ k , ( p A+p S+1) : p ] <− data MAX[ ( n p+j ) , ( p A+p S+1) : p ]
H[ k , 3 ] <− V[ k , j ] ; G[ k , 3 ] <−j
V MAX[ 1 : n p , j ] <− max(V)+1
V MAX[ k , j ] <− NA
}

# D) NAHODNE:
data NAH <− data
s e t . seed (100)
s <− sample ( 1 : n d , n p , r ep l a c e=FALSE)
f o r ( i i n 1 : n p )

{
data NAH[ i , ( p A+p S+1) : p ] <− data NAH[ ( n p+s [ i ] ) , ( p A+p S+1) : p ]
G[ i , 4 ] <− s [ i ] ; H[ i , 4 ] <− V[ i , s [ i ] ]
}

# − histogramy v z da l e n o s t i pr ide l enych darcu a prijemcu :
s p l i t . s c r een ( c (1 , 4 ) )
# A )
s c r een (1)
h i s t (H[ , 1 ] , x lab = "vzdalenost darce a prijemce " , y lab = "absolutni cetnost " ,
main = "Pripad A) NEJBLIZSIMU " , xl im=c (0 , 0 . 014 ) , yl im=c (0 , 350) , c o l=gray ( 0 . 9 ) )

# B)
s c r een (2)
h i s t (H[ , 2 ] , x lab = "vzdalenost darce a prijemce " , y lab = "absolutni cetnost " ,
main = "Pripad B) OD MINIMA " , xl im=c (0 , 0 . 014 ) , yl im=c (0 , 300) , c o l=gray ( 0 . 9 ) )

# C)
s c r een (3)
h i s t (H[ , 3 ] , x lab = "vzdalenost darce a prijemce " , y lab = "absolutni cetnost " ,
main = "Pripad C) OD MAXIMA " , xl im=c (0 , 0 . 014 ) , yl im=c (0 , 200) , c o l=gray ( 0 . 9 ) )

# D)
s c r een (4)
h i s t (H[ , 4 ] , x lab = "vzdalenost darce a prijemce " , y lab = "absolutni cetnost " ,
main = "Pripad D) NAHODNE " , xl im=c (0 , 0 . 06 ) , yl im=c (0 , 100) , c o l=gray ( 0 . 9 ) )

# − c e t n o s t i p o u z i t i darcu pr i p r i r a zovan i prijemcum metodou ne j b l i z s imu :
# pozn . : p r i o s t a t n i c h metodach j e kazdy darce pouz i t max . jednou
t ab l e ( t ab l e (G[ , 1 ] ) )

## Ulozeni nafuzovanych dat ( pro repor t ) :
save ( data NEJ, f i l e="data NEJ.txt" ) ; save ( data MIN, f i l e="data MIN.txt" )
save ( data MAX, f i l e="data MAX.txt" ) ; save ( data NAH, f i l e="data NAH.txt" )

Př́ıloha 2: Program Report
setwd ( " " ) #nutno zadat ce s tu do pr i s l u sneho adresare
rm( l i s t=l s ( ) )

### REPORT ###

## Nacteni dat a vek toru ind a vek toru dimenzi :
# − znaceni : dim(A p) : n p , p A
# dim(S) : n p+n d , p S
# dim(B d) : n d , p B
# => p A+p S+p B=p
l oad ("data komplet .txt" )
load ("data NEJ.txt " ) ; load ( "data MIN.txt" )
load ("data MAX.txt " ) ; load ( "data NAH.txt" )
load ("v ind.txt " )
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p <− dim ( data komplet ) [ 2 ]
load ( "v dim .txt" )
n p <− v dim [ 1 ] ; n d <− v dim [ 2 ]
p A <− v dim [ 3 ] ; p S <− v dim [ 4 ] ; p B <− v dim [ 5 ]

## Shoda marginalnich ro zde l en i :
# − Kolmogorovuv−Smirnovovuv t e s t / t e s t homogenity mult inomickych ro zde l en i :

# A) NEJBLIZSIMU:
p . value NEJ <− vector (m="numeric " , l ength=p B)
f o r ( i i n 1 : p B)

{
i f ( v ind [ p A+p S+i ]==1)

# nemusi j i t nutne o znak . promennou (muze by t ord . c i s . )
{
l <− union ( l a b e l s ( t ab l e ( data komplet [ 1 : n p , p A+p S+i ] ) ) [ [ 1 ] ] ,

l a b e l s ( t ab l e ( data NEJ [ 1 : n p , p A+p S+i ] ) ) [ [ 1 ] ] )
kt <− rbind ( tab l e ( f a c t o r ( data komplet [ 1 : n p , p A+p S+i ] , l e v e l s=l ) ) ,

t ab l e ( f a c t o r ( data NEJ [ 1 : n p , p A+p S+i ] , l e v e l s=l ) ) )
p . value NEJ [ i ] <− ch i sq . t e s t ( kt ) $p . value
}

e l s e {p . value NEJ [ i ] <− ks . t e s t ( data komplet [ 1 : n p , p A+p S+i ] , data NEJ
[ 1 : n p , p A+p S+i ] , a l t e r n a t i v e = "two .sided " , exact = NULL) $p . value }

}
# − histogram p−hodnot :
dev . new ( ) ; s p l i t . s c r een ( c (1 , 4 ) )
s c r een (1)
h i s t (p . value NEJ, main="A) NEJBLIZSIMU " , x lab="p-hodnota " ,

y lab="absolutni cetnosti " )

# B) OD MINIMA:
p . value MIN <− vector (m="numeric " , l ength=p B)
f o r ( i i n 1 : p B)

{
i f ( v ind [ p A+p S+i ]==1)

# nemusi j i t nutne o znak . promennou (muze by t ord . c i s . )
{
l <− union ( l a b e l s ( t ab l e ( data komplet [ 1 : n p , p A+p S+i ] ) ) [ [ 1 ] ] ,

l a b e l s ( t ab l e ( data MIN[ 1 : n p , p A+p S+i ] ) ) [ [ 1 ] ] )
kt <− rbind ( tab l e ( f a c t o r ( data komplet [ 1 : n p , p A+p S+i ] , l e v e l s=l ) ) ,

t ab l e ( f a c t o r ( data MIN[ 1 : n p , p A+p S+i ] , l e v e l s=l ) ) )
p . value MIN[ i ] <− ch i sq . t e s t ( kt ) $p . value
}

e l s e {p . value MIN[ i ] <− ks . t e s t ( data komplet [ 1 : n p , p A+p S+i ] , data MIN
[ 1 : n p , p A+p S+i ] , a l t e r n a t i v e = "two .sided " , exact = NULL) $p . value }

}
# − histogram p−hodnot :
s c r een (2)
h i s t (p . value MIN, main="B) OD MINIMA " , x lab="p-hodnota " ,

y lab="absolutni cetnosti " )

# C) OD MAXIMA:
p . value MAX <− vector (m="numeric " , l ength=p B)
f o r ( i i n 1 : p B)

{
i f ( v ind [ p A+p S+i ]==1)

# nemusi j i t nutne o znak . promennou (muze by t ord . c i s . )
{
l <− union ( l a b e l s ( t ab l e ( data komplet [ 1 : n p , p A+p S+i ] ) ) [ [ 1 ] ] ,

l a b e l s ( t ab l e ( data MAX[ 1 : n p , p A+p S+i ] ) ) [ [ 1 ] ] )
kt <− rbind ( tab l e ( f a c t o r ( data komplet [ 1 : n p , p A+p S+i ] , l e v e l s=l ) ) ,

t ab l e ( f a c t o r ( data MAX[ 1 : n p , p A+p S+i ] , l e v e l s=l ) ) )
p . value MAX[ i ] <− ch i sq . t e s t ( kt ) $p . value
}

e l s e {p . value MAX[ i ] <− ks . t e s t ( data komplet [ 1 : n p , p A+p S+i ] , data MAX
[ 1 : n p , p A+p S+i ] , a l t e r n a t i v e = "two .sided " , exact = NULL) $p . value }

}
# − histogram p−hodnot :
s c r een (3)
h i s t (p . value MAX, main="C) OD MAXIMA " , x lab="p-hodnota " ,

y lab="absolutni cetnosti " )
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# D) NAHODNE:
p . value NAH <− vector (m="numeric " , l ength=p B)
f o r ( i i n 1 : p B)

{
i f ( v ind [ p A+p S+i ]==1)

# nemusi j i t nutne o znak . promennou (muze by t ord . c i s . )
{
l <− union ( l a b e l s ( t ab l e ( data komplet [ 1 : n p , p A+p S+i ] ) ) [ [ 1 ] ] ,

l a b e l s ( t ab l e ( data NAH[ 1 : n p , p A+p S+i ] ) ) [ [ 1 ] ] )
kt <− rbind ( tab l e ( f a c t o r ( data komplet [ 1 : n p , p A+p S+i ] , l e v e l s=l ) ) ,

t ab l e ( f a c t o r ( data NAH[ 1 : n p , p A+p S+i ] , l e v e l s=l ) ) )
p . value NAH[ i ] <− ch i sq . t e s t ( kt ) $p . value
}

e l s e {p . value NAH[ i ] <− ks . t e s t ( data komplet [ 1 : n p , p A+p S+i ] , data NAH
[ 1 : n p , p A+p S+i ] , a l t e r n a t i v e = "two.sided" , exact = NULL)$p . value }

}
# − histogram p−hodnot :
s c r een (4)
h i s t (p . value NAH, main="D) NAHODNE " , x lab="p-hodnota " ,

y lab="absolutni cetnosti " )

# − vys l edny preh led p−hodnot :
p . value <− l i s t (NEJBLIZSIMU=p . value NEJ, PRUMER NEJ=mean(p . value NEJ,

na . rm=TRUE) , SMER.ODCHYLKA NEJ=sd (p . value NEJ, na . rm=TRUE) ,
OD MINIMA=p . value MIN, PRUMER MIN=mean(p . value MIN, na . rm=TRUE) ,
SMER.ODCHYLKA MIN=sd (p . value MIN, na . rm=TRUE) , OD MAXIMA=p . value MAX,
PRUMER MAX=mean(p . value MAX, na . rm=TRUE) , SMER.ODCHYLKA MAX=
sd (p . value MAX, na . rm=TRUE) , NAHODNE=p . value NAH, PRUMER NAH=
mean(p . value NAH, na . rm=TRUE) , SMER.ODCHYLKA NAH=sd (p . value NAH, na . rm

=TRUE) )
p . value

## Zachovani z a v i s l o t i :
# − Pearsonuv a Spearmanuv kor e l a cn i k o e f i c i e n t :
r . pearson skut <− matrix (NA, nr=p A , nc=p B) #s t a c i s p o c i t a t jen v A (nemeni se )
r . spearman skut <− matrix (NA, nr=p A , nc=p B) #s t a c i s p o c i t a t jen v A (nemeni se )

# A) NEJBLIZSIMU
r . pearson fuz NEJ <− matrix (NA, nr=p A , nc=p B)
r . spearman fuz NEJ <− matrix (NA, nr=p A , nc=p B)
f o r ( j i n 1 : p B)

{
f o r ( i i n 1 : p A)

{
i f ( v ind [ p A+p S+j ]==0 & v ind [ i ]==0)

{
r . pearson fuz NEJ [ i , j ] <− cor ( data komplet [ 1 : n p , i ] , data NEJ

[ 1 : n p , p A+p S+j ] , method="pearson " )
r . pearson skut [ i , j ] <− cor ( data komplet [ 1 : n p , i ] , data komplet

[ 1 : n p , p A+p S+j ] , method="pearson " )
r . spearman fuz NEJ [ i , j ] <− cor ( data komplet [ 1 : n p , i ] , data NEJ

[ 1 : n p , p A+p S+j ] , method="spearman " )
r . spearman skut [ i , j ] <− cor ( data komplet [ 1 : n p , i ] , data komplet

[ 1 : n p , p A+p S+j ] , method="spearman " )
}

}
}

# − vys l edny preh led v t abu l c e :
r . pearson NEJ <− abs ( r . pearson fuz NEJ − r . pearson skut )
r . spearman NEJ <− abs ( r . spearman fuz NEJ − r . spearman skut )

# − gra fy z a v i s l o s t i kor . koe f . pred a po f u z i :
dev . new ( ) ; s p l i t . s c r een ( c (2 , 4 ) )
s c r een (1)
p l o t ( c ( r . pearson skut ) , c ( r . pearson fuz NEJ) , xl im=c ( −0 . 5 , 0 . 5 ) , yl im=c ( −0 . 5 , 0 . 5 ) ,

main="A) NEJBLIZSIMU " , x lab="Pearsonuv korelacni koeficient pred fuzi" ,
y lab="Pearsonuv korelacni koeficient po fuzi" )

ab l i n e (0 , 1 )
s c r een (5)
p l o t ( c ( r . spearman skut ) , c ( r . spearman fuz NEJ) , xl im=c ( −0 . 5 , 0 . 5 ) , yl im=c ( −0 . 5 , 0 . 5 ) ,
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main="A) NEJBLIZSIMU " , x lab=" Spearmanuv korelacni koeficient pred fuzi" ,
y lab="Spearmanuv korelacni koeficient po fuzi" )

ab l i n e (0 , 1 )

# B) OD MINIMA:
r . pearson fuz MIN <− matrix (NA, nr=p A , nc=p B)
r . spearman fuz MIN <− matrix (NA, nr=p A , nc=p B)
f o r ( j i n 1 : p B)

{
f o r ( i i n 1 : p A)

{
i f ( v ind [ p A+p S+j ]==0 & v ind [ i ]==0)

{
r . pearson fuz MIN[ i , j ] <− cor ( data komplet [ 1 : n p , i ] , data MIN

[ 1 : n p , p A+p S+j ] , method="pearson " )
r . spearman fuz MIN[ i , j ] <− cor ( data komplet [ 1 : n p , i ] , data MIN

[ 1 : n p , p A+p S+j ] , method="spearman " )
}

}
}

# − vys l edny preh led v t abu l c e :
r . pearson MIN <− abs ( r . pearson fuz MIN − r . pearson skut )
r . spearman MIN <− abs ( r . spearman fuz MIN − r . spearman skut )

# − gra fy z a v i s l o s t i kor . koe f . pred a po f u z i :
s c r een (2)
p l o t ( c ( r . pearson skut ) , c ( r . pearson fuz MIN) , xl im=c ( −0 . 5 , 0 . 5 ) , yl im=c ( −0 . 5 , 0 . 5 ) ,

main="B) OD MINIMA " , x lab="Pearsonuv korelacni koeficient pred fuzi" ,
y lab="Pearsonuv korelacni koeficient po fuzi" )

ab l i n e (0 , 1 )
s c r een (6)
p l o t ( c ( r . spearman skut ) , c ( r . spearman fuz MIN) , xl im=c ( −0 . 5 , 0 . 5 ) , yl im=c ( −0 . 5 , 0 . 5 ) ,

main="B) OD MINIMA " , x lab="Spearmanuv korelacni koeficient pred fuzi" ,
y lab="Spearmanuv korelacni koeficient po fuzi" )

ab l i n e (0 , 1 )

# C) OD MAXIMA:
r . pearson fuz MAX <− matrix (NA, nr=p A , nc=p B)
r . spearman fuz MAX <− matrix (NA, nr=p A , nc=p B)
f o r ( j i n 1 : p B)

{
f o r ( i i n 1 : p A)

{
i f ( v ind [ p A+p S+j ]==0 & v ind [ i ]==0)

{
r . pearson fuz MAX[ i , j ] <− cor ( data komplet [ 1 : n p , i ] , data MAX

[ 1 : n p , p A+p S+j ] , method="pearson " )
r . spearman fuz MAX[ i , j ] <− cor ( data komplet [ 1 : n p , i ] , data MAX

[ 1 : n p , p A+p S+j ] , method="spearman " )
}

}
}

# − vys l edny preh led v t abu l c e :
r . pearson MAX <− abs ( r . pearson fuz MAX − r . pearson skut )
r . spearman MAX <− abs ( r . spearman fuz MAX − r . spearman skut )

# − gra fy z a v i s l o s t i kor . koe f . pred a po f u z i :
s c r een (3)
p l o t ( c ( r . pearson skut ) , c ( r . pearson fuz MAX) , xl im=c ( −0 . 5 , 0 . 5 ) , yl im=c ( −0 . 5 , 0 . 5 ) ,

main="C) OD MAXIMA " , x lab="Pearsonuv korelacni koeficient pred fuzi" ,
y lab="Pearsonuv korelacni koeficient po fuzi" )

ab l i n e (0 , 1 )
s c r een (7)
p l o t ( c ( r . spearman skut ) , c ( r . spearman fuz MAX) , xl im=c ( −0 . 5 , 0 . 5 ) , yl im=c ( −0 . 5 , 0 . 5 ) ,

main="C) OD MAXIMA " , x lab="Spearmanuv korelacni koeficient pred fuzi" ,
y lab="Spearmanuv korelacni koeficient po fuzi" )

ab l i n e (0 , 1 )

# D) NAHODNE:
r . pearson fuz NAH <− matrix (NA, nr=p A , nc=p B)
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r . spearman fuz NAH <− matrix (NA, nr=p A , nc=p B)
f o r ( j i n 1 : p B)

{
f o r ( i i n 1 : p A)

{
i f ( v ind [ p A+p S+j ]==0 & v ind [ i ]==0)

{
r . pearson fuz NAH[ i , j ] <− cor ( data komplet [ 1 : n p , i ] , data NAH

[ 1 : n p , p A+p S+j ] , method="pearson " )
r . spearman fuz NAH[ i , j ] <− cor ( data komplet [ 1 : n p , i ] , data NAH

[ 1 : n p , p A+p S+j ] , method="spearman " )
}

}
}

# − vys l edny preh led v t abu l c e :
r . pearson NAH <− abs ( r . pearson fuz NAH − r . pearson skut )
r . spearman NAH <− abs ( r . spearman fuz NAH − r . spearman skut )

# − gra fy z a v i s l o s t i kor . koe f . pred a po f u z i :
s c r een (4)
p l o t ( c ( r . pearson skut ) , c ( r . pearson fuz NAH) , xl im=c ( −0 . 5 , 0 . 5 ) , yl im=c ( −0 . 5 , 0 . 5 ) ,

main="D) NAHODNE " , x lab="Pearsonuv korelacni koeficient pred fuzi" ,
y lab="Pearsonuv korelacni koeficient po fuzi" )

ab l i n e (0 , 1 )
s c r een (8)
p l o t ( c ( r . spearman skut ) , c ( r . spearman fuz NAH) , xl im=c ( −0 . 5 , 0 . 5 ) , yl im=c ( −0 . 5 , 0 . 5 ) ,

main="D) NAHODNE " , x lab="Spearmanuv korelacni koeficient pred fuzi" ,
y lab=" Spearmanuv korelacni koeficient po fuzi" )

ab l i n e (0 , 1 )

# − komple tni preh led kor e l a cn i c h k o e f i c i e n t u :
r <− l i s t (NEJBLIZSIMU Pearson=r . pearson NEJ, prumer NEJP=mean( r . pearson NEJ, na .

rm=TRUE) ,
smer . odchylka NEJP=sd ( as . vector ( r . pearson NEJ) , na . rm=TRUE) ,
NEJBLIZSIMU Spearman=r . spearman NEJ,
prumer NEJS=mean( r . spearman NEJ, na . rm=TRUE) ,
smer . odchylka NEJS=sd ( as . vector ( r . spearman NEJ) , na . rm=TRUE) ,
OD MINIMA Pearson=r . pearson MIN,
prumer MINP=mean( r . pearson MIN, na . rm=TRUE) ,
smer . odchylka MINP=sd ( as . vector ( r . pearson MIN) , na . rm=TRUE) ,
OD MINIMA Spearman=r . spearman MIN,
prumer MINS=mean( r . spearman MIN, na . rm=TRUE) ,
smer . odchylka MINS=sd ( as . vector ( r . spearman MIN) , na . rm=TRUE) ,
OD MAXIMA Pearson=r . pearson MAX,
prumer MAXP=mean( r . pearson MAX, na . rm=TRUE) ,
smer . odchylka MAXP=sd ( as . vector ( r . pearson MAX) , na . rm=TRUE) ,
OD MAXIMA Spearman=r . spearman MAX,
prumer MAXS=mean( r . spearman MAX, na . rm=TRUE) ,
smer . odchylka MAXS=sd ( as . vector ( r . spearman MAX) , na . rm=TRUE) ,
NAHODNE Pearson=r . pearson NAH,
prumer NAHP=mean( r . pearson NAH, na . rm=TRUE) ,
smer . odchylka NAHP=sd ( as . vector ( r . pearson NAH) , na . rm=TRUE) ,
NAHODNE Spearman=r . spearman NAH,
prumer NAHS=mean( r . spearman NAH, na . rm=TRUE) ,
smer . odchylka NAHS=sd ( as . vector ( r . spearman NAH) , na . rm=TRUE) )

r

# − histogramy ab so l u t n i c h hodnot r o z d i l u k or e l a cn i c h k o e f i c i e n t u :
dev . new ( ) ; s p l i t . s c r een ( c (2 , 4 ) )
s c r een (1) ; h i s t ( r . pearson NEJ, main="A) NEJBLIZSIMU " ,
x lab="abs . hodnoty rozdilu Pearsonova kor . koef." , y lab="absolutni cetnosti " )
s c r een (5) ; h i s t ( r . spearman NEJ, main="A) NEJBLIZSIMU " ,
x lab="abs . hodnoty rozdilu Spearmanova kor. koef." , y lab="absolutni cetnosti " )

s c r een (2) ; h i s t ( r . pearson MIN, main="B) OD MINIMA " ,
x lab="abs . hodnoty rozdilu Pearsonova kor . koef." , y lab="absolutni cetnosti " )
s c r een (6) ; h i s t ( r . spearman MIN, main="B) OD MINIMA " ,
x lab="abs . hodnoty rozdilu Spearmanova kor. koef." , y lab="absolutni cetnosti " )

s c r een (3) ; h i s t ( r . pearson MAX, main="C) OD MAXIMA " ,
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xlab="abs. hodnoty rozdilu Pearsonova kor. koef." , y lab="absolutni cetnosti " )
s c r een (7) ; h i s t ( r . spearman MAX, main="C) OD MAXIMA " ,
x lab="abs. hodnoty rozdilu Spearmanova kor. koef." , y lab=" absolutni cetnosti " )

s c r een (4) ; h i s t ( r . pearson NAH, main="D) NAHODNE " ,
x lab="abs. hodnoty rozdilu Pearsonova kor. koef." , y lab="absolutni cetnosti " )
s c r een (8) ; h i s t ( r . spearman NAH, main="D) NAHODNE " ,
x lab="abs. hodnoty rozdilu Spearmanova kor. koef." , y lab=" absolutni cetnosti " )

# − adjustovana rez idua :

i f ( any ( v ind [ 1 : p A]==1)==TRUE & any (v ind [ p A+p B+1:p]==1)==TRUE ) {
#ma smysl pouze pokud mame nejakou k v a l i t a t i v n i prom . v A p & v B p

# A) NEJBLIZSIMU:
adj . r ez idua NEJ <− 0 #prumerna hodnota
c <− 0
adj f NEJ<− 0 ; adj s NEJ <− 0
f o r ( i i n 1 : p B) #kazda nafuzovana / skutecna

{
i f ( v ind [ p A+p S+i ]==1) #ktera s l a na prevod na ind .

{
f o r ( j i n 1 : p A) #s kazdou z A p

{
i f ( v ind [ j ]==1) #ktera s l a na prevod na ind .

{
l 1 <− l a b e l s ( t ab l e ( data komplet [ , p A+p S+i ] ) ) [ [ 1 ] ]
l 2 <− l a b e l s ( t ab l e ( data komplet [ , j ] ) ) [ [ 1 ] ]
kt f <− t ab l e ( f a c t o r ( data NEJ [ 1 : n p , p A+p S+i ] , l e v e l s=l 1 ) ,

f a c t o r ( data komplet [ 1 : n p , j ] , l e v e l s=l 2 ) )
kt s <− t ab l e ( f a c t o r ( data komplet [ 1 : n p , p A+p S+i ] , l e v e l s=l 1 ) ,

f a c t o r ( data komplet [ 1 : n p , j ] , l e v e l s=l 2 ) )
p r i n t ( abs ( ch i sq . t e s t ( kt f ) $ r e s i dua l s−ch i sq . t e s t ( kt s ) $ r e s i d u a l s ) )
adj f NEJ<− c ( adj f NEJ, c ( ch i sq . t e s t ( kt f ) $ r e s i d u a l s ) )
adj s NEJ <− c ( adj s NEJ, c ( ch i sq . t e s t ( kt s ) $ r e s i d u a l s ) )
c <− c+1
pr i n t (mean( abs ( ch i sq . t e s t ( kt f ) $ r e s i dua l s−ch i sq . t e s t ( kt s ) $
r e s i d u a l s ) , na . rm=TRUE) )
adj . r ez idua NEJ <− adj . r ez idua NEJ + mean( abs ( ch i sq . t e s t ( kt f ) $

r e s i dua l s −ch i sq . t e s t ( kt s ) $ r e s i d u a l s ) , na . rm=TRUE)
}

}
}

}
adj . r ez idua NEJ <− adj . r ez idua NEJ/c

# − g ra f z a v i s l o s t i adjustovanych r e z i d u i pred a po f u z i :
dev . new ( ) ; s p l i t . s c r een ( c (1 , 4 ) )
s c r een (1)
p l o t ( adj s NEJ, adj f NEJ, xl im=c (−9 ,17) , yl im=c (−9 ,17) ,

main="A) NEJBLIZSIMU " , x lab=" adjustovana rezidua pred fuzi" ,
y lab="adjustovana rezidua po fuzi" )

ab l i n e (0 , 1 )

# B) OD MINIMA:
adj . r ez idua MIN <− 0 #prumerna hodnota
c <− 0
adj f MIN<− 0 ; adj s MIN <− 0
f o r ( i i n 1 : p B) #kazda nafuzovana / skutecna

{
i f ( v ind [ p A+p S+i ]==1) #ktera s l a na prevod na ind .

{
f o r ( j i n 1 : p A) #s kazdou z A p

{
i f ( v ind [ j ]==1) #ktera s l a na prevod na ind .

{
l 1 <− l a b e l s ( t ab l e ( data komplet [ , p A+p S+i ] ) ) [ [ 1 ] ]
l 2 <− l a b e l s ( t ab l e ( data komplet [ , j ] ) ) [ [ 1 ] ]
kt f <− t ab l e ( f a c t o r ( data MIN[ 1 : n p , p A+p S+i ] , l e v e l s=l 1 ) ,

f a c t o r ( data komplet [ 1 : n p , j ] , l e v e l s=l 2 ) )
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kt s <− t ab l e ( f a c t o r ( data komplet [ 1 : n p , p A+p S+i ] , l e v e l s=l 1 ) ,
f a c t o r ( data komplet [ 1 : n p , j ] , l e v e l s=l 2 ) )

p r i n t ( abs ( ch i sq . t e s t ( kt f ) $ r e s i dua l s−ch i sq . t e s t ( kt s ) $ r e s i d u a l s ) )
adj f MIN <− c ( adj f MIN, c ( ch i sq . t e s t ( kt f ) $ r e s i d u a l s ) )
adj s MIN <− c ( adj s MIN, c ( ch i sq . t e s t ( kt s ) $ r e s i d u a l s ) )
c <− c+1
pr i n t (mean( abs ( ch i sq . t e s t ( kt f ) $ r e s i dua l s −ch i sq . t e s t ( kt s ) $
r e s i d u a l s ) , na . rm=TRUE) )
adj . r ez idua MIN <− adj . r ez idua MIN + mean( abs ( ch i sq . t e s t ( kt f ) $

r e s i dua l s−ch i sq . t e s t ( kt s ) $ r e s i d u a l s ) , na . rm=TRUE)
}

}
}

}
adj . r ez idua MIN <− adj . r ez idua MIN/c

# − g ra f z a v i s l o s t i adjustovanych r e z i d u i pred a po f u z i :
s c r een (2)
p l o t ( adj s MIN, adj f MIN, xl im=c (−9 ,17) , yl im=c (−9 ,17) ,

main="B) OD MINIMA " , x lab=" adjustovana rezidua pred fuzi" ,
y lab=" adjustovana rezidua po fuzi" )

ab l i n e (0 , 1 )

# C) OD MAXIMA:
adj . r ez idua MAX <− 0 #prumerna hodnota
c <− 0
adj f MAX<− 0 ; adj s MAX <− 0
f o r ( i i n 1 : p B) #kazda nafuzovana / skutecna

{
i f ( v ind [ p A+p S+i ]==1) #ktera s l a na prevod na ind .

{
f o r ( j i n 1 : p A) #s kazdou z A p

{
i f ( v ind [ j ]==1) #ktera s l a na prevod na ind .

{
l 1 <− l a b e l s ( t ab l e ( data komplet [ , p A+p S+i ] ) ) [ [ 1 ] ]
l 2 <− l a b e l s ( t ab l e ( data komplet [ , j ] ) ) [ [ 1 ] ]
kt f <− t ab l e ( f a c t o r ( data MAX[ 1 : n p , p A+p S+i ] , l e v e l s=l 1 ) ,

f a c t o r ( data komplet [ 1 : n p , j ] , l e v e l s=l 2 ) )
kt s <− t ab l e ( f a c t o r ( data komplet [ 1 : n p , p A+p S+i ] , l e v e l s=l 1 ) ,

f a c t o r ( data komplet [ 1 : n p , j ] , l e v e l s=l 2 ) )
p r i n t ( abs ( ch i sq . t e s t ( kt f ) $ r e s i dua l s−ch i sq . t e s t ( kt s ) $ r e s i d u a l s ) )
adj f MAX <− c ( adj f MAX, c ( ch i sq . t e s t ( kt f ) $ r e s i d u a l s ) )
adj s MAX <− c ( adj s MAX, c ( ch i sq . t e s t ( kt s ) $ r e s i d u a l s ) )
c <− c+1
pr i n t (mean( abs ( ch i sq . t e s t ( kt f ) $ r e s i dua l s −ch i sq . t e s t ( kt s ) $
r e s i d u a l s ) , na . rm=TRUE) )
adj . r ez idua MAX <− adj . r ez idua MAX + mean( abs ( ch i sq . t e s t ( kt f ) $

r e s i dua l s−ch i sq . t e s t ( kt s ) $ r e s i d u a l s ) , na . rm=TRUE)
}

}
}

}
adj . r ez idua MAX <− adj . r ez idua MAX/c

# − g ra f z a v i s l o s t i adjustovanych r e z i d u i pred a po f u z i :
s c r een (3)
p l o t ( adj s MAX, adj f MAX, xl im=c (−9 ,17) , yl im=c (−9 ,17) ,

main="C) OD MAXIMA " , x lab=" adjustovana rezidua pred fuzi" ,
y lab=" adjustovana rezidua po fuzi" )

ab l i n e (0 , 1 )

# D) NAHODNE:
adj . r ez idua NAH <− 0 #prumerna hodnota
c <− 0
adj f NAH<− 0 ; adj s NAH <− 0
f o r ( i i n 1 : p B) #kazda nafuzovana / skutecna

{
i f ( v ind [ p A+p S+i ]==1) #ktera s l a na prevod na ind .

{
f o r ( j i n 1 : p A) #s kazdou z A p

{
i f ( v ind [ j ]==1) #ktera s l a na prevod na ind .
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{
l 1 <− l a b e l s ( t ab l e ( data komplet [ , p A+p S+i ] ) ) [ [ 1 ] ]
l 2 <− l a b e l s ( t ab l e ( data komplet [ , j ] ) ) [ [ 1 ] ]
kt f <− t ab l e ( f a c t o r ( data NAH[ 1 : n p , p A+p S+i ] , l e v e l s=l 1 ) ,

f a c t o r ( data komplet [ 1 : n p , j ] , l e v e l s=l 2 ) )
kt s <− t ab l e ( f a c t o r ( data komplet [ 1 : n p , p A+p S+i ] , l e v e l s=l 1 ) ,

f a c t o r ( data komplet [ 1 : n p , j ] , l e v e l s=l 2 ) )
p r i n t ( abs ( ch i sq . t e s t ( kt f ) $ r e s i dua l s−ch i sq . t e s t ( kt s ) $ r e s i d u a l s ) )
adj f NAH <− c ( adj f NAH, c ( ch i sq . t e s t ( kt f ) $ r e s i d u a l s ) )
adj s NAH <− c ( adj s NAH, c ( ch i sq . t e s t ( kt s ) $ r e s i d u a l s ) )
c <− c+1
pr i n t (mean( abs ( ch i sq . t e s t ( kt f ) $ r e s i dua l s−ch i sq . t e s t ( kt s ) $
r e s i d u a l s ) , na . rm=TRUE) )
adj . r ez idua NAH <− adj . r ez idua NAH + mean( abs ( ch i sq . t e s t ( kt f ) $

r e s i dua l s −ch i sq . t e s t ( kt s ) $ r e s i d u a l s ) , na . rm=TRUE)
}

}
}

}
adj . r ez idua NAH <− adj . r ez idua NAH/c

# − g ra f z a v i s l o s t i adjustovanych r e z i d u i pred a po f u z i :
s c r een (4)
p l o t ( adj s NAH, adj f NAH, xl im=c (−6 ,6) , yl im=c (−6 ,6) ,

main="D) NAHODNE " , x lab="adjustovana rezidua pred fuzi" ,
y lab="adjustovana rezidua po fuzi" )

ab l i n e (0 , 1 )

# − vys l edny preh led v seznamu :
adj . r ez idua <− l i s t (NEJBLIZSIMU=adj . r ez idua NEJ, OD MINIMA=adj . r ez idua MIN,

OD MAXIMA=adj . r ez idua MAX, NAHODNE=adj . r ez idua NAH)
adj . r ez idua

}

## Shoda ind i v i dua ln i c h promennych :
# A) NEJBLIZSIMU:
shoda NEJ <− vector (m="numeric " , l ength=p B)
f o r ( i i n 1 : p B)

{
l <− l a b e l s ( t ab l e ( data komplet [ , p A+p S+i ] ) ) [ [ 1 ] ]
kt <− t ab l e ( f a c t o r ( data NEJ [ 1 : n p , p A+p S+i ] , l e v e l s=l ) ,

f a c t o r ( data komplet [ 1 : n p , p A+p S+i ] , l e v e l s=l ) )
shoda NEJ [ i ] <− sum( diag ( kt ) ) /n p
}

# − histogram shod :
dev . new ( ) ; s p l i t . s c r een ( c (1 , 4 ) )
s c r een (1)
h i s t ( shoda NEJ, main="A) NEJBLIZSIMU " , x lab="shoda ind. promennych " ,

y lab="absolutni cetnosti " , breaks=30, yl im=c (0 , 10) )

# B) OD MINIMA:
shoda MIN <− vector (m="numeric " , l ength=p B)
f o r ( i i n 1 : p B)

{
l <− l a b e l s ( t ab l e ( data komplet [ , p A+p S+i ] ) ) [ [ 1 ] ]
kt <− t ab l e ( f a c t o r ( data MIN[ 1 : n p , p A+p S+i ] , l e v e l s=l ) ,

f a c t o r ( data komplet [ 1 : n p , p A+p S+i ] , l e v e l s=l ) )
shoda MIN[ i ] <− sum( diag ( kt ) ) /n p
}

# − histogram shod :
s c r een (2)
h i s t ( shoda MIN, main="B) OD MINIMA " , x lab="shoda ind . promennych " ,

y lab="absolutni cetnosti " , breaks=30, yl im=c (0 , 10) )

# C) OD MAXIMA:
shoda MAX <− vector (m="numeric " , l ength=p B)
f o r ( i i n 1 : p B)

{
l <− l a b e l s ( t ab l e ( data komplet [ , p A+p S+i ] ) ) [ [ 1 ] ]
kt <− t ab l e ( f a c t o r ( data MAX[ 1 : n p , p A+p S+i ] , l e v e l s=l ) ,
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f a c t o r ( data komplet [ 1 : n p , p A+p S+i ] , l e v e l s=l ) )
shoda MAX[ i ] <− sum( diag ( kt ) ) /n p
}

# − histogram shod :
s c r een (3)
h i s t ( shoda MAX, main="C) OD MAXIMA " , x lab="shoda ind. promennych " ,

y lab="absolutni cetnosti " , breaks=30, yl im=c (0 , 10) )

# D) NAHODNE:
shoda NAH <− vector (m="numeric " , l ength=p B)
f o r ( i i n 1 : p B)

{
l <− l a b e l s ( t ab l e ( data komplet [ , p A+p S+i ] ) ) [ [ 1 ] ]
kt <− t ab l e ( f a c t o r ( data NAH[ 1 : n p , p A+p S+i ] , l e v e l s=l ) ,

f a c t o r ( data komplet [ 1 : n p , p A+p S+i ] , l e v e l s=l ) )
shoda NAH[ i ] <− sum( diag ( kt ) ) /n p
}

# − histogram shod :
s c r een (4)
h i s t ( shoda NAH, main="D) NAHODNE " , x lab="shoda ind . promennych " ,

y lab="absolutni cetnosti " , breaks=30, yl im=c (0 , 10) )

# − vys l edny preh led v seznamu :
shoda <− l i s t (NEJBLIZSIMU=shoda NEJ, prumerNEJ=mean( shoda NEJ,

na . rm=TRUE) , smer . odchylkaNEJ=sd ( shoda NEJ, na . rm=TRUE) ,
OD MINIMA=shoda MIN, prumerMIN=mean( shoda MIN, na . rm=TRUE) ,
smer . odchylkaMIN=sd ( shoda MIN, na . rm=TRUE) , OD MAXIMA=shoda MAX,
prumerMAX=mean( shoda MAX, na . rm=TRUE) , smer . odchylkaMAX=sd ( shoda MAX,
na . rm=TRUE) ,NAHODNE=shoda NAH, prumerNAH=mean( shoda NAH, na . rm=TRUE) ,
smer . odchylkaNAH=sd ( shoda NAH, na . rm=TRUE) )

shoda

## Linearni model zkoumaj i c i z a v i s l o s t hodnot k o r e l a cn i c h k o e f i c i e n t u
## pred f u z i na hodnotach kor e l a cn i c h k o e f i c i e n t u po f u z i :

# − vyuzivame pro l e p s i moznosti porovnani metod pr i r a zovan i
# ( zejmena v pripade MML dat )
#lm NEJ <− summary ( lm( c ( r . pearson skut )˜c ( r . pearson fuz NEJ) ) )
#lm MIN <− summary ( lm( c ( r . pearson skut )˜c ( r . pearson fuz MIN) ) )
#lm MAX <− summary ( lm( c ( r . pearson skut )˜c ( r . pearson fuz MAX) ) )
#lm NAH <− summary ( lm( c ( r . pearson skut )˜c ( r . pearson fuz NAH) ) )

#lm NEJ; lm MIN; lm MAX; lm NAH

Př́ıloha 3: Program Generováńı dat
setwd ( " " ) #nutno zadat ce s tu do pr i s l u sneho adresare
rm( l i s t=l s ( ) )

### GENEROVANI DAT ###

## Zadani dimenze t abu l e k A p , S , B d :
# − znaceni : dim(A p) : n p , p A
# dim(S) : n p+n d , p S
# dim(B d) : n d , p B
# => p A+p S+p B=p
n p <− 400
n d <− 600
p A <− 6 ; p S <− 8 ; p B <− 6
p <− p A+p S+p B

# − u l o z en i vek toru dimenzi :
v dim <− c (n p , n d , p A, p S , p B)
save (v dim , f i l e="v dim.txt" )

## Generovani dat :

# − dataS ( spo j ovac i ) :
# 1) poh l av i (0−muz , 1−zena ) :
s e t . seed (100) ; poh lav i <− sample ( 0 : 1 , (n p+n d) , r ep l a c e=TRUE)

# 2) vek (18−50) :
s e t . seed (100) ; vek <− sample (18 : 50 , (n p+n d) , r ep l a c e=TRUE)
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# 3) rodinny s tav (” svobodny ” , ” svobodna ” , ” zenaty ” , ”vdana ” , ”druh ” , ” druzka ” ,
# ”rozvedeny ” , ” rozvedena ” , ”vdovec ” , ”vdova ”) :
rodinny stav <− vector (m=" character " , l ength=(n p+n d) ) ; s e t . seed (300)
f o r ( i i n 1 : ( n p+n d) )

{
i f ( poh lav i [ i ]==0)

{
i f ( vek [ i ]>35)

{ rodinny stav [ i ] <− sample ( c ( "svobodny " ,"zenaty " ,"druh" , "rozvedeny " ,
"vdovec " ) , 1 , prob=c (15 , 30 , 20 , 30 , 10) )}

i f ( vek [ i ]<=35 & vek [ i ]>=25)
{ rodinny stav [ i ] <− sample ( c ( "svobodny " ,"zenaty " ,"druh" , "rozvedeny " ,
"vdovec " ) , 1 , prob=c (15 , 35 , 25 , 23 , 2) )}

i f ( vek [ i ]<25)
{ rodinny stav [ i ] <− sample ( c ( "svobodny " ,"zenaty " ,"druh" , "rozvedeny " ,
"vdovec " ) , 1 , prob=c (40 , 5 , 45 , 4 , 1 ) )}

}
e l s e

{
i f ( vek [ i ]>35)
{ rodinny stav [ i ] <− sample ( c ("svobodna " , "vdana" , "druzka " , "rozvedena " ,
"vdova " ) , 1 , prob=c (10 , 30 , 30 , 23 , 7) )}

i f ( vek [ i ]<=35 & vek [ i ]>=25)
{ rodinny stav [ i ] <− sample ( c ("svobodna " , "vdana" , "druzka " , "rozvedena " ,
"vdova " ) , 1 , prob=c (25 , 30 , 30 , 13 , 2) )}

i f ( vek [ i ]<25)
{ rodinny stav [ i ] <− sample ( c ("svobodna " , "vdana" , "druzka " , "rozvedena " ,
"vdova " ) , 1 , prob=c (50 , 10 , 35 , 4 , 1 ) ) }

}
}

# 4) poh l av i partnera (0−muz , 1−zena ) :
poh lav i partnera <− vector (m="numeric " , l ength=(n p+n d) ) ; s e t . seed (100)
f o r ( i i n 1 : ( n p+n d) )

{ poh lav i partnera [ i ] <− sample ( c ( ( poh lav i [ i ] + 1)%%2 , poh lav i [ i ] ) , 1 ,
prob=c (96 , 4) ) }

# 5) pocet d e t i (” zadne ” , ”1” , ”2” , ”3 az 4” , ”5 a v i c e ”) :
pocet de t i <− vector (m="character " , l ength=(n p+n d) ) ; s e t . seed (100)
f o r ( i i n 1 : ( n p+n d) )

{
i f ( vek [ i ]>28 & ( rodinny stav [ i ]=="svobodny " | rodinny stav [ i ]=="svobodna " ) )

{pocet de t i [ i ] <− sample ( c ("zadne" , "1" ,"2" , "3 az 4" , "5 a vice" ) , 1 ,
prob=c (60 , 35 , 3 , 1 , 1 ) )}

e l s e {pocet de t i [ i ] <− sample ( c ( "zadne" , "1" , "2" ,"3 az 4" ,"5 a vice" ) , 1 ,
prob=c (5 , 30 , 45 , 15 , 5) )}

i f ( vek [ i ]<=28 & ( rodinny stav [ i ]=="zenaty " | rodinny stav [ i ]=="vdana " ) )
{pocet de t i [ i ] <− sample ( c ("zadne" , "1" ,"2" , "3 az 4" , "5 a vice" ) , 1 ,
prob=c (22 , 50 , 20 , 6 , 2 ) )}

e l s e {pocet de t i [ i ] <− sample ( c ( "zadne" , "1" , "2" ,"3 az 4" ,"5 a vice" ) , 1 ,
prob=c (40 , 40 , 16 , 3 , 1 ) )}

}

# 6) pocet vnoucat (” zadne ” , ”1” , ”2” , ”3 az 4” , ”5 a v i c e ”) :
pocet vnoucat <− vector (m="character " , l ength=(n p+n d) ) ; s e t . seed (100)
f o r ( i i n 1 : ( n p+n d) )

{
i f ( pocet de t i [ i ]=="zadne" | vek [ i ]<35) {pocet vnoucat [ i ] <− "zadne "}
e l s e

{
i f ( ( pocet de t i [ i ]=="1" | pocet de t i [ i ]=="2" ) & vek [ i ]>45)

{pocet vnoucat [ i ] <− sample ( c ("zadne" , "1" ,"2" , "3 az 4" , "5 a vice" ) ,
1 , prob=c (5 , 15 , 30 , 35 , 15) ) }

e l s e
{
i f ( ( pocet de t i [ i ]=="3 az 4" | pocet de t i [ i ]=="5 a vice" ) &

vek [ i ]>45)
{pocet vnoucat [ i ] <− sample ( c ("zadne" , "1" ,"2" , "3 az 4" ,
"5 a vice" ) , 1 , prob=c (3 , 12 , 20 , 35 , 40) )}

e l s e {pocet vnoucat [ i ] <− sample ( c ("zadne" , "1" , "2" ,"3 az 4" ,
"5 a vice" ) , 1 , prob=c (40 , 40 , 15 , 3 , 2 ) ) }

}
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}
}

# 7) k ra j ( ”PHA” , ”STC” , ”JHC” , ”PLK” , ”KVK” , ”ULK” , ”LBK” , ”HKK” , ”PAK” ,
# ”VYS” ,”JHM” , ”OLK” , ”ZLK” , ”MSK”) :
s e t . seed (100)
k r a j <− sample ( c ("PHA " ,"STC" ,"JHC" , "PLK" , "KVK" , "ULK" , "LBK" , "HKK" , "PAK" , "VYS" ,

"JHM " ,"OLK " ,"ZLK " ,"MSK" ) , (n p+n d) , r ep l a c e=TRUE)

# 8) hruba mzda zaokrouhlena na t i s i c e (7000−50000) :
# ( pozn . : u studentu kapesne c i vyde l ek p r i s k o l e )
mzda <− vector (m="numeric " , l ength=(n p+n d) ) ; s e t . seed (100)
f o r ( i i n 1 : ( n p+n d) )

{
i f ( vek [ i ]>35)

{
i f ( k r a j [ i ]=="PHA" ) {mzda [ i ] <− sample ( c (15 : 50 ) , 1 , prob=c ( rep (30 , 11) ,

rep (40 , 10) , rep (40 , 15) ) ) }
e l s e {mzda [ i ] <− sample ( c ( 7 : 5 0 ) , 1 , prob=c ( rep (30 , 9) , rep (50 , 10) ,

rep (10 , 10) , rep (10 , 15) ) )}
}

e l s e
{
i f ( k r a j [ i ]=="PHA" ) {mzda [ i ] <− sample ( c (15 : 50 ) , 1 , prob=c ( rep (30 , 11) ,

rep (40 , 10) , rep (40 , 15) ) ) }
e l s e {mzda [ i ] <− sample ( c ( 7 : 5 0 ) , 1 , prob=c ( rep (50 , 9) , rep (35 , 10) ,

rep (10 , 10) , rep (5 , 15) ) )}
}

}
mzda <− mzda∗1000

# − s l ouc en i :
dataS <− data . frame ( pohlavi , vek , rodinny stav , poh lav i partnera , pocet det i ,

pocet vnoucat , kraj , mzda)

# − dataA ( c t enos t t i s t e n y c h medii ) :
# 1) c e t nos t c t en i medii (0 necte , 1 − 1x za tyden , . . . 7 − kazdy den ) :
s e t . seed (300) ; c e tno s t c t en i <− sample ( 0 : 7 , (n p+n d) , r ep l a c e=TRUE) ;

# 2) predp la tne (0 nema , 1 ma) :
predp latne <− vector (m="numeric " , l ength=(n p+n d) ) ; s e t . seed (100)
f o r ( i i n 1 : ( n p+n d) )

{
i f ( c e tno s t c t en i [ i ]>2)

{
i f (mzda [ i ]>18000) {predp latne [ i ]<− sample ( c (0 , 1 ) , 1 , prob=c (40 , 60) ) }
e l s e { predp latne [ i ]<− sample ( c (0 , 1 ) , 1 , prob=c (70 , 30) )}
}

}

# 3) Metro (0 necte , 1 c t e ) :
metro <− vector (m="numeric " , l ength=(n p+n d) ) ; s e t . seed (100)
f o r ( i i n 1 : ( n p+n d) )

{
i f ( c e tno s t c t en i [ i ]>0 & kr a j [ i ]=="PHA " ) {metro [ i ] <− sample ( c (0 , 1 ) , 1 ,

prob=c (10 , 90) )}
}

# 4) tydenni u t ra ta za noviny a casop i sy zaokrouhlena na s tovky (0−1000) :
tydenni utrata <− vector (m="numeric " , l ength=(n p+n d) ) ; s e t . seed (100)
f o r ( i i n 1 : ( n p+n d) )

{
i f ( c e tno s t c t en i [ i ]==0) { tydenni utrata [ i ] <− 0}
e l s e

{
i f (mzda [ i ]>35000 & ce tno s t c t en i [ i ]>3 & predp latne [ i ]==1)

{ tydenni utrata [ i ] <− sample ( c ( 0 : 1 0 ) , 1 , prob=c (2 , rep (5 , 4 ) ,
rep (16 , 3) , rep (10 , 3) ) ) }

e l s e
{ tydenni utrata [ i ] <− sample ( c ( 0 : 1 0 ) , 1 , prob=c (20 , 30 , 20 , 20 , 3 , 2 ,
rep (1 , 5 ) ) )}

}
}
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tydenni utrata <− tydenni utrata ∗ 100

# 5) Ne j c a s t e j s i o b l a s t zajmu − noviny (” zpravy ” , ” p o l i t i k a a ekonomie ” ,
# ” spor t ” , ” ku l t u ra ” , ” j i n e ”) :
noviny <− vector (m=" character " , l ength=(n p+n d) ) ; s e t . seed (100)
f o r ( i i n 1 : ( n p+n d) )

{
i f ( poh lav i [ i ]==0)

{noviny [ i ] <− sample ( c ( "zpravy " , "politika a ekonomie " ,"sport" ,
"kultura " , "jine" ) , 1 , prob=c (30 , 25 , 30 , 5 , 10) )}

e l s e
{noviny [ i ] <− sample ( c ( "zpravy " , "politika a ekonomie " ,"sport" ,
"kultura " , "jine" ) , 1 , prob=c (40 , 10 , 10 , 30 , 10) ) }

}

# 6) Ne j c a s t e j s i o b l a s t zajmu − casop i sy (”moda” , ”dum a zahrada ” , ”auto−moto” ,
# ” varen i ” , ” j i n e ”) :
casop i sy <− vector (m="character " , l ength=(n p+n d) ) ; s e t . seed (100)
f o r ( i i n 1 : ( n p+n d) )

{
i f ( poh lav i [ i ]==0)

{ casop i sy [ i ] <− sample ( c ("moda" , "dum a zahrada " ,"auto -moto" ,
"vareni " ,"jine" ) , 1 , prob=c (4 , 10 , 50 , 10 , 26) )}

e l s e
{
i f ( rodinny stav [ i ]=="vdana" | rodinny stav [ i ]=="druzka " |
pocet de t i [ i ] !="zadne" )

{ casop i sy [ i ] <− sample ( c ( "moda" , "dum a zahrada " ,"auto -moto" ,
"vareni " ,"jine" ) , 1 , prob=c (25 , 24 , 1 , 40 , 10) )}

e l s e
{ casop i sy [ i ] <− sample ( c ( "moda" ,"dum a zahrada " , "auto -moto" ,
"vareni " ,"jine" ) , 1 , prob=c (50 , 10 , 1 , 30 , 9 ) ) }

}
}

# − s l ouc en i :
dataA <− data . frame ( c e tno s t cten i , predplatne , metro , tydenni utrata , noviny ,

casop i sy )

# − dataB ( s t ravovan i ) :
# 1) n e j c a s t e j s i misto obedu (”doma” , ” re s taurace ” , ”menza ” , ” j i d e l n a ” ,
# ”neobedva ”) :
obed <− vector (m="character " , l ength=(n p+n d) ) ; s e t . seed (100)
f o r ( i i n 1 : ( n p+n d) )

{
i f ( vek [ i ]<26){obed [ i ] <− sample ( c ( "doma" ," restaurace " , "menza " ,"jidelna " ,

"neobedva " ) , 1 , prob=c (15 , 5 , 55 , 10 , 15) ) }
e l s e

{
i f (mzda [ i ]>25000)

{obed [ i ] <− sample ( c ("doma" , "restaurace " , "menza" , "jidelna " ,
"neobedva " ) , 1 , prob=c (20 , 50 , 2 , 10 , 18) )}

e l s e
{obed [ i ] <− sample ( c ("doma" , "restaurace " , "menza" , "jidelna " ,
"neobedva " ) , 1 , prob=c (30 , 25 , 2 , 25 , 18) )}

}
}

# 2) prav ide lna s t rava (0 ne , 1 ano) :
prav ide lna s t rava <− vector (m="numeric " , l ength=(n p+n d) ) ; s e t . seed (100)
f o r ( i i n 1 : ( n p+n d) )

{
i f ( obed [ i ]=="neobedva " ) { prav ide lna s t rava [ i ] <− 0}
e l s e

{
i f ( pr edp latne [ i ]==1)

{ prav ide lna s t rava [ i ] <− sample ( c (0 , 1 ) , 1 ,
prob=c (30 , 70) )}

e l s e
{ prav ide lna s t rava [ i ] <− sample ( c (0 , 1 ) , 1 ,
prob=c (40 , 60) )}

}
}
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# 3) f a s t food (0 ne , 1 ano) :
f a s t food <− vector (m="numeric " , l ength=(n p+n d) ) ; s e t . seed (100) ;
f o r ( i i n 1 : ( n p+n d) )

{
i f ( metro [ i ]==1)

{ f a s t food [ i ] <− sample ( c (0 , 1 ) , 1 , prob=c (70 , 30) )}
e l s e

{ f a s t food [ i ] <− sample ( c (0 , 1 ) , 1 , prob=c (40 , 60) )}
}

# 4) zdrava s t rava (0 ne , 1 ano) :
zdrava s t rava <− vector (m="numeric " , l ength=(n p+n d) ) ; s e t . seed (100)
f o r ( i i n 1 : ( n p+n d) )

{
i f ( prav ide lna s t rava [ i ]==1 & f a s t food [ i ]==0)

{ zdrava s t rava [ i ] <− sample ( c (0 , 1 ) , 1 , prob=c (30 , 70) ) }
}

# 5) denni u t ra ta za j i d l o zaokrouhlena na s tovky (100−1200) :
denni utrata <− vector (m="numeric " , l ength=(n p+n d) ) ; s e t . seed (100)
f o r ( i i n 1 : ( n p+n d) )

{
i f ( obed [ i ]=="menza" ) {denni utrata [ i ] <− sample ( c ( 1 : 4 ) , 1 ,

prob=c (38 , 45 , 15 , 1) )}
e l s e

{
i f ( tydenni utrata [ i ]>400)

{denni utrata [ i ] <− sample ( c ( 1 : 1 2 ) , 1 ,
prob=c (5 , 5 , 15 , 20 , 15 , 10 , rep (5 , 6 ) ) ) }

e l s e
{
i f (mzda [ i ]>35000 & obed [ i ]=="restaurace " )

{denni utrata [ i ] <− sample ( c ( 2 : 1 2 ) , 1 ,
prob=c ( rep (9 , 3 ) , rep (15 , 4) , rep (1 , 4 ) ) ) }

e l s e
{denni utrata [ i ] <− sample ( c ( 1 : 1 2 ) , 1 ,

prob=c (10 , 40 , 30 , 10 , 3 , 2 , rep (1 , 6 ) ) ) }
}

}
}

denni utrata <− denni utrata ∗ 100

# 6) c e t nos t varen i dotycneho (0 nevari , 1 − 1x za tyden , . . . 7 − kazdy den ) :
c e tno s t var en i <− vector (m="numeric " , l ength=(n p+n d) ) ; s e t . seed (100)
f o r ( i i n 1 : ( n p+n d) )

{
i f ( casop i sy [ i ]=="vareni " )

{ c e tno s t var en i [ i ] <− sample ( c ( 0 : 7 ) , 1 , prob=
c (1 , 2 , 2 , 15 , 15 , 20 , 20 , 25) )}

e l s e
{
i f ( poh lav i [ i ]==1)

{
i f ( pocet de t i [ i ] !="zadne" )

{ c e tno s t var en i [ i ] <− sample ( c ( 0 : 7 ) , 1 , prob=
c (3 , 5 , 25 , 8 , 8 , 20 , 6 , 25 ) ) }

e l s e
{ c e tno s t var en i [ i ] <− sample ( c ( 0 : 7 ) , 1 , prob=
c (10 , 5 , 40 , 10 , 10 , 10 , 10 , 10) ) }

}
e l s e

{
i f ( rodinny stav [ i ]=="rozvedeny " & pocet de t i [ i ] !="zadne " )

{ c e tno s t var en i [ i ] <− sample ( c ( 0 : 7 ) , 1 , prob=
c (35 , 5 , 30 , 5 , 10 , 5 , 5 , 5 ) )}

e l s e
{ c e tno s t var en i [ i ] <− sample ( c ( 0 : 7 ) , 1 , prob=
c (50 , 30 , 10 , 2 , 2 , 2 , 2 , 2 ) ) }

}
}

}
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# − s l ouc en i :
dataB <− data . frame ( obed , prav ide lna strava , f a s t food ,

zdrava strava , denni utrata , c e tno s t var en i )

## Sloucen i t abu l e k :
data <− data . frame (dataA , dataS , dataB )

## Roz l i s en i promennych , k t e r e j e potreba pr e v e s t na soubor ind :
# prevadime vsechny nominalni a ord ina ln i ( neb inarn i )
# v ind [ i ] = 1 , pokud ma by t dana promenna prevedena
# = 0 , j i nak
v ind <− c (1 , 0 , 0 , 0 , 1 , 1 , 0 , 0 , 1 , 0 , 1 , 1 , 1 , 0 , 1 , 0 , 0 , 0 , 0 , 1 )

# − u l o z en i vekoru v ind :
save ( v ind , f i l e="v ind .txt" )

## Ulozeni komple tnich dat ( pro repor t ) :
data komplet <− data
save ( data komplet , f i l e="data komplet .txt" )

## ”Umazani” dat , k t e r e se budou fu zova t :
data [ 1 : n p , ( p A+p S+1) : p ] <− NA
data [ ( n p+1) : ( n p+n d) , 1 : p A] <− NA

## Ulozeni dat pripravenych k f u z i :
save ( data , f i l e="data.txt" )

Př́ıloha 4: Program Nachystáńı MML dat
setwd ( " " ) #nutno zadat ce s tu do pr i s l u sneho adresare
rm( l i s t=l s ( ) )

### NACHYSTANI MML DAT ###

## Nacteni dat :
l i b r a r y ( f o r e i g n )
data <− read . sps s ("MML3.SAV" , to . data . frame=T) #bunky datove t abu l k y typu f ac t o r
data <− data [ 1 : 3 0 0 0 , ]

## Zadani dimenze t abu l e k A p , S , B d :
# − znaceni : dim(A p) : n p , p A
# dim(S) : n p+n d , p S
# dim(B d) : n d , p B
# => p A+p S+p B=p

p <− dim ( data ) [ 2 ]
p A <− 269 ; p S <− 108 ; p B <− (p−p A−p S)

# − zvol ime k o l i k radku budeme fu zova t ( predpokladame n d>n p) :
n p <− dim( data ) [ 1 ] /3
n p <− trunc (n p) # . . . zaokrouhl ime na c e l e c i s l o
n d <− dim( data ) [1]−n p

# ulo z en i vek toru dimenzi c (n p , n d , p A, p S , p B) :
v dim <− c (n p , n d , p A, p S , p B)
save ( v dim , f i l e="v dim .txt" )

## Permutace dat :
s e t . seed (100)
q <− sample . i n t (n p+n d , s i z e =n p+n d , r ep l a c e = FALSE, prob = NULL)
data <− data [ q , ]

## Roz l i s en i promennych , k t e r e j e potreba pr e v e s t na soubor ind :
# v ind [ i ] = 1 , pokud ma by t dana promenna prevedena
# = 0 , j i nak

v ind <− vector (mode="numeric " , l ength=p)

# − oznacime vsechny nominalni a ord ina ln i ( neb inarn i ) :
c <− c (270 : 280 , 283 : 284 , 287 : 293 , 296 : 297 , 312 : 314 , 335 , 348 : 376 , 379 : 381 ,

405 : 407 , 428 : 432 , 456 , 474 : 475 , 491 : 496 , 511 : 512 , 529 : 535 , 538 , 540 ,
542 : 543 , 545 : 546 , 548 : 549 , 551 : 555 )
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v ind [ c ] <− 1

# − u l o z en i vekoru v ind :
save (v ind , f i l e="v ind.txt" )

## Prevod c i s e l ny ch f ak t o ru na typ numeric :
f o r ( j i n 1 : p) { i f ( v ind [ j ]==0) {data [ , j ] <− as . numeric ( data [ , j ] ) }}

# posunut i hodnot promennych , aby s ede l y s puvodnimi hodnotami ze souboru :
d <− c (282 , 286 , 337)
e <− c (1 : 18 , 27 : 51 , 68 : 109 , 136 : 269 , 295 , 298 : 300 , 302 : 310 , 316 : 331 , 339 : 346 ,

382 : 404 , 408 : 427 , 433 : 455 , 463 : 473 , 476 : 490 , 499 : 509 , 513 : 527 )
data [ , d ] <− data [ , d]+11
data [ , e ] <− data [ , e ]−1

## Prepsani <NA> hodnot na prumernou hodnotu \ ”nezodpovezeno ” :
f o r ( j i n 1 : p)

{
i f ( any ( i s . na ( data [ , j ] ) ) )

{
i f ( v ind [ j ]==1)

{
l e v e l s ( data [ , j ] ) <− c ( l e v e l s ( data [ , j ] ) , "neodpovezeno" )
data [ i s . na ( data [ , j ] ) , j ] <− "neodpovezeno"

}
e l s e {data [ i s . na ( data [ , j ] ) , j ] <− mean( data [ , j ] , na . rm=TRUE) }
}

}

#overen i − musi p l a t i t : any ( i s . na ( data ) )==FALSE

## Prevod znakovych f ak t o ru na typ charac t e r :
f o r ( j i n 1 : p)

{ i f ( v ind [ j ]==1) {data [ , j ] <− as . character ( data [ , j ] ) }}

## Ulozeni fuzovane c a s t i dat ( pro repor t ) :
data komplet <− data
save ( data komplet , f i l e="data komplet .txt " )

## ”Umazani” dat , k t e r e se budou fu zova t :
data [ 1 : n p , ( p A+p S+1) : p ] <− NA
data [ n p+1:n p+n d , 1 : p A] <− NA

## Ulozeni dat pripravenych k f u z i :
save ( data , f i l e="data.txt" )
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