
Univerzita Karlova v Praze

Matematicko-fyzikálńı fakulta
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2.1 Markowitzov model . . . . . . . . . . . . . . . . . . . . . . . . . . 4
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Kapitola 1

Úvod

Myšlienka investovania kapitálu do rôznych oblast́ı za účelom jeho zachovania
a zhodnotenia hlboko presahuje hranice dvadsiateho storočia. Už Bernoulli (1738)
vo svojej práci o Petrohradskom paradoxe poukazuje na význam diverzifikácie
rizika:

”
... je rozumné rozdelit’ majetky, ktoré čelia menšiemu riziku na via-

cero čast́ı ako ich riskovat’ všetky spoločne.“

Daniel Bernoulli

Avšak až o takmer dvesto rokov neskôr Markowitz (1952) vo svojom článku ”Port-
folio Selection” prvýkrát matematicky definuje problém optimalizácie portfólia.
Takto zvolený pŕıstup sa stal hlavným nástrojom pri hl’adańı vhodného rozdele-
nia invest́ıcíı v ekonómii a finančnom sektore. Taktiež našiel uplatnenie aj v dis-
cipĺınach, akými sú religionistika alebo psychológia.

V našej práci sa zaoberáme problematikou Markowitzovho modelu a jeho
robustifikácie. Teoretickú čast’ práce tvoria Kapitoly 2 a 3. V druhej kapitole
skúmame súvislost’ Markowitzovho modelu s moderneǰśımi pŕıstupmi k optima-
lizácii portfólia, založenými na rizikových mierach VaR a CVaR. Riešenie úlohy
Markowitzovho portfólia je závislé na vstupných parametroch, ktoré často nie sú
vopred presne známe. Tu vzniká priestor pre robustifikáciu skúmaného modelu,
ktorá je poṕısaná v tretej kapitole. Tá pokrýva nielen problematiku klasického
zadania úloh optimalizácie portfólia s povolenými krátkymi predajmi, ale venuje
sa tiež pŕıpadom, kedy takéto predaje nie sú možné. Obsah štvrtej kapitoly je
inšpirovaný nasledujúcim odporúčańım Ziemba (2003):

”
Stredné hodnoty sú zd’aleka najdôležiteǰsou čast’ou rozdelenia výno-

sov, špeciálne ich smer. Teda muśıte dobre odhadnút’ budúce stredné
hodnoty, ináč sa rýchlo vydáte zlým smerom, ktorý obyčajne vedie k
strate alebo slabej výkonnosti. “

William T. Ziemba
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S týmto názorom sa môžeme stretnút’ vo viacerých článkoch a publikáciách
zaoberajúcich sa odhadom paramterov úloh optimalizácie portfólia. Avšak vyššie
spomenuté odporúčanie je vhodné iba pre špeciálny typ vysoko rizikového in-
vestora. Našou snahou bolo toto odporúčanie zovšeobecnit’. Vo štvrtej kapitole
nájdeme popis a výsledky simulácie, na základe ktorej sme skúmali vplyv para-
metra averzie voči riziku na výkonnost’ portfólia. Súčast’ou práce je kód použitý
pri simulácii, ktorý je priložený na samostatnom CD.
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Kapitola 2

Úlohy optimalizácie portfólia

Existuje viacero možných matematických formulácii problému optimalizácie
portfólia. V tejto kapitole sa zameriame na najpouž́ıvaneǰsie, poṕı̌seme si ich tvar
a poukážeme na ich vzájomnú súvislost’.

2.1 Markowitzov model

Markowitzov model optimalizácie portfólia patŕı medzi základne spôsoby, ako
matematicky formulovat’ problém optimálneho zloženia nejakého portfólia.

Uvažujme n-rozmerný reálny náhodný vektor výnosov portfólia r = (r1,...,rn)ᵀ so
strednou hodnotou µ ∈ Rn a variančnou maticou Σ ∈ Rn×n, r ∼ (µ,Σ) a váhový
vektor x taký, že x ∈ X = {x ∈ Rn : 1n

ᵀx = 1}, špeciálne ak predpokladáme
nezápornost’, potom x ∈ X+ = {x ∈ Rn : 1n

ᵀx = 1, xi ≥ 0, i = 1,...,n}. Optima-
lizačnú úlohu v tvare:

max
x∈X
{µᵀx− λxᵀΣx} = −min

x∈X
{λxᵀΣx− µᵀx} (2.1)

nazývame úlohou Markowitzovho modelu. Hlavnou myšlienkou, čo je zrejmé z for-
mulácie problému, je maximalizácia očakávaného výnosu, ktorý je kompenzo-
vaný jeho varianciou. Parameter λ > 0 predstavuje averziu investora k riziku.
V pŕıpade, ak od pŕıpustnej množiny nepožadujeme nezápornost’ x, je (2.1) úlohou
hl’adania viazaného extrému, ktorú sme schopńı riešit’ pomocou Lagrangeovej
funkcie. V pŕıpade, že krátke predaje nie sú povolené, nájdenie optimálneho
riešenia nie je tak jednoduché ako v predchádzajúcom pŕıpade. Pri jeho hl’adańı
sa najčasteǰsie použ́ıvajú algoritmy kvadratického programovania Hamala (1972).

2.2 Všeobecný model

Všeobecneǰśım pŕıstupom k problematike hl’adania vhodného portfólia je úloha
založená na optimalizácii úžitkovej funkcie. Nech U(x) je nejaká úžitková funkcia
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a W0 ∈ R; W0 > 0 počiatočná hodnota kapitálu investora, potom úlohu:

max
x∈X

Z(x) = max
x∈X

E [U(W0x
ᵀr)] (2.2)

budeme nazývat’ všeobecným modelom optimalizácie portfólia. Pri znalosti roz-
delenia náhodného vektora r patŕı úloha (2.2) do skupiny úloh jednostupňovej
stochastickej optimalizácie. V špeciálnom pŕıpade, ak U(·) je kvadratická úžitková
funkcia:

U(y) = c2y
2 + c1y + c0,

je riešenie úlohy (2.2) závislé iba na vektore stredných hodnôt µ a variančnej
matici Σ.

E [U(W0x
ᵀr) ] = c2W

2
0

n∑
i=1

n∑
j=1

xixjErirj + c1W0x
ᵀµ+ c0 =

= c2W
2
0 (

n∑
i=1

n∑
j=1

xixjcov(ri,rj) +
n∑
i=1

n∑
j=1

xixjµiµj) + c1W0x
ᵀµ+ c0

= c2W
2
0 x

ᵀ(Σ + µµᵀ)x+ c1W0x
ᵀµ+ c0.

(2.3)

Z výsledného tvaru strednej hodnoty (2.3) vyplýva, že úloha (2.2) je v pŕıpade
kvadratickej úžitkovej funkcie úlohou kvadratického programovania.

V pŕıpade, že U(x) je negat́ıvne exponenciálna úžitková funkcia, teda U(x) =
1 − exp{−ax} s parametrom a ∈ R, a > 0 a vektor výnosov r má n-rozmerné
normálne rozdelenie, potom:

Z(x) = 1− E [exp{−aW0x
ᵀr}] =

= 1− 1

(2π)n/2|Σ|1/2

∫
Rn

exp

{
−aW0x

ᵀr − 1

2
(r − µ)ᵀΣ−1(r − µ)

}
dr.

Položme y := −aW0x a C = (2π)n/2|Σ|1/2, potom:∫
Rn

exp

{
−1

2
(r − µ)ᵀΣ−1(r − µ) + rᵀy

}
dr =

=

∫
Rn

exp

{
−1

2
(r − µ− Σy)ᵀΣ−1(r − µ− Σy) + yᵀµ+

1

2
yᵀΣy

}
dr =

= exp

{
1

2
yᵀΣy + yᵀµ

}∫
Rn

exp

{
−1

2
(r − (µ+ Σy))ᵀΣ−1(r − (µ+ Σy))

}
dr =

= C exp

{
1

2
yᵀΣy + yᵀµ

}
.

Teda úloha (2.2) je ekvivalentná s optimalizačnou úlohou:

max
x∈X

{
1− exp

{
1

2
a2W 2

0 x
ᵀΣx− aW0x

ᵀµ

}}
. (2.4)
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Ked’že exponenciálna funkcia je rýdzo rastúca, potom optimalizačná úloha (2.4)
je ekvivalentná, čo do polohy maxima s úlohou v tvare:

max
x∈X

{
xᵀµ− 1

2
aW0x

ᵀΣx

}
, (2.5)

čo je úloha Markowitzovho modelu, kde výraz 1/2aW0 predstavuje parameter λ
z úlohy (2.1) a teda averziu investora k riziku. Z toho vyplýva, že averzia je závislá
na hodnote parametra a a počiatočnom kapitále investora W0.

2.3 Viackriteriálna formulácia

Teória viackriteriálnej optimalizácie ponúka možnost’ na zjednotenie rôznych
pŕıstupov k problému optimalizácie portfólia. Základom je viackriteriálna úloha,
ktorú môžeme vo všeobecnosti definovat’ ako:

”min”
x∈X

f(x), (2.6)

kde f(x) = (f1(x),...,fK(x))ᵀ je vektorová funkcia so zložkami fj : Rn → R pre
j = 1,...,K a X ⊂ Rn je nejaká neprázdna množina. V nami skúmanom pŕıpade
má funkcia f tvar:

f(x) = (−µᵀx, xᵀΣx),

čo znamená, že sa snaž́ıme o minimalizáciu rozptylu a maximalizáciu strednej
hodnoty. Iba vo výnimočných pŕıpadoch existuje riešenie, ktoré by bolo optimálne
aj pre minimalizačnú a zároveň aj maximalizačnú čast’. Preto sa zavádza pojem
eficientného riešenia.

Defińıcia 1. Nech X ⊂ Rn je neprázdna množina. Povieme, že x∗ ∈ X je efi-
cientné riešenie úlohy viackriteriálneho programovania (2.6) ak neexistuje x ∈ X
také, že f(x) ≤ f(x∗) a f(x) 6= f(x∗).

Takto definované eficientné riešenie hrá dôležitú úlohu pri hl’adańı vzt’ahov me-
dzi viackriteriálnou úlohou (2.6) a jej modifikovanými formami, ktoré vzniknú
metódou takzvanej skalarizácie a ε-obmedzeńı. Bližšie sa na tieto vlastnoti po-
zrieme v nasledujúcich tvrdeniach.

Veta 1. Nech t ∈ RK ; t ≥ 0 a x̄ je optimálnym riešeńım úlohy:

min
x∈X

K∑
i=1

tifi(x). (2.7)

Ak t > 0 alebo x̄ je bodom ostrého minima úlohy (2.7), potom x̄ je eficientným
riešeńım úlohy viackriteriálneho programovania (2.6).

Dôkaz : Označme ako g(x) :=
∑K

i=1 tifi(x) a predpokladajme pre spor, že x̄
nie je eficientým riešeńım, teda ∃ x̂ ∈ X také, že f(x̂) 6= f(x̄), pre ktoré plat́ı
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f(x̂) ≤ f(x̄). Ak t > 0 resp. x̄ je bodom ostrého minima, potom g(x̂) < g(x̄)
resp. g(x̂) ≤ g(x̄), čo je spor s predpokladom, že x̄ je bodom minima resp. ostrého
minima úlohy (2.7).

f

Problém v tvare (2.7) budeme označovat’ ako úlohu v skalarizovanom tvare.

Veta 2. Nech X ⊂ Rn je neprázdna konvexná množina a f1,...,fK sú konvexné
funkcie na Rn. Ak x̄ je eficientné riešenie úlohy (2.6), potom existuje kladné
t ∈ RK také, že x̄ je optimálne riešenie úlohy (2.7).

Dôkaz : Viac Dupačová a kol. (2002), odst. II.3, str. 125, veta 3.1.5.

f

Okrem skalarizácie môžeme úlohu (2.6) transformovat’ pomocou ε-obmedzeńı na-
sledujúcim spôsobom. Zvol’me j ∈ {1,....,K} a ε ∈ RK−1, potom sa budeme
zauj́ımat’ o optimalizačnú úlohu v tvare:

min
x∈X
{fj(x) : fi(x) ≤ εi, i = 1,....,j − 1,j + 1,...,K} . (2.8)

Označme množinu pŕıpustných riešeńı (2.8) ako Xε := {x ∈ X : fi(x) ≤ εi, i =
1,....,j − 1,j + 1,...,K}.

Veta 3. Nech Xε je neprázdna, potom plat́ı:

1. Ak x̂ je jediné optimálne riešenie úlohy (2.8), potom x̂ je eficientné riešenie
úlohy (2.6).

2. Ak x̂ je eficientné riešenie úlohy (2.6), potom existuje ε ∈ RK−1 také, že x̂
je optimálne riešenie úlohy (2.8).

Dôkaz : 1. Nech pre spor x̂ nie je eficientným riešeńım úlohy (2.6) teda ∃ y ∈ X
také, že f(y) 6= f(x̂), pre ktoré plat́ı f(y) ≤ f(x̂). Potom fk(y) ≤ fk(x̂) pre
k = 2,...,K, čiže y ∈ Xε a taktiež f1(y) ≤ f1(x̂), čo je spor s predpokladom, že x̂
je jediné optimálne riešenie (2.8).

2. Ak x̂ je eficientným riešeńım úlohy (2.6), potom pre každé y ∈ X také, že
f(y) 6= f(x̂) existuje ` ∈ {1,...,K}, pre ktoré f`(y) > f`(x̂).
Položme ε = (f2(x̂),...,fK(x̂))ᵀ, potom pre y ∈ X také, že f(y) 6= f(x̂) plat́ı: bud’

f1(y) > f1(x̂) alebo y 6∈ Xε. Teda x̂ je optimálnym riešeńım úlohy (2.8).

f

Vrát’me sa k pôvodnej úlohe optimalizácie portfólia. Ako už bolo spomenuté,
v pŕıpade viackriteriálneho pŕıstupu riešime úlohu:

min
x∈X

xᵀΣx,min
x∈X
−µᵀx. (2.9)
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Skalarizáciou tejto úlohy pri vhodnej vol’be parametra t = (λ,1) sa opät’ stretáva-
me s úlohou Markowitzovho modelu (2.1). Aplikáciou pŕıstupu ε-obmedzeńı dostá-
vame opätovne úlohy:

min
x∈X
{xᵀΣx : µᵀx ≥ µ0} , (2.10)

max
x∈X
{µᵀx : xᵀΣx ≤ σ0} . (2.11)

Úloha (2.10), v ktorej minimalizujeme rozptyl (riziko) za podmienky na strednú
hodnotu (očakávaný výnos), je často označovaná ako

”
Mean-Variance“ problém.

Zamerajme sa na vzájomný vzt’ah
”
Mean-Variance“ problému a Markowitzovho

modelu. Našou snahou bude dokázat’, že obe úlohy sú, čo do polohy optimálneho
riešenia, ekvivalentné.

Nech x̂ je riešenie úlohy (2.1), potom podl’a vety 1 plat́ı, že x̂ je eficientným
riešeńım úlohy (2.9) a z druhej časti vety 3 vyplýva, že existuje µ0 také, že x̂ je
riešeńım (2.10). Ak x̂ je riešeńım (2.10), potom je taktiež riešeńım úlohy:

min
x∈X
{c xᵀΣx : µᵀx ≥ µ0} , (2.12)

pre c ∈ R; c > 0. Ak Σ je pozit́ıvne definitná matica (Σ � 0), potom funkcia
c xᵀΣx je rýdzo konvexná a množina {x ∈ X : µᵀx ≥ µ0} je konvexná. Z toho
vyplýva, že úloha (2.12) má jediné riešenie, a teda podl’a prvej časti vety 3 plat́ı,
že x̂ je eficientným riešeńım úlohy (2.9).

Ak x̂ je eficientným riešeńım úlohy (2.9), potom podl’a vety 2 existuje t ∈ R2;
t > 0 také, že x̂ je riešeńım úlohy:

min
x∈X
{c t1xᵀΣx− t2µᵀx}

a teda aj úlohy:

min
x∈X

{
c
t1
t2
xᵀΣx− µᵀx

}
.

Ak polož́ıme c := λt2/t1, potom x̂ je riešenie úlohy (2.1). Tým sme dokázali
požadovanú ekvivalentnost’

”
Mean-Variance“ problému a Markowitzovho mo-

delu v pŕıpade, že Σ je pozit́ıvne definitná. V d’aľśıch častiach našej práce sa
viackrát stretneme s dvojicou úloh, ktorých ekvivalencia bude založená na rov-
nakom prinćıpe ako v dokazovanom pŕıpade.

2.4
”
Mean - VaR“ model

Optimalizáciu portfólia môžeme založit’ taktiež na miere rizika VaR. Pre dané
x ∈ X a α ∈ R;α ≥ 0 si definujme stratovú funkciu ψ(x,a) ako:

ψ(x,a) = P
(
−xᵀr ≤ α

)
=

∫
−xᵀr≤α

p(r)dr,

kde p predstavuje združenú hustotu náhodného vektora r. Ak zápornú hodnotu
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z xᵀr nazveme stratou, potom podmienka −xᵀr ≤ α predstavuje stratu porfólia
s váhami x, ktorá je zhora obmedzená hodnotou α. Potom mieru rizika VaRβ(x)
definujeme ako:

VaRβ(x) = min {α : ψ(x,α) ≥ β} ,

kde β ∈ (0,1). Predpokladajme, že r má n-rozmerné normálne rozdelenie s vek-
torom stredných hodnôt µ a variančnou maticou Σ, teda r ∼ N(µ,Σ). Plat́ı:

P
(
−xᵀr ≤ α

)
= Φ

(
α + xᵀµ√
xᵀΣx

)
,

kde Φ je distribučná funkcia normovaného normálneho rozdelenia, potom VaRβ(x)
sa dá vyjadrit’ ako:

VaRβ(x) = min

{
α : Φ

(
α + xᵀµ√
xᵀΣx

)
≥ β

}
= ξβ
√
xᵀΣx− xᵀµ,

kde ξβ = Φ−1(β). Optimalizácia portfólia založená na rizikovej miere VaRβ(x)
má, za podmienky normality, tvar:

min
x∈X
{VaRβ (x)} = min

x∈X

{
ξβ
√
xᵀΣx− xᵀµ

}
. (2.13)

V pŕıpade, že ξβ ≥ 0 (β ∈ (1/2,1)) a Σ � 0 je funkcia ξβ
√
xᵀΣx konvexná,

pretože je zložená z rastúcej a rýdzokonvexnej funkcie. Z toho vyplýva, že ak
ξβ ≥ 0, Σ � 0, potom úloha (2.13) je ekvivalentá s:

min
x∈X

{√
xᵀΣx : xᵀµ ≥ µ0

}
(2.14)

z rovnakých dôvodov aké boli uvedené pri dokazovańı ekvivalentnosti Markowit-
zovho a

”
Mean-Variance“ problému v kapitole 2.3. Kedže odmocnina je rastúca

funkcia, potom úloha (2.14) je ekvivalentá s
”
Mean-Variance“ problémom a tým

pádom sú si ekvivalentné (za predpokladu normality) aj úlohy Markowitzovho
modelu a

”
Mean-Var“ modelu.

2.5
”
Mean - CVaR“ model

Ďaľsou z rozš́ırených rizikových mier je miera CVaR, ktorá má oproti miere
VaR lepšie teoretické vlastnosti, akými sú napŕıklad spojitost’ v parametri β alebo
subaditivita. CVaR je definovaná nasledujúcim spôsobom:

CVaRβ(x) = E [−xᵀr | − xᵀr ≥ Varβ(x)] =
1

1− β

∫
−xᵀr≥Varβ(x)

−xᵀr p(r)dr.
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Rockafellar a Uryasev (2000) ukázali, že problém hl’adania CVaRβ(x) je možné
previest’ na konvexnú minimalizačnú úlohu CVaRβ(x) = minα∈R Fβ(x,α), kde:

Fβ(x,α) = α +
1

1− β

∫
r∈R

[−xᵀr − α]+ p(r)dr.

Takto dostávame úlohu optimalizácie portfólia založenú na rizikovej miere CVaR
v tvare:

min
x∈X

CVaRβ(x) = min
(x,α)∈X×R

Fβ(x,α). (2.15)

Plat́ı: (x∗,α∗) je optimálnym riešeńım pravej strany úlohy (2.15) práve vtedy, ked’

x∗ je optimálnym riešeńım l’avej strany úlohy (2.15). Špeciálne, ak r ∼ N(µ,Σ)
a β ∈ (1/2,1), potom pre CVaRβ(x) plat́ı (pozri Rockafellar a Uryasev (2000)):

CVaRβ(x) = κβ
√
xᵀΣx− xᵀµ.

Vo všeobecnom pŕıpade, napr. ak vektor r má neštandardné rozdelenie, môžeme
funkciu Fβ(x,α) aproximovat’ na základe náhodného výberu z daného rozdelenia.
Nech r1,r2,...,rT je náhodný výber, potom na základe toho, že výberový prie-
mer je konzistentným odhadom strednej hodnoty, môžeme použit’ pri dostatočne
vel’kom rozsahu výberu T aproximáciu:

Fβ(x,α) ≈ α +
1

(1− β)

1

T

T∑
t=1

[−xᵀrt − α]+. (2.16)
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Kapitola 3

Robustifikácia úloh optimalizácie
portfólia

V 2. kapitole sme sa oboznámili s rôznymi pŕıstupmi k optimalizácii portfólia.
Každý z týchto pŕıstupov, od Markowitzovho modelu až po CVaR model, je
ovplyvnený parametrami strednou hodnotou µ a variančnou maticou výnosov
Σ. V reálnom živote sa často stretávame so situáciou, ked’ o hodnotách týchto
parametrov máme iba čiastočnú informáciu. To nás privádza k myšlienke robus-
tifikácie úloh optimalizácie portfólia prezentovanej v práci Fabozzi a kol. (2010)
.

Nech θ ∈ Rk je presná hodnota parametrov úlohy, potom čiastočná znalost’

o ich hodnote bude reprezentovaná ako θ ∈ Θ, kde Θ ⊂ Bk 1 je parametrická
množina zostrojená na základe vhodného odhadu θ̂. V tejto kapitole sa zame-
riame na riešenie úlohy v závislosti na tvare parametrickej množiny Θ. Hlavná
myšlienka, na ktorej postav́ıme robustifikáciu, je založená na hl’adańı optimálneho
riešenia v najhoršom možnom pŕıpade v závislosti na Θ.

3.1 Úlohy s neznámou strednou hodnotou

Uvažujme úlohu optimalizácie portfólia s neznámym vektorom stredných hodnôt
µ (θ = µ) a známou variančnou maticou Σ. Na základe vol’by parametrickej
množiny Θµ sa dá k riešeniu tejto úlohy pristupovat’ viacerými možnými spôsobmi.

3.1.1 Intervalový tvar množiny stredných hodnôt

Prirodzenou vol’bou parametrickej množiny Θµ je nejaký vhodný interval. Ked’že
parametrický vektor µ je viacrozmerný, tak k jeho konštrukcii môžeme pristupo-
vat’ cez intervaly jeho zložiek. Teda Θµ voĺıme ako:

1Bk - k rozmerná borelovská sigma-algebra
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Θµ =
{
µ : |µi − µ̂i| ≤ δi, i = 1,...,n

}
,

kde δi má v pŕıpade znalosti rozdelenia r súvis s intervalovým odhadom µ, alebo
ak rozdelenie r nie je bližšie známe, tak vd’aka centrálnej limitnej vete s asympto-
tickým intervalovým odhadom. Pŕıslušná úloha optimalizácie portfólia má potom
tvar:

min
x∈X

{
xᵀΣx : min

µ
µᵀx ≥ µ0, |µi − µ̂i| ≤ δi, i = 1,...,n

}
. (3.1)

Podmienka na minimálny zisk sa dá upravit’ takto:

min
µ

{
µᵀx : |µi − µ̂i| ≤ δi, i = 1,...,n

}
=

n∑
i=1

(µ̂i − sign(xi)δi)xi =

=
n∑
i=1

(µ̂ixi − |xi|δi) = µ̂ᵀx− δᵀ|x|,

kde |x| = (|x1|,...,|xn|)ᵀ. Teda úloha (3.1) je potom ekvivalentná s:

min
x∈X

{
xᵀΣx : µ̂ᵀx− δᵀ|x| ≥ µ0

}
. (3.2)

V pŕıpade, že nie sú povolené krátke predaje, teda x ∈ X+, sa dá úloha (3.1)
vyjadrit’ ako:

min
x∈X+

{
xᵀΣx : (µ̂− δ)ᵀx ≥ µ0

}
. (3.3)

Kedže funkcia δᵀ|x|− µ̂ᵀx resp. δᵀx− µ̂ᵀx je konvexná, potom môžeme rovnakým
spôsobom ako v časti o viackriteriálnej formulácii ukázat’, že úloha (3.2) resp.
(3.3) je ekvivalentná s:

min
x∈X

{
λxᵀΣx− µ̂ᵀx+ δᵀ|x|} resp. min

x∈X+

{
λxᵀΣx− µ̂ᵀx+ δᵀx}.

Člen δᵀ|x| resp. δᵀx môžeme interpretovat’ ako averziu investora k chybe odhadu
µ pričom vel’kost’ rizika, ktorú je investor schopný akceptovat’, je vyjadrená para-
metrom δ.

3.1.2 Elipsovitý tvar množiny stredných hodnôt

V predchádzajúcom pŕıpade sme sa zamerali na odhad µ po zložkách. V tejto
časti sa pokúsime o odhad celého vektora µ. Konštrukciu množiny Θµ založ́ıme
na štatistike (µ− µ̂)ᵀΣ−1(µ− µ̂), ktorá má vo všeobecnom pŕıpade asymptoticky
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χ2-rozdelenie o n stupňoch vol’nosti. Teda ak zvoĺıme množinu Θµ ako:

Θµ =
{
µ : (µ− µ̂)ᵀΣ−1(µ− µ̂) ≤ χ2

}
,

potom pri vhodne zvolenej hodnote χ2 dostávame asymptotický intervalový od-
had parametrického vektora µ. Optimalizačná úloha portfólia vzhl’adom k elipso-
vitej parametrickej množine má tvar:

min
x∈X

{
xᵀΣx : min

µ
µᵀx ≥ µ0, (µ− µ̂)ᵀΣ−1(µ− µ̂) ≤ χ2

}
. (3.4)

Pre x ∈ X uvažujme nasledujúcu optimalizačnú úlohu:

min
µ

{
µᵀx : (µ− µ̂)ᵀΣ−1(µ− µ̂) ≤ χ2

}
. (3.5)

Kedže úloha (3.5) má lineárnu účelovú funkciu s kvadratickým obmedzeńım v tvare
nerovnost́ı, potom je (3.5) konvexnou úlohou a taktiež symetrickou úlohou ne-
lineárneho programovania (SNLP). V pŕıprade úloh SNPL plat́ı, že ak existuje
riešenie lokálnych podmienok optimality, potom toto riešenie sṕlňa aj globálne
podmienky optimality Dupačová a Lachout (2011). Na základe Lagrangeovej fun-
kcie úlohy (3.5):

L(µ,ν) = µᵀx− ν
(
(µ− µ̂)ᵀΣ−1(µ− µ̂)− χ2

)
a podmienok optimality:

∇µL(µ,ν) = x+ 2ν(Σ−1µ− Σ−1µ̂) = 0 ⇒ µ∗ = µ̂− Σx

2ν
,

komplementarity a pŕıpustnosti:

(µ− µ̂)ᵀΣ−1(µ− µ̂)− χ2 = 0 ⇒ 2ν∗ =

√
xᵀΣx

χ
≥ 0,

dostávame riešenie lokálnych podmienok optimality (µ∗,ν∗) úlohy (3.5), a tým
pádom aj optimálne riešenie úlohy (3.5) v tvare:

µ∗ = µ̂− χΣx/
√
xᵀΣx

a prislúchajúcu účelovú funkciu:

µ̂ᵀx− χ
√
xᵀΣx.

Z toho vyplýva, že úloha (3.4) je ekvivalentná s:

min
x∈X

{
xᵀΣx : µ̂ᵀx− χ

√
xᵀΣx ≥ µ0

}
. (3.6)
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Zamerajme sa teraz na funkciu g(x) := χ
√
xᵀΣx− µ̂ᵀx+µ0. Zauj́ıma nás, či g(x)

je konvexnou funkciou, pretože v kladnom pŕıpade by sme úlohu (3.6), ktorá je
v tvare ε-obmedzeńı, mohli transformovat’ na jej skalarizovaný tvar, ako sme to
urobili už na viacerých miestach tejto práce.

Pri dokazovańı konvexnosti využijeme fakt, že funkcia so spojitými druhými
parciálnymi deriváciami je konvexná na konvexnej množine práve vtedy, ked’ jej
Hessova matica je pozit́ıvne semidefinitná Dupačová a Lachout (2011). Z toho
vyplýva, že ak dve funkcie majú rovnaké Hessove matice a jedna z nich je kon-
vexná, potom aj druhá funkcia je konvexná. V našom pŕıpade bude konvexnou
funkciou h(x) := χ

√
xᵀΣx. Kedže Hessove matice g(x) a h(x) sú totožné, potom

aj funkcia g(x) je konvexná. Z toho vyplýva, že úloha (3.6) je ekvivalentná s:

min
x∈X

{
xᵀΣx− µ̂ᵀx+ χ

√
xᵀΣx

}
. (3.7)

Ekvivalentnost’ úloh (3.6) a (3.7) je založená na rovnakom prinćıpe ako ekvi-
valentnost’ Markowitzovho a

”
Mean-Variance“ problému. Rovnaké závery ako

v pŕıpade vyššie spomenutých úloh s pŕıpustnou množinou X môžeme vyvodit’ aj
v pŕıpade obdobných úloh s pŕıpustnou množinou v tvare X+.

3.2 Úlohy s neznámym vektorom stredných hod-

nôt a variančnou maticou

Zamerajme sa na úlohy, v ktorých okrem vektora stredných hodnôt µ nepoznáme
ani presnú hodnotu parametra variančnej matice Σ, teda θ = (µ,Σ) ∈ Θ(µ,Σ).
Opät’ podl’a vol’by množiny Θ(µ,Σ) dostávame rôzne tvary úloh.

3.2.1 Intervalový tvar množiny variančnej matice

Pri konštrukcii parametrickej množiny Θ(µ,Σ) môžeme predpokladat’, že Θ(µ,Σ) =
Θµ × ΘΣ. Prirodzenou vol’bou ΘΣ, podobne ako v pŕıpade vektora stredných
hodnôt, je intervalová množina. Nami zvolená intervalová množina bude v tvare:

ΘΣ =
{

Σ : Σ � Σ � Σ̄
}

2,

kde Σ, Σ̄ sú pozit́ıvne semidefinitné matice. Potom optimalizačný problém môžeme
vzhl’adom k množine ΘΣ definovat’ ako:

min
x∈X

{
max
Σ∈ΘΣ

xᵀΣx : min
µ∈Σµ

µᵀx ≥ µ0

}
. (3.8)

2A � B označuje, že matica A−B je pozit́ıvne semidefinitná
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Kedže Σ � Σ̄, potom pre x ∈ X plat́ı: xᵀ(Σ − Σ̄)x ≥ 0 a teda xᵀΣ̄x ≥ xᵀΣx.
Z toho vyplýva, že problém 3.8 možeme preformulovat’ ako:

min
x∈X

{
xᵀΣ̄x : min

µ∈Σµ
µᵀx ≥ µ0

}
. (3.9)

V pŕıpade, že zvoĺıme intervalový resp. elipsovitý tvar množiny parametra Θµ

dostávame úlohu:

min
x∈X

{
xᵀΣ̄x : (µ̂− δ)ᵀ|x| ≥ µ0

}
(3.10)

resp.

min
x∈X

{
xᵀΣ̄x : µ̂ᵀx− χ

√
xᵀΣx ≥ µ0

}
. (3.11)

V pŕıpade, kedy krátke predaje nie sú povolené má úloha 3.10 tvar:

min
x∈X+

{
xᵀΣ̄x : (µ̂− δ)ᵀx ≥ µ0

}
. (3.12)

3.3 Úlohy s neznámou hustotou

Úlohy optimalizácie portfólia môžeme robustifikovat’ nielen na základe neznámej
strednej hodnoty alebo variančnej matice, ale taktiež na prinćıpe predpokladu
o neznámej hustote vektora výnosov.

V 2. kapitole sme sa venovali modelu optimalizácie portfólia založeného na
rizikovej miere CVaR. Teraz sa zoznámime s jeho robustnou verziou. Najprv si
definujeme rizikovú mieru RCVaR pre nejaké β ∈ (1/2,1) a pre vektor výnosov
r, o ktorého rozdeleńı budeme predpokladat’, že je spojité s hustotou p(·) ∈ Θp,
kde Θp je známa množina.

RCVaRβ(x) = max
p(·)∈Θp

CVaRβ(x) (3.13)

Predpokladajme, že hustoty z množiny Θp sú závislé na konvexnej kombinácii
známych hustôt p(·)1,...,p(·)L odpovedajúcich L scenárom nasledujúcim spôsobom:

Θp =

{
L∑
l=1

λl p(·)l :
L∑
l=1

λl = 1, λl ≥ 0, l = 1,...,L

}
.

Teda Θp je konvexným obalom konečnej množiny hustôt. Ďalej označme ako:

Λ :=

{
λ ∈ RL :

L∑
l=1

λl = 1, λl ≥ 0, l = 1,...,L

}
,
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F l
β(x,α) := α +

1

1− β

∫
r∈R

[−xᵀr − α]+ pl(r)dr,

pre l = 1,...,L. Potom úloha (3.13) má vzhl’adom k uvažovanej množine ΘM
p tvar:

RCVaRβ(x) = max
p(·)∈Θp

CVaRβ(x) = max
p(·)∈Θp

min
α∈R

Fβ(x,α) =

= max
λ∈Λ

min
α∈R

{
α +

1

1− β

∫
r∈R

[−xᵀr − α]+
L∑
l=1

λl p(·)l(r)dr

}
=

= min
α∈R

max
λ∈Λ

L∑
l=1

λlF
l
β(x,α) = min

α∈R
max
l∈L

F l
β(x,α).

Posledná rovnost’ vyplýva z faktu, že množina Λ je v takzvanom štandardnom
tvare Dupačová a Lachout (2011), čo znamená, že ak existuje optimálne riešenie
úlohy:

max
λ∈Λ

L∑
l=1

λlF
l
β(x,α),

potom je jedným z krajných bodov množiny Λ. Pomocou rizikovej miery RCVaR
a množiny zmiešaných hustôt Θp môžeme definovat’ úlohu optimalizácie portfólia
ako:

min
(x,α)∈X×R

max
l∈L

λlF
l
β(x,α).

Táto úloha je po pridańı pomocného parametra η ekvivalentná s:

min
(x,α,η)∈X×R×R

{
η : F l

β(x,α) ≤ η, l = 1,..., L
}

=

= min
(x,α,η)∈X×R×R

{
η : α +

1

1− β

∫
r∈R

[−xᵀr − α]+ pl(r)dr ≤ η,l = 1,..., L

}
.

Použit́ım aproximácie (2.16) funkcie F l
β(x,α) dostávame:

min
(x,α,η)∈X×R×R

η : α +
1

(1− β)T l

T l∑
t=1

[−xᵀrtl − α]+ ≤ η,l = 1,..., L

 , (3.14)

kde r1
l ,r

2
l ,...,r

Tl
l je náhodný výber s rozsahom T l z rozdelenia s hustotou p(·)l pre

l = 1,...,L. Využit́ım d’aľsieho pomocného parametra u = (u1,...,uL) ∈ Rz, kde
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z = T 1 + ...+ TL, môžeme úlohu (3.14) pretransformovat’ na:

min
(x,α,η,u)∈X×R×R×Rz

{
η :α +

1

(1− β)T l
1ᵀ
T l
ul ≤ η, ult ≥ −xᵀrtl − α, utl ≥ 0,

t = 1,...,T l, l = 1,...,L

}
,

kde ul = (ul1,...,u
l
Tl

)ᵀ pre l = 1,...,L. Kedže poṕısaný postup je nezávislý na tvare
množiny X , tak obdobné výsledky platia taktiež v pŕıpade nezápornej pŕıpustnej
množiny X+.

3.4 Úlohy s neznámym diskrétnym rozdeleńım

V predchádzajúcich častiach sme sa venovali úlohám so spojitým rozdeleńım vek-
tora výnosov r. Teraz sa zameriame na diskrétny pŕıpad. Predpokladajme, že
náhodný vektor r môže nadobúdat’ hodnoty z konečnej množiny {ri : ri ∈ Rn, i =
1,...,S} s pravdepodobnost’ami P (r = ri) = πi pre i=1,...,S. Označme ako:

Gβ(x,α,π) := α +
1

1− β

S∑
k=1

πk[−xᵀrk − α]+ a π := (π1,...,πS).

Pre dané x ∈ X a π môžeme definovat’ CVaRβ(x) a RCVaRβ(x) ako:

CVaRβ(x) = min
α∈R

Gβ(x,α,π),

RCVaRβ(x) = max
π∈Θπ

CVaRβ(x) = min
α∈R

max
π∈Θπ

Gβ(x,α,π),

kde Θπ =
{
π :
∑S

i=1 πi = 1, π ≥ 0, i = 1,...,S
}

. Základna úloha optimalizácie port-

fólia v diskrétnom pŕıpade vzhl’adom k miere RCVaR má tvar:

min
(x,α)∈X×R

{
max
π∈Θπ

Gβ(x,α,π)

}
. (3.15)

Obdobným spôsobom ako v pŕıpade úloh so zmiešaným rozdeleńım môžeme úlohu
(3.15) vyjadrit’ ekvivalentne ako:

min
(x,α,η,u)∈X×R×R×Rs

{
η : max

π∈Θπ

{
α +

1

1− β
πᵀu

}
≤ η,

uk ≥ max{−xᵀrk − α, 0}, k = 1,...,S

}
.

(3.16)

Predpokladajme, že tvar množiny Θπ je pre nejaké π0 ∈ Θπ určený nasledovne:

ΘB
π = Θπ =

{
π : π = π0 + δ,1ᵀ

sδ = 0, δ ≤ δ ≤ δ̄, π0 + δ ≥ 0
}
. (3.17)
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Hodnotu π0 môžeme volit’ ako najpravdepodobneǰsiu možnú hodnotu π z Θπ alebo
ako expertný odhad. Obmedzenie 1ᵀ

sδ = 0 implikuje π1 + ...+ πS = 1. Skúmajme
podmienku maximalizácie z úlohy (3.17) vzhl’adom k novozavedenej množine ΘB

π .

max
π∈Θπ

{
α +

1

1− β
πᵀu

}
= α +

1

1− β
(π0)ᵀu+

1

1− β
γ∗(u),

kde:

γ∗(u) = max
δ∈Rs

{
uᵀδ : 1ᵀ

sδ = 0, δ ≤ δ ≤ δ̄, δ ≥ −π0
}
. (3.18)

Úloha (3.18) je úlohou lineárneho programovania, teda k nej jednoznačne prislúcha
duálna úloha v tvare:

min
(z,ξ,ω,ν)∈R×Rs×Rs×Rs

{
δ̄ᵀξ + δᵀω − πᵀ

0ν : 1sz + ξ + ω + ν = u, ξ ≥ 0, ω ≤ 0, ν ≤ 0
}
.

(3.19)

Podl’a silnej vety o dualite Dupačová a Lachout (2011) plat́ı, že úloha (3.18) má
riešenie práve vtedy, ked’ úloha (3.19) má riešenie a optimálne hodnoty oboch
úloh sa rovnajú. Označme hodnotu optimálneho riešenia úlohy (3.19) ako ϕ∗(u),
potom úloha (3.16) je ekvivalentná s:

min
(x,α,η,u)∈X×R×R×Rs

{
η :α +

1

1− β
(π0)ᵀu+

1

1− β
ϕ∗(u) ≤ η,

uk ≥ −xᵀrk − α, uk ≥ 0, k = 1,...,S

}
.

(3.20)

Pomocou duálnej úlohy (3.19) môžeme problém (3.20) pretransformovat’ do na-
sledujúceho konečného tvaru, v ktorom minimalizujeme (x, u,z, α, η,ξ, ω, ν) cez
množinu X × Rs × R× R× R× Rs × Rs × Rs:

min
{
η :α +

1

1− β
(π0)ᵀu+

1

1− β
(δ̄ᵀξ + δᵀω − πᵀ

0ν) ≤ η,1sz + ξ + ω + ν = u,

uk ≥ −xᵀrk − α, uk ≥ 0, ξ ≥ 0, ω ≤ 0, ν ≤ 0, k = 1,...,S
}
.

(3.21)

Plat́ı, že x∗ je optimálnym riešeńım úlohy (3.15) práve vtedy, ked’ je optimálnym
riešeńım úlohy (3.21).

3.5 Odhad parametrov

V pŕıpade intervalového resp. eliptického tvaru množiny Θµ sme sa snažili poṕısat’

spôsob, ako vhodne volit’ pomocné parametre δ resp. χ2 priamo v pŕıslušných
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kapitolách. Taktiež aj v modeloch s rizikovými mierami RVaR a RCVaR je vol’ba
parametrov viacmenej zrejmá. Jedine v pŕıpade, kedy vektor stredných hodnôt
patŕı do eliptickej množiny a variančná matica do intervalovej množiny, spôsob
ako vhodne volit’ parametre χ2,Σ, Σ̄ a µ̂ ostal nejasný.

Riešenie spomenutého problému môžeme založit’ na nasledujúcom tvrdeńı
z práce Delage a Ye (2010).

Veta 4. Nech r1,r2,...,rT je náhodný výber z rozdelenia so strednou hodnotou µ
a variančnou maticou Σ. Predpokladajme, že nosič tohoto rozdelenia Sr je známy
a označme ako:

R̂ := sup
r∈Sr
‖ Σ̂−1/2(r − µ̂) ‖2,

Θ̃µ,Σ :=

{
(µ,Σ) : (µ− µ̂)ᵀΣ−1(µ− µ̂) ≤ χ2,

1

1 + q
Σ̂ � Σ � 1

1− q − χ2
Σ̂

}
,

kde:

µ̂ =
1

T

T∑
i=1

ri, Σ̂ =
1

T

T∑
i=1

(ri − µ̂)ᵀ(ri − µ̂),

sú vektor výberového priemeru a výberová rozptylová matica. Ďalej položme pre
nejaké β ∈ (0,1):

β̄ = 1−
√

1− β,

R̄ = R̂

(
1− (R̂2 + 2)

2+
√

2 ln(4/β̄)√
T

)−1/2

,

χ2 =
(
R̄2/T

) (
2 +

√
2 ln(2/β̄)

)2

,

q =
(
R̄2/
√
T
)(√

1− n/R̄4 +
√

ln(4/β̄)
)
.

Potom ak plat́ı:

T > max

(R̂2 + 2
)2 (

2 +
√

2 ln(4/β̄)
)2

,

(
8+
√

32 ln(4/β̄)
)2

(√
R̂+4−R̂

)4

 ,

tak
P
(

(µ,Σ) ∈ Θ̃µ,Σ

)
≤ 1− β.

Z vety 4 vyplýva, že ak budeme volit’ χ2 a µ̂ uvedeným spôsobom a Σ, Σ̄ polož́ıme
rovné:

Σ =
1

1 + q
Σ̂, Σ̄ =

1

1− q − χ2
Σ̂, (3.22)

potom pravdepodobnost’, že (µ − µ̂)ᵀΣ−1(µ − µ̂) ≤ χ2 a súčasne Σ̂ � Σ � Σ̂ je
väčšia alebo rovná 1− β.
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Kapitola 4

Simulačná štúdia

V tejto kapitole sa pokúsime preskúmat’ vplyvu nepresnosti odhadu para-
metrov strednej hodnoty a variančnej matice v úlohe Markowitzovho modelu na
základe simulačného pŕıstupu. Postup, ktorý použijeme bude inšpirovaný prácou
Chopra a Ziemba (1993), ktorú obohat́ıme o zohl’adnenie rôznych hodnôt pa-
rametra averzie k riziku. Taktiež budeme uvažovat’ rôzne spôsoby modelovania
chyby odhadu.

Pripomeňme si, že úloha Markowitzovho modelu optimalizácie portfólia, kedy
krátke predaje nie sú povolené, je definovaná ako:

max
x∈X+

{µᵀx− λxᵀΣx}, (4.1)

kde λ > 0 je parameter symbolizujúci averziu investora k riziku. Je zrejmé, že
účelová funkcia úlohy (4.1), ktorú budeme označovat’ ako:

Y (x) = xᵀµ− λxᵀΣx,

je závislá na parametroch µ, Σ a λ. Vplyv nepresnosti odhadu strednej hodnoty
a variančnej matice pri zvolenej hodnote parametra rizikovej averzie na celkové
riešenie budeme porovnávat’ na základe hodnoty funkcie CEL (cash equivalent
loss), ktorú definujeme ako:

CEL =

∣∣∣∣∣Y (o)− Y (d)

Y (o)

∣∣∣∣∣,
kde bod o ∈ Rn je bodom optimálneho riešenia úlohy (4.1) s východiskovými
hodnotami parametrov µ a Σ a bod d ∈ Rn je bodom optimálneho riešenia
úlohy (4.1) s parametrami µ a Σ, z ktorých jeden je zat’ažený chybou. Pŕıpad,
kedy týmto parametrom je variančná matica, rozdeĺıme na dve podkategórie: na
maticu, v ktorej sú zat’ažené chybou iba odhady jednotlivých kovariancíı a pŕıpad
kedy sú zat’ažené chybou iba odhady rozptylov.
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4.1 Modelovanie chyby odhadu

Dôležitou čast’ou simulačnej štúdie je prinćıp generovania parametrov zat’aže-
ných chybou. Budeme sa zaoberat’ dvoma rôznymi pŕıstupmi, a to pŕıstupom
použitým v práci Chopra a Ziemba (1993) a pŕıstupom Kaut a kol. (2007). Nech
X = (X1,...,Xn)ᵀ je viacrozmerný náhodný výber z nejakého rozdelenia. Označme
β l’ubovol’nú zložku strednej hodnoty alebo variančnej matice tohoto rozdelenia
a β̂ resp. β̄ ako východiskový odhad β resp. odhad zat’ažený chybou konštruovaný
na základe výberu X.

Modelovanie chyby použité v práci Chopra a Ziemba (1993) je založené na nasle-
dujúcom vzt’ahu medzi β̄ a β̂:

β̄ = β̂

(
1 + ε

δ

100

)
, (4.2)

kde ε je hodnota vygenerovaná z normovaného normálneho rozdelenia a δ para-
meter vel’kosti chyby odhadu. Východisková hodnota parametra β je volená na
základe vhodnej štatistiky, z čoho vyplýva obmedzenie takto zvoleného pŕıstupu,
ktorý nereflektuje variabilitu použitej štatistiky. V špeciálnom pŕıpade, ked’ výcho-
disková hodnota je nulová, je odhad zat’ažený chybou taktiež nulový.

Preto vyššie poṕısaný pŕıstup obohat́ıme o metódu navrhovanú v práci Kaut
a kol. (2007). Jej základom je využitie tzv.

”
pohyblivých okienok“, ktoré konštru-

ujeme ako výber z náhodného výberu X. Konkrétne ak Xj symbolizuje j-te
okienko, potom Xj := (Xj,...,Xj+m−1)ᵀ pre j = 1,...,J , m

.
= n/2 a J = n−m+1.

Použit́ım
”
pohyblivých okienok“ modelujeme odhad zat’ažený chybou ako:

β̄ = β̂ + ε
δ

100
∆, ∆ = max

j=1,...,J
β̂j − min

j=1,...,J
β̂j, (4.3)

kde β̂j sú odhady parametra β založené na Xj pre j = 1,...,J , ε je hodnota vyge-
nerovaná z normálneho normovaného rozdelenia a δ parameter vel’kosti chyby od-
hadu. Takto definovaný alternat́ıvny pŕıstup (4.3) netrṕı nedostatkami klasického
pŕıstupu (4.2). Aplikovańım jedného z poṕısaných postupov na:

• zložky vektora µ̂ dostávame odhad strednej hodnoty µ̄ zat’ažený chybou,

• mimodiagonálne prvky matice Σ̂ dostávame odhad variančnej matice Σ̄cov

s odhadmi kovariancíı zat’aženými chybou,

• diagonálne prvky matice Σ̂ dostávame odhad variančnej matice Σ̄var s od-
hadmi rozptylov zat’aženými chybou.
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4.2 Dáta

Z predchádzajúcej podkapitoly vyplýva, že základom modelovania odhadov
parametrov zat’ažených chybou je ich východiskový odhad. V simulácii budeme
pracovat’ s dvoma rôznymi hodnotami východiskových odhadov.

V prvom pŕıpade budú ich hodnoty prebraté z práce Chopra a Ziemba (1993),
ktorá sa zaoberá dátovým súborom obsahujúcim mesačné výnosy desiatich náhod-
ne vybraných akciových titulov Dow Jones Industrial Average indexu v obdob́ı
od 1.1.1980 do 1.12.1989. Konkrétne ide o nasledujúce tituly:

AA - Aluminum Company of America,

AXP - American Express Company,

BA - The Boeing Company,

CVX - Chevron Corporation,

KO - Coca-Cola Company,

DD - E. I. du Pont de Nemours and Company,

3M - Minnesota Mining and Manufacturing,

PG - Procter and Gamble Company,

SR - Sears Roebuck and Company,

UTX - United Technologies Corporation.

Na základe uvedených dát bola v Chopra a Ziemba (1993) určená hodnota µ̂
ako vektor výberového priemeru a Σ̂ ako výberová kovariančná matica1. Muśıme
poznamenat’, že v Chopra a Ziemba (1993) sú uvedené iba hodnoty µ̂ a Σ̂ bez
zdrojových dát, čoho dôsledkom je, že pri modelovańı chyby sa muśıme obmedzit’

iba na klasický spôsob (4.2).
Táto skutočnost’ nás motivovala k použitiu druhej skupiny dát2, ktorá obsa-

huje rovnaké akciové tituly z rovnakého časového obdobia ako v prvom pŕıpade,
až na titul Sears Roebuck and Company, ktorý je nahradený titulom The Goodyear
Tire & Rubber Company - GT. Dôvodom takéhoto postupu je zánik spoločnosti
Sears Roebuck and Company, čo spôsobuje obmedzenia pri źıskavańı informácíı
o historických výnosoch spoločnosti. Na základe údajov o mesačných výnosoch
3 uvedených titulov sme určili odhady µ̂ a Σ̂, ktoré sú vel’mi podobné odhadom
z Chopra a Ziemba (1993) (až na prvky prislúchajúce titulu GT).

1konkrétne hodnoty sú uvedené v pŕılohe v tabul’ke 5.1 a tabul’ke 5.3
2konkrétne hodnoty sú uvedené v pŕılohe v tabul’ke 5.2 a tabul’ke 5.4
3určené na základe mesačných uzavieraćıch cien, ktoré boli očistené o dividendy, źıskané

z www.finance.yahoo.com
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4.3 Postup a výsledky

Priebeh modelovanie môžeme rozdelit’ do dvoch čast́ı. V prvej časti sa zame-
riame na replikovanie štúdie Chopra a Ziemba (1993), ktorú obohat́ıme o skúmanie
vplyvu parametra averzie investora k riziku λ. Budeme skúmat’:

- dopad chyby pri odhade strednej hodnoty µ,

- dopad chyby pri odhade kovariancíı σi,j pre i 6= j, i,j = 1,...,10,

- dopad chyby pri odhade rozptylov σ2
i i = 1,...,10.

Skúmanie dopadu vybraného parametra bude prebiehat’ tak, že na základe náhod-
ne vygenerovanej veličiny ε zo vzt’ahu (4.2) urč́ıme jeho odhad zat’ažený chybou.
Pri generovańı použijeme rôzne hodnoty parametra δ ∈ {0,05; 0,10; 0,15, 0,20},
č́ım zohl’adńıme rôznu závažnost’ chyby odhadu. Pomocou odhadu zat’aženého
chybou zrátame hodnotu výrazu CEL4, pričom hodnoty ostatných parametrov
voĺıme ako východiskové (nezat’ažené chybou). Tento postup iterujeme 100-krát
pre rôzne λ, č́ım dostávame sto (rôznych) hodnôt CEL, z ktorých urč́ıme prie-
mernú hodnotu. Hodnoty parametra λ voĺıme z množiny {0,02; 0,2; 1; 2}, kde
hodnota 0,02 odpovedá hodnote použitej v práci Chopra a Ziemba (1993).

Druhá čast’ štúdie bude prebiehat’ vel’mi podobným spôsobom ako prvá. Roz-
diel bude iba v použit́ı druhej skupiny dát, čo nám umožńı modelovanie chyby
oboma spomenutými spôsobmi (4.2) a (4.3).

4 Pri určovańı hodnoty CEL sa môžeme stretnút’ s problémom, že riešenie minimalizačnej
úlohy (4.1) existuje, avšak použitý algoritmus ho nie je schopný nájst’ pre nejakú vygenero-
vanú hodnotu Σ̄. Toto zlyhanie je dôsledkom silnej neregularity matice Σ. V takom pŕıpade
generujeme nové hodnoty Σ̄ až pokial’ použitý algoritmus nájde riešenie .
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4.3.1 Výsledky pre klasický model chyby

V Tabul’ke 4.1 vid́ıme źıskané hodnoty parametrov CELµ̄, CELΣ̄var a CELΣ̄cov

źıskané zo stonásobného klasického modelovania chyby pri odhade stredných
hodnôt, rozptylov a kovariancíı, pre rôzne averzie k riziku λ a vel’kosti chyby
k. Východiskové hodnoty parametrov použité pri modelovańı chyby boli prebraté
z práce Chopra a Ziemba (1993).

λ=0,02 λ=0,2 λ=1 λ=2

k=0,05

CELµ̄ 5,41 ·10−3 8,50 ·10−4 2,21 ·10−5 5,43 ·10−6

CELΣ̄var 6,75 ·10−4 3,75 ·10−3 2,22 ·10−3 2,11 ·10−3

CELΣ̄cov 2,02 ·10−4 1,73 ·10−3 9,74 ·10−4 9,26 ·10−4

k=0,10

CELµ 2,37 ·10−2 3,35 ·10−3 8,53 ·10−5 2,10 ·10−5

CELΣ̄var 2,57 ·10−3 1,86 ·10−2 1,13 ·10−2 1,07 ·10−2

CELΣ̄cov 9,70 ·10−4 8,53 ·10−3 4,92 ·10−3 4,64 ·10−3

k=0,15

CELµ 5,25 ·10−2 7.54 ·10−3 1,89 ·10−4 4,62 ·10−4

CELΣ̄var 5,55 ·10−3 4,70 ·10−2 2,84 ·10−2 2,70 ·10−2

CELΣ̄cov 2,70 ·10−3 2,16 ·10−2 1,27 ·10−2 1,21 ·10−2

k=0,20

CELµ̄ 8,46 ·10−2 1,35 ·10−2 3,34 ·10−4 8,09 ·10−5

CELΣ̄var 9,71 ·10−3 8,74 ·10−2 5,72 ·10−2 5,51 ·10−2

CELΣ̄cov 4,21 ·10−3 2,71 ·10−2 1,67 ·10−2 1,60 ·10−2

Tabul’ka 4.1: Priemerné hodnoty CEL, klasický model chyby, pôvodné dáta.

Zo źıskaných výsledkov je zrejmé, že vel’kost’ dopadu chyby pri odhade skúma-
ných parametrov je závislá na hodnote parametra λ. Taktiež závažnost’ chyby od-
hadu k ovplyvňuje výslednú priemernú hodnotu CEL, avšak pomer medzi CEL
jednotlivých parametrov pre danú hodnotu λ je rádovo rovnaký.

Pre silne rizikového investora (λ=0,02) je najdôležiteǰśı, čo do presnosti, odhad
strednej hodnoty výnosov zložiek portfólia, približne desat’krát menej dôležitý je
odhad rozptylov výnosov a približne dvadsat’krát menej dôležitý je odhad kova-
rianćı. Toto odporúčanie sa zhoduje s odporúčańım Chopra a Ziemba (1993).
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Odlǐsná situácia nastáva v pŕıpade stredne rizikového, vyváženého a konzer-
vat́ıvneho investora (λ=0,2; λ=1 a λ=2), pre ktorého je najdôležiteǰśı presný
odhad rozptylov a dvakrát menej odhad kovariancíı výnosov zložiek portfólia. Od-
had parametra strednej hodnoty je pre stredne rizikového, vyváženého a konzer-
vat́ıvneho investora približne pät’krát, stopädesiatkrát a pät’stokrát menej dôležitý
ako odhad roztylov.

Presneǰsiu predstavu o vplyve parametra averzie λ si môžeme urobit’ taktiež na
základe grafu z Obr. 4.1, ktorý zobrazuje priemerné hodnoty CEL pre jednotlivé
skúmané parametre s 10% mierou chyby odhadu (k=0,1) v závislosti na λ.

0.0 0.5 1.0 1.5 2.0

0
.0
0

0
.0
2

0
.0
4

λ

C
E
L

CELμ
CELΣvar
CELΣcov

Obr. 4.1: Graf závislosti CEL na averzii k riziku pre k=0,1, klasický model chyby.

Z grafu vid́ıme, že k zmene poradia významnosti parametrov dochádza pri-
bližne pre λ=0,1. Od hodnoty λ=0,5 je hodnota CEL viacmenej konštantá.
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4.3.2 Výsledky pre alternat́ıvny model chyby

Ako už bolo spomenuté v druhej časti štúdie, využijeme oba dostupné spôsoby
modelovania chyby na nami źıskaných východiskových parametroch. V Tabul’ke
4.2 vid́ıme priemerné hodnoty parametrov CELµ̄, CELΣ̄var a CELΣ̄cov źıskané zo
stonásobného klasického modelovania chyby pri odhade strednej hodnoty, rozp-
tylov a kovariancíı, pre rôzne averzie k riziku λ a vel’kosti chyby k.

Źıskané hodnoty sa rádovo vôbec neĺı̌sia od hodnôt (pozri Tabul’ka 4.1) z prvej
časti simulácie z čoho vyplýva, že nami odhadnuté hodnoty východiskových pa-
rametrov majú rovnaký vplyv na výsledok simulácie ako východiskové parametre
použité v práci Chopra a Ziemba (1993). Jedným z dôsledkov tohoto zistenia je,
že môžeme porovnávat’ výsledky z prvej časti, v ktorej použ́ıvame klasické mode-
lovanie chyby s výsledkami alternat́ıvneho modelovania chyby, ktoré sú zobrazené
v Tabul’ke 4.3.

λ=0,02 λ=0,2 λ=1 λ=2

k=0,05

CELµ̄ 6,40 ·10−3 9,18 ·10−4 2,18 ·10−5 5,27 ·10−6

CELΣ̄var 8,04 ·10−4 3,74 ·10−3 2,22 ·10−3 2,11 ·10−3

CELΣ̄cov 2,52 ·10−4 1,94 ·10−3 1,01 ·10−3 9,43 ·10−4

k=0,10

CELµ̄ 2,51 ·10−2 3,49 ·10−3 8,40·10−5 2,06·10−5

CELΣ̄var 3,32 ·10−3 1,85 ·10−2 1,13 ·10−2 1,07 ·10−2

CELΣ̄cov 1,63 ·10−3 9,10 ·10−3 5,01E-03 4,69 ·10−3

k=0,15

CELµ̄ 5,36 ·10−2 7,74 ·10−3 1,85 ·10−4 4,52·10−5

CELΣ̄var 6,97 ·10−3 4,67 ·10−2 2,84 ·10−2 2,70 ·10−2

CELΣ̄cov 4,34 ·10−3 2,22 ·10−2 1,28 ·10−2 1,21 ·10−2

k=0,20

CELµ̄ 8,62 ·10−2 1,36 ·10−2 3,30 ·10−4 7,93 ·10−5

CELΣ̄var 9,93 ·10−3 8,65 ·10−2 5,71 ·10−2 5,50 ·10−2

CELΣ̄cov 6,74 ·10−3 2,73 ·10−2 1,67 ·10−2 1,60 ·10−2

Tabul’ka 4.2: Priemerné hodnoty CEL, klasický model chyby, nové dáta.

Z Tabul’ky 4.2 vyplývajú rovnaké doporučenia pre odhad skúmaných para-
metrov ako z Tabul’ky 4.1, ktoré boli diskutované v predchádzajúcej časti štúdie.

26



Zamerajme sa na Tabul’ku 4.3, v ktorej sú zobrazené priemerné hodnoty
parametrov CELµ̄, CELΣ̄var a CELΣ̄cov źıskané zo stonásobného alternat́ıvneho
modelovania chyby. Opätovne bol skúmaný vplyv parametra averzie k riziku λ
a vel’kosti chyby k.

λ=0,02 λ=0,2 λ=1 λ=2

k=0,05

CELµ̄ 5.13 ·10−3 6.55 ·10−4 1.52E-05 3.28E-06
CELΣ̄var 6.56 ·10−5 5.74 ·10−4 3.99 ·10−4 3.86 ·10−4

CELΣ̄cov 2.42 ·10−4 2.23 ·10−3 1.21 ·10−3 1.14 ·10−3

k=0,10

CELµ̄ 1.91 ·10−2 2.60 ·10−3 6.40 ·10−5 1.41 ·10−5

CELΣ̄var 2.64 ·10−4 2.32 ·10−3 1.64 ·10−3 1.59 ·10−3

CELΣ̄cov 1.08 ·10−3 1.02 ·10−2 5.29 ·10−3 4.94 ·10−3

k=0,15

CELµ̄ 4.03 ·10−2 5.84 ·10−3 1.46 ·10−4 3.32 ·10−5

CELΣ̄var 5.96 ·10−4 5.59 ·10−3 3.96 ·10−3 3.84 ·10−3

CELΣ̄cov 2.75 ·10−3 2.02 ·10−2 1.18 ·10−2 1.12 ·10−2

k=0,20

CELµ̄ 6.73 ·10−2 1.03 ·10−2 2.61 ·10−4 6.04 ·10−5

CELΣ̄var 1.08 ·10−3 1.12 ·10−2 8.03 ·10−3 7.80 ·10−3

CELΣ̄cov 4.79 ·10−3 2.99 ·10−2 1.84 ·10−2 1.74 ·10−2

Tabul’ka 4.3: Priemerné hodnoty CEL, alternat́ıvny model chyby.

Ako vid́ıme, tak aj pri použit́ı alternat́ıvneho spôsobu modelovania chyby je
vplyv parametra averzie λ na výsledky zrejmý, o čom sa môžeme taktiež pre-
svedčit’ pomocou grafu zobrazenom na Obr. 4.2.

V pŕıpade silne rizikového investora (λ=0,02) by mal byt’ kladený dôraz na
čo najlepšie odhadnutie parametra strednej hodnoty výnosov. Ten má približne
pät’násobne väčš́ı vplyv na hodnotu CEL ako odhad rozptylu a pätnást’násobne
väčš́ı vplyv ako odhad kovariancie výnosov zložiek portfólia.

Stredne rizikový, vyvážený a konzervat́ıvny investor, by sa mal zamerat’ na odhad
parametrov kovariancie. Tie majú asi dvojnásobne vačš́ı dopad na CEL ako od-
had rozptylov a pät’násobne, stonásobne a pät’stonásobne väčš́ı dopad ako odhad
strednej hodnoty výnosov zložiek portfólia.
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Obr. 4.2: Graf závislosti CEL na averzii k riziku pre k=0,1, alternat́ıvny model
chyby.

Pri porovnańı výsledkov klasického modelu chyby s výsledkami alternat́ıvneho
modelu zist́ıme, že pŕıstup založený na klasickom modelovańı kladie dôraz na
presnost’ odhadu parametrov kovariancie narozdiel od pŕıstupu založenom na al-
ternat́ıvnom modelovańı chyby, ktorý preferuje odhad rozptylov výnosov zložiek
portfólia. Tento rozdiel, ako bolo uvedené v podkapitole o modelovańı chyby od-
hadu, je spôsobený zohl’adneńım variability pri alternat́ıvnom modelovańı.

Celkový záver vyplývajúci zo simulačnej štúdie sa dá zhrnút’ nasledujúcim
spôsobom. Odhad vektora stredných hodnôt odporučený prácou Chopra a Ziemba
(1993) je najdôležiteǰśı iba v špeciálnom pŕıpade vysoko rizikového investora.
V ostatných pŕıpadoch, kedy uvažujeme model pre stredne rizikového, vyváženého
a konzervatývneho investora, je podl’a spôsobu modelovania chyby najdôležiteǰśı
čo do presnosti odhadu, odhad kovariancíı resp. odhad rozptylov výnosov zložiek
portfólia.
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Kapitola 5

Záver

V našej práci sme sa zaoberali úlohami optimalizácie Markowitzovho portfólia.
Poukázali sme na vzájomnú súvislost’ Markowitzovho modelu s modelmi založený-
mi na rizikových mierach VaR a CvaR ako aj so všeobecným modelom. V rámci te-
oretickej časti sme sa taktiež venovali vplyvu neúplnej informácie o parametri vek-
tora stredných hodnôt a variančnej matice výnosov na riešenie úlohy. Neúplnost’

sme reprezentovali parametrickými množinami, akými sú elipsovitá alebo interva-
lová množina alebo, vo všeobecneǰsom pŕıpade, vhodnou množinou hustôt resp.
množinou pravdepodobnost́ı. Okrem klasického tvaru optimalizačných úloh sme
preskúmali aj úlohy, v ktorých krátke predaje nie sú povolené. Dospeli sme
k záveru, že v nami študovaných pŕıpadoch toto obmedzenie nemá vel’ký dopad
na robustifikáciu úloh.

Za najväčš́ı pŕıspevok našej práce považujeme obsah štvrtej kapitoly, ktorá
sa venuje skúmaniu významnosti odhadu stredných hodnôt, rozptylov a kova-
riancíı výnosov jednotlivých zložiek portfólia v závislosti na miere averzie k ri-
ziku a spôsobu modelovania chyby. Z dosiahnutých výsledkov vyplýva, že často
zauž́ıvaný názor o dôležitosti odhadu vektora stredných hodnôt je platný iba
v pŕıpade silne rizikového investora. V ostatných pŕıpadoch by mal byt’ kla-
dený dôraz hlavne na odhad kovariancíı, ktorý sa ukazuje byt’ najvýznamneǰśı
v pŕıpade alternat́ıvneho pŕıstupu k modelovaniu chyby. Ten je pri konečnom
výbere preferovaný pred klasickým spôsobom, kedže lepšie odzrkadl’uje charakter
dát použitých pri modelovańı.
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Pŕılohy

Pŕıloha A - použité dáta

AA AXP BA CVX KO DD 3M PG SR UTX

AA 78.0 27.3 30.7 12.2 12.1 31.2 26.7 10.8 23.1 37.0
AXP 27.3 71.5 45.7 15.8 25.3 33.9 27.4 22.7 44.1 40.7
BA 30.7 45.7 100.8 19.2 25.8 28.0 26.2 21.9 39.2 54.2
CVX 12.2 15.8 19.2 74.3 2.9 21.4 11.7 11.1 11.9 27.0
KO 12.1 25.3 25.8 2.9 35.9 14.9 16.8 20.1 21.0 21.5
DD 31.2 33.9 28.0 21.4 14.9 47.3 24.7 19.4 32.0 31.9
3M 26.7 27.4 26.2 11.7 16.8 24.7 33.8 19.8 26.4 28.8
PG 10.8 22.7 21.9 11.1 20.1 19.4 19.8 31.8 22.6 22.1
SR 23.1 44.1 39.2 11.9 21.0 32.0 26.4 22.6 64.1 39.7
UTX 37.0 40.7 54.2 27.0 21.5 31.9 28.8 22.1 39.7 67.4

Tabul’ka 5.1: Výberová kovariančná matica, pôvodné dáta.

AA AXP BA CVX KO DD 3M PG GT UTX

AA 78.5 27.7 31.3 11.6 11.8 31.6 26.8 11.0 38.8 37.2
AXP 27.7 72.3 46.9 15.4 24.4 34.1 27.5 23.0 35.7 40.8
BA 31.3 46.9 102.7 18.8 25.5 28.5 26.7 22.1 30.1 54.5
CVX 11.6 15.4 18.8 73.6 3.3 21.4 11.3 11.2 10.3 27.3
KO 11.8 24.4 25.5 3.3 36.6 14.5 16.2 20.6 16.3 20.8
DD 31.6 34.1 28.5 21.4 14.5 47.7 24.9 19.3 30.6 32.1
3M 26.8 27.5 26.7 11.3 16.2 24.9 33.9 19.8 29.4 29.0
PG 11.0 23.0 22.1 11.2 20.6 19.3 19.8 31.4 16.2 21.9
GT 38.8 35.7 30.1 10.3 16.3 30.6 29.4 16.2 81.8 35.8
UTX 37.2 40.8 54.5 27.3 20.8 32.1 29.0 21.9 35.8 67.9

Tabul’ka 5.2: Výberová kovariančná matica, nové dáta.
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AA AXP BA CVX KO DD 3M PG SR UTX

X̄ 1.56 1.95 1.91 1.58 2.16 1.60 1.49 1.62 1.41 1.45

Tabul’ka 5.3: Výberový vektor stred. hodnôt, pôvodné dáta.

AA AXP BA CVX KO DD 3M PG GT UTX

X̄ 1.56 1.93 1.90 1.36 2.17 1.60 1.48 1.56 1.91 1.45

Tabul’ka 5.4: Výberový vektor stred. hodnôt, nové dáta.

Pŕıloha B - obsah priloženého CD

CD priložené k práci obsahuje:

• Diplomovú prácu vo formáte pdf.

• Použité dáta vo formáte xls a csv.

• Zdrojové kódy programu R použité pri simulácii.

31



Literatúra
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