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časové řady jsou nejprve zkoumány metodami popisné statistiky, je posuzována jejich

homoskedasticita, autokorelace a normalita. Referujeme o způsobech, jakými byla data

adjustována, včetně zohlednění vlivu městského tepelného ostrova, a o dostupnosti dal-

ších dat.

V teoretické části představujeme teorii detekce bodu změny pro model jedné změny

včetně zohlednění autokorelace a modelu více změn. V praktické části analyzujeme data

metodou detekce bodu změny. Významný nárůst teplot nebyl detekován pro časové

řady Cádiz a Uppsala. Pro ostatní časové řady nárůst vesměs detekován byl. Nárůst

teploty by mohl souviset s adjustací teplotních řad na městský tepelný ostrov.
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Abstract: In the present work we deal with the statistical analysis of time-series of a

mean-temperature obtained from seven European cities from the Europe Union pro-

ject “IMPROVE“. Properties of the time series are analyzed by means of descriptive

statistics, being assessing their homoscedasticity, autocorrelation and normality. We

report the ways in which the data has been adjusted, including consideration of the

impact of the urban heat island and we discuss the availability of additional data.

The theoretical part presents a theory of change point detection for a one change

model as well as more than one change model taking an autocorrelation into account.

In the practical part we analyze the data using change point detection method. The sig-

nificant increase was not detected for time series of Cadiz and Uppsala. The significant

increase was rather detected for the rest of the time series. The increase of temperature

could be in a relation to the adjustment for the urban heat island. Keywords: change

point detection, temperature time series
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Úvod

Výzkumný projekt Evropské unie IMPROVE, celým názvem Improved under-
standing of past climatic variability from early daily European instrumental
sources, přinesl zrekonstruovaná data teplot a tlaku s denním rozlišením za po-
sledních 200 až 300 let pro sedm evropských sídel: Belgie-střední část, Cádiz/San
Fernando (Španělsko), Milán (Itálie), Padova (Itálie), Petrohrad (Rusko), Stoc-
kholm (Švédsko) a Uppsala (Švédsko). V dalším textu se budeme zabývat vý-
hradně teplotními daty.

Cílem této práce je tato data analyzovat a odpovědět na otázku, zda na
základě těchto dat dochází k oteplování naší naší planety (či spíše jen Evropy).

Mezivládní panel pro změnu klimatu (IPCC) vydává každých 6 let souhrnnou
zprávu (její shrnutí je adresováno politických představitelům), v níž uvádí pře-
hled pozorovaných změn klimatu a jejich vlivů, shrnuje pravděpodobné příčiny
změn a snaží se o předpověď budoucích změn a jejich dopadů. Obsahuje řadu
doporučení a dlouhodobější výhledy. V poslední (čtvrté) zprávě z roku 2007 se
uvádějí tyto hlavní pozorované jevy:

• Průměrná roční teplota jedenácti z dvanácti posledních let (tj. do roku
2007) patřila mezi 12 nejvyšších od roku 1850 (doba, kdy existují úplné
záznamy o přístrojových pozorováních). Zvýšení průměrné denní teploty
za posledních 100 let se nyní odhaduje na 0,74 ◦C, což je více, než ve
třetí zprávě, kde byl uváděn odhad 0,6 ◦C. Pevnina se otepluje rychleji než
oceán. Pozorování od roku 1961 ukazují, že oceány pohlcují až 80 % celkové
zvýšené teploty klimatu. Oteplení se projevuje až do hloubky kolem 3000
metrů.

• Je velmi pravděpodobné, že průměrné teploty na severní polokouli byly ve
2. polovině 20. století vyšší než za jiné 50leté období za posledních 500 let.

• S oteplováním a úbytkem pozemského sněhu a ledu souvisí zvyšování moř-
ské hladiny.

• Od roku 1970 Je pozorována zvýšená aktivita hurikánů v severním Atlan-
tiku, v celkovém celoročním počtu ale nelze pozorovat žádný trend.

1



Jako vysoce pravděpodobné důsledky těchto pozorování jsou uváděny změny
ekosystémů Arktidy a Antarktidy a vliv na hydrologické systémy (zvětšení ledov-
cových jezer, zvýšený odtok, oteplující se řeky a jezera), vliv na některé mořské
a sladkovodní systémy (množství řas, planktonu, ryb), kde změny souvisejí s ros-
toucí teplotou vody a změnou její slanosti, okysličení a cirkulace.

Jako příčiny těchto jevů se uvádí především zvýšené množství skleníkových
plynů v atmosféře, které se od předindustriální doby výrazně zvýšilo (v období
1970–2004 emise vzrostly celkově o 70 %). Nárůst je způsoben především fosilními
palivy (oxid uhličitý a metan) a zemědělskou výrobou (hlavně metan).

Pravděpodobné dopady: Za velmi pravděpodobné dopady lidské činnosti se
tedy považují zvýšení hladiny moře, změny v rozložení atmosférické cirkulace,
zvýšení počtu extrémně horkých dnů a nocí a vln vysokých teplot, zvětšení plochy
zasažené suchem i četnost silných srážek.

Data prezentovaná v této práci jsou výjimečná svým rozsahem (jsou to jedny
z nejstarších zachovaných záznamů o systematických měřeních teplot), podobně
dlouhých řad existují jen desítky a pocházejí pouze z Evropy a Severní Ame-
riky. O klimatických charakteristikách z dřívějších let ale máme svědectví také,
informaci nesou například:

• kroniky, knihy pamětí, denní pozorování v diářích a osobní korespondence
lidí

• práce, záznamy a komunikace vědců
• psané či tištěné dokumenty, které obsahovaly záznamy, jejichž originály už

jsou ztraceny
• ilustrace – kresby, rytiny (mnohdy obsahovaly velmi detailní informaci),

případně fotografie, poznámky na domech či vytesané do kamene
• slovesnost, pouťové písně, které měly podklad v katastrofických událostech

(a sloužily k předávání informací o nich).
Z „úředních“ zdrojů nesou takové informace například účetní knihy (úroda

obilí a vína, ceny zemědělských plodin), zprávy týkající se výběru daní (úlevy při
neúrodě či katastrofických událostech), obchodní dopisy a zprávy a lodní deníky.

Budoucnost vývoje klimatu planety se modeluje fyzikálními modely, ne na
základě extrapolace statistických analýz minulých dat do budoucnosti. Význam
analýzy v této práci je proto především v popisu chování klimatu v minulosti.
Snažíme se tedy například odpovědět na otázku, zda teploty ve 20. století jsou
vyšší než ty, které v Evropě panovaly v 18. a 19. století, a v jakém století se tep-
lota změnila, nebo lépe začala měnit, a necháváme na dalších úvahách, jakou by
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změny mohly mít příčinu. V této práci jsou analyzována pouze samotná teplotní
data bez zohlednění případné závislosti na dalších faktorech – jak přírodních
(např. sopečná činnost), tak způsobených lidskou činností (emise skleníkových
plynů).

Předložená práce má aplikační charakter a neobsahuje nové matematické vý-
sledky. Při popisu metod použitých pro analýzu dat jsme vycházeli zejména
z přehledové práce Antoch a kol. (2002), článků Antoch a Hušková (2001), Kirch
(2007) a prací autorů Bai a Perron, vycházejících z teoretické práce Bai a Perron
(1998).

Diplomová práce je uspořádána následovně. V Kapitole 1 jsou metodami po-
pisné statistiky popsána data a je zkoumána jejich normalita a homoskedasticita.
Kapitola 2 popisuje adjustace, které byly u originálních dat provedeny, a také
se zabývá další homogenizací těchto dat. V Kapitole 3 jsou představeny statis-
tické metody detekce bodu změny, jimiž jsou v Kapitole 4 data analyzována.
Kapitola 5 shrnuje získané výsledky, porovnává je s dalšími publikovanými ana-
lýzami, diskutuje o vhodnosti použitých statistických metod a upozorňuje na
některé nedokonalosti dostupných dat.

Poznamenejme na tomto místě, že v celé práci bude u všech testů uvažovaná
hladina významnosti α = 0, 05.
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Kapitola 1

Data – popisné statistiky

Již jsme uvedli, že data pocházejí ze sedmi evropských sídel (Belgie – střední část,
Cádiz (Španělsko), Milán, Padova (obě Itálie), Petrohrad (Rusko), Stockholm,
Uppsala (obě Švédsko) a jsou 200 až 300 let dlouhá, viz tabulka 1 a obrázek 1.1.
Ve většině stanic jsou k dispozici pro každý den denní teplotní minimum, průměr
a maximum a navíc průměrný denní tlak.

Obrázek 1.2 dává základní představu o podobě dat. Pro příklad byla vybrána
řada průměrných denních teplot z meteorologické stanice ve Stockholmu. Vrchní
graf ukazuje výsek dat z celého 19. století (k dispozici jsou dokonce data z let
1756−1998), prostřední graf zobrazuje data z let 1841–1860 a konečně spodní
graf vývoj ve třech letech 1849–1851. Z obrázků je zřejmá sezonní periodicita
typická pro vyšší zeměpisné šířky severní polokoule a také to, že různé roky mají
různě teplá roční období, což každý dobře ví z vlastní zkušenosti. Nestacionarita
ve smyslu změny např. průměrné roční teploty je z takto detailních dat okem
těžko postřehnutelná.

Pro popis vývoje teplot je vhodné data „sumarizovat“ . Řada průměrných
(či minimálních nebo maximálních) denních teplot je velmi dlouhá, obsahuje
výrazný sezónní cyklus a k přímé statistické analýze není pro svoji složitost příliš
vhodná. Možností, jak data sumarizovat, existuje samozřejmě celá řada (měsíční,
roční průměry/minima/maxima, počet extrémů atd.). Ze všech nabízejících se
možností jsme zvolili tu nejpřirozenější – roční teplotní průměr (přesněji průměr
ze všech denních průměrů v rámci jednoho roku) – a v této práci se budeme
zabývat nadále pouze jí.

Na druhé straně jsou tato data kvůli své hustotě záznamu ideální pro studium
vývoje extrémních teplot. Takovéto analýzy včetně dokázání příslušné matema-
tické teorie byly provedeny v Jarušková a Rencová (2008). Další analýzy extrémů
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místo průměrná denní teplota min max tlak
Belgie 1767–1998 × ×
Cádiz 1786–2000 × × ×
Milán 1763–1998 × × ×
Padova 1766-1997 × × ×
Petrohrad 1743–1997
Stockholm 1756–2000 ×
Uppsala 1722–2000 ×

Tabulka 1.1: Délky řad průměrných denních teplot v sídlech zkoumaných v pro-
jektu IMPROVE. Křížky ve sloupcích min, max a tlak indikují, zda jsou pro daná
místa dostupné i minimální a maximální denní teploty, resp. průměrný denní
tlak, a to ne nutně ve stejném časovém rozsahu jako průměrné denní teploty.

těchto dat, a to metodami popisné statistiky, jsou např. v Yan a kol. (2002). Vý-
voj vektoru průměrných měsíčních teplot pro stockholmská data je analyzován
v Jarušková (2010) včetně důkazů matematické teorie.

Na obrázku 1.3 vidíme grafy vývoje teplot za celá pozorovací období ve všech
řadách. Spolu s průměrnými teplotami je v grafu i neparametrická robustní loess
křivka s parametrem vyhlazení f = 0, 3, viz Cleveland (1979).
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Obrázek 1.1: Mapa Evropy s vyznačenými městy/státem, ve kterých probíhala
měření. Data belgické časové řady před r. 1833 byla rekonstruována na základě
více měřících stanic z celé Belgie, od r. 1833 data pochází z Bruselu.

Již z těchto grafů je patrné, že během pozorovaného období došlo na většině
míst k nějakému oteplení. Existují ale i místa a období, ve kterých se ochlazo-
valo (Cádiz – první polovina 19. století, Uppsala – první polovina 18. století).
Otázkou ale je, zda toto oteplení (případně ochlazení) je statisticky významné.
Ještě zajímavější by bylo zjistit, v jakém časovém období (případně časových
obdobích) k takovéto změně (změnám) došlo.

V Kapitole 2 budou popsány adjustace, které bylo s originálními daty z mě-
řících stanic nutné provést, a budeme se také zabývat s tím související proble-
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Obrázek 1.2: Řada průměrných denních teplot ve švédském Stockholmu v letech
postupně shora 1801–1900, 1841–1860 a 1849–1851.

matikou kvality dat v jednotlivých obdobích. Obrázek 1.4 ukazuje vývoj směro-
datných odchylek ročního průměru v průběhu let. Je z něj možné tušit rozdíly
v kvalitě záznamu v jednotlivých letech. Markantní je zejména skokový nárůst
směrodatné odchylky ve švédské Uppsale kolem roku 1745. To by mohlo ukazovat
na změnu způsobu měření teplot v této době.

Cílem této práce bude analyzovat vývoj průměrných ročních teplot a přede-
vším to, zda se takto vyjádřená teplotní situace v čase mění. Jednoduše řečeno,
„zda dochází k oteplování naší planety“ . (Samozřejmě se v tomto případě dá
mluvit pouze o Evropě, generalizace na celý svět nejsou na základě těchto dat
namístě). Před analýzou dat ve smyslu vývoje střední hodnoty je žádoucí pro-
zkoumat další vlastnosti časových řad, které s tím souvisejí. Podívejme se proto
na vývoj charakteristik jako rozptyl, autokorelace či normalita v průběhu času.
Na obrázcích 1.6 a 1.7 jsou zobrazeny vývoje rozptylu, normality a vzájemné
korelace sousedních hodnot v klouzavých oknech délky 101 let. V tabulce 1 jsou
uvedeny p-hodnoty příslušných testů shody rozptylů (Bartlettův test), viz An-
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místo Bartlett D-W Shapiro
Belgie 0.238 < 0.001 0.317
Cádiz 0.031 < 0.001 0.394
Milán 0.415 < 0.001 0.921
Padova 0.054 < 0.001 0.108

Petrohrad 0.841 < 0.001 0.548
Stockholm 0.904 0.006 0.300
Uppsala 0.788 < 0.001 0.415

Tabulka 1.2: p-hodnoty Bartlettova testu shody rozptylů a Durbin-Watsonova
testu autokorelace a Shapiro-Wilkova testu normality. Bartlettův test testuje
pro jednotlivé časové řady shodu rozptylů v časových obdobích: do roku 1800,
1801–1850, 1851–1900, 1901–1950, 1951–2000.

děl (2007), normality (Shapirův test), viz Zvára (2008), a autokorelace prvního
řádu (Durbin-Watsonův test), viz Cipra (2008) a Zvára (2008). Na základě gra-
fického znázornění i formálních testů můžeme můžeme dál uvažovat, že rozdělení
pozorování ze všech časových řad je normální a homoskedasticita není výrazně
porušena. Jedinou výjimkou jsou data z Cádizu, kde předpoklad homoskedasti-
city není zcela dodržen. Podle Durbin-Watsonova testu autokorelace je zřejmé, že
časové řady nejsou nezávislé. Tyto charakteristiky dobře poslouží pro představu,
jakými modely je možné řady analyzovat.

Poznamenejme, že pro testování normality byl použit Shapirův test navzdory
tomu, že předpokladem pro jeho použití je nezávislost pozorování. Testy norma-
lity pro závislá pozorování se zabýval Stiburek (2010). Z jím provedené simulační
studie vyplývá, že mnohé běžně používané testy normality nedodrží při silné
závislosti pozorování předepsanou hladinu α. Výsledky pana Stibůrka spolu s
našimi daty naznačují, že se nedopouštíme velké chyby a hladina testu nebude
příliš vysoká.

Konečně se podívejme na korelace teplotních řad jednotlivých měst. Všechny
měřící stanice jsou pozitivně korelované. Geograficky blízká místa spolu korelují
silněji než ta vzdálenější. Nejvíce jsou korelované průměrné teploty ve švédských
městech Stockholm a Uppsala (r = 0.982), která jsou vzdálená vzdušnou čarou
pouze 60 km. Druhá a třetí nejsilnější výběrová korelace je mezi těmito švédskými
městy (Stockholmem a Uppsalou) a Petrohradem (r = 0.810 resp. r = 0.817),
vzdálenost švédských obou měst od Petrohradu je zhruba 700 km. Tyto výběrové
korelace jsou lehce vyšší než čtvrtá nejvyšší korelace – mezi italskými městy
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Bruse Cadiz Milan Padov Petro Stock Uppsa
Brusel – 0.364 0.651 0.596 0.5 0.647 0.631
Cádiz 1840 – 0.396 0.258 0.131 0.08 0.077
Milán 700 1660 – 0.781 0.348 0.423 0.428
Padova 820 1840 210 – 0.438 0.469 0.474

Petrohrad 1920 3720 2140 2030 – 0.81 0.817
Stockholm 1290 3130 1650 1600 700 – 0.982
Uppsala 1310 3150 1700 1650 710 60 –

Tabulka 1.3: Výběrové korelační koeficienty průměrných ročních teplot v jed-
notlivých sídlech (horní trojúhelníková matice) a vzdálenost jednotlivých měst
vzdušnou čarou zaokrouhlená na desítky kilometrů.

Milán a Padova, která ale leží k sobě blíže než Petrohrad a švédská města –
pouze 210 km. Je tedy zřejmé, že sílu korelace ročních průměrných teplot mezi
různými sídly nelze vysvětlit pouze jejich vzájemnou vzdáleností. Například je
známo, že korelaci teplot významně ovlivňuje geografie území. Zatímco vliv moře
na teplotu v Padově je velký, Milán leží více ve vnitrozemí v Pádské nížině a vliv
moře zde není tak výrazný.

1.1 Chybějící pozorování

I přes zřejmě velkou snahu autorů rekonstrukcí teplotních řad se v jednotlivých
řadách vyskytly dny, měsíce či roky, kde hodnoty chybí. Důvodem byla buď
jejich nedostupnost, nebo (méně častěji) očividná a nenapravitelná nesmyslnost
dat. Přehledně o tom vypovídá tabulka 1.1 chybějících pozorování.

Zatímco ze čtyř míst máme prakticky kompletní časové řady (Belgie, Milán,
Stockholm, Uppsala), ve zbývajících třech místech (Cádiz, Padova, Petrohrad)
je nutné rozmyslet, jak s chybějícími pozorováními naložit. V první řadě je třeba
uvážit fakt, že jsme se rozhodli v této práci analyzovat roční průměry z denních
průměrných hodnot. Proto nelze v případě, kdy chybí v daném roce několik jed-
notek či desítek pozorování, roční průměr počítat pouze z dostupných pozorování
daného roku. V takovém případě by byl roční průměr obecně vychýlený.

Rozhodli jsme se pro následující intuitivní strategii. Roky, ve kterých chybí
příliš mnoho pozorování jsme odstranili úplně, zatímco pozorování v letech, ve
kterých chybělo méně než příliš mnoho pozorování, jsme imputovali. Data jsme
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imputovali tak, že místo chybějícího pozorování byl dosazen průměr nejbližšího
dostupného pozorování před a po chybějícím pozorování. Otázkou zůstává, co
je to příliš mnoho, tedy jak velký počet chybějících pozorování v daném roce
lze ještě imputovat (jedno pozorování jistě ano) a kdy už naopak raději budeme
pozorování celého roku ignorovat.

Tato metoda imputace, ostatně i jako každá jiná, totiž vnáší do výpočtu
průměrné roční teploty nepřesnost. Uvědomme si například, že když bude impu-
tovaná hodnota o 1 ◦C vyšší než skutečná ale nedostupná hodnota, bude roční
průměr vyšší pouze o (1/365) ◦C = 0, 0027 ◦C, tedy velmi zanedbatelně. Když
se ovšem výše zmíněným odhadem při imputaci padesátidenního období odchý-
líme každý den o 3 ◦C výše než je skutečná hodnota, bude roční průměr vyšší
již o (150/365) ◦C = 0, 4109 ◦C. Cílem je, aby tato nepřesnost byla co nejmenší,
a navíc kontrolovatelně malá. Testovali jsme proto metodu na reálných datech
z let, ve kterých nejsou žádná chybějící pozorování. Byla zkoumána citlivost hod-
noty průměrné roční teploty na to, kolik denních hodnot imputujeme. Ukázalo
se, že tato citlivost je různá pro různé měsíce roku i pro různá místa pozorování.
Citlivost pro daný počet chybějících pozorování byla popsána maximem z abso-
lutních hodnot 2,5procentního a 97,5procentního kvantilu empirického rozdělení
odchylek imputované hodnoty od skutečné. Na základě těchto dat jsme se roz-
hodli, že maximální počet chybějících denních pozorování, který budeme v daném
roce imputovat, je 30. A to pro jednoduchost pro všechny měsíce i místa měření.
Při tomto počtu imputovaných denních teplot, je odchylka od ročního průměru
s pravděpodobností přibližně 95 % menší než 0,33 ◦C.

Poznamenejme, že chybějící roční průměr u časové řady není překážkou pro
použití modelů v této práci uvažovaných, viz Kapitola 3.

10



místo odstraněné roky opravené roky
Belgie – –
Cadiz 1792–1793; 1795; 1799; 1801–

1803; 1809; 1811–1812; 1814;
1816; 1994

1804–1805; 1807; 1817; 1851–
1852; 1873; 1964; 1988–1993;
1997–2000

Milán – –
Padova 1944; 1991; 1995–1997 1847; 1852; 1862; 1918–1919;

1941; 1949; 1951; 1988; 1992–
1994

Petrohrad 1743; 1745–1751; 1763–1764;
1787; 1793; 1795–1797; 1800–
1804; 1997

1784; 1788; 1805; 1819–1820;
1846

Stockholm – –
Uppsala – 1722

Tabulka 1.4: Chybějící pozorování uvažovaných teplotních řad. Odstraněné roky
jsou ty, kde chybělo více než 30 průměrných denních teplot. Opravené roky jsou
ty, kde bylo 1 až 30 pozorování imputováno.
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Obrázek 1.3: Vývoj průměrných teplot ve všech lokalitách spolu s proloženým
loess odhadem s parametrem vyhlazení f = 0, 3.
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Obrázek 1.4: Vývoj směrodatných odchylek ročního průměru ve všech lokalitách
spolu s loess odhadem s parametrem vyhlazení f = 0, 3.
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Obrázek 1.5: Nahoře: grafické znázornění korelace pomocí korelogramu. Sytější
modrá a plnější koláčový graf vyjadřují vyšší korelační koeficient. Dole: Belgie –
vývoj popisných charakteristik (rozptyl a korelace sousedních roků), p-hodnota
Shapirova testu normality a čárkovaně vyznačená hladina významnosti 0, 05 Sha-
pirova testu normality.
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Obrázek 1.6: Cádiz, Milán, Padova – vývoj popisných charakteristik (rozptyl
a korelace sousedních roků), p-hodnota Shapirova testu normality a čárkovaně
vyznačená hladina významnosti 0, 05 Shapirova testu normality.
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Obrázek 1.7: Petrohrad, Stockholm, Uppsala – vývoj popisných charakteristik
(rozptyl a korelace sousedních roků), p-hodnota Shapirova testu normality a
čárkovaně vyznačená hladina významnosti 0, 05 Shapirova testu normality.
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Kapitola 2

Adjustace dat

2.1 Provedené adjustace

U takto dlouhých teplotních řad jsou naprosto nutné různé formy adjustace dat.
Způsoby a podmínky při získávání dat v daných sídlech se během téměř tří století
liší; největší problémy jsou ohledně získávání nejstarších dat, ovšem u novějších
pozorování je zase aktuální problém tzv. městského tepelného ostrova. Data byla
homogenizována s ohledem na:

• změny místa měření (v rámci města, případně rámci regionu)

• měření v budově, resp. venkovní měření

• výměny měřícího přístroje

• změny konkrétního přístroje

• změny časů měření

• změny počtu měření během dne

• „globální“ nařízení (normy) – změny postupů měření

• změny časového systému

• vývoj městského tepelného ostrova

Na tyto problémy bylo v rámci projektu reagováno. Homogenizace byla v zá-
sadě prováděna:
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1. přímými metodami, tj. na základě objektivních informací získaných z his-
torie měřících stanic a

2. nepřímými metodami, tj. porovnáním s ostatními časovými řadami pokud
jsou dostupné, případně použitím předpokladů, že jisté vlastnosti (např.
rozpětí teplot) časových řad se v čase nemění.

Obecně, co se týče časů měření v rámci dne, platí, že byla snaha získat denní
minimální, maximální a průměrnou teplotu. Proto se měření prováděla typicky
ráno – buď při východu Slunce, nebo v pevnou hodinu, v poledne a večer (kdy
byla teplota blízká dennímu průměru) – opět buď při západu Slunce nebo v pev-
nou hodinu. Na základě moderních měření s dostatečnou hustotou záznamu byly
rekonstruovány typické průběhy teplot v rámci dne a skutečné minimální a ma-
ximální teploty dne byly odhadnuty na základě historických měření v pevné
hodiny s využitím předpokladu, že se průběh denní teploty (v konkrétním době
roku) v průběhu let neměnil.

Průměrná denní teplota je u jednotlivých sídel definována různě. Většinou
je to prostý průměr z (někdy odhadnutých) minim a maxim, jindy je k jeho
výpočtu používáno váženého průměru z více denních pozorování. Podstatné ale
je, že výpočet průměru je v rámci jednotlivých sídel konzistentní, tudíž nevnáší
nehomogenitu do vývoje vypočtených hodnot.

V případě přesunu měřících stanic bylo využíváno měření z dostatečně blíz-
kých referenčních stanic. Na základě záznamů z dostatečně dlouhého období pře-
kryvu (typicky v řádu jednotek let) obou stanic byl vytvořen model, na základě
kterého byly teploty v nové/staré stanici opraveny.

V následující části jsou popsány teplotní řady z konkrétních měst podrob-
něji. Kompletní informace o rekonstrukci, přípravě a adjustaci dat jsou dostupné
v knize Camuffo a Jones (2002), která je knižním vydáním speciálního čísla 53
časopisu Climatic Change a taktéž obsahuje CD s originálními a adjustovanými
daty. Případně v jednotlivých článcích Climate Change 53 – Camuffo (2002), Co-
cheo a Camuffo (2002), Moberg a kol. (2002), Maugeri a kol. (2002), Bergström
a Moberg (2002). Popsány jsou zejména konkrétní události, které podle autorů
rekonstrukcí teplotních řad mohou vést k menší spolehlivosti záznamů v daných
obdobích.

2.2 Městský tepelný ostrov (UHI)

Městský tepelný ostrov je metropolitní oblast, která díky své zástavbě a lidské
činnosti a z toho plynoucí akumulace tepla, vykazuje znatelně vyšší teploty než
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okolní oblast mimo město. Citujme dále z encyklopedie Britannica z hesla urban
climate:

"... Centrum města je teplejší než odlehlé oblasti. Záznamy denních minimál-
ních teplot sousedících městských a venkovních sídel často ukazují, že městské
sídlo je o 6–11 ◦C teplejší než venkovní sídlo. Vytvoření takovéhoto „tepelného
ostrova “ je ovlivněno především dvěma procesy. V létě městská zástavba a asfalt
absorbují, ukládají a znovu vyzařují více sluneční energie na jednotkovou plochu
než vegetace a půda typická pro venkovní oblasti. Kromě toho v městských ob-
lastech může být méně této energie využito k odpařování, což se charakteristicky
projevuje větším odtokem srážek z ulic a budov. V noci potom díky tepelnému
záření z budov a ulic je vzduch ve městě teplejší než vzduch na venkově.

V zimě je městské klima lehce, ale přitom významně, teplejší díky energii
ze spalování paliva při vytápění domácností, výrobě energie, v průmyslu a v
dopravě. K teplejšímu městskému klimatu přispívá také pokrývka z polutantů
a vodní páry, která absorbuje část tepelného záření pocházejícího ze zemského
povrchu. Část pohlceného tepelného záření zahřívá okolní vzduch, a tímto pro-
cesem se stabilizuje vzduch nad městem, což dále přináší zvýšení pravděpodob-
nosti vyšší koncentrace polutantů.“ (Z angličtiny volně přeložil autor diplomové
práce.)

Městský tepelný ostrov (anglicky urban heat island, UHI ) je tedy obecně
známý jev, který je nutné při rekonstrukci časových řad, které jsou měřeny ve
větších městech, brát v úvahu.

2.3 Belgie (1767–1998)

Belgickou teplotní řadu lze rozdělit do dvou období. Před rokem 1833 je k dispo-
zici několik teplotních řad dlouhých maximálně desítky let pocházejících z celé
dnešní Belgie a jedné stanice v Nizozemí. Z těchto řad byly vybrány tři, po-
mocí nichž byla zrekonstruovaná řada homogenní s nejnovějšími pozorováními
z Bruselu. Od roku 1833 dále byla data měřena v rámci jedné instituce v Bru-
selu. V průběhu let měření teplot se vyskytlo větší množství náhlých zdrojů
nehomogenity, na všechny uvedené v článku Demaréee a kol. (2002) bylo ale ad-
justováno. Kvůli vyvíjejícímu se městskému tepelnému ostrovu došlo v roce 1890
ke stěhování měřící stanice z města Bruselu 6 km na jih do vesnice Uccle, která
v té době ležela prakticky v polích. Na tuto změnu bylo s měsíčním rozlišením
měření adjustováno. Již ale nebylo adjustováno na vývoj UHI i v této oblasti,
přestože během jednoho století se i toto místo stalo součástí města Bruselu.
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2.4 Cádiz–San Fernando (1786–1996)

Systematická pozorování zde, v jihozápadním rohu Evropy, začala v roce 1789.
O pozorováních z období 1786–1820 se dochovalo nejméně informací. Oficiální
měření v té době zaznamenala dvě velká přerušení – přesun stanice z Cádizu
do San Fernanda a Napoleonské války. Pozorování z této doby byla vyplněna
anonymními pozorovateli z civilních kruhů. Bohužel se ale o jejich způsobech
získávání hodnot informace nezachovaly, a i tak existují období, která se ne-
podařilo zrekonstruovat vůbec: 1795–1799 a 1810–1816. Z období 1821–1880 se
zachovala konzistentní měření dle standardů té doby. Informace o místě měření
ani o přístrojích však nejsou známy. Poslední období 1870–1996 je již pokryto ofi-
ciálními měřeními ze San Fernanda, která byla navíc prováděna každou hodinu,
a v tomto smyslu patří stanice San Fernando mezi výjimečné i v evropském mě-
řítku. Na základě těchto podrobných dat jsou v databázi uvedena denní minima,
maxima a průměry.

2.5 Milán (1763–1998)

Denní meteorologická pozorování byla v Miláně prováděna od roku 1763. Při re-
konstrukci pozorovaných dat se ukázalo, že ačkoliv jsou spjata s jedním místem
– astronomickou observatoří Brera – vykazují značné nehomogenity. Odstranění
nehomogenit, které nesouvisely s klimatem, se zaměřilo především na: vliv Carli-
niho reorganizace 1835, změny ve způsobu měření (1880–1920) a vliv městského
tepelného ostrova Milána (nejvíce po roce 1850). Výsledkem homogenizace je
úplná sada dat pro minima, maxima a denní průměry teplot pro období let
1763–1998.

V roce 1835 proběhla Carliniho reorganizace observatoře. Při zkoumání pů-
vodních teploměrů se ukázalo, že mají posunutou nulu na měřicí stupnici (0,88 ◦C).
Carlini také po krátký čas prováděl současná měření denních minimálních (ran-
ních) teplot za starých a nových podmínek (místa a vybavení) při sledování teplot
během velmi chladné zimy roku 1855. Tato porovnání měření ukazovala na prů-
měrnou odchylku 1,26 ◦C; pozorování však byla vedena příliš krátce. Dalšími
vlivy bylo například působení mikroklimatu v bezprostředím okolí teploměru,
které mohlo ovlivnit data až o 0,5 ◦C.

Podstatný vliv na homogenitu dat měl prudký rozvoj města Milán po roce
1860, kdy se město začalo rozrůstat i do okolí observatoře. Vliv městského te-
pelného ostrova na průměrnou teplotu byl odhadnut na 1,4 ◦C a bylo na něj v
Maugeri a kol. (2002) adjustováno.
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2.6 Padova (1725–1998)

Nejstarší etapa měření teploty v Padově je spojena především se jmény Poleni,
Morgagni, Toldao. Každý z nich měřil za jiných podmínek: jiným teploměrem, na
jiném místě, venku či uvnitř budovy. Data z prvního období (asi do roku 1764)
vykazují tak velkou nehomogenitu (mimo jiné způsobenou roztažností a postup-
ným posunem škály teploměru, místem a podmínkami měření), že i přes prove-
denou homogenizaci nejsou reálně opravitelná. V mnoha případech byly nalezené
chyby větší než možná klimatická informace. Pozdější měření pocházejí z věže
dnes známé pod jménem la Specola, která byla roku 1767 přeměněna v observa-
toř. Tam probíhala měření (nejprve do roku 1812 ve výšce 17 m nad zemí) až
do roku 1956, kdy data pokračovala s daty Air Force (1926—1990). Novodobá
měření pocházejí z observatoře Water Magistrate (1920 dodnes) a od roku 1980
také z Botanické zahrady.

Od roku 1774 zaznamenával Toldao také denní minima a maxima. Tato mě-
ření byla až do roku 1874 zatížena vlivem času provedeného měření, který způso-
boval chybu u letního dne až přes 4 ◦C u denního minima. Vliv měla také výška
teploměru nad zemí.

2.7 Petrohrad (1743–1996)

Specialitou těchto denních dat je, že byla již jednou v 19. století opravena, ho-
mogenizována a publikována. To přineslo výhodu menší náročnosti rekonstrukce,
zároveň však citelnou nevýhodu v nejasné spolehlivosti dat, neboť data byla re-
konstruována postupem, který nebyl dostatečně zdokumentován a z toho, co
zdokumentováno bylo, je patrné, že tato rekonstrukce neodpovídá dnešním stan-
dardům. Je proto nutné se spolehnout na práci Wahlen (1886). Nepřesnost zmí-
něného období ale není možné lépe specifikovat. Do roku 1878 existují pouze
vypočtená průměrná denní data, nikoli originální hodnoty, ze kterých byly prů-
měry vypočteny. V letech 1805–1821 jsou data označena jako sporná.

Data nebyla homogenizována s ohledem na vývoj městského tepelného os-
trova. Je ale poznamenáno, že městský tepelný ostrov je jistě přítomen, a to
v rozsahu 0,5–1,0 ◦C za 20. století.
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2.8 Stockholm (1756–1998)

Data byla po celou dobu měřena na téže pozorovací stanici ve Stockholmu. Bě-
hem času se vyvíjel počet pozorování denně od jednoho v letech 1754–1755 (kte-
rážto data byla následně ignorována jakožto nedostatečně reprezentativní), dvou
pozorování denně v letech 1756–1760, a tří denně dále od roku 1761. Od roku
1859 byla navíc zahrnuta měření maxim a minim pomocí maximo-minimálních
teploměrů. Podobně se v průběhu let vyvíjely i časy denních měření.

Data byla homogenizována s ohledem na vývoj městského tepelného ostrova.
Toto bylo provedeno statistickými testy podle Alexandersson (1986). Výsledkem
jsou adjustace pro roky 1868–1998, proměnné v průběhu let a speciálně odhado-
vané pro všech 12 měsíců. Následně byly denní opravené hodnoty získány lineární
interpolací mezi měsíčními opravami.

2.9 Uppsala (1722–1996)

Data z Uppsaly jsou nejdelší zrekonstruovanou řadou denních teplot Švédska
(i celé Evropy). Od roku 1722 do roku 1773 ale existují období s chybějícími daty,
většinou maximálně rok, jednou ale i šest let. V těchto obdobích byla data extra-
polována z dat ze sousedních měst: Risinge, Bettna, Linkoping a Stockholm. V le-
tech 1722–1732 se měření prováděla podle tehdejších doporučení uvnitř „dobře
větrané na sever orientované místnosti“ , což mělo za následek redukci variability
naměřených hodnot oproti skutečně venkovnímu měření. V roce 1853 došlo ke
stěhování měřící stanice z centra města Uppsala zhruba 1 km na západ. V le-
tech 1865, 1952 a 1959 došlo k dalším změnám umístění stanice, všechny ale
byly v rámci pár set metrů. V prvních 110 letech byla měření prováděna 1–4krát
denně. Přesně uváděné časy pozorování byly až do roku 1790, poté se zapisovalo
pouze „ráno“ , „odpoledne“ . Od roku 1865 byla pozorování prováděna každou
hodinu.

Data byla homogenizována s ohledem na vývoj městského tepelného ostrova
stejnými metodami jako stockholmská teplotní řada. Pouze odhady adjustací se
přirozeně liší.

2.10 Adjustace dat po roce 2002

Kniha Camuffo a Jones (2002) spolu s daty byla publikována již v roce 2002.
Autoři rekonstrukcí připouštějí pro některá období menší spolehlivost teplotních
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řad, pro některé řady nebyly provedeny adjustace na vliv tepelného ostrova. Sna-
žili jsme se proto rešerší literatury a oslovením samotných autorů studií z pro-
jektu IMPROVE zjistit, zda byly některé nedostatky odstraněny.

Belgickými daty se v kontextu vlivu městského tepelného ostrova zabývali
Hamdi a kol. (2009), Hamdi a Van de Vyver (2011) a Van Weverberg a kol.
(2008). Na základě těchto prací ale nebyla publikována opravená data.

Podle informací získaných od profesora Barriendose, autora rekonstrukce ča-
sové řady z Cádizu a San Fernanda, viz Barriendos a kol. (2002), data z Cádizu
a San Fernanda z projektu IMPROVE jsou nejlepší dostupná. Profesor Barri-
endos vyjádřil velkou ochotu poskytnout mnoho různých dat z Cádizu a San
Fernanda například pro zkoumání vlivu městského tepelného ostrova.

Milánská časová řada z projektu IMPROVE je bez chybějících pozorování
a je adjustována na vliv městského tepelného ostrova. Podle profesora Mauge-
riho žádná nově adjustovaná data podobné délky jako v projektu IMPROVE
vytvořena nebyla.

Na rekonstrukci padovské časové řady z projektu IMPROVE reagovali Ca-
muffo a Bertolin (2012), kterým se podařilo získat data denních teplot z Boloni
z let 1725–1764 měřených venku a pomocí nich rekonstruovali padovskou časo-
vou řadu z tohoto období, která byla v projektu IMPROVE označena jako jako
nehomogenizovatelná. Tato nová data bohužel nejsou veřejně dostupná a na naši
žádost bohužel autoři Camuffo a Bertolin nereagovali.

Petrohradská data z projektu IMPROVE nebyla adjustována na vliv měst-
ského tepelného ostrova a bylo odhadnuto, že tento vliv je v rozsahu +0,5 ◦C
až +1,0 ◦C. Podle sdělení doktora Listera, jedno z autorů rekonstrukce z IM-
PROVE, žádné další adjustace prováděny nebyly.

Na rekonstrukci dat ze Stockholm a z Uppsaly z projektu IMPROVE bylo
reagováno v Moberg a kol. (2003). Je adjustováno na nepřesnosti měření před
rokem 1860. Tato data byla publikována.
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Kapitola 3

Teorie detekce bodu změny

V této kapitole zavedeme statistický model a matematicko-statistický aparát,
který lze využít při zkoumání stacionarity časové řady. Pro tento účel jsme zvo-
lili nejjednodušší modely z oblasti teorie detekce bodu změny. Předpokládáme,
že časovou řadu lze popsat jako posloupnost nezávislých normálně rozdělených
náhodných veličin s jednou společnou střední hodnotou µ – to za nulové hypo-
tézy. Později vezmeme v úvahu i závislá pozorování. Alternativy uvažujeme dvou
druhů, a sice to, že:

1. náhodné veličiny je lepší popsat pomocí dvou středních hodnot – v modelu
je jedna (strukturální) změna, nebo

2. náhodné veličiny je lepší popsat pomocí dvou a více středních hodnot
– v modelu je obecně více (strukturálních) změn.

Obecně nepředpokládáme znalost času (časů), ve kterém (kterých) mělo ke změně
(změnám) dojít. Pro jednoduchost uvažujeme u obou druhů modelu pouze náhlé
změny, nikoli změny pozvolné. Model více změn je složitější a kromě odhadu
časů změny typicky přináší i nutnost odhadu počtu změn.

Kromě samotného testu, zda dochází ke změně, odhadujeme také bod změny.
Zajímá nás také odhad dalších parametrů modelu (velikost změny, střední hod-
nota před změnou, střední hodnota po změně). Intervaly spolehlivosti pro bod
změny můžeme v jistých situacích získat z asymptotického rozdělení odhadu.
Univerzálním řešením je použití bootstrapu.

Oba modely mohou dát pro klimatologickou praxi zajímavé výsledky. Zjis-
tíme nejen, zda je časová řada stacionární, ale i kde je stacionarita porušena,
a navíc o jakou hodnotu. Poznamenejme ještě, že modelu jedné změny byla v li-
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teratuře věnována větší pozornost než modelu více změn, a takto tomu je i v této
práci.

3.1 Modely jedné změny

V práci Antoch a kol. (2002) je uvažován jednoduchý model

H : Yi = ei, i = 1, . . . , n, (3.1)
A : ∃ k ∈ {1, . . . , n− 1} takové, že

Yi = ei, i = 1, . . . , k,

Yi = δ + ei, i = k + 1, . . . , n,

kde δ 6= 0 a náhodné chyby ei jsou nezávislé stejně rozdělené náhodné veličiny.
Veličinu k nazýváme bod změny.

Protože se model (3.1) se pro naši situaci analýzy teplotních řad nehodí,
zavedeme podobný model, ve kterém nebudeme předpokládat znalost střední
hodnoty před potenciálním bodem změny. To se v klimatologické praxi dá jistě
očekávat. V dalším tedy budeme v Kapitole 3 věnované teorii detekce bodu
změny i v Kapitole 4 zaměřené na analýzu reálných dat uvažovat pro model
jedné změny model (3.2). Zájemce o podrobnosti k modelu (3.1) odkazujeme
na Antoch a kol. (2002), kde jsou shrnuty nejdůležitější výsledky a provedena
odvození testových statistik testující hypotézu z modelu (3.1).

V situaci kdy počáteční střední hodnotu neznáme, můžeme užít model:

H : Yi = µ+ ei, i = 1, . . . , n, (3.2)
A : ∃ k ∈ {1, . . . , n− 1} takové, že

Yi = µ+ ei, i = 1, . . . , k,

Yi = µ+ δ + ei, i = k + 1, . . . , n, δ 6= 0.

Předpokládáme, že µ ∈ R, náhodné chyby {ei} jsou nezávislé náhodné veličiny
s normálním rozdělením N(0, σ2) se známým σ2 a E |ei|2+∆ < ∞ pro nějaké
∆ > 0. Veličinu k budeme nazývat bod změny. Pro test hypotézy H existuje
více metod. Zde se budeme zabývat dvěma z nejpoužívanějších: metodou podílu
věrohodností a pseudo-bayesovskou metodou.
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3.2 Metoda podílu věrohodností

Přirozenou metodou pro test hypotézy H proti alternativě A je metoda podílu vě-
rohodností. (Obecně o metodě podílu věrohodností např. v Hátle a Likeš (1972).)
Podle modelu (3.2) má statistika založená na podílu maximálních věrohodností
za alternativní a nulové hypotézy tvar

Λ = max
0≤k≤n−1

Λk, kde Λk = log
supa∈R,δ∈R

∏n
i=1 fA(Yi)

supa∈R
∏n

i=1 fH(Yi)
.

Logaritmem podílu maxim věrohodností Λk lze testovat jednodušší hypotézu,
totiž zda v modelu (3.2) dochází ke změně v bodě k (Respektive přesně řečeno
změna v procesu, který pozorujeme pomocí Y1, . . . , Yn, se odehrála někde mezi
body (k, k1]. Dál budeme ale takovouto změnu označovat jako změnu v bodě
k.). Hypotézu stacionarity modelu bychom ve prospěch alternativy, že v bodě
k se mění střední hodnota z µ na µ + δ zamítli pro velké hodnoty Λk. Protože
však bod změny k není znám, ptáme se, zda existuje alespoň jeden bod, ve
kterém nastala změna. Testujeme tedy, zda alespoň jedna z testových statistik
Λk, k = 1, . . . , n − 1 nabývá významně velké hodnoty nebo, ekvivalentně, zda
maximum z testových statistik Λk, k = 1, . . . , n − 1, tj. Λ = max0≤k≤n−1 Λk

nabývá významně velké hodnoty. Upravujme v dalším pro přehlednost jen argu-
ment Λk funkce max0≤k≤n−1 Λk. Podle modelu (3.2) předpokládáme, že ei mají
normální rozdělení N(0, σ2).

Λk = log
supa∈R,δ∈R

∏n
i=1 fA(Yi)

supa∈R
∏n

i=1 fH(Yi)

= log
supa∈R,δ∈R

∏k
i=1 φ(

Yi−a
σ

)
∏n

i=k+1 φ(
Yi−a−δ

σ
)

supa∈R
∏n

i=1 φ(
Yi−a
σ

)

= sup
a∈R,δ∈R

k
∑

i=1

(

−(Yi − a)2

2σ2

)

+
n
∑

i=k+1

(

−(Yi − a− δ)2

2σ2

)

− sup
a∈R

n
∑

i=1

(

−(Yi − a)2

2σ2

)

=
1

2σ2

[

sup
a∈R

n
∑

i=1

(Yi − a)2 − sup
a∈R,δ∈R

(

k
∑

i=1

(Yi − a)2 +
n
∑

i=k+1

(Yi − a− δ)2

)]

=
1

2σ2

[

k
(

Ȳk

)2
+ (n− k)

(

Ȳ o
k

)2 − n
(

Ȳn

)2
]

(3.3)
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V předchozím jsme značili pro 1 ≤ k ≤ n− 1

Ȳk =
1

k

k
∑

i=1

Yi, Ȳ o
k =

1

n− k

n
∑

i=k+1

Yi, Ȳn =
1

n

n
∑

i=1

Yi.

V následujícím použijeme navíc pro 1 ≤ k ≤ n− 1 značení

Sk =
k
∑

i=1

Yi, So
k =

n
∑

i=k+1

Yi, Sn =
n
∑

i=1

Yi.

Výraz (3.3) lze vyjádřit v jednodušší a úspornější podobě následovně:

1

2σ2

[

k
(

Ȳk

)2
+ (n− k)

(

Ȳ o
k

)2 − n
(

Ȳn

)2
]

=
1

2σ2

1

nk(n− k)

[

(n− k)2S2
k − 2k(n− k)SkS

o
k + k2(So

k)
2
]

=
1

2σ2

1

nk(n− k)
(nSk − kSn)

2

=
1

2σ2

nk

n− k

(

Ȳk − Ȳn

)2

=
1

2σ2

n

k(n− k)

(

k
∑

i=1

Yi − kȲn

)2

Tato statistika je ekvivalentní následující často používané statistice TLR
n

TLR
n = max

1≤k≤n−1

{

1

σ

∣

∣

∣

∣

∣

√

n

k(n− k)

k
∑

i=1

(Yi − Ȳn)

∣

∣

∣

∣

∣

}

, (3.4)

které se někdy říká statistika maximového typu. Pro test hypotézy je třeba nalézt
kritické hodnoty (3.4). Rozdělení je ale pro větší n příliš složité a jeho kritické
hodnoty nejsou známy. Proto je třeba nalézt jejich aproximaci. Podle Antoch
a kol. (2002) a Antoch a Hušková (2001) mohou být založeny na:

1. Bonferroniho nerovnosti (pouze pro malá n),

2. asymptotickém rozdělení testové statistiky (pouze pro velká n),

3. simulacích rozdělení testové statistiky,

4. permutační metodě.
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Bonferroniho nerovnost

Uvědomme si nejprve, že pro veličinu Tk, která se vyskytuje ve výrazu napravo
v (3.4) neuvažujeme-li absolutní hodnotu platí

Tk :=
1

σ

√

n

k(n− k)

k
∑

i=1

(Yi − Ȳn) =
1

σ

√

k(n− k)

n

(

Ȳk − Ȳ o
k

)

(3.5)

Snadno nahlédneme, že σTk má normální rozdělení N(0, 1).
Poznámka 1
Kdybychom neznali rozptyl σ2, můžeme odhadnout statistikou

s2 =
1

n− 2

(

k
∑

i=1

(Yi − Ȳk)
2 +

n
∑

i=k+1

(Yi − Ȳ o
k )

2

)

.

Dostali bychom standardně užívanou testovou statistiku dvouvýběrového t-testu.
V tomto případě mají T ′

k :=
1
s
Tk, k = 1, . . . , n−1 Studentovo t-rozdělení o n−2

stupních volnosti.
Podle Bonferroniho nerovnosti

P

(

n
⋃

i=1

Ai

)

≤
n
∑

i=1

P (Ai),

kde Ai jsou libovolné náhodné jevy. Odtud platí pro statistiku TLR
n zavedenou

v (3.4)

P

(

max
1≤k≤n−1

{

1

σ

∣

∣

∣

∣

∣

√

n

k(n− k)

k
∑

i=1

(Yi − Ȳn)

∣

∣

∣

∣

∣

}

> C

)

= P

(

max
1≤k≤n−1

{|Tk|} > C

)

= P

(

n−1
⋃

k=1

{|Tk| > C}
)

≤
n−1
∑

k=1

P (|Tk| > C) = (n− 1)P (|T1| > C) .

Je zřejmé, že pro větší n jsou takovéto odhady a z nich plynoucí kritické
hodnoty velmi konzervativní.

Asymptotické rozdělení statistiky za H0

Podle monografie Csörgö a Horváth (1997) platí následující věta.
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Věta 1. Uvažujme model (3.2) a předpokládejme platnost nulové hypotézy H.
Definujme posloupnosti an =

√
2 log log n, bn = 2 log log n + 1

2
log log log n

−1
2
log π. Pak pro každé x ∈ R platí

lim
n→∞

P

(

TLR
n >

x+ bn
an

)

= 1− exp{−2e−x}. (3.6)

Konvergence popsaná Větou 1 je ale velmi pomalá a kritické hodnoty takto
získané pro statistiku TLR

n jsou také konzervativní. Poznamenejme, že konver-
gence statistik TLR

n (3.6) platí i pro ne nutně normálně rozdělené veličiny Yi, i =
1, . . . , n. Pro její platnost stačí, aby platilo E |ei|2+∆ < ∞ pro nějaké ∆ > 0.

Simulované kritické hodnoty

Simulované kritické hodnoty testové statistiky (3.4) byly získány při počtu simu-
lací Nsim = 10000 za předpokladu normality a nezávislosti náhodných chyb ei,
tedy podle nulové hypotézy v modelu (3.2). Simulace byly provedeny pro délky
časových řad z projektu IMPROVE.

Permutační metoda

Permutační metoda byla v souvislosti s modely detekce změny navržena poprvé
v Antoch a Hušková (2001). Tato metoda funguje v principu následujícím způso-
bem: Náhodně permutujeme pozorování Yi, i = 1, . . . , n a pro tato zpermutovaná
rozdělení vždy vypočteme statistiku TLR

n . Toto mnohokrát opakujeme, typicky
1000 až 10000krát, čímž získáme empirické permutační rozdělení statistiky TLR

n .
(1 − α)100% empirický kvantil permutačního rozdělení lze použít jako α100%
kritickou hodnotu. Antoch a Hušková (2001) ukázali, že takto získané kritické
hodnoty se pro rostoucí počet pozorování n blíží skutečným kritickým hodnotám
testové statistiky TLR

n a to pro hypotézu H i alternativu A.
Permutační rozdělení TLR

n nazýváme podmíněné rozdělení statistiky

TLR
n (R) = max

1≤k≤n−1

{

1

σ

∣

∣

∣

∣

∣

√

n

k(n− k)

k
∑

i=1

(YRi
− Ȳn)

∣

∣

∣

∣

∣

}

při daných Y1, . . . , Yn, kde R = (R1, . . . , Rn) je náhodná permutace posloupnosti
(1, . . . , n). Statistiku TLR

n (R) budeme nazývat permutační statistika. Permutační
rozdělení TLR

n (R) lze vyjádřit jeho distribuční funkcí jako

FP (x;T
LR
n ) =

1

n!
#
{

r ∈ Rn;T
LR
n (r) ≤ x

}

,
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kde Rn značí množinu všech permutací a # {M} značí mohutnost množiny M.
Označme x1−α,n 100(1−α)% kvantil permutačního rozdělení FP (x;T

LR
n ). Potom

zamítáme na hladině významnosti α permutačního testu založeného na statistice
TLR
n tehdy, když

TLR
n ≥ x1−α,n. (3.7)

Použití permutačního testu lze popsat takto:

1. Spočítáme statistiku TLR
n .

2. Spočítáme empirický kvantil x1−α,n permutačního rozdělení FP (x;T
LR
n ).

3. Pokud platí (3.7), pak zamítáme nulovou hypotézu H0 na hladině význam-
nosti alpha, jinak nezamítáme.

O limitním rozdělení podmíněného permutačního rozdělení dokázali Antoch
a Hušková (2001) tuto klíčovou větu.

Věta 2. Nechť pozorování Y1, . . . , Yn splňují model (3.2) a jeho předpoklady.
Položme an =

√
2 log log n, bn = 2 log log n + 1

2
log log log n − 1

2
log π. Jestliže

n → ∞, potom pro všechna x ∈ R platí

P

(

TLR
n (R) >

x+ bn
an

∣

∣

∣
Y1, . . . , Yn

)

→ 1− exp
{

−2e−x
}

, [P]− s.j. (3.8)

I v tomto případě platí, že konvergence statistiky TLR
n (3.8) je splněna i pro

ne nutně normálně rozdělené veličiny Yi, i = 1, . . . , n, stačí pouze, aby platilo
E |ei|2+∆ < ∞ pro nějaké ∆ > 0.

Kritické hodnoty získané permutační metodou jsou velmi blízké kritickým
hodnotám získaných simulacemi modelu (3.2). Ukazuje to také, že aproximace
kritických hodnot pomocí permutačního principu je dostatečně dobrá i pro roz-
sahy výběru 200 až 300 pozorování. Permutační metoda může být velmi užitečná
v situaci, kdy rozdělení náhodných veličin není známé a kritické hodnoty nelze
získat jednoduše simulacemi. Permutační metoda totiž dává exaktní kritické hod-
noty, které jsou vypočteny na základě konkrétních dat. Omezením zůstává jen
předpoklad pro použití Věty 2 toho, že E|ei|2+∆ < ∞.

Podle výše uvedeného se permutační metoda jeví pro získání kritických hod-
not jako nejvhodnější.
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3.3 Pseudo-bayesovská metoda

Druhou možnost, jak testovat hypotézu H0, je tzv. pseudo-bayesovská metoda
navržená v Chernoff a Zacks (1964). V této práci byly odvozeny statistiky pro
jednostrannou alternativu δ > 0 pro model (3.2) se známou (nulovou) i neznámou
počáteční střední hodnotou µ. Analogicky lze odvodit testovou statistiku pro si-
tuaci oboustranné alternativy δ 6= 0, jak je zavedena v modelu (3.2). V Antoch
a kol. (2002) je též provedeno odvození pseudo-bayesovské statistiky pro jedno-
dušší model (3.1) předpokládající, že počáteční střední hodnota µ je známá a bez
újmy na obecnosti nulová pro test proti oboustranné alternativě δ 6= 0. Úvahy
při odvozování pseudo-bayesovské testové statistiky založené na modelu (3.2),
které bude následně ukázáno, jsou podobné, pouze jejich realizace je technicky
náročnější. Předpokládejme v následujícím odvození bez újmy na obecnosti a pro
jednoduchost značení, že var ei = 1.

Základem metody je předpoklad, že neznámé parametry, tj. počáteční střední
hodnota µ, velikost změny δ a neznámý bod změny k modelu (3.2) jsou nezávislé
náhodné veličiny µ, δ a k, které jsou navíc nezávislé na náhodných chybách ei.
Testujeme nulovou hypotézu proti alternativě, že existuje jeden bod změny, který
může být kdekoli. Proto je vhodné předpokládat, že k má rovnoměrné rozdělení

P (k = k) =
1

n− 1
, k = 1, . . . n− 1.

Pro náhodné veličiny µ a δ předpokládejme, že

µ ∼ N(0, σ2) respektive δ ∼ N(0, τ 2),

přičemž budeme v následujícím odvození brát v úvahu to, že o počáteční střední
hodnotě µ nic nevíme, a proto má velký rozptyl. O střední hodnotě změny
budeme předpokládat, že má naopak malý rozptyl, protože to povede k testové
statistice, která bude citlivá na malé, hůře detekovatelné změny.

Při daném µ = µ má (Y1, . . . , Yn) za nulové hypotézy normální rozdělení

fH(y1, . . . , yn | µ = µ) =
n
∏

i=1

φ(yi − µ),

kde φ(x) zde i v dalším značí hustotu normovaného normálního rozdělení N(0, 1).
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Nepodmíněnou hustotu vyjádříme za nulové hypotézy jako

fH(y1, . . . , yn) =

∫

R

n
∏

i=1

φ(yi − µ)
1

σ
√
2π

exp

(

− µ2

2σ2

)

dµ

=

∫

R

1

(2π)n/2
· 1

σ
√
2π

·

√

σ2

nσ2+1
√

σ2

nσ2+1

· exp











−

(

µ−
∑n

i=1
yiσ

2

nσ2+1

)2

2σ2

nσ2+1

− σ2
∑n

i=1 y
2
i

2σ2
− (

∑n
i=1 yiσ

2)
2

(nσ2 + 1) 2σ2











dµ

=
1

(2π)n/2
· 1√

nσ2 + 1
exp

{

−1

2

n
∑

i=1

y2i +
n2

2
(

n+ 1
σ2

) · y2n

}

,

kde yn = 1
n

∑n
i=1 yi.

Za alternativy při daných k = k, µ = µ, δ = δ je podmíněné rozdělení
(Y1, . . . , Yn)

fA(y1, . . . , yn | k = k,µ = µ, δ = δ) =
k
∏

i=1

φ(yi − µ)
n
∏

i=k+1

φ(yi − µ− δ).

Po pracnějších výpočtech získáme nepodmíněné rozdělení (Y1, . . . , Yn)

fA(y1, . . . , yn)

=
1

n− 1

n−1
∑

k=1

∫

R

∫

R

k
∏

i=1

φ(yi − µ)
n
∏

i=k+1

φ(yi − µ− δ)

· 1

2πστ
exp

(

− µ2

2σ2
− δ2

2τ 2

)

dµdδ (3.9)

Tento krok je technicky náročný a je naznačen v dizertační práci Kirch (2006),
podle které je výraz (3.9) roven
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1

n− 1

n−1
∑

k=1

1

(2π)n/2
exp

(

−1

2

n
∑

i−1

y2i

)

·
√

1

(1 + nσ2)(1 + (n− k)τ 2)− (n− k)2σ2τ 2

· exp
(

1

2τ 2
(

1 + (n− k)τ 2
)

c21 + (n− k)c1c2 +
1

2

(

1

σ2
+ n

)

c22

)

,

kde

c1 −→ τ 2
∑n

i=k+1(yi − ȳn)

1 + k(n−k)
n

τ 2
, pro σ → ∞,

c2 −→ ȳn −
n− k

n
c1, pro σ → ∞.

Docházíme nyní k podílu věrohodností. Jak jsme řekli v úvodu, předpoklá-
dáme, že počáteční střední hodnota µ může být jakákoli, proto uvažujme, že
rozptyl σ → ∞. Získáváme tak

Λ(Y1, · · · , Yn) =
fA(Y1, · · · , Yn)

fH(Y1, · · · , Yn)

σ→∞−→ 1

n− 1

n−1
∑

k=1

√

1

1 + k(n−k)
n

τ 2

· exp











τ 2

2

1 + (n− k)τ 2
(

1 + k(n−k)
n

τ 2
)2

(

k
∑

i=1

Yi − Y n

)2

+ o(τ 2)











, (3.10)

kde o(τ 2) značí třídu funkcí f(τ) takových, že limτ→0
f(τ)
τ2

= 0. Je vhodné uva-
žovat chování pro malé hodnoty τ , neboť ty odpovídají malé změně, kterou je
těžší zachytit.

Upravme výraz (3.10) tak, že provedeme Taylorův rozvoj exponenciály kolem
bodu 0. Získáme tak pro malé hodnoty τ výraz

1 + τ 2
1

2(n− 1)

n−1
∑

k=1

(

k
∑

i=1

(Yi − Y n)

)2

+ o(τ 2), pro τ → 0.
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Předpokládáme-li speciálně, že τ = 1√
n
→ 0, pak získáme výraz, který je asympto-

ticky ekvivalentní testové statistice

1

n

n−1
∑

k=1

(

1√
n

k
∑

i=1

(Yi − Y n)

)2

,

o které bylo ukázáno, že má „hezké“ limitní rozdělení. Podrobnosti popíšeme
dále.

Vraťme se zpět k předpokladu modelu (3.2), že var ei = σ2. Označme si
pseudo-bayesovskou testovou statistiku, která se někdy nazývá součtového typu,
následovně

TBa
n =

1

σ2

n
∑

k=1

1

n

(

1√
n

k
∑

i=1

(Yi − Ȳn)

)2

. (3.11)

Rozdělení této statistiky lze dobře aproximovat a tím získat kritické hodnoty
k testování hypotézy (3.2). V Antoch a kol. (2002) jsou shrnuty následující po-
znatky

TBa
n

D→
∫ 1

0

B2(t)dt, (3.12)

kde {B(t), 0 ≤ t ≤ 1} je Brownův můstek. Konvergence (3.12) také platí i pro
ne nutně normálně rozdělené náhodné veličiny, pro něž je splněno E|ei|2+∆ < ∞
pro nějaké ∆ > 0, viz Billingsley (1968). Poznamenejme, že konvergence (3.12)
je výrazně rychlejší než konvergence (3.6) testové statistiky TLR

n .
Rozdělení

∫ 1

0
B2(t)dt je stejné jako rozdělení statistiky

∑∞
j=1

1
j2π2χ

2
j(1), kde

{

χ2
j(1)

}

jsou nezávislé náhodné veličiny s χ2 rozdělením s jedním stupněm vol-
nosti. Podle Anderson a Darling (1954) a Kiefer (1959) platí, že

P

(
∫ 1

0

B2(t)dt ≤ x

)

=

1−
√
2

π3/2
√
x

∞
∑

j=0

Γ(j + 1/2)

Γ(j + 1)

√

2j +
1

2
exp

{

−(4j + 1)2

16x
K1/4

(

(4j + 1)2

16x

)}

,

kde K1/4(.) značí modifikovanou Besselovu funkci druhého typu (tato je dostupná
v programovém prostředí R jako besselK(x, nu = 1/4)).

34



3.4 Odhad rozptylu a autokorelace náhodných
chyb

Dosud jsme (kromě Poznámky 1) předpokládali, že rozptyl je známý. V praxi
(i v klimatologické) se ale samozřejmě setkáme spíše se situací, kdy rozptyl ne-
známe. Pro testovou statistiku

max
1≤k≤n−1

{

1

sk

∣

∣

∣

∣

∣

√

n

k(n− k)

k
∑

i=1

(Yi − Ȳn)

∣

∣

∣

∣

∣

}

(3.13)

je dobrým odhadem sk, kde

s2k =
1

n− 2

(

k
∑

i=1

(Yi − Ȳk)
2 +

n
∑

i=k+1

(Yi − Ȳ o
k )

2

)

. (3.14)

Tento „složený“ odhad má mnohem lepší vlastnosti než standardní odhad roz-
ptylu s2

′

k = 1
n−1

∑n
i=1 (Yi − Ȳn)

2, neboť má lepší chování za alternativy a pouze
mírně horší chování za hypotézy. Pro pseudo-bayesovskou metodu odhadneme
rozptyl stejným způsobem. Asymptotické výsledky zůstávají pro obě metody po
odhadnutí rozptylu v platnosti, neboť s2k je konzistentní odhad rozptylu σ2.

Problémem ale je, jak odhadnout rozptyl v případě, že jsou náhodné chyby
ei z modelu (3.2) korelované. Předpokládejme tedy, že náhodné chyby z modelu
ei tvoří lineární proces, který splňuje

ei =
∞
∑

j=0

wjεi−j, i = 1, 2, . . . (3.15)

kde {εt}∞t=−∞ jsou nezávislé stejně rozdělené náhodné veličiny splňující Eεi = 0,
var εi = σ2 > 0 a E |εi|2+∆ < ∞ pro nějaké ∆ > 0 a váhy {wj}∞j=0 splňují

∞
∑

j=0

j |wj| < ∞,
∞
∑

j=0

wj 6= 0. (3.16)

V literatuře je dokázáno, že pro testové statistiky TLR
n a TBa

n definované
v (3.4), resp. v (3.11), zůstávají asymptotické výsledky zachovány, nahradí-li se
odhad tozptylu pro nezávislá pozorování vhodným odhadem pro závislá pozoro-
vání. Druhou možností, jak zohlednit závislost, je použití blokové permutace.
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• Bartlettova metoda odhadu rozptylu: Antoch a kol. (1997) ukázali, že vhod-
ným (ve smyslu konzistence) odhadem rozptylu pro TLR

n i pro TBa
n je Bartlettův

odhad definovaný

σ̂2
n(L) = R̂(0) + 2

L
∑

k=1

(

1− k

L

)

R̂(k), (3.17)

kde

R̂(k) =
1

n

m̂−k
∑

i=1

(Yi − Ȳm̂)(Yi+k − Ȳm̂) +
n−k
∑

i=m̂+1

(Yi − Ȳ ∗
m̂)(Yi+k − Ȳ ∗

m̂),

Ȳm̂ =
1

n− m̂

n
∑

i=m̂+1

Yi

a m̂ je vhodný odhad bodu změny m, získaný například metodou nejmenších
čtverců, jak je popsáno dále v části 3.5. V simulační studii bylo ukázáno, že pro
rozsahy výběru 80 až 200 je vhodnou volbou L [n/10], kde [.] značí funkci dolní
celá část.

• Bloková permutace: Metoda blokové permutace je permutační metoda, ve
které jsou náhodně permutovány bloky po sobě jdoucích pozorování za účelem
zachování korelační struktury přítomné mezi těmito pozorováními. Kirch (2007)
dokázala, že při vhodné volbě odhadu rozptylu a vhodné volbě délky bloku L,
je tato metoda úspěšná a dává asymptoticky správné kritické hodnoty. Kvan-
tily permutačních statistik při daných pozorovaných datech aproximují kritické
hodnoty odpovídající nulovému rozdělení. A toto platí nejen v případě, že se
data chovají podle nulového hypotézy v (3.2), ale i tehdy, když se chovají podle
alternativy v (3.2). Tuto metodu zde pro větší teoretickou složitost nebudeme
dále rozvádět a zájemce odkazujeme na Kirch (2007).

3.5 Odhad bodu změny

Pokud jsme zamítli nulovou hypotézu H v modelu (3.2), zajímá nás, kde změna
nastala a odhad dalších parametrů modelu. K tomuto se dá využít dvou nejčastěji
používaných metod, tj. metody maximální věrohodnosti a metody nejmenších
čtverců. V modelu (3.2), předpokládáme-li normalitu náhodných chyb ei, obě
metody splývají. Ukážeme také, jak odhadnout konfidenční interval bodu změny
pomocí metody bootstrap.
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Odhad k pomocí metody nejmenších čtverců

Při řešení metodou nejmenších čtverců hledáme takové parametry k̂LS, µ̂LS a δ̂LS,
že součet čtverců reziduí modelu (3.2) je minimální. Hledáme tedy řešení mini-
malizační úlohy

min

{

k
∑

i=1

(Yi − µ)2 +
n
∑

i=k+1

(Yi − µ− δ)2 : k ∈ 1, . . . , n− 1, µ ∈ R, δ ∈ R

}

Snadno lze zjistit, že řešením jsou tyto odhady:

k̂LS = argmax
k∈{1,...,n−1}

∣

∣

∣

∣

∣

√

n

k(n− k)

k
∑

i=1

(Yi − Ȳn)

∣

∣

∣

∣

∣

, (3.18)

µ̂LS = Ȳk̂LS
,

δ̂LS = Ȳ o
k̂LS

− Ŷk̂LS
.

Poznámka 2
V případě, že existuje více argumentů maxima (3.18), definujeme k̂LS jako nejmenší
možný argument maxima.

Konfidenční interval

Konfidenční intervaly bodu změny k lze v případě náhlé pevné změny, tak jako
ji uvažujeme v modelu (3.2), odhadnout metodou bootstrap, jak zmiňují Antoch
a kol. (2002). Uvedeme jednu z možných variant přístupu.

Známý odhad bodu změny k̂LS zavedený v (3.18) rozdělí pozorování Y1, . . . , Yn

na dvě podmnožiny Y1, . . . , Yk̂LS
a Yk̂LS+1, . . . , Yn. Z empirických distribučních

rozdělení těchto dvou podmnožin následně generujeme dva nezávislé bootstra-
pové vzorky Y ∗

1 , . . . , Y
∗
k̂LS

, respektive Y ∗
k̂LS+1

, . . . , Y ∗
n .

Bootstrapový odhad k̂∗
LS odpovídající původnímu odhadu metodou nejmen-

ších čtverců k̂LS pak definujeme jako

k̂∗
LS = argmax

k∈{1,...,n−1}

{∣

∣

∣

∣

∣

√

n

k(n− k)

k
∑

i=1

(Y ∗
i − Ȳ ∗

n )

∣

∣

∣

∣

∣

}

Bootstrapový odhad k̂∗
LS se tedy vypočte stejným způsobem jako původní odhad

k̂LS jen s tím rozdílem, že k̂∗
LS se počítá z bootstrapových vzorků Y ∗

i , i = 1, . . . , n,
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namísto původních pozorování Yi, i = 1, . . . , n, tak, jak je v metodě bootstrap
běžné.

Takovýchto bootstrapových odhadů k̂∗
LS vypočteme dostatečně velké množ-

ství, například B = 10000. Takto získáme bootstrapové rozdělení odhadu k̂∗
LS, ze

kterého určíme dolní (α/2)100% a horní (1−α/2)100% kvantil, tedy požadovaný
konfidenční interval.

3.6 Model více změn

Uvažujme následující model s d změnami a tedy d+ 1 úseky

Yi = µ1 + ei, i = 1, . . . , k1,

Yi = µ2 + ei, i = k1 + 1, . . . , k2,
...

... (3.19)
Yi = µd+1 + ei, i = kd + 1, . . . , n,

kde k1 < k2 < . . . < kd, µj 6= µj+1, j = 1, . . . , d, kj, j = 1, . . . , d jsou body
změny, Yi jsou pozorované náhodné veličiny a parametry µj, j = 1, . . . , d + 1
jsou neznámé. Připouštíme, že náhodné chyby {ei} jsou korelované, s normálním
rozdělením N(0, σ2) a známým σ2 a E |ei|2+∆ < ∞ pro nějaké ∆ > 0.

V modelu mnohonásobné změny je třeba odhadnout jednak počet bodů
změny d, jednak samotné body změny k1, . . . , kd.

Modely mnohonásobné změny se zabývali mezi jinými i Bai a Perron. V práci
Bai a Perron (1998) navrhli několik typů testů stacionarity velmi obecně defino-
vaných regresních modelů. Uvažovali následující situace:

• test 0 změn vs. d změn,

• test 0 změn vs. neznámý počet změn omezený shora zvoleným parametrem
M < n,

• test d změn vs. d+ 1 změn.

Dokázali asymptotické vlastnosti navržených testových statistik a publikovali
potřebné kritické hodnoty pro některé speciální případy. V práci Bai a Perron
(2003b) pak doplnili kritické hodnoty pro tytéž statistiky pro větší počet změn
a větší počet regresorů. Navržené testy kvůli své povaze vyžadují efektivní prove-
dení výpočtů. Proto byl v Bai a Perron (2003a) v kontextu detekce bodů změny
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použit algoritmus dynamického programování, díky kterému se stávají výpočty
snáze realizovatelné i pro velké rozsahy výběrů. Testy zavedené v Bai a Perron
(1998) jsou asymptotické, proto se v rozsáhlé simulační studii Bai a Perron (2006)
zabývali chováním testů pro konečné počty pozorování.

Metoda odhadu je založena na metodě nejmenších čtverců. Pro každé rozdě-
lení s d body změn (k1, . . . , kd) jsou vypočteny příslušné odhady kj minimalizací
reziduálního součtu čtverců

Sn(k1, . . . , kd) =
d
∑

j=1

kj
∑

i=kj−1+1

(yi − δj)
2.

Asymptotické postupy, které jsou zde používány, mají předpoklady na možné
hodnoty bodů změny. Je třeba, aby body změny byly od sebe dostatečně vzdá-
lené. Proto se zavádí veličiny λi = ki/n pro i = 1, . . . , d a definuje se následující
množina pro nějaké ε, což je vhodně zvolené kladné číslo, které určuje minimální
délku h jakéhokoli úseku, tedy h = εn,

Λǫ = {(λ1, . . . , λd) : |λj+1 − λj| ≥ ε, λ1 ≥ ε, λ1 ≤ 1− ε} .

Označme δ̂({kj}) odhady založené na daném d-dělení (k1, . . . , kd) značeném
{kj}).

Odhadnuté body změny (k̂1, . . . , k̂d) jsou

(k̂1, . . . , k̂d) = arg min
(λ1,...,λm)∈Λε

Sn(k1, . . . , kd),

tedy taková dělení, která dávají minimální reziduální součet čtverců Sn(k1, . . . , kd)
přes všechna možná dělení (k1, . . . , kd) s vlastností kj − kj−1 ≥ h = nε. Odhady

parametrů modelu 3.19 jsou ty, které přísluší optimálnímu d-dělení
{

k̂j

}

.

3.6.1 Test d versus d+ 1 změn

Podle simulační studie Bai a Perron (2006) je sekvenční procedura založená
na opakovaném testování hypotézy d změn proti alternativě d + 1 změn pro
k = 0, 1, . . . vhodnou metodou pro určení počtu změn i odhadu bodů změn.
Ukázalo se, že takováto metoda je úspěšná i při detekci počtu a poloh změn
v modelu s korelovanými náhodnými chybami ei. Naproti tomu v takovéto situaci
není vhodné použití informačních kritérií.
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Dále si proto blíže představíme test d změn vs. d+ 1 změn. Tento test bude
v Kapitole 4 použit k testování hypotézy žádné změny proti alternativě nezná-
mého počtu změn v datech z projektu IMPROVE. Krátce se zmíníme o algoritmu
dynamického programování, který je k výpočtům použit.

Bai a Perron (1998) uvažovali test nulové hypotézy d změn proti alternativě,
že existuje další (d + 1)ní změna. Test je založen na testování na přítomnost
změny v každé z d + 1 částí. Za nulové hypotézy máme d bodů změny, které
získáme minimalizací součtu čtverců reziduí (RSS).

Pro každý úsek obsahující pozorování k̂j−1 + 1, . . . , k̂j , j = 1, . . . , d + 1 (kde
značíme k̂0 = 0, k̂d+1 = n) je aplikován test na přítomnost žádné změny proti
alternativě jedné změny. Jestliže je celkové minimum RSS při d + 1 změnách
dostatečně menší než RSS při d změnách, potom je nulová hypotéza d změn
zamítnuta. Nový bod změny je ten, při jehož uvažování bylo dosaženo celkového
minima RSS.

Testová statistika je definována takto:

Fn(d+ 1|d) =
{

Sn(k̂1, . . . , k̂d)− min
1≤i≤k+1

inf
τ∈Λi,ǫ

Sn(k̂1, . . . , k̂i−1, τ, k̂i, . . . , k̂d)

}

/σ̂2,

kde

Λi,ε =
{

τ ; k̂i−1 +
(

k̂i − k̂i−1

)

ε ≤ τ ≤ k̂i −
(

k̂i − k̂i−1

)

ε
}

a σ̂2 je konzistentním odhadem σ2 za nulové hypotézy. Vhodnými odhady jsou
1
n

∑d
j=1

∑k̂j

i=k̂j−1+1
(yi − δj)

2, resp. 1
n

∑d+1
j=1

∑k̂j

i=k̂j−1+1
(yi − δj)

2, který má analo-
gicky jako v případě jedné změny lepší chování za alternativy a prakticky stejné
chování za nulové hypotézy.

Rozdělení testové statistiky je uvedeno v Bai a Perron (1998). Kritické hod-
noty jsou uvedeny v Bai a Perron (1998) a Bai a Perron (2003b).

3.6.2 Algoritmus dynamického programování

Test zavedený v části 3.6.1 při výpočtu použitých statistik vyžaduje výpočty
RSS pro mnoho kombinací možných hodnot bodů změny. Přímočarý výpočet
RSS postupně pro všechny možnosti má příliš velkou časovou složitost – řádu
nM , kde M je maximální počet změn. Proto se k výpočtu RSS používá algorit-
mus dynamického programování, který pro model mnohonásobné změny detailně
popsali a diskutovali Bai a Perron (2003a). Pseudokód algoritmu dynamického
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programování je možné najít například v Antoch a Jarušková (2013). Při výpo-
čtech v hodnoty testové statistiky Fn(d + 1|d) bylo v Kapitole 4 využito imple-
mentace algoritmu dynamického programování v balíčku strucchange prostředí
R, viz Zeileis a kol. (2003) a Zeileis (2006).
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Kapitola 4

Analýza teplotních řad

4.1 Model jedné změny

4.1.1 Výsledky za předpokladu nezávislosti

Nejprve nerealisticky předpokládejme, že pozorování – roční průměrné teploty –
jsou nezávislá. Testovali jsme hypotézu stacionarity časové řady proti alternativě
jedné změny v neznámém čase podle modelu 3.2. Hodnoty testové statistiky
TLR
n založené na podílu věrohodností a pseudo-bayesovské testové statistiky TBa

n

jsou uvedeny v Tabulce 4.1 spolu s kritickými hodnotami pro test na hladině
významnosti 5% a p–hodnotami. Pro statistiku TLR

n uvažujeme kritické hodnoty
založené na permutační metodě, při níž jsme provedli 2000 permutací. Tento
počet je podle Antoch a Hušková (2001) považován za dostatečný.

4.1.2 Výsledky při uvážení závislosti

Nyní zohledněme závislost pozorování Bartlettovým odhadem rozptylu, který je
uveden v části 3.4, a testujme opět hypotézu podle modelu 3.2. Kritické hodnoty
odpovídající hladině významnosti 5% testových statistik TLR

n a TBa
n jsou stejné,

testová statistika je ale menší díky tomu, že odhad rozptylu zohledňující závislost
pozorování je větší než odhad rozptylu, který závislost nezohledňuje. Hodnoty
testových statistik TLR

n a TBa
n spolu s kritickými hodnotami a p–hodnotami jsou

uvedeny v Tabulce 4.2.
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místo TLR
n cvLR pvalLR TBa

n cvBa pvalBa

Belgie 6.775 3.186 < 0.001 4.505 0.461 < 0.001
Cádiz 6.191 3.281 < 0.001 3.198 0.461 < 0.001
Milán 5.272 3.212 < 0.001 2.548 0.461 < 0.001
Padova 6.062 3.14 < 0.001 3.038 0.461 < 0.001

Petrohrad 7.461 3.168 < 0.001 5.639 0.461 < 0.001
Stockholm 4.26 3.17 < 0.001 0.8 0.461 0.007
Uppsala 4.469 3.155 < 0.001 0.603 0.461 0.022

Tabulka 4.1: Testové statistiky TLR
n a TBa

n , kritické hodnoty cvLR, cvBa odpoví-
dající hladině významnosti 5% a p–hodnoty pvalLR a pvalBa pro testovou statis-
tiku TLR

n založenou na poměru věrohodností resp. pseudo-bayesovskou testovou
statistiku TBa

n při nezohlednění závislosti pozorování.

místo TLR
n cvLR pvalLR TBa

n cvBa pvalBa

Belgie 3.54 3.186 0.015 2.353 0.461 < 0.000
Cádiz 1.727 3.281 0.797 0.892 0.461 0.004
Milán 3.001 3.212 0.088 1.45 0.461 < 0.001
Padova 5.322 3.14 <0.001 2.668 0.461 < 0.001

Petrohrad 5.02 3.168 <0.001 3.794 0.461 < 0.001
Stockholm 3.187 3.17 0.047 0.599 0.461 0.023
Uppsala 2.338 3.155 0.369 0.316 0.461 0.122

Tabulka 4.2: Testové statistiky TLR
n a TBa

n , kritické hodnoty cvLR, cvBa odpo-
vídající hladině významnosti 5% a p–hodnoty pvalLR a pvalBa pro testovou
statistiku TLR

n založenou na poměru věrohodností resp. pseudo-bayesovskou tes-
tovou statistiku TBa

n při zohlednění závislosti pozorování Bartlettovým odhadem
rozptylu.
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místo rokL rok rokP
¯tepl1 ¯tepl2 zmena

Belgie 1895 1909 1920 9.306 9.967 0.661
Cádiz 1908 1925 1941 17.354 17.843 0.489
Milán 1890 1919 1941 12.684 13.106 0.422
Padova 1896 1919 1928 12.835 13.308 0.474

Petrohrad 1891 1902 1915 3.778 4.822 1.044
Stockholm 1966 1988 1991 5.732 6.89 1.158
Uppsala 1972 1988 1991 5.111 6.376 1.265

Tabulka 4.3: Odhady roků změny, 95% intervaly spolehlivosti (rokL, rokP ), prů-
měrná teplota tepl1 v první části řady, průměrná teplota tepl2 v druhé části řady
a teplotní rozdíl obou částí – v tabulce jako změna.

Odhad bodu změny

Pro odhad bodu změny, počáteční střední hodnoty a velikost změny používáme
metodu nejmenších čtverců, jak bylo popsáno v části 3.5. Odhad intervalů spo-
lehlivosti bodu změny metodou bootstrap byl popsán v části 3.5. Odhady para-
metrů modelu (3.2) jsou stejné nezávisle na použité statistice pro test hypotézy
stacionarity modelu. Obdrželi jsme výsledky uvedené v Tabulce 4.3 a graficky
znázorněné na Obrázku 4.1.

4.1.3 Interpretace výsledků modelu jedné změny

Podívejme se nejprve co říkají výsledky, předpokládáme-li, že data lze modelovat
podle modelu (3.2). Neuvažujeme-li závislost pozorování, dávají oba testy shodné
a pro všechna města signifikantní výsledky. Při uvážení závislosti pozorování se
situace výrazně mění. Ve městech Cádiz, Uppsala a Milán dostáváme pro sta-
tistiku založenou na poměru věrohodností výsledky říkající, že důkazy o změně
nejsou průkazné. Stockholmská teplotní řada je na hranici významnosti. Pozo-
ruhodné výsledky jsme získali pro teplotní řadu z Cádizu. Odhad rozptylu zo-
hledňující závislost pozorování je zde v porovnání s ostatními teplotními řadami
velmi vysoký. Je zřejmé, že správné zohlednění rozptylu při analýze teplotních
řad z projektu IMPROVE je nutností.

Švédská města se odlišují v odhadovaném bodu změny – pro obě města
dochází ke změně nejpravděpodobněji v roce 1988, tato změna ale spíše není
významná. V ostatních městech je rok změny odhadnutý metodou nejmenších
čtverců na začátku 20. století s intervalem spolehlivosti širokým zhruba 30 let
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(v Milánu širokým dokonce 51 let).
K výsledkům o odhadu bodu změny je však nutno přistupovat opatrně.

Jestliže je totiž v datech změna, nemusí být nutně typu náhlé změny. Model
(3.2) spíše zjednodušuje situaci. Je ale zřejmé, že byla-li nulová hypotéza sta-
cionarity chování řady zamítnuta, bylo to způsobeno vyšší průměrnou teplotou
ve druhé části časové řady. Nelze ale s jistotou říct, kdy ke změně došlo, a to
ani v rámci širokého konfidenčního intervalu. Předpoklad modelu náhlé změny
je totiž silný a zjednodušující a podíváme-li se na data, asi bychom neřekli, že
změna (i při zahrnutí velké variability) je náhlá. Dalo by se namítnout, že změna
je spíše pozvolná, například taková, že do jistého okamžiku mají data jednu
střední hodnotu, a pak se tato střední hodnota plynule zvyšuje například line-
árně. V takovém případě bychom intuitivně očekávali, že změna bude detekována
v dřívějším časovém okamžiku.

4.2 Model více změn

Počet změn v modelu více změn (3.19) jsme odhadli sekvenční metodou po-
psanou v části 3.6.1. Zároveň jsme touto metodou získali i odhady roků změny
a odhady střední teploty v obdobích mezi detekovanými roky změn, viz Tabulky
4.4 a 4.5. Parametr useknutí ε jsme podle doporučení Bai a Perron (2006) volili
ε1 = 0, 15 a ε2 = 0, 20 tak, aby byla zohledněna vzájemná závislost pozorování.
V Tabulkách 4.4 a 4.5 jsou uvedeny odhady roků změny a odhady střední tep-
loty v obdobích mezi detekovanými roky změn pro parametr useknutí ε = 0, 15
resp. ε = 0, 20. Odhad modelu (3.19) sekvenční metodou s parametry ε = 0, 15,
ε = 0, 20. Grafické znázornění je na Obrázku 4.2 pro sekvenční metodu s para-
metrem useknutí ε = 0, 20.

4.2.1 Interpretace výsledků modelu více změn

Vidíme, že sekvenční procedura dává v závislosti na volbě parametru useknutí ε
pro některé teplotní řady mírně odlišné výsledky. Pro dvě teplotní řady: Cádiz
a Petrohrad byl odhadnut o jeden vyšší počet roků změny. Pro ostatní teplotní
řady jsou odhady roků změny pro obě volby parametrů totožné. Podívejme se, co
říkají výsledky, předpokládáme-li platnost modelu (3.19). Pro všechny teplotní
řady byl nulový model stacionarity zamítnut. Podle odhadnutého alternativního
modelu došlo ve většině časových řad k oteplení vyjádřené jednou nebo dvěma
skokovými změnami. Výjimku tvoří časové řady Cádiz a Uppsala. Zde došlo podle
modelu (3.19) ke změnám postupně oběma směry. Nejdříve se okolo roku 1820
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místo odhadnuté roky změny a teplota

Belgie 1794 9.38 1872 9.73 1998
Cádiz 1788 17.71 1822 17.27 1884 17.63 1967 17.75 2000
Milán 1762 12.68 1919 13.11 1998
Padova 1773 12.84 1917 13.29 1994

Petrohrad 1743 3.73 1855 4.27 1958 5.15 1996
Stockholm 1755 5.64 1929 6.14 2000
Uppsala 1721 5.43 1779 4.91 1929 5.48 2000

Tabulka 4.4: Roky změny pro model více změn při volbě parametru useknutí
ε = 0, 15. V tabulce jsou uvedeny též první a poslední roky časových řad.

místo odhadnuté roky změny a teplota

Belgie 1794 9.38 1872 9.73 1998
Cádiz 1788 17.36 1884 17.4 1929 17.83 2000
Milán 1762 12.68 1919 13.11 1998
Padova 1773 12.84 1917 13.29 1994

Petrohrad 1743 3.73 1855 4.51 1996
Stockholm 1755 5.64 1929 6.14 2000
Uppsala 1721 5.43 1779 4.91 1929 5.48 2000

Tabulka 4.5: Roky změny pro model více změn při volbě parametru useknutí
ε = 0, 20. V tabulce jsou uvedeny též první a poslední roky časových řad.
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resp. 1780 ochladilo a poté se shodně (pro Cádiz pouze pro volbu parametru ε =
0, 20) kolem roku 1930 oteplilo. Pro stanici Cádiz detekuje sekvenční procedura
při volbě parametru ε = 0, 15 oteplení postupně ve dvou rocích 1884 a 1967.

Podobně jako v případě modelu jedné změny i pro model model více změn
je třeba si uvědomit, že získané výsledky platí za předpokladu, že má smysl
aproximovat vývoj teplotních řad modelem několika náhlých změn. Ve vývoji
teplotních řad nemusí docházet k náhlým změnám, může se jednat o změny
pozvolné. Nicméně, je-li v určitém úseku časové řady zamítnuta stacionarita, je
to proto, že v jedné části je střední teplota významně vyšší nebo nižší než ve
druhé. K informacím o odhadech změn je nutno přistupovat obezřetně, neboť
jsou zatíženy nejistotou platnosti předpokladu o tvaru alternativního modelu.

Podívejme se ještě na porovnání odhadů modelu jedné změny a modelu více
změn. Model jedné změny (3.2) je sice podmodelem modelu více změn (3.19),
ale platnost nulové hypotézy jsme v modelu (3.2) testovali jinými testovými
statistikami než v modelu (3.19). Proto jsme mohli dostat rozdílné výsledky
odhadu bodu změny pro švédská města Stockholm a Uppsala.

Oba modely dávají navzájem konzistentní výsledky. Pro model jedné změny
nejméně odporovaly nulové hypotéze stacionarity teplotní řady měst Cádiz a Up-
psala. A právě pro tyto dvě řady byl odhadnut model více změn říkající, že
průměrná teplota nejdříve klesla a následně vzrostla.

Pro ostatní časové řady podle téměř všech testových statistik k významnému
nárůstu teplot došlo.
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Obrázek 4.1: Vývoj průměrných teplot ve všech lokalitách spolu s odhadnutým
modelem jedné změny. Čárkovanou červenou barvou je zakreslen odhad modelu
(3.2) za nulové hypotézy. Plnou zelenou čarou odhad modelu (3.2) za alternativy.
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Obrázek 4.2: Vývoj průměrných teplot ve všech lokalitách spolu s odhadnutým
modelem více změn. Pro odhad počtu změn a roků změny byla použita sekvenční
testová procedura s parametrem useknutí ε = 0, 20.
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Kapitola 5

Závěr

Oba uvažované modely – model jedné změny a model více změn – dávají po-
dobné závěry. K významnému nárůstu teplot došlo městech Brusel (resp. Bel-
gie), Milán, Padova, Petrohrad a Stockholm. Pro města Cádiz a Uppsala na
základě dat z projektu IMPROVE a modelu detekce změny nelze tvrdit, že do-
šlo k oteplení. Muže to být proto, že pro stanici Cádiz nebyla dostatečně uvážena
heteroskedasticita. Teplotní řada ročních průměrů Uppsala má vysoké hodnoty
pro několik prvních desetiletí, o jejichž denních pozorováních na základě infor-
mací z projektu IMPROVE víme, že měla menší kvalitu. Všimli jsme si také,
že data adjustovaná na městský tepelný ostrov dávají při testování stacionarity
spíše nevýznamné výsledky (Milán, Stockholm, Uppsala), naproti tomu data ne-
adjustovaná na městský tepelný ostrov (Belgie, Padova, Petrohrad) dávají vždy
významné výsledky.

Je proto důležité zrekonstruované časové řady podrobit dalšímu zkoumání.
Slibná je v tomto například práce Moberg a kol. (2003) zabývající se další ad-
justací švédských dat. Také je dosud značně opomíjen efekt městského tepelného
ostrova. Studie z Belgie, viz Hamdi a kol. (2009), Van Weverberg a kol. (2008)
ukázaly, že metody adjustace na městský tepelný ostrov jsou poměrně spoleh-
livé. Měly by tedy být provedeny pokud možno na všechny dostupné časové řady.
Rovněž by mělo být vyvinuto úsilí o rekonstrukci dalších dlouhých teplotních řad
z Evropy a USA, pro něž podkladová data někde existují.

Na druhou stranu i pečlivá statistická analýza je důležitá. V této práci bylo
ukázáno, že různé modely a testové statistiky dávají různé výsledky. Je také pod-
statné, jakým způsobem je zahrnuta korelace. Zajímavou alternativou k Bart-
lettově odhadu rozptylu zohledňující korelovanost je metoda blokové permutace,
viz Kirch (2007).
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Je vidět, že problém popisu vývoje teplot je aktuální z pohledu matematicko-
statistického i klimatologického. Vzhledem k závažnosti zkoumaného problému
globální změny klimatu a jeho přírodních i ekonomických dopadů je naprosto zá-
sadní dobrat se v oblasti analýzy historických teplotních řad výsledků co možná
nejbližších pravdě.
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