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Uvod

Vo finan¢nej analyze, tak ako v inych odvetviach, ¢asto pozorujeme celé sustavy
premennych v case alebo na réznych objektoch. Vznikaji tak mnohorozmerné
Statistické data.

Diplomova praca je venovana vybranym metédam pre spracovanie takych
dat. V prvej casti sme popisali zaklady tedrie grafickych modelov. Vdaka ich
schopnosti skiimat zdvislostni struktiru v ndhodnych vyberoch st v sicasnosti
pouzivané tiez vo financnej analyze. Vychddzali sme z knihy [11]. Pri spracovani
grafickych modelov sme pouzili nezavislé data s normalnym rozdelenim. Na de-
monstraciu grafickych modelov v praxi sme zvolili mesacné priemerné hodnoty
devizovych kurzov. Grafy casovych radov jednotlivych mien si uvedené v prilohe.

V druhej casti diplomovej prace sa venujeme castejSie pouzivanej Statisticke;j
metdde, vektorovym autoregresnym (VAR) modelom a vektorovym modelom
kizavych suctov (VMA), ktorych identifikdciu, odhad, diagnostiku a predpovede
sme teoreticky popisali na zaklade zdrojov [2],[5] a [10], naprogramovali v software
Mathematica 7 (vid priloha) a aplikovali opat na vybrané mesac¢né priemerné

hodnoty devizovych kurzov.



1. Grafické modely

1.1 Zakladné pojmy

Definicia 1.1.1. Nech X, Y, Z si nahodné vektory so spojitym rozdelenim.
Vektory Y a Z st podmienene nezavislé pri pevnej hodnote vektoru X, prave

ked podmienend hustota fy zx spliuje vztah

Iy Z|X(y7 z;x) = fY|X(y; w)fZ\X(Z; )

pre vietky hodnoty y, z a pre vietky z také, Ze fx(x) > 0. Tito skutocnost
budeme d'alej znacit Y 1 Z| X.

Vlastnosti podmienene nezdvislych vektorov je mozné ndjst v knihe [11].
Struktira podmienenej nezévislosti sa dé znézornif grafom, ktorého vrcholy od-
povedaju zlozkdm prislusného ndhodného vektoru. Chybajtica hrana v grafe medzi
dvoma vrcholmi znamend podmienent nezdvislost prislusnych dvoch zloziek pri
pevnych hodnotdch ostatnych zloziek. Nad'alej budeme symbolom G(V, E) znacit
neorientovany graf s mnozinou vrcholov V' a mnozinou hran F.

Zéklady teérie grafov je mozné dohladat v [7].

Definicia 1.1.2. Nech mdme dva grafy G; = (V4, Ey) a Gy = (Va, E3). Pokial
sucasne plati Vi C V5 a By C E,, potom povieme, ze G je podgrafom grafu Gs.

Pokial naviac plati V; = V5, potom povieme, ze graf G, je faktorom grafu Gs.

Definicia 1.1.3. Povieme, 7e graf alebo podgraf je uplny, pokial je kazdy z jeho

vrcholov spojeny hranou so vSetkymi ostatnymi vrcholmi.

Definicia 1.1.4. Nech X = (X1, Xo, ... ,Xk)T je k-rozmerny nahodny vektor,
G=(V, E) graf s k vrcholmi a a C V. Povieme, Ze mnozina a je kluka, pokial in-
dukuje tplny podgraf a pokial po pridani lubovolného vrcholu indukuje podgraf,
ktory uz nie je uplny.

Definicia 1.1.5. Nech X = (X1, Xs,...,X;)" je k-rozmerny nghodny vektor
a G=(V, E) graf s k vrcholmi.

Graficky model pre vektor X je rodina pravdepodobnostnych rozdeleni vektoru
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X, ktoré spliiuju podmienené nezavislosti dané grafom G.

Pokial navyse plati X ~N (u, X), potom hovorime o gaussovskom grafickom mo-

dels.

Poznamka. V pripade gaussovskych grafickych modelov plati, Ze podmienené
nezavislosti si ekvivalentné vyskytu nul v inverznej varian¢nej matici. Ak sa
v ¢-tom riadku a j-tom stipci inverznej variancnej matici objavi nula, znamena
to podmieneni nezdvislost medzi zlozkami X; a X pri pevnych hodnotéch os-

tatnych zloziek.
Definicia 1.1.6. Saturovany model je graficky model urc¢eny uplnym grafom.

Tedriu grafickych modelov a sposoby ich aplikacii pri spracovani dét je mozné

najst v knihe [11].

Definicia 1.1.7. Majme data vo forme N realizacii k-rozmerného nahodného

vektoru X
Xop Xpo ... Xop
Xk]_ Xk2 “ .. XkN
Oznacme si X; = (Xq, Xop, . .. ,Xkl)T [-t1 realizaciu ndhodného vektoru X. Po-

tom definujeme:

Vektor vyberovijch priemerov

| N
X==) X.
v

Vyjberovii variancni maticu

S:%i(xl—f) (x,-x)".

1=1
Dalej zavedieme niektoré sposoby ndjdenia grafického modelu pre popis struk-

tiry podmienenych nezavislosti v pozorovanych datach.



Jednoducha selekcia grafického modelu:

1. Odhadneme varianéni maticu V' = Var(X) pomocou vyberovej variancne;

matice S.
2. Spocitame inverznt maticu S

3. Skélujeme S~ tak, aby mala na diagonale samé jednotky. Zaporne vzaté
mimodiagonalne prvky si odhadom parcidlnych korelaénych koeficientov
corry(X;, X;|V\{i,7}), kde V'\ {4, j} oznacuje mnozinu ndhodnych veli¢in
{X1,..., Xk} s vylicenim X; a Xj.

4. Odhadnuté parcialne korelacné koeficienty blizke nule polozime rovné nule.

To je mozné overit testovanim nulovosti parcidlnej koreldcie vid [1].

5. Vysledny graf bude obsahovat iba tie hrany, ktorym odpovedaji nenulové

prvky skalovanej inverznej varian¢nej matice.

Pre normalne rozdelené ddta je mozné pouzif metddy zaloZené na vierohod-

nostnom pristupe.

1.2 Metdéda maximalnej vierohodnosti

Nech X, Xo,..., X 5 je ndhodny vyber z k-rozmerného normaélneho rozdelenia
N(0,X) a ozna¢ime D = X1

Vierohodnostnt funkciu mozeme napisat v tvare

VI

L(®) = H(zﬂ)—% det(D)2 exp {—%X?DXZ} .

Logaritmicku vierohodnostni funkciu moézeme napisat v tvare

N
20%) = const—ZXiTD X, — NlndetX
i=1

= const — Ntr(D S) — Nlndet X,

kde tr znaci stopu matice, const nezavisi na parametrickej matici 3, In oznacuje

prirodzeny logaritmus a det znac¢i determinant matice.



Maximalne vierohodnym odhadom matice 3, bez obmedzenia na jej prvky, je
vyberova varian¢na matica S.

Navrhneme graficky model pre nase data. Kazda parova podmienend nezavis-
lost $pecifikovand grafom generuje obmedzenie na parametre. Pre mnohorozmerné
normalné rozdelenie je to nula v inverznej variancnej matici.

Odhadneme nezname parametre vo varianc¢nej matici maximalizaciou vierohod-

nostnej funkcie za obmedzeni vyplyvajicich z testovaného grafického modelu.

Veta 1.2.1. (Vierohodnostné rovnice pre gaussovské grafické modely)

Nech X, Xs,..., XxN je ndahodny vyber z k-rozmerného normdlneho rozdelenia
N(0,%).

Potom maximadalne vierohodné odhady S a D matic ¥ a D= X" za obmedzeni

danych grafom G splnuji vierohodnostné rovnice

-~

dij - 0
pre vrcholy i a j, ktoré nie si spojené hranou grafu G, a plati rovnost submatic
i\]acb = Saaa

pre podmmnoZinu vrcholov a, ktord je kluka. Odhadnuté parametre S aD si jed-

noznacne urcené s pravdepodobnostou jedna. Navyse platz’f) = (f])*l.
Dékaz. Uvedeny v [11]. O

Pozndmka. Maximélne vierohodné odhady sa pocitaji IPF algoritmom vid [11].

1.3 Testovanie grafickych modelov

Zhodu odhadnutého modelu s ddtami je mozné testovat pomocou statistiky zvanej

deviancia.

Definicia 1.3.1. Nech Gy je uplny graf a G je jeho faktor, v ktorom chyba f
hran.

Potom definujeme devianciu gratu G
dev'D = 2. [Z(S) - 1(2)] ,
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kde:

S je maximélne vierohodny odhad variancnej matice v saturovanom modeli s -
plnym grafom G, a to je vyberova variancna matica,

s je maximalne vierohodny odhad varian¢nej matice v modeli s grafom G a [

znaci logaritmicki vierohodnostnui funkciu.

Lemma 1.3.2. Nech X1, X5, ..., Xy je ndhodny vyber z k-rozmerného normadl-
neho rozdelenia N(0,3).

Potom devianciu mézeme vyjadrit v tvare

dev'") = N [tr(SD) — Indet(SD) — k:] . (1.1)

Navyse plati:
devg) = —NlIn(1 — corr(X;, X;|V \ {i,7})?). (1.2)
Dokaz. Vid [11]. O

Veta 1.3.3. Deviancia dev) md asymptoticky rozdelenie Xfc.
Dékaz. Uvedeny v [11]. O

Definicia 1.3.4. Nech Gq je kompletny graf, G je jeho faktor, v ktorom chyba
f1 hran a ktory ma devianciu dev™), a G, faktor grafu G, v ktorom chyba f,
hran a ktory ma devianciu dev’?). Symbolicky je mozné pisat Gy O G1 O Gb.

Potom definujeme diferenciu deviancii modelov s grafmi GG; D G5 predpisom:
dev* = —[dev™) — dev ).

Speciélne:
Pokial v grafe Gy chyba oproti grafu G; iba jedna hrana {4, j}, budeme hovorit

o deviancii vynechanej hrany devy;.

Lemma 1.3.5. (Vipoctovy tvar diferencie deviancii)
Nech X, X5, ..., XxN je ndahodny vyber z k-rozmerného normdlneho rozdelenia
N(0,%).

Potom diferenciu deviancii moZeme vyjadrit v tvare
dev* = —N - {tr[S~ (D) — D,) + Indet(Z; - EQ)} , (1.3)
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kde lA)l = 21_1 je mazximdlne vierohodny odhad inverznej variancnej matice v gra-
fickom modeli s grafom G a D, = 2;1 je maximadlne vierohodny odhad inverznej

variancnej matice v grafickom modeli s grafom Gj.
Dékaz. Mozné néjst v [11]. O

Veta 1.3.6. Diferencia deviancii dev* md asymptoticky rozdelenie X?‘z—fl'

Specidlne, deviancia vynechanej hrany devj; md asymptoticky rozdelenie X3
Dékaz. Mozné néjst v [11]. O

Pozndamka. Deviancia je testova Statistika pre test modelu s grafom G proti satu-
rovanému modelu s grafom Gy. Test je zalozeny na porovnévani deviancii, pricom
zhodu modelu G s ddtami na hladine o zamietame, ak vyjde deviancia grafu G
dev') vigsia ako (1—a).100 percentny kvantil chi-kvadrat rozdelenia o f stupiioch
volnosti x7(c).

Diferencia deviancii je testova statistika modelu pre test s grafom Gy proti
modelu s grafom G; D G5. Zhodu modelu Gy s datami na hladine « zamieta-
me, ak vyjde diferencia deviancii dev* vécsia ako (1 — «).100 percentny kvantil

chi-kvadrat rozdelenia o f, — fi stupiioch volnosti x7, ; ().

1.4 Selekcia grafickych modelov

Akym sposobom vybrat graficky model, aby sa dobre zhodoval so zadanymi
ddtami, sa pokusime zodpovedat v tejto kapitole. Sposobov je niekolko a to napr.:
generovanie vSetkych moznych grafov a testovanie prislusnych grafickych modelov
(vypocetne naroény postup a nejednoznacnost vysledku) a algoritmy Backward
(zaloZeny na sposobe odoberania hran z tiplného grafu) a Forward (zaloZeny na
pridavani hran do grafu bez hrén). Popis je mozné najst v [11].

Pozrime sa podrobnejsie na Backward algoritmus so stop pravidlom

zalozenym na deviancii vynechanej hrany.

Algoritmus je mozné zhrnit do niekolkych krokov:

Majme k dispozicii data vo forme N realizacii k-rozmerného ndhodného vektoru



X ~ N(0,%). Graf G s vynechanou hranou {i, j} budeme znacit G'\ {7, j}.

Vstupom do selekénej procedury su:
e Vyberova varianéna matica S.
e Saturovany model reprezentovany kompletnym grafom Gj.
Algoritmus

1. (a) Spocitame devianciu vynechanych hran devf{ki N Gy, tzn. testujeme
graf Gy s vynechanou hranou {7, j} proti Go. Mézeme pouzit dva sposoby

vypoctu deviancie:

e S~! gkalujeme tak, aby mala na diagondle 1, mimodiagonalne prvky
sd

_COTT(X’L'a Xj |V \ {27 j})
a devianciu spocitame podla vzorca (1.2) z lemmatu 1.3.2 .

e Spocitame maximalne vierohodny odhad variancnej matice /171(?) vek-
toru X a maximalne vierohodny odhad inverznej varian¢nej matice
ﬁg-)) vektoru X v modeli Gy \ {¢,j} a to bud priamym vypoctom,

alebo pomocou IPF algoritmu.

Devianciu spo¢itame podla vzorca (1.1) z lemmatu 1.3.2, kde polozime

b-pY

g

(b) Vyberieme najmensiu nevyznamni devy; a prislusnt hranu {4, j} vyli-

o ~(1
¢ime 7z Gy a dostdvame novy graf Gy = Gg \ {i,j} s odhadmi ¥ a pv.

(c) Pokial st vsetky devy; viznamné, vysledkom selekcie je kompletny graf

Go.

2. Pror=1,2,...

(a) Spocitame deviancie vynechanych hran devy; v G, tzn. testujeme mo-

dely s grafom G, \ {i, 7} proti modelu s grafom G,.

~ ~ (r

e« X" D ) ... maximalne vierohodné odhady v G,;

o 0 DY maximalne vierohodné odhady v G, \ {i,7}.

1y g
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Devianciu spoc¢itame podla vzorca (1.3) z lemmatu 1.3.5, to jest

dev}; = —N - {tr[S : (IA)(T)

) o) A0
' —D,L»j)—l—lndet(E()-D~)]}.

ij
(b) Vybereme najmensiu nevyznamni devy;, prislusni hranu {4, j } vylicime
= ~(r+1
z G, a dostdvame novy graf G,,, = G, \ {i,7} s odhadmi X("+1) a D"t
(c) Pokial su vsetky dev]; vyznamné, vysledkom selekcie je model s grafom

G.

1.5 Spracovanie dat

Pre demonstraciu popisanych postupov vysSetrovania Struktiry podmienenej ne-
zavislosti v datach sme vybrali mesa¢né priemerné hodnoty devizovych kurzov
¢eskej koruny (CZK) voci 21 mendm od 1.1.2005 do 31.12.2010, ktoré si uvedené
v nasledujiicej tabulke pod kédmi, ktoré pouziva CNB (zdroj [12]):

Kéd meny | Nazov meny
AUD Australsky dolar
BGN Bulharsky lev
CAD Kanadsky dolar
CHF Svajciarsky frank
DKK Déanska koruna
EEK Esténska koruna
EUR Euro
GBP Anglicka libra
HKD Hongkongsky dolar
HRK Chorvatska kuna
LTL Litovsky litas
LVL Lotyssky lat
NOK Noérska koruna
NZD Novozélandsky dolar
PLN Polsky zloty
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Kéd meny | Nazov meny

SEK Svédska koruna

SGD Singapursky dolar

TRY Turecka libra

USD Americky dolar

XDR Menova jednotka pre medzinarodny postovy styk
ZAR Juhoafricky rant

Skor ako prejdeme k aplikacii metdd pre selekciu grafickych modelov na vybrané
mesacné priemerné hodnoty devizovych kurzov mien, je potrebné overit predpo-
klady pozadované pre pouzitie danych modelov a to nezavislost a normalitu.

Déta boli transformované na tzv. logaritmické vynosy

P,
ln( i )zlnPt—lnPt_l,

P

kde
P, je hodnota menového kurzu na konci mesiaca t,

P,_1 je hodnota menového kurzu na konci mesiaca t — 1.

1.5.1 Overenie predpokladov

Na overenie nezavislosti logaritmickych vynosov pouzijeme test zaloZeny na zna-
mienkdach diferencii uvedeny v [2]. Najskor z daného radu, az na jednu, vyskrtame
rovnaké susedné hodnoty. Oznacime:

n...pocet pozorovani testovaného radu,

k...pocet kladnych diferencii v tomto rade (pocet bodov, v ktorych dany rad
rastie).

Potom za platnosti hypotézy nezavislosti plati

n—1
1
Var(k) = n;;

a k ma asymptoticky normélne rozdelenie. Na hladine o zamietame hypotézu, ze

data su realizaciami nezavislych rovnako rozdelenych ndhodnych veli¢in, ak plati

12



Z U/l—a/?v
ntl
\V 12
kde u1_q /2 oznacuje (1 — a/2) - 100 percentny kvantil normovaného normélneho
rozdelenia N(0,1).
My vsak pouzijeme kritérium zalozené na p-hodnote, tj. na najmensej hladine,
na ktorej dany test zamieta nulovi hypotézu. P-hodnotu pre nas test spocitame

nasledovne:

n—1

k— 2

p-hodnota=2[1— & ,
n+1
\ 12

kde @ je distribu¢nd funkcia normovaného normalneho rozdelenia N (0, 1).

Hypotézu nezavislosti zamietame na hladine «, ak p-hodnota < a.

Test sme realizovali v programe Mathematica 7.

V nasledujicej tabulke vidime vysledky testu nezdvislosti.

Ko6d meny | p-hodnota testu znamienok diferencii
AUD 0,414
BGN 0,041
CAD 0,414
CHF 0,683
DKK 0,221
EEK 0,221
EUR 0,041
GBP 0,102
HKD 0,041
HRK 0,414
LTL 0,041
LVL 0,041
NOK 0,102
NZD 0,414
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Ko6d meny | p-hodnota testu znamienok diferencii
PLN 0,683
SEK 0,102
SGD 1,000
TRY 0,414
USD 0,041
XDR 0,221
ZAR 0,683

Z vysledku testu vidime, Ze nezévislost na hladine o = 0, 05 nezamietame u tychto
mien: AUD, CAD, CHF, DKK, EEK, GBP, HRK, NOK, NZD, PLN, SEK, SGD,
TRY, XDR, ZAR. Na hladine o = 0, 04 by sme nezamietali nezavislost u vsetkych
mien.

Na overenie normality logaritmickych vynosov sme aplikovali program NCSS
2007, ktory pouziva niekolko testov (Shapiro-Wilk, Anderson-Darling, Marti-
nez-Iglewicz, Kolmogorov-Smirnov, D’Agostino Skewness, D’Agostino Kurtosis,
D’Agostino Omnibus).

Na hladine o = 0,05 vsetky testy pouzité v NCSS 2007 na testovanie nor-
mality nezamietli normalitu pri tychto menach: AUD, CAD, GBP, HRK, NZD,
PLN, SGD (Histogramy, vid priloha). Pri mene EUR nezamietli normalitu len
dva testy: D’Agostino Skewness a D’Agostino Kurtosis a pri mene USD nezami-
etli normalitu styri testy: Martinez-Iglewicz, Kolmogorov-Smirnov, D’Agostino

Kurtosis a D’Agostino Omnibus.

Zhrnutie

Testom nezavislosti aj vSetkymi testami normality na hladine o = 0,05 presli
tieto meny: AUD, CAD, GBP, HRK, NZD, PLN, SGD. U tychto menovych kur-
zov vySetrime Struktiru podmienenych nezavislosti pomocou grafického modelu

vybraného selekénym algoritmom.

1.5.2 Aplikacia selekéného algoritmu

Popis je mozné najst v kapitole 1.4.
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Vratime sa k nasim 7 priemernym hodnotdam devizovych kurzov mien a ich

logaritmickym vynosom, ktoré spliiaji nezdvislost aj normalitu:

Oznacenie | Kéd meny | Nazov meny
1 AUD Australsky dolar
2 CAD Kanadsky dolar
3 GBP Anglicka libra
4 HRK Chorvatska kuna
5 NZD Novozélandsky dolar
6 PLN Polsky zloty
7 SGD Singapursky dolar

Uvodné informécie o zavislostnej Struktire ndm poskytne korela¢nd matica loga-

ritmickych vynosov

AUD CAD GBP HRK NZD PLN SGD
AUD 1
CAD | 0.704694 1
GBP | 0.500172 0.702222 1
HRK | 0.494753 0.699149 0.590378 1 )
NZD | 0.756339 0.654984 0.595973  0.458199 1
PLN | 0.328704 0.158354 0.037529 —0.000020 0.241908 1
SGD 0.496451 0.811865 0.703127 —0.086916 0.559805 —0.083488 1

a matica parcialnych korelacnych koeficientov logaritmickych vynosov

AUD CAD GBP HRK NZD PLN SGD
AUD —1.
CAD 0.399445 —1.
GBP | —0.088821 0.210898 -1
HRK 0.187011 0.107821 0.067779 -1
NZD 0.555050 —0.028784  0.256185  —0.120725 —1.
PLN 0.191224 0.197148  —0.018797 —0.147492 0.076929 —1.
SGD —0.218341  0.523135 0.206475 0.430603 0.176115 —0.225623 —1

z ktorych je zrejmd nezanedbateln linedrna zavislost medzi niektorymi dvojicami
logaritmickych vynosov menovych kurzov. Po aplikdcii Backward algoritmu so
stop pravidlom zalozenym na deviancii vynechanej hrany dostavame nasledujuci

graf
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Vo vyslednom grafe je vynechanych 13 hrdn, a ma celkovii devianciu 17,0837 (vid
vzorec (1.1)) a p-hodnota testu vhodnosti modelu pomocou deviancie je 0,195506.
Pracu algoritmu vidime v nasledujiicej matici (vynechané hrany medzi vrcholmi
reprezentujucimi premenné X; a X; s oznacené v i-tom riadku a j-tom stipci
zapornym znamienkom a ¢islom kroku, v ktorom boli vynechané, existujice hrany

st oznacené Cislom 1):

AUD CAD GBP HRK NZD PLN SGD

AUD 0

CAD 1 0

GBP | —-11 —-13 0

HRK| —-10 —6 —4 0

NZD 1 -2 1 -5 0

PLN 1 —12 -1 -8 -3 0

SGD -9 1 1 1 —7 1 0

Z grafu je vidiet nasledujtice podmienené nezdvislosti medzi logaritmickymi vyno-

smi priemernych hodnot devizovych kurzov mien pri pevnych hodnotach zvysnych

mien:

AUDLGBP
AUDL1HRK
AUDLSGD
CADLGBP
CADLHRK
CADLNZD
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CAD_LPLN
GBPLHRK
GBP_LPLN
HRK_LNZD
HRK1PLN
NZD1PLN
NZD_LSGD

Vysledky st dost prekvapujtice, pretoze sa ocakdvala vicsia previazanost
medzi jednotlivymi menami. Najvacsiu previazanost zaznamenala mena SGD
(singapursky doléar) a to s menami CAD, GBP, HRK, PLN. Naopak meny CAD,
GBP, PLN a NZD st previazané iba s dvoma menami. Zavislost medzi menami
GBP a NZD, NZD a AUD, AUD a CAD, CAD a SGD , SGD a GBP sa dala
ocakdvat, ked'ze krajiny Singapur, Velkd Britdnia, Kanada, Novy Zéland a Austra-
lia st ¢lenmi spoloc¢enstva Commonwealth.

Ak by sme testovanie robili na hladine a = 0, 08, ukazala by sa aj ocakavana
zavislost medzi CAD a GBP a pri testovani na hladine oo = 0, 15 dokonca zavilost
medzi AUD a GBP.

Vysledky mozu byt ¢iastoéne ovplyvnené tym, Ze do numerickej stidie neboli
zaradené globdlne dolezité meny, najma USD a EUR, ktoré mozu mat vplyv na

chovanie kurzov ostatnych svetovych mien.
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2. Vektorové ARMA modely

2.1 Zakladné pojmy

> Y s~ /. ~ s .
Budeme uvazovat k-rozmerny casovy rad X; = (X, ... ,th)T s Casovym in-

dexom t.

Definicia 2.1.1. Casovy rad X, je slabo staciondrny, ak jeho prvé aj druhé

momenty st invariantné voci posunutiu v case.
Pozndmka. Ak nebude uvedené inak, budeme predpoklddat slabd stacionaritu
mnohorozmernych ¢asovych radov.
Pre slabo stacionarny casovy rad X, si oznacime jeho vektor stredngch hodnot
a variancéni maticu ako

I"l’ - E(Xt)7

Lo = B[(X,—p(X,—n)],
kde p je k-dimenzionalny vektor strednych hodnot zloziek radu X; a variancna
matica 'y ma rozmery k X k.

Pozndmka. i-ty diagonalny prvok matice Ty je rozptyl X;;, kym (i, 7)-ty prvok Ty
je kovarianciou medzi X;; a Xj;. Vektor p skratene znaci (yq, ... ,px)T a matica

'y mé prvky I';;(0), i,j=1,... k.

2.2 Autokorelaéné matice

Definicia 2.2.1. Nech A je k x k diagonalna matica pozostavajiuca zo smero-

datnych odchyliek X;; pre i = 1,...,k, tj. A = diag{\/I’H(O), Cey \/Fkk(O)}.

Potom autokorela¢ni maticu radu X, definujeme ako
Konkrétne pre (i, j)-ty prvok matice p, mame

_ Fij(o) _ COU(Xita th)
i) = RO, 0] (st ()
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kde, std znaci smerodatni odchylku a p;;(0) je korelaénym koeficientom medzi

Xit a th.
Pozndamka. p, je symetrickd matica s jednotkovymi digonalnymi prvkami.

Definicia 2.2.2. Pre stacionarne mnohorozmerné casové rady sa definuje mati-

covd autokovariancnd funkcia
Iy =covo(X, X)) =E[(X;—p)( Xy —p)'], I=...,-1,0,1,...
pricom (4,7)-ty prvok matice I'; je kovariancia medzi X;; a Xj¢—;.

Pozndmka. Maticova autokovarianénd funkcia I'; je funkciou oneskorenia [ a nie

casu t.

Definicia 2.2.3. Maticovd autokorelacnd funkcia je definovand ako
p,=A"TA™ "

kde A je matica z definicie 2.2.1.

Konkrétne pre (i, j)-ty prvok matice p, mame

Ly()  _ Cou(Xa, Xjui)

pij (1) =
Pre [ > 0 sa d4 odvodit, vid [10],

pij(l) a sz‘(l) pre i # j,

teda p; nie je symetrickd. Vzhladom k rovnosti
Cov(Xiy, Xj1) = Cov(Xj -1, Xit)
a za podmienky slabej stacionarity radu Xy, t;j.
Cov(Xj i1, Xir) = Cov(Xjp, Xigy1) = Cov[Xje, Xy i (1))

plati, ze I';;(1) = I';;(—1). Pretoze I';;(—1) je (j,i)-ty prvok matice I'_; a rovnost

nastava pre 1 < i, j < k, dostdvame I'; =TT, a p, = pT,.
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2.3 Linearna zavislost

Uvazujme zlozky X;; a X;; mnohorozmerného casového radu X ;. Potom vzdjomnd
korelacnd funkcia p;;(l) popisuje typ linedrnej zavislosti medzi radmi X;; a Xj;; v

case, napr. jak uvadza [2]:

1. ak p;;j(l) = pji(l) = 0 pre vietky [ > 0, potom casové rady X;; a Xj; st

navzajom nekorelované;
2. ak p;;(0) =0, potom X;; a Xj; st sicasne nekorelované;

3. ak p;(l) = pj(l) = 0 pre vetky [ > 0, potom X;; a Xj; si nesicasne

nekorelované;

4. ak p;;(l) = 0 pre vsetky [ > 0, ale p;i(v) # 0 pre nejaké v > 0, potom
existuje jednosmernd zdvislost X j; na Xy (tj. X;; nezévisi na ziadnej minulej

hodnote X}, ale X;; zavisi na nejakej minulej hodnote X;);

5. ak p;;(1) # 0 pre nejaké [ > 0 a pj;(v) # 0 pre nejaké v > 0, potom existuje

spatnd vazba medzi X a X

Definicia 2.3.1. Postupnost a; = (ay, . . ., ap;)” nekorelovanych ndhodnych vek-
torov s nulovou strednou hodnotou a pozitivne definitnou varianénou maticou sa

nazyva mnohorozmerny biely Sum.

Poznamka. Zlozky a, aj bieleho Sumu a; st nesucasne nekorelované, ale nemusia

byt sicasne nekorelované.

2.4 Odhad maticovej autokorelacnej funkcie

Uvazujme pozorovany k-rozmerny ¢asovy rad X; = (X, ..., Xp)?, t =1,..., N,

potom maticovu autokovarianénu funkciu odhadneme ako

N
—~ 1 _ __
T, = ~ t;:l(Xt - X)X -X) 1>0, (2.1)

kde X = Zi\i | X /N je vektor vyberovych priemerov.

Maticovu autokorela¢nu funkciu p; odhadneme ako
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~—l~ ~—1

p=A T)A >0 (2.2)

kde A je k x k rozmernd diagonalna matica pozostavajica z vyberovych smero-

datnych odchyliek X;; pret=1,... k.

Pozndmka. Asymptotické vlastnosti vyberovej maticovej autokorelacnej funkcie

P, sa vysetruju za roznych predpokladov vid [3]. Odhad je konzistentny, ale vyjde

skresleny pri konecnom vybere.

2.4.1 Test nulovosti prvkov korelacnej matice

K testovaniu nulovosti prvkov p;;(l) vyberovej korelacnej matice p;, vyuzijeme
asymptotické vlastnosti p;;(1). Pre staciondrne procesy plati, ze p; je konzistentny
odhad, ktory ma asymptoticky normélne rozdelenie (vid [4]).

Testujeme nulovi hypotézu, ze p;;(l) = 0 pre |I| > ¢ pre zvolené ¢ proti alter-
native p;;(1) # 0 pre nejaké || > ¢. Potom vzhladom k asymptoticky normalnemu

rozdeleniu p;; (1) zamietame nulovi hypotézu na hladine «, pokial

sl

B0l
03(1) ?

pre nejaké [, kde u;—a znacf (1 — «/2).100 percentny kvantil normovaného nor-

malneho rozdelenia a

1
~2 o ~
0;;(1) = Var|p;(1)] = N

L+ 22101'1’(3)03'3‘(5)] Nl > g (2.3)

s=1
Ak X; = a; je biely sum, plati

- - o 1
Covpi; (1), pij (1 + 5)] = N1

IR
Var[pi;(1)] = N7

Pre velké vybery sa (N — ) ¢asto nahradzuje N.

2.5 Mnohorozmerny Portmanteau test

Budeme testovat autokorela¢ni struktiru radu X,. Uvazujme nulovi hypotézu

Hy:p,=...=p, =0 aalternativu H; : p, # 0 pre nejaké i € 1,...,m, kde 0O
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je matica nul.
Testovd statistika uvedend v [10] mé tvar

m

Qk(m) — NQZ Nl

=1

ltr(fffglflfgl),

kde N je dizka €asového radu, k je rozmer X, a tr(A) je stopa matice A. Za
platnosti nulovej hypotézy a dalsich predpokladov ma Q(m) asymptoticky chi-
kvadrat rozdelenie s k?m stupiiami volnosti. Hy zamietame na hladine o, pokial
Qr(m) > X3z, (1—a), kde x7s,, (1—) je (1—c).100 percentny kvantil zmieneného

chi-kvadrat rozdelenia.

2.6 Vektorové autoregresné modely VAR

2.6.1 Model VAR(1)

Mnohorozmerny ¢asovy rad X; je VAR proces radu 1 (znacime VAR(1)), ak sa
d4 zapisat v tvare

Xt = ¢0 + (I)Xt_l + ay, (24)

kde ¢, je k-rozmerny vektor, ® je k X k rozmerna matica, a a; je k-rozmerny
biely Sum s varian¢nou maticou 3. V literatire sa casto predpoklada, ze a; ma
mnohorozmerné normalne rozdelenie.

Uvazujme dvojrozmerny pripad tj. k = 2, X; = (X, Xor)? a ay = (ay, a9’

VAR(1) model pozostava z dvoch rovnic s explicitnym vyjadrenim
X1t = 10+ PuXipo1 + ProXoy 1 +an

Xog = @90+ P X1 + PoXoy g + ay,

kde ®;; je (4, j)-ty prvok ® a ¢y je i-ty prvok ¢,.
Z vyjadrenia je vidiet, Ze parametre modelu stivisia so zdvislostou medzi radmi
X1 a Xo (vid podkapitolu (2.3)).

Ak je varianénd matica 3 bieleho Sumu a; diagonalna, potom plati:

o ak 15 = Oy = 0, potom casové rady Xy; a Xo; su nesucasne nekorelované;

o ak &5 = 0 a ®y; # 0, potom existuje jednosmernd zdvislost Xo, na Xy;
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o ak $15 # 0 a $y; # 0, potom existuje spatnd vazba medzi X1, a Xo.

Zapisu (2.4) hovorime redukovany tvar modelu VAR. Redukovany tvar popisuje
sucasnu koreldciu medzi X;; a Xj; len ciastocne prostrednictvom prvku o;; va-
rian¢nej matice bieleho Sumu X.

Niekedy je vSak nutné stcasny vztah medzi X;; a Xj; explicitne vyjadrit. V takom
pripade sa prejde k tzv. strukturdlnemu tvaru modelu VAR pomocou Choleského
rozkladu z tedrie matic nésledovne.

Ked'ze X je pozitivne definitnd, existuje dolnd trojuholnikové matica s jednotkami
na diagondle L a diagondlna matica G také, ze ¥ = LGL", L'S(L")"! = G.
Definujme b, = (by, ..., bw)" = L™ "a,. Potom

E(b) =L 'E(a;)=0,Var(b,) = L'S(LHY = L'S(L") ' = G,

kde G je diagondlna matica, prvky b, su sicasne nekorelované. Vynasobenim

zlava maticou L™' v modely (2.4), dostdvame
L'X,=L'¢p,+ L'®X, ,+ L 'a; =y +P* X, 1 + by, (2.5)

kde ¢} = L™ '@, je k-rozmerny vektor a ®* = L™'® je k x k rozmerna matica.
Ak k-ty riadok matice L' oznacime ako (wgi, ko, - .., We_1,1), potom k-td
rovnica modelu (2.5) mé tvar

k—1 k
th + Z wkiXit = Qﬁ;o + Z (I)zin’,t—l + bkt7 (26>

i=1 i=1

kde ¢ je k-ty prvok ¢ a @}, je (k,i)-ty prvok ®*. Tento Strukturdlny vztah
explicitne prezentuje sicasni (tj, v ¢ase t) linedrnu zdvislost Xj; na X;; pre
i = 1,....,k — 1 (pretoZe by je nekorelované s X;; vzhladom k tomu, Ze by
je nekorelované s b;). Pretoze zlozky vektoru X, mozeme Iubovolne prerov-
nat, dostaneme rovnaky zéver ako pre Xj; v Strukturdlnom tvare (2.6) aj pre

lubovolnt int zlozku X jt vektoru X,

Pozndmka. V praxi sa preferuje redukovany tvar modelu VAR a to hlavne kvoli

2 dovodom:

e je relativne Tahko odhadnutelny;

e viizby na sicasné hodnoty d'alsich premennych znemoziuji v struktural-

nom tvare konstrukciu predpovedi.

23



2.6.2 Podmienka stacionarity a momenty pre VAR(1) mo-
del

Predpokladajme, ze VAR(1) model (2.4) je slabo staciondrny, potom dostédvame
E(X}) = ¢+ PE(X 1)

Pretoze E(X}) je invariantnd v case, dostavame
p=E(X)=(I-®) "

za predpokladu, ze matica I —® je nesingularna, kde I je kx k-rozmernd identicka
matica.

Pouzitim ¢, = (I — ®)p, model (2.4) mozeme prepisat ako
(X¢—p) =®(X; 1 —p) + ay.
Nech X; = X, — p je centrovany ¢asovy rad. Potom VAR(1) model ma tvar
X, =®X, 1 +a,. (2.7)

Tento tvar ndm poslizi na odvodenie vlastnosti VAR(1) modelu. Opakovanou

substiticiou mozeme prepisat (2.7) ako

/X/t = a; + <I>at_1 + <I>2at_2 -+ @3at_3 + e (28)

Toto vyjadrenie ukazuje mnoho vlastnosti VAR(1) procesu:

e ak zlozky a; su navzdjom nekorelované, potom Cov(as, X;_1) = 0. Teda
a; je nekorelované s X,;_; pre vsetky [ > 0. Z toho dovodu sa oznacuje a;

aj ako inovdcia radu v Case t;

e po vyndsobeni (2.7) vyrazom a! sprava a za predpokladu, Ze zlozky a;
st vzajomne nekorelované, dostavame po aplikacii strednej hodnoty na obe

strany rovnice Cov(Xy, a;) = ;

e X, zavisi na inovacii a,_; pomocou matice koeficientov ®/. Aby tito za-
vislost ddvala zmysel, je nutné, aby ®’ konvergovala k nule pri j — oo

tzn. vSetkych k vlastnych ¢éfsel matice ® musi byt v absolitnej hodnote
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mensich ako 1. Poziadavka, aby vlastné ¢isla matice @ boli v absolitne;j
hodnote mensie ako 1 je nutnd a postacujica podmienka pre slabu sta-

cionaritu X, za predpokladu, ze variantna matica a, existuje;
e pouzitim vyjadrenia (2.8) dostavame
Var(X;) =Ty =2+ 38" + &2%(°) + -+ = i P2, (2.9)
i=0
kde ®° = TI.

~T
Ak prendsobime rovnicu (2.7) vyrazom X, ;,, [ > 0 potom za predpokladu, ze

~T
Cov(as, X;j) = E(a; X, ;) = 0 pre j > 0 dostdvame
—~ ~T —_ —
BE(X,X, ) =®E(X, X, )" (2.10)

Teda
=o', (2.11)

pre [ > 0, kde I'; je maticova autokovariancna funkcia radu X;. Opakovanou

substiticiou z (2.11) dostaneme

I, =®'T, [>0.

2.6.3 Model VAR(p)
Vsetky predchadzajiice vztahy je mozné zobecnit pre model VAR(p)
Xi=¢g+ 21Xy 1+ -+ P, X1, +a, p>0, (2.12)

kde ¢, je k-rozmerny vektor a ®; je k x k matica. Pouzitim operdtora spdtného

posunu B, VAR(p) model mozeme zapisat ako
I-®B—--—®,B") X, = ¢, + a,
kde I je k x k identickd matica. Rovnica sa d4 napisat v skrdtenom tvare
®(B)X; = ¢, + ay,

kde ®(B) =1—-®,B — --- — ®,B? je maticovy polyném. Ak X, je slabo sta-

cionarny, potom plati
p=EX)=1-® — - —®) ¢
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za predpokladu, ze inverzia existuje.

Nech X, = X, — w, potom VAR(p) model bude v tvare
X=X, + - +®,X:,+a (2.13)
Pouzitim (2.13) a rovnakych technik ako u VAR(1) modelu dostaneme
o Cov(Xy,ay) =3
e Cov(X_y,a;)=0prel>0;
oI''=®T 1+ ---+P,I'_, prel > 0.

Posledna vlastnost sa nazyva momentové rovnice VAR(p) modelu. Je to mno-

horozmern4 verzia Yule-Walkerovych rovnic jednorozmerného AR (p) modelu (vid

2]).

Jednoduchy pristup k pochopeniu vlastnosti VAR(p) modelu popisaného rovni-

cou (2.12) je vyuzitie vysledkov VAR(1) modelu popisaného rovnicou (2.4). To sa

docieli transformaciou VAR(p) modelu radu X; na kp-rozmerny VAR(1) model.
Nech Y, = (}f_pﬂ,};r_pw, . ,}j)T ab, = (07,...,0", a7 st dva kp-

(p—1) krat
rozmerné procesy, kde 07 je k-rozmerny vektor nil. Strednd hodnota b, je nulova

a kovarian¢na matica b; je kp X kp rozmerna matica s nulami vSsade okrem pravého
dolného rohu, v ktorom je ¥. VAR(p) model pre X; mozeme potom zapisat
v tvare

Yt — Q* Yt—l + bta (214)

kde ®* je kp X kp rozmerna matica v tvare

o I 0 0 0
o o I 0 0

o =\ : : : 2N
o 0 0 0 I
B, B, P, D5 ... B

kde 0 aIsu k x k nulova a identicka matica.
Rovnica (2.14) je rovnicou VAR(1) modelu pre Y, ktory obsahuje X; v jeho

poslednych k£ komponentoch.
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Vysledky VAR(1) modelu popisaného v predchddzajicej podkapitole sa mozu
pouzit na odvodenie vlastnost{ VAR(p) modelu popisaného rovnicou (2.14). Na-
priklad, Y je slabo stacionarny prave vtedy a len vtedy, ak X; je slabo sta-
cionarny. Teda nutnd a postacujica podmienka slabej stacionarity pre VAR(p)
modely je, aby vSetky vlastné ¢isla matice ®@* boli v absolitnej hodnote mensie
ako 1.

Obzvlast velky vyznam vo finanénych éasovych radoch mé struktira matic
koeficientov ®;, 1 = 1, ..., p. Napriklad, ak (4, j)-ty prvok @;;({) matice ®; je nula
pre vietky [, potom X;; nezavisi formou VAR (p) modelu na minulych hodnotéch

Xj,t—la NN 7Xj,t—p-

2.7 Vystavba VAR(p) modelu

2.7.1 Identifikacia radu modelu

Budeme pouzivat iterativne procediry na uréenie rdadu a odhadu modelu a na
kontrolu zostaveného modelu pre dany ¢asovy rad. Uvedeny postup je popisany
v [9].

Uvazujme nasledujice VAR modely:

X = Qg+ P X1+ ay
Xt = ¢0+(§1Xt71+(§2Xt72+at

X = oo+ 1 X1+ P Xy o4+ 2 X + ay (2.15)

Parametre tychto modelov mozu byt odhadnuté metédou najmensich stvorcov
(OLS) na zdklade pozorovani k-rozmerného radu X, ..., X . Toto odhadovanie
sa v mnohorozmernej linedrnej regresii nazyva mnohorozmerny linedrny regresny
odhad.

Pre i-tii rovnicu (2.15) nech &) je OLS odhad ®; a ¢ je odhad g, kde

horny index (7) sa pouzije na oznacenie toho, ze odhady su pre VAR(7) model.
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Potom reziduum je
~(i ~(1) = (7 F (i
aE)IXt—(ﬁo _‘I)g)Xt—l—"‘—cI)g)thi'

Pre i = 0 polozime a§°> - X,-X.
Odhad varian¢nej matice rezidui je
s_ 1 SN
Z_N—Qi—lzat (a;”)", i>0. (2.16)

t=i+1

Na urcenie radu modelu p testujeme hypotézu H(gi) : ®, = 0 proti alternative
Hl(i) : ®; # 0 postupne pre [ = 1,2,... . Napriklad pouzitim prvej rovnice
v (2.15) testujeme hypotézu HS" : ®; = 0 proti alternative H\") : ®; # 0 (model
VAR(1)). Testova statistika je

M(1) = — (N—k—Zl) o [ d2)
2 det 20

kde f]l a f)o znacime podla (2.16). Za podmienok regularity, testova Statistika

M (1) ma asymptoticky chi-kvadrat rozdelenie o k* stupiioch volnosti.

Zovseobecnenie mozeme robit pouzitim i-tej a (i — 1)-vej rovnice v (2.15) na
testovanie Héi) : ®;, = 0 proti HF) : ®; # 0, tzn. testovanie VAR(7 — 1) modelu
proti VAR(7) modelu. Testova Statistika bude

)
M(z’):—(N—k—z’—§)ln et ) (2.17)
2 det Zi—l

M (i) mé asymptoticky chi-kvadrét rozdelenie o k% stupnoch volnosti. Ak je teda
M(i) > X22(1—a)> zamietame Héi) v prospech H\” na hladine .

Dalsou moznostou na uréenie rddu p je pouzitie Akaikeovho informaéného
kritéria (AIC) (vid [5]). Uvazujme i-td rovnicu v (2.15). Odhadneme model
podmienenou metédou maximalnej vierohodnosti (ML) za predpokladu, ze biely
Sum a; ma mnohorozmerné normalne rozdelenie N(0,X). Pre VAR modely, OLS
odhady ¢, a ®; st ekvivalentné ML odhadom. Avsak st rozdiely medzi odhadmi

variancnej matice 3.

ML odhad X je

<« 1 ~(1) (2
%= 5 > @) (2.18)



AIC kritérium VAR(7) modelu za podmienky normality bieleho Sumu je defino-
vané ako

~ 2 ,
AIC(i) = In (det zi) + % (2.19)

Pre pozorovany casovy rad sa zvoli rdd p u VAR modelu taky, aby AIC(p) =

ming <;<,, AIC(i), kde py je vopred definované kladné celé ¢islo.

2.7.2 Odhadovanie a kontrola modelu

Pre konkrétny VAR model mozeme na odhadovanie parametrov pouzit bud
metodu najmensich Stvorcov alebo podmieneni metédu maximaélnej vierohod-
nosti. Obe metdédy su asymptoticky ekvivalentné. Odhady maji asymptoticky
normalne rozdelenie (vid [8]). Odhadnuty model by mal byt potom skontrolo-
vany. Qr(m) Statistika z kapitoly 2.5 moze byt aplikovand na jednotlivé odhad-
nuté autokorelacie a vzajomné korelacie odhadnutej rezidualnej zlozky na overe-
nie predpokladu, Ze nie je ziadna korelacia medzi odhadnutymi reziduami. Pre
odhadnuty VAR(p) model mé Qx(m) statistika rezidui asymptoticky chi-kvadrat
rozdelenie o k*(m — p) stupiiov volnosti.

Na ziskanie najvhodnejSiecho modelu nam slizi tiez Hannan-Rissanenova pro-
cedira, ktord pri hladani najvhodnejsicho modelu skiima aj obecnejsie vektorové
ARMA modely, ktoré zahinaji v sebe jak VAR tak VMA modely. Presny popis
vektorovych ARMA modelov je mozné ndjst v [10]. Spominand procedira po-

zostava z nasledujuicich casti:

1. Pouzitie Levinson-Durbinovho algoritmu (vid' [5]) na odhadnutie modelov

VAR(7), pre i = 1,2, ..., kpae pre nase data;

2. Spocitanie AIC hodnot prei = 1,2,. .., kpq, pre odhadnuté modely a vyber
VAR(k) modelu s najnizsou hodnotou AIC;

3. Spocitanie rezidui odhadnutého VAR(k) modelu;

4. Odhad koeficientov VARMA(p, ¢) modelu pouzitim OLS metédy pre p <
min(Pmaz, k) & ¢ < Gmae; odhadnuty sum je dany vyrazom

N

Y al/(N—t)

t=t/+1
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kde t' = maz(q + k, p);

5. Vyber modelu s najnizsou BIC hodnotou danou vyrazom In(det ZA];Q) +
W, kde ig , 0znacuje odhad variancnej matice bieleho Sumu prislusného

VARMA modelu.

Detailnejsi popis Hannan-Rissanenovej procediry je mozné néjst v [5].

Podmienena metéda maximalnej vierohodnosti

Popiseme tento sposob odhadu parametrov v modeli VAR(1). Predpokladajme,
7ze Xo = 0. Model (2.4) mozeme prepisat do tvaru a; = X; — ¢y — PX, | a

spocitat vektorovy biely sum a; rekurzivne ako

—X1—¢07 02:X2—¢'o_‘1’1X1,

Nech a; ma rozdelenie N(0, X). Vierohodnostna funkcia bude v tvare

N

1
Hfo B %) = g (22 (det D)2 T ["at o at} (220)

a logaritmicka vierohodnostna funkcia bude v tvare

l(d)[)? ¢)17 E) = ln(L(d)O? (I)la )) = (221>

kN N S
=~ h2r— S n(det2) — 53 alT e
t=1

l\DIn—~

Vo VAR modeloch vyssich rddov sa postupuje analogicky. Maximalizacia logarit-
mickej vierohodnostnej funkcie vedie v optimalizacii k nelinedrnemu programova-

niu.

2.7.3 Predpovede v modeli

Pre VAR(p) model je predpoved o jeden krok dopredu od ¢asu t € (p, T zostro-
jend ako
p
Xt(l) = ¢o + Z D X1
i=1
vratane suvisiacou chybou predpovede
et(l) =1 = X4y — Xt(l)-
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Varia¢na matica predpovedanej chyby je 2.

Pri predpovedi o [ krokov dopredu od ¢asu t dostaneme

X (1) = ¢y + Z‘I%Xt(l — i),
=1

kde X (Il —i) = X, ak [ —i < 0. Chyba predpovede bude potom

et(l) = Xt+l — Xt(l)

V praxi sa pouzivaju odhady parametrickych matic ®; a vektoru ¢,.
Ak X, je slabo stacionarny, potom predpoved o [ krokov dopredu X (/) konver-

guje k vektoru strednych hodnot p pri narastajicom predpovednom horizonte [.

Ak si to zhrnieme, vystavba VAR modelu zahina 3 kroky

pouzitie testovej Statistiky M(i) danej vzorcom (2.17) alebo Akaikeovho

informacného kritéria (2.19) na identifikovanie radu p;

e odhad konkrétneho modelu pouzitim OLS metdody pripadne ML metddy,
pripadne spojené identifikacné a odhadové fazy Hannan-Rissanenovho al-

goritmu;
e kontrola stacionarity odhadnutého modelu (vid kapitola 2.6.2);

e pouzitie Qx(m) Statistiky z kapitoly 2.5 na odhadnuté rezidudlne zlozky
kvoli overeniu vhodnosti odhadnutého modelu. Aj d'alsie charakteristiky
odhadnutych rezidualnych zloziek ako normalita, podmienend heteroskedas-
ticita alebo odlahlé pozorovania je mozné overovat (vid [2]). Ak je odhad-

nuty model vhodny, mozeme ziskavat predpovede.

2.8 Vektorové MA modely

2.8.1 VMA(1) a VMA(q)

Na lepsie pochopenie VMA procesov budeme predpokladat dvojrozmerny MA (1)
model

Xt:00+at—@at_1 :u+at—@at_1, (222)
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kde 6y je dvojrozmerny vektor a © je 2 X 2-rozmernd matica s prvkami ©;;. Tento

model moZeme pre jednoduchost prepisat ako

X1t = 0y —Onai—1 — Or2a24-1 + auy,

Xot = 0o — 910141 — Oa2—1 + ay. (2.23)
Pre model VMA(1) mozeme klasifikovat zavislosti medzi X, a X nésledovne:

e Xi; a Xy su nesucasne nekorelované, ak ©15 = Oy = 0;

o Ak ©15 = 0 a Oy # 0, potom existuje jednosmernd zdvislost Xy, na Xi;.

Opaé¢nd jednosmernd zavislost plati, ak ©15 # 0 a 41 = 0;
e Ak ©15 # 0 a Oy # 0, potom existuje spatna vazba medzi Xi; a Xo.

V dosledku toho plati, ze autokorelacia medzi X;; je rovnaka ako medzi a;. Pred-
chadzajica tedria moze byt zobecnend na VMA(gq) model.

Obecne vektorovy MA model rddu ¢ VMA(g) mdzeme zapisat v tvare
Xt = 00 + a; — ®1at_1 — = G)qat_q, (224)

skratene X, = 6y + ©O(B)ay, kde 0y je k-rozmerny vektor, ©; je k X k-rozmerna
matica a @(B) = I-0,B —---—0,B9 je maticovy polyném operatora spatného
posunutia B. VMA(q) procesy su slabo staciondrne za podmienky, ze pre a;
existuje kovarianénd matica 3. Z (2.24) pre VMA model plynie, ze p = E(X;) =
6,.

Nech X, = X, — 6, je centrovany VAR(q) proces. Potom za pouzitia (2.24)

a faktu, ze medzi zlozkami {a;} nie je ziadna koreldcia, dostdvame
1. Cov(X4,a:) =3
2. Ty=%X+0,X0] +---+6,X0];
3. Ty=0ak!>q;
4. T =3",0,507  ak 1 <1< g, kde © = —1I.

Ak Ty = 0 pre [ > ¢, maticovd autokorelacna funkcia VMA(q) modelu radu X,
splnuje

p =0, [>q (2.25)
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Preto moze byt autokorela¢na funkcia pouzitd na identifikovanie rddu ¢ vo VMA(q)

modeli.

2.8.2 Odhadovanie parametrov

Odhadovanie VMA modelov je mozné riesit vierohodnostnym pristupom. Je moz-
né pouzit dve metédy. Prva je podmienend metéda maximdlnej vierohodnosti,
ktora predpokladd, ze a; = 0 pre t < 0. Druha je nepodmienend metéda maximal-
nej vierohodnosti, ktord povazuje a; pre t < 0 ako d’alsie parametre modelu. Aby
sme lepsie pochopili problematiku odhadu, budeme pracovat s VMA (1) modelom
(2.22). Predpoklddajme, ze mame data X, t = 1,..., N a a; ma mnohorozmerné

normélne rozdelenie N (0, X).

Podmienenia metéda maximalnej vierohodnosti

Predpoklqdajme, ze ag = 0. Potom mozeme prepisat model (2.22) do tvaru

a, = X, — 05+ Oa,_; aspocitat vektorovy biely sum a, rekurzivne ako
a; =X -0y ay=X,—-0;+0a,,

Vierohodnostna funkcia L a logarimitcka vierohodnostna funkcia [ su dané uz
zmienenymi vztahmi (2.20) a (2.21). Maximalizdcia logaritmicke]j vierohodnostne;
funkcie vedie v optimalizacii k nelineArnemu programovaniu.

Nepodmienena metéda maximalnej vierohodnosti

Predpokladajme, Ze ag je nezndmy vektor, ktory musi byt odhadnuty z dét, aby
sme vyéislili vierohodnostnd funkciu. Pre zjednodu$enie budeme predpokladat,

7e X, = X, — 6. Pouzitim X, a (2.22) dostavame

a; = /X/t -+ @at,l. (226)

33



Opakujicou substitiiciou dostavame, ze aq je obsiahnuté vo vsetkych 3(/15 nasle-

dovne
a; = 3514—@%
a; = }2 +60,1 = /X/Q+ @/X/l +@2(1,0
= (2.27)

ay = /_X/N + @fX/N_l + -+ @N_lfil + @Nao.

a je teda linedrna funkcia dat, ak s dané 8 a ©. Tento vysledok nam umozinuje
odhadovat ag za pouzitia dit a pociatoénych odhadov 8, a ©. Ak mame dané

0y, © a dita, mozeme definovat
X=X, +OX, 1+ --+0"'X,, t=12_... N

Ststavu rovnic (2.27) mozeme prepisat ako

XT = —G)a0+a1
X, = —©%ay+ ay
X*N = —@Nao—i—aN.

Rovnice st vo forme mnohondsobnej linearnej regresie s vektorom parametrov
ag, hoci varianéna matica X bieleho sumu a; nemus{ byt diagondlna matica. Ak
mame k dipozicii poc¢iatoc¢ny odhad 3, prenasobime kazdi rovnicu predchadzaju-

12 Vysledna stistava rovnic je mnohondsobna

. 7 ’ ) . —
cej sustavy rovnic zlava maticou 3
., L L ) el ,
linearna regresia s jednotkovou varianénou maticou chyb 372 a; a OLS metodou
mozeme ziskat odhad ay. Odhad oznaéime ako a.

Pouzitim odhadu @, mozeme spoéitat a, rekurzivne ako
a1:X1—00+@a0, a2:X2—00+@a1,

Navyse mozeme odvodit nepodmienenti vierohodnostnt funkciu dat zo zdruzené-

ho rozdelenia a;, t =0, ..., N. Vierohodnostnu funkciu poc¢itame, aby sme ziskali
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nepodmienené ML odhady. Postup vypoctu si v kratkosti popiSeme.

Nech st dané pociatocné odhady 6y, ©, 3, potom za pouzitia (2.27) odvodime
OLS odhad @ag. Tento odhad sa zase pouzije na vyéislenie a; rekurzivne pouzitim
(2.26) a za¢inanim u a; = X, + Oa,. Vysledné a;, t = 0,...,N sa potom
pouziju na vycislenie nepodmienenej vierohodnostnej funkcie dat, aby sa aktua-
lizovali odhady 6y, © a X. Cely proces sa potom opakuje, dokial odhady nebudd
konvergovat. Této iterativna metdéda na vyéislenie vierohodnostnej funkcie plati
aj na obecné VMA(q) modely.

Z predchadzajucej casti je zrejmé, ze nepodmienena vierohodnostnd metdda po-
zaduje omnoho intenzivnejsi vypocet ako podmieneny vierohodnostny pristup.
Poskytuje vSak presnejsie odhady parametrov, Specidlne ak niektoré vlastné ¢isla
© su blizke 1. V élanku [6] poskytuji porovnania medzi podmienenou a nepod-

mienenou ML metédou VMA modelov.

2.8.3 Predpovede v modeli

Pre VMA(1) model mézeme ziskat predpoved o jeden krok dopredu ako
Xt(l) =0, — ®1ata

kde a; = X; — X;_1(1) a ag = 0.
Chyba predpovede potom bude

ei(l) = Xy — X4(1) = appa.

Varian¢nd matica chyby predpovede je 3.

U predpovede o dva kroky dopredu dostaneme

a chybu predpovede
et(2) = X120 — Xt(z) = a0 — Ora,y;.

Analogicky u predpovede o | > 2 krokov dopredu dostaneme



Ak prejdeme k VMA(g) modelom, predpoved o jeden krok dopredu bude vyzerat
.Xt(l) = 00 — @1at — Ggat_l — ... @qat_q+1
s chybou predpovede
et<1> = Q-
Predpoved o [ krokov dopredu je
Xt(l) = ({bo + i — P — .. — ¢oat+l—qa

kde kladieme
a1 —j=0prel—35>0; j=0,...,q,
a5 = Xpj— Xy (1) pre I — 5 <0.
Chyba predpovede je
e, = X — X (D).

Predpoved o [ > ¢ krokov dopredu bude teda vyzerat ako
X(l) =6
s chybou predpovede
e(l) = X — Xo(l) = @440 — ©O1a440-1 — ... — Oga4 .

V praxi sa pouzivaji odhady parametrickych matic ®; a vektoru 6.

Ak si to zhrnieme, vystavba VMA modelu zahfna 3 kroky:

e pouzit autokorelacné matice na uréenie radu g - pre VMA(g) model, p, = 0
pre | > g, testovanie nulovosti prvkov korelacnej matice (vid podkapitolu

2.4.1);

e odhad konkrétneho modelu pouzitim bud’ podmienenej alebo nepodmienene;
metédy maximalnej vierohodnosti - nepodmienend ML metdda je prefero-

vand, ak rozsah vyberu nie je velky:

e odhadnuty model by mal byt skontrolovany kvoli vhodnosti (napr. ap-
likdciou Qr(m) Statistiky na rezidudlne zlozky). Az po overeni vhodnosti

odhadnutého modelu mozeme konstruovat predpovede.
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2.9 Spracovanie dat

V tejto casti aplikujeme doteraz popisant tedriu na konkrétny mnohorozmerny
casovy rad. Vezmeme 7 priemernych hodnot devizovych kurzov, s ktorymi sme
pracovali v kapitole 1.5: AUD, CAD, GBP, HRK, NZD, PLN, SGD a budeme
znova pracovat s ich logaritmickymi vynosmi. Na nasledujtcich grafoch vidime

ich casovy priebeh:

Log returns CZK/AUD Logreturns CZK/CAD
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Pomocou vzorcov (2.1), (2.2) pre [ = 0,1,...,20 sme odhadli maticovii autoko-
relacnt funkciu. Kvoli pracnosti vystupu si ukazeme len odhad pre [ = 0, tj.

maticu p, ktord bola spoc¢itand tiez v kapitole 1.5.2

37



AUD

AUD 1.

CAD | 0.704694
GBP | 0.500172
HRK | 0.494753
NZD | 0.756339
PLN | 0.328704
SGD 0.496451

CAD

0.704694
1.
0.702222
0.699149
0.654984
0.158354
0.811865

a pre [ = 1 dostdvame maticu p,

AUD
CAD
GBP
HRK
NZD
PLN
SGD

AUD

0.10351
0.0722031
0.170459
0.0288038
0.0662784
—0.170317
—0.0438793

Otestujeme teraz

(vid kap. 2.4.1). Pri pevne zvolenom ¢ = 0 sme testovali hypotézu p;;(l) = 0
proti alternative p;;({) # 0 na hladine o = 0, 05. Pre I = 0 sme dostali nasledujticu

maticu testov jednotlivych koeficientov vyberovej maticovej autokorelac¢nej funk-

cie:

kde True na pozicii (i, ) znaci, ze na hladine o = 0,05 zamietame nulovi hy-

potézu nekorelovanosti i-tej a j-tej meny. Iba PLN nevykazuje vyznamné korelacie

AUD
AUD [ True
CAD | True
GBP | True
HRK | True
NZD | True
PLN | False
SGD \ True

CAD

—0.0686234
0.126433
0.123007
0.118286

0.00484167

—0.350112
0.119821

nulovost prvkov vyberovej maticovej autokorelacnej funkcie

GBP HRK NZD PLN SGD
0.500172 0.494753  0.756339  0.328704 0.496451
0.702222 0.699149  0.654984  0.158354 0.811865

1. 0.590378  0.595973  0.0375291 0.703127
0.590378 1. 0.458199 —0.0869163  0.772309
0.595973 0.458199 1. 0.241908 0.559805
0.0375291 —0.0869163 0.241908 1. —0.0834875
0.703127 0.772309  0.559805 —0.0834875 1

GBP HRK NZD PLN SGD

—0.122089  —0.0411407 0.0937932 0.0315319 —0.0326567

0.0618232 0.0569531 0.132505  0.168293 0.124047

0.0441792 0.104945 0.195461  0.0957621  0.0328317

0.0433294 0.157154 0.128105  0.038174 0.189916

—0.0337414 —0.0382337 0.183612 0.0865598 —0.0732584

—0.286496 —0.46987  —0.117643 0.203506  —0.415521

0.0661793 0.150476 0.128463  0.0263795  0.224065

CAD GBP

True True
True True
True True
True True
True True
False False

True True

HRK NZD
True  True
True  True
True  True
True  True
True  True
False False
True  True
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PLN SGD

False True
False True
False True
False True [,
False True
True False

False True




s ostatnymi menami. Pri [ = 1 sme dostali

AUD CAD GBP HRK NZD PLN SGD

AUD [ False False False False False False False
CAD | False False False False False False False
GBP | False False False False False False False
HRK | False False False False False False False
NZD | False False False False False False False
PLN | False False False True False False True
SGD \ False False False False False False False

Vidime, ze len PLN je korelovany s hodnotou HRK a SGD oneskorenych o 1
casovu jednotku. Pre [ = 2,3, ...,20 nam uz vychadza nulova vyberova maticova
autokorelacna funkcia p,. Podla (2.25) by teda pre nase data bol vhodny VMA(1)
model, ale vzhladom k tomu, ze nulovost koreldcie p;;(1) na hladine o = 0,05
zamietame iba u 2 prvkov vyberovej maticovej autokorelacnej funkcie, ma zmysel

pokusit sa aplikovat aj model typu VAR.

2.9.1 Idendifikacia modelu

K identifikdcii modelu sme vzhladom k nejednoznacnosti doterajsich zdverov
pouzili Hannan-Rissanenovu procediru (vid kap. 2.7.2), ktord nam za najleps

model vybrala VAR(1) model s odhadnutou maticou koeficientov ®

AUD CAD GBP HRK NZD PLN SGD
AUD 0.240089 —0.282537  —0.245707 —0.0335518 0.152552 —0.0103937 0.208116
CAD —0.18489 0.0624525 —0.137355  —0.109664 0.143257  0.355079 0.259076

GBP | —0.0626845  0.103334  —0.0457905  0.395338  0.228659 0.0727514  —0.322059
HRK —0.157145 —0.0285389 —0.104252 0.166919  0.123442 0.12354 0.144559

NZD —0.235505 0.108036 —0.131938 0.155612  0.471571 0.0194487 —0.353088
PLN —0.0727012 —0.0859249  0.0284392 —0.296315 0.132923  0.181492 —0.12253
SGD —0.432074 —0.0010931 —0.227111 0.113423  0.278427  0.208016 0.37982
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a odhadnutou varia¢nou maticou bieleho Sumu X

AUD CAD GBP HRK NZD PLN SGD

AUD [ 0.00069543 0.00063453  0.00034795 0.00021741  0.00060565  0.00013927 0.00037773
CAD | 0.00063453 0.00099517  0.00058474 0.0003376 0.00063482  0.000097202 0.00066333
GBP | 0.00034795 0.00058474  0.00066552 0.00025186  0.00043396  0.000034208 0.0004977
HRK | 0.00021741  0.0003376 0.00025186 0.00024245  0.00022208 —0,00000074 0.00029323
NZD | 0.00060565 0.00063482  0.00043396 0.00022208  0.00084271  0.00009568 0.00045379
PLN | 0.00013927 0.000097202 0.000034208 —0,00000074 0.00009568  0.00023665  —0.000012402
SGD 0.00037773  0.00066333 0.0004977 0.00029323  0.00045379 —0.000012402  0.00064315

Vzhladom k tomu, ze transformované data maji nulovi strednd hodnotu, neod-
hadovali sme intercept @,. P aj 3 sme este overili podmienenou metédou maxi-
malnej vierohodnosti pre VAR(1) model a dostali sme rovnaké vysledky. Velkost
prvkov 3 (niektoré si velmi malé) naznacuje iba nevyrazni previazanost jed-
notlivych mien s oneskorenymi hodnotami ostatnych mien, ¢o sihlasi s vysledkami
testovania nulovosti prvkov matice p.

Dalsie mozné modely, ktoré nam pontkla Hannan-Risannenova procedira, vidime

v nasledujicej tabulke:

Model AIC kritérium

VAR(1) -56,4845

VMA(1) -55,5451

VAR(2) -56,3537
VARMA(2,1) | -56,1601

Vidime, ze vybraty bol model s najnizsou AIC hodnotou (vid (2.19)). VMA(1)

model ma naopak najvyssiu AIC hodnotu.

2.9.2 Overenie stacionarity

Na overenie stacionarity sme spocitali vlastné ¢isla matice koeficientov ® odhad-
nutého VAR(1) modelu, ktoré nam v absolitnej hodnote vysli ndsledovne:

0,546387; 0,546387; 0,342915; 0,342915; 0,196982; 0,16909; 0,00704087. Vidime,
ze vsetky vlastné cisla vysli v absolitnej hodnote mensie ako 1, z ¢oho plynie

podla kapitoly 2.6.2 stacionarita odhadnutého VAR(1) modelu.
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2.9.3 Testovanie nekorelovanosti bieleho Sumu

Na testovanie nekorelovanosti bieleho $umu sme pouzili Portmanteu test (vid
kapitola 2.5). Za m sme si podla [10] zvolili |In N |, kde symbolom |- - - | ozna¢ujeme
dolnu celu cast. Testovd Statistika Qy(m) ndm dala hodnotu 312,242, pomocou
ktorej na hladine o = 0,05 nezamietame nekorelovanost bieleho sumu, pretoZe

kvantil x2,5 je 387,188 (vid kapitola 2.5).

2.9.4 Konstrukcia predpovedi

KedZe nas odhadnuty model sa zd4 byt na zéklade identifikdcie, odhadu a di-
agnostiky vhodny, skonstruovali sme na zdklade vzorcov v kapitole 2.7.3 pit
linedrnych predpovedi, vratane variancnej matice predpovedanej chyby. Pred-

povede vidime v nasledujicej tabulke:

t AUD CAD GBP HRK NZD PLN SGD
N+1 0.00379689 0.0063466 0.000592472 0.00103293 -0.0117686 -0.0147762 -0.00167969
N+2 -0.0030531 -0.00786814 -0.002426 -0.00418815 -0.00537 -0.00515087 -0.00865325
N+3 | -0.000339916 -0.00397449 | -0.000982088 -0.00229197 -0.0000398197 | 0.00148169 -0.0044496
N+4 | 0.000412032 | -0.000431499 | 0.000281198 -0.000578442 0.00100472 0.00182627 -0.00127862
N+5 | 0.0000393428 | 0.000382822 0.000462422 | -0.0000134983 0.000690016 0.000808192 | -0.000133042

Pre zdihavost vystupu si uvedieme len varianéni maticu predpovedanej chyby

pret=N+1ato

AUD CAD GBP HRK NZD PLN SGD
AUD [ 0.00069543 0.00063453 0.00034795  0.00021741  0.000605658  0.000139277 0.00037773
CAD | 0.00063453 0.00099517 0.00058474  0.00033763  0.000634823  0.000097202 0.00066333
GBP | 0.00034795 0.00058474 0.00066552  0.00025186  0.000433966  0.000034208 0.0004977
HRK | 0.00021741 0.00033763 0.00025186  0.00024245  0.000222084 —0.000000748  0.00029323
NZD | 0.00060565 0.00063482 0.00043396  0.00022208  0.000842716  0.000095684 0.00045379
PLN | 0.00013927 0.00009720 0.00003421 —0.000000748 0.000095684  0.000236653 —0.000012402
SGD 0.00037773 0.00066334 0.00049771  0.00029323  0.000453791 —0.000012402  0.00064315

Zvysné styri varianéné matice chyby predpovede je mozné ndjst v priloZzenom
programe na CD.

Po spétnej transformacii z logaritmickych vynosov na povodné data mozeme
v nasledujicej tabulke vidiet 5 linedrnych predpovedi mesa¢nych priemernych

hodnét devizovych kurzov.
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Predpovede naznacuju uroven, okolo ktorej by menové kurzy maly v nasledujuicich

5 mesiacoch kolisat.

t AUD CAD GBP HRK NZD PLN SGD
N+1 | 18.9769 | 18.9972 | 29.6906 | 3.40852 | 14.1416 | 6.20267 | 14.5436
N+42 | 18.9191 | 18.8483 | 29.6186 | 3.39427 | 14.0659 | 6.1708 14.4182
N+3 | 18.9126 | 18.7735 | 29.5896 | 3.3865 14.0653 | 6.17995 | 14.3542
N+4 | 18.9204 | 18.7654 | 29.5979 | 3.38454 | 14.0794 | 6.19125 | 14.3359
N+5 | 18.9212 | 18.7726 | 29.6116 | 3.3845 14.0891 | 6.19625 14.334
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Z.aver

V diplomovej préci sme sa venovali dvom pristupom k analyze mnohorozmernych
casovych radov, pricom oba pristupy sme aplikovali na logaritmické vynosy me-
sacnych priemernych hodnot devizovych kurzov.

Prvéa cast diplomovej prace pojedndva o grafickych modeloch, pomocou kto-
rych skiima zavislostnu strukturu déat. Testom normality aj nezavislosti preslo
7 mien, z ktorych vysla otakavana prieviazanost mien krajin, ktoré si ¢lenami
Commonwealthu a to Velka Britdnia, Novy Zéland, Austrélia, Kanada a Singaptir.
Prekvapenim bola zdvislost medzi menami Chorvatska a Singaptiru a tiez Polska
so Singaptirom a Austréaliou.

V druhej casti diplomovej priace sme sa zaoberali AR a MA modelmi; ich
identifikdciou, odhadom, diagnostikou a predpovedami. Ako dita sme pouzili 7
mien z prvej casti prace. Najskor sme odhadli ich maticovi autokorela¢ni funkciu,
aby sme mohli otestovat nulovost jej prvkov. Hannan-Rissanenova procedtira ndm
za najvhodnejsi urcila model VAR(1) (potvrdilo to aj AIC kritérium), s ktorym
sme dalej pracovali. Po potvrdeni stacionarity aj nekorelovanosti bieleho sumu
sme skonstruovali 5 predpovedi vratane ich varia¢nych matic prepovedanej chyby.
Analyza dat prekdzala vzajomné suvislosti kurzu koruny voci jednotlivym menam,
ktoré sa prejavuju v rovnakom cCase, menej vyrazne s ¢asovym oneskorenim 1
mesiac a neprejavuju sa pre vacsie ¢asové oneskorenie.

Pouzité programy boli realizované v software Mathematica 7 a su prilozené
na CD. Normalita a nezavislost jednotlivych mien sa testovala v Statistickom

software NCSS 2007.
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Prilohy
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Priloha ¢.1: Grafy vybranych priemernych devi-

zovych kurzov

V tejto prilohe su uvedené grafy mesac¢nych priemernych hodnot devizovych kur-

zov ceskej koruny voci vybranym mendm od 1.1.2005 do 31.12.2010.
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Priloha ¢.2: Histogramy vybranych priemernych
devizovych kurzov

V tejto prilohe st uvedené histogramy logarimickych vynosov vybranych mesacnych

priemernych hodnét devizovych kurzov.
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Priloha ¢.3: Zdrojovy kéd realizovany v software

Mathematica 7

V tejto prilohe je uvedeny zdrojovy kéd programu (realizovaného v software
Mathematica 7) sliziaceho k identifikacii, odhadu, diagnostiky a predpovede MA
a AR modelov. Program je demonstrovany na priklade logarimickych vynosov
vybranych mesaénych priemernych hodnot devizovych kurzov a je sicastou pri-

lozeného CD pod nazvom AR_MA_modely.nb.
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