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Uvod

Mnohé odhady maji asymptoticky norméalne rozdelenie, teda s lahkymi chvos-
tami. Toto asymptotické rozdelenie aproximuje spravanie odhadu velmi dobre v
strede, nie v§ak na chvostoch. Vyvoldva to teda otdzku, ¢i je spravne spoliehat sa
na aproximaciu normalnym rozdelenim v pripade, ak potrebujeme kvantily rozde-
lenia alebo tiez aj, aky je dostatoény pocet pozorovani, aby bola tato aproximacia
dobra.

Predlozena priaca sa zaobera asymptotickym spravanym odhadov pre maly
rozsah vyberu. Je rozdelend do styroch kapitol, pricom prvé tri sa zaoberaju
teoriou a posledné je venovana praktickym ukazkam.

Pre vybudovanie samotnej tedrie si dolezité niektoré zakladné pojmy, poznat-
ky a vzfahy tykajtce sa centrdlnej limitnej vety a M-odhadov, ktoré si uvedieme
v prvej kapitole. Nasleduje ¢ast venovand metdde sedlového bodu, ktord riesi
zékladny problém, a to ako aproximovat hustotu priemeru n nezdvislych rovnako
rozdelenych veli¢in a ¢ast, kde sa tejto metéde venujeme pre vseobecné apro-
ximéacie.

V praktickej casti prace si aplikované popisované metddy, ktoré su potom
porovnavané s realnymi hodnotami alebo dosledkami centralnej limitnej vety.

Dosiahné vysledky si zhrnieme v zavere.



Kapitola 1
Zakladné pojmy

V tejto kapitole uvedieme zékladné pojmy a tvrdenia, s ktorymi budeme pracovat

v dalsich kapitolach.

1.1 Centralna limitna veta

Centrdlna limitnd veta oznacuje v teérii pravdepodobnosti tvrdenie, podla ktorého
sa rozdelenie vyberového priemeru po vhodnej standardizacii blizi k norméalnemu
rozdeleniu. Hovorime, ze ndhodna velic¢ina, ktord ma uvedené spravanie, ma asymp-

toticky normélne rozdelenie.

Veta 1. Nech X1, Xs, ... je postupnost nezdvisljch rovnako rozdelenijch ndahodnijch
veliéin s konecnou strednou hodnotou i, konecnym rozptylom o? > 0. Nech dalej
E|X;]? <o Vi=1,2,.... Oznacme

_ D iy Xi —np

S, N

Potom plati
Sh D, S, n — oo,

kde
S~ N(0,1).

1.2 M-odhady

M-odhady st v pripade vhodne zvolenej funkcie ¢ (definujeme neskor) robustné
odhady, to znamend, Ze v pripade, ak do istej miery priptistame v nasich pozoro-
vanych ddtach zastiipenie aj odlahlych pozorovani, odhad je navrhnuty tak, aby

sa neprejavil ich neziadtci vplyv vobec, alebo len ¢iastocne.



P.J. Huber zavadza v [I] triedu M-odhadov, ktoré s vlastne zovseobecnenim
maximalne vierohodnych odhadov. M-odhad 7T, je definovany ako rieSenie mini-

malizacnej tlohy

Zp(Xi, 0) := min vzhladom k 6 € © (1.1)

=1

alebo
Br, [p(X,0)] = min, 6 €6,

kde p je vhodne zvolena funkcia. P, oznacuje empirické rozdelenie pravdepo-
dobnosti vektoru pozorovani (Xi, ..., X,,). M-odhad T, je riesenim (mdze byt aj

jedinym) rovnice

Zn:w(Xi,H) ~0, 0€0 (1.2)

v pripade, ak p je diferencovatelnd vzhladom k 6 so spojitou derivaciou

0(.0) = p(.0)

Definicia. Hovorime, ze odhad T, je M-odhad ak spliia rovnicu (I1) alebo (12).

1.2.1 M-odhad parametru posunutia

Dolezitym Specialnym pripadom je model s parametrom posunutia 6, pri kto-
rom X1, ..., X,, je ndhodny vyber z rozdelenia s distribuénou funkciou F(z — @),
0 € R, pricom distribu¢na funkcia F' je vSeobecne neznama. M-odhad T,, potom

definujeme ako riesenie minimalizacnej tlohy
Zp(Xi —60) := min, (1.3)
i=1

a pokial je funkcia p navyse diferencovatelnd s absoliitne spojitou derivéciou 1,

povieme, ze T, je rieSenim rovnice

qu(xi —0) = 0. (1.4)

Z podmienok (3) a (L4) ihned vyplyva, ze odhad T, je ekvivariantny vzhladom

k posunutiu, to znamend, ze splna

T.(X1+¢ .. X,+c¢)=T,(Xy, ..., X,) + ¢ VeeR.



Na druhej strane vsak 7}, nie je vSeobecne ekvivariantny k meradlu, tj. vSeobecne
neplati
To(cXq,...,eX,) = cT(Xy, ..., X,,) pre ¢ > 0.

1.2.2 Asymptotické spravanie M-odhadov

Nech {X;,i = 1,2, ..., } je postupnost ndhodnych veli¢in s rovnakou distribu¢nou
funkciou F(z,0), 6 € O, kde © je otvoreny interval R'. M-odhad parametru 6 je

rieSenim minimalizacie
n
g p(X;,0) :=min 6 € O.
i=1

Predpokladajme, Ze p(x, @) je absolitne spojita v 0 s derivaciou ¢ (z, 0) = a6,0(:5, 0).
Ak je 9(x,0) spojitd v 0, potom hladdme M-odhad T,, medzi korefimi rovnice
(T2).

Ak funkcia Fyp(X,t) m4 jediné minimum v bode ¢t = 6 a st splnené dalsie
podmienky bud na hladkost 1 (z,#), alebo F(x,0), potom existuje postupnost
{T,} korenov rovnice (L2) takd, ze pri n — oo

V(T —0) = O,(1),

(T, — 6) = Zw X;,0) + 0,(n7Y?),

f ny(
kde v(0) = Egio(X, 0), wo(z,0) = Zab(z, ). Odtial dalej vyplyva, ze /n(T, —0)

ma asymptoticy normélne rozdelenie

N(0,0%(, F)), kde o*(y), F) = 22X, 6)
72(0)
1.2.3 Asymptotické spravanie MLE odhadov

Mame nasledujice predpoklady.

P1: Nech 2 je parametricky priestor, ktory obsahuje taky neprazdny otvoreny

interval w, ze skutotna hodnota parametra 6y patri do w.

P2: Nech X = (Xy,...,X,,), kde X; st nezavislé rovnako rozdelené ndhodné

veli¢iny s hustotou f(z,#) vzhladom k nejakej o-kone¢nej miere .

P3: Nech M = {z: f(z,0) > 0} nezdvisi na 6.



P4: Nech 60,6, € Q. Potom f(x,0,) = f(z,0,) skoro vsade plati prave vtedy,
ked’ 91 = 92.

Veta 2. Nech {f(z,0),0 € Q} je requldrny systém hustot s Fisherovou mierou
informdcie J(0) a nech platia predpoklady P1 aZ Pj. Nech 6y € w je skutoénd

hodnota parametru a nech siu splnené nasledujice predpoklady.

_ 8f0)

(a) Prevsetky 0 € w a skoro vietky v € M existuje derivdcia f"(x,0) 508

(b) Pre vsetky 0 € w plati

/M 1" (@, 0)du(x).

(¢c) Ezistuje takd nezdpornd meratelnd funkcia H(z), Ze Eg, H(x) < 00 a pritom
pre skoro vietky x € M a pre vsetky 0 také, Ze |0 — Oy < € pre nejaké
dostatocne malé € > 0 plati

o 0
L

Potom plati nasledujice turdenie.
Ak pre kazdé dostatocne velké n a pre kazdi hodnotu X existuje taky koren T,

vierohodnostnej rovnice, Ze T, je konzistentnym odhadom parametru 6y, potom

1
T, — 6y) 2 — .
VAT, = 80) B A7 0.5
Dékaz. Dokaz je mozné ndjst v [5]. O

1.2.4 Priklady

(1) Priemer: funkcia ¢ (z,0) = 2 — 0 spina rovnicu (2), a teda nam dava

M-odhad T, = X,, (funkcia p(z, 0) = @522,

(2) Maximélne vierohodny odhad: 1(z,6) = —£ log f(z,6) pre triedu funkcif

hustoty f(x,0) ndm déva, ze odhad T,, je riesenim vierohodnostnej rovnice

a n
By log (g f(Xa, 9)) = 0.
(3) Huberov odhad: funkcia

k sgn(z) ... |z| >k

6



je linedrna v ohrani¢enom intervale [—k, k] a je konstantnd mimo inter-
valu. Navrhol a zdovodnil ju P.J.Huber v [I]. Funkcia pomaha néjst M-
odhad parametru polohy rozdelenia pravdepodobnosti vhodny pre okolie
normalneho rozdelenia. Prislusny M-odhad sa teda nazyva Huberov odhad.
Funkciu ¢z (z) moézeme vidiet na obrézku (L2.4).

Limitné pripady Huberovho odhadu:

(i): Pre k = oo je Huberovym odhadom aritmeticky priemer.

(ii): Pre k = 0 dostavame vyberovy median.

Ako je uvedené v [I], najrobustnejsi odhad je jednozna¢ne urceny a zodpo-

veda nasledujucej funkcii p:

112 <k
pt)=9 2 1.,
klt] — Lk2 Lt >k

V [1] je d'alej odvodeny aj asymptoticky rozptyl tohto odhadu, ktory vyuzijeme

neskor pri asymptotickom spravani Huberovho odhadu.

TP+ 12 [ Fla)+ 12 ] Pl

(f F(dt>)

Y

0_2

Obr. 1.1: Huberova funkcia

(4) Medidn: X = F~'(3). Funkcia

U(x,0) = sgn(z —0).



(5) Tukeyho biweight funkcia:

o all- @) .l <k
vrle) = { 0 2] > &

Yr(x)

Obr. 1.2: Tukeyho ,biweight“ funkcia



Kapitola 2

Aproximacia hustoty priemeru

pomocou sedlového bodu

V tejto casti uvedieme techniku sedlového bodu pre zdkladny problém, a to apro-
ximaciu hustoty priemeru n nezavislych rovnako rozdelenych ndhodnych veli¢in.

Zakladna idea sa pouziva v zlozitejsich modeloch na odvodenie priblizenia po-
mocou sedlového bodu pre vSeobecnti statistiku. Pri dobrom pochopeni techniky v
tomto zakladnom pripade umoznuje priamu aplikaciu pre zlozitejsie a dolezitejsie
situacie. Metodu vyvinunul H.E.Daniels a predstavil ju v zdkladnom dokumente

[2]. Uvedené metédy su prevzaté z [3].

2.1 Metdéda najstrmsieho spadu

Predstavime tu vSeobecnt techniku, pomocou ktorej mozeme vypocitat asymp-

toticky rozvoj integralov formy
/ " EE(2)dz. (2.1)
P

Hodnota redlneho parameteru v je velkd a kladnd. Dalej w a & si analytické
funkcie s parametrom z v oblasti komplexnej roviny, ktora obsahuje integracnu
cestul P. Technika sa nazyva metoda najstrmsieho spdadu a pouziva sa na odvo-
denie aproximécie pomocou sedlového bodu k hustote priemeru.

Aby sme vypocitali hore uvedeny integral, moézeme Iubovolne upravit integ-
racnu cestu P, za predpokladu, ze sa stale nachadzame v oblasti, kde s w a &

analytické funkcie. Zmenime P tak, ze:

(i) nova integracné cesta prechadza bodom, kde derivacia w'(z) funkcie w je

'preklad z angl. "path”z [3]



nulova;
(i) pokial imaginarna cast funkcie w, Sw(z), lez{ na novej ceste, tak je konstantna.

Ak napiseme:

Z2=x+1y, 2= To+ 1Yo
’UJ(Z) - U(Jf,y> + iU(l’,y), U)/(Z()) =0

a oznaéme symbolom S zobrazenie (z,y) — wu(z,y), potom podla Cauchy-

Riemannovych diferencidlnych rovnic

ou Ov Ou ov

9r oy "By oz’
to znamend, Ze bod (zg,%o) nemdze byt maximum alebo minimum, ale musf
byt sedlovym bodom oblastid S. Naviac, spadnice si k vrstevniciam u(z,y) =
konst. dané (opit podla Cauchy-Riemanovych diferencidlnych rovnic) podla kri-
viek Sw(z) = v(x,y) = konst. Pretoze cesty leziace na oblasti S zodpovedaji
spadniciam a vrstevniciam, su cestami najstrmsieho spddu (pripadne vystupu),
podmienka (ii) spomenutd vysSie znamend, Ze integrovanie pozdlz cesty, kde
Sw(z) je konstantnd, implikuje, ze sa pohybujeme pozdiz ciest s najstrmsim
spadom zo sedlového bodu (zg,yo) na oblasti S.

Preto, ked prechddzame najstrmsou cestou cez sedlovy bod, mame:
w(z) = u(z,y) + iv(zo, Yo)

= u(z0,Yo) + v (0, Yo) — (o, v0) — u(z,y)) = w(20) — ¥(2,¥) (2.2)

kde ~ je realna funkcia

Y(z,y) = u(wo, yo) — u(x,y)

V pripade, Ze mozeme zmenif integra¢ni cestu a vyjadrit integral ako sumu
integralov pozdlz cesty najstrmsicho spadu zo sedlového bodu, vyplyva z (1) a

([Z2), Ze mozeme uvazovat len integrdly tvaru

r dz
v.aw(z) dz = —v.y .
[ ez = [ewm e Fa

0

Typickym prikladom, kde sa vyuzivaju integraly v takomto tvare, je odvodenie

aproximacie hustoty priemeru pomocou sedlového bodu.

2preklad z angl. "surface”z [3]
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2.2 Aproximacia hustoty priemeru pomocou sed-

lového bodu

V tejto podkapitole ukazeme aplikdciu metody najstrmsieho spadu a tiez apro-

ximaciu k rozdeleniu priemeru n nezavislych rovnako rozdelenych veli¢in.
Uvazujme nahodny vyber X = (Xj,...,X,) z rozdelenia so zndmou disti-

buénou funkciu F a hustotou f. Nasim cielom je aproximovat hustotu f,, aritme-

tického priemeru

1 n
To(X1, .., X)) = - > X
=1

Ozna¢me M («) ako momentovi vytvarajicu funkciu

+oo

M(a):/eaxf(x)dx

—00

a K(«a) ako kumulativnu vytvarajicu funkciu
K(a) = log M(a),

kde predpokladame, Ze existuji pre « redlne z nejakého intervalu (cq, ¢2). Potom

podla Fourierovej inverznej transformécie mozeme hustotu f,(¢) napisat ako

+o00o
fult) = o= [ M7 (ir)emrdr
2w

—0o0

= [ Mr(2)e = dz (2.3)
2

R

kde  je imagindrna os komplexnej roviny a vdaka tomu, Ze moZeme integrovat
cez Tubovolnt priamku rovnobeZni s imagindrnou osou, moZzeme hustotu d'alej

prepisat ako

4100
_ l n —ntz
L = o / M (z)e
4100
n
= 5~ exp(n[K(z) — zt])dz. (2.4)

r—100

V tomto bode mame integral (2:4]) vo forme zakladného tvaru (21)), kde v = n,

w(z) = K(z) — 2.t, t je pevné, {(z) = 5% a cesta P je rovnobezna s imaginarnou

11



osou prechadzajica bodom r.

Z (i) (na str.7) vyplyva, ze
w'(z)=K'(z)—t=0
a nova cesta bude prechddzat sedlovym bod z,, ktory je riesenim
K'(z) = t.

Daniels v [2] ukazuje, ze pri vSeobecnych podmienkach je sedlovy bod zj jediny a
redlny na otvorenom intervale (c1, ) a K”(zp) > 0. Odteraz budeme oznacovat
20 = ap € R.

Podmienka (ii) pozaduje aby Sw(z) = konst. cez novi cestu, takze Sw(z) =
Sw(ag) = 0, kde w(ayp) je redlne. Toto ndm umoznuje upravit P. Skonstruujeme
maly kruh okolo sedlového bodu o a nasledujeme cestu najstrmsieho spadu od
sedlového bodu vo vnitri kruhu. Je potrebné rozdelit povodny integréal (Z3) na
stucet dvoch integralov

fu(t) = 1o+ I,

kde Iy integrujeme vo vnutri kruhu a /; zas mimo kruhu. Podrobnejsi postup je
uvedeny v [3].

Nakoniec prichddzame k nasledujicemu asymptotickému rozvoju

Fult) = {%KL(%)] v exp{n[K(ao)—aot]}x{l + % EM(QO) - %Ag(ao)] + } :

kde ag je stanoveny na zaklade rovnice pre vypocet sedlového bodu

K,(ao) = t,

As(ao) = K" (aq) /[K" (0)]*?
M(ao) = K" () /[K" (o0)]?

st Standardné kritéria sikmosti a Spicatosti. A tymto sa dostavame k hlavnému

vyrazu

n 1/2
(a0>] exp{n[K(ap) — apt]}, (2.5)

gn(t) = [W

ktory nazyvame aprozimdciou (hustoty) pomocou sedlového bodu.

12



2.3 Stvislost s metédou zdruzenych rozdeleni

Aproximéaciu hustotu priemeru f,(¢) sme odvodili pomocou metédy najstrmsieho
spadu a aproximécie pomocou sedlového bodu. V tejto casti uvedieme apro-
ximaciu pomocou idey zdruzenych hustot a normalneho rozdelenia a ukazeme,
ze tymto sposobom docielime rovnaky vysledok.

Asi najjednoduchsia a najcastejSie pouzivand aproximacia hustoty priemeru
je aproximdcia normalnym rozdelenim. Funguje velmi dobre okolo stredu rozdele-
nia, no na chvostoch uz nie. Hlavnou myslienkou teda bude precentrovat hustotu
na nas bod zadujmu ¢ pomocou priemerov zdruzenej hustoty a potom pouZit ap-
roximaciu normalneho rozdelenia na nami upraveny problém. Uvedend metodu a
jej popis sme prevzali z [3]

Teda zavedieme konjugovani (zdruzeni) hustotu
hi(x) = c(t) exp(a(t)(z — 1)) f(z),
kde ¢(t) je zvolena tak, aby h; bola hustota a «(t) je zvolena tak, ze
/(a: —t)exp(a(t)(x —t)) f(x)de =0 tj. Ep, =t. (2.6)

Rozptyl ozna¢ime ako o?(t), teda

o (t) = clt) / (1 — 1) explalt)(z — 1)) f(x)dz

Dolezitym bodom v tejto casti je zapis konjugovanej hustoty, v ktorom vyuzijeme

kumulativnu vytvarajicu funkciu

K(a) = log/eo‘xf(x)dx
a sedlovy bod, ktory je rieSenim rovnice
K'(ag) =t.
Potom mozeme napisat

[ xexp(agz) f(z)dx

Texplaoe) [(@)dz '

alebo
J(x —t)exp(apz) f(z)dx _
[ exp(agr)) f(z)dx

13



Vynésobenim ¢itatela aj menovatela vyrazom exp(—agt) dostaneme

J(z —t) exp(ao(z — 1)) f(x)dz _ 0
[ exp(ag(z —t))) f(x)dx

alebo

/ (z — ) explao(z — ) f(z)dz = 0.

Pri porovnani s (2.6) vidime, ze ag = «(t), to znamend, ze «a(t) je sedlovym

bodom pre (pevny bod) t. Navyse

(0 = [ explanlt)(a - 0)f @)z = exp(K(a(®) - a(®)),
a preto
—loge(t) = K(a(t)) — a(t)t = K(ap) — aot.
Podobne
K"(ag) = K"(a(t))

[ exp(a(t)z) f(z)dz [ 2* exp(a(t)z)f(z)dx — ([ zexp(a(t)z) f(x)dz)?
(J exp(a(t)z) f (z)dx)*

a navyse, ked vyndsobime ¢itatela aj menovatela vyrazom (e=*®"*)? dostavame
K"(ag) = Ep, X% — (B, X)* = (t).
Ked to vsetko zhrnieme, mame
alt) = ap, —loge(t) = K(ag) — apt, o*(t) = K" (ay). (2.7)

V d'alsom kroku uvdzme hy, ako hustotu priemeru pre h; a to, ako stuvisi s

hustotou priemeru f,(t) pre f. Ako je odvodené v [3], mézeme ustdit nasledovné:

fo(t) = " (O hy (1)

T4to upravend rovnica ndm teda urcuje vztah aproximéacie hustoty hy,,(t) k nami
pozadovanej aproximadcii hustoty f,(t).

Poslednym krokom je aproximovat hustotu hy,. [3] uvddza, ze tito hustotu

SR

14

mozeme vyjadrit ako



a teraz nam uz len staci dosadit do rovnice pre f, vyssie

=100

Dovedie nas to az k aproximacii pomocou sedlového bodu pre hustotu priemeru

_ fae)

V pripade ze vyuzijeme (27), vidime, ze dostdvame tplne rovnaky vyraz (2.0).

(small sample aproximation)
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Kapitola 3

VSeobecné aproximacie pomocou

sedlového bodu

V tejto kapitole pouzijeme aproximacie ziskané pre priemer, aby sme dosiahli
aproximécie pre zlozitejsie Statisitky. Najprv budeme uvaZovat jednorozmerné
n
M-odhady, tj. T,, je riesenie > ¥(z;,t) = 0.
i=1
Nasim cielom je aproximovat hustotu odhadu. Hoci asymptotické vysledky st

dostupné vo viacerych pripadoch, zvycajne nevieme, ¢i tieto rozdelenia si dobré

aproximacie pre maly alebo stredny pocet pozorovani.

3.1 Jednorozmerné M-odhady

Ako spominame uz v prvej kapitole, M-odhad je definovany ako riesenie T, rovnice

Zzp(xi,t) =0, (3.1)

pre pozorovania i, s, ..., Tn.

Oznaéme teda hustotu f,(¢) ako hustotu priemeru 7T, kde pozorovania su
nezavislé s hustotou f. Aby sme aproximovali f,(t) pouzijeme aproximaciu hus-
toty priemeru pomocou sedlového bodu, ako je odvodené v druhej kapitole.

Pre dosiahnutie aproximdcie hrd velmi doleziti tilohu konjugovand hustota. V
nasom pripade, ked uvazujeme M-odhady, konjugované hustota pre pevny bod ¢

je definovana ako

hu(z,0) = c(t) exp(a(t)y(x, 1)) f(x, 6).

Vhodnou volbou a(t) pouzijeme konjugovani hustotu na centrovanie priemeru

16



T, k t v zmysle toho, ze Ej,(T,) = t. UmoZnuje ndm to pouzit prvi cast Edge-
worthovho rozvoja na aproximéciu hustoty f, k t.
Nasledujuce predpoklady pre ¢ a f(z,8) kladieme za ti¢elom rozvinutia apro-

ximdcie. D" oznacuje n-tu derivdciu funkcie ¥ (z, 6) podla 6.

A.1 Rovnica > ¥(X;,t) = 0 mé jediné riesenie T,, a rovnica
i=1

[ ot e 0 pa )i =0
mé jediné riesenie a(t).
A.2 Existuje otvorend podmnozina U C R taka, ze

(i) Fp(U) =1 pre kazdu 0 € ©
(ii) Dy(z,0), D*¢(x,0), D3(z,0) existuju.

A.3 Pre kazdy kompakt K C ©

(i) supg,ex Fo, | D*)(X,0) |'< o0

(ii) existuje € > 0 a také supg,ex Eg, (mazjg_gy< | D3P(X,0) |*) < 0
A4 Egp0(X,00) a A(6y) = Eg, D(X, 0p) # 0 pre kazdu 6, € ©
A.5 Funkcie A(0) a Ey,[D*(X,0))]? st spojité na ©.
A.6 |Diy(x,0)| je ohrani¢end hodnotou k.

Veta 3. Ak platia predpoklady A.1-A.6, potom

fa(to) = ¢ "(t0) hug n(to),

kde hy, »(t) je hustota odhadu T,, pri zdruZenej hustote hy,(z,6) a

c Htp) = /exp(a(to)f(x,e))dx.

Dokaz. Uvedeny v [3] na strane 44. O

Pri vyuZiti tejto vety, aproximdciu f, () moéZeme vypocitat priamo pomocou
aproximacie Ay, ,(to). Je dolezité teda podotknit, ze pre kazdy bod to, pouzivame

roznu zdruzenu hustotu.

17



Veta 4. (Battacharya a Ghosh,1978) Predpokladajme, Ze A.2-A.5 platia. Potom
existuje takd postupnost statistik {T,}, Ze pre kazdy kompakt K C ©

Gin% Py, (T, — 06| < don='*(logn) ™2, kde T, riesi (31))
OIS

o)

kde dy méze zdvisiet na hodnote k.

Zhrnutie:
Nasledujiica viizba ndm umoznuje napisat T}, ako odhadnuty priemer. Uvazujme

teraz Taylorov rozvoj druhého stupna z ([B.1)) okolo bodu 6y:

i=1

0 = % Z ¢($u Tn)

_ 1 Z [ 4 00) + Db O0) (T — 00) + 5 D O0)(T, — 00)2 | + Re(To),
(3.2)
kde Ro(T)) = O, T — Bo* = O,(1/n).

V zavere s vyuzitim Viet 3 a 4 a tiez predpokladov A.1-A.5 zhrnieme vysledky

v nasledujtcej vete.

Veta 5. Ak T, reprezentuje riesenie Y ., ¥(x;,t) = 0 a podmienky A.1-A.5

platia, potom hustota z T, pripista nasledujice asymptotické rozsirenie:

n A(to)

holta) = 5=t | S0+ 07

kde a(ty) je riesenie rovnice

/w(x, to)eo‘w(x’m)f(x, 0)dx =0,

= /exp ap(z,ty)) f(x), (3.3)
o2 (to) = B 0*(z, 1), (3.4)
A(tO) = Eto [DW% tO)]? (35)
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kde E,, je strednd hodnota vzhladom ku konjugovanej hustote

hio () = e(to) exp(a(to)ip(z, to)) f ().

Teda Veta 5 nam déva nasledujicu aproximaciu hustoty f,:

(i) =\ 3 )20 36

3.2 Viacrozmerné M-odhady

AN

Vratime sa opif k M-odhadom, ale teraz, pre iplnost tejto kapitoly, zvazime viac-
rozmerny pripad. M-odhad T,, pre 6 = (0y,0,,...,0,) je riesenim nasledujiceho

systému (ststavy) rovnic:
ij(a:,t) =0prej=1,..,0p. (3.7)
i=1

Nagim cielom je, ako v predchadzajicej podkapitole, aproximovat hustotu f,(t)
priemeru T,,. Odvodenie je podobne ako predtym, ale T, je rozsireny ako viac-
rozmerny priemer. Parameter a(t), v tomto pripadne ako p-rozmerny vektor,

ziskame ako rieSenie
p
/@bj(x,t) exp Zajzpj(x,t) flx)de =0 j=1,..,p.
j=1
Nasledujice predpoklady si viacrozmerna verzia predpokladov z podkapitoly 3.1
a este poznacme, ze D; znamend derivdciu podla 6);.
A.1 Systém rovnic (B7) mé jediné riesenie
A.2 Existuje otvorena podmozina U C R" takd, ze

(i) pre kazdu 0 € © plati Fy(U) =1 a

(ii) derivacie Dy, (z,8), DyD,(z,8), DDy D;i,.(x,0) existuji pre 1 <
r? j? k7l S p'

A.3 Pre kazdy kompakt K C ©,

(1) preogja kSp? 1§T§p7

sup Ep,|Dr.Djw, (X, 00)|* < 0.
OoeK
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(ii) existuje také e > 0, ze pre 1 <r, j, k, 1 < p,

sup Ep,( max |D;DyD;.(X,0)])* < oo.

foeK |0—00|<e

A.4 Pre kazdé 6, € ©
E@owT(Xa 90) =0

a matice 9
A(tn) = B, | 50500

0(90) = Eeo [@D(X, 90)¢T(X’ 90)]
nie su singularne.

A.5 Funkcie A(Q) a Eg[(Dkl,Djl,iﬂn)(DkQ,DjQ,’(ﬂm)], kde 0 < jl,jg,kl,kg <
p, ki+71>1, ki+j1>1, 1 <ry, ro <p st spojité na O.

Veta 6. Ak T, reprezentuje riesenie sustavy rovnic (3.7) a podmienky A.1 aZ
A.5 su splnené, potom asymptoticky rozvoj pre hustotu odhadu T, je

Falto) = (n/2m)P2c " (1) | Al[Z V2 {1 + O(1/n)},

kde a(ty) je riesenim rovnice

/sz(x,to) exp {Zajwj(x,to)} f(z)dz =0 prer=1,...,p,

) = /exp {Z Ozjwj(a:,to)} f(z)dz,

A_{ 2 \} = {B (e 0@ 1), e,
1<r,j<p

ot,

a vietky stredné hodnoty su vypocitané vzhladom ku konjugovanej hustote

e, (z) = c(to) exp{Za] %wto}f()
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Kapitola 4
Simulacie

4.1 Aproximacie hustoty pomocou sedlového bo-
du

V tejto podkapitole bude nasim cielom aproximovat hustotu priemeru vybranych

rozdeleni f,(t), kde vyuzijeme poznatky z druhej kapitoly o sedlovom bode.

4.1.1 Normalne rozdelenie

Méme nahodny vyber X, .., X,, z rozdelenia N (u, 0?). Vieme teda, Ze

n —n(t—p)?

fult) = Sy exp 202

Momentova vytvarajica funkcia je definovana ako

My(z) = [ e f(x)dz,

—0o0

a pomocou tohto vztahu odvodime momentovi vytvarajicu funkciu pre normalne

rozdelenie.
o0 2 [oe)
1 —e-w? — 1 —a?42m
M, (z) = zr € 202 = exp (—) zr e 2
m( ) V2o 202 V2o
— 0 —00
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Argumenty exponencidl upravime do jedného, zjednodusime ho, doplnime na

Stvorec a vyuzijeme vlastnost hustoty

_7 F(a)da :_7 \/2170 exp (_(Q;T_QW) .Y

Takze
—x? +2xp —a® 4 2x(20% 4+ p)
2T + = =
202 202
=2 = 22(20% 4 p) + (20% + 1)) + (207 + p)?
N 202
a

M,(z) = exp <g7u22) exp <%) —

1
= exp <,uz + 5022'2) .

Kumulativna vytvarajica funkcia K,(z) ma tvar

1
K, (2) = log(M,(2)) = iz + 502

a jej 1. a 2. derivaciu odvodime jednoducho
K'(2) = p+ %z, K!(z) = o*

V nasledujicom kroku vyuzijme aproximaciu pomocou sedlového bodu, ktoru

sme si odvodili v druhej kapitole:

" 1/2
gn(t) = {m] exp{n[K(ap) — aot]}. (4.1)

Pre AV (0,1) hladdme sedlovy bod aq ako rieSenie rovnice K'(ag) = ¢

=> Oéo(t) =t
dalej
1
K(ag) = pag + 502%2) =—af = K(t) ==t
a
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takze pre N'(0,1) po dosadeni do () mame:

nlt) = [ 3= = 0.

Vseobecne pre N (11, 0?) hladdme sedlovy bod aqy podla rovnice K'(ap) =t

p+oltag =t
t—p
=> —
(&%) 0_2
d'alej
1 2 92 t_l’l’ t2_M2
K(ao)zﬂa0+50 OKOZK( 0_2 )::?‘2
a
K”(ao) 20_27

takze pre N (i, 0?) po dosadeni do (1) mame:

n  —nit-p?

gn(t) = oz

Z nagich vypoc¢tov vidime, 7ze pre normélne rozdelenie N (i, 0?) je aproximdcia

hustoty priemeru rovna samotnej hustote priemeru.

4.1.2 Gamma rozdelenie

V nasledujicom priklade aproximujeme hustotu priemeru gamma rozdelenia f,(t),
kde vypocet je zalozeny na rovnakom principe ako v predchadzajticom priklade.

Mame nahodny vyber Xj,.., X, z rozdelenia I'(a,b), kde parametry a €

b—% a—1_,—%
F(a)x e b,

R*, b € R*. Potom hustota gamma rozdelenia je definovana ako f(z) =

pre x > 0. Vieme, ze pre ndhodnu velicinu Y = """ | X; plati
Y ~T'(na,b)
a pre aritmeticky priemer potom dostavame
1
—Y ~ T'(na,b/n).
n

Hustotu priemeru teda vyjadrime ako

ey = %x”a—le—"—:.
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V d'alsom kroku si odvodime momentovii vytvarajicu funkciu, ktord ndm pomoze

pri dalsom vypoéte aproximadcie.

[e.e] [e.e]

— b~ zx = a—1 _ b= (Z—%)x a—1
M,(z) = o) /e e? % dx = o) /e ¥ dx
0 0
= b _Ia) =(1—-0b2)""

P(a) (7 — 2)°

Kumulativna vytvarajica funkcia K,(z) ma potom tvar
K.(z) =log(M,(z)) = —alog(1 — bz)

a jej 1. a 2. derivaciu vyjadrime nasledovne

, ab
Kl = 15
" ab?

Pre I'(a, b) hladdme sedlovy bod «q ako riesenie rovnice K () =t

ab .y
1—b040 N
t—ab
@o(?) bt
dalej
t— ab t— ab ab
K, =K, =—al 1-— =—al —
(o) = 1 (157 ) = —atos (1= 52 ) = —atos ()
* R
a
Ki(ao) = 2?2 a’

takze pre I'(a, b) po dosadeni do (1) mame:

o= [Ermle(an(2) 5]

¢o mozeme eSte upravit na tento vysledny tvar aproximécie:

) = | (L) e [
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Na obrézku (1) mézeme vidiet ako vyzera skutocna hustota priemeru gamma
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[ / \
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/ N\
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5 10 15 20 25
Obr.4.1: n=2

rozdelenia (plna ¢iara), g, ako aproximacia hustoty priemeru pomocou metédy
sedlového bodu (bodkovane) a nakoniec aj hustota priemeru spoc¢itand pomo-
cou centrélnej limitnej vety (¢iarkovane; kap. 1.1). V tejto simuldcii pracujeme s
gamma rozdelenim s parametrami o = 2 a § = 5 a pocet n = 2. Teda mdzeme
usudit Ze SS je omnoho presnejsia ako CLVH pre malé n, Totiz so zvySujicim
sa poctom pozorovani dokdze CLV presnejsie kopirovat skutocnt hustotu ako

mozeme vidiet na obrazku (£2), kde uz n = 20.

0.25
0.20
0.15

0.10

(UL B B B B A

Obr. 4.2: n =20

!Small sample aproximation
2Centrélna limitna veta
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4.2 Hustoty M-odhadov pre r6zne rozdelenia

V tejto podkapitole sa bude zaoberat hustotami vybranych M-odhadov pre roz-
delenie AV(0, 1), gamma rozdelenie a studentovo rozdelenie. Vsetky simulécie st

vypocitané v programe Wolfram Mathematica a je ich mozné najst v prilohe.

4.2.1 Hustoty Huberovho odhadu

7 prvej kapitoly uz vieme, ze Huber navrhol funkciu ¢ pre odhad ako

x—t =1 <k
P(x,t) = o=
ksgn(x—1t) ...|lz—t >k

Dalej si vyjadrime derivaciu funkcie v, ktorti vyuzijeme neskor v nasom vypocte.

o (x, t) :{ 1 . jz—t <k

Ox 0 ...lz—tl >k

Hustota standardizovaného normélneho rozdelenia N (0, 1) je definované ako

o) = ——ex (—%) |

Jednotlivé kroky a oblasti numerickej integracie zavisia na tom ako rozdelenie
vyzerd, ked uvéazime rozdelenie pre konkrétne hustoty. Ked chceme aproximovat

hustotu 7}, podla vzorca (3.0), musime najprv najst a(t) ako riesenie rovnice

/ U (x, 1)e* D@D £z 0)dx = 0.

Pre vsetky rozdelenia a odhady je mozné vyuzit fakt, Zze a(t) = 0 vizdy pre
t = 6. To ndm umoznuje dobry pociatoény bod pre Newton-Rapsonovu metédu
pre ostatné body ¢. Potom uz len ¢, o a A st aproximované numerickou integraciou
pri pouziti vzorcov (B.3)), (34) a (3.5). Na zéver staci jednotlivé podvypocty vlozit
do (B.4).

Nasim vystupom bude teda aproximacia hustoty Huberovho odhadu, ktory
pre n = 2,5,10,20 a £ = 1.4 vidime na obrazku (4.3). Tuto aproximéciu tu
porovname s asymptotickym spravanim Huberovho odhadu, ktoré odvodime s
vyuzitim CLV a asymptotického rozptylu Huberovho odhadu (ICH). V pripade, ze

pozadujeme hustotu Huberovho odhadu pre gamma rozdelenie alebo t-rozdelenie,
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Obr. 4.3: hustoty Huberovho odhadu pre N(0,1)

postupujeme podobne. Teraz si vyjadrime hustotu gamma a t-rozdelenia.

(4.2)

(4.3)

V nasich simuldcidch budeme aj nad’alej pracovat s t-rozdelenim so 7 stupiiami

volnosti a I'(2,5), a teda interpretované vysledky mozeme vidiet na obrazku (4.4)

a (4.5). Pre gamma rozdelenie volime k = 1.3450 ako je uvedené v [7]. V grafe

03

05

20 oo

o5 10

05

10

15

20 0o

15 20

Obr. 4.4: hustoty Huberovho odhadu pre t-rozdelnie so 7 stupfiami volnosti, n =

2,5,10,20

(4.5) vidime, ze aplikovanie centrdlnej limitnej vety je vhodné az pre velky pocet

porozovani.
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Obr. 4.5: hustoty Huberovho odhadu pre I'(2,5), n = 20, 50, 100

4.2.2 Hustoty maximalne vierohodnych odhadov

Pre maximalne vierohodny odhad, teda M-odhad plati, ze

f'(x)
flx)

V pripade, ze uvazujeme rozdelenie N (0,1), dostdvame ¢ (z) = z, ¢o je teda

P(r) = -

vhodne zvolend funkcia pre priemer ako M-odhad. A tito moznost uZ mame
vypocitani.

Méme teraz t-rozdelenie so 7 stupfiami volnosti a hustotou ([A.3)). Teda

8x

v =

Dalej mézeme vo vipocte pokracovat ako v predchddzajicej podkapitole. Hus-
toty mozeme vidiet na obrdzku (4.6), kde pre asymptické spravanie maximdlne
vierohodného odhadu sme vyuzili poznatky z podkapitoly (1.2.3). Hustoty vy-
pocitané metddou sedlového bodu sl nakreslené prerusovanou c¢iarou a pomocou
centrdlnej limitnej vety ¢ervenou ¢iarou.

Pretoze vieme, Ze hustota normélneho rozdelenia je dost podobné t-rozdeleniu
a navyse aproximacia sedlovym bodom a pomocou centralnej limitnej vety je pre
normalne rozdelenie rovnaké, ukdZeme este ako sa bude spravat napriklad hustota
maximalne vierohodného odhadu pri rastiicom poéte stupiiov volnosti v. Zvolime
v=4,7,10.

Na obrézku (4.7) teda vidime, Ze so zvySujticim sa po¢tom stupniov volnosti sa
asymptotické rozdelenie maximéalne vierohodného odhadu (Gervenou ¢iarou) viac
podobé hustote odhadu, ktord sme spocitali pomocou metdédy sedlového bodu

(prerusovanou ¢iarou).
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Obr. 4.6: hustoty maximalne vierohodného odhadu pre t-rozdelnie so 7 stupnami
volnosti, n = 2,5, 10, 20
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Obr. 4.7: hustoty maximéalne vierohodného odhadu pre t-rozdelnie so 4,7 a 10
stupiiami volnosti, n = 5
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Z.aver

V tejto praci sme sa venovali konkrétnemu problému, a to aproximacii hustoty
odhadu pre rozne rozdelenia s malym poc¢tom pozorovani. Popisali sme metody
a nasledne sme ich aplikovali na konkrétne, nami zvolené, odhady a rozdelenia.

Pri pouziti metdody sedlového bodu sme zistili, ze aproximécia hustoty prie-
meru je dokonca presnd pre normalne rozdelenie, pripadne sa mierne lisi pre iné
rozdelenia. Pre d'alsie odhady je tdto metéda tieZz velmi vhodné, ¢o dokazuji aj
nase vysledky.

Pri porovnani pouzitia centralnej limitnej vety a metody sedlového bodu sme
dosli k zaveru, ze centralna limitnd veta ma svoje vyuzitie hlavne pri vécéSom

pocte pozorovani n.
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