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1 Uvod

Tato prace se zabyva klasifikaci obsahu dokumentii. K ¢emu to mize byt uzi-
te¢né? Nejprve si musime fici, co si pod klasifikaci predstavit. Klasifikace dokumen-
ti mé za ukol dokumenty tfidit do pfedem danych kategorii. Pfedstavme si situaci,
kdy pottebujeme mnoho dokumentl roztfidit podle obort, kterymi se zabyvaji.
V tomto ptipadé bude kazdy obor predstavovat jednu kategorii a my budeme hledat
algoritmus, ktery dokdze dokumenty co nejlépe automaticky rozttidit. Kategorie vSak
mohou byt velmi riznorodé. Dokumenty nemusime chtit tfidit pouze podle oboru,
kterym se zabyvaji, mliZzeme je chtit tfidit naptiklad podle toho, jak jsou napsany (se-

riozni vs. bulvar), nebo podle literarniho stylu.

1.1 Motivace

Pro¢ ale automatickou klasifikaci potfebujeme? V dneSni dobé vznika mnoz-
stvi dat jako nikdy dfive a podle vSech ocekdvani bude jejich mnozstvi stale rust.
Dne 27.5.2009 bylo na internetu 80 799 889 aktivnich .com domén [3] a vétSina
z nich obsahuje mnoho stranek. Abychom dokézali hledat informace v tomto mnoz-
stvi stranek, potfebujeme nastroje, které nam usnadni vyhleddvani. K tomu slouzi
tzv. vyhledavace. Tyto vyhleddvale potiebuji algoritmy, podle kterych nam budou
nabizet stranky, které opravdu obsahuji hledanou informaci. Ale protoze vyhledavace
nemohou veédét, co piesné jsme chtéli vyhledat, a protoZe ani my ¢asto neumime vy-
hledavaci dotaz polozit zcela presné, jejich uspe€snost neni vzdy optimalni. Jisté by
pomohlo, kdyby vyhledavace dokéazaly pii sbéru stranek tyto stranky automaticky
klasifikovat a pii vyhledavani by nam nabizely stranky z riznych kategorii, aby se
zvysila Sance, Ze néktera z nich je opravdu tou, kterou jsme hledali. Pokud uzivatel
zada do vyhledavace ndzev knihy, bylo by jist¢ vhodné, pokud by mu vyhledavac na-
bidl stranky e-shopu, kde si mize knihu zakoupit, stranku s recenzi, stranku o filmu
nato¢eném podle knihy atd. V dnes$ni dob¢ je bohuzel praxe takova, Ze se na ptednich
pozicich ¢asto objevuji pouze stranky e-shopt, protoze jsou nejlépe optimalizované

pro vyhledavace.

DalSim piikladem je nadnarodni firma, ktera ma manaZery, ktefi musi délat

mnoho rozhodnuti. Aby byla rozhodnuti co nejlepsi, potfebuji k nim co nejvice infor-



maci. Zde ndm opét mize pomoci automaticka klasifikace, protoze dokaze-li vyhle-
davat souvisejici dokumenty, miZe nabizet manazerim dalsi podklady pro jejich roz-

hodnuti.

1.2 Zakladni informace

Z uvedenych ptikladii jasn€ vidime, ze jednotlivé kategorie, do kterych chceme
dokumenty klasifikovat, mohou byt velmi riznorodé a navic nemusi byt ani disjunkt-
ni. Pfedstavme si naptiklad, ze mame kategorie automobily a viaky. Jisté si dokdzeme
predstavit dokument, ktery pojednavd o obou téchto tématech. A jak ohodnotime
dokument, ktery se daného tématu dotyka pouze okrajove? Je zfejmé, ze urcit piesné
hranice je téméf nemozné. Proto budeme radéji pouzivat termin prislusnost ke ka-
tegorii. [7] Ten urcuje, jakou mirou nalezi dany dokument do pfisluSné kategorie.
Dale timto systémem nejsme omezeni v mnozstvi kategorii, do kterych dokument na-
lezi.

Jesté musime presnéji specifikovat, co v této praci povazujeme za dokument.
Dokumentem budeme rozumét libovolna data pfevedend na text. Jejich zdrojem
muze byt textovy dokument stejné dobte jako webova stranka nebo jiny zdroj, ktery
muze obsahovat i netextové informace, Cisty text z n¢j vSak lze vyextrahovat. Jisté by
Slo klasifikovat i zcela netextové zdroje dat. U téch se vSak uplatiuji jiné metody a ty

JiZ nejsou predmétem této prace.

Nakonec musime zminit, odkud mizeme brat data pro automatickou klasifika-
ci. Zcela zfejmé to bude vlastni obsah dokumentu. Pro n¢které metody ndm bude ten-
to zdroj stacit, ale nékdy mizeme chtit pouzit jest¢ dalsi informace o dokumentu,
které vSak nejsou pfimo jeho obsahem — tzv. metainformace. Mezi n¢ patii vSe, co
muzeme o daném dokumentu zjistit, tedy naptiklad datum vytvoteni, zdroj, z jakého
pochazi, nebo souvisejici dokumenty. O riznych dokumentech jsme schopni zjistit
rizné metainformace. Zatimco z faktury ve firm¢ snadno zjistime, kdy byla vytvore-
na, u webové stranky to jiz tak jednoduché nebude. Proto pii volbé metody automa-
tické klasifikace musime zvazit, zda jsme schopni zjistit vSechny potiebné metainfor-

mace.



2 Druhy klasifikace

2.1 Kategorie

Jiz jsme si fekli, co to je kategorie, a vidéli jsme, Ze jednotlivé kategorie
mohou byt diametralné odlisné a je k nim tieba pfistupovat razné. Jak tedy v algorit-
mu nadefinovat jednotlivé kategorie? Pokud chceme zachovat potebnou univerzalitu
jednotlivych kategorii, jevi se jako nejlepsi pfistup ruéni ohodnoceni malého vzorku

dokumentli a na tomto vzorku dale algoritmus trénovat.

2.2 Klasifikace pomoci analyzy propojeni

Propojenim oznaCme metainformaci, ktera urcuje vztah konkrétniho dokumen-
tu s jinymi dokumenty. U papirové smlouvy to mlze byt informace o tom, kterou
smlouvu nahrazuje, u webové stranky to mohou byt hypertextové odkazy na jiné
stranky. Pokud soubor dokument chapeme jako graf, ve kterém je kazdy dokument

jednim vrcholem, pak propojenim ozna¢ime jednotlivé hrany grafu.

Pfi této reprezentaci se jiz mizeme pokusit o automatickou klasifikaci. Bude-
me vychdzet z toho, ze dokumenty, které maji vzdjemnou vazbu, maji néco spolec¢né-
ho. Budeme se tedy v tomto univerzu dokumentl snazit hledat lokalni skupinky, kte-

ré vykazuji nadprimérnou hustotu hran.

Tato klasifikace vSak trpi fadou nedostatkti. Predné nejsme schopni klasifikovat
dokumenty do jinych skupin, nez jsou ty, které vyplyvaji z jejich uspotfadani. Jediné,
co miizeme menit, je citlivost, kterd ovlivni mnozstvi dokumentt, které se do katego-

rie dostanou. Jak je vidét, toto neni klasifikace, kterou bychom chtéli.

Abychom tento nedostatek napravili, miZeme pouzit zminéné manudlni
ohodnoceni malého mnozstvi stranek a poté jiz automaticky hledat dokumenty, na
které se z nich Casto odkazuje. Timto zpusobem jsme schopni zafidit klasifikaci do
kategorii, které sami navrhneme, pokud jejich podstata alespont ¢aste¢né odpovida
podstaté propojeni. Pokud bychom chtéli hledat dokumenty, které obsahuji co nej-
vice samohlasek, tato metoda nam nijak nepomiize. Naopak bude uspésna, pokud bu-

deme na webu hledat informace o konkrétnim oboru (protoze webové stranky prav-



dépodobné odkazuji na podobné¢ zamétené stranky) nebo dokumenty se stejnym

stylem psani (protoze seridzni zpravodajstvi nebude odkazovat na bulvar a naopak).

Jak bude probihat samotna klasifikace? Vyuzijeme upraveného systému Page-
Rank [6], ktery slouzi k ohodnoceni vyznacnosti stranek na webu. Je zfejmé, ze vy-
znacnost stranky je spojena s poctem odkazii, které na ni odkazuji. Pokud je pro néja-
kou skupinu lidi stranka dtlezita, 1ze ptfedpokladat, ze na ni budou odkazovat daleko
ze prosté spoc€itani odkazii ma tu nevyhodu, Ze nereflektuje, z jaké stranky je na ni
odkazovano. Pfisli proto s myslenkou, ze vaha odkazu by méla byt spojena s vahou
stranky, ze které je odkazovéno, a s po¢tem odkazl na strance. Tento princip ma na-
podobit uzivatele webu, ktery po piecteni stranky obvykle odchazi po jednom
z odkazl. Pokud tedy povede ze stranky sto odkazii, kazdy z nich ma v priméru pou-
ze 1% Sanci, Ze jej uzivatel bude nasledovat. Proto je v systému PageRank zohlednén

pocet odchozich odkazil.

Jak je tedy PageRank definovan? M¢jme stranku u. Potom F), je mnozina vSech
stranek, na které u odkazuje, a B, mnoZina stranek, které odkazuji na u. Necht
N,=|F |, tedy poéet odkazii z u. Dale necht’ ¢ je normalizaéni faktor (aby celkovy
rank byl konstantni). Potom PageRank stranky u miizeme vyjadrit tak, jak je zob-

razeno na Obr. 1:

R(u)=c ZB RZSIV)

Obr. 1: Funkce
PageRank

Ptiklad ohodnoceni stranek pomoci PageRanku mtzeme vidét na Obr. 2, kde

&isla u Sipek znadi rank prenaseny ze stranky v, tedy R(v)/N, :

Stranka 3
0.2

Obr. 2: Priklad ohodnoceni PageRankem



Jak ale mizeme PageRank spocitat? Zjevné feSeni je sestavit soustavu rovnic

a vyresit ji. Pro vySe uvedeny ptiklad (Obr. 2) by to byly tyto rovnice (Obr. 3):

X=y

X
==+
y=5tz

z=2
2

x+y+z=1
Obr. 3: Soustava rovnic vedouci k vypocitani PageRanku

Tuto soustavu miizeme vyjadfit matici, jak je zobrazeno na Obr. 4:

-1 I 00
0,5 -1 1 0
05 0 -1 0

1 1 1 1

Obr. 4: Matice vedouci k vypocitani PageRanku

VyteSenim této soustavy rovnic piimo ziskadme jednotlivé hodnoty PageRanku.

Tento zpiisob vSak vypocetné velmi naro¢ny pro vétsi mnozstvi stranek.

Druhou moznosti je simulovat vSechny ndhodné prochdzky po grafu stranek,
kde pii ptfichodu pfidame strance urcity rank. Protoze v praxi nemizeme simulovat
vSechny existujici prochazky, opakujeme postup pouze do doby, nez v§echny hodno-

ty dostatecné nezkonverguji.

Pti simulaci nahodné prochazky mlZzeme narazit na problém zvany rank sink,
coz je ukaz, ve kterém existuje mala mnozina stranek, které odkazuji pouze jedna na
druhou. BliZe je to zndzornéno na Obr. 5. Pokud se pfi prochazeni dostaneme na né-

jakou z téchto stranek, jiz se nemizeme dostat pryc.

Obr. 5: Rank sink
Dalsi problém miiZze nastat, pokud budeme mit graf, ktery se skladd pouze
z n€kolika bipartitnich komponent. V tomto piipad¢ si budou jednotlivé komponenty

pouze piedéavat rank a nikdy nedojde ke zkonvergovani ranku.



Abychom zamezili t¢émto problémim, zavadime jev nazvany ndhodny skok.
Ten zplisobi to, ze misto pfechodu na dal§i stranku se s urcitou nizkou pravde-
podobnosti presuneme na zcela nahodnou stranku. V praxi to odpovida tomu, Ze se
navstévnik webovych stranek nudi a zadad zcela jinou adresu, misto aby pokracoval
po odkazech ze stranky. Timto skokem dokazeme uniknout i z uvedeného rank sinku
a zavedeme nepravidelnost do pouhého piedavéani ranku mezi bipartitnimi kompo-

nentami.
Po zavedeni ndhodnych skokii s pravdépodobnosti p acelkovym poctem
hodnocenych stranek U se nam upravi vzorec PageRanku nésledovné (Obr. 6):

Rluj=eli=p) X B p 3 200D

Obr. 6: PageRank s nahodnymi skoky
Dals8i mozZnosti, jak se vyporadat s rank sinkem, je pfedem zpracovat cely graf
a odtrhnout vSechny Casti, ze kterych se nelze dostat zpét. Tyto odtrzené vrcholy mu-

zeme potom zpracovat dodate¢né po ohodnoceni v§ech ostatnich.

My pro klasifikaci dokumentti vyuZzijeme trochu upraveného PageRanku.
Pokud bychom totiz implementovali pfimo PageRank, zcela bychom smyli plivodni
ohodnoceni a dostali bychom pravé ohodnoceni vyzna¢nosti dokumentii. Co tedy po-
ttebujeme pozménit? Samoziejm¢é musime zachovat zvyhodnéni ohodnocenych
dokumenti. To provedeme tak, ze pii ndhodném skoku budeme uptednostnovat
dokumenty s vys$§im aktudlnim rankem oproti dokumentim s rankem niz§im. Skok
tedy budeme realizovat tak, Ze dokumenty sefadime podle ranku a poté pomoci n¢ja-
ké funkce s vhodnym rozloZzenim pravdépodobnosti vybereme dokument, na ktery
piejdeme. Tim zajistime, ze budeme zkoumat oblast dokumentt, které byly ptivodné

pozitivné ohodnoceny.

Dalsi zménu, kterou budeme muset udé€lat, je zvyseni pravdépodobnosti na-
hodného skoku. Pokud by totiz ndhodny skok nastaval pftili§ fidce, algoritmus by se
dostaval pfili§ daleko od dokumentt, které jsme mu doporucili. ZvySenim pravde-
podobnosti ndhodného skoku navic potlatime problém rank sinku, takze nebude

nutné se jim tolik zabyvat.
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A na jaka data je tato metoda vhodna? Lze ji pouzit pouze u dokumenti, u kte-
rych existuji metainformace urCujici jejich vztah. Déle tento vztah musi alespoini
castecné odpovidat kategoriim, které chceme pouzit pro klasifikaci, protoze algorit-

mus se fidi prave podle nich.

2.3 Klasifikace pomoci analyzy termu

Ptedné bychom méli vysvétlit, co myslime pojmem term. Jako term oznacime
jedno nebo vice po sobé nasledujicich slov v dokumentu, které mohly projit néjakou
transformaci. V zakladni podob¢ budeme jako term pouzivat jednotlivé slova v doku-
mentu, ale pozdé€ji se budeme zabyvat i variantami, kde term piedstavuji dvé slova,

ktera mohou byt naptiklad prevedena do zakladni formy.

Pti klasifikaci budeme vychazet z bayesovského filtrovani. Bayesovské fil-
trovani je zalozeno na Bayesové vété [2], (Obr. 7), kde P(A|B) znaci pravdé-
podobnost jevu A za podminky B.

P(B|A4)-P(4)

P(B)
Obr. 7: Bayesova véta

P(A|B)=

Bayesova véta popisuje jak podminéna pravdépodobnost n¢jakého jevu souvisi
s opacnou podminénou pravdépodobnosti. A to je pfesné to, co nds zajimd. Mizeme
statisticky spocitat, s jakou pravdépodobnosti se konkrétni term vyskytuje v pozi-
tivné ohodnocenych dokumentech. Poté se snazime zjistit, zda dokument patii do
dané kategorie za podminky, Ze néjaky konkrétni term do ni patii s danou pravde-

podobnosti.

Nejprve tedy musime opét ru¢né klasifikovat zakladni mnozinu dokumentt, ze
které se bude filtr ucit. Poté je potfeba dokumenty rozd¢lit na jednotlivé termy. Pro
kazdy term spocitdme pravdépodobnost, s jakou se nachdzi v cilové kategorii. Tu
spocitame jednoduse jako pomér vyskytli ve zvolené kategorii ku poctu vyskytl ve
vSech kategoriich. Nyni, kdyZ mdme ohodnoceni jednotlivych termti, mizeme jiz
dale hodnotit dokumenty automaticky. Kazdy dokument opét rozdélime na termy
a pro kazdy term nalezneme pravdépodobnost, se kterou patii do vysledné kategorie.
Z téchto pravdépodobnosti poté ud€lame primér (aritmeticky ¢i geometricky)

a dostaneme pravdépodobnost ptislusnosti dokumentu do dané kategorie.
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Abychom mohli danou metodu oznadit jako bayesovskou, musime po ohodno-
ceni kazdého dokumentu zpétné promitnout termy v dokumentu mezi termy, pomoci
kterych se provadi porovnéani. Tento pfistup se velmi dobfe uplatiiuje napi. u kla-
sifikace mailového spamu, protoze tim mizeme algoritmus ucit ,,za pochodu®. V nasi
situaci jsme vSak ziskali ohodnocené dokumenty piedem a zalezi na konkrétni situa-
ci, zda budeme chtit, aby se algoritmus nadale ptizpisoboval. V nékterych situacich
to miize byt vhodné, zejména pokud mame nedostate¢cnou mnozinu pfedem ohodno-
cenych dokumentt, jindy, pokud mame ohodnocenou nadstandardni mnozinu doku-
mentl, to zase mize byt na Skodu. Pfistup se zpétnym promitdnim vysledkti do
feCeno, konkrétni ohodnoceni dokumentu je ovlivnéno tim, zda je dokument hodno-

cen jako prvni, ¢i jako posledni.

Pokud nam tyto vlastnosti nevyhovuji, miizeme se spokojit pouze s prvni ¢asti

algoritmu a rozloZeni pravdépodobnosti u jednotlivych terml nechat pevné.

Tato metoda klasifikace nevyzaduje zadné metainformace, ale vyuzit je doka-
ze. V nejjednodussim piipadé ji staci pouze textovy obsah. Ale do termi mizeme za-
radit i nékteré textové metainformace, jako naptiklad doménu, ze které dokument po-

chazi, ¢i autora, ktery ji vytvofil.

A kde se metoda uplatni? Ve vSech ptipadech, ve kterych Ize kategorie rozlisit
s pomoci textu, kterym je dokument psan. PomliZze ndm tak hledat dokumenty psané
konkrétnim stylem ¢i dokumenty o konkrétnim tématu (vyskytuji se v ném specificka
slova). Naopak nam nepomiiZe v klasifikaci podle urcitych metainformaci (napft. pro-

linkovani), protoze je vyuziva jinak nez potiebujeme.

2.4 Klasifikace pomoci If-then pravidel

Tato metoda klasifikace je zaloZena na nejjednodus$im principu. Podstatou je
tvorba jednotlivych konkrétnich pravidel, na jejichz zdkladé dokazeme rozeznat co
nejvice dokumentll nalezejicich do pozadované kategorie. Vzhledem k tomu, ze si
tato metoda neklade Zadn4 dalsi pravidla, je velmi univerzalni. Univerzalita je ale vy-
vazena sloZzitosti vytvareni pravidel. Pro kvalitni vysledky se jich ¢asto musi vytvaiet

velké mnozstvi, mnohdy netrividlnim zptisobem. Vzhledem k nutnosti ru¢ni ptipravy
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téchto pravidel jde o naro¢nou a zdlouhavou praci, u které nemusi vysledek odpovi-
dat vynaloZené namaze. Kromé toho se musi pravidla i pfi drobné zméné kategorii

zcela predélat.

Jak je vidét, tato metoda mé hodné nevyhod, i pfesto by se ale moZnosti jejiho
vyuziti nemé€ly ignorovat. Vyborn¢ se hodi na specifické ptipady a na rozdil od ostat-
nich metod dokaze ptinést zcela ptesné vysledky. Napiiklad vytfidit na webovém
serveru vSechny stranky star§i nez jeden rok dokazeme s jedinym pravidlem a se

100% ptesnosti (pokud méame pfistup k ¢asu vytvoreni jednotlivych stranek).

Hlavni sila této metody ale spociva ve spoleéném vyuziti s jinymi metodami.
Pokud pottebujeme dokumenty rozdé€lit do netrividlnich kategorii, miizeme vyuzit
toho, ze bude rozdéleni do mirn¢ pozménénych kategorii mnohem jednodussi. Poté
vytvoiime pravidla, kterd zajisti pieklasifikovani do plivodnich kategorii prave po-

moci if-then pravidel. Takova pravidla mohou vypadat naptiklad takto:

if (prob (prvni-osoba)>0.8 && prob(prodej)<0.1) then:
blog

Timto zpiisobem mtizeme ve specifickych piipadech snadno vylepsit vysledky

ostatnich metod.

Tato metoda je pomérné odlisna od ostatnich, protoZe se hodi na jiné typy pii-
padil, nez ty které popisuje tato prace. Proto tuto metodu nebudeme podrobnéji roze-
birat a pouze odkazeme piipadné zdjemce na praci [7], kterd se témito technikami

vice zabyva.

2.5 Klasifikace pomoci neuronovych siti

Dal8i moznosti je pouziti nékteré z technik umélé inteligence. Mizeme vyuZzit
napiiklad neuronovou sit,, kterd bude na vstup dostavat obsah jednotlivych dokumen-
ti vCetné¢ metainformaci a na vystupu bude vracet pfislusnost do dané kategorie.
Problémem je dlouha doba trénovani neuronové sit€ a nutnost natrénovat pro kazdou

kategorii jednu neuronovou sit’.

Déale mizeme vyuzit genetického programovani, které nam s pomoci evoluce

muZe vybirat bud’ vhodna if-then pravidla, nebo neuronovou sit’.
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Tyto metody maji své vyhody i nevyhody. Mezi vyhody lze rozhodné zaradit
velkou pfizpisobivost oproti uceni s pomoci propojeni ¢i analyzy termi, protoze

neuronoveé sit¢ je mozné naucit mnoho typu vzort.

Na druhou stranu trpi neuronové sité i genetické programovani fadou zndmych
problémi. Pfedné je to dlouhd doba uceni a problém algoritmt umé¢lé inteligence vy-
potadat se s nékterymi trividlnimi problémy. Zda by byl evolu¢ni algoritmus vhodny

¢i nikoliv, by velmi zaleZelo na konkrétnich kategoriich.

Algoritmy umélé inteligence nabizeji zajimavou alternativu pro problémy, kte-
ré nejsou vhodné pro zZadnou z piedchozich metod, ale pro problémy fesitelné jinou
metodou bych je pro jejich téZkopadnost, slozitost vyladéni a dalsi problémy, které
by se musely fesit, spiSe nedoporucoval. Pokud vSak selzou ostatni metody, je pouziti
algoritmi umé¢lé inteligence dobrou volbou, protoze dokaZzi feSit i velmi sloZzité

problémy, pouze je velmi naro¢né jejich spravné nasazeni.
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3 Existujici prace a nasazeni

Asi nejznaméjsi nasazeni automatické klasifikace dokumentt jsou antispamové
filtry. Ty pracuji na principu bayesovské analyzy slov [4]. Antispamové filtry maji
nekolik odlisnosti od klasifikace, kterou jsme si pfedstavili my. Za prvé tyto filtry po-
rovnavaji jednotlivé e-maily prubézné tak, jak pfichdzeji. To znamend, Ze nepotiebuji
vSechny e-maily ohodnotit podle stejného métitka, ale naopak je zadouci, aby se
s Casem zlepSovaly. Druhy rozdil je v tom, ze i kdyz antispamovy filtr také pocita in-
dex pftislusnosti, nakonec se musi rozhodnout, zda e-mail zatfadi do spamu, ¢i do
hamu (opak spamu). My mizeme vyuzit toho, Ze vSechny dokumenty hodnotime
najednou, takze hranici, od které dokumenty zatadime do dané kategorie, mizeme

zvolit az po ohodnoceni v§ech dokumentti dynamicky, podle vysledkii.

Jednotlivé nastroje na filtrovani spamu vyuzivaji ¢asto kromé bayesovského
filtrovani dal$i metody: analyzu hlavicek, kontrolu odesilajiciho serveru, analyzu
HTML e-mailt, black listing a dal$i. Tyto rozsitujici techniky jsou ovsem pfili§ za-
méiené na filtrovani spamu a vétSinou nam s tiidénim do univerzalnich kategorii ne-

pomohou.

Ackoliv méa antispamové filtrovani nékolik odliSnosti, je rozhodné nejrozsi-
fenéj$i implementaci jakékoliv kategorizace. Ukazalo se, ze dokud se nezméni pod-
stata mailové komunikace tak, aby vyloucila spam, je bayesovské filtrovani jednou
z nejucinngjSich zbrani proti spamu a proto je nasazovano témét ve vSech an-

tispamovych fesenich.

Existuji 1 projekty, které se snazi k filtrovani spamu vyuzit neuronové sité [1].
Vysledky vypadaji pomérné dobte, presto nedoslo k takovému rozmachu jako v pii-
padé bayesovského filtrovani. To je pravdépodobné zplisobeno tim, ze nasazeni neu-

vvvvvvvvvv

statistiky pro bayesovské filtrovani.

V teoretické roviné se problematikou automatické klasifikace zanrtt webovych
stranek zabyvala Marina Santini v praci Identifying Genres of Web Pages [7]. Vybra-
la necelych 5000 webovych stranek slozenych z pfedem daného mnozstvi jednot-

livych zanri (blogy, e-shopy, zpravodajstvi, osobni stranky atp.) a poté zkoumala, jak
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se zlepsi klasifika¢ni schopnosti analyzy slov, pokud se ptidd né¢kolik dobie posta-
venych if-then pravidel. Zjistila, Ze uspéSnost klasifikace se zvysila z 67% na 86%,

coz je pomérné zajimavy vysledek.

V komerc¢ni roviné zatim kromé filtrovani spamu na mnoho implementaci
nenarazime. Castené se o néco podobného pokousi webovy vyhledava¢ Bing od fir-
my Microsoft [5]. Ten pii vyhledani obecné fraze nabizi souvisejici kategorie. Bohu-
zel Microsoft zatim neuvolnil zadné podrobnéjsi informace o konkrétni implementa-
ci, takZe mizeme pouze spekulovat, zda opravdu tfidi strdnky do kategorii. Podobné-
ho efektu dosahuji i ostatni vyhledavace, ale dosud to vzdy fungovalo pouze jako

uptfesnéni dotazu na zakladé jinych, ¢asto kladenych dotazi.
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4 Vlastni prace

Na otestovani diive uvedenych metod jsem vyvinul program Classifier, ktery
dokaze klasifikovat dokumenty pomoci propojeni a analyzy slov. Program jsem
testoval na vice nez 100 000 ndhodnych strankéach z ¢eské Wikipedie [8]. Je napsan
v jazyce Python 2.5 a jako ulozisté dat pouziva databazi mySQL. Rozdélen je do

nekolika nezavislych modult, jak ukazuje Obr. 8.

Link First Ratcr)—b( Link Rater )
Rate by words Word First Rath—D( ‘Word Rater >

Obr. 8: Struktura modulu

V prvni ¢asti programu se testuje klasifikace dokumentii pomoci propojeni.
Nejprve je tfeba naimportovat data do databaze, o to se stard modul Importer. Kdyz
mame data uloZend v databazi, mtizeme z nich vyparsovat jednotlivé odkazy a vytvo-
fit tak graf struktury stranek, coz d€la modul Link Parser. PoCate¢ni ohodnoceni
stranek provadi modul Link First Rater, ktery dokazZe nalézt vSechny stranky, ve kte-
rych se vyskytuje konkrétni klicové slovo, a t¢ém udélit pocatecni rank. Poté jiz mi-
zeme spustit hlavni klasifikaci, kterou ma na starosti modul Link Rater. Ten postupné
prochdzi strankami a obcas provede nahodny skok. Pti vybéru ndhodné stranky zo-
hlednuje jiz ziskany rank. Pfi pfichodu na novou stranku této ptida rank. Vysledky

testovani konkrétnich nastaveni parametrt je popsano v kapitole 5.1.

V druhé ¢asti programu testujeme klasifikaci pomoci analyzy termt. Nejprve je
potieba jednotlivé stranky na termy naparsovat. O to se stara modul Word Parser.
Poté, co jsou termy naparsovany, lze urcit pocateéni ohodnoceni. To provedeme
manualnim vybérem nékolika stranek, které ptislusi do dané kategorie. Modul Word
First Rater pak spocita vSem termtim, které tyto stranky obsahuyji, jejich rank. Nako-
nec piijde na fadu modul Word Rater, ktery projde vSechny stranky a vyhleda rank
pro vSechny termy, které stranka obsahuje. Celkovy rank stranky je pak vypocitan

jako primér téchto rankd.

Nyni se blize podivame na implementaci jednotlivych modult:
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4.1 Importer

Prvni modul slouzi pro import dat do databaze. Protoze cilem bylo kvalitu po-
psanych algoritmii na redlnych webovych strankéach, pracuje program s vygene-
rovanymi strankami ¢eské Wikipedie. V prvni fad¢ je tieba tato data naimportovat do

databaze. V databazi vytvorime tabulku pages se strukturou, podle Obr. 9.

Sloupec Typ Porovnavani Vlastnosti MNulovy Vychozi Extra

id int(11) Me auto_increment
heading wvarchar(1024) utf8 general ci Ano NULL

text text utf_general_ci Me

Obr. 9: Struktura tabulky pages
Data z Wikipedie je mozné stahnout v archivu, ktery obsahuje adresarovou
strukturu, tvofenou z prvnich pismen nadpist ¢lankd do trovné 3. Je tedy potieba
projit vSechny soubory ve vSech adresatich a vS§echny postupné ulozit. Pro usnadnéni
prace je béhem importu stranka naparsovana a do databaze je uloZen nadpis stranky

a jeji text. Menu a ostatni ¢asti stranky se neukladaji, aby nezkreslovaly testy.

4.2 Link Parser

Dalsi modul slouzi k ziskani grafu zodkazt. Link Parser postupn¢ nacitd
vSechny stranky ahledd v nich odkazy na jiné stranky na Wikipedii s pomoci
reguladrniho vyrazu. Pokud takovy odkaz nalezne, uloZzi id zdrojové a cilové stranky

do tabulky /inks (Obr. 10).

Sloupec Typ Porovnavani Vlastnosti Nulovy Vychozi Extra
from int(11) Me
to int(11) e

Obr. 10: Struktura tabulky links

Z téchto dat jsme jiz schopni vytvofit cely graf.

Je potifeba poznamenat, Ze tim, Ze jsme vybrali pouze ndhodnych 111 946
stranek z celkovych 327 273, jsme rozbili nekteré vazby. V praxi vSak algoritmus
také zpravidla nema k dispozici vSechna data, takze timto omezenim Iépe otestujeme
algoritmus pro realné podminky. Tento fakt je vSak tieba brat v uvahu pii findlnim
hodnoceni, protoze pokud bychom méli k dispozici vSechna data, vysledky by byly

pravdépodobné o trochu lepsi.
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4.3 Link First Rater

Tento modul je urcen k prvotnimu ohodnoceni stranek. Jak jsme si fekli v kapi-
tole 2.1, vyrazné zlepSime moznosti klasifikace, pokud nejprve ohodnotime né&které
stranky manualn¢é a teprve poté budeme pomoci prolinkovani uptfesnovat vysledky.
Abychom nemuseli stranky hodnotit sami, miizeme vyuzit tento modul. Ten postupné
projde vSechny stranky a pokud se v nékterém textu vyskytuje klicové slovo, dostane
piislusna stranka zakladni ohodnoceni — rank. Pokud se toto slovo vyskytuje dokonce
1 v jejim nadpisu, dostane navic dal$i rank. Tento zplisob odpovidad tomu, Ze nez;jis-
tujeme, kterd stranka do kategorie patii a kterd ne, ale pouze skore piislusnosti
stranky do kategorie, coz si miizeme piedstavit jako prislusnost ke kategorii, jak bylo
popsano v kapitole 1.2. Vyssi rank tedy znaci, Ze stranka patii do kategorie s vétsi

pravdépodobnosti.

Tento zplsob nebere Zadnym zptsobem v tvahu pocet vyskyti kli¢ového slova
na strance ani ptipadné sklonovani. Stranka, na které se slovo vyskytuje pouze sklo-
fované, tak nedostane zadny pocatecni rank a stranka, na které je 100 vyskyti kli-
cového slova, dostane stejny rank jako stranka, na které se slovo vyskytuje pouze
jednou. To vypada jako velkd nevyhoda, ale ve skutecnosti ndm to pomuze Iépe
otestovat kvality klasifikace. Pokud totiz algoritmus dokaze dobie zatadit i stranky,
které byly takto znevyhodnény, pak uvidime, ze metoda opravdu funguje. Pokud by
naopak metoda nefungovala dostate¢né dobie, nebudou vysledky zkresleny tim, ze

uz pocate¢ni ohodnoceni bylo pfili§ dobré.

4.4 Link Rater

Toto je modul, ktery provadi vlastni ohodnoceni podle prolinkovani. Nejprve
vybere z databaze ndhodnou stranku. Poté v tabulce odkazi vyhleda vSechny odkazy,
které z této stranky vedou, a ndhodné néjaky vybere. Pfesune se na stranku, na kterou
odkaz vedl, a této strance pfida rank. Poté opét vybere jeden z odkazii z této stranky
a po ném se presune na dalsi stranku a té opét prida rank. Takto se postupuje sstale
dal s jedinou vyjimkou: na kazdé strance existuje pravdépodobnost, ze se nebude po-
stupovat po odkazu, ale Ze se opét sko¢i na ndhodnou stranku. Konkrétni nastaveni

vSech ¢asti algoritmu a podrobné vysledky jsou uvedeny v kapitole 5.1.
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4.5 Word Parser

Nyni se jiz dostavame k druhé ¢asti programu, tedy analyze termi. Nejprve
musime stranky rozd¢lit na jednotlivé termy. To provedeme tak, Ze postupné nacita-
me jednotlivé stranky, poté z nich odstranime HTML tagy a pomoci regularnich vy-
razll naparsujeme stranku na jednotlivé termy. Ty poté ulozime do tabulky words se

strukturou, kterou ukazuje obrazek Obr. 11.

Sloupec Typ Porovnavani Vlastnosti MNulovy Vychozi Extra
word varchar{255) utfd_general_ci Ne
page int(11) MNe
count int(11) Ne

Obr. 11: Struktura tabulky words
Pokud se na strance vyskytuje vice stejnych termu, ulozime je do jednoho
tadku a pfisluSné zvySime hodnotu ve sloupci count. V této fazi také odstranime dia-

kritiku, abychom se vyhnuli problémim s riznym kodovanim.

4.6 Word first rater

Nyni je jiz mozné ohodnotit referenéni stranky. K tomu slouzi pravé modul
Word first rater. Pracuje tak, ze vybere vSechny termy ze stranek, které jsme oznacili
jako patiici do dané kategorie, a spocitd pomér jejich vyskytu na téchto strankach
k vyskytu na vSech strankdch. Ziskame tedy pravdépodobnost, s jakou stranka ob-
sahujici tento term patfi do zvolené kategorie. Tyto vysledky ulozi do tabulky

word_rank, jejiz struktura je na obrazku Obr. 12.

word varchar{255) utfé_general_ci Ne
rank float MNe

Obr. 12: Struktura tabulky word rank

4.7 Word rater

Modul Word rater jiz provadi klasifikaci ostatnich stranek. Nejprve jsou vybra-
ny vSechny termy z testované stranky a postupné je zjiSten jejich rank. Pokud term
nebyl viibec hodnocen, Ize jej pteskocCit nebo mu zapocitat rank 0. Zéalezi na miie
pesimismu, s jakou k problému piistupujeme. Bud’ miizeme ptredpokladat, ze je term,

ktery nezname, prosté¢ neobvykly a budeme jej proto ignorovat, nebo mizeme pied-
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pokladat, ze term, ktery se nevyskytoval v zddném z pozitivné ohodnocenych doku-

mentd, do hledané kategorie nemuze patfit. Tento modul umi provadét obé moznosti.

Po spocitani ranku vSech termi na strance spocitame jejich primér a vyjde nadm

rank piislusnosti stranky do kategorie.
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5 Vysledky

Jiz jsme rozebrali principy, na kterych program pracuje, a nyni se podivame na

vysledky, kterych bylo dosazeno s pomoci riznych nastaveni.

5.1 Metoda analyzy propojeni

V piipadé metody pomoci prolinkovani je moZzné nastavit tyto vlastnosti:

* pravdépodobnost ndhodného skoku na jinou stranku misto bézného pokra-

covani po odkazu — oznacme ji p
» funkei, kterd bude vybirat stranku pfi nahodném skoku
* celkovy pocet iteraci, které provedeme — oznacme jej ¢
e prvotni ohodnoceni
* zpusob, jakym predavame rank

My zde vyzkousime rizné kombinace, abychom nalezli optimalni nastaveni. Je
vSak jisté, ze by jiné druhy kategorii ¢i dokumentl vyzadovaly jiné nastaveni. Proto
je vhodné nejprve na mensi sad¢ dat otestovat kvalitu vysledki s riznym nastavenim

a teprve poté nechat algoritmus klasifikovat celé univerzum dokumentt.

Budeme vychdzet z ptredpokladl, které byly popsany v kapitole 2.2: je tieba
délat skoky casto a siln¢ uptednostiiovat jiz dobfe ohodnocené¢ dokumenty, abychom
nedosahli pouhého PageRanku. Funkce, kterd vybira ndhodné dokumenty, je zob-
razena na Obr. 13, kde a oznacuje potadi vybrané stranky v seznamu stranek setiidé-
nych podle ranku, fotal je celkovy pocet stranek, ze kterych vybirame, a e je expo-

nent, ktery urcuje, jak moc ma funkce upiednostiiovat prvni pozice.

e e
a=round (rand (1,Vtotal ) )
Obr. 13: Funkce na vybér nahodné
stranky

Prvotni ohodnoceni stranek nehraje pfilis velkou roli, protoze se jiz po par de-
sitkach iteraci setfe. Konkrétni hodnoty miizeme volit téméf libovolné, vhodné je,

aby byly maximalné cca desetinasobkem primérného ptidaného ranku. My budeme
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volit pro kli¢ova slova v textu rank ptiblizné stejny jako prumérny ptidany, pro kli-

cova slova v nadpisu piiblizné pétindsobek.

U ndhodnych skokti jesté chvili zistaneme. Je totiz potfeba upiesnit, z jak
ohodnocenych stranek vybirdme. Dosud jsme uvaZovali pouze nad aktudlnim
ohodnocenim, které se v pribéhu hodnoceni méni. MiZzeme ale zkusit prvotni
ohodnoceni zafixovat a ndhodné skoky provadét pravé podle n¢j. Tim budeme
vlastné vice prosazovat ptivodni ohodnoceni stranek, takze se vyplati pouzit tuto va-
riantu v piipad¢, Ze jsme si ptivodnim ohodnocenim jisti a chceme jej pouze jemné
upravit, pfipadné vyhledat malé procento chybéjicich stranek. Srovnani téchto dvou
metod mizeme vidét na Obr. 14. My vSak nyni budeme zkouset plnou silu ohodno-
covani pomoci prolinkovani, proto zbylé testy pocitaji s vybérem podle aktualniho

ohodnoceni.

Jesté je potieba zvolit zplisob, jakym je mozné pridavat rank po ptichodu na
dokument. Celkem vyzkouSime tfi moznosti. Kdyz zkusime pfedavat novému doku-
mentu pomér ranku odkazujiciho dokumentu ku poctu odchozich odkazl, ukaze se
toto feSeni jako nevhodné, protoZe ptedni stranky brzy ziskaji ohromny rank, ktery
roste prili§ rychle. Je to dano tim, ze pii ndhodnych skocich vybirdme stranky s nej-

vysSim rankem a proto strankam na poc¢ate€nich pozicich roste rank rychleji.

Dalsi moznosti je nebrat v uvahu aktudlni rank stranky a pfidany rank pocitat
jako podil konstanty ku poctu zpétnych odkazii. Toto feSeni jiz dava vyrazné lepsi
vysledky. OvSem i zde nardzime na problém v tom, Ze do vysledku se ptidavaji zdan-
livé nesouvisejici stranky, protoZze pokud se najde nesouvisejici stranka, na kterou
odkazuji stranky s pouhymi nékolika odkazy, pak tato stranka bude mit velké pii-
rustky, 1 kdyZ budou nastdvat méné casto. Je to zplsobeno tim, Ze PageRank hleda

relevanci stranek, coz neni to, co potfebujeme my.

Jako nejlepsi feSeni se osvédcCilo naprosté oprosténi od PageRanku a piidavani
konstantniho ptirtstku, ktery nezavisi na po¢tu odchozich odkazt. Na druhou stranu,
ptedchozi feSeni ddvalo pouze o malo horsi vysledky a nemiizeme vyloucit, Ze by
mohlo byt v nékterych piipadech vhodnéjsi. Je tedy vhodné vzdy zvazit, ktera meto-

da bude pro dany problém nejvhodné;si.
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Porovnani typi nahodného vybéru

Aktualni hodnoceni

Pevné hodnoceni

heading rank heading rank
Hudba 429 Hudba 665
Harmonie (hudba) 423 Kategorie:Hudba 270
Melodie 332 Interval (hudba) 249
Kategorie:Melodie a harmonie 321 Latina 193
Disharmonie 288 Modalita 157
Kategorie:Hudba 282 Kvinta (hudba) 148
Disonance 261 Melodie 147
Kvinta (hudba) 150 Kvarta (hudba) 108
Akord 121 Harmonie (hudba) 95
Interval (hudba) 112 Muzikologie 94
Gospel 112 Kvartdecima (hudba) 93
Kvarta (hudba) 97 Decima (hudba) 89
Latina 95 Koma (hudba) 87
Muzikologie 91 Duodecima (hudba) 85
Duodecima (hudba) 86 Diesis 83
Diesis 84 Kvintdecima (hudba) 82
Decima (hudba) 84 Gospel 75
Koma (hudba) 81 Limma 70
Kvintdecima (hudba) 68 Kategorie:Intervaly 61
Kvartdecima (hudba) 66 Kategorie:Melodie a harmonie 60
Limma 64 Funk 59
Kategorie:Intervaly 57 Akord 59
Kytara 56 Kytara 52
Kategorie:Akustika 52 Dynamika (hudba) 45
Kategorie:Hudba podle let 51 Cent (hudba) 42
Dynamika (hudba) 47 2006 41
Hammondovy varhany 46 Kategorie:Hudba podle let 40
Kvintakord 43 Disharmonie 40
Mahalia Jackson 42 Blondie 39
Harmonie 39 Modus (hudba) 38
Literatura 37 Kategorie:Akustika 36
Cubase SX 37 Disonance 35
Improvizace 35 2007 35
Kategorie:Dynamika (hudba) 31 Kategorie:Kultura ve Skotsku 34
Housle 29 Housle 34
Film 29 Cubase SX 34
Biografie 29 2003 34
Cent (hudba) 28 Modulace (hudba) 33
Jazz 27 Improvizace 33
Aktuality 27 2002 32
Komedie 25 John Adams (skladatel) 31

Obr. 14: Porovnani typii nahodného vybéru s parametry: p=33%, c=10 000; e=100
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Ve své praci jsem zkousel rizné kombinace nastaveni p, ¢ a e. Vysledky neni
snadné porovnavat, protoZe neexistuje zadny idedlni vysledek, kterého bychom chtéli
dosahnout, vSe se odehrava v subjektivni roviné. Pro nékoho miize do vysledné ka-
tegorie patfit jeden dokument vice nez druhy, pro nékoho jiného zase naopak. Proto

neni nasi snahou ziskat presné vysledky, ale spiSe obecn¢ platna pozorovani.

Algoritmus budeme testovat na klasifikaci podle oboru, kterym se text na
Wikipedii zabyva. Testy budeme provadét na kategorii Hudba, ackoliv byly vyzkou-
Seny 1 jiné obory (Atom, Japonsko, Strom —mySlen matematicky kontext), abychom

vyloucili nepfesnosti na jedné konkrétni kategorii.

Nejprve zkusime, jaké je vhodné zvolit e. Podle predpokladi se ukazalo, ze
pokud je e nizké, nedava metoda dobré vysledky. Nejlépe se osvédcilo, pokud bylo
e velmi vysoké (napi. 100). Potom byly znacné€ upiednostiiovany stranky, které jiz
né¢jaky rank mély, a dochazelo tak pouze k dohledavani chybéjicich stranek, které ne-
dostaly pavodni ohodnoceni, a k sefazeni ptivodné vybranych stranek podle relevan-

CC.

Dale vyzkouSime vliv poctu iteraci ¢ na vysledku. Toto pozorovani bylo nej-
jednodussi: poté, co se vytvoii potadi stranek s nezanedbatelnymi rozestupy ranku,
se toto poradi jiz téméf nemeéni a mizeme algoritmus ukoncit. Vhodna hodnota je

10 000 iteraci, kde je vysledek jiz ziejmy.

Posledni vlastnost, kterou mizeme nastavovat, je pravdépodobnost ndhodného
skoku p. Pokud se nastavi pfili§ nizka, odchazi algoritmus pfi prochazeni ptili§ dale-
ko od ohodnocenych stranek. Pokud se naopak nastavi ptili§ vysokd, pak algoritmus
vlastné ned¢€la nic jiného, nez ze zvysSuje rank strankam s vysokym rankem. Zde je
nutné zvolit, co presné¢ od klasifikace potfebujeme. Pokud pfedem ohodnocené
stranky pokryvaji vétSinu vysledné kategorie a potiebujeme pouze dohledat nékolik
procent chybéjicich stranek a stranky spravné setfadit, pak mizeme pouzit vysoké p.
zkvalitiovat ostatni parametry algoritmu. Pfedevs$im bude teba 1épe vyiesit problém
rank sinku a bude vhodné zvazit ptedavani ranku jako poméru konstanty ku poctu

odchozich odkazt.
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Néhled vysledkti béhu programu na vSechny stranky miizeme vidét na Obr. 15.

Kompletni vysledky se nachédzeji na pfiloZzeném DVD.

Celkove vysledky
pP=20%; ¢=10 000; e=100 p=50%; ¢=10 000; e=50

heading rank heading rank
Hudba 465 Hudba 529
Kategorie:Hudba 315 Kategorie:Hudba 334
Harmonie (hudba) 293 Kvinta (hudba) 255
Melodie 229 Interval (hudba) 241
Kategorie:Melodie a harmonie 223 Koma (hudba) 177
Disharmonie 214 Kvarta (hudba) 173
Disonance 179 Kvintdecima (hudba) 164
Gospel 126 Limma 158
Dynamika (hudba) 123 Kvartdecima (hudba) 153
Kategorie:Dynamika (hudba) 96 Decima (hudba) 152
Kvinta (hudba) 90 Duodecima (hudba) 151
Muzikologie 85 Latina 148
Latina 82 Diesis 146
Akord 79 Melodie 130
Kategorie:Akustika 71 Kategorie:Intervaly 123
Interval (hudba) 60 Harmonie (hudba) 115
Kategorie:Hudba podle let 56 Gospel 110
Harmonie 54 Muzikologie 103
Cubase SX 50 Kategorie:Akustika 78
Kvintakord 49 Kategorie:Melodie a harmonie 76
Kvarta (hudba) 49 Kategorie:Hudba podle let 73
Hammondovy varhany 49 Cent (hudba) 70
Aktuality 49 Akord 70
Improvizace 45 Improvizace 69
Wikipedista:Che/ACinit 45 Kytara 58
Wikipedista:Che/A Cinit/ W orkshop 43 Cubase SX 55
Kvintdecima (hudba) 42 Disonance 54
Limma 41 Housle 53
Duodecima (hudba) 41 Jazz 44
Decima (hudba) 39 Hammondovy varhany 40
Koma (hudba) 37 Film 40
Mahalia Jackson 36 Disharmonie 39
Kvartdecima (hudba) 35 Dynamika (hudba) 37
Diesis 28 Mabhalia Jackson 32
Akustika 28 Kvintakord 32
Housle 27 Biografie 30
Kytara 26 Kategorie:Dynamika (hudba) 29
Kategorie:Intervaly 26 2007 27
Dominanta (hudba) 25 Harmonie 26
Hlasivky 24 Aktuality 26
Jazz 22 Kontrabas 25

Obr. 15: Celkové vysledky s riiznym nastavenim
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Jesté je nutné zjisti, zda tato metoda piili§ nezkresluje vysledky tim, Ze by na
nekteré stranky vedlo pfili§ mnoho odkazi i z nesouvisejicich stranek. V tom piipadée
by tyto stranky ziskéavaly vysoky rank ve vSech kategoriich, coz neni to, co bychom
chtéli. Hledame tedy miru Sumu, kterou ndm do vysledku piinési tato metoda. Nech-
me si tedy zobrazit stranky, které se umistily najednou v kategoriich Atom, Japonsko
1 Strom, setazené podle ranku, ktery ziskaly v kategorii Afom (Obr. 16). Podle ranku
ktery ziskaly v ostatnich kategoriich mizeme usoudit, jak moc jsou zvyhodnény ne-

souvisejicimi odkazy.

Jak vidime na obrazku, rank v ostatnich kategoriich odpovida ¢islim, ktera
bychom ¢ekali — mira Sumu je zde tedy mala a vysledky jsou z tohoto hlediska kva-
litni. Je to dano tim, Ze prochdzime pouze stranky z jednoho webu a navic jsme ne-
brali v potaz menu, které by zcela jist€ velmi zvyhodnilo stranky, na které odkazuje.
V nékterych situacich by se mohlo stat, ze mira Sumu by byla tak vysoka, ze by se

tato metoda stala nepouzitelnou.
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heading atom japonsko strom

Hmotnost 86 6 7
Biologie 84 18 12
Atom 77 12 3
Energie 73 11 6
Fyzika 71 9 13
Neutrino 68 5 4
Hmota 61 2 1
Neutron 58 7 4
Elektron 58 4 5
Biochemie 42 9 4
Metadata 41 1 57
Gravitace 41 6 4
Hustota 39 8 5
Ekologie 39 5 2
Kilogram 38 5 4
Anatomie 38 6 1
Chemie 37 6 2
Ion 34 4 1
Baryon 34 1 2
Molekula 33 5 2
Filosofie 31 9 15
Botanika 31 3 6
Aktuality 31 65 49
Metr 30 14 10
Mikrobiologie 28 8 2
Joule 28 6 1
Genetika 27 8 2
2006 27 39 35
Lepton 26 1 1
Fyziologie 26 4 2
Matematika 25 11 30
Graviton 23 1
Latina 22 12 22
Film 22 22 21
Biografie 22 24 19
Helium 21 4 1
Etologie 21 2 2
Kapalina 20 3 3
Imunologie 20 1 1
Eukaryota 20 4 5
Cytologie 20 4 1

Obr. 16: Mira sumu
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5.2 Shrnuti

I kdyZ popsand metoda miize prinést kvalitni vysledky, kvalita je velmi zavisla
na poc¢atecnim ohodnoceni, proto se jevi jako vhodné vyuzivat ji v kombinaci s jinou
metodou, kterd toto pocatecni ohodnoceni pfipravi. Na druhou stranu vSak tato meto-
da dava velmi dobré vysledky v zavére¢ném ohodnoceni stranek, takze pro vysledné

sestaveni je jeji pouziti velmi vyhodné.

5.3 Metoda analyzy termu
V této metod¢ neméame tolik parametrii k nastaveni jako u metody ptedchozi.
Muzeme volit pouze délku termu, zplisob, jakym se bude zachéazet s nenalezenymi

termy, a zptsob, jak z rankll jednotlivych termt vypocitat rank celé stranky.

Délku termu je vhodné volit podle mnozstvi referen¢nich dokumentt. Pokud
by dokumentti bylo mélo a délka termu by se zvolila ptilis dlouhd, porovnavani kaz-
dého dokumentu by se provadélo podle nekolika mélo termt a vysledek by byl velmi
Spatny. Term o délce dvou slov je proto vhodné volit pouze v ptipadé, ze mame
opravdu velké mnozstvi referen¢nich stranek (minimaln€ desetitisice), a jest¢ delsi

termy uz jen v naprosto specifickych ptipadech.

Tomu také odpovida nastaveni zplsobu zachdzeni s nenalezenymi termy.
Pokud neexistuje dostatek referen¢nich dokumentli, je vhodné nenalezené termy
ignorovat, aby neznamé termy nesrazely rank a nedochazelo k tomu, ze vSechny
dokumenty budou mit témét nulovy rank. Pokud je referencnich dokumentt dosta-
tek, miizeme si vybrat variantu, kterd nam bude lépe vyhovovat. Nejlepsi asi bude
zkusit obé moznosti hodnoceni a vybrat tu s lepSimi vysledky. Pro test ohodnoceni

lze vyuzit stejna pripravend data, zméni se pouze posledni faze.

Pokud nemame specifické pozadavky, je vhodné pouzit jako zpiisob, pomoci
kterého se pocita celkovy rank stranky, prosty pramer ranki jednotlivych termi. Pro
vypocet miizeme pouzit primer aritmeticky nebo geometricky.

Vysledky aritmetického priméru davaly na mensi mnozin¢ dat (cilova katego-
rie Hudba) lepsi vysledky (viz Obr. 17 a Obr. 18), proto byla tato metoda pouzita

1 pro ohodnoceni celého univerza. Zajimavé je, Zze ohodnoceni geometrickym prime-

rem mélo pii zapoc€itani nezndmych termti velmi Spatné vysledky.
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Celkovy vypocet tedy udélame s aritmetickym priimérem a nahled vysledka si
muzeme prohlédnout na Obr. 19. Kompletni vysledky jsou uvedeny na ptilozeném

DVD.
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Geometricky primér

Pocditani neznamych

Vynechani neznamych

heading rank heading rank
Magic Tour 0,5797100 | | Kategorie:Hudba podle let 0,4887040
10. duben 0,5710010 | | Interval (hudba) 0,1125440
10. leden 0,5617640 | | Diskuse:(a,b)-strom 0,0978997
(One Glance Is) Holy 0,5039830 | | Magic Carpet 0,0486724
Kategorie:Hudba podle let 0,5026210 | | Akord 0,0472479
(You Drive Me) Crazy 0,4683810 | | 1,4-dioxan 0,0413891
Magic Touch 0,4594920 | | Magic Knights Rayearth 0,0411321
Interval (hudba) 0,4504280 | | (You Drive Me) Crazy 0,0385765
Vol. 3: (The Subliminal Verses) 0,4404880 | | (One Glance Is) Holy 0,0278068
1,4-dioxan 0,4344520 | | Magic Touch 0,0276566
Diskuse:(a,b)-strom 0,4056820 | | 39823 0,0151769
Magic Carpet 0,4034010 | | Harmonie 0,0150507
Magic Knights Rayearth 0,3558670 | | 100 0,0135592
100% (Sonic Youth) 0,3191550 | | Vol. 3: (The Subliminal Verses) 0,0126177
Akord 0,3077000 | | (a,b)-strom 0,0121759
100 0,2983260 | | 609 0,0120486
10,000 Days 0,2635760 | | 39913 0,0097636
Cubase SX 0,2455720 | | Magid 0,0086288
$20 Million Club 0,2396760 | | Kategorie:Akustika 0,0083576
0609 0,2218690 | | Kvintakord 0,0080964
Magic Johnson 0,2081770 | | Kvinta (hudba) 0,0071878
-123 min. 0,1948820 | | 44 0,0068022
Kvinta (hudba) 0,1929890 | | Magic Tour 0,0063474
Magic Kingdom 0,1836740 | | Muzikologie 0,0058273
Magid 0,1806930 | | -123 min. 0,0053132
(a,b)-strom 0,1778910 | | Cubase SX 0,0044446
+44 0,1572480 | | Diskuse:%s 0,0043897
1,039 Smoothed Out Slappy Hours 0,1478650 | | 10,000 Days 0,0033195
0G 0,1364810 | | 100% (Sonic Youth) 0,0029540
Kvintakord 0,1274330 | | 1,039 Smoothed Out Slappy Hours 0,0022541
Diskuse:%s 0,1202190 | | Magie 0,0021651
Kategorie:Akustika 0,1131890 | | Magic Johnson 0,0015989
Magie 0,1069920 | | 7 0,0014418
Harmonie 0,1066670 | | Magic Kingdom 0,0013375
07 0,0973638 | | 1 0,0011008
100% 0,0655674 | | $20 Million Club 0,0009773
- 0,0596440 | | 0G 0,0006619
Muzikologie 0,0435630 | | - 0,0004119
Magie (esoterismus) 0,0000000 | | Magie (esoterismus) 0,0000000
Latina 0,0000000 | | Latina 0,0000000
(50000) Quaoar 0,0000000 | | (50000) Quaoar 0,0000000

Obr. 17: Vysledné poradi pri geometrickém priiméru




Aritmeticky prumér

Pocditani neznamych

Vynechani neznamych

heading rank heading rank
Harmonie 0,0127199 | | Harmonie 0,0238498
Akord 0,0045169 | | Akord 0,0116975
Kvintakord 0,0033739 | | Cubase SX 0,0115116
Muzikologie 0,0031005 | | Kvintakord 0,0078877
Kategorie:Hudba podle let 0,0029986 | | Kvinta (hudba) 0,0078856
Cubase SX 0,0029845 | | Muzikologie 0,0050909
Kvinta (hudba) 0,0026285 | | Kategorie:Hudba podle let 0,0031210
Kategorie:Akustika 0,0009468 10,000 Days 0,0024774
10,000 Days 0,0005787 | | Kategorie:Akustika 0,0020794
Interval (hudba) 0,0005466 | | Interval (hudba) 0,0014969
0609 0,0004072 | | 0609 0,0011949
-123 min. 0,0002558 | | -123 min. 0,0008194
+44 0,0002329 | | +44 0,0006283
07 0,0001603 | | 07 0,0004503
Magie (esoterisnus) 0,0001387 | | Magie (esoterismus) 0,0004013
Latina 0,0001212 | | 100% (Sonic Youth) 0,0003863
Diskuse:%s 0,0001139 | | Latina 0,0003729
Magid 0,0001004 | | Magic Tour 0,0003587
100% 0,0000990 | | 1,4-dioxan 0,0003229
1,039 Smoothed Out Slappy Hours 0,0000926 | | Magic Carpet 0,0003074
Magic Carpet 0,0000923 | | 1,039 Smoothed Out Slappy Hours 0,0002952
1,4-dioxan 0,0000845 | | Diskuse:%s 0,0002919
(a,b)-strom 0,0000843 | | Magid 0,0002788
100% (Sonic Youth) 0,0000757 | | 100% 0,0002475
Magie 0,0000717 | | (You Drive Me) Crazy 0,0002413
- 0,0000703 | | (a,b)-strom 0,0002151
Magic Knights Rayearth 0,0000682 | | Magic Knights Rayearth 0,0002106
Diskuse:(a,b)-strom 0,0000569 | | (One Glance Is) Holy 0,0002069
(You Drive Me) Crazy 0,0000562 | | 10. leden 0,0002050
100 0,0000436 | | Vol. 3: (The Subliminal Verses) 0,0002017
Magic Touch 0,0000422 | | Magie 0,0001969
(50000) Quaoar 0,0000401 | | Magic Touch 0,0001947
(One Glance Is) Holy 0,0000396 | | - 0,0001944
Magic Tour 0,0000386 | | (50000) Quaoar 0,0001567
Vol. 3: (The Subliminal Verses) 0,0000378 | | 100 0,0001551
0G 0,0000347 | | Diskuse:(a,b)-strom 0,0001466
Magic Johnson 0,0000337 | | Magic Johnson 0,0001382
10. leden 0,0000282 | | 0G 0,0001276
Magic Kingdom 0,0000250 | | 10. duben 0,0001201
$20 Million Club 0,0000228 | | $20 Million Club 0,0001107
10. duben 0,0000145 | | Magic Kingdom 0,0000977

Obr. 18: Vysledné poradi pri aritmetickém pruméru




Celkové vysledky

Pocditani neznamych

Vynechani neznamych

heading rank heading rank
Kategorie:Hudba 0,1135470 | | Kategorie:Hudba 0,1135470
Dynamika (hudba) 0,0930636 | | Dynamika (hudba) 0,0930636
Disonance 0,0660194 | | Disonance 0,0660194
Kategorie:Melodie a harmonie 0,0571091 | | Kategorie:Melodie a harmonie 0,0571091
Disharmonie 0,0520478 | | Disharmonie 0,0520478
Harmonie (hudba) 0,0455743 | | Harmonie (hudba) 0,0455743
Gospel 0,0365420 | | Gospel 0,0365420
Melodie 0,0328815 | | Melodie 0,0328815
Kategorie:Dynamika (hudba) 0,0234380 | | Kategorie diskuse:Dynamika (hudba) 0,0298171
Hudba 0,0210540 | | Harmonie 0,0238498
Harmonie 0,0127199 | | Kategorie:Dynamika (hudba) 0,0234380
Kategorie:Intervaly 0,0084171 | | Wikipedista:Bowlahoolla 0,0223831
Kategorie diskuse:Dynamika (hudba) 0,0081319 | | Hudba 0,0210540
Wikipedista:Bowlahoolla 0,0074610 | | Soubor:Abendsterne-Night of Gos...  0,0205086
Kategorie:Estetika 0,0062421 Wikipedista:Candide 0,0157112
Soubor:Abendsterne-Night of Gos... 0,0056188 | | Kategorie:Intervaly 0,0129374
Wikipedista:Brasul 0,0056097 | | Diskuse:Dynamika (hudba) 0,0123261
Dominanta (hudba) 0,0055650 | | Atonalita 0,0119480
Diskuse:Interval (hudba) 0,0053386 | | Akord 0,0116975
Diskuse:Dynamika (hudba) 0,0051005 | | Cubase SX 0,0115116
Atonalita 0,0047548 | | Diskuse:Interval (hudba) 0,0112703
Akord 0,0045169 | | Wikipedista:Brasul 0,0112195
Wikipedista:Candide 0,0044889 | | Modus (hudba) 0,0106824
Kategorie:Akordy 0,0044062 | | Diskuse:Muskarin 0,0106124
Kategorie:Neonacismus 0,0041806 | | Jamb 0,0101822
Modus (hudba) 0,0039356 | | Limma 0,0101496
Modulace (hudba) 0,0039218 | | Kategorie:Estetika 0,0090163
Limma 0,0038958 | | Diesis 0,0089008
Mabhalia Jackson 0,0036710 | | Kategorie:Akordy 0,0088123
Jamb 0,0035610 | | Wikipedista diskuse:Fulan 0,0087436
Intonace (lingvistika) 0,0035588 | | Mahalia Jackson 0,0086677
Kvintakord 0,0033739 | | Dominanta (hudba) 0,0085616
Instrumentace 0,0033560 | | Cent (hudba) 0,0083312
Chorologie 0,0032048 | | Wikipedista:Lopaka 0,0081073
Diesis 0,0032012 | | Kvintakord 0,0078877
Modalita 0,0031408 | | Kvinta (hudba) 0,0078856
Muzikologie 0,0031005 | | Lapacho 0,0076815
Soubor:Musical note nicu bucule 0... 0,0030101 | | Kategorie:Neonacismus 0,0076340
Kategorie:Hudba podle let 0,0029986 | | Wikipedista:Kudrlinka 0,0074982
Cubase SX 0,0029845 | | Soubor:Musical note nicu bucule 0... 0,0073884
Diskuse:Hlas 0,0029524 | | Modulace (hudba) 0,0072834

Obr. 19: Vysledné poradi pri ohodnoceni vSech stranek




5.4 Shrnuti

Vysledky popsané metody jsou dobré, vétSina stranek je zatazena spravne. Me-
toda se hiife vyrovnava se strankami, které obsahuji malo textu. Nékteré dilezité
dokumenty miiZe vynechat nebo jim dat nepifimétené ohodnoceni. Penalizaci doku-
mentd s malym mnozstvi textu je mozné snadno udélat Gipravou algoritmu, je vSak
nutné si rozmyslet, zda to opravdu povede ke zlepseni vysledkt. Také vysledné pora-
di neni uplné presné. Tyto slabiny jsou vSak zaroven silnymi strdnkami pfedchozi
metody, proto mizeme dosahnout velmi dobrych vysledki kombinaci obou metod.
Nejprve dokumenty ohodnotit analyzou termt a poté dohledat chybéjici dokumenty

a vytvorit vysledné poradi pomoci metody na zpracovani propojeni.
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6 Zavér

6.1 Mozna vylepseni
Pokud bychom chtéli vysledky dale zkvalitnit, miZeme aplikovat nékteré z na-
sledujicich zmén. Ne vSechny musi nutné pfinést zlepseni, vzdy zalezi na konkrétni

uloze. VSechny body uvadim pouze jako naméty k dalSimu vyvoji algoritmu.

V naSem testu jsme pracovali ptiblizn¢ s 1/3 vSech dostupnych dokumentt
z divodl hardwarové narocnosti testu. Pokud bychom pracovali s vice dostupnymi
dokumenty, nepiisli bychom o tolik propojeni a vysledky s pomoci analyzy propojeni
by byly pravdépodobné lepsi. Déale jsme mohli o n€které stranky pfijit proto, Ze jsme
je vubec nepouzivali. V redlnych podminkach je vzdy vhodné vyuZzit co nejvice

dostupnych dat, aby byl vysledek co nejpiesnéjsi.

Pti analyze dokumentu se mulzeme snazit porozumét struktufe konkrétni
stranky. V nckterych situacich mize byt vyhodné rozliSeni, zda odkaz ¢i slovo po-
chézi z téla dokumentu, ¢i z menu. V téchto situacich ndm muze pomoci sémanticka
struktura dokumentii, na webu tuto moznost pfinese HTMLS.

I pfi analyze s pomoci termii mizeme zapojit if-then pravidla, kterd krome

samotného obsahu dokumentu vyuziji idal$i informace o dokumentu. UZite¢né

mohou byt naptiklad informace o zdroji, metainformace atp.

6.2 Shrnuti
Ukazali jsme si né€kolik metod na automatickou klasifikaci a predvedli jejich

silné 1 slabé stranky. Zde bych rad provedl srovnani vysledki.

Vsechny metody (kromé¢ if-then pravidel, ktera jsou zcela specifickd) potfebuji
pfedem ohodnoceni ne¢kterych dokumentd. To slouzi k definovani kategorii, o které
mame zajem. Jednotlivé metody se ale 1i8i v mnozZstvi stranek, které musi byt, pro
kvalitni praci klasifikatoru ohodnoceny. Zatimco pro ohodnoceni pomoci propojeni
potebujeme znat vétSinu dokumentd, které chceme ve vysledné kategorii mit, u me-

tody pomoci analyzy termil ndm staci pomérn¢ mala skupinka dokumentt.
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Jak jiz bylo zminéno v kapitole 5.4, za nejsilnéj$i mtizeme povazovat kombina-
ci obou metod. Vypocetni narocnost se piili§ nezvysi a vysledky budou vyrazné
lepsi.

Vzhledem k tomu, jak Siroké spektrum kategorii miizeme chtit pokryt, je jisté,
ze nemuze existovat idedlni metoda, kterd dd vzdy dokonalé vysledky. Myslim si
vSak, ze metody predstavené v této praci jsou schopny davat pii béznych tlohach
velmi dobré vysledky. VEfim, ze se v blizké dobé zacneme setkavat stale ¢astéji s na-
stroji, které budou automatickou klasifikaci vyuZzivat, protoze tato klasifikace nam
miize pfinést mnoho zajimavych informaci. V dne$ni dob¢ je produkovéno takové
mnozstvi informaci, ze kazda metoda, kterd ndm je pomuze jakymkoliv zpiisobem

zpracovavat ¢i tiidit, je uzite¢na.
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