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Uvod

fasové rady po£tov udalosti sa v pois’ovnictve, nan£nictve £i epidemiologii
vyskytuju £oraz £astejlie. Kea®e nadobudaju nizke, nezaporné celofiselné hod-
noty a £asto vykazuju zavislosti v £ase, tradiEné modely zalo®ené na normalnom
rozdeleni zlyhavaju. Prave preto sa v poslednom desa’ro£i dostavaju do popre-
dia diskrétne autoregresné pristupy typdNGARCH a ich vektorové rozzirenia,
ktoré umo®-uja zachyti” spolo£nt dynamiku nieko©kych korelovanych po£tovych
radov. llustra£ny priklad je uvedeny v sekcii 1.1.

Predkladana diplomova praca je rozdelena do piatich kapitol. Prva kapitola
obsahuje motivaciu, zakladné pojmy £asovych radov, Poissonovo rozdelenie, jed-
norozmernyINGARCH model a stru£ny Uvod do vektorovej autoregresie. V dru-
hej kapitole su predstavené tri kon2trukcie dvojrozmerného Poissonovho rozde-
lenia, ktoré sliCia ako k©ufovy stavebny kame- neskorzieho modelovania. Tretia
kapitola formuluje a analyzuje dvojrozmerny modeBINGARCH (1;1) vratane
jeho stacionarity a momentovych vlastnosti. 'tvrta kapitola sa sustrecuje na od-
had parametrov prostrednictvom maximalnej i kvazi-maximalnej vierohodnosti.
Zavere£nd, piata kapitola prina2a simulagnu 2tadiu, ktora overuje presnos” odha-
dov a ilustruje spravanie modelu pri réznych ve©kostiach vzoriek a podmienenych
rozdeleniach.

Zakladom prace je kompilacia vysledkov z réznych zdrojov, ktoré v2ak autor
doplnil o viaceré vlastné prispevky. Okrem zjednotenia zna£enia, podrobnej2ieho
rozpisu vybranych dékazov £i vlastné varianty dokazov zndmych tvrdeni je mo°né
za vlastnych prinos pova®o” nasledovné. Po prvé, formulacia a dokaz doposia©
chybajucej nutnej i postatujucej podmienky, ktora zaru£uje nezapornos” pravde-
podobnostnej funkcie. Po druhé, pre mod&IN GARCH (1;1) odvadza uzavreté
tvary jeho momentov, £0 vyrazne zjednodu2uje teoretické aj empirické analyzy.
Po tretie, vyvija kompletny balik nastrojov v prostredi R (R Core Team, 2023)
od genera£nych funkcii cez funkcie pre (kvazi-)MLE a° po vizualizaEné skripty
a ich kvalitu demon?truje experimentmi, ktoré overuju konzistenciu a efektivitu
navrhnutych odhadov. Tieto vysledky prehlbuju poznatky o modelovani dvojroz-
mernych po£tovych £asovych radov a vytvaraju pevny zaklad pre oal?i vyskum
aj praktické aplikacie.



1. Motivacia a zakladné pojmy

Tato kapitola predstavuje teoreticky ramec, na ktorom budeme stava” ral-
2%ie £asti prace. V prvej £asti naErtdvame motivagEny zaklad, ktory zd6raz-uje
vyznam spracovania diskrétnych dat v realnych aplikaciach, so simulovanym pri-
kladom zo sektora pois’ovnictva. Nasledne de nujeme zakladné pojmy z tedrie
£asovych rad, medzi ktoré patri stacionarita, autokovarian£na funkcia aj autoko-
relagna funkcia. Kapitola tie® pripomina Poissonovo rozdelenie a jeho zakladné
vlastnosti. De nujeme modelINGARCH a uvadzame jeho zakladné vlastnosti,
priEom poskytujeme podrobnej?i dékaz v porovnani s predlohovou literatarou,
doplneny o vlastné komentare. Venujeme sa aj vektorovej autoregresie a ukazu-
jeme, pre£o je potrebné zavadza“ rallie modely, ktoré doka®u efektivne pracova’
s nezapornymi celo£iselnymi datami.

1.1 Motivacia

V analytickej praxi sa £asto stretavame s datami diskrétneho charakteru, ktoré
nadobudaju preva®ne nizke nezaporné celo£iselné hodnoty. Typickymi prikladmi
ma&°u by denné zaznamy o poistnych udalostiach pre konkrétny poistny pro-
dukt, alebo po£ty uskuto£nenych transakcii v pravidelnych £asovych intervaloch,
napriklad po minatach, v prostredi bankového sektora. Takéto data, si vzh©adom
na svoju povahu, vy°aduju odli2né analytické pristupy ne° tie, ktoré sa 2tandardne
pou®ivaju pre spojité velifiny. V tejto praci sa preto budeme venova” metédam,
ktoré su 2pecialne navrhnuté pre modelovanie a analyzu dat s celo£iselnymi hod-
notami.

Ako motiva£ny priklad mo®no uvies” simulované data, ktoré reprezentuju ka®-
dodenné zaznamy z men2ej pois’ovne pofas trojmesaEného obdobia, via. obra-
zok 1.1. Konkrétne sa zameriavame na po£et dopravnych nehdd a po£et zdravot-
nych 2k6d nahlasenych klientmi. Kea®e predpokladame, e poistenci maju uzatvo-
rené oba typy poistenia (havarijné aj irazové) v ramci tej istej pois’ovne, mé°eme
ofakava“ urf£it mieru zavislosti medzi tymito dvoma typmi 2kdd. Tuto korelaciu
mo°no vizualizova” pomocou viacrozmerného £asového radu, ako ilustruje obra-
zok 1.1.

1.2 Zakladné pojmy z £asovych rad

fasovy rad de nujeme ako postupnos” nahodnych veli£ifY.g,z de nova-
nych na rovnakom pravdepodobnostnom priestoré ;A;P) indexovanych dis-
krétnym £asom, pod©a zdroja Cipra (2013), kapitola 8.1. Pre zjednodu2enie walej
pouCijeme zapisf Y;g. V praxi potom pozorujeme iba £as” £asového raduy;g
pret=1:::n;n2 N.

Nasledujuce de nicie su prevzaté z knihy PraZkova (2016), kapitola 1.1. Pri
modelovani je 2tandardné pracova” s £asovymi radmi, ktoré su buo striktne sta-
cionarne alebo slabo stacionarne. fasovy raflY;g je pova®ovany za striktne

.....



Obr. 1.1: Denné autonehody vs. denné zdravotné 2kody (simulované data)

Slabu stacionaritu £asového radfiY,g s kone£nymi druhymi momentami de-
nujeme ako nezmenenos” v £ase pre momenty prvého a druhého radu, teda

E[Y:] = E[Yi+n]; CoV[Y;;Ys] = Cov[Yisn:Ysen];, 8tsih 2 Z:

Autokovarian£nu funkciu de nujeme pre slabo stacionarny £asovy refdy;g ako

Re = E (% END(Y « EN W) k2Z:

Autokovarian£na funkcia je symetricka, teddRy = R ¢, £0 umo®-uje uva®ova” iba
k 0. Z de nicie autokovarian£nej funkcie vyplyva, °eR, = Var[ Y;]. Podobne,
autokorelaEnu funkciu pre slabo stacionarne £asové rafly,g s nenulovym rozp-
tylom de nujeme ako

- Rk,
= Ry
Pokia© nebude uvedené inak, budeme v zalfich £astiach prace pod pojmom sta-
cionarita rozumie” striktni stacionaritu.

Modely, na ktoré sa budeme zameriava’, sU zalo®ené na 2peci kacii podmie-
neného rozdelenia velifiny; pri znamej minulosti pred £asont. Preto je nevy-
hnutné de nova” F; ;= fYs; s tgako -algebru obsahujucu v2etky udalosti a°
do £asut.

Kk Kk 0.

1.3 Poissonovo rozdelenie

Diskrétna nahodné velifinaX s pravdepodobnostnou funkciou

k
P[X = k] = Fe v k=012
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ma& Poissonove rozdelenie s parametron» 0, znaEimeX Po ).
Pre ndhodnu veli£inuX s Poissonovym rozdelenim plati

EX]=; Var[X]=:

Je ddleité poznamena’, °e de nicia umoC®-uje iba kladné hodnoty, viz kniha
Dupaf a Hu2kova (2005). fasto sa, ale pripu2taju hodnoty 0, kde hodnota
= 0 vedie na Diracovu mieru sustredenu v nule, tedB[X =0]=1.
Pre poissonovsky rozdelentd ndhodnu veli£ii s parametrom je pravdepo-
dobnostna generujuca funkcia dana vz'ahom
h i ¥ X
Gx()=EtX = tr—e =eD:
x=0

1.4 INGARCH model

Modely, ktoré nazyvamelNGARCH (Integer-valued GARCH), predstavuju
v2eobecnu triedu autoregresnych modelov pre celof£iselné £asoveé rady. Umao°-uju
modelova” heteroskedasticitu a £asovo zavislé zhlukovanie udalosti. V praxi sa
pou®ivaju napriklad pri analyze po£tu poistnych 2kdd, nanf£nych transakcii £i
vyskytu infekEnych ochoreni.

Takyto model sa prvykrat objavil v £lanku Ferland a kol. (2006), kde autori
ukazuju zakladné vlastnosti. V knihe Davis a kol. (2016) je takisto zavedeny
INGARCH model, ktory sa odkazuje na £lanok Fokianos a kol. (2009), v ktorom
je popisana de nicia a zalfie vlastnosti.

De nicia 1. fasovy radfY.gi,z sa riadi modelom INGARCH(1,1) pokia© pre
katdét plati
YijFt 1 Po( ), t=d+a 1+ b¥Y g (1.1)

kded; a; bsu realne parametre spl-ujucd;a; b > 0.

Ak by sme v de nicii 1 uvaCovali situaciua = 0 a b > 0, potom sa takyto
model v literatdre nazyvalNARCH(1) , kde podmienena stredna hodnota; zavisi
iba na predchadzajucej hodnoter; ;. Tento pristup je niekedy oznafovany ako
poissonovska autoregresia, viz Weiss (2018), poznamka&:2. Je mo°né uva®ova’
model vy22ieho radu. V pripade, °e pripustime mo°nosa = b = 0 dostaneme
trivialny pripad, ktorym sa zaobera” nechceme.

Poznamka. Pod©a Weiss (2018) (poznamka 4.1.2) panuje v literatlre ur£ita ne-
jednotnos” v nazvoslovi tychto modelov. V réznych zdrojoch sa mo°no stretnd’

s oznaEeniami akdBIN modely (Rydberg a Shephard, 2000ACP modely (Hei-
nen, 2003) £i linearne Poissonove autoregresné modely (Fokianos a kol., 2009). fo-
raz £astej?ie sa v2ak pou®iva nazoINGARCH, zavedeny v Ferland a kol. (2006),
ktory vznikol analégiou SGARCH modelmi. HociGARCH modely opisuju dyna-
miku podmienenych variancii, zatia© 8lGARCH modely skimaju podmienené
stredné hodnoty, pri Poissonovom rozdeleni plaWar(Y; j Fy 1) = E(Y: j F¢ 1).
Tato toto°nos” strednej hodnoty a variancie odévod-uje paralelu GARCH mo-
delmi a vysvet©uje, prefo sa termiINGARCH ujal £astej?ie ne® iné alternativy.

V £lanku Ferland a kol. (2006) sa skima stacionarita a vlastnostiNARCH
modelu. Uvedieme zakladné vety, ktoré su dokazané v spominanom £lanku.
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Veta 1. Necha+ b < 1, potom existuje striktne stacionarny proces, ktory sa
riadi modelom INGARCH(1,1) a ma koneEné momenty radl pre v2etkyk 2 N.
V takomto pripade pre nepodmienenu strednd hodnotu plati

d
Dl E[Yt] - m-

Dbékaz Poznamenajme, °e dbkaz prvej £asti vety vynechame, ale je uvedeny
v £lanku Ferland a kol. (2006). Uka°eme, °e pre nepodmienenu strednt hodnotu
stacionarnej £asovej rady z modelu (1.1) plati

E[Y:] = E[EWijF: 1]l = E[ ]
= E[d+a+bY ;j]=d+a +b:
Posledna rovnos™ vyplyva zo stacionarity procesu a nasledne z rovnosti=

d+ a + b dostavame po°adovany vz ah.
[

Teraz si sformulujeme a doka®eme vetu o nepodmienenom rozptyle stacionar-
nej £asovej rady, ktora sa riadINGARCH (1,1) modelom. Vysledok je v literatire
znamy, ale uvedeny dbkaz je vlastny prinos autora.

Veta 2. NechfY,g je stacionarny INGARCH(1,1) proces riadiaci sa modelom
(1.1), kdea+ b < 1. Potom vz'ah pre nepodmieneny rozptyl je

|
_ ¢
Var[Y,] = 1+ m ,

kde = E[Yt]

Dékaz Zo vz'ahu o podmienenom rozptyle plati

Var[Y;] = E[Var[Y;jF 1]] + Var[ E[Y;jF: 1]]
= E[ ]+ Var[ ]

Z vypo£tu nepodmienenegj strednej hodnoty poznantg ] = , stafi nam vypo-
£ita” rozptyl

Var[ J=Var[d+ a { 1+ bY 4]
= aZVar[ t 1] + bZVar[Yt 1] +2atCOV[ t 1Y 1]:

Zo stacionarity plati Var[Y,] = Var[Y; ;] aVar[ ] =Var[ 1] akes®eY; a  nie
su nezavislé musime uvalova” kovarianciu, pre ktoru plati

Cov[ ¢ 1;Y: 1] = E[ + 1Yt 1] E[ ¢ 1JE[Y: 1l

Trividlne plati E[  (JE[Y; 1] = 2, pre vypofetE[ { 1Y; 1] vyuijeme podmie-
-ovanieF; ,. Podmienena stredna hodnot&[  1Y; 1jF¢ 2] =  1E[Y: 1jF¢ 2]
preto®e . ; je funkcia podmienkyF, ,, preto plati

E[ « 1Y 1= E[E[ ¢ 1Y: ojF¢ 2= E[ 2 ]=Var[ ¢ 4]+



Néaslednym dosadenim do rovnic a dopo£itanim dostaneme vz ah pre nepod-
mieneny rozptyl |

_ b?
Var[Yt] - 1 + m

O

Z vety 2 vyplyva, ° Var[Y;] E[Y;] s rovhos'ou pre pripadb = 0, takato
hodnotu b, ale z de nicie nepripi2°ame. Tu vidime prirodzena overdisperziu mo-
delu, £0 je ve©mi vyhodné pri modelovani, preto®e v praxi mame £asto data, kde
vyberovy rozptyl vyrazne prevy2uje vyberovy priemer.

V £lanku Fokianos a kol. (2009) je uvedeny nasledujici vz'ah pre autokova-
rian£na funkciu. Vlastnym prinosom autora je dokaz nasledujucej vety.

Veta 3. NechfYg je stacionarny INGARCH(1,1) proces riadiaci sa modelom
(1.1), kdea+ b < 1. Potom vz'ah pre autokovarian£nu funkciu je

gll (@+ B2+ 7]

h=0
: _ 1 (a+bhz
CoMEenl= s a@e pj@enr
' 1 (a+ b? ’ ’
kde = E[Y{].
Dbékaz OznaEme
|
d P
= a+b<1; = E[Y] = T 2:=Var[Y]= 1+ R

Pre ka®déh 0 pizme Ry, := Cov[Y;;Yien]-
Zo vz'ahu o podmienenej kovariancii pre nahodné velifiry, Y a -algebru
G plati h i h i
Cov[X;Y]=Cov E[X jG];E[Y jG] + E Cov[X;Y jG]:
Ak plati, °e X je G-merate©n4, potork[X jG] = X a
[

Cov[X;Y jC] = Eh(X EIX jG)(Y E[Y|G]) G =0:

PouwlijemeG= Fyun 1, X =YraY = Yuh. Akh 1, potomt t+h 1
tak®e nahodna velifinaY; je F. 1-merate©na. Z £oho dostavame

h [ h [
Rh=Cov YE[YienjFean 1] =Cov Y5 ten s
preto®e E[Yi+n j Fien 1] = t+n. Zarove- plati rekurzia

tvh=d+ @ pp 1+ bYap 1

Kovariancia je translaEne invariantna, tak®e dostavame

Rp = aCoVv[Y;; +n 1]+ bCOV[Y;;Yiun 1]



.alej rozlo°me Yiin 1 = ten 1 F "ten o1, Kd€ "ten 1 = Yien 1 t+h 1 Ma
nulovd podmienend strednd hodnotlE["i+1 1] Fi+n 2] = 0. Keee Y, je Fiin 2
merate©n4, dostanem@ov[Y;;"i+n 1] =0 a teda

Cov[Yi; trn 1] = Cov[Yy;Yeen 1] = Rn 1
Dosadenim spa” vyjde
Rh=aRp 1+ bRy, 1=(a+ bRy 1= Ry 1

Iteraciou vznika
Rh= "Ry h 1L (1.2)

Teraz si vypofitameR;. Rozlo®me Y, = + ", kde "y = Y, ¢ Sp’-a
E["{jF: 1] =0 atedaCov['y; {] =0. Potom

Ry =Cov[Y;; Y] =CoVv[ ¢+ "t 1]
preto®e E[Yi+1 jFi]= 1. ZVvyrazu 1 = d+ a  + by, vyplyva
Ri=aCov[ {+ "; ¢]+ bCoV[ { + ";; V1]
Prvy £len jeaVar| ], kee®e Cov['; ] = 0. Pre druhy £len plati
Cov[ ¢+ "i;Yi] = Cov[ ;Yi]+Cov[";Y:] = Var[ ]+ Var["{];

pricom Var[";] = E[ ] = . Ker% Var[Y,] = Var[ ]+ = 2, dostdvame
Var[ = 2 a po dosadeni

Ri=a ? +b %
Pou®itim vz ahu pre 2 a algebraickou Gpravou ziskame

b1 a).

Rl 1 2 1

= a+ b (1.3)

Preh 1 dosadime (1.3) do (1.2) a dostaneme vysledny tvar autokovariancie

_bd a) "t
Ry = 1 2 ; h 1
] ,_ (1 2+D : .
Pre h =0 plati Rg = Var[ Y] = = 1 5 , £0 kore?ponduje so vz'a-

hom, ktory sme dokazali vo vete 2. Teda nalne sme dostali tvar uvedeny v zneni

vety.
O



1.5 Vektorova autoregresia

Na uvod si de nujeme viacrozmerny £asovy rad. Postupnosi-rozmernych
nahodnych vektorov de novanych na rovhakom pravdepodobnostnom priestore

sa budeme zaobera” najma dvojrozmernymi £asovymi radmi, teda= 2. Pojem
striktnej a slabej stacionarity sa da jednoducho zov2eobecni” pre viacrozmerné
procesy, viz kniha Cipra (2013), kapitola 12.1. fasovy radYg..z, ktory je d-

kde Fy, v, j& zdru®ena distribuEna funkcia vektorovYy,;:::;Yy, . fasovy rad

fYiQi2z S koneEnymi druhymi momentmi je slabo stacionarny, ak plati

E[Yd = 8t2 Z;
kde 2 RYje kon2tantny vektor strednych hodnot, a zarove-
h i h [
CovYii;Y- = CoVv Y srsen:Youn 8 :k:h2 Z:

Z tejto podmienky vyplyva, °e kovarianE£na matica zavisi len od posunk;
oznafime ju
h i h [
k = Cov Yk Yy = E(Yisk )Yy ) k2 Z:

Medzi z&kladné nastroje pre analyzu viacrozmernych £asovych radov patri
model vektorovej autoregresie (VAR). Tento model umao®-uje sledova” vzajomné
vz ahy medzi viacerymi premennymi v £ase, priEom ka°da z nich mdé°e by” ovplyv-
—=ovana svojimi vlastnymi predchadzajacimi hodnotami, ako aj predchadzajicimi
hodnotami ostatnych premennych v systéme. Pre podrobneji vyklad a pokro£i-
lej2zie modely VAR odporu£ame knihu Cipra (2013), kapitola 12.2.

Model VAR(1) ma tvar

Ye= + Yo+

kde mamed rozmernu £asovu radufYig, d rozmerny vektor , d d ma-
ticu koe cientov  ad rozmerny vektor ndhodnych chyb';. Vektory f".g tvo-
ria postupnos” nekorelovanych nadhodnych vektorov s nulovou strednou hodnotou
a kon2tantnou variaEnou maticou. Ak uvaujemed = 2, potom je VAR(1) model
tvoreny dvoma rovnicami s explicitnym vyjadrenim

Ye1= 1+ 11Yr 11t 12Ye 12+ o1

Yeo= 2+ 21Yr 11+ 22Yi 12+ "o

Za predpokladu, °e"; = ("¢1;"t2)” SU nezavislé a rovnako rozdelené vektory
z dvojrozmerného normalneho rozdelenid (0; ), plati

YigFt 1 N (¢ ),



kde (= + Y. i1.Navy?e plati, °e marginalne rozdeleni&;.; a Y., podmienené
minulos’ou su normalne.

V na2ej aplikacii v2ak predpoklad normalneho (zdru®eného aj marginalneho)
rozdelenia nie je vhodny na modelovanie diskrétnych nahodnych velifin, ktoré
nadobudaju nezaporné celé £isla napriklad po£ty vyskytov, chyb £i udalosti.
Preto budeme h©ada” vhodnejzie diskrétne rozdelenie pre dvojzlokovy ndhodny
vektor, ktoré si pritom zachova ur£ité analdgové vlastnosti normalneho rozdelenia.
Budeme chcie” modi kova” pévodny pristup na

YiFt 1 G ( 1);

kde G( ) je vhodné dvojrozmerné rozdelenie nidg  Ng indexované vektorovym
parametrom a  je funkciou F; ;. Tato pofiadavka nas motivuje k vyu®itiu
dvojrozmerného Poissonovho rozdelenia, ktorému sa budeme venova“ v nasledu-
jucej kapitole.

10



2. Dvojrozmerné Poissonove
rozdelenia

V tejto kapitole sa sustreaujeme na kon2trukciu dvojrozmernych Poissonovych
rozdeleni, ktoré zachovavaju Poissonove marginaly a sif£asne umao®-uju vzajomnu
zavislos™. Predstavujeme tri pristupy. Prvy, historicky najstar?i a preto aj najroz-
2irenej?i, vyuCiva trojrozmernu redukEnd metédu a umo®-uje iba nezapornu kova-
rianciu. Druhy predstavuje snahu o vylep2enie tohto pristupu zavadza korekf£ny
£len, ktory umo®-uje aj negativnu kovarianciu. Treti pristup, zalo®eny na kopu-
lach, patri k modernym kon2trukciam poslednych rokov. Pre ka°dy model od-
vadzame uzavreté tvary pravdepodobnostnych funkcii, momentov a koe cientov
korelacie, aby boli priamo pouCite©né pri odhadoch z dat. Spolo£né notacia u©ah-
£uje porovnanie vlastnosti a vysledkov medzi modelmi. Zdéraz-ujeme aj vlastny
prinos v podobe kompletnych dékazov a doplneni niektorych predpokladov.

2.1 Dvojrozmerné Poissonovo rozdelenie pomo-
cou trojrozmernej redukEnej metddy

Najskor si ukd®eme zékladny parametricky model pomocou trojrozmernej re-
dukEnej metddy (trivariate reduction). Detailny popis a vlastnosti tohto modelu
su popisané v monograi Johnson a kol. (1997) na strane 124, odkia© taktie®
£erpame.

De nicia 2. Nech mame parametre 1; , > 0, 2 [0O;minf {; ,g) a nezavislé
nahodné velifiny s Poissonovym rozdeleniXg Pol ), X1 Po 1 ),
X, Po , ). Nahodny vektorY =(Y;Y,)”, kde

Y1= X1+ Xo;  Ya= X+ Xg;
ma dvojrozmerné Poissonovo rozdelenie, znafitde BP( 1; o ).

Za predpokladu, °e 6 0, Y; aY, obsahuju spolo£ny £leiX o, a preto su vzajomne
korelované. Z vlastnosti Poissonovho rozdelenia a nezavisl¥ty; X, a X, plati

Yr Po( 1), Yo Po 2):
Z £oho dostavame nasledujuci dosledok.
Désledok. Pre zlo°ky nahodného vektord = (VY1;Y,)” BP( 1; 2; ) plati

E[Yl] = 1, Var[Y]_] = 1,
E[Yz] = 9 Va.r[Yz] = o

Teraz si uka®eme kovarianciu medzi zlo°kamy; a Y,.

Tvrdenie 1. NechY =(Y1;Y2)” BP( 1; 2; ), potom pre kovarianciu medzi
Y, a Y, plati

COV[Yl;Yz] =

11



Dékaz Priamym vypo£tom dostavame

Cov[Y1;Yo] = E[Y1Y2]  E[Y1]E[Y:]
E[(X1+ Xo)(X2+ Xo)]  E[(X1+ Xo)E[(X2+ Xo)]
= E[X1Xo+ X1 Xo+ XoX2+ X& 1 2

]

Tvrdenie 1 implikuje, °e takto zavedeny model umo®-uje iba nezapornu kova-
rianciu, kea®e je parameter Poissonovho rozdelenia, a ten je nutne nezaporny.
Ak chceme vypo£ita” korelaciu, resp. koe cient korelacie oznaEovanypodelime
kovarianciu 2tandardnou odchylkou nahodnych velif£iry; a Y,

Cov[Y1;Y2] _
Var[Yi]Var[Y,] 12

=Corr[Y;Y,] = @

Teraz sformulujeme tvrdenie o tvare pravdepodobnostnej funkcie pre rozdele-
nie z de nicie 2, ktoré £erpame z prace Liu (2012) na strane 104. Vlastny prinos
je podrobny rozpis dékazu tvrdenia.

Tvrdenie 2. Pravdepodobnostna funkcia ndhodného vektova BP( 1; »; )
ma tvar

minfy1:y2g i( L )(yl i)( ) )(Y2 i)

PlYi=y;Yo=yo]=e (15 2 )

o (yr 1) (y2 i)
S Dl D
| yl!I y2! '
mininy2g yl. Y2' . s
i=0 i i 5 (1 ) 2 ) (2.1)

pre y1;y> 2 No.

Dékaz WyuCijeme vetu o Uplnej pravdepodobnosti, kde si pom&°eme nahodnou
velifinouX o z de nicie 2 a sEitame cez v2etky mo°né hodnoty. Nasledne vyuCijeme
de niciu podmienenej pravdepodobnosti

%

PIYi=y1;Y2=Vyo] = PIY1 = y1; Y2 = Y2, X0 = i]
i=0

P[Xo = i]P[Y1 = y1; Y2 = yojXo = ]

P[Xo = i]P[X1+ Xo=y1; X2+ Xg = YojXo = ]

P[Xo = |]P[X1 = VY1 |,X 2=Y2 |] (22)
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Teraz vyulijeme nezavislos” ndhodnych veli£iK o; X1 a X, a teda plati

R
PlY1i= y1; Y2 = yo] = _ PXo=i]P[X1=y1 i]JP[X2=y, ]

i=0

Kea®e X; Po( ;1 )aX, Po , ), musime zabezpefi’,°g; i Oa
y> i 0, inak by pravdepodobnos” bola nulova. Teda indek musi sp™-a’
i minfyy;y,0:

Preto mé°eme prepisa” sumu nasledovne

min{y1.y2g
P[Y1= y1; Y2 = yo] = P[Xo=i]P[X1=y1 i]P[Xo2=y, ]
i=0
Finalne u® len upravime do 2tandardného tvaru s kombina£nymi £islami a dosta-
neme tvar (2.1).
O

V dbkaze tvrdenia 2 vidime, pre£o po°adujeme parameteré minf 1; »g, aj
keo hodnotu =0 pript?ame.

Simulacie z tohto rozdelenia pre zadané parametre su jednoduché a priamo-
£iaré z de nicie 2.

Konztrukt z de nicie 2 je jednoduché zov2eobecni” pre dimenzid 2. Nech

mame parametre 1; ,;:::; ¢> 0, 2 [O;minf 4; ,;:::; 4Q) a nezavislé na-
hodné velifinyXo; X1;:::; Xq, pre ktoré plati

Xo Po);

Xi Po i ); i=1;:0d:

mad rozmerné Poissonovo rozdelenie.

2.2 Dvojrozmerné Poissonovo rozdelenie uma®°-
—ujuce negativnu kovarianciu

Dvojrozmerné Poissonovo rozdelenie z de nicie 2 umo®-uje iba pozitivhu ko-
varianciu. To je vZak ve©mi limitujuce, preto®e v praxi mé°eme pozorova“ aj data,
ktoré maju negativnu kovarianciu. Preto si de nujeme dvojrozmerné Poissonovo
rozdelenie, ktoré nas nebude obmedzova“ touto podmienkou. Tato de nicia spolu
s vlastnos ami je uvedend v £lanku Cui a Zhu (2018), strana 430, originalny kon-
cept prameni z £lanku Lakshminarayana a kol. (1999). Z tohto £lanku taktie®
preberdme nasledujucu de niciu.
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Denicia 3. Nech >0, ,>0,c=1 e!'a spluje
1 .
1 ec1)(1 ecz)

I

Hovorime, °e ndhodny vektol = (Yy;Y,)”, ktory ma pravdepodobnostnu funkciu
v tvare

fep (Y11¥2) 1= P[Y1=y1; Y2 = o]
yi Y2 h i
=1 2a(1v2) 14 @V¥V1 @C1 @V¥2 gcC2 : (2.3)
y1lya!

kde (y1;¥2)” 2 N3, ma dvojrozmerné Poissonovo rozdelenie s mo®nos ou negativ-
nej korelacie medzi nahodnymi velifinanY; a Y,, znafimeY  BP ( 1; 2; ).

Pri podrobnej2ej analyze sa v2ak ukazuje, °e podmienka pre parameter

v de nicii 3 nezarufuje nezapornosfgp (y1;Y2) pre véetky ; > 0O, pre vietky

» > 0 a pre v2etky (yi;¥2)” 2 N3. Poznamenajme, e je to len nevyhnutna
podmienka, nie vZak postafujuca. Ako priklad mé°eme uvies” pre vo©bu para-
metrov ; =10, , =0:1a = 16. Podmienka pre je z de nicie 3 splnena,
preto®ej j  16:354 Problém, ale nastane kew si zvolimg, =1 ay, = 1, pre-
to%e dostanemefgp (1;1) < 0, £0 samozrejme nie je pripustnd hodnota, keae
pravdepodobnos” nemao®e by” nikdy zaporné £islo. V de nicii 3 nemame spravne
de nované pravdepodobnostné rozdelenie, £0 nas motivuje k formulacii a dékazu
tvrdenia 3, ktoré spravne urEuje podmienku pre. Autor nikde nepostrehol dis-
kusiu nevyhnutnej a odvodenie postatujucej podmienky pre nezapornos” pravde-
podobnostnej funkcie. Ich odvodenie je preto vlastny prinos prace.

Tvrdenie 3. Nech >0, ,>0,c=1 ela spluje

1 1
S. S’
kde n (o]
S. = max AjA (1 Al Ay,
n (0]
S = max A1 A));A1 Ay ;

A = e “2(01); i=1;2
Potom fgp (y1;¥2) O pre v2etky (y1;¥2)” 2 N3. Nech 2, potom plati
8
< 1 A)D@A Ay, akA;+A; 1

S = A2(1 Al), S .
- ALA; ak A+ A, 1

Dbkaz Stafi vy2etri” nezapornos” vyrazu v hranatej zatvorke pre pravdepodob-
nostnu funkciu dand vz’ahom (2.3). OznaEme

hiy) = e?Y e =¢eY Aj; i=1;2

Funkciu h;(y) uva®ujeme ako funkciuy 0. Pre ka°déi je funkciah;(y) klesajluca
funkciay a nadobuda na intervalgl0;1 ) maximalnu hodnotuh;(0)=1 A; >0
a minimalnu hodnotulimy;;  hi(y)= A < 0, teda

hity) 2 [ Ai;1 Al
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SUEIN P(y1;y2) = hy(yi) ho(y2) nadobuda svoje globalne minimunmP.,, a
globalne maximumP,,,x prave v hraniciach tychto intervalov

h]_ hz P:hlhz
1 Al A (1 ANA Ay
1 A A A1 Ay

A |1 Ayl AL Ay

A1 A, A1A>

.alej oznatEme
n [0} n [0}
S, = max AjAy; (l Al)(l AZ) ; S = max Al(l Az),Az(l Al) .

Potom
Pmax = St} Pmin = S

Z nerovnostil+ P (y1;y2) 0 pre extrémne hodnotyPyax;Pmin dostavame

1 1
S S’
£0 je nutnd aj postatujiuca podmienka, ablsp (y1;y2) pravdepodobnostna fun-
kcia bola nezaporna pre v2etky(y:;y2)” 2 N3.
Preto®e funkciax 7! e © je klesajlca, z ; > plynie Ay  A,. Pofitajme
hodnotu S . Porovnajme sUfinyA;(1 A,) a Ay(1 A;). Kes®e A, A, a
zarove-1 A; 1 A,, dostavame

A1 Az) A1 Ay);

£i°% maximom jeA,(1 A;). Pre hodnotu S. dostdvame, °e rozdiel dvoch kan-
didatov je
1 Al A) AA=1 A Az
Ak A; + A, 1, rozdiel je nezporny a dostavam&, = (1 A1l Ay). Ak
A+ A, 1, rozdiel je zaporny a dostavamé, = AjA,.
[

Pre zaujimavos” e%te uvedieme, ako sa pre vo©bu parametrgw=10 a , =
0:1 zmenilo obmedzenie pre. Z obmedzenigj j 16:354 na zaklade pévodnej
podmienky z de nicie 3 dostavame obmedzeniel6.:354 1:067. Vidime, °e
na zaklade tvrdenia 3, ktoré spravne de nuje obmedzenie pre sa horna hranica
obmedzenia vyrazne zmenila.

Ak polo®ime parameter = 0, dostaneme zdru®enu pravdepodobnostnu fun-
kciu dvoch nezavislych ndhodnych veli£in s Poissonovym rozdelenim.

Pripome-me, °e oalej sme pofadovali, aby margindlne pravdepodobnostné
funkcie boli Poissonove, £0 si sformulujeme do tvrdenia 4, ktorého podrobny dékaz
je vlastnym prinosom autora.

Tvrdenie 4. NechY =(Yy;Y,)” BP ( 1; 25 ), potomY; Pol ;)aY,
Po( 2).
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Dbékaz Dokaz predvedieme préY;, pre Y, je situdcia symetricka. Nechy; 2 No.
Marginalnu pravdepodobnosP[Y; = y;] ziskame s£itanim zdru®enych pravdepo-
dobnosti cez v2etky mo°né hodnotyy,

* oo ¥y
PlY1 = y1] = fep (YuiY2) = o€ G 21+ 1y y2)l;
y2=0 y2=0 yi'y:
h i
kder(yi;y») = eyr efr e¥2 g2 | Ker% plati rovhos’
* )1/1 )2/2e(l+ 2) = ie 1
y2=0 yllyZI yll

pre dbkaz tvrdenia stafi ukaza’, e

* )1/1 )2/2 ( 1+ 2) . —-N-
y2=0 We r(y11y2) =0:

Ekvivalentne musi plati’
s Y2 h [

2 eVt gfi g¥2 gfz =(Q; (2.4)
Y2=0y2!

Po Uprave dostaneme

%y _ _
‘e yle Y2 — e y1e 2=€ — e 2=e y1;
y2=0 yZ!
p y2
2 aVigt2= @ n*tc2 2) = g2 Vi
y2=0 yz!
» y2
—Zecleyzz e2=® c1 = gl1 e+ 2)=e
y2=0 y2|
y2
* iecleCz:eC( 1+ 2 2:C):e(1 e 1+ 2)=e:
y2=0 y2!

Z toho u® ©ahko vidime, °e vyraz (2.4) ma hodnoty, preto®e dvakrat prifitame
a od£itame rovnaké vyrazy. To je zarove- to, £0 sme chceli dokaza’.
O

Z tvrdenia 4 plynie, %

D X oo
fer (Y1 Y2) = —e !

1:
y1=0 y»=0 y1=0 yi!

fo zarove- spolu s podmienkou pre z tvrdenia 3 ukazuje, %efgp (Yy1;Y2) z de-
nicie 3 je dobre de nované pravdepodobnostné rozdelenie mig.

Sformulujeme tvrdenie, v ktorom pojednavame o momentoch nahodnéiNo
z rozdeleniaBP . Tvrdenie £erpame z £lanku Cui a Zhu (2018) zo strany 431, ale
prezentovany dokaz je vlastny.
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Tvrdenie 5. Majme ndhodny vektory = (VYy;Y2)”> BP (15 2; ), kde 1> 0,
»> 0, sp’-a podmienku z tvrdenia 3 a=1 e !. Potom plati

ElYI=( u 2)7;

- 1
Var[Y] - C2 1 o€ c( 1+ 2)

!
Czlzec(1+ 2) )

2

Dékaz Stredna hodnota vyplyva z marginalneho Poissonovho rozdelenia. Va-
riaEna matica ma na diagonale hodnoty; a », £0 plynie z rozptylu Poissonovho
rozdelenia. Stafi teda ukaza’, °e kovariancig; a Y, ma tvar

Cov[Y1;Yo] = c2 | ,e €1t 2
Najprv pofitajme E[Y;,Y;] ako

xR
E[Y1Y2] = yiy2fep (Y11Y2)
y1=0 y>=0

yi y2
_ )é‘ X‘ yly2 1 2 e ( 1+ 2)

}
A
AR n oy
+ AL e(1+2)ey1 eti g e¢2:(2_5)
| |
}/1_0 y2=0 yl'y2'

{z }

B

Pre vyraz A z vlastnosti Poissonovho rozdelenia trivialne plati

A= 4 5
Na vypo£fet £astB pozorujeme, °e vyraz je separovate©ny, a preto mé°eme zapisa’
2 32 3
R Y1 ¥ y2
B=4 ylileleyl e 154 y27262€y2 e ¢25:
y1=0 yl! y2=0 Y2!

Pre ©ubovo©né 0 de nujeme pomocnu funkciu

b y
C()-= y e e’ e® : (2.6)
y=0 ¥

Tento vyraz mé°eme zapisa” ako rozdiel dvoch strednych hodn6t
i

C()= EhYeY e ¢ E[Y];

kde Y je ndhodna velifina s Poissonovym rozdelenim s parametrom
Pozorujeme, °e h©adanu strednd hodnotu

h [ ha y
EYe' = yeY—e ;
y:O yl
ma&°eme prepisa” ako
h i » y
EYe' = yel y—le
y:O y



WuCijeme pravdepodobnostna generujucu funkciu nahodnej veli£iny s Po-
issonovym rozdelenim s parametrom, pripome-me, % je dan vz’ahom

h i x y
Gy(t)= E t¥ = e —e®D:
y:O y
Derivaciou pod©a ziskame
Go(t): E e (t 1) = e (t 1).
v dt '

Rovnako plati

* y * y R y
G?((t):E v_e = Sy ’le - yt¥ 1 —e
dat o, V! y=o dt V! y=0 y!

Z tedrie mocninovych radov dostavame
R y
Git)y= e C V=" yty 1—|e
y:O y
Dosadenimt = e ! do vyjadrenia preGY (t), mame

b
Gen="ye'’ o
y=0

h i
Nasledne vynasobenim hodnotoa ! ziskame pofadovany vz'ah pr& Y e ¥

o ps y Y h
e'Glehh)= ye! —e =EYeY :
y:O y

Taktie® plati h i

EYeY = e lee' D
Teda

C()=e e’ D g ¢ (2.7)
Vieme, °e

e =e Teh=g *e
Tymto mé°eme prepoji” oba £leny v (2.7) a zapisa’

1

C())=e *® el 1
= ce *°7; (2.8)

kde sme vyuili skutofnos”, °ee ! 1= (1 el = v
Aplikovanim tohto vz'ahu pre ; a , dostavame

C( 1): 1C€ 1+ 1e1; C( 2): gce 2+ 2e1
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Ich sU£in je potom

o
I

C(1)C( 2)
el . ,e 1 2+( 1+ 2)91:

V2imnime si, %e
e 1 2t( 1t 2t — g (1t 2):

prifEomc=1 e ! Teda
B=¢c ; ,e % 2
Dosadime vysledky £asthA a B do rovnice (2.5) a dostaneme
E[YiYs]= 1 2+ c? 4 e (1 2 (2.9)
Z de nicie kovariancie,
Cov[Y1;Y2] = E[Y1Yz]  E[YA]E[YZ];
a ken®e E[Y,]JE[Y2] = 1 2, tym sme dokézali, °e

Cov[Y1:Yo] = ¢2 | ,e 1t 2): (2.10)

]

Po odvodeni vz"ahu pre kovarianciu sa pozrieme na vz ah pre korelaciu. V li-
teratlre, z ktorej £erpadme je obmedzenie pre korelaEny koe cient uvedeny ne-
spravne, via Cui a Zhu (2018) na strane 431 alebo Lakshminarayana a kol. (1999)
na strane 271. Chyba prameni v chybnom predpoklade pre ktoré sme v tejto
praci upravili a nasledne dokézali. Vz"ahy pre korelaciu spolu s dékazom su vlast-
nym prinosom autora.

Tvrdenie 6. NechY =(Y1;Y2)> BP ( 1; »; ),kde >0, ,>0, spl-uje
podmienku z tvrdenia 3 ac = 1 e 1. Potom korelafny koe cient nahodnych
veliEinY, a Y, je

Cov[Y1;Yo]

q
¢ = K; K =¢& 1 2€ o 1t 2):
Var[Yy] Var[Y;]

Doékaz Z de nicie korelacie a naslednym dosadenim kovariancie a rozptylov z tvr-
denia 5 dostaneme poCadovany tvar.
0

Tvrdenie 7. NechY =(Y1;Y2)> BP ( 1; 5 ),kde >0, ,>0, spl-uje
podmienku z tvrdenia 3 ac = 1 e 1. Potom korelafny koe cient nahodnych

veliEinY, a 'Y, sp'-a
K K

S, s
Maximalna hodnota pre korelaEny koe cient yax j€

. <cC=0:632t
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Minimélna hodnota pre korelaEny koe cient ,, ktora sa nadobudda pri hodnote
parametra = -, je

8 ,p
3 12 akA;+ Ay > 1,

A1A;

min § p .
' Y2a ADA A

ak AL+ A, 1;

kde

A = e 2(0); i=1;2

Dokaz PouCitim vz ahu
dostaneme

K z tvrdenia 6 a obmedzeni pre z tvrdenia 3

K K

S, S
Teraz sa pozrieme na horné ohranif£enie. Bez ujmy na v2eobecnosti nech
2, potomS = Ay(1 A;) asoznafenimd; := e ©' plati

K c2q
s - Y2A1 A

—  AlA _Czqi A1

A
v .
Y29 A 1A,

ZvoOme = ¢ 1 > 0, potom A; = e * a funkcia

xe X
1 ex

g(x)=c¢

ma supremumlimy, og(X) = c. Kes® x > 0, potom je maximalna hodnota

pre korelaEny koe cient o <C.

. . . , 1
Pre dolné ohrani£enie, oznaEme .y, Z tvrdenia 3 plati i, = S kde

n (0]
S: =max AjA (1 AR Ay

Kea®e = K , dostavame

a9 —AA
mn = &~ o2 12é+2

Ak A1+ A;>1jeS, = AjAca min = Czp 1 2
AKAL+A, 1jeS, =1 A)I A,), takoe

e ¢ 1t 2)

q AA; _ g .
mn = PP oA A ¢ Y21 el ece)

Tym je najmenzia mo°na hodnota korelacie ,,j, odvodena v oboch pripadoch.
O

Kon2trukt BP ( 1; »2; ) sav literatire nezov2eobec-uje pre dimenzid > 2.
Autor to vnima ako prile®itos” pre ral?ie skimanie v inych pracach.

V tejto £asti sa pozrieme na ilustragny priklad zdru®enych pravdepodobnost-
nych funkcii pre modelyBP ( 1; ,; ) aBP ( 1; 2; ). Uka%eme, ako vyzeraju
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zdru®ené pravdepodobnostné funkcie pre pevne zvolené hodnoty parametro\a
> a pre danu hodnotu kovariancie. Pre U£ely ilustracie volime napriklad, = 1,
2=1, =0:2a ;=1:2, ,=0:8, =0:3. PremodelBP ( 1; »; ) vyulivame
funkciu, ktorda ma tvar (2.1). Na druhej strane pre modeBP ( 1; »; ), ktory
rozaruje pévodny model o mo°nos” negativnej zavislosti, najprv vypo£itame pa-
rameter pod®©a vz ahu

T2 1 ze°(1+2);

takym sp6sobom, aby bola kovariancia oboch modelov rovnaka (rovni Funkcia
pre modelBP ( 1; 2; ) potom vyuliva korekfEny £len, £0 vidime v de nicii 3
vo vz'ahu (2.3). Zarove-~ musia plati" nutné a postafujuce podmienky pre
ktoré sme odvodili.

Wtvorime mrie®ku zdru®enych pravdepodobnosti pre hodnoty; a y, v sta-
novenom rozsahu, a nasledne tieto hodnoty vykreslime do 2D grafu. Cie©om je
tymto spésobom vizuélne ilustrova’, ako sa zdru®ena pravdepodobnostna funkcia
lizi pre modely BP( 1; 2; ) aBP ( 1; 2; ) pri rovnakej marginalnej 2truktare
a rovnakej kovariancii.

Obr. 2.1: Hodnoty zdru®enej pravdepodobnostnej funkcie s parametrami = 1,
»=1, =0:2: BP rozdelenie ©avy paneBP rozdelenie pravy panel

Z vyslednych obrazkov 2.1 a 2.2 vidime, °e hoci obe rozdelenia disponuju rov-
nakymi marginalnymi vlastnos’ami a maju zhodnu kovarianciu (pri spravnom
vybere ), hodnoty zdru®enej pravdepodobnostnej funkcie nie s Uplne identické.
Na druhej strane maju zdru®ené pravdepodobnosti (v ramci pripustnych para-
metrov zavislosti) ve©mi podobnu 2truktdru.

Kern® pozname zdru®enu pravdepodobnostnu funkciu a marginalne pravde-
podobnostné funkcie rozdeleniBP ( 1; ,; ), @alfim krokom je generovanie vek-
toru s tymto rozdelenim. Tento postup je sformulovany v Cui a Zhu (2018).
Zvo©me ;; , a , ktoré sp"-aju tvrdenie 3. Poznamenajme, °¥; Po( 1)

a podmienena pravdepodobnostna funkcigly,jy:] ma z de nicie podmienenej
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Obr. 2.2: Hodnoty zdru®enej pravdepodobnostnej funkcie s parametramj = 1:2,
2 =0:8 =0:3: BP rozdelenie ©avy pandBP rozdelenie pravy panel

pravdepodobnosti tvar

PlY1 = y1; Y2 = Yol
PlY1 = yi]

ply2jyi] := P[Y2 = ¥ojY1 = y1] =

V na2om pripade dostavame

y2
ply2jy1] = yf!e 1+ (e e®*)(e” e )

Postup na generovani& =(Yy;Y,)” pre zadané hodnoty parametrov 1; ,; je
nasledovny:

1. GenerujemeY; Pof 1).
2. Generujeme nahodné £islo z rovnhomerného rozdeleni& (0; 1).

3. Na zéklade hodnotyu urf£ime hodnoty Y, nasledovne: Akuy < p(0jYy),
potom Y, = 0. Nechk 1 je také, % X_lp(xjY:)) u< ¥, p(xjYy),
potom priradime Y, = k.

4. Vektor Y =(Y1;Y,)” ma po®adované rozdeleni®P ( 1; »; ):

Postup generovania vzoriek z rozdeleniBP ( 1; »; ) je zalo®eny na prin-
cipe podmieneného pravdepodobnostného rozdelenia a invertovanej transformag-
nej metdédy. Prvym krokom je generovanier; z Poissonovho rozdelenia s para-
metrom ;. ,al?ie kroky zah -aji generovanie Y, na zaklade znalosti hodnoty
Y;. Tento krok vyuliva rovhomerne rozdelené ndhodné £|%oz intervalu (0; 1),
ktoré sa porovnava s kumulativnymi pravdepodobnos ami ;_, p(xjY1), ktoré
odpovedaju podmienenej distribu£nej funkciv, pri danom Yy, aby sa ur£ila hod-
nota Y,. Metéda zaruf£uje, °e zdru®ené rozdelenigrs; Y,)> odpoveda rozdeleniu
z de nicie 3.

Uvedieme si priklad simulovanych déat, kde budeme ma” xné; = ,=3 a
lizi” sa bude typ dvojrozmerného rozdelenia. Budeme uvaova” 2 typy rozdelenia
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BP (3;3;0:36), BP (3;3;4:4), priEom parametre a boli zvolené tak, aby mali
obidve rozdelenia rovnaku korelaciu. Vysledky simulacie pre= 10000, mo°eme
sledova” v tabu©ke 2.1 spolu s gra ckym znazornenim na obrazku 2.3.

BlY:] BlY,] Yar[Yi] ¥ar[Ys] Cov[Yy;Ys] Corr[Ys;Y]

BP(3,3,0.36) 2.991 2.994 3.039 3.015 0.374 0.123
BP (3;3;44) 3.029 3.039 3.091 3.062 0.372 0.121

Tabu©ka 2.1: Vyberové momenty pre simulované vzorky= 10000 z dvoch dvoj-
rozmernych Poissonovych modelov

Obr. 2.3: Gra cké porovnanie simulovanej vzorky z dvoch dvojrozmernych Pois-
sonovych modelovBP rozdelenie ©avy panddP rozdelenie pravy panel

2.3 Dvojrozmerné Poissonovo rozdelenie de no-
vané pomocou kopul

Kopuly su 2pecialne funkcie v tedrii pravdepodobnosti a 2tatistiky, ktoré umao®-
=uju modelovanie zavislosti medzi nahodnymi velifinami. Sklarova veta (Sklar,
1959) poskytuje teoreticky zaklad pre pouCivanie kopul tym, °e ukazuje, ako
mao°no zdru®enu distribu£nud funkciu viacrozmerného nahodného vektora vyjadri’
pomocou jeho marginalnych distribuEnych funkcii a kopuly.

Matematicky je d-rozmerna kopula funkciaC : [0;1]9 ! [0; 1], ktor& je zdru-
%enou distribu£nou funkcioud-rozmerného nahodného vektora, kde ka°d4 margi-
nalna distriblcia je rovnhomerna na intervald0;1]. Zo Sklarovej vety vyplyva, °e
ak C je kopula aF a G su marginalne distribuEné funkcie, potom funkcia

H(xy) = C(F(x);G(y)) xy2R

je zdru®ena distribu£na funkcia. Toto tvrdenie tie® plati v opaEnom smere, £0
znamena, °e ak mame zdru®enu distribug£nu funkcitl a jej odpovedajuce margi-
nalne distribuEné funkcieF a G, vieme najs” kopuluC. Je ddle®ité poznamena’,
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% tato kopula C je jednoznag£ne urfena iba v pripade, %€ a G su absolutne
spojité funkcie. Kea®e Sklarova veta plati aj vd rozmeroch, vysledky je mo°né
roz2iri” do d rozmerov.

De nujeme si zakladny vz'ah, z ktorého z dvoch marginalnych distribu£Enych
funkcii dostaneme zdru®enu distribu£nud funkciu za pomoci ©ubovo©nej kolily
S parametrom .

De nicia 4. Nech ;; ;> 0, oznaEmeF | distribuEnud funkciuP o i), kdei =
1;2. NechC( ;; ) je kopula s parametrom 2 R. Nech vektorY =(Y1;Y,)”
ma zdru®enu distribu£nd funkciu dand vz'ahom

PlY:. m;Y, n]=C(F ,(m);F ,(n); ) m;n 2 Np: (2.11)

Potom hovorime, °eY ma dvojrozmerné Poissonovo rozdelenie s parametrami
1, 2, Vytvorené kopulouC. OznatujemeCBP ( 1; ,; ;C).

Sformulujeme tvrdenie, ktoré bude pojednava” o zdru®enej pravdepodobnost-
nej funkcii.

Tvrdenie 8. NechY = (Y1;Y2)” méa zdru®enu distribuEnu funkciu danu vz a-
hom (2.11) z de nicie 4. Potom zdru®ent pravdepodobnostnu funkciu dostaneme
ako rozdiel zdru®enych distribu£nych funkcii vo vhodnych bodoch a to

P[Y1=m;Y>,=n]= C(F ,(m);F ,(n); ) C(F (m 1)F,(n); )
C(F ,(m);F ,(n 1); )+ C(F ,(m 1);F . ,(n 1);); (2.12)

kdem;n 2 Ng.

Dokaz Tento vz'ah vyu®iva princip inklzie a exkluzie na kalkulaciu pravde-
podobnosti, °eY; = m a Y, = n, £im zoh©ad-uje kumulativne distribucie a ich
vzajomné prekryvy a od£itania. Tu je vysvetlenie jednotlivych £asti vz ahu:

1. C(F ,(m);F ,(n); ): Pravdepodobnos’, °¢¥Y; maY, n.To zah-a
v2etky kombinacie, kdeY; je menzie alebo rovném a Y, je menzie alebo rovnén.

2. C(F ,(m 1);F ,(n); ): Pravdepodobnos’, °eY; m lay, n.
Pomocou tohto terminu od£itame pripady, kd&; je men2ie ne°m (teda nezah -a
m), ale Y, je stadle menzie alebo rovné.

3. C(F ,(m);F ,(n 1); ): Pravdepodobnos’, °eY; may, n 1
Podobne, pomocou tohto terminu od£itame pripady, k€, je menzie ne°n.

4.C(F ,(m 1);F ,(n 1); ): Pravdepodobnos’,°Y; m 1aY, n 1
Pomocou tohto terminu pridame spd”, to £0 sme pomocou predchadzajucich
dvoch terminov od£itali dvakrat pre prekryvajluce sa oblasti.

O

Uk&°eme si, ako generujem¥ = (Y1;Y,)” zrozdeleniaCBP ( 1; »; ;C) pre za-
dané hodnoty parametrov ;; ,; akopuluC. De nujeme funkciu F *(u) preu 2
(0;1) ako n o
F X(u) ==min k2 Ny : F (k) u; (2.13)
kde F je distribuEna funkcia Poissonovho rozdelenia s parametrom Potom je
postup nasledovny:
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1. Wgenerujeme kopulovy par. NectfU;;U,)” ma zdru®ené rozdelenie s dis-
tribu£nou funkciou urEenou kopulouC a rovnomernymi marginalami na in-
tervale (0;1).

2. Diskrétny inverzny krok. Pre ka®déi = 1;2 urEime
Y, = F HU):
3. Vektor Y =(Yi;Y,)” ma po°adované rozdeleni€BP( 1; ,; ;C):
VWysvetlime si vy2ie uvedeny postup. Mame
PlUl x;Uz y]=C(xy; ) xy 2 (01):
Potom prem;n 2 Ng plati

PlY, m;Y, n]=P[F }U) mF YU) n]
P[Ul F 1(m)1 U2 F 2(n)]
C(F ,(m);F ,(n); ):

Ekvivalenciu F *(u) m, u F (m)pre > 0 ukéd®eme detailnejtie, keae
F nie je spoijita funkcia. Pre implikaciu smerom z©ava dopraya plati z de nicie
funkcie F 1

F je neklesajuca
F oW m) u Fk)=F (F W) F (m):
Ku

Pre implikaciu smerom zprava do©ava plati

u F (m)) k,je najmene také £islo a tedan k, = F *(u):

Tymto sme ukazali, °e postup generovania je spravny.

V nasledujucom priklade ponechame marginalne parametre Poissonovych roz-
deleni xné
(127 2F(31);(1:208)"g
a porovnavame tri kopulyC Gaussovu, Frankovu a Claytonovu, viz prilohy A.2

a A.3. V2etkym trom sme nastavili rovhaku Kendallovu mieru zavislosti = 0:5
a vypoc£itali sme jednotlivé parametre kopul

Gauss 07071 Clayton = 2; Fank 9. 736

S tymito hodnotami sme pod®©a vz ahu (2.12) spo£itali zdru®enu pravdepodob-
nostnu funkciu na mrie°kem;n 2 f 0;1;2;3;4+ g, kde kategoria4+ agreguje v2etky
hodnoty 4. Nasledne sme to zobrazili do obrazkov 2.4, 2.5, 2.6 a 2.7, ktoré ilus-
truju, °e rovnaké nezarufuje rovnaku spolo£nu distribdciu, aj kea rozdiely su
minimalne.
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Obr. 2.4: Hodnoty pravdepodobnostnej funkcie vytvorené rdznymi kopulami:
Frankova kopula ©avy panel, Gaussova kopula pravy panel

Obr. 2.5: Hodnoty pravdepodobnostnej funkcie vytvorené Claytonovou kopulou
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Obr. 2.6: Hodnoty pravdepodobnostnej funkcie vytvorené rdznymi kopulami:
Frankova kopula ©avy panel, Gaussova kopula pravy panel

Obr. 2.7: Hodnoty pravdepodobnostnej funkcie vytvorené Claytonovou kopulou
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3. Dvojrozmerny model
Poissonovskej autoregresie

V tejto kapitole sa budeme venova” dvojrozmernému zov2eobecneniu modelu
INGARCH(1,1) . Prvy pokus zovZeobecnenigdNGARCH(1,1) bol uva®ovany v di-
zertaEnej praci Liu (2012). Prvotny model vyu®ival dvojrozmerné Poissonove roz-
delenie skon2truované pomocou trojrozmernej redukEnej metddy, £0 sme diskuto-
vali v £asti 2.1. Toto rozdelenie je obmedzené na kladnu kovarianciu, £0 je v praxi
nepostatujuce. Nasledujuce prace, napr. Cui a Zhu (2018), ukazali, °e tuto ne-
vyhodu mo°no odstrani” vhodnou modi kaciou rozdelenia s korekEnym £lenom,
pri pouCiti rozdelenia zavedeného v £asti 2.2. ,al?i smer predstavuju kopulové
kon2trukcie popisané v praci Andreassen (2013). Za vlastny prinos autora mo°no
povalova” predovzetkym zjednotenie v2etkych doteraz publikovanych pristupov
do v2eobecného ramc8BINGARCH(1,1), =alej odvodenie globalnej podmienky
pripustnosti (3.6), ktora pre rozdelenieBP zarufuje nezapornos” pravdepodob-
nostnej funkcie aj pri negativnej zavislosti. Napokon autor formuluje uzavrety
analyticky vyraz pre variatnd maticu (veta 7) spolu s jej dokazom, a ©alej po-
skytuje dbkaz pre nepodmienenu strednd hodnotu (3.7), hoci samotny vyraz je
prevzaty z literatury.

Ni%ie sformulovany model pokryva v2etky vy%ie uvedené 2peci kacie. Rozdiel
medzi nimi spo£iva vyluEne vo vo©be podmieneného rozdel&danterpretatnom
vyzname parametra zavislosti .

De nicia 5. fasovy radfY,g7z sa riadi dvojrozmernym Poissonovym
INGARCH modelom oznatenym ako BINGARCH(1,1), pokia© pre ka%dplati

YiFt 1 G ( t; ); t=( t1; t2)” =d+A 1+ BY, g (3.1)

kde 2 R, d = (d;;dy)” 2 R2 a matice A;B maji rozmery2 2 s ne-

zapornymi prvkami. Rozdelenig5( ; ) je dvojrozmerné rozdelenie ndy Np

s vektorom strednych hodnét = ( 1; )~ a marginalnymi Poissonovymi rozde-
leniami s parametrami ;; , a parametrom zavislosti .

Je zrejmé, %e z de nicie 5 vyplyva, °eYiijF: 1 Po( ) 1=1;2
Poznamenajme, °e v de nicii 5 uvaujeme ; ako linearnu funkciu ; ;aV; ;.
V2eobecne by sa mohlo uva®ova’, % ; je de novana ©ubovo©nou nelinearnou

funkciou. Takéto pripady v praci uvaova” nebudeme.

Za rozdelenieG( ; ), ktoré sp”-a v2etky podmienky z de nicie 5, m6°eme
uva®ova’ napriklad rozdeleniaBP ( 1; 2; ), BP ( 1; 2; ) de nované v predo?-
lej kapitole alebo ©ubovo©né rozdelenie modelované ©ubovo©nou kOpsllBo-
issonovymi marginalmi s pravdepodobnostnou funkciou s tvarom (2.12), ktory
znaEimeCBP ( 1; »; ;C). Poznamenajme, °e je v tychto pripadoch postupne

, alebo .

3.1 Pripustné hodnoty parametru zavislosti

Pre G( t; ) = BP( 1, t2; ) musi by” splnena8t nerovnos™ i; 2 :
aby boli splnené predpoklady de nicie 2. Zo vz'ahu (3.1) vieme vyjadri” nasle-
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dujdci vz'ah pre . Pre £ast 2 dostavame
t2=d+A { 3+ BY; 3
fo vieme nasledne pou®” vo vz'ahu pré¢ 1at, £im dostaneme

t1=d+A(d+A { 3+ BYy 3)+ BY 3
t:d+A(d+A(d+A t 3t BYt 3)+ BYt 2)+ BYt 1.

Po upravach potom plati
(=(l2+ A+ A%)d+A® ( 3+ BY 1+ ABY ( o+ A’BY 3

kde symboll ; oznafuje jednotkovu maticu s rozmerm2 2. Aplikaciou analo-
gickych uprav dostaneme pre ©ubovo®nél vz ah

b( 1
t=(l+A+ +A'"Hd+ A" 1+ AKBY, « 1
k=0

OznaEme symbolom (A) najva£Zie vlastné £islo maticé v absolutnej hod-
note. V knihe LUtkepopI (2005) na strane 657, mame uvedené, % ak plafiA) <
1, potom Al , Oa Lo A= (1, A) !existuje. To vyulijeme pri odvodeni

nasledujl]cehb vz ahu. Nech plati (A) < 1, potom limitnym prechodom| ! 1
dostaneme vz ah

R
=(l,+A+A%::)d+  AKBY « 1
k=0

R
=(l, A)M+ A*BY, « 1 (3.2)
k=0

Ker®e druhy £len v (3.2) je vektor s nezapornymi zlo°kami, potom plati po zlo°-

kach ; (I, A) 1d pre ka°dét. Tato nerovnos” je uvedena aj v Liu (2012)
na strane 104. Pokia®© tedgA) < 1aplati < minf(l, A) dg potom bude
skutof£ne plati” po®adovany vz’ah < ;i = 1;2 a mame dobre de nované

podmienené rozdelenie pre ka°dgé

Teraz sa pozrieme na globalne obmedzenie parametrare model s podmie-
nenym rozdelenimG( ¢; )= BP ( t1; t2; ). Nech

(= " =(l, A)d= 1t ;

2 2
kde pri (A) < 1 plati
e 0 t1 1 t2 2 8t2Z (3.3)
Pre parametre podmieneného rozdelenBP ( .i; 2; ) zavadzame
Ai(t):=e St A =e c=1 et
Z monoténnosti exponencialy (3.3) implikujeA;i(t) A, prei =1;2 a ka°dét.
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De nujme kon?tanty

n 0
S, =max Aj/A,; (1 ADA Ay (3.4)
n (0]
S =max A1 Az A1 Ay (3.5)
Ak plati
1 1. (3.6)
S, S’ '

potom pre v2etky realizacie procesu; je podmienena pravdepodobnostna funkcia
BP ( t1; t2; ) nezaporna,t.j. modeBINGARCH (1;1)je korektne de novany.
Pod©a tvrdenia 3 je na nezapornoBP ( +1; t2; ) potrebné a postafujuce,
aby
1 _
S+( t;1; t;2) S ( t;l; t;2)’
kde S suU de nované ako v tvrdeni 3, kdeA; nahradi vyraz Ai(t). Z (3.3) a
z de nicii (3.4) (3.5) plynie

8t;

S+( t;l; t;2) §+; S ( t;l; t;Z) § ; 8t:

Ak sp’-a pevné ohranifenie (3.6), je automaticky v dovolenom intervale ka°dej
dvojice ( +1; t2)” .

Vz'ah (3.6) je analégiou podmienky < minf(l, A) !dg pre rozdelenie
BP ( t1; t2; ).Prirasticich_; sainterval pre roz2ruje a model povo©uije silnej-
2ju pozitivnu aj negativnu zavislos”. Tato podmienka sa neobjavuje ani v £lanku
Cui a Zhu (2018), ani v %iadnej inej dostupnej literature, tak®e ide o vlastny
prinos prace.

Nakoniec e%te konztatujme, °e pokia© budeme uvalova” rozdelenie v tvare
(2.11) cez kopuluC s parametrom dostavame pre ©ubovo©ng , > 0 dobre
de nované diskrétne rozdelenie. Preto v de niciBINGARCH modelu nie je
nutné nijako obmedzova” parameter.

3.2 Existencia stacionarneho rie2enia

Bude nas zaujima’, pre aké hodnoty parametrov existuje stacionarny proces,
ktory sa riadi prislu2nym BINGARCH (1;1) modelom. Tento problém zatia®©,
%a®, nebol skiimany v Uplne v2eobecnej podobe. Zname su len £iastkové vysledky
pre r6zne konkrétne rozdeleni&. V tejto sekcii tieto vysledky zhrnieme. Predtym
ako si sformulujeme vetu o stacionarite modelu, musime zade novrindukovanu
normu v2eobecnej maticeQ 2 R™ ",

De nicia 6. Pre maticuQ 2 R™ " a parameterp, ktory m6°e nadobuda” hodnoty
1 p 1 ,denujeme p-indukovani normu ako

o koxk,
kap—er\gg( kxk, ’

kdekxk, je p-norma vektorax 2 R".
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Nech Q = (g )i”l{';j -1, potom pre 2pecialny pripadp = 1 je kQk,; maximum
z hodnét su£tu prvkov v absolitnej hodnote v jednotlivych st'pcoch

oo
kQk, = Enjaxn jg
=1

Naopak prep = 1 je kQk; maximum z hodnét sUftu prvkov v absolltnej
hodnote v jednotlivych riadkoch

KOk, = xo
Qk, = mﬁxmjzllqu-
Pre pripad p = 2 je kQKk, spektralna norma maticeQ, ktorej hodnota je najvat-
2je singularne £islo matic&). Pre v2etky detaily odpora£ame pozrie” publikaciu
Petersen a Pedersen (2012).

Sformulujeme déleitl vetu, ktora hovori o stacionarite a @al?ich vlastnostiach
modelu (3.1). Pre dékaz a podrobnejiie detaily odpori£ame Liu (2012) a Cui a
Zhu (2018).

Veta 4. Predpokladajme mode{3.1), kde rozdelenies( ; )jeBP( 1; »; ) alebo
BP ( 1; »; )aplati < minf(l, A) dg alebo(3.6).

1. Ak plati (A + B) < 1, potom existuje stacionérne rie2enie model(3.1).
Navyze, akkAk, < 1 pre nejakél p 1 , potom je stacionarne rie?enie
dané jednozna£ne.

2. Ak kAk, + 2 1=kB k, < 1pre nejakél p 1 , potom existuje jedno-
znaEné stacionarne rie2enie model(3.1).

Teraz si sformulujeme podmienky, ktoré musia plati” pre kopulC, aby existo-
valo stacionarne rie2enie modelu (3.1), kd& ; )= CBP( 1; »; ;C), uvedené
v dizertaEnej praci Andreassen (2013), strana 65. OznaEme nasledujluce predpo-
klady vz ahujuce sa k rozdeleniu z de nicie 4:

(C1) C(u;v; ) je symetricka vu a v.

(C2) u; 7! C(ug;uy; ) je diferencovate©na n@; 1) prei =1;2.

(C3) uy; 7! @—%C(ul; Uyp; ) je spojita na[0;1] a diferencovate©néa n@; 1) prei;j =
1,2

(C4) 8 2 existuje konztanta 0 < K < 1 taka, % pre ka®déi 6 | plati
%@C(ul;uz; ) K 8uguz2 (0;1).

Poznamenajme, °e tieto predpoklady su splnené pre Archimedovské kopuly, £0 je
uvedené v Nelsen (2006). ,alej sformulujeme dble®itu vetu, ktord vyu®iva pred-
poklady (C1) (C4). Je uvedena v praci Andreassen (2013) na strane 65.

Veta 5. Predpokladajme, °e pre kopulu C su splnené predpoklady (C1) (C4) a
mamed; A ;B s nezapornymi prvkami. Potom veta 4 plati pre modé¢B.1), kde
G( ;)= CBP( 1 2 ;C).
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3.3 Momenty

V tejto sekcii sa pozrieme na nepodmienené momenty stacionarnej £asovej
rady, ktora sa riadi modelom (3.1). Vlastnym prinosom autora je dokaz vety 6
a analytické vyjadrenie nepodmienenej rozptylovej matice, t.j. veta 7, spolu s jej
dokazom.

Veta 6. Nech plati predpoklad vety 4 £as” 1 a ne€lN.g.,z je prisluzné staci-
onarne rie2enie modelu(3.1) s koneEnou strednou hodnotou. Potom plati

= E[Y=(l, A B) 'd: (3.7)

Dokaz Pre nepodmienenu strednt hodnotu plati

= E[Y:] = E[E[YijF: 1]] = E[ {]
Ed+A (1+BY{,J=d+A +B
=(l, A B) W:

Predposledna rovnos” vyplyva za predpokladu stacionarity procesu a z rovnice
=d+ A + B dostdvame poCadovany vz ah.
E2te uk&d®eme invertibilitu matice |, A B . Z predpokladov plati

(A+B)< 1l

OznaEme ; , vlastné £isla maticeA + B a vi;v, vlastné vektory matice
A + B. Potom plati
(A+B)vi= jvj; i=1;2

Pre tieto vlastné vektory v; plati

(. A B)vi=(1 i
T. . vlastné £isla maticel, A B sul ral 2. Kegej jj< 1
prei =1;2, dostavamel ; 6 0. Siadne vlastné £islo sa nerovna nule, a preto
detl, A B 60;
£0 znamen4, °e matich, A B je regularna, a teda invertibilna. Tym je dékaz

aplny.
O

Veta 7. Nech plati predpoklad vety 4 £as” 1 a ne€lN.g.,z je prisluzné staci-
onarne rie2enie modelu(3.1) s konefnou variaEnou maticou. Potom vieme ne-
podmienenu rozptylovd maticu vyjadri” analyticky v tvare

R k
Var[Y]= y= (A+B)BVB> A>+B”> +V;
k=0

kdeV := E[Var[YF 1]].
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Dékaz Postupujeme v istom zmysle podobne ako v dékazoch viet 2 a 3, priEom
vychaddzame zo vz ahu o variaEnych maticiach, z ktorého plati

Var[Y:] = E[Var[YjF 1]] + Var[ E[Y.jF 1]]
=E[Var[YijF 1]] +Var[ +]
=E[Var[YjF, 1]]+ AVar[  1JA” + BVar[Y; {]B~
+ ACov[ { 1;Y; 1B~ + BCoV[Y; 1; { 1JA”
=E[Var[YjF. {J]+ AVar[  {]JA” + BVar[Y; {]B~
+ ACov[ ¢ 1;Yt 1]IB” +(ACov[ { 1;Y; 1]B7)7:
Pre kovariaEnu maticu medzi ; ; aY; 1 dostavame vz ah

Cov[ ¢ ;Yt 1]= E[ ¢ 1Y 74l E[ ¢ 1(E[Y: 1])”
= E[ ¢ 1Yt>1] g

kde je dana vz'ahom (3.7).
Keo® ; ; je funkcia podmienkyF; , dostavame

E[ ¢ Y74l = EIE[ « 1Y 0F ¢ 2l = E[ ¢ (E[Y4jF¢ 2]

=E[t1t>1]:Var[ t 1]+ 7

Zo stacionarity plati Var[Y;] = Var[Y; ;] a Var[ (] = Var[  1]. ,alej oznaEme
=Var[ ], vy :=Var[Y{aV = E[Var[YF: 1]], potom plati

=A A +B yB>+A B +B A~

a zarove— musi plati’
y =V +

Z toho dostavame
B vB” = A A A B> B A =BVB +B B~:
Po Uprave dostaneme
(A+B) (A+B) =BVB :

Na analytické odvodenie vz'ahu vyuijeme Lyapunovu rovnicu A.1l, v zmysle
znateniasA = (A + B), X = , Q = BV B 7, z ktorej za predpokladu (A +
B ) < 1 dostavame

k
(A+B)BVB> A>+B”>
k=0

Finalne dostavame

R k
Var[YJ= y= (A+B)BVB> A>+B”> +V:
k=0
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Napriklad pre rozdelenieG( ; ) = BP( 1, t2; ) z de nicie 2 ma matica
V = E[Var[YF: 1]] z vety 7 tvar
" 14 !

E 1 - 1
;2 2

kde hodnoty ; a , su prvkami vektora nepodmienenej strednej hodnoty ,
daného vz'ahom (3.7). Ak by sme chceli vyjadri” maticw/ pre G( ¢; ) =
BP ( t1; t2; ), potrebovali by sme vedie” vyjadri’

I#
V =E t1 c? 11 o€ et 2
- C2 e o 1t t2)
1 t2 t;2 .
0 h il
_ @ h 1 | E C2 t,l t,Ze C( t;l+ 1;2) .
E c? t1 t2€ o t1t v2) 2 ’

kde hodnoty ; a ; su prvkgmi vektora nepodmignenej strednej hodnoty, da-
ného vz'ahom (3.7). WWrazE c? .1 .e A t1* v2) je nelinearny, tak®e vypo£fet
bude ve©mi zloCity.
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4. Odhad parametrov

V tejto kapitole sa venujeme problematike odhadu parametrov v rdmci mo-
delu (3.1). Nazim cie©om je zhrnd” a systematicky usporiada” zndme vysledky
z literatuary, ktoré sa tykaju (kvazi-)maximalne vierohodnostného odhadu a jeho
asymptotickych vlastnosti. Sustreaujeme sa najma na pripady, ktoré su relevantné
pre jednotlivé typy podmienenych rozdeleni, s ktorymi sa v praci zaobera. Zdoraz-
-ujeme, e formulacia vlastnych dékazov alebo Uplne novych teoretickych tvrdeni
by presahovala rdmec tejto prace preto vychadzame z existujucich vedeckych
publikacii a vysledkov. Za vlastny prinos v tejto kapitole povaujeme detailnej?i
rozpis asymptotickej variaEnej matice, zjednotenie znafenia a doplnenie niekto-
rych predpokladov.

4.1 Maximalna vierohodnos” (MLE)

(Ye1;Ye2)”, ktory sp™-a model v tvare (3.1) s podmienenym rozdeleni®( ; )
z de nicie 5. Nezname parametre zoradime do vektora

I = (dy; aq1; @12; bra; buo; do; @015 @02 Ba by )7 = (1 asiin;tan)™e
Skuto£na hodnotu budeme oznafova
L0 = (Y aly; agy; by By s 81 8y ;s %)
Oznafujemeg(y; ; ) = PIY = y]lpreY G {(; ), kdey 2 N3, 2
RZ a 2 R. Tak®e g(y; ; ) je pravdepodobnostna funkcia rozdelenia

G( ; ) pre model z de nicie 5 s parametrami = ( 1; 2)” a . Pre rozdelenie
BP( 1; 2 )mag(y; ;) tvar

(1 )" (2 )"

aly; ; )=e (12

' )’1!| yo! |
minkyl;ygg ' ' B
AR LT 4.1)
i=0 oo (1 X2 )
Pre rozdelenieBP ( 1; »; ) dostavame tvar
y1 Y2 h i
g(y, X ): 1 2 e (1t 2) 1+ e Y1 e C1 e y2 e C 2 : (42)
y1lya!

kdec=1 e 1. Pre rozdelenie z de nicie 4 mame tvar

aly; ;)= C(F.(ya):;F ,(y2); ) C(F . (yx 1);F ,(y2); )
C(F ,(yi);F ,(y2 1); )+ C(F ,(yr 1)F ,(y2 1)) (43
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PIYi =y Yn =Yl 11= PIY1= Y1 1JP[Y2=Y2,::5Yn = YajY1 = Y1, 4]

N
PlYi=ya] 1] PIYi=yiYe 1= ye 150005 1]

t=2

Y\
PlY1=vyi1 1] PIY: = yi ]

t=2

Y .
PIYt =y It (4.4)

t=1

Tvar zdru®enej pravdepodobnostnej funkcie podmienenej na; sme odvodili po-
stupnym podmie-ovanim. Plati, °e ; je jednozna£ne ur£end hodnotami; ; a
Y: 1. Pokia© vieme hodnotlY; a 1, vieme aj hodnotu ,. Nasledne po tom, £0
viemeY, a zarove- ,, dostaneme 3 a tak calej.
Zo vz ahu (4.4) plynie, °e podmienena vierohodnostna funkcia ma tvar
Y
L(t)= lg(Yt; (1 ); )

t

Hodnotu ; ale v praxi nepozname, tak® si zvolime po£iato£nd hodnofty a
nasledne rekurzivne dopo£itame

= (t)=d+ A (0)+ BYy g t=2;:::n:

Potom sa pracuje s podmienenou logaritmickou vierohodnos’ou, ktora ma tvar

X
()= logg(Ye; 7e(h); ):

t=1

Maximalne vierohodny odhad dostaneme ako

N, =argmax (! );
12

kde = f! 2 R : existuje stacionarne rie2enie modelB8INGARCH (1;1)g.

Teraz sa pozrieme na konzistenciu a asymptoticki normalitu pre maximalne
vierohodny odhad parametrov modelu (3.1), kd&( ; )= BP( t1; t2; ). W-
sledok formulujeme pre maticuA, ktord je diagonalna, £erpame z £lanku Lee
a kol. (2018) na strane 55 a 56. Pre Uplne v2eobecny pripad autor nenaziel ®iadne
publikacie.

Veta 8. Nech mame mode(3.1), kde jeG( ; )= BP( +1; t2; ) @A je dia-
gonalna. Predpokladajme, °e pre ka°de 2  su splnené nasledujuce podmienky
regularity:

1.192int( 9 , kde 0 je kompakt a int() ozna£uje vnutro mnoCiny.
2. Matica B ma pInu hodnos’.

3. Plati < minf(l, A) dg.
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4. Je splneny bod 2 vety 4.

Potom D
nr, 190N 03 (Y nr1 o

kde
@ryer’ _ @9,
@ @ @@’

kde (! ) =log g(Y; «(*); ) ag(Yy; «('); ) matvar (4.1).

J'%:= E

Rovnako nas zaujima konzistencia a asymptotickd normalita pre maximalne
vierohodny odhad parametrov modelu (3.1), kdex( ¢; ) = BP ( ¢1; t2; ).
ferpame z £lanku Cui a Zhu (2018) na stranach 433 a 434. Av2ak upravili sme
obmedzenie pre parameter.

Veta 9. Nech mame mode(3.1), kde jeG( ; )= BP ( t1; t2; ). Predpokla-
dajme, % pre ka°dd 2 su splnené nasledujuce podmienky regularity:

1.1%2int( 9 , kde © je kompakt a int() ozna£uje vnitro mno°iny.
2. Matice A a B maju pIna hodnos’.
3. Je splnend podmienka pre parameterdana vz'ahom(3.6).

4. Je splneny bod 2 vety 4.

Potom D
nr, 190N 03 (Y nr1 o

kde
@ryer’) _ @9,

@ @> @@’
kde"((! ) =log g(Yt; (' ); ) ag(Ye; «(); ) matvar (4.2).

J1 %= E

Teraz sa budeme venova” vypo£tu asymptotickej variatnej matice. Pévodny
parametricky vektor ! = (!4;:::;111)” ma 11 zlo®iek. Posledn& z nich neovp-
lyv-uje rekurzivnu dynamiku podmienenych strednych hodnét ¢, ale vstupuje
priamo do tvaru podmieneného rozdelenia. Preto je vhodné rozdeli’

>

iz

10 param.

| = = (dy; a11; @12; bra; buo; ;) @21; @25 b1 12) ™

Vektor  obsahuje parametre, ktoré vplyvaju na rekurziu ;. Skalar je dis-
tribuEny parameter, kde pre rozdelenidP mame = a pre rozdelenieBP
dostavame =

Budeme pou®iva” re"azcové pravidlo pre vypo£et derivacii. Log-vierohodnos’
jedného pozorovania je

(M) =log g(Ye; () )
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kde sa podmienena stredna hodnota vyvija pod©a

t( )=d+A 1 )+ BYy g

Pozorujeme, e, zavisi od iba prostrednictvom . Pre ; (i =1;:::;10)preto
plati

N X2 N .

g _ @ Qs “5)
e (G L
vnitorna derivacia vonkaj’ia derivacia
Pre parcialne derivacie budeme pou®iva” skrateny zapis
@, + = @ =12, @t = @ j=1;:::100 @ = @

@t;i’ @j;

OznafEme gradient pod©a ako
AN AN AN >
ry= @@, 2 RY:
OznaEme gradient pod©a ako
r ‘t = @t;l\t;@t;z‘t 2 R%

»alej budeme Jacobiho maticu rekurzie oznafova™ nasledovnym tvarom
|

(@) @ 1 1T @ t'll 2 10
D, := = to o-ss 2 R
t @ > @1 t;2 @10 ;2

Potom re"azcoveé pravidlo (4.5) ziskava elegantna formu a skére pre vektorje

Sy =r +=D;r ¢ (4.6)
- - - - - h i
Pre £as” asymptotickej variaEnej matice plati = Es; s’ :Dosadenim za ;
dostavame
J =Er o 7 =ED{r “tr [ D¢:

Pre parameter vznikne samostatny skalarny prvok

. @ h 5 i
Sy =@ = @'099(Yt; () ) J =Esj:
Skoére jedného pozorovania je
0 .1
@ N
@(!) @§ (r o 1
s:(! ) = = N = 2 R™:
(r) a @ @,
@
Asymptoticka variaEna matica ma tvar
h i @(!) @)
J')=Es(!)si(!) =E ;
() (!t ) se(t) @ @°
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Preto®e  nezavisi od , bloky J aJ le®a na diagonale aJ je blokovo dia-
gonalna

J O 1
0110 J

Pre odhad asymptotickej variaEnej matice by sme nahradik[ ] vyberovym

priemerom, skuto£né hodnoty parametrov nahradime ich odhadmi g! ) nahra-
dime™(!).

()=

Autorovi sa nepodarilo najs” %iadne publikované vysledky, ktoré by sa ve-
novali konzistencii a asymptotickej normalite maximalne vierohodného odhadu
pre model (3.1), kdeG( ; )= CBP( 1; 2; ;C).

4.2 Kvazi-maximalna vierohodnos™ (QMLE)

V praxi sa £asto pou®iva na odhad parametrov pri komplikovanej2ich mode-
loch kvazi-maximalna vierohodnos™ na zni®enie vypo£tovej naro£nosti. Pri kvazi-
maximalnej vierohodnosti pouCijeme namiesto skuto£nej vierohodnosti pre odhad
vierohodnos’, ktora je skon2truovana za predpokladu podmienenej nezavislosti
(pri danom F; ;). Potom mag(y; ; ) tvar

(Q) >1,l )2/2 ( )
;)= et 2
g(y; ) A

Kvazi-vierohodnostna funkcia ma tvar
Y]

L(Q)( )= Q(Q)(Yt; ()
t=1

Potom pracujeme s podmienenou logaritmickou kvéazi-vierohodnos ou, ktora
ma tvar

X
90y =" 1ogg@(Ye; i )):

t=1
A nasledne kvazi-maximalne vierohodny odhad dostaneme ako

~(Q)( );

rQ = arg max

kde = f 2 R: existuje stacionarne rie2enie model8INGARCH (1;1)g.
Podobnou metédou na odhad parametrov sa zaoberali v £lanku Lee a kol.

(2023), kde za ve©mi technickych predpokladov dokazuju konzistenciu a asymp-
totick normalitu takto skon2truovaného odhadu.
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5. Simulagna 2tudia

Cie©om tejto kapitoly je simulaEna 2tadia pre teoretické vysledky z predo2lych
kapitol. V2etky funkcie su vlastnoruEne implementované v programe R (R Core
Team, 2023) (verzia 4.4.0) na rozdiel od jednorozmernychN GARCH mode-
lov diskutovanych v kapitole 1.4, neexistuje ®iadny balik funkcii, ktory by vedel
vygenerova’, odhadnd” a validova” dvojrozmerny PoissonovdWN GARCH mo-
del. Kod, ktory je su£as ou elektronickej prilohy prace, preto tvori plnohodnotny
prototypovy balik funkcii na pracu sBINGARCH (1;1) modelom.

5.1 Validacia parametrov

Kern®e chceme aby boli splnené v2etky zakladné predpoklady, vytvorili sme
funkciu validate_bingarch(A,B,d,G) , ktora v realnom £ase overi:

1. maticové tvary A;B 2 R? 2,d 2 R? ! a nezapornos’ ich prvkov,

2. existencia stacionarneho rie2enia pod©a vety 4, prifom sa overuju obidva
body,

3. parametre podmieneného rozdelenia

" preBP( 1 o )musiplat0 < minf(I A) dg,

A

pre BP ( 1; 2; )musi plati” globalne obmedzenie v tvare (3.6), ktoré
autor odvodil,

pre kopulové modely sa numericky overi, °@ 2  pre zvolenu rodinu
(Gauss, Clayton, Frank).

Ak akako©vek z podmienok zlyhda, funkcia vyvotiop() ; tym je garantované,
% %jadna simulécia £i odhad nie je spustena s nepripustnymi parametrami.

5.2 Generovanie rozdelenia
Pri simul&cii pou®ivame tri generatorové funkcie
rbipois_bp() , rbipois_bpstar() , rbipois_copula() |,

ktoré priamo implementuju de nicie 2, 3a 4. V pripade kopulového pristupu
sa opierame o balikcopula (Hofert a kol., 2023); na ostatné operacie postafia
funkcie, ktoré su stu£as’ou programu R (R Core Team, 2023).
Tieto generatory su su£as’ou hlavnej funkcigmulate  BINGARCH() v ktorej
si pou®ivate© nastavuje paramet®, B , d aj typ rozdeleniaG. 'tandardne volime
po£iato£nu strednd hodnotu
1= (1)

no funkcia umo®-uje zada” ©ubovo©ny vektoRY .
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Aby sme pracovali so stacionarnou £as’ou procesu, prvyob,, pozorovani
ignorujeme purn-in). Typicky volime ny,, = 500, av2ak hodnotu je mo°né me-
ni" parametrom burn_in . Po£et po®adovanych pozorovam zadava argumentn.
Pre reprodukovate©né vysledky prijima ka°da funkcia aj parametseed, ktory
odovzdava priamo doset.seed() .

Uka°kové volanie:
simulate BINGARCH(A = A, B =B, d = d,
G = list(hame = "BP_star"xi = list(delta = 3)),

burn_in = 500, n = 1000,
lambda0 = c(1, 1), seed = 123)

Funkcia vracia zoznam s nasimulovanou sériollY;gf-; a zodpovedajucimi
strednymi hodnotamif g, .

5.3 Odhad parametrov
Na odhad parametrov slu®i funkcia

fit_bingarch(Y, G, start omega = NULL, diagA = FALSE, diagB =
FALSE, method = c("MLE","QMLE"), control = list())

Jej logika sa da zhrnd” v nasledujucich bodoch:

1. Vstupné data

Y: dvojrozmernd rada.

G:. identi kator rodiny, aby sa vedelo, ktoru pravdepodobnostnu fun-
kciu pou®” (BP, BP aleboCBP).

2. 'tartovacie hodnoty =~ Parameterstart_omega urfuje po£iato£ny bod pre
optimalizaciu v niminb . V pripade, °e ho pouCivate© nezad4, funkcia vygene-
ruje vhodné hodnoty z momentovych odhadov, aby sa za£inalo v povolenom
priestore.

3. 'truktdra matic PrepinatediagA a diagB umo®-uju obmedzi” A alebo
B na diagonalny tvar. To zniuje po£et parametrov a zrych©uje vypo£et.

4. Metéda odhadu Argument methodprepina medzi maximalnou vierohod-
nos’ou (MLE) a kvazi-MLE (QMLE).

5. OptimalizaEné jadro  Autor vytvoril sibor pomocnych funkcii, ktoré maju
nazovlog _pmf bp(), log_pmf bpstar() ,log_pmf _copula() . Nasledne sa
vyu®ivaja vo funkcii negloglik() , ktord sa vyu®iva v Ufelovej funkcii pri
h©adani minima pomocou funkci@minb, ktora je v zdkladnom baliku fun-
kcii.

6. Wystup Funkcia vracia zoznam s bodovymi odhadmi.
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5.4 Hromadna simulacia a vizualizacia

Cie©om hromadnej simulacie je porovna“ presnos” odhadov parametrov pri
troch réznych 2peci kadciach podmieneného rozdeleni®. Budeme teda skima’
spravanie odhadu ako pri spravnej, tak aj pri nespravnej 2peci kacii tvaru podmie-
neného rozdelenids. Pre prvy pripad mame v kapitole 4 sformulované teoretické
asymptotické vysledky. V druhom spominanom pripade (nespravna 2peci kacia)
nam vysledky simulécii napovedia, aka je robustnos” odhadovacich metéd vzh©a-
dom na nespravne urfené rozdelenie. Ka°dy scenar uvauje rovnaké maticové
parametre A ; B ;d. Funkcia run_bingarch_multisize() prevezme jeden subor
skuto£nych parametrov a automaticky prebehne cez tri rozdelenia:

ve©kos” vzorky 2 f 200 500 100Qy,
" typ modelu G 2 fBP;BP ;CBPg,
sposob odhaduMLEa QMLE
Pre ka°du kombinaciu vykonaR replikacii:
1. vygeneruje sériu volaninsimulate_ BINGARCHY()
2. odhadne parametre cefit_bingarch()

3. ulo® odhad.

5.4.1 Simulacia s referenEnymi parametrami

Parametre sme zvolili nasledovne

| | |
042 0 _ 0:38 Q17 o1
A= 9 o3 B= 0o a5’ 97 o3
Tieto parametre vyhovuju podmienke (A + B) = 0:83 < 1, tak® stacionarne
rie2enie existuje pod©a vety 4. Naviac je splneny aj bod 2 vety 4, tak® existuje
jednozna£né stacionarne rie2enie. Ako skuto£né rozdelenia budeme bra” postupne:

1.
G=BP( t1; t2; ); =0:16
Zvoleny parameter sp'-a obmedzeni® 0:16 < minf(I A) dg =
0:172
2.
G=BP ( 15 25 ); =3:

Zvoleny parameter sp“-a globalne obmedzenie (3.6).

G=CBP( t1; t2;;C); C = Frank; =0:5:
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Postup v skratke
1. Generovanie dat. Pre ka°dén sa vytvori R replik (v tejto praci R = 100).

2. Odhad parametrov. Pre ka°du repliku sa model odhaduje 2tyrmi mao°-
nos ami:
" BP_MLE - MLE za predpokladu BP rozdelenia,
" BP_star_MLE - MLE za predpokladu BP rozdelenia,
" Copula_MLE - MLE za predpokladu CBP rozdelenia,
" QMLE - odhad kvazi-MLE.

3. Sumarizacia. Funkcia run_bingarch_multisize() zhromaCauje v2etky
odhady a nasledne vytvorime boxploty a rallie metriky odhadov pomocou
ggplot2 (Wickham, 2016). Takto ziskame kompaktny preh©ad o presnosti
odhadov pre rozne dky.

5.4.2 Metriky odhadov

Ker®e mame diagonalnu maticuA zostava celkovo deva” neznamych para-
metrov, ktoré zoradime do vektora skuto£nych hodnoét

Po simulacii R replik s ve©kos ou vzorky dostaneme odhadovy vektob () =
(e r=1;000R

1R
Blasbin) = & Bin 18 (5.1)

r=1

1R

R r=1

2

MSE(byn) = by 10 (5.2)

r

RMSE(bxn) =  MSE(byy): (5.3)
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5.4.3 Diskusia vysledkov

Na obrazkoch 5.1 5.12 su vykreslené vysledky simuléacie. V ka°dom bloku je
vedy prave jedna metdda so spravnou 2peci kaciou a tri porovnavacie pristupy
(dve chybne 2peci kované MLE a QMLE).

Boxploty (obr. 5.1, 5.5, 5.9):

stredna £iara ozna£uje median,
°ltd bodka oznafuje vyberovy priemer,
£ervena preru2ovana £iara ozna£uje skuto£nu hodnotu parametra.

Bias-grafy a RMSE-grafy (obr. 5.2, 5.3, 5.6, 5.7, 5.10, 5.11): pre ka°du
metodu ukazuju I§‘ias(bk;n) resp. RMSE(bk;n), ktoré su de nované vz ahmi
(5.1) (5.3). Pri RMSE znamena ni%a hodnota vyZiu presnos” odhadu,
zatia© £o prBias sledujeme predov2etkym blizkos™ k nule rozhodujuca je
absolutna ve©kos™ odchylky, nie jej znamienko.

" Heat-mapy RMSE (obr. 5.4, 5.8, 5.12): vizualizuju ve©ko&MSE fareb-
nou 2kalou pre tri rozne ve©kosti vzorky 2 f 200 500 100Qy. Davaju rychly
preh©ad o konzistentnosti jednotlivych metdd.

Kritéria hodnotenia presnosti. Pre v2etky parametrek = 1;:::;9 porovna-
vame metody pod©a

1. posunu medianu boxplotu od £ervenej referen£nej £iary,
2. absolutnej hodnoty empirického Biasu,

3. ve©kosti RMSE (grafy aj heat-mapy).

Teraz budeme diskutova” vysledky samostatne pre ka°dy scenar skuto£ného
rozdeleniaG. Pripome-me, °e pri metode QMLE sa parameter zavislosti ne-
odhaduje. Pri parametri ofakavame najvafzie rozdiely, kea®e nespravne 2peci-
kované modely odhaduju aplne inG hodnotu, preto®e tam je zavislos™ paramet-
rizovana inak. Komentare uvedené ni®%ie sa preto nevz ahuju na parameter
pokia© nie je uvedené inak. Metdda sa pova®uje za konzistentnt,Biks! 0 a
RMSE! O s rastucimn. V2etky odhady sa zdaju by” konzistentné, £0 mé°eme
vidie” aj z boxplotov na obrazkoch 5.1, 5.5, 5.9.

Pri skuto£nom rozdeleniG = BP ( +1; t2;0:16) pozorujeme, % na zaklade
RMSE (obr. 5.3) dosahuje najlepzie vysledky odhad, ktory predpoklada rozdele-
nie BP (zarove- je to spravne rozdelenie), aj kea rozdiely su minimalne (va£zie
rozdiely su len pri parametrocha,,, d;, dy). ,alej kon2tatujeme, °e pri odhadoch
parametrov ay;, d; je vyrazne vy®ia RMSE ako pri ostatnych. Je v2ak potrebné
zdérazni’, °%e poh©ad na Bias (obr. 5.2) vedie k odliZnému zaveru. Prave metéda
s korektnou 2peci kaciou BP vykazuje v niektorych pripadoch najvag2iu syste-
matickd chybu. Napriklad pre parametera;; je pri ve©kosti vzorkyn = 200 celé
telo boxplotu (obr. 5.1) umiestnené pod £ervenou referenf£nou £iarou, £0 indikuje
vyrazné podhodnotenie tohto parametra. Naopak, pri parametty; pozorujeme
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mierne nadhodnotenie, hoci nie a° také vyrazné. Tieto zistenia sU v sulade aj
s grafmi odchylky na obr. 5.2.

Ak mame skuto£né rozdeleni&= BP ( t1; t2;3), potom na zakladeRMSE
(obr. 5.7) vidime, °e ve©mi podobne vychadzaju odhady s rozdeleldf (zéaro-
ve- je to spravne rozdelenie) a odhady pomocou MLE zalo®eného na kopulach a
QMLE. Opé&” je pri parametroch ay,, d, vyrazne vy22ia RMSE ako pri ostatnych.
Dokonca si mé°eme v2imnu’, °e pri parametri mal ve©mi dobre vysledky odhad
ziskany pomocou MLE pre rozdelenie s Frankovou kopulou. Kopulovy model by
v2ak mal zah -a’ aj tieto 2pecidlne pripady. %.ubovo©né dvojrozmerné rozdelenie
toti® vieme zapisa” pomocou kopuly - ide len o to, % tato kopula nemusi patri’
do parametrickej rodiny, ktoru si zvolime. M6%e sa v2ak sta’, °e zvolena kopula
poskytne dostato£ne dobra aproximaciu skuto£ného rozdelenia. Navy2e, kopulovy
pristup ponuka va£ziu exibilitu pre zavislostny parameter. Dopl-me, °e metdda
zalo®ena na rozdelenBP (t.j. nespravne 2peci kovana, keae skuto£né rozdelenie
je BP ) vychadza o nie£o horzie ato nielen z poh©aRMSE, ale aj pri odchylke
(obr. 5.6).

Ak uvalujeme skuto£né rozdeleni€s = CBP( t1; t2;0:5 Frank), potom
z obradzka 5.11 kon%atujeme, °e odhady pomocou MLE pre rozdelenie s Fran-
kovou kopulou, odhady pomocou MLE s rozdelenilBP a QMLE vykazuju
ve©mi podobné vysledky a najhorzie obstal odhad pomocou MLE s rozdelenim
BP. Opé&” je pri parametroch ay,, d, vyrazne vy%?ia RMSE ako pri ostatnych.
Pre parameter vykazuje najlep2ie vysledky, samozrejme, odhad pomocou MLE
pre rozdelenie s Frankovou kopulou, ale dobré vysledky dosiahol aj odhad pomo-
cou MLE s rozdelenimBP .

Na zéaver zhrnieme par praktickych odporu£ani:

1. Neodhadujeme . Ak nam postatuje model bez odhadu parametra za-
vislosti , staf£i pou®i” odhad QMLE, ktory vo v2etkych troch scenéaroch
vykazuje porovnate©ny vykon so spravne 2peci kovanymi metdédami, pri-
£om tento odhad je vypo£etne jednoduch?i a rychlej?i.

2. Nezname skuto£né rozdelenie G a chceme odhadova” . Keo sku-
to£né rozdelenie nie je zname, no odhad parametrge po°adovany, odpo-
riEame Copula_MLE alebo BP_star_ MLE. Obe metédy maju stabilné a
rozumne vlastnosti aj pri nespravnej 2peci kacii modelu.

3. Nevyhoda BP_MLE. Odhad BP_MLE dosahuje v simuléciach horzie
vysledky. Pri£inou m6°u by” numerické (zaokrah©ovacie) chyby, ktoré mé°u
by” spdsobené tvarom pravdepodobnostnej funkcie, viz rovnica (2.1).
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