
Přes pozoruhodný empirický úspěch hlubokého učenı́ (deep learning) jeho
teoretické základy zaostávajı́. Teorie informace poskytuje účinný rámec pro
analýzu vnitřnı́ch reprezentacı́ v sı́tı́ch, zejména dı́ky nedávnému pokroku
v teorii informačnı́ho hrdla (information bottleneck, IB) a konceptu infor-
mačnı́ roviny. Tato práce zkoumá, jak struktura informačnı́ roviny, konkrétně
shlukovánı́ vnitřnı́ch reprezentacı́, ovlivňuje výkon neuronových sı́tı́. Představujeme
Purity teorii, nový rámec pro kvantifikaci shlukovánı́ reprezentacı́ po vrstvách,
který doplňuje stávajı́cı́ IB perspektivy. Naše analýza odhaluje významnou
korelaci mezi strukturou informačnı́ roviny a schopnostı́ generalizace v úlohách
binárnı́ klasifikace. Na základě této korelace navrhujeme novou metriku
založenou na teorii informace, která účinně předpovı́dá schopnost modelu
generalizovat. Dále vyvı́jı́me algoritmus pro výběr modelu využı́vajı́cı́ tuto
metriku, který prokazatelně překonává výběr založený výhradně na trénovacı́
ztrátě (train loss).


