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Úvod
Pravděpodobnostní rozdělení hrají v matematické statistice klíčovou roli. V této

bakalářské práci se budeme konkrétně zabývat méně známým, avšak stále velmi
užitečným rozdělením, tzv. Skellamovým rozdělením, které popisuje rozdělení
rozdílu dvou nezávislých náhodných veličin, z nichž každá má Poissonovo rozdělení.

I když Skellamovo rozdělení nepatří k nejčastěji zmiňovaným pravděpodobnost-
ním rozdělením, jeho využití je překvapivě široké – sahá od sportovní analýzy, kde
můžeme porovnávat skóre dvou týmů, až po správu call centra, kde se zaměřujeme
na rozdíl mezi počtem příchozích hovorů v určitých časových obdobích. V oblasti
financí může Skellamovo rozdělení pomoci analyzovat rozdíl mezi nákupními a pro-
dejními příkazy na trzích. Tento přístup poskytuje cenný náhled do dynamiky
nabídky a poptávky a umožňuje identifikovat možné tržní nerovnováhy.

V první kapitole se zaměříme na Poissonovo rozdělení, které hraje klíčovou
roli při definování Skellamova rozdělení. Současně si připomeneme jeho základní
vlastnosti, které jsou nezbytné pro správné pochopení zbytku práce.

Ve druhé kapitole přejdeme k samotnému Skellamovu rozdělení, kde se po-
drobně podíváme na jeho pravděpodobnostní a distribuční funkci. Dále si zde
odvodíme momenty tohoto rozdělení a prozkoumáme další praktické vlastnosti
Skellamova rozdělení.

Třetí kapitola bude věnována metodám odhadu parametrů Skellamova rozdě-
lení. Konkrétně se zaměříme na odhady pomocí momentové metody a metody
maximální věrohodnosti, přičemž si rozebereme další vlastnosti takto získaných
odhadů.

Ve čtvrté kapitole se budeme věnovat simulační studii, jejímž cílem bude
analýza vlastností odhadů parametrů Skellamova rozdělení odvozených ve třetí
kapitole. Tato studie nám umožní lépe pochopit, jak se jednotlivé metody chovají
při různých velikostech vzorků a pro různé dvojice odhadovaných parametrů
λ1 a λ2.

Přínos této práce spočívá zejména v doplnění formálních důkazů k vlastnostem
Skellamova rozdělení, které jsou v odborné literatuře často uváděny bez jakéhokoliv
odvození. Dále je zde představen alternativní způsob odvození pravděpodobnostní
funkce, který se odlišuje od původního postupu z článku Skellam (1946). Součástí
práce je také simulační studie zaměřená na ověření vlastností odhadů parametrů
tohoto rozdělení, jejíž výsledky doplňují a podporují teoretické závěry ze třetí
kapitoly.
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1 Poissonovo rozdělení
V této kapitole se budeme zabývat Poissonovým rozdělením, které následně

využijeme při konstrukci Skellamova rozdělení. Uvedeme také několik vlastností
Poissonova rozdělení, které později v této práci využijeme. V této kapitole budeme
především vycházet ze skript Zichová (2021) a knihy Dupač a Hušková (2013).

1.1 Limitní přechod k Poissonovu rozdělení
Binomické rozdělení je interpretováno jako počet úspěchů v sérii n nezávis-

lých pokusů, kde v každém takovém pokusu úspěch nastane s pravděpodobností
p ∈ (0, 1) a neúspěch nastane s pravděpodobností (1 − p). Uvažujme náhodnou
veličinu Yn ∼ Bi(n, pn) s parametry n ∈ N a pn ∈ (0, 1). Předpokládejme nyní,
že n → ∞, přičemž pn → 0 takové, že n · pn → λ > 0. Pak využitím limitního
přechodu z binomického rozdělení dostaneme Poissonovo rozdělení následovně

lim
n → ∞

P[Yn = k] = lim
n→∞

(︄
n

k

)︄
pk

n(1 − pn)n−k

= lim
n → ∞

n(n − 1) · · · (n − k + 1)
k!

(︄
λ

n

)︄k (︄
1 − λ

n

)︄n−k

= λk

k! lim
n → ∞

n(n − 1) · · · (n − k + 1)
nk

(︄
1 − λ

n

)︄−k (︄
1 − λ

n

)︄n

= λk

k! lim
n → ∞

(︄
1 − λ

n

)︄n

= λk

k! e−λ pro k ∈ N0.

Tímto způsobem dostaneme pravděpodobnostní funkci Poissonova rozdělení s pa-
rametrem λ > 0.

Podívejme se nyní, o jaký typ konvergence se v tomto případě jedná. Máme
posloupnost náhodných veličin {Yn}∞

n = 1 s odpovídající posloupností distribučních
funkcí {Fn}∞

n = 1. Řekneme, že posloupnost {Yn}∞
n = 1 konverguje v distribuci k ná-

hodné veličině Y s distribuční funkcí F , jestliže platí lim
n→∞

Fn(x) = F (x) ve všech
bodech spojitosti distribuční funkce F (x). Jedná se tedy přesně o náš případ.

Řekneme, že náhodná veličina X má Poissonovo rozdělení s parametrem λ > 0,
značíme X ∼ Po(λ), pokud pro k = 0, 1, 2, . . . platí, že

P[X = k] = λk

k! e−λ.

Poissonovo rozdělení lze například využít k vyjádření počtu výskytů jevů,
které se stávají poměrně zřídka a to v určitém časovém, prostorovém nebo jiném
úseku (např. počet aut projíždějících křižovatkou za hodinu, počet zákazníků
vstupujících do obchodu nebo počet příchozích hovorů na zákaznickou linku
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za den). K takovým událostem dochází náhodně, jednotlivě a vzájemně nezávisle.
Náhodnost znamená, že události nastávají bez nějakého pravidelného vzoru. Výskyt
jedné události neovlivňuje výskyt jiné události. Například, pokud se během jedné
hodiny v restauraci objeví pět zákazníků, neznamená to, že se během následující
hodiny objeví pět zákazníků znovu. V tomto případě představuje parametr λ
střední hodnotou počtu výskytů jevů v časovém, prostorovém nebo jiném úseku.
Parametr λ nazveme intenzitou výskytu událostí.

1.2 Momentová vytvořující funkce a její užití
V této podkapitole odvodíme momentovou vytvořující funkci Poissonova rozdě-

lení, kterou využijeme pro výpočet k-tých momentů tohoto rozdělení, což následně
v další kapitole využijeme k počítání momentů Skellamova rozdělení.

Definice 1 (Momentová vytvořující funkce).
Nechť X je reálná náhodná veličina, pak momentovou vytvořující funkcí ro-

zumíme funkci MX(t) : R → [−∞, ∞], která je definována jako MX(t) = E[etX ]
pro t ∈ R.

Pro účely této bakalářské práce se nám bude hodit následující věta o nezávislosti
a momentové vytvořující funkci, kterou v dalších částech hojně využijeme.

Věta 1 (Momentová vytvořující funkce nezávislých náhodných veličin).
Nechť X1, . . . , Xn jsou nezávislé náhodné veličiny, kde MXi

(t) je momentová
vytvářející funkce náhodné veličiny Xi pro i = 1, 2, . . . , n. Potom náhodná veličina
S = ∑︁n

i=1 Xi má momentovou vytvořující funkci

MS(t) =
n∏︂

i = 1
MXi

(t).

Důkaz.
Využitím vlastností exponenciální funkce dostaneme

MS(t) = E[etS] = E
[︂
et
∑︁n

i = 1 Xi

]︂
= E

[︂
e
∑︁n

i = 1 tXi

]︂
= E

[︄
n∏︂

i = 1
etXi

]︄
.

Nyní použijeme vztah pro střední hodnotu při nezávislosti n náhodných veličin
E[∏︁n

i = 1 Xi] = ∏︁n
i = 1 E[Xi] a získáme tak

E
[︄

n∏︂
i = 1

etXi

]︄
=

n∏︂
i = 1

E
[︂
etXi

]︂
=

n∏︂
i = 1

MXi
(t),

čímž je důkaz hotov.

Nyní spočítáme momentovou vytvořující funkci pro všechna t ∈ R náhodné
veličiny X ∼ Po(λ).

Věta 2 (Momentová vytvořující funkce Poissonova rozdělení).
Mějme náhodnou veličinu X ∼ Po(λ), pak momentová vytvořující funkce je

rovna
MX(t) = eλ

(︁
et − 1

)︁
, ∀t ∈ R.
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Důkaz.
Přímým výpočtem získáme

MX(t) = E
[︂
etX

]︂
=

∞∑︂
k = 0

etk · λk

k! e−λ = e−λ ·
∞∑︂

k = 0

(λet)k

k! = e−λ · eλet = eλ
(︁

et − 1
)︁
,

kde v první rovnosti jsme nejdříve vyšli z definice momentové vytvořující funkce
(Definice 1), a poté postupnými úpravami dostali výraz eλ(et − 1). Ve čtvrté rovnosti
jsme použili Taylorovu řadu funkce eλet .

Vzhledem k tomu, že již známe momentovou vytvořující funkci Poissonova
rozdělení, můžeme se nyní podívat na rozdělení náhodné veličiny, která je dána
jako součet několika nezávislých náhodných veličin s Poissonovým rozdělením
a různými parametry. Tato věta se nám bude později hodit při zkoumání vlastností
náhodných veličin se Skellamovým rozdělením, které budeme definovat ve druhé
kapitole.

Věta 3 (Součet několika náhodných veličin s Poissonovým rozdělením).
Mějme posloupnost nezávislých náhodných veličin X1, . . . , Xk, pro které platí

Xi ∼ Po(λi) a λi > 0 pro i = 1, . . . , k. Pak pro náhodnou veličinu součtu ∑︁k
i = 1 Xi

platí
k∑︂

i = 1
Xi ∼ Po

(︄
k∑︂

i = 1
λi

)︄
.

Důkaz.
Využijeme faktu, že momentová vytvořující funkce jednoznačně určuje rozdělení

náhodné veličiny. Podíváme se tedy na momentovou vytvořující funkci náhodné
veličiny ∑︁k

i = 1 Xi a ukážeme, že se jedná o momentovou vytvořující funkci náhodné
veličiny s Poissonovým rozdělením s parametrem ∑︁k

i = 1 λi.
Spočtěme tedy momentovou vytvořující funkci náhodné veličiny ∑︁k

i = 1 Xi

využitím Věty 1 jako

M∑︁k

i = 1 Xi
(t) =

k∏︂
i = 1

MXi
(t) =

k∏︂
i = 1

eλi

(︁
et − 1

)︁
= e

∑︁k

i = 1 λi

(︁
et − 1

)︁
,

což odpovídá momentové vytvořující funkci náhodné veličiny s Poissonovým
rozdělením s parametrem ∑︁k

i = 1 λi. Tím je důkaz hotov.

Nyní vyslovíme větu, kterou budeme využívat pro výpočet jednotlivých mo-
mentů pomocí již zmíněné momentové vytvořující funkce.

Věta 4 (Výpočet vyšších momentů pomocí momentové vytvořující funkce).
Uvažujme reálnou náhodnou veličinu X, která má momentovou vytvořující

funkci MX(t) < ∞ pro všechna t ∈ (−b, b) pro nějaké b > 0. Pak platí E[|X|k] < ∞
pro všechna k > 0 a zároveň lze k-tý moment spočítat následovně

E
[︂
Xk

]︂
= M

(k)
X (0),

kde k ∈ N a M
(k)
X (t) je k-tá derivace momentové vytvořující funkce MX(t).

Důkaz.
Viz věta 2.12 v učebním textu Dupač a Hušková (2013).
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Využitím Věty 4 lze získat všechny momenty náhodné veličiny X, a to deri-
vováním její momentové vytvořující funkce MX(t). Tuto větu využijeme již nyní
u Poissonova rozdělení a spočítáme první dva momenty, které využijeme pro
výpočet rozptylu.

Věta 5 (Střední hodnota a rozptyl Poissonova rozdělení).
Mějme náhodnou veličinu X ∼ Po(λ), pak střední hodnota a rozptyl jsou rovny

E[X] = λ, Var[X] = λ.

Důkaz.
Uvažujme náhodnou veličinu X ∼ Po(λ), pak momentová vytvořující funkce je

z Věty 2 rovna MX(t) = eλ(et − 1) pro všechna t ∈ R. Spočteme první derivaci jako

M ′
X(t) =

(︃
eλ
(︁

et − 1
)︁)︃′

= λet · eλ
(︁

et − 1
)︁
.

Po dosazení t = 0 získáme první moment (střední hodnotu), jak je uvedeno
ve Větě 4, následovně

E[X] = λe0 · eλ
(︁

e0 − 1
)︁

= λ.

Nyní spočteme druhý moment náhodné veličiny X stejným způsobem jako
v předchozím odstavci. Vypočteme druhou derivaci momentové vytvořující funkce,
a to opětovným zderivováním výrazu λet · eλ(et − 1) jako

M ′′
X(t) =

(︃
λet · eλ

(︁
et − 1

)︁)︃′

= λet ·
(︃

eλ
(︁

et − 1
)︁)︃

+ λet ·
(︃

λet · eλ
(︁

et − 1
)︁)︃

= λet · eλ
(︁

et − 1
)︁

+ λ2e2t · eλ
(︁

et − 1
)︁

=
(︂
λet + λ2e2t

)︂
· eλ

(︁
et − 1

)︁
. (1.2)

Pak podle Věty 4 dosazením t = 0 do výrazu (1.2) dostaneme druhý moment
Poissonova rozdělení, který je roven

E
[︂
X2
]︂

=
(︂
λe0 + λ2e2·0

)︂
· eλ

(︁
e0 − 1

)︁
= λ + λ2.

Známe první dva momenty Poissonova rozdělení a můžeme díky tomu spočítat
rozptyl náhodné veličiny X následujícím způsobem Var[X] = E [X2] − (E [X])2 .
Poté dosadíme do výrazu a máme přesně to, co jsme chtěli dokázat

Var[X] = λ + λ2 − (λ)2 = λ.
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1.3 Vyšší momenty Poissonova rozdělení
Postupy uvedené v předchozí podkapitole se zdají být neefektivní pro výpočet

vyšších momentů, a tak si v této podkapitole odvodíme ještě jiný způsob na
počítání vyšších momentů pomocí kumulantové vytvořující funkce a z ní spočtených
kumulantů. Kumulanty jsou efektivním nástrojem pro zjištění charakteristik
rozdělení, jako jsou například šikmost a špičatost. Veškerá odvození a vztahy mezi
kumulanty a momenty byly převzaty z článku Pielaszkiewicz a kol. (2014).

Definice 2 (Kumulantová vytvořující funkce).
Nechť X je reálná náhodná veličina a MX(t) je její momentová vytvořující

funkce, pak kumulantovou vytvořující funkci KX(t) : R → [−∞, ∞] definujeme
jako KX(t) = log[MX(t)] pro t ∈ R.

Takto definovaná kumulantová vytvořující funkce bude vždy dobře definovaná,
a to právě díky vlastnosti momentové vytvořující funkce, která nabývá pouze
kladných hodnot.

Definice 3 (Kumulanty).
Nechť X je reálná náhodná veličina a KX(t) je její kumulantová vytvořující

funkce a nechť k ∈ N, pak k-tý kumulant budeme definovat jako k-tou derivaci
kumulantové vytvořující funkce v bodě t = 0, tj.

κk = K
(k)
X (0).

Pomocí takto nově zavedených termínů můžeme odvozovat k-té momenty
náhodných veličin z kumulantů a naopak. Existují i vztahy, které umožňují pomocí
kumulantů spočítat k-té centrální momenty. Tyto vztahy budou uvedeny později
v této podkapitole.

Věta 6 (Vztah mezi momenty a kumulanty).
Nechť X je reálná náhodná veličina, jež splňuje E[| X |k] < ∞ pro k ∈ N, pak lze

k-tý moment E
[︂
Xk

]︂
napsat jako polynom k-tého stupně v prvních k kumulantech.

Konkrétně platí

E [X] = κ1,

E
[︂
X2
]︂

= κ2 + κ2
1,

E
[︂
X3
]︂

= κ3 + 3κ2κ1 + κ3
1,

E
[︂
X4
]︂

= κ4 + 4κ3κ1 + 3κ2
2 + 6κ2κ

2
1 + κ4

1,

E
[︂
X5
]︂

= κ5 + 5κ4κ1 + 10κ3κ2 + 10κ3κ
2
1 + 15κ2

2κ1 + 10κ2κ
3
1 + κ5

1.

Důkaz.
První kumulant vypočteme přímo z Definice 3 jako κ1 = K ′

X(0). Nejdříve
spočteme první derivaci kumulantové vytvořující funkce jako

K ′
X(t) = log[MX(t)]′ = 1

MX(t) · M ′
X(t).
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Po dosazení t = 0 a využití Věty 4 dostáváme

κ1 = K ′
X(0) = 1

MX(0) · M ′
X(0) = 1 · M ′

X(0) = E[X].

Využili jsme faktu, že MX(0) = E[e0X ] = E[1] = 1. Tím jsme získali požadovaný
výsledek κ1 = E[X].

Druhý kumulant vypočteme opět jako κ2 = K ′′
X(0). Nejdříve vypočteme

příslušnou derivaci

K ′′
X(t) =

(︄
1

MX(t) · M ′
X(t)

)︄′

= − [M ′
X(t)]2

[MX(t)]2
+ M ′′

X(t)
MX(t) .

Stejně jako u prvního kumulantu dosadíme t = 0 a využijeme Větu 4 následovně

κ2 = K ′′
X(0) = − [M ′

X(0)]2

[MX(0)]2 + M ′′
X(0)

MX(0) = − (E[X])2 + E[X2].

Odkud dokážeme již vyjádřit E[X2] = κ2 + (E[X])2 = κ2 + κ2
1.

Pro vyšší kumulanty by se postupovalo analogicky, avšak takový postup je
již značně netriviální. Alternativní odvození této věty, včetně důkazů pro vyšší
kumulanty, lze nalézt v článku Pielaszkiewicz a kol. (2014).

Jak již bylo zmíněno, tak pomocí kumulantové vytvořující funkce můžeme
též odvodit k-té centrální momenty náhodných veličin. Tento fakt můžeme získat
jako přímý důsledek Věty 6. Důsledek nyní zformulujeme pro budoucí přehlednost
textu.

Důsledek 1.
Nechť X je reálná náhodná veličina, jež splňuje E [| X |5] < ∞, pak pro

centrální momenty platí

E [(X − E[X])] = 0,

E
[︂
(X − E[X])2

]︂
= κ2,

E
[︂
(X − E[X])3

]︂
= κ3,

E
[︂
(X − E[X])4

]︂
= κ4 + 3κ2

2,

E
[︂
(X − E[X])5

]︂
= κ5 + 10κ3κ2.

Z Věty 6 a Důsledku 1 můžeme říci, že první kumulant je roven střední
hodnotě rozdělení náhodné veličiny. Druhý kumulant je roven rozptylu. Třetí
a čtvrtý kumulant jsou rovny třetímu a čtvrtému centrálnímu momentu. O vyšších
kumulantech nic podobného vyřknout nemůžeme, jelikož se nejedná ani o momenty,
ani o centrální momenty. Právě druhý, třetí a čtvrtý kumulant budeme využívat
i ve Skellamově rozdělení pro výpočet šikmosti a špičatosti.

Věta 7 (Kumulantová vytvořující funkce Poissonova rozdělení).
Nechť X ∼ Po(λ), pak kumulantová vytvořující funkce je rovna

KX(t) = λ
(︂
et − 1

)︂
, ∀t ∈ R.
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Důkaz.
Ve Větě 2 jsme odvodili momentovou vytvořující funkci Poissonova rozdělení

jako MX(t) = eλ(et − 1), pak kumulantovou vytvořující odvodíme následovně

KX(t) = log
(︂
MX(t)

)︂
= λ

(︂
et − 1

)︂
, ∀t ∈ R.

Pomocí kumulantové vytvořující funkce pro Poissonovo rozdělení bude jedno-
dušší spočítat vyšší momenty tohoto rozdělení. Funkce z Věty 7 se nám bude lépe
derivovat než funkce z Věty 2 pro účely získání vyšších momentů.

Věta 8 (Vyšší momenty Poissonova rozdělení).
Nechť X ∼ Po(λ), pak platí

E[X] = λ,

E[X2] = λ + λ2,

E[X3] = λ3 + 3λ2 + λ,

E[X4] = λ4 + 6λ3 + 7λ2 + λ,

E[X5] = λ5 + 10λ4 + 25λ3 + 15λ2 + λ.

Pro centrální momenty platí

E [(X − E[X])] = 0,

E
[︂
(X − E[X])2

]︂
= λ,

E
[︂
(X − E[X])3

]︂
= λ,

E
[︂
(X − E[X])4

]︂
= λ + 3λ2,

E
[︂
(X − E[X])5

]︂
= λ + 10λ2.

Důkaz.
Nejprve spočteme k-tou derivaci kumulantové vytvořující funkce

K
(k)
X (t) = dk

dtk
λ
(︂
et − 1

)︂
= λet.

Poté dosazením t = 0 do výrazu λet dostaneme k-tý kumulant Poissonova rozdělení

κk = λe0 = λ.

Nyní stačí jen aplikovat Větu 6 a Důsledek 1, čímž dostaneme požadovaný výsledek.
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1.4 Šikmost a špičatost Poissonova rozdělení
Mezi důležité charakteristiky pravděpodobnostního rozdělení náhodné veličiny

patří také šikmost a špičatost. Pomocí těchto charakteristik můžeme posoudit,
do jaké míry se rozdělení podobá normálnímu rozdělení, případně jak se od něj
odlišuje. K jejich výpočtu budeme potřebovat druhý, třetí a čtvrtý centrální
moment. Tyto centrální momenty jsme již všechny spočetli pomocí kumulantů
v předchozí podkapitole.

Definice 4 (Šikmost a špičatost).
Nechť X je náhodná veličina, jež splňuje E [X4] < ∞ a Var[X] > 0. Pak

definujeme

i) šikmost, danou předpisem

γ3 =
E
[︂
(X − E[X])3

]︂
Var[X] 3

2
,

ii) špičatost, danou předpisem

γ4 =
E
[︂
(X − E[X])4

]︂
Var[X]2 .

Koeficient šikmosti γ3 je charakteristika, která nám určuje míru asymetričnosti
pravděpodobnostního rozdělení náhodné veličiny, tj. jakým směrem je hustota
rozdělení pravděpodobnosti dané náhodné veličiny zešikmená. Rozlišujeme mezi
následujícími případy, kdy pro γ3 > 0 je hustota zešikmená doprava a většina
získaných hodnot se nachází nad střední hodnotou. Pro γ3 < 0 je hustota zešikmená
doleva a většina získaných hodnot se nachází pod střední hodnotou. Pro γ3 = 0 je
hustota symetrická, stejně jako u normálního rozdělení.

Koeficient špičatosti γ4 je charakteristika, která vyjadřuje míru koncentrace
pravděpodobnosti v blízkosti střední hodnoty a v krajních hodnotách. Rozlišujeme
mezi následujícími případy, kdy pro γ4 > 3 je hustota špičatá (s vyšší frekvencí ex-
trémních hodnot). Pro γ4 ∈ (0,3) je hustota zploštělá (s méně častými extrémními
hodnotami). Pro γ4 = 3 má rozdělení stejný koeficient špičatosti jako normální
rozdělení.

V tuto chvíli můžeme spočítat koeficienty šikmosti a špičatosti pro pravdě-
podobnostní rozdělení náhodné veličiny X ∼ Po(λ). Hustotou z minulých dvou
odstavců budeme pro diskrétní náhodnou veličinu chápat jako pravděpodobnostní
funkci pravděpodobnostního rozdělení takové náhodné veličiny.

Věta 9 (Šikmost a špičatost Poissonova rozdělení).
Nechť X ∼ Po(λ), pak

i) šikmost je rovna
γ3 = 1√

λ
;

ii) špičatost je rovna
γ4 = 1

λ
+ 3.
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Důkaz.
Druhý, třetí a čtvrtý centrální moment Poissonova rozdělení máme z Věty 8,

a tak můžeme vyjít přímo z Definice 4. Nejprve spočteme šikmost následovně

γ3 = E [(X − E[X])3]
Var[X] 3

2
= λ

λ
3
2

= 1√
λ

.

Pro špičatost se budeme držet stejného postupu

γ3 = E [(X − E[X])4]
Var[X]2 = λ + 3λ2

λ2 = 1
λ

+ 3.

U Poissonova rozdělení je parametr λ > 0, proto pro koeficient šikmosti platí
γ3 > 0 a pravděpodobnostní funkce Poissonova rozdělení je v takovém případě
vždy zešikmená doprava.

Stejně jako v předchozím odstavci máme λ > 0, proto bude koeficient špičatosti
Poissonova rozdělení γ4 > 3 pro libovolnou volbu parametru λ.

Na Obrázku 1.1 lze vidět několik grafů pravděpodobnostních funkcí Poissonova
rozdělení v závislosti na parametru λ. Tento graf vizuálně podporuje závěry
o šikmosti a špičatosti, které byly uvedeny v této podkapitole.

Obrázek 1.1 Pravděpodobnostní funkce několika Poissonových rozdělení
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2 Skellamovo rozdělení
V této kapitole se podrobně seznámíme se Skellamovým rozdělením, které

popisuje rozdělení rozdílu dvou nezávislých náhodných veličin, z nichž každá má
Poissonovo rozdělení. Skellamovo rozdělení je pojmenováno podle J. G. Skellama,
který v roce 1946 toto rozdělení popsal. Tento článek Skellam (1946) se stal
klíčovým zdrojem pro studium tohoto rozdělení. Nejprve odvodíme pravděpodob-
nostní a distribuční funkci tohoto rozdělení, následně se zaměříme na výpočet
jeho základních charakteristik.

2.1 Odvození Skellamova rozdělení
Na začátku této podkapitoly musíme zavést teoretické zázemí pro budoucí

odvození Skellamova rozdělení. Toto rozdělení odvodíme jiným způsobem než to
udělal Skellam (1946). Skellam ono pravděpodobnostní rozdělení odvodil z momen-
tové vytvořující funkce. Tímto postupem se nebudeme zabývat. Ke stejnému závěru
jako autor dospějeme pomocí věty o transformaci dvou diskrétních rozdělení.
Věta 10 (Rozdělení rozdílu dvou diskrétních náhodných veličin).

Nechť X a Y jsou nezávislé diskrétní náhodné veličiny. Mějme pravděpodob-
nostní funkci rozdělení náhodné veličiny X jako P[X = x] pro x ∈ SX a pravdě-
podobnostní funkci rozdělení náhodné veličiny Y jako P[Y = y] pro y ∈ SY , kde
SX , SY ⊆ Z jsou nosiče těchto veličin. Potom rozdělení náhodné veličiny rozdílu
Z = X − Y s nosičem SZ = {x − y | x ∈ SX , y ∈ SY } má pravděpodobnostní
funkci danou vztahem

P[Z = z] =
∑︂

x ∈ SX

P[X = x] · P[Y = x − z]

=
∑︂

y ∈ SY

P[X = z + y] · P[Y = y] pro z ∈ SZ .

Důkaz.
Důkaz provedeme přímým výpočtem P[Z = z] = P[X − Y = z] následovně

P[X − Y = z] = P

⎡⎣ ⋃︂
x ∈ SX

(X = x, Y = x − z)
⎤⎦ =

∑︂
x ∈ SX

P[X = x, Y = x − z]

=
∑︂

x ∈ SX

P[X = x] · P[Y = x − z],

kde ve třetí rovnosti jsme využili faktu, že náhodné veličiny X a Y jsou nezávislé.
Druhé vyjádření má důkaz analogický.

Než přistoupíme k samotnému odvození pravděpodobnostní funkce Skellamova
rozdělení, bude vhodné nejprve zavést jeden důležitý matematický pojem, který
v této souvislosti sehrává klíčovou roli. Jedná se o modifikovanou Besselovu funkci
prvního druhu řádu n. Tuto funkci budeme definovat v souladu s výkladem
uvedeným ve 3. kapitole díla Watson (1944). Modifikovaná Besselova funkce
prvního druhu řádu n je nedílnou součástí vyjádření pravděpodobnostní funkce
Skellamova rozdělení, jak si ukážeme v následujících částech této kapitoly.
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Definice 5 (Modifikovaná Besselova funkce prvního druhu).
Modifikovanou Besselovu funkci prvního druhu řádu n pro n ∈ Z budeme

definovat jako sumu nekonečné řady

In(z) =

⎧⎪⎪⎨⎪⎪⎩
∑︁∞

m = 0
1

m! Γ(n + m + 1)

(︂
z
2

)︂2m + n
n ≥ 0,

I−n(z) = ∑︁∞
m = 0

1
m! Γ(−n + m + 1)

(︂
z
2

)︂2m − n
n < 0,

kde z ∈ C a Γ je gama funkce.

Níže představíme několik důležitých vlastností modifikované Besselovy funkce
prvního druhu řádu n, které se nám budou později hodit například při výpočtu
pravděpodobnostní a distribuční funkce Skellamova rozdělení. Pro stručnost uve-
deme následující větu bez důkazu, přičemž budeme vycházet z výsledků uvedených
v knize Watson (1944).

Věta 11 (Vlastnosti modifikované Besselovy funkce prvního řádu).
Nechť In(z) je modifikovaná Besselova funkce prvního druhu řádu n pro n ∈ Z

a z ∈ C, pak platí následující vlastnosti

i) I−n(z) = In(z),

ii) In + 1(z) = In−1(z) − 2n
z

· In(z),

iii) I ′
n(z) = 1

2 [In−1(z) + In + 1(z)],

iv) I ′
n(z) = In−1(z) − n

z
In(z),

v) I ′
n(z) = n

z
In(z) + In + 1(z).

Nyní se zaměříme na Skellamovo rozdělení. Nejprve jej formálně definujeme
a poté odvodíme pravděpodobnostní funkci tohoto rozdělení. Tvar pravděpodob-
nostní funkce tohoto rozdělení si dokážeme jiným způsobem, než jaký použil
Skellam (1946).

Definice 6 (Skellamovo rozdělení).
Mějme dvě nezávislé náhodné veličiny X ∼ Po(λ1) a Y ∼ Po(λ2) s parametry

λ1, λ2 > 0. Pak definujeme Skellamovo rozdělení jako rozdíl dvou nezávislých
náhodných veličin, z nichž každá má Poissonovo rozdělení, tj. S = X − Y . Toto
rozdělení budeme značit S ∼ Skellam(λ1, λ2).

Věta 12 (Pravděpodobnostní funkce Skellamova rozdělení).
Nechť S ∼ Skellam(λ1, λ2), pak pravděpodobnostní funkce Skellamova rozdělení

vypadá následovně

P[S = n] = e−(λ1+λ2)
(︄

λ1

λ2

)︄n
2

In

(︃
2
√︂

λ1λ2

)︃
pro n ∈ Z.
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Důkaz.
Uvažujme dvě nezávislé náhodné veličiny, které mají Poissonovo rozdělení

X ∼ Po(λ1) s parametrem λ1 > 0 a Y ∼ Po(λ2) s parametrem λ2 > 0. Označme
náhodnou veličinu S = X −Y , která má dle Definice 6 Skellamovo rozdělení. K od-
vození pravděpodobnostní funkce rozdělení rozdílu využijeme Větu 10 a počítáme
následovně

P[S = n] = P[X − Y = n] =
∞∑︂

k = 0
P[X = k] · P[Y = k − n]

pro k ≥ 0 a k − n ≥ 0, kde k ∈ N0 a n ∈ Z. Tím získáme spodní mez pro k násle-
dovně k ≥ 0 a k ≥ n, což lze napsat jako k ≥ max(0, n).

Náhodné veličiny X a Y mají Poissonova rozdělení s pravděpodobnostními
funkcemi P[X = k] = λk

1
k! e

−λ1 a P[Y = k] = λk
2

k! e
−λ2 pro k ∈ N0, a tak můžeme

pokračovat v odvozování dále
∞∑︂

k = 0
P[X = k] · P[Y = k − n] =

∞∑︂
k = max(0, n)

λk
1

k! e−λ1 · λk − n
2

(k − n)!e
−λ2 .

V tuto chvíli by bylo příhodné zavést substituci k = m + n, kde pro připome-
nutí m = k − n ≥ 0, pak bude získáme

∞∑︂
k = max(0, n)

λk
1

k! e−λ1 · λk−n
2

(k − n)!e
−λ2 =

∞∑︂
m = 0

λm+n
1

(m + n)!e
−λ1 · λm

2
m! e−λ2 .

Vytkneme-li ze sumy všechny výrazy, které nezávisí na sčítacím indexu m, pak
získáme

e−(λ1+λ2)λn
1

∞∑︂
m = 0

λm
1

(m + n)! · λm
2

m! . (2.1)

Dospěli jsme k bodu, kde využijeme modifikovanou Besselovu funkci prvního
druhu řádu n z Definice 5 a bodu i) z Věty 11. Ještě si můžeme uvědomit, že za
našich podmínek (m ∈ N0, n ∈ Z a k = m + n ≥ 0), lze využít vlastnosti gama
funkce Γ(m + n + 1) = (m + n)! a přepsat modifikovanou Besselovu funkci do
následujícího tvaru In(z) = ∑︁∞

m = 0
1

m!(n + m)!

(︂
z
2

)︂2m + n
. Odtud dosazením hodnoty

z =
√

λ1λ2 do naší funkce snadno získáme následující výsledek

In

(︃
2
√︂

λ1λ2

)︃
=

∞∑︂
m = 0

(︂√
λ1λ2

)︂2m + n

m! (m + n)! = (λ1λ2)
n
2

∞∑︂
m = 0

(λ1λ2)m

m! (m + n)! ,

což už se téměř podobá sumě ve výrazu (2.1).
Výraz (2.1) můžeme upravit do podoby

e−(λ1+λ2)λn
1

∞∑︂
m = 0

λm
1

(m + n)! · λm
2

m! = e−(λ1+λ2)
(︄

λ1

λ2

)︄n
2

· (λ1λ2)
n
2

∞∑︂
m = 0

(λ1λ2)m

m! (m + n)! .

To je přesně ten požadovaný výsledek, k němuž jsme se chtěli dostat, a který
získal i Skellam (1946). Rozdělení náhodné veličiny S tak má pravděpodobnostní
funkci ve tvaru

P[S = n] = e−(λ1+λ2)
(︄

λ1

λ2

)︄n
2

In

(︃
2
√︂

λ1λ2

)︃
pro n ∈ Z.
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Zvažme nyní situaci, kdy máme X ∼ Po(λ1) a Y ∼ Po(λ2) s parametry
λ1 = λ2 = λ > 0. Jedná se o speciální případ rozdělení, které již popsal J. O. Irwin
ve svém článku Irwin (1937). V takovém případě pravděpodobnostní funkce
z Věty 12 vypadá následovně

P[S = n] = e−2λIn (2λ) pro n ∈ Z.

Toto rozdělení se někdy též nazývá symetrické Skellamovo rozdělení. Lze jednoduše
ukázat, že opravdu symetrické je. Pro symetrické Skellamovo rozdělení platí
P[S = n] = P[S = −n], což vyplývá z Věty 11, bodu i). Takové rozdělení budeme
značit S ∼ SSkellam(λ).

2.2 Distribuční funkce Skellamova rozdělení
V této části se podíváme na distribuční funkci Skellamova rozdělení. Již

standardně budeme uvažovat náhodnou veličinu S ∼ Skellam(λ1, λ2). Z předešlé
podkapitoly z Věty 12 si připomeneme tvar pravděpodobnostní funkce

P[S = n] = e−(λ1+λ2)
(︄

λ1

λ2

)︄n
2

In

(︃
2
√︂

λ1λ2

)︃
pro n ∈ Z,

kde In(x) je modifikovaná Besselova funkce prvního druhu řádu n.
Tento vztah ukazuje, že pravděpodobnostní funkce Skellamova rozdělení je

úzce propojena s modifikovanými Besselovými funkcemi prvního druhu, což způ-
sobuje určitá úskalí při výpočtu distribuční funkce. Ta je definována jako suma
pravděpodobností

P[S ≤ x] =
x∑︂

n = −∞
P[S = n] pro x ∈ Z.

Výpočet distribuční funkce Skellamova rozdělení je komplikovaný jak z teore-
tického, tak z numerického hlediska. Hlavním problémem je nekonečná sumace
pravděpodobnostní funkce, která obsahuje modifikované Besselovy funkce. Tyto
funkce mají složité chování, což může vést k problémům při jejich numerickém
sčítání. Z toho důvodu sumu nelze efektivně upravit do jednodušší nebo kom-
paktnější podoby. Navíc, výpočet jednotlivých pravděpodobností vyžaduje práci
s faktoriály a mocninami, což může být výpočetně náročné, zejména pro velké
hodnoty parametrů rozdělení.

Existuje několik metod, jak se tomuto problému vyhnout, a my se v této
práci podíváme na jednu z nich. Jedná se o možné využití necentrálního χ2

rozdělení, které disponuje dobře prozkoumanými vlastnostmi a pro jeho distribuční
funkci existují efektivní numerické metody výpočtu. Pokud by se nám podařilo
nalézt vhodnou transformaci parametrů Skellamova rozdělení tak, aby odpovídaly
parametrům necentrálního χ2 rozdělení, bylo by možné využít tyto numerické
metody k aproximaci distribuční funkce Skellamova rozdělení. Tento přístup
již byl zpracován v článku Johnson (1959). Pro stručnost následujícího textu
nyní definujeme necentrální χ2 rozdělení. Při jeho formulaci vycházíme opět
z článku Johnson (1959).
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Definice 7 (necentrální χ2 rozdělení).
Mějme ν ∈ N a náhodný výběr Z1, . . . , Zν z normálního rozdělení se střední

hodnotou nula a směrodatnou odchylkou rovnou jedné, a nechť a1, . . . , aν jsou
konstanty, pro které platí

τ =
ν∑︂

i = 1
a2

i ,

pak

Q =
ν∑︂

i = 1
(Zi + ai)2,

je náhodná veličina s necentrálním χ2(ν, τ) rozdělením, kde ν je počet stupňů
volnosti a τ je parametr necentrality.

Podívejme se nyní na vztah mezi Skellamovým rozdělením a necentrálním χ2

rozdělením, který je uveden v článku Johnson (1959). V článku je přímým výpo-
čtem pro náhodnou veličinu Q ∼ χ2(ν, τ) ukázáno, že

P[Q < y] = P[A − B ≥ 1
2ν] pro y > 0, (2.1)

kde A ∼ Po(1
2y) a B ∼ Po(1

2τ) jsou nezávislé. Uvědomme si také, že vzhledem
k tomu, že Q je spojitá náhodná veličina, tak platí P[Q < y] = P[Q ≤ y].

Díky tomuto vztahu můžeme distribuční funkci Skellamova rozdělení vyjádřit
pomocí necentrálního χ2 rozdělení, jak je rovněž uvedeno v článku Weiß a Zhu
(2024). Tento článek však uvádí pouze samotný vztah pro distribuční funkci,
aniž by poskytl formální důkaz. Při vlastním odvození jsme dospěli k mírně
odlišnému výsledku – konkrétně jsme zjistili, že v článku mají drobnou nepřesnost,
kdy distribuční funkce v bodě 0 není dle jejich tvrzení dobře definována. Nyní
zformulujeme závěry o distribuční funkci v následující větě, řádně ji dokážeme
a výše zmíněnou nepřesnost opravíme.

Věta 13 (Distribuční funkce Skellamova rozdělení).
Nechť S ∼ Skellam(λ1, λ2) je náhodná veličina ze Skellamova rozdělení, potom

její distribuční funkce pro x ∈ Z je ve tvaru

P[S ≤ x] =

⎧⎪⎨⎪⎩
P[Q1 ≤ 2λ2] pro Q1 ∼ χ2(−2x, 2λ1), jestliže x < 0,

1 − P[Q2 ≤ 2λ1] pro Q2 ∼ χ2(2(x + 1), 2λ2), jestliže x ≥ 0.

Důkaz.
Z Definice 5 víme, že náhodnou veličinu nabývající Skellamova rozdělení lze

vyjádřit jako rozdíl dvou nezávislých náhodných veličin s Poissonovým rozdělením,
tj. S = X − Y ∼ Skellam(λ1, λ2) pro nezávislé náhodné veličiny X ∼ Po(λ1)
a Y ∼ Po(λ2). Tuto skutečnost lze využít k odvození distribuční funkce Skellamova
rozdělení.

V případě, kdy x < 0, tak pro náhodnou veličinu S = X − Y platí, že

P[S ≤ x] = P[X − Y ≤ x] = P[Y − X ≥ −x].

Nyní aplikujeme vztah (2.1), čímž získáme P[Q1 ≤ y] = P[Y − X ≥ −x], což
ve značení této práce lze přepsat následovně A = Y ∼ Po(λ2) a B = X ∼ Po(λ1).

20



Z toho poté plyne, že y = 2λ2, τ = 2λ1 a ν = −2x. Distribuční funkce v tomto
případě pak vypadá následovně

P[S ≤ x] = P[Q1 ≤ 2λ2] pro Q1 ∼ χ2(−2x, 2λ1).

V případě, kdy x ≥ 0, tak důkaz provedeme analogicky. Nejdříve si uvědomíme,
že pro diskrétní náhodnou veličinu S platí, že P[S > x] = P[S ≥ x + 1], odkud
vyplývá

P[S ≤ x] = 1 − P[S > x] = 1 − P[X − Y ≥ x + 1].
Opět aplikujeme vztah (2.1), čímž získáme 1 −P[Q2 ≤ y] = 1 −P[X − Y ≥ x + 1],
což ve značení této práce lze přepsat jako A = X ∼ Po(λ1) a B = Y ∼ Po(λ2).
Z toho poté plyne, že y = 2λ1, τ = 2λ2 a ν = 2(x + 1). Distribuční funkce v tomto
případě pak vypadá následovně

P[S ≤ x] = 1 − P[Q2 ≤ 2λ1] pro Q2 ∼ χ2(2(x + 1), 2λ2).

Tím je důkaz hotov.

Pro lepší pochopení se nyní podíváme na to, jak vypadá distribuční funkce
Skellamova rozdělení, která je zobrazena na Obrázku 2.1. Tento graf nám názorně
ukazuje, jak se kumulativní pravděpodobnosti mění v závislosti na hodnotách
náhodné veličiny, a zároveň umožňuje sledovat, jaký vliv mají různé hodnoty
parametrů na celkový tvar této funkce.
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Obrázek 2.1 Distribuční funkce několika Skellamových rozdělení
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2.3 Momenty Skellamova rozdělení
V této podkapitole odvodíme momentovou vytvořující funkci Skellamova

rozdělení. Vypočítáme první moment tohoto rozdělení a řekneme, proč vyšší
momenty takto počítat nebudeme. Na závěr spočteme střední hodnotu a rozptyl.

Pro výpočet momentové vytvořující funkce náhodné veličiny se Skellamovým
rozdělením využijeme Větu 1. Vše formálně sepíše v následujícím tvrzení.

Věta 14 (Momentová vytvořující funkce náhodné veličiny se Skellamovým rozdě-
lením).

Nechť S ∼ Skellam(λ1, λ2), pak momentová vytvořující funkce je rovna

MS(t) = e−(λ1 + λ2) + λ1et + λ2e−t

, ∀t ∈ R.

Důkaz.
Nechť S ∼ Skellam(λ1, λ2), pak podle Definice 6 můžeme psát S = X − Y pro

X ∼ Po(λ1) a Y ∼ Po(λ2), kde X a Y jsou nezávislé. Momentovou vytvořující
funkci náhodné veličiny s Poissonovým rozdělením jsme již odvodili ve Větě 2,
proto nyní stačí aplikovat Větu 1 na rozdíl S = X −Y . Přitom si musíme uvědomit,
že vytvořující funkce rozdělení náhodné veličiny −Y je dána vztahem MY (−t).
Pak stačí postupovat následovně

MS(t) = MX(t) · MY (−t) = eλ1
(︁

et − 1
)︁

· eλ2
(︁

e−t − 1
)︁

= eλ1
(︁

et − 1
)︁

+λ2
(︁

e−t − 1
)︁
,

což nám po roznásobení a sečtení dá přesně požadovaný výsledek.

Využití Věty 4 pro výpočet momentů pomocí momentové vytvořující funkce
Skellamova rozdělení není úplně vhodná volba. Tento fakt se ukáže být nevhodným
již u střední hodnoty. Nejdříve spočteme první derivaci funkce z Věty 14 následovně

M ′
S(t) =

(︂
e−(λ1+λ2)+λ1·et+λ2·e−t

)︂′
=
(︂
λ1et − λ2e−t

)︂
· e−(λ1+λ2)+λ1·et+λ2·e−t

.

Pro výpočet střední hodnoty stačí použít E[S] = M ′
S(0), což je rovno

E[S] = M ′
S(0) = (λ1e0 − λ2e−0) · e−(λ1+λ2)+λ1·e0+λ2·e−0 = λ1 − λ2.

Tento postup je již pracný i pro první moment a získání vyšších momentů touto
cestou není úplně efektivní, proto důkaz pro střední hodnotu a rozptyl provedeme
přímočařeji. Výsledek výpočtu střední hodnoty a rozptylu Skellamova rozdělení
zformulujeme do následující věty.

Věta 15 (Střední hodnota a rozptyl Skellamova rozdělení).
Nechť S ∼ Skellam(λ1,λ2), pak střední hodnota a rozptyl jsou po řadě rovny

E[S] = λ1 − λ2, Var[S] = λ1 + λ2.

Důkaz.
Pro náhodnou veličinu se Skellamovým rozdělením, tj. S ∼ Skellam(λ1, λ2),

platí dle Definice 6, že se dá napsat jako S = X −Y , kde X ∼ Po(λ1) a Y ∼ Po(λ2)
jsou nezávislé. Z Věty 5 si připomeneme střední hodnotu Poissonova rozdělení
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a díky linearitě středních hodnot pro střední hodnotu Skellamova rozdělení platí,
že

E[S] = E[X − Y ] = E[X] − E[Y ] = λ1 − λ2.

Pro rozptyl využijeme nezávislosti X a Y , odkud dostaneme vztah Var[X−Y ] =
Var[X] + Var[Y ]. Z Věty 5 si připomeneme rozptyl Poissonova rozdělení, a poté
nám nic nebrání spočítat rozptyl Skellamova rozdělení jako

Var[S] = Var[X − Y ] = Var[X] + Var[Y ] = λ1 + λ2.

2.4 Šikmost a špičatost Skellamova rozdělení
V předešlé podkapitole jsme se zabývali výpočtem střední hodnoty a rozptylu

pomocí momentové vytvořující funkce, což nebylo příliš efektivní. V této podka-
pitole si odvodíme kumulantovou vytvořující funkci Skellamova rozdělení a s ní
vypočteme vyšší momenty, což se ukáže být daleko jednodušší cesta. Pomocí takto
vypočítaných momentů spočítáme šikmost a špičatost Skellamova rozdělení.

Věta 16 (Kumulantová vytvořující funkce Skellamova rozdělení).
Nechť S ∼ Skellam(λ1,λ2), pak kumulantová vytvořující funkce je rovna

KS(t) = −(λ1 + λ2) + λ1et + λ2e−t, ∀t ∈ R.

Důkaz.
Stačí vzít momentovou vytvořující funkci Skellamova rozdělení z Věty 14

a počítat přesně podle Definice 2 následovně

KS(t) = log [MS(t)] = log
[︂
e−(λ1+λ2)+λ1et+λ2e−t

]︂
= −(λ1 + λ2) + λ1et + λ2e−t.

Věta 17 (Vyšší momenty Skellamova rozdělení).
Nechť S ∼ Skellam(λ1, λ2), pak platí

E[S] = λ1 − λ2,

E[S2] = λ1 + λ2 + (λ1 − λ2)2,

E[S3] = λ1 − λ2 + 3(λ1 + λ2)(λ1 − λ2) + (λ1 − λ2)3,

E[S4] = λ1 + λ2 + (λ1 − λ2)2[4 + 6(λ1 + λ2)] + 3(λ1 + λ2)2 + (λ1 − λ2)4.

Pro centrální momenty platí

E [(S − E[S])] = 0,

E
[︂
(S − E[S])2

]︂
= λ1 + λ2,

E
[︂
(S − E[S])3

]︂
= λ1 − λ2,

E
[︂
(S − E[S])4

]︂
= λ1 + λ2 + 3(λ1 + λ2)2.
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Důkaz.
Nejdříve spočteme sudé a liché derivace kumulantové vytvořující funkce

z Věty 16. Pro přirozené n ≥ 1 máme

K
(2n − 1)
S (t) = d2n − 1

dt2n − 1

(︂
−(λ1 + λ2) + λ1et + λ2e−t

)︂
= λ1et − λ2e−t,

K
(2n)
S (t) = d2n

dt2n

(︂
−(λ1 + λ2) + λ1et + λ2e−t

)︂
= λ1et + λ2e−t.

Poté dosazením t = 0 dostaneme sudý a lichý kumulant Skellamova rozdělení
následovně

κ2n−1 = λ1e0 − λ2e−0 = λ1 − λ2,

κ2n = λ1e0 + λ2e−0 = λ1 + λ2.

Nyní již jen stačí aplikovat Větu 6 s Důsledkem 1 a lehce upravit výrazy. Tím
dostáváme přesně požadovaný výsledek.

Výhodou tohoto postupu oproti tomu z minulé kapitoly je to, že pokud
známe vztah mezi momenty a kumulanty, pak můžeme momenty spočítat daleko
efektivněji. Stačí nám pouze vypočítat derivace kumulantové vytvořující funkce
a z toho spočítat kumulanty. V tomto konkrétním případě je tento proces daleko
jednodušší než derivování momentové vytvořující funkce, jak již bylo ukázáno
dříve.

Nyní již známe všechny potřebné centrální momenty k tomu, abychom mohli
vypočítat šikmost a špičatost Skellamova rozdělení.

Věta 18 (Šikmost a špičatost Skellamova rozdělení).
Nechť S ∼ Skellam(λ1,λ2), pak

i) šikmost je rovna
γ3 = λ1 − λ2

(λ1 + λ2)
3
2
,

ii) špičatost je rovna
γ4 = 1

(λ1 + λ2)
+ 3.

Důkaz.
K výpočtu šikmosti a špičatosti potřebujeme druhý, třetí a čtvrtý centrální

moment Skellamova rozdělení, což již známe z Věty 17, a tak můžeme vyjít přímo
z Definice 4. Nejprve spočteme šikmost následovně

γ3 = E [(S − E[S])3]
Var[S] 3

2
= λ1 − λ2

(λ1 + λ2)
3
2
.

Pro špičatost se budeme držet stejného postupu

γ3 = E [(S − E[S])4]
Var[S]2 = (λ1 + λ2) + 3(λ1 + λ2)2

(λ1 + λ2)2 = 1
(λ1 + λ2)

+ 3.
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Skellamovo rozdělení je určeno dvěma parametry, a to λ1 > 0 a λ2 > 0, přičemž
nastává několik zajímavých případů. Pokud λ1 = λ2, pak je rozdělení symetrické
kolem nuly a šikmost je tedy nulová. Jestliže λ1 > λ2, pak je šikmost kladná
a pravděpodobnostní funkce je zešikmené doprava, tedy pravděpodobnost výskytu
kladných hodnot je vyšší než pravděpodobnost výskytu záporných hodnot. Naopak
při λ1 < λ2 je šikmost záporná a pravděpodobnostní funkce je zešikmená doleva,
což znamená vyšší pravděpodobnost výskytu záporných hodnot oproti kladným.

Stejně jako dříve platí λ1 > 0 a λ2 > 0, z čehož vyplývá, že koeficient špičatosti
Skellamova rozdělení je vždy γ4 > 3 bez ohledu na konkrétní volbě parametrů.

Na Obrázku 2.2 zobrazíme několik grafů pravděpodobnostních funkcí Skella-
mova rozdělení, vždy pro různé hodnoty parametrů λ1 a λ2. Tyto grafy vizuálně
podporují závěry o šikmosti a špičatosti, které byly uvedeny v této podkapitole.

Obrázek 2.2 Pravděpodobnostní funkce několika Skellamových rozdělení

2.5 Vlastnosti Skellamova rozdělení
V této podkapitole se zaměříme na vybrané vlastnosti Skellamova rozdělení.

Konkrétně se zaměříme na vlastnosti součtu a rozdílu několika náhodných veličin
se Skellamovým rozdělením s různými parametry a prozkoumáme, jak se tyto
operace projeví v charakteristikách výsledného rozdělení.
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Věta 19 (Součet dvou náhodných veličin se Skellamovým rozdělením).
Mějme dvě nezávislé náhodné veličiny se Skellamovým rozdělením s různými

parametry, tj. S1 ∼ Skellam(λ11, λ21) a S2 ∼ Skellam(λ12, λ22). Pak platí

S1 + S2 ∼ Skellam
(︄ 2∑︂

i = 1
λ1i,

2∑︂
i=1

λ2i

)︄
.

Důkaz.
Skellamovo rozdělení podle Definice 6 můžeme reprezentovat jako rozdíl

dvou nezávislých náhodných veličin s Poissonovým rozdělením. Označme si nyní
S1 = X11 − X21 ∼ Skellam(λ11, λ21) a S2 = X12 − X22 ∼ Skellam(λ12, λ22), kde
X11, . . . , X22 jsou náhodné veličiny s Poissonovým rozdělením a příslušným para-
metrem λij pro i,j ∈ {1, 2}. Zároveň náhodné veličiny X11, . . . , X22 jsou navzájem
nezávislé z Definice 6 a předpokladu nezávislosti náhodných veličin S1 a S2. Pak
už si jen stačí uvědomit, že platí

S1 + S2 = (X11 − X21) + (X12 − X22) = (X11 + X12) − (X21 + X22),

kde podle Věty 3 mají součty X11 + X12 a X21 + X22 opět Poissonovo rozdělení,
přesněji X11 + X12 ∼ Po(λ11 + λ12) a X21 + X22 ∼ Po(λ21 + λ22). Pak díky
nezávislosti a Definici 6, tj. definici Skellamova rozdělení, platí

S1 + S2 = (X11 + X12) − (X21 + X22) ∼ Skellam(λ11 + λ12, λ21 + λ22),

což je požadovaný výsledek.

Tuto větu lze jednoduše rozšířit na součet k nezávislých náhodných veličin se
Skellamovým rozdělením s různými parametry. Jedná se o jednoduchý důsledek,
který nyní zformulujeme.

Důsledek 2.
Mějme posloupnost nezávislých náhodných veličin S1, . . . , Sk, pro které platí

Si ∼ Skellam(λ1i, λ2i) pro i = 1, . . . , k. Pak platí

k∑︂
i = 1

Si ∼ Skellam
(︄

k∑︂
i = 1

λ1i,
k∑︂

i = 1
λ2i

)︄
.

Ještě se podíváme na chování rozdílu dvou náhodných veličin se Skellamovým
rozdělením s různými parametry.

Věta 20 (Rozdíl dvou náhodných veličin se Skellamovým rozdělením).
Mějme dvě nezávislé náhodné veličiny se Skellamovým rozdělením s různými

parametry, tj. S1 ∼ Skellam(λ11, λ21) a S2 ∼ Skellam(λ12, λ22). Pak platí

S1 − S2 ∼ Skellam (λ11 + λ22, λ12 + λ21) .

Důkaz.
V důkazu budeme postupovat obdobně jako v důkazu Věty 19. Opět si označme

S1 = X11 − X21 ∼ Skellam(λ11, λ21) a S2 = X12 − X22 ∼ Skellam(λ12, λ22), kde
X11, . . . , X22 jsou náhodné veličiny s Poissonovým rozdělením a příslušným para-
metrem λij pro i,j ∈ {1,2}. Zároveň náhodné veličiny X11, . . . , X22 jsou navzájem
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nezávislé z Definice 6 a předpokladu nezávislosti náhodných veličin S1 a S2. Pak už
si jen stačí uvědomit, že platí

S1 − S2 = (X11 − X21) − (X12 − X22) = (X11 + X22) − (X12 + X21),

kde podle Věty 3 máme X11+X22 ∼ Po(λ11+λ22) a X12+X21 ∼ Po(λ12+λ21). Poté
díky nezávislosti a reprezentaci Skellamova rozdělení jako rozdílu dvou nezávislých
náhodných veličin s Poissonovým rozdělením získáme

S1 − S2 = (X11 + X22) − (X12 + X21) ∼ Skellam(λ11 + λ22, λ12 + λ21),

čímž je důkaz hotov.

Ještě v závěru této podkapitoly se můžeme podívat na několik vlastností
pravděpodobnostní funkce Skellamova rozdělení. Tyto vlastnosti zformulujeme
v následující větě.

Věta 21 (Vlastnosti pravděpodobnostní funkce Skellamova rozdělení).
Nechť S ∼ Skellam(λ1, λ2), pak platí následující vztahy

i) P[S = −n] =
(︄

λ2

λ1

)︄n

P[S = n],

ii) P[S = n + 1] =
(︄

λ1

λ2

)︄
P[S = n − 1] −

(︃
n

λ2

)︃
P[S = n] pro n ∈ Z.

Důkaz.
V důkazu vyjdeme přímo z Věty 12 o pravděpodobnostní funkci Skellamova

rozdělení a z vlastností modifikované Besselovy funkce prvního druhu řádu n,
které máme zformulované ve Větě 11.

i) Využijeme tedy přímo Větu 12 a píšeme

P[S = −n] = e−(λ1+λ2)
(︄

λ1

λ2

)︄−n/2

I−n

(︃
2
√︂

λ1λ2

)︃

= e−(λ1+λ2)
(︄

λ1

λ2

)︄n/2−n

In

(︃
2
√︂

λ1λ2

)︃

=
(︄

λ2

λ1

)︄n

P[S = n] pro n ∈ Z,

kde ve druhé rovnosti jsme využili bodu i) Věty 11, který se týká symetric-
kých vlastností modifikované Besselovy funkce prvního druhu řádu n.
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ii) Opět využijeme Větu 12 a píšeme

P[S = n + 1] = e−(λ1+λ2)
(︄

λ1

λ2

)︄n+1
2
[︄
In−1

(︃
2
√︂

λ1λ2

)︃
− n√

λ1λ2
In

(︃
2
√︂

λ1λ2

)︃]︄

=
(︄

λ1

λ2

)︄
· e−(λ1+λ2)

(︄
λ1

λ2

)︄n−1
2

In−1

(︃
2
√︂

λ1λ2

)︃

−
(︄

λ1

λ2

)︄ 1
2 n√

λ1λ2
· e−(λ1+λ2)

(︄
λ1

λ2

)︄n
2

In

(︃
2
√︂

λ1λ2

)︃

=
(︄

λ1

λ2

)︄
P[S = n − 1] −

(︃
n

λ2

)︃
P[S = n] pro n ∈ Z,

kde v první rovnosti jsme využili bodu ii) Věty 11, který se týká rekurentních
vlastností modifikované Besselovy funkce prvního druhu řádu n.

28



3 Odhadování parametrů a jejich
testování

V této kapitole budeme uvažovat náhodný výběr X1, . . . ,Xn ze Skellamova roz-
dělení s neznámými parametry λ1, λ2 > 0, které v této kapitole budeme odhadovat.
Konkrétně budeme odhadovat pomocí momentové metody a metody maximální vě-
rohodnosti. Článků, zabývajících se odhadováním parametrů Skellamova rozdělení,
existuje rovnou několik. V této práci budeme vycházet z článku Alzaid a Omair
(2010), kde se autoři věnují jak momentové metodě, tak maximálně věrohodnému
odhadu. Poznatky o odhadech získaných momentovou metodou z výše zmíněného
článku dále rozšíříme, přičemž se konkrétně zaměříme na jejich konzistenci, ne-
strannost a asymptotické rozdělení. Veškeré znalosti z oblasti statistiky budeme
čerpat ze skript Kulich (2014).

3.1 Momentová metoda
V této podkapitole se zaměříme na odhadování parametrů ze Skellamova

rozdělení pomocí momentové metody. Základní myšlenka spočívá v porovnání
teoretických momentů rozdělení s jejich empirickými protějšky, které lze vypočítat
z dostupných dat – konkrétně v našem případě výběrového průměru Xn a výběro-
vého rozptylu S2

n. U Skellamova rozdělení je tento postup vesměs přímočarý.
Z Věty 15 platí E[Xi] = λ1 −λ2 a Var[Xi] = λ1 +λ2 pro všechna i ∈ {1, . . . , n}.

Využitím momentové metody položíme do rovnosti tyto teoretické momenty
s momenty empirickými a získáme

Xn = ˆ︁λMM1 − ˆ︁λMM2 a S2
n = ˆ︁λMM1 + ˆ︁λMM2 ,

kde Xn = 1
n

∑︁n
i = 1 Xi představuje výběrový průměr a S2

n = 1
n−1

∑︁n
i = 1(Xi − Xn)2

výběrový rozptyl daného náhodného výběru. Máme tak dvě rovnice o dvou
neznámých a z toho již jednoduše dokážeme vyjádřit odhady parametrů λ1 a λ2.
Takové odhady jsou ve tvaru

ˆ︁λMM1 = 1
2(S2

n + Xn) a ˆ︁λMM2 = 1
2(S2

n − Xn).

Je dobré si povšimnout, že pokud S2
n − |Xn| ≤ 0, pak mohou momentové odhadyˆ︁λMM1 a ˆ︁λMM2 nabývat záporných hodnot, čímž se dostávají mimo parametrickou

množinu předpokládající kladnost obou parametrů. Tato situace může nastat
zejména při malém rozsahu náhodného výběru. Asymptoticky však k této situ-
aci nedochází, neboť podle zákona velkých čísel platí, že výběrový průměr Xn

konverguje ke střední hodnotě E[Xi] = λ1 − λ2 a výběrový rozptyl S2
n konverguje

k rozptylu Var[Xi] = λ1 + λ2. Jelikož pro všechna kladná λ1, λ2 platí nerovnost
λ1 + λ2 > |λ1 − λ2|, pak bude pro dostatečně velké rozsahy n platit i S2

n > |Xn|,
a tedy oba momentové odhady zůstanou kladné s pravděpodobností jdoucí k 1.

Zaměřme se nyní na základní vlastnosti odhadů získaných momentovou me-
todou. Nejprve se budeme věnovat jejich nestrannosti, následně se podíváme na
konzistenci.
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Věta 22 (Nestrannost odhadů ˆ︁λMM1 a ˆ︁λMM2).
Nechť X1, . . . , Xn je náhodný výběr ze Skellamova rozdělení s parametry

λ1, λ2 > 0. Potom jsou momentové odhady ˆ︁λMM1 a ˆ︁λMM2 nestranné.

Důkaz.
Připomeňme, že odhad parametru λ1 je nestranný, pokud platí E[ˆ︁λMM1 ] = λ1.

Podobně pro ˆ︁λMM2 . Z Věty 15 a vlastností výběrového průměru a výběrového
rozptylu víme, že E

[︂
Xn

]︂
= E[Xi] = λ1 − λ2 a Var[S2

n] = Var[Xi] = λ1 + λ2, proto

E[ˆ︁λMM1 ] = E
[︃1
2
(︂
S2

n + Xn

)︂]︃
= 1

2
(︂
(λ1 + λ2) + (λ1 − λ2)

)︂
= λ1,

E[ˆ︁λMM2 ] = E
[︃1
2
(︂
S2

n − Xn

)︂]︃
= 1

2
(︂
(λ1 + λ2) − (λ1 − λ2)

)︂
= λ2.

Tím je důkaz hotov

Věta 23 (Konzistence odhadů ˆ︁λMM1 a ˆ︁λMM2).
Nechť X1, . . . , Xn je náhodný výběr ze Skellamova rozdělení s parametry

λ1, λ2 > 0, přičemž rozsah výběru n roste do nekonečna. Potom jsou momentové
odhady ˆ︁λMM1 a ˆ︁λMM2 konzistentní.

Důkaz.
Připomeňme, že odhad je konzistentní, pokud platí ˆ︁λMM1

P−−−→
n → ∞

λ1. Podobně

pro ˆ︁λMM2 . Víme, že platí Xn
P−−−→

n → ∞
E[Xi] = λ1 −λ2 a S2

n
P−−−→

n → ∞
Var[Xi] = λ1 +λ2

pro všechna i ∈ {1, . . . , n}, kde n roste do nekonečna. Tento fakt vyplývá ze zákona
velkých čísel a Věty 15. Jelikož konvergence po složkách v pravděpodobnosti
implikuje konvergenci vektoru v pravděpodobnosti, pak v našem případě plyne,
že (Xn, S2

n)⊤ P−−−→
n → ∞

(λ1 − λ2, λ1 + λ2)⊤.
Nyní použijme větu o spojité transformaci na momentové odhady ˆ︁λMM1 a ˆ︁λMM2 .

Budeme uvažovat spojitou funkci g(x1, x2) =
(︂

1
2(x2 + x1), 1

2(x2 − x1)
)︂⊤

, čímž po

dosazení získáme g(Xn, S2
n) =

(︂
1
2(S2

n + Xn) , 1
2(S2

n − Xn)
)︂

=
(︂ˆ︁λMM1 , ˆ︁λMM2

)︂⊤
,

z čehož následně dostaneme⎛⎝Xn

S2
n

⎞⎠ P−−−→
n → ∞

⎛⎝λ1 − λ2

λ1 + λ2

⎞⎠ ⇒

⎛⎝ˆ︁λMM1ˆ︁λMM2

⎞⎠ P−−−→
n → ∞

⎛⎝λ1

λ2

⎞⎠ .

Tím jsme ukázali, že momentové odhady ˆ︁λMM1 a ˆ︁λMM2 jsou konzistentní.

3.2 Asymptotické rozdělení odhadů získaných
momentovou metodou

V této části se podíváme na asymptotické rozdělení odhadů získaných v předešlé
podkapitole, tj. odhadů získaných momentovou metodou. Abychom tak mohli
učinit, nejdříve potřebujeme znát asymptotické rozdělení výběrového průměru Xn

a výběrového rozptylu S2
n. Takové tvrzení si uvedeme bez důkazu v následující

větě, kde vycházíme ze skript Kulich (2014).
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Věta 24 (Asymptotické rozdělení výběrového průměru a rozptylu).
Nechť X1, . . . , Xn je náhodný výběr z rozdělení se střední hodnotou µ, rozpty-

lem σ2 a konečným čtvrtým momentem, pak platí

√
n

⎡⎣⎛⎝Xn

S2
n

⎞⎠−

⎛⎝ µ

σ2

⎞⎠⎤⎦ D−−−→
n → ∞

N2
(︂
0, Σ

)︂
,

kde Σ =
⎛⎝ σ2 σ3γ3

σ3γ3 σ4(γ4 − 1)

⎞⎠ , kde γ3 a γ4 jsou šikmost a špičatost náhodné

veličiny X1.

V tuto chvíli si můžeme také položit otázku, jak vypadá asymptotické rozdělení
dvojice odhadů ˆ︁λMM1 a ˆ︁λMM2 . Pomocí známé metody, tzv. delta metody, takové
rozdělení budeme schopni popsat v následující větě.

Věta 25 (Asymptotické rozdělení odhadů ˆ︁λMM1 a ˆ︁λMM2).
Nechť X1, . . . , Xn je náhodný výběr ze Skellamova rozdělení s parametry

λ1, λ2 > 0. Potom platí

√
n

⎡⎣⎛⎝ˆ︁λMM1ˆ︁λMM2

⎞⎠−

⎛⎝λ1

λ2

⎞⎠⎤⎦ D−−−→
n → ∞

N2
(︂
0, ΣMM

)︂
,

kde ΣMM =
⎛⎝1

2

(︂
2λ1 + (λ1 + λ2)2

)︂
1
2(λ1 + λ2)2

1
2 (λ1 + λ2)2 1

2

(︂
2λ2 + (λ1 + λ2)2

)︂
⎞⎠ .

Důkaz.
Z Věty 15 známe střední hodnotu a rozptyl a z Věty 18 zase šikmost a špičatost

Skellamova rozdělení. Aplikace Věty 24 nám poté umožňuje odvodit asymptotické
rozdělení výběrového průměru a výběrového rozptylu pro náhodný výběr ze
Skellamova rozdělení následovně

√
n

⎡⎣⎛⎝Xn

S2
n

⎞⎠−

⎛⎝λ1 − λ2

λ1 + λ2

⎞⎠⎤⎦ D−−−→
n → ∞

N2
(︂
0, ΣSkellam

)︂
,

kde ΣSkellam =
⎛⎝λ1 + λ2 λ1 − λ2

λ1 − λ2 2(λ1 + λ2)2 + (λ1 + λ2)

⎞⎠ .

Vzhledem k asymptotické normalitě výběrového průměru a výběrového rozptylu
můžeme nyní využít delta metodu pro získání asymptotického rozdělení libovolné
hladké funkce těchto charakteristik. Uvažujme spojitě diferencovatelnou funkci
g : R2 → R2 s maticí prvních parciálních derivací rovnou

Dg(x1, x2) =

⎛⎜⎝ ∂g1
∂x1

(x1, x2) ∂g1
∂x2

(x1, x2)
∂g2
∂x1

(x1, x2) ∂g2
∂x2

(x1, x2)

⎞⎟⎠ .

Pak podle delta metody platí
√

n
(︂
g
(︂
Xn, S2

n

)︂
− g (λ1 − λ2, λ1 + λ2)

)︂
D−−−→

n → ∞
N2
(︂
0, Dg · ΣSkellam · Dg⊤

)︂
,
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kde Dg = Dg(λ1 − λ2, λ1 + λ2).
Pro spojitou funkci g(x1, x2) =

(︂
1
2(x2 + x1), 1

2(x2 − x1)
)︂⊤

dostáváme

g
(︂
Xn, S2

n

)︂
=
(︃1

2
(︂
S2

n + Xn

)︂
,
1
2
(︂
S2

n − Xn

)︂)︃⊤
=
(︂ˆ︁λMM1 , ˆ︁λMM2

)︂⊤
,

g (λ1, λ2) =
(︃1

2 (λ2 + λ1 + λ1 − λ2) ,
1
2 (λ2 − λ1 + λ1 + λ2)

)︃⊤
= (λ1 , λ2)⊤ .

Matice prvních parciálních derivací je v bodě (λ1 − λ2, λ1 + λ2) rovna

Dg =
⎛⎝ 1/2 1/2

−1/2 1/2

⎞⎠ .

Spojením všech předchozích informací získáme následující asymptotické vyjádření

√
n

⎡⎣⎛⎝ˆ︁λMM1ˆ︁λMM2

⎞⎠−

⎛⎝λ1

λ2

⎞⎠⎤⎦ D−−−→
n → ∞

N2
(︂
0, Dg · ΣSkellam · Dg⊤

)︂
,

kde matice Dg · ΣSkellam · Dg⊤ je rovna⎛⎝ 1/2 1/2
−1/2 1/2

⎞⎠ ·

⎛⎝λ1 + λ2 λ1 − λ2

λ1 − λ2 2(λ1 + λ2)2 + (λ1 + λ2)

⎞⎠ ·

⎛⎝1/2 −1/2
1/2 1/2

⎞⎠ .

Po úpravě dojdeme k požadované podobě kovarianční matice

ΣMM =
⎛⎝1

2 (2λ1 + (λ1 + λ2)2) 1
2(λ1 + λ2)2

1
2(λ1 + λ2)2 1

2 (2λ2 + (λ1 + λ2)2)

⎞⎠ .

Tím je důkaz hotov.

Z Věty 25 můžeme jednoduše odvodit test na rovnost parametrů Skellamova
rozdělení, tj. λ1 = λ2. Budeme tak moci testovat hypotézu

H0 : λ1 = λ2

proti alternativní hypotéze
H1 : λ1 ̸= λ2.

Tento test získáme vhodnou transformací pomocí delta metody, přičemž uvažujeme
spojitou funkci g(x1, x2) = x1 − x2. Dostaneme tak

g
(︂ˆ︁λMM1 , ˆ︁λMM2

)︂
= ˆ︁λMM1 − ˆ︁λMM2 = Xn,

g(λ1, λ2) = λ1 − λ2.

Vektor prvních parciálních derivací v bodě (x1, x2) je pak roven ∇g = (1, − 1)⊤.
Z předchozích poznatků tak plyne

√
n
[︂
Xn − (λ1 − λ2)

]︂
D−−−→

n → ∞
N
(︂
0, ∇g⊤ · ΣMM · ∇g

)︂
,
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kde ∇g⊤ · ΣMM · ∇g je rovno

(︂
1 −1

)︂
·
(︄

λ1 + λ2 λ1 − λ2
λ1 − λ2 2(λ1 + λ2)2 + (λ1 + λ2)

)︄
·
(︄

1
−1

)︄
= λ1 + λ2.

Stejný výsledek bychom také získali aplikací centrální limitní věty na náhodný
výběr X1, . . . , Xn ze Skellamova rozdělení s neznámými parametry λ1 a λ2.

Za platnosti nulové hypotézy H0 : λ1 = λ2 platí
√

n · Xn
D−−−→

n → ∞
N
(︂
0, λ1 + λ2

)︂
.

Jelikož však rozptyl λ1 + λ2 je neznámý, tak jej odhadneme pomocí výběrového
rozptylu S2

n a použijeme Cramérovo-Slutského větu, čímž získáme

√
n · Xn√︂

S2
n

D−−−→
n → ∞

N
(︂
0, 1

)︂
.

3.3 Metoda maximální věrohodnosti
V této podkapitole nejprve sestrojíme věrohodnostní funkci, respektive logarit-

mickou věrohodnostní funkci. Následně najdeme hodnoty parametrů, které tuto
funkci maximalizují. Shrneme také poznatky z článku Alzaid a Omair (2010), kde
se autoři maximálně věrohodným odhadem Skellamova rozdělení již zabývali.

Díky Větě 12 víme, jak vypadá pravděpodobnostní funkce Skellamova rozdělení,
pak již není těžké ukázat, jak bude vypadat věrohodnostní funkce. Ta bude ve
tvaru

Ln(λ1, λ2) =
n∏︂

i = 1

⎡⎢⎣e−(λ1+λ2)
(︄

λ1

λ2

)︄Xi
2

IXi

(︃
2
√︂

λ1λ2

)︃⎤⎥⎦ .

Logaritmickou věrohodnostní funkci z toho získáme jednoduchým zlogaritmováním,
tj.

ℓn(λ1, λ2) = −n (λ1 + λ2) + 1
2 log

(︃
λ1

λ2

)︃ n∑︂
i = 1

Xi +
n∑︂

i = 1
log
(︃

IXi

(︃
2
√︂

λ1λ2

)︃)︃
.

Na Obrázku 3.1 můžeme vidět jednu konkrétní podobu takové logaritmické
věrohodnostní funkce, a to konkrétně logaritmickou věrohodnostní funkci pro
náhodný výběr ze Skellamova rozdělení s parametry λ1 = 6 a λ2 = 4 o rozsahu 100.
Pro lepší vizuální představu ještě přidáme Obrázek 3.2, kde je možné vidět řez
logaritmické věrohodnostní funkce z Obrázku 3.1 pro fixní parametr λ1 = 6.
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Obrázek 3.1 Logaritmická věrohodnostní funkce náhodného výběru ze Skellamova
rozdělení s parametry λ1 = 6 a λ2 = 4 o rozsahu 100
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Obrázek 3.2 Řez logaritmické věrohodnostní funkce z Obrázku 3.1 pro fixní λ1 = 6
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Maximálně věrohodné odhady ˆ︁λMLE1 a ˆ︁λMLE2 pak získáme maximalizací
logaritmické věrohodnostní funkce, tj.(︂ˆ︁λMLE1 , ˆ︁λMLE2

)︂
= arg max

(λ1,λ2) ∈ Λ

[︂
ℓn(λ1,λ2)

]︂
,

kde Λ = (0,∞)×(0,∞) představuje parametrický prostor neznámých parametrů λ1
a λ2.

Nyní by nám stačilo spočítat parciální derivace funkce ℓn(λ1,λ2) podle λ1,
a poté podle λ2 a položit je rovny nule. Tím získáme soustavu věrohodnostních
rovnic a jejím vyřešením maximálně věrohodné odhady ˆ︁λMLE1 a ˆ︁λMLE2 . To však
platí pouze za předpokladu, kdy Hessova matice funkce ℓn(λ1, λ2) je negativně
definitní, což z povahy druhých parciálních derivací nebude úplně jednoduché určit
vzhledem k výskytu modifikovaných Besselových funkcí prvního druhu řádu Xi.

Podívejme se nyní na to, jak vypadají věrohodnostní rovnice, přičemž jednotlivé
kroky přeskočíme a pro více informací se odkážeme na článek Alzaid a Omair
(2010). Společně s tím si připomeňme vztahy pro derivování modifikované Besselovy
funkce prvního druhu řádu Xi, které jsme zformulovali ve Větě 11. Věrohodnostní
rovnice pak vypadají následovně

−n + 1ˆ︁λMLE1

·
n∑︂

i = 1
Xi +

ˆ︁λMLE2√︂ˆ︁λMLE1 · ˆ︁λMLE2

·
n∑︂

i = 1

IXi + 1

(︃
2
√︂ˆ︁λMLE1 · ˆ︁λMLE2

)︃
IXi

(︃
2
√︂ˆ︁λMLE1 · ˆ︁λMLE2

)︃ = 0

(3.1)
a

−n +
ˆ︁λMLE1√︂ˆ︁λMLE1 · ˆ︁λMLE2

·
n∑︂

i = 1

IXi + 1

(︃
2
√︂ˆ︁λMLE1 · ˆ︁λMLE2

)︃
IXi

(︃
2
√︂ˆ︁λMLE1 · ˆ︁λMLE2

)︃ = 0. (3.2)

Maximálně věrohodné odhady ˆ︁λMLE1 a ˆ︁λMLE2 získáme vyřešením dvou neline-
árních rovnic (3.1) a (3.2). Avšak kvůli přítomnosti modifikovaných Besselových
funkcí prvního druhu řádu Xi, respektive jejich derivací, nelze odhady na první
pohled jednoduše vyjádřit analyticky. Buď můžeme řešit numericky přímo soustavu
nelineárních rovnic nebo si problém nějak vhodně ulehčit.

Lze například převést problém na numerické řešení jedné rovnice o jedné
neznámé tak, že rovnici (3.1) vynásobíme odhadem ˆ︁λMLE1 a rovnici (3.2) odha-
dem ˆ︁λMLE2 , a následně je od sebe odečteme. Tím získáme následující vztah

−nˆ︁λMLE1 + nˆ︁λMLE2 +
n∑︂

i = 1
Xi = 0,

z kterého si můžeme vyjádřit jeden z odhadů jako
ˆ︁λMLE1 = ˆ︁λMLE2 + Xn. (3.3)

Nyní dosazením vztahu (3.3) do rovnice (3.2) získáme

−n +

(︂ˆ︁λMLE2 + Xn

)︂
√︃(︂ˆ︁λMLE2 + Xn

)︂
· ˆ︁λMLE2

·
n∑︂

i = 1

IXi + 1

(︃
2
√︃(︂ˆ︁λMLE2 + Xn

)︂
· ˆ︁λMLE2

)︃
IXi

(︃
2
√︃(︂ˆ︁λMLE2 + Xn

)︂
· ˆ︁λMLE2

)︃ = 0.
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Z výrazu (3.2) lze numerickými metodami získat odhad ˆ︁λMLE2 , který po do-
sazení do (3.1) umožní určit odpovídající dvojici odhadů ˆ︁λMLE1 a ˆ︁λMLE2 . Další
možný přístup k numerickému výpočtu odhadů spočívá v dosazení vztahu (3.3),
respektive λ1 = λ2 + Xn, přímo do logaritmické věrohodnostní funkce ℓn(λ1, λ2).
Tím získáme funkci závislou pouze na jedné proměnné, což výrazně usnadní
následnou optimalizační úlohu. Pak již jednoduše můžeme pomocí vztahu (3.3)
dopočítat odhad ˆ︁λMLE1 .

Na závěr této podkapitoly ještě uveďme, že jsou-li splněny podmínky regularity
pro maximálně věrohodné odhady, získávají tyto odhady užitečné asymptotické
vlastnosti – konkrétně konzistenci, asymptotickou nestrannost a asymptotickou
normalitu – jak je uvedeno ve skriptech Kulich (2014). K ověření těchto podmínek
regularity by však byla potřeba podrobnější analýza vlastností funkcí z Definice 5,
avšak vzhledem k rozsahu této problematiky ji v práci ponecháme pouze jako
zajímavou, avšak nezbytnou poznámku pro studium asymptotických vlastností
maximálně věrohodných odhadů parametrů ze Skellamova rozdělení.
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4 Simulační studie
Cílem této kapitoly je představit výsledky simulační studie zaměřené na odhady

parametrů Skellamova rozdělení pomocí metody momentů a metody maximální
věrohodnosti, které byly popsány v předchozí kapitole.

Při odhadu parametrů metodou maximální věrohodnosti byly vyzkoušeny
různé numerické přístupy uvedené ve třetí kapitole. Všechny tyto metody vedly
ke stejným výsledkům, kde pouhá odlišnost mezi nimi byla v době výpočtu
a výpočetní náročnosti. Tyto rozdíly však nebyly natolik výrazné, aby měly
zásadní význam a zasluhovaly podrobnější rozbor. S ohledem na přehlednost textu
proto uvádíme pouze výsledky získané metodou přímé maximalizace logaritmické
věrohodnostní funkce. Z tohoto důvodu nejsou jednotlivé výsledky dosažené
alternativními metodami nijak uváděny.

Veškeré simulace byly provedeny ve výpočetním programu Wolfram Mathe-
matica od Wolfram Research, Inc. (2022), a to pro různé rozsahy n náhodných
výběrů. Konkrétně jsme zde uvažovali rozsahy n = {50, 100, 250, 500, 1000} a pro
různé kombinace parametrů λ1 a λ2. Každý experiment byl opakován 500krát pro
každou kombinaci parametrů a každý rozsah výběru, aby bylo možné adekvátně
posoudit chování jednotlivých metod odhadu parametrů.

Pro hodnocení kvality odhadů budeme pro každou hodnotu n počítat klíčové
výběrové charakteristiky takových odhadů, tj. vychýlení odhadu (BIAS), jeho
výběrový rozptyl (VAR) a odmocninu střední kvadratické chyby (RMSE).

Uvažujme odhad ˆ︁λi neznámého parametru λi, pak pro 500 opakování našich
simulací budeme vychýlení a výběrový rozptyl počítat následovně

BIAS
[︂ˆ︁λi

]︂
= 1

500

500∑︂
j = 1

(︂ˆ︁λij − λ
)︂

,

VAR
[︂ˆ︁λi

]︂
= 1

499

500∑︂
j = 1

(︂ˆ︁λij − λi

)︂2
,

kde odhad ˆ︁λij představuje odhad neznámého parametru λi v j-té simulaci pro
j ∈ {1, . . . , 500} a λi = 1

500
∑︁500

j = 1
ˆ︁λij je výběrový průměr odhadů ze všech simulací.

Odmocninu střední kvadratické chyby (RMSE) pak snadno spočteme jako

RMSE
[︂ˆ︁λi

]︂
=
√︃

VAR
[︂ˆ︁λi

]︂
+
(︂
BIAS

[︂ˆ︁λi

]︂)︂2
.

Podívejme se nyní na jednotlivé hodnoty takových statistických charakteristik
pro hodnocení kvality odhadů, kde v Tabulce 4.1 vidíme hodnoty pro odhady
parametru λ1 a v Tabulce 4.2 zase hodnoty pro odhady parametru λ2. Dvojice
parametrů λ1 a λ2 byly záměrně voleny tak, aby zahrnovaly široké spektrum
potenciálních scénářů, tj. malé, velké, blízké i vzdálené hodnoty obou parametrů.
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λ1 λ2 n BIAS BIAS VAR VAR RMSE RMSEˆ︁λMM1
ˆ︁λMLE1

ˆ︁λMM1
ˆ︁λMLE1

ˆ︁λMM1
ˆ︁λMLE1

0.1 5 50 0.0085 0.0714 0.2525 0.0738 0.5025 0.2808
0.1 5 100 0.0010 0.0391 0.1260 0.0363 0.3549 0.1944
0.1 5 250 −0.0055 0.0058 0.0572 0.0197 0.2392 0.1406
0.1 5 500 0.0087 0.0035 0.0240 0.0091 0.1552 0.0953
0.1 5 1000 0.0008 −0.0050 0.0134 0.0053 0.1158 0.0728
1 5 50 −0.0550 −0.1204 0.3252 0.2782 0.5729 0.5410
1 5 100 −0.0068 −0.0372 0.1846 0.1489 0.4297 0.3877
1 5 250 −0.0173 −0.0226 0.0819 0.0705 0.2867 0.2665
1 5 500 0.0196 0.0153 0.0352 0.0287 0.1888 0.1702
1 5 1000 0.0020 −0.0003 0.0186 0.0153 0.1362 0.1237
10 5 50 −0.0196 −0.0165 2.5871 2.4214 1.5996 2.5648
10 5 100 0.0328 −0.0475 1.2178 1.1834 1.1041 1.0889
10 5 250 −0.0232 −0.0542 0.5376 0.5196 0.7336 0.7229
10 5 500 0.0549 0.0382 0.2448 0.2422 0.4978 0.4936
10 5 1000 0.0089 0.0027 0.1207 0.1189 0.3475 0.3448
5.3 5.1 50 0.0146 −0.0786 1.1148 1.0610 1.0559 1.0331
5.3 5.1 100 −0.0056 −0.0528 0.6472 0.6394 0.8045 0.8014
5.3 5.1 250 −0.0231 −0.0428 0.2601 0.2545 0.5105 0.5063
5.3 5.1 500 0.0426 0.0314 0.1176 0.1176 0.3456 0.3443
5.3 5.1 1000 0.0060 0.0023 0.0585 0.0574 0.2419 0.2396
7 7 50 −0.0527 −0.1785 1.9151 1.8751 1.3849 1.3609
7 7 100 −0.0186 −0.0826 1.1653 1.1286 1.0797 1.0700
7 7 250 −0.0266 −0.0525 0.4680 0.4616 0.6846 0.6811
7 7 500 0.0440 0.0292 0.2057 0.1963 0.4557 0.4541
7 7 1000 0.0042 −0.0016 0.1039 0.1029 0.3223 0.3207
23 3 50 0.0330 −0.1049 7.0479 5.5765 2.6550 2.3638
23 3 100 −0.0471 −0.1701 3.6276 3.3425 1.9052 1.8362
23 3 250 0.0018 −0.0624 1.5778 1.5051 1.2561 1.2284
23 3 500 0.0636 0.0259 0.7772 0.7382 0.8839 0.8596
23 3 1000 0.0118 −0.0045 0.3737 0.3577 0.6114 0.5981
55 45 50 0.1951 −0.7958 105.9970 101.6750 10.2973 10.1147
55 45 100 0.0220 −0.4744 53.6457 52.5594 7.3244 7.2653
55 45 250 −0.2200 −0.4178 22.6002 22.3725 4.7591 4.7484
55 45 500 0.2943 0.0192 9.9565 9.9346 3.1691 3.1578
55 45 1000 0.0214 −0.0263 5.1896 5.1805 2.2782 2.2762
101 37 50 0.2045 −1.1138 195.4300 186.1880 13.9811 13.6905
101 37 100 −0.0610 −0.7791 100.6680 98.0093 10.0335 9.9306
101 37 250 −0.2153 −0.4953 43.0909 42.5903 6.5679 6.5449
101 37 500 0.3601 0.2101 19.8682 19.8112 4.4719 4.4559
101 37 1000 0.0446 −0.0217 9.9531 9.9418 3.1552 3.1531
101 97 50 0.4413 −1.5366 456.6330 438.8070 21.3735 21.0040
101 97 100 0.3848 −0.5963 206.8840 202.7710 14.3886 14.2522
101 97 250 −0.4363 −0.8280 87.9428 87.2137 9.3879 9.3755
101 97 500 0.5713 0.3717 38.4218 38.2797 6.2248 6.1982
101 97 1000 0.0547 −0.0428 20.0285 19.9746 4.4757 4.4695

Tabulka 4.1 Základní charakteristiky odhadů ˆ︁λMM1 a ˆ︁λMLE1
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λ1 λ2 n BIAS BIAS VAR VAR RMSE RMSEˆ︁λMM2
ˆ︁λMLE2

ˆ︁λMM2
ˆ︁λMLE2

ˆ︁λMM2
ˆ︁λMLE2

0.1 5 50 0.0111 0.0739 0.3274 0.1540 0.5723 0.3994
0.1 5 100 0.0005 0.0385 0.1826 0.0935 0.4273 0.3082
0.1 5 250 −0.0028 0.0085 0.0770 0.0416 0.2774 0.2042
0.1 5 500 0.0011 −0.0041 0.0297 0.0177 0.1722 0.1331
0.1 5 1000 0.0065 −0.0050 0.0178 0.0093 0.1335 0.0966
1 5 50 −0.0765 −0.1418 0.3836 0.3510 0.6241 0.6092
1 5 100 −0.0064 −0.0368 0.2310 0.1962 0.4807 0.4444
1 5 250 −0.0165 −0.0218 0.0984 0.0880 0.3141 0.2974
1 5 500 0.0100 0.0057 0.0383 0.0335 0.1959 0.1831
1 5 1000 0.0073 0.0050 0.0225 0.0189 0.1501 0.1376
10 5 50 −0.0265 −0.1721 2.4823 2.3144 1.5757 1.5310
10 5 100 0.0439 −0.0364 1.1557 1.1198 1.0759 1.0588
10 5 250 −0.0267 −0.0578 0.5200 0.5003 0.7216 0.7097
10 5 500 0.0418 0.0250 0.2319 0.2274 0.4833 0.4776
10 5 1000 0.0155 0.0093 0.1239 0.1218 0.3523 0.3490
5.3 5.1 50 0.0192 −0.0739 1.1373 1.0815 1.0666 1.0426
5.3 5.1 100 0.0168 −0.0304 0.6303 0.6208 0.7941 0.7885
5.3 5.1 250 −0.0230 −0.0426 0.2572 0.2517 0.5076 0.5035
5.3 5.1 500 0.0308 0.0195 0.1118 0.1118 0.3358 0.3350
5.3 5.1 1000 0.0119 0.0083 0.0630 0.0619 0.2513 0.2489
7 7 50 −0.0487 −0.1745 1.9694 1.8751 1.4042 1.3804
7 7 100 0.0098 −0.0739 1.1525 1.1286 1.0736 1.0649
7 7 250 −0.0258 −0.5170 0.4683 0.4616 0.6848 0.6814
7 7 500 0.0334 0.0186 0.1963 0.1963 0.4443 0.4435
7 7 1000 0.0125 0.0067 0.1107 0.1096 0.3330 0.3310
23 3 50 0.0253 −0.1125 6.7971 5.3577 2.7978 2.3174
23 3 100 −0.0297 −0.1526 3.5152 3.2175 1.8751 1.8002
23 3 250 −0.0031 −0.0672 1.5153 1.4389 1.2310 1.2014
23 3 500 0.0520 0.0143 0.7399 0.6903 0.8617 0.8309
23 3 1000 0.0187 0.0024 0.3741 0.3545 0.6119 0.5954
55 45 50 0.1594 −0.8316 108.0990 103.7840 10.3983 10.2214
55 45 100 0.0241 −0.4723 52.5034 51.4311 7.2460 7.1871
55 45 250 −0.2205 −0.4184 22.6504 22.4171 4.7644 4.7531
55 45 500 0.2639 0.1615 9.7817 9.7571 3.1387 3.1278
55 45 1000 0.0430 −0.0047 5.2951 5.2858 2.3015 2.2991
101 37 50 0.1769 −1.1413 194.2160 185.1520 13.9373 13.6549
101 37 100 −0.0763 −0.7944 99.9728 97.3646 9.9989 9.8993
101 37 250 −0.2201 −0.5001 42.9719 42.4578 6.5590 6.5351
101 37 500 0.3265 0.1764 19.6409 19.5541 4.4438 4.4255
101 37 1000 0.0654 −0.0008 10.1182 10.1000 3.1816 3.1781
101 97 50 0.4263 −1.5516 453.7640 435.9680 21.3060 20.9374
101 97 100 0.3832 −0.0598 208.5030 204.3360 14.4447 14.3082
101 97 250 −0.4347 −0.8263 88.2245 87.4934 9.4029 9.3902
101 97 500 0.5265 0.3269 37.9274 37.7886 6.1810 6.1559
101 97 1000 0.0864 −0.0112 20.3301 20.7560 4.5097 4.5028

Tabulka 4.2 Základní charakteristiky odhadů ˆ︁λMM2 a ˆ︁λMLE2
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Z obou tabulek je patrné, že odhady získané metodou maximální věrohodnosti
vykazují nižší hodnoty RMSE ve srovnání s odhady získanými momentovou
metodou. Tento rozdíl však není výrazný, a při větším rozsahu výběru se obě
metody ve smyslu hodnocení pomocí RMSE prakticky neliší, přičemž rozdíly se
pohybují pouze v řádu setin či tisícin.

Na obrázcích 4.1 a 4.2 můžeme sledovat, jak se odmocnina střední kvadratické
chyby (RMSE) odhadů pro jednotlivé metody mění v závislosti na rozsahu výběru,
což nám umožňuje lépe posoudit přesnost dříve získaných odhadů.
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Obrázek 4.1 RMSE odhadu ˆ︁λ1 pomocí metody momentů (MM) a metody maximální
věrohodnosti (MLE) pro různé velikosti vzorků, když λ1 = 0.1 a λ2 = 5
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Obrázek 4.2 RMSE odhadu ˆ︁λ2 pomocí metody momentů (MM) a metody maximální
věrohodnosti (MLE) pro různé velikosti vzorků, když λ1 = 23 a λ2 = 3
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Z teorie maximálně věrohodných odhadů víme, že odhady získané touto
metodou (MLE odhady) mají menší rozptyl než odhady získané jinými metodami.
Tento závěr potvrzují i výsledky naší simulace. Zároveň lze pozorovat, že rozptyly
odhadů zůstávají relativně malé, pokud odhadujeme parametry λ1 a λ2 pro
hodnoty menší než 10. Se zvyšující se hodnotou těchto parametrů se rozptyl odhadů
přirozeně zvětšuje, přičemž metoda maximální věrohodnosti stále poskytuje odhady
s menším rozptylem. Nicméně s rostoucím rozsahem výběru se rozdíl mezi rozptyly
odhadů získaných různými metodami postupně výrazně zmenšuje.

Z hlediska vychýlení (BIAS) poskytuje momentová metoda přesnější odhady
než metoda maximální věrohodnosti, jelikož momentové odhady jsou nestranné,
jak bylo prokázáno ve Větě 22. Tabulkové výsledky ukazují, že tato vlastnost platí
pro všechny odhady při rozsahu výběru do 250 pozorování včetně. S rostoucím
rozsahem výběru se však vychýlení maximálně věrohodných odhadů postupně
snižuje, až nakonec dosahuje nižších hodnot než u momentové metody. Tím se
kvalita maximálně věrohodných odhadů z hlediska vychýlení dále zlepšuje a při
dostatečně velkém rozsahu vzorku se metoda maximální věrohodnosti stává lepší
volbou z hlediska nestrannosti.

Na obrázcích 4.3 a 4.4 můžeme nahlédnout na to, jak se vychýlení (BIAS)
odhadů pro jednotlivé metody mění v závislosti na rozsahu výběru, čímž lze
podpořit závěry našich poznatků z předchozího odstavce.
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Obrázek 4.3 BIAS odhadu ˆ︁λ2 pomocí metody momentů (MM) a metody maximální
věrohodnosti (MLE) pro různé velikosti vzorků, když λ1 = 1 a λ2 = 5
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Obrázek 4.4 BIAS odhadu ˆ︁λ1 pomocí metody momentů (MM) a metody maximální
věrohodnosti (MLE) pro různé velikosti vzorků, když λ1 = 7 a λ2 = 7

Jak bylo zmíněno ve třetí kapitole, tak odhady získané metodou momentů,
nemusí vždy ležet v parametrické (přípustné) množině. Při simulaci momentových
odhadů parametrů λ1 a λ2 se ojediněle vyskytly případy, kdy odhad nabyl záporné
hodnoty, a tedy ležel mimo parametrickou množinu definovanou podmínkou λ1 > 0
a λ2 > 0. Tyto nevalidní výsledky byly ve zpracování korektně ošetřeny – nebyly
zahrnuty do výpočtu střední hodnoty při hodnocení nestrannosti odhadu (BIAS),
jelikož neodpovídají teoreticky platným hodnotám parametru.

Frekvence výskytu takto nevalidních odhadů byla navíc shora omezena a v cel-
kovém hodnocení nehrála nijak významnou roli. Pro rozsah výběru n = 50 se
jejich podíl pohyboval do 5 % z celkového počtu simulací, pro n = 100 již pouze
v řádu setin procenta (přibližně 0,2 % až 1 %), a při větších rozsazích se tyto
případy již nevyskytovaly vůbec. Tento problém byl v rámci simulační studie zo-
hledněn a odpovídajícím způsobem zpracován. Výsledky proto reflektují vlastnosti
momentového odhadu pouze na množině platných realizací a zároveň ilustrují
rostoucí stabilitu metody s narůstajícím rozsahem výběru.

Je možné, že metoda momentů může být v některých ohledech výhodnější než
metoda maximální věrohodnosti, zejména díky své jednodušší a přímější výpočetní
náročnosti. Metoda maximální věrohodnosti naopak vyžaduje numerické výpočty,
což může být náročnější a složitější. Tento numerický přístup může v některých
případech vést k horším výsledkům, protože numerické metody jsou citlivější na
chyby a často vyžadují pečlivou optimalizaci. Při výběru metody bychom proto
měli tento aspekt zvážit.

Na závěr této kapitoly je vhodné zmínit, že k ilustraci rozdělení odhadů, jejich
variability a případné přítomnosti odlehlých hodnot bylo možné využít grafické
znázornění pomocí boxplotů (krabicových diagramů). Vzhledem k tomu, že bo-
xploty pro odhady získané oběma metodami vykazovaly téměř totožný průběh
a vizuálně byly jen obtížně rozlišitelné, nebyly do práce nakonec zahrnuty. Pozo-
rovaná podobnost se přitom projevovala, jak při malých, tak i velkých rozsazích
výběru. Výsledky tedy naznačují, že i přes obecnou výhodu maximálně věrohod-
ných odhadů z hlediska teoretické efektivity může být v tomto konkrétním případě
metoda momentů vhodnou alternativou, která poskytuje srovnatelné výsledky při
podstatně nižší výpočetní náročnosti.
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Závěr
Tato práce se zaměřuje na Skellamovo rozdělení, jeho teoretické vlastnosti

a metody odhadu jeho parametrů. Mezi hlavní přínosy patří doplnění formálních
důkazů k často pouze uváděným tvrzením a představení alternativního způsobu
odvození pravděpodobnostní funkce takového rozdělení. Dále je odvozen předpis
pro distribuční funkci Skellamova rozdělení pomocí distribuční funkce χ2 rozdělení,
který byl v literatuře dosud uváděn bez formálního důkazu. V rámci vlastního
odvození byla zároveň opravena drobná nepřesnost, která se ve zmíněném zdroji
vyskytla.

Dále jsme se věnovali analýze vlastností momentových i maximálně věrohod-
ných odhadů, a to jak z teoretického hlediska, tak prostřednictvím simulační
studie. Výsledky těchto simulací podpořily teoretické závěry a nabídly praktický
pohled na chování těchto odhadů v různých situacích.

Celkově tato práce přispěla k lepšímu pochopení Skellamova rozdělení, jeho
matematických vlastností a praktických aplikací. Ukázali jsme, jak může toto
rozdělení sloužit jako efektivní nástroj pro analýzu rozdílů mezi nezávislými
Poissonovými procesy a jaké metody odhadu parametrů lze využít pro reálná
data.
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