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Abstrakt 

De novo vývoj léčiv představuje mimořádně složitý, časově náročný a nákladný proces. 

Použití stávajících léku v nové indikaci, tzv. repurposing léčiv, využívající rozsáhlé 

transkriptomové soubory dat, se ukázal jako slibná alternativa, která by mohla celý proces 

vývoje urychlit. Nedávné zavedení technologií profilování RNA v jednotlivých buňkách 

přišlo s příslibem potenciálního zlepšení tohoto procesu díky možnosti stanovení exprese 

jednotlivých genů na úrovni jednotlivých buněk. Plný potenciál této technologie pro 

repurposing léčiv však ještě nebyl zcela využit. Cílem této bakalářské práce je shrnout 

výzvy a příležitosti spojené s použitím jednobuněčné transkriptomiky k identifikaci nových 

indikací léků. S důrazem na kritickou roli transkriptomiky jednotlivých buněk práce 

poskytuje přehled o databázích, nástrojích a strategiích pro repurposing léčiv. V případové 

studii je vybraný přístup použit k identifikaci nových kandidátů pro léčbu ischemického 

poškození mozku, s využitím vlastních transkriptomových dat. Shrnuto, tato práce si klade 

za cíl poskytnout vhled do možností transkriptomiky jednotlivých buněk při repurposingu 

léčiv a navrhnout nové kandidáty na léky pro léčbu mozkové mrtvice. 

 

Klíčová slova: Repurposing léčiv; jednobuněčná transkriptomika; datová analýza 
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Abstract 

De novo drug development represents an exceedingly complex, time-consuming, and 

expensive process. Drug repurposing, utilizing large-scale transcriptomic datasets, has 

emerged as a promising alternative, accelerating the entire drug development pipeline. The 

recent introduction of single-cell RNA profiling technologies has presented a potential 

improvement to the process, offering insights into the expression of individual genes at the 

level of individual cells. However, the full potential of this technology for drug repurposing 

is yet to be realized. This bachelor thesis explores the challenges and opportunities 

associated with leveraging single-cell transcriptomics to identify new drug indications. 

Emphasizing the critical role of single-cell transcriptomics, the thesis navigates through 

databases, tools, and strategies in drug repurposing. In a case study, the selected analysis 

tool is applied to identify new drug candidates for the treatment of ischemic brain injury, 

utilizing our own single-cell transcriptomic data from a mouse model. In summary, this 

thesis aims to provide insights into the possibilities of single-cell transcriptomics in 

computational drug repurposing and to propose novel drug candidates for the treatment of 

ischemic brain injury. 

 

Keywords: Drug repurposing; single-cell transcriptomics; data analysis 
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1 Úvod 

Současná farmaceutická věda čelí opravdu velikému a zároveň zásadnímu úkolu, vývoji 

nových léčiv. Tento proces je nejen extrémně finančně náročný a časově zdlouhavý, ale také 

velmi rizikový z hlediska výsledné úspěšnosti. Tradiční cesta od počátečního objevu účinné 

molekuly přes preklinická testování, několik fází klinických studií, až po konečné schválení 

léčiva může trvat 13 až 15 let a stát více než dvě miliardy dolarů. Přitom šance, že se daný lék 

skutečně dostane na trh, je nízká a přibližně pouze 10 % kandidátů je úspěšných. Proto se hledají 

alternativní strategie, které mohou tento proces urychlit, zefektivnit a učinit udržitelnějším. 

Jednou z nejperspektivnějších cest je tzv. repurposing léčiv neboli opětovné využití již známých 

a částečně nebo plně schválených látek pro nové terapeutické indikace. 

Tato strategie otevírá nové možnosti jak pro běžná, tak především pro vzácná a obtížně 

léčitelná onemocnění. Historie i současný výzkum ukazují, že repurposing nejen zkracuje dobu 

vývoje a snižuje náklady, ale často přináší i vyšší míru úspěchu ve schvalovacích procesech. Ve 

světle technologického pokroku, zejména v oblasti transkriptomiky a single-cell RNA 

sekvenování (scRNA-seq), se možnosti efektivního přeúčelování léčiv dále rozšiřují. Tyto 

metody umožňují detailní pohled na genovou expresi na úrovni jednotlivých buněk, identifikaci 

nových terapeutických cílů, sledování patologických změn a návrh léčiv, která by mohla 

nepříznivé změny zvrátit. 

Tato práce se zaměřuje nejen na shrnutí teoretických základů repurposingu léčiv a jeho 

propojení s moderními transkriptomickými technologiemi, ale především na praktickou 

aplikaci těchto poznatků. Jako modelový případ je zvolen myší model ischemické cévní 

mozkové příhody, na němž je prostřednictvím nástroje ASGARD analyzována genová exprese 

buněk a predikovány potenciálně účinné látky na léčbu ischemické příhody. ASGARD, který 

je postaven na datech ze scRNA-seq, představuje inovativní analytický nástroj schopný 

navrhovat kandidátní léčiva pro konkrétní patologické stavy s ohledem na jejich buněčnou a 

molekulární heterogenitu.  
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2 Repurposing léčiv 

Vývoj nových léků je velmi složitý a časově náročný proces, který je také finančně 

nákladný. Než se nový lék dostane na trh, musí projít dlouhým a nákladným procesem 

preklinického a klinického testování, přičemž míra úspěšnosti je nízká (He H., 2023). Celkové 

průměrné náklady na vývoj nového léčiva se pohybují mezi 2 a 3 miliardami dolarů a doba 

vývoje trvá nejméně 13-15 let. Z léků, které vstoupí do 1. fáze klinických zkoušek, je nakonec 

schváleno pouze 10 %, zbytek selže kvůli neúčinnosti nebo nežádoucím účinkům (Christine 

Fetro, 2020). Proto se hledají alternativní způsoby, jak by se mohly najít léky na nemoci, které 

jej ještě nemají. Jednou z metod, která by mohla tento problém řešit, je tzv. repurposing léčiv 

(drug repurposing). Repurposing léčiv spočívá v opětovné analýze, která přehodnocuje 

kandidáty onemocnění, na které by mohl daný lék působit. Takto se může urychlit proces a 

snížit náklady vývoje nového léčiva (He H., 2023). Repurposingové léky jsou schvalovány 

přibližně během 3-12 let s nižšími náklady až o 50 % a s vyšší úspěšností schválení, až 30 % 

(Christine Fetro, 2020). Možnou velkou motivací pro rozvoj repurposingu léčiv a výzkum 

indikačního potenciálu a výnosu z léku je věta, kterou řekl farmakolog a nositel Nobelovy ceny 

sir James Black: „Nejplodnějším základem pro objev nového léku je začít se starým lékem.“ 

(Jaswanth K. Yella, 2018). 

Léky, jež se mohou aplikovat při repurposingu, jsou dvojího typu. Mohou být využity 

medikamenty již schválené, které jsou běžně dostupné v lékárnách. Druhou možností jsou 

sloučeniny, které prokázaly bezpečnost v 1. a 2. fázi klinických studií, ale selhaly v testech, 

které nesouvisely s bezpečností. Takto schválené sloučeniny se tedy mohou využít pro přímé 

klinické studie v nové indikaci a nemusí se procházet zkouškami 1. a 2. fáze, což zkrátí a zlevní 

výzkum. (Christine Fetro, 2020). Historické případy repurposingu léčiv byly často spíše 

výsledkem náhody než cíleného výzkumu. Například sildenafil, původně vyvíjený jako lék 

proti angině pectoris, se později proslavil díky svým léčebným účinkům na erektilní dysfunkci 

a začal se prodávat jako Viagra (Jaswanth K. Yella, 2018). 

Repurposing léčiv může být velmi atraktivní zejména pro vývoj léčby vzácných nemocí. 

Vzácná onemocnění jsou často chronická, což vede k celoživotní invalidě nebo k předčasnému 

úmrtí (Roessler, 2021). Na světě existuje téměř 8000 vzácných onemocnění, která postihují 

přibližně 350 milionů lidí. Přesto pouze 5 % pacientů se vzácným onemocněním dostává 

specifickou schválenou či licencovanou léčbu (Christine Fetro, 2020) . Vývoj nových léků pro 

taková onemocnění je však velkou výzvou, přičemž často jsou k dispozici pouze omezené 
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znalosti týkající se epidemiologie onemocnění, projevů, heterogenity, přirozeného průběhu a 

progrese (Roessler, 2021). 

Některá vzácná onemocnění již úspěšně využívají metodu repurposingu léčiv. Jedním z nich 

je Muckle-Wellsův syndrom, který používá lék původně schválený k léčbě revmatoidní artritidy 

(Roessler, 2021). Další oblasti, kde repurposing našel své využití, jsou rakovina, 

neurodegenerativní onemocnění, neuropsychiatrické poruchy, COVID-19, tuberkulóza, malárie 

a autoimunitní zánětlivá onemocnění (He H., 2023). Jako konkrétní příklad lze uvést studii 

Fadhla M. Alakwaa, který při pandemii COVID-19 nalezl několik kandidátů pro léčbu tohoto 

onemocnění ve velmi krátké době. Nejlépe vyšel lék Didanosine, který slouží k léčbě 

onemocnění HIV (M., 2020). 

Nicméně repurposing léčiv není vždy úspěšný a lék, který se testuje pro novou indikaci, 

nemusí v klinických studiích prokázat dostatečně příznivý poměr mezi přínosem a rizikem pro 

pacienty. Možný lék pro novou indikaci může tedy selhat i v pozdějších fázích vývoje. 

Příkladem je latrepirdin, léčivo proti kožní alergii, které bylo díky repurposingu a zkoušení na 

zvířatech navrhnut pro léčbu Huntingtonovy choroby. I přes dobré výsledky studií 2. fáze se 

neprokázala účinnost ve 3. fázi výzkumu u pacientů s Huntingtonovou chorobou (Christine 

Fetro, 2020). 

 

3 Role transkriptomiky v drug repurposingu 

3.1 Základy transkriptomiky 

Transkriptomika je oblast molekulární biologie, která se zabývá analýzou kompletního 

souboru RNA transkriptů produkovaných za specifických podmínek. Transkriptom se 

dynamicky mění v závislosti na vývojové fázi buňky, fyziologických podmínkách nebo reakci 

na léčiva. Srovnání transkriptomických profilů umožňuje identifikaci genů, které jsou rozdílně 

exprimovány mezi buněčnými populacemi nebo v reakci na léčbu, což je zásadní pro 

biomedicínský výzkum (Preeti Chavan-Gautam, 2017). 

Transkriptomická data poskytují vhled do funkčních prvků genomu, umožňují pochopení 

patogeneze onemocnění a identifikaci biomarkerů. K analýze transkriptomu se používají 

pokročilé technologie, jako jsou mikročipy (microarrays) a RNA sekvenování (RNA-seq), které 

umožňují kvantifikaci a identifikaci transkriptů v biologických vzorcích (Melouane, 2019). 
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3.2 Transkriptomika v repurposingu léčiv 

Transkriptomika se stala klíčovým nástrojem pro repurposing léčiv, jelikož umožňuje 

systematickou analýzu genové exprese spojené s onemocněním, usnadňuje identifikaci 

potenciálních terapeutických cílů a vyjasnění mechanismu působení léčiv v rámci repurposingu 

existujících léků. Tímto způsobem lze identifikovat nové terapeutické cíle a lépe pochopit 

mechanismus účinku existujících léčiv. Analýza transkriptomu napomáhá objevování 

biomarkerů nezbytných pro rozdělení pacientů do podskupin, což zvyšuje efektivitu 

opětovného využití léků, urychluje vývoj inovativních léčebných postupů a umožňuje 

personalizovanou medicínu, protože poskytuje hlubší pochopení patogeneze onemocnění a 

interakcí léčiv (Gomez, 2024).   

Technologický pokrok v transkriptomice vedl také k vytvoření několika rychle se 

rozšiřujících genomických a biomedicínských databází. Tyto databáze obsahují 

transkriptomická data (např. profily genové exprese od lidských pacientů a zvířecích modelů 

lidských onemocnění, jejich odpověď na léčbu malými molekulami atd.), interakce protein-

malá molekula nebo protein-protein, fenotyp spojený s onemocněním a vedlejší účinky 

vyvolané léky (Yunguan Wang, 2019). 

3.3 Vybrané metody analýzy genové exprese a jejich význam 

v repurposingu léčiv 

Pro pochopení vlivu léčiv na genovou expresi a jejich možného repurposingu je nezbytné 

využívat moderní metody analýzy transkriptomu. Tyto metody umožňují nejen kvantifikovat 

hladiny RNA transkriptů v buňkách, ale také identifikovat nové terapeutické cíle a pochopit 

mechanismus účinku léčiv (Preeti Chavan-Gautam, 2017). Mezi nejznámějšími metodami patří 

microarray technologie anebo také sekvenční technologie. 

Microarray technologie umožňuje analýzu genové exprese pomocí hybridizace RNA vzorků 

s fixovanými sondami na pevném povrchu. Po hybridizaci se měří fluorescenční signál, který 

odráží množství specifických transkriptů. Tato technologie má však svá omezení, jako jsou 

vysoké náklady, nedostatek standardizace analýzy a také poskytuje informace pouze o genech 

obsažených na microarrayi (Preeti Chavan-Gautam, 2017). 

Moderní éra omických věd je nyní postavená na sekvenačních technologií nové generace 

(NGS), které zahrnují metody jako FISSEQ (Fluorescent in situ RNA sequencing), 
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pyrosequencing, SOLiD (Sequencing by Oligonucleotide Ligation and Detection), hybridizační 

sekvenování, sekvenování ligací a nanopórové sekvenování (Preeti Chavan-Gautam, 2017). V 

současnosti nejpoužívanější metodou je však metoda sekvenování pomocí syntézy, na které je 

postaveno i mnoho protokolů pro RNA-seq (Melouane, 2019). Oproti ostatním metodám 

umožňuje přímý přístup k sekvencím mRNA a také minimalizuje chyby spojené s hybridizací 

a značením.  

 

4 Jednobuněčné RNA sekvenování 

Single-cell RNA sequencing (scRNA-seq), česky jednobuněčná transkriptomika, je 

technologie, která umožňuje profilování genové exprese v jednotlivých buňkách efektivním a 

cenově dostupným způsobem s možností jejich vzájemného porovnávání (Predeus A, 2022) 

(Haque, 2017). Tato technologie zásadně prohloubila pochopení složitosti tkání, orgánů a 

organismů a přinesla nové poznatky o složení a interakcích buněk u lidí, modelových zvířat a 

rostlin. Ačkoli téměř všechny buňky v lidském těle sdílejí stejnou sadu genetického materiálu, 

každá buňka se vyznačuje unikátním profilem exprese určité skupiny genů. Díky tomu je 

jednobuněčná transkriptomika velmi perspektivním přístupem ke studiu buněčné identity, 

stavu, funkce a odezvy (Jovic, 2022). Pomocí této metody byla odhalena rozmanitost 

buněčných typů, subpopulací a byly identifikovány vzácné populace buněk, které byly 

tradičními technikami nepřístupné, jako například maligní nádorové buňky nebo hyper-

reaktivní imunitní buňky v rámci zdánlivě homogenní skupiny (Haque, 2017). Díky scRNA-

seq bylo také zjištěno, že buněčné stavy jsou dynamičtější, než se dříve předpokládalo (Lafzi 

A, 2018). 

Výzkum centrální nervové soustavy (CNS) významně přispěl k rozvoji a využití této 

technologie.  Díky vysoké buněčné komplexitě a rozmanitosti neuronálních typů představuje 

CNS ideální oblast pro aplikaci jednobuněčné transkriptomiky. Z tohoto důvodu scRNA-seq 

poskytuje skvělý nástroj pro detailní studium molekulárního a buněčného repertoáru CNS, 

včetně jeho poruch, s vysokým rozlišením genové exprese a schopností zachytit jemné rozdíly 

mezi buňkami a jejich stavy (Piwecka M, 2023). 

ScRNA-seq může být využito například k charakterizaci signatur genové exprese v tkáních 

zdravých oproti nemocným, v tkáních nesoucí mutantní varianty genů nebo kontrolní tkáni 

oproti léčeným vzorkům. V evolučních studiích lze pomocí komparativní transkriptomiky 
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zkoumat expresní vzorce napříč druhy, kvantifikovat transkripty, identifikovat a anotovat nové 

geny, izoformy a další transkripty u modelových i nemodelových organismů (Predeus A, 2022). 

Technologický pokrok v oblasti scRNA-seq vedl k výraznému zvýšení počtu analyzovaných 

buněk, zlepšení přesnosti a výkonnosti analýz a současně k exponenciálnímu snížení nákladů, 

což má klíčový význam pro možnosti širšího využití repurposingu léčiv (Jovic, 2022). 

Postup jednobuněčného RNA sekvenování zahrnuje přípravu vzorků, příprava knihoven, 

sekvenování a následnou analýzu dat. Pro repurposing léků je klíčová analýza dat, která 

zahrnuje načítání a filtrování buněk, normalizaci, redukci dimenzí, klastrování a detailní 

charakterizaci identifikovaných populací. 

4.1 Příprava vzorků pro jednobuněčné sekvenování 

 Prvním krokem v jednobuněčného RNA sekvenování je příprava vzorků, které mají být 

analyzovány. Nejprve je nutné získat buněčnou suspenzi disociací tkáně. Následně se vybrané 

buňky izolují a zachytí pro další analýzu. Tři nejpoužívanější metody zahrnují použití 

mikrotitračních destiček, mikrofluidních polí nebo mikrofluidních kapek. Poté dochází k izolaci 

RNA z jednotlivých buněk. (Predeus A, 2022) Volitelným postupem je selekce buněk, pokud je 

nutné obohatit nebo vyloučit určité populace. Selekce probíhá pomocí metod FACS 

(fluorescence-activated cell sorting) či MACS (magnetic-activated cell sorting) (Lafzi A, 2018). 

Aby se minimalizovalo poškození buněk, je kladen důraz na šetrnou manipulaci buněk 

během pipetováním, optimalizována koncentrace a velikost buněk a také parametry 

centrifugace či resuspendace buněk. Při každém kroku existují pravidla, které je nutné 

dodržovat, aby byly vzorky kvalitně připraveny. Je také důležité minimalizovat buněčné 

agregáty, mrtvé buňky, nebuněčné nukleové kyseliny a inhibitory reverzní transkripce, proto je 

nutné optimalizovat každý krok přípravy (Lafzi A, 2018). 

4.2 Zpracování a sekvenování  

Po izolaci RNA se molekuly zpracovávají a sekvenují. Většina metod využívá zachycení 

poly(A) sekvence pomocí poly(T) oligonukleotidů, čímž dochází k odstranění rRNA a tRNA. 

RNA se následně přepisují pomocí reverzní transkriptázy na stabilní cDNA, během čehož se 

přidávají identifikační sekvence označující původ RNA (cell barcodes), případně sekvence pro 

multiplexing a UMI (Unique Molecular Identifiers) ke korekci amplifikačních biasů. Následně 
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proběhne amplifikace cDNA pomocí PCR nebo in vitro transkripcí. Úseky cDNA se následně 

fragmentují a jsou opatřeny adaptéry potřebnými pro sekvenování (Lafzi A, 2018). 

Pro přípravu sekvenční knihovny se používají nejčastěji dvě metody. První metodou je 

sekvenování celých transkriptů (full-length sequencing), která umožňuje detekci splice variant 

genů, ale nepodporuje použití UMI barcoding. Duhou běžnou metodou je sekvenování 3’ nebo 

5’ konců transkriptů, což je efektivnější metoda pro kvantifikaci exprese, ale ztrácí část 

sekvenční informace (Lafzi A, 2018). Většina protokolů využívá sekvenování párových konců 

(paired-end sequencing), kdy jeden čtecí rámec zachycuje transkript a druhý buněčné čárové 

kódy a UMI (Predeus A, 2022). 

Sekvenční data se převedou na FASTQ soubory a zkontroluje se jejich kvalita. Poté se 

sekvenační data zarovnávají k referenčnímu genomu, odstraní se PCR duplikáty a generuje 

expresní matice (count matrix), kde řádkami jsou značené geny a sloupci hodnoty počtu UMI 

(Predeus A, 2022). 

4.3 Analýza dat scRNA-seq 

Samotná analýza scRNA-seq zahrnuje nejprve kontrolu kvality, filtraci buněk a normalizaci, 

následuje redukce rozměrů a končí se klastrováním a anotací. Další typy analýz zahrnují ještě 

mnoho dalších funkcí, jako je třeba analýza interakce mezi buňkami nebo analýza buněčného 

cyklu (Jovic, 2022). 

4.3.1 Kontrola kvality a filtrace 

Po převedení sekvenčních dat na expresní matici, kde každý řádek odpovídá genu a každý 

sloupec odpovídá počtu zachycených transkriptů buňky, je třeba zkontrolovat, zda matice 

neobsahuje nekvalitní buňky. Identifikují se buňky, které vykazují odlehlé hodnoty vzhledem k 

celé datové sadě (Predeus A, 2022). Posuzují se indikátory kontroly kvality (QC), podle nichž 

se hodnotí, zda by buňka měla být zachována. Mezi tyto identifikátory patří počty genů, počet 

UMI, procento mitochondriálních genů a procento genů pro ribozomální proteiny v každé 

buňce (Jovic, 2022). Například buňky s nízkým počtem detekovaných genů a vysokým podílem 

počtu mitochondrií se označují jako buňky nízké kvality (Heumos, 2023; Predeus A, 2022). V 

datech lze identifikovat vysoce variabilní geny (HVG), které vykazují vysokou variabilitu mezi 

buňkami. HVG urychlují analýzu dat díky snížení objemu výpočtu. Tyto geny by měly dokázat 

rozlišit různé typy buněk (Jovic, 2022). 



 

9 

 

4.3.2 Normalizace 

ScRNA-seq data vykazují vysokou variabilitu nejen z biologických důvodů, ale také vlivem 

technických artefaktů. Mezi ně patří například tzv. dropouty, tedy náhodné ztráty transkriptů, 

které vedou k mnoha nulovým hodnotám v expresní matici. Dalším častým artefaktem je 

amplifikační bias, kdy rozdíly ve výtěžnosti cDNA během PCR způsobují nerovnoměrné 

pokrytí jednotlivých genů. Významnou roli hrají také batch efekty, které vznikají kvůli 

rozdílům mezi přístrojovým vybavením, časovými body, kdy byly vzorky zpracovány, nebo 

laboratořemi, ve kterých byly vzorky zpracovány. U biologické variability mohou být odlišné 

například velikosti buněk, buněčné cykly nebo rozdíly dané pohlavím (Lafzi A, 2018). 

Normalizace se využívá pro odstranění těchto biasů. Mezi metody patří CMP (Counts Per 

Million), Log-normalizace anebo další specializované přístupy jako scran. CMP neboli metoda 

počtu na milion se stala nejběžnější metodou pro metody založené na sekvenování celých 

transkriptů, zatímco log-normalizace je typicky využívána u metod založených na sekvenaci 3’ 

konců (Lafzi A, 2018; Predeus A, 2022). 

U dropoutů se řeší problém metodou MAGIC (Markov Affinity-based Graph Imputation of 

Cells) nebo sclmpute (Single-cell Imputation). Kupříkladu MAGIC využívá „diffusion maps“ 

k nalezení podobných buněk a doplní chybějící hodnoty (Lafzi A, 2018). 

4.3.3 Redukce rozměrů a vizualizace dat 

Výstupem sekvenování jsou vysokorozměrná data, která se dále zpracovávají pro lepší 

vizualizovatelnost a interpretovatelnost (Heumos, 2023).  K vizualizaci slouží redukce dimenzí, 

která poskytuje promítání dat do 2D nebo 3D prostoru. Mezi běžně užívané metody patří 

například PCA (Principal Component Analysis), t-SNE (t-distributed Stochastic Neighbor 

Embedding) a UMAP (Uniform Manifold Approximation and Projection) (Lafzi A, 2018). 

4.3.4 Klastrování a anotace 

Po redukci dimenzí se v scRNA sekvenování přechází na klastrování. Klastrování je funkce, 

kde se buňky seskupují do podobných skupin. Existuje mnoho metod klastrování (Jovic, 2022). 

Nejpoužívanější technika pro identifikaci shluků je založená na Louvainově algoritmu.  

Následně probíhá anotace, která je základem biologické interpretace a charakterizace 

buněčného typu detekovaného prostřednictvím klastrovací analýzy. Anotace typicky zahrnuje 

dva kroky: automatickou anotaci a ruční anotaci. Techniky lze automatické anotace rozdělit na 

metody založené na klasifikátoru a referenčním mapování. Metody s klasifikátorem jsou silně 

ovlivněny jeho typem a také kvalitou trénovacích dat použitých k jeho vytvoření. Druhá metoda 
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mapuje na existující, anotované jednobuňkové datasety a provádí přenos anotace. Reference 

mohou být jednotlivé vzorky datového souboru nebo dobře upravené existující atlasy. 

Následující částí anotace je ruční anotace, která obsahuje identifikaci markerových genů 

každého shluku. Markerové geny lze zjistit pomocí testování diferenciální exprese, jako jsou t-

testy nebo Wilcoxonův test, které byly hodnocené jako nejlepší. Poté jsou tyto markery 

porovnány s těmi z již anotovaných odkazů datasetů, dazabází či publikací (Heumos, 2023; 

Predeus A, 2022). 

4.3.5 Platformy pro analýzu dat scRNA-seq  

Existuje mnoho nástrojů a platforem pro analýzu dat z scRNA-seq, které pokrývají různé 

fáze analýzy od zpracování raw dat po vizualizaci a interpretaci výsledků, například Seurat 

(balíček v jazyce R) (Hao, 2023) nebo kupříkladu Scanpy (implementovaný v jazyce Python) 

(Wolf, 2018). Dále existuje obrovské spektrum metod a nástrojů, které se zaměřují na jednotlivé 

části analýzy, jejich popis překračuje rozsah této bakalářské práce. 

4.4 Porovnání bulkového RNA-seq a scRNA-seq 

ScRNA-seq data se liší od bulkových RNA-seq dat v mnoha ohledech. ScRNA-seq se stala 

velmi populární ve výzkumu, jelikož umožňuje odhalit rozdíly v genové expresi mezi 

jednotlivými buňkami, zato bulková RNA-seq může pouze analyzovat průměrnou úroveň 

exprese genů v celé populaci buněk. Data scRNA-seq jsou obecně mnohem variabilnější, 

odhalují větší biologickou variabilitu než bulková data, ale zároveň obsahují vyšší úroveň 

technického šumu. ScRNA-seq zpracovává menší množství RNA, což vyžaduje více cyklů 

PCR. Díky scRNA-seq byly objeveny nové a vzácné typy buněk, identifikovány rozdíly ve 

složení buněk mezi zdravými a nemocnými tkáněmi a prohloubeno porozumění diferenciaci 

během vývoje. Tyto vlastnosti činí scRNA-seq velmi přínosnou pro zdravotnictví a výzkum 

(Predeus A, 2022; Haque, 2017). 
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5 Metody, nástroje, strategie v drug repurposingu 

5.1 Databáze 

V současné době existuje velké množství databází obsahujících informace o chemických 

strukturách, genové expresi nebo profilu genové exprese během nástupu a progresi 

onemocnění. Tato data zlepšují porozumění molekulárním mechanismům fungování nemocí, 

léčiv, což zvyšuje přesnost a efektivitu při identifikaci nových terapeutických cílů (He, 2023). 

Jedna z prvních databází, které obsahují tyto informace je Connectivity Map (CMap). CMap 

je mapa konektivity mezi léky a nemocemi, která spojuje malé molekuly, genovou expresi a 

nemoci podle genu. Tato databáze však postrádá rozmanitost chemických a genetických poruch 

a také variability buněčných typů (Subramanian A, 2017). Nejnovější platforma LINCS 

(Library of Integrated Network-based Cellular Signatures) obsahuje knihovnu L1000. Tato 

knihovna představuje cenný zdroj dat o genové expresi. Tato databáze obsahuje profily genové 

exprese lidských buněčných linií zachycených více než 30 000 různých sloučenin. Pomocí 

analýzy omezeného setu 1000 genů, které však pokrývají až 82 % celé transkriptomové 

informace, umožňuje platforma LINCS efektivní analýzu a interpretaci molekulárních 

mechanismů (Subramanian A, 2017).  

5.2 Strategie a metody 

K dispozici je řada databází a nástrojů pro repurposing dat. Tyto databáze obsahují soubory 

transkriptomů, které jsou rozděleny do tří skupin: zdraví versus nemocní, nemocní s lékovou 

intervencí versus bez intervence a pouze nemocní. Na základě hlavních výzkumných cílů bylo 

navrženo pět populárních strategií repurposingu léčiv: propojení léku a nemoci, kombinace 

léků, propojení léku s jiným lékem, propojení léku a cíle a propojení nemoci s nemocí (He H., 

2023). 

Na realizaci těchto strategií se využívají různé výpočetní (in silico) a experimentální (in 

vitro a in vitro) metody. In silico metody identifikují potenciálně nové indikace léčiv na 

základě informací shromážděných z různých databází. Oproti experimentálním metodám jsou 

méně časově a pracovně náročné, avšak často produkují vyšší počet falešně pozitivních 

výsledků (Ayyar P, 2022). In silico repurposingu léčiv generuje a shromažďuje vysoce 
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informačně bohatá data z různých zdrojů jako je genomika, proteomika, chemoproteomika či 

fenomika (Park, 2019). 

Mezi experimentální metody patří například fenotypový screening. Fenotypové informace 

se v poslední době častěji využívají k detekci vlastností spojených s lidskými onemocněními. 

Pro detekování shod se prověřují chemické knihovny (Ayyar P, 2022; Park, 2019). 

Mezi klíčové in silico metody patří cílově orientované screeningové metody, které zahrnují 

ligandový screening nebo molekulární docking. Pokud se u této metody prokáže účinná 

interakce s daným cílovým proteinem, který se podílí na patogenezi onemocnění, lze tento lék 

použít opakovaně (díky repurposingu). Dalším příkladem jsou tzv. síťové metody (Network-

Based Methods), které kombinují statistiky onemocnění, dostupné informace o signálních nebo 

metabolických drahách a sítích proteinových interakcí. Tyto informace slouží k rekonstrukci 

drah specifických pro onemocnění, což umožňuje identifikovat klíčový cíl pro přeměnu léčiv. 

Metody založené na znalostech (Knowledge-Based Methods) je další z řady in silico technik. 

Metody aplikují bioinformatické nebo cheminformatické přístupy ke zpracování informací o 

lécích, sítích léčivých látek, chemických strukturách cílů a léků a dalších datech, které pomohou 

při studii nalezení nové indikace léčiva na základě cíle, cesty a cílového mechanismu. Je známo 

i spoustu dalších metod, avšak nejvýznamnější jsou metody založené na tzv. gene signature 

neboli genového profilu (Signature-Based Methods). Tyto metody hledají vztahy mezi lékem a 

onemocněním pomocí porovnání jejich profilů v genové expresi. Stupeň a význam korelace 

mezi dvěma genovými otisky určí, zda mají společné genetické vzory. Genomická data lze 

hodnotit prostřednictvím veřejně dostupných databází, jako je například již zmíněná databáze 

L1000. Na rozdíl od ostatních metod se do této zapojuje více mechanismů na molekulární nebo 

genetické úrovni, což z ní dělá preferovaný přístup (V. S. Kulkarni, 2023; Jarada, 2020; Ayyar 

P, 2022; Park, 2019). 

5.3 Metody založené na porovnání genových profilů 

Metody založené na porovnání genových profilů (gene signatures) zkoumají vztahy mezi 

léčivem a nemocí. Porovnávají se jejich profily genové exprese a existuje mnoho variant, jak 

může vzniknout nová indikace léčiva. K těmto účelům se často využívají diferenciálně 

exprimované geny (DEG) nebo sady reprezentativních genů, které umožňují detailnější 

charakterizaci biologického stavu pacienta a identifikaci rozdílů na molekulární úrovni. Tyto 

metody jsou oblíbené a hojně používané, protože globální profily genové exprese mohou 

zakrývat některé důležité vzorce exprese. Genové profily, klíčové sady genů reprezentující 
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biologické procesy, jsou identifikované výběrem klíčových vlastností a tím zjednodušují proces 

analýzy a napomáhají lepšímu rozlišení různých biologických stavů. Genové profily jsou také 

relativně nezávislé a lze je porovnávat napříč datovými platformami (He H., 2023). 

Strategie, jak identifikovat nové indikace léčiva na základě porovnání genových profilů, se 

rozdělují do tří základních skupin. Jsou to strategie založené na analýze profilů genové exprese 

mezi zdravými a nemocnými jedinci, dále strategie analýzy profilů genové exprese před a po 

lékové intervenci, a v neposlední řadě strategie, které analyzují profily genové exprese jednoho 

či více pacientů. 

Strategie analýzy profilů genové exprese pro jednoho nebo více pacientů využívají data 

genové exprese konkrétního pacienta nebo skupiny pacientů k hledání podobností mezi dvěma 

různými onemocněními. Jestliže dvě onemocnění vykazují podobné profily genové exprese, 

může to naznačovat, že léčivo používané u jedné nemoci lze úspěšně využít i pro druhou. Tento 

přístup se hlavně uplatňuje u onemocnění, u nichž existuje mnoho údajů o genové expresi od 

nemocných, zatímco zdravé kontrolní vzorky chybí. Stejným způsobem je možné analyzovat 

genové profily specifických biologických drah a propojit je s konkrétními onemocněními, což 

umožňuje hledat další léčiva, která ovlivňují stejnou biologickou dráhu (He, 2023; Daniel Toro-

Domínguez, 2019). 

Další skupinou jsou strategie analýzy profilů genové exprese před a po lékové intervenci. 

Jednou z takových je propojení léku s jiným lékem. Tento přístup vychází z předpokladu, že 

podobná léčiva mohou sdílet společné klinické indikace. Sloučenina je považována za 

potenciální náhradu léčiva, pokud genový profil indukovaný sloučeninou pozitivně koreluje 

s profilem léku. Pokud však mezi genovými profily dochází k tlumení nebo negativní korelaci, 

může tento efekt sloužit například k potlačení nežádoucích účinků. Další strategií je propojení 

léku a cíle, která se zaměřuje na analýzu účinků léků pomocí profilů exprese celého genomu. 

Tato metoda je široce využívána pro dva hlavní účely. Prvním je identifikace cílů léčiv na 

základě známých vztahů lék-cíl, kdy se předpokládá, že dvě léčiva s podobnými genovými 

profily pravděpodobně působí na stejný či příbuzný cíl. Druhým účelem je objevování dosud 

neznámých vztahů lék-cíl nebo identifikace tzv. off-target efektů. Při využití profilů genové 

exprese celého genomu může být skutečný signál maskován vlivem jiných reakcí na stejné 

signální dráze. Tento problém lze zmírnit pomocí přesně definovaných cílů a biomarkerů, 

případně selekcí genů. Například pokud existuje silná negativní korelace mezi dvěma genovými 

profily, lze usuzovat, že genová exprese může být touto molekulou inhibována. Naopak při 

pozitivní korelaci může molekula genovou expresi podpořit. Pokud nalezený gen není známým 
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cílem této molekuly, můžeme ho označit jako nového kandidáta pro cílový gen (He, 2023; 

Daniel Toro-Domínguez, 2019). 

Poslední skupina je označena za analytické strategie založené na profilech genové exprese 

zdravých a nemocných. Mezi tyto strategie můžeme zařadit propojení léku a nemoci a propojení 

léku s jiným lékem. Propojení nemoci a léku spočívá v tom, zda podání léčiva může obnovit 

neobvyklou hladinu genové exprese u nemocných. Lék je považován jako kandidát pro léčbu, 

pokud narušený profil genové exprese negativně koreluje s profilem po podání léku. Tato 

negativní korelace naznačuje, že lék může obnovit normální genovou expresi a potenciálně 

zlepšit stav pacienta.  Naopak, pozitivní korelace mezi profilem nemocného a profilem po 

podání léku může znamenat, že lék zhoršuje onemocnění nebo není vhodný k terapii (He H., 

2023), Korelace mezi profilem genové exprese onemocnění a léčivem je hodnocena pomocí 

analýzy obohacení genové sady (GSEA), což je neparametrická metoda založená na statistice 

Kolmogorova–Smirnova (KS). Geny referenční sady jsou seřazeny podle jejich exprese od 

nejvíce upregulovaných po nejvíce downregulované, zatímco dotazová sada nemusí být 

seřazena. Pozitivní korelace nastává, pokud upregulované geny dotazové sady odpovídají horní 

části referenčního seznamu a downregulované spodní části. Naopak negativní korelace nastává 

v opačném případě. Tento postup se opakuje pro všechna léčiva v databázi, která se následně 

seřadí podle dosažené hodnoty korelace (Yunguan Wang, 2019; Daniel Toro-Domínguez, 

2019). 

Mezi kombinované lékové terapie patří propojení léku s jiným lékem. Studie ukázaly, že 

vyvážená kombinace více léků může být účinnější než léčba jedním lékem. Při účinné lékové 

kombinaci se neinhibuje pouze jeden cíl, ale například dva cíle v lineární dráze. Někdy může 

být účinné zaměřit se na dva různé proteiny, které působí buď v paralelních drahách, nebo na 

dvě klíčová místa v jedné lineární signální dráze. Inhibice těchto proteinů může významně 

ovlivnit průběh onemocnění. Podobně mohou některé léky zablokovat dvě vstupní cesty, 

kterými viry pronikají do buněk a tím narušit jejich schopnost způsobit infekci. Jedním z 

přístupů, jak najít takové léky, je nejprve identifikovat biologické dráhy ovlivněné danou 

nemocí, například pomocí genetického profilu. Následně se vyhledávají léky, které by na tyto 

konkrétní dráhy mohly cíleně působit. (He, 2023; Daniel Toro-Domínguez, 2019). 

5.4 Asgard a jiné nástroje 

Pro tyto strategie a metody jsou vytvořené nástroje, které je aplikují. Například již zmíněný 

CMap fungoval primárně jako databáze. To se však změnilo se vznikem nástroje CMap 2.0, 
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známého také jako CLUE (Connectivity Map Linked User Environment), který analyzuje 

vztahy mezi genovou expresí, chemickými sloučeninami a nemocemi. Platforma CLUE navíc 

integruje data z testů genové exprese (L1000) a proteomických testů (P100 a GCP) (He H., 

2023; Institute, nedatováno). Dalším z mnoha nástrojů je Cogena (Jia, 2025), která se zaměřuje 

na analýzu obohacených sad koexprimovaných genů, a také L1000CDS2 (Duan, 2016), nástroj, 

který je rozšířením databáze LINCS L1000. 

ASGARD (A Single-cell Guided pipeline to Aid Repurposing of Drugs) je analytická 

pipelina navržená k podpoře repurposingu léčiv s využitím dat z scRNA-seq (He B, 2023). 

Obecně platí, že podobné nástroje zpravidla předpovídají léčiva pouze pro jednotlivé buněčné 

klastry pacientů. U heterogenních onemocnění, kde patologii způsobuje více různých 

buněčných populací, by však účinná léčiva měla cílit na více buněčných klastrů současně. 

ASGARD zavádí tzv. lékové skóre, které umožňuje předpovídat vhodná léčiva současně pro 

více buněčných klastrů u jednotlivých pacientů. Výsledky srovnávacích analýz ukazují, že 

predikce jednotlivých léčiv provedená pomocí ASGARD je přesnější a robustnější než u jiných 

analytických postupů, které zpracovávají bulková či jednobuněčná RNA-seq data.  

Pracovní postup ASGARDu začíná párováním nemocných buněk s normálními na základě 

tzv. anchor genů – tedy genů, které jsou stabilně exprimované v obou stavech. Následně jsou v 

těchto spárovaných klastrech identifikovány diferenciálně exprimované geny (DEG) s 

upravenou p-hodnotou <0,05. Tyto DEG lze analyzovat buď na úrovni jednotlivých buněčných 

shluků, nebo v rámci specifických typů buněk, které mohou být volitelně anotovány. Tyto 

konzistentně odhalené změny v expresi genů pak slouží jako vstup pro vyhledání léčiv, která 

mohou potenciálně obnovit jejich expresní profil směrem ke zdravému stavu. K identifikaci 

vhodných léčiv využívá ASGARD data z databáze L1000, kde porovnává signatury genové 

exprese s reakcemi buněk na známá léčiva. Statistické vyhodnocení účinku léčiv na obrácení 

patologických profilů je prováděno pomocí Kolmogorova-Smirnova testu s úpravou na falešné 

pozitivní výsledky pomocí Benjaminiho-Hochbergovy metody (BH). Výsledkem je určení, zda 

konkrétní léčivo významně (FDR <0,05) ovlivní expresní profil nemocných buněk. Pokud 

uživatel analyzuje více buněčných shluků, ASGARD vypočítá tzv. lékové skóre, které 

kombinuje tři hlavní faktory: poměr daného typu buněk v populaci, statistickou významnost 

účinku léčiva a podíl DE genů, jejichž exprese je léčivem vrácena do původního stavu. Na 

základě tohoto skóre ASGARD seřadí léčiva podle jejich předpokládané účinnosti, a to jak pro 

jednotlivé buněčné shluky, tak i napříč všemi analyzovanými buněčnými populacemi. Tento 

ucelený a flexibilní přístup umožňuje cíleně identifikovat perspektivní terapeutika i pro složitá, 

heterogenní onemocnění (He B., 2023). 
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Nástroj ASGARD byl systematicky porovnáván jak s metodami založenými na bulkové 

RNA-sekvenaci, tak s dalšími existujícími pipelinami určenými pro práci s jednobuněčnými 

daty. V první řadě byl ASGARD srovnáván s nástroji CLUE a DrInsight, které běžně slouží k 

repurposingu léčiv na základě bulkových RNA-seq dat. Aby bylo možné porovnat výkonnost 

těchto metod, byla data z scRNA-seq nejprve agregována do formátu pseudo-bulku. Výsledky 

ukázaly, že ASGARD překonává oba tyto nástroje díky schopnosti správně identifikovat již 

schválená léčiva a kandidátní molekuly testované v klinických studiích. Jeho predikční přesnost 

byla ve všech třech testovaných případech (pokročilý karcinom prsu, akutní lymfoblastická 

leukémie a COVID-19) vyšší, což autoři přisuzují právě schopnosti ASGARDu pracovat s 

heterogenitou na úrovni jednotlivých buněk, což bulkové přístupy zcela opomíjejí. ASGARD 

byl dále porovnán s dvěma dalšími existujícími scRNA-seq pipelinami navrženými týmy 

Alakwaa a Guo (M., 2020; Zhihan Wang, 2020). Tyto nástroje dokážou predikovat léčiva pouze 

pro jednotlivé buněčné klastry, zatímco ASGARD umožňuje vyhodnocení jak na úrovni 

jednotlivých klastrů, tak napříč více buněčnými populacemi díky zavedení takzvaného multi-

cluster lékového skóre. I když bylo porovnání omezeno pouze na úroveň jednotlivých klastrů, 

ASGARD stále dosahoval nejvyšší přesnosti predikce v každém testovaném onemocnění. 

Výrazně překonal konkurenční nástroje nejen v rámci karcinomu prsu, ale také u leukémie a 

COVID-19, kde prokázal lepší výsledky napříč několika typy imunitních buněk (např. 

neutrofily, NK buňkami, T-lymfocyty, monocyty). Kromě toho byla provedena i analýza 

robustnosti těchto nástrojů při různých parametrech dat, jako je velikost vzorku, rozdíly v 

genové expresi nebo podíl nemocných buněk. ASGARD si i v těchto případech udržel vysokou 

predikční přesnost a stabilitu. To vše potvrzuje, že ASGARD je nejen přesnější, ale i 

flexibilnější a robustnější nástroj pro repurposing léčiv než dosavadní alternativy, a to jak pro 

data založená na bulkovém RNA-seq, tak i datech jednobuněčných (He B, 2023). 

 

6 Předchozí výzkum a příklady studií 

V rámci dosavadního výzkumu repurposingu léčiv bylo popsáno několik úspěšných 

případů, kdy původně vyvinutá léčiva nalezla zcela nové indikace, což vedlo k významným 

terapeutickým průlomům. Mnoho výzkumných studií se zaobírá právě rakovinou, protože jde 

o velmi specifické onemocnění s množstvím různých forem, pro které stále neexistuje 

univerzální léčba vedoucí k úplnému vyléčení. Repurposing léčiv by tedy mohl být přístupem, 
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který přispěje k zásadnímu průlomu v této oblasti. Například Noort a spolupracovníci zkoumali 

kolorektální karcinom a využili 127 identifikovaných DEG jako genovou signaturu, která 

předpověděla tři léky k potenciální léčbě. Tato tři léčiva prokázala významné inhibiční účinky 

jak na myších nádorových modelech, tak i na lidské nádorové buňky in vitro (He H., 2023). 

Dalším příkladem je metformin, původně vyvinutý jako antidiabetikum, u kterého byl následně 

zjištěn potenciál snižovat riziko vzniku různých typů rakoviny. Metformin inhibuje proliferaci 

a migraci nádorových buněk, aktivuje apoptózu a omezuje epiteliálně-mezenchymální přechod 

(EMT), což z něj činí slibného kandidáta pro repurposing v onkologické léčbě (V. S. Kulkarni, 

2023) (Jarada, 2020). Repurposing také pomáhá přelstít bakterie a viry, které jsou rezistentní 

vůči více léčivům a antibiotikům, a tím komplikují léčbu infekčních onemocnění, kterými jsou 

jimi vyvolávány. Příkladem jsou kmeny TBC (Mycobacterium tuberculosis), u nichž se začalo 

využívat antibiotikum pyridomycin, jelikož tyto kmeny byly odolné vůči současně používaným 

kombinacím léčiv (V. S. Kulkarni, 2023; Jarada, 2020). 

Vzácná onemocnění postihují jen malou část populace, a proto často zůstávají bez účinné 

léčby kvůli nízkému komerčnímu zájmu. Repurposing léčiv však nabízí slibnou cestu, jak tuto 

mezeru překlenout. Molineris a kolegové využili databáze jako OMIM, DrugBank a CMap k 

analýze genové exprese a identifikovali HDAC1 (histon deacetyláza 1) a TSPO (translokační 

protein) jako potenciální cíle pro léčbu epileptických syndromů. HDAC1 je jedním z cílů 

kyseliny valproové používané v současnosti při léčbě chronické epilepsie. TSPO, 

mitochondriální protein, se účastní při transportu a biosyntézy cholesterolu, je jedním z cílů 

některých benzodiazepinů, které pomáhají při epileptických záchvatech. (Jarada, 2020). 

Při pandemii COVID-19 se mnoho vědců snažilo nalézt nové použití stávajících léků proti 

koronaviru SARS-CoV-2. Například Rodrigues a kol. ve studii „Drug Repurposing for COVID-

19: A Review and a Novel Strategy to Identify New Targets and Potential Drug Candidates“ 

analyzují možnosti opětovného využití existujících léčiv v terapii COVID-19. Jako perspektivní 

příklad uvádějí Baricitinib, původně určený k léčbě revmatoidní artritidy, který by mohl být 

účinný proti viru SARS-CoV-2. (Rodrigues, 2022; V. S. Kulkarni, 2023). 

Již zmíněná pipelina ASGARD byla úspěšně aplikována na tři různá onemocnění a ve všech 

případech využila data z scRNA-seq k identifikaci potenciálních léků. V případě pokročilého 

metastatického karcinomu prsu analyzoval více než 24 000 epiteliálních buněk z nádorové 

tkáně a přibližně 17 000 buněk z normální prsní tkáně. Na základě těchto dat ASGARD 

identifikoval 11 potenciálně účinných léčiv, mezi nimiž byly například fulvestrant a neratinib, 

tedy léky, které jsou již schváleny FDA nebo se nacházejí ve fázi klinického testování pro tuto 

indikaci. U akutní lymfoblastické leukémie (ALL) byla analyzována scRNA-seq data z 
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prekurzorových T-buněk pacientů a zdravých kontrol. ASGARD zde identifikoval léčiva jako 

tretinoin a vorinostat, která jsou rovněž buď schválena FDA, nebo testována v klinických 

studiích zaměřených na léčbu leukémií. V případě COVID-19 byla analýza zaměřena na 

imunitní buňky pacientů s těžkým průběhem onemocnění. Výsledkem bylo označení léčiv jako 

chloroquine a enalapril jako potenciálně účinných, přičemž obě látky již byly využívány v rámci 

klinických studií nebo off-label léčby během pandemie. Tato aplikace ASGARDu ukazuje jeho 

schopnost přesně identifikovat léčiva, která mohou být využita pro léčbu různých onemocnění 

na základě hluboké buněčné analýzy (He B, 2023). 

 

7 Cíle 

Cílem této práce je přiblížit možnosti využití repurposingu léčiv jako efektivního přístupu 

k identifikaci nových terapeutických indikací pro již známé látky. Práce se zaměřuje na 

propojení tohoto přístupu s moderními transkriptomickými metodami, zejména s využitím dat 

ze scRNA-seq, které poskytují detailní vhled do genové exprese na úrovni jednotlivých buněk. 

Na základě analýzy dat získaných z myšího modelu ischemické cévní mozkové příhody je cílem 

identifikovat změny v genové expresi u specifických subtypů oligodendrocytů, které jsou 

ovlivněny patologickým stavem. Následně je pomocí bioinformatického nástroje ASGARD 

snahou navrhnout potenciálně vhodná léčiva, která by mohla pozitivně ovlivnit expresní profil 

těchto buněk a tím přispět k návratu do zdravějšího buněčného stavu 

  

8 Praktická část 

Tato praktická část práce se zaměřuje na analýzu scRNA-seq dat a jejich využití pro účely 

drug repurposingu. Jako modelový příklad byla zvolena ischemická cévní příhoda mozková, 

konkrétně byla použita data pocházející z myšího modelu Middle Cerebral Artery Occlusion 

(MCAO). Tato data byla již předem filtrována a normalizována. 

Ischemie mozku představuje závažný stav, při kterém dochází k narušení krevního zásobení 

mozkové tkáně, což vede k nedostatku kyslíku a následně se aktivují řady buněčných a 

zánětlivých procesů. Tento stav je nejčastěji způsoben ucpáním krční tepny krevní sraženinou 

a patří mezi nejčastější typy cévních mozkových příhod. 
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Analýza se zaměřila zejména na populaci oligodendrocytů, buněk odpovědných za tvorbu 

myelinu v centrální nervové soustavě. Pomocí klastrovací analýzy provedené v prostředí R 

s využitím balíčku Seurat byly identifikovány jejich subtypy, zralé formy označené jako MOL 

(mature oligodendrocyte), a také jejich poškozené varianty MOL_disease, které se vyskytují ve 

vzorcích po ischemické příhodě.  

Na základě rozdílů v genové expresi mezi ischemickým a kontrolním stavem bude 

v navazující části provedena analýza repurposingu léčiv pomocí nástroje Asgard, které má za 

cíl identifikovat možné látky s terapeutickým potenciálem. 

8.1 Jednobuněčné RNA sekvenování 

Pro účely této analýzy byla využita scRNA-seq data pocházející z myšího modelu 

ischemické cévní mozkové příhody (MCAO). Dataset zahrnuje 4 experimentální podmínky: tři 

ischemické (D1, D3, D7) odpovídající 1., 3. a 7. dni po indukci ischemie a jednu kontrolní 

skupinu (sham). 

Celkem v datasetu bylo zaznamenáno 5695 buněk, z nichž 4560 pochází ze scRNA-seq a 

1135 ze snRNA-seq (single-nucleus RNA-seq). V této práci však byly dále analyzovány pouze 

buňky ze scRNA-seq. Distribuce buněk dle experimentálních skupin byla následující: D1 – 

1465 buněk, D3 – 1408 buněk, D7 – 1388 buněk a sham – 1434 buněk. 

Buňky scRNA-seq byly anotovány podle oligodendrocytárních subtypů, které odpovídají 

různým stádiím zralosti a funkčního stavu. V rámci datasetu bylo identifikováno šest podtypů: 

NFOLs (nezralé prekurzory), MOL2 (zralé, méně reaktivní OLs), MOL5/6 (vysoce 

myelinizující, aktivní OLs), MOL_IFN (interferon-aktivované OLs), MOL_DA1 (poškozené 

OLs, typ 1), MOL_DA2 (poškozené OLs, typ 2). Rozložení těchto subtypů je znázorněno na 

Obrázku 1A. 

Následně byly z další analýzy odstraněny buňky označené jako NFOLs (nezralé 

oligodendrocytární progenitory). Tyto buňky představují rané stádium vývoje oligodendrocytů, 

u kterého nejsou buňky plně diferencované. 
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Po odstranění NFOLs byly zbylé subtypy dále sloučeny do dvou kategorií. Zralé 

myelinizující oligodendrocyty, označené původně jako MOL2 a MOL5/6, byly sjednoceny pod 

název MOL. Naopak podtypy spojené s patologickým stavem po ischemii – MOL_DA1, 

MOL_DA2 a MOL_IFN – byly sloučeny do kategorie MOL_disease. Toto nové rozdělení je 

znázorněno na Obrázku 1B.  

 

 Za účelem ověření kvality dat a základního transkripčního profilu jednotlivých 

oligodendrocytárních subtypů byly následně vytvořeny violin ploty (Obrázek 2A), které 

zobrazují distribuci čtyř klíčových metrik: počet detekovaných genů na buňku 

(nFeature_RNA), celkový počet transkriptů (nCount_RNA), podíl mitochondriální RNA 

(percent.mt) a podíl ribozomální RNA (percent.rib). Tyto metriky poskytují přehled o buněčné 

složitosti, transkripční aktivitě a přítomnosti případných technických artefaktů. Většina subtypů 

vykazuje srovnatelné hodnoty, což potvrzuje konzistentní kvalitu napříč datasetem. Za zmínku 

stojí vyšší variabilita a zvýšené hodnoty nFeature_RNA a nCount_RNA u skupin MOL_DA1 

a MOL_DA2, stejně jako nárůst percent.rib u MOL_DA2, což může odrážet zvýšenou 

translační aktivitu nebo buněčnou stresovou odpověď v důsledku patologického stavu. Naopak 

Obrázek 1 : Klasifikace oligodendrocytárních subtypů ve scRNA-seq datech. 

(A) Rozdělení buněk dle detailní anotace do šesti subtypů oligodendrocytů (NFOLs, MOL2, MOL5/6, MOL_IFN, MOL_DA1, 

MOL_DA2). 

(B) Zjednodušené rozdělení na zralé oligodendrocyty (MOL) a patologické populace (MOL_disease) 
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podíl mitochondriální RNA zůstává v celém datasetu stabilní a nízký, což svědčí o dobré kvalitě 

dat po filtraci. 

Distribuce jednotlivých oligodendrocytárních subtypů mezi experimentálními podmínkami 

ukazuje výrazné rozdíly mezi kontrolní a ischemickou skupinou. Jak ilustruje Obrázek 2B, 

ischemické vzorky (D1, D3, D7) vykazují zvýšený podíl patologických populací, zejména 

MOL_DA1 a MOL_IFN, zatímco v kontrolní skupině (sham) převažují podtypy MOL2 a 

MOL5/6 typické pro normální fyziologický stav. Naznačuje to tedy, že ischemie ovlivňuje 

složení oligodendrocytů a podporuje vznik specifických stavů spojených s poškozením nebo 

změněnou funkcí. 

 

Pro detailnější charakterizaci jednotlivých subtypů byly identifikovány specifické 

markerové geny. Nejvýznamnější geny pro každý subtyp byly vizualizovány pomocí DotPlotu 

(Obrázek 2C), který přehledně ukazuje jejich expresi napříč celým buněčným spektrem. 

Subtypy MOL_DA1 a MOL_IFN vykazují zvýšenou expresi genů spojených se zánětlivou 

Obrázek 2: Charakterizace oligodendrocytárních subtypů ve scRNA-seq datech. 

(A) Violin ploty znázorňující základní metriky kvality a transkripční aktivity buněk napříč jednotlivými subtypy OLs 

(nFeature_RNA, nCount_RNA, percent.mt, percent.rib). 

(B) Poměrné zastoupení jednotlivých OL subtypů v jednotlivých experimentálních skupinách (D1, D3, D7 a sham). 

(C) DotPlot nejvýznamnějších markerových genů napříč jednotlivými subtypy OLs. 
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odpovědí a buněčným stresem (např. Serpina3n, Fos, Socs3), což naznačuje jejich aktivní 

zapojení do reakce na patologické podněty. Naproti tomu subtypy MOL2 a MOL5/6 exprimují 

klasické myelinové geny (Mbp, Plp1, Mog), které jsou typické pro zralé a funkčně stabilní 

oligodendrocyty podílející se na udržování homeostázy v centrální nervové soustavě 

(Consortium, 2024). 

 

Na základě dříve provedeného rozdělení buněk na MOL a MOL_disease byly tyto dvě 

skupiny dále porovnány z hlediska transkripčních a kvalitativních metrik. Violin ploty na 

Obrázku 3A ukazují, že ve skupině MOL_disease je patrné mírné zvýšení mediánu i variability 

u vybraných metrik transkripční aktivity ve srovnání se zdravými MOL, což může odrážet 

zvýšenou genovou expresi nebo stresovou odpověď spojenou s patologickým stavem. 

Mitochondriální podíl zůstává nízký a stabilní v obou skupinách, což potvrzuje zachovanou 

kvalitu buněk po filtraci. Nejvýraznější rozdíl je pozorovatelný v podílu ribozomální RNA, 

který je u MOL_disease vyšší a vykazuje větší variabilitu – pravděpodobně v souvislosti s 

aktivovanou translací nebo změnami v proteinové syntéze během ischemického poškození. 

Obrázky 3B a 3C udávají přehled signifikantních markerových genů, které se nejvíce liší 

mezi dvěma skupinami oligodendrocytů – MOL a MOL_disease. Tyto geny byly vybrány na 

základě analýzy diferenciální exprese a jsou rozděleny podle toho, zda jsou více exprimovány 

v jedné nebo druhé skupině. Obrázek 3B ukazuje geny, které mají vyšší expresi ve zdravých 

buňkách MOL. Jinými slovy, jsou to geny, které jsou typické pro zralé a normálně fungující 

Obrázek 3: Charakterizace OL subtypů na úrovni MOL vs. MOL_disease. 

(A) Violin ploty ukazují distribuci transkripčních a kvalitativních metrik (nFeature_RNA, nCount_RNA, percent.mt a 

percent.rb) mezi skupinami MOL a MOL_disease. 

(B) FeaturePloty genů signifikantně downregulovaných v MOL_disease, tedy vyšších v MOL. 

(C) FeaturePloty signifikantně upregulovaných genů ve skupině MOL_disease. 



 

23 

 

oligodendrocyty. Patří mezi ně například Plp1, Lpar1, Gpm6b nebo Bin1. Tyto geny jsou 

spojeny s myelinizací a udržením běžné funkce oligodendrocytů v centrální nervové soustavě. 

Obrázek 3C naopak zobrazuje geny, které jsou zvýšeně exprimované ve skupině MOL_disease. 

Tyto geny – například Serpina3n, Fos, Socs3 nebo C4b – nejspíše souvisí s buněčným stresem, 

zánětlivou odpovědí a poškozením. Jejich zvýšená exprese naznačuje, že tyto buňky procházejí 

změnou svého stavu a reagují na nepříznivé podmínky, jako je nedostatek kyslíku po 

ischemické příhodě (Consortium, 2024). 

Datové soubory a skripty analýz spojené s touto bakalářskou prací jsou dostupné v repozitáři 

na GitLabu: https://gitlab.mff.cuni.cz/rydlovamag/identifikace-novych-indikaci-leciv-pomoci-

analyzy-transkriptomu-jednotlivych-bunek. 

 

8.2 Asgard 

Před samotnou analýzou bylo nejprve nutné připravit prostředí a nainstalovat všechny 

potřebné balíčky včetně balíčku Asgard, který je dostupný na GitHubu (Lab, 2023). Tento 

balíček slouží k predikci potenciálních terapeutických látek na základě porovnání scRNA-seq 

dat s referenčními profily účinku různých léků. 

Současně bylo třeba připravit tzv. referenční knihovnu léčiv, která je základem pro výpočty 

Asgardu. K tomu slouží veřejně dostupné datasety z projektu LINCS L1000 uložené v databázi 

GEO (Gene Expression Omnibus). Tyto datasety obsahují profily genové exprese po podání 

tisíců různých látek na stovky různých buněčných linií. Konkrétně byly použity dva velké 

datasety: GSE70138 a GSE92742. Oba datasety obsahují desítky až stovky tisíc profilů genové 

exprese buněčných linií po podání různých typů léčiv.  

Po stažení a rozbalení všech souborů byla pomocí funkce PrepareReference() z Asgardu 

vygenerována tkáňově specifická referenční knihovna léčiv. Tato knihovna obsahuje anotace 

účinků různých léků v buněčných liniích specifických pro danou tkáň, v našem případě pro 

centrální nervový systém. 

Pro další kroky analýzy bylo nutné připravit vstupní objekt s integrovanými single-cell daty. 

V tomto případě byl použit již existující a předzpracovaný seurat objekt, který obsahoval 

všechny nezbytné informace – tedy normalizovaná data s identifikovanými klastry, 

informacemi o vzorcích a anotací buněčných typů. Díky tomu nebylo nutné provádět novou 

integraci dat.  

https://gitlab.mff.cuni.cz/rydlovamag/identifikace-novych-indikaci-leciv-pomoci-analyzy-transkriptomu-jednotlivych-bunek
https://gitlab.mff.cuni.cz/rydlovamag/identifikace-novych-indikaci-leciv-pomoci-analyzy-transkriptomu-jednotlivych-bunek
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Pro zjištění, jak se liší genová exprese mezi ischemickými a zdravými vzorky v jednotlivých 

buněčných typech, bylo provedeno srovnání exprese genů mezi těmito dvěma skupinami. V 

této analýze jsme se zaměřili pouze na jeden typ buněk – oligodendrocyty (OLIGO). Pomocí 

funkce FindMarkers() z balíčku Seurat byly identifikovány geny, jejichž exprese se statisticky 

významně lišila mezi ischemickými a zdravými buňkami. Výsledkem bylo získání celkem 7 

111 genů s příslušnými statistickými parametry.  

Jelikož byla vstupní scRNA-seq data původně získána z myšího modelu, bylo nutné provést 

převod genových názvů na lidské ekvivalenty. Tento krok je zásadní, protože referenční 

knihovna léčiv v Asgardu je založena na lidských datech z LINCS L1000 projektu, a porovnání 

genové exprese mezi lidskými a myšími geny by bez této úpravy nebylo možné. Pro tento účel 

byl použit převodní skript, který využívá homologické vztahy mezi geny člověka a myši ze 

zdroje Mouse Genome Informatics (MGI). 

Po převedení myších genů na jejich lidské protějšky bylo možné spustit predikci potenciálně 

účinných léků. K tomu byla využita funkce GetDrug() z balíčku Asgard, která porovnává 

genovou expresi z našich vzorků s profily účinků známých léků. Výsledkem byl seznam látek, 

které vykazovaly negativní konektivitu, což znamená, že by teoreticky mohly vrátit patologický 

stav buněk zpět k normálu. Dále byly vybrány pouze léky schválené FDA, protože právě ty jsou 

z pohledu repurposingu nejvhodnější, jelikož jsou jejich účinky i bezpečnost již dobře známé. 

Před výpočtem terapeutického skóre bylo nejprve potřeba vytvořit seznam buněk, které 

pocházely z ischemických vzorků tzv. Case. Tyto informace byly získány z metadat Seurat 

objektu. Aby analýza správně fungovala, bylo potřeba upravit formát názvů vzorků tak, aby 

odpovídaly požadavkům funkce DrugScore(). 

Následně byl použit nástroj DrugScore() z balíčku Asgard, který spočítal pro každý lék tzv. 

terapeutické skóre. To ukazuje, jak silně daný lék dokáže potlačit (nebo naopak podpořit) změny 

genové exprese pozorované u nemocných buněk. Do výpočtu vstupuje například velikost změn 

exprese, kolik buněk daný typ tvoří, jak moc lék ovlivňuje podobné geny a také statistická 

významnost těchto rozdílů. 

Aby bylo možné tuto analýzu správně použít na vlastní data, bylo potřeba upravit vstupní 

soubory, metadata a funkci DrugScore(). Například doplnit chybějící informace nebo sjednotit 

názvy. Díky těmto úpravám se podařilo funkci úspěšně aplikovat a získat přehled léků s 

nejvyšším potenciálem. 

Pro konečný výběr potenciálně účinných léků byla použita filtrace výstupu funkce 

DrugScore(). Byly vybrány léky, které dosáhly terapeutického skóre vyššího než 99 percentil 

napříč všemi testovanými molekulami, a zároveň měly FDR (False Discovery Rate) menší než 
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0,8. FDR představuje upravenou p-hodnotu a udává pravděpodobnost, že výsledek je falešně 

pozitivní, tudíž čím nižší FDR, tím větší spolehlivost daného kandidáta. Tato hranice byla 

zvolena jako kompromis, jelikož by při přísnějším filtru (např. FDR <0.05) mohly být 

přehlédnuti zajímaví kandidáti. P-hodnota udává, jak pravděpodobné je, že bychom získali 

takový výsledek čistě náhodou, pokud by mezi sledovanými skupinami nebyl žádný skutečný 

rozdíl.  

Tabulka 1: Seznam kandidátních léčiv s nejvyšším terapeutickým skóre 

Drug Drug.therapeutic.score P.value FDR

lovastatin 0.147501700138097 0.00455497832103558 0.465947611710324

zonisamide 0.143585725798148 0.00303652021436217 0.465947611710324

clomifene 0.0285730233226944 0.0778120184899846 0.767334360554699

dabrafenib 0.0275704611008454 0.0798354683304395 0.767334360554699

rosiglitazone 0.0275704611008454 0.0434245006595803 0.767334360554699

pravastatin 0.0273198205453832 0.122798889143648 0.767334360554699  

 

Výstupem analýzy je tabulka šesti léků, které byly označeny jako potenciálně účinné na 

základě výpočtu terapeutického skóre. Každý lék obsahuje hodnotu terapeutického skóre, p-

hodnotu a FDR (False Discovery Rate). Terapeutické skóre vyjadřuje sílu predikovaného 

účinku léku, přičemž vyšší hodnota značí vyšší potenciál pro terapeutické využití. Nejvyšší 

hodnoty v této analýze dosáhl lovastatin (0.1475) a zonisamide (0.1436).  

Lovastatin je lék běžně používaný ke snižování hladiny LDL cholesterolu a prevenci 

kardiovaskulárních onemocnění včetně infarktu myokardu a i mrtvice (DrugBank, Lovastatin 

(DB00227), nedatováno). Zonisamide je užívaný k léčbě příznaků epilepsie a dalších 

záchvatových onemocnění (DrugBank, Zonisamid (DB00909), nedatováno). 

P-hodnota u těchto dvou látek (lovastatin 0.0046, zonisamide 0.0030) ukazuje vysokou 

statistickou významnost predikce. FDR (lovastatin 0.4659, zonisamide 0.4659) sice není nízké, 

ale kvůli vysokému terapeutickému skóre byly obě látky ponechány ve výběru. Výsledná 

tabulka tedy zahrnuje látky lovastatin, zonisamide, clomifene, dabrafenib, rosiglitazone a 

pravastatin. Tento výběr tak nabízí nadějné kandidáty pro další testování v kontextu 

ischemického poškození mozku. 
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9 Závěr 

Tato práce se věnovala repurposingu léčiv v jako jedné z aktuálně nejvíce slibných strategií 

ve výzkumu a vývoji nových terapií. Ukázalo se, že opětovné využití již známých a částečně 

nebo plně schválených látek může významně přispět ke zkrácení času i nákladů spojených s 

vývojem léčiv, přičemž současně zvyšuje pravděpodobnost jejich schválení. Tento přístup má 

velký potenciál nejen u běžně rozšířených onemocnění, ale zejména u vzácných chorob nebo 

nemocí s omezenými terapeutickými možnostmi. 

Zásadní roli v moderním repurposingu sehrává transkriptomika, zejména technologie 

jednobuněčného RNA sekvenování, která umožňuje detailně nahlédnout do toho co probíhá na 

úrovni jednotlivých buněk. Díky této technologii lze lépe porozumět patogenezi nemocí a určit 

specifické změny genové exprese, které mohou být cílem terapeutického zásahu. 

Praktická část práce ukázala, jak lze tyto poznatky aplikovat v reálném výzkumu. Na 

příkladu myšího modelu ischemické cévní mozkové příhody byly pomocí nástroje ASGARD 

analyzovány změny v populaci oligodendrocytů a identifikovány látky s potenciálně příznivým 

účinkem. Mezi nejvýznamnější kandidáty se zařadily lovastatin a zonisamide, jejichž 

terapeutický potenciál pro ischemické poškození mozku by mohl být dále ověřován v 

experimentálních či klinických studiích. 

Závěrem lze říct, že kombinace repurposingu, transkriptomických analýz a pokročilých 

výpočetních nástrojů představuje velmi účinný přístup pro hledání nových léčebných možností. 

Výsledky této práce potvrzují, že systematické využití těchto metod má reálný přínos pro 

budoucnost personalizované a cílené medicíny. 
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