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Uvod

Zamestnanci na backofficoch spolo¢nosti produkujtcich a predavajucich roz-
licny tovar sa pravidelne stretdvaju s problémom idedlneho rozdelenia tovaru na
predajne. Velké spolo¢nosti disponuju algoritmami na optimalne rozdelovanie to-
varu, no u mensich spolo¢nosti tomu tak spravidla byt nemusi. Tovar v mensich
spoloc¢nostiach, teda castokrat rozdeluju na predajne zamestanci na backofficoch
na zaklade intuicie, poziadavok z jednotlivych predajni a dlhoro¢nych skiisenosti.
Tento pristup nie je idealny, pretoze s rastom spoloc¢nosti rapidne klesa schopnost
zamestnancov zvazit pri efektivnom rozdelovani tovaru vsetky faktory.
Celocislelna optimalizacia je oblastou matematiky, ktora sa vyuziva pri rieseni
problémov optiméalneho priradovania. V tejto praci budeme celoc¢iselnt optimali-
zaciu taktiez nazyvat aj celoc¢islenym programovanim. Celocislené programovanie
sa uplatniuje v mnohych odvetviach. Riesi napriklad logistické problémy, problémy
rozvrhovania pracovnych zmien, tvorbu skolskych rozvrhov atd. V tejto praci bu-
deme uplatnovat poznatky z oblasti celociselnej optimalizacie. Hlavnym zdrojom
informécii pre teoreticki ¢ast bude kniha Wolsey| (1998).

V teoretickej Casti prace definujeme tlohu linedrneho programovania a s nou aj
ulohu celo¢isleného programovania. Uvedieme ich zakladné vlastnosti. Na zaver
kapitoly detailne popiseme Algoritmus vetvenia a medzi, ktory je vhodny na rie-
senie 1loh celociselného programovania.

Prakticka cast bude riesit redlny problém rozdelenia Sperkov znacky ALOVE, kde
realne Sperky rozdelime na butiky patriace danej znacke. V tejto casti navrhneme
distribuény model a jeho technickt implementaciu. Taktiez zhodnotime vysledky
distribicie Sperkov na butiky pomocou navrhnutého modelu a prediskutujeme
nedostatky, a vylepsenia modelu.



1. Celodéiselné a linearne
programovanie

V teoretickej kapitole sformulujeme optimalizacné tlohy, popiseme ich vlast-
nosti a vzajomné prepojenia. Nasledne vybudujeme zdkladna teoriu pre popis
Algoritmu vetvenia a medzi, pomocou ktorého mozeme riesit tlohy celocisel-
ného programovania.

Znacenie platné pre celu pracu:

o A je matica, pre ktora plati, ze A € R™*"
« ¢ je stlpcovy vektor, pre ktory plati, ze ¢ € R”

« b je stlpcovy vektor, pre ktory plati, ze b € R™

1.1 Predstavenie modelov

V tejto podkapitole predstavime rézne optimalizacné tlohy. Pre niektoré z
nich budeme nasledne budovat zédkladnua teériu ich riesenia a vzajomného prepo-
jenia.

Definicia 1 (LP). (Wolsey (1998)(kapitola 1.2))
Pod pojmom tloha linedrneho programovania rozumieme tilohu, ndjst vek-
tor x € R™, ktory riesi optimalizacny problém:
max ¢’ x
z.p. Ax <b
x>0
x e R"
Linedrnu funkciu ¢’z budeme nazjvat icelovd funkcia, vektor  budeme na-
zyvat vektor rozhodovacich premenngch, vektor ¢ budeme nazjvat vektor
cien a sustavu rovnic Ax < b budeme nazyvat obmedzujice podmienky

Nésledne pridame obmedzenie, Ze niektoré rozhodovacie premenné v tucelovej
funkcii musia nadobudaf celoc¢iselné hodnoty.

Definicia 2 (MIP). (Wolsey (1998)(kapitola 1.2)) Nech G € R™*? a h € RP.
Potom pod ilohou zmiesaného programovania (anglicky Mixed integer prog-
raming) myslime tlohu, ndjst vektory x a y, ktoré riesia optimalizacny problém:

max c’x + h'y
z.p. Az + Gy < b
x>0

y>0

x el"

y € R



Ak pridame dalsie obmedzenie, ze rozhodovacie premenné mézu nadobudat len
celociselné hodnoty, dostaneme celociselné programovanie (Integer programing)

Definicia 3 (IP). (Wolsey (1998)(kapitola 1.2)) Pod ilohou celoéisleného prog-
ramovania myslime ulohu, ndjst vektor x, ktory riesi optimalizacny problém:

max CT.CD

z.p. Ax <b
x>0
x e 7"

Predstavime este tilohu binadrneho programovania, kde hodnoty rozhodovacich
premennych mo6zu nadobuidat len hodnoty 0 alebo 1.

Definicia 4 (BIP). (Wolsey (1998)(kapitola 1.2)) Pod ndzvom iloha bindrneho
programovania budeme mysliet riesenie optimalizacnej ulohy:

max CTZB

z.p. Ax < b
x>0
x e {0,1}".
Definicia 5. Pod pojmom mnoZina pripustnych rieseni (S, ) budeme mysliet

mnozinu hodnot x vyhovujicich obmedzujicim podmienkam daného prob-

lému, zdaroven patriacich do mnoZiny pripustnych hodnot rozhodovacich pre-
mennych. o € {LP, MIP,IP, BIP}

Pozndmka. ak a = LP potom Spp = {x € R": Ax < b,x > 0}.

1.2 Vlastnosti a optimalita LP

V tejto podkapitole si ukazeme zakladné vlastnosti a charakteristiky opti-
mality pre linedrne programovanie. Budeme ¢erpat z Dupacova (2011)), Schrijver
(1986)) a Papadimitriou a Steiglitz (1998]).

Veta 1 (Zakladné veta linedrneho programovania). (Dupacovd (2011]))
Pri rieseni ulohy Linedrneho programowvania sa stretneme len s nasledujicimi
pripadmi:

e Sip=10
o Spp # 0 & Supges, ¢l = 00

« Sip#0.

Znakom ST p oznacujeme mnozinu optimalnych rieseni x.



Dékaz. Vid Dupacova (2011)).
[l

Vetou[I]sme popisali zdkladné spravanie linedrneho programovania. Ako dalsie
uvedieme Farkasovo lema, ktoré nam da postacujicu podmienku pre zistenie ¢i
ma uloha pripustné riesenie alebo nie. Nasledne uvedieme vetu o dualite spolu s
podmienkami komplementarity, ktoré ndm ukézu ¢i je najdené riesenie optimélne.

Lema 2 (Farkasoho lema). (Schrijver (1986)(str. 90))

Nech A € R™" b € R", y € R™", & € R". Potom systém Ax < b md riesenie
x > 0, vtedy a len vtedy ak plati, Ze y*'b > 0 pre kaZdsj vektor y > 0 spliugici
yA > 0.

Dékaz. Vid Schrijver| (1986)(str. 90).

Veta 3 (Veta o dualite). (Dupacovd (2011)))
Oznaéme P={x e R": Az <b,x >0} a Q={yeR™: ATy > c,y > 0}.

e Akx e PayeQ, potom ¢’z < bly.
o Ak P# 0 a @ #10, potom

max{c’z : x € P} = min{bly : y € Q},

kde max{c'z : x € P} je tloha primdrna a min{b’y : y € Q} je ku nej tloha
dudlna. Ulohy spolu tvoria primdrno dudlny pdr.

Dékaz. Vid Dupacova (2011)).
O

Veta 4 (Podmienky komplementarity). (Papadimitriou a Steiglitd (1998)(str.

72))

Nech =* € R™ je pripustné riesenie tilohy max{c'x : Az < b,x > 0} a
y* € R™ je pripustné riesenie ulohy min{b’y : ATy > ¢,y > 0}. Potom x*, y*
st optimalne riesenia pre uvedené problémy prdave vtedy, ked si splnené podmienky
komplementarity:

Vie{l,..,m}:y: =0V Zaww;k» = b;,

J=1

VJ € {1,,71,} : iL‘;k =0V Zamyf = Cj.
i=1

Dékaz. Vid Papadimitriou a Steiglitz (1998)(str. 72).



1.3 Rozdiel medzi LP a IP

V linedrnom programovani nam Veta [1| vravi, Ze ak mdme Sp # 0 &
SUpges,pC T < 00, vieme ndjst optimélne rieSenie. BohuZzial toto neplati pre
celociselné programovanie. V nasledujicom priklade uvedieme problém, ktory
potvrdzuje, ze Veta [1| neplati pre celociselné programovanie.

Priklad. Riesme nasledujicu optimalizac¢ni tlohu:

max —vV1lx+y

zp. —V1lz+y<0
T >2

y>1

r,y €7

Po preskimani problému vidime, Ze mnozina S;p # 0, a zdroven maximdlna
hodnota ticelovej funkcie je obmedzen4 zhora vid (—v/11z+y < 0), teda ak by sme
uvazovali, Ze 2,y € R! namiesto z,y € Z!, vedeli by sme najst optimum. Upravme
teraz druhi podmienku na (¥ < \/ﬁ) Po uprave vidime, ze optimum by bolo v
bode v/11, lenze v/11 je iraciondlne &slo, ktoré nevieme zapisat pomocou zlomku.
Vieme sa ku nemu lubovolne priblizit, no nikdy ho nedosiahneme. Optimélne
riesenie, teda neexistuje.

Poznamka. 7 minulého prikladu si mézeme vsimnit, Zze ak by sme pouzivali
iteracny algoritmus na riesenie problému, bezal by do nekonecna bez najdenia
optima. Preto budeme potrebovat vylepsit nase metédy pomocou zavedenia ur-
¢itych medzi, vid nasledujtuca podkapitola.

1.4 Vlastnosti a rieSenie 1P

V nasledujicej podkapitole uvedieme vlastnosti celo¢iselného programovania
a ukazeme ako ndm znalosti o optimalnych rieSeniach linedrneho programovania
pomozu najst riesenia celociselného programovania lubovolne blizke optimalnemu.

Pozndmka. Ako sme videli v priklade, v minulej podkapitole, pri rieseni tloh ce-
lo¢iselného programovania sa mozeme dostat do situacie, ze nevieme néjst opti-
malne riesenie. Stava sa to z viacerych dévodov. Niektoré z nich sii (ako v Priklade
neexistencia optimalneho riesenia alebo nasa neschopnost najst optimalne rie-
Senie v dostupnom case. Z hladiska ¢asovej naroc¢nosti ani s najlepsSou technikou
niekedy nie je mozné najdenie optimélneho riesenia tiloh IP. Preto volime alter-
nativny pristup. Snazime sa néjst riesenie blizke optimalnemu, s nami zvolenou
toleranciou.

Majme problém Z = max{c’x : Ax < b, x € Z", = > 0}.

Hlavnou myslienkou pri rieseni IP bude najst dolni medzu Z, pre ktora bude
platit Z < Z a hornd medzu Z, pre ktord bude platit Z > Z. Budeme sa snazit
vytvorit algoritmus, ¢o dokaze najst klesajicu postupnost Z1>79>...>72,>
Z hornych medzi a rasticu postupnost Z; < Z, < ... < Z, < Z dolnych medzi.
Algoritmus sa zastavi, ked Z, — Z, < e. Konstanta e predstavuje maximalnu
odchylku od optimalneho riesenia, ktorti sme ochotni akceptovat.
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1.4.1 Dolna medza

Kazdé pripustné riesenie & € S;p ndm poskytne dolnti medzu Z = ef'x < 7.
Pre niektoré problémy bude jednoduché nast dolnit medzu na prvy pohlad, no pre
niektoré nie. Pri tilohach, kde pripustné rieSenie nie je zjavné si mézeme pomoct
napriklad restrikciou problému definovanou naskledovne:

Definicia 6. (Wolsey (1998))
Problém Z%F = max{f(x) : @ € T C Z"} je restrikciou Z = max{c'x : x €
S[p g Zn} ak:

® TQ S]p a
o flx) <c'zpreVe e S;p.

Néjdenim optimalneho riesenia restrikcie problému najdeme pripustné riesenie
povodného problému.

Restrikciu problému vytvarame napriklad zafixovanim niektorych rozhodova-
cich premennych alebo pridanim dalSich podmiedok zmensSujticich mnozinu pri-
pustnych rieseni. Postupujeme tak, aby sme vytvorili jednoduchsi problém.

Priklad restrikcie vieme néjst vo |Wolsey| (1998)(str. 35)(Priklad 2.5).

1.4.2 Horna medza

Pri hladani dolnej medze sme vyuzivali restrikciu problému. Pri hladani hornej
medze vyuzijeme relaxdciu. Zakladnou myslienkou bude zjednodusit dany opti-
malizacny problém, ale stale zanechat vlastnost aby jeho optimalna hodnota bola
aspon taka velka ako Z.

Definicia 7. (Wolsey (1998)(str. 26))
Problém Z® = max{f(x) : € € T C R"} je relaxdciou problému Z = max{c’z :
T c S[p} ak:

e S;pCT, a

o f(x) > clx pre Va € Syp.

Dékaz. Vid Wolsey| (1998])(str. 26).
[

Otazkou uz len zostava, ako skonstruovat takéto relaxacie, a aké pekné vlast-
nosti nam poskytni. Na to odpovie nasledujica veta a dalSie definicie.

Veta 5 (vlastnosti relaxacie). (Wolsey (1998)(str. 28))

o Ak relazdcia nema pripustné rieSenie, potom ani pévodny problém nema
pripustné riesenie.

« Nech z* je optimélne rieSenie relaxdcie. Ak * € Syp a f(x) = ¢z, potom
x* je optimalne riesenie pévodného problému IP.



Dékaz. Vid Wolsey| (1998) (str. 28).

Definicia 8 (Linearna relaxacia). (Wolsey (1998))

Majme 1ilohu celociselného programovania Z = max{c’z : © € S;p}, potom
pod pojmom linedrna relaxdcia povodnej tilohy oznacime Z*F = max{c'x : x €
R", Az <b, = > 0}.

Je to vlastne rovnaka tloha az na to, ze & € R™ namiesto @ € Z".

Veta 6 (Lagrangeova relaxacia). (Wolsey (1998)(str. 30))

Nech Z = max{c’z : Ax < b,x € X C Z"} je tloha celocisleného programova-
nia a nech Z(u) = max{c'x+u’ (b— Ax) : x € X}, potom Z(u) > Z pre Vu €
R™ uw>0

Dékaz. Vid Wolsey| (1998) (str. 30).

Dualita a IP

V linearnom programovani vyuzivame dualitu velmi c¢asto pri zistovani opti-
malneho riesenia a stanovovani hornych medzi. Pouzijeme, teda dualitu aj pri
stanovovani hornych medzi problémov celoc¢isleného programovania.

Definicia 9. (Wolsey (1998)(str. 30))

Nech Z = max{c'x : © € S;p}, potom tlohu ZP = min{b’u : u € Sp},

kde Sp = {u € R™: ATu>c, u> 0} nazveme slabo dudlnou ku pévodnej ilohe
ak pre Yo € Sip a Yu € Sp plati:

c'x <bu.
V pripade, Ze Z = ZP hovorime o silno dudlnej tilohe.

Pomocou takto definovanej slabo duéalnej tlohy vieme krasne nachadzat horné
hranice, a to aj bez hladania optima dualnej tilohy, stac¢i nam hodnota Iubovolného
pripustného riesenia.

Dalej si uvedieme, tvrdenie, ktoré nam ukaze dalsie pouzitelné vlastnosti du-
ality.

Tvrdenie 7. (Wolsey (1998)(str.30))

« Ak tloha ZP z Deﬁnicie@nemé optimalne riesenie, potom Z nema pripustné
rieSenie

e Nech pre * € S;p a u* € Sp a plati c'x* = b u*, potom x* je optimalne
riesenie pévodnej tlohy IP a u* je optimalne riesenie jej dualnej tlohy.



Dékaz. Vid Wolsey| (1998)(str.30).
[

Dualita nam teda dava dalsi sposob ako stanovovat horné medze, zistovat ¢i
povodna uloha IP ma vobec riesenie a v Specidlnych pripadoch ndm ukaze opti-
malnu hodnotu ucelovej funkcie povodného problému. O Specidlnych pripadoch,
kedy nam relaxacia IP ukaze optiméalne riesenie povodnej tlohy IP bude nasle-
dujica podkapitola.

1.5 Totalna unimodularita

V minulej podkapitole sme zistili, ze existuja pripady, kedy vieme néjst opti-
malne riesenie tulohy celoc¢isleného programovania z duality alebo dokonca len
vyrieSenim linedrnej relaxdcie tlohy Z = max{c’z : Az < b,z € R", = > 0}.
V tejto podkapitole sa budeme venovat presne takym pripadom. Pomoéze nam s
tym totalna unimodularita alebo presnejsie, totalne unimodularne matice.

Definicia 10.

o Celoc¢iselna stvorcova matica sa nazyva unimoduldrna ak jej determinant
nadobida jednu z hodndt € {1, —1}.

o Celociselna matica, sa nazyva totdlne unimoduldrna ak determinant kazdej
jej stvorcovej podmatice nadobuda jednu z hodnét € {1,0,—1}

Poznamka. Totalne unimodularne matice nebudd mat len determinanty Stvor-
covych podmatic nadobidajice hodnoty {1,0,—1}, ale aj hodnoty vsetkych ich
prvkov budi 1, 0 alebo -1. Teda ak je matica A € R™*" totalne unimodularna,
bude platit Vi € {1,...,m} aje {1,...,n}:a;; € {1,0,—1}.

Tvrdenie 8. (Wolsey (1998)(str. 40))

Uloha, linedrneho programovania Z*F = max{c’x : Ax < b, = € R", > 0},
ma celociselné optimdlne resenie pre kazdy vektor b € Z", pre ktory je optimdlna
hodnota icelovej funkcie konecnd, prave vtedy ked matica A je totdlne unimodu-
ldrna.

Dékaz. Vid Wolsey (1998])(str. 40).
[

Vdaka tomuto tvrdeniu sme zistili, ze pouzivanim totalne unimodularnych
matic, ndjdeme celocislené optimalne riesenia v linedrnom programovani. No tu
ticiac je overovanie totalnej unimodularity z definicie obtiazne, pretoze narocnost
overovania determinantov vsetkych podmatic je vypoctovo velmi vysoka. Existuja
vsak postacujice podmienky na overenie totalnej unimodularity vid Papadimit-
riou a Steiglitz| (1998)(str. 317). Na overenie totdlnej unimodularity Iubovolne;
matice existuje algoritmus vid dékaz vety z |Schrijver| (1986) (str.290).



1.6 Algoritmus vetvenia a medzi

V tejto podkapitole sa budeme zaoberaf Algoritmom vetvenia a medzi, ktory
sa spolu s ur¢itymi dalsimi vylepseniami pouziva v aktualnych softvéroch na rie-
Senie uloh celoc¢iselného programovania. Povieme si na zaklade akych principov
funguje, a aké su jeho mozné tupravy alebo vylepSenia.

Jednym z principov, na ktorych je algoritmus postaveny je myslienka rozdelit
komplikovany problém na viacej mensich. Potom nésledne riesit dané jednoduch-
sie problémy. Nakoniec, ako najlepsie oznacit najlepsie optimalne riesenie jednej
z dcérskych tloh, kde dcérska tloha vznikne z materskej zafixovanim jednej z
rozhodovacich premennych na urciti hodnotu. Viacej o tvorbe dcérskych tloh v
Podkapitole [1.6.2]

UvaZzujme problém Z = max{c’x : © € S;p}. Delenie na mensie problémy ndm
umoznuje tvrdenie:

Tvrdenie 9. (Wolsey (1998)(str. 114))

Nech Stp = Sip U ... USE, je rozdelenie mnoZiny pripustnych rieseni na mensie
mnoZiny a nech Z¥ = max{c’z : x € S}, pre k = 1,..., K. Potom Z =
maxy Z~.

Dékaz. Vid Wolsey| (1998)) (str. 114).
[

Teraz sme problém rozclenili na vela mensich, no ak by sme takto pokracovali z
delenim donekonecna, tak by sme naro¢nost pévodného problému akurat previedli
do nérocnosti riesit obrovské mnozstvo malych problémov, preto budeme pouzivat
medze aby sme rozdelili problémy na tie, ktorych vyriesenie ndm poskytne lepsie
medze, a tie ktorych nie. Nasledujtice tvrdenie nam ukaze ako narabat s medzami
a dalsie, ako pomocou nich rozdelovat problémy.

Tvrdenie 10. (Wolsey (1998))
Nech S = Sy U ... U Sk je rozdelenie mnoziny pripustnych rieseni na mensie a

nech Z% = max{c'x : ¢ € Sy} pre k = 1,..., K, nech z" je hornd medza pre
Z% a Z% je dolnd medza pre Z*. Potom Z = maxkzk je hornd medza pre Z a
Z = max,Z"* je dolnd medza pre Z.

Tvrdenie 11. (Prerezdvanie podla optimality)(Nemhauser| (1998))

Ak ZF = " pre nejaké k, potom optimdlne riesenie pre k-t problém ZF =
max{c’x : x € S} je zndme a nemusime dalej delit S¥p.

Tvrdenie 12. (Prerezdvanie podla medzi)(Nemhauser| (1998))

Ak 7" < Z7 pre nejaké k # j a k,j € {1,..., K}, potom optimdine riesenie pre
k-tyf problém Z* = max{c'x : © € S¥p} neméze byt nikdy optimdlnym riesenim
pre povodnyj problém. Teda nie je potrebné dalej delit S¥p.

Tvrdenie 13. (Prerezdvanie podla pripustnosti)(Nemhauser (1998))
Ak S%, =0, potom nie je potrebné dalej delit S¥p.
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Takze takto algoritmus rozdeli pociatoény problém na vela mensich, z kto-
rych postupne vyberdme tie, ktoré sa oplati riesit, a tie ktoré nie. Postupne sa v
priebehu algoritmu snazime zmensovat rozdiel medzi hornou a dolnou medzou.

Algoritmus konc¢i v pripadoch:

o Vyriesime vsetky dcérske tlohy a najdeme optimalne rieSenie jednej z nich
s najvyssou hodnotou tucelovej funkcie. To oznac¢ime za optimalne rieSenie
celého problému. Stane sa tak pred vyprsanim ¢asového limitu algroritmu.

o N&ajdeme riesenie, ktorého hodnota tcelovej funkcie bude v tolerancii e,
ktora je definovand ako: ¢ = Z — Z, kym mi vyprsi predom stanoveny cas
na riesenie problému. Dané rieSenie oznac¢ime za e—optimalne.

e Nendjdeme optimalne rieSenie, a taktiez do vyprsania ¢asu nenajdeme ani
riesenie, ktoré by bolo e—optimdalne. V tomto pripade sa budeme musiet
uspokojit s najlepsim rieSenim, ktoré sme nasli alebo skusit opatovne spustit
algoritmus s vacsim mnozstvom ¢asu na riesenie.

1.6.1 Hladanie medzi

Néjdenim lepsej spodnej medze vyradime vela dcerskych tuloh, kde vysledkom
bude zrychlenie algoritmu. Na zaciatku algoritmu stanovime dolnii medzu (pri
maximaliza¢nom probléme) na —oo. Alternativne riesenie (Sikovnejsie) je nasta-
vit dolnii medzu na ¢o najvyssiu hodnotu najdenim, ¢o najlepsieho pripustného
rieSenia. Na to mdézeme pouzit metdédu restrikcie problému zo Podkapitoly
alebo metédu Greedy and Local search popisant vo [Wolsey| (1998) (str. 35 - 37).

Na najdenie hornych medzi pouzijeme metédy z Podkapitoly Budeme
pouzivat hlavne linedrnu relaxaciu, ktorej vyriesenie zavisi od rychlosti algoritmu
riesiaceho dant tlohu linearneho programovania. Jednym z algoritmov pre tuto
potrebu je dudlny simplexovy algoritmus, ktory je popisany napriklad v Papadi-
mitriou a Steiglitz (1998)).

1.6.2 Delenie na dcérske ulohy

Popisali sme zakladni myslienku algoritmu, ako riesit a spajat riesenia dcér-
skych tloh, a teraz si popiseme akym spdsobom budeme delit zlozitejsie tilohy na
jednoduchsie.

Uvazujme podvodnt tlohu Z = max{c’x : = € S;p}. RieSme najprv jeho
linedarnu relaxaciu. Ak jej optimélne riesenie je celociselné, tak algoritmus konci.
Ak optimélne riesenie nie je celociselne, tak to znamend, ze 3 z} ¢ Zd, j €
{1,...,n}, kde x} je j-ta zlozka vektoru * € R™. V tom pripade rozdelim materskui
ulohu na 2 dcérske:

o Uloha 1: Z; = max{c'® : & € Sip, x; < lz5]}
o Uloha 2: Zo = max{c’@ : @ € Sip, z; > |2]] + 1},

kde x* je optimélne riesenie materskej tulohy a [.| znac¢i dolnu cela cast da-
ného ¢isla. Nésledne postupujeme rovnako s deérskymi tilohami az kym nenastane
jedna z moznosti konca algoritmu popisanych vyssie v texte.
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Vyber premennej na vetvenie

Ak nam, ako adept na vetvetie vyjde iba jedna premenna, tak je rozhodova-
nie ako vetvif jednoduché. Horsie je, ked je takych premennych viacej. V tom
pripade by davalo zmysel vybrat taku, ktorej vyberom sa v dcérskych tlohach
znizi optimalna hodnota tucelovej funkcie, ¢o najmenej, teda vyberame tua, ktora
produkuje najlepsie riesenia. Pre tento tucel predstavime stratégiu vetvenia po-
mocou pseudostratovych faktorov (Pseudocost branching). Zakladom stratégie je
odhadnutie pseudostratovych faktorov Pjr a P, pre Vj € {1,...,n}. Definujeme
potrebné hodnoty:

e Zpp je optimalna hodnota tcelovej funkcie pre aktualne riesent tlohu.
o x* je optimalne riesenie aktualnej tlohy.

o fj=a;— [7}], kde |z}] je dolnd celd Cast hodnoty zj.

« Hodnoty Z; a Zj“ st hodnoty tucelovej funkcie ak by sme zafixovali z; =

|z} alebo x; = |7] +1 a vyriesili s touto hodnotou aktudlne riesent ilohu

e D; a D;f st pseudostraty na hodnote tcelovej funkcie aktualnej tlohy pri
vetveni podla premennej z7 nadol a nahor. D; = f;x P;” a D;f =(1-f;)x
P,

j

Ak sa pri vyrieseni relaxdcie IP dostaneme do bodu, ked riesenie z* ma
viacej, ako jednu zlozku necelociselnt, spocitame pre kazdu takuto zlozku D}
a Df. Nésledne budeme vetvit podla zlozky, ktorej index ziskame, ako j =
argmax;[(D; + Dj)] alebo j = argmax;[min(D;, D).

Pre vypocet D a D;' potrebujeme odhadnit pseudostratove faktory P, a Pj+.
Postup je naslednovny:

 Pred zacatim riesenia pociatocnej tlohy vytvorim zoznamy P;” a P;r pre
Vie{l,..,n}

« Pri kazdom vetveni podla premennej z; priradim do zoznamu P;” hodnotu

Zrp—2; Zrp—Z7F
T L a do zoznamu Pjr hodnotu —— 7 L
J J

o faktory P; a PjJr odhadnem pri kazdom rieseni podproblému, ako aritme-

ticky priemer aktudlnych prvkov v zoznamoch P; a Pj+.

Ako si m6zeme vsimnuf, faktory P, a P;r sme schopni odhadnit az po zopar
iteraciach algoritmu, ked v zoznamoch P; a PjJr mame uz zopar prvkov. Dovtedy
vetvime podla preferencie riesitela alebo podla zlozky x;, ktord maximalizuje
funkciu min{ f;,1 — f;}. Informécie o veteni pomocou pseudostratovych faktorov

boli cerpané z Wolsey| (1998)(str. 124).
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1.6.3 Postupnost riesenia uloh

Nasleduje problém, ako si vybrat, ktoré dcérske tilohy budeme riesit, ako prvé.

MoZnosti:

« Best first search: Snazime sa najprv vetvit do hlbky, teda priddvat do-
dato¢né podmienky do predoslého problému, az kym nendjdeme celoc¢iselné
rieSenie. Snazime sa najdenym rieSenim vytvorit dobry podklad pre vy-
hodenie velkého mnoZstva dcérskych tloh na zdklade Tvrdenia [12] Tento
postup je navyse vyhodny, pretoze dualny simplexovy algoritmus, ktory sa
casto pouziva na riesenie uloh linedrneho programovania, vie po pridani
dodato¢nej podmienky najst optimélne riesenie velmi rychlo. Vie sa rychlo
preoptimalizovaft.

e Best node first strategy: Snazime sa postupne riesit tlohy s najvyssimi
hornymi medzami, teda zvysujeme svoju Sancu, ze najdeme celociselné rie-
Senie s najvyssSou hodnotou tucelovej funkcie, ¢o najskor. Touto stratégiou
taktiez zaruc¢ime, ze nikdy nebudeme riesif dcérsku tlohu, ktora ma horna
medzu nizsiu ako je optimélna hodnota ucelovej funkcie celej tlohy.

V praxi sa pouziva kombinécia tychto pristupov. Najprv sa snazime najst celo-
¢iselné riesenie aby sme vyradili, ¢o najviac dcérskych tloh, a potom sa snazime
najst riesenie pomocou pristupu Best node first strategy.

1.6.4 Preprocesovanie problému

Preprocesovanie problému je zamerané na zlepsenie formulacie daného prob-
1ému. Casto sa stane, ze pridanim dodato¢nej podmienky vyrazne zredukujeme
problém. Avsak, bez dodatocného pohladu a snahy upravit formulaciu, a mno-
zinu pripustnych rieseni, zmeny neuvidime. Preto, pomocou preprocesovania vy-
hodime prebytocné premenné a prebytoc¢né hranice mnoziny pripustnych rieseni.
Cely tento proces sa da spravit algoritmicky. Jeho postup je popisany v nasledu-
jucom tvrdeni.

Tvrdenie 14. Majme mnozinu S = {x : apro + Z?Zl a;x; < bl; < x; <
kj pre j =0,1,...,n}.

o Hranice pre premenné. Ak ag > 0, potom:

o S (b— A Z ajlj - Z Cijj) /CL(),
j>1:a;>0 j>1:a;<0

a ak ay < 0, potom

Zo > (b— ' Z ajlj - Z ijj) /Clo.
j=>1:a;>0 j=1l:a;<0

o Nadbytocnost. Podmienka agry + Z’;:l a;x; < b je nadbytocnd ak plati:

13



Z ajkj + Z (ljljgb.

J:a;>0 J:a;<0
e Nemoznost. S =0 ak:

> ajlj + E ijj>b.

j:a; >0 J:a;<0

o Fizdcia premenngjch. Majme mazimalizacny problém v tvare: maz{c’z :
Ar < b, Il < x <k} allkk € R", Lk > 0, ak a;; > 0 pre Vi =
1,...,mac; <0, potom x; = l;. Naopak ak a;; <0, preVi=1,....mac; >
0, potom x; = k.

Tieto obmedzenia a zmeny vyplyvaji z prikladu vo|Wolsey (1998)(str. 129 - 130)

Pozndamka. Pri tlohe IP moézZeme dokonca pritvrdit a namiesto podmienky I; <
z; < kj;, pouzit podmienku [l;] < z; < |k;], kde |.| zna¢i dolnt celu ¢ast daného
¢isla a [.] znaci hornu celu cast ¢isla.
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2. Prakticka cast

V tejto kapitole budeme riesit redlny problém rozdelovania kombinacie homo-
génnych a heterogénnych sperkov. Budeme rozdelovat konkrétny subor sperkov
firmy ALO diamonds zo 17.10.2023. Spolo¢nosti produkujice tovar pravidelne
¢elia problému optimalneho rozdelenia tovaru na svoje predajne. S rastom firiem
vznikd potreba riesenia daného problému pomocou sofistikovanych algoritmov
namiesto ru¢ného rozdelovania. V praktickej ¢asti navrhneme algoritmus riesiaci
danti problematiku. Uvedeny algoritmus priradi sperky na butiky podla odhadu
pravdepodobnosti predaja konkrétneho Sperku na konkrétnom butiku. Bude brat
taktiez na zretel, kolko podobnych sSperkov sa uz nachadza na danom butiku.
Tento dodatok je dolezity, pretoze bez neho by sme vsSetky rovnaké sSperky pri-
delili vzdy na jeden butik s najlepsou predajnostou daného modelu. Nasledne
do algoritmu zahrnieme podmienky na zaklade, ktorych budeme schopni dodrzat
skladové obmedzenia. Nakoniec aplikujeme algoritmus pre 3 rézne volby vstup-
nych parametrov a vysledky medzi sebou porovname.

2.1 Model

Vo formulécii modelu budeme pracovat s nasledujticim znacenim:

e ID - Je subor d¢isiel a pismen priradenych kazdému sperku udavajuci jeho
vsetky vlastnosti. Rovnaké Sperky maja rovnaké ID. Rozdielne Sperky maju
rozdielne ID.

i - Index oznacujuci konkrétny Sperk z M = {1,...,m}.
 j - Index oznacujuci konkrétny butik z N = {1,...,n}.
e x;; - Hodnota bude 1 ak Sperk ¢ umiestnim na butik j, 0 inak.

e ki ;- Znaci pocet rovnakych Sperkov ako Sperk s indexom ¢ nachadzajuicich
sa na butiku j pred naskladnovanim.

e hi; - Znaci pocet Sperkov s vysokou podobnostou so Sperkom ¢ nachadza-
jucich sa na butiku j pred naskladnovanim. Pod pojmom sperky s vysokou
podobnostou myslime Sperky, ktoré sa lisia od Sperku s indexom ¢ iba farbou
kamena, nie farbou zlata ani tvarom.

e 5;; - Znaci pocet Sperkov so strednou podobnostou so §perkom 7 nachadza-
jucich sa na butiku j pred naskladnovanim. Pod pojmom sperky so strednou
podobnostou myslime sSperky, ktoré sa lisia od Sperku s indexom ¢ farbou
kamena a este navyse aj farbou zlata, nie tvarom.

e p;; - Je odhad pravdepodobnosti predaja sperku s rovnakymi charakteris-
tikami ako Sperk 7 na butiku j za urcéeny casovy interval.

e ¢ ; - Je faktor dolezitosti Sperku 7 pre butik j definovany ako:

M. . 1
Cij = Pij * 3ki,541.7M4,5 %1.5%.5 7
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¢isla (3, 1.7, 1.5) s empiricky ziskané hodnoty, ktoré urc¢ujd, ako moc
potrebujeme penalizovat butik j ak sa na nom nachadzaja sperky s réznymi
stupnami podobnosti so Sperkom 1.

H; - Je mnozina indexov rovnakych sperkov ako je Sperk s indexom ¢ vratane
indexu 1.

L je mnozina indexov 7. Pocet jej prvkov je poctom rozdielnych Sperkov.
Pre kazdy index plati, Ze je jednym z indexov zo skupiny totoznych Sperkov.
Zostrojim ju tak, ze budem iterovat cez vsetky indexy ¢ € M. Do mnoziny
L priddm index ¢ ak sa v mnozine L nenachadza index sperku s rovnakym
ID, ako index Sperku, ktory chcem aktualne priradif. Teda docielime, ze v
mnozine L bude kazdy index patrit Sperku s réznym ID. Prvky mnoziny
L budeme oznacovat [. Bude pre ne platit I, € {l;, ..., lx}. K je pocet
rozdielnych sperkov.

F;; - Je mnozina indexov Sperkov vysokej podobnosti so Sperkom ¢ bez indexu
1.

G; - Je mnozina indexov Sperkov strednej podobnosti so Sperkom i bez
indexu 7

Yr1,.; - Hodnota bude 1 ak je pocet Sperkov s indexami z mnoziny H;, , ktoré
chceme naskladnit na butik j vacsi, ako r. r € {1, ..., 5}. Inak je to 0.

Poznamka. Ako predpoklad budeme brat, Ze nechceme naraz rozdelovat via-
cej ako 6 uplne rovnakych sperkov. Tento predpoklad vyplyva zo skisenosti
s povahou distribu¢nych suborov znacky ALOVE.

2r.1,.; - Hodnota bude 1 ak je pocet Sperkov s indexami z mnoziny F;, , ktoré
chceme naskladnit na butik j vacsi, ako r. r € {1, ..., 8}. Inak je to 0.

Pozndmka. Ako predpoklad budeme brat, ze nechceme naraz rozdelovat
viacej ako 9 Sperkov s vysokou podobnostou so Sperkom s indexom [;. Tento
predpoklad vyplyva zo skisenosti s povahou distribu¢nych stborov znacky
ALOVE. Pre premenné ¢,,, ; pouzijeme rovnaky predpoklad.

qr,,.,; - Hodnota bude 1 ak je pocet Sperkov s indexami z mnoziny G, , ktoré
chceme naskladnit na butik j vaési, ako r. r € {1, ..., 8}. Inak je to 0.

d; - Udava pocet Sperkov, ktoré moézem esSte naskladnit na butik j bez
prekrocenia maxima skladu
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Ucelova funkcia:

maX(A—B—C'—D).

Ucelova funkcia bude pozostévat zo 4 Casti (4, B, C, D). Cast A sa bude
snazit maximalizovat doleZitosti Sperkov pre dané butiky, teda stcet clenov c; ;.

A= Z 1ZJ 1Cij ¥ T

Cast B bude v maximalizatnej funkeii s minuskom, takze funkcia sa bude
snazit minimalizovat ¢ast B. To isté bude platit aj pre casti C a D. Cast B
bude penalizovat naskladnenie viac ako jedného kusu rovnakého sperku na rov-
naky butik. Penalizacia bude narastat nelinedrne s rasticim poc¢tom rovnakych
naskladnenych Sperkov na rovnaky butik.

N L 5
B =37 2l Gl * 2 Yrg * HLl

Priklad. Predstavme si, ze chceme naskladnovat len 3 Sperky s rovnakym ID. Ak
by sme ich chceli naskladnif na rovnaky butik napr.(¢islo 1) a index prvého sperku
v datovom stbore by bol 1, potom by mala tcelova funkcia tvar max ¢y +co 1 —
c1 1 2%c1,1 ) /e v ’ o o v , ,
-5 teg— 3, ked zvazime, Ze plati c;; = c21 = c3,1, pretoZe st to rovnaké

sperky, bude mat tcelova funkcia tvar max c1,; + 5+ + lel

Nelinearne spravanie casti B sme schopni modelovat na zaklade premennych
Yr1,; & prislusnych stale sa zvyquuc1ch faktorov 47 Budeme teda napodobnovat
priebeh funkcie f(x) = _Z5. Prvé dve sumy ndm vravia, Ze budeme penalizovat
cez vSetky butiky a cez vsetky rozdielne sperky. Néasledne pouzivame predpoklad,
ze nenaskladnujeme viacej ako 6 rovnakych sperkov, takze sa nemusime pytat
pomocou premennych v, ; ; ¢i ddvame na butik viacej, ako 6 rovnakych Sperkov.

Nésledne, potrebujeme do modelu zahrnit aj vysoko podobné Sperky so Sper-
kom ¢ a stredne podobné sperky so sperkom 4. Potrebujeme ich zahrnit z dévodu
vyvazenia sortimentu. Stava sa totizto, ze ak je na butiku j tspesny konkrétny
sperk 4, tak su na butiku uspesné aj jemu Sperky podobné. Ak by sme podobné
sperky do modelu nezahrnuli, mohlo by to mat za nasledok nadmerné naskladne-
nie butiku podobnym sortimentom. Kedze, tovaru podobného Sperku ¢ je obme-
dzené mnozstvo, naskladnenie jeho privelkého mnozstva na jeden butik implikuje
nizsie alebo nulové naskladnenia daného tovaru na ostatné butiky. Nadmerné na-
skladnenie jedného butiku podobnym tovarom, teda znizuje pestrost sortimentu
na inych butikoch, ¢o moze mat za nasledok uslé zisky.

Cast C bude mat za tlohu penalizovat naskladnenie viacej ako jedného kusu

vysoko podobného Sperku so Sperkom s indexom ¢ na butik j. i € M a j € N a
cast D bude mat za tlohu to isté, akurat so stredne podobnymi Sperkami.

N
C =3 121 lla*cl]*zrlzr,m g

N L 8
D =350 X0, B ey * X e * 7
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Ulohou koeficientov o a 3 je zaistit nizsiu penalizdciu podobnych $perkov v po-
rovnani s penalizdciou rovnakych Sperkov. Pre tieto koeficienty bude teda platit
1 > a > p > 0. Pri prvej implementacii modelu zvolime o = % afp= % Vysledna
upravend ucelova funkcia bude v tvare:

N M
max Z Z Cij *Tij

j=1i=1

—ZZ(CIJ*Z%M 1+Cl,y*z ax 25+ B % Q) * : )

7=1l1=l +1
Obmedzujice podmienky:

o Podmienka vraviaca, ze kazdy sperk musi byt priradeny presne na 1 butik:
Yiawiy =1 Vie M.

e Podmienky zodpovedné za dodrzanie skladovych maxim:
Y xi; <dj, VjeN.

« Podmienky definujice premenné y,;, ;. Najprv si zadefinujeme podmienky
potrebné na spravne fungovanie premennej v, 1, pre ktord chceme aby
nadobtudala hodnotu 1 ak sa na butik 1 naskladni viacej ako 1 Sperk rovnaky
so Sperkom [;, vratane Sperku [;. Inak chcem aby mala premennd y;;, 1
hodnotu 0. Dané spravanie premennej v, ;, 1 docielime dvoma podmienkami:

S omy — 1< dxyin,

tEHLl

Z Tyl — 1 > —0 % (1 — y1711,1) + 1.

tEHll

V podmienkach figuruje konstanta 9, ktort stanovime fixne na nejaké velké
¢islo. Tato konstanta musi byt nastavena tak aby ju lava strana ), Hy, L1
1, nikdy nepresiahla. Jej hodnotu nastavime na 1984. Prva podmienka za-
bezpecuje, Zze premenna y; ;, ; bude 1 ak je ZteHll xe1 > 1

Ked je ZteHll 21 < 1, tak premennd y;; ;1 moze nadobtdat hodnotu 0
alebo 1. Spravne fungovanie dodéava az druha pomienka, ktora zarucuje, ze
ak je ZtEHzl 241 < 1, tak premennd y; ;, ; musi nadobidat hodnotu 0. Dal-
sim krokom je definovat rovnako premenné y pre vsetky rozdielne Sperky,
vSetky butiky a hodnoty r € {1, ..., 5}. Vysledné podmienky budu vyzerat
nasledovne:

Z Ty — 1 < 0%k Yry, i,

teH,,
Z py;—r > —0% (1 =y i)+ 1,
teH,
vre{l, .., 5},
Vi, € L,
Vj € N.
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e Podmienky definujtce premenné z,;, ;. Podmienky budu rovnaké ako pod-
mienky definujice premenné y,;, ; az na mnozinu indexov, cez ktoru scita-
vame. Spravanie premennych z,;, ; docielime podmienkami:

Z xt:] -r S 5 * erlk7j7

teF,
Sy —r>—=0x(1—zy)+1,
teF,
vred{l, .., 8},
Vi, € L,
Vj e N.

» Podmienky definujice premenné ¢, ;, ;. Spravanie premennych g, ;, ; docie-
lime podmienkami:

Z Ty —1 < 0% Qs

tele
>ooapi—r>—=0x(1—qy,;) + 1,
teGy,,
vre{l, .., 8},
Vi, € L,
Vj e N.
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2.2 Predstavenie vstupnych dat

Rozdelovat budeme budeme 146 Sperkov znacky ALOVE, ¢o je jedna zo zna-
¢iek patriacich spolo¢nosti ALO jewelry s.r.o. Uvazujeme realne Sperky, ktoré
boli naskladnované dna 17.10.2023. Pri kazdom sperku budeme pracovat s jeho
ID. Dalej budeme pracovat s dvoma tpravami ID, ktoré ndm pomédzu rozoznat
a zoskupit podobné Sperky. Navyse, pouzijeme tidaje o type Sperku, farbe zlata,
farbe kamena, pocte kamenov a cenovej kategorii, ktoré budeme potrebovat na
zoskupenie Sperkov pre vypocitanie odhadu pravdepodobnosti predaja Sperku
7 na butiku j. V dédtovom stibore budeme mat pre kazdy sSperk 14 riadkov, kde
kazdy jeden riadok bude reprezentovat kombinéaciu konkrétneho sperku 7 a butiku
j. Nakoniec pre kazdu kombinéaciu uvedieme poc¢ty rovnakych, vysoko podobnych
a stredne podobnych sperkov so sperkom ¢ aktualne naskladnenych na butiku
J. Taktiez uvedieme dolezitost butiku c¢; ;. Ukazka vstupnych dat je uvedena v
Prilohe 1.

2.3 Riesenie

2.3.1 Pouzita technika

K vypoctu bol pouzity notebook Lenovo ThinkBook 15 G4 TAP so 64 - bito-
vym procesorom Intel Core i7-1255U 12th Gen 1.70 GHz s opera¢nou pamatou
18 GB.

2.3.2 Technicka implementacia modelu

Model prezentovany v predminulej podkapitole bol rieseny v programovacom
jazyku Python pomocou kniznice scipy.optimize, z ktorej bola pouzita funkcia
milp (Mixed integer linear programming). Uvedend funkcia je vytvorend na riese-
nie optimaliza¢nych tloh zmiesaného programovania a je v nej zabudovany aj al-
goritmus na preprocesovanie modelu. Dana kniznica je zadarmo pristupna sirokej
verejnosti, vdaka ¢omu moze kazdy Iubovolne replikovat implementaciu modelu
do python kédu, ktora bude uvedend v prilohe. Pomocou vstupnych paramet-
rov bola funkcia milp naprogramovana aby riesila nami zadant tlohu binarneho
programovania. Nastavenia vyzeraji nasledovne:

optimalizovane_hodnoty = milp(c=hodnoty_ucelovej_funkcie,
=obmedzenia,
=celociselnost,

=obmedzenia_rozhodovacich_premennych,

={"disp": True, - e": Truel})

Obr. 2.1: Classa milp

V zozname hodnoty ucelovej funkcie je umiestneny vektor cien. V premen-
nej obmedzenia si uvedené obmedzujice podmienky pouzitim funkcie kniznice
scipy.optimize s nazvom LinearConstraint. Tato funkcia skombinuje maticu A s
vektorom b a vytvori subor obmedzujucich podmienok v tvare Ax < b, ktoré
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spracovava funkcia milp. Premennd s nazvom celociselnost je zoznam jednotiek o
dizke rovnakej ako zoznam hodnoty ucelovej funkcie. Nastavenim parametru
integrality na samé jednotky totizto informujeme funkciu milp, Zze chceme aby
kazda jedna zlozka vektoru rozhodovacich premennych mohla nadobudat len ce-
lo¢iselné hodnoty. Premennou obmedzenia_rozhodovacich__premennych nasta-
vime funkciu milp, tak aby mohli jednotlivé zlozky vektoru rozhodovacich premen-
nych nadobiidat iba hodnoty od 0 do 1 vratane. Poslednymi dvoma nastaveniami
docielime, ze zlozky vektoru rozhodovacich premennych budi moéct nadobudat
iba binarne hodnoty. Nastavenim "disp"na True a "presolve'na True zaistime aby
nam funkcia milp pocas riesenia problému ukazovala vyvoj rieSenia problému, a
aby bolo pouzité preprocesovanie.

2.3.3 Vysledné nastavenia modelu

Presunme sa teraz ku vypoctu optimalneho riesenia modelu pre nase data,

volbu parametrov a = %, b = % a obmedzenia skladov butikov pre butiky
jged{l, .., 7} :d; =100 aj € {8, .., 14} : d; = 20. Obmedzenia sme na-
stavili danym spdsobom z dévodu, Ze vieme o butikoch j € {8, ..., 14}, Ze nie

st hlavnymi butikmi, kde chceme znacku ALOVE distribuovat, ale iba vedlaj-
simi, a taktiez maji mensie skladové kapacity pre dani znacku, preto su skla-
dové obmedzenia nastavené danym sposobom. Samotny vypocet s tymito nasta-
veniami trval 2,81 sekundy, no zostrojenie matice A nutnej pre vypocet zabralo
asi 120 minat. Tento c¢as by sa dal mozno skratit zefektivnenim kédu vytva-
rajuceho maticu A. Hodnota tucelovej funkcie bola 78,63 a ku rieseniu sme sa
dostali po 752 iteraciach algoritmu. Zdrojovy kod aj so vstupnymi datami je ulo-
zeny na GitHube: https://github.com/Mirecmotuz/BAKALARKA SPERKY/tree/
c21ccb5891593bd3889de631feaebl1191feb6d748a.

2.3.4 Analyza efektu roznych penalizacii na konkrétnom

1D
Rozdelovali sme 147 $perkov, z toho 109 $perkov malo rozne ID. Ulohu roz-
delenia Sperkov sme okrem vstupnych parametrov a = %, b = % vyriesili aj

pre parametre a = %, g = g a = %, b = i. Obmedzenia skladov zostali pri
vsetkych vypoctoch rovnaké. Riesili sme teda problém s norméalnou penalizaciou
podobnych sperkov, vysokou penalizaciou podobnych Sperkov a nizkou penaliza-
ciou podobnych sperkov. Teraz sa pozrieme na tabulku, ktord popisuje, na aké
butiky sa naskladnilo ID 274001526 B.L20.B a vsetky jeho podobné Sperky pre
vsetky 3 rozne nastavenia. Dand tabulka nam ukéze, ako sa prejavili rozdielne
nastavenia parametrov a a . Dané ID bolo vybrané, pretoze ma spomedzi ce-
1ého stboru rozdelovanych sperkov navacsiu rozmanitost a najvacsi pocet vysoko
a stredne podobnych Sperkov. V.pod oznacuje Sperky s vysokou podobnostou so
sperkom s ID 274001526 B.L20.B a S.pod. oznacuje stredne podobné sperky s
tymto ID.
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Butiky |1 |2 |3 |4 |5 |6 |7 |8 |9 |10]11 12|13 |14
ID 0O /0 |0 O[O (O[O O O 1T |O]|O |0 |1
V.pod (O (O (O (O (O (O O |1 |1 |O |O |O |O |O
Spod |0 (O O O |O |O |O |O |1 |1 |O [0 [0 |1
Tabulka 2.1: Norméalna penalizacia
Butiky |1 |2 |3 |4 |5 |6 |7 |8 |9 |10]11 12|13 |14
ID 0O /0|0 O[O (O[O OO |1 |O|O |0 |1
V.pod (O (O (O (O (O (O O |1 |1 |O |O |O |O |O
Spod |0 (O O O |O |O |O |O |1 |1 |O [0 [0 |1
Tabulka 2.2: Vysoka penalizacia
Butiky |1 |2 |3 |4 |5 |6 |7 |8 |9 |10]11 12|13 |14
ID 0O /0|0 O[O (O[O OO |1 O |O |0 |1
V.pod (O (O (O (O (O O O |1 |O |1 |O |O |O |O
Spod |0 O |O |O |O |O |O |O |1 |0 |O |O |O |2

Tabulka 2.3: Nizka penalizacia

7 tabuliek vidime, Ze normélna a vysoka penalizacia vyprodukovali rovnaké
vysledky tykajuce sa ID 274001526 B.L20.B a jeho podobnych Sperkov. Rozdielne
vysledky by sme vedeli zaznamenat az v momente, ked by sme mali vac¢siu vzorku
podobnych sperkov na rozdelenie. Nasa vzorka nebola dostatoéna na ilustraciu
rozdielov v tychto penalizaciach. Fakt, Zze sme v oboch pripadoch naskladnili na
butiky 9, 10 a 14 po 2 podobné sperky je v poriadku, pretoze nastavenim modelu
povolujeme malické naskladnenia podobnych sSperkov na rovnaké butiky. Je to
z dovodu, ze velké mnozstvo podobného tovaru je pre butik skodlivé, no malé
mnozstvo je vitané z hladiska variability. V modeli to povolujeme pomocou toho,
ze penalizujeme az naskladnenia viacej ako 1 kusu. Pri tabulke popisujicej nizku
penalizaciu naopak vidime dosledok nizkej penalizacie, kedze sme naskladnili uz
2 kusy stredne podobného tovaru na butik 14, znamend to teda, Ze aj napriek
penalizacii mal butik 14 stale vac¢siu dolezitost pre dany Sperk ako butik 10 (kde
sme dany kus naskladnili pri normélnej a vysokej penalizacii). Zaverom z analyzy
rozdelenia sperkov s ID 274001526B.L20.B a im podobnym Sperkom pomocou
nami prezentovaného modelu s réznymi penalizaciami je, Ze mozeme vidief do-
lezitost dostatocnej penalizacie a tlohu akd penalizacia v modeli zohrava. Na
postudenie rozdielov medzi vysokou a normalnou penalizdciou by sme potrebovali
vacsiu vzorku podobnych sperkov.
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2.3.5 Predstavenie vysledkov

Uvedieme tabulky popisujice, ako boli rozdelené vsetky sperky pre 3 rézne
penalizacie. Najprv uvedieme tabulku celkového poctu Sperkov, ktoré chceme
naskladnif na dany butik pri konkrétnej penalizacii, nasledne uvedieme tabulku,
ktora uvadza rozdelenia na konkrétne typy Sperkov, potom rozdelenie podla farby
zlata, farby kamena a nakoniec podla prislusnosti sperku ku cenovej kategorii. P.
bude oznacovat penalizaciu. N. bude penalizacia normélna, V. bude oznacovat
vysoktu penalizaciu a Ni. bude oznacovat nizku penalizaciu.

Butiky
P.[1 ]2 [3 ][4 ]5 ]6 |7 [8 ]9 |10[11][12][13][14
N. [11]15]14][6 [5 [0 [9 [9 |6 [15]17|2 [20] 18
V. |11|16 146 |5 |0 |9 |9 |6 [16|15 2 |20 18
Ni. [11]15]14]6 |3 |0 |9 [13|5 |15/15)2 |20]19

Tabulka 2.4: Celkové pocty naskladnenych Sperkov na butiky

Butiky

Typy

718 |

[10[11]12][13[14
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Naus.
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0
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Tabulka 2.5: Naskladnenia podla konkrétnych typov sperkov

Naus. je skratka pre nausnice, Nahrd. je skratka pre nahrdelnik, Nar. je
skratka pre naramok, Priv. je skratka pre privesok.
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Butiky
P. |Farba [1 [2 |3 [4 |5 |6 [7 [8 ]9 |10][11][12][13]14
N. | Zt. 0 8 [4 T4 o fo[47]27]97]6 [0]16]5
N. | Ru. 1 5|1 {00 [4]0 |3 |3 |40 0 |4
N. | Bie. 10141 |1 |1 |0 |5 |5 |1 |3 |7 |2 |4 ]9
V. | Zlt. 0 |2 |8 [4 [4][0]0 |4 |2 ]10[5 [0 [16]4
V. | Ru. 10 |5 [1 [0 |0 |4 |0 |3 |3 ]|4]0]0 |4
V. | Bie. 10141 |1 |1 |0 |5 |5 |1 |3 |6 |2 |4 |10
Ni. | ZIt. 0|1 |8 4 [2]0]o |8 |28 [4]0]16]|6
Ni. | Ru. 110 |5 [1 [0 |0 |4 |0 [3 |3 ]4]0]0 |4
Ni. | Bie. 10141 |1 |1 |0 |5 |5 |0 |4 |7 |2 |4 ]9

Tabulka 2.6: Naskladnenia podla farby zlata

Zlt. je skratka pre zlté zlato, Ru. je skratka pre ruzové zlato a Bie. je skratka
pre biele zlato.

Butiky
P. |Farba [1 [2 |3 [4 |5 |6 [7 [8 |9 |10][11[12][13]14
N. | Bie. 10[14]13]/6 |5 [0 [5 [5 [5 [11]13]2 [18]13
N. |Mod. |0 |0 |0 |0 |0 ]O |0 O [0 |1 |0 |O | O |1
N. | Zlt. 0|0 |0 |0 |00 ]O O |1 |0 |O|O OO
N. | Ne. 1 |1 |10 |0 |0 |4 |4]0]3 |40 |2 |4
V. | Bie. 10[15][13[6 |5 |0 |5 [5 |5 [12]11|2 |18]13
V. |Mod. [0 |O |O O O[O |0 |0 ]O |1 |0 |0 |0 |1
V. | Zlt. 0|0 |0 |0 [0 ]0O |0 |O |1 |0 |O|O OO
V. | Ne. 1 |1 |1 /0|0 |0 [4 |4]0]3 4]0 |2 |4
Ni. | Bie. 10[14[13]/6 [3 [0 [5 [5 [4 [11]13]2 [20] 14
Ni. | Mod. |0 |0 |0 |O |0 [0 |0 |0 [0 |1 |0 |O |0 |1
Ni. | ZIt. 0|0 |0 |0 |0 ]0O O |O |1 |0 |O|O O O
Ni. | Ne. 1 |1 |1 /0 |0 |0 |4 ]8]0]3]2]0 |0 |4

Tabulka 2.7: Naskladnenia podla farby kamena
Bie. je skratka pre bielu farbu, Mod. je skratka pre modri farbu, Zit. je skratka

pre zltu farbu a Ne. je skratka pre sperky, ktorych farba kamena nebola vo vstup-
nych datach uvdedena.
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Butiky
P. | Kat. 1 [2 [3 4|5 ]6 [7 [8 ]9 ]10]11]12][13]14
N. [C1 113146 |4 |0 [7 [5[2]5 |51 [16]9
N. | C2 0 |2 |0 [0 |1 |0 ]1 |3 |0 |4 |11]|1 |4 |6
N. | C3 0|0 |0 [0 [0 |0 |0 |0 |40 |0 |O |0 O
N. | C4 0 [0 |0 |0 |0 |0 [0 [0 |O |1 |1 |0 |0 |2
N. | C5 0|0 |0 |0 |0 |0 |1 |0 |0 |5 |0 |0 |0 O
N. | C6 0|0 |0 |0 |0 |0 ]O |1 |0 O |O|O O O
N. | C7 0 [0 [0 0o [0 O O |0 |O |O O O O |1
V. | Cl 1j14f14/6 |4 |0 [7 [5[2]5 |5 |1 |16]8
V. |2 0 |2 [0 |0 |1 ]0 |1 3|0 |5 |9 |1 |4]7
V. | C3 0 [0 |0 |0 [0 |0 |0 |O |40 |0 |O |0 O
V. | C4 0 [0 |0 |0 |0 |0 |0 [0 |O |1 |1 |0 |0 |2
V. | C5 0|0 |0 |0 |0 |0 |1 |0 |0 |5 |0 |0 |0 O
V. | C6 0|0 |0 |0 |0 |0 ]O |1 |0 O |O|O O O
V. | C7 0 [0 [0 0o [0 O O O |O O |O O O |1
Ni. | C1 11[13[14(6 [2 |0 |7 [4 ]2 [5 [5 [1 [18]10
Ni. | C2 0 2|0 [0 |1 |0 |1 |7 |0 4|9 |1 |26
Ni. | C3 0 |0 |0 |0 |0 ]0O]O |1 |3 |0 |0 |0 0O O
Ni. | C4 0 [0 |0 |0 |0 |0 |0 [O|O |1 |1 |0 |0 |2
Ni. | C5 0|0 |0 |0 |0 |0 |1 |0 |0 |5 |0 |0 |0 O
Ni. | C6 0|0 |0 |0 |0 |0 ]O |1 |0 O |O|O O O
Ni. | C7 0 [0 [0 o o o 0o O O O O O O |1

Tabulka 2.8: Naskladnenie podla cenovej kategérie

2.3.6 Zhodnotenie vysledkov

Co sa tyka celkového rozmiestnenia distribuovanych sperkov na butiky, mo-
zeme vidiet, ze su preferované butiky 1, 2, 3, 10, 11, 13, 14. U butikov 1, 2, 3
nam pridelené pocty vyhovuji, no u butikov 10, 11, 13, 14 tomu uz tak nie je.
Doévody st spomenuté vyssie v Podkapitole 2.3.3] Ako moézeme vidiet, butik 13
méa dokonca dostat 20 Sperkov, ¢o je jeho hornou hranicou ur¢enou skladovym
limitom. Tento problém je mozné vyriesit znizenim skladovych limitov pre butiky
J €48, ..., 14}. Nizsie uvedena tabulka udava celkové pocty rozdelenych sperkov
zo vstupny dat na butiky pri penaliza¢nych faktoroch a = %, b= % a znizenych
skladovych limitoch d;,Vj € {8, ..., 14} z 20 na 8. Zdrojovy kdd, je uvedeny
na GitHub uc¢te uvedenom v Podkapitole Vypocet trval 3,47 sekundy a

hodnota tcelovej funkcie bola 73,28.

[Butik [[1 [2 [3 [4 |5 |6 |7 [8 |9 [10[11[12][13]14]
| Podet [[14]25]17]12]6 |4 [13]8 [8 [8 [8 [8 [8 [8 |

Tabulka 2.9: Celkové pocty naskladnenych Sperkov na butiky s upravenymi limi-
tami

Po preskimani novych vysledkov mozeme vidief, Ze tento problém sa nam
podarilo vyriesif, pretoze sme presunuli vysoké poc¢ty naskladnenych Sperkov z
butikov, kde by vysoké pocty mohli byt problematické, na butiky, kde budu pros-
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pesné. Z ostatnych tabuliek mozeme napriklad vidiet, Ze pri nahrdelnikoch je
preferovany butik ¢islo 10. Tento butik je taktiez preferovany pri naskladnovani
sperkov cenovej kategérie C5. Ostatné informacie o rozdeleniach Sperkov s uve-
dené citatelovi pre zaujimavost.
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Zaver

V tejto praci sme sa zaoberali problémom optimalneho rozdelenia tovaru
na predajne. V teoretickej casti sme citatela zoznamili s tedriou celocisleného
programovania a s Algoritmom vetvenia a medzi. Uvedené teoretické poznatky
sme zurocili v praktickej casti, kde sme navrhli model na rozdelovanie Sperkov,
ktory rozdeluje Sperky na zaklade ich predajnej tspesnosti na konkrétnych buti-
koch a navyse prihliada aj na mnozstva podobného tovaru na danych butikoch.
Model bol implementovany pomocou programovacieho jazyku Pyhon a kniznice
scipy.optimize, z ktorej sme na riesenie pouzili funkciu milp. Vysledky rozdele-
nia vstupnych dat sme zanalyzovali a zistili, Ze Sperky sa rozdelili v nadmernom
mnozstve na butiky, kde mali byt ako doplnkovy tovar. Navrhli sme riesenie po-
mocou znizenia skladovych limitov danych butikov, s ktorym sme opéf vyriesili
dany model. Vysledné rozdelenie uz bolo uspokojujtice. V praktickej casti sme
taktiez demonstrovali dolezitost dostatocnej penalizacie pomocou analyzy roz-
nych penaliza¢nych konstant.
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: Vstupné data
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