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Abstrakt: Tato prace se vénuje tzv. modelim multiplikativnich chyb (MEM),
které se vyuzivaji k modelovani nezapornych casovych tad, nejcastéji ve financ-
nim sektoru. Obsahem prvni kapitoly jsou modely ARCH a GARCH, které sice
nepatii do skupiny modeli multiplikativnich chyb, ale tizce s nimi souvisi. Druha
kapitola se jiz zaméruje pifimo na modely MEM a jejich dalsi rozsireni, jako jsou
modely MEM rozsitené v nule (ZA-MEM) nebo semiparametrické modely MEM
(SpPMEM). Tyto modely jsou nejprve definoviany a poté jsou predstaveny me-
tody pro odhady parametrii v téchto modelech. Ve tteti kapitole, ktera obsahuje
praktickou c¢ast prace, jsou postupy z druhé kapitoly aplikovany na realna data
v podobé casové Tady skod z jedné z ceskych pojistoven. V zavéru jsou navrzeny
dalsi postupy pro rozsireni aplikaci modelt MEM na pojistovnicka ¢i jina data.
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Abstract: This thesis is devoted to the so-called multiplicative error models
(MEM), which are used to model non-negative time series, most often in the
financial sector. The first chapter focuses on ARCH and GARCH models, which
do not belong to the group of multiplicative error models, but are closely rela-
ted to them. The second chapter focuses directly on the MEM and their further
extensions, such as zero-augmented MEM (ZA-MEM) or semiparametric MEM
(SpPMEM). These models are first defined and then methods for parameter esti-
mation in these models are presented. In the third chapter, which contains the
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companies. In the conclusion, further extensions to the the applications of the
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Uvod

Modely multiplikativnich chyb (MEM) zavedl pied vice nez 20 lety vyznamny
americky ekonom Robert F. Engle ve ¢lanku (Engle, 2002). Jsou urceny k mo-
delovani nezapornych casovych fad a jejich nejcastéjsi aplikace jsou ve financich
(volatilita, cena aktiv nebo objem obchodu). Daji se vsak vyuzit témér kdekoliv,
kde je z podstaty véci potieba pracovat pravé s pozitivni ¢i nezapornou ¢asovou
radou. Jde o téma, které se dodnes vyviji a matematici stale prichazeji s nejriiz-
néjsimi tpravami a rozsirenimi téchto modelta. Jako priklad 1ze uvést prehledovy
¢lanek (Cipollini a Gallo, 2022)) od italskych ekonomt a matematika Fabrizia Ci-
polliniho a Gampiera M. Galla, kteti zavedli tzv. semiparametrické modely MEM
(SpMEM), kde model obohatili o nizkofekvenéni slozku, standardné odhadovanou
jadrovymi odhady.

Cilem a motivaci této prace je postupné predstavit vybrané modely z tridy
MEM od jejiho zavedeni az po soucasnost, ukazat mozné pristupy ke statistické
inferenci v téchto modelech a teoretické postupy nasledné aplikovat na realna
data.



1. Modely ARCH a GARCH

Zaklady modelim, které budeme v této praci primarné zkoumat, polozil jiz
v roce 1982 americky ekonom, statistik a drzitel Nobelovy ceny Robert F. Engle,
ktery ve svém ¢lanku (Engle, [1982)) zavedl t¥idu modeld ARCH. Zkratka vychazi
z anglického ,autoregressive conditional heteroskedasticity“, coz lze prelozit jako
sautoregresivni podminéna heteroskedasticita“. To znamenad, ze podminény roz-
ptyl se modeluje jako funkce predchozich (zpozdénych) hodnot pozorované pro-
ménné. Na Engleovu préaci pozdéji navazal dansky ekonom Tim Bollerslev, ktery
ve ¢lanku (Bollerslev] [1986)) zobecnil ARCH modely tak, aby mohl byt soucasny
podminény rozptyl casové rady modelovan nejen za pomoci zpozdénych pozoro-
vani, ale i s vyuzitim zpozdénych podminénych rozptyli. Modely typu ARCH a
GARCH si nyni definujeme a uvedeme i nékteré jejich dulezité vlastnosti.

V nasledujicich ¢astech textu budeme vzdy uvazovat diskrétni ¢asovou radu
{Y;, t € Z} s hodnotami v mnoziné realnych ¢isel. Zavedeme znaceni W, pro
sigma algebru generovanou nahodnymi veli¢cinami pozorovanymi do casu t, tedy
v, =0 Y;,Y;1,...), t €Z.

1.1 Modely ARCH

Nejprve si definujeme proces typu ARCH tak, jak byl zaveden ve ¢lanku (En-
glel, [1982).

Definice 1. Necht pro ndhodné veliciny {Y;, t € Z} plati:
Y2|‘I’t4 ~ N (,ut, ht)>

2 2 2
hy = ap + aigj_y + aag;_o + ... + g},
et = Y — I,

_ T 7
a = (ag, a1, ag,..., o) ,t €L,

kde o je vektor nezndamych parametri a plati ag >0 a oy > 0,4 =1,...,p. Potom
rekneme, Ze casovd tada {Y;,t € Z} je generovina ARCH procesem rddu p.

Pozndmka. Je-li
He = XtT’Ya t€Z,

kde X; = (Xﬂ,...,Xtm)T , t € Z jsou ndhodné vektory a v = (’yl,...,’ym)T je vektor
neznamych parametrii, fekneme, ze se jedna o linearni ARCH proces radu p.

Vidime, Zze podminéna stredni hodnota je modelovana pristupem klasické li-
nearni regrese, zatimco podminény rozptyl zavisi na predchozich pozorovanych
odchylkéch, tedy i na zpozdénych pozorovanich. Jde proto o model autoregre-
sivni podminéné heteroskedasticity. To s sebou prindsi nékolik vyhod, z nichz se
nejcastéji uvadi zachyceni efektu tzv. shlukovani volatility (anglicky ,volatility
clustering®), jenz se Casto vyskytuje v ¢asovych fadach financniho charakteru.
Tento efekt lze zjednodusené popsat tak, ze vysoké vykyvy napr. v cenach aktiv
jsou obvykle nasledovany dalsimi vysokymi vykyvy a naopak nizké vykyvy jsou



nasledovany dalsimi nizkymi vykyvy.

Engle ve clanku déle odvodil vérohodnostni funkci modelu a ukazal nékteré
jeho dilezité vlastnosti. Takovymi vlastnostmi jsou napiiklad existence momenti
a stacionarita procesu.

Véta 1. Pror € Z, 2r-ti moment ARCH procesu proniho 1adu s ag > 0 a oy > 0
existuje prave tehdy, kdyz

oA J[27-1) <1
j=1

Diikaz. Dikaz je podrobné popséan ve ¢lanku (Engle, [1982)).
0

Véta 2. ARCH proces radup s oy >0 a oy > 0,00 > 0,...,00, > 0 je kovariancné
staciondrni prdvé tehdy, kdyz polynom ag + a1\ + aa)® + ... + a, AP md vsechny
koreny mimo jednotkovy kruh v komplexni rovine. Ddle plati pro vSechna t € Z:

%]

KCREES v
]:

Diikaz. Jednotlivé kroky dikazu jsou podrobné popsény ve ¢lanku (Engle, [1982)).
O

1.2 Modely GARCH

Procesy typu ARCH se ihned po jejich zavedeni zacaly hojné pouzivat pro
nejruznéjsi aplikace, coz vedlo k odhaleni nékterych nedostatki. K adekvatnimu
zachyceni vyvoje volatility je casto potifeba vysoky fad p, coz vede k nutnosti
odhadovat velky pocet parametri. Néktery z odhadi pak muze porusit pod-
minku nezapornosti. Tento a dalsi nedostatky ARCH procest vyresil ekonom
Tim Bollerslev, ktery ve svém ¢lanku (Bollerslev, [1986)) zavedl jejich zobecnénou
verzi nazvanou GARCH.

Definice 2. Necht pro nahodné veliciny {Y;, t € Z} plati:
Y| Wiy ~ N (pe, he)

hy = ag + zq: aisf_i + zp: Bihi—i,
i=1 i=1
et =Y —, t €Z,
kde c;, i =0,1,....q a B;,1 = 1,....p jsou nezndmé parametry a plati:
p=20,q=0,
ap >0, a; >0,i=1,....q,
Bi > 0,1=1,..p.

Potom tekneme, Ze casovd rada {Yi,t € Z} je generovina GARCH procesem
radu p a q.



Poznamka. Stejné jako v pripadé ARCH procesu lze volit
He = XtT'Ya tez,

kde X; = (Xu,...,Xtm)T , t € Z jsou ndhodné vektory a v = (71,...,7m)T je vektor
neznamych parametrii. Potom se jedné o linearni GARCH proces tadi p a q.

Pozndamka. Alternativné lze v predchozi definici psét
hi =ao+ A(L)e? + B (L) hy,

kde A (2) = apz+ez? + ...+ a 2% a B (2) = B1z+ B22* + ...+ 3,2 jsou polynomy
a L znaéi operétor zpozdeni, tedy LFy, = v, pro k € Zy a t > k.

S vyuzitim zapisu v predchozi poznamce lze zapsat nasledujici vétu.

Véta 3. Proces GARCH 7vddu p a q je kovariancné staciondrni prdavé tehdy,
kdyz A(1) + B(1) < 1. Potom plati prot € Z, s € Z at # s: var(g) =
ap(1— A1) —B(1)™" acov(ey,e,) =0.

Diikaz.  Jednotlivé kroky dukazu jsou podrobné popsény ve ¢lanku (Bollerslev,
1986)).
m

Dalsim nedostatkem ARCH modeli, ktery se modeltim typu GARCH vytesit

nepodarilo, je ignorovani tzv. pakového efektu, jenz lze také casto pozorovat na
financ¢nich trzich. Zjednodusené to znamena, ze kladné a zaporné odchylky,
v modelu oznacené jako {&;, t € Z}, mohou mit na volatilitu odlisny vliv (volati-
lita mé& obvykle tendenci vice nartistat po vyraznych cenovych poklesech nez po
narustech). Potfebovali bychom tedy pracovat s asymetrickym modelem, jenz by
takovy fenomén byl schopen zachytit. Podobnych modeli bylo v literature na-
vrzeno nespocet, avSak jednim z nejpouzivanéjsich se stal model typu EGARCH
predstaveny ve ¢lanku (Nelson) [1991)).

Definice 3. Necht pro ndhodné veliciny {Y,, t € Z} plati:

Yt|‘1’t—1 ~ N (Mt, ht),

Et—i P m Et—q
Y Bilog (hus) + D v
ht—i i=1 ht—i

i=1

q
log (hy) = ap + Z |

=1
€t:Y15—Mt,t€Z,

kde a;, 2 =0,....q, Biy i = 1,....p a v;, © = 1,....m jsou neznamé parametry. Potom
rekneme, Ze casovd tada {Y;,t € Z} je generovina EGARCH procesem 7ddi
P, q am.

Kromé zachyceni pakového efektu patii mezi vyhody modelu i fakt, ze diky
modelovani rozptylu exponencialni funkei neni nutné specifikovat zadné poza-
davky na odhadované parametry. V predchozich modelech musely byt parametry
(a tudiz i jejich odhady) nezdporné.



2. Modely multiplikativnich chyb

Modely ARCH a GARCH se od svého zavedeni dockaly mnoha riznych tprav,
rozsiteni a aplikaci. Dalsiho velkého pokroku doséhl opét Robert F. Engle, ktery
je ve svém c¢lanku (Engle| [2002)) jesté vice zobecnil a zavedl tzv. modely multipli-
kativnych chyb (anglicky ,,Multiplicative Error Models“, ¢asto zkracovéno jako

MEM).

2.1 Zakladni modely multiplikativnich chyb

Engle se ve c¢lanku zaméril na modelovani nezapornych casovych fad. Uva-
zujme casovou fadu {Y;, t € Z} takovou, ze Y; > 0 s.5. Vt € Z. Predpokladejme,
ze

VieZ: P(Y, <&¥, 1) >0V >0, (1)

coz znamena, ze pravdépodobnost vyskytu nul a hodnot blizkych nule je nenulova.
Déle oznacime:

Mt = ]E (K“Ptfl) y O'tZ = var (K‘\Ijt,1>, t e Z

Nejbéznéjsim typem modelu, ktery by se pro takovou radu dal vyuzit, je aditivni
model tvaru
Yi=p+e,t €Z,

kde
et| Wiy ~ N (O, 03) )

Mezi takové modely patii i ARCH a GARCH predstavené v predchozi kapitole
(zde ovSem casova fada nemusi byt nezdpornd). Chceme-li takto zachytit neza-
pornou Casovou fadu, musime si ddvat pozor na to, aby odchylky {e;, t € Z}
nebyly zaporné a v absolutni hodnoté vetsi nez podminéna stfedni hodnota, coz
znamena, ze mnozina piipustnych hodnot bude odlisna pro kazdou odchylku a od-
hadovani metodou maximalni vérohodnosti bude velmi slozité. Pravdépodobnost
vyskytu hodnoty blizké nule je:

P(Y;, <&Wyq) =P(er <& — pue|Wyn).

7 toho vyplyva, ze aby mohla byt splnéna podminka , musi byt rozdéleni
odchylky e; nespojité v bodé —pu;. Jednim z moznych feseni téchto problémi je
logaritmicky model ve tvaru

log (Y:) = my + uy,

kde

pe = e™E (e"), o2 = e*™* var (e™).

Toto Teseni vsak nebude fungovat, budou-li se v fadé vyskytovat pozorovani primo
rovna nule. To se ndm miize stat predevsim v pripadé vysokofrekvencnich dat,
napt. pokud bychom zkoumali ¢asovou fadu ukazujici objem zobchodovanych ak-
cii konkrétni spolecnosti za velmi kratky casovy tsek. Model, ktery tyto problémy
resi, si zavedeme v nasledujici definici.



Definice 4. Necht pro nahodné veliciny {Y;, t € Z} plati:
Y: = e,

Wy~ (1,67) t €,

kde ¢? > 0, t € Z jsou nezdporné rozptyly odchylek. Necht jsou ddle {e;, t € Z}
podminéné nezdvislé. Potom rekneme, Ze casovd tada {Y;, t € Z} je generovina
modelem multiplikativnich chyb, zkricené MEM.

Ptirozeny obor hodnot pro {e;, t € Z} je interval [0, co), tedy bude podminka
automaticky splnéna. Velmi podobné lze model definovat i ve vicerozmérném
pripadeé.

Definice 5. Necht pro ndhodné vektory {Y;, t € Z} s hodnotami v RE plati:

Y, =m0,
et"Ilt—l ~ (1,‘/,5) s t e Z,

kde 1 je jednotkovy vektor, Vi, t € Z jsou symetrické a pozitivné semidefinitni
kovariancni matice vektorovych odchylek a @ znaci Hadamardiuv soucin vektori
(soucin po slozkdch). Ddle necht jsou {e;, t € Z} podminéné nezdvislé. Potom
rekneme, Ze m-rozmérnd casovd tada {Y;,t € Z} je generovina vektorovgm
modelem multiplikativnich chyb, zkricené vMEM.

Poznamka. 7 definice modeld vVMEM vyplyva:
var (Y;| W,_1) = diag (py) Vi diag (py) , t € Z,

a tedy podminénd pozitivni definitnost kovarianéni matice je automaticky zaru-
¢ena strukturou modelu.

Odhady v modelech typu MEM jsou obvykle provadény metodou maximalni
vérohodnosti, k ¢emuz je potieba nejdiive zvolit vhodné podminéné rozdéleni
odchylek {g;, t € Z}. Prirozené se nabizi volba exponencialniho rozdéleni
ei|V;_1 ~ Exp(1). Hustota takového rozdélen je:

fx)=e"az>0.

Podminéna hustota Y;, t € Z je potom:

Mt

a tedy pro vektor odhadovanych parametri @ a pozorovani Y; = yi,....Y, = yn
mame podminénou logaritmickou vérohodnost ve tvaru

n

o (B1n1) =3 | ~log (e (6)) = s | 2)

Polozime-li prvni derivaci podle 8 rovnu nule (tentokrat jiz pro jednoduchost
vynechdme 6 v argumentu ), ziskdme podminku:




) Wl sl s o

Stredni hodnota posledniho vyrazu bude v bodé skutec¢ného parametru @ vzdy
nulovd bez ohledu na to, jestli je hustota {Y;, ¢ € Z} skutené exponencidlni,
protoze plati:

EY; — ] =E[Y; = E(Y3|¥;4)] = 0.

Z toho vyplyva, ze funkci lze interpretovat jako tzv. kvazi-vérohodnost a
argument jejtho maxima bude kvazi-maximalné vérohodny odhad 6. Nyni pred-
pokladejme, ze {1, t € Z} je dano rovnici:

e = wWo + ole—1 + Bophi—1,

coz odpovida modelu GARCH tadta p = 1 a ¢ = 1. Tato situace je blize zkoumana
ve ¢lanku (Lee a Hansen|, |1994), z jehoz poznatk je mozné formulovat néasledujici
vetu.

Véta 4. Necht pro casovou radu {Y;,t € Z} plati:
o E(Y3|Wi1) = por = wo + aoye—1 + Boptog—1,t € Z,
. stE%,tEZje:
- stritkne stacionarni a ergodicka,
- nedegenerovand (md nenulovy rozptyl),
- existuje K < oo takové, Ze pro viechna t € Z : E (e2|¥,_;1) < K,
- sup, E [log (B0 + awoer) [Wi-1] < 0.4,

e 0y = (wo, a0, Bo) je uvniti' © C R3,

o 0y (0|an—1) = - Z?:l (IOg (,ut) + %) , kde

= w+ ay + By prot > 1,

= 1.
Potom odhad 0,, = arg maxgee Cn (0|W,_1) je konzistentni a asymptoticky
normdlni. Plati:

ﬁ(én_eo) 2>N(O7 %)7
kde Vo = By' AoBy", By = —E [V? (log (1, (8)) + )] a
Ao =B | (105 (10 (6)) + %) ¥ (log (1 (6)) + ) ']

e

Diikaz. Véta je disledkem tvrzeni prezentovanych ve ¢lanku (Lee a Hansen|1994)).
Vsechna tato tvrzeni jsou v priloze ¢lanku podrobné dokazana.

]



Poznamka. Vidime, ze na rozdil od bézné specifikace modelu typu GARCH nevy-
zadujeme, aby ag+ By < 1. To ndm umoznuje konzistentné odhadovat parametry
i v pripadé, Ze toto omezeni nespliuji.

Ve ¢lanku (Engle a Gallo| |2006) je potom blize popsana situace, kdy maji od-
chylky rozdéleni gamma a model je aplikovan na ¢asovou radu dennich absolutnich
logaritmickych vynost z drzeni néjakého aktiva (napf. akcif). Modely typu MEM
byly v literature dale zobecnovany a aplikovany v mnoha dalsich pripadech. Jed-
nim z dulezitych ¢lankn v této oblasti je (Hautsch a kol., 2014), ktery podrobnéji
resi situaci, kdy se v datech nachézi velké mnozstvi nulovych pozorovani (napf. v
ptipadeé jiz zminovanych vysokofrekvencnich dat). Némecky ekonom a matematik
Nikolaus Hautsch a jeho kolegové v ném navrhli pristup pomoci specialniho typu
rozdéleni, které ma urcitou pravdépodobnostni masu soustredénu prave
v nule, zatimco rozdéleni na intervalu (0, co) je spojité. Modely multiplikativnich
chyb, jejichz odchylky maji takovyto kombinovany typ rozdéleni, se nazyvaji ZA-
MEM, coz vychéazi z anglického vyrazu ,zero-augmented MEM“, neboli model
typu MEM rozsiteny v nule. Tém se budeme vénovat v nasledujici casti.

2.2 Modely multiplikativnich chyb rozsirené
v nule

Uvazujme nejprve nezapornou ndhodnou veli¢inu X a jeji nezavisla pozorovani
{X:}7,. Tato veli¢ina mize odpovidat napiiklad odchylkdm v modelu. Abychom
zachytili pravdépodobnost nulovych pozorovani, oznac¢ime:

po:=P(X=0),1—py:=P(X >0).

Predpokladejme, ze za podminky X > 0 mé tato ndhodna veli¢ina spojité rozdé-
leni s hustotou
9x (x) = fx (x[X >0), 2 € (0, 00).

Odtud plyne, ze nepodminéné rozdéleni X je nespojité v nule a spojité na intervalu
(0, 00) a ma nepodminénou hustotu ve tvaru:

fx () =pod () + (1 — po) gx (z) L(z > 0), x > 0,

kde 0 < pp < 1 a §(.) znac¢i Diracovu delta funkci. K pravdépodobnosti py pri-
stupujeme jako k parametru rozdéleni ndhodné veli¢iny X, ktery urcuje, jaka
je pravdépodobnost nulovych pozorovani, zatimco 1 — py nam fika, jak velka
pravdépodobnost se prisuzuje striktné pozitivni ¢asti nosice X. Logaritmicka veé-
rohodnost implikovana touto nepodminénou hustotou lze potom zapsat jako:

l, (V) =nglog (po) + nylog (1 —po) + Z log{gx (2, V9)},

teln,

kde ng je pocet nulovych pozorovani, n, je pocet nenulovych (pozitivnich) po-
zorovani, n je celkovy pocet pozorovani, I,,, C {1,...,n} je mnozina vSech indext

-
nenulovych pozorovani a koneéné v = (po, I/gT) je vektor vsech odhadovanych
parametri, kde v9 je vektor parametru urcujicich podminénou hustotu gx.
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Ve ¢ldanku (Hautsch a kol., [2014), ze kterého v této Casti Cerpame, se dale
vénuje pozornost situaci, kdy podminéna hustota gx odpovida tzv. zobecnénému
F-rozdéleni (Casto oznacovano jako GF-rozdéleni). V takovém pripadé lze psat:

az®™ 4 (/X)) "
B (m, n)

gx (z) = , x>0,

kde a > 0, m > 0,7 > 0a A > 0 jsou nezndmé parametry a 3 (m, n) = FF(Z;)JFF(J;) j
beta funkce. Z tohoto rozdéleni Ize odvodit naptiklad tvar podminénych obecnych
momentil uvazované ndhodné velic¢iny X:

sps/aT (m + s/a —s/a
IE[XS|X>O]:)\U F(F&)/F)(ql;)(n /),a77>s.

Nahodné veli¢ina X ma potom nepodminéné rozdéleni s hustotou:

@ [+ (/)]

fX ($)2p05($)+(1—p0) /\“mB(m 77)

L(x>0),2>0, (3)

jehoz obecné momenty 1ze snadno odvodit z tvaru hustoty a predchoziho vzorce
pro podminéné momenty jako:

B [X*] = po [X*[X = 0] + (1 — po) E[X*|X >
Nn¥oT (m + s/a) T (n — s/a)
[ (m)T (n)

Logaritmicka vérohodnost (se zachovanim pfedchoziho znaceni) je potom
ve tvaru:

= (1—po) ,an > s.

ln (V) = nolog (po) +ny log (1 —po) + 3 [log (a) + (am — 1) log ()

t€ln,

+nlog () — (n+m)log{n + (z,27)"} = log{B (m.n)} — am log (\)],

kde v = (po, a, m, 1, )\)T. Na zdkladé vySe popsanych principt je nyni mozné
definovat modely typu ZA-MEM.

Definice 6. Necht pro ndhodné veliciny {Y;, t € Z} plati:
Y= e, t € Z,

kde odchylky {e;, t € Z} maji podminéné rozdéleni s hustotou f, definovanou v
B) s A = gy @ & =0V C(m+1/a)T(n — 1/a)][L(m)T(n)] ", kde n > 1/a

1—po)
(takovou hustotu oznacime f.), piseme

L (&"I’tfl) = fa-

Necht jsou ddle {ey, t € Z} podminéné nezdvislé. Potom rekneme, Ze casovd rada
{Y;,t € Z} je generovina modelem multiplikativnich chyb rozsirenym v
nule, zkracené ZA-MEDM.
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Pozndmka. Podminku A = 5(1%, kde
P0)

¢ =n"*[L(m+ 1/a)T(n — 1/a)][[(m)T(n)] ",

klademe proto, abychom zachovali vlastnost jednotkové podminéné stfedni hod-
noty odchylek {e;, t € Z}.

Pravdépodobnost nulovych hodnot znacenou jako py jsme dosud povazovali
za konstantni. Autofi vSak ve clanku prozkoumali i situaci, kdy se tato pravde-
podobnost s casem méni. Takové modely nesou zkraceny ndzev DZA-MEM, tedy
»dynamic zero-augmented MEM“ (v pfekladu dynamicky model typu MEM roz-
sifeny v nule).

2.3 Dynamické modely multiplikativnich chyb
rozsirené v nule

Predpokladejme, ze pravdépodobnost vyskytu nul se s ¢asem méni. Oznacme:
pos =P (e =0[Wy) =P (e = 0| F—1) = po (F1-1;0) , t € Z,

kde Vt € Z : Fi_1 C V¥,_1 a @ je vektor neznamych parametria. Hustota f,
definovana v bude timto predpokladem mirné pozménéna na tvar:

azx® " [n+ (z/N) )"y
A B (m, n)

Jut (@) = potd (x) + (1 — pos) 1(z>0),z>0, (4

Nyni si mizeme dynamické modely multiplikativnich chyb rozsifené v nule

formalné definovat.

Definice 7. Necht pro nahodné veliciny {Y;, t € Z} plati:
Y, = e, t € Z,

kde odchylky {e;, t € Z} maji podminéné rozdéleni s hustotou f,; definovanou v
@) s h = g a & = 0/ D(m + 1/a)l(n — 1/a)][T(m)T(n)] L, kde n > 1/a
(takovou hustotu oznacime f.;), piseme

L (Q’thl) = fs,t-

Necht jsou ddle {e¢, t € Z} podminéné nezdvislé. Potom rekneme, Ze casovd rada
{Y;,t € Z} je generovina dynamickym modelem multiplikativnich chyb
rozsirenym v nule, zkriacene DZA-MEM.

Pozndamka. Podminku A\, = kde

€ =Y [T(m + 1/a)T(n — 1/a)][L(m)T(n)] 2,

stejné jako v pripadé modelti ZA-MEM klademe proto, abychom zachovali vlast-
nost jednotkové podminéné stredni hodnoty odchylek {g;, t € Z}.
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Zavedeme znaceni Z; = 1 (Y; > 0), t € Z, s jehoz pomoci jiz mizeme zapsat
logaritmickou vérohodnost ve tvaru:

o (v) = Xn:{ft log (1 = po)+(1 = Zi)log (po) }+ D [log (a)+(am — 1) log (1)

t=1 te]n+

£ log (1) — (n 4+ m) log{n + (jjx) }— log{B (m. )} — am log ().

-
kde v = <0T, a, m,n, 1/3) je vektor neznamych parametri a v, znaci vektor
neznamych parametrii v rovnici pro stfedni hodnotu p;.

2.4 Vektorové modely multiplikativnich chyb

Nyni se jesté vratime k modeltiim multiplikativnich chyb ve vicerozmérném
pripadé. Tyto vektorové modely zkracené oznacované jako vMEM jsme si zatim
pouze definovali v definici [5] avSak nyni se bliZze podivime na mozné zpusoby
jejich specifikace. Cerpat budeme predeviim ze ¢lanku (Cipollini a kol., 2006)).

2.4.1 Vicerozmérné gamma rozdéleni

Abychom mohli s modelem vMEM pracovat, musime si nejprve zvolit podmi-
néné rozdéleni vektoru {e;, t € Z}. Prvni moznou volbou je zobecnéni rozdéleni
gamma na vicerozmérny pripad, jez se nazyva GammaCR podle ptijmeni autort
Cheriyana a Ramabhadrana. Predpoklddame tedy:

et| Vi1 ~ GammaCR (¢g, ¢, @), t € Z,

kde ¢ = (gbl,...,gbK)T a0 < ¢y < min (¢1,...,0x). Hustota takového rozdéleni ma
pomeérné slozity tvar obsahujici integral, avsak klicové jsou jeho vlastnosti. Pro
€ = (al,t,...,eKyt)T totiz mame:

5i,t|\11t—1 ~ Gamma (¢z; ¢z) , 1= 1,...,K, tc Z,

a pro prvky kovariancéni a korela¢ni matice vektort €; plati:

®o
oNon

COU (67;115, 6j,t|\ljt—1) =

¢ ..
p(gi,t7 8j,t|\11t—1> = —F— 1) = 1)"'7K7 te Z
e

Z toho vyplyva, ze korelace mezi komponenty rozdéleni GammaCR jsou vzdy
pozitivni. Druhy mozny pristup ke specifikaci rozdéleni odchylek je pouziti tzv.
kopul.
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2.4.2 Specifikace pomoci kopul

Kopuly jsou casto pouzivanym nastrojem k popisu zavislostni struktury ve
vicerozmérném rozdéleni. My si kopuly definujeme a uvedeme si nékteré jejich
zékladni vlastnosti. Cerpat budeme z publikace (Nelsen, 2006]).

Definice 8. Distribucni funkce C' K-rozmeérného nahodného vektoru, jehoZ jed-
norozmérnd margindlni rozdéleni jsou rovnomeérnd na intervalu (0,1), se nazyjvd
K-rozmérnd kopula. Piseme:

C’(ul,...,uK) = ]P)(Ul S U,l,...,UK S U,K) s 0 S U; S 1, 1= 1,...,K,

kde
U ~R(0]1),i=1,..,K.

Dtlezitou vlastnost kopul popisuje tzv. Sklarova véta.

Véta 5. (Sklarova) Necht F' je K-rozmérnd distribucni funkce se spojitymi jedno-
rozmernymi margindlnimi distribucnimi funkcemi Fi,...,Fx. Potom existuje jed-
noznacné urcend K-rozmérnd kopula C takovd, Ze pro vsechna x € RX:

F(xy,....xx) = C(F (1) ,...Fk (2k)) . (5)

Naopak, jestlize C' je K-rozmérnd kopula a Fi,....Fgx jsou jednorozmérné dis-
tribucni funkce, pak funkce F definovand rovnici je K-rozmérnd distribucni
funkce s marginalami Fy,...,Fi.

Diikaz. Véta je dokdzéna v knize (Nelsen, [2006]) na strané 21.
O

Pozndmka. Ma-li ndhodny vektor X = (X3,...X K)T sdruzenou distribu¢ni funkci
F' se spojitymi jednorozmérnymi marginalami Fi,...,F, lze psat:

F(z1,...x) =P (X1 <29,.... Xk < 2kg)
= P(Fl (Xl) S F1 (iL‘l) ,...,FK (XK) S FK (SCK)) .

Protoze ndhodné veli¢iny F; (X;), ¢ = 1,...,K maji za predpokladu spojitosti
jednorozmérnych marginalt rozdéleni R (0,1), vidime, Ze hledanou kopulou je
distribuéni funkce vektoru (Fy (X1),....Fx (Xg))'. Na zakladé tohoto poznatku
lze formulovat néasledujici definici.

Definice 9. Necht md ndhodny vektor X = (Xl,...,XK)T sdruzenou distribucni
funkci F se spojitymi jednorozmeérnymi margindlnimi distribucnimi funkcemi

Fi,....Fi. Potom kopulou vektoru X (nebo kopulou distribuéni funkce F)
nazveme sdruenou distribucni funkci ndhodného vektoru (Fy (X1) ... Fx (Xg)) '

Poznamka. Lze snadno dokazat, ze je-li C kopulou ndhodného vektoru

X = (Xl,...,XK)T a G1,...,G jsou rostouci funkce, potom je C rovnéz kopulou
nahodného vektoru (G (X1) .....Gx (Xx))'.

Kopul existuje nepreberné mnozstvi, avsak nas bude zajimat tzv. norméalni
(Gaussovska) kopula.
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Definice 10. Kopulu ndhodného vektoru s vicerozmérnym normdlnim rozdélenim
nazyvdime normdlni (Gaussovskd) kopula.

Pozndmka. Necht ma ndhodny vektor X = (Xi,...,.X K)T K-rozmérné normalni
rozdéleni N (@,3). Potom ndhodny vektor Y = (Y;,....Yx) ', kde

X, - EX;
var (X;)

Y i=1,.,K (6)

ma vicerozmérné normované normalni rozdéleni se stredni hodnotou v podobé nu-
lového vektoru a korelaéni matici R, jez ma na misté (4,j) prvek p (YY), i,j =
1,..,K. Protoze transformace (6)) je rostouci, ma dle pozndmky pod definici [9]
nahodny vektor Y stejnou kopulu jako nahodny vektor X. Z toho plyne, Zze ko-
pula ndhodného vektoru s vicerozmérnym normélnim rozdélenim je jednoznacéné
urcena pouze korela¢ni matici R.

Nyni se vratime k modelim vMEM a vyuzijeme kopuly k definici podminéného
rozdéleni vektora {e;, t € Z}. Budeme pracovat s nasledujicim predpokladem:

K
&|¥;1 ~ N(R) — [[ Gamma(e;,¢;), t € Z. (7)

=1

To znamena, ze zavislostni struktura je urcena Gaussovskou kopulou s korela¢ni
matici R, zatimco pro marginalni rozdéleni plati €; ;| U,y ~ Gamma (¢, ¢;) , i =
1,....K, t € Z. Nejen vlastnosti tohoto rozdéleni byly dikladné prozkouméany ve
¢lanku (Xue-Kun Song;, [2000), z jehoz poznatki vyplyvaji nasledujici aproximace:
R’L,j

\ Pi9;

\Ift_l) >~ Ri,j; Z,j = 17...,K7 t e .

Cov (i, €j4|Wy1)

P (5i,t) Ejt

Kromé rozdéleni odchylek je potieba zvolit také rovnici pro vektor stiedni hod-
noty u;. K tomu se nejprve vratime k ptipadu jednorozmérného modelu typu
MEM, ktery poté rozsifime na vice rozméru. Jednoduché rovnice pro stredni
hodnotu by mohla mit nasledujici tvar:

py = w + oy + By, t € Z.

Takovy model vsak nereflektuje diive zminovany pakovy efekt, a proto budeme
volit radéji pristup s asymetrickym vlivem kladnych a zapornych vynosi. Rovnice
se prepise do tvaru:

. * 2
= w* +a (ytlﬁszgn (re—1) + 6 ) + Y11 (r—1 < 0) + Bue—1, t € Z,

kde parametry §* a v zachycuji pakovy efekt a ry, t € Z chapeme jako vynosy (mo-
hou to byt napt. denni logaritmické vynosy z drzeni néjakého aktiva). Spocteme-li

druhou mocninu zavorky v prechozi rovnici, dostaneme:

j = w+ e+ + oy + B, t € Z,
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kde ygi)l = ytlﬁsz'gn (re—1), yt(:i =y 11 (ri <0), w=w*+ad? ad=2ad*. Po

rozsiteni na vicerozmérny pripad ziskame pro vektor stfedni hodnoty rovnici:
= w+ oy + YY)+ 0y + By, t € Z, (8)

/2 . 1/2 1/2 12 \" (-

kde yﬁ)l = ytllszgn (1:-1), ytil = (yl/t 1o 7yK/t 1) ) yg—% = Y11 (11 <0),
dimenze parametru w je K x 1 a dimenze parametri a, 6, vy a B je K x K. V
nasledujici vété jsou popsany podminky pro nezdpornost vsech komponenti p; v

kazdém case.

Véta 6. Necht pro parametry v rovnici plati pro vsechna 1,7 = 1,...., K nasle-
dugici podminky:

1. 3;; >0, a;; >0 aa;,; +7,;>0.

2. Je-li o ; = 0, pak 6;; > 0.

3. Je-li a; j + v, =0, pak §; ; <O0.

1 K 2 1(04,7<0)1(az,;>0) ]1(5¢,j>0)]1(a¢,j+7i,j>0):| >
4o wi— I, 62 [Hoas - e > 0.

Potom pro vsechnat € Z ai=1,.. K : p;y > 0.

Diikaz. Véta je dokézana v priloze E ¢lanku (Cipollini a kol., [2006)).
O

Specifikovali jsme si tedy podminéné rozdéleni odchylek i tvar rovnice stredni
hodnoty a miuzeme prejit k inferenci metodou maximalni vérohodnosti. Podle
predpokladu (7)) ma e; podminénou hustotu:

K

f (€t|\1’t—1) = C(Fl (51,t) | (€K,t)) H fi (Ei,t) )
i=1
kde f; a F; jsou podminéna hustota a distribuéni funkce i-té slozky vektoru e; =
(517t,...,€K,t)T pro i = 1,...,K a c je hustota odvozena ze zvolené kopuly C'. Tedy
v pripadé normaln{ kopuly a margindlnich rozdéleni Gamma (¢;,¢;) dostavame:

R A S
fz (51,t) - F ((b')gi’t eXP( ¢151,t)a

E (51 t) ((bw(bzgzt)

1
c(e,) = |R|™?exp [ 5 (R— 1) qt} teZi=1,.K,
kde I' znadi tzv. netplnou gamma funkei,
G = (27 (Fi (£10) @' (Fic (ec0)))  E € 7

a ®~1 znadi kvantilovou funkci normovaného normélniho rozdéleni. Podminéné
rozdéleni y; ma proto hustotu:

K
FyVioy) = c(Fy (yie/tat) oo Fe (Urct/pirct)) H i (i t/Mz t)

=1
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kde
Ji Wi/ 1ie)

Hit
je hustota rozdéleni Gamma (¢i,¢:/pit) , @ = 1,...,/K. Nyni jiz neni problém od-
vodit tvar podminéné logaritmické vérohodnosti. Mame:

Z log e (Fy (y1e/p1e) 5o Fre (Yrct/ 11xc,t))
t=1

+ Z: (log (fi (/i) — log (1ie))]-

Vzhledem k tomu, ze tvar funkci ¢ a f;, ¢ = 1,...,K zname, lze podminénou
logaritmickou vérohodnost rozepsat jako:

Zn:[ 1Og’R ’_*QtR Qt‘f';Qt(It

MN|

<¢z log ¢ —InT'(¢:) — Inys + ¢ (ln Yie — log pip — ?))] :

Muzeme si vSimnout, ze kazdy s¢itanec v podminéné logaritmické vérohodnosti
lze rozdélit na prispévek kopuly

1
qt q;

*10g\R \—*qtR a+

a prispévek marginalnich hustot

K
Z <¢i10g¢i —InT(¢;) —Iny; s + & (hlyzt — log iy — yzt)) '

i=1 it

Zatimco prispévek marginalnich hustot zavisi pouze na parametrech rovnice
stfedni hodnoty a na parametru ¢ = (qbl,...,gﬁK)T, prispévek kopuly zavisi také
na korela¢ni matici R. Pro derivaci dle korela¢ni matice proto plati:

o, 1
OR1 2

(R -a'a)

kde jsme oznacili g = (qlT o ) matici dimenzi n x K. Odtud lze odvodit
explicitni formu maximalné vérohodného odhadu korelacni matice R jako:

Diky tomuto vyjadreni mizeme v ptuvodni podminéné logaritmické vérohodnosti
nahradit korela¢ni matici R jejim odhadem R a ziskame tzv. koncentrovanou
logaritmickou vérohodnost, kterou oznacime jako £¢:

c N D 1 T (-1
En__§10g|R|_§th (R _I)Qt

t=1

n K |
+>> (@ log ¢; —logI' (¢i) — log v + i (ln vis — log iy — yz,t)) .

t=1i=1 Hit
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Dosud jsme vsSak na odhad matice R neaplikovali Zddna omezeni souvisejici

s faktem, ze se jednd o korelacni matici. Potrebujeme tedy, aby byla pozitivné
definitni a méla jednotkovou diagonalu. Misto ptuvodné uvazovaného odhadu R
proto zavedeme novy odhad

R=D,*QD,?,

kde

a'q
Q: T DQ:diag(Ql,l,...,QK,K).
Za téchto okolnosti se tvar koncentrované logaritmické vérohodnosti zjednodusi

na:

="
2

n K Vit
+ Z Z ((bi log ¢; — logI' (¢) — log ys + ¢; (hl Yit —1og iy — = >> .

t=11i=1 it

log ’R

2.5 Semiparametrické modely multiplikativnich
chyb

Nyni se budeme vénovat dalsimu zajimavému rozsiteni modeli MEM, které
popsali v prehledovém ¢lanku (Cipollini a Gallo, [2022) italsti matematici a ekono-
mové Fabrizio Cipollini a Giampiero M. Gallo. Rovnice modelu multiplikativnich
chyb definovaného v definici 4] se rozepise na:

Yi=er=pnée,t €l (9)
kde
o 1=E(Y;) je (konstantni) nepodminéna stfedni hodnota {Y;, t € Z},

o {1, t € Z} je tzv. nizkofrekvenéni slozka (anglicky ,low-frequency compo-
nent“) zachycujici systematické a pomalu se vyvijejici zmény (napt. dlou-
hodoby hospodarsky rust v pripadé ekonomickych dat),

o {&, t € Z} je kratkodoba slozka (anglicky ,short-run component“) predsta-
vujici doCasné a narazové zmeény, jez nejsou soucasti dlouhodobych trendi,
obvykle parametrizovand podobnym zptusobem jako v procesu typu GARCH
a

o {&, t € Z} stejné jako v puvodnim modelu znac¢i odchylky ¢i poruchy. Pred-
pokladame, zZe jsou podminéné nezavislé a stejné rozdélené s rozdélenim
s nezapornym nosicem s jednotkovou stredni hodnotou a kladnym nenulo-
vim rozptylem, tedy lze psat g,|¥,_; & dt (1,02).

Diky predpokladu jednotkové podminéné stiedni hodnoty odchylek plati v kaz-
dém t € Z:
EYi|Wi1) = ume & = -
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Na nepodminéné sttedni hodnoty nizkofrekvencni slozky a kratkodobé slozky dale
aplikujeme pro vSechna t € Z predpoklad E (1) = E (&) = 1, ¢ehoz lze vzdy do-
cilit vhodnou normalizaci. Pokud bychom nizkofrekvencni slozku 7, polozili ve
vSech casech rovnu jednotce, dostali bychom ptvodni model typu MEM jako v
definici ] My vsak zvolime neparametrickou spefikaci a na 7 budeme klast je-
diny pozadavek, a to aby slo o hladkou funkci ¢asu. Z tohoto divodu se vysledny
model nazyvd semiparametricky model multiplikativnich chyb (anglicky
wsemi-parametric MEM“) a zkracujeme jej jako SpMEM.

K odhadu {7, t € Z} je nyni potfeba vyuzit tzv. jadrové odhady. Volime
napriklad:
Sy OK (25)

?t - " 2 ) (10)
—1 K (%)
kde . Y
T t
Y = =
Bé

i a Et jsou vhodné odhady nepodminéné stiedni hodnoty a kratkodobé slozky,
2 = %, K je jadrova funkce a h > 0 je prislusna sitka pasma. Jadrova funkce je
nezaporna, spojita, symetricka a jeji integral pres mnozinu R je roven 1.

Kratkodoby komponent & se nejcastéji parametrizuje podobnym zptisobem
jako v modelu typu GARCH, ktery jsme si zavedli v definici [2| Lze psat:

& = {1 — (51 + oy + 21)] + 01&1 + 041Y;(_§% + ’}/1}/,5(_51_), t e, (11)

kde
v — ﬁ’ V) —y©p-,
BT
D; =1(R; <0) a ndhodnou veli¢inu R; chdpeme jako vynos, ktery do modelu
vnasi dodatecnou informaci. Muze jit napriklad o klasicky finanéni (logaritmicky)
vynos z drzeni aktiva. Lze si vSimnout, Ze posledni s¢itanec se v rovnici na-

chazi kvili zachyceni pakového efektu, podobné jako tomu bylo v modelu typu
EGARCH zavedenému v definici [l

Nyni se budeme vénovat statistické inferenci ve vyse popsaném modelu. Ne-
podminénou stiedni hodnotu budeme vzdy odhadovat vybérovym priamérem do-
sud namétrenych dat, tedy i = %2?21 y;- Pro odhad ostatnich komponenti nej-

prve polozime vsechna & rovna jednotce a poté budeme opakovat nasledujici dva
kroky:

1. Odhadneme {r, t € Z} s vyuzitim jadrového odhadu predstaveného v
rovnici za pomoci naméfenych dat {ytT) = i’—?, t=1,.n}
HSt

2. Odhadneme {&, t € Z} a 0? = var(&/|¥,;) za pomoci naméfenych dat
{ygé) = %, t = 1,..,n} jednim ze zpusobu popsanych v sekcich nize.
Predpokladame pritom, ze &; jsou specifikovana rovnici a oznacime

0= (al,ﬁl,fyl)T vektor parametru, které do rovnice vstupuj.
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S iteracemi skonc¢ime pri dosazeni vhodného konvergencéniho kritéria. Vidime,
ze v pripadé zakladniho modelu typu MEM z definice {4] neni prvni krok nutné
provadét.

2.5.1 Zobecnéna momentova metoda

Vyhodou zobecnéné momentové metody je, Ze ji lze pouzit i bez explicitni
specifikace podminéného rozdéleni odchylek. Mame:

Yt(f)
€ = —, 12
7 12)
kde Y;(g) = % Za platnosti predpokladi modelu je vyraz ¢, — 1 podminéné

homoskedasticky s nulovou podminénou stfedni hodnotou a s podminénym roz-
ptylem o?. Dle poznatki ze ¢lanku (Brownless a kol., 2012) fesi nejlepsi nestranny
odhad vektorového parametru 6 = («y, 61,71)1’ zobecnénou momentovou metodou
(oznacime jej By;) soustavu rovnic:

i(ét—l)atzo,

t=1
kde ]
a; = *Vggt (1?))
t

a 0 znaci nulovy vektor. Asymptoticka rozptylova matice tohoto odhadu je potom

Avar (éM) = nlgr;() var (éM) =AY,

A=l |13 8 (aal) |

Konzistentni odhad rozptylové matice odhadu je tedy

Avar (By) = 52A", (14)
kde |
5% = - S E-1)? (15)

je momentovy odhad o2,
— 13
A=— Z a,a;
=

a & a a; odpovidaji rovnicim a vyhodnocenym v bodé 0. Abychom
mohli popsanou proceduru provést v praxi, potiebujeme jesté v rovnici pro Yt(g)

nahradit neznamé parametry p a 7; jejich odhady i a 7.
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2.5.2 Metoda kvazi-maximalni vérohodnosti

Vratime-li se k predpokladu ze ¢lanku (Engle a Gallo, 2006), Ze odchylky
{&¢, t € Z} maji rozdéleni gamma, muzeme pristoupit k odhadu 6 metodou kvazi-
maximalni vérohodnosti. Konkrétné predpokladame ,|¥,_; ~ Gamma (¢,9), t €
Z, z tehoz plyne pro vsechna t € Z: E (g|W; 1) = 1 a var (g|V;_1) = 02 =
1/¢. Podobné jako v sekci lze nyni odvodit tvar podminéné logaritmické
vérohodnosti jako:
by =" [9log (9) —logT (9) + dlog (=) — é=: — log(31 )]

t=1

7 toho je vidét, ze pro maximalizaci v @ staci maximalizovat vyraz

3" (log (&) — ).

t=1

ktery na ¢ nezavisi. Protoze plati (12)), 1ze pro derivaci dle 6 psat podminka:

ia@yt@ - &

=0.
=00 &

Analogicky k sekci si lze vsimnout, Ze stfedni hodnota levé strany rovnice
bude vzdy nulova, i kdybychom Spatné specifikovali rozdéleni odchylek.

2.6 Vektorové semiparametrické modely
multiplikativnich chyb

Podobnym zptsobem jako v jednorozmérném pripadé nyni rozsitime vekto-
rové modely multiplikativnich chyb. Cerpat budeme stéle z pfehledového ¢lanku
(Cipollini a Gallo, |2022) a rovnici modelu vMEM zavedeného v definici |5| prepi-
Seme do tvaru:

Y= O0e=rip0& 06, t €L,
kde

o p=E(Y;) je K-rozmérny vektor nepodminénych sttednich hodnot {Y;, ¢t €
7},

o {71, t € Z} jsou skaldry predstavujici nizkofrekvenéni slozku, podobné jako

v sekei 2.5 jde o hladkou funkei ¢asu,

o {&, t € Z} jsou K-rozmérné vektory vzdjemné zavislych kratkodobych
slozek s podobnym vyznamem jako v jednorozmérném pripadé a

o {&,t € Z} znaéi K-rozmérné vektory poruch ¢i odchylek, u kterych znovu
predpokladane, Ze jsou podminéné nezavislé a stejné rozdélené, rozdéleni
kazdého e, t € Z, 1 = 1,...,K ma nezdporny nosi¢ a jednotkovou stiedni
hodnotu a plati var (e;|¥;_1) = X, kde X je pozitivné definitni matice. Lze
tedy zkrdcené zapisovat &, "~ dt (1, %),
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Kratkodobé slozky {&;, t € Z} spliuji v kazdém t € Z predpoklad E (&) =1 a
jsou specifikovany analogicky s rovnici , tedy:

& = [1 — (ﬁ1 + oy + P;l) 1} + B1&-1 + 0‘11@(—62 + 71}/;(—£f)7 teZ, (16)

kde v

V=t v =yvPi(r<0), i=1..K

HiTt

a (1, a1 a~y; jsou matice rozméru K x K. Analogicky s jednorozmérnym pripadem
také plati pro vSechna t € Z rovnice

Y,

E(Yi[¥: 1) =7 pp © & = .

Vyse popsanému modelu fikame vektorovy semiparametricky model multiplika-
tivnich chyb a zkracujeme jej jako SpvMEM.

Model tedy mame dostatecné specifikovany a muzeme se presunout ke sta-
tistické inferenci. Budeme postupovat velmi podobné jako v sekci Nejprve
odhadneme p jako g = %Z?:l y; a vSechna &; polozime rovna jednotkovému

vektoru a 3 rovnu jednotkové matici. Poté opakujeme nasledujici dva kroky.

1. Odhadneme {7, t € Z} jadrovym odhadem

Ly (352)
K (5

=

kde

~—2

K
(7) Yiit g;
Y = Z - =K ~2
=1 H&G 225105

~ = ~2 _ © N v , v/ v s o
a p, & a o5 = X;; znaci souCasné odhady piislusnych parametri.

2. Odhadneme {&;,t € Z} a X za pomoci namérenych hodnot

{yg) = @yt’i), t=1,.,n,i=1,..,K} nize popsanym zpusobem.
’ i Tt

I tentokrat je vidét, ze je-li pro vSechna t € Z 1, = 1, jedné se o zakladni vektorovy
model multiplikativnich chyb vMEM zavedeny v definici[5|a prvni krok neni nutné
provadét. Iterace znovu provadime do chvile dosazeni vhodného konvergencéniho
kritéria.

2.6.1 Zobecnéna momentova metoda

Pristoupime k odhadu zobecnénou momentovou metodou. Mame

v(©
€15 = étT (17)
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Plati-li predpoklady modelu, vyraz €; — 1 je podminéné homoskedasticky s nu-
lovou podminénou stfedni hodnotou a podminénou rozptylovou matici 3. Nej-
lepsi nestranny odhad zobecnénou momentovou metodou maticového parametru
6 (oznadime jej jako By) splituje rovnici

T
Z At (Et — 1) y
t=1

kde oeT
_ tog. —1 -1
A = 20 diag (&) X7. (18)

Asymptoticka rozptylova matice takového odhadu je

n -1
Avar (éM) = lim var (éM) = <nh_>n(r>10 l;;[@ (AtEAD]) .

Jeji konzistentni odhad je proto

kde

je momentovy odhad X a &; a A, odpovidaji rovnicim a |18 vyhodnocenym
v bodé 8. Podobné jako v jednorozmérném pripadé je pro praktické provedeni
procedury jesté nutné nahradit v rovnici pro th neznamé parametry p; a 7
jejich odhady fi; a 7.

2.7 Predpovédi v modelech SpMEM

Nyni se kratce podivame na zplisob predpovidani v modelech SpMEM. Pred-
pokladejme, Ze chceme na zakladé dat do casu t ziskat predpovéd v case t+h, h €
N. Vyuzijeme obecné vyjadreni podminéné sttedni hodnoty zkoumané casové rady
v Case t + h:

Yien = E(YignlVe) = tosne = 1 Tesnle Sernle-
Predpovédi 7yyp; a &§qp mizeme ziskat kazdou zvlast. Vzhledem ke zptisobu
odhadovani {7, t € Z} lze (alespon pro mala h) zvolit 7,1 := 7. Pro pfedpoved
Eevnpe 1ze vyuzit rovnici [11] a psat:

oty = (1—(B1+a1+7/2)+ [i& + a1y +my, pokud h =1
t t —
! (1= (B —a1—m/2)) + ﬁ1§t+h—1|t, pokud h > 1.

Pro praktické vyjadieni predpovédi jiz staci nahradit parametry o, 51 a 71 jejich
odhady &y, 81 a 41 jednim ze zpusobu predstavenych v sekci
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2.8 Predpovédi v modelech SpvMEM

Ve vicerozmérném ptipadé budeme postupovat analogicky. Predpoklddejme,
ze mame data do Casu t a chceme ziskat predpoved v case t + h, h € Z. Opét
vyuzijeme podminénou stredni hodnotu ve tvaru:

Yien = E (Yien W) = Besne = Tornie 4 @ Evine.

Stejné jako v sekei zvolime Ternjt = T, h € N a pro vyjadieni &4 vyuzijeme
rovnici [16l Ziskédme:

¢ _ (1 - (Bl + o+ ’71/2) 1) + B1&: + alyt(g) + '71@/1557)7 pokud h =1
t+h|t —
. (1—(Br+ar+71/2)1) + Bi&in—1s, pokud A > 1.

V praxi znovu nahradime maticové parametry a;, 81 a 7y, jejich odhady ay, B
a 4 ziskanymi zpusobem predstavenym v sekci 2.6
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3. Prakticka cast

3.1 Popis a grafické zobrazeni dat

V nasledujicich ¢astech prace se pokusime nékteré predstavené modely apliko-
vat na realna data. Z divodu vypocetni narocnosti se zamétime pouze na jedno-
rozmérné modely. K dispozici mame denni ¢asové fady nahlasenych a vyplacenych
skod pro nékolik pojistnych odvétvi v jedné z éeskych pojistoven (na zakladé data
vzniku skody). Jde tedy o nezaporné c¢asové fady s moznym vyskytem nulovych
pozorovani. Data jsou vhodnymi ipravami anonymizovana tak, aby byl zachovan
jejich charakter. Dle prani pojistovny nebudou data v priloze prace zverejnéna.
Co se tyce pojistnych odvetvi, jde o pojisténi domi a domécnosti, pojisténi od-
poveédnosti, cestovni pojisténi a pojisténi avéri.

Pojisténi domii a doméacnosti patii k nejbéznéjsim typtam pojisténi a obvykle
pokryva skody zptusobené udalostmi, jako jsou ptirodni katastrofy, unik vody,
vandalismus, kradeze a mnohé dalsi. Pro pojistovnu v tomto pripadé predstavuji
nejvetsi riziko velké prirodni katastrofy, které zptisobi skody mnoha pojisténym
za kratkou dobu. Jako priklad 1ze uvést extrémni bouri s krupobitim a tornadem,
kterd se v roce 2021 prehnala pres Moravu a zptisobila obrovské skody na majetku.

Pojisténi odpovédnosti je téz velmi frekventované. Pojistény se v tomto pri-
padé chrani pred skodami, které sdm zptisobi tfeti osobé. Mtize se jednat o od-
skodnéni za smrt ¢i ublizeni na zdravi, ale i skody na majetku.

Cestovni pojisténi je vétsinou kratkodobé (v horizontu dni ¢i tydnt) a chrani
pojisténého pred nejriznéjsimi typy skod spojenymi s cestovanim. Mize se jednat
naprt. o zruseni zajezdu, lécebné vylohy, skody zptisobené zpozdénim ¢i zrusenim
spoju, ztraceni zavazadel atd. Velké skody mohou nastat napr. pokud dojde
k prirodni katastrofé v nékterém z oblibenych cestovnich letovisek, coz zptisobi
ruseni zajezdl a skody na majetku a zdravi lidi, ktefi jiz do mista odcestovali.

Pojisténi tvért nejcastéji chrani véritele pred neschopnosti dluznika plnit za-
vazky. Pro pojistovnu tak mize predstavovat riziko napt. nahlé zhorseni ekono-
mické situace, které zapri¢ini neschopnost mnoha dluznikt splacet své pujcky.
Existuji pojistovny, které se zaméruji vyhradné na tento typ pojisténi, avsak pro
pojistovnu, ze které data pochézi, se jedna o jedno z nejméné vyznamnych po-
jistnych odvétvi. V denni casové fadé je tedy nutné ocekdvat mnoho nulovych
pozorovani a mohlo by byt vhodnéjsi pristoupit k modelovani napf. na mésicni ¢i
dokonce ¢tvrtletni béazi.

Predtim, nez data zac¢neme hloubéji analyzovat, méli bychom si uvédomit, ze
se jedna skutec¢né pouze o nahlasené a vyplacené skody, nikoliv nastalé. To zna-
menad, ze nékterd pozorovani se v budoucnu mohou (a s velkou pravdépodobnosti i
budou) ménit v dusledku skod, které jiz nastaly, ale pojistovna o nich dosud nevi,
protoze nebyly nahlaseny. Pro takovéto tucely si pojistovna tvori tzv. rezervu na
nastalé a dosud nenahldsené skody (anglicky ,incurred but not reported claims*,
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pouziva se bézna mezinarodni zkratka ,IBNR*). To vSak znamend, ze abychom
mohli s daty vhodné pracovat a spravné je interpretovat, musime bud odhadnout
tuto rezervu, a nebo vyuzit starsi data, kde jiz neni pravdépodobné, ze by doslo
k nahlaseni dalsich skod. Prvni varianta bohuzel v nasem pfipadé neni mozna,
jelikoz obdrzené data neobsahuji datum nahléseni skody, které je

k vypoctu IBNR nutné znat. Budeme se proto muset spokojit s vyuzitim starsich
pozorovani.

Nyni prejdéme k zakladnimu grafickému zobrazeni dat. Nejprve se podivame
na pojisténi domi a domécnosti v letech 2008 az 2023.

Pojisténi domi a domacnosti - Skoda v tisicich Ké 2008-01-01 / 2023-12-15
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Obrazek 3.1: Nahlasené a vyplacené skody v pojisténi domi a domécnosti od
roku 2008.

V datech mtzeme pozorovat nékolik medidlné znamych prirodnich katastrof,
jako je napi. povodeti na Ceskokamenicku dne 7. 8. 2010, dalsi povodné v se-
vernich, zapadnich a stfednich Cechéch v ¢ervnu 2013 nebo orkan, ktery v ifjnu
2017 zasahl predeviim oblast Krkonos a Ceského stiedohofi. Jesté mnohondsobné
vyssi skody vsak napachalo jiz vysSe zminované tornado na Moravé v ¢ervnu 2021.
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Podobné si nyni zobrazime do grafu skody tykajici se pojisténi odpovédnosti
ve stejném obdobi.

Pojisténi odpovédnosti - Skoda v tisicich Ké 2008-01-01 / 2023-12-15
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Obrazek 3.2: Nahlasené a vyplacené skody v pojisténi odpovédnosti od roku 2008.
Zmovu lze pozorovat dny s vyrazné vétsim objemem skod, avsak odchylky

nejsou tak vyrazné a jiz neni mozné jednoznacné urcit, co presné je zpusobilo.
Nasleduje obdobny graf pro cestovni pojisténi.
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Cestovni pojisténi - Skoda v tisicich K¢ 2008-01-01 / 2023-11-30
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Obrazek 3.3: Nahlasené a vyplacené skody v cestovnim pojisténi od roku 2008.

Zde jiz neni mozné pozorovat mnoho skod, které by vyrazné vycnivaly nad
ostatni. Lze si vsak vSimnout vyznamného upadku skod v dobé covidovych ome-
zeni, kdy se i zdjem o tento typ pojisténi snizil na minimum. Nakonec se jesté
podivame na tuvérové pojisténi.
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Uvérové pojisténi - Skoda v tisicich Ké 2008-01-01 / 2023-11-30
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Obrazek 3.4: Nahlasené a vyplacené skody v ivérovém pojisténi od roku 2008.

Jak jiz bylo Teceno, ivérové pojisténi je pro tuto pojistovnu okrajové, a proto
v ¢asové fadé dennich skod mtzeme pozorovat drtivou vétsinu nulovych pozoro-
vani. Konkrétné mame za celou dobu k dispozici pouze 89 nenulovych pozoro-
vani, tedy modelovani skod na denni frekvenci zfejmé nebude vhodné a otazkou
zustava, zdali je viibec mozné na zakladé takto nizkého mnozstvi dat ucinit smys-
luplny zavér. Presto lze vidét vyssi mnozstvi skod napt. v roce 2012, kdy ceska
ekonomika zazivala vyznamnou recesi. Podobné by slo nartst skod v roce 2021
pripisovat problémim spojenym s covidovou pandemii.

V nésledujicich ¢astech textu se budeme vénovat blizsi analyze dat z pojisténi
domt a domécnosti a ivérového pojisténi. Podstatné casti zdrojového kodu ze
softwaru R budou uvedeny v piiloze [A.1]

3.2 Zakladni modely MEM

V této casti prace se pokusime na zvolend data aplikovat zakladni model
multiplikativnich chyb zavedeny v definici[d] Tento typ modelu neni uzptisoben na
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vyskyt nulovych pozorovani, tedy pokud chceme skody modelovat na denni bazi,
je nutné zvolit jeden z vyznamnéjsich typtu pojisténi. My budeme konkrétné volit
pojisténi domt a domacnosti v letech 2019 a 2020. Divodem je, ze na tyto roky
jiz pojistovna nedrzi témeér zadnou rezervu IBNR, coz znamend, ze jiz neocekava
dodatecné nahlaseni dalSich skod. U tohoto typu pojiSténi navic neni nutné se
obavat vyznamného vlivu pandemie. V nésledujicim grafu vidime skody prave za
toto zvolené obdobi.

Pojisténi domd a domacnosti - Skoda v tisicich Ké 2019-01-01 / 2020-12-31
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Obrazek 3.5: Nahlasené a vyplacené skody v pojisténi domi a domécnosti v letech
2019 a 2020.

V grafu mtzeme ¢astecné pozorovat jev podobny dfive popisovanému shlu-
kovani volatility na finanénich trzich, tedy ze po vyssich skodach maji tendenci
nasledovat dalsi vyssi skody a naopak. To muze byt nasledkem nepiiznivého po-
casi, které casto pretrvava vice nez jeden den. Do tabulky si nyni shrneme zakladni
statistické charakterisitiky dat.
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Minimum 1. kvartil Median 3. kvartil Maximum Prumér Smérodatna odch.
3.826 33.403 56.642 112.029 3343.574 109.385 204.324

Tabulka 3.1: Zékladni statistické charakteristiky skod z pojisténi domii a domac-
nosti v letech 2019 a 2020.

Maximalni skoda za jeden den v letech 2019 a 2020 je ve vysi pfes 3.3 mil.
K¢ a byla pozorovana dne 10. tinora 2020, kdy se Ceskou republikou prohnala
boure Sabine. Ted prejdéme k odhadu parametri modelu MEM pomoci metody
maximalni vérohodnosti, jak bylo popsano v ¢asti[2.1] Pro stfedni hodnotu volime
rovnici podobnou modelu GARCH:

pe =w+ay;1 + Bu-1, t € Z,
pricemz p; nastavime rovno vybérovému primeéru z dat. Jak vyplyva z poznamky
k vété [ neni v tomto pripadné nutné, aby a+ 5 < 1.
@ a B

71.853 0.303 0.057

Tabulka 3.2: Odhady parametrii v zakladnim modelu MEM metodou maximalni
vérohodnosti.

Maximalizace logaritmické vérohodnosti procedurou optim v softwaru R
v tomto pripadé probéhla bez problémt a odhad je stabilni i vic¢i zménam
v pocatecnim odhadu, ktery je do numerické procedury nutno zadat pred jejim
spusténim. V jednom grafu si nyni zobrazime samotna data spolec¢né s tzv. vy-
rovnanymi hodnotami (nebo predikei ,jin-sample*) za pomoci zakladniho modelu

MEM.
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Obrazek 3.6: Prolozeni dat pomoci zakladnitho modelu MEM.

Na prvni pohled se zda, Ze model data zachytil pomérné uspésné. Abychom
mohli kvalitu prolozeni zhodnotit ¢iselné, spoc¢itame tzv. sttedni ¢tvercovou chybu
(anglicky ,mean squared error“), coz je jedna z nejpopuldrnéjsich metrik pro
presnost predpovédi. Jeji vzorec je:

2”: (ye — @t)z )

t=1

MSE =

SN

kde {g;, t = 1,...,n} jsou vyrovnané hodnoty. Jde tedy o sumu druhych mocnin
aditivnich rezidui. Ziskdame hodnotu 40625.03.

Provedeme téz zakladni diagnostiku modelu. Vydélime-li data vyrovnanymi
hodnotami, mély by vysledné multiplikativni odchylky mit jednotkovou stredni
hodnotu a mély by byt nezavislé. Pro test jednotkové stredni hodnoty vyuzi-
jeme bézny Studentiv t-test. Ziskdme p-hodnotu 0.978, tedy hypotézu jednot-
kové sttedni hodnoty nemtizeme zamitnout. Ted se podivame na graf odhadnuté
autokorelacni funkce rezidui.
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Obrazek 3.7: Odhadnuté autokorelacni funkce rezidui modelu MEM.

Z grafu se nezda, ze by rezidua byla vyznamné korelovana. Spusime-li v R tzv.
Ljunguv-Boxuv test se zpozdénim 13 (maximum ACF v bodech kromé 0), ziskdme
p-hodnotu 0.649 a opét tedy hypotézu nekorelovanosti nezamitame. Nakonec se
jesté pokusime o predikci ,,out-of-sample“ na jeden mésic dopfedu a porovname
ji s redlnymi naméfenymi daty v lednu 2021.
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Obrazek 3.8: Predikce skod na jeden mésic dopredu na zakladé modelu MEM a
porovnani s redlnymi daty.

Spocteme-li stfedni ¢tvercovou chybu i pro predpovéd mimo vzorek, dosta-
neme hodnotu 3256.571. Vzhledem k jednoduchosti modelu vsak nelze predpo-
kladat, ze by byl schopen kvalitni predikce mimo vzorek, a to predevsim v dlou-
hodobém horizontu.

3.3 Modely MEM rozsirené v nule

V dalsi ¢asti zkusime na data z oblasti pojistovnictvi aplikovat modely MEM
rozsifené v nule predstavené v kapitole 2.2 Vzhledem k tomu, Ze model je piimo
uzpusoben na vyskyt nulovych pozorovani, je vhodné zvolit ¢asovou radu, ktera
takova pozorovani obsahuje. Podivame-li se blize na data, ktera méame k dispozici,
zjistime, ze v pojisténi domu a domacnosti a pojisténi odpovédnosti se takova
pozorovani v celém patnactiletém obdobi témér neobjevuji a v cestovnim pojisténi
zacinaji pribyvat az v obdobi pandemie koronaviru. Bude tedy potieba pouzit
data z tvérového pojisténi, kde vsak zrejmé neni vhodné zkoumat skody na denni
bazi. Prejdeme proto na ¢tvrtletni frekvenci a budeme pouzivat data z obdobi od
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roku 2010 do roku 2021. Data si opét vykreslime do grafu.

Uvérové pojisténi - Skoda v tisicich Ké 2010-01-01 / 2021-10-01
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Obréazek 3.9: Ctvrtletni ¢asové fada skod v Gvérovém pojisténi od roku 2010 do
roku 2021.

Vidime, ze i v casové Tadé se Ctvrtletni frekvenci se nulova pozorovani objevuji
casto a v roce 2018 pojistovna dokonce nevyplatila na skodach v tomto odvétvi ani
jedinou korunu. Nasledujici tabulka obsahuje zédkladni statistické charakteristiky
dat.

Minimum 1. kvartil Median 3. kvartil Maximum Prumér Smérodatna odch.
0.000 0.000 2.578 18.784 9030.318 531.296 1810.027

Tabulka 3.3: Zakladni statistické charakteristiky ctvrtletnich Skod z tvérového
pojisténi v letech 2010 az 2021.

Pristoupime tedy k maximalizaci logaritmické vérohodnosti v softwaru R. Pro
stfedni hodnotu (resp. jeji pfirozeny logaritmus) zvolime opét rovnici podobnou
GARCH modelu prevzatou ze ¢lanku (Hautsch a kol., 2014):
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log (i) = w + alog (1) L (yi—1 > 0) + ol (y1—1 = 0) + Blog (1)

zt1> 1 (y—1 > 0) 4+ apl (y4—1 = 0) + Blog (11—1) , t € Z.
t—1
(19)

:w+alog<

Pro multiplikativni odchylky v tomto pripadé predpokladéame, zZe maji pod-
minénou hustotu f. zavedenou v definici[6] tedy lze psat L (g,|¥;_1) = f-, t € Z.
Pro Y; = pes, t € Z proto mame podminénou hustotu:

fr (@) = f. (5) ; y>0. (20)

Pracujeme-li s pozorovanimi Y, = vy, Yo = v»,..., Y, = v, a vektorem nezna-
mych parametrii v, ziskdme podminénou logaritmickou vérohodnost ve tvaru:

b () = Yo (fa (Z)) 3o

Protoze tvar hustoty f. zname, muzeme ji podrobnéji rozepsat a se zachovanim
znaceni z kapitoly 2.2] mame:

l, (VW —1) = nolog (po) + nylog (1 —po) + Z [log (a) + (am — 1) log <yt>

t€ln, e

+nlog (n) — (n+m)log{n + (Zi“) } —log{B(m,n)}

—am log (\)] — anlog (1)
- (21)

pri¢emz v praxi musime inicializovat p; napt. pomoci vybérového priméru z dat.
Nasim tkolem by nyni meélo byt hledani globalniho optima této funkce vzhledem
k nezndmym parametrim, pricemz je nutné brat do tvahy i omezeni, ktera na
parametry klademe. Médme 0 < py < 1, a > 0, m > 0,7 > 0 a tézn > 1/a,
coz vyplyva z definice [6] kde pro parametr A uvazujeme specificky tvar, aby byl
splnén predpoklad jednotkové podminéné stfedni hodnoty odchylek.

Déle je nutné si uvédomit, ze sttedni hodnota p; v sobé obsahuje dalsi neznamé
parametry, protoze se ¥idi rovnici [I9 Logaritmickou vérohodnost bychom proto
mohli dale rozepsat dosazenim

Yi—1
Hi—1

[y = exXp (w + alog ( > 1(yi—1 >0)+ ol (y4—1 = 0) + Blog (Ht—l)) :
Spustime-li v R numerickou optimalizaci, ihned narazime na nékolik problém1.
Clanek (Hautsch a kol., 2014), ze kterého v této ¢asti prace ¢erpame teoreticky
zéklad, neuvazuje pro parametry v rovnici zadnd omezeni. Neni vSak tézké
zjistit, ze presahnou-li nékteré z parametrit v absolutni hodnoté urc¢itou hranici,
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stfedni hodnota zacne velmi rychle konvergovat do nekonecna nebo k nule, coz
znemoznuje optimalizaci. Parametry rovnice sttedni hodnoty je tedy urcité nutné
omezit, aby bylo mozné nalézt stacionarni feseni, avSak z teorie neni jasné, jaka
omezeni konkrétné zvolit.

Toto v kombinaci s velkym mnozstvim dalsich parametra ve zobecnéném F-
rozdéleni ¢ini z optimalizace velmi naro¢ny tkol. Bohuzel se ndm ani po mnoha
neuspésnych pokusech nepodarilo ziskat smysluplné odhady, které by byly sta-
bilni vii¢i zménam v pocatecnim odhadu, ktery je nutné zadat pred spusténim
numerické optimalizace v R. Abychom s odhady mohli vhodné pracovat, bude
nutné optimalizacni problém zjednodusit.

Pristoupime proto k vyuziti metody exponencialni kvazi-maximalni vérohod-
nosti, kterou jsme jiz drive v praci zminovali. Spociva v tom, ze odhad prova-
dime za predpokladu, ze data maji exponencialni rozdéleni, i presto, ze tomu tak
ve skutecnosti byt nemusi. Vlastnosti takovych odhadia (konsistence a asympto-
tickd normalita) a podminky jejich splnéni byly diskutovany v kontextu modeli
GARCH napt. ve ¢lanku (Hudecova a Pestal,2024)). Analogické vlastnosti je mozné
dle ¢lanku dokéazat i v pripadé, Ze pracujeme s modely typu MEM.

Budeme tedy pracovat s exponencialnim rozdélenim s hustotou
gx (x) =exp(—z),z >0
a s podminénou hustotou multiplikativnich odchylek ve tvaru
fe(x) = pod (z) + (1 — po) exp (—z) L (x > 0), z > 0.

V této situaci je jiz velmi jednoduché odvodit podminénou logaritmickou véro-
hodnost:

by (V[ W1) = nlog (po) + ny log (1 —po) — S 2 =" log (),
t=1

tely, It

kterou opét zkusime v R maximalizovat. Znovu je nutné, aby 0 < p < 1 a téz
je nutné omezit parametry rovnice stfedni hodnoty z divodt popsanych vyse.
Nastavime tedy |w| < 10, o] < 1, || < 10 a |8] < 1. Tato omezeni jsou vysled-
kem empirickych pokusii v podobé opakovaného dosazovani do rovnice. Nemaji
tedy exaktni teoreticky zaklad. Presto se vsak pokusime pracovat s nasledujicimi
odhady, které jsme optimalizaci ziskali:

o~
o~

Po w o Qp B

0479 2814 0.371 -1.786 -0.602

Tabulka 3.4: Odhady parametri v modelu ZA-MEM metodou exponencialni
kvazi-maximalni vérohodnosti (QML).

Do grafu si vykreslime data spole¢né s predpovédi ve vzorku.
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Obrazek 3.10: Prolozeni dat pomoci modelu ZA-MEM.

Prolozeni dat nevypada prilis uspokojive, coz potvrzuje i velmi vysokd stredni
¢tvercova odchylka (MSE = 3477595). Analogickym zptusobem jako u zaklad-
niho modelu provedeme jednoduchou diagnostiku modelu. Nejprve zkusime, zdali
maji multiplikativni odchylky (data vydélend vyrovnanymi hodnotami) jednotko-
vou stfedni hodnotu. Studentiiv t-test nam dava p-hodnotu 0.03, tedy hypotézu
zamitame a zda se, ze tento predpoklad je porusen. Zobrazime si nyni graf auto-
korelac¢ni funkce rezidui.
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Obrazek 3.11: Odhadnuta autokorelacni funkce rezidui modelu ZA-MEM.

7 obréazku se nezda, ze bychom méli mit s autokorelaci rezidui problém. To po-
tvrzuje i Ljungtv-Boxtv test vyhodnoceny se zpozdenim 5, ktery dava p-hodnotu
0.925, tedy hypotézu nekorelovanosti nezamitame. Predikci mimo vzorek tento-
krate spoc¢teme na 1 rok dopredu. V nésledujici tabulce je vidét porovnéni pre-
dikce na rok 2022 se skuteénymi pozorovanimi.

Ctvrtleti 1 2 3 4
Skutecné skody (tis. K¢) 0.000 39.688 10.459 0.000
Predikce modelem ZA-MEM 3.186 8.299 4.662 6.598

Tabulka 3.5: Predikce mimo vzorek na rok 2022 pomoci modelu ZA-MEM a
porovnani se skute¢nymi pozorovanymi hodnotami.

Nakonec jesté spocteme MSE této predikce, kde nam vyjde hodnota 268.137.
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3.4 Semiparametrické modely MEM

Nyni se na kratko vratime k datiim z pojisténi domii a doméacnosti v letech
2019 a 2020, které jsme jiz pouzivali v casti a aplikujeme na né semipara-
metrické modely multiplikativnich chyb predstavené v sekci 2.5 K odhadovani
parametril v rovnici pro £ pritom miizeme vyuzit bud zobecnénou momentovou
metodu nebo metodu kvazi-maximalni vérohodnosti. Jesté predtim vsak model
mirné zjednodusime, protoze v pripadé dat z pojistovnictvi nemame prirozenou
interpretaci pro bézny vynos z finan¢nich trhi (v pavodni rovnici|11| oznacen jako
Ry). Proto parametrizaci {&, t € Z} zjednodusime na tvar:

G=[1—(B+a)+ B85 1+ OéY;(—gi

— 1= (B4 )]+ B +a !
HUTe—1

teZ. (22)

Nyni jiz budeme postupovat presné tak, jak bylo popsano v ¢asti [2.5] Tedy
nejprve si nastavime

Sy = 109.385,

t=1

ft:1,t€Z

3\'—‘

a odhadneme {7, t = 1,...,n} pomoci jadrovych odhadu popsanych v rovnici ,
pricemz sitku pasma h spocitdme pomoci zabudované procedury dpik z balicku
KernSmooth v R.

Pokud bychom pro odhad parametrii « a 3 chtéli pouzit zobecnénou momen-
tovou metodu, museli bychom pro nase data vyresit soustavu

n

> (ee—1)a; =0,

t=1

kde ]
a; = —Ve&;
t
a6 = (q E)T K tomu je nutné spocitat parcialni derivace & podle a a £.
Inicializujeme & = 1, a tedy V&1 = (0, 0)'. Méame:
0 0 0 _
ﬁ__1+55t1 yt) 1+55t1 Yi—1
O )6 T}
) ¢ 0%
¢
— =—1 JtEeEZ, t>2.
Rk + &1+ B— o8

Poté se jiz mizeme pokusit numericky vytesit zminovanou soustavu rovnic. Tu si
nyni jesté rozepiseme do podrobnéjsiho tvaru, aby bylo ziejmé, kde do ni vstupuji
hledané nezndamé parametry. Mame:

tzn; (ugn - ) gt <§§> (23)
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kde misto p a 71, To,..., 7, dosadime jejich vysSe popsané odhady. Protoze & je
déno rovnici 2] a & = 1, je mozné déle psat:

e )

HTt—1
_1_|_/88§t71 + yt—l
—1+ & 1+ﬁat :

I—I

(24)

n yt
:Z —1
( (L= B+ )]+ 861 +at)r, )
—14+ B+ B
14 &y + %

OL%5+®%H%4+a5A>A

Tt—1

Podobné jako v predchozi ¢asti vénované modelim ZA-MEM bychom mohli
rovnici dédle rozvijet tak, ze bychom dosazovali za & 1, &_o, atd. Vidime tedy,
ze ackoliv piivodni tvar rovnice vypadal jednoduse, ve skutecnosti se jedna o po-
mérné komplexni problém, kde se nam neznamé parametry « a § vyskytuji na
mnoha mistech.

Soustavu zkusime nyni vyfesit v R numericky pomoci procedury nleqgslv ze
stejnojmenného balicku. Poté, co ziskame odhady & a B neznamych parametri o
a 3, provedeme dalsi iteraci algoritmu. Tedy znovu odhadneme {7, t = 1,....,n}
pomoci jadrovych odhadii, pricemz tentokrat jiz vyuzijeme odhad kratkodobé
slozky {&;,t = 1,...,n} z prvniho kroku. Poté opétovnym vyresenim soustavy ak-
tualizujeme odhady parametri « a (3, pricemz jako pocatecni odhad pro nume-
rickou proceduru pouzivame vysledek z predchoziho kroku. Algoritmus zastavime
po dosazeni vhodného konvergenc¢niho kritéria.

V nasem ptipadé mizeme za konvergenc¢ni kritérium zvolit napft. relativni
zménu odhadi. Algoritmus tedy zastavime ve chvili, kdy

ali + 1] — ali]

ali] <k
' Bty - _,
Bli] ’

kde @li] a (] jsou odhady parametril z i-t¢ho kroku a k je néjaké piedem zvolend
konstanta. Zvolime napt. k£ = 0.05 a spustime algoritmus. Ten se ndm zastavi jiz
pri tfetim kroku a ziskame néasledujici odhady:

a 3
0.287 0.043

Tabulka 3.6: Odhady parametrii v modelu SpMEM pomoci zobecnéné momentové
metody a iteracniho algoritmu.

V grafu si nyni vykreslime data spole¢né s vyrovnanymi hodnotami.
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Obrézek 3.12: Prolozeni dat pomoci modelu SpMEM.

Na tomto misté by bylo vhodné porovnat kvalitu vyrovnani dat (predpovédi
sin-sample“) se zakladnim modelem MEM. Vyuzijeme k tomu opét stiedni ¢tver-
covou chybu.

MEM  SpMEM
40625.03  40356.28

Tabulka 3.7: Porovnani stfedni ¢tvercové chyby pro modely MEM a SpMEM a
data skod z pojisténi domii a doméacnosti.

Jak je vidét, model SpMEM kvalitu prolozeni dat mirné zlepsil. Nyni prove-
deme zakladni diagnostiku. Vydélime data vyrovnanymi hodnotami a na vysledné
multiplikativni odchylky nejprve aplikujeme t-test, abychom otestovali predpo-
klad jednotkové stiedni hodnoty. Ziskame p-hodnotu 0.995, tedy hypotézu nemii-
zeme zamitnout. Opét si vykreslime i odhadnutou autokorela¢ni funkci rezidui.
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Obrézek 3.13: Odhadnuta autokorela¢ni funkce rezidui modelu SpMEM.

Znovu se nezda, ze by rezidua byla vyznamné korelovana. Spustime-li
Ljungiv-Boxuv test (se zpozdénim 13), dostaneme p-hodnotu 0.789. I tentokrat
hypotézu nekorelovanosti nezamitame. V nasledujici tabulce si jesté porovname
vysledky diagnostickych testi pro modely MEM a SpMEM.

Model Studentiv t-test Ljungav-Boxiv test
MEM 0.981 0.649
SpMEM 0.995 0.789

Tabulka 3.8: Porovnani p-hodnot diagnostickych test pro modely MEM a Sp-
MEM a data skod z pojisténi domt a domécnosti.

Vidime, ze vyssi p-hodnoty jsme v obou pripadech ziskali u modelu SpMEM.

Nyni spocteme predikce ,out-of-sample“ na meésic dopredu dle ¢asti a stejné
jako v ¢asti[3.2] si je vykreslime do grafu se skuteénymi namérenymi daty.
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Pojisténi domu a domacnosti - Skoda v tis. K& (predikce modelem SpMEM) 2020-10-24 / 2021-01-31
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Obrézek 3.14: Predikce skod na jeden mésic dopredu na zakladé modelu SpMEM
a porovnani s redlnymi daty.

Vzhledem k tvaru rovnice pro &, kterou jsme oproti rovnici stredni hodnoty v
zakladnim modelu MEM témér nezménili, nelze ocekavat vyrazné zvyseni kvality
predpovédi ,out-of-sample . Presto zkusime kvalitu predpovédi mimo vzorek po-
rovnat se zakladnim modelem MEM a s naivni predpovédi v podobé vybérového
pruméru. Opét k tomu vyuzijeme stredni ¢tvercovou chybu.

MEM SpMEM Pramér
3256.571  3262.091  3695.442

Tabulka 3.9: Porovnani stredni ¢tvercové odchylky predpovédi mimo vzorek mo-
delt MEM a SpMEM s naivni predpovédi za pomoci vybérového priaméru.

Vidime, ze stifedni ¢tvercova chyba predikce na mésic dopredu je témér stejna
jako u zdkladniho modelu MEM (dokonce se jesté nepatrné zvysila). Nakonec se
jesté pokusime k odhadu vyuzit metodu kvazi-maximalni vérohodnosti tak, jak

bylo popsano v sekci [2.5.2, Do vyrazu

n

Z (log (1) — €1)

t=1
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za €; dosadime v,/ (& 11) a opét provedeme numerickou maximalizaci daného vy-
razu pomoci procedury optim v R. Ziskdme tak odhady nezndmych parametri o
a [ a postupujeme uplné stejné jako v pripadé zobecnéné momentové metody.
Itera¢ni algoritmus se dle stejného konvergenc¢niho kritéria jako v zobecnéné mo-
mentové metodé znovu zastavi ve tfetim kroku a ziskame nésledujici odhady.

a 3
0.287 0.043

Tabulka 3.10: Odhady parametri v modelu SpMEM pomoci metody
kvazi-maximéalni a itera¢niho algoritmu.

Jak muzeme vidét, odhady zaokrouhlené na tfi desetinnd mista se od zo-
becnéné momentové metody vibec nelisi a dosli jsme tedy k témér shodnému
vysledku. V zavéru si vysledky praktické ¢asti shrneme a navrhneme dalsi mozné
postupy pro rozsireni aplikaci modela tiidy MEM.
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Z.aver

V této praci jsme se vénovali tzv. modelim multiplikativnich chyb (¢asto se
pouziva anglickd zkratka MIEM). Tyto modely jsou vhodné pro nezaporné ca-
sové fady a nejcastéji byvaji aplikovany na data z finan¢ni oblasti (napf. ceny
aktiv, objem obchodovanych aktiv apod.) Vyznacuji se tim, ze odchylky, které
jsou podminéné nezavislé a maji jednotkovou podminénou stredni hodnotu, do
modelu vstupuji multiplikativné, nikoliv aditivné, jak je bézné u jinych modelii.

V prvni kapitole jsme se kratce zamérili na modely ARCH a GARCH, které
s modely MEM tzce souvisi a nejcasteji se pouzivaji v souvislosti s volatilitou na
financnich trzich.

Ve druhé kapitole jsme si jiz zavedli samotné modely MEM, a to pro jedno-
rozmérny pripad i pro vektory. Poté jsme si pro jednorozmérny model odvodili
tvar logaritmické vérohodnosti v pripadé, ze pro multiplikativni odchylky pred-
poklddame exponencialni rozdéleni. Z literatury téz vyplyva, ze timto zptsobem
je mozné odhady provadét i v pripadé, ze odchylky ve skutecnosti exponencialni
rozdéleni nemaji. Potom se jedna o tzv. kvazi-maximéalni vérohodnost. Ve vété
jsme si poté shrnuli nékteré dulezité vlastnosti takového odhadu (konzistence a
asymptotickd normalita).

Nésledné jsme se presunuli k modelim MEM, které jsou uzptisobeny na vyskyt
nulovych pozorovani v datech (tzv. modely ZA-MEM). Takova pozorovani miu-
zeme Casto vidét v pripadé vysoké frekvence méreni (napf. v pripadé objemu
obchodovanych akcii na burze za néjaké velmi kratké ¢asové obdobi). Pro mul-
tiplikativni odchylky je v tomto modelu v literatutre pouzito tzv. zobecnéné F-
rozdéleni a za tohoto predpokladu jsme si téz odvodili tvar logaritmické véro-
hodnosti. Tento postup jsme poté jesté rozsitili na pripad, kdy pravdépodobnost
vyskytu nulového pozorovani v datech neni konstantni, ale méni se s casem.

V dalsi ¢asti druhé kapitoly jsme si predstavili mozné pristupy k vektorovym
modelim MEM. Zavislost mezi jednotlivymi slozkami vektora jsme si nejprve po-
psali za pomoci vicerozmérného gamma rozdéleni a poté i pomoci kopul. Kopuly
jsou velmi casto vyuzivany k popisu zavislostni struktury ve vicerozmérném roz-
déleni, a to napt. v oblasti pojistovnictvi pti modelovani skod z vicero pojistnych
odvétvi. Po zdkladnim predstaveni kopul jsme si odvodili tvar logaritmické véro-
hodnosti v pripadé, ze pro vektory odchylek predpokladédme zavislostni strukturu
danou Gaussovskou kopulou a marginalni gamma rozdéleni.

V poslednich ¢astech druhé kapitoly jsme si predstavili tzv. semiparametrické
modely MEM, znovu pro jednorozmérny i vektorovy pripad. Tyto modely se od
zakladnich modelt MEM lisi tim, ze v multiplikativni rovnici pro pozorovanou
veli¢inu se vyskytuji dalsi slozky, z nichz jedna (v praci oznacovand pismenem
7) zachycuje dlouhodobé, systematické a pomalu se vyvijejici zmény a k jejimu
odhadu vyuzivame tzv. jadrové odhady, zatimco druhd (oznacovana jako &) ob-
sahuje kratkodobé, docCasné a narazové zmény a byva parametrizovand rovnici
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analogickou k modelu GARCH. Opét jsme se zamérili na statistickou inferenci
a postupné jsme si predstavili moznosti vyuziti zobecnéné momentové metody
a metody kvazi-maximélni vérohodnosti (tentokrat zaloZené na predpokladu ga-
mma rozdéleni multiplikativnich odchylek) v rdmci iteracniho algoritmu. Uplny
konec teoretické ¢asti prace se potom vénuje kratkému pojednéni o predpovédich
v semiparametrickych modelech MEM.

Ve treti a posledni kapitole prace jsme se jiz vénovali aplikaci predstavenych
modelll na redlnd data. Vyuzili jsme pritom data skod z oblasti pojistovnictvi,
kterd predstavuji kladnou ¢i nezapornou casovou tadu a jsou proto k vyuziti
modelil vhodna. Z divodu vypocetni naroc¢nosti jsme se omezili pouze na jedno-
rozmérné modely z t¥idy MEM.

Nejprve jsme data dennich skod z pojisténi domii a doméacnosti prolozili za-
kladnim modelem MEM s rovnici stfedni hodnoty podobajici se modelu GARCH.
Pomoci procedury ,optim*“ v softwaru R jsme numericky maximalizovali logarit-
mickou vérohodnost vychézejici z predpokladu exponencidlniho rozdéleni mul-
tiplikativnich odchylek a ziskali jsme odhady nezndmych parametrii v rovnici pro
stfedni hodnotu. Optimalizace probihala rychle a vysledné odhady jsou stabilni
i vzhledem ke zménam pocatecnich odhadu, které je nutné do procedury v R
zadat pred jejim spusténim. Prolozeni dat se téz zda byt tspésné. Model dobte
zachycuje povahu dat a zdkladni diagnostika nevykazuje problémy. Jednoducha
rovnice stfedni hodnoty vsak neni prilis vhodna k predikci ,,out-of-sample®, a to
predevsim v dlouhodobém horizontu.

Nésledné jsme se zamérili na modely MEM rozsitené v nule. K tomuto ucelu
bylo nutné vyuzit data, ktera v sobé nuly obsahuji. Zvolili jsme proto data skod
z uvérového pojisténi, které pro pojistovnu, od niz data pochazi, patii k nejméné
frekventovanym, a tedy i frekvence skod je velmi nizka. Tato data jsme navic
prevedli na ¢tvrtletni bazi. Ve ¢lanku (Hautsch a kol., [2014]), ze kterého ¢erpame,
se pro odchylky pouziva zobecnéné F-rozdéleni, jez v sobé obsahuje mnoho dal-
sich parametrii. Numerickd optimalizace logaritmické vérohodnosti se tak oproti
zdkladnimu modelu MEM znacéné ztizila. Clanek navic neuvazuje zadné omezenf
pro parametry v rovnici stfedni hodnoty, coz optimalizaci dale komplikuje. Na-
konec se ndm nepodarilo ziskat vhodné odhady, které by byly prijatelné stabilni
vudi zménam v pocatecnich odhadech a bylo by mozné s nimi pracovat.

Bylo proto nutné problém zjednodusit, k ¢emuz jsme vyuzili metodu expo-
nencialni kvazi-maximalni vérohodnosti. Po aplikaci vhodnych omezeni na para-
metry rovnice stfedni hodnoty se ndm nakonec podarilo odhady ziskat. Zakladni
diagnostické testy ukézaly, ze multiplikativni odchylky vzniklé vydélenim dat vy-
rovnanymi hodnotami zrejmé porusuji predpoklad jednotkové stfedni hodnoty,
zatimco predpoklad nekorelovanosti se zda byt zachovan. Predikci mimo vzorek
jsme tentokrat spocitali na 1 rok (4 ¢tvrtleti) dopredu.

Nakonec jsme se posunuli k semiparametrickym modelim MEM, které jsme

kvili moznosti porovnani aplikovali na stejna data z pojisténi domt a domacnosti
jako zakladni modely MEM. V R jsme implementovali iteracni algoritmus, ktery
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postupné aktualizuje odhady parametri z rovnice pro kratkodobou slozku &, do-
kud se dostatecné nestabilizuji, pricemz samotné odhadovani téchto parametri
probiha za pomoci zobecnéné momentové metody nebo metody kvazi-maximéalni
vérohodnosti zalozené na predpokladu podminéného gamma rozdéleni multiplika-
tivnich odchylek. Zjistili jsme, zZe obé metody vedou k témér shodnému vysledku.
Model zachycuje data jesté o néco lépe nez zakladni model MEM (stfedni ¢tver-
cova chyba je nizsi, zatimco p-hodnoty diagnostickych testi jsou vyssi), avsak
predikce ,out-of-sample opét neni v dlouhodobém horizontu pouzitelné, pro-
toze pro £ se znovu predpoklada parametrizace podobna modelu GARCH.

Co se tyce dalsiho vyzkumu, prirozenym rozsitenim by bylo vyuziti vekto-
rovych modelit MEM k modelovani vice vzajemné zavislych pojistnych odvétvi
najednou (napr. pomoci kopul). Vicerozmérnym modelim jsme se v praktické
¢asti zdmérné vyhnuli kvili vyraznému zvysSeni numerické slozitosti, avsak v te-
oretické ¢asti prace jsou potrebné postupy popsany a odvozeny.

vvvvvv

hodnotu nebo kratkodobou slozku, které by umoznily lepsi vyuzitelnost k pred-
povédim mimo vzorek. Bylo by téZ mozné v rovnici uvazovat néjakou externi
proménnou, pokud bychom k tomu méli vhodna data.

Prace tedy muze slouzit i jako zédklad pro dalsi vyuziti modeltt multiplikativ-

nich chyb v pojisténi i v jinych oborech, kde se pracuje s nezapornymi ¢asovymi
radami.
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A. Prilohy

A.1 Dulezité casti kodu

A.1.1 Odhad parametri zakladniho modelu metodou ma-
ximalni vérohodnosti

x=Household_selected$Claim_ths

likelihood <- function(parameters, data) {
omega<-parameters[1]
alpha<-parameters[2]
bet<-parameters [3]

n <- length(x)
mu <- numeric(n)
mul[l] <- mean(x)

for (¢t in 2:n) {
mu[t]<-omegat+alphax*data[t-1]+bet*mul[t-1]
}

loglikelihood <-sum(-log(mu[l:n])-data[l:n]/mul1:n])
return(loglikelihood)

initial_guess<-c(10,0.5,0.5)

result<-optim(par=initial guess, control = list(fnscale = -1),
fn=1likelihood,data=x, method="L-BFGS-B",

lower=c(0,0,0), upper=c(Inf,Inf,Inf))

A.1.2 Odhad parametri v modelu ZA-MEM pomoci ex-
ponencialni kvazi-maximalni vérohodnosti

x=Credit_quarter$Claim_ths
nearzero<-.Machine$double.eps

likelihoodZAMEM QML <- function(parameters, data) {
zeros<—- sum(data==0)
non_zero<-which(data!=0)
nonzeros<-length(non_zero)

p<-parameters[1]
omega<-parameters[2]
alpha<-parameters[3]
alphazero<-parameters [4]
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bet<-parameters[5]

n <- length(data)
mu_ ZAMEM QML <- numeric(n)
mu_ZAMEM QML[1] <- mean(data)

for (¢t in 2:n) {
if (datal[t-1]1>0) {
mu_ZAMEM QML [t]=exp (omega
+alpha*log(datal[t-1]/mu_ZAMEM QML [t-1])
+bet*log(mu_ZAMEM QML [t-1]))
} else {
mu_ZAMEM_QML [t]=exp (omega+alphazero
+bet*log(mu_ZAMEM QML [t-1]))
+
}
loglikelihood <-zeros*log(p)+(n-zeros)*log(1l-p)
-sum(data[non_zero]/mu_ZAMEM QML [non_zero])
-n*sum(log(mu_ZAMEM QML[1:n]))

return(loglikelihood)

initial_guess<-c(0.5,2,0.3,0.4,0.4)
resultZAMEM_QML<-optim(par=initial_guess,

control = list(fnscale = -1), fn=likelihoodZAMEM QML,data=x,
method="L-BFGS-B", lower=c(nearzero,-10,-1,-10,-1),
upper=c(l-nearzero,10,1,10,1))

A.1.3 Odhad parametri v modelu SpMEM pomoci zo-
becnéné momentové metody

x=Household selected$Claim_ths

mu=mean (x)

Xx_tau= x/mu
n<-length(x_tau)
width<-dpik(x_tau)

kernels=c()
tau_kernel=c() #jadrovy odhad tau
for (t in 1:n) {
for(s in 1:n) {
kernels[s]=dnorm((t/n-s/n)/width)
}
tau_kernel [t]=sum(x_tauxkernels)/sum(kernels)

}

53



#vypocCet ksi
compute_ksi <- function(parameters, data) {
alpha<-parameters[1]
bet<-parameters[2]
ksi<-numeric(length(data))
ksi[1]<-1
n <- length(data)
for(t in 2:n){
ksi[t]<-(1-(bet+alpha))+bet*ksi[t-1]+alpha*data[t-1]
}

return(ksi)

x_ksi=x/(mu*tau_kernel)

#vypoCet derivace ksi

compute_ksi_derived <- function(parameters, data) {
alpha<-parameters[1]
bet<-parameters [2]
ksi_derived<-matrix(0,nrow=2, ncol=length(data))
ksi<-compute_ksi(parameters, data)

for (i in 2:n) {
ksi derived[1,i]<- -1+bet*ksi derived[1,i-1]+datal[i-1]
ksi derived[2,i]<- -1+bet*ksi derived[2,i-1]+ksi[i-1]
}

return(ksi_derived)

#vjpoCet epsilon

compute_epsilon<- function(parameters, data) {
alpha<-parameters[1]
bet<-parameters[2]
epsilon=data/compute_ksi(parameters, data)
return(epsilon)

#vypocCet matice a
compute_a<- function(parameters, data) {
alpha<-parameters[1]
bet<-parameters[2]
n<-length(data)
a<-matrix(0,nrow=2, ncol=length(data))
ksi_derived<-compute_ksi_derived(parameters,data)
ksi<-compute_ksi(parameters, data)
for (i in 1:n) {
al1,i] <- ksi_derived[1,i]/ksil[il
al[2,i]<- ksi _derived[2,i]/ksi[i]
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return(a)

}

#rovnice pro odhad parametri
equation<-function(parameters,data){
alpha<-parameters[1]
bet<-parameters[2]
cleny<-matrix(0,nrow=2, ncol=length(data))
a<-compute_a(parameters,data)
for (i in 1:n) {
cleny[1,i] <-a[1l,i]*(compute_epsilon(parameters,data)[i]-1)
cleny[2,i]<- a[2,i]*(compute_epsilon(parameters,data) [1i]-1)
}
eq<-matrix(0,nrow=2, ncol=1)
for (i in 1:2){
eql1,1]<-rowSums(cleny) [1]
eq[2,1]<-rowSums (cleny) [2]
}
return(eq)

3

#odhad parametrd - prvni krok

initial_guess_gmm<-c(0.3,0.7)

result_gmml<- nleqgslv(initial guess_gmm, equation,data=x_ksi)
ksi_step_1<-compute_ksi(result_gmml$x,x ksi)

#opakovani postupu - druhy krok algoritmu
x_tau= x/(muxksi_step_1)
width<-dpik(x_tau)

kernels=c()
tau_kernel=c()
for (t in 1:n) {

for(s in 1:n) {

kernels[s]=dnorm((t/n-s/n)/width)

}

tau_kernel [t]=sum(x_tauxkernels)/sum(kernels)
}
x_ksi=x/(mu*tau_kernel)
initial_guess_gmm2<-result_gmml$x
result_gmm2 <-nleqgslv(initial guess_gmm2, equation,data=x_ksi)
ksi_step_2<-compute_ksi(result_gmm2$x,x ksi)

#kontrola konvergencniho kritéria
(result_gmm2$x-result_gmmi$x)/result_gmmi$x

#opakovani postupu - tfeti krok algoritmu
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x_tau= x/(muxksi_step_2)
X_tau
width<-dpik(x_tau)

kernels=c()
tau_kernel=c()
for (t in 1:n) {
for(s in 1:n) {
kernels[s]=dnorm((t/n-s/n)/width)
}
tau_kernel [t]=sum(x_tauxkernels)/sum(kernels)

}
x_ksi=x/(mu*tau_kernel)

initial guess_gmm3<-result_gmm23$x
result_gmm3<- nleqgslv(initial_guess_gmm3, equation,data=x_ksi)
ksi_step_3<-compute_ksi(result_gmm3$x,x_ksi)

#kontrola konvergencniho kritéria
(result_gmm3$x-result_gmm2$x)/(result_gmm2$x)

A.1.4 Odhad parametri v modelu SpMEM pomoci
kvazi-maximalni vérohodnosti s rozdélenim gamma

x=Household selected$Claim_ths
mu=mean (x)

x_tau= x/mu

width<-dpik(x_tau)

kernels=c()
tau_kernel=c() #jadrovy odhad tau
for (t in 1:n) {
for(s in 1:n) {
kernels[s]=dnorm((t/n-s/n)/width)
+
tau_kernel [t]=sum(x_tau*kernels)/sum(kernels)

}
x_ksi=x/(mu*tau_kernel)

#definice kvazi-vérohodnosti
quasi_likelihood<-function(parameters, data) {
alpha<-parameters[1]
bet<-parameters[2]
likelihood<-sum(log(compute_epsilon(parameters, data))-
compute_epsilon(parameters, data))
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return(likelihood)
}

#maximalizace - odhad parametrid rovnice ksi
initial_guess<-c(0.2,0.5)
result_quasi_stepl<-optim(par=initial_guess,

control = list(fnscale = -1),
fn=quasi_likelihood,data=x_ksi)

ksi_step_1 quasi<-compute_ksi(result_quasi_stepl$par,x_ksi)

#opakovani postupu - druhy krok algoritmu
x_tau=x/(muxksi_step_1 quasi)
width<-dpik(x_tau)

kernels=c()
tau_kernel=c()
for (t in 1:n) {
for(s in 1:n) {
kernels[s]=dnorm((t/n-s/n)/width)
}
tau_kernel [t]=sum(x_tauxkernels)/sum(kernels)

3

x_ksi=x/(mu*tau_kernel)
initial_guess_quasi2<-result_quasi_stepl$par
result_quasi_step2 <-optim(par=initial_guess_quasi2,
control = list(fnscale = -1),
fn=quasi_likelihood,data=x_ksi)

ksi_step_2 quasi<-compute_ksi(result_quasi_step2$par,x_ksi)

#kontrola konvergencniho kritéria
(result_quasi_step2$par-result_quasi_stepl$par)
/(result_quasi_stepl$par)

#opakovani postupu - tfeti krok algoritmu
x_tau=x/(muxksi_step_2_quasi)
width<-dpik(x_tau)

kernels=c()
tau_kernel=c()
for (t in 1:n) {
for(s in 1:n) {
kernels[s]=dnorm((t/n-s/n)/width)
}
tau_kernel [t]=sum(x_tau*kernels)/sum(kernels)

}
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x_ksi=x/(mu*tau_kernel)
initial_guess_quasi3<-result_quasi_step2$par
result_quasi_step3 <-optim(par=initial_guess_quasi3,
control = list(fnscale = -1),
fn=quasi_likelihood,data=x_ksi)

result_quasi_step3

#kontrola konvergenéniho kritéria

(result_quasi_step3$par-result_quasi_step2$par)
/(result_quasi_step2$par)
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