
Výkonnosť neurónovej siete je závislá od viacerých faktorov, vrátane jej architek-
túry. Pole výskumu prehľadávania architektúr neurónových sietí (NAS) tvorí dôležitú
časť automatického strojového učenia (AutoML), keďže sa zameriava na automatizá-
ciu dovtedajšieho manuálneho hľadania najlepšej architektúry pre danú úlohu. Neod-
deliteľnou súčasťou prehľadávania architektúr neurónových sietí je predikcia ich výkon-
nosti. Keďže klasické úplné natrénovanie a následovné testovanie architektúr je výpočtovo
priveľmi náročné, veľké množstvo výskumu sa zameriava na vytvorenie menej výpočtovo
náročných techník predikcie výkonnosti. V tejto práci sa zamierame na vlastnosti a
implikácie využívania dvoch typov menej dôkladných proxy v spojení s prediktorom za-
loženom na modeli strojového učenia. Prvý typ menej dôkladnej proxy, ktorý použijeme,
sú takzvané proxy s nulovými nákladmi (zero cost proxy). Tie, spoločne s vektorom
kódovania architektúry, budeme predávať prediktoru výkonnosti ako vstupné parame-
tre. Druhý typ menej dôkladnej proxy sú extrapolácie kriviek učenia, ktorých výsledky
budeme používať ako požadované odpovede v trénovacom súbore dát. Cieľom využitia
extrapolácií v našej práci je kompenzácia pre inak veľmi dlhú inicializačnú dobu, ktorú
využitie prediktora založenom na modeli strojového učenia so sebou prináša.
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