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psańı této práce. Dále děkuji všem citovaným autor̊um za jejich d́ıla, z nichž jsem
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Autor: Jan Vyšohĺıd
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Kapitola 1

Úvod

1.1 Charakteristika práce

Ćılem práce je studovat a navrhnout metody pro testováńı algoritmů pro učeńı
konečných automat̊u a navržené postupy implementovat. Problém učeńı konečných
automat̊u neńı jednoduchý a existuj́ı pro něj r̊uzné zp̊usoby zadáńı i postupy řešeńı.
Tato práce se bude zabývat učeńım z trénovaćıch dat. Algoritmy pro učeńı konečných
automat̊u z trénovaćıch dat se také nazývaj́ı algoritmy regulárńı inference. Problém
regulárńı inference je velmi zaj́ımavý a užitečný. Má nemalý teoretický význam,
ale také široké spektrum aplikaćı jako je např. identifikace sekvenčńıch proces̊u,
rozpoznáváńı vzor̊u, zpracováńı řeči a přirozeného jazyka, exploratorńı sekvenčńı
analýza, umělá inteligence nebo data mining. Máme dána nějaká data z jazyka,
který neznáme. Z nich chceme źıskat automat, který pozitivńı př́ıklady přij́ımá a ne-
gativńı př́ıklady zamı́tá. Jinými slovy hledáme automat konzistentńı s těmito daty.
Řešeńı tohoto problému ale neńı jednoznačné, jak je vidět na následuj́ıćım př́ıkladu.

Př́ıklad dvou automat̊u konzistentńıch se stejnými trénovaćımi daty, které můžeme
oba považovat za řešeńı problému regulárńı inference, rozpoznávaj́ıćıch r̊uzné jazyky:

Trénovaćı data:

pozitivńı př́ıklady: {10, 101010}
negativńı př́ıklady: {100}

Automat 1:
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Automat 2:

V ideálńım př́ıpadě by výsledný automat měl rozpoznávat jazyk, z něhož byla
trénovaćı data nagenerována. Automat může ale přij́ımat např. nadmnožinu tohoto
jazyka a přesto bude odpov́ıdat trénovaćım dat̊um. To znamená, že existuje velké
množstv́ı automat̊u, které rozpoznávaj́ı slova z tohoto jazyka a nev́ı se tedy, který
konkrétńı automat je nejlepš́ı a měl by být vybrán jako výsledný. Možným př́ıstupem
k řešeńı tohoto problému je Occamova břitva [9]. Podle ńı je řešeńı t́ım lepš́ı, č́ım je
jednodušš́ı. V našem př́ıpadě např. automat maj́ıćı méně stav̊u můžeme považovat
za lepš́ı než automat s v́ıce stavy. Automat s minimálńım počtem stav̊u mezi všemi
automaty rozpoznávaj́ıćımi daný jazyk je označován jako mDFA a bude definován
v př́ı̌st́ı kapitole. Ovšem jak je uvedeno v [8], problém hledáńı mDFA konzistentńıho
s trénovaćımi daty je NP-úplný, proto se v praxi dle [5] hledá tzv. optimálńı auto-
mat, který se mDFA snaž́ı nějakým zp̊usobem přibĺıžit. Protože algoritmů regulárńı
inference bylo vymyšleno poměrně hodně a vznikaj́ı stále nové, bylo by užitečné po-
rovnat existuj́ıćı algoritmy i algoritmy nově navržené a právě to by měla umožnit
přiložená aplikace (dále jen aplikace).

Tato aplikace implementuje zmı́něné testováńı kvality algoritmů regulárńı in-
ference pomoćı vybraných statistických metod, které se zaměřuj́ı na r̊uzná hlediska
přibĺıžeńı uvedenému ćılovému automatu, podle něhož byla generována trénovaćı
a testovaćı data. Testovaný algoritmus je dodán v podobě exterńıho programu,
kterému aplikace předá nagenerovaná trénovaćı data v pevném formátu a obdrž́ı
od něj (deterministický) konečný automat v pevném formátu. Tyto formáty budeme
dále nazývat Abbadingo formát dat a Abbadingo formát automatu, protože byly
použity v [1] a odtud jsou také převzaty. Automat pak aplikace otestuje zvolenou
statistickou metodou a vypoč́ıtá statistické údaje, které je možné uložit do souboru
ve formátu vhodném pro vložeńı do publikaćı (např. obrázek či LaTeXový kód).
Součást́ı aplikace je také několik programů s algoritmy regulárńı inference stažených
z [2], aby bylo možné porovnat nové algoritmy regulárńı inference se schopnými a vy-
zkoušenými. Protože tyto algoritmy byly k dispozici pouze pro UNIXové systémy,
jsou v rámci práce upraveny také pro MS Windows.

Práce je určena předevš́ım vědeckým pracovńık̊um vyv́ıjej́ıćım algoritmy re-
gulárńı inference, kteř́ı potřebuj́ı otestovat své postupy r̊uznými statistickými meto-
dami nebo je prezentovat v publikaćıch. Dále jistě bude užitečná těm, kteř́ı využ́ıvaj́ı
algoritmy regulárńı inference, aby si pro své účely mohli vybrat vhodný algoritmus
na základě srovnáńı pomoćı přiložené aplikace. Byla ale napsána pro všechny, kteř́ı
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se o zpracovanou problematiku zaj́ımaj́ı nebo si chtěj́ı jen zkusit otestovat kvalitu
některého z algoritmů. Jak je popsáno v kapitole 4, aplikaci lze snadno rozš́ı̌rit např.
o daľśı testovaćı metody, zp̊usoby generováńı dat nebo ji upravit pro vlastńı specifické
účely použit́ı.

1.2 Stručný popis kapitol

Kapitola 2 seznamuje se základńımi definicemi a větami z oblasti konečných
automat̊u a regulárńı inference a s principy algoritmů regulárńı inference. V kapi-
tole 3 jsou popsány zvolené statistické metody pro testováńı jejich kvality, Abba-
dingo formáty trénovaćıch a testovaćıch dat a automatu a nakonec samotný pr̊uběh
testováńı. Kapitola 4 shrnuje a hodnot́ı źıskané poznatky. Dodatky A a B obsahuj́ı
uživatelskou a programátorskou dokumentaci k nástroji, který implementuje popsané
testovaćı metody. Na závěr práce je přiložen seznam použité literatury.
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Kapitola 2

Základńı teorie

Tato kapitola seznamuje se základńımi definicemi a větami z oblasti konečných
automat̊u a regulárńı inference a s principy algoritmů regulárńı inference.

2.1 Konečné automaty

Tato podkapitola podává základńı definice a věty z oblasti konečných auto-
mat̊u. Nı́že definujeme řetězce [4], prefix řetězce [6] a jazyk [4].

Definice 2.1.1 Necht’ Σ je libovolná konečná množina (nazýváme ji abeceda), pak
Σ+ označuje množinu všech konečných neprázdných posloupnost́ı utvořených z prvk̊u
množiny Σ, λ označuje prázdnou posloupnost a definujeme Σ∗ = Σ+∪{λ}. Prvky Σ∗

se nazývaj́ı řetězce.

Definice 2.1.2 Necht’ Σ je konečná abeceda. Necht’ u, v jsou prvky z množiny Σ∗

(tedy řetězce nad abecedou Σ). Řekneme, že u je prefixem v, pokud existuje w ∈ Σ∗

tak, že uw = v.

Definice 2.1.3 Je-li Σ konečná abeceda a L ⊆ Σ∗, pak L nazýváme jazykem nad
abecedou Σ.

K popisu jazyk̊u použ́ıváme automaty. Ty můžeme uspořádat podle jejich vy-
jadřovaćı śıly. Toto uspořádáńı se nazývá Chomského hierarchie. Konečné automaty
jsou v tomto uspořádáńı nejńıže a maj́ı tedy nejmenš́ı vyjadřovaćı śılu. V následuj́ıćım
textu definujeme konečný automat, jazyk rozpoznávaný konečným automatem [4]
a prefix tree acceptor [10].

Definice 2.1.4 Konečným automatem nazýváme každou pětici A = (Q, Σ, δ, q0, F ),
kde Q je konečná neprázdná množina stav̊u (stavový prostor), Σ je konečná neprázd-
ná množina vstupńıch symbol̊u (vstupńı abeceda), δ: Q×Σ → Q je přechodová funkce,
q0 ∈ Q je počátečńı stav a F ⊆ Q je množina koncových stav̊u.

Definice 2.1.5 Pro konečný automat A = (Q, Σ, δ, q0, F ) rozš́ıř́ıme přechodovou
funkci δ: Q× Σ → Q na zobecněnou přechodovou funkci δ∗: Q× Σ∗ → Q takto:
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1. δ∗(q, λ) = q pro každé q ∈ Q,

2. δ∗(q, wa) = δ(δ∗(q, w), a) pro každé q ∈ Q,w ∈ Σ∗, a ∈ Σ.

Jazykem rozpoznávaným konečným automatem A pak nazveme jazyk

L(A) = {w | w ∈ Σ∗ & δ∗(q0, w) ∈ F}.

Řı́káme, že slovo w ∈ Σ∗ je přij́ımáno automatem A, právě když w ∈ L(A).

Definice 2.1.6 Prefix tree acceptor vzhledem k I+(⊂ Σ∗) neprázdné množině řetěz-
c̊u je konečný automat PTA(I+) = (Q, Σ, δ, q0, F ), kde Q = Pr(I+) je množina všech
prefix̊u slov z I+, q0 = λ a δ(u, a) = ua, přičemž u, ua ∈ Q, u ∈ Σ∗, a ∈ Σ.

Prefix tree acceptor můžeme vńımat jako strom, v němž každá cesta z kořene do
přij́ımaćıho stavu odpov́ıdá řetězci z dané množiny I+. Dále definujeme mDFA [5]
a jazyk rozpoznatelný konečným automatem [4].

Definice 2.1.7 Necht’ mDFA(L) označuje počtem stav̊u minimálńı deterministický
konečný automat přij́ımaj́ıćı jazyk L.

Definice 2.1.8 Řekneme, že jazyk L je rozpoznatelný konečným automatem, jestlǐze
existuje konečný automat A takový, že L = L(A).

Existuj́ı r̊uzné zp̊usoby, kterými můžeme jazyky rozpoznávané konečnými au-
tomaty charakterizovat. Jedńım z nich jsou regulárńı jazyky [4].

Definice 2.1.9 Tř́ıda RJ(Σ) regulárńıch jazyk̊u nad abecedou Σ je nejmenš́ı tř́ıda
jazyk̊u nad abecedou Σ splňuj́ıćı tyto podmı́nky:

1. Ø ∈ RJ(Σ) a {a} ∈ RJ(Σ) ∀a ∈ Σ.

2. L1, L2 ∈ RJ(Σ) ⇒ L1 ∪ L2 ∈ RJ(Σ), kde operace ∪ je sjednoceńı jazyk̊u.

3. L1, L2 ∈ RJ(Σ) ⇒ L1 . L2 ∈ RJ(Σ), kde operace . je součin (zřetězeńı) jazyk̊u.

4. L ∈ RJ(Σ) ⇒ L∗ ∈ RJ(Σ), kde operace ∗ je iterace jazyka.

Vztah mezi regulárńımi jazyky a konečnými automaty je dán větou ńıže [4].

Věta 2.1.10 (Kleene) Libovolný jazyk je regulárńı, právě když je rozpoznatelný ko-
nečným automatem.

Daľśım zp̊usobem charakterizace jazyk̊u rozpoznávaných konečnými automaty
jsou regulárńı výrazy [4].

Definice 2.1.11 Množinu RV(Σ) regulárńıch výraz̊u nad abecedou Σ = {a1, ..., an}
definujeme jako nejmenš́ı množinu slov v abecedě {a1, ..., an, ø, λ, +, ., ∗, (, )} splňuj́ıćı
tyto podmı́nky [kde ø, λ, +, ., ∗, (, ) jsou symboly nepatř́ıćı do Σ]:
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1. ø ∈ RV(Σ),
λ ∈ RV(Σ),
a ∈ RV(Σ) pro každé a ∈ Σ.

2. α, β ∈ RV(Σ) ⇒ (α + β) ∈ RV(Σ), (α . β) ∈ RV(Σ), (α)∗ ∈ RV(Σ).

Vztah mezi regulárńımi jazyky a regulárńımi výrazy vyjadřuje definice ńıže [4].

Definice 2.1.12 Každý z regulárńıch výraz̊u označuje jistý regulárńı jazyk. Výraz
ø označuje prázdný jazyk, výraz λ označuje jazyk {λ}, pro a ∈ Σ označuje výraz a
jazyk {a}. Jestlǐze α, β jsou výrazy označuj́ıćı po řadě jazyky L1, L2, potom (α + β)
označuje L1 ∪ L2, (α . β) označuje L1 . L2 a (α)∗ označuje (L1)

∗.

2.2 Regulárńı inference

Tato podkapitola obsahuje základńı definice z oblasti regulárńı inference a se-
znamuje s principy algoritmů regulárńı inference. Nejprve je potřeba vědět, jak vy-
padaj́ı trénovaćı data, z nichž bude učeńı automat̊u prob́ıhat a co je vlastně učeńı
a regulárńı inference [6].

Definice 2.2.1 Trénovaćımi daty pro jazyk L nazveme I = I+∪I− množinu př́ıklad̊u
sestávaj́ıćı z pozitivńıho vzorku I+, tzn. konečné podmnožiny z jazyka L, a negativńıho
vzorku I−, tzn. konečné množiny slov nenáležej́ıćıch do jazyka L (neboli konečné
podmnožiny doplňku jazyka L). Množina I− m̊uže být v některých př́ıpadech prázdná.

Definice 2.2.2 Necht’ I+ a I− jsou disjunktńı podmnožiny množiny Σ∗, které ozna-
čuj́ı pozitivńı a negativńı uč́ıćı vzorky inferenčńıho algoritmu a I = I+ ∪ I−. Učeńım
nazýváme proces hledáńı konečného automatu A takového, že vzorky z množiny I+

jsou přij́ımány automatem A a vzorky z množiny I− jsou automatem A zamı́tány.
Regulárńı inferenćı nazýváme proces učeńı z trénovaćıch dat I.

Některé algoritmy regulárńı inference požaduj́ı, aby množina I+ byla tzv. struk-
turálně kompletńı [6].

Definice 2.2.3 Množina pozitivńıch vzork̊u I+ je nazývána strukturálně kompletńı
vzhledem ke konečnému automatu A, pokud existuj́ı přij́ımaj́ıćı výpočty pro slova
z množiny I+ takové, že plat́ı:

1. Každý přechod A je použit nejméně jednou při přij́ımáńı řetězc̊u z I+.

2. Každý prvek F (koncový stav) je přij́ımaćı alespoň pro jeden řetězec z I+.

Pro problém regulárńı inference definované výše existuje hodně řešeńı. My
z nich chceme vybrat pouze jedno, které by nám nejv́ıce vyhovovalo. Jednou z mož-
nost́ı, která byla již okomentována v úvodu práce, je hledat co nejmenš́ı výsledný
automat co do počtu stav̊u. Následuje formalizace této možnosti řešeńı [5].
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Definice 2.2.4 Mějme množiny pozitivńıch a negativńıch vzork̊u I+ a I−. Potom
konečný automat A je řešeńım problému regulárńı inference, pokud jsou splněny
následuj́ıćı podmı́nky:

1. I+ je strukturálně kompletńı vzhledem k A.

2. I− ⊆ Σ∗ − L(A).

3. A je automat s nejmenš́ım počtem stav̊u, který splňuje předchoźı dvě podmı́nky.

Řešeńı můžeme omezit na mDFA definovaný v předchoźı podkapitole konzis-
tentńı s I+ a I−. Ovšem jak je uvedeno v [8], problém hledáńı mDFA konzistentńıho
s trénovaćımi daty je NP-úplný, proto se v praxi dle [5] hledá tzv. optimálńı au-
tomat, který se mDFA snaž́ı nějakým zp̊usobem přibĺıžit. Právě testováńım tohoto
optimálńıho automatu zjǐst’ujeme kvalitu uč́ıćıho algoritmu podle r̊uzných kritéríı
volbou vhodné testovaćı metody. Tato kritéria jsou popsána spolu s testovaćımi me-
todami v daľśı kapitole.

Daľśı text popisuje děleńı a principy algoritmů regulárńı inference s jejich
konkrétńımi př́ıklady a je zpracován podle [9].

Algoritmy regulárńı inference můžeme rozdělit do několika skupin. Prvńı vel-
kou skupinou jsou algoritmy, které zač́ınaj́ı s PTA pro zadané I+ a slučuj́ı stavy za
účelem źıskáńı výstupńıho automatu (state merging method [13]). Mohou pracovat
s pozitivńımi i negativńımi vzorky, např. RPNI (regular positive and negative infe-
rence [12]), Traxbar [13] a EDSM (evidence driven state merging [11]), nebo pouze
s pozitivńımi vzorky, např. Alergia [3]. Pokud nejsou k dispozici negativńı vzorky, al-
goritmus muśı umět rozpoznat jiným zp̊usobem, kdy ukončit slučováńı stav̊u (u algo-
ritmu Alergia je to test podobnosti funkce stav̊u, daľśı možnost́ı je použ́ıt Occamovu
břitvu [9]), v opačném př́ıpadě k tomu použ́ıvá právě negativńı vzorky.

Do druhé velké skupiny patř́ı genetické algoritmy nebo jiné algoritmy založené
na evoluci, např. GARI (genetic algorithm for regular inference [9]).

Daľśı algoritmy jsou většinou modifikaćı princip̊u zmı́něných skupin nebo je
vylepšuj́ı přidanými prvky, např. r̊uznými heuristikami. Jednou z nich je např. mi-
nimal message length (MML [9]).
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Kapitola 3

Testováńı algoritmů

V této kapitole jsou popsány zvolené statistické metody pro testováńı jejich
kvality, Abbadingo formáty trénovaćıch a testovaćıch dat a automatu a nakonec
samotný pr̊uběh testováńı.

3.1 Testovaćı metody

V této podkapitole jsou uvedeny testovaćı metody, které prověřuj́ı kvality
algoritmů regulárńı inference podle r̊uzných hledisek, použité v aplikaci.

Všechny metody maj́ı několik společných rys̊u, které je vhodné úvodem po-
psat. Do výstupńıho souboru se statistikami je do tabulky vypisována pr̊uměrná
respektive minimálńı/pr̊uměrná/maximálńı procentuálńı úspěšnost testováńı pro da-
nou metodu a zadaný počet pokus̊u nebo je jako výstup vykreslen graf. Tyto výstupy
lze také vzájemně kombinovat. Dı́ky opakováńı testováńı na r̊uzných datech je z ta-
bulky nebo grafu přesněji vidět kvalita automatu od programu s algoritmem, než
kdyby testováńı proběhlo pouze jednou. Genetické (evolučńı) algoritmy jsou obecně
nedeterministické, proto se při testováńı použije vždy pr̊uměr z 10 běh̊u algoritmu.
Tento počet běh̊u byl pro testováńı zvolen podle [5]. V následuj́ıćım seznamu budou
jednotlivé metody popsány spolu s vysvětleńım jejich využit́ı:

1. Metoda ověřeńı konzistence automatu s trénovaćımi daty. Použ́ıvá k to-
mu stejná trénovaćı data, jaká byla předána programu s algoritmem. I když se
toto testováńı může na prvńı pohled zdát nesmyslné, protože by např. stačilo,
aby automat přij́ımal jazyk sestávaj́ıćı právě z pozitivńıch vzork̊u, poslouž́ı
hlavně v prvńıch fáźıch vývoje programu, kdy si autor neńı jist jeho správnost́ı.
Může se tedy stát, že program dostane trénovaćı data a na výstup vydá auto-
mat, který s nimi neńı konzistentńı.

2. Metoda testováńı schopnosti automatu klasifikovat testovaćı data. Ta
jsou disjunktńı s trénovaćımi daty a lze tedy pomoćı nich odhadnout, jak dobře
automat zobecňuje na nová data, která předt́ım ještě neviděl, protože nebyla
obsažena v trénovaćıch datech.
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3. Metoda Abbadingo podobná předchoźı metodě je převzata z [11]. Předchoźı
metoda z ńı dokonce vycháźı a je jej́ı obecněǰśı variantou. Ačkoli je metoda
Abbadingo speciálńım př́ıpadem předchoźı metody, je přesto velmi užitečná
a to proto, že umožňuje jednoduše provést test přesně podle soutěže Abbadingo
[11]. Tato metoda také testuje schopnost automatu klasifikovat testovaćı data
jako předchoźı metoda, ale dělá to pouze pro automaty s počty stav̊u 64, 128,
256 a 512, které pracuj́ı s binárńımi vzorky. V aplikaci je nav́ıc upravena tak, že
může generovat 1 až 4 z těchto automat̊u. V článku [11] se považuje problém za
vyřešený (automat od programu s algoritmem je dostatečně kvalitńı), pokud
je automatem správně klasifikováno v́ıce než 99% testovaćıch vzork̊u. V apli-
kaci dostáváme mı́sto toho výstup, který je popsán v úvodu této podkapitoly.
Použité počty trénovaćıch dat v metodě Abbadingo pro všechny kombinace
počtu stav̊u a složitosti jsou uvedeny v Tabulce 1, která je převzata podle
Tabulky 1 z článku [11]. Jak přesně metoda pracuje je popsáno v uživatelské
dokumentaci v dodatku a ukázáno na př́ıkladě.

složitost trénovaćıch dat
IV III II I

64 4456 3478 2499 1521
velikost 128 13894 10723 7553 4382

automatu 256 36992 28413 19834 11255
512 115000 87500 60000 32500

Tabulka 1. Počty trénovaćıch dat v Abbadingu.

4. Metoda porovnáńı počtu stav̊u zadaného nebo vygenerovaného auto-
matu s počtem stav̊u automatu od programu s algoritmem. Právě
tato metoda testuje přibĺıžeńı mDFA z hlediska počtu stav̊u. Procentuálńı
úspěšnost této metody ale může být i větš́ı než 100%, protože jednak auto-
mat, z něhož byla generována trénovaćı data nemusel být mDFA pro daný
jazyk a nav́ıc z̊ustává při testováńı touto metodou otázkou, zda automat od
programu přij́ımá stejný jazyk jako zadaný či vygenerovaný automat. Je tedy
dobré tuto metodu kombinovat s metodou testováńı schopnosti automatu kla-
sifikovat testovaćı data.

5. Metoda porovnáńı MML (minimal message length) pro automat z a-
plikace a automat od algoritmu regulárńı inference. MML je spoč́ıtána
podle vzorce

M log2(N)−log2((N−1)!)+
N∑

j=1

(log2((tj+V −1)!)−log2((V −1)!)−
V∑

i=1

log2(nij!))

uvedeného v [9], kde M je počet všech přechod̊u, N počet stav̊u, V velikost
abecedy zvýšená o 1, tj počet odchod̊u ze stavu j při procházeńı trénovaćıch
dat a nij počet odchod̊u ze stavu j symbolem i při procházeńı trénovaćıch
dat. Vypoč́ıtané MML jsou porovnány a urč́ı se z nich kvalita automatu od
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programu s algoritmem. Tato metoda je po předchoźı metodě daľśım zp̊usobem
měřeńı jednoduchosti výsledného automatu. MML zjednodušeně řečeno určuje,
jak dlouhá zpráva by byla potřeba, aby byla co nejkratš́ı a zároveň dokázala
př́ıjemci popsat automat i trénovaćı data zakódovaná pomoćı automatu tak,
aby je podle ńı uměl zrekonstruovat.

3.2 Abbadingo formáty

V této podkapitole jsou popsány Abbadingo formáty trénovaćıch a testovaćıch
dat a automatu i s konkrétńımi př́ıklady podle [1].

Abbadingo formát trénovaćıch a testovaćıch dat má v hlavičce uveden počet
řetězc̊u, z nichž se data skládaj́ı a počet symbol̊u abecedy (v [1] jsou použity symboly
0 a 1, tedy počet symbol̊u je 2). Každý z daľśıch řádk̊u představuje jeden př́ıklad.
Skládá se z informace o tom, zda je pozitivńı (1), negativńı (0) nebo neńı známo,
zda jej automat přij́ımá, tedy jedná se o testovaćı data (-1). Následuj́ı délky řetězce
a symboly řetězce oddělené b́ılými znaky. Délka řetězce je rovna počtu symbol̊u.

Př́ıklad Abbadingo formátu trénovaćıch dat pro I+ = {1000, 0100, 0010, 10111,
111101, 010000, 100000, 0001101, 0000101} a I− = {101, 0000, 1101, 00000, 00101,
010111, 1000111}:

16 2
1 4 1 0 0 0
1 4 0 1 0 0
1 4 0 0 1 0
1 5 1 0 1 1 1
1 6 1 1 1 1 0 1
1 6 0 1 0 0 0 0
1 6 1 0 0 0 0 0
1 7 0 0 0 1 1 0 1
1 7 0 0 0 0 1 0 1
0 3 1 0 1
0 4 0 0 0 0
0 4 1 1 0 1
0 5 0 0 0 0 0
0 5 0 0 1 0 1
0 6 0 1 0 1 1 1
0 7 1 0 0 0 1 1 1

Př́ıklad Abbadingo formátu testovaćıch dat:

20 2
-1 7 0 0 1 1 0 0 0
-1 7 1 0 0 1 1 0 1
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-1 7 1 0 1 0 1 0 1
-1 7 0 0 1 1 1 1 0
-1 7 0 1 0 0 1 0 1
-1 7 0 0 0 0 0 0 0
-1 6 1 0 1 0 0 1
-1 7 0 1 1 0 0 0 1
-1 7 1 0 0 0 0 1 0
-1 7 0 0 0 0 1 1 0
-1 5 0 0 0 1 0
-1 6 1 0 0 1 1 1
-1 6 0 0 0 0 0 1
-1 5 1 0 0 0 1
-1 7 1 1 1 0 1 1 1
-1 7 1 1 0 0 0 1 0
-1 7 1 0 0 0 0 0 1
-1 7 0 1 1 1 1 1 1
-1 7 1 0 0 1 1 1 1
-1 7 1 1 1 0 1 1 0

Abbadingo formát automatu obsahuje v hlavičce údaje o počtu stav̊u a veli-
kosti abecedy (počtu symbol̊u). Každý daľśı řádek reprezentuje jeden stav. Postupně
obsahuje nezáporné celé č́ıslo stavu, informaci o tom, zda je stav koncový a pro každý
symbol z abecedy (nezáporné celé č́ıslo) č́ıslo stavu, do něhož se dostaneme, pokud
je symbol na vstupu. Symboly se řad́ı podle abecedy vzestupně a berou se za sebou
jdoućı č́ısla zač́ınaj́ıćı od 0 (např. ve vzorćıch se dvěma symboly to budou 0 a 1).

Př́ıklad Abbadingo formátu automatu:

5 2
0 0 1 2
1 1 3 4
2 1 4 1
3 0 2 0
4 0 0 3

3.3 Trénovaćı a testovaćı data

V této podkapitole je podrobně vysvětlen zp̊usob generováńı trénovaćıch a tes-
tovaćıch dat.

Aplikace generuje zadaný počet trénovaćıch dat obsahuj́ıćıch pozitivńı i nega-
tivńı vzorky, které se mohou opakovat. Pokud bychom tedy chtěli testovat algoritmus,
který negativńı vzorky nepotřebuje, muśı se umět vypořádat s negativńımi vzorky
na vstupu (např́ıklad je ignorovat). Testovaćı data jsou omezena pouze podmı́nkou,
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že vzorek nesmı́ být obsažen v trénovaćıch datech, tedy množiny trénovaćıch a tes-
tovaćıch dat muśı být disjunktńı. Jejich počet také zadává uživatel.

Při generováńı trénovaćıch a testovaćıch dat lze zvolit, zda trénovaćı data
obsahuj́ı pozitivńı a negativńı vzorky náhodně nebo je polovina trénovaćıch dat po-
zitivńı a polovina negativńı. Poloviny se uplatńı hlavně v př́ıpadě, že daný jazyk
je hustý, tedy ćılový automat přij́ımá téměř všechna slova nad použitou abecedou
a skoro všechny vzorky by bez použit́ı děleńı vzork̊u na poloviny byly pozitivńı.
Potom např. jednostavový automat od programu s algoritmem regulárńı inference
přij́ımaj́ıćı všechny vzorky by z hlediska klasifikace testovaćıch dat dopadl velmi
dobře (úspěšnost klasifikace by se bĺıžila 100%).

Ćılový automat také může přij́ımat úplně všechna slova nad danou abecedou,
potom by neexistoval žádný negativńı vzorek. V aplikaci se proto po nalezeńı do-
statečného počtu pozitivńıch vzork̊u při generováńı dat na poloviny omezuje počet
pokus̊u hledáńı negativńıch vzork̊u na 1000, po dosažeńı tohoto limitu je vypsána
chyba a ukončen běh aplikace. Stejný limit je nastaven pro hledáńı pozitivńıch vzork̊u
po nalezeńı dostatečného počtu negativńıch vzork̊u, kdyby automat nepřij́ımal žádná
nebo téměř žádná slova. Dále se lǐśı zp̊usob generováńı dat:

• Pokud se jedná o binárńı vzorky, může uživatel vybrat metodu, která bere
data náhodně z množiny 16n2 − 1 vzork̊u stejně jako v [11], kde n je počet
stav̊u ćılového automatu. Jejich délky lež́ı mezi 0 a 2 log2 n + 3, jak je uvedeno
v [11]. Tato metoda ale generuje deľśı vzorky s větš́ı pravděpodobnost́ı, protože
č́ım deľśı vzorek vezme, t́ım v́ıce existuje možnost́ı, jak bude vzorek vypadat
a deľśıch vzork̊u je tedy větš́ı množstv́ı.

• Abychom se vyhnuli problému zmı́něném na konci předchoźıho bodu, daľśı me-
toda nejprve vybere délku vzorku a pak generuje symboly, dokud nedostane
vzorek této délky. Všechny délky tedy maj́ı stejnou pravděpodobnost a nav́ıc lze
použ́ıt i jiné než binárńı vzorky a tud́ıž otestovat automaty pracuj́ıćı s v́ıce než
dvěma symboly, což předchoźı metoda neumı́. Jako počet generovaných vzork̊u
se voĺı pro trénovaćı i testovaćı data druhá mocnina počtu stav̊u automatu nor-
malizovaná požadovanou složitost́ı dat. Pokud aplikace testuje algoritmy třet́ı
metodou popsanou v předchoźı kapitole, jsou speciálně definovány požadované
počty trénovaćıch a testovaćıch dat dle [11] (viz Tabulka 1).

3.4 Pr̊uběh testováńı

Tato podkapitola popisuje postupy přiložené aplikace implementuj́ıćı testováńı
algoritmů regulárńı inference.

Aplikace umožňuje zadat na vstup automaty, na nichž má prob́ıhat testováńı,
třemi zp̊usoby:

1. vygenerovat náhodné automaty, z nichž prvńı má n stav̊u a každý daľśı má o 4
stavy v́ıce (kde n je dělitelné 4 a určuje jej uživatel stejně jako počet automat̊u)
nebo náhodné automaty pro testováńı metodou Abbadingo z podkapitoly 3.1,
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které maj́ı na rozd́ıl od předchoźıch předem dané počty stav̊u na 64, 128, 256
a 512 a mohou tedy být maximálně 4 (viz Tabulka 1),

2. nač́ıst automaty ze vstupńıho souboru pevného formátu od uživatele,

3. nač́ıst automaty pro Tomitovy jazyky, které jsou vypsány v Tabulce 2 zpra-
cované podle [9] (počty stav̊u jsou upraveny kv̊uli použit́ı Abbadingo formátu
automatu pro binárńı vzorky).

Jazyk Popis (regulárńı výraz) Počet stav̊u
L1 0* 2
L2 (01)* 3
L3 Nemá lichý počet 1 a potom lichý počet 0 5
L4 Maximálně dvě po sobě následuj́ıćı 0 4
L5 Sudý počet 0 a sudý počet 1 4
L6 Počet 0 a počet 1 kongruentńı modulo 3 3
L7 0*1*0*1* 5

Tabulka 2. Tomitovy jazyky.

Generováńı automat̊u je převzato z [11], tedy aplikace nejprve vytvoř́ı oriento-
vaný graf na 5

4
n vrchol̊u stupně 2, náhodně vybere vrchol jako počátečńı stav a vezme

podgraf obsahuj́ıćı vrcholy dosažitelné z kořene. Pro každý vrchol náhodně urč́ı, zda
se bude nebo nebude jednat o přij́ımaćı stav. Generováńı se provád́ı tak dlouho,
dokud maximálńı hloubka výsledného grafu neńı právě 2 log2 n − 2. Výsledkem po-
psaného postupu je automat pracuj́ıćı s binárńımi vzorky.

Po vytvořeńı automat̊u si aplikace načte informace o programech s algoritmy,
které má testovat. Poté si vezme jeden automat a opakovaně se nageneruj́ı trénovaćı
a testovaćı data, na nichž se otestuj́ı všechny algoritmy. Protože testováńı prob́ıhá
pro všechny algoritmy na stejných datech, kontroluje se strukturálńı kompletnost
trénovaćıch dat, pokud to požaduje alespoň jeden z testovaných algoritmů. Pokud
skonč́ı testováńı pro jeden automat, ulož́ı se výsledky pro zvolenou testovaćı metodu
a opakuje se stejný postup na ostatńıch automatech. Nakonec vyṕı̌se nebo vykresĺı
výsledky se statistikami ve formátu, jenž si uživatel vybere.
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Kapitola 4

Závěr

4.1 Zhodnoceńı práce

Problém regulárńı inference je velmi zaj́ımavý a užitečný. Má nemalý teore-
tický význam, ale také široké spektrum aplikaćı jako je např. identifikace sekvenčńıch
proces̊u, rozpoznáváńı vzor̊u, zpracováńı řeči a přirozeného jazyka, exploratorńı sek-
venčńı analýza, umělá inteligence nebo data mining.

V aplikaci se podařilo implementovat několik metod pro testováńı algoritmů
regulárńı inference a poskytnout tak vědeckým pracovńık̊um nástroj k usnadněńı
vývoje těchto algoritmů. Součást́ı aplikace je také několik programů s algoritmy
regulárńı inference stažených z [2], aby bylo možné porovnat nové algoritmy regulárńı
inference se schopnými a vyzkoušenými. Protože tyto algoritmy byly k dispozici
pouze pro UNIXové systémy, jsou v rámci práce upraveny také pro MS Windows.
Jako teoretický podklad aplikace slouž́ı samotný text této práce, jehož součást́ı je
v př́ıloze i dokumentace k aplikaci.

Nejd̊uležitěǰśı a nejv́ıce použ́ıvanou se pravděpodobně stane metoda testuj́ıćı
schopnost algoritmu klasifikovat testovaćı data. Význam této metody spoč́ıvá v pre-
zentaci schopnost́ı algoritmu zobecňovat na nová data. Zde však dále uživatel může
zvolit zp̊usob generováńı trénovaćıch a testovaćıch dat. Zp̊usob použitý v [11], kterým
je vybrán jeden vzorek z univerza je prvńı možnost́ı. Ta očividně upřednostňuje deľśı
vzorky před kratš́ımi. Proto je druhou z možnost́ı nejdř́ıve náhodně vybrána délka
vzorku a pak je teprve vygenerován samotný vzorek této délky.

Celkový úspěch práce ukáže až jej́ı užit́ı v praxi při vývoji algoritmů pro učeńı
konečných automat̊u.

4.2 Možná vylepšeńı

Na každé práci je stále co zlepšovat. Proto vznikla tato kapitola, aby dala
prostor k publikaci nápad̊u, které nebyly zrealizovány.

Určitě existuje v́ıce zp̊usob̊u generováńı trénovaćıch a testovaćıch dat. Bylo by
možno např́ıklad nahlédnout na tuto problematiku z hlediska toho, s jakou pravděpo-
dobnost́ı se automat vydá po jedné nebo druhé větvi mı́sto pravděpodobnosti délky
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vzorku nebo výběru vzorku z jejich dané množiny. Tyto metody totiž zp̊usob́ı, že
pokud jsou délky libovolných větv́ı automatu vycházej́ıćıch ze stejného stavu nerov-
noměrné (na jedné z nich lze vygenerovat v́ıce vzork̊u), pak má jedna větev větš́ı
pravděpodobnost než druhá, že se při generováńı dat automat vydá právě po ńı. To
by řešila metoda, která by brala stejné pravděpodobnosti, že se automat vydá po
jedné větvi (pokud je stav koncový, muśıme to započ́ıtat jako daľśı větev).

Jistě by se také daly zkoumat daľśı metody testováńı algoritmů regulárńı
inference a vymyslet t́ım daľśı hlediska pohledu na kvalitu automat̊u, které tyto
algoritmy vydávaj́ı na výstupu.
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Dodatek A

Uživatelská dokumentace

A.1 Popis práce s aplikaćı

Aplikace slouž́ı k testováńı algoritmů regulárńı inference vybranými testo-
vaćımi metodami. Bližš́ı popis najdeme v hlavńı části textu této práce. Aplikace se
spoušt́ı z př́ıkazové řádky př́ıkazem TestAlgDFA a komunikace s ńı prob́ıhá prostřed-
nictv́ım textových konfiguračńıch soubor̊u (vzorové soubory najdeme na přiloženém
CD). Výstupy se pak ukládaj́ı rovněž do soubor̊u. Nejprve si poṕı̌seme vstupńı konfi-
guračńı soubory, které je potřeba umı́stit do pracovńıho adresáře aplikace. Výstupńı
soubory najdeme rovněž v pracovńım adresáři aplikace.

Hlavńım konfiguračńım souborem params.tadfa ř́ıd́ıme celý pr̊uběh testováńı.
Jeho obsahem jsou hodnoty potřebných parametr̊u napsané pod sebou. Pokud něja-
kou hodnotu nepotřebujeme, v̊ubec se do souboru neuvád́ı. Následuj́ıćı seznam po-
pisuje všechny parametry, které tento soubor obsahuje a jejich vzájemné závislosti
(výrazem Px znač́ıme parametr x, kde x je č́ıslo parametru v seznamu):

1. Inicializovat random generátor ručně (1 = ano, 0 = ne). Aplikace použ́ıvá
generátor náhodných č́ısel. Jeho ručńı nastaveńı na určitou hodnotu může být
užitečné např. pokud hledáme v programu s algoritmem regulárńı inference
nějakou chybu a potřebujeme jej nastavit opakovaně na stejnou hodnotu.

2. Druh automatu (1 = Tomitovy jazyky (v pracovńım adresáři muśı být soubor
tomita.tadfa), 2 = ze souboru od uživatele, 3 = Abbadingo, n = z generátoru
(n je počet stav̊u automatu dělitelný 4)).

3. Počet automat̊u (pokud P2 = 1, 3, 4). Jméno souboru (pokud P2 = 2).

4. Počet trénovaćıch dat (uvád́ı se jen pro P2 = 1, 2, 4). Je potřeba zadat ro-
zumné množstv́ı, protože pokud zadáme mnoho (v́ıce než lze pro daný automat
vygenerovat), mohla by aplikace spotřebovat všechny vzorky na generováńı
trénovaćıch dat a v generováńı testovaćıch dat by nastala chyba (testovaćı
data obsahuj́ı pouze vzorky, které nejsou v trénovaćıch datech). Pokud naopak
zadáme př́ılǐs málo, může být učeńı méně úspěšné.

5. Počet testovaćıch dat (uvád́ı se jen pro P2 = 1, 2, 4).
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6. Stejné pravděpodobnosti délek vzork̊u (1 = ano, 0 = ne, uvád́ı se jen pro
P2 = 1, 2, 4). Pokud 1 z automat̊u nepracuje se 2 symboly, nelze zvolit 0.

7. Testovaćı metoda (1 = konzistence automatu s trénovaćımi daty, 2 = schopnost
automatu klasifikovat testovaćı data, 3 = metoda Abbadingo, 4 = porovnáńı
počtu stav̊u, 5 = porovnáńı MML; uvád́ı se jen pro P2 = 1, 2, 4).

8. Generovat trénovaćı data náhodně (1 = ano, 0 = ne). Pokud je zvoleno 0, bude
vygenerována polovina pozitivńıch a polovina negativńıch vzork̊u.

9. Počet opakováńı generováńı dat pro automat. Jako výsledek se pak bere pr̊uměr
z tohoto počtu opakováńı.

10. Jméno souboru pro uložeńı trénovaćıch dat (pro P13 = 1 najdeme soubory
pod názvy jméno automat opakováńı složitost, kde vše kromě jména jsou č́ısla
př́ıslušné položky).

11. Jméno souboru pro uložeńı testovaćıch dat (pro P13 = 1 najdeme soubory
pod názvy jméno automat opakováńı složitost, kde vše kromě jména jsou č́ısla
př́ıslušné položky).

12. Jméno souboru pro uložeńı automatu od programu s algoritmem (pro P14 = 1
najdeme soubory pod názvy jméno automat opakováńı složitost algoritmus -
nedeterminismus, kde nedeterminismus je č́ıslo od 1 do 10 pro nedeterministické
algoritmy, jinak je vždy rovno 1, vše ostatńı kromě jména jsou č́ısla př́ıslušné
položky).

13. Ukládat trénovaćı a testovaćı data (1 = ano, 0 = ne).

14. Ukládat automaty z generátoru (pokud se automaty generuj́ı) a od programu
s algoritmem (1 = ano, 0 = ne).

15. Vypisovat výstup do formátu csv (1 = ano, 0 = ne).

16. Vypisovat výstup jako tabulku do formátu tex (1 = ano, 0 = ne).

17. Vypisovat pro každý automat graf pro srovnáńı algoritmů (1 = ano, 0 = ne).

18. Vypisovat pro každý algoritmus graf pro srovnáńı automat̊u (1 = ano, 0 = ne).

19. Počet desetinných mı́st pro výpis procentuálńıch úspěšnost́ı ve výstupech.

20. Vypisovat na výstup také minima a maxima (1 = ano, 0 = ne). Pokud je
P16 = 1, je maximálńı počet automat̊u 18 pro hodnotu 1 a 54 pro hodnotu 0.
Pro P9 = 1 je pr̊uměr roven výsledku a minima i maxima se mu rovnaj́ı.

21. Č́ıslo pro ručńı inicializaci random generátoru (uvád́ı se jen pro P1 = 1).

22. Jméno souboru pro výstup do formátu csv (uvád́ı se jen pro P15 = 1).

23. Jméno souboru pro výstup do formátu tex (uvád́ı se jen pro P16 = 1).
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24. Jméno souboru pro graf s porovnáńım algoritmů (uvád́ı se jen pro P17 = 1).

25. Jméno souboru pro graf s porovnáńım automat̊u (uvád́ı se jen pro P18 = 1).

26. Formát grafu (1 = png, 2 = gif, 3 = jpg; uvád́ı se jen pro P17 = 1 nebo
P18 = 1).

27. Násobek základńı velikosti grafu 100 x 75 (uvád́ı se jen pro P17 = 1 nebo
P18 = 1).

28. Cesta k souboru s gnuplotem (absolutńı či relativńı; gnuplot\bin\pgnuplot
znamená, že v pracovńım adresáři aplikace se nacháźı adresář gnuplot, v něm
adresář bin a v něm soubor pgnuplot.exe pro spuštěńı gnuplotu; uvád́ı se jen
pro P17 = 1 nebo P18 = 1). Gnuplot je freeware (ke stažeńı např. na [7]).

29. Jméno souboru pro uložeńı automatu z generátoru (uvád́ı se jen pro P14 = 1,
soubory najdeme pod názvy jméno automat opakováńı složitost algoritmus -
nedeterminismus, kde nedeterminismus je č́ıslo od 1 do 10 pro nedeterministické
algoritmy, jinak je vždy rovno 1, vše ostatńı kromě jména jsou č́ısla př́ıslušné
položky).

Dále je potřeba do souboru algors.tadfa napsat informace o algoritmech, které
chceme testovat. Každý řádek reprezentuje 1 algoritmus a obsahuje jméno programu
s algoritmem (v MS Windows neńı potřeba udávat př́ıponu .exe), informaci o tom,
zda je algoritmus deterministický (1 = ano, 0 = ne), informaci o tom, zda algoritmus
požaduje strukturálńı kompletnost trénovaćıch dat (1 = ano, 0 = ne) a daľśı para-
metry pro program s algoritmem (např. přiložený algoritmus rlb potřebuje znát veli-
kost okénka). Pokud chceme testovat automaty zadané uživatelem, je třeba vytvořit
soubor, jenž obsahuje na prvńım řádku počet automat̊u, dále následuj́ı jednotlivé
automaty v Abbadingo formátu automatu. Jméno tohoto souboru sděĺıme aplikaci
v konfiguračńım souboru params.tadfa popsaném výše.

K aplikaci jsou přiloženy algoritmy red-blue, rlb a traxbar (podrobněji je po-
pisuje posledńı odstavec programátorské dokumentace). Každý testovaný program
s algoritmem uvedený v souboru algors.tadfa muśı být uložen v pracovńım adresáři
s aplikaćı v podobě spustitelného souboru.

Výstup do formátu tex je reprezentován tabulkou, kde pro každý algoritmus
najdeme výsledky ke všem automat̊um. Počet řádk̊u tabulky pro algoritmus se tedy
rovná počtu automat̊u a vypisovány jsou pr̊uměrné hodnoty. Pokud ale nav́ıc vypi-
sujeme minima a maxima, u každého automatu přibyde nad řádkem s pr̊uměry řádek
s minimy a pod řádkem s pr̊uměry řádek s maximy.

U výstupu v podobě grafu lze zvolit, zda se bude vykreslovat soubor pro každý
automat a bude vždy obsahovat srovnáńı všech algoritmů nebo se bude vykreslo-
vat soubor pro každý algoritmus a bude vždy obsahovat srovnáńı všech automat̊u.
Srovnáńı je vyjádřeno procentuálńı úspěšnost́ı pro 4 složitosti trénovaćıch dat, kde
horńı hranice grafu je volena podle nejvyšš́ı úspěšnosti, aby se dosáhlo co možná
nejlepš́ı čitelnosti. Je samozřejmě možné grafy vykreslovat i pro minima a maxima
a ne jen pro pr̊uměry, potom jméno souboru s grafem konč́ı

”
min“ resp.

”
max“.
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A.2 Př́ıklad testováńı

Následuj́ıćı grafy (4 pro porovnáńı klasifikačńıch schopnost́ı algoritmů na au-
tomatech maj́ıćıch 64, 128, 256 a 512 stav̊u, 2 pro znázorněńı změn klasifikačńıch
schopnost́ı algoritmů s rostoućı velikost́ı automatu) a Tabulka 3 ukazuj́ı výsledky
reálného př́ıkladu testováńı metodou Abbadingo pro P1 = 0, P2 = 1, P8 = 1,
P19 = 3, P20 = 0, P26 = 3 a P27 = 4. V tomto testováńı byly použity programy
s algoritmy red-blue a rlb. Pro rlb bylo zvoleno okénko velikosti 10. Toto testováńı
prob́ıhá přesně podle soutěže Abbadingo [11], ale d́ıky náhodnému generováńı auto-
mat̊u i dat a d́ıky jinému vyhodnoceńı (v soutěži Abbadingo se bere jako výsledek
procentuálńı úspěšnost, kde se pokus považuje za úspěšný, pokud je správně klasifi-
kováno v́ıce než 99% testovaćıch vzork̊u, my bereme za výsledek pr̊uměr klasifikace
testovaćıch dat ze všech opakováńı, což pro 1 opakováńı dává právě výsledek to-
hoto pokusu) se mohou výsledky lǐsit. Z graf̊u je vidět, že při zadaném nastaveńı
algoritmus red-blue překonává algoritmus rlb, který nedopadl moc dobře.
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target size IV III II I algorithm
64 54.111 55.944 52.889 52.444
128 50.500 55.444 55.000 52.389 rlb
256 49.833 49.056 49.778 49.389
512 45.278 49.056 52.611 50.889
64 99.833 100.000 100.000 99.500
128 100.000 99.944 99.833 99.722 red-blue
256 99.889 99.944 99.889 99.944
512 99.500 99.500 99.833 99.389

Tabulka 3. Výsledek vzorového testováńı metodou Abbadingo.
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Dodatek B

Programátorská dokumentace

Aplikace TestAlgDFA slouž́ıćı k testováńı kvality algoritmů regulárńı inference
je napsána v jazyce C++ pro systémy MS Windows (32-bit) a systémy na bázi
UNIXu. Zkompilována a testována byla v MS Windows XP Professional SP3 (EN)
pod MS Visual Studio .NET 2005 Professional (EN) s nejnověǰśımi aktualizacemi
k 13.7.2008 a v Linuxu Fedora 7 s jádrem 2.6.22.9-91.fc7 pod g++ (GCC) 4.1.2.
Některé konstrukce (např. názvy funkćı) se mezi systémy MS Windows a systémy na
bázi UNIXu lǐśı, v hlavičkovém souboru TestAlgDFA.h jsou proto definována makra
rozlǐsuj́ıćı mezi těmito systémy a podle nich je vždy zvolena konstrukce podporovaná
v daném operačńım systému.

Při kompilaci jsou potřeba kromě zdrojových soubor̊u aplikace (TestAlgDFA.h,
TestAlgDFA.cpp a MainProc.cpp) také hlavičkové soubory iostream, fstream, map,
vector, deque, string, cstdlib, ctime, cmath, iomanip, stdexcept a fcntl.h. Kromě
toho potřebujeme pod systémy MS Windows hlavičkové soubory io.h, sys/stat.h
a process.h a pod systémy na bázi UNIXu hlavičkové soubory unistd.h a sys/wait.h.
Pokud je některý z uvedených soubor̊u v jiném umı́stěńı, než kompilátor očekává,
muśıme jej nahrát do adresáře se zdrojovými soubory aplikace nebo k němu nějakým
zp̊usobem zadat cestu.

Hlavńı funkčnost aplikace obstarává funkce
”
main“, která použ́ıvá daľśı po-

mocné fukce definované v souboru MainProc.cpp a tř́ıdu
”
testovani“ deklarovanou

v souboru TestAlgDFA.h a definovanou v souboru TestAlgDFA.cpp. Tato tř́ıda
využ́ıvá daľśı pomocné struktury a funkce deklarované a definované ve stejných sou-
borech jako ona sama. Funkce

”
main“, tř́ıda

”
testovani“ a daľśı zmı́něné funkce

a struktury budou v následuj́ıćım textu podrobně popsány.
Funkce

”
main“ nejprve pomoćı funkce

”
nacti parametry“ načte parametry

zadané uživatelem v souboru params.tadfa (tento soubor je popsán v uživatelské do-
kumentaci) a inicializuje generátor náhodných č́ısel bud’ náhodně (podle času funkćı

”
time“) nebo č́ıslem typu unsigned, které zadal uživatel v souboru params.tadfa.

Dále vytvoř́ı instanci tř́ıdy
”
testovani“ a do ńı ulož́ı požadované automaty. Pokud

jsou automaty náhodně generovány, mohou být uloženy do soubor̊u. Pak jsou ještě
načteny algoritmy ze souboru algors.tadfa (tento soubor je popsán v uživatelské do-
kumentaci), alokuje se pamět’ pro parametry spuštěńı těchto algoritmů a může zač́ıt
vlastńı testováńı.
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Testováńı prob́ıhá pro každý automat ve 4 složitostech trénovaćıch dat a opa-
kuje se vždy tolikrát, kolikrát určil uživatel. Pro 1 automat v 1 opakováńı jsou vždy
pro 1 složitost otestovány všechny algoritmy na stejných trénovaćıch datech, která
jsou pro ten účel vygenerována ve vytvořené instanci tř́ıdy

”
testovani“, zvolenou tes-

tovaćı metodou. Výsledky jsou ukládány také ve vytvořené instanci tř́ıdy
”
testovani“,

potom jsou normalizovány počtem opakováńı a převedeny na procenta. Nakonec jsou
vypsány výstupy v uživatelem zvolených formátech a je uvolněna pamět’ alokovaná
pro parametry algoritmů. Funkce

”
main“ využ́ıvá tyto pomocné funkce:

•
”
nacti parametry“

Nač́ıtá parametry zadané do souboru params.tadfa uživatelem a vraćı je ve
svých parametrech.

•
”
nacti algoritmy“

Nač́ıtá algoritmy zadané do souboru algors.tadfa uživatelem a vraćı je ve svém
parametru.

•
”
preved na argv“

Převede zadané parametry algoritmů na char** pro spuštěńı algoritmů.

•
”
nazev data“

Vytvoř́ı název souboru pro trénovaćı nebo testovaćı data.

•
”
uloz data“

Ulož́ı trénovaćı a testovaćı data do zadaných soubor̊u.

•
”
nazev aut“

Vytvoř́ı název souboru pro automat od algoritmu regulárńı inference.

•
”
nazev gen“

Vytvoř́ı název souboru pro automat z generátoru.

•
”
vystup“

Obstarává úpravu jmen soubor̊u s grafy a voláńı vykresleńı graf̊u. Grafy se
vykresluj́ı pro každý algoritmus (srovnáńı automat̊u) nebo pro každý automat
(srovnáńı algoritmů).

Tř́ıda
”
testovani“ uchovává ćılové automaty, automaty od algoritmu, trénovaćı

i testovaćı data a výsledky testováńı. Použ́ıvá k tomu struktury
”
stav“ pro uložeńı

stavu automatu,
”
DFA“ pro uložeńı automatu,

”
vzorek“ pro uložeńı vzorku dat,

”
TTD“ pro uložeńı trénovaćıch nebo testovaćıch dat a

”
algoritmy“ pro uložeńı tes-

tovaných algoritmů a jejich parametr̊u. Zároveň poskytuje funkce pro práci s těmito
daty. Nejd̊uležitěǰśı z nich si poṕı̌seme (význam ostatńıch je zřejmý z komentář̊u):

•
”
gen data“

Generuje trénovaćı a testovaćı data. Využ́ıvá k tomu funkce
”
generuj nahod-

ne“,
”
generuj napul“,

”
vzorek rovnomerne“,

”
vzorek nahodne“,

”
vrat label“,

”
zkontroluj“,

”
je napul“ a

”
kompletni“. Kontrola strukturálńı kompletnosti je
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omezena na 1000 opakováńı, protože jinak by tato operace také nemusela nikdy
skončit např. v př́ıpadě, kdy pozitivńıch trénovaćıch vzork̊u je velmi málo.

•
”
run“

Spust́ı program s algoritmem regulárńı inference a předá mu zadané parametry.

•
”
shoda trenovaci“

Metoda ověřeńı konzistence automatu s trénovaćımi daty.

•
”
shoda testovaci“

Metoda testováńı schopnosti automatu klasifikovat testovaćı data.

•
”
pocet stavu“

Metoda porovnáńı počtu stav̊u.

•
”
shoda mml“

Metoda porovnáńı minimal message length.

•
”
vypis csv“

Vypisuje výstup do formátu csv.

•
”
vypis tex“

Vypisuje výstup jako tabulku do formátu tex.

•
”
vypis graf“

Vypisuje graf (png, gif nebo jpg). Využ́ıvá k tomu funkce
”
dat gen“,

”
dat alg“,

”
dat aut“,

”
graf“,

”
horni mez“ a

”
spust graf“.

•
”
generuj DFA“

Vygeneruje konečný automat se zadaným počtem stav̊u. Využ́ıvá k tomu funk-
ce

”
vytvor graf“,

”
najdi podgraf“,

”
prejmenuj stavy“,

”
hloubka“ a

”
vytvor au-

tomat“.

•
”
mml“

Spoč́ıtá minimal message length pro zadaný automat. Využ́ıvá k tomu funkce

”
pocet odchodu“ a

”
log2fakt“.

Součást́ı aplikace je rovněž několik algoritmů regulárńı inference, které byly
staženy z [2]. Protože algoritmy z tohoto odkazu chod́ı jen pod systémy na bázi
UNIXu, byly v rámci práce upraveny také pro systémy MS Windows. Potřebné
úpravy vždy popisuje soubor readme.txt umı́stěný v adresáři s daným algoritmem.
Jednou z nejd̊uležitěǰśıch úprav je nahrazeńı hlavičkového souboru sys/time.h sou-
borem timeval.h, který byl stažen z [14]. Algoritmy se jmenuj́ı red-blue, rlb a trax-
bar. Algoritmus traxbar v některých př́ıpadech vraćı mı́sto č́ısla stavu znak ’?’.
Při nač́ıtáńı automatu pak nastane chyba vstupu, protože při vstupńıch operaćıch
prob́ıhá kontrola datových typ̊u (nebo obecně korektnosti vstupńıho proudu) pomoćı
funkce

”
kontrola“. Chybové hlášky jsou vypisovány funkćı

”
chyba“ a zároveň je pro-

gram ukončen s kódem 1. Touto funkćı jsou tedy ošetřovány chyby, které zamezuj́ı
daľśımu korektńımu běhu aplikace.
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