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Abstrakt  

Tato diplomov§ pr§ce se zamŊŚuje na moģnosti a potenci§l vyuģit² metod subpixelov® 

klasifikace pro hyperspektr§ln² a multispektr§ln² data zachycuj²c² vybran® lokality Krnonoġsk® 

tundry, konkr®tnŊ oblasti B²l® louky a Luļn² hory. V r§mci pr§ce jsou pŚedstaveny souļasn® 

metody pro sbŊr a vyuģit² koncovĨch ļlenŢ i metody k samotn® klasifikaci s vyuģit²m pŚ²stupu 

spektr§ln²ho unmixingu, hlavnŊ pak v souvislosti s klasifikac² heterogenn²ch vegetaļn²ch 

spoleļenstev. V praktick® ļ§sti pr§ce jsou pak vyuģity rŢzn® metody sbŊru koncovĨch ļlenŢ, 

pŚedevġ²m pak extrakce spekter koncovĨch ļlenŢ pŚ²mo z obrazovĨch dat pomoc² manu§ln², 

poloautomatick® a automatick® metody. Ke sbŊru i n§sledn® klasifikaci jsou vyuģ²v§ny 

softwary Envi, EnMAP-Box 3 a MATLAB. Koncov® ļleny nasb²ran® rŢznĨmi metodami jsou 

pak kombinov§ny s rŢznĨmi zpŢsoby klasifikace ve snaze dos§hnout co nejpŚesnŊjġ²ho 

vĨsledku, kterĨ by byl na ¼rovni Ś²zen® pixelovŊ orientovan® klasifikace. Klasifikace prob²hala 

na dvou ¼rovn²ch legendy. Podrobn®, klasifikuj²c² jednotliv® druhy rostlin a m®nŊ podrobn®, 

kde jsou druhy agregov§ny do vŊtġ²ch skupin. Nejlepġ²ch vĨsledkŢ dos§hla klasifikace 

multispektr§ln²ch dat B²l® louky, kter§ v pŚ²padŊ podrobnŊjġ² ¼rovnŊ klasifikace dos§hla 

celkov® pŚesnosti 91,13 % (v pŚ²padŊ m®nŊ podrobn® ¼rovnŊ 99,08 %). T®to pŚesnosti bylo 

dosaģeno pomoc² klasifikace v softwaru EnMAP-Box 3 za pouģit² regresn²ho algoritmu 

KernelRidge a koncovĨch ļlenŢ z²skanĨch manu§ln² extrakc² z obrazu. Jako z§sadn² probl®m 

klasifikaļn² metody je uvedena nedostateļn§ pŚesnost klasifikace m®nŊ ploġnŊ zastoupenĨch 

druhŢ s velkou spektr§ln² podobnost² s druhy rozġ²ŚenŊjġ²mi. Proto se tak® ģ§dn® z klasifikac² 

nepodaŚilo metodu pixelovŊ zamŊŚen® Ś²zen® klasifikace pŚekonat. 
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Abstract 

This diploma thesis focuses on the possibilities and potential of using subpixel-based 

classification methods for hyperspectral and multispectral data capturing selected localities of 

the tundra in the Krkonoġe Mountains, specifically the B²l§ louka meadow and Luļn² hora 

mountain areas. The thesis presents current methods for collecting and using endmembers as 

well as methods for the classification itself using the spectral unmixing approach, mainly in 

connection with the classification of heterogeneous vegetation communities. In the practical 

part of the thesis, various methods of collecting end members are used, especially the extraction 

of end member spectra directly from image data using manual, semi-automatic and automatic 

methods. Envi, EnMAP-Box 3 and MATLAB software are used for collection and subsequent 

classification. Endmembers collected in different ways are then combined with different 

classification methods in an attempt to achieve the most accurate result possible, which would 

be at the level of controlled pixel-based classification. The classification took place on two 

legend levels. Detailed, classifying individual plant species and less detailed, where species are 

aggregated into larger groups. The best results were achieved by the classification of the B²l§ 

louka meadow multispectral data, which achieved an overall accuracy of 91.13 % in the case 

of a more detailed level of classification (99.08 % in the case of a less detailed level). This 

accuracy was achieved by classification in EnMAP-Box 3 software using the KernelRidge 

regression algorithm and endmembers obtained by manual extraction from the image. The main 

problem of the classification method is the lack of accuracy in the classification of less widely 

represented species with great spectral similarity to more widespread species. Therefore, none 

of the classifications managed to overcome the method of pixel-based controlled classification. 
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1.    Đvod 

V r§mci d§lkov®ho prŢzkumu ZemŊ mohou bĨt zkoum§na velice rozmanit§ prostŚed², 

od lesn²ch porostŢ, pŚes s²deln² struktury, aģ po hladiny moŚ² a oce§nŢ. Pomoc² mnoha metod 

lze tyto a jin® oblasti zkoumat na rŢznĨch mŊŚ²tkovĨch ¼rovn²ch, a tedy s rŢznou podrobnost². 

Lze takto z²sk§vat nejrŢznŊjġ² informace o ģivotn²m prostŚed², kter® mŢģeme n§slednŊ 

klasifikovat. MŢģe to bĨt napŚ²klad m²ra jeho zneļiġtŊn² (napŚ. ropn® skvrny v oce§nu), 

kategorie krajinn®ho pokryvu (napŚ. pomŊr zastavŊnĨch ploch v regionu) nebo na 

nejpodrobnŊjġ² ¼rovni napŚ²klad druhov§ klasifikace samotn® vegetaļn² pokrĨvky. Pr§vŊ 

poslednŊ zm²nŊn® prostŚed² bude zkoum§no v t®to pr§ci, avġak pŚednŊjġ², neģ samotn§ 

klasifikace, bude zpŢsob, jak j² co moģn§ nejpŚesnŊji doc²lit. VŊtġina klasifikaļn²ch metod 

vyuģ²v§ pixelovĨ pŚ²stup k obrazu poŚ²zen®ho pomoc² d§lkov®ho prŢzkumu. V obraze m§ tedy 

kaģdĨ pixel urļitou DN hodnotu, se kterou lze d§le pracovat. SamozŚejmŊ existuje v²ce hodnot 

jednoho urļit®ho pixelu podle toho, kter® spektr§ln² p§smo (nebo p§sma) je zkoum§no. Jiģ vġak 

existuje i jinĨ pŚ²stup ke shodnĨm datŢm a sice pŚ²stup subpixelovĨ. 

Tento pŚ²stup k datŢm je zaloģenĨ na pŚedpokladu, ģe se v obraze vyskytuj² takzvan® 

spektr§lnŊ sm²ġen® pixely. Jedn§ se o takov® pixely, ve kterĨch jsou zachyceny dvŊ a v²ce 

klasifikovanĨch kategori² dohromady. Tyto pixely mohou bĨt samostatnŊ zkoum§ny a c²lem 

t®to metody je zjistit, jak§ je pravdŊpodobnost, ģe se pr§vŊ v urļen®m pixelu nach§z² zvolen§ 

kategorie. Pokud je tedy v tzv. spektr§lnŊ ļist®m pixelu (opak sm²ġen®ho pixelu ï zachycuje 

pouze jeden povrch/materi§l) pravdŊpodobnost vĨskytu dan® kategorie 100%, ve sm²ġen®m 

pixelu se tato pravdŊpodobnost pohybuje mezi hodnotami 0 a 100% (napŚ²klad v urļit®m pixelu 

je 60tiprocentn² pravdŊpodobnost vĨskytu kategorie lesn² porost, a z§roveŔ 40tiprocentn² 

pravdŊpodobnost vĨskytu kategorie z§stavba). 

VĨznamnou souļ§st² subpixelov® metody je tzv. spektr§ln² knihovna. Jde o soubor 

spektr§ln²ch kŚivek odrazivosti rŢznĨch materi§lŢ. Pr§vŊ tato spektra tvoŚ² vĨġe zm²nŊn® ļist® 

pixely, kter® jsou vyuģ²v§ny jako takzvan® koncov® body (endpoints) metodami Spectral 

Unmixing, pomoc² kterĨch lze klasifikovat jednotliv® kategorie pokryvu v obraze. 

Tato pr§ce se zamŊŚuje na vyuģit² subpixelov®ho pŚ²stupu a metod Spectral Unmixing 

pro druhovou klasifikaci vegetaļn²ho pokryvu, konkr®tnŊ vegetaļn²ho pokryvu ve vybranĨch 

lokalit§ch Krkonoġsk® tundry. V prŢbŊhu pr§ce budou nŊkter® subpixelov® metody a pŚ²stupy 

pops§ny (jak metody hled§n² koncovĨch ļlenŢ a vytv§Śen² synteticky sm²ġenĨch pixelŢ, tak 
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metody subpixelov® klasifikace), vybran® pot® budou vyuģity pŚi pr§ci s daty a bude porovn§na 

jejich vhodnost pro pouģit§ data na z§kladŊ vĨsledkŢ klasifikace. 

 

2.  SouļasnĨ stav Śeġen® problematiky 

2.1.    Hyperspektr§ln² data 

Jedn§ se o speci§ln² a mladġ² typ dat. Jejich hlavn²m rozd²lem oproti datŢm 

multispektr§ln²m je jejich vysok® spektr§ln² rozliġen². Zat²mco multispektr§ln² data obsahuj² 

nŊkolik relativnŊ ġirokĨch p§sem (napŚ²klad data Landsat 8 obsahuj² 11 p§sem), kter§ 

reprezentuj² nŊkter® vybran® dŢleģit® vlnov® d®lky, hyperspektr§ln² data jsou poŚ²zena ve 

stovk§ch velmi ¼zkĨch p§smech (kolem 10 nm). Jednotliv§ p§sma na sebe tak vz§jemnŊ 

navazuj² a poskytuj² velice pŚesn® informace o odrazivosti materi§lŢ v jednotlivĨch vlnovĨch 

d®lk§ch elektromagnetick®ho spektra. 

 

2.2.   Klasifikace hyperspektr§ln²ch dat 

Klasifikac² lze obecnŊ nazvat proces, pŚi kter®m data v obraze dŊl²me do jednotlivĨch 

kategori² podle urļitĨch pravidel (M§lkov§, 2010). Klasifikace obrazovĨch dat se bŊģnŊ dŊl² na 

dva pŚ²stupy: Ś²zen§ a neŚ²zen§ klasifikace. PŚi Ś²zen® klasifikaci, kter§ bĨv§ vyuģ²v§na ļastŊji, 

jsou nejprve vybr§na tr®novac² data, konkr®tnŊ povrchy, kter® budou klasifikov§ny. Na z§kladŊ 

parametrŢ tŊchto tr®novac²ch dat, je pot® klasifikov§n celĨ zbytek obrazu. Kvalita klasifikace 

tak pŚ²mo z§vis² na zpracovateli a na kvalitŊ tr®novac²ch dat, kter® vybral. Mezi algoritmy 

Ś²zen® klasifikace jsou ļasto pouģ²van® napŚ. klasifik§tor minim§ln² vzd§lenosti (minimum 

distance), klasifik§tor maxim§ln² vŊrohodnosti (maximum likelihood), BayesŢv klasifik§tor a 

mnoho dalġ²ch. NeŚ²zen§ klasifikace naproti tomu nepracuje s tr®novac²mi daty. Uģivatel pouze 

zvol² poģadovanĨ poļet kategori², kter® chce klasifikovat a n§slednŊ jsou pixely podobnĨch 

vlastnost² kumulov§ny do shlukŢ, tzv. clusterŢ. Proto mŢģe bĨt nŊkdy tato metoda oznaļov§na 

jako Ăclusterizaceñ, ļi Ăclusteringñ. Jej²mi klasifikaļn²mi algoritmy jsou napŚ²klad k-means ļi 

isodata (M§lkov§, 2010). Ļasto vyuģ²vanĨmi konkr®tn²mi metodami klasifikace 

hyperspektr§ln²ch dat jsou nicm®nŊ metody Spestral Angle Mapper, Support Vector Machine a 

pr§vŊ Spectral Unmixing. 
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Spectral Angle Mapper, neboli Klasifikace spektr§ln²m ¼hlem na sv®m zaļ§tku pŚevede 

spektr§ln² kŚivky na vektory v n-dimenzion§ln²m prostoru. Poļet dimenz² je d§n poļtem p§sem, 

ve kterĨch jsou poŚ²zena data. Tyto vektory jsou pak n§slednŊ porovn§v§ny s vektory 

spektr§ln²ch kŚivek, z²skanĨch ze spektr§ln² knihovny a na z§kladŊ jejich podobnosti jsou 

jednotliv® pixely pŚiŚazeny dan® kategorii. Tento algoritmus se obecnŊ ļasto pouģ²v§ napŚ²klad 

pro geologick®/mineralogick® mapov§n² (Girouard a kol., 2004), ve kter®m dosahuje dobrĨch 

vĨsledkŢ. Tato klasifikaļn² metoda je velmi ļasto vyuģ²v§na d²ky sv® jednoduch® 

implementaci. 

Metoda Support Vector Machine, zkr§cenŊ SVM, je zaloģena na strojov®m uļen². Mus² 

bĨt k dispozici tr®novac² data. Metoda pracuje s takzvanou Ănadplochouñ, kterou se snaģ² 

proloģit souborem dat tak, aby od sebe co nejpŚesnŊji oddŊlila jednotliv® kategorie. Existuje 

nŊkolik rŢznĨch postupŢ, pomoc² n²ģ mŢģe tato metoda od sebe postupnŊ oddŊlit 2 nebo i v²ce 

rŢznĨch kategori². Tuto metodu pouģili napŚ²klad Melgani a Bruzzone (2004) na data AVIRIS, 

zachycuj²c² lesn² porosty a zaznamenali velmi uspokojiv® vĨsledky, kter® dle jejich slov 

pŚekonaly klasifikaļn² metody, jako neuronov® s²tŊ nebo klasifik§tor K-nn. Tato pr§ce se vġak 

bude nejv²ce zaob²rat subpixelovou klasifikac², a pr§vŊ metodou Spectral Unmixing, kter§ bude 

tedy d§le v pr§ci podrobnŊji pŚedstavena.  

 

2.3.   Subpixelov§ klasifikace 

Jak jiģ bylo zm²nŊno, tato pr§ce se bude zaob²rat klasifikac² obrazu na subpixelov® 

¼rovni. V pŚ²padŊ Ś²zen® klasifikace jsou vģdy pŚedem stanoveny kategorie krajinn®ho ļi 

konkr®tnŊ vegetaļn²ho pokryvu, kter® budou v dan® pr§ci klasifikov§ny, ļi vġechny kategorie, 

kter® se nach§zej² v pouģit®m obraze. Pr§vŊ od kaģd® z tŊchto kategori² je nutn® z²skat jiģ 

zm²nŊnĨ koncovĨ bod, aby mohlo doj²t k dalġ²mu pokroku v postupu. Data samozŚejmŊ mus² 

bĨt pŚedt²m pŚedzpracov§na k pouģit² (ortorektifikace, radiometrick® a atmosf®rick® korekce 

apod.). VybranĨ postup a metody zpracov§n² se mohou liġit v z§vislosti na zkouman®m 

prostŚed² a typu dat. NapŚ²klad v mŊstsk®m prostŚed², kde se nach§zej² ostr® pŚechody mezi 

druhy povrchŢ se klasifikuj² jednotliv® kategorie s jinou n§roļnost² neģ v pŚ²rodn²ch 

podm²nk§ch s plynulĨmi pŚechody. DŢleģit® je tak® zohlednŊn² vlivu st²nŢ nebo zbytkov® 

oblaļnosti, kter® mohou bĨt bez Ś§dn®ho pŚedzpracov§n² chybnŊ zaŚazeny. U tŊchto 

nevhodnĨch kategori² v obraze se vŊtġinou pouģ²v§ jejich odmaskov§n², stejnŊ jako u typŢ 

krajinn®ho pokryvu, kter® nechceme klasifikovat (Cooper a kol. 2020). 
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2.3.1.    Hled§n² koncovĨch ļlenŢ 

Pro metody Spectral Unmixing jsou bezpochyby nejdŢleģitŊjġ²m vstupem jiģ zm²nŊn® 

koncov® ļleny, tedy ļist® pixely jednotlivĨch kategori², nach§zej²c²ch se v obraze. Pr§vŊ 

sm²sen²m jejich spekter odrazivosti vznikaj² pixely sm²ġen®, s t²m ģe jejich vĨsledn® spektrum 

se rovn§ v§ģen®mu prŢmŊru ļistĨch spekter, pŚiļemģ vahami jsou jejich procentu§ln² 

zastoupen² v dan®m pixelu (ENVI Tutorial, 2009). Ļist® pixely lze z²skat nŊkolika postupy, 

mezi kterĨmi lze zm²nit 2 hlavn², a sice pomoc² ruļn²ho mŊŚen² spektra odrazivosti, nebo 

pŚej²m§n² spektr§ln²ch kŚivek z obrazu. Samotnou metodu ruļn²ho sbŊru spektr§ln²ch dat je d§le 

moģno rozdŊlit na dvŊ kategorie. MŢģe se jednat o mŊŚen² pŚ²mo v ter®nu pomoc² ruļn²ho 

spektrometru, nebo mŊŚen² nasb²ranĨch vzorkŢ pomoc² spektrometru v laboratorn²ch 

podm²nk§ch. MŊŚen² v ter®nu je zpravidla rychlejġ² variantou, avġak mŢģe bĨt m®nŊ pŚesn§, 

protoģe se k ļistŊ jednomu mŊŚen®mu druhu vegetace mohou pŚidat tak® ruġiv® vlivy okol². 

Metoda sbŊru dat v laboratorn²ch podm²nk§ch je tedy ļasovŊ n§roļnŊjġ², avġak vĨsledky by 

tomu svou vŊrohodnost² mŊli odpov²dat. Jedn§ se proto pravdŊpodobnŊ o nejpŚesnŊjġ² metodu, 

jak z²skat ļist® spektrum odrazivosti materi§lu. 

PŚej²m§n² spektr§ln²ch kŚivek z obrazu je urļitŊ nejm®nŊ ļasovŊ n§roļnŊ, avġak nemus² 

bĨt vģdy tak® zcela pŚesn®. Kvalita spekter je totiģ pŚ²mo z§visl§ na kvalitŊ dat, potaģmo na 

jejich prostorov®m rozliġen². Ļ²m menġ² rozliġen², t²m vŊtġ² pravdŊpodobnost, ģe se v obraze 

nenach§z² ģ§dnĨ naprosto ļistĨ pixel. Z§leģ² ovġem na tom, s jakou pŚesnost² a na jak® ¼rovni 

rozliġen² chce uģivatel pracovat. S hled§n²m ļistĨch pixelŢ mohou pomoci i rŢzn® indexy, jako 

napŚ²klad NDVI v pŚ²padŊ vegetace, pomoc² kterĨch si mŢģeme pŚedem vymezit oblasti, kde 

se nach§zej² dan® typy pokryvu (napŚ²klad oddŊlit z§stavbu od vegetace) a s hled§n²m 

koncovĨch ļlenŢ se pak zamŊŚit pouze na vybranou oblast. ZpŢsobŢ extrakce co nejvhodnŊjġ²ch 

ļistĨch pixelŢ z obrazu je v²ce. 

Jako prvn² se jistŊ nab²z² manu§ln² extrakce. PŚedpokladem pro tento zpŢsob vĨbŊru 

ļistĨch pixelŢ je vġak dobr§ znalost zkouman®ho prostŚed². NejvhodnŊjġ² typ dat pro tuto 

extrakci jsou oblasti s rozs§hlĨmi homogenn²mi povrchy, kde jsou ostr® a zŚeteln® pŚechody 

mezi jednotlivĨmi typy a lze tak snadno urļit o jakĨ materi§l jde. MŢģe se jednat napŚ²klad o 

mŊstsk® nebo zemŊdŊlsk® oblasti. Velmi vġak z§leģ² na prostorov®m rozliġen² pouģ²vanĨch dat. 

NapŚ²klad zm²nŊn® mŊstsk® prostŚed² zachycen® na datech z leteck®ho sn²mkov§n² pŚi vysok®m 

rozliġen² (pŚ²kladnŊ kolem 1 m) mŢģe skĨtat vhodn® podm²nky pro manu§ln² extrakci, avġak 

stejn§ oblast zachycen§ na sn²mku dat Landsat s prostorovĨm rozliġen²m 30 m jiģ mŢģe bĨt 
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velice problematick§ a ļist® pixely hledanĨch kategori² se v tomto obraze nach§zet vŢbec 

nemusej². S vymezen²m oblast² s vysokou pravdŊpodobnost² vĨskytu ļistĨch pixelŢ mohou 

pomoci dalġ² datov® sluģby, kter® obsahuj² obrazov§ data s vysokĨm prostorovĨm rozliġen²m, 

napŚ. Google Earth (Cooper a kol., 2020). V pŚ²padŊ pravidelnŊ promŊnliv®ho prostŚed² (napŚ. 

pŚi klasifikaci vegetaļn²ho porostu v m²rnĨch klimatickĨch p§smech, je tŚeba vymezit si pŚesn® 

obdob², ze kter®ho budou data pro extrakci pouģ²v§na. NejvhodnŊjġ² je bezpochyby urļit vrchol 

vegetaļn² sez·ny a pouģ²t tak® data z v²ce neģ jedn® sez·ny (Senf a kol., 2020).  Vhodn® je tak® 

vybrat z kaģd® klasifikovan® kategorie v²ce neģ jeden pixel, a to s nŊkolika ļ§st² obrazu. 

Existuj² vġak i poloautomatizovan® ļi automatizovan® techniky, jejichģ c²lem je proces 

vĨbŊru koncovĨch ļlenŢ urychlit. Jednou z pouģ²vanĨch je tzv ĂEnvi metodañ, kter§ vyuģ²v§ 

Minimum Noise Fraction (MNF) transformaci a Pixel Purity Index (PPI). C²lem MNF 

transformace je redukce spektr§ln² informace a co nejvŊtġ² potlaļen² ġumu v datech. VĨsledkem 

je v²ce obrazŢ pro jednotliv§ p§sma, ze kterĨch jsou vybr§ny ty s vĨskytem uģiteļnĨch 

informac² o pravdŊpodobn®m vĨskytu ļistĨch pixelŢ. Na vybran® obrazy je pot® aplikov§n PPI, 

jehoģ c²lem je zjiġtŊn² ļistoty pixelu. Pixely s nejvyġġ² hodnotou PPI maj² nejvyġġ² 

pravdŊpodobnost, ģe jsou ļist®. NejvŊtġ² vĨhodou t®to metody je odpadnut² nutnosti zn§t 

klasifikovanou oblast. 

Jednou z poloautomatizovanĨch metod je tak® metoda odvozen§ od jiģ dŚ²ve zm²nŊn®ho 

algoritmu klasifikace SVM, kter§ je upravena tak, aby vyhled§vala ļist® pixely v obraze. 

VĨslednĨ Support Vector Machine-Based Endmember Extraction (SVM-BEE) by mŊl bĨt 

¼dajnŊ v²ce odolnĨ vŢļi ġumu v datech, dosahovat vysok® pŚesnosti a mŊl by bĨt vhodnĨ 

napŚ²klad pro data vegetaļn²ch pokryvŢ, jak ve sv® pr§ci zmiŔuj² Filippi a kol. (2009). Na 

vstupu algoritmu jsou 3 hlavn² parametry: parametr z§kladn² radi§ln² funkce ů, kterĨ urļuje 

deformaci prokl§dan® nadroviny, parametr ɝ, kterĨ upravuje, jak pevnŊ bude tato rozhodovac² 

plocha odpov²dat pŢvodn²mu rozloģen² dat, a parametr Ns, kterĨ urļuje poļet tr®novac²ch 

vzorkŢ. Ve zm²nŊn® pr§ci byla tato metoda sbŊru koncovĨch ļlenŢ aplikov§na na data AVIRIS 

a klasifikace zaloģen§ na takto z²skanĨch koncovĨch ļlenech dos§hla vyġġ² pŚesnosti, neģ 

klasifikace zaloģen® na jinak z²skanĨch koncovĨch ļlenech (napŚ. SMACC nebo N-FINDR). 

Mezi dalġ²mi metodami, jak z²skat koncov® ļleny je moģn® zm²nit Iterative Error 

Analysis, kter§ prov§d² s®rii line§rn²ch unmixingŢ, pŚiļemģ jako koncov® ļleny vyuģ²v§ pixely 

minimalizuj²c² zbĨvaj²c² chybu ve sn²mku, metodu Sequential Maximum Angle Convex 

Cone (SMACC), kter§ se snaģ² nal®zt extr®mn² vektory v datech (Soudkov§, 2014), a d§le pak 

novŊjġ² metody jako je Extrakce koncovĨch ļlenŢ zaloģen§ na principu Online Robust 
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Dictionary Learning (EEORDL) (Song a Wu, 2019), kter§ by mŊla bĨt vhodn§ pro data, 

obsahuj²c² mnoho ruchu, nebo Random Matrix T heory (RMT) (Berman, 2019). V pŚ²padŊ 

poslednŊ zm²nŊnĨch se zat²m jedn§ o experiment§ln² metody, kter® se st§le vyv²jej². 

Existuje tak® jiģ velk® mnoģstv² vytvoŚenĨch spektr§ln²ch knihoven, kter® mohou bĨt 

vyuģity pro zpracov§n². V nŊkterĨch prac²ch je nav²c vyuģ²v§no hierarchick® uspoŚ§d§n² 

spektr§ln² knihovny, kdy vyġġ² stupeŔ zab²raj² spektra nadŚazenĨch celkŢ jako je napŚ²klad 

vegetace ļi z§stavba. V dalġ²ch stupn²ch mohou bĨt pot® nŊkter® kategorie d§le dŊleny, napŚ. 

n²zk§ vegetace/vysok§ vegetace, chodn²ky/stŚechy atd. Pokud vġak jde o pr§ci s vlastn²mi daty, 

je ve vŊtġinŊ pŚ²padŢ lepġ² vytvoŚit si spektr§ln² knihovnu vlastn², tvoŚenou pŚ²mo ze 

zpracov§vanĨch dat, protoģe podm²nky, pŚi kterĨch byla vytv§Śena data pro spektr§ln² 

knihovnu se mohou liġit od podm²nek, kter® panovaly v dobŊ sbŊru dat, kter® jsou urļen® ke 

klasifikaci (napŚ. odliġn® vegetaļn² obdob², odliġn® svŊteln® podm²nky apod.)  

 

2.3.2.     Spectral Unmixing 

Metod a modelŢ subpixelov® klasifikace je hned nŊkolik. PatŚ² mezi nŊ napŚ²klad 

metoda vytv§Śen² synteticky sm²ġenĨch pixelŢ (tzv. spectral mixing) a jejich n§sledn® 

porovn§v§n² se sm²ġenĨmi pixely v obraze, zaloģen® na regresy. PomŊry spekter jednotlivĨch 

sm²ġenĨch pixelŢ jsou tud²ģ zn§m®. Synteticky sm²ġen§ spektra lze z²skat nŊkolika zpŢsoby. 

NapŚ²klad Yue a kol (2020) pro svou pr§ci vytv§Śeli spektr§ln² knihovnu syntetickĨch 

sm²ġenĨch pixelŢ, jejichģ spektra odrazivosti byla mŊŚena v laboratorn²ch podm²nk§ch, kdy 

doch§zelo k postupn®mu m²sen² a spektr§ln²mu mŊŚen² nasb²ran®ho materi§lu, odpov²daj²c²ho 

klasifikovanĨm kategori²m. ĻastŊji vyuģ²van® jsou vġak automatizovan® metody. Ty stavŊj² 

opŊt na principu, ģe sm²ġenĨ pixel je tvoŚen zlomky koncovĨch ļlenŢ, kter® se v dan®m pixelu 

nach§zej² v urļit®m pomŊru a jejich souļet je roven 1 (100%). PŚed takovĨmto syntetickĨm 

m²ch§n²m je tedy nutno si urļit nŊkolik dŢleģitĨch krit®ri² (Okujeni a kol., 2017): 

1. Vybrat Mixing systematic, neboli model, kterĨ bude pouģit. ModelŢ a jejich rŢznĨch 

¼prav existuje v²cero, a jsou vhodn® pro rŢzn§ prostŚed², rŢzn® ¼rovnŊ rozliġen² apod. 

PodrobnŊji budou pŚedstaveny d§le v pr§ci. Modely mohou bĨt line§rn² ļi neline§rn². 

2. Urļit Mixin g complexity, kter§ se rozhoduje, z kolika koncovĨch bodŢ se budou 

vytv§Śet synteticky sm²ġen® pixely. Zda sm²ġen® pixely budou bin§rn² (2 spektra), 

tern§rn² (3 spektra) atd. 



20 
 

3. Zvolit Mixing inkrement, kterĨ urļuje, s jakĨm krokem se budou spektra do smŊsi 

pŚid§vat, a tedy kolik vĨsledkŢ se bude nach§zet mezi dvŊma (nebo v²ce) koncovĨmi 

ļleny. Ud§v§ se vŊtġinou v procentech, tedy napŚ²klad sm²ġen® pixely budou obsahovat 

100% spektra A + 0% spektra B; 90% spektra A + 10% spektra B; 80% spektra A + 

20% spektra B atd., pro m²s²c² pŚ²rŢstek 10%. 

 

ĻastŊji vyuģ²vanĨm postupem je vġak tzv. spectral unmixing, kterĨ je inverzn²m 

postupem ke spectral mixingu. Ten spoļ²v§ v analĨze sm²ġenĨch pixelŢ a snaze odhalit pomŊr 

jednotlivĨch ļistĨch spekter v nich, pŚiļemģ n§m jsou zn§m§ spektra koncovĨch ļlenŢ a 

vĨsledn® spektrum sm²ġen®ho pixelu. Z§kladn²mi pŚ²stupy jsou opŊt model line§rn² a 

neline§rn², kter® budou d§le podrobnŊji pops§ny. 

 

2.3.2.1.    Linear spectral mixture analysis 

Tento line§rn² model je zaloģen na pŚedpokladu, ģe sm²ġenĨ pixel v obraze je line§rn² 

kombinac² spekter koncovĨch ļlenŢ. Fyzik§ln² pŚedpoklad modelu je takovĨ, ģe kaģdĨ 

dopadaj²c² foton interaguje pouze s jedn²m typem materi§lu/pokryvu a ģe se tato odraģen§ 

spektra pŚed vstupem do senzoru vz§jemnŊ nem²s² (Somers a kol., 2009). ObecnŊ by se dal 

model vyj§dŚit vztahy: 

Ὑ  ὪὙ

  

 ‐ 

Ὢ

  

ρ 

π  Ὢ  ρ 

kde Ri je namŊŚen§ odrazivost sm²ġen®ho pixelu ve spektr§ln²m p§smu i, Rij  je 

odrazivost j-t®ho koncov®ho ļlenu v p§smu i, m je poļet koncovĨch ļlenŢ, jejichģ spektra jsou 

ve sm²ġen®m pixelu obsaģena a f j je d²lļ² zlomek pixelu pro danĨ koncovĨ ļlen. ZbytkovĨ ļlen 

Ůi je nemodelovan§ ļ§st spektra. Postup metod se vŊtġinou skl§d§ ze tŚ² hlavn²ch krokŢ: odhad 

poļtu koncovĨch ļlenŢ, extrakce specifickĨch spektr§ln²ch hodnot tŊchto koncovĨch ļlenŢ a 

odhad pomŊrŢ koncovĨch ļlenŢ v kaģd®m pixelu. 
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Podle line§rn²ho modelu existuje nŊkolik pouģ²vanĨch algoritmŢ, pro odhad 

pravdŊpodobnost² vĨskytu spekter koncovĨch ļlenŢ ve sm²ġenĨch pixelech. Wei a Wang 

(2020) ve sv® pr§ci uv§dŊj² a porovn§vaj² 4 konkr®tn² metody. 

 

Geometrick§ metoda 

Geometrick§ metoda je zaloģena na pŚedpokladu, ģe kaģd§ klasifikovan§ kategorie 

v obraze m§ svŢj ļistĨ pixel. Podle teorie t®to metody se spektr§ln² hodnoty vġech dat v obraze 

nach§zej² v n-rozmŊrn®m konvexn²m symplexu (v dvourozmŊrn®m prostŚed² troj¼heln²k, 

v trojrozmŊrn®m ļtyŚstŊn a tak d§le), pŚiļemģ kaģd§ hrana vģdy odpov²d§ jednomu 

spektr§ln²mu p§smu. Ve vrcholech se nach§zej² pr§vŊ koncov® ļleny, jejichģ kombinac² jsou 

tvoŚena vġechna ostatn² spektra. Z²sk§n² koncovĨch ļlenŢ je tedy z§roveŔ nalezen² vrcholŢ 

tohoto simplexu. Tato metoda byla navrģena tak, aby splŔovala poģadavky tzv. FCLS (Full 

Constrained Minimum Squares ï ĂPlnŊ omezenĨch minim§ln²ch ļtvercŢñ). To znamen§, ģe 

souļet pomŊrŢ ļistĨch spekter ve sm²ġen®m pixelu mus² bĨt vģdy 1 a z§roveŔ ģ§dnĨ z tŊchto 

pomŊrŢ nesm² bĨt z§pornĨ (Wang a kol., 2013). Pixely, kter® se v dan®m pŚ²padŊ nach§zej² 

mimo symplex nejsou br§ny v potaz. Jednou z nevĨhod geometrickĨch metod by vġak mohla 

bĨt z§vislost na dobrĨch svŊtelnĨch podm²nk§ch pŚi sbŊru dat, kter® nejsou vģdy 

samozŚejmost². 

 

Nonnegative Matrix Factorization 

 Dalġ² line§rn² metodou je Faktorizace nez§porn® matice (Nonnegative Matrix 

Factorization ï NMF). Jej²mi vĨhodami by mŊla bĨt jednoduch§ implementace a ¼spora 

uloģiġtŊ (Wang a kol., 2013). Vyuģit² t®to metody mŢģeme naj²t i v jinĨch oborech, neģ je 

spektr§ln² analĨza dat, napŚ²klad pr§ce s fotografiemi, rozpozn§v§n² obliļejŢ a podobnŊ 

(Tvrd²k, 2018). ObecnŊ metoda spoļ²v§ v rozkladu matice na souļin dvou matic o menġ² 

hodnosti. Konkr®tnŊ v pŚ²padŊ spektr§ln² analĨzy jde o matici hodnot koncovĨch ļlenŢ a matici 

jejich pomŊrŢ v pixelech hyperspektr§ln²ch dat. CelĨ princip je zaloģen na teorii separace 

slepĨch zdrojŢ (Ăblind source separation theoryñ). C²lem t®to teorie je rozpoznat a urļit 

zdrojov® sign§ly ve smŊsi (Wikipedie, 2021), ļili v tomto pŚ²padŊ opŊt naj²t n§m jiģ zn§m® 

koncov® ļleny a jejich pomŊry. I zde je dŢleģit§ podm²nka nez§pornosti, a to jak hodnot 

koncovĨch ļlenŢ, tak jejich pomŊrŢ ve sm²ġen®m pixelu. 



22 
 

K t®to metodŊ existuje nŊkolik pŚ²stupŢ. BuŅ pŚ²stup zaloģenĨ na omezen²ch, nebo 

pŚ²stup zaloģenĨ na prostorovĨch informac²ch. PŚ²stup zaloģenĨ na omezen²ch mŢģe m²t tŚi 

podoby. Omezen² poļtu koncovĨch ļlenŢ, ve kter®m se urļuje, jak moc vzd§len® koncov® ļleny 

m§ vzhledem k dan®mu sm²ġen®mu pixelu jeġtŊ vĨznam zkoumat, omezen² pomŊrŢ koncovĨch 

ļlenŢ ve sm²ġen®m pixelu, a nebo obŊ omezen² z§roveŔ. PŚ²stup zaloģenĨ na prostorovĨch 

informac²ch shlukuje pixely v obraze do tzn. superpixelŢ, se kterĨmi d§le pracuje a aplikuje na 

nŊ podobn§ omezen², jako v pŚedeġl®m pŚ²padŊ. Tato metoda by mŊla udrģet informace o 

prostorov® struktuŚe i za n²zk®ho omezen². 

V r§mci modelu NMF jsou vybr§ny nejvhodnŊjġ² koncov® ļleny, se kterĨmi je d§le 

pracov§no. Podle autorŢ tato metoda pŚekon§v§ metodu geometrickou a dosahuje lepġ²ch 

vĨsledkŢ v pŚ²padŊ vysoce sm²ġenĨch pixelŢ. M§ ovġem nevĨhodu moģnosti generov§n² 

ĂfaleġnĨch koncovĨch ļlenŢñ. 

 

Bayesovy metody 

C²lem BayesovĨch metod je co nejpŚesnŊji odvodit pomŊry koncovĨch ļlenŢ ve 

sm²ġenĨch pixelech pomoc² pŚid§n² dalġ²ch smysluplnĨch informac². ObecnŊ Bayesovsk§ 

statistika pracuje s tzv. podm²nŊnou pravdŊpodobnost², kterou pr§vŊ tyto dodateļn® informace 

mohou zpŚesŔovat. Hlavn² myġlenkou je odvodit posterior probability density (Ăhustotu 

podm²nŊn® pravdŊpodobnostiñ). DodatkovĨmi informacemi tak jsou vŊtġinou informace o 

pŚedchoz²ch statistickĨch rozdŊlen²ch pravdŊpodobnosti rozloģen² koncovĨch ļlenŢ, 

pravdŊpodobnosti vĨskytu jejich zlomkŢ ve sm²ġenĨch pixelech, ale i pravdŊpodobnosti 

vĨskytu ġumu v datech (vŊtġinou zkoum§no Gaussovo a Dirichletovo rozdŊlen²) (Wei a Wang, 

2020), nebo jako v pŚedchoz²ch pŚ²padech informace o jistĨch omezen²ch (napŚ. hodnot 

koncovĨch ļlenŢ) (Chen a kol, 2017). 

Konkr®tn²ch algoritmŢ zaloģenĨch na BayesovĨch metod§ch je tak® nŊkolik. Dobigeon 

a kol. (2008) navrhli Bayesi§nskĨ model, kterĨ lze pouģ²t pro poloŚ²zenĨ hyperspektr§ln² 

unmixing, kterĨ tak® aplikuje podm²nky omezen². Chen a kol (2017) vyuģili tzv. Sparse 

Bayesian model (ĂŚ²dkĨ Bayesi§nskĨ modelñ), kterĨ m§ zpŚesnit vĨsledek unmixingu pomoc² 

r§mce Bayesi§nsk®ho uļen². Tuto metodu autoŚi aplikovali na syntetick§ i re§ln§ data. ZjiġtŊn²m 

bylo, ģe metoda dok§ģe bĨt v klasifikaci velmi pŚesn§ a ġetŚit vĨpoļetn² ļas. Fan-Qiang a kol. 

(2016) pot® tuto metodu d§le vylepġili na ĂsloģenĨ regularizovanĨ v²cen§sobnĨ Ś²dkĨ 
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Bayesi§nskĨ modelñ, kterĨ je jeġtŊ v²ce integrov§n do procesu line§rn²ho hyperspektr§ln²ho 

unmixingu. 

 

Sparse Method 

 Posledn² autory jmenovanou metodou je Sparse Method (ĂŚ²dk§ metodañ). Z§kladn² 

myġlenkou metody je, ģe kaģdĨ potŚebnĨ pixel by jiģ mŊl bĨt zachycen v nŊjak® existuj²c² 

spektr§ln² knihovnŊ, a proto je moģn® jako vstup do spektr§ln²ho unmixingu pouģ²t pouze tato 

spektra, protoģe kaģdĨ sm²ġenĨ pixel je pouze line§rn² kombinac² tŊchto zn§mĨch spekter. 

 Podle Wei a Wang (2020) existuje 5 z§kladn²ch typŢ sparse algoritmŢ: greedy 

(chamtivĨ) algoritmus, convex relaxation (konvexn² relaxaļn²) algoritmus, nekonvexn² metoda 

optimalizace, brute force method (metoda hrub® s²ly) a sparse (Ś²dkĨ) Bayesi§nskĨ algoritmus, 

kterĨ byl popisov§n v pŚedchoz² ļ§sti. Je tedy tak® zŚejm®, ģe se jednotliv® pŚ²stupy line§rn²ho 

unmixingu mohou vz§jemnŊ kombinovat. Nav²c vġechny tyto algoritmy a metody se d§le 

vyv²jej² a odvozuj² se nov®. NapŚ²klad Iordache a kol. (2014) pouģili m²rnŊ pozmŊnŊnou 

metodu Sparse Unmixing via Variable Splitting and Augmented Lagrangian (SUnSAL) na 

hyperspektr§ln² data zachycuj²c² vegetaci, pŚiļemģ se snaģ² pŚi unmixingu pomoc² ļistĨch 

spekter ze spektr§ln²ch knihoven oddŊlit ve sm²ġen®m pixelu sloģku vegetaļn² a ruġivou sloģku 

pŢdy pozad². Ve vĨsledc²ch pr§ce byla jako hlavn² pŚednost pouģit® metody vyzdviģena opŊt 

¼spora vĨpoļetn²ho ļasu. D§le napŚ²klad Sigurdsson a kol. (2017) ve sv® pr§ci vyvinuli 

algoritmus zaloģenĨ na n²zkoŚad®m sparse unmixingu, aby odstranili odlehl® hodnoty a 

strukturovanĨ ġum a t²m zlepġili pŚesnost vĨsledku unmixingu. 

ObecnŊ vġak lze Ś²ci, ģe sparse metody maj² zjevn® nevĨhody. Jak jiģ bylo naznaļeno 

dŚ²ve, spektra koncovĨch ļlenŢ ze spektr§ln² knihovny se mohou nŊkdy vĨraznŊ liġit od 

skuteļnĨch spekter stejnĨch materi§lŢ zachycenĨch v obraze. Mohli bĨt poŚ²zeny za jinĨch 

podm²nek, ļi s jinĨm nastaven²m pŚ²strojŢ apod. Nav²c ne v kaģd® spektr§ln² knihovnŊ jsou 

zaznamen§na spektra rŢznĨch typŢ povrchŢ (mineralogick® povrchy, vegetace atd.) Proto je 

nutn® obstar§n² vġech potŚebnĨch knihoven. I tak bohuģel mŢģe bĨt v nŊkterĨch pŚ²padech 

klasifikace dosti zkreslen§. Hlavn²mi vĨhodami vġak je odpadnut² nutnosti koncov® body 

obstar§vat, pŚedevġ²m se vġak ztr§c² z§vislost kvality klasifikace na kvalitŊ z²skanĨch ļistĨch 

spektrech koncovĨch bodŢ pŚ²mo pro danĨ vĨzkum. U ostatn²ch klasifikaļn²ch metod kvalita 

vĨsledn® klasifikace totiģ vĨraznŊ kles§ s horġ² kvalitou pouģ²vanĨch koncovĨch spekter. 
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2.3.2.2.     Nonlinear spectral mixture analysis 

 Objevuje se vġak tvrzen², ģe v oblastech se sloģitou strukturou nemaj² metody line§rn²ho 

unmixingu uspokojiv® vĨsledky (Koirala a kol. 2019) a dostateļnŊ nevystihuj² re§lnou povahu 

zachycen®ho ¼zem². Tuto hypot®zu popisuje tak® Somers a kol. (2009) ve sv®m vĨzkumu, 

snaģ²c²m se naj²t optim§ln² metodu unmixingu pro oblasti sadŢ. Existuj² proto i metody 

neline§rn². Samotn§ fyzik§ln² povaha nelinearity pŚitom vych§z² z pŚedpokladu, ģe kaģdĨ foton 

dopad§vaj²c² na povrch neinteraguje pouze s jedn²m typem povrchu, ale doch§z² 

k v²cen§sobn®mu odrazu od rŢznĨch objektŢ a materi§lŢ pŚed t²m, neģ je paprsek odraģen a 

zachycen sn²mac²m pŚ²strojem. Nejv²ce patrnĨ je tento jev ve vertik§lnŊ ļlenit®m prostŚed², 

napŚ²klad v lese nebo obecnŊ v prostŚed² s vysokou vegetac², kde z§Śen² mŢģe prostupovat skrze 

ni aģ k pŢdŊ a zaznamen§v§ tak vġe mezi t²m (viz. Obr§zek 1). Doch§z² tedy k tzv. interakci 

tree-soil (Ăstrom-pŢdañ). 

  

Obr§zek 1: PŚ²klady interakce tree-soil (zdroj: Somers a kol., 2009) 
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ObecnŊ lze neline§rn² model spektr§ln²ho unmixingu popsat vztahy (Somers a kol., 2009): 

Ὑ  ὧὙȟ  ὧὙȟ  ὧὙȟὙȟ  ‐ 

kde 

ὧȟὧȟὧ πȟ 

a 

ὧ

  

ὑ 

 

Ὢ  
ὧ

ὑ
 

a 

Ὢ

  

ρ 

 

 

kde Rt a Rs jsou ¼ļinky smŊs² prvn²ho Ś§du (line§rn²), pŚiļemģ pot® RtRs je ¼ļinek interakļn² 

smŊsy, c1, c2, c3, f1, f2, f3 jsou pŚ²spŊvkov® faktory a zlomky koncovĨch ļlenŢ stromŢ, pŢdy a 

smŊsy stromu a pŢdy. Hodnoty, kter® odpov²daj² pr§vŊ inerakci strom-pŢda jsou tedy pouze 

virtu§ln² a nejedn§ se o fyzickou souļ§st povrchu.  

Hlavn²mi nevĨhodami neline§rn²ho unmixingu vġak jsou ty, ģe vġechny pixely v obraze 

nemus² nutnŊ n§sledovat jeden konkr®tn² model, a nav²c jsou jejich parametry tŊģko 

interpretovateln® a spojiteln® se skuteļnĨm zlomkovĨm zastoupen²m koncovĨch ļlenŢ v pixelu. 

VĨhodami je ale zohlednŊn² neline§rn²ho chov§n² spektr§ln² odrazivosti, vyġġ² odolnost vŢļi 

ġumu a umoģnŊn² pŚ²m®ho odhadu zlomkŢ kategori² s jasnĨm fyzickĨm vĨznamem. Myġlenku 

lze aplikovat pomoc² rŢznĨch v²cerozmŊrnĨch regresn²ch metod. Ve zm²nŊn® pr§ci (Somers a 

kol., 2009) jsou prezentov§ny 3 konkr®tn² modely, kter® byly n§slednŊ porovn§ny. VĨsledky 

vġak prok§zaly, ģe ļ²m vyġġ² je nelinearita modelu, t²m vŊtġ² chyby mohou vznikat. Do 

budoucna by vġak tento pŚ²stup mohl m²t vŊtġ² potenci§l. ModelŢ a algoritmŢ nonlinear spectral 
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mixture analysis je vġak mnohem v²ce. NŊkter® vybran® a ļasto pouģ²van® pŚehlednŊ popisuje 

pr§ce R. Heylena a kol. (2014). Tito autoŚi obecnŊ metody neline§rn²ho umnixingu rozdŊluj² na 

2 kategorie. Jsou to 1) fyzik§ln² pŚ²stupy a 2) pŚ²stupy zaloģen® na datech. Fyzik§ln² pŚ²stupy 

pracuj² pŚ²mo s fyzik§ln² povahou nelinearity, a sice s v²cen§sobnou interakc² z§Śen² 

s prostŚed²m. Mohou se d§le dŊlit na tzv. mixing metody, kter® vych§zej² v podstatŊ z line§rn²ch 

modelŢ spectral unmixing (mezi nŊ patŚ² napŚ. Biline§rn² modely) a simulaļn² techniky, kter® 

vŊtġinou vych§zej² z technik pro pr§ci s poļ²taļovou grafikou a simulaci virtu§ln²ch sc®n podle 

optickĨch z§konŢ. Ty jsou n§slednŊ rozġ²Śeny tak, aby dok§zaly generovat simulovan® 

hyperspektr§ln² sn²mky (mezi nŊ patŚ² napŚ. Vykreslovac² rovnice a Ray tracing). PŚ²stupy 

zaloģen® na datech vyuģ²vaj² metody strojov®ho uļen² a vyģaduj² tr®novac² data a nŊjak® 

z§kladn² informace o interakc²ch z pŚ²m®ho pozorov§n² (tzv. ground truth). Mezi tyto 

klasifikaļn² metody patŚ² zn§m® Neuronov® s²tŊ, ļi jiģ zmiŔovan® SVM, kter® jsou upraveny 

pro neline§rn² zpracov§n² hyperspektr§ln²ch dat. 

 

Biline§rn² modely 

 Biline§rn² modely reprezentuj² jakĨsi pomyslnĨ pŚechod mezi modely line§rn²mi a 

neline§rn²mi, protoģe jsou pŚ²mo z line§rn²ch modelŢ odvozeny. Je zde jiģ br§na v potaz i 

zm²nŊn§ povaha nelinearity u v²cen§sobnĨch odrazŢ. Toho lze jednoduġe doc²lit t²m, ģe budou 

br§ny v ¼vahu pouze posledn² (sekund§rn²) odrazy, nebo jak by se tak® mohly nazĨvat, 

biline§rn² interakce, kdy odraģenĨ paprsek interaguje postupnŊ s v²ce materi§ly, pŚiļemģ 

spektr§ln² informace o vġech tŊchto povrġ²ch jsou v nŊm kumulov§ny. Tato spektra pak lze br§t 

jako virtu§ln² biline§rn² koncov® ļleny. Zaj²mavost² je, ģe poprv® tyto biline§rn² interakce 

zavedli jiģ Singer a McCord (1979) pŚi d§lkov®m vĨzkumu povrchu Marsu. PozdŊji byly 

biline§rn² modely pouģ²v§ny jiģ tak® ke zkoum§n² vlivu pŢdy na spektr§ln² informaci vegetace 

(Huete a kol., 1985). Pr§vŊ zde bylo zjiġtŊno, ģe se spektr§ln² pomŊry ve sm²ġenĨch pixelech 

v urļitĨch typech ¼zem² nechovaj² line§rnŊ a mŢģe silnŊ z§viset napŚ²klad na typu pŢdy. PozdŊji 

byl model d§le vylepġen na pokroļilejġ² DvouļlennĨ biline§rn² model (Zhang a kol., 1998), 

kterĨ v koneļn®m zkouman®m spektru bere v potaz v²ce druhŢ interakce z§roveŔ. Konkr®tnŊ 

autoŚi uv§dŊj², ģe pozorovan® spektrum se skl§d§ z line§rn²ch sloģek (ļist® materi§ly) a 

biline§rn² sloģky sloģen® ze dvou typŢ interakc² (1 - z§Śen² odraģen® od vegetace na pŢdu nebo 

jinou vegetaci; 2 - z§Śen² proch§zej²c² vegetac² na pŢdu nebo jinou vegetaci). Tento model 

podporuj² t²m, ģe pŚi nŊm doch§z² k menġ²m hodnot§m chyb za pouģit² dat re§ln®ho prostŚed² 

neģ v pŚ²padŊ line§rn²ho modelu. 
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 PŚes svou jednoduchou fyzik§ln² implementaci vġak maj² biline§rn² modely i nŊkolik 

nevĨhod. Tou nejvĨznamnŊjġ² je fakt, ģe virtu§ln² biline§rn² koncov® ļleny jsou vlastnŊ 

souļinem nŊkolika rŢznĨch spekter ĂļistĨchñ koncovĨch ļlenŢ, jejichģ hodnota je menġ² neģ 

jedna, a proto tyto biline§rn² ļleny budou m²t vģdy menġ² hodnotu neģ skuteļn® koncov® ļleny. 

To mŢģe zpŢsobovat vŊtġ² pot²ģe v algoritmech, ve kterĨch jsou tyto hodnoty n§sobeny dalġ²mi 

parametry menġ²mi neģ jedna a mŢģe tak doch§zet napŚ²klad k z§mŊn§m se spektr§ln²mi 

hodnotami st²nŢ. Dalġ² probl®my mŢģe zpŢsobovat tzv. self-interaction (Ăsebeinterakceñ), tedy 

situace, kdy z§Śen² interaguje v²cekr§t se stejnĨm druhem materi§lu. 

 

Vykreslovac² rovnice a Ray tracing 

Tyto spojen® techniky se obvykle vyuģ²vaj² k vytv§Śen² realistick®ho osvŊtlen² ve 

virtu§ln²ch sc®n§ch (poļ²taļov§ grafika apod.). V nŊkolika prac²ch vġak byla aplikov§na i na 

problematiku neline§rn²ho unmixingu. Vykreslovac² rovnice popisuje z§Śen² opouġtŊj²c² bod v 

dan®m smŊru jako souļet emitovan®ho a odraģen®ho z§Śen² (Heylen a kol., 2014). Lze ji 

samozŚejmŊ rozġ²Śit o dalġ² optick® efekty. Spr§vn® urļen² vykreslovac² rovnice je vġak 

vŊtġinou velmi obt²ģn® a je nutno volit mnoh§ zjednoduġen². Zde tedy nast§v§ spojen² 

s metodou Ray tracing (ĂSledov§n² paprskuñ). Ta se v jednoduchosti zaob²r§ sledov§n²m 

paprskŢ m²Ś²c²m smŊrem od pozorovatele do vybran® sc®ny a jejich n§sledn®ho chov§n² (lom, 

odraz, absorbce). Pokud se tento postup opakuje pro velmi mnoho paprskŢ, metoda mŢģe 

pŚin®st velmi realistick® vĨsledky a postupn® pŚibliģn® Śeġen² vykreslovac² rovnice. Tento 

model je vhodnĨ napŚ²klad pro oblasti s vysokou vegetac², kde se t²mto zpŢsobem mŢģe urļit 

poļet interakc² paprskŢ s objekty na povrchu a t²m stanovit m²ru nelinearity sc®ny (Villeneuve 

a kol., 1998). ZjiġtŊno bylo mimo jin®, ģe efekty nelinearity se mnohem v²ce projevuj² ve 

vlnovĨch d®lk§ch odpov²daj²c²ch bl²zk®mu infraļerven®mu p§smu neģ ve viditelnĨch ļ§stech 

spektra. NevĨhodou vġak zŢst§v§ nutnost velmi dobr®ho geometrick®ho popisu vybran® sc®ny 

a tak® moģn§ vĨpoļetn² a ļasov§ n§roļnost pro sloģit® sc®ny. 
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Metody NeuronovĨch s²t² 

Existuje hned nŊkolik architektur neuronovĨch s²t², ale nejv²ce pouģ²vanou pro 

zpracov§n² hyperspektr§ln²ch dat je pravdŊpodobnŊ Multilayer perceptron (MLP) (viz Obr§zek 

2). Ta se skl§d§ ze vstupn² vrstvy, nŊkolika skrytĨch vrstev a vĨstupn² vrstvy, kter§ je 

sigmoid§ln² funkc² integrovan®ho vstupu (Heylen a kol., 2014). NapŚ²klad Pu a kol. (2003) 

pouģily tuto metodu na data zalesnŊn®ho ¼zem² ve snaze klasifikovat vysokou a n²zkou vegetaci 

(+ hol§ pŢda). V porovn§n² s line§rn²mi metodami unmixingu bylo pomoc² MLP dosaģeno 

uspokojivŊjġ²ch vĨsledkŢ. Testovac² data byla pŚitom n§hodnŊ vybr§na ze sn²mku a koncov® 

ļleny k nim byly n§slednŊ pŚidŊleny pomoc² ortofota. 

 

Obr§zek 2: Struktura architektury MLP (zdroj: Heylen a kol., 2014) 

 

 

2.4.   Klasifikace heterogenn²ch vegetaļn²ch spoleļenstev 

 Jak jiģ bylo nŊkolikr§t zm²nŊno, tato diplomov§ pr§ce se konkr®tnŊ zamŊŚuje na 

druhovou klasifikaci vegetace, pŚesnŊji vysokohorsk® luļn² vegetace. Na t®ma druhov® 

klasifikace vegetace jiģ bylo vytvoŚeno velk® mnoģstv² studi².  

NŊkolik vŊdeckĨch prac² se zabĨvalo vĨzkumem vegetace pomoc² hyperspektr§ln²ch 

dat jiģ pŚ²mo ve vybran®m ¼zem², kter® bylo vybr§no i pro tuto pr§ci, tedy na ¼zem² 

Krkonoġsk®ho n§rodn²ho parku. NapŚ²klad pr§ce, vytvoŚen§ ve spolupr§ci ļeskĨch a polskĨch 

autorŢ (Such§ a kol., 2014), vyuģ²vaj²c² data poŚ²zen§ sensorem APEX (Airborne Prism 

Experiment) zab²raj²c² 288 spektr§ln²ch p§sem mezi 400 nm a 2500 nm. Prostorov® rozliġen² 

dat je 2 aģ 5 m. Pr§ce se konkr®tnŊ zaob²r§ klasifikac² vegetace nad ¼rovn² lesa, tedy vegetac² 
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n²zkou ve vyġġ²ch nadmoŚskĨch vĨġk§ch. Konkr®tnŊ jde o oblasti subalp²nskĨch luk a 

raġeliniġŠ, skalnatĨch ploch a jinĨch oblast² liġejn²kov® tundry, kde se vĨzkum snaģ² odhalit 

prostorov® rozġ²Śen² dvou rostlinnĨch druhŢ, a sice smilky tuh® (Nardus stricta) a vŚesu 

obecn®ho (Calluna vulgaris). Klasifikaļn²ch metod se v tomto vĨzkumu porovn§v§ hned 

nŊkolik, konkr®tnŊ jiģ zmiŔovan® metody SAM a SVM, ale tak® metodu Spectral Information 

Divergence (SID), kter§ vypoļ²t§v§ vzd§lenost mezi distribucemi pravdŊpodobnost² 

produkovanĨmi spektr§ln²mi informacemi dvou pixelŢ.  Referenļn² data pro klasifikaci byla 

zamŊŚena v ter®nu pomoc² GPS. Spektra koncovĨch ļlenŢ byla pak n§slednŊ extrahov§na pŚ²mo 

z obrazu. Jednotliv® zjiġtŊn® pŚesnosti klasifikace byly n§sleduj²c²: SAM - 84,67%, SID - 

87,59% a SVM - 78,84%. Bylo tedy potvrzeno, ģe hyperspektr§ln² data maj² pro vĨzkum 

podobnĨch oblast² velkĨ potenci§l, avġak pŚ²mo metody spectral unmixing zde zat²m zkoum§ny 

nebyly. 

 Na tuto pr§ci pŚ²mo nav§zala dalġ², tentokr§t jiģ pr§ce pouze polskĨch autorŢ 

(Marcinkowska-Ochtyra a kol., 2018), kter§ se podrobnŊji zamŊŚila na vyuģit² metody SVM 

v kombinaci s klasifik§torem Random Forest (RF). Bylo klasifikov§no v²ce rostlinnĨch druhŢ 

neģ v pŚedchoz² pr§ci (22 vegetaļn²ch spoleļenstev) a vĨsledky klasifikace byly uspokojiv®. 

Bylo vġak upozorŔov§no na nŊkter® nedostatky zpŢsoben® vysokou heterogenitou zkouman®ho 

prostŚed². NapŚ²klad druhy, kter® jsou si na t®to ¼rovni rozliġen² spektr§lnŊ podobn® musely bĨt 

vz§jemnŊ shlukov§ny do vŊtġ²ch vegetaļn²ch celkŢ apod. Je tedy pŚedpoklad, ģe takovĨmto 

nedostatkŢm by mohly subpixelov® metody spectral unmixingu pŚedch§zet. 

 Mezi pr§ce, kter® jiģ pro klasifikaci vegetace metody spektr§ln²ho unmixingu vyuģ²vaj² 

mŢģeme zaŚadit vĨzkum, klasifikuj²c² typy lesn²ch porostŢ z dat Landsat, kter® zachycuj² 

vybranou oblast v prŢbŊhu nŊkolika let (Senf, 2020). ZkoumanĨm ¼zem²m je BavorskĨ les, 

tedy hraniļn² ¼zem² mezi NŊmeckem a Ļeskem, kter® je charakteristick® vĨskytem horskĨch 

listnatĨch, jehliļnatĨch a sm²ġenĨch lesŢ. Pr§vŊ do tŊchto 3 kategori² se autoŚi snaģ² oblast 

klasifikovat. Jedn²m ze z§kladn²ch c²lŢ pr§ce je vytvoŚen² ļasovŊ konzistentn² spektr§ln² 

knihovny spekter lesn²ch porostŢ, kter§ mŢģe bĨt vyuģ²v§na dlouhodobŊ pro dalġ² podobn® 

studie. Vhodn® sn²mky byly vyb²r§ny s ohledem na vrchol vegetaļn²ho obdob², kterĨ byl autory 

stanoven na 1. srpna. Vznikla tak ļasov§ Śada sn²mkŢ, zachycuj²c² zkoumanou oblast od roku 

od roku 1984 do roku 2016. Koncov® ļleny pro subpixelovou klasifikaci byly extrahov§ny 

manu§lnŊ s vyuģit²m poskytnutĨch ortofot, dostupnĨch tak® pro t®mŊŚ kaģdĨ zkoumanĨ rok. 

Samotn§ klasifikace pak probŊhla na dvou ¼rovn²ch. Nejprve byl rozdŊlen lesn² a nelesn² porost 

a n§slednŊ byly od sebe oddŊleny tak® listnat® a jehliļnat® lesn² porosty. V klasifikaci se pŚi 
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tom pracovalo s line§rn²m unmixingovĨm modelem, v kombinaci s metodami strojov®ho uļen², 

aby bylo moģno pŚ²mo mapovat c²lovou sloģku z pŚ²sluġnĨch informac² obsaģenĨch v datech 

odrazivosti. Validace vĨsledn® klasifikace pot® probŊhla pomoc² n§hodnŊ generovanĨch pixelŢ 

z referenļn²ch dat. Jako hodnot²c² parametry byly vypoļteny stŚedn² kvadratick§ chyba 

spoleļnŊ s PearsonovĨm korelaļn²m koeficientem. Dle oļek§v§n² bylo pŚi klasifikaci 

celkov®ho lesn²ho porostu dosaģeno pŚesnŊjġ²ch vĨsledkŢ, neģli v pŚ²padŊ klasifikace 

jehliļnat®ho a listnat®ho porostu oddŊlenŊ. CelkovŊ vġak vĨsledky nasvŊdļuj² tomu, ģe 

konkr®tn² pouģit§ metoda je vhodn§ pro mapov§n² lesn²ho pokryvu a lze tak pr§ci s daty 

Landsat vyuģ²t k rychl®mu a efektivn²mu zhodnocen² stavu lesŢ v krajinŊ. VĨsledn® frakļn² 

mapy spolehlivŊ odhaluj² pŚechody mezi listnatĨmi a jehliļnatĨmi porosty pod®l vĨġkov®ho 

gradientu, d§le pak oblasti poġkozen®ho jehliļnat®ho lesa v dŢsledku kŢrovcov® kalamity i 

oblasti, kter® byly kŢrovcem zasaģeny v minulosti a jiģ v nich doch§z² ke zdaŚil® regeneraci. 

Metoda by mŊla vyhovovat klasifikaci vŊtġiny pŚ²rodnŊ podobnĨch oblast², nen² vġak 

vylouļeno, ģe by spektr§ln² knihovna musela bĨt vhodnŊ doplnŊna spektry tak, aby odpov²dala 

studovan® oblasti. 

Ļ§st autorŢ pŚedeġl® studie se tak® pod²lela na podobn®m, ovġem podrobnŊjġ²m 

vĨzkumu vegetace v oblasti Sanfrancisk®ho z§livu (Cooper a kol., 2020). K pr§ci jsou vyuģita 

data EnMAP, odvozen§ z hyperspektr§ln²ch sn²mkŢ AVIRIS, kter§ jsou zamŊŚena prim§rnŊ na 

vĨzkum ģivotn²ho prostŚed². S nimi jsou v pr§ci porovn§na tak® multispektr§ln² data Landsat. 

Jak hyperspektr§ln², tak multispektr§ln² data maj² prostorov® rozliġen² 30 m. Spektr§ln² 

knihovna zde byla jeġtŊ v²ce hierarchicky rozļlenŊna, a sice na 4 ¼rovnŊ:  

1) vegetace/nevegetace, 2) rozdŊlen² vegetace na dŚevnatou a nedŚevnatou, 3) rozdŊlen² 

dŚevnat® vegetace na stromy a keŚe, 4) rozdŊlen² stromŢ na listnat® a jehliļnat®. Pr§vŊ pomoc² 

tŊchto ¼rovn² se pr§ce snaģ² zjistit, do jak® m²ry podrobnosti je moģn® na t®to ¼rovni 

prostorov®ho rozliġen² data spolehlivŊ klasifikovat. Koncov® ļleny byly z²sk§ny na 4. ¼rovni, 

a to manu§ln² extrakc² za pomoci sluģby Google Earth. Vymezen® homogenn² oblasti se 

pohybovaly ve velikosti 1 ï 10 pixelŢ. N§slednŊ byla jejich syntetickĨm sm²sen²m vytvoŚena 

tr®novac² data, kter§ byla tak® pŚid§na do spektr§ln² knihovny. Samotn§ subpixelov§ klasifikace 

pot® probŊhla za pouģit² Gaussian Process Regression (GPR) modelu. OpŊt bylo naplnŊno 

oļek§v§n², ģe s postupnĨm pŚech§zen²m do klasifikace na niģġ² hierarchick® ¼rovni bude 

dosahov§no horġ²ch vĨsledkŢ. Na vġech ¼rovn²ch vġak bylo doc²leno uspokojivĨch vĨsledkŢ. 

Dle oļek§v§n² jsou tak® s pŚibĨvaj²c² spektr§ln² podobnost² klasifikovanĨch kategori² na niģġ²ch 

¼rovn²ch daleko spolehlivŊjġ² data hyperspektr§ln². Klasifikace zaloģen§ na multispektr§ln²ch 
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datech se jim tak mŢģe rovnat pouze na z§kladn² hierarchick® ¼rovni. AutoŚi tak potvrzuj² velkĨ 

vĨznam subpixelovĨch klasifikac² celĨch regionŢ zaloģenĨch na hyperspektr§ln²ch datech do 

budoucna.  

S§m jiģ zm²nŊnĨ projekt EnMAP nab²z² velkĨ potenci§l pro budouc² hyperspektr§ln² 

mapov§n². The Environmental Mapping and Analysis Program (Program enviroment§ln²ho 

mapov§n² a analĨzy) v souļasnosti vytv§Ś² simulovan§ data ve spolupr§ci se senzory AVIRIS, 

kter§ jsou zamŊŚena na sledov§n² a hodnocen² stavu ģivotn²ho prostŚed². EnMAP mŊŚ² a 

modeluje kl²ļov® dynamick® procesy ekosyst®mŢ ZemŊ extrakc² geochemickĨch, 

biochemickĨch a biofyzik§ln²ch parametrŢ, kter® poskytuj² informace o stavu a vĨvoji rŢznĨch 

suchozemskĨch a vodn²ch ekosyst®mŢ (EnMAP, 2021). V bl²zk® budoucnosti by vġak mŊl 

vzniknout satelitn² syst®m EnMap, kterĨ bude sn²mat povrch ZemŊ z obŊģn® dr§hy podobnŊ 

jako syst®m Landsat s prostorovĨm rozliġen²m 30 m, avġak na hyperspektr§ln² ¼rovni 

s mnohem vyġġ²m spektr§ln²m rozliġen²m. 

Data EnMAP tak mohou bĨt velmi uģiteļn§ i pro subpixelovou klasifikaci vegetaļn²ch 

pokryvŢ, a kromŊ vĨġe zm²nŊn® pr§ce byla vyuģita i v jinĨch pŚ²padech. NapŚ. Cooper a kol. 

(2021) vyuģili simulovan§ data EnMAP v kombinaci s multispektr§ln²mi daty Landsat tak® pro 

jiģ zkouman® ¼zem² Sanfrancisk®ho z§livu, avġak tentokr§t k odhadŢm objemu nadzemn² lesn² 

biomasy. Jako referenļn² data byla vyuģita data poŚ²zen§ Lidarem. StejnŊ jako v pŚedchoz²m 

pŚ²padŊ byla vyuģita klasifikaļn² metoda GPR. VĨsledky dosaģen® pomoc² dat EnMAP dle 

oļek§v§n² pŚedļily vĨsledky z dat Landsat, avġak nejlepġ²ch vĨsledkŢ bylo dosaģeno s vyuģit²m 

kombinace obou datovĨch souborŢ, vzhledem k tomu, ģe data EnMAP obsahuj² vŊtġ² spektr§ln² 

rozliġen², avġak data Landsat pokrĨvaj² delġ² ļasovou Śadu sn²mkŢ dan®ho ¼zem². Tato 

kombinace hustĨch spektr§ln²ch a ļasovĨch dat mŢģe bĨt dle autorŢ pro budouc² glob§ln² ¼sil² 

mapov§n² vegetaļn²ch pokryvŢ velkĨm pŚ²nosem. Data EnMAP vġak nab²zej² ġirġ² vyuģit², jak 

ve sv® pr§ci popisuj² Okujeni a kol. (2015). Podle autorŢ by mŊla bĨt data velice vhodn§ pro 

vĨzkum rozmanitĨch heterogenn²ch a sloģitĨch prostŚed², napŚ²klad pŚechody mezi mŊstskĨm 

a venkovskĨm prostŚed²m. VĨsledky subpixelovĨch klasifikac² v t®to pr§ci naznaļuj², ģe data 

EnMAP jsou vhodn§, jak pro podrobnŊjġ² klasifikaci vegetace, tak i nepropustnĨch mŊstskĨch 

povrchŢ, a jsou tak velmi pŚ²nosn§ i pro klasifikaci mŊstsk®ho prostŚed². 

Kdyģ pomineme pr§ce, kter® se zamŊŚuj² pŚ²mo na klasifikaci vysok® vegetace (lesŢ, 

sadŢ apod.), nebo zastavŊnĨch ¼zem², ve kterĨch jsou vyuģ²v§ny pr§vŊ metody line§rn²ho 

unmixingu, existuje i mnoho vĨzkumŢ zamŊŚenĨch na klasifikaci n²zk® vegetace, jako jsou 

luļn² porosty, raġeliniġtŊ ļi pobŚeģn² vegetace. NapŚ²klad pr§ce BelgickĨch a NizozemskĨch 
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autorŢ (Delalieux a kol., 2012) se zamŊŚuje na klasifikaci vŚesoviġŠ a jejich stavu s pouģit²m 

hyperspektr§ln²ch dat. AutoŚi obecnŊ popisuj² d§lkovĨ prŢzkum ZemŊ, jako velice uģiteļnĨ 

n§stroj pro efektivn² a snadno opakovateln® mapov§n² typŢ a stavu vŚesovĨch stanoviġŠ a pro 

rychl® reakce na pŚizpŢsoben² jejich ochrany. Jednou z vyuģ²vanĨch metod byla pr§vŊ analĨza 

spektr§ln² smŊsi (spectral mixing). Pro tuto pr§ci byl vyvinut algoritmus, skl§daj²c² se ze 3 

krokŢ. Nejprve je nad vybranĨmi pŚedzpracovanĨmi daty provedena bŊģn§ Ś²zen§ klasifikace, 

kter§ umoģn² zamŊŚit se d§le pouze na pixely, ve kterĨch se zcela jistŊ nach§z² vŚesovĨ pokryv. 

N§slednŊ byla pro dan® oblasti jiģ vyuģita subpixelov§ klasifikace s vyuģit²m koncovĨch ļlenŢ, 

pro odhad pravdŊpodobnost² vĨskytu vŚesu obecn®ho (Calluna vulgaris) a jinĨch pŚ²mŊs² jako 

napŚ²klad p²sek. Na z§vŊr byla provedena klasifikace pomoc² rozhodovac²ho stromu (decision 

tree), kter§ by mŊla zajistit rozdŊlen² jednotlivĨch tŚ²d vŚesov®ho porostu podle vŊku a 

zdravotn²ho stavu vegetace. Spektra koncovĨch ļlenŢ byla z²sk§na pŚ²mo v ter®nu, jak pro 

p²sek, tak pro vŚesovĨ porost (od obou kategori² 35 vzorkŢ). Jako hyperspektr§ln² data 

d§lkov®ho prŢzkumu byla pouģita AHS-160 (Airborne Hyperspectral line-Scanner), 

zachycuj²c² spektra ve vlnovĨch d®lk§ch viditeln®ho elektromagnetick®ho z§Śen² a d§le 

v p§smech NIR a SWIR s prostorovĨm rozliġen²m 2,4 m. PŚesnost klasifikace dosahuje v²ce 

uspokojivĨch hodnot (81 %), neģ v pŚ²padŊ pouh® pixelovŊ zaloģen® klasifikace a autoŚi 

uv§dŊj², ģe subpixelov® metody by v podobnĨch ¼zem²ch, kde je nutn§ vysok§ podrobnost, 

mŊly bĨt vhodnŊjġ²m pŚ²stupem. Pro zlepġen² vĨsledkŢ je moģno d§le doplnit koncov® ļleny 

pŚ²mŊsov® vegetace (zde konkr®tnŊ bezkolenec ï molinia), aby bylo moģn® zhodnotit stav 

vegetace i z hlediska interakce s jinĨm druhem. Jin® druhy rostlin mohou bĨt napŚ²klad 

invazivn² a rozp²nat se na ¼kor vegetace chr§nŊn® (pr§vŊ pŚ²pad molinie). VhodnŊjġ² je tak® 

samozŚejmŊ pouģ²t data s co nejvŊtġ²m prostorovĨm rozliġen²m, kter® zde vġak bylo relativnŊ 

mal®. CelkovŊ lze tedy pouģitou metodu zaŚadit mezi metody line§rn²ho spektr§ln²ho 

unmixingu a zd§ se, ģe tyto metody by mŊli bĨt vhodnou volbou i pro data, pouģ²van§ pro tuto 

pr§ci. 

 Podobn® metody vyuģil ve sv® pr§ci i Judd a kol. (2007), kter§ je zamŊŚena na vĨzkum 

a klasifikaci n²zk® pobŚeģn² vegetace v HumboltovŊ z§livu (sev. Kalifornie, USA). PŚedevġ²m 

se zabĨv§ invazn²mi a rozp²navĨmi druhy, konkr®tnŊ slanoroģcem virginskĨm (Salicornia 

virginica L.), Spartina densiflora a Distichlis spicata. Hyperspektr§ln² data byla z²sk§na 

sn²maļem PHILLS II a to v mŊs²ci Ś²jnu, kterĨ byl na z§kladŊ m²stn²ch pŚ²rodn²ch podm²nek 

zvolen jako nejvhodnŊjġ². Data zachycuj² zvolenou oblast ve 122 p§smech odpov²daj²c²m 

vlnovĨm d®lk§m viditeln®ho spektra z§Śen² a NIR. Prostorov® rozliġen² je 4 metry, tud²ģ opŊt 
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relativnŊ n²zk®. Koncov® ļleny byly vybr§ny dŚ²ve popsanou ĂEnvi metodouñ (vyuģit² MNF 

transformace a PPI) a byl pouģit algoritmus linear spectral unmixing. PŚesnost klasifikace, kter§ 

byla urļov§na na z§kladŊ dat poŚ²zenĨch pŚ²mo v ter®nu byla odhadnuta na 85,1%. Na z§kladŊ 

tŊchto vĨsledkŢ autoŚi povaģuj² metodu line§rn²ho unmixingu za dostateļnou, avġak zdŢrazŔuj² 

jej² moģnou velkou nespolehlivost v z§vislosti na kvalitŊ vybranĨch koncovĨch ļlenŢ. 

 Jednou z prac² zamŊŚuj²c² se na vyuģit² neline§rn²ch metod spectral unmixingu je 

napŚ²klad vĨzkum Ji a kol. (2017). PŚedmŊtem vĨzkumu je n²zk§ pouġtn² vegetace, konkr®tnŊ 

kŚovinat® porosty rodu ġamanicha (Nitraria) a rodu rosilka (Haloxylon), vyskytuj²c²ch se 

v pŚechodn® z·nŊ o§z (z§padn² oblast regionu Minqin, severn² Ļ²na). Hyperspektr§ln² data byla 

poŚ²zena sn²maļem ASD (Analytic Spectral Devices) v rozsahu vlnovĨch d®lek 350 aģ 2500 

nm. V tomto pŚ²padŊ se jedn§ naopak o velice podrobn§ data s prostorovĨm rozliġen²m nŊkolik 

milimetrŢ. Spektra koncovĨch ļlenŢ byla extrahov§na pŚ²mo z obrazu pomoc² referenļn²ch dat 

z ter®nu. Byly porovn§ny vĨsledky klasifikace line§rn² metodou unmixingu (LSMM) a dvŊma 

metodami neline§rn²mi - biline§rn² (BSMM) a kernel-based metoda (KNSMM). PodstatnĨmi 

z§vŊry studie byly tyto: 

¶ NejdŢleģitŊjġ² souļ§st² subpixelov® klasifikace je spr§vnĨ vĨbŊr koncovĨch ļlenŢ, 

pŚiļemģ podstatn® jsou i koncov® ļleny n§leģ²c² st²nŢm v obraze. 

¶ Nejlepġ²ch vĨsledkŢ dos§hla klasifikace metodou KNSMM, pŚiļemģ ale obŊ metody 

neline§rn² pŚedļily LSMM, kterĨ by v t®to studii mohl bĨt uspokojivŊ pouģit pouze ke 

klasifikaci rodu Nitraria. 

¶ Volba line§rn²ch nebo neline§rn²ch modelŢ spectral unmixingu z§vis² na zv§ģen² 

vĨpoļetn² sloģitosti a poģadavkŢ na pŚesnost. 

ObecnĨ z§vŊr by tedy mohl bĨt takovĨ, ģe k subpixelov® klasifikaci vegetace bylinn®ho 

patra (napŚ. travn² porosty) by mŊly bĨt dostaļuj²c² metody line§rn². Pokud se vġak v obraze 

nach§z² tak® vegetace keŚov®ho patra (napŚ. kleļov® porosty), stoj² jiģ za zv§ģen² vyuģit² metod 

neline§rn²ho unmixingu, ļi porovn§n² mezi pŚ²stupem line§rn²m a neline§rn²m. Pro dalġ² 

vĨzkum a vĨbŊr vhodnĨch metod klasifikace v t®to pr§ci budou voleny prim§rnŊ metody 

popsan® v jinĨch publikac²ch, zamŊŚenĨch na klasifikaci vegetace, avġak pokud se budou jevit 

jako nedostateļn®, budou zkoum§ny a hodnoceny i metody a pŚ²stupy popisovan® v kapitole 

pŚedchoz². 
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3.    Data 

Prim§rn²mi daty pro diplomovou pr§ci jsou hyperspektr§ln² data z leteck®ho 

sn²mkov§n², poŚ²zena v prŢbŊhu mŊs²cŢ ļerven aģ z§Ś² v roce 2020. Ta obsahuj² po 

pŚevzorkov§n² 54 spektr§ln²ch p§sem s prostorovĨm rozliġen²m 9 cm. Data byla poŚ²zena 

pomoc² dronu DJI Matrice 600 Pro, vybavenĨm hyperspektr§ln² kamerou Headwall Nano 

Hyperspec. Sn²m§no bylo nŊkolik pŚedem vybranĨch stanoviġŠ v okol² Luļn² hory 

v Krkonoġsk®m n§rodn²m parku. Konkr®tnŊ jde o 4 stanoviġtŊ s rŢznĨm druhovĨm sloģen²m 

vegetace: 

1 - B²l§ louka 

2 - Luļn² hora 

3 - Đpsk® raġeliniġtŊ 

4 - Kar Đpsk® j§my 

Dalġ²mi testovanĨmi daty jsou multispektr§ln² data lokality B²l§ louka, kter§ byla 

nasn²m§na v roce 2019 ve stejn®m obdob² jako data hyperspektr§ln².  Obsahuj² 9 spektr§ln²ch 

p§sem, takt®ģ s prostorovĨm rozliġen²m 9 cm. 

3.1. Popis z§jmov®ho ¼zem² 

Zkouman® lokality se nach§zej² v tŊsn® bl²zkosti (vzd§lenost mezi nimi ļin² pŚibliģnŊ 

300 m) ve spr§vn²m ¼zem² mŊsta ĠpindlerŢv MlĨn a souļasnŊ v oblasti 1. z·ny Krkonoġsk®ho 

n§rodn²ho parku. 
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Obr§zek 3: Orientaļn² lokalizace zkouman® oblasti 

 

Obr§zek 4: Um²stŊn² klasifikovanĨch ploch (vizualizace pomoc² sluģby GoogleEarth Pro)   
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3.1.1.  B²l§ louka 

B²l§ louka je pl§Ŕ mezi vrcholy Luļn² hory a Studniļn² hory (Wikipedie, 2020), 

uprostŚed kter® se nach§z² Luļn² bouda, kolem n²ģ vede ļervenŊ znaļen§ turistick§ stezka. 

Majoritn² ļ§st vegetaļn²ho pokryvu tvoŚ² traviny (pŚev§ģnŊ Smilka tuh§), avġak nal®zaj² se zde 

tak® roztrouġen® porosty kosodŚevin a jedinci smrku ztepil®ho. Zkouman§ lokalita se nach§z² 

pŚibliģnŊ 800 m od budovy Luļn² Boudy (zemŊpisn® souŚadnice jsou 50Á43'50.22" s. z.ġ. a 

15Á41'13.60" v. z. d.) v nadmoŚsk® vĨġce 1457 m n.m. 

 

3.1.2. Luļn² hora 

Luļn² hora je kupovit§ hora nach§zej²c² se pŚibliģnŊ 4 km od mŊsta ĠpindlerŢv mlĨn 

(Wikipedie, 2022) a souļasnŊ pŚibliģnŊ 4,2 km od vrcholu SnŊģky. Se svou vĨġkou 

1555 m n. m. je druhĨm nejvyġġ²m vrcholem Ļeska. Okol² vrcholu tvoŚ² suŠov§ pole a porosty 

travin, v menġ² m²Śe tak® kosodŚevin. RoztrouġenŊ se vyskytuj² i jedinci smrku ztepil®ho. 

Zkouman§ lokalita se nach§z² pŚibliģnŊ 230 m severovĨchodnŊ od vrcholu a 1,1 km od budovy 

Luļn² Boudy v nadmoŚsk® vĨġce 1517 m n. m., na zemŊpisnĨch souŚadnic²ch 50Á43'43.53" s. 

z. ġ.  a 15Á41'4.29" v. z. d. 

PostupnŊ budou metody testov§ny pro vybran§ stanoviġtŊ (B²l§ louka a Luļn² hora), 

pŚiļemģ budou sledov§ny rozd²ly jejich ¼ļinnosti v z§vislosti na typu pokryvu. NapŚ²klad 

v z§vislosti na druhov®m sloģen² ļi velikosti monokulturn²ch ploch bude rozhodov§no, jak§ 

metoda subpixelov® klasifikace je vhodnŊjġ² a zda je ¼ļinnŊjġ² neģ bŊģn® formy klasifikace. 
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4.    Metodika 

Z§kladn² n§pln² pr§ce je testov§n² rŢznĨch subpixelovĨch klasifikaļn²ch metod na 

poskytnut§ data s c²lem zjistit, kter§ z metod ļi kombinace rŢznĨch pŚ²stupŢ je nejvhodnŊjġ² pro 

zkouman® ¼zem² a druh dat a z§roveŔ porovnat vĨsledky s bŊģnĨmi klasifikaļn²mi metodami, 

kter® jiģ byly pro klasifikaci vegetace v dan®m ¼zem² pouģ²v§ny (Maximum likelihood, 

Random Forest apod.). Budou kombinov§ny rŢzn® pŚ²stupy pro vĨbŊr koncovĨch ļlenŢ 

(manu§ln², poloautomatizovan® i automatizovan®) s rŢznĨmi klasifikaļn²mi metodami se 

snahou doc²lit co nejvyġġ² pŚesnosti klasifikace. ObecnŊ se bude postup ub²rat od metod 

jednoduġġ²ch (napŚ. Linear spectral unmixing) ke komplexnŊjġ²m a sloģitŊjġ²m, k jejichģ 

algoritmŢm a vĨpoļetn²m postupŢm bude moģnĨ pŚ²stup. 

 

4.1.   Koncov® ļleny 

Jak jiģ bylo zm²nŊno, pŚi vĨzkumu tohoto typu je vhodn® zkoumat pŚednŊ vliv metody 

extrakce koncovĨch ļlenŢ (ĂļistĨch spekterñ). Ve vŊtġinŊ pŚ²padŢ autoŚi studi² uv§dŊj² jako 

nejspolehlivŊjġ² metodu vĨbŊru koncovĨch ļlenŢ pŚ²mo z obrazu. Postupy jejich sbŊru mohou 

vġak bĨt rozliļn®. 

 

4.1.1.    Manu§ln² extrakce 

Jednou z moģnost² je dŚ²ve zm²nŊn§ manu§ln² extrakce koncovĨch ļlenŢ z obrazu. Jde 

tedy o zpŢsob, kdy se spektra koncovĨch ļlenŢ, respektive potenci§ln² ļist® pixely vyb²raj² 

pŚ²mo z obrazu ruļnŊ, na z§kladŊ urļitĨch krit®ri². S touto metodou vĨbŊru mohou v mnoha 

pŚ²padech pomoci mapov® sluģby obsahuj²c² leteck® sn²mky, napŚ²klad aplikace Google Earth 

Pro. Na t®to ¼rovni prostorov®ho rozliġen² vġak neposkytuj² tyto sluģby dostateļnou podporu a 

t²m p§dem nejspolehlivŊjġ² metodou je vyuģit² poskytnutĨch vektorovĨch tr®novac²ch dat, ļili 

ohraniļen® lokality s vĨskytem homogenn²ho pokryvu, v kombinaci s indexem ļistoty pixelu 

(PPI) pouģitĨm na pŚ²sluġnĨ rastrovĨ obraz (viz Obr§zek 5). Vhodn® n§stroje k t®to metodŊ se 

nach§zej² v softwaru Envi. K vĨpoļtu indexu PPI je nutno nejprve prov®st MNF transformaci, 

pŚi kter® jsou oddŊlena p§sma obsahuj²c² skuteļn® prostorov® informace od p§sem obsahuj²c² 

pŚev§ģnŊ ġum. Do vĨpoļtu PPI pak vstupuj² pouze p§sma, kter§ neobsahuj² pŚ²liġ ġumu. Spektra 

koncovĨch ļlenŢ jsou n§slednŊ sb²r§na z pŢvodn²ho rastrov®ho obrazu na m²stech, kter§ jsou 
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jednoznaļnŊ pŚiŚazena k urļit® vegetaļn² tŚ²dŊ podle tr®novac²ch dat a z§roveŔ v m²stech 

s velkou koncentrac² potenci§ln²ch ļistĨch pixelŢ. SouļasnŊ je vhodn® pro jednotliv® vegetaļn² 

tŚ²dy koncov® ļleny vyb²rat z rŢznĨch ļ§st² obrazu pro zachycen² co nejvŊtġ²ho seskupen² 

spekter, s m²rnĨmi odliġnostmi v r§mci tŚ²dy. To by mŊlo bĨt dŢleģit® pro co nejpŚesnŊjġ² 

klasifikaci vġech ļ§st² obrazu, kterĨ je sloģenĨ z jednotlivĨch nasn²manĨch p§sŢ, kter® mohou 

m²t m²rnŊ odliġn® vlastnosti, napŚ²klad v n§vaznosti na n§hl® zmŊny pŚ²rodn²ch podm²nek, jako 

je napŚ²klad intenzita sluneļn²ho svitu. Soubor vybranĨch spekter je n§slednŊ uloģen jakoģto 

spektr§ln² knihovna (form§t .sli). 

 

Obr§zek 5: Index PPI aplikovanĨ na rastrovĨ obraz s pŚekryvem tr®novac²ch ploch 
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V pŚ²padŊ manu§ln² extrakce by mŊlo bĨt testov§no nŊkolik verz² spektr§ln²ch 

knihoven, vzhledem k tomu, ģe v tomto pŚ²padŊ se jedn§ o metodu, kter§ je velmi z§visl§ na 

lidsk®m faktoru. Proto je dobr® porovnat rŢzn® knihovny, napŚ²klad s odliġnĨm poļtem 

koncovĨch ļlenŢ n§leģ²c²ch jednotlivĨm kategori²m, nebo s odliġnĨm rozpŊt²m spektr§ln²ch 

pŚ²znakŢ v r§mci kategori². 

 

4.1.2.    Poloautomatick§ ĂEnvi metodañ 

Program Envi je pro sbŊr koncovĨch ļlenŢ vhodnĨ tak® d²ky jiģ vĨġe uveden® ĂEnvi 

metodŊñ, pŚi kter® se na vybran§ data takt®ģ aplikuje MNF transformace a PPI index. N§slednŊ 

je nam²sto ruļn²ho vĨbŊru vyuģit n-dimenzion§ln² vizualiz®r, kterĨ potenci§ln² ļist® pixely 

odhal² a rozdŊl² do kategori²/shlukŢ (viz Obr§zek 6). Je dŢleģit® zm²nit, ģe do n-dim vizualiz®ru 

vstupuj² opŊt jen ta p§sma MNF transformace dat, kter§ byla vyuģita k vĨpoļtu PPI. Po tomto 

zpracov§n² je moģn® vybrat ty, u kterĨch pŚedpokl§d§me jejich spr§vnost (napŚ. vyŚadit shluky 

s podezŚele velkĨm zastoupen²m v obraze. V takov®m pŚ²padŊ se jedn§ s nejvŊtġ² 

pravdŊpodobnost² o ġum ļi chyby v obraze). Z n§slednĨch shlukŢ v n-dim vizualiz®ru je moģn® 

prov®st vĨbŊr vĨslednĨch koncovĨch ļlenŢ. Vhodn® je samozŚejmŊ zvolit vģdy nŊkolik 

koncovĨch ļlenŢ z kaģd®ho shluku. Vybran§ reprezentativn² spektra pak lze uloģit opŊt jako 

spektr§ln² knihovnu (form§t .sli) a  vyuģ²t ke klasifikaci. 
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Obr§zek 6: PŚ²klad vizualizace potenci§ln²ch koncovĨch ļlenŢ v n-dimenzion§ln²m vizualiz®ru. 

 

 

4.1.3.    Automatick§ extrakce koncovĨch ļlenŢ v prostŚed² MATLAB  

Velmi odliġnou moģnost², jak extrahovat spektra koncovĨch ļlenŢ z obrazu je jejich 

plnŊ automatick® hled§n² pomoc² funkc² v interaktivn²m programov®m prostŚed² MATLAB. 

Tento software je moģn® rozġiŚovat o velk® mnoģstv² volnŊ dostupnĨch knihoven n§strojŢ 

(toolboxes), mezi kter® patŚ² tak® Image Processing Toolbox Hyperspectral Imaging Library. 

Tato knihovna obsahuje vhodn® n§stroje pro pr§ci s hyperspektr§ln²m obrazem slouģ²c² 

k reprezentaci, analĨze i interpretaci dat obsaģenĨch v takovĨchto sn²mc²ch, vļetnŊ moģnosti 

extrakce koncovĨch ļlenŢ. Obrazov§ data je tŚeba nejprve pŚev®st na tzv. hyperkrychli 

(hypercube), kterou lze ch§pat jakoģto 3-D soubor vġech 2-D sn²mkŢ zachycuj²c² jednotliv§ 

p§sma vlnovĨch d®lek, ze kterĨch je hyperspektr§ln² sn²mek sloģen. Tato Ăhyperkrychleñ je pak 
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n§slednŊ vstupem pro jak®koli dalġ² zpracov§n² (MathWorks, 2022). Prvn²m takovĨm nutnĨm 

zpracov§n²m je pr§vŊ nalezen² koncovĨch ļlenŢ. K tomu bylo vyuģito dvou metod. Extrakce 

na z§kladŊ vĨpoļtu jiģ zn§m®ho indexu PPI, kterĨ extr®mn² spektra pixelŢ prom²tnutĨch do 

ortogon§ln²ho prostoru identifikuje jako koncov® ļleny, nebo extrakce pomoc² metody  

N-FINDR, kterĨ vytv§Ś² simplex ze zjiġtŊnĨch pixelovĨch spekter. Tento pŚ²stup pŚedpokl§d§, 

ģe objem simplexu tvoŚen®ho koncovĨmi ļleny je vŊtġ², neģ objem definovanĨ jakoukoli jinou 

kombinac² pixelŢ. Sada podpisŢ pixelŢ, pro kter® je objem simplexu vysokĨ, jsou koncov® 

ļleny. Metoda N-FINDR je vĨraznŊ vĨpoļetnŊ n§roļnŊjġ² neģ metoda PPI. KromŊ hyperkostky 

tvoŚen® zadanĨm sn²mkem je vstupem do funkc² extrahuj²c²ch koncov® ļleny tak® poģadovanĨ 

poļet koncovĨch ļlenŢ. Ten mus² bĨt vģdy niģġ² nebo roven poļtu p§sem vlnovĨch d®lek, kter§ 

jsou v datech obsaģena. VĨsledn§ spektra koncovĨch ļlenŢ je moģn® exportovat do textov®ho 

souboru a n§slednŊ jeho ¼pravou na ASCII soubor je vloģit do dalġ²ch softwarŢ slouģ²c²ch ke 

zpracov§n² obrazu, vļetnŊ Envi, kde mohou bĨt spektra opŊt uloģena do form§tu .sli. Pomoc² 

funkce plot lze n§slednŊ zobrazit spektr§ln² kŚivky koncovĨch ļlenŢ v grafu (viz PŚ²loha 61 a 

62). Kompletn² vytvoŚenĨ skript pouģ²vanĨ v prostŚed² MATLAB je zaznamen§n 

v PŚ²loze 73 a bude na nŊj odkazov§no i v n§sleduj²c²ch kapitol§ch. 

 

4.1.4.    Vyuģit² spekter namŊŚenĨch v ter®nu 

Pro porovn§n² s vĨsledky dosaģenĨmi pomoc² koncovĨch ļlenŢ z obrazu lze pouģ²t 

poskytnut§ data spekter vzorkŢ namŊŚenĨch pŚ²mo ve zkouman®m ¼zem². PŚi tomto ter®nn²m 

ġetŚen² byly poŚ²zeny spektr§ln² kŚivky odrazivosti 4 druhŢ travin: Smilka tuh§ (Nardus stricta), 

TŚtina chloupkat§ (Calamagrostis villosa), Bezkolenec modrĨ (Molinia caerulea) a Metlice 

trsnat§ (Deschampsia cespitosa). SbŊr dat prob²hal v mŊs²c²ch ļerven, ļervenec a srpen. Jako 

koncov® ļleny jsou vhodn® medi§nov® hodnoty odrazivosti, kter® budou vyuģity pro sn²mky 

z pŚ²sluġn®ho mŊs²ce. Poskytnut§ data jsou pŚedzpracov§na v programu Excel a importov§na 

do softwaru Envi, jakoģto ASCII soubor. 
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TŚ²dy koncovĨch ļlenŢ, respektive vĨslednĨch klasifikac² jsou odvozeny z legendy, 

kter§ byla pŚevzata z dŚ²vŊjġ²ch prac² v dan® oblasti (Kupkov§ a kol, 2020): 

tŚ²da popis 

af porosty s pŚevahou Metliļky kŚivolak® (Avenella flexuosa), minim§ln² pokryvnost ostatn²ch druhŢ 

afs porosty s pŚevahou Metliļky kŚivolak® (Avenella flexuosa), vyġġ² pokryvnost ostatn²ch druhŢ 

bor Brusnice borŢvka (Vaccinium myrtillus), keŚovitĨ porost 

cv porosty s pŚevahou TŚtiny chloupkat® (Calamagrostis villosa), minim§ln² pokryvnost ostatn²ch druhŢ 

cxbig porosty s pŚevahou OstŚice Bigelowova (Carex bigelowii) 

desch porosty s pŚevahou Metlice trsnat® (Deschampsia cespitosa), minim§ln² pokryvnost ostatn²ch druhŢ 

klec Borovice kleļ (Pinus mugo) 

lis liġejn²ky, hlavnŊ rod Dutohl§vka (Cladonia) 

mol porosty s pŚevahou Bezkolence trsnat®ho (Molinia caerulea), minim§ln² pokryvnost ostatn²ch druhŢ 

nard porosty s pŚevahou Smilky tuh® (Nardus stricta), minim§ln² pokryvnost ostatn²ch druhŢ 

smrk osamocenĨ nebo skupina Smrku ztepil®ho (Picea abies) 

sut kamenit§ pole, vŊtġinou hol§ nebo s liġejn²ky 

vres VŚes obecnĨ (Calluna vulgaris), keŚovitĨ porost 

vyfuk mozaika skal, hol§ pŢda, mechy a vegetace, alpsk® pastviny vystaven® vŊtru 

 

Kaģd§ klasifikace vġak nebude obsahovat vġechny zm²nŊn® tŚ²dy. V r§mci testov§n² 

metod jsou vytvoŚeny tak® klasifikaļn² vĨstupy se zaŚazen²m pouze vybranĨch tŚ²d pokryvŢ 

(vstupem tedy budou jen vybran® skupiny koncovĨch ļlenŢ), pŚiļemģ bude zkoum§no, kter® 

tŚ²dy mohou m²t na vĨsledek klasifikace negativn² vliv. Pro klasifikaci na vyġġ² hierarchick® 

¼rovni jsou pak tŚ²dy agregov§ny do tŚ²d souhrnnĨch. Jsou to dŚeviny (drev), byliny (byl), n²zk® 

kŚoviny (ker) a kamenit® povrchy majoritnŊ nepokryt® vegetac² (kamen). Seskupeny jsou 

n§sledovnŊ: 

 

Tabulka 1: Seskupen² vegetaļn²ch tŚ²d odvozenĨch z pŚevzat® legendy do agregaļn²ch tŚ²d 

Agregovan§ tŚ²da Obsaģen® pŢvodn² tŚ²dy 

drev klec, smrk 

byl af, afs, cv, cxbig, desch, lis, mol, nard 

ker bor, vres 

kamen sut, vyfuk 

 

 Pokud tedy klasifikace obrazu nedosahuje dostateļn® hodnoty pŚesnosti na ¼rovni 

jednotlivĨch druhŢ, lze otestovat, zda na vyġġ² ¼rovni dosahuje dan§ klasifikace lepġ²ch 

vĨsledkŢ. 
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4.2.  Klasifikace Spectral Unmixing 

Aplikace ļi funkce pro pr§ci s hyperspektr§ln²mi daty obsahuje v²ce rŢznĨch softwarŢ. 

Moģnost vyuģit² spektr§ln²ho unmixingu umoģŔuje software Envi, kterĨ je takt®ģ stŊģejn²m 

softwarem t®to pr§ce. Dalġ²m softwarem, jehoģ vĨsledky mohou bĨt vhodn® pro porovn§n² 

s vĨstupy z Envi je EnMAP-Box 3, coģ je volnŊ dostupn§ aplikace pouģ²van§ jakoģto n§stavba 

(plugin) k softwaru QGIS. Interaktivn² prostŚed² MATLAB lze pro tento ¼ļel vyuģ²t tak®, 

vzhledem k tomu, ģe na vyhled§n² koncovĨch ļlenŢ a jejich extrakci lze d§le nav§zat urļitou 

formou klasifikace.  

 

4.2.1. Envi 

Vstupem do funkce Linear spectral unmixing, kterou Envi obsahuje je pŢvodn² rastrovĨ 

sn²mek, u kter®ho lze zvolit p§sma, kter§ budou pro klasifikaci pouģita, a d§le seznam 

koncovĨch ļlenŢ, kterĨ mŢģe bĨt importov§n v rŢznĨch form§tech, jako jsou ASCII nebo .sli. 

VĨstupem klasifikace je pak obraz sloģenĨ z n+1 p§sem, pŚiļemģ n je poļet koncovĨch ļlenŢ, 

kter® do funkce vstupuj² a posledn² je obraz zn§zorŔuj²c² vĨslednou RMSE pro kaģdĨ pixel. 

Pr§vŊ podle tohoto obrazu lze urļit kvalitu proveden®ho unmixingu. VĨslednĨ RMSE obraz by 

ide§lnŊ nemŊl n®st ģ§dnou prostorovou informaci a mŊl by se podobat sp²ġe ġumu. Takov®muto 

ide§ln²mu RMSE obrazu se takt®ģ nŊkdy pŚezd²v§ ĂSŢl a pepŚñ (viz Obr§zek 7). V kaģd®m 

p§smu vĨsledn®ho obrazu je tedy v jednotlivĨch pixelech zachycena pravdŊpodobnost, s jakou 

se pŚ²sluġnĨ pokryv, kterĨ je zastoupen spektrem pŚ²sluġn®ho koncov®ho ļlenu v pixelu 

nach§z². 
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Obr§zek 7: Uk§zka vhodn®ho vĨsledn®ho RMSE obrazu 

 

4.2.2. En-MAP-Box 3 

V pŚ²padŊ softwaru EnMAP-Box 3 (d§le jen EnMap) je moģno pŚistoupit ke klasifikaci 

stejnĨm zpŢsobem jako v pŚ²padŊ Envi, avġak nab²z² i ġirġ² moģnosti. K subpixelov® klasifikaci 

slouģ² aplikace Regression-based unmixing. Vstupem je opŊt spektr§ln² knihovna obsahuj²c² 

spektra koncovĨch ļlenŢ, v tomto pŚ²padŊ je vġak moģn® pomoc² souborŢ .csc a .json rozġ²Śit 

knihovnu tak, aby jednotliv® koncov® ļleny byly slouļeny do skupin/tŚ²d a to i na rŢznĨch 

hierarchickĨch ¼rovn²ch najednou. V uģivatelsk®m prostŚed² aplikace si pak lze zvolit, na jak® 

¼rovni m§ bĨt unmixing proveden (parametr Class Attribute). Lze tak® pomoc² parametru 

Mixing complexity likelihood urļit pravdŊpodobnosti sloģen² spektr§ln²ch smŊs² ze 2, 3, nebo 4 

koncovĨch ļlenŢ. Ku pŚ²kladu mŢģe bĨt nastavena pravdŊpodobnost 0,4 (40 %) pro sloģen² 

sm²ġen®ho pixelu ze 2 koncovĨch ļlenŢ, pravdŊpodobnost 0,4 (40 %) pro jeho sloģen² ze 3 

koncovĨch ļlenŢ a 0,2 (20 %) pro sloģen² ze 4 koncovĨch ļlenŢ. Souļet vġech tŊchto 
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pravdŊpodobnost² mus² bĨt samozŚejmŊ roven 1 (100 %). Parametrem, kterĨ takt®ģ mŢģe 

ovlivnit vĨslednou pŚesnost klasifikace je class likelihood, kde je moģno zvolit mezi proporļn² 

pravdŊpodobnost², nebo vyrovnanou (equalized). Pro samotnĨ unmixing je pak na vĨbŊr 

nŊkolik regresn²ch algoritmŢ. Pro jejich vĨbŊr software vyuģ²v§ knihovnu scikit-learn 

(https://scikit-learn.org/stable/index.html) (Okujeni, A. a kol., 2020). Konkr®tnŊ to jsou: 

LinearRegression, LinearSVR, RandomForestRegressor, SVR (support vector regressor), 

PLSRegression (partial least square), GaussianProcessRegressor a KernelRidge. VĨsledky pak 

mohou bĨt vyhodnoceny podle n§sleduj²c²ch statistickĨch hodnot: prŢmŊr, medi§n, 

mezikvartilov® rozpŊt² a standartn² odchylka, pŚiļemģ pro klasifikaci jsou stŊģejn² pouze prvn² 

dva zm²nŊn® ukazatele. 

 

 

Obr§zek 8: Uģivatelsk® prostŚed² aplikace Regression-based unmixing v softwaru EnMap 

 

 

 

https://scikit-learn.org/stable/index.html
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4.2.3.  MATLAB  

V prostŚed² MATLAB lze nav§zat na extrakci koncovĨch ļlenŢ dalġ²m zpracov§n²m. 

DŢleģitĨm prvn²m krokem je vĨpoļet pravdŊpodobnosti zastoupen² jednotlivĨch koncovĨch 

ļlenŢ v kaģd®m pixelu obrazu. Toho lze dos§hnout pouģit²m n§stroje estimateAbundanceLS, do 

kter®ho vstupuj² vybran® koncov® ļleny a promŊnn§ reprezentuj²c² jiģ dŚ²ve zm²nŊnou 

Ăhyperspektr§ln² krychliñ, tedy importovan§ pŢvodn² hyperspektr§ln² data. Toto rozloģen² 

pravdŊpodobnosti je pot® vhodn® zobrazit graficky (viz PŚ²loha 63 a 64). N§slednŊ je moģn® 

vytvoŚit klasifikaci na z§kladŊ maxim§ln² pravdŊpodobnosti (Maximum abundance 

classification). Ta spoļ²v§ v tom, ģe kaģd®mu pixelu bude jednoznaļnŊ pŚiŚazen koncovĨ ļlen, 

kterĨ se v tomto dan®m pixelu nach§z² s nejvŊtġ² pravdŊpodobnost². KaģdĨ pixel v obr§zku je 

buŅ ļistĨ pixel, nebo sm²ġenĨ pixel. Sada hodnot pravdŊpodobnosti z²skanĨch pro kaģdĨ pixel 

pŚedstavuje procento vġech koncovĨch ļlenŢ pŚ²tomnĨch v tomto pixelu. Tuto klasifikaci je 

opŊt moģn® vizualizovat pomoc² mapy (viz PŚ²loha 67 a 68). 

 

4.3. Zpracov§n² vĨstupŢ 

4.3.1.  Envi 

Jak jiģ bylo Śeļeno, vĨsledek n§stroje Linear Spectral Unmixing je obraz, skl§daj²c² se 

z n + 1 p§sem, pŚiļemģ n je poļet vstupn²ch koncovĨch ļlenŢ. Nad jednotlivĨmi vzniklĨmi 

p§smy (kromŊ RMSE p§sma) jsou tedy n§slednŊ pomoc² funkce Build Raster Mask vytvoŚeny 

masky, pro kter® je tŚeba urļit prahovou hodnotu pravdŊpodobnosti. NŊkter® pŚedchoz² pr§ce 

uv§dŊj² jako hranici pro potvrzen² vĨskytu 0,75 (M§lkov§, 2010). V pŚ²padŊ t®to pr§ce bohuģel 

toto rozhran² pouģ²van§ data neumoģŔuj². Vzhledem k tomu ģe pŚedmŊtem zkoum§n² je rozliġit 

velice spektr§lnŊ bl²zk® druhy vegetace, jejichģ spektr§ln² rozd²ly hodnot odrazivosti jsou velice 

m²rn®, mus² prahov§ hodnota klesnout v nŊkterĨch pŚ²padech aģ na 0,3. Ve vŊtġinŊ pŚ²padŢ mŊl 

tedy pŚednost vizu§ln² vjem kvality koneļn®ho obrazu vĨstupu neģli striktnŊ nastaven§ prahov§ 

hodnota. PŚi vytv§Śen² masek byla proto vģdy snaha o dosaģen² maxim§ln² pŚesnosti klasifikace. 

Se skuteļnost², ģe se pro kaģd® p§smo (reprezentuj²c² pravdŊpodobnostn² zastoupen² 

jednotlivĨch koncovĨch ļlenŢ) vĨsledn® klasifikace vytv§Śej² masky samostatnŊ, se vġak v§ģe 

dalġ² probl®m, a sice ten, ģe pŚi n§sledn®m pŚekryt² vġech masek pro urļen² pŚesnosti klasifikace 

se na mnoha m²stech obrazu mohou vyskytnout pŚekryvy anebo naopak pr§zdn§ m²sta, kter§ 

nebyla vyklasifikov§na. Proto je potŚeba urļit poŚad² dŢleģitosti jednotlivĨch p§sem. Je moģno 
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je napŚ²klad za sebe seŚadit podle rozhoduj²c² prahov® hodnoty pravdŊpodobnosti, podle 

dosaģen² pŚesnosti jednotlivĨch p§sem nebo tak, aby byla celkov§ pŚesnost vĨsledn®ho obrazu 

co nejvyġġ². 

Po vytvoŚen² masek je n§slednŊ nutn® nejprve rozhodnout, kter§ p§sma n§leģ² jakĨm 

klasifikovanĨm tŚ²d§m pokryvu. V pŚ²padŊ ruļn²ho vĨbŊru koncovĨch ļlenŢ jsou jiģ 

jednotlivĨm p§smŢm kategorie jednoznaļnŊ pŚiŚazeny jiģ v procesu vĨbŊru koncovĨch ļlenŢ, 

pŚi kter®m jsou potenci§ln² ļist® pixely vyb²r§ny c²lenŊ z urļitĨch m²st, kter§ by danou tŚ²du 

pokryvu mŊla obsahovat. StejnŊ tak v pŚ²padŊ koncovĨch ļlenŢ pŚejatĨch ze spekter 

namŊŚenĨch v ter®nu. V pŚ²padŊ poloautomatick®ho vĨbŊru koncovĨch ļlenŢ v Envi (stejnŊ 

jako v pŚ²padŊ automaticky extrahovanĨch koncovĨch ļlenŢ pomoc² MATLAB) vġak nemus² 

bĨt zprvu zŚejm®, k jak® kategorii krajinn®ho pokryvu koncovĨ ļlen n§leģ². PŚi jejich vĨbŊru 

pomoc² n-dimenzion§ln²ho vizualiz®ru je moģno prov®st export jednotlivĨch shlukŢ 

potenci§lnŊ ļistĨch pixelŢ do form§tu ROI a prom²tnout je nad obrazov§ data, ļ²mģ by mŊla 

bĨt odhalena jejich poloha a pot® porovn§na s pomocnĨmi tr®novac²mi daty. Je vġak moģn®, ģe 

se koncov® ļleny nach§zej² na m²stech, kter§ nejsou snadno identifikovateln§ i pomoc² 

tr®novac²ch dat. Je pak tedy moģn® vyuģ²t bŊģn® pixelov® klasifikace pro odhad pokryvu na 

dan®m m²stŊ, a nebo s vybranĨmi koncovĨmi ļleny prov®st subpixelovou klasifikaci a vĨsledn§ 

p§sma ļi nad nimi vytvoŚen® masky porovnat s tr®novac²mi daty a zvolit, se kterou kategori² 

zachycenou v tr®novac²ch datech se masky nejv²ce pŚekrĨvaj². 

 

4.3.2. EnMAP-Box 3 

PŚi vyuģit² softwaru QGIS a pluginu EnMAP ke klasifikaci je zpracov§n² vĨstupŢ 

snadnŊjġ² a vŊrohodnŊjġ². Z§sadn² vĨhodou aplikace oproti Envi je moģnost, odvodit z vĨsledn® 

frakļn² mapy automaticky RGB obraz a tak® vĨslednĨ klasifikovanĨ obraz. Barevn§ 

reprezentace konkr®tn²ho pixelu je v§ģen§ stŚedn² hodnota barev pŢvodn² tŚ²dy, kde v§hy jsou 

d§ny odpov²daj²c²mi zlomky tŚ²dy a pŚi klasifikaci vĨsledn§ urļen§ kategorie pro pixel 

odpov²d§ maxim§ln²mu zlomku tŚ²dy (Okujeni, A. a kol., 2020). VĨsledn§ mapa na rozd²l od 

vytvoŚen® mapy pomoc² vĨstupu z Envi pokrĨv§ souvisle cel® klasifikovan® ¼zem² bez 

pŚekryvŢ i nedokryvŢ. Obsah mapy z§leģ² na tom, jak§ ¼roveŔ klasifikace pomoc² EnMAP bude 

zvolena, respektive jak§ struktura bude pŚ²sluġn® spektr§ln² knihovnŊ udŊlena. 
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4.3.3. MATLAB  

Jak jiģ bylo Śeġeno, vĨsledek klasifikace maxim§ln² pravdŊpodobnosti lze vyj§dŚit i 

graficky pomoc² mapy. Aby vġak mohla probŊhnout validace shodnŊ jako v pŚ²padŊ ostatn²ch 

metod, je nutn® klasifikaļn² vĨstup exportovat. To lze pro pŚehlednŊjġ² zpracov§n² prov®st tak, 

ģe bŊhem kaģd® f§ze prob²haj²c²ho for cyklu (viz PŚ²loha 73), pŚi kter®m jsou vytv§Śeny 

jednotliv® masky zastupuj²c² pixely, reprezentuj²c² danĨ koncovĨ ļlen na z§kladŊ maxim§ln² 

pravdŊpodobnosti, budou souļasnŊ masky postupnŊ exportov§ny. Toho lze doc²lit vloģen²m 

funkce imwrite do cyklu. Ta se pouģ²v§ k exportu a uloģen² obrazovĨch dat. Jednotliv® obrazy 

(masky) jsou tedy uloģeny ve form§tu TIF. Pro vloģen² vĨsledn®ho obrazu do jinĨch softwarŢ, 

napŚ²klad do QGIS je tŚeba ke kaģd®mu souboru TIF pŚiŚadit nav²c textovĨ soubor TFW, kterĨ 

zajist² spr§vn® um²stŊn² do souŚadnicov®ho syst®mu tak, aby mohly bĨt porovn§ny s ostatn²mi 

vĨstupy klasifikac². K vytvoŚen² souboru je z§kladn² informac² souŚadnice stŚedu pixelu 

v lev®m horn²m rohu obrazu. Dalġ²mi informacemi v souboru jsou informace o natoļen² 

sn²mku. Z jednotlivĨch masek tak lze sestavit plnohodnotnĨ klasifikovanĨ obraz i v dalġ²ch 

softwarech, kde mŢģe n§slednŊ probŊhnout hodnocen² pŚesnosti. StejnŊ jako v pŚ²padŊ metody 

poloautomatick®ho sbŊru koncovĨch ļlenŢ a n§sledn® klasifikace pomoc² Envi je i zde nutno 

zpŊtnŊ jednotlivĨm mask§m/koncovĨm ļlenŢm, pŚiŚadit tŚ²du pokryvu, do kter® dle vĨsledku 

klasifikace spad§. Toho opŊt lze doc²lit porovn§n²m s polygony tr®novac²ch dat. 

VĨhodou t®to metody je, ģe podobnŊ jako v pŚ²padŊ softwaru EnMAP je vyklasifikov§n 

celĨ obraz, kterĨ neobsahuje ģ§dn® pŚekryvy ani nedokryvy. KaģdĨ pixel je totiģ pŚiŚazen vģdy 

jen jednomu koncov®mu ļlenu, se kterĨm dosahuje nejvŊtġ² shody. NevĨhodou je mal® 

mnoģstv² vstupn²ch parametrŢ, jimiģ lze vĨsledek klasifikace kvalitativnŊ ovlivnit. 

 

4.4. Hodnocen² pŚesnosti 

 Pro validaci vĨstupŢ byla vyuģita poskytnut§ validaļn² data. Jedn§ se o data namŊŚen§ 

v ter®nu s informac² o prostorov®m rozloģen² vegetaļn²ch ploch. Data byla zamŊŚena jakoģto 

polygony a z nich byly n§slednŊ n§hodnŊ odvozeny body. Pro Luļn² Horu byla pouģita 

poskytnut§, jiģ vytvoŚen§ validaļn² data obsahuj²c² 3393 bodŢ (po vĨbŊru vĨŚezu obrazu a 

odstranŊn² pŚebyteļnĨch bodŢ 3163 bodŢ). Pro B²lou Louku byla validaļn² data odvozena 

n§hodnĨm vĨbŊrem bodŢ z poskytnutĨch polygonŢ tr®novac²ch dat. Vzhledem ke zvolen² 

manu§ln² metody validace, pŚedevġ²m kvŢli klasifikaļn²m vĨstupŢm z Envi, byla pro B²lou 
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Louku vytvoŚena vrstva validaļn²ch dat obsahuj²c² 980 bodŢ, kter§ by mŊla slouģit pro 

urychlen² hodnocen² pŚesnosti a pro odhalen² potenci§lnŊ ¼spŊġnŊjġ²ch nastaven² klasifikaļn² 

metody. 

Bodov® validaļn² vrstvy jsou vytvoŚeny jako ROI a pŚevedeny do vektorov®ho form§tu 

.shp, aby jejich validace mohla prob²hat v programu QGIS. Zprvu se jedn§ o vrstvu 

s pŚiŚazenĨm atributem ĂROI_NAMEñ, kter§ zn§zorŔuje pŚiŚazen² bodu k dan® kategorii 

krajinn®ho pokryvu, kterou bod reprezentuje. N§slednŊ jsou vytvoŚeny dalġ² 2 atributy, a sice 

atribut Ătrueñ zn§zorŔuj²c², zda se ve zkouman® klasifikaci shoduje (hodnota 1 = shoda, 0 = 

neshoda) a atribut Ăclassñ kterĨ n§slednŊ uv§d², do kter® kategorie danĨ bod pŚiŚadila zkouman§ 

klasifikace. Takto vytvoŚen§ data jsou pot® exportov§na do form§tu .xlsx a d§le zpracov§v§na 

v softwaru Excel 2016. Zde jsou zanesena do chybov® matice, pomoc² kter® je vypoļtena 

zpracovatelsk§ a uģivatelsk§ pŚesnost klasifikace pro jednotliv® kategorie a tak® jej² celkov§ 

pŚesnost. Hlavn²m c²lem pr§ce je tedy pŚibl²ģit se touto celkovou pŚesnost² co nejv²ce celkov® 

pŚesnosti bŊģn® pixelov® Ś²zen® klasifikace. 

 

5.    Dosaģen® vĨsledky 

V pr§ci je navz§jem porovn§v§no nŊkolik datovĨch sad a vĨsledkŢ, kterĨch na nich bylo 

dosaģeno. V z§kladu mŢģeme data rozdŊlit na multispektr§ln² a hyperspektr§ln². 

Multispektr§ln² data byla vyuģita pouze v pŚ²padŊ lokality B²l§ louka, u kterĨch se oļek§v§, ģe 

za hyperspektr§ln²mi budou zaost§vat. Hyperspektr§ln² data byla pouģita jak pro lokalitu 

B²l® Louky, tak Luļn² Hory. VĨchoz² klasifikac² pro porovn§n² je Ś²zen§ klasifikace dat OBIA 

HS, konkr®tnŊ multitempor§ln²ho kompozitu dat z ļervna, ļervence a srpna 2019 

(viz PŚ²loha 2 a 3). Celkov§ pŚesnost t®to klasifikace dos§hla 95,82 % 

 

 

 

 

. 
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5.1. Hyperspektr§ln² data 

5.1.1. B²l§ louka 

Hyperspektr§ln² data pro lokalitu B²l® louky jsou k dispozici jednotlivŊ pro kaģd® 

zm²nŊn® mŊs²ce a takt®ģ ve formŊ multitempor§ln²ho kompozitu. Testov§n² tedy zapoļalo 

postupnŊ s daty jednotlivĨch mŊs²cŢ pomoc² Envi, aby bylo rozhodnuto, kter§ data maj² nejvŊtġ² 

potenci§l pro dalġ² pokusy. 

 

5.1.1.1.     Envi 

Prvn²ch vĨsledkŢ bylo dosaģeno pomoc² koncovĨch ļlenŢ vybranĨch z obrazu pomoc² 

n-dimenzion§ln²ho vizualiz®ru. Pomoc² nŊho byly potenci§ln² ļist® pixely rozdŊleny do tŚ²d 

podle vz§jemn® spektr§ln² podobnosti, z nichģ byl urļitĨ poļet tŚ²d uzn§n za vhodn® (ostatn² 

tŚ²dy obsahovaly podezŚele velk® mnoģstv² pixelŢ, napŚ²klad spektra kalibraļn²ch panelŢ, dŊr 

mezi datovĨmi p§sy a podobnŊ). Po klasifikaci pak byly jednotlivĨm p§smŢm, respektive z nich 

odvozenĨm mask§m pŚirazeny tŚ²dy pokryvu dle legendy, na z§kladŊ maxim§ln²ho pŚekryvu 

s tr®novac²mi daty. PŚi porovn§n² byly vĨsledn® masky pŚiŚazeny pouze ļtyŚem nejv²ce 

zastoupenĨm tŚ²d§m (cv, desch, mol, nard). Stejn§ obrazov§ data byla n§slednŊ vyklasifikov§na 

i pomoc² koncovĨch ļlenŢ odvozenĨch z dat nasb²ranĨch v ter®nu pomoc² pŚenosn®ho 

spektrometru. Klasifikace byla opŊt provedena pro 4 vĨġe zm²nŊn® tŚ²dy, pro kter® jsou 

k dispozici namŊŚen§ spektra. PŚesnosti klasifikac² jednotlivĨch obrazovĨch dat jsou pak 

n§sleduj²c²: 

 

Tabulka 2: Celkov® pŚesnosti klasifikac² ï B²l§ louka, Envi. 

Data Celkov§ pŚesnost klasifikace [%] ï n-dim Celkov§ pŚesnost klasifikace [%] ï ter®n 

Ļerven 64,71 47,39 

Ļervenec 49,73 42,02 

Srpen 74,02 37,23 

Z§Ś² 54,01 41,71 
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Obr§zek 9: Graf porovn§n² celkovĨch pŚesnosti klasifikac² ï B²l§ louka, Envi. 

 

 

Pro srpnov§ data, kter§ v pŚ²padŊ metody poloautomatick® extrakce koncovĨch ļlenŢ 

dos§hla nejvyġġ² pŚesnosti, byla pro porovn§n² pomoc² Envi aplikov§na tak® metoda ruļn² 

manu§ln² extrakce koncovĨch ļlenŢ. Porovn§n² s pŚedeġlĨmi metodami je zn§zornŊno v  

Obr§zku 10. 

 

Obr§zek 10: Graf porovn§n² celkovĨch pŚesnosti klasifikac² ï B²l§ louka, koncov® ļleny (KĻ) 

z²skan® rŢznĨmi metodami. 
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5.1.1.2.     EnMAP-Box 3 

V softwaru EnMAP byly po vĨsledc²ch pŚedchoz²ch klasifikac² prov§dŊny testy se 

zamŊŚen²m pŚev§ģnŊ na data ze srpna 2020. Zde vġak bylo nutno nejprve pŚikroļit k hled§n² 

nejvhodnŊjġ²ch parametrŢ pro klasifikaci. Hlavn²m parametrem pro vĨsledek klasifikace by mŊl 

bĨt vhodnĨ regresn² algoritmus. Byly proto na vybran§ srpnov§ data postupnŊ pouģity vġechny 

nab²zen® algoritmy, aby bylo zjiġtŊno, kterĨ z nich z hlediska celkov® vĨsledn® pŚesnosti obstoj² 

nejl®pe. Jako vĨchoz² koncov® ļleny byly pouģity opŊt spektra z²skan§ pomoc² n-dim 

vizualiz®ru pŚ²mo z obrazu. VĨsledky jednotlivĨch algoritmŢ jsou pak porovn§ny v n§sleduj²c² 

tabulce: 

 

Tabulka 3: Celkov® pŚesnosti klasifikac² ï B²l§ louka, srpen 2020, EnMAP-Box 3. 

Regresn² algoritmus Celkov§ pŚesnost klasifikace [%] 

LinearRegression 71,21 

LinearSVR 71,18 

RandomForestRegressor 58,77 

SVR 71,86 

PLSRegression 55,30 

GaussianProcessRegressor 70,89 

KernelRidge 73,70 

 

Obr§zek 11: Graf porovn§n² celkovĨch pŚesnosti klasifikac² ï B²l§ louka, EnMAP-Box 3. 
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Regresory RandomForestRegressor a PLSRegression dosahuj² vĨraznŊ niģġ²ch 

pŚesnost², niģġ²ch neģ 60 %. Z ostatn²ch srovnatelnŊ pŚesnĨch vĨsledkŢ klasifikace dosahuje 

nejvŊtġ² celkov® pŚesnosti regresor KernelRidge (73,70 %). Tento algoritmus kombinuje 

metodu nejmenġ²ch ļtvercŢ s kernelovĨm trikem. Forma modelu vych§z² z SVR, avġak m§ 

niģġ² vĨpoļetn² n§roļnost (EnMAP-Box 3, 2022). 

Kdyģ je opŊt zvolena moģnost s pouģit²m manu§ln² extrakce, pomoc² EnMAP, je jiģ 

moģn® nehodnotit kaģdĨ koncovĨ ļlen oddŊlenŊ, ale pohl²ģet na nŊ spoleļnŊ v r§mci tŚ²d. 

V tomto pŚ²padŊ jiģ bylo testov§no nŊkolik verz² spektr§ln²ch knihoven (napŚ²klad v pŚ²padŊ 

metody manu§ln² extrakce KĻ byly nez§visle na sobŊ vytvoŚeny 2 verze spektr§ln²ch 

knihoven). Vġechny zm²nŊn® klasifikace probŊhly s pouģit²m regresn²ho algoritmu 

KernelRidge, s vĨchoz²mi pravdŊpodobnostmi sloģen² spektr§ln²ch smŊs² (50% pro sloģen² ze 

2 koncovĨch ļlenŢ, 50% pro sloģen² ze 3 koncovĨch ļlenŢ), avġak pro porovn§n² byly voleny 

jak proporcion§ln² (vĨchoz²) pravdŊpodobnost tŚ²d, tak vyrovnan§ (equal) pravdŊpodobnost 

tŚ²d. Jako urļuj²c² statistick§ hodnota byl vybr§n prŢmŊr. Pro porovn§n² byla klasifikace 

provedena i na vyġġ² hierarchick® ¼rovni. 

 

Tabulka 4: Celkov® pŚesnosti klasifikac² ï B²l§ louka, srpen 2020, EnMAP-Box 3, regresor 

KernelRidge. 

Klasifikace (poļet KĻ) Oznaļen² v grafu Celkov§ pŚesnost [%] 

KĻ z obrazu n-dim (11) a 73,70 

KĻ z obrazu n-dim (24) b 47,51 

KĻ z obrazu manu§ln² ext., verze 1 (16) c 69,26 

KĻ z obrazu manu§ln² ext. verze 2 (16) d 65,69 

KĻ z obrazu manu§ln² ext. verze 2 (16) equal e 64,94 

KĻ z obrazu n-dim (11) equal f 74,13 

KĻ z obrazu manu§ln² ext., verze 1 (20) equal  

ï vyġġ² ¼roveŔ 
g 95,95 
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Obr§zek 12: Graf porovn§n² celkovĨch pŚesnosti klasifikac² ï B²l§ louka, srpen 2020, EnMAP-

Box 3, regresor KernelRidge. 

 

 

 Podle vĨsledkŢ klasifikace hyperspektr§ln²ch dat oblasti B²l® louky ovlivnila jej² 

vĨslednou pŚesnost zmŊna pravdŊpodobnosti tŚ²d rŢznĨm zpŢsobem. Zvolen² vyrovnan® 

pravdŊpodobnosti v pŚ²padŊ metody manu§ln² extrakce KĻ vĨsledek ovlivnilo negativnŊ, 
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5.1.1.3.     MATLAB  
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regresn²ho algoritmu KernelRidge, s pravdŊpodobnostmi sloģen² spektr§ln²ch smŊs² 70 % pro 

sloģen² ze 2 koncovĨch ļlenŢ, 30 % pro sloģen² ze 3 koncovĨch ļlenŢ a s pouģit²m vyrovnan® 

pravdŊpodobnosti tŚ²d. Z technickĨch dŢvodŢ byla pro tento ¼ļel vyuģita pouze metoda 

NFINDR pro extrakci KĻ. 

 

Tabulka 5: Celkov® pŚesnosti klasifikac² ï B²l§ louka, srpen 2020, KĻ pomoc² MATLAB, 

klasifikace EnMAP-Box 3. 

Klasifikace Celkov§ pŚesnost [%] 

NFINDR KĻ, z§kladn² 4 tŚ²dy 70,24 

NFINDR KĻ, vġechny tŚ²dy 62,10 

  

PŚi vyuģit² moģnosti klasifikace pŚ²mo v prostŚed² MATLAB jiģ bylo vyuģito jak 

metody NFINDR, tak metody PPI. V tomto pŚ²padŊ byl jiģ klasifikov§n celĨ obraz bez moģnosti 

vyuģ²t jen urļit® koncov® ļleny. 

 

Tabulka 6: Celkov® pŚesnosti klasifikac² ï B²l§ louka, srpen 2020, MATLAB klasifikace. 

Klasifikace Celkov§ pŚesnost [%] 

PPI 74,68 

NFINDR 53,09 

 

 

5.1.2. Luļn² hora 

V pŚ²padŊ Luļn² hory bylo tŚeba nejprve vybrat data, kter§ budou m²t, podobnŊ jako 

v pŚ²padŊ B²l® louky, nejvŊtġ² potenci§l pro dalġ² zpracov§n². Nach§z² se zde jiģ o nŊco v²ce tŚ²d 

pokryvu popsanĨch v legendŊ, proto jsou samozŚejmŊ jist® pŚedpoklady, ģe d²ky vyġġ² sloģitosti 

obrazu bude celkov§ pŚesnost klasifikac² dosahovat niģġ²ch hodnot. 
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5.1.2.1.     Envi 

V pŚ²padŊ zpracov§n² dat v Envi byly nejprve hodnoceny pomoc² metody n-dim sbŊru 

KĻ data jednotlivĨch mŊs²cŢ pro vz§jemn® porovn§n². 

 

Tabulka 7: Celkov® pŚesnosti klasifikac² ï Luļn² hora, Envi, metoda sbŊru KĻ n-dim. 

Data PŚesnost vyklasifikovanĨch tŚ²d [%] Poļet tŚ²d Celkov§ pŚesnost (4 tŚ²dy) [%] 

Ļerven 50,13 4 50,13 

Ļervenec 47,62 3 44,67 

Srpen 48,08 4 48,08 

Z§Ś² 52,11 2 30,60 

 

Dle vĨsledkŢ pŚesnosti klasifikac² data zachycuj²c² oblast Luļn² hory pŚi pouģit² 

softwaru Envi za daty B²l® louky jednoznaļnŊ zaost§vaj², jak je zn§zornŊno v grafu: 

 

Obr§zek 13: Graf porovn§n² celkovĨch pŚesnosti klasifikac² ï B²l§ louka / Luļn² hora 
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5.1.2.2.     EnMAP-Box 3 

StejnŊ jako v pŚ²padŊ B²l® louky byl k dalġ²m klasifikac²m pouģit i software EnMAP. 

Zde se mŢģe opŊt vyplatit moģnost vyuģit² koncovĨch ļlenŢ jedn® tŚ²dy jakoģto skupiny. Tato 

moģnost je vhodn§ zejm®na pŚi pouģit² metody manu§ln² extrakce KĻ. Vyuģit byl opŊt regresn² 

algoritmus KernelRidge, nejprve s vĨchoz²mi pravdŊpodobnostmi sloģen² spektr§ln²ch smŊs² 

(50 % pro sloģen² ze 2 koncovĨch ļlenŢ, 50 % pro sloģen² ze 3 koncovĨch ļlenŢ) a s 

proporcion§ln² pravdŊpodobnost² tŚ²d. Pot® pro porovn§n² a pŚi snaze vĨsledek klasifikace co 

nejv²ce zpŚesnit byla pouģita i vyrovnan§ pravdŊpodobnost tŚ²d a upraven§ pravdŊpodobnost 

sloģen² spektr§ln²ch smŊs² (70 % pro sloģen² ze 2 koncovĨch ļlenŢ, 30 % pro sloģen² ze 3 

koncovĨch ļlenŢ). Jako urļuj²c² statistick§ hodnota byl vybr§n opŊt prŢmŊr. 

 

Tabulka 8: Celkov® pŚesnosti klasifikac² ï Luļn² hora, srpen 2020, EnMAP-Box 3. 

Klasifikace (poļet KĻ) Oznaļen² v grafu Celkov§ pŚesnost [%] 

KĻ z obrazu n-dim (10) a 51,95 

KĻ z obrazu manu§ln² ext. (44) b 55,85 

KĻ z obrazu manu§ln² ext. vyġġ² Ś§d (44) c 75,02 

KĻ z obrazu manu§ln² ext. vyġġ² Ś§d (44) 

equal 
d 80,52 

KĻ z obrazu manu§ln² ext. vyġġ² Ś§d (44) 

equal, pravdŊpodobnosti 70:30:0 
e 80,17 

 

Obr§zek 14: Graf porovn§n² celkovĨch pŚesnosti klasifikac² ï Luļn² hora, srpen 2020, 

 EnMAP-Box 3. 

 

0

10

20

30

40

50

60

70

80

90

100

a b c d eŎ
Ŝ
ƭ
ƪ
ƻ
Ǿ
ł
 
Ǉ
ǌ
Ŝ
ǎ
ƴ
ƻ
ǎ
ǘ
 
ƪ
ƭ
ŀ
ǎ
ƛ
Ŧ
ƛ
ƪ
ŀ
Ŏ
Ŝ
 
Ǿ
 
҈

ǇǊƻǾŜŘŜƴŞ ƪƭŀǎƛŦƛƪŀŎŜ



58 
 

5.1.2.3.     MATLAB  

V pŚ²padŊ lokality Luļn² hory byl MATLAB vyuģit stejnĨm zpŢsobem jako v pŚ²padŊ 

B²l® louky s t²m rozd²lem, ģe zde se zdaŚilo data pomoc² EnMAP ¼spŊġnŊ klasifikovat i 

s pouģit²m koncovĨch ļlenŢ z²skanĨch metodou PPI. V pŚ²padŊ Luļn² hory byla opŊt zkoum§na 

i moģnost klasifikace na vyġġ² hierarchick® ¼rovni. 

 

Tabulka 9: Celkov® pŚesnosti klasifikac² ï Luļn² hora, srpen 2020, KĻ pomoc² MATLAB, 

klasifikace EnMAP-Box 3. 

Klasifikace Celkov§ pŚesnost [%] 

NFINDR KĻ 24,96 

NFINDR KĻ, vyġġ² ¼roveŔ 51,69 

PPI KĻ 55,92 

PPI KĻ, vyġġ² ¼roveŔ 67,64 

  

 

Obr§zek 15: Graf porovn§n² celkovĨch pŚesnosti klasifikac² ï Luļn² hora, MATLAB KĻ, 

EnMAP klasifikace, PPI / NFINDR 
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Klasifikace pŚ²mo v prostŚed² MATLAB probŊhla shodnĨm zpŢsobem jako v pŚ²padŊ 

lokality B²l® louky. 

 

Tabulka 10: Celkov® pŚesnosti klasifikac² ï Luļn² hora, srpen 2020, MATLAB klasifikace. 

Klasifikace Celkov§ pŚesnost [%] 

PPI 50,38 

NFINDR 46,46 

 

Porovn§n² vĨsledkŢ klasifikace pomoc² MATLAB mezi lokalitami B²l® louky 

a Luļn² hory je pak n§sleduj²c²: 

 

Obr§zek 16: Graf porovn§n² celkovĨch pŚesnosti klasifikac² ï MATLAB, B²l§ louka / Luļn² hora 

 

 

 

 

 

 

 

0

10

20

30

40

50

60

70

80

90

100

PPI NFINDR

Ŏ
Ŝ
ƭ
ƪ
ƻ
Ǿ
ł
 
Ǉ
ǌ
Ŝ
ǎ
ƴ
ƻ
ǎ
ǘ
 
ƪ
ƭ
ŀ
ǎ
ƛ
Ŧ
ƛ
ƪ
Ŏ
ŀ
Ŝ
 
Ǿ
 
҈

.Ɲƭł ƭƻǳƪŀ[ǳőƴƝ ƘƻǊŀ



60 
 

5.2. Multispektr§ln² data 

V pŚ²padŊ multispektr§ln²ch dat pro lokalitu B²l® louky byla k dispozici data z roku 

2019 pro mŊs²c ļerven a ļervenec a n§slednŊ multitempor§ln² kompozit sloģenĨ z mŊs²cŢ 

ļerven, ļervenec a z§Ś². Pro klasifikaci multispektr§ln²ch dat byl pouģit software EnMAP-Box 

3 s rŢznou kombinac² parametrŢ pro postupn® zpŚesŔov§n² klasifikace. 

V pŚ²padŊ pouģit² koncovĨch ļlenŢ z²skanĨch pomoc² poloautomatick® metody v Envi 

pŚi vyuģit² rŢznĨch regresn²ch algoritmŢ dosahuj² celkov® pŚesnosti klasifikac² n§sleduj²c²ch 

hodnot: 

Tabulka 11: Celkov® pŚesnosti klasifikac² ï B²l§ louka, multispektr§ln² data, EnMAP-Box 3 

klasifikace. 

Klasifikace (poļet KĻ) 
Oznaļen² 

v grafu 

Celkov§ pŚesnost 

klasifikace [%]  

Ļerven 2019, KĻ z obrazu n-dim, LinSVR (17) a 30,30 

Ļerven 2019, KĻ z obrazu n-dim, LinReg (17) b 34,09 

Ļerven 2019, KĻ z obrazu n-dim, KernelRidge (17) c 52,39 

Multitempor§ln² kompozit, KĻ z obrazu n-dim, 

KernelRidge (22) 
d 60,67 

 

Obr§zek 17: Graf porovn§n² celkovĨch pŚesnosti klasifikac² ï B²l§ louka, multispektr§ln² data, 

EnMAP-Box 3 klasifikace. 
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 N§sledn® testy zamŊŚen® pouze na multitempor§ln² konpozit dos§hly pŚi pouģit² 

regresoru KernelRidge a rŢznĨch spektr§ln²ch knihoven n§sleduj²c²ch vĨsledkŢ (opŊt byly 

zv§ģeny tak® moģnosti, pŚi kterĨch bude obraz klasifikov§n pouze do 4 nejv²ce zastoupenĨch 

tŚ²d ï cv, nard, desch a mol). SamozŚejmŊ i v pŚ²padŊ multispektr§ln²ch dat bylo pŚikroļeno ke 

klasifikaci na vyġġ² hierarchick® ¼rovni: 

Tabulka 12: Celkov® pŚesnosti klasifikac² ï B²l§ louka, multispektr§ln² data, EnMAP-Box 3 

klasifikace. 

Klasifikace (poļet KĻ) Oznaļen² v grafu 
Celkov§ pŚesnost 

klasifikace [%]  

KĻ z obrazu n-dim, prŢmŊr (22) A 60,67 

KĻ z obrazu manu§ln² ext., jednotlivŊ, prŢmŊr (20) B 59,80 

KĻ z obrazu manu§ln² ext., skupinovŊ, prŢmŊr, 

z§kladn² 4 tŚ²dy (20) 
C 87,23 

KĻ z obrazu manu§ln² ext., skupinovŊ, medi§n, 

z§kladn² 4 tŚ²dy (20) 
D 86,89 

KĻ z obrazu manu§ln² ext., skupinovŊ, prŢmŊr, 

vġechny tŚ²dy (20) 
E 84,93 

KĻ z obrazu manu§ln² ext., skupinovŊ, prŢmŊr, 

vġechny tŚ²dy, equal (20) 
F 88,85 

KĻ z obrazu manu§ln² ext., skupinovŊ, prŢmŊr, 

vġechny tŚ²dy, pravdŊpodobnosti 40:40:20 (20) 
G 87,01 

KĻ z obrazu manu§ln² ext., skupinovŊ, prŢmŊr, 

vġechny tŚ²dy, pravdŊpodobnosti 70:30:0 (20) 
H 88,96 

KĻ z obrazu manu§ln² ext., vyġġ² ¼roveŔ, equal, 

pravdŊpodobnosti 70:30:0 (20) 
I 98,16 

KĻ z obrazu manu§ln² ext., skupinovŊ, prŢmŊr, 

z§kladn² 4 tŚ²dy, pravdŊpodobnosti 70:30:0 (40) 
J 91,13 

KĻ z obrazu manu§ln² ext., skupinovŊ, prŢmŊr, 

vġechny tŚ²dy, pravdŊpodobnosti 70:30:0 (40) 
K 70,58 

KĻ z obrazu manu§ln² ext., vyġġ² ¼roveŔ, prŢmŊr, 

pravdŊpodobnosti 70:30:0 (40) 
L 99,08 
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Obr§zek 18: Graf porovn§n² celkovĨch pŚesnosti klasifikac² ï B²l§ louka, multispektr§ln² data, 

EnMAP-Box 3 klasifikace. 
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0

10

20

30

40

50

60

70

80

90

100

a b c d e f g h i j k l

Ŏ
Ŝ
ƭ
ƪ
ƻ
Ǿ
ł
 
Ǉ
ǌ
Ŝ
ǎ
ƴ
ƻ
ǎ
ǘ
 
ƪ
ƭ
ŀ
ǎ
ƛ
Ŧ
ƛ
ƪ
ŀ
Ŏ
Ŝ
 
Ǿ
 
҈



63 
 

Mohlo by to tedy napov²dat nevhodnost metody manu§ln² extrakce koncovĨch ļlenŢ, avġak je 

zŚejm®, ģe tato metoda je nejv²ce z§visl§ na zpracovateli, proto je nutn® tuto metodu ovŊŚit i na 

jinĨch datech, ļi za pouģit² jin®ho softwaru. 

PŚi pŚikroļen² ke zpracov§n² v softwaru EnMAP byly prov§dŊny testy jiģ pŚev§ģnŊ s 

daty srpen 2020, kter§ se v pŚedchoz²m pŚ²padŊ osvŊdļila jako data s nejvyġġ²m potenci§lem. 

Zde vġak bylo nutno nejprve pŚikroļit k hled§n² nejvhodnŊjġ²ch parametrŢ pro klasifikaci. 

Hlavn²m parametrem pro vĨsledek klasifikace by mŊl bĨt vhodnĨ regresn² algoritmus. Byly 

proto na vybran§ srpnov§ data postupnŊ pouģity vġechny nab²zen® algoritmy, aby bylo zjiġtŊno, 

kterĨ z hlediska celkov® vĨsledn® pŚesnosti dos§hne nejlepġ²ch vĨsledkŢ. V pŚ²padŊ vyuģit² 

koncovĨch ļlenŢ z²skanĨch z obrazu pomoc² n-dim vizualiz®ru v softwaru Envi vĨsledky jasnŊ 

odliġuj² 2 algoritmy, RandomForestRegressor a PLSRegression, kter® se se svou pŚesnost² 

klasifikace nach§zej² pod 60 %. Mimo jin® se t²mto podporuje i vĨsledek srovn§n² mezi 

RandomForestRegressor a SVR z pr§ce Senf a kol. (2020), kter§ tak® pŚiŚazuje vyġġ² pŚesnost 

algoritmu SVR. V tomto pŚ²padŊ je vġak i tento algoritmus pŚekon§n, a to algoritmem 

KernelRidge, kterĨ dos§hl nejvyġġ² pŚesnosti, a sice 73,70 %. Tato hodnota pŚesnosti je velmi 

podobn§ vĨsledkŢm klasifikace dat ze srpna pomoc² koncovĨch ļlenŢ z²skanĨch 

poloautomatickou metodou. 

 K vĨrazn®mu zlepġen² pŚesnosti pŚi vyuģit² klasifikaļn² aplikace softwaru EnMAP doġlo 

v pŚ²padŊ vyuģit² koncovĨch ļlenŢ z²skanĨch pomoc² manu§ln² extrakce. PravdŊpodobnŊ pr§vŊ 

d²ky moģnosti shrom§ģdit spektra koncovĨch ļlenŢ do skupin podle tŚ²d dle legendy 

v kombinaci s vyuģit²m automatick®ho vytvoŚen² klasifikaļn² mapy, kter§ souvisle pokrĨv§ 

celĨ obraz, d²ky ļemuģ nevznikaj² nevyklasifikovan§ m²sta, dosahuje v tomto pŚ²padŊ 

klasifikace jiģ celkov® pŚesnosti mezi 65 a 70 % (max. 69,26 %). Tyto hodnoty pŚesnosti nejsou 

nijak vĨraznŊ pŚesvŊdļiv®, avġak v kontextu zkoumanĨch dat a pŚedchoz²ch vĨsledkŢ 

klasifikace jsou to jiģ hodnoty nezanedbateln® ļili by metoda manu§ln² extrakce mohla bĨt 

pŚ²nosn§ i v dalġ²ch kroc²ch. 

 Na m²stŊ bylo tak® zjiġtŊn², jakou vypov²daj²c² hodnotu by takto nastaven§ klasifikace 

mŊla v pŚ²padŊ vyġġ² hierarchick® ¼rovnŊ (viz Tabulka 1). EnMap je pro tuto pr§ci velice 

vhodnĨm n§strojem, vzhledem k tomu, ģe ke klasifikac²m na rŢznĨch ¼rovn²ch mŢģe bĨt 

vyuģ²v§na st§le tat§ģ spektr§ln² knihovna. Se stejnĨm nastaven²m, avġak pro tŚ²dy byl a drev 

pak klasifikace dosahuje pŚesnosti 95,95 %, coģ jiģ dozajista urļitou vypov²daj²c² hodnotu m§. 

Nutno vġak dodat, ģe prostorov® informace o vĨskytu jednotlivĨch druhŢ vegetace tato 

klasifikace neposkytuje. 
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 V pŚ²padŊ testŢ klasifikac² na datech pro lokalitu Luļn² hory se na vĨsledc²ch vĨraznŊ 

podepisuje vŊtġ² heterogenita druhov®ho sloģen² pokryvu. PŚi pouģit² koncovĨch ļlenŢ 

extrahovanĨch z obrazu pomoc² n-dim vizualiz®ru nedosahuj² klasifikace pŚ²liġ uspokojivĨch 

hodnot pŚesnosti i v porovn§n² s odpov²daj²c²mi klasifikacemi dat B²l® louky (viz Obr§zek 13). 

SpolehlivŊ se vģdy, d²ky vŊtġ² spektr§ln² odliġnosti, vyklasifikuj² pouze m²sta pokryt® kameny 

a sut² s n²zkĨm zastoupen²m vegetaļn² sloģky. VŊtġinu vytvoŚenĨch masek bohuģel nelze 

jednoznaļnŊ zaļlenit do jedn® kategorie pomoc² tr®novac²ch dat. NŊkolik vĨslednĨch masek 

zab²r§ srovnatelnou plochu nŊkolika tŚ²d tr®novac²ch dat souļasnŊ, nebo naopak masky 

neodpov²daj² ģ§dn® z nich. Ve vĨsledn® klasifikaļn² mapŊ tak vznik§ velk® mnoģstv² mezer. 

Pro kaģd§ obrazov§ data tak bylo vyklasifikov§no rŢzn® mnoģstv² tŚ²d podle legendy. Validace 

pak byla poļ²t§na v jednom pŚ²padŊ pro vyklasifikovanĨ poļet tŚ²d a v druh®m pŚ²padŊ i se 

zbytkem tŚ²d vyklasifikovanĨch v jinĨch datech, pro jejich vz§jemn® porovn§n² (viz Tabulka 

7). Maxim§ln² poļet tŚ²d, kter® byly hodnoceny z celkovĨch 8, kter® se v lokalitŊ nach§zej² (af 

a afs byly pro zjednoduġen² slouļeny) byl pouze 4. 

Z vĨsledkŢ je tedy zŚejm®, ģe pro v²ce druhovŊ heterogenn² ¼zem² jako je Luļn² hora, 

ve kter®m jsou si nŊkter® druhy spektr§lnŊ velmi podobn® nemus² bĨt metoda 

poloautomatick®ho sbŊru koncovĨch ļlenŢ vhodn§. SpolehlivŊji je tedy moģno vybrat koncov® 

ļleny od vġech zachycenĨch tŚ²d pomoc² manu§ln² extrakce. Tato metoda se i v pŚ²padŊ 

B²l® louky l®pe osvŊdļila pŚi pouģit² softwaru EnMAP. Vyuģit byl opŊt regresn² algoritmus 

KernelRidge s vĨchoz²mi pravdŊpodobnostmi sloģen² spektr§ln²ch smŊs² (50% pro sloģen² ze 

2 koncovĨch ļlenŢ, 50% pro sloģen² ze 3 koncovĨch ļlenŢ) a s proporcion§ln² 

pravdŊpodobnost² tŚ²d. Jako urļuj²c² statistick§ hodnota byl vybr§n opŊt prŢmŊr. V pŚ²padŊ takto 

nastaven® klasifikace, pŚi kter® byly br§ny v potaz vġechny vegetaļn² tŚ²dy v obraze tedy 

dosahuje jej² celkov§ pŚesnost 55,85 %. StejnŊ jako v pŚ²padŊ B²l® louky byla jako obrazov§ 

data s nejvŊtġ²m potenci§lem pro dalġ² zpracov§n² vybr§na data z²skan§ v mŊs²ci srpnu. Jedn²m 

dŢvodem je porovn§n² s vĨsledky klasifikace dat B²l® louky ve stejn®m obdob² a druhĨm 

dŢvodem je to, ģe i pŚes fakt, ģe v prvn² f§zi klasifikac² v Envi nedos§hla data nejvyġġ² pŚesnosti, 

v porovn§n² s daty z ostatn²ch mŊs²cŢ se v nich nenach§zej² vĨrazn® stopy rozd²lnosti osvŊtlen² 

v jednotlivĨch pŚeletovĨch p§sech obrazu a celĨ obraz pŢsob² nejv²ce jednotnŊ. 

Protoģe v pŚ²padŊ t®to lokality nen² vĨsledn§ pŚesnost klasifikace zohledŔuj²c² vġechny 

tŚ²dy pokryvu v obraze pŚ²liġ uspokojiv§, je tedy vhodn® opŊt ovŊŚit jej² pŚesnost na vyġġ² 

hierarchick® ¼rovni. Tentokr§t bylo v obraze zachyceno v²ce klasifikovanĨch tŚ²d neģ-li  v 

pŚ²padŊ B²l® louky, a sice byl, drev, ker i kamen. Klasifikace pak na t®to ¼rovni dos§hla celkov® 
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pŚesnosti 75,02 %. Tato hodnota pŚesnosti se jiģ pŚibliģuje pŚesnosti klasifikace 

hyperspektr§ln²ch dat B²l® louky. Je vġak jeġtŊ moģnost pomoc² zmŊn nŊkterĨch parametrŢ 

hodnotu pŚesnosti zvĨġit. Konkr®tnŊ pŚi zvolen² vyrovnan® (equal) pravdŊpodobnosti tŚ²d se 

hodnota celkov® pŚesnosti klasifikace na t®to ¼rovni zvĨġila na 80,53 %. 

 Trend vĨsledkŢ klasifikac² hyperspektr§ln²ch dat pŚi pouģit² rŢznĨch zpŢsobŢ z²sk§n² 

koncovĨch ļlenŢ a nastaven² parametrŢ unmixingu byl n§slednŊ porovn§n s vĨsledky 

klasifikac² dat multispektr§ln²ch. Oļek§v§n² byla takov§, ģe multispektr§ln² data budou, co se 

tĨļe vhodnosti pro subpixelovou klasifikaci, za hyperspektr§ln²mi zaost§vat. PŚi pouģit² dat z 

jednotlivĨch mŊs²cŢ tuto hypot®zu vĨsledky klasifikace vcelku potvrzuj². Metodou 

poloautomatick®ho sbŊru koncovĨch ļlenŢ a n§sledn® klasifikace v prostŚed² EnMAP pŚi 

pouģit² vĨchoz²ho nastaven² a regresn²ho algoritmu KernelRidge dosahuje hodnota pŚesnosti 

klasifikace (ļerven) 52,39 %. Mimo jin® bylo potvrzeno, ģe algoritmus KernelRidge je pro 

zpracov§van§ vegetaļn² data nejvhodnŊjġ², respektive dosahuje nejvyġġ² pŚesnosti. Ostatn², v 

dŚ²vŊjġ²ch klasifikac²ch srovnateln® algoritmy pŚi zpracov§n² tŊchto dat dos§hly jiģ vĨraznŊ 

niģġ² pŚesnosti (LinearRegression ï 34,09 %; LinearSVR ï 30,30 %). Nutno dodat, ģe pro 

zvĨġen² pŚesnosti byly pro klasifikaci i n§slednou validaci br§ny v potaz pouze 4 nejv²ce 

zastoupen® tŚ²dy (cv, desch, mol, nard), protoģe vĨsledn® prostorov® rozm²stŊn² 

vyklasifikovanĨch ploch reprezentuj²c²ch jednotliv® koncov® ļleny se s ģ§dnou m®nŊ 

zastoupenou neshodovalo.  

V pŚ²padŊ vyuģit² multitempor§ln²ho kompozitu multispektr§ln²ch dat a jeho klasifikace 

stejnou metodou (koncov® ļleny z²skan® pomoc² n-dim) jiģ byla jej² pŚesnost nepatrnŊ vyġġ² 

(60,67 %). Kdyģ vġak bylo pŚistoupeno k metodŊ manu§ln² extrakce koncovĨch ļlenŢ, pŚesnost 

vĨsledn® klasifikace rapidnŊ vzrostla. Pro porovn§n² byly znovu pouģity pouze 4 nejv²ce 

zastoupen® tŚ²dy v obraze, nyn² vġak pŚesnosti dos§hla 87,23 % (pŚi zaļlenŊn² tŚ²dy smrk do 

klasifikace pak pŚesnost klesla na 84,93 %). N§sledn® testy se tedy snaģily tuto hodnotu 

pŚesnosti jeġtŊ co nejv²ce zvĨġit, pŚiļemģ byla testov§na jin§ nastaven² parametrŢ klasifikace, 

bylo skuteļnŊ jeġtŊ dalġ²ho zlepġen² pŚesnosti dosaģeno. Nahrazen² prŢmŊru medi§nem jakoģto 

smŊrodatn® statistick® hodnoty, od kter® se odv²j² zpracov§n² spekter koncovĨch ļlenŢ zlepġen² 

nepŚineslo, nahrazen² proporcion§ln² pravdŊpodobnosti vyrovnanou jiģ ano. Celkov§ pŚesnost 

se zlepġila na 88,85 %. 

Prob²haly takt®ģ testy vlivu zmŊn nastaven² pravdŊpodobnosti sloģen² spektr§ln²ch 

smŊs². Po zmŊnŊ vĨchoz²ho nastaven² na 40 % pro sloģen² ze 2 KĻ, 40 % pro sloģen² ze 3 KĻ 

a 20 % pro sloģen² ze 4 KĻ se celkov§ pŚesnost klasifikace m²rnŊ sn²ģila (87,01 %). Naopak pŚi 
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opŊtovn®m vypuġtŊn² spektr§ln²ch smŊs² sloģenĨch ze 4 KĻ a nastaven² rozloģen² 

pravdŊpodobnost² na 70 % pro 2 ļleny a 30 % pro 3 ļleny se vĨsledek pŚesnosti zlepġil 

na 88,96 %. Je tedy zŚejm® ģe i tento parametr m§ na vĨsledek klasifikace nezanedbatelnĨ vliv 

a kladen² dŢrazu na sloģen² spektr§ln²ch smŊs² ze 2 koncovĨch ļlenŢ je vhodn® nastaven² pro 

zkouman§ data. To by mohlo bĨt zpŢsobeno zejm®na prostorovĨm rozliġen²m dat, kter® jsou 

v pr§ci pouģity. V tomto a podobnĨch pŚ²padech, kdy se rozmŊry pixelŢ pohybuj² v Ś§du 

centimetrŢ nen² pŚ²liġ pravdŊpodobn®, ģe by se na ploġe jednoho pixelu vĨraznŊ m²sily v²ce neģ 

2 kategorie pokryvu. SamozŚejmŊ v pŚ²padŊ pr§ce s daty s prostorovĨm rozliġen²m v Ś§du metrŢ 

(Such§ a kol., 2014), nebo dokonce des²tek metrŢ jako v pŚ²padŊ dat Landsat (Senf a kol., 2020), 

je pravdŊpodobnost vz§jemn®ho m²sen² spekter vŊtġ²ho poļtu jednotlivĨch povrchŢ vyġġ². 

Posledn² testovan§ moģnost pro zlepġen² celkov® pŚesnosti klasifikace bylo navĨġen² 

poļtu koncovĨch ļlenŢ vyuģitĨch ke klasifikaci. Dosud byla v pŚ²padŊ klasifikace 

multispektr§ln²ch dat s vyuģit²m manu§ln² extrakce pouģ²v§na spektr§ln² knihovna obsahuj²c² 

20 spekter koncovĨch ļlenŢ (4 koncov® ļleny n§leģ²c² nejv²ce zastoupenĨm kategori²m a 2 

koncov® ļleny pro ostatn² vz§cnŊji zastoupen®). Pro dalġ² klasifikace byla dosavadn² knihovna 

rozġ²Śena na dvojn§sobek, celkem tedy 40 koncovĨch ļlenŢ. PŚi klasifikaci, kter§ se zaob²r§ 

pouze ļtyŚmi nejv²ce zastoupenĨmi tŚ²dami pokryvu dosahovala celkov§ pŚesnost 91,13 %, ļili 

skuteļnŊ zvĨġen² poļtu koncovĨch ļlenŢ mŢģe m²t pozitivn² vliv na vĨsledek klasifikace. 

Avġak v pŚ²padŊ klasifikace vġech tŚ²d pokryvu pŚesnost vĨraznŊ kles§ na 70,58 %, tud²ģ opŊt 

se projevuje, jak citliv§ je metoda manu§ln² extrakce koncovĨch ļlenŢ na kvalitu spektr§ln² 

knihovny. 

SamozŚejmŊ i v pŚ²padŊ multispektr§ln²ch dat bylo pŚikroļeno ke klasifikaci na vyġġ² 

hierarchick® ¼rovni. V tomto pŚ²padŊ i se zohlednŊn²m st²nŢ dosahuje vĨsledn§ pŚesnost 

hodnoty 98,16 % (nastaven² vyrovnan® pravdŊpodobnosti tŚ²d), pŚi vyuģit² spektr§ln² knihovny 

s dvojn§sobnĨm poļtem koncovĨch ļlenŢ pak 99,08 %. Metoda manu§ln² extrakce koncovĨch 

ļlenŢ se tedy nyn² jev², jako nejvhodnŊjġ² metoda pro subpixelovou klasifikaci. SamozŚejmŊ 

vġak nelze pŚehl®dnout jej² vĨrazn® vĨkyvy napŚ²ļ rŢznĨmi daty. To je zpŢsobeno t²m, ģe 

vĨsledn§ pŚesnost t®to metody je nejv²ce ovlivnŊna lidskĨm faktorem, tud²ģ zcela z§vis² na 

kvalitŊ pouģit® spektr§ln² knihovny. 

Metoda klasifikace vyuģ²vaj²c² prostŚed² MATLAB k automatick®mu vĨbŊru 

koncovĨch ļlenŢ je v koneļn®m srovn§n² metodou nepŚ²liġ pŚesnou. VĨhodou zŢst§v§ 

automatizace vĨbŊru KĻ, d²ky kter® odpad§ vliv lidsk®ho faktoru na kvalitu vĨsledn® spektr§ln² 

knihovny. StejnŊ tak je automatizace souļasnŊ i nevĨhodou v tom smyslu, ģe uģivatel nad 
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kvalitou vĨsledn® spektr§ln² knihovny nem§ kontrolu. Probl®my tak mohou vzniknout 

napŚ²klad v pŚ²padŊ, ģe se v obraze nach§zej² objekty, kter® se klasifikace tĨkat nemaj², avġak 

jejich spektr§ln² vlastnosti mohou definici ļistĨch pixelŢ, respektive koncovĨch ļlenŢ splŔovat. 

TakovĨm objektem jsou v pŚ²padŊ vyuģ²vanĨch dat napŚ²klad kalibraļn² panely (viz Obr§zek 

19). To je moģn® ļ§steļnŊ eliminovat postupem, pŚi kter®m je MATLAB vyuģit pouze k vĨbŊru 

koncovĨch ļlenŢ a n§sledn§ klasifikace prob²h§ v softwaru EnMAP. PŚi vytv§Śen² spektr§ln² 

knihovny pro klasifikaci je moģn® nevhodn® koncov® ļleny zaļlenit do jedn® skupiny a do 

klasifikace je pot® nezaŚadit. Z takovĨchto ploch vġak mŢģe bĨt algoritmem vybr§no takov® 

mnoģstv² koncovĨch ļlenŢ, ģe pro klasifikaci potŚebnĨch tŚ²d nebudou zbyl® koncov® ļleny 

dostaļuj²c² a spektr§ln² knihovna tak bude nepouģiteln§. 

 

Obr§zek 19: Kalibraļn² panel ï vlevo zachycen v obraze, vpravo fotografie z ter®nu (Kupkov§ 

a kol. 2020) 

 

  

 Dalġ²m probl®mem, kterĨ vġak nelze podobnŊ eliminovat je fakt, ģe t²mto zpŢsobem 

nelze zaruļit, ģe ke kaģd® kategorii pokryvu bude n§leģet potŚebn® mnoģstv² koncovĨch ļlenŢ. 

NŊkter® kategorie v obraze pak t²m p§dem nemusej² bĨt klasifikov§ny vŢbec na ¼kor jinĨch 

spektr§lnŊ bl²zkĨch kategori². Takto napŚ²klad v pŚ²padŊ B²l® louky byla potlaļena tŚ²da desch, 

jej²ģ uģivatelsk§ pŚesnost je vĨraznŊ niģġ², neģ v pŚ²padŊ ostatn²ch klasifikovanĨch tŚ²d (viz 

PŚ²loha 51 a 52). I tyto probl®my tedy mohou m²t vliv na to, ģe v pŚ²padŊ metody automatick®ho 

vĨbŊru koncovĨch ļlenŢ a n§sledn® klasifikace pomoc² EnMAP dosahuje nejlepġ²ch vĨsledkŢ 

klasifikace lokality B²l® louky s vyuģit²m pouze nejv²ce zastoupenĨch kategori² pomoc² metody 

N-FINDR, a to hodnoty celkov® pŚesnosti 70,24 %. V pŚ²padŊ vyuģit² softwaru MATLAB  i 

k n§sledn® klasifikaci pak dosahuje nejvyġġ² pŚesnosti klasifikace lokality B²l® louky pomoc² 
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metody PPI, a sice 74,68 %. ObecnŊ zde lze tvrdit ģe vĨbŊr KĻ metodou PPI je ¼ļinnŊjġ², jak 

je patrn® ze vz§jemn®ho porovn§n² (viz Obr§zek 15 a 16). 

 

Tabulka 13: Celkov® pŚesnosti klasifikac² ï porovn§n² nejpŚesnŊjġ²ch vĨsledkŢ (klasifikace 

pomoc² EnMAP, KernelRidge regresor) 

Klasifikace Oznaļen² v grafu Celkov§ pŚesnost [%] 

Luļn² hora, srpen 2020, KĻ manu§ln² extrakce a 75,02 

Luļn² hora, srpen 2020, KĻ manu§ln² extrakce, vyġġ² 

¼roveŔ 
b 80,53 

B²l§ louka, srpen 2020, KĻ n-dim c 74,13 

B²l§ louka, srpen 2020, KĻ manu§ln² extrakce, vyġġ² 

¼roveŔ 
d 95,95 

B²l§ louka, MT kompozit 2019, KĻ manu§ln² extrakce e 91,13 

B²l§ louka, MT kompozit 2019, KĻ manu§ln² extrakce, 

vyġġ² ¼roveŔ 
f 99,08 

 

 

Obr§zek 20: Graf porovn§n² nejpŚesnŊjġ²ch vĨsledkŢ klasifikac²  
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PŚi vz§jemn®m porovn§n² vġech vĨstupŢ je zŚejm®, ģe navzdory oļek§v§n² dos§hly 

nejvyġġ² hodnoty pŚesnosti klasifikace vych§zej²c² z multispektr§ln²ch dat B²l® louky z roku 

2019. PŚedpokl§dalo se, ģe hyperspektr§ln² data budou d²ky sv®mu vĨraznŊ vyġġ²mu 

spektr§ln²mu rozliġen² (multispektr§ln² data ï 9 p§sem, hyperspektr§ln² data ï 54 p§sem) pro 

subpixelovĨ klasifikaļn² pŚ²stup vhodnŊjġ². Uk§zalo se vġak, ģe vĨsledek klasifikace v²ce 

ovlivŔuje kvalita poŚ²zenĨch obrazovĨch dat, neģli jejich spektr§ln² podrobnost. Mohlo by se 

zd§t, ģe vĨsledek klasifikace multispektr§ln²ch dat pŚevyġuje data hyperspektr§ln² z toho 

dŢvodu, ģe v pŚ²padŊ multispektr§ln²ch dat byl ke klasifikaci nejv²ce pouģ²v§n multitempor§ln² 

kompozit. Kdyģ vġak byl vyuģ²v§n multitempor§ln² kompozit i v pŚ²padŊ hyperspektr§ln²ch dat, 

vĨsledky klasifikace byly vĨraznŊ horġ², neģ v pŚ²padŊ dat jednotlivĨch obdob² a pro dalġ² 

zpracov§n² byly prakticky nevyuģiteln® (viz PŚ²loha 74). Podle dosaģenĨch vĨsledkŢ vġak lze 

usoudit, ģe nejv²ce z§sadn² vliv na pŚesnost klasifikace m§ pouģit§ spektr§ln² knihovna 

koncovĨch ļlenŢ, jej² kvalita a velikost. S t²m je tedy ¼zce spjat i zpŢsob vytvoŚen² t®to 

knihovny, tedy metoda sbŊru koncovĨch ļlenŢ. VĨsledky rŢznĨch metod jsou napŚ²ļ vġemi 

typy dat nepŚ²liġ konzistentn², avġak ve vŊtġinŊ pŚ²padŢ bylo nejkvalitnŊjġ² klasifikace dosaģeno 

metodou manu§ln² extrakce koncovĨch ļlenŢ. To tedy ukazuje, ģe pŚes nejvŊtġ² moģnost 

negativn²ho ovlivnŊn² kvality vytvoŚen® spektr§ln² knihovny zpracovatelem je tato metoda pro 

pouģ²van§ data nejvhodnŊjġ² ze vġech pouģitĨch metod. Dalġ² dodateļn§ nastaven² parametrŢ 

klasifikaci zpŚesŔuj² jiģ jen nepatrnŊ v Ś§du jednotek procent. 

V porovn§n² s vĨġe zm²nŊnou Ś²zenou klasifikac² (celkov§ pŚesnost 95,82 %) je vġak 

nutno podotknout, ģe ģ§dn§ z pouģitĨch metod subpixelov® klasifikace podobn® ¼rovnŊ 

pŚesnosti nedos§hla. U nŊkterĨch vybranĨch klasifikac² bylo dosaģeno relativnŊ vysok® 

pŚesnosti, avġak z§sadn²m probl®mem u vŊtġiny metod je, ģe nedovedou spolehlivŊ klasifikovat 

vġechny jednotliv® druhy vegetace zachycen® v obraze a oddŊlit je od sebe, obzvl§ġtŊ v pŚ²padŊ 

m®nŊ ploġnŊ zastoupenĨch druhŢ, jako je Metliļka kŚivolak§ (af/afs) ļi OstŚice Bigelowova 

(cxbig). Tyto tŚ²dy jsou ve vŊtġinŊ pŚ²padŢ po proveden² klasifikace zaŚazeny do nŊkter® 

z ploġnŊ rozġ²ŚenŊjġ²ch kategori². Ve vŊtġinŊ pŚ²padŢ tud²ģ mus² bĨt legenda urļitĨm zpŢsobem 

zjednoduġena. SpolehlivŊ tak vysokĨch celkovĨch pŚesnost² dosahuj² pouze klasifikace na vyġġ² 

hierarchick® ¼rovni, ve kterĨch se nach§zej² pouze agregovan® skupiny pokryvu 

(viz Tabulka 1). Na t®to ¼rovni se vġak jiģ vytr§c² vĨznam klasifikace pro ¼ļel dalġ²ch ġetŚen², 

kter® se napŚ²klad zamŊŚuj² na rozġiŚov§n² invazivn²ch druhŢ v lokalitŊ. Avġak probl®my 

s klasifikac² m®nŊ ploġnŊ zastoupenĨch tŚ²d popisuje i prezentace, pŚedstavuj²c² dan§ data a 

jejich potenci§l pro bŊģnou pixelovŊ zamŊŚenou klasifikaci (Kupkov§, 2020).  
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Dosaģen® vĨsledky v t®to pr§ci vġak lze porovnat i s jinĨmi publikacemi, kter® se takt®ģ 

snaģily klasifikovat z§jmov® ¼zem² jiģ dŚ²ve. NapŚ²klad v roce 2016 Kupkov§ a kol. posuzovali 

vhodnost leteckĨch hyperspektr§ln²ch dat (senzory AISA Dual a APEX) a dat Sentinel-2A 

pr§vŊ pro klasifikaci ¼zem² Krkonoġsk® tundry v okol² Luļn² boudy. Data byla posuzov§na na 

z§kladŊ pixelovŊ orientovan® klasifikace v²ce metodami (Maximum Likelihood, Suport Vector 

Machine a Neural Net) spolu s objektovŊ orientovanou klasifikac². Nejlepġ²ch vĨsledkŢ 

klasifikace dos§hla pomoc² per-pixelov®ho SVM klasifik§toru, a to celkov® pŚesnosti 84,3 %. 

Tento vĨsledek, nen² tak markantnŊ odliġnĨ od nejlepġ²ch vĨsledkŢ subpixelov®ho pŚ²stupu. 

Nutno vġak dodat, ģe ve zm²nŊn® publikaci doch§zelo ke klasifikaci v niģġ²m mŊŚ²tku, neģ 

v pŚ²padŊ t®to pr§ce (viz Obr§zek 21). PodobnĨch vĨsledkŢ dosahuje takt®ģ dŚ²vŊjġ² publikace 

zmiŔovan§ jiģ v kapitole 2.4. (Such§ a kol., 2014), kde pixelovŊ zamŊŚen§ klasifikace 

hyperspektr§ln²ch dat ze senzoru APEX dosahuje 87,59 %. 

Podobn§ publikace zamŊŚen§ na stejn® ¼zem² vznikla o rok dŚ²ve tak® pro vyuģit² 

multispektr§ln²ch dat (Such§ a kol., 2015). Pr§ce zahrnovala zpracov§n² dat z multispektr§ln²ho 

leteck®ho sn²mkov§n² s prostorovĨm rozliġen²m 12,5 cm a 4 spektr§ln²mi p§smy. V pr§ci jsou 

takt®ģ pouģity 2 odliġn® legendy s rŢznou podrobnost². Nejvyġġ² dosaģen§ pŚesnost klasifikace 

tŊchto dat pak dos§hla 83,56 %, respektive 71,96 % pro detailnŊjġ² legendu. Klasifikace 

prob²hala na podobn®m mŊŚ²tku jako v pŚedchoz²m zm²nŊn®m pŚ²padŊ a opŊt nejsou vĨsledky 

pŚ²liġ odliġn® od subpixelov® klasifikace. 

Obr§zek 21: PŚ²klad mapov®ho vĨstupu klasifikace pixelovŊ orientovanou metodou (Kupkov§ 

a kol., 2016) 
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7.    Z§vŊr 

Mezi hlavn² c²le diplomov® pr§ce patŚilo pŚedstaven² souļasnĨch dostupnĨch moģnost² 

pro subpixelovou klasifikaci obrazovĨch dat, tuto metodu vyuģ²t ke klasifikaci dat Krkonoġsk® 

tundry a na z§kladŊ vĨsledkŢ n§slednŊ urļit potenci§l tohoto pŚ²stupu, ve srovn§n² s metodami 

vyuģ²vaj²c²mi pixelovŊ zamŊŚenou klasifikaci. 

Metoda subpixelov® klasifikace se skl§d§ z nŊkolika f§z², pŚiļemģ metod a pŚ²stupŢ k n² 

existuje v souļasnosti cel§ Śada. Samotn§ f§ze sbŊru koncovĨch ļlenŢ ke klasifikaci je velmi 

dŢleģit§ a je moģno ji prov®st nŊkolika zpŢsoby. V pr§ci jsou tyto metody dŊleny podle zpŢsobu 

mŊŚen² spektr§ln² odrazivosti na ter®nn² mŊŚen², laboratorn² mŊŚen² a mŊŚen² v poŚ²zenĨch 

obrazovĨch datech. Extrakce koncovĨch ļlenŢ z obrazovĨch dat je n§slednŊ dŊlena na 

automatick®, poloautomatick® a manu§ln² metody. Pro zkoumanĨ typ dat se nejv²ce osvŊdļil 

sbŊr koncovĨch ļlenŢ pŚ²mo z nasn²manĨch obrazovĨch dat a ve vŊtġinŊ pŚ²padŢ metodou 

manu§ln² extrakce. Tato prvotn² ļ§st klasifikace se skuteļnŊ osvŊdļila jakoģto kl²ļov§ f§ze, 

kter§ nejv²ce ovlivŔuje kvalitu vĨsledn® klasifikace. 

Samotn§ subpixelov§ klasifikace pot® vyuģ²v§ metodu spektr§ln²ho unmixingu, jej²ģ 

c²lem je pomoc² koncovĨch ļlenŢ odhalit vnitŚn² sloģen² jednotlivĨch pixelŢ na z§kladŊ jejich 

spektr§ln²ch pŚ²znakŢ, respektive zjistit, z jakĨch koncovĨch ļlenŢ se danĨ pixel skl§d§ a 

v jak®m pomŊru. VĨsledkem je vĨpoļet pravdŊpodobnosti vĨskytu vybranĨch koncovĨch ļlenŢ 

v kaģd®m pixelu v obraze. V teoretick® ļ§sti pr§ce je popisov§no vyuģit² line§rn²ch a 

neline§rn²ch metod, kter® se hod² ke klasifikaci vegetaļn²ch pokryvŢ, pŚiļemģ ke klasifikaci 

n²zk® vegetace jsou obecnŊ vyuģ²van® sp²ġe line§rn² metody. V praktick® ļ§sti jsou metody 

dŊleny sp²ġe dle softwaru, jehoģ n§stroje jsou ke klasifikaci pouģ²v§ny. Vyuģ²v§ny byly 

klasifikaļn² n§stroje poskytnut® softwary Envi a EnMAP-Box 3, k nimģ byl pŚid§n n§stroj 

vytvoŚenĨ v prostŚed² MATLAB. Metody pro vĨbŊr koncovĨch ļlenŢ a klasifikaļn² metody 

byly n§slednŊ vz§jemnŊ kombinov§ny pro dosaģen² co nejlepġ²ho vĨsledku.  
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PŚes vġechny probl®my se podaŚilo, prim§rnŊ d²ky multispektr§ln²m datŢm dos§hnout 

pŚesnosti klasifikace pŚesahuj²c² 80 %. To by mohlo naznaļovat, ģe metoda subpixelov® 

klasifikace by se v budoucnu mohla vyrovnat pixelovŊ orientovan® klasifikaci. Je vġak nutno 

podotknout, ģe v pŚ²padŊ t®to pr§ce vĨsledky tradiļn² zpŢsob klasifikace nepŚedļily. 

DoplŔuj²c²m ¼kolem pr§ce bylo tak® rozhodnut², na kter® ¼rovni podrobnosti mŢģe bĨt 

subpixelov§ metoda klasifikace spolehliv§. Podle vŊtġiny vĨsledkŢ lze za spolehlivou oznaļit 

pouze klasifikaci, pŚi kter® doch§z² k oddŊlov§n² vegetaļn²ch tŚ²d zastupuj²c² byliny, n²zk® 

kŚoviny a dŚeviny. V pŚ²padŊ klasifikace vġech jednotlivĨch druhŢ se klasifikaļn² vĨstupy ve 

vŊtġinŊ pŚ²padŢ za spolehliv® bohuģel oznaļit nedaj². Zde se potvrzuje, ģe metoda spektr§ln²ho 

unmixingu, kter§ se velice ļasto pouģ²v§ pro data zastavŊnĨch ¼zem², m§ v pŚ²padŊ oblast² 

s pŚ²liġ drobnĨmi spektr§ln²mi rozd²ly jednotlivĨch tŚ²d jeġtŊ znaļn® rezervy. Pr§ce vġak 

pŚedstavila nŊkolik postupŢ, jak tuto klasifikaci lze s obstojnĨmi vĨsledky prov®st a jakĨm 

smŊrem by se pŚ²padn® dalġ² zdokonalen² metody pro klasifikaci dat Krkonoġsk® tundry mohlo 

ub²rat. 
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Seznam pŚ²loh 

PŚ²loha 1: PŚ²klad .csv souboru k rozdŊlen² koncovĨch ļlenŢ do skupin 

spectra names level_1 level_2 

2020_08_clip (665;1197) desch Byl 

2020_08_clip (852;1334) desch Byl 

2020_08_clip (1206;1013) desch Byl 

2020_08_clip (1200;538) desch Byl 

2020_08_clip (891;1127) af Byl 

2020_08_clip (612;997) af Byl 

2020_08_clip (829;610) af Byl 

2020_08_clip (837;1193) af Byl 

2020_08_clip (336;931) nard Byl 

2020_08_clip (958;927) nard Byl 

2020_08_clip (836;1443) nard Byl 

2020_08_clip (1202;712) nard Byl 

2020_08_clip (765;1189) lis Byl 

2020_08_clip (540;1087) lis Byl 

2020_08_clip (528;1453) lis Byl 

2020_08_clip (913;1059) lis Byl 

2020_08_clip (1086;389) vres Ker 

2020_08_clip (916;547) vres Ker 

2020_08_clip (871;1076) vres Ker 

2020_08_clip (1105;1436) vres Ker 

2020_08_clip (1132;1466) bor Ker 

2020_08_clip (990;1247) bor Ker 

2020_08_clip (282;1047) bor Ker 

2020_08_clip (1049;583) bor Ker 

2020_08_clip (618;1124) smrk Drev 

2020_08_clip (987;1358) smrk Drev 

2020_08_clip (960;741) smrk Drev 

2020_08_clip (450;1009) smrk Drev 

2020_08_clip (699;962) klec Drev 

2020_08_clip (768;936) klec Drev 

2020_08_clip (768;939) klec Drev 

2020_08_clip (490;795) klec Drev 

2020_08_clip (885;1196) vyfuk Kamen 

2020_08_clip (941;1456) vyfuk Kamen 

2020_08_clip (1134;494) vyfuk Kamen 

2020_08_clip (530;447) vyfuk Kamen 

2020_08_clip (592;464) sut Kamen 

2020_08_clip (293;1390) sut Kamen 

2020_08_clip (564;1270) sut Kamen 
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PŚ²loha 2: VĨsledn§ mapa Ś²zen® klasifikace dat OBIA (B²l§ louka) 

 

PŚ²loha 3: Validaļn² chybov§ matice Ś²zen® klasifikace dat OBIA (B²l§ louka) 

  desch nard cv mol afs cxbig smrk stin ¦ȌƛǾΦ ǇǌΦ  
desch 184 1 0 0 0 0 0 0 99,45946  
nard 2 130 2 0 1 4 0 0 93,52518  
cv 1 0 297 0 0 0 0 0 99,66443  

mol 2 3 0 296 0 1 0 1 97,68977  
afs 9 6 0 0 22 3 0 0 55  

cxbig 0 2 0 0 2 6 0 0 60  
smrk 0 0 0 0 0 0 4 1 80  
stin 0 0 0 0 0 0 0 0  

 

Zprac. 
ǇǌΦ 

92,929 91,549 99,33 100 88 42,857 100   

 
         celkovł ǇǌŜǎƴƻǎǘ 95,81633 % 
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PŚ²loha 4: Vizualizace hyperspektr§ln²ch dat (B²l§ louka, ļerven 2020) 

 

 

 

 

 

 

 

 

 

 

 

 

PŚ²loha 5: Vizualizace hyperspektr§ln²ch dat (B²l§ louka, ļervenec 2020) 
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PŚ²loha 6: Vizualizace hyperspektr§ln²ch dat (B²l§ louka, srpen 2020) 

 

 

 

 

 

 

 

 

 

 

 

 

PŚ²loha 7: Vizualizace hyperspektr§ln²ch dat (B²l§ louka, z§Ś² 2020) 
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PŚ²loha 8: Vizualizace hyperspektr§ln²ch dat (Luļn² hora, ļerven 2020) 

 

 

 

 

 

 

 

 

 

 

 

 

PŚ²loha 9: Vizualizace hyperspektr§ln²ch dat (Luļn² hora, ļervenec 2020) 
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PŚ²loha 10: Vizualizace hyperspektr§ln²ch dat (Luļn² hora, srpen 2020) 

 

 

 

 

 

 

 

 

 

 

 

 

PŚ²loha 11: Vizualizace hyperspektr§ln²ch dat (Luļn² hora, z§Ś² 2020) 
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PŚ²loha 12: Vizualizace multispektr§ln²ch dat (B²l§ louka, multitempor§ln² kompozit 2019) 
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PŚ²loha 13: VĨsledn§ mapa subpixelov® klasifikace (B²l§ louka, ļerven 2020, Envi, KĻ 

 z n-dim) 

 

 

PŚ²loha 14: Validaļn² chybov§ matice klasifikace (B²l§ louka, ļerven 2020, Envi, KĻ z n-

dim) 

 desch cv mol nard none ¦ȌƛǾΦ ǇǌΦ 

desch 169 1 6 0 9 91,35135 

cv 41 135 27 0 95 45,30201 

mol 5 56 204 0 37 67,54967 

nard 0 0 0 0 0 0 

none 0 0 0 0 0  

½ǇǊŀŎΦ ǇǌΦ 78,60465 70,3125 86,07595 0   

     ŎŜƭƪƻǾł ǇǌŜǎƴƻǎǘ 64,7133758    % 
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PŚ²loha 15: VĨsledn§ mapa subpixelov® klasifikace (B²l§ louka, ļerven 2020, Envi, KĻ z 

ter®nu) 

 

 

PŚ²loha 16: Validaļn² chybov§ matice klasifikace (B²l§ louka, ļerven 2020, Envi, KĻ z 

ter®nu) 

 desch nard cv mol none ¦ȌƛǾΦ ǇǌΦ 

desch 119 12 4 0 45 66,11111 

nard 8 12 7 16 95 8,695652 

cv 32 5 210 1 50 70,4698 

mol 19 43 1 94 145 31,12583 

none 0 0 0 0 0  

½ǇǊŀŎΦ ǇǌΦ 66,85393 16,66667 94,59459 84,68468   

     celkovł ǇǌŜǎƴƻǎǘ 47,38562 % 

        

 




