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Úvod
V práci se zabýváme úlohou optimálního rozmístění skladů se zohledněním

nákladů na přepravu. Úloha vychází ze známého problému optimálního rozmís-
tění skladů, což je problém kombinatorické optimalizace nacházející uplatnění
v několika odvětvích. Standardní úloha optimálního rozmístění skladů se snaží
současně minimalizovat celkovou vzdálenost zákazníků od skladů a náklady na
vybudování skladů. Daná formulace je velmi užitečná například ve zdravotnic-
tví, kde je klíčové zdravotnická zařízení rozmístit tak, aby do nich obyvatelé ve
spádové oblasti mohli být dopraveni v co nejkratším čase.

Existují však aplikace, ve kterých takováto formulace nevede k optimálnímu
řešení vzhledem k celkovým nákladům spojeným s provozem takto umístěných
skladů. Jedná se například o náklady na dopravu, jež s umístěním skladů přímo
souvisejí. Zahrnutím nákladů na dopravu vznikne úloha, jež je kombinací kla-
sické úlohy optimálního rozmístění skladů a úlohy optimálního plánování rozvozu.
Kombinujeme tedy dvě fundamentálně odlišné úlohy. Zatímco úloha optimálního
rozmístění skladů je úlohou strategického plánování a rozhodnutí s ní spojená
jsou činěna na období několika let, úloha optimálního plánování rozvozu je úlohou
operačního plánování, jež může být přepočítávána téměř denně. Je tedy zřejmé,
že chceme-li zahrnout náklady spojené s dopravou do rozhodnutí o rozmístění
skladů, musíme uvažovat možné situace, které mohou v dlouhodobém horizontu
nastat. K tomu můžeme využít koncept stochastického programování.

Text práce je rozdělen do tří kapitol. V první kapitole představujeme koncept
stochastické optimalizace, zavádíme základní definice a na příkladech demonstru-
jeme přístupy k úlohám stochastické optimalizace.

V druhé kapitole se věnujeme samotné úloze optimálního rozmístění skladů
se zohledněním nákladů na dopravu. Zprvu rozebíráme standardní úlohu opti-
málního rozmístění skladů. Jsou uvedeny jak základní, tak komplexnější deter-
ministické i stochastické varianty tohoto problému. Dále v této kapitole před-
stavujeme problém optimálního plánování rozvozu. Opět uvádíme celou rodinu
modelů, z nichž nejkomplexnější je model s náhodnou poptávkou, omezenou kapa-
citou vozidel, časovými okny a dvěma typy skladů. Těžiště druhé kapitoly spočívá
ve formulaci několika typů úlohy optimálního rozmístění skladů se zohledněním
přepravy. V kapitole jsou uvedeny deterministické i stochastické modely. Různé
varianty modelů, v nichž figuruje náhoda, jsou buď řešeny přístupem pravděpo-
dobnostních omezení, nebo jsou formulovány jako dvoustupňové úlohy. V závěru
kapitoly uvádíme numerickou simulační studii, která vyčísluje rozdíl v celkových
nákladech při nezahrnutí, respektive zahrnutí nákladů na dopravu do rozhodnutí
o umístění skladů.

Třetí kapitola obsahově navazuje na kapitolu druhou. Je zde popsán praktický
příklad svozu odpadu, který je následně formulován jako dvouvrstvý problém
optimálního rozmístění skladů se zohledněním nákladů spojených s dopravou,
homogenní flotilou a náhodnou poptávkou řešený pomocí sdružených pravdě-
podobnostních omezení. Dále je v kapitole diskutováno, že složitost takovýchto
úloh téměř znemožňuje nalezení přesného řešení pro rozsáhlejší problémy. Proto
je v kapitole představena nová metaheuristika inspirovaná fungováním decentra-
lizované databáze blockchain a především konceptem „proof of work“. Tato nově

3



navržená metaheuristika je následně aplikována na problém svozu odpadu a její
výkonnost je v numerické studii srovnána s komerčním softwarem Gurobi a volně
dostupným softwarem CBC.
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1. Stochastické programování
V této úvodní kapitole definujeme základní pojmy a obecné úlohy determi-

nistické a stochastické optimalizace. Dále představíme základní přístupy ke sto-
chastické optimalizaci, jako je přístup jednoho scénáře, přístup pomocí střední
hodnoty účelové funkce a další. Těžiště této kapitoly bude spočívat v představení
přístupu dvoustupňové optimalizace a úlohy s pravděpodobnostními omezeními.
Jednotlivé přístupy budou předvedeny na konkrétních příkladech.

1.1 Obecná úloha stochastického programování
Nejprve definujeme obecnou úlohu nelineárního programování. Zde se přidr-

žíme formulace z Bazaraa a kol. (2005, Kapitola 1). Úlohou nelineárního progra-
mování tedy rozumíme

min f(x)
s.t. gi(x) ≤ 0, ∀i = 1, . . . ,m,

hj(x) = 0, ∀j = 1, . . . ,l,

x ∈ X,

(1.1)

kde X je podmnožina Rn, m, l ∈ N a f, g1, . . . ,gm, h1, . . . ,hl jsou funkce z Rn do
R, kde n ∈ N. Funkce f se nazývá účelová funkce, omezení typu gj(x) ≤ 0, ∀i =
1, . . . ,m, se nazývají omezení ve tvaru nerovností a omezení typu hj(x) = 0, ∀j =
1, . . . ,l se nazývají omezení ve tvaru rovností. Vektor x ∈ X, který splňuje všechna
omezení, se nazývá přípustné řešení problému (1.1) a množina takovýchto bodů
se nazývá množina přípustných řešení. Cílem je tedy najít takové přípustné řešení
x̂, pro které platí, že pro každé přípustné řešení x je f(x) ≥ f(x̂).

Speciálním případem úlohy (1.1) je úloha lineárního programování. O takové
úloze mluvíme v případě, kdy všechny funkce (t.j. účelová funkce a funkce ome-
zení) jsou lineární, a množina X je konvexní polyedrickou množinou. Potom ta-
kovou úlohu můžeme zapsat ve tvaru:

min cT x
s.t. Ax = b,

x ∈ X,

(1.2)

kde c ∈ Rn, A ∈ R(m+l)×n a b ∈ R(m+l). Je-li množina X definována sou-
stavou lineárních rovnic a přidáme-li k úloze (1.2) omezení x ≥ 0, dostaneme
takzvanou úlohu lineárního programování ve standardním tvaru. Je-li množina
X obecně podmnožinou Zp × Rn−p, kde p ∈ {0, . . . , n}, mluvíme o úloze smí-
šeného (ne)lineárního programování. Je-li p = n, mluvíme o úloze celočíselného
(ne)lineárního programování a, je-li p = 0, dostáváme zpět úlohu (ne)lineárního
programování.

Přirozeným rozšířením úlohy (1.1) je úloha parametrického programování, do
které vstupuje deterministický parametr λ ∈ Λ ⊂ Rk. Důležitou vlastností tohoto
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parametru je, že jeho hodnoty jsou předem známy. Úloha se dá zapsat ve tvaru:

min f(x, λ)
s.t. gi(x,λ) ≤ 0, ∀i = 1, . . . ,m,

hj(x,λ) = 0, ∀j = 1, . . . ,l,

x ∈ X,

(1.3)

kde f, g1, . . . ,gm a h1, . . . ,hl jsou funkce z Rn × Λ do R. Speciálním případem
úlohy (1.3) je úloha parametrického lineárního programování. Tato úloha se dá
zapsat následovně:

min c(λ)T x
s.t. A(λ)x = b(λ),

x ∈ X,

(1.4)

kde X je konvexní polyedrická množina, A(λ) : Rk → R(m+l)×n, b(λ) : Rk →
Rm+l a c(λ) : Rk → Rn. Základní vlastnosti a teoretické výsledky parametrického
programování jsou přehledně sepsány v Still (2018).

Přestaneme-li chápat parametr λ jako deterministický parametr, ale začneme
k němu přistupovat jakožto k náhodnému vektoru, dostaneme takzvanou úlohu
s náhodným parametrem. Uvažujme tedy náhodný vektor ξ = (ξ1, . . . , ξk)T , ξ(ω) :
Ω → Θ ⊂ Rk, kde (Ω, A, P ) je pravděpodobnostní prostor. Úlohu s náhodným
parametrem můžeme zapsat následovně:

min f(x, ξ)
s.t. gi(x,ξ) ≤ 0, ∀i = 1, . . . ,m,

hj(x,ξ) = 0, ∀j = 1, . . . ,l,

x ∈ X,

(1.5)

kde f, g1, . . . ,gm a h1, . . . ,hl jsou funkce z Rn × Θ do R. Množinu přípustných
řešení označme jako C(ξ) = {x ∈ X | gj(x,ξ) ≤ 0, ∀i = 1, . . . ,m; hj(x,ξ) =
0, ∀j = 1, . . . ,l}.

Při takovéto formulaci vyvstává první problém, a to jaký je význam takto de-
finované úlohy. Pokud známe realizaci ξ před vyhodnocením úlohy (1.5), proces
rozhodnutí a interpretace jsou stejné jako v případě (1.3). Pokud ale realizaci ξ
před vyhodnocením neznáme, interpretace takové úlohy není přímočará. V tako-
vém případě musíme nalézt deterministický ekvivalent úlohy (1.5), který zavádí
Kall a Wallace (1994). Úlohami stochastického programování potom rozumíme
jednotlivé přístupy k řešení úloh s náhodným parametrem.

1.2 Deterministický ekvivalent a jeho vlastnosti
V této části představíme způsoby, jakými lze přeformulovat úlohu (1.5) po-

mocí takzvaných deterministických ekvivalentů tak, aby její interpretace byla jed-
noznačná. Představíme také základní vztahy mezi těmito různými formulacemi.
K danému účelu využijeme příklad inspirovaný příkladem z Birge a Louveaux
(2011).
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Příklad. Uvažujme farmáře, který obhospodařuje 500 hektarů půdy a má tech-
nologii na pěstování pšenice, kukuřice a cukrové řepy. Ten samý farmář má také
stádo dobytka, pro které potřebuje alespoň 200 tun pšenice a 240 tun kukuřice.
Pokud se farmáři nepodaří vypěstovat dostatečný objem pšenice a kukuřice, ob-
jem, který mu chybí, může nakoupit od ostatních farmářů. Pšenici lze prodat za
170 $/t a koupit za 238 $/t, náklady na vysetí pšenice na jeden hektar jsou 150 $
a výtěžnost pšenice z jednoho hektaru je 2,5 t. Kukuřice lze prodat za 150 $/t
a lze koupit za 210 $/t, náklady na vysetí kukuřice na jeden hektar jsou 230 $
a výtěžnost jednoho hektaru je 3 t. Cena cukrové řepy podléhá následující regu-
laci. Pokud farmář prodává méně než 6 000 t, je prodejní cena 36 $/t, ale pokud
prodává více než 6 000 t, cena klesá na 10 $/t. Náklady na vysetí jednoho hektaru
cukrové řepy jsou 260 $ a výtěžnost jednoho hektaru je 20 t. Cílem farmáře je
maximalizovat zisk, respektive minimalizovat náklady.

Pro formulaci této, prozatím deterministické, úlohy zavádíme následující zna-
čení:

• c = (cP , cK , cCŘ)T , kde ci jsou náklady na vysetí jednoho hektaru plodiny i,

• v = (vP , vK , vCŘ)T , kde vi je výtěžnost z jednoho hektaru plodiny i,

• p = (pP , pK)T , kde pi je nákupní cena plodiny i,

• s = (sP , sK , sCŘV , sCŘM)T , kde si je prodejní cena plodiny i,

• r = (rP , rK)T , kde ri je minimální nutné množství plodiny i,

• I = {P, K, CŘ} – množina všech plodin,

• J = {P, K} – množina plodin, které mohou být nakoupené,

• K = {P, K, CŘV, CŘM} – množina plodin, které mohou být prodané, kde
CŘV a CŘP značí cukrovou řepu, která je prodána za větší, nebo menší
částku.

Zavedeme rozhodovací proměnné:

• x = (xP , xK , xCŘ)T , kde xi je počet hektarů, na kterých bude vysazena
plodina i,

• y = (yP , yK)T , kde yi je počet nakoupených tun plodiny i,

• w = (wP , wK , wCŘV , wCŘM)T , kde wi je počet prodaných tun plodiny i.

Tento problém lze zapsat v následující formě:

min cT x + pT y − sT w
s.t. 1T x ≤ 500,

vixi + yi − wi ≥ ri, i ∈ J,

wCŘV + wCŘM ≤ vCŘxCŘ,

wCŘV ≤ 6000,

x,y,w ≥ 0,

(1.6)

Řešení této úlohy je zaneseno do tabulky 1.1. Farmář je při aktuálním nastavení
schopen získat 118 000 $.
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Příklad. Nyní přistoupíme ke stochastickému rozšíření příkladu 1.2. Zcela přiro-
zeně je výtěžnost pole ovlivněna řadou faktorů. Jedním z nejdůležitějších faktorů
je počasí, které je velmi těžko odhadnutelné. Pro zjednodušení předpokládejme, že
vliv počasí může vést pouze ke třem scénářům, které jsou stejně pravděpodobné.
Výtěžnost pole může být průměrná, tedy stejná jako jako v původní formulaci pří-
kladu 1.2, nebo může být podprůměrná, tedy o 20 % nižší oproti průměru, nebo
může být nadprůměrná, tedy o 20 % vyšší oproti průměru. Předpokládejme, že
tato výtěžnost je vlastnost pole a tedy je stejná pro každou plodinu. Dále před-
pokládejme, že změněná výtěžnost pole neovlivní ani nákupní, ani prodejní cenu.

1.2.1 Přístup vyčkávání
Prvním přístupem, který by mohl farmář zvolit, je přístup vyčkávání. V ta-

kovém případě je realizace náhody známa v předstihu a může být zohledněna při
rozhodnutí. To vede k definici prvního deterministického ekvivalentu.

Definice 1 (Žampachová, 2009, str. 18). Přístupem vyčkávání, zkráceně WS z an-
glického Wait-and-See, rozumíme úlohu

zW S = Eξ

[︂
f(xW S(ξ), ξ)

]︂
, (1.7)

kde
f(xW S(ξ), ξ) = min

x(ξ)
[f(x(ξ), ξ) | x(ξ) ∈ C(ξ); ∀ξ ∈ Θ] . (1.8)

Příklad. Farmář by se při průměrném scénáři rozhodl tak, jak je uvedeno v ta-
bulce 1.1. Pokud by měl k dispozici informaci, že nastane podprůměrný, nebo
nadprůměrný scénář, rozhodl by se tak, jak je uvedeno v tabulce 1.2, respektive
v tabulce 1.3. Při průměrném scénáři by dosáhl zisku 118 600 $, při podprů-
měrném scénáři by dosáhl 59 950 $ a při nadprůměrném scénáři by dosáhl zisku
167 667 $. Podle definice 1 dostáváme, že zW S = −115 406 $, kde záporná hod-
nota je způsobena formulací úlohy, ve které se snažíme minimalizovat náklady
kompenzované ziskem, tedy záporné hodnoty řešení znamenají zisk.

1.2.2 Přístup střední hodnoty
Jak je z výše popsaného přístupu patrné, použití přístupu WS je schůdné

jen velmi zřídka. Často se musíme rozhodnout bez informace o realizaci náhody.
Jedním z přístupů je nahrazení náhodného vektoru pomocí vektoru středních
hodnot.

Plodina Pšenice Kukuřice Cukrová řepa

Plocha (hektar) 120 80 300
Vypěstováno (tuna) 300 240 6000
Prodáno (tuna) 100 — 6000
Nakoupeno (tuna) — — —

Tabulka 1.1: Řešení příkladu 1.2.
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Definice 2 (Žampachová, 2009, str. 19). Přístupem střední hodnoty, zkráceně EV
z anglického Expected Value, rozumíme úlohu

zEV = min f(x,Eξ(ξ))
s.t. gj(x,Eξ(ξ)) ≤ 0, ∀i = 1, . . . ,m,

hj(x,Eξ(ξ)) = 0, ∀j = 1, . . . ,l,

x ∈ X.

(1.9)

Optimální řešení úlohy (1.9) označíme xEV .

Přirozenou otázkou při použití tohoto přístupu je, jak dobré je řešení xEV .
Což nás vede k následující definici.

Definice 3 (Birge a Louveaux, 2011, str. 165). Očekávaný výsledek při použití
přístupu střední hodnoty, zkráceně EEV z anglického Expected result of using the
EV solution, je definován jako

EEV = Eξ(f(xEV , ξ)). (1.10)

Příklad. V případě farmáře přístup střední hodnoty vede ke stejné formulaci jako
(1.6), a tedy i ke stejnému řešení jako je řešení deterministického problému, uve-
dené v tabulce 1.1. Hodnota EEV je v tomto případě rovna −107 240 $.

1.2.3 Přístup střední hodnoty účelové funkce
Ve výše zmíněném přístupu jsme odstranili náhodu tím, že jsme ji nahradili

střední hodnotou. Tím jsme se ovšem připravili téměř o veškerou informaci, kterou
náhoda do úlohy vnášela. Cílem by tedy mělo být pokusit se formulovat úlohu tak,
aby obsahovala informace, které jsou obsažené v pravděpodobnostním rozdělení
náhody. To vedlo k definici takzvaného přístupu střední hodnoty účelové funkce.

Plodina Pšenice Kukuřice Cukrová řepa

Plocha (hektar) 100 25 375
Vypěstováno (tuna) 200 60 6000
Prodáno (tuna) — — 6000
Nakoupeno (tuna) — 180 —

Tabulka 1.2: Řešení příkladu 1.2 při podprůměrném scénáři.

Plodina Pšenice Kukuřice Cukrová řepa

Plocha (hektar) 183,33 66,67 250
Vypěstováno (tuna) 550 240 6000
Prodáno (tuna) 350 — 6000
Nakoupeno (tuna) — — —

Tabulka 1.3: Řešení příkladu 1.2 při nadprůměrném scénáři.
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Definice 4 (Klimeš, 2010, str. 12). Přístupem střední hodnoty účelové
funkce, zkráceně EO z anglického Expected Objective, rozumíme úlohu

zEO = min Eξ(f(x,ξ))
s.t. gj(x,ξ) ≤ 0, ∀i = 1, . . . ,m, skoro jistě

hj(x,ξ) = 0, ∀j = 1, . . . ,l, skoro jistě
x ∈ X.

(1.11)

Optimální řešení úlohy (1.11) označíme xOV .

Příklad. Pro formulaci problému farmáře ve smyslu přístupu střední hodnoty
účelové funkce rozšíříme značení zavedené v příkladu 1.1.

• S = {1,2,3} – množina scénářů,

• vs = (vs
P , vs

K , vs
CŘ)T , kde vs

i je výtěžnost z jednoho hektaru plodiny i při
scénáři s,

• ys = (ys
P , ys

K)T , kde ys
i je počet nakoupených tun plodiny i při scénáři s,

• ws = (ws
P , ws

K , ws
CŘV

, ws
CŘM

)T , kde ws
i je počet prodaných tun plodiny i při

scénáři s.

Úloha může být zapsána následovně:

min cT x + 1
|S|

∑︂
s∈S

(pT ys − sT ws)

s.t. 1T x ≤ 500,

vs
i xi + ys

i − ws
i ≥ ri, i ∈ J, s ∈ S,

ws
CŘV + ws

CŘM ≤ vs
CŘxCŘ, s ∈ S,

ws
CŘV ≤ 6000, s ∈ S,

x,ys,ws ≥ 0, s ∈ S.

(1.12)

Řešení této úlohy je sepsáno v tabulce 1.4. Dostáváme tedy, že zEO je pro tuto
úlohu rovno −108 390 $.

Můžeme si všimnout, že pro úlohu farmáře platí, že EEV > zEO. Tedy za-
nesením náhody do úlohy jsme dostali lepší řešení ve smyslu očekávaného zisku.
Konkrétně vyjádřeno, řešení EO vedlo k většímu očekávanému zisku o 1 150 $.
Metriku vyjadřující rozdíl mezi přístupy EO a EV lze definovat následovně.

Definice 5 (Birge a Louveaux, 2011, str. 165). Hodnota stochastického řešení,
zkráceně VSS z anglického Value of Stochastic Solution, je definován jako

V SS = EEV − zEO. (1.13)

V úloze farmáře si lze všimnout, že platí i vztah zEO > zW S, tedy celkově
v naší úloze platí EEV ≥ zEO ≥ zW S. Tento vztah neplatí pouze v dané úloze,
ale platí zcela obecně, jak ukazuje věta 1.
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Věta 1 (Birge a Louveaux, 2011, str. 165). Nechť EEV, zEO a zW S jsou defino-
vány jako výše. Potom platí, že

EEV ≥ zEO ≥ zW S. (1.14)

Jak lze předpokládat, nejlepší je mít k dispozici přesnou informaci o realizaci
náhody. To ovšem velmi často není možné nebo je to příliš drahé. K ocenění
takovéto informace lze použít takzvanou očekávanou hodnotu perfektní informace,
jež je definována jako EV PI = zEO − zW S. V případě farmáře je EVPI rovno
7 016 $. Pokud by pro farmáře existovala možnost koupit zaručenou informaci
o tom, jaké bude počasí, měl by tak učinit, pokud její cena bude nižší než 7 016 $.

1.3 Dvoustupňové úlohy
V této kapitole se zaměříme na takzvané dvoustupňové úlohy stochastického

programování. Základní myšlenkou dvoustupňových úloh je, že optimální roz-
hodnutí by mělo být založeno na datech, která jsou známá v době rozhodování,
a nemělo by záviset na budoucích pozorováních. Nejprve zavedeme zcela obecnou
formulaci nelineární dvoustupňové úlohy (Birge a Louveaux, 2011, kapitola 3.5).
Tato úloha má následující zápis:

min f 1(x) + D(x)
s.t. g1

i (x) ≤ 0, ∀i = 1, . . . ,m1,

h1
j(x) = 0, ∀j = 1, . . . ,l1,

(1.15)

kde D(x) = Eξ [Q(x, ξ)] a

Q(x, ξ) = min f 2(x,y(ξ),ξ)
s.t. g2

j (x,y(ξ),ξ) ≤ 0, ∀i = 1, . . . ,m2,

h2
j(x,y(ξ),ξ) = 0, ∀j = 1, . . . ,l2,

(1.16)

kde všechny funkce f 1, g1
i a h1

j pro všechna i a j jsou spojité a všechny funkce
f 2, g2

i (·, ·, ξ) a h2
j(·, ·, ξ) pro všechna i a j jsou spojité pro pevné ξ a měřitelné v ξ

pro pevné x.

Scénář Plodina Pšenice Kukuřice Cukrová řepa

Plocha (hektar) 170 80 250
Vypěstováno (tuna) 510 288 6000

Nadprůměrný Prodáno (tuna) 310 48 6000
Nakoupeno (tuna) — — —
Vypěstováno (tuna) 425 240 5000

Průměrný Prodáno (tuna) 225 – 5000
Nakoupeno (tuna) — — —
Vypěstováno (tuna) 340 192 4000

Podprůměrný Prodáno (tuna) 140 – 4000
Nakoupeno (tuna) — 48 —

Tabulka 1.4: Řešení příkladu 1.2.
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Vektor x je vektor rozhodnutí v první stupni. Jak bylo zmíněno v úvodu této
části, toto rozhodnutí musí být provedeno před realizací náhody ξ, a tedy nesmí na
ξ záviset. Tato podmínka se nazývá podmínka neanticipativity. Ve druhém stupni
této úlohy, v okamžiku, kdy je známá realizace náhody, optimalizujeme naše řešení
právě v závislosti na pozorované realizaci. Jiný pohled na druhý stupeň této úlohy
může být takový, že se jedná o rekurzi, kdy kompenzujeme nekonzistentnosti
způsobené realizací náhody. Optimální hodnotu druhého stupně tedy můžeme
chápat jako náklady spojené s kompenzací těchto nekonzistentností. Proto se
často funkce D nazývá funkcí rekurzní.

Pro tuto práci jsou však důležité speciální případy této obecné úlohy. Dále
zmíněné problémy povedou k lineární dvoustupňové celočíselné úloze, která může
být zapsána následovně:

min cT x + Eξ [Q(x, ξ)]
s.t. Ax = b,

x ∈ Zp1 × Rn1−p1 ,

(1.17)

kde
Q(x, ξ) = min q(ξ)T y(ξ)

s.t. T(ξ)x + W(ξ)y(ξ) = h(ξ),
y(ξ) ∈ Zp2 × Rn2−p2 ,

(1.18)

kde p1, p2, n1, n2 jsou nezáporná celá čísla pro která platí, že n1 ≥ p1 a n2 ≥ p2. V
závislosti na hodnotách p1, p2, n1, n2 dostáváme smíšené, pouze celočíselné nebo
spojité problémy.

Při těchto dvoustupňových úlohách může dojít k následujícím situacím. Pro
některé přípustné x z prvního stupně a některou realizaci ξ můžeme dostat zdola
neomezený problém (1.18). To by však ale znamenalo, že pro některé přípustné x
můžeme s nenulovou pravděpodobností neomezeně snižovat náklady (chápeme-li
problém jako snahu snížit náklady), což je nereálná vlastnost. Při konstrukci mo-
delu bychom měli dbát na to, aby v námi definovaném modelu takováto vlastnost
neexistovala. Dále může nastat situace, kdy pro přípustné x a některou realizaci
ξ není úloha (1.18) přípustná. Potom klademe Q(x, ξ) = ∞. Pokud toto nikdy
nenastane, mluvíme o úloze s relativně úplnou rekurzí. Pokud matice W(ξ) je
fixní, mluvíme o úloze s fixní rekurzí.

Velmi často vycházíme ze situace, kdy náhodná veličina ξ pochází z diskrét-
ního rozdělení s konečným nosičem. Tedy ξ má S scénářů, kdy každý scénář ξs

nastane s určitou pravděpodobností ps. Potom střední hodnota může být spočí-
tána následovně:

Eξ [Q(x, ξ)] =
S∑︂

s=1
psQ(x, ξs). (1.19)

A celá dvoustupňová úloha může být zapsána následujícím způsobem:

min cT x +
S∑︂

s=1
psQ(x, ξs)

s.t. Ax = b,

x ∈ Zp1 × Rn1−p1 ,

(1.20)
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kde
Q(x, ξs) = min q(ξs)T y(ξs)

s.t. T(ξs)x + W(ξs)y(ξs) = h(ξs),
y(ξs) ∈ Zp2 × Rn2−p2 .

(1.21)

Využijeme-li toho, že platí vztah (1.19), tedy že lze střední hodnotu vyjádřit po-
mocí konečné sumy, a také toho, že máme dvě minimalizační úlohy, můžeme úlohy
(1.20) a (1.21) složit a řešit rozměrnou úlohu smíšeného lineárního programování:

min cT x +
S∑︂

s=1
psqsT ys

s.t. Ax = b,

Tsx + Wsys = hs, ∀s = 1, . . . ,S,

x ∈ Zp1 × Rn1−p1 ,

ys ∈ Zp2 × Rn2−p2 , ∀s = 1, . . . ,S.

(1.22)

Ve formulaci výše používáme zkrácené značení, kde q(ξs) = qs, y(ξs) = ys,
h(ξs) = hs, T(ξs) = Ts a W(ξs) = Ws.

Příklad. Úloha farmáře se dá také formulovat jako dvoustupňový problém. V prv-
ním stupni nalezneme optimální rozložení užitné plochy mezi jednotlivé plodiny
a ve druhém stupni korigujeme řešení na základě realizace náhody. První stupeň
úlohy farmáře při dodržení značení z 1.2.3 může být zapsán následovně:

min cT x + 1
|S|

|S|∑︂
s=1

Q(x, ξs)

s.t. 1T x ≤ 500,

x ≥ 0,

(1.23)

kde
Q(x, ξs) = min pT y − sT w

s.t. vs
i xi + yi − wi ≥ ri, i ∈ J,

wCŘV + wCŘM ≤ vs
CŘxCŘ,

wCŘV ≤ 6000,

y,w ≥ 0.

(1.24)

Stejně jako výše používáme zkrácené značení. Totožně jako v (1.22) můžeme
(1.23) a (1.24) sloučit a dostaneme následující formulaci:

min cT x + 1
|S|

∑︂
s∈S

(pT ys − sT ws)

s.t. 1T x ≤ 500,

vs
i xi + ys

i − ws
i ≥ ri, i ∈ J, s ∈ S,

ws
CŘV + ws

CŘM ≤ vs
CŘxCŘ, s ∈ S,

ws
CŘV ≤ 6000, s ∈ S,

x,ys,ws ≥ 0, s ∈ S.

(1.25)

Vidíme, že se jedná o stejnou formulaci, jakou jsme dostali při použití přístupu
střední hodnoty účelové funkce (1.12).
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1.4 Pravděpodobnostní omezení
V této části se budeme zabývat dalším přístupem k úlohám stochastického pro-

gramování, kterými jsou úlohy s pravděpodobnostními omezeními. Budeme tedy
předpokládat, že v účelové funkci není obsažena náhoda. Tedy jsme ji buď od-
stranili pomocí přístupů představených v části 1.2, nebo účelová funkce skutečně
žádnou náhodu neobsahovala. Budeme tedy pracovat s následujícím problémem:

min f(x)
s.t. gi(x,ξ) ≤ 0, ∀i = 1, . . . ,m,

x ∈ X.

(1.26)

V takovémto případě máme dvě možnosti dalšího postupu. Lze uvažovat bod,
který splňuje omezení skoro jistě. Tedy za množinu přípustných řešení uvažovat
množinu

CAS = {x ∈ X | P(gi(x,ξ) ≤ 0, ∀i = 1, . . . ,m) = 1}. (1.27)
Takový přístup je ale velmi omezující a může se stát, že CAS = ∅. Proto se často od
této množiny permanentně přípustných řešení přechází k přípustným množinám,
jež obsahují body, které nemusí být permanentně přípustné. Používají se dva
přístupy. První přístup využívá takzvaná individuální pravděpodobnostní omezení
(Charnes a kol., 1958). V tomto přístupu množinou přípustných řešení rozumíme
množinu:

CI(α) = {x ∈ X | P(gi(x,ξ) ≤ 0) ≥ αi, ∀i = 1, . . . ,m}, (1.28)

kde α ∈ [0,1]m. Druhý přístup, formulovaný v Miller a Wagner (1965), využívá
takzvaná sdružená pravděpodobnostní omezení. V tomto přístupu množinou pří-
pustných řešení rozumíme množinu:

CS(α) = {x ∈ X | P(gi(x,ξ) ≤ 0, ∀i = 1, . . . ,m) ≥ α}, (1.29)

kde α ∈ [0,1]. Získáváme tedy následující tři možnosti, jak formulovat determi-
nistický ekvivalent úlohy (1.26). Úloha s permanentně přípustným řešením:

min f(x)
s.t. x ∈ CAS.

(1.30)

Úloha s individuálními pravděpodobnostními omezeními:

min f(x)
s.t. x ∈ CI(α).

(1.31)

Úloha se sdruženými pravděpodobnostními omezeními:

min f(x)
s.t. x ∈ CS(α).

(1.32)

Volba přístupu závisí stejně jako volba α, respektive α, na konkrétní specifi-
kaci problému, který chceme řešit. Typicky se jednotlivé složky α, respektive α,
volí 0,99 nebo 0,95. Zde je třeba poznamenat, že takto vysoké hodnoty kladou
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důraz na správnost rozdělení náhodné veličiny na chvostech. Příkladem může být
omezení, ve kterém hraje roli počasí, zejména teplota. Je velmi náročné vytvořit
model počasí, který dobře popisuje právě chování těchto málo pravděpodobných
extrémních výkyvů. Při volbě α, respektive α, je tedy nutné pamatovat na to,
jak dobrý máme model náhody.

Uvažujeme-li úlohu (1.26) jako úlohu deterministickou, tak Boyd a Vandenber-
ghe (2004) ukázali, že jsou-li funkce f, g1, . . . , gm konvexní a je-li X konvexní
množina, dostáváme úlohu konvexního programování, kterou umíme řešit pomocí
algoritmů uvedených v Boyd a Vandenberghe (2004). Ovšem úlohy (1.30), (1.31) a
(1.32) nejsou obecně konvexní ani za výše uvedených předpokladů. Pro konvexitu
úloh potřebujeme dodatečné předpoklady, které formuloval Prékopa (2015).

1.4.1 Formulace pomocí smíšeného programování
Nyní, stejně jako v části 1.3, uvažujme, že náhodná veličina ξ pochází z dis-

krétního rozdělení s konečným nosičem. Tedy ξ má S scénářů, kdy každý scénář
ξs nastane s určitou pravděpodobností ps. Dále předpokládejme, že X je kom-
paktní a funkce gi(·, ξ) je spojitá. Potom lze úlohy (1.31) a (1.32) formulovat jako
úlohy smíšeného programování. Začneme s úlohou s individuálními pravděpodob-
nostními omezeními. Protože gi(·, ξ) je spojitá a X je kompaktní, existuje M ∈ R
takové, že

gi(x, ξs) − M ≤ 0, ∀x ∈ X, ∀s = 1, . . . , S, ∀i = 1, . . . , m. (1.33)

Tedy úlohu (1.31) můžeme zapsat pomocí smíšeného programování jako:

min f(x)
s.t. gi(x,ξs) − M(1 − zs

i ) ≤ 0, ∀i = 1, . . . ,m, ∀s = 1, . . . ,S,
S∑︂

s=1
pszs

i ≥ αi, ∀i = 1, . . . ,m,

x ∈ X,

zs
i ∈ {0,1}, ∀i = 1, . . . ,m, ∀s = 1, . . . ,S,

(1.34)

kde binární proměnné zs
i vyjadřují, zda při daném scénáři došlo nebo nedošlo k

porušení původního omezení. Potom ∑︁S
s=1 pszs

i vyjadřuje pravděpodobnost pří-
pustnosti řešení. Velmi podobně můžeme přeformulovat i úlohu (1.32) se sdruže-
nými pravděpodobnostními omezeními.

min f(x)
s.t. gi(x,ξs) − M(1 − zs) ≤ 0, ∀i = 1, . . . ,m, ∀s = 1, . . . ,S,

S∑︂
s=1

pszs ≥ α,

x ∈ X,

zs ∈ {0,1}, ∀s = 1, . . . ,S.

(1.35)

Z formulací výše je vidět, že pokud funkce f a gi(·, ξ) jsou konvexní, dostáváme
úlohu smíšeného konvexního programování.
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2. Úloha optimálního rozmístění
skladů se zohledněním přepravy

Úloha optimálního rozmístění skladů se zohledněním přepravy (zkráceně LRP
z anglického Location-Routing Problem) je rozšířením klasické úlohy optimálního
rozmístění skladů (zkráceně FLP z anglického Facility-Location Problem). Dané
rozšíření spočívá ve zohlednění nákladů spojených s přepravou zboží z vybra-
ných skladů k zákazníkům. Jedná se tedy o kombinaci LRP a úlohy optimálního
plánování rozvozu (zkráceně VRP z anglického Vehicle-Routing Problem).

Tento přístup je poměrně starý. Uvádí se, že prvně ho použil Maranzana
(1964), který v modelu zachytil fakt, že transportní náklady přímo závisí na
poloze skladů. Je tedy jasné, že pokud úlohy FLP a VRP oddělíme, v koneč-
ném důsledku nemusíme dostat nejlepší řešení ve smyslu minimalizace celkových
nákladů. Tento fakt je detailně zkoumám v sekci 2.5.

I přesto se tyto úlohy velmi často oddělují. Jak uvádí Nagy a Salhi (2007),
jedním z důvodů je fakt, že rozmístění skladů je strategickou záležitostí, zatímco
plánování tras je záležitostí operačního plánování, která se může kdykoliv změnit
(může být přepočítávána i denně). Tedy by se neměla tato dvě rozhodnutí kom-
binovat, jelikož každé má úplně jiný časový horizont. Vezmeme-li v potaz i fakt,
že LRP vede k obecně komplexnější úloze než samotný FLP, není překvapením,
že tento problém nebyl dlouho příliš zkoumán. Většina článků pochází až z let po
roce 2000, kdy se čím dál více v plánování začínají používat tyto složené modely,
jak uvádí Schneider a Drexl (2017).

Jak bylo zmíněno výše, LRP je do jisté míry složením modelů FLP a VRP,
proto v následujících částech představíme i tyto modely. Ukážeme také jejich
různé formulace a stochastická rozšíření. Následně představíme detailně úlohu
optimálního rozmístění skladů se zohledněním přepravy a uvedeme její různá
stochastická rozšíření. V závěru této kapitoly se zaměříme na rozdíly v celkových
nákladech, které mohou plynout ze zahrnutí nebo nezahrnutí přepravních nákladů
do rozhodnutí o umístění skladů. Budou představeny výsledky krátké numerické
studie, která tyto rozdíly kvantifikuje.

2.1 Úloha optimálního rozmístění skladů
Problém optimálního rozmístění skladů obecně spočívá v nalezení optimální

polohy skladů ve smyslu minimalizace nákladů. Typicky máme k dispozici mno-
žinu potenciálních lokací skladů a množinu zákazníků, které musíme obsloužit.
Prvně tento problém formuloval Cooper (1963). Existují dvě základní formulace
tohoto problému. První z nich je takzvaná neomezená úloha optimálního rozmís-
tění skladů. Uvažujme následující značení:

• I – množina potenciálních lokací skladů,

• J – množina zákazníků,

• fi – fixní náklady na otevření skladu i,
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• cij – transportní náklady mezi skladem i a zákazníkem j

A zavedeme následující rozhodovací proměnné:

yi =
⎧⎨⎩1, jestliže sklad i je otevřen,

0, jinak,
(2.1)

xij =
⎧⎨⎩1, jestliže zákazník j je obsloužen ze skladu i,

0, jinak.
(2.2)

Neomezenou úlohu optimálního rozmístění skladů můžeme potom formulovat ná-
sledovně:

min
∑︂
i∈I

∑︂
j∈J

cijxij +
∑︂
i∈I

fiyi (2.3)

s.t.
∑︂
i∈I

xij = 1, j ∈ J, (2.4)

xij ≤ yi, i ∈ I, j ∈ J, (2.5)
xij ∈ {0,1}, i ∈ I, j ∈ J, (2.6)
yi ∈ {0,1},i ∈ I. (2.7)

Účelová funkce (2.3) vyjadřuje celkové náklady. Podmínky (2.4) a (2.5) zajišťují,
aby každý zákazník byl obsloužen z právě jednoho skladu. Často se také vyskytuje
formulace, kdy transportní náklady cij nejsou chápány jakožto náklady na cestu
ze skladu i k zákazníkovi j, ale jsou chápány jakožto náklady na převoz jedné
jednotky zboží ze skladu i k zákazníkovi j. Rozšíříme-li značení o

• dj – poptávka zákazníka j,
můžeme přeformulovat účelovou funkci, jako∑︂

i∈I

∑︂
j∈J

djcijxij +
∑︂
i∈I

fiyi. (2.8)

Druhou velmi častou formou úlohy optimálního rozmístění skladů je takzvaný
omezený problém. Omezený je ve smyslu omezené kapacity skladů. Tedy do mo-
delu musíme zahrnout fakt, že sklad může uspokojit pouze určitou část poptávky
od zákazníků. Rozšiřme tedy předchozí značení o

• Ki – je kapacita skladu i.
Uvažujeme značení jako výše, pouze upravíme význam proměnné xij následovně:

xij ≥ 0, množství zboží přepravené z i do j. (2.9)
Potom omezenou úlohu optimálního rozmístění skladů můžeme zapsat jako:

min
∑︂
i∈I

∑︂
j∈J

cijxij +
∑︂
i∈I

fiyi (2.10)

s.t.
∑︂
i∈I

xij = 1, j ∈ J, (2.11)∑︂
j∈J

djxij ≤ Kiyi, i ∈ I, (2.12)

xij ≥ 0, i ∈ I, j ∈ J, (2.13)
yi ∈ {0,1},i ∈ I. (2.14)
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Jak můžeme vidět ve formulaci výše, rozhodovací proměnná xij v této formulaci
není binární, ale je spojitá. S omezeními (2.11) a (2.12) dostáváme, že zákazní-
kova poptávka může být uspokojena z více skladů. Některé reálné situace mohou
vyžadovat, aby zákazník byl obsloužen pouze z jednoho skladu. Potom bychom
museli uvažovat xij jako binární proměnnou. I zde můžeme nahradit účelovou
funkci (2.10) účelovou funkcí (2.8), která zohledňuje poptávku zákazníka i, kde
cij jsou náklady na převoz jedné jednotky zboží z i do j.

Tyto úlohy mají mnoho různých modifikací, které reflektují speciální poža-
davky konkrétního problému. Jedním z takových rozšíření jsou vícevrstvé úlohy.
V takových úlohách do problému vstupují ještě továrny, případně další objekty,
ze kterých se zásobují příslušné sklady.

2.1.1 Stochastická rozšíření
Nyní představíme některá stochastická rozšíření úlohy optimálního rozmístění

skladů. Náhoda se může v této úloze objevovat hned na několika místech. Mohou
být náhodné například transportní náklady nebo zákazníkova poptávka. Lišit se
mohou také přístupy, které zvolíme pro řešení daného problému.

Náhodné transportní náklady

Nejprve předpokládejme, že náhodné jsou pouze náklady cij na pře-
voz jedné jednotky zboží ze skladu i k zákazníkovi j, a uvažujme neomezenou
úlohu optimálního rozmístění skladů s účelovou funkcí (2.8). Předpokládejme
také, že přiřazení zákazníků ke skladům musí být učiněno před realizací náhody.
Například tedy náklady cij závisí na aktuální ceně pohonných hmot, ale přiřazení
zákazníků ke skladům je provedené dlouho dopředu. Nejprve uvedeme poněkud
umělou formulaci, ve které ukážeme, jakým způsobem lze tuto úlohou řešit po-
mocí dvoustupňových úloh. Nejedná se o typické použití dvoustupňových úloh,
ale pouze o zajímavý degenerovaný případ. Dále ukážeme, že tento přístup je
v tomto případě ekvivalentní přístupům střední hodnoty účelové funkce (sekce
1.2.3) a střední hodnoty (sekce 1.2.2).

Uvažujme značení jako v definici neomezeného FLP rozšířené o

• zij(ξ) – proměnná druhého stupně zachycující, zda je zákazník j obsloužen
ze skladu i.

Úloha definovaná výše tedy může být formulovaná jako dvoustupňová úloha, již
lze zapsat následovně:

min
∑︂
i∈I

fiyi + EξQ(x, ξ) (2.15)

s.t.
∑︂
i∈I

xij = 1, j ∈ J, (2.16)

xij ≤ yi, i ∈ I, j ∈ J, (2.17)
xij ∈ {0,1}, i ∈ I, j ∈ J, (2.18)
yi ∈ {0,1}, i ∈ I, (2.19)
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kde

Q(x, ξ) = min
∑︂
i∈I

∑︂
j∈J

djcij(ξ)zij(ξ) (2.20)

s.t. zij(ξ) = xij, i ∈ I, j ∈ J. (2.21)

Úlohu lze také zapsat kompaktně:

min
∑︂
i∈I

fiyi + Eξ

⎡⎣∑︂
i∈I

∑︂
j∈J

djcij(ξ)xij

⎤⎦ (2.22)

s.t.
∑︂
i∈I

xij = 1, j ∈ J, (2.23)

xij ≤ yi, i ∈ I, j ∈ J, (2.24)
xij ∈ {0,1}, i ∈ I, j ∈ J, (2.25)
yi ∈ {0,1},i ∈ I, (2.26)

Z linearity střední hodnoty můžeme účelovou funkci (2.22) přepsat jako:∑︂
i∈I

fiyi +
∑︂
i∈I

∑︂
j∈J

djEξ [ci,j(ξ)] xij. (2.27)

Z tohoto vyjádření vidíme, že přístupy pomocí dvoustupňových úloh, střední
hodnoty účelové funkce (sekce 1.2.3) a střední hodnoty (sekce 1.2.2) jsou v tomto
případě ekvivalentní, tedy i hodnota stochastického řešení VSS je rovna nule.

Náhodná poptávka

Dále se budeme zabývat případem, kdy je poptávka zákazníka náhodná,
náklady jsou fixní a přiřazení zákazníků ke skladům musí být provedeno před
realizací náhody. Můžou tedy nastat situace, kdy poptávka zákazníka není plně
uspokojena, nebo naopak poptávka byla nižší, než je doručený objem. V tako-
vých případech předpokládáme, že odchylky na obě strany jsou kompenzovány,
a s tím jsou spojené vícenáklady. Například Bieniek (2015) spojuje tyto více-
náklady s nutností nenaplněnou poptávku nahradit z externích zdrojů. Bieniek
(2015) navíc rozlišuje mezi tím, jestli nenaplněná poptávka je uspokojena přímo
z externího zdroje, nebo zda je tato nenaplněná poptávka nejdříve doručena do
skladů a potom transportována k zákazníkovi. Pokud uvažujeme první případ,
v účelové funkci musíme zohlednit, že nedoručujeme celé poptávané množství, ale
pouze jeho část. V naší práci budeme formulovat úlohu pouze pro druhý případ.
Rozšíříme tedy již zavedené značení o:

• q+
j – náklady spojené s nedoručením jedné jednotky zboží k zákazníkovi j,

• q−
j – náklady spojené s překročením poptávky o jednu jednotku.

Dále budeme uvažovat rozhodovací proměnné (2.1), (2.9) a

• w+
j (ξ) – množství nenaplněné poptávky zákazníka j,

• w−
j (ξ) – množství doručeného zboží navíc pro zákazníka j,
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Formulace problému je tedy následující:

min
∑︂
i∈I

fiyi +
∑︂
i∈I

∑︂
j∈J

cijxij + EξQ(x, ξ) (2.28)

s.t.
∑︂
i∈I

xij ≤ Myj, j ∈ J, (2.29)

xij ≥ 0, i ∈ I, j ∈ J, (2.30)
yi ∈ {0,1},i ∈ I, (2.31)

kde

Q(x, ξ) = min
∑︂
j∈J

g+
j w+

j (ξ) +
∑︂
j∈J

g−
j w−

j (ξ) (2.32)

s.t. w+
j (ξ) − w−

j (ξ) = dj(ξ) −
∑︂
i∈I

xij, j ∈ J, (2.33)

w+
j (ξ) ≥ 0, j ∈ J, (2.34)

w−
j (ξ) ≥ 0, j ∈ J. (2.35)

Úlohu můžeme zapsat také kompaktně:

min
∑︂
i∈I

fiyi +
∑︂
i∈I

∑︂
j∈J

cijxij + Eξ

⎡⎣ ∑︂
j∈J

g+
j w+

j (ξ) (2.36)

+
∑︂
j∈J

g−
j w−

j (ξ)
⎤⎦

s.t.
∑︂
i∈I

xij ≤ Myj, j ∈ J, (2.37)

w+
j (ξ) − w−

j (ξ) = dj(ξ) −
∑︂
i∈I

xij, j ∈ J, (2.38)

xij ≥ 0, i ∈ I, j ∈ J, (2.39)
yi ∈ {0,1},i ∈ I, (2.40)
w+

j (ξ) ≥ 0, j ∈ J, (2.41)
w−

j (ξ) ≥ 0, j ∈ J. (2.42)

2.2 Optimální plánování rozvozu
Optimální plánování rozvozu pomocí dopravních prostředků (anglicky Vehicle

Routing Problem) je problém nalezení optimálních cest ze skladů k zákazní-
kům. Typicky tyto cesty musí splňovat hned několik podmínek, které odrážejí
konkrétní reálnou situaci. Kompilaci různých formulací dopravního problému
uvádí například Liong a kol. (2008). Na úlohu optimálního plánování rozvozu
se velmi často nahlíží také pomocí teorie grafů, kdy uvažujeme graf G = (V,A),
kde V = {1, . . . ,n} je množina vrcholů, která reprezentuje sklady a zákazníky,
a A = {(i,j) | i ∈ V, j ∈ V } je množina hran, která reprezentuje cesty mezi
vrcholy. Často se předpokládá, že mezi každými dvěma vrcholy vede cesta. To
odráží i definice množiny A. V řeči teorie grafů bychom řekli, že graf G je úplný a
neorientovaný. Náklady na cestu z i do j reprezentuje takzvaná distanční matice
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C = (cij)(i∈V,j∈V ), ve které platí, že cii = 0 pro i ∈ V a cij > 0 pro i ∈ V a j ∈ V .
Dále se také předpokládá, že distanční matice C je symetrická a splňuje trojúhel-
níkovou nerovnost, tedy platí cij ≤ cik+ckj pro i,j,k ∈ V . Optimálním plánováním
rozvozu pomocí dopravních prostředků potom rozumíme nalezení v jistém smyslu
optimálních cest v grafu G, které splňují dodatečné podmínky. Tyto podmínky
jsou typicky:

• Každý zákazník je navštíven právě jednou.

• Každá cesta začíná a končí ve stejném skladu.

• Každé vozidlo může absolvovat pouze jednu cestu.

Nejprve formulujeme problém, ve kterém předpokládáme, že máme k dispo-
zici několik skladů, vozidla se stejnou kapacitou, a chceme, aby byly splněny
podmínky výše. Zavedeme tedy následující značení:

• I – množina skladů,

• J – množina zákazníků,

• K – množina vozidel,

• N = I ∪ J – množina všech vrcholů,

• Q – kapacita vozidel,

• cij – náklady na cestu z i do j,

• dj – poptávka zákazníka j.

Zavedeme následující rozhodovací proměnné:

xijk =
⎧⎨⎩1, jestliže vozidlo k jede mezi i a j,

0, jinak,
(2.43)

ujk − pomocná reálná proměnná pro eliminaci nevalidních cest vozidla k.
(2.44)

Úloha může být potom zapsána následovně:

min
∑︂
i∈N

∑︂
j∈N

∑︂
k∈K

cijxijk (2.45)

s.t.
∑︂
k∈K

∑︂
i∈N

xijk = 1, j ∈ J, (2.46)
∑︂
i∈N

xijk −
∑︂
i∈N

xjik = 0, j ∈ N, k ∈ K (2.47)∑︂
i∈I

∑︂
j∈J

xijk ≤ 1, k ∈ K, (2.48)

uj1k − uj2k + |J |xj1j2k ≤ |J | − 1, k ∈ K, j1, j2 ∈ J (2.49)∑︂
j∈J

∑︂
i∈N

djxijk ≤ Q, k ∈ K, (2.50)

xijk ∈ {0,1}, i,j ∈ N, k ∈ K, (2.51)
ujk ≥ 0, j ∈ J, k ∈ K, (2.52)
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kde omezení (2.46) zajišťuje, že zákazník je obsloužen právě jednou. Omezení
(2.47) zajišťuje, že pokud vozidlo přijede do vrcholu j, také ho opustí, což im-
plicitně také zahrnuje to, že se vozidlo vrátí zpět do skladu, ze kterého vyráželo.
Podmínka (2.48) zajišťuje, že vozidlo může absolvovat pouze jednu cestu. Ome-
zení (2.49) zabraňuje vzniku subcyklům mezi zákazníky, tedy všechny trasy musí
začínat ve skladu. Tato podmínka by také mohla být nahrazena podmínkou∑︂

i∈N

∑︂
j∈N

∑︂
k∈K

xijk ≤ |S| − 1, S ⊂ J, |S| ≥ 2. (2.53)

Dále podmínka (2.50) zajišťuje nepřekročení kapacity vozidel. Formulovaný model
by se anglickou terminologií dal označit jako Multi Depot Homogenous Fleet
Vehicle Routing Problem (MD-HF-VRP).

Dalším rozšířením dopravního modelu může být zahrnutí časového harmono-
gramu. Tedy každý zákazník má definované časové okno, ve kterém si přeje být
obsloužen. Mimo náklady spojené s cestou z vrcholu i do vrcholu j potřebujeme
tedy znát i čas, za který se z vrcholu i dostaneme do vrcholu j. Rozšíříme tedy
značení o:

• tij > 0 – čas přesunu z i do j,

• [ai, bi] – časové okno určené pro obsluhu vrcholu i.

Předpokládáme, že pro tij platí stejné vlastnosti jako pro cij, tedy splňuje troj-
úhelníkovou nerovnost, tii = 0 a tij = tji. Dále také předpokládáme, že ai < bi

a ai = 0 pro i ∈ I. Rozšíříme rozhodovací proměnné o:

• si – čas příjezdu do i.

Potom takzvaný Multi Depot Homogenous Fleet Vehicle Routing Problem with
Time Windows (MD-HF-VRP-TW) může být zapsán jako:

min
∑︂
i∈N

∑︂
j∈N

∑︂
k∈K

cijxijk (2.54)

s.t. (2.46) − (2.50),
xijk(si + tij − sj) ≤ 0, i ∈ N, j ∈ J, k ∈ K, (2.55)
ai ≤ si ≤ bi, i ∈ N, k ∈ K, (2.56)
(2.51) − (2.52).

Nerovnost (2.55) zajišťuje časovou stabilitu, tedy vyžaduje, aby platilo, že součet
času začátku obsluhy v předcházejícím vrcholu a času přejezdu byl menší než
čas začátku obsluhy v aktuálním vrcholu, pokud má být daná cesta realizována.
Tato podmínka je v této základní formě nelineární a může být zlinearizována
následovně:

si + tij − sj ≤ T (1 − xijk), i ∈ N, j ∈ J, k ∈ K, (2.57)

kde T je dostatečně velká konstanta. Nerovnosti (2.56) zajišťují dodržení časo-
vého okna pro obsluhu zákazníka. V tomto modelu zcela zanedbáváme čas nutný
pro obsluhu zákazníka. V mnoha aplikacích tento čas není zanedbatelný. V tom
případě bychom zavedli nový parametr úlohy
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• bi – čas nutný na vyložení/naložení jedné jednotky zboží v i.

Podmínku (2.55) bychom přeformulovali:

xijk(si + tij + bidi − sj) ≤ 0, i ∈ N, j ∈ J, k ∈ K. (2.58)

Dalším zajímavým rozšířením úlohy je situace, kdy vozidla po obsloužení po-
sledního zákazníka musí před návratem do skladu udělat zastávku v dalším zaří-
zení. Tou může být v reálných úlohách myčka, benzínová pumpa a další zařízení,
která uvádějí vozidlo do stavu před jízdou. Budeme tedy uvažovat další značení:

• L – množina míst, kde musí vozidlo zastavit před návratem do skladu,

• M = I ∪ J ∪ L.

V modelu budeme vyžadovat, aby vozidlo navštívilo právě jedno místo z mno-
žiny L. Model popsaný výše přeformulujeme následovně:

min
∑︂
i∈M

∑︂
j∈M

∑︂
k∈K

cijxijk (2.59)

s.t.
∑︂
k∈K

∑︂
i∈N

xijk = 1, j ∈ J, (2.60)
∑︂
i∈M

xijk −
∑︂
i∈M

xjik = 0, j ∈ M, k ∈ K (2.61)∑︂
i∈I

∑︂
j∈J

xijk ≤ 1, k ∈ K, (2.62)

uj1k − uj2k + |J |xj1j2k ≤ |J | − 1, k ∈ K, j1, j2 ∈ J (2.63)∑︂
j∈J

∑︂
i∈N

djxijk ≤ Q, k ∈ K, (2.64)

xijk(sik + tij − sjk) ≤ 0, i,j ∈ M, k ∈ K, (2.65)
ai ≤ sik ≤ bi, i ∈ M, k ∈ K, (2.66)∑︂
i∈I

∑︂
j∈J

xijk −
∑︂
j∈J

∑︂
l∈L

xjlk = 0, k ∈ K, (2.67)
∑︂
l∈L

∑︂
i∈I

xlik −
∑︂
j∈J

∑︂
l∈L

xjlk = 0, k ∈ K, (2.68)
∑︂
i∈I

∑︂
l∈L

∑︂
k∈K

xilk = 0, (2.69)

xijk ∈ {0,1}, i,j ∈ M, k ∈ K, (2.70)
ujk ≥ 0, j ∈ J, k ∈ K. (2.71)

(2.72)

Podmínky (2.60) – (2.65) mají stejný význam jako výše. Podmínka (2.67) zajiš-
ťuje, že pokud vozidlo vyjedlo ze skladu, projede také přes některé místo z mno-
žiny L. Následující podmínka (2.68) vynucuje okamžitý návrat do skladu po ná-
vštěvě místa z množiny L. Podmínka (2.69) zakazuje návštěvu místa z množiny
L okamžitě po výjezdu ze skladu.
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2.2.1 Stochastická rozšíření
V této části se budeme zabývat stochastickými rozšířeními Optimálního plá-

nování rozvozu pomocí dopravních prostředků. Stejně jako v úloze optimálního
rozmístění skladů se může vyskytovat náhoda na několika místech a mohou být
zvoleny různé přístupy řešení. Přepravní náklady, zákazníkova poptávka nebo čas
nutný na přepravu mohou být náhodné.

Náhodná poptávka

Nejprve předpokládejme, že náhodná je poptávka zákazníka a všechny
ostatní parametry úlohy jsou známé. Nejdříve bude naším cílem stochasticky
rozšířit úlohu (2.45) – (2.52) tak, aby optimální řešení bylo přípustné alespoň
s pravděpodobností větší než α. Taková formulace vede ke stochastickému pro-
gramování s pravděpodobnostními omezeními. Tedy pokud uvažujeme náhodnou
poptávku zákazníka, musíme zajistit, aby kapacita vozidel nebyla přesažena ale-
spoň s pravděpodobnostní α. Potom můžeme formulovat model jako:

min
∑︂
i∈N

∑︂
j∈N

∑︂
k∈K

cijxijk (2.73)

s.t. (2.46) − (2.49),
P

(︂ ∑︂
j∈J

∑︂
i∈N

dj(ξ)xijk ≤ Q, k ∈ K
)︂

≥ α, (2.74)

(2.51) − (2.52),

kde podmínka (2.74) představuje sdružené pravděpodobnostní omezení, které za-
jišťuje nepřekročení kapacity vozidel alespoň s pravděpodobnostní α. Dále před-
pokládejme situaci, kde náhodná veličina ξ pochází z diskrétního rozdělení s ko-
nečným nosičem. Tedy ξ má S scénářů, kdy každý scénář ξs nastane s určitou
pravděpodobností ps. Potom můžeme použít formulaci pomocí smíšeného progra-
mování (1.35). Rozšíříme tedy rozhodovací proměnné o:

zs =
⎧⎨⎩1, jestliže x je přípustné řešení pro scénář s,

0, jinak.
(2.75)

(2.76)

A můžeme model formulovat jako:

min
∑︂
i∈N

∑︂
j∈N

∑︂
k∈K

cijxijk (2.77)

s.t. (2.46) − (2.49),
(2.51) − (2.52),∑︂
j∈J

∑︂
i∈N

dj(ξs)xijk − Q − M(1 − zs) ≤ 0, k ∈ K, s ∈ {1, . . . ,S}, (2.78)

S∑︂
s=1

pszs ≥ α (2.79)

zs ∈ {0,1}, i ∈ {1, . . . , S}. (2.80)
(2.81)
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kde podmínky (2.78) a (2.79) zajišťují nepřekročení kapacity vozidel alespoň
s pravděpodobnostní α. Ostatní podmínky mají stejný význam jako výše. Al-
ternativu k přístupu reformulace pomocí smíšeného programování představuje
Bertsimas (1992).

Další zdroje možné náhody

Jiné modely, ve kterých se objevují další zdroje náhody, uvedeme už bez de-
tailní formulace, pouze odkážeme na literaturu. Zdrojem náhody může být na-
příklad situace, kdy zákazník má nenulovou poptávku jen s určitou pravděpo-
dobnostní. Takovou situaci modeluje Jézéquel (1985), jenž uvádí dvoustupňový
model. V prvním stupni navštíví všechny zákazníky a ve druhém stupni, kdy už
je známá poptávka zákazníků, přeskočí zákazníky, kteří mají nulovou poptávku.

Pokud uvažujeme dopravní problém s časovými okny, dalším zdrojem náhody
může být doba jízdy mezi jednotlivými vrcholy. Takový problém je řešen například
v Kenyon a Morton (2003).

2.3 Obecná formulace LRP
Ve výše uvedených sekcích jsme představili úlohu optimálního rozmístění

skladů a takzvaný dopravní problém. Pro oba problémy jsme představili jak de-
terministické, tak i stochastické verze modelů. Nyní využijeme těchto formulací
k formulaci nejprve deterministické a posléze i stochastické úlohy optimálního
rozmístění skladů se zohledněním přepravy.

Zprvu budeme předpokládat, že máme k dispozici množinu míst, kam můžeme
umístit potenciální sklady. Dále máme množinu zákazníků, kterou potřebujeme
z těchto skladů obsloužit. Zákazníci mají předem známou poptávku. K dispozici
máme potenciální flotilu vozů, které mají stejné parametry (rychlost, kapacita).
V souladu s úvodem této kapitoly je cílem najít optimální rozmístění skladů tak,
abychom minimalizovali celkové náklady, do nichž započítáváme jak náklady na
vybudování skladu a zakoupení vozidel, tak i náklady spojené s následnou obslu-
hou zákazníků. Trasy, během kterých budou zákazníci obslouženi, musí splňovat
následující požadavky:

• Každý zákazník je navštíven právě jednou.

• Každá cesta začíná a končí ve stejném skladu.

• Každé vozidlo může absolvovat pouze jednu cestu.

Zavedeme následující značení:

• I – množina potenciálních skladů,

• J – množina zákazníků,

• N = I ∪ J – množina všech vrcholů,

• K – množina dostupných vozidel,

• fi – fixní náklady na otevření skladu i,
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• g – fixní náklady na pořízení vozidla,

• cij – transportní náklady mezi skladem i a zákazníkem j,

• dj – poptávka zákazníka j,

• Q – kapacita vozidel.

Uvažujme následující rozhodovací proměnné:

xijk =
⎧⎨⎩1, jestliže vozidlo k jede mezi i a j,

0, jinak.
(2.82)

yi =
⎧⎨⎩1, jestliže sklad i je otevřen,

0, jinak,
(2.83)

vi − počet vozidel vyjíždějících ze skladu i, (2.84)
ujk − pomocná proměnná pro eliminaci nevalidních cest vozidla k. (2.85)

Potom problém popsaný výše může být zapsán jako:

min
∑︂
i∈I

fiyi +
∑︂
i∈I

gvi +
∑︂
i∈N

∑︂
j∈N

∑︂
k∈K

cijxijk (2.86)

s.t.
∑︂
k∈K

∑︂
i∈N

xijk = 1, j ∈ J, (2.87)
∑︂
i∈N

xijk −
∑︂
i∈N

xjik = 0, j ∈ N, k ∈ K (2.88)∑︂
i∈I

∑︂
j∈J

xijk ≤ 1, k ∈ K, (2.89)
∑︂
j∈J

∑︂
k∈K

xijk − vi = 0, i ∈ I, (2.90)

vi ≤ |K|yi, i ∈ I, (2.91)
uj1k − uj2k + |J |xj1j2k ≤ |J | − 1, k ∈ K, j1, j2 ∈ J (2.92)∑︂
j∈J

∑︂
i∈N

djxijk ≤ Q, k ∈ K, (2.93)

xijk ∈ {0,1}, i,j ∈ N, k ∈ K, (2.94)
ujk ≥ 0, j ∈ J, k ∈ K, (2.95)
vi ≥ 0, i ∈ I, (2.96)
yi ∈ {0,1}, i ∈ I. (2.97)

Tento model by se tedy dal zkráceně označit jako MD-HF-LRP. Účelová funkce
(2.86) zahrnuje náklady na otevření skladů, náklady na nákup vozidel a ná-
klady na dopravu. Podmínky (2.87) – (2.89) mají stejný význam jako podmínky
(2.46) – (2.48) ve formulaci MD-HF-VRP. Omezení (2.90) definuje počet vozidel
alokovaných ve skladu i a podmínka (2.91) omezuje počet vozidel alokovaných
do skladu tak, aby nepřesáhl maximální počet vozidel. Podmínky (2.92) a (2.93)
mají stejný význam jako (2.49) a (2.50).

Stejně jako v sekci dedikované dopravnímu problému můžeme uvažovat roz-
šíření úlohy o časový harmonogram. Každý zákazník má tedy definované časové
okno, ve kterém si přeje být obsloužen. Pro účely formulace tohoto rozšíření za-
vedeme stejně jako ve formulaci MD-HF-VRP-TW následující značení:
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• tij – čas přesunu z i do j,

• [ai, bi] – časové okno určené pro obsluhu vrcholu i.

Dále budeme předpokládat, že tij má stejné vlastnosti jako ve formulaci MD-HF-
VRP-TW. Zavedeme rozhodovací proměnnou:

• si – čas příjezdu do i.

Následně přidáním omezení (2.55) a (2.56) do modelu (2.86) – (2.97) získáme
úlohu MD-HF-LRP-TW, která lze souhrně zapsat jako:

min
∑︂
i∈I

fiyi +
∑︂
i∈I

gvi +
∑︂
i∈N

∑︂
j∈N

∑︂
k∈K

cijxijk (2.98)

s.t. (2.87) − (2.93),
xijk(si + tij − sj) ≤ 0, i ∈ N, i ∈ J, k ∈ K, (2.99)
ai ≤ si ≤ bi, i ∈ N, k ∈ K, (2.100)
(2.94) − (2.97).

(2.101)

Dalším rozšířením úlohy, které využijeme při řešení problému svozu odpadu
v praktické částí práce, je zahrnutí další vrstvy míst, kde vozidla musí zastavit.
Jak bylo uvedeno v sekci o dopravním problému, takovými místy může být myčka,
benzínová pumpa a v případě úlohy svozu odpadu skládka, kterou musí vozidla
před návratem do depa navštívit. Zavedeme tedy značení:

• L – množina míst, kde musí vozidlo zastavit před návratem do skladu,

• M = I ∪ J ∪ L,

• hl – fixní náklady na vybudování zastávky před návratem do skladu l.

Uvažujme také rozhodovací proměnnou:

wl =
⎧⎨⎩1, jestliže je místo l otevřeno,

0, jinak.
(2.102)
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Potom takovýto model může být zapsán jako:

min
∑︂
i∈I

fiyi +
∑︂
i∈I

gvi +
∑︂
i∈M

∑︂
j∈M

∑︂
k∈K

cijxijk +
∑︂
l∈L

hlwl (2.103)

s.t.
∑︂
k∈K

∑︂
i∈N

xijk = 1, j ∈ J, (2.104)
∑︂
i∈M

xijk −
∑︂
i∈M

xjik = 0, j ∈ M, k ∈ K (2.105)∑︂
i∈I

∑︂
j∈J

xijk ≤ 1, k ∈ K, (2.106)
∑︂
j∈J

∑︂
k∈K

xijk − vi = 0, i ∈ I, (2.107)

vi ≤ |K|yi, i ∈ I, (2.108)
uj1k − uj2k + |J |xj1j2k ≤ |J | − 1, k ∈ K, j1, j2 ∈ J (2.109)∑︂
j∈J

∑︂
i∈N

djxijk ≤ Q, k ∈ K, (2.110)

xijk(si + tij − sj) ≤ 0, i,j ∈ M, k ∈ K, (2.111)
ai ≤ si ≤ bi, i ∈ M, k ∈ K, (2.112)∑︂
i∈I

∑︂
j∈J

xijk −
∑︂
j∈J

∑︂
l∈L

xjlk = 0, k ∈ K, (2.113)
∑︂
l∈L

∑︂
i∈I

xlik −
∑︂
j∈J

∑︂
l∈L

xjlk = 0, k ∈ K, (2.114)
∑︂
i∈I

∑︂
l∈L

∑︂
k∈K

xilk = 0, (2.115)
∑︂
j∈J

∑︂
k∈K

xjlk ≤ |K|wl, l ∈ L, (2.116)

xijk ∈ {0,1}, i,j ∈ M, k ∈ K, (2.117)
ujk ≥ 0, j ∈ J, k ∈ K, (2.118)
vi ≥ 0, i ∈ I, (2.119)
wl ∈ {0,1}, l ∈ L, (2.120)
yi ∈ {0,1}, i ∈ I. (2.121)

Účelovou funkci (2.103) jsme rozšířili o člen, který zohledňuje náklady na vý-
stavbu míst pro zastávku před návratem do depa. Podmínka (2.113) zajišťuje, že
vozidlo udělá zastávku před návratem do depa v místě z množiny L, pokud z depa
vyjelo. Okamžitý návrat po zastávce v místě z množiny L je vynucen podmínkou
(2.114). Podmínka (2.115) zakazuje návštěvu místa z množiny L okamžitě po
výjezdu ze skladu. Podmínka (2.116) neumožňuje zastávku v místě z množiny L,
které nebylo aktivováno.

2.4 Stochastická rozšíření
V této části představíme stochastická rozšíření úlohy optimálního rozmístění

skladů se zohledněním přepravy. Budeme vycházet z formulace (2.103) – (2.121).
V daném případě se může náhoda v úloze vyskytovat hned na několika místech.
Náhodné mohou být náklady, poptávka zákazníka a také doba jízdy mezi jednot-
livými vrcholy.
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Náhodné náklady

Nejprve uvažujme, že jsou náhodné náklady. Obecně se ale dá předpoklá-
dat, že náklady na vybudování skladů a dalších zařízení, stejně jako náklady na
koupi vozidel, jsou fixní. Projekt, který by neměl předem definovanou cenu rea-
lizace staveb, je jen těžko představitelný a v praxi akceptovatelný. Budeme tedy
předpokládat, že jsou náhodné pouze náklady na přepravu. Podobně jako v sekci
2.1.1 můžeme tuto úlohu formulovat uměle jako dvoustupňovou úlohu, ve které
předpokládáme, že rozhodnutí o realizaci skladů a rozvržení cest musí být známo
před realizací náhody. Jedná se tedy o rozhodnutí v prvním stupni úlohy. Druhý
stupeň úlohy bude vyjadřovat náklady spojené s dopravou. Formulace by pro-
bíhala podobně jako v sekci 2.1.1. Využijeme-li buď tuto umělou dvoustupňovou
formulaci, nebo přístup střední hodnoty účelové funkce (sekce 1.2.3), nebo přístup
střední hodnoty (sekce 1.2.2), vždy dostaneme následující úlohu:

min
∑︂
i∈I

fiyi +
∑︂
i∈I

gvi +
∑︂
l∈L

hlwl +
∑︂
i∈M

∑︂
j∈M

∑︂
k∈K

Eξ[cij(ξ)]xijk (2.122)

s.t. (2.104) − (2.121).

Náhodná poptávka

Další situací, kdy do LRP může vstupovat náhoda, je neznámá poptávka.
Toto je pro LRP poměrně typické, protože jak bylo zmíněno v úvodu této kapi-
toly, umístění skladů je strategické rozhodnutí na několik let, a proto, chceme-li
zohlednit dopravu v tomto rozhodnutí, musíme zahrnout časový horizont, pro
který rozhodnutí činíme. Přirozeně poptávka zákazníků se může v tomto hori-
zontu významně změnit. V závislosti na specifičnosti problému zvolíme příslušný
přístup k řešení tohoto stochastického problému.

Nejprve uvažujme situaci, ve které jsme za neuspokojenou poptávku klienta
pokutováni. Neuspokojením poptávky budeme v tomto případě chápat neodve-
zení odpadu, tedy neexistuje nic jako příliš odvezeného odpadu. Budeme opět
předpokládat, že rozhodnutí o výstavbě skladů a rozvržení cest musí být učiněno
před realizací náhody. Formulujeme tedy dvoustupňovou úlohu, kde rozhodnutí
o výstavbě skladů a rozvržení cest je učiněno v prvním stupni úlohy, a v dru-
hém stupni úlohy je spočtena penalizace za nenaplnění poptávky. Rozšíříme tedy
značení o:

• q+ – pokuta za nenaplnění jedné jednotky poptávky.

Zavedeme následující rozhodovací proměnné:

• γ+
k (ξ) – množství nenaplněné poptávky při jízdě vozu k,

• γ−
k (ξ) – množství volné kapacity ve voze po jízdě vozu k,

Potom dvoustupňová úloha popsaná výše může být zapsaná jako:

min
∑︂
i∈I

fiyi +
∑︂
i∈I

gvi +
∑︂
l∈L

hlwl +
∑︂
i∈M

∑︂
j∈M

∑︂
k∈K

cijxijk + EξQ(x,ξ) (2.123)

s.t. (2.104) − (2.109),
(2.111) − (2.121),
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kde

Q(x, ξ) = min
∑︂
k∈K

q+γ+
k (ξ) (2.124)

s.t. γ+
k (ξ) − γ−

k (ξ) =
∑︂
i∈N

∑︂
j∈J

dj(ξ)xijk − Q, k ∈ K (2.125)

γ+
k (ξ) ≥ 0, k ∈ K, (2.126)

γ−
k (ξ) ≥ 0, k ∈ K. (2.127)

Účelová funkce (2.124) zachycuje pokutu spojenou s nenaplněním poptávky. Pod-
mínky (2.125) – (2.127) definují míru nenaplnění poptávky.

Dalším přístupem, jenž lépe vyhovuje strategickému plánování, je model
s pravděpodobnostními omezeními. Tento model můžeme formulovat jako:

min
∑︂
i∈I

fiyi +
∑︂
i∈I

gvi +
∑︂
i∈M

∑︂
j∈M

∑︂
k∈K

cijxijk +
∑︂
l∈L

hlwl (2.128)

s.t. (2.104) − (2.109),
(2.111) − (2.121),
P

(︂ ∑︂
j∈J

∑︂
i∈N

dj(ξ)xijk ≤ Q, k ∈ K
)︂

≥ α, (2.129)

kde α je minimální požadovaná pravděpodobnost, že splníme poptávku zákaz-
níků. Dále předpokládejme situaci, kdy náhodná veličina ξ pochází z diskrétního
rozdělení s konečným nosičem. Tedy ξ má S scénářů, kdy každý scénář ξs na-
stane s určitou pravděpodobností ps. Potom můžeme použít formulaci pomocí
smíšeného programování (1.35). Rozšíříme tedy rozhodovací proměnné o:

zs =
⎧⎨⎩1, jestliže x je přípustné řešení pro scénář s,

0, jinak.
(2.130)

(2.131)

Model potom může být zapsán jako:

min
∑︂
i∈I

fiyi +
∑︂
i∈I

gvi +
∑︂
i∈M

∑︂
j∈M

∑︂
k∈K

cijxijk +
∑︂
l∈L

hlwl (2.132)

s.t. (2.104) − (2.109),
(2.111) − (2.121), (2.133)∑︂
j∈J

∑︂
i∈N

dj(ξs)xijk − Q − M(1 − zs) ≤ 0, k ∈ K, s ∈ {1, . . . ,S}, (2.134)

S∑︂
s=1

pszs ≥ α (2.135)

zs ∈ {0,1}, s ∈ {1, . . . ,S}. (2.136)

Podmínky (2.134) – (2.135) zajišťují dodržení minimální pravděpodobnosti pří-
pustnosti optimálního řešení. Ostatní podmínky plní stejnou roli jako ve formu-
lacích výše.
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2.5 LRP vs. FLP – VRP
V úvodu této kapitoly jsme se zamysleli nad tím, zda je vůbec smysluplné

kombinovat úlohu optimálního rozmístění skladů s dopravním problémem. Uvedli
jsme myšlenku, která staví oba problémy do odlišné role v rámci strategického plá-
nování. Je doporučováno tyto dva problémy neslučovat. V daném případě bychom
tedy náklady na dopravu nezahrnuli do rozhodnutí, ale uvažovali bychom pouze
strategické umístění v kontextu polohy zákazníků. To ovšem povede k suboptimál-
ním výsledkům vzhledem k celkovým nákladům, jak je ukázáno na následujícím
příkladě.
Příklad. Předpokládejme, že množina míst, které musíme obsloužit, je
{A,B,C,D}. Množina potenciálních skladů je {A,E}. Cena na vybudování skladů
je pro obě místa shodná a je tak vysoká, že není optimální v žádném z přístupů
vybudovat sklad na obou místech. Dále předpokládejme, že umístění skladů, zá-
kazníků a cest odpovídá obrázku 2.1, kde délka hrany čtverce je d.

E

D

A B

C

Obrázek 2.1: Rozmístění skladů a zákazníků.

Nejprve uvažujme situaci, kdy nejdříve určíme umístění skladů bez ohledu na
náklady spojené s dopravou, a poté určíme náklady nutné na dopravu.

• Sklad v A – potom vzdálenost od všech zákazníků je 2d +
√

2d.

• Sklad v E – potom vzdálenost od všech zákazníků je 2
√

2d.

Na základě těchto hodnot se rozhodneme, že umístíme sklad v bodě E. Doprava
vypadá tak, že ze skladu v bodě E navštívíme jednoho ze zákazníků a poté po-
kračujeme po hranách tak, abychom navštívili všechny zákazníky. Následně se
vrátíme zpět do skladu v bodě E. Celkové náklady na dopravu poté činí

√
2d+3d.

Jedno z optimálních řešení je zobrazeno na obrázku 2.2.
Nyní uvažujme přístup, kdy do rozhodnutí o umístění skladu zahrneme i ná-

klady na dopravu. Z diskuze výše víme, že pokud umístíme sklad do bodu E,
celkové náklady budou

√
2d + 3d. Pokud umístíme sklad do bodu A, optimálním

způsobem dopravy je cesta ke všem zákazníkům po hranách čtverce, jak je uve-
deno na obrázku 2.3. Toto vede k celkovým nákladům ve výši 4d, což jsou nižší
celkové náklady v porovnání s přístupem výše.
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Obrázek 2.2: Optimální řešení (modrá trasa) při rozdělení FLP a VRP.

E

D

A B

C

Obrázek 2.3: Optimální řešení (modrá trasa) při zohlednění nákladů na dopravu
(LRP).

2.5.1 Numerické porovnání – deterministické modely
Z tohoto příkladu je patrné, že nezohlednění nákladů na dopravu při rozhodo-

vání o umístění skladů může vést k neoptimálnímu řešení vzhledem k celkovým
nákladům. Přirozenou otázkou tedy je, o kolik procent můžeme snížit celkové
náklady, zahrneme-li do rozhodnutí vliv nákladů na dopravu.

V této části provedeme numerickou studii, kde na menších úlohách porovnáme
přístup, ve kterém do rozhodnutí zahrneme náklady na dopravu, a přístup, v němž
do rozhodnutí náklady na dopravu nezahrneme. Tedy oddělíme FLP a VRP.

Nejprve budeme uvažovat deterministický problém, v němž máme množinu
potenciálních skladů, množinu vozidel, které můžeme použít, a množinu zákaz-
níků, které musíme obsloužit. Budeme tedy uvažovat následující formulace. Pro
problém optimálního rozmístění skladů budeme uvažovat model (2.3) – (2.7). Pro
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dopravní problém využijeme modelu:

min
∑︂
i∈N

∑︂
j∈N

∑︂
k∈K

cijxijk +
∑︂
i∈I

gvi (2.137)

s.t. (2.46) − (2.50),∑︂
j∈J

∑︂
k∈K

xijk − vi = 0, i ∈ I, (2.138)

(2.51) − (2.52).

Tento model je rozšířením modelu (2.45) – (2.52), kdy do účelové funkce přidá-
váme náklady spojené s provozem dopravního prostředku. Pro problém optimál-
ního rozmístění skladů se zohledněním přepravy použijeme model (2.86) – (2.97).

Rozlišíme celkem tři situace. Nejdříve budeme uvažovat situaci, kdy náklady
na vybudování skladů o jeden řád převyšují náklady spojené s dopravou. Dalším
případem bude situace, kdy náklady na vybudování skladů jsou řádově stejné
jako náklady na dopravu. V posledním případě budeme předpokládat, že ná-
klady na vybudování skladů jsou o řád nižší než náklady spojené s dopravou. Pro
každou situaci provedeme dvacet simulací vstupních dat a pro každou simulaci
model vyřešíme. Fixovaná bude dimenze úloh, ve kterých budeme uvažovat tři po-
tenciální místa pro umístění skladů, tři vozidla a osm zákazníků. Taková dimenze
úloh byla zvolena, abychom byli schopni tyto úlohy řešit přesně v rozumném čase.

V situaci, kdy náklady na vybudování skladů jsou o řád vyšší než náklady
spojené s dopravou, se dá očekávat, že oba přístupy povedou k podobnému řešení,
protože náklady na vybudování skladů jsou natolik vysoké, že vliv dopravy bude
zanedbatelný a nezmění rozhodnutí, které by bylo učiněno bez zohlednění nákladů
na dopravu. Tuto myšlenku podporují i výsledky numerické studie, které jsou
uvedeny v příloze v tabulce A.1. V tabulce je patrné, že pouze v jednom případě
došlo ke zlepšení.

Podobně, pokud náklady na vybudování skladů jsou řádově nižší než náklady
na dopravu, nedá se předpokládat, že se výsledky obou přístupů budou významně
lišit. To je způsobeno tím, že se spíše vyplatí vybudovat nový sklad, než prodlu-
žovat některou trasu. Tedy zákazníci jsou už v rámci FLP dobře přiřazeni ke
skladům a není prostor to nikterak měnit jiným trasováním. Výsledky v tabulce
A.2 ukazují, že průměrně došlo ke snížení celkových nákladů o 1,98 %. Nejvyšší
dosažené snížení nákladů bylo o 4,4 %.

Jako poslední budeme zkoumat možnost, kdy náklady na vybudování skladů
a náklady na dopravu jsou řádově stejné. V tomto případě je potenciál, že za-
hrnutím nákladů na dopravu změníme pozici umístění skladů, a tedy snížíme
i celkové náklady. To se potvrdilo i v numerické studii, jejíž výsledky jsou za-
neseny v tabulce A.3. Průměrně došlo ke snížení celkových nákladů o 7,49 %.
Nejvyšší dosažené snížení nákladů bylo o 17,3 %.

2.5.2 Numerické porovnání – stochastické modely
V této části budeme uvažovat stochastická rozšíření modelů z předchozí sekce,

kdy poptávka zákazníků je náhodná. V modelu FLP poptávka nefiguruje, tedy
pro FLP uvažujeme model (2.3) – (2.7). V modelech VRP a LRP, ve kterých je
náhodná poptávka zahrnuta, zvolíme přístup pomocí pravděpodobnostních ome-
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zení. Budeme předpokládat celkem padesát stejně pravděpodobných scénářů po-
ptávky. Pro VRP uvažujeme model:

min
∑︂
i∈N

∑︂
j∈N

∑︂
k∈K

cijxijk +
∑︂
i∈I

gvi (2.139)

s.t. (2.77) − (2.79),∑︂
j∈J

∑︂
k∈K

xijk − vi = 0, i ∈ I. (2.140)

(2.141)

Tento model je rozšířením modelu (2.77) – (2.79), kdy do účelové funkce přidá-
váme náklady spojené s provozem dopravního prostředku. Pro LRP uvažujeme
model (2.132) – (2.136).

Stejně jako výše rozlišíme tři situace. Nejdříve budeme uvažovat situaci, kdy
náklady na vybudování skladů o jeden řád převyšují náklady spojené s dopravou.
Dalším případem bude situace, kdy náklady na vybudování skladů jsou řádově
stejné jako náklady na dopravu. V posledním případě budeme předpokládat, že
náklady na vybudování skladů jsou o řád nižší než náklady spojené s dopravou.
Pro každou situaci provedeme dvacet simulací vstupních dat a pro každou simu-
laci model vyřešíme. Dimenze úloh bude stejná jako výše. Pro všechny situace
budeme uvažovat α = 0,90.

Ve všech třech situacích, které rozlišujeme, je opodstatněná stejná argumen-
tace, kterou jsme použili v případě, kdy poptávka zákazníků byla deterministická.
V případě vyšších nákladů na vybudování skladů zahrnutím nákladů na dopravu
došlo v průměru ke snížení celkových nákladů o 0,13 %, kdy ke snížení došlo
pouze ve čtyřech případech, jak ukazuje tabulka A.6. V situaci, kdy náklady na
dopravu řádově převyšují náklady na vybudování skladů, zahrnutím těchto ná-
kladů na dopravu do rozhodnutí došlo ke snížení celkových nákladů v průměru
o 2,10 %. Výsledky pro tento případ jsou zaneseny v tabulce A.5. Stejně jako
v případě deterministické poptávky došlo k největší úspoře celkových nákladů
v situaci, kdy náklady na dopravu a vybudování skladů jsou řádově stejné. Jak je
uvedeno v tabulce A.4, došlo k průměrnému snížení celkových nákladů o 6,47 %.
Nejvíce došlo ke snížení nákladů o 18,8 %.

Scénář Deterministické Stochastické

Minimum 0,00 % 0,00 %
Vyšší náklady na dopravu Průměr 1,98 % 2,10 %

Maximum 4,60 % 4,50 %
Minimum 0,00 % 0,00 %

Nižší náklady na dopravu Průměr 0,26 % 0,13 %
Maximum 5,20 % 1,18 %
Minimum 0,00 % 0,00 %

Řádově stejné náklady Průměr 7,49 % 6,47 %
Maximum 17,30 % 18,80 %

Tabulka 2.1: Shrnutí výsledků numerické simulační studie.
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2.5.3 Shrnutí
V této části jsme provedli krátkou numerickou studii, ve které jsme ukázali, že

za určitých okolností může zahrnutí nákladů na dopravu do rozhodnutí o umístění
skladů vést ke snížení celkových nákladů až o 18 %. K takovému snížení může
dojít v případě, kdy náklady na dopravu jsou řádově stejné jako náklady na vybu-
dování skladů. Naopak úspora celkových nákladů je téměř nulová, pokud náklady
na vybudování skladů řádové převyšují náklady spojené s dopravou. Souhrnné
výsledky studie jsou uvedeny v tabulce 2.1.

Je třeba si uvědomit, že interpretace modelu LRP je zcela jiná než interpretace
modelu FLP. Zatímco v modelu FLP hledáme rozmístění skladů tak, aby bylo co
nejstrategičtější vzhledem k poloze zákazníků, v modelu LRP hledáme rozmís-
tění skladů tak, aby bylo co nejlepší vzhledem k celkovým nákladům spojeným
s dopravou. To přirozeně může vést k tomu, že takovéto rozmístění nebude příliš
strategické vzhledem k poloze zákazníků. To je patrné na příkladu 2.5. Použitím
přístupu FLP jsme se rozhodli umístit sklad do bodu E, tedy do úplného středu.
Naopak při použití přístupu LRP jsme se rozhodli sklad umístit do bodu A, tedy
na okraj množiny zákazníků. V takovém případě může být snížení celkových ná-
kladů zahrnutím nákladů na dopravu do rozhodnutí o umístění skladů chápáno
jako cena za upuštění od strategického rozmístění skladů. Z tohoto důvodu se do-
mníváme, že doporučení o rozmístění skladů pomocí přístupu LRP by mělo vždy
být spojeno s doporučením o rozmístění skladů pomocí přístupu FLP – VRP,
aby bylo možné rozhodnout, zda snížení celkových nákladů odpovídá hodnotě
upuštění od strategického rozmístění skladů vzhledem k poloze zákazníků.
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3. Řešení problému svozu odpadu
V této kapitole budeme řešit problém svozu odpadu. Níže popsaný problém lze

formulovat jako stochastickou úlohu optimálního rozmístění skladů se zohledně-
ním nákladů spojených s přepravou. Uvedeme formulaci problému pomocí prav-
děpodobnostních omezeních a představíme možnosti řešení.

3.1 Popis problému
V současné době probíhá řada urbanizačních procesů, které mění sociálně

prostorové uspořádání společnosti. Často dochází k výstavbě zcela nových částí
měst nebo předměstských částí, což s sebou přináší nutnost vybudování zcela
nové infrastruktury a zajištění základních služeb, jako je například svoz komu-
nálního odpadu. Tento fenomén popsali Ouředníček a Temelová (2008). Posky-
tovatel svozu odpadu následně musí zakoupit několik vozidel, jimiž bude svoz
odpadu realizován. Dále musí vybudovat centra, ve kterých budou vozidla bázo-
vána a ze kterých budou vyjíždět. Poskytovatel musí také zajistit skládky, na něž
bude odpad svážet.

Z podstaty problému je patrné, že rozhodnutí o nákupu vozidel, umístění cen-
ter a výběru skládek je dlouhodobého charakteru a činí se na několik let. V takto
dlouhém horizontu mohou kumulativní náklady spojené s dopravou řádově do-
sáhnout počátečních nákladů na vybudování center a zajištění skládek. Tedy, jak
je diskutováno v sekci 2.5, zahrnutím nákladů spojených s dopravou do rozhod-
nutí o umístění center a polohy skládek může dojít k výraznému snížení celkových
nákladů.

Denní množství vyprodukovaného odpadu jednou osobou se liší v závislosti na
mnoha faktorech. Takovými faktory mohou být roční období, den v týdnu i různé
sociálně-ekonomické faktory, jak uvádí Trang a kol. (2017). Je tedy zřejmé, že
množství vyprodukovaného odpadu se může den ode dne lišit a musí být tedy
chápáno jako náhodná veličina. V takovém případě může objednavatel vyžadovat,
aby poskytovatel alespoň s určitou pravděpodobností odvezl veškerý odpad od
všech zákazníků (domácností či jiných objektů produkujících odpad).

Cílem poskytovatele je vybudovat centra a vybrat skládky tak, aby minima-
lizoval celkové náklady a dostál požadavku objednavatele. Zároveň také musí být
zohledněny následující podmínky.

• Každé vozidlo může vyjet pouze jednou.

• Po jízdě musí vozidlo vysypat odpad na skládce a vrátit se do centra, ve
kterém je bázováno.

• Každý zákazník je navštíven pouze jednou.

3.2 Formulace modelu
V této části formulujeme problém popsaný výše pomocí smíšeného lineárního

programování. Budeme uvažovat následující značení:
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• I – množina míst, kde mohou být umístěna centra,

• J – množina zákazníků,

• L – množina skládek,

• K – množina dostupných vozidel,

• M = I ∪ J ∪ L,

• N = I ∪ J,

• fi – fixní náklady na vybudování centra i,

• g – fixní náklady na nákup vozidla,

• hl – fixní náklady spojené s provozem skládky l,

• cij – transportní náklady mezi i a j,

• ξ – náhodná veličina pocházející z diskrétního rozdělení s konečným nosi-
čem,

• S – počet scénářů náhodné veličiny ξ,

• ps – pravděpodobnost realizace scénáře ξs,

• dj(ξs) – poptávka zákazníka j při realizaci scénáře s,

• Q – kapacita vozidel,

• M – dostatečně velká konstanta k linearizaci omezení,

• α – minimální pravděpodobnost neporušení omezení.

Uvažujme následující rozhodovací proměnné:

xijk =
⎧⎨⎩1, jestliže vozidlo k jede mezi i a j,

0, jinak.
(3.1)

yi =
⎧⎨⎩1, jestliže centrum i je otevřeno,

0, jinak,
(3.2)

wl =
⎧⎨⎩1, jestliže je využívána skládka l,

0, jinak.
(3.3)

zs =
⎧⎨⎩1, jestliže x je přípustné řešení pro scénář s,

0, jinak.
(3.4)

vi − počet vozidel bázovaných v centru i, (3.5)
ujk − pomocná proměnná pro eliminaci nevalidních cest vozidla k. (3.6)
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Potom takto formulovaný problém, jenž lze nazvat dvouvrstvým problémem op-
timálního rozmístění skladů se zohledněním nákladů spojených s dopravou, ho-
mogenní flotilou a náhodnou poptávkou, může být zapsán následovně:

min
∑︂
i∈I

fiyi +
∑︂
i∈I

gvi +
∑︂
i∈M

∑︂
j∈M

∑︂
k∈K

cijxijk +
∑︂
l∈L

hlwl (3.7)

s.t.
∑︂
k∈K

∑︂
i∈N

xijk = 1, j ∈ J, (3.8)
∑︂
i∈M

xijk −
∑︂
i∈M

xjik = 0, j ∈ M, k ∈ K (3.9)∑︂
i∈I

∑︂
j∈J

xijk ≤ 1, k ∈ K, (3.10)
∑︂
j∈J

∑︂
k∈K

xijk − vi = 0, i ∈ I, (3.11)

vi ≤ |K|yi, i ∈ I, (3.12)
uj1k − uj2k + |J |xj1j2k ≤ |J | − 1, k ∈ K, j1, j2 ∈ J (3.13)∑︂
j∈J

∑︂
i∈N

dj(ξs)xijk − Q − M(1 − zs) ≤ 0, k ∈ K, s ∈ {1, . . . ,S}, (3.14)

S∑︂
s=1

pszs ≥ α (3.15)∑︂
i∈I

∑︂
j∈J

xijk −
∑︂
j∈J

∑︂
l∈L

xjlk = 0, k ∈ K, (3.16)
∑︂
l∈L

∑︂
i∈I

xlik −
∑︂
j∈J

∑︂
l∈L

xjlk = 0, k ∈ K, (3.17)
∑︂
i∈I

∑︂
l∈L

∑︂
k∈K

xilk = 0, (3.18)
∑︂
j∈J

∑︂
k∈K

xjlk ≤ |K|wl, l ∈ L, (3.19)

xijk ∈ {0,1}, i,j ∈ M, k ∈ K, (3.20)
ujk ≥ 0, j ∈ J, k ∈ K, (3.21)
vi ≥ 0, i ∈ I, (3.22)
yi ∈ {0,1}, i ∈ I (3.23)
wl ∈ {0,1}, l ∈ L, (3.24)
zs ∈ {0,1}, s ∈ {1, . . . ,S}. (3.25)

Účelová funkce i všechna omezení mají stejný význam jako v modelu
(2.132) – (2.136) formulovaném v sekci 2.4.

3.3 Řešení problému
V této části se budeme zabývat řešením problému svozu odpadu definovaného

výše. Jak bylo uvedeno v kapitole 2, jedná se o problém kombinující problém
optimálního rozmístění skladů s problémem plánování rozvozu. Vzhledem k faktu,
že problém optimálního rozmístění je NP-těžký (Fowler a kol., 1981) stejně jako
problém plánování rozvozu (Toth a Vigo, 2002), je řešení problému optimálního
rozmístění skladů se zohledněním přepravy obecně velmi složité. Další úroveň
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složitosti do naší úlohy vnáší náhodná poptávka a sdružené pravděpodobnostní
omezení, které lze chápat jako jistou formou úlohy batohu, kdy přidáním dalšího
úseku do jedné z cest zvyšujeme pravděpodobnost překonání kapacity vozidla.
Neboť se také jedná o NP-těžkou úlohu (Korte a Vygen, 2012, kapitola 17), stojíme
před řešením problému, jenž je kombinací tří NP-těžkých úloh.

3.3.1 Přesné řešení
V úvodu této části jsme nastínili velkou složitost námi definované úlohy, se

kterou se musíme při řešení potýkat. Přesné algoritmy jsou schopny podobně
složité problémy řešit pouze pro relativně malé úlohy. Toto tvrzení podporuje
fakt, že v přehledu publikovaných článků na téma optimálních rozmístění skladů
se zohledněním dopravy, jež publikovali Schneider a Drexl (2017), je pouze šest
článků, které představují přesný algoritmus. Typicky se jedná o články, které řeší
jednodušší úlohy. Jedná se například o článek autorů Belenguer a kol. (2011),
již představili algoritmus větví a řezů jakožto řešení omezeného deterministic-
kého problému optimálního rozmístění skladů se zohledněním nákladů přepravy.
I přes velké množství řezů zužujících prostor řešení, které autoři představili, se
jim povedlo vyřešit úlohu s maximálně padesáti zákazníky a pěti sklady. Pro ví-
cestupňové nebo stochastické problémy v kompilaci článků nejsou uvedeny žádné
texty představující přesně řešení, natož pak představující přesné řešení pro více-
stupňový stochastický problém. Ve většině případů tedy autoři volí heuristické
přístupy, jimiž se snaží najít optimální řešení alespoň přibližně.

K nalezení přesného řešení lze využít kvalitní optimalizační software určený
pro řešení celočíselného lineárního programování. Avšak tento přístup, jak bylo
naznačeno výše, selhává pro úlohy vyšší dimenze. Tento fakt bude později demon-
strován v rámci numerické studie. Výkonnostní kvality tohoto přístupu závisejí na
několika aspektech, například výkonnosti použitého hardwaru, kvalitě použitého
softwaru a samotné formulaci úlohy, kdy přidáním omezení zmenšujících prostor
řešení jsme schopni snížit výpočetní čas. Protože použitý hardware i formulace
problému jsou většinou před samotným výpočtem pevně dané, je velmi obtížné,
nebo dokonce nemožné je zlepšit. Často tedy jediným bodem, který je při řešení
problému volitelný, je optimalizační software. Optimalizační softwary se dají roz-
dělit do dvou skupin na volně přístupné a komerční, jejichž licence jsou velmi
drahé.

Takovým příkladem komerčního softwaru je řešič Gurobi od společnosti Gu-
robi Optimization Inc., jenž je považován za velmi kvalitní. Například Meindl a
Templ (2013) publikovali porovnání několika komerčních a volně přístupných soft-
warů, ve kterém právě Gurobi dosahoval nejlepších výsledků. V tomto srovnání
také figuruje volně dostupný software CBC, jehož název je zkratkou z anglického
COIN-OR branch and cut. Jak anglický název napovídá, jedná se o implemen-
taci algoritmu větví a řezů. Tento software je součástí obecné iniciativy COIN-
OR (Computational Infrastructure for Operations Research) sdružující volně do-
stupné softwary, o které hovoří Lougee (2003). Z výsledků uvedených ve zmiňova-
ném srovnání však vyplývá, že řešič CBC dosahuje ve srovnání s ostatními řešiči
průměrných výsledků. V níže uvedené numerické studii mimo jiné porovnáme
výkonnost těchto dvou řešičů i my.
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3.3.2 Blockchain metaheuristika
V této části představíme námi navržený heuristický algoritmus, který je inspi-

rován fungováním decentralizované databáze blockchain a především konceptem
proof of work, jenž představil Nakamoto (2009). Námi navrhovaná metaheuristika
umožňuje prohledávání velkého okolí aktuálního řešení. Algoritmy, které prohle-
dávají pouze malé okolí aktuálního řešení, mohou snadno uvíznout v lokálním
minimu, čemuž se algoritmy jako Tabu search (Glover a kol., 2008) nebo Si-
mulated Annealing (Henderson a kol., 2006) snaží předejít. Přesto malé okolí
aktuálního řešení může být limitem zejména v úlohách, které v sobě, podobně
jako stochastická úloha optimálního rozmístění skladů se zohledněním přepravy,
kombinují několik problému najednou. Jak bude možno vidět z popisu námi na-
vržené metaheurstiky níže, při běhu algoritmu dochází k akceptaci pouze řešení s
lepší hodnotou účelové funkce. V námi popsané verzi se tedy jedná o jistou formu
horolezeckého algoritmu (Hill-climbing algoritmu). Zásadní rozdíl mezi námi na-
vrhovanou heuristikou a horolezeckým algoritmem je způsob prohledávání stavo-
vého prostoru. Dříve než vysvětlíme princip Blockchain metaheuristiky (zkráceně
BCM), zavedeme základní definice využívající názvosloví spojené s blochainem,
kryptoměnami a konceptem proof of work.

Uvažujme obecnou minimalizační úlohu kombinatorické optimalizace P po-
psanou trojicí (E, F , f), kde E je konečná množina, F ⊂ 2E je množina přípust-
ných řešení a f je účelová funkce definovaná na 2E.

Definice 6 (Transakce a mutace). Nechť (E, F , f) je minimalizační úlohou kom-
binatorické optimalizace. Potom transakcí rozumíme zobrazení

∆ : 2E → 2E.

Dále nechť ∆1 a ∆2 jsou transakce a x ∈ F , potom mutací druhého stupně pří-
pustného řešení úlohy P rozumíme složení transakcí (∆1 ◦ ∆2)(x) = ∆2(∆1(x)).
Značíme ji uspořádanou dvojicí [∆1,∆2]. Mutaci obecně n-tého stupně definujeme
analogicky.

Dále uvažujme konečnou indexovou množinou I, |I| = T > 0 a množinu
transakcí T = {∆i, i ∈ I}. Potom množinou všech mutací založené na množině
transakcí T rozumíme množinu

ΠT ={[∆π(i1), . . . , ∆π(ik)], k ∈ {1, . . . , T}, Ik ⊂ I, Ik ̸= ∅, π ∈ SIk
,

∆i1 , . . . , ∆ik
∈ T},

kde SIk
je množina všech permutací na množině Ik.

Lemma 2. Pro množinu ΠT všech mutací založené na množině transakcí T platí,
že

|ΠT| ≈ e · T !. (3.26)

Důkaz. Z definice množiny ΠT vyplývá že se jedná o množinu všech variací bez
opakování všech řádů. Platí tedy vztah

ΠT =
T⋃︂

i=1
V (i,T ),
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kde V (i,T ) je množina všech variací bez opakování i-té třídy z T prvků. Jelikož
množiny V (i,T ) jsou z definice po dvou disjunktní, platí následující vztah

|ΠT| =
T∑︂

i=1
|V (i,T )| =

T∑︂
i=1

T !
(T − i)! = T !

T∑︂
i=1

1
(T − i)! = T !

T −1∑︂
i=0

1
i! .

Jelikož platí že,
∞∑︂

i=0

1
i! = e,

dostáváme uvedenou aproximaci.

Dále definujeme blok a představíme základní vlastnosti.

Definice 7 (Blok). Nechť (E, F , f) je minimalizační úlohou kombinatorické op-
timalizace, dále nechť xP ∈ F a T je nějaká množina transakcí. Potom blokem
rozumíme trojici (fP , xP , T), kde fP = f(xP ).

Definice 8 (Vytěžitelný blok). Nechť (E, F , f) je minimalizační úlohou kombi-
natorické optimalizace a nechť (fP , xP , T) je blok. Říkáme, že blok (fP , xP , T) je
takzvaně vytěžitelný, jestliže existuje mutace M ∈ ΠT taková, že M(xP ) ∈ F a
zároveň f(M(xP )) < fP .

Lemma 3. Nechť (E, F , f) je minimalizační úlohou kombinatorické optimali-
zace, T je nějaká množina transakcí a nechť (fP , xP , T) je blok takový, že xP je
optimální řešení této úlohy. Potom tento blok není vytěžitelný.

Důkaz. Toto tvrzení je přímým důsledkem definice vytěžitelného bloku. Jelikož
xP je optimálním řešením, potom nemůže existovat mutace M ∈ ΠT taková, že
M(xP ) ∈ F a f(M(xP )) < fP . Protože kdyby existovala, podařilo se nám nalézt
lepší přípustné řešení M(xP ), což by byl spor s optimalitou řešení xP .

Definice 9 (Vytěžený blok). Nechť (E, F , f) je minimalizační úlohou kombi-
natorické optimalizace, dále nechť xP , xN ∈ F , T je nějaká množina transakcí
a M ∈ ΠT. Potom vytěženým blokem rozumíme šestici (fP , xP , T, M, xN , fN),
kde trojice (fP , xP , T) je vytěžitelný blok, mutace M je mutací, která dokazuje
vytěžitelnost tohoto bloku, xN = M(xP ) a fN = f(xN).

Vytěžený blok je základním prvkem algoritmu BCM. Graficky je tento prvek
zobrazen na obrázku 3.1.

Definice 10 (Blockchain). Nechť (E, F , f) je minimalizační úlohou kombinato-
rické optimalizace, dále nechť n ∈ N, Bk = (fk−1, xk−1, Tk, Mk, xk,fk) je vytěžený
blok pro všechna k ∈ {1, . . . ,n} a nechť B0 = (∞, 0, ∅,0, x0,f0) (Genesis blok).
Potom blockchainem rozumíme konečnou posloupnost vytěžených bloků {Bk}n

k=0.

V následujícím lemmatu představíme triviální vlastnosti blockchainu, které
budou následně využity při popisu algoritmu.

Lemma 4. Nechť (E, F , f) je minimalizační úlohou kombinatorické optimalizace
a nechť {Bk}n

k=0 je blockchain. Potom platí:

(i) Posloupnost {fk}n
k=0 je klesající.
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Hodnota účelové funkce
předchozího řešení

Předchozí řešení

Množina transakcí

Finální mutace

Nové řešení

Hodnota účelové
funkce nového řešení

Blok

Obrázek 3.1: Struktura bloku v BCM.

(ii) Řešení xk ∈ F pro všechna k ∈ {0, . . . , n}.

(iii) min{fk, k ∈ {0, . . . , n}} = fn.

Důkaz. Bod (i) je přímým důsledkem vlastnosti vytěženého bloku. Jelikož každý
prvek blockchainu je vytěžený blok, musí platit, že fk−1 > fk pro každé k ∈
{1, . . . , n}. Tedy posloupnost {fk}n

k=0 je klesající.
Bod (ii) je také důsledkem toho, že Bk je vytěžený blok, tedy xk je přípustné

řešení.
Bod (iii) plyne z bodu (i). Jelikož posloupnost {fk}n

k=0 je klesající a konečná,
minima se nabývá v posledním prvku posloupnosti.

Během běhu algoritmu dochází k postupnému přidávání vytěžených bloků do
blockchainu. Z vlastností blockchainu uvedených v lemmatu 4 vyplývá, že po
ukončení běhu algoritmu je nejlepší nalezené přípustné řešení součástí posledního
bloku v blockchainu.

Průběh algoritmu

V této části popíšeme průběh algoritmu BCM a uvedeme odpovídající pseu-
dokód.

• Inicializace

V prvním kroku algoritmu dojde k vytvoření Genesis bloku, což je první blok
blockchainu. Inicializace se liší problém od problému. Námi použitá metoda ini-
cializace je popsaná níže.
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• Hlavní iterace

Hlavní iteraci algoritmu opakujeme, dokud není naplněno jedno ze tří zastavo-
vacích kritérií popsaných níže. Nejdříve dojde k vygenerování množiny transakcí
T a vytvoření nového bloku s touto množinou. Velikost množiny transakcí závisí
na parametru
num_of_transactions_per_block. Následně dochází k ověření vytěžitelnosti nově
vygenerovaného bloku. Ověření vytěžitelnosti nazýváme těžbou. Samotný proces
ověření vytěžitelnosti je založen na konceptu proof of work. Během těžby jsou
náhodně voleny mutace z množiny ΠT. Pokud náhodně zvolená mutace proka-
zuje vytěžitelnost bloku, je tento blok rozšířen a jako vytěžený blok přidán do
blockchainu. Pokud k nalezení takové mutace v rámci povoleného počtu iterací
(parametr max_iter_in_block) nedojde, blok je prohlášen za nevytěžitelný a není
do řetězce přidán. Jak ukazuje lemma 2, počet mutací roste s faktoriálem velikosti
množiny transakcí, obecně je tedy velmi složité vytěžitelnost vyvrátit a v běhu
algoritmu se musíme spokojit pouze s prohledáním zlomku množiny ΠT.

Jednotky zajišťující těžbu se nazývají těžaři. Je patrné, že těžaři jsou vzá-
jemně nezávislí, tudíž můžeme algoritmus plně paralelizovat. Tento přístup tak
také nabízí možnost zapojení externí výpočetní kapacity pro velmi rozsáhlé úlohy
s velkými množinami transakcí. U menších úloh může paralelizace vést naopak
ke zpomalení výpočtu, neboť v okamžiku vytěžení bloku je nutné ostatní procesy
zastavit.

• Půlení

S rostoucím počtem vytěžených bloků získáváme stále lepší řešení, tudíž je
v pokročilém běhu algoritmu vytěžení bloků složitější než na začátku. Vyšší po-
čet prvků v množině transakcí je tedy velmi užitečný především v počátku běhu
algoritmu, kdy nalezení zlepšující mutace i vyššího stupně není příliš složité. V po-
kročilém běhu algoritmu je naopak vyšší počet prvků v množině transakcí na ob-
tíž, neboť těžaři náhodně zkouší i mutace vyšších řádů, které typicky v pokročilé
fázi algoritmu už nevedou ke zlepšení.

Proto v algoritmu zavádíme takzvané půlení (halving). Zde se opět kvůli kon-
zistentnosti přidržíme terminologie z oblasti kryptoměn i přesto, že je v našem
případě mírně nepřesná. Přesnějším označením by bylo krácení, neboť během vý-
počtu krátíme počet prvků v množině transakcí (parametr num_of_transactions
_per_block) a počet maximálního počtu iterací při těžbě jednoho bloku (pa-
rametr max_iter_in_block). Krácení probíhá vždy po určitém počtu hlavních
iterací a řídí se parametrem halving_coef udávajícím koeficient, jímž krátíme
počet prvků a iterací (při hodnotě 0,5 jde skutečně o půlení), a parametrem
num_halvings, který udává počet krácení při běhu algoritmu.

• Zastavovací kritéria

BCM má celkem tři zastavovací kritéria. První kritérium je triviální a je za-
ložené na maximálním počtu hlavních iterací. Je charakterizováno parametrem
max_iter.

Dalším kritériem je tzv. kritérium brzkého zastavení (early stopping), jež
slouží k zamezení prodlužování výpočetní doby, pokud úpravy v nalezeném řešení
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vedou pouze k minimálnímu zlepšení oproti předchozím řešením. Toto kritérium
je řízeno parametrem early_stopping_num_blocks, jež udává počet naposledy vy-
těžených bloků, ve kterých zkoumáme relativní zlepšení. Hranice relativního zlep-
šení je definovaná parametrem early_stopping_improvement. Pokud tedy za po-
sledních early_stopping_num_blocks vytěžených bloků došlo k relativnímu zlep-
šení menšímu než early_stopping_num_blocks, dojde k zastavení algoritmu.

Poslední zastavovací kritérium je založené na počtu po sobě jdoucích nevy-
těžených bloků. Jak bylo popsáno výše, pokud se nepodaří těžařům blok vytěžit
v určeném počtu iterací, je tento blok označen jako nevytěžitelný a není do řetězce
přidán. Pokud počet po sobě jdoucích nevytěžitelných bloků přesáhne hranici
danou parametrem max_invalid_blocks_in_row, dojde k zastavení algoritmu.
Jak naznačuje lemma 3, pokud tedy v některém bloku dosáhneme globálního
minima (což nejsme schopni nijak ověřit), algoritmus provede ještě maximálně
max_invalid_blocks_in_row iterací, jelikož všechny další bloky už budou nevy-
těžitelné a algoritmus zastaví na posledním zastavovacím kritériu.

• Pseudokód

V této části představíme pseudokód zachycující průběh BCM popsané výše.
Nejprve představíme obecný průběh algoritmu a poté pseudokód, jímž může být
popsána těžba.

3.3.3 Aplikace Blockchain metaheuristiky
V této části představíme aplikaci BCM při řešení dvouvrstvého problému opti-

málního rozmístění skladů se zohledněním nákladů spojených s dopravou, homo-
genní flotilou a náhodnou poptávkou. Nejprve představíme hladový algoritmus,
pomocí něhož nalezneme přípustné řešení, které následně použijeme jakožto počá-
teční řešení v BCM. Dále popíšeme typy transakcí, které v rámci BCM používáme.
Nakonec představíme způsob generování množiny transakcí.

Počáteční řešení

K získání počátečního přípustného řešení použijeme speciální aplikaci hlado-
vého algoritmu, jenž v každém kroku vybírá lokální minimum a který obecně
popsal například Cormen a kol. (2009). V některých případech můžeme tímto
přístupem nalézt i řešení globální. V případě řešení našeho problému musíme
v průběhu hladového algoritmu dbát na neporušení přípustnosti plynoucí ze sdru-
ženého pravděpodobnostního omezení.

Námi navržený hladový algoritmus se skládá z několika následujících kroků.
Nejdříve nalezneme dvojici takovou centrum – zákazník , že vzdálenost mezi nimi
je nejmenší. Tím položíme základ pro nově vznikající cestu. Na tomto místě před-
pokládáme, že pravděpodobnost nepřekročení kapacity vozidla po navštívení jed-
noho zákazníka je alespoň rovna parametru úlohy α, jinak je úloha nepřípustná.

Dále nalezneme zákazníka, jenž nebyl ještě navštíven a zároveň je nejblíže na-
posledy přidanému zákazníkovi. Provedeme kontrolu přípustnosti, tedy ověříme,
zda přidáním nového zákazníka do cesty nedojde k překročení celkové pravděpo-
dobnosti porušení kapacity všech dosud aktivovaných vozidel. Pokud k takovému
porušení dojde, takového zákazníka do cesty nepřidáváme, ale přidáme nejbližší
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Algoritmus 1 BCM – obecný algoritmus
x0 := počáteční řešení
num_iter := 0
num_invalid_block_in_row := 0
blockchain := inicializace blockchainu
blockchain.create_genesis_block(x0)
while num_iter ≤ max_iter do

transactions := generate_transactions(num_of_transactions_per_block)
block = blockchain.create_block(transactions)
valid = block.mine()
if valid = True then

blockchain.append(block)
num_invalid_block_in_row := 0

else
num_invalid_block_in_row += 1

end if
if blockchain.early_stopping_hit = True then

break
end if
if num_invalid_block_in_row ≥ max_invalid_blocks_in_row then

break
end if
if halving_in_this_iteration = True then

do_halving()
end if
num_iter += 1

end while
xN := blockchain.last_block.new_solution
fN := blockchain.last_block.new_value
return xN , fN
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Algoritmus 2 BCM – těžba
Input: blockchain
num_iter := 0
previous_sol := blockchain.last_block.new_solution
previous_val := blockchain.last_block.new_value
while num_iter ≤ max_iter_mining do

mutation := get_random_mutation(block.transactions)
new_solution := apply_mutation(previois_sol, mutation)
new_value := f(new_solution)
if new_solution is feasible and new_value < previous_val then

valid := True
block.new_solution := new_solution
block.new_value:= new_value
block.mutation := mutation
valid := True
break

else
valid := False

end if
end while
return valid

skládku a centrum, ze kterého vozidlo vyjelo. Následně provedeme znovu krok,
ve kterém nalezneme dvojici obsahující centrum a doposud nenavštíveného zá-
kazníka, mezi nimiž je vzdálenost nejmenší. Takto pokračujeme, dokud množina
nenavštívených zákazníků není prázdná.

Tímto postupem získáme přípustné řešení, jež je vstupem pro Blockchain
metaheuristiku. Je třeba poznamenat, že při takovéto konstrukci by mohla nastat
situace, kdy námi popsaný hladový algoritmus nenajde přípustné řešení, přičemž
přípustné řešení existuje. Nejedná se však v našem případě o problém, neboť
množina vozidel může být uměla zvětšena tak, aby přípustné řešení nalezl i námi
navrhovaný hladový algoritmus. Následně by v průběhu algoritmu Blockchain
metaheurstiky mělo dojít k přeuspořádání cest a k eliminaci této nadbytečné
cesty obsluhované uměle přidaným vozidlem.

Typy transakcí

Pro řešení dvouvrstvého problému optimálního rozmístění skladů se zohled-
něním nákladů spojených s dopravou, homogenní flotilou a náhodnou poptávkou
použijeme celkem čtyři typy transakcí.

• Výměna(R1, P1, R2, P2)

Transakce typu výměna vymění zákazníka na pozici P1 v cestě R1 se zákaz-
níkem na pozici P2 v cestě R2. Tato transakce dovoluje i situaci, kdy R1 = R2.
Jedná se dokonce o žádaný stav, kdy dochází k výměně zákazníků v rámci jedné
cesty. Graficky je tato transakce zobrazena na obrázku 3.2.

• Odebrání(R1, P1, R2, P2)
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Obrázek 3.2: Grafické zobrazení transakce typu Výměna(R1, P2, R2, P2).

Transakce typu Odebrání odebere zákazníka na pozici P1 v cestě R1 a přesune
ho na pozici P2 v cestě R2. Pokud odebere zákazníka z cesty obsahující pouze
jednoho zákazníka, cestu úplně odebereme z řešení. Protože je v účelové funkci
obsažen i člen vyčíslující náklady spojené s otevřením nové cesty (náklady na ná-
kup vozidla), je možnost uzavření cesty dobrou vlastností této transakce. Grafické
zobrazení transakce se nachází na obrázku 3.3.

• Centrum(R, C)

Transakce typu Centrum nahradí centrum v cestě R centrem C. Graficky je
tato transakce zobrazena na obrázku 3.4.

• Skládka(R, S)

Transakce typu Skládka nahradí skládku v cestě R skládkou S. Grafické zob-
razení lze nalézt na obrázku 3.5.

Způsob vytvoření množiny transakcí

V této části představíme způsob, jakým je konstruována množina transakcí.
Výše jsme popsali čtyři typy transakcí, které uvažujeme při řešení našeho pro-
blému, a parametr num_of_transactions_per_block, jímž se řídí celkový počet
prvků v množině transakcí.

Uvažujeme transakce typu Výměna, Odebrání, Centrum a Skládka. Počet
transakcí jednotlivých typů v množině transakcí v každém bloku je náhodný a řídí
se multinomickým rozdělením s parametry n = num_of_transactions_per_
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Obrázek 3.3: Grafické zobrazení transakce typu Odebrání(R1, P2, R2, P2).
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Obrázek 3.4: Grafické zobrazení transakce typu Centrum(R1, C2).

block a pT = (pv, po, pc, ps)T , kde pv = 0,4 vyjadřuje pravděpodobnost za-
hrnutí transakce typu Výměna, po = 0,4 vyjadřuje pravděpodobnost zahrnutí
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Obrázek 3.5: Grafické zobrazení transakce typu skládka(R1, S2).

transakce typu Odebrání, pc = 0,1 vyjadřuje pravděpodobnost zahrnutí trans-
akce typu Centrum a ps = 0,1 vyjadřuje pravděpodobnost zahrnutí transakce
typu Skládka.

Množina transakcí je tedy generována následovně. Přeznačme p1 = pv, p2 = po,
p3 = pc a p4 = ps. Dále nechť X ∼ R(0,1), poté do množiny transakcí přidáme
transakci:

i = min
⎧⎨⎩i∗ ∈ {1, . . . , 4} :

⎛⎝ i∗∑︂
j=1

pj

⎞⎠ − x ≥ 0
⎫⎬⎭,

kde x je realizace X. Toto opakujeme, dokud nenaplníme velikost množiny trans-
akcí definovanou parametrem num_of_transactions_per_block.

Kdykoliv je do množiny transakcí přidána další transakce, dojde k určení
parametrů konkrétní transakce na základě řešení získaného v minulém vytěženém
bloku.
Příklad. Předpokládejme, že v minulém vytěženém bloku bylo nalezeno řešení, jež
je zobrazeno v levé části obrázku 3.2. Budeme-li dále předpokládat, že num_of_
transactions_per_block = 6, potom vygenerovaná množina transakcí může vy-
padat takto:

T = {V ýměna(R1,P1, R1, P2), V ýměna(R1,P1, R2, P3),
Odebrání(R1,P3, R2, P2), Odebrání(R2,P3, R1, P2),
Centrum(R2,C2), Skládka(R2,S3)}.
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3.3.4 Numerická studie
V této části nejprve na jednom příkladě ukážeme průběh algoritmu. Následně

představíme výsledky numerické studie, která má několik cílů. Prvním z nich je
ověření výkonnosti námi navrhované heuristiky. Na několika úlohách porovnáme
dosažené výsledky komerčního řešiče Gurobi a volně dostupného řešiče CBC s vý-
sledky naší heuristiky BCM. Tím zároveň získáme porovnání výkonnosti komerč-
ního a volně dostupného řešiče.

Výpočty provedené v rámci numerické studie byly provedeny na počítači s pro-
cesorem Intel Core i7-8850H 2,60GHz a RAM 16GB. Algoritmy, simulace a ná-
sledné vyhodnocení bylo implementováno v jazyce Python. Simulované datové
sady a zdrojové kódy jsou přiloženy v příloze. Současně jsou také uloženy ve
veřejně přístupném repozitáři (https://gitlab.com/martin_tlapak/master_
thesis). Software Gurobi a CBC byly ovládány pomocí balíčku MIP, který umož-
ňuje jednoduchou implementaci a ovládání příslušných řešičů. Pro řešič Gurobi
byla použita verze 9.1.1 a volně dostupná akademická licence. Řešič CBC byl
použit ve verzi 2.10.5.

Simulace dat

Absence reálných dat využitelných v numerické studii byla vyřešena jejich
simulací. Cílem této práce ovšem není představit kvalitní stochastické generátory,
které dobře popisují jednotlivé vstupy v této úloze. Využili jsme proto triviální
prostředky, jež jsou pro vygenerování vstupních dat pro úlohy v rámci numerické
studie dostatečné.

Poloha jednotlivých zákazníků, center a skládek byla vygenerována z rov-
noměrného rozdělení na jednotkovém čtverci. Scénáře vyprodukovaného odpadu
jednotlivých zákazníků byly opět generovány z rovnoměrného rozdělení na inter-
valu (0,1). Kapacita vozidel nebyla generována náhodně, ale byla vždy volena
tak, aby úloha byla řešitelná vzhledem k počtu zákazníků a počtu dostupných
vozidel. Náklady na vybudování center, pronájem skládek a pořízení vozidel byly
opět generovány z rovnoměrného rozdělení na intervalu (0,1) a případně následně
škálovány tak, aby řád nákladů odpovídal požadavkům daného případu v rámci
numerické studie.

Analýza průběhu algoritmu

V této části detailněji popíšeme průběh Blockchain metaheuristiky. Průběh
bude demonstrován na instanci s osmi zákazníky, třemi sklady, dvěma skládkami
a dvěma vozidly. Dále je uvažováno čtyřicet scénářů poptávky zákazníků a α =
0,8.

Na obrázku 3.6 je zobrazeno přesné řešení, které bylo spočítáno pomocí soft-
waru Gurobi. Řešení bylo nalezeno za méně než pět sekund.

Pro řešení této instance algoritmem BCM byly zvoleny následující parametry:

• num_of_transactions_perq_block = 40,

• max_iter_in_block = 1000,

• halving_coef = 0,8,
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Obrázek 3.6: Přesné řešení.

• num_halvings= 200,

• early_stopping_improvement = 0,001,

• early_stopping_num_blocks = 10,

• max_invalid_blocks_in_row = 200,

• max_iter = 10000.

Zprvu došlo k nalezení počátečního řešení pomocí hladového algoritmu po-
psaného výše. Toto řešení zobrazeno na obrázku 3.7. Při srovnání s optimálním
řešením získaným pomocí řešiče Gurobi je patrné, že řešení získané hladovým al-
goritmem není optimální. Obě cesty sice používají společnou skládku, ale vozidla
jsou bázována v různých skladech, což v optimálním řešení nenastává.

Algoritmus BCM při řešení této instance s popsaným nastavením parametrů
skončil v rámci jednotek sekund. Aktivovaným zastavovacím kritériem bylo kri-
térium maximálního počtu po sobě jdoucích nevalidních bloků. Tohoto kritéria

51



0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8
0.0

0.2

0.4

0.6

0.8

Centrum
Skládka
Zákazník

Obrázek 3.7: Počáteční řešení získané hladovým algoritmem.

algoritmus dosáhl po třech stech třiceti jedna iteracích. Poslední vytěžený blok
byl tedy vytěžen během sto třicáté první iterace. Celkem bylo vytěženo sedm
bloků. Genesis blok neobsahuje žádné transakce. Na grafu 3.8, jenž zobrazuje
stupně získaných mutací v jednotlivých vytěžených blocích, je dobře patrné, že
se stupeň mutace v prvním (Genesis) bloku rovná nule. Z grafu 3.8 je čitelné, že
v jednom případě stupeň mutace dosáhl hodnoty dvacet pět.

Na grafu 3.9 je zobrazen vývoj hodnoty účelové funkce po každém vytěženém
bloku. Z grafu vyplývá, že největší pokles byl zaznamenám v druhém vytěženém
bloku. Z grafu je také patrné, jak se optimální hodnota získaná algoritmem BCM
přibližuje k optimální hodnotě přesného řešení, jíž je dosaženo právě vytěžením
sedmého bloku. Algoritmu BCM se tedy podařilo najít také optimální řešení.

Porovnání dosažených výsledků

V rámci numerické studie bylo řešeno celkem dvacet různě rozsáhlých úloh.
Všechny instance byly řešeny pomocí komerčního řešiče Gurobi, volně dostupného
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Obrázek 3.8: Řád mutací v průběhu BCM.

řešiče CBC a námi představené BCM. Výpočetní čas byl pro osmnáct úloh omezen
na půl hodiny, ve dvou nejrozsáhlejších úlohách byl tento limit rozšířen na jednu
hodinu. Všechny datové sady a nastavení parametrů algoritmu BCM jsou součástí
přílohy k práci.

Výsledky studie jsou shrnuty v tabulce 3.1. V prvním sloupci je uveden rozsah
úlohy, kdy jednotlivé číslice postupně znamenají počet center, skládek, zákazníků,
vozidel a scénářů. V dalších sloupcích jsou uvedeny hodnoty získané jednotlivými
metodami. V posledních dvou sloupcích Gurobi – gap a CBC – gap je uvedeno,
o kolik procent se liší hodnota řešení získaná metodou BCM od hodnoty řešení
získané řešičem Gurobi a CBC. V tabulce 3.2 je uvedený výpočetní čas.

Z tabulky 3.1 je patrné, že pro velmi malé úlohy do instance 3/2/7/2/40 na-
lezly přesné řešení všechny tři metody. Oběma přesným řešičům se podařilo op-
timalitu těchto řešení prokázat, což vyplývá z dolních mezí uvedených v tabulce.
Při výpočtu této instance také vznikl velký rozdíl ve výpočetním čase. Zatímco
komerční software Gurobi optimální řešení nalezl během 1,1 sekundy, tak volně
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Obrázek 3.9: Vývoj optimální hodnoty během průběhu BCM.

dostupnému softwaru CBC nalezení optimálního řešení trvalo 142 sekund. Vý-
početní čas algoritmu BCM byl 6,1 sekundy. Je však nutné zmínit, že výpočetní
čas algoritmu BCM velmi závisí na nastavení jeho parametrů, konkrétní instanci
a konkrétním běhu algoritmu. Optimální řešení se podařilo najít všem metodám
také pro další dvě instance 3/2/8/2/40 a 3/3/9/2/40, avšak optimalitu těchto
řešení dokázal v časovém limitu prokázat pouze software Gurobi. Řešič CBC sice
optimální řešení nalezl, ale po půl hodině skončil v obou případech s gapem větším
než 35 %. Zlom nastává při řešení instance 3/3/10/2/40, jež je poslední instancí,
u které se podařilo ověřit optimalitu nalezeného řešení. Zároveň se také jedná
o jedinou instanci, ve které řešič Gurobi nalezl lepší řešení než BCM. Gap mezi
řešení získaným řešičem Gurobi a metodou BCM je 0,3 %.

V dalších třech instancích metoda BCM nalezla stejné řešení jako řešič Gurobi,
není však možné tvrdit, že se jedná o řešení optimální. Od instance 4/3/20/4/40
už metoda BCM nalézá lepší řešení než oba přesné řešiče. Pro instance velké di-
menze metoda BCM nalézá lepší řešení o desítky procent. Například pro instanci
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5/3/100/5/40 metoda BCM nalezla lepší řešení než Gurobi o přibližně 41 %
a o 55 % než CBC. Pro instance se dvěma sty a čtyřmi sty zákazníky ani jedna
z přesných metod za hodinu nenalezla ani přípustné řešení.
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3.3.5 Možnosti pro zlepšení BCM
Námi navržený algoritmus prokázal v numerické studii obstojné výsledky, kdy

především při řešení úloh větší dimenze dokázal nalézt lepší řešení než komerční
software Gurobi i volně dostupný software CBC. Do budoucna se ovšem nabízí
celá řada vylepšení současné verze naší Blockchain metaheurstiky.

Prostor pro zlepšení vidíme například ve způsobu generování množiny trans-
akcí. V současné implementaci je způsob generování neměnný během celého běhu
algoritmu. Dokážeme si představit implementaci, ve které se způsob generování
množiny transakcí mění s ohledem na vývoj algoritmu. Bylo by například možné
měnit parametry multinomického rozdělení v průběhu algoritmu.

Další prostor se nabízí v samotné implementaci. Jak vyplývá z popisu algo-
ritmu, těžaři pouze náhodně generují mutace a testují přípustnost řešení. Nabízí
se tedy možnost využití výpočtu na grafických kartách, což by vedlo ke znatel-
nému snížení výpočetního času.

Oblastí, která nebyla v této práci zkoumána, je volba parametrů BCM. V této
práci byly parametry voleny pouze v závislosti na dosažených výsledcích. Bylo by
tedy vhodné zkonstruovat heuristiku nebo metodiku k volbě parametrů, například
na základě počtu zákazníků, skladů nebo dalších parametrů úlohy.

3.3.6 Možné další využití BCM
Obecný koncept BCM přináší možnosti širokého využití i v dalších optima-

lizačních problémech. Přímo se nabízí například využití při řešení problému op-
timálního rozvozu, problému obchodního cestujícího nebo problému optimálního
rozmístění skladů.

V rámci řešení problému definovaného v této práci jsme BCM aplikovali i na
řešení optimálního rozmístění skladů a optimálního rozvozu, neboť jejich kombi-
nací jsme došli k finálnímu řešení. Výsledky těchto modelů nejsou v práci prezen-
továny, avšak obě implementace jsou k práci přiloženy v příloze.
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Gurobi CBC BCM
Instance
1/1/4/1/40 0,0 0,1 0,5
1/1/5/1/40 0,0 0,5 0,7
1/1/5/2/40 0,1 2,0 1,1
2/2/5/1/40 0,0 0,3 1,0
3/2/6/2/40 0,3 14,3 5,2
3/2/7/2/40 1,1 142,3 6,1
3/2/8/3/40 25,4 1801,2 24,2
3/3/9/2/40 18,2 1800,9 14,7
3/3/10/2/40 331,4 1800,6 26,7
3/3/12/2/40 1800,0 1800,6 28,8
3/3/14/2/40 1800,0 1800,4 66,4
3/3/16/3/40 1800,2 1800,4 172,1
4/3/20/4/40 1800,0 1800,4 115,2
4/3/30/5/40 1800,1 1801,0 120,2
4/3/40/4/40 1800,0 1800,9 343,0
5/3/50/5/40 1800,1 1800,8 325,9
5/3/70/4/40 1800,1 1801,4 645,8
5/3/100/5/40 1800,1 1802,4 741,4
5/3/200/6/40 3600,8 3600,1 1116,6
5/3/400/8/40 3600,5 3600,2 1294,5

Tabulka 3.2: Výpočetní čas [s].
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Závěr
V práci jsme nejdříve představili koncept stochastického programování a za-

vedli základní pojmy a značení. Uvedli jsme několik přístupů a demonstrovali je
na příkladech.

Ve druhé kapitole jsme se věnovali samotnému problému optimálního rozmís-
tění skladů se zohledněním nákladů na přepravu. Nejprve jsme popsali samostatně
problém optimálního rozmístění skladů a problém optimálního rozvozu. Pro oba
problémy jsme formulovali celou paletu jejich derivátů včetně problémů, do nichž
několika způsoby vstupovala náhoda. Následně jsme se detailně věnovali pro-
blému optimálního rozmístění skladů se zohledněním nákladů na přepravu, pro
který jsme formulovali jak deterministické, tak stochastické modely. Uvažovali
jsme například náhodnou poptávku, náhodné náklady nebo problém s časovými
okny. Na závěr této kapitoly byly prezentovány výsledky numerické studie, ve
které jsme zkoumali úsporu celkových nákladů při zahrnutí nákladů na dopravu
do rozhodnutí o rozmístění skladů. Zde se ukázalo, že při určitém nastavení ná-
kladů je možné dosáhnout úspory až v řádu desítek procent.

Ve třetí kapitole jsme aplikovali poznatky z kapitoly druhé. Pomocí modelů
optimálního rozmístění skladů se zohledněním přepravy byl řešen problém svozu
odpadu. Složitost řešení takového modelu téměř znemožňovala řešení pomocí
přesných algoritmů. V práci jsme proto navrhli novou Blockchain metaheuris-
tiku (BCM) založenou na konceptu proof of work a databázi blockchain. Takto
navržená metauhestika byla poté aplikována při řešení problému svozu odpadu.
V rámci řešení byla také představena nová verze Hladového algoritmu, která byla
použita k nalezení počátečních řešení. V závěru této kapitoly jsme popsali průběh
algoritmu a také je představena numerická studie. V této studii byla porovnána
řešení získaná pomocí komerčního řešiče Gurobi, volně dostupného řešice CBC
a námi navrženého algoritmu BCM. Námi navržený algoritmus prokázal dostateč-
nou výkonnost zejména pro úlohy vyšší dimenze, kdy nalezl lepší řešení i o několik
desítek procent. Na závěr v práci uvádíme možnosti zlepšení i dalšího využití námi
navrhovaného algoritmu.
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Seznam použitých zkratek

BCM – Blockchain metaheuristika
CBC – Coin-or Branch and Cut (volně dostupný řešič)
EEV – Expected result of using EV (očekávaný výsledek při použití přístupu
střední hodnoty)
EO – Expected Objective (přístup střední hodnoty účelové funkce)
EV – Expected Value (přístup střední hodnoty)
EVPI – Expected Value of Perfect Information (očekávaná hodnota perfektní in-
formace)
FLP – Facility Location Problem (problém optimálního rozmístění skladů)
LRP – Location Routing Problem (problém optimálního rozmístění skladů se zo-
hledněním nákladů na dopravu)
MD-HF-LRP – Multi Depot Homogenous Fleet Location Routing Problem (pro-
blém optimálního rozmístění skladů se zohledněním nákladů na dopravu s homo-
genní flotilou a více sklady)
MD-HF-VRP – Multi Depot Homogenous Fleet Vehicle Routing Problem (pro-
blém optimálního rozvozu s homogenní flotilou a více sklady)
MD-HF-LRP-TW – Multi Depot Homogenous Fleet Location Routing Problem
with Time Windows (problém optimálního rozmístění skladů se zohledněním ná-
kladů na dopravu s homogenní flotilou, více sklady a časovými okny)
MD-HF-VRP-TW – Multi Depot Homogenous Fleet Vehicle Routing Problem
with Time Windows (problém optimálního rozvozu s homogenní flotilou, více
sklady a časovými okny)
VRP – Vehicle Routing Problem (problém optimálního rozvozu)
VSS – Value of Stochastic Solution (hodnota stochastického řešení)
WS – Wait and See (přístup vyčkávání)
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A. Přílohy

A.1 První příloha

Iterace FLP+VRP LRP Procentuální zlepšení

1 10,27 10,27 0,0
2 7,26 7,26 0,0
3 10,39 10,39 0,0
4 4,67 4,67 0,0
5 14,13 14,13 0,0
6 13,10 12,42 5,2
7 6,18 6,18 0,0
8 6,40 6,40 0,0
9 6,79 6,79 0,0
10 8,25 8,25 0,0
11 6,91 6,91 0,0
12 9,83 9,83 0,0
13 3,90 3,90 0,0
14 6,18 6,18 0,0
15 4,15 4,15 0,0
16 8,69 8,69 0,0
17 8,76 8,76 0,0
18 7,00 7,00 0,0
19 6,82 6,82 0,0
20 5,28 5,28 0,0

Průměr 0,26

Tabulka A.1: Rozdíl mezi přístupem FLP+VRP a LRP s vyššími náklady na
vybudování skladů.
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Iterace FLP+VRP LRP Procentuální zlepšení

1 30,44 30,22 0,7
2 31,29 30,40 2,9
3 29,64 28,83 2,7
4 25,05 25,05 0,0
5 29,40 29,11 1,0
6 30,91 30,03 2,8
7 29,76 29,31 1,5
8 29,64 28,50 3,9
9 33,69 32,63 3,1
10 30,37 29,03 4,4
11 31,74 30,27 4,6
12 17,12 17,12 0,0
13 29,01 28,27 2,6
14 27,54 27,38 0,6
15 32,00 31,18 2,6
16 25,98 25,61 1,4
17 29,36 28,41 3,2
18 27,65 27,65 0,0
19 30,67 30,21 1,5
20 37,92 37,90 0,1

Průměr 1,98

Tabulka A.2: Rozdíl mezi přístupem FLP+VRP a LRP s vyššími náklady na
dopravu.

67



Iterace FLP+VRP LRP Procentuální zlepšení

1 3,17 3,17 0,0
2 5,14 4,60 10,6
3 4,41 3,65 17,3
4 4,57 3,87 15,4
5 5,48 5,48 0,0
6 4,25 4,01 5,8
7 3,79 3,37 10,9
8 5,44 5,25 3,5
9 4,04 3,91 3,4
10 3,79 3,79 0,0
11 4,68 4,68 0,0
12 3,94 3,38 14,1
13 4,17 3,79 8,9
14 3,48 3,48 0,0
15 3,96 3,30 16,6
16 4,14 3,78 8,7
17 4,93 4,36 11,7
18 4,35 3,81 12,6
19 4,21 3,89 7,7
20 3,86 3,76 2,6
Průměr 7,49

Tabulka A.3: Rozdíl mezi přístupem FLP+VRP a LRP s řádově stejnými náklady
na vybudování skladů a dopravu.

68



Iterace FLP+VRP LRP Procentuální zlepšení

1 4,93 4,48 9,2
2 6,33 5,72 9,6
3 5,44 5,24 3,6
4 5,57 4,92 11,8
5 4,77 4,25 11,0
6 5,09 4,24 16,7
7 5,89 5,89 0,0
8 5,54 5,14 7,1
9 3,96 3,96 0,0
10 3,34 3,34 0,0
11 5,23 4,99 4,7
12 5,61 5,61 0,0
13 5,91 5,89 0,3
14 5,28 4,71 10,9
15 4,10 3,91 4,6
16 5,25 4,26 18,8
17 4,71 4,71 0,0
18 4,53 4,03 11,0
19 5,02 5,02 0,0
20 5,77 5,19 10,1
Průměr 6,47

Tabulka A.4: Rozdíl mezi přístupem FLP+VRP a LRP s řádově stejnými náklady
na vybudování skladů a dopravu (náhodná poptávka).
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Iterace FLP+VRP LRP Procentuální zlepšení

1 34,11 32,70 4,1
2 30,82 29,94 2,9
3 32,26 31,42 2,6
4 30,49 30,25 0,8
5 30,75 29,71 3,4
6 28,51 27,69 2,9
7 30,82 29,96 2,8
8 32,53 31,07 4,5
9 27,10 26,82 1,0
10 34,35 33,62 2,1
11 33,75 32,88 2,6
12 26,94 26,94 0,0
13 25,92 25,92 0,0
14 22,53 22,53 0,0
15 31,03 30,18 2,7
16 30,12 29,50 2,1
17 37,91 37,27 1,7
18 33,18 33,18 0,0
19 27,53 26,70 3,0
20 29,20 28,37 2,8

Průměr 2,10

Tabulka A.5: Rozdíl mezi přístupem FLP+VRP a LRP s vyššími náklady na
dopravu (náhodná poptávka).
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Iterace FLP+VRP LRP Procentuální zlepšení

1 6,26 6,26 0,0
2 5,22 5,22 0,0
3 5,46 5,46 0,0
4 7,49 7,48 0,1
5 9,46 9,43 0,2
6 5,40 5,40 0,0
7 5,85 5,85 0,0
8 5,17 5,17 0,0
9 9,64 9,47 1,8
10 3,52 3,52 0,0
11 9,00 9,00 0,0
12 7,22 7,22 0,0
13 10,63 10,57 0,6
14 7,49 7,49 0,0
15 9,33 9,33 0,0
16 4,19 4,19 0,0
17 7,04 7,04 0,0
18 4,29 4,29 0,0
19 6,68 6,68 0,0
20 5,73 5,73 0,0

Průměr 0,13

Tabulka A.6: Rozdíl mezi přístupem FLP+VRP a LRP s vyššími náklady na
vybudování skladů (náhodná poptávka).
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