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del s nadbytoénymi nulami. St odvodené zakladné vlastnosti takto rozsireného
rozdelenia. Dalej st opisané zaklady momentovej metédy a metédy maximalne;
vierohodnosti. Obidve st pouzité na odhad parametrov tohto rozdelenia. Analy-
zuje sa uskutocnitelnost vypoctu rozdelenia odhadov ziskanych momentovou me-
todou. Nasledne je odvodené asymptotické rozdelenie maximalne vierohodnych
odhadov a z neho vyplyvajucich intervalov spolahlivosti. V poslednej kapitole je
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Uvod

Poissonove rozdelenie je jednym zo zakladnych rozdeleni pouzivanych v Sta-
tistike a tedrii pravdepodobnosti na modelovanie poc¢tu udalosti za urcité casové
obdobie. V niektorych situacidch vSak nie je uplne idedlne, a je potrebné ho zo-
becnit. Jednym z rozdeleni vychadzajucich z Poissonovho rozdelenia je takzvané
Poissonove rozdelenie s nadbyto¢nymi nulami. V praci sa budeme venovat predo-
vsetkym teodrii odhadu aplikovanej prave na parametre Poissonovho rozdelenia s
nadbytoénymi nulami.

V prvej kapitole zavedieme potrebné znacenie pre nas model, zacneme zé-
kladmi Poissonovho rozdelenia ktoré potom rozsirime na Poissonovo rozdelenie
s nadbyto¢nymi nulami a odvodime jeho zakladné vlastnosti.

V druhej kapitole priblizime dva ¢asto pouzivané sposoby odhadu nahodnych
parametrov - momentovi metédu a metdédu maximalnej vierohodnosti. Obidve
metody priamo aplikujeme na odvodenie odhadov pre nase rozdelenie a budeme
diskutovat ich vyuzitie. Nasledne aplikujeme hlbsiu teériu maximalnej viero-
hodnosti a odvodime asymptotické vlastnosti takto ziskanych odhadov, vratane
asymptotickej normality ktort pouzijeme pri odvodeni intervalovy odhadov.

V tretej kapitole pouzijeme Statisticky sofware R Core Team (2017) na simu-
la¢na studiu. Budeme sa snazif porovnat z numerického hladiska asymptotické
vlastnosti odvodené v tretej kapitole. Zvlastnu pozornost budeme venovat aj pri-
padu, v ktorom nie st splnené niektoré predpoklady odvodenych vlastnosti, a
pokusime sa zistit, ¢i sa daji nase vysledky v praxi pouzit aj bez tychto predpo-
kladov.



1. Model

Definicia 1 (Poissonove rozdelenie). Povieme, Ze ndhodnd velicina X md Pois-
sonove rozdelenie s parametrom \, znacime X ~ Poiss(\), pokial plati

MNee=A
G
Tvrdenie 1. Pre ndhodni velicinu X ~ Poiss(\) plati EX = var(X) = A.

P[X = k]

VEk € No.

Dokaz. Plynie z definicie a vyuzitia vztahu e* = Y72, %’f
O

Poissonove rozdelenie sa vyuziva najma pri modelovani poc¢tu vyskytu javu
v danom c¢asovom intervale, kde A urcuje frekvenciu daného javu. Priklady vy-
uzitia v tomto kontexte si napriklad pocet poistnych udalosti za rok, pocet ze-
metraseni za rok, alebo pocet zdkaznikov ktori zavolaji na technicki podporu
kazdy den. Rovnako sa Poissonove rozdelenie pouziva ako aproximécia binomic-
kého rozdelenia.

Nevyhodou Poissonovho rozdelenia v praxi je, ze v mnohych pripadoch ,pod-
hodnocuje® nulu, teda priradzuje nule nizsiu pravdepodobnost nez je vhodné.
Napriklad v pripade havarijnej poistky je pravdepodobnost, Ze vodi¢ za rok ne-
sposobi dopravnu nehodu, typicky omnoho vyssia nez by urc¢ilo Poissonove roz-
delenie, ktorého strednd hodnota zodpoveda strednej hodnote poctu poistnych
udalosti. Na modelovanie podobnych situacii sa ¢asto pouziva mierne upravené
Poissonove rozdelenie:

Definicia 2. Povieme, Ze nahodnd velicina X ma Poissonove rozdelenie s nadby-
tonymi nulami s parametrami A a w, A > 0,7 € [0,1], znaéfmeﬂX ~ ZIP(\m),
pokial plati

T+ (1 —me?, prek=0,

(1—7?)’\16;?, pre k € N.

HX=H={

Skor nez sa za¢neme venovat metédam odhadov parametrov A a 7, odvodime
strednti hodnotu a rozptyl ZIP rozdelenia:

Tvrdenie 2. Pre ndhodni velicinu X ~ ZIP(\, ) plati
(i) EX = (1 - m)\,
(i1) var(X) = A1 —m)(1 +7N).

Doékaz.

(i) EX =(1—-m) ¥, k’\';f!_A a zo znalosti strednej hodnoty Poissonovho roz-

delenia plynie EX = (1 — 7).

(i) EX?2=(1-m) X2, kz’\:f_A, ¢o opét vieme vyjardit pomocou druhého mo-

mentu Poissonovho rozdelenia ako (1 — m)A(A + 1), a teda
var(X) = A+ D)1 —-mA = (1 —-mAN)? = 1 —mAX1+ A=A+ 7)) =
A1 —7m)(1 4 Am).

O

!Skratka ZIP pochddza z anglického nazvu Zero-Inflated Poisson
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2. Odhady parametrov

Motivacia: V praxi sa casto stretavame so situaciou, v ktorej mame merania
z neznameho rozdelenia, pre ktoré vieme aspon specifikovat mnozinu rozdeleni,
do ktorej patri. Napriklad pri predvolebnych prieskumoch vieme, ze nazory re-
spondentov maji multinomické rozdelenie, a zaujimaji nas jeho parametre, teda
popularita kazdého z kandidatov. V takych pripadoch sa snazime néjst sposob,
ako aproximovat skutocné parametre v populédcii pomocou vhodnej funkcie po-
zorovaného ndhodného vyberu - tzv. Statistiky.

Skor, nez sa zacneme zaoberat Specifickymi metédami odhadu, zavedieme naj-
prv zdkladné pojmy odhadovania parametrov. Nech X = (X3, Xy, ..., X,,) je na-
hodny vyber z rozdelenia Fj € F, kde F je nasa mnozina rozdeleni, casto nazy-
vand model. Nech 0 = ¢(Fp), kde t je nejaky funkcional. Keby sme teda poznali
rozdelenie Fy, dokazeme priamo vyjadrit parameter . Bodovym odhadom pa-
rametra ¢ rozumieme Iubovolni meratelnt funkciu S(X) ndhodného vyberu X.
Samozrejme, nie vSetky odhady st rovnako uzito¢né. Zavedme si dve zakladné
vlastnosti bodovych odhadov, ktorymi dokazeme ciastocne posudit ich kvalitu.

Definicia 3. Majme ndhodny vijber X = (X1, X, ..., X)) z rozdelenia Fy € F.
Povieme, ze S(X) je

1. nestrannym odhadom parametra 6 v modele F, ak ES(X) = 0 pre kazdé
rozdelenie I € F,

2. konzistentnym odhadom parametra 6 v modele F, ak S(X) 50 pren — o
pre kazZdé rozdelenie F' € F.

Obecne sa konzistencia povazuje za dolezitejsiu vlastnost nez nestrannost.
Konzistencia totiz zarucuje, ze parameter dokazeme odhadnut s lubovolnou pres-
nostou, pokial mame dostatocéne velky nahodny vyber, zatial ¢o nestrannost nam
o asymptotickych vlastnostiach ndjdeného odhadu nehovori vobec ni¢. Napriklad
odhad ji = X je nestrannym odhadom strednej hodnoty pre vyber z lubovolného
rozdelenia, no oc¢ividne jeho presnost sa s rastiicim rozsahom nahodného vyberu
nemeni.

2.1 Momentova metdoda

Prvou metédou na ziskanie bodového odhadu parametra, ktorou sa budeme
zaoberat, je momentovd metdéda. Momentova metéda (pre rozdelenie s dvomi
parametrami) vychadza z troch zékladnych tvrdeni:

Tvrdenie 3. Nech Xy,...,X, je ndhodny vyber z rozdelenia s konecnou strednou
hodnotou a konecnym druhym momentom. Potom plati:

1. X, = 13" X; je konzistentngm odhadom EX,

n

2. 82 =L 3" (X —X,)? je konzistentngm odhadom var(X),

n



3. Pokial f je spojité zobrazenie a 6 je konzistentnym odhadom 6, f(é) je
konzistentngm odhadom f(0).

Doékaz. Plynie z trividlnych uprav a Vety o spojitej transformécii.

O

Ak teda vieme vyjadrit vektor (EX;, varX;)" ako f(6) pre nejaki spojitt funk-

— T
ciu f, mézeme hladaf konzistentny odhad parametra 6 zo vztahu (X ns Sﬁ) =
£(0). Pokial je totiz g(#, \) konzistentny odhad funkcie g (EX;, varX;), z aritme-

tiky konvergencie v pravdepodobnosti plynie, ze aj 7, A vyjadrené z tohto vztahu
budu konzistentnymi odhadmi EX;, varX;.

Tvrdenie 4. Nech Xy, ..., X, ~ ZIP(\, ) je ndhodny vgber, A € [0, + c0), 7 €
[0,1]. Potom momentové odhady Ao, Taro parametrov A a m s dané vztahmi

A Sz_yn
T™O = — )
X, + 82 -X,
o _ 52
/\MO:XH—'—?Z_

Dékaz. Vieme, ze EX = (1 — m)A, varX = A(1 — 7)(1 4+ 7). Polozime teda

X, = (1= #n0) Ao, 5% = Anro(1 — #a10) (1 + Farodaro).
N
Potom )\MO = T—%mo
S?=X,(14 == ZntMO T ] —
" ( 1—7ATM0) I —7v0  Xi
Sa
Mo = x| = S = X
X,+2 -1 X, +82-X,
) X, X, X+ 82 -X, - S
MO = = s % = =X, +=-1
1-— TMO 1— 725n_X" Xn n
X, +S2—-Xn

O

Nasli sme teda momentovy odhad pre parametre ZIP rozdelenia. Z predchéa-
dzajicej tvahy vieme, zZe tento odhad je konzistentny, pretoze sa jedna o spojité
zobrazenie vyberového rozptylu a vyberového priemeru. Samotna konzistencia
vsak castokrat v praxi nie je dostatocnou informaciou. Pokial méame zaujem ro-
bit komplexnejsiu analyzu (napriklad intervalovy odhad parametrov), budeme
potrebovat poznat rozdelenie tychto odhadov. Analyticky odvodit rozdelenie mo-
mentovych odhadov nevyzera vobec prakticky - pre zaciatok budeme urcite po-
trebovat minimalne rozdelenie vyberového priemeru, zaénerile Eeda suc¢tom dvoch

— Afe? L

ZIP veli¢in (pre prehladnost budeme oznacovat Poy(k) = 25—,k =0,1,...).
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Tvrdenie 5. Pre nezdvislé veliciny X, ~ ZIP(\,7), Xo ~ ZIP(\, ) plati:

P(X; + Xy, =0) = (74 (1 —7) - Poy(0))?,
P(X,+ Xy = k) = (1 — m)*Pogr (k) + 2m(1 — m)Poy(k), k=1.2,...

Dékaz. Vztah pre P(X; + Xy = 0) oéividne plati. Pre k # 0 potom

P(X) + Xy — k) = 'k P(X1 = i) P(Xs =k —i)
— (m+ (1 — m)Po(0))(1 — m)Po(k) + 3" (1 — 7)?Po(i)Po(k — i)

i=1

=(1-m)? ;Po(i)Po(l@ — 1)+ 27(1 — m)Po(k)
= (1 — 7)*Pog (k) + 27(1 — 7)Poy(k),

¢o sme chceli dokazat.
O

Bohuzial je jasné, ze ZIP rozdelenie nezachovava vlasnost Poissonovho rozdele-
nia, a teda sucet dvoch nezavislych premennych nebude mat opéft ZIP rozdelenie.
Zda sa teda velmi nepraktické snazif sa odvodit rekurzivny vzorec pre rozde-
lenie suctu celého nadhodného vyberu (obzvlast ked vezmeme do tvahy, Zze by
sme museli dokézat analyticky vyjadrit aj rozdelenie omnoho komplikovanejsich
vyrazov, ako napriklad )S(—i) Preto sa budeme vo zvysku prace zaoberaf radsej od-
hadmi ziskanymi metédou maximalnej vierohodnosti, ku ktorym pozname hlbsiu
asymptotickl tedriu.

2.2 Metéda maximalnej vierohodnosti

Druha metéda odhadovania parametrov, ktora sa v statistike casto vyuziva, je
tzv. metéda maximélnej vierohodnosti’] Vyhodou metédy maximalnej vierohod-
nosti su uzitocné asymptotické vlastnosti parametrov ziskanych touto metddou,
o ktorych budeme blizsie rozpravat v kapitole neskor. V celej kapitole sa bu-
deme odkazovat na znacCenie a pojmy definované v apendixe A. Zéklady teorie
maximalnej vierohodnosti.

Jednou z najdélezitejsich viet s ktorou budeme pracovat je Veta[A.I] T4 ndm
popisuje asymptotické spravanie MLE odhadu najdeného pomocou riesenia sys-
tému vierohodnostnych rovnic, bude teda velmi délezitd pri odvodzovani rozdele-
nia nasho najdeného odhadu. Teraz najdeme MLE odhad (5\ ML,a) parametra
0 = (A, 7). Pripomenme, Ze hustota ndhodnej veli¢iny so ZIP rozdelenim voci

langlicky ndzov Maximum Likelihood Estimation - MLE



pocitacej miere ma tvar

7+ (1—me?, prex =0,
(1—m)re? pre x > 0.

x!

flz A7) = {

Tuato hustotu vieme zapisat aj kompaktnejsie ako

)\me)\> (1-1I(x))

z!

flz A7) =(r+(1— 7re_)‘))l($) * ((1 — )

kde I(z) = 1 pre x = 0 a I = 0 inak. Pretoze o ndhodnom vektore X =
(X1,Xs,...,X,) predpokladame, Ze je ndhodnym vyberom, a teda st jeho zlozky
navzajom nezavislé, vierohodnostna funkcia bude mat tvar

n n zi\ (1-1i)
flx N\ ) = H(W + (1 —m)e ™) H ((1 — 7T)€7/\)\ ) ,

A
i=1 i=1 Li-

kde indikator I; nadobida hodnotu 1 ak x; = 0 a hodnotu 0, ak z; > 0. Logarit-
movanim tohto vztahu dostavame tvar logaritmickej vierohodnostnej funkcie

() = Zn: Lilog(m+(1—7)e™) +zn:(1 —I;)(log(1—m) — A+x; log(A) —log(x;!)).

i=1 i=1

Najprv najdeme optimalnu hodnotu parametra .

ov " 1— Iz " [2(1 — €_>\>
Zomn =5 =
87r( ) ; 1—7T+;e*)‘(1—7r)+7r
n—n0+ 1—e?
=——+4n
l—7 Y 1 —m) + 7

kde ny = >_1"; I;, teda pocet ndhodnych veli¢in z ndhodného vyberu, ktoré nado-
budli hodnotu 0. Ak polozime g—ﬁ()\, 7) = 0 a oznacime ry = "2, po tiprave vyrazov
dostavame:

ro — e

1—e '
Po dosadeni 7,7, do vierohodnostnej funkcie a naslednom upraveni vyrazov
dostédvame funkciu, ktord uz zavisi iba na parametri A, ozna¢me ju £1(\):

ﬁML()\) =

L(A) = U7uL(A)A)
= nlog (?:::: + <1 - Tf::::) e)‘> +n(l—ry) <log (1 — 7’10_—:__:‘) — A)
+nX, log(\) + Zn:(l — 1) log(x;!)
= nlog(rg) — n(l —z:rlo)()\ +log(1 —e™)) +nX, log(A) +n(1 — o) log(1 — 7o)

+ i(l — 1;) log(z;!).

i=1



Po dalsom parcialnom zderivovani dostavame:

851 Xn 6_/\ yn 1- To
— N =n|l—-1—-rg) {1+ —— || =n|—— )
o ()\ (1=1o) 1— e A 1—eA
Tuato parciadlnu derivaciu opat polozime rovnu 0 a dostavame vztah na vypocet
Avr (a teda aj #prz). Tato rovnica vSak nemd analytické rieSenie, je preto nutné

AL dopocitat numericky. Problém pri tomto pristupe moze nastat z toho dévodu,
7e nedokdZeme garantovaf, 7e 79 > e ML a teda ani to, Ze 7y > 0. N&3
model vSak funguje na parametrickom priestore m € [0,1], A > 0, a teda v tomto
priestore musia lezat aj nase maximalne vierohodné odhady. Pokial sa tak nestane,
je celkom jasné, ze vierohodnostna funkcia bud nadobtida maximum na jednej
z hranic parametrického priestoru (teda # = 0, 7 = 1, alebo A = 0), alebo
maximum na danom priestore nenadobuda vobec a potom musi supremum bud
existovat limitne na jednej z tychto hranic, alebo v A\ — +oc.

Postupne skontrolujeme vsetky styri pripady. V troch z nich vSak vierohodnostna
funkcia neexistuje, a limitne nadobtida hodnotu —oo. Pre A = 0 je to kvoli ¢lenu
z;log(N), pre A — +oo kvoli ¢lenu —\ a pre m = 1 zase kvoli ¢lenu log(1 — ).
Naopak, pre m = 0 dostavame

n n

£(\0) = Z—’i(—)\) + Z(l — L) (=X + x;log(N) — log(z;!)),

i=1 =1

¢o je (pre nenulové koneéné hodnoty ) redlne ¢islo. Z toho nutne vyplyva, Ze ak
nam pri predchadzajicom vypocte vysiel vysledok 7y, < 0, skutoény maximéalne
vierohodny odhad pre 7 je rovny 7y, = 0. Z toho uz lahko dopoéitame maximélne
vierohodny odhad pre parameter A\, pretoze

ol Z?: i Z?: T
a(/\,(]) = —nro+n(l —re)(—1) + % =—n+ Tl,
a teda .
A = Lim1 Ti _ X
n

Tento vysledok nam potvrdzuje to ¢o by sa intuitivne dalo ocakavat: pokial nas
nahodny vyber obsahuje menej ntl nez by sme c¢akali od obyc¢ajného Poissonovho
rozdelenia, nemd cenu zaoberat sa ZIP modelom a mali by sme predpokladat,
ze sa jednd o vyber z Poissonovho rozdelenia. Zaujimavy pripad nastava, ked
nepozorujeme ni¢ iné ako nuly. Pozrime sa, ako bude vyzerat vierohodnostna
funkcia, pokial X; =0,Vi=1,...,n.

(N, 7) =nlog(m + (1 —7)e ™).

Mozeme jednoducho vidief, ze tato funkcia je na nasom definicnom obore ma-
ximalizovana v bodoch (A1), A € [0, + o0) a (0,7),7 € [0,1]. Pokial by sme v
tomto pripade pouzili predchadzajuci vztah, po dosadeni dostavame riesenie v
tvare (A1), A € [0, + 00). Aj v krajnom pripade teda dokdZeme nejaké maximum
vierohodnostnej funkcie najst pouzitim rovnakého postupu, no toto maximum
nebude jednoznacne urcené.

Vysledky nasich vypoctov zhrnieme v nasledujicom tvrdeni:
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Veta 6. Nech X, ..., X,, ~ ZIP(\, ) je ndhodny vgber, X € [0, + c0), 7 € [0,1].
Nech Ay, Ty su riesenim nasledujucich rovnic:

Yn . 1— To
W p——r
R ro — e—j\ML
T™L = 1 _ e—j\ML )

Tmr € [0,1],5\ML > 0.

Pokial takéto riesenie neexistuje, polozme 7ty = 0, S\ML =X,.

Potom S\ML,erL st maximdlne vierohodnymi odhadmi parametrov \,w. Pokial
navyse aspon jedno z pozorovani X; je nenulové, tieto odhady su urcené jedno-
znacne.

Doékaz. Plynie z vypoctov uvedenych pred Vetou.
O

Ziskali sme teda maximélne vierohodny odhad 0,1 = (5\ ML, ML), teraz na-
jdeme jeho asymptotické rozdelenie. Podla Vety [A.T| ndm staci vypocitat Fishe-
rovu informa¢ni maticu. Tu vSak nebudeme pocitat z definicie, ale vyuzijeme
Vetu [A2

V naSom pripade teda opit mame f(z,0) = f(x,\7) = (7 + (1 — e )L -
((1 - W)’\I‘;%A)(lil). Je potrebné si uvedomit, ze ZIP je diskrétne rozdelenie, a
teda miera p voci ktorej integrujeme je scitacia. VSetky uvedené integraly su
teda v skuto¢nosti sumy. Najprv overime nulovost integralov z Vety[A.2] Derivécie
budeme pocitat zvlast pre z = 0 a pre x > 0, kvoli prehladnosti. Pre x = 0 méme

flx\0) =7+ (1 —m)e ™, ateda

8f<;1;‘,)\,71'> _ -2 af(‘%)‘vﬂ-) _ -

a0 =1—-e", o =—(1—-me ",
a2f($7)‘777) _ an(l’,)\,W) = A a2f(xv)‘7ﬂ-) _ —-A
gror " Taron . ¢ Taaan AT mer

ATe— A

Pre x > 0 mame f(z,\,7) = (1 —7) , a teda

of(wAm)  ATe? of(Am) ezl —mA"t — Ne (1 — )

or  al o !
P fleAm) 0 PfleAm)  XNer—aXle?
omom omox x! ’
P f(z A m) _)\’3*26*)‘(% — 1N =Xz +a(x—1))
ONON x! ‘
Ocividne plati > 57 gfia;\rﬂ) = 0. Pre zvysné parcidlne derivacie vieme cez
mocninovy rozvoj exponencialy ukazat, ze plati
=P feAT) &P (A \
s A, S 17\ — —1De~
;] OmON © Z:% aan T het

= PfeAm) S OflaAT) & Pf(eA)

= L Tomor T2 omon 2 0on

=0,



a teda je splneny predpoklad Vety Fisherovu informa¢ni maticu moézeme
teda pocitat vyuzitim Vety[A.2] Spoéitame teda opaf parcidlne derivacie druhého
radu, tentokrat z funkcie log f(z,A\,7). Pre 2 = 0 po zjednoduseni vyrazov:

olog(f(xAm) — 1—e? dlog(f(zAm) e Ml-7)
on e Ml-m) 47 1)) CoeMl-m) 7
9% log(f(x,A\m)) (- e M)? O*log(f(x,A\m)) e
onom (e =)+ ) OmoN (14 (et = 1D)m)?’
9% log(f(x,\m)) B err(m—1)
ONOA I+ (e =1)m)2

Pre z > 0 potom:

dlog(f(z A\ m)) 1 dlog(f(x,A\m)) T
on 1—p’ o\ A ’
9% log(f(z .\ m)) 1 9% log(f(x,Am)) 0 O?log(f(xzAm)  x
onm (1—m)2’ OO ’ OAOA A2

Teraz uz vieme priamo vypocitat Fisherovu informacént maticu ako strednui
hodnotu napocitanych parcialnych derivacii druhého rddu. Pre Jos dostavame
vztah

J(Am) = — (i 0 lOg(,gig;)\’ﬂ))f(x,)\,ﬂ) + 0" log 8( ((9 ))f(O,)\Jr))
(S ) - )
<Z< o > )
1—¢e
S (m =D+ (e = D)
Analogicky vieme vyjadrit Jio(A,7) = Jog (A7) = ﬁ a

Ju(\m) = (1*7;)((11722?:11))4)). Ostéva nam este najst inverznt maticu k J(A,m).

(1—m)(1m(e —1-N\)) 1 -1 — —
( AI+7w(er—1)) 1+(e)‘—Al)7r ) _ (ﬂfl)(exlilii> AA—1
-1 _ 1-er
I+(e*—1)m (m—1)(1+(e*—=1)7) e>‘71)\71 (7'(' - ]‘) ()\Jrl%e)\ o W)

Oznacéme si tuto maticu X. Pri vypocte samotnych maximalne vierohodnych
odhadov nenastali problémy pokial boli parametre na hranici parametrického
priestoru, teda m € {0,1}, alebo A = 0. Pri asymptotickych vysledkoch vsak
tieto pripady musime odstranit, pretoze budeme predpokladaf regularny systém
hustot.

Veta 7. Nech Xy,...,X,, ~ ZIP(\, ) je ndhodny viber, A € (0,+ o), 7 € (0,1).
Nech \yr, ﬁf‘@ st jednoznacne urcené maximdlne vierohodné odhady parametrov
A\, 7 také, Ze Ay € (0,4 00), Tar € (0,1). Potom plati

() () = vom
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Doékaz. Plynie z Vety a predchadzajuceho vypoctu Fisherovej informécie.
OJ

V praxi samozrejme nepozname presné hodnoty A a m, takze by sa mohlo
zdat, Ze pre nas toto asymptotické rozdelenie nemé velkt informac¢ni hodnotu.
Predpokladajme vsak, ze dokazeme ndjst konzistentny odhad matice J(0) (v
praxi je tento predpoklad jednoducho splnitelny, jednym znamym konzistentnym
odhadom ktory uvadza Welshl (1996) je tzv. pozorovana Fisherova informécia
J(0ar1)). Potom asymptotickd normalita ostéva platné aj v pripade, Ze pracujeme
s tymto konzistentnym odhadom, o ¢om hovori nasledujice tvrdenie.

Tvrdenie 8. Nech Xi,..., X, ~ ZIP(\,m) je ndhodny vgber, A € (0, + 00), 7 €
(0,1). Nech S\ML, Ty SU jednoznacne urcené mazimdlne vierohodné odhady para-
metrov A\, také, e Ay, € (0, 4+ 00), arr, € (0,1). Nech S je konzistentny odhad
matice 3. Potom plati

() () 20

TML o
Dokaz. 7 definicie vieme, ze Fisherova informacia je Hermitovska a pozitivne defi-
nitnd a teda dokazeme aplikovat Choleského rozklad (Veta[B.1) & = X1/2(x1/2)T,

Potom pomocou aplikdcie maticovej verzie Cramer Slutskeho (Veta B.2) vety a
jednoduchych tprav dostavame

{(5) - () # e
e
NS (@ﬁ) - @)) 4 N(0.T)
o) (3 e
(@)= (2)) # s

¢o sme cheeli dokézat.

2.3 Intervalové odhady

Po samotnom bodovom odhadnuti parametra nés spravidla zaujima, ako velmi
sa moze tento odhad 1isit od skuto¢nej hodnoty parametra s urcitou pravdepodob-
nostou. Na rieSenie tohto problému si zavedieme definiciu intervalového odhadu.

Definicia 4. Majme ndhodny vgber X = (X1,Xs,...,X,,) z rozdelenia Fy € F.
Povieme, Ze B,(X) je intervalovy odhad parametra 6 s pravdepodobnostou po-
krytia 1 —c, pokial plati P[B,(X) 3 0] = 1—a«. Pokial sa tdto rovnost blizi k 1—«

11



aspon limitne pre n — oo, hovorime o asymptotickom intervalovom odhade. Ak
pracujeme s vektorovym parametrom @ C R™, mnozinu B,(X) nazgvame oblast
spolahlivosti.

Mnozina B, (X)) sa Casto znaci iba B,, no je dolezité si uvedomit, ze tato
mnozina je ndhodnou veli¢inou (pretoze je tvorend funkciou ndhodného vyberu),
zatial ¢o parameter 6 je pevny. Vytvaraf presné intervalové odhady je v praxi
casto nepraktické, pretoze vacsinou nepozname presné rozdelenie nasich bodo-
vych odhadov. Preto sa zvykne vyuzivat asymptotickd normalita, ktora plynie z
tedrie maximalne vierohodnych odhadov. Nézorne ilustrujeme, ako najst interva-
lovy odhad pre 7, alebo A pri ndhodnom vybere zo ZIP rozdelenia:

V predchédzajicej kapitole sme ukézali, ze

() =) # o)

Odtial mozeme zobrat jednotlivé parametre jednotlivo po zlozkach a dosta-
vame nasledovné rozdelenia:

TL:\ML—)\ dN O, ! )
V= ( =153

Vil — 1) iN(O,(w—n (Hll_ek—ﬂ))

Pre prehladnost v dalsich upravach si ozna¢me rozptyly tychto (limitnych)
normalnych rozdeleni vary a var,. Potom samozrejme plati
n

— (A —A) S N©O,1).

vary

U < L(S\ML—/\) <U1_&] —)1—&,
2 \/ vary 2

kde u, je a-kvantil rozdelenia N(0,1) a jednoduchymi upravami plynicimi zo
symetrie normalneho rozdelenia okolo 0 dostavame

~ var 2 var
P {)\ML — 1/7/\’&1_2 <A< Ay + \/»)\Ul_&:| —1—a,
n 2 n 2

¢o nam priamo z definicie dava tvar asymptotického intervalového odhadu
pre parameter \. Asymptoticky intervalovy odhad parametra m najdeme uplne
analogicky a zistime, ze ma tvar

. var, N var,
ML — n Ur—go, L+ n up—g .

Rovnako analogicky by sme dokazali ndjst tzv. dolny interval spolahlivosti
tvaru (CL(X),00) a horny interval spolahlivosti tvaru (—oo, Cy(X)). V tychto
odhadoch by sme vSak pouzivali a-kvantil u;_, na dosiahnutie spolahlivosti a.

Odtial teda

P

12



V praxi by sme samozrejme opét pouzili konzistentny odhad prvkov var, a vary
ktory sme ziskali pomocou maximalne vierohodnych odhadov parametrov 7 a A.

Opiét sa vsak moze stat, ze bude problematicky nas obmedzeny parametricky
priestor. V pripade intervalového odhadu pre parameter \ totiz nedokazeme ga-
rantovat, ze bude platit vztah

Riziko, Ze tato nerovnost nebude platif existuje hlavne pri nizkom pocte po-
zorovani a pri odhade parametra A velmi blizko nule. V tom pripade samozrejme
nema velky vyznam tvrdit napriklad, ze intervalovy odhad pre parameter A je
(—1,1), ked vieme, Ze tento parameter urite nemdze mat hodnotu z intervalu
(—1,0). Jednym z rieSeni tohto problému je pouzif namiesto pévodného para-
metra nejaka jeho transformaciu, ktora bude mat viacsi obor hodnot. Nasledne
mozeme aplikdciou delta metédy vypocitat asymptotické rozdelenie takto trans-
formovaného parametra, pouzit ho na ziskanie jej intervalového odhadu a spétnou
transformaciou dopocitat novy intervalovy odhad pre povodny parameter A. Pre
parameter A\ sa intuitivne ponika logaritmicka transformacia. Vieme, Ze odhad
Aprp musi patrit do intervalu (0, + 0o) (pokial sa nebudeme zaoberat degenero-
vanym pripadom kde je kazdé pozorovanie nulové), a teda patri do definiéného
oboru logaritmu. Zaroven dostaneme obor hodnot log(\) € (—oo, +00), ¢im vy-
rieSime potencialny problém nasho odhadu presahujiceho mimo parametrického
priestoru.

Uvazujeme teda g(z) = log(z) = ¢'(z) = 1. Podla delta metédy (Veta
plati

A~

\/ﬁ(g()\ML) —g(\) 4N (077)&0[9/()\)]2) )
teda

Villog(arr) ~ log(n) 5 N (0,52

Rovnako ako pri odvodzovani pévodného intervalového odhadu moézeme pouzit
Cramer-Slutského vetu a aproximovat rozptyl tohto rozdelenia pomocou konzis-
tentnych odhadov parametrov A a 7 (pripomelnime, Ze maximéalne vierohodné
odhady st konzistentné). Jednoduchymi ipravami dostavame (asymptoticky) in-
tervalovy odhad pre ndhodnt veli¢inu log(\) v tvare

. var A var
<10g(/\ML) —/ )\Tgul—%JOg(/\ML) + )\27;114—3> .

Spétnou substiticiou, teda aplikovanim exponencialy na obidve strany nerovnosti
jednoducho dostavame intervalovy odhad pre povodny parameter A v tvare

2 var)y Q vary
(e exp (= Funcg ) Auew-exp (Sur-s ) )

Parametricky priestor parametra 7 je este restriktivnejsi. Jednym riesenim je
najprv najst transforméciu, ktora rozsiri obor hodnot na kladné ¢isla, a nasledne
aplikovat logaritmicktl transforméciu ako v predchadzajicom pripade. Jednou
takou transformdciou je %=, pricom dostdvame vysledni funkciu g(z) = log(+%)

s derivaciou ¢'(z) = lxz. Opaf teda pouzijeme delta metédu a dostavame

13



Al(i2) () 55 )

Odtial opat jednoduchymi ipravami dostavame asymptoticky interval spolahli-
vosti pre g(7) = log(™):

| ML var, | ML N vary
og| —— | -, ————uj_o,log | ————— — e |.
& 1—7ATML n(7r—7r2)2 ! 2z’ & 1—7ATML n(7r—7r2)2 ! 2

. s . . 7 s . . -1 _e® 7
Spétnou transforméciou po aplikovani inverznej funkcie g='(x) = 5 +o dosta-
vame intervalovy odhad pre parameter 7w v tvare

varqg vargq
N — Uy_ o ~ U«
TML . ¢ n(r—7x2)2 "1=3 usva AP VR C SR -3
1-fpp 1-fpmr
)
varqg varg
. - U _a N — YAy
14+ fue .o Von=r®? | + fup o\ -2 =3
1-mpL 1-fpeL

V tomto pripade moéze byt pomerne problematicka interpretdcia parametra
v transformovanom priestore, ktory je komplikovanejsi nez ten vytvoreny samot-
nym logaritmom. Zaroven si treba uvedomit, ze aj ked v tedrii nula nepatri do
parametrického priestoru, v praxi moze byt informécia o tom, ¢i je Sanca ze mame
k dispozicii model bez nadbytoc¢nych nul uzitocna. Jej umelym odstranenim z kon-
fidencéného intervalu tak moze tento interval v niektorych pripadoch stratit cast
svojej vypovednej hodnoty.
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3. Simulac¢na studia

V tejto kapitole budeme aplikovat teoretické poznatky z predchadzajicej ka-
pitoly na konkrétne priklady. Pri kazdom teste budeme postupne generovat na-
hodny vyber zo ZIP rozdelenia s predom definovanymi parametrami. Nasledne
numericky vypocitame maximélne vierohodné odhady pomocou vzorcov odvo-
denych v predchadzajicej kapitole, a porovname pre rozne velkosti nahodnych
vyberov empirickd hladinu popisanych testov s teoretickou asymptotickou hladi-
nou, ktort by mali tieto testy dosahovat.

3.1 Intervalové odhady

Ako prvé sa zameriame na spolahlivost intervalovych odhadov. Pri kazdej
kombinacii skuto¢nych parametrov budeme generovat 10 000 opakovani pre rézny
pocet pozorovani (n od 20 po 500) a sledovat ako sa meni pokrytie skutoéného
parametra intervalom spolahlivosti (v porovnani s teoretickym pokrytim, ktoré
je asymptoticky 0,95). Viac nez spravanie intervalov pri zmene parametra Pois-
sonvho rozdelenia nas zaujima, ako sa tieto intervaly menia ked menime pomer
nil (teda parameter m), preto budeme tabulky vytvarat pre fixny parameter \
(najprv A = 1 a ndsledne A\ = 5) a pozorovat, ako sa meni pokrytie intervalov pre
meniaci sa rozsah vyberu n a parameter m. Ako prvé zafixujme parameter A = 1.

Vidime, ze pokrytie intervalov pre obidva parametre je uz pre nizky rozsah
vybru n pomerne blizko k deklarovanému teoretickému pokrytiu 0.95. Vynimkou
je pripad, ked je rozsah vyberu velmi maly a zaroven pridana pravdepodobnost
nul velmi vysoka. To sa da vysvetlit tym, Ze ked sa v nasom ndhodnom vybere
vyskytuju takmer vylucne nuly, je velmi fazké odhadovat stredni hodnotu po-
vodného Poissonovho rozdelenia (o tom méme v podstate desatndsobne mensiu
informaciu nez by sme pri tom istom rozsahu vyberu mali o obyc¢ajnom Poissono-

n 0.1 0.3 0.6 0.9

20 0.9577 0.9560 0.9554 0.7290
20 0.9603 0.9552 0.9482 0.9065
100 0.9630 0.9589 0.9524 0.9385
500 0.9637 0.9509 0.9491 0.9516

Tabulka 3.1: Skuto¢né pokrytie parametra 7 pri A =1

m
n 0.1 0.3 0.6 0.9

20 0.9880 0.9685 0.8713 0.5672
20 0.9828 0.9494 0.9148 0.7436
100 0.9775 0.9482 0.9345 0.8733
500 0.9571 0.9466 0.9494 0.9410

Tabulka 3.2: Skuto¢né pokrytie parametra A\ pri A =1

15



n 0.1 0.3 0.6 0.9

20 0.8837 0.9333 0.9279 0.8740
50 0.9006 0.9499 0.9391 0.8954
100 0.9383 0.9409 0.9447 0.9251
500 0.9508 0.9519 0.9485 0.9454

Tabulka 3.3: Skutocné pokrytie parametra m pri A =5

T
n 0.1 0.3 0.6 0.9

20 0.9474 0.9468 0.9431 0.9073
20 0.9481 0.9485 0.9457 0.9320
100 0.9470 0.9516 0.9514 0.9486
500 0.9457 0.9533 0.9483 0.9449

Tabulka 3.4: Skutoéné pokrytie parametra A pri A =5

vom rozdeleni). Nevieme potom spolahlivo urcit, ¢i problém spociva v extrémne
nizkej strednej hodnote tohto rozdelenia, alebo v extrémne vysokej pravdepodob-
nosti nadbyto¢nych nul.

Dalej sa pozrime na ti istd tabulku pre A = 5. Mozeme si v8imnit, Ze uz
nevidime rovnaké extrémne nizke pokrytie pre vysoké m ako v predchadzajicom
pripade. Pre vysoké hodnoty A je totiz Sanca, ze budeme pozorovat takmer vy-
lu¢ne nuly omnoho nizsia.

3.2 Asymptotickd normalita odhadov

Na zaver sa pozrieme na asymptotickii normalitu maximalne vierohodnych
odhadov. Specidlnu pozornost v tejto ¢asti budeme venovat pripadu, kde 7 = 0,
a teda v skuto¢nosti pracujeme s oby¢ajnym Poissonovym rozdelenim (no z neja-
kého dévodu sa domnievame, ze sa vo vybere mézu vyskytovat nuly, a teda pri
analyze pouzivame ZIP model). V tomto pripade nie st splnené predpoklady Vety
A.1] pretoZe skutoéna hodnota parametra m nepatri do otvoreného intervalu (0,1),
takze sa nemdzeme opierat o teoreticky zaver ktory by nam garantoval asympto-
tickl normalitu.

Pri vSetkych simulacidch budeme pracovat so statistikou tvaru P = W,

alebo L = W Za platnosti predpokladanej asymptotickej normality sa
totiz jednd o druhd mocninu veli¢iny s rozdelenim N(0,1), ktord ma ocividne
rozdelenie x?. Graficky zndzornime ich empirickt distribu¢nt funkciu pre rozne
hodnoty parametrov, a porovname ju so skuto¢nou distribu¢nou funkciou rozde-

lenia x?.

7 prvych dvoch grafov vidime, ze empirickd distribucna funkcia Statistiky P
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sa pre m = 0 vyrazne lisi od teoretickej aj pre pomerne velky rozsah vyberu, ¢o
znamend ze odhad 7, nema normalne rozdelenie odvodené v predchadzajicej
kapitole. To moze sposobovat komplikacie prave pri testoch spravnosti modelu,
kedze sa nemozeme spolahnit na hladinu testov odvodenych z asymptotickej nor-
mality parametra 7,,;,. Naopak ¢o sa tyka normality odhadu XML, pri nizkych
hodnotach A sa este distribu¢né funkcie trocha lisia, no pre A = 5 uz ma testova
Statistika L prakticky dokonalé y? rozdelenie aj pre nizke n, ¢o znamena Ze odhad
Az velmi rychlo dosahuje normalitu aj napriek nesplneniu podmienok regularity.

Na poslednych dvoch obrazkoch sme zafixovali velkost vyberu n = 100 a pa-
rameter A = 1 aby sme mohli sledovat ako vplyva pomer nadbyto¢nych nil na
konvergenciu k teoretickému rozdeleniu. Mézeme vidiet, ze odhad parametra =
sa najviac priblizuje k norméalnemu rozdeleniu okolo m = 0,5 a naopak je naj-
problematickejsi pre nizke hodnoty 7. Naopak rozdelenie odhadu parametra A je
pomerne presné pre nizke a stredné hodnoty 7, no je absolitne nevyhovujice pre
m = 0,9. Vysvetlenie je rovnaké ako pri nespravnom pokryti intervalovych odha-
dov: pokial pracujeme s pomerne nizkou strednou hodnotou, nie velmi vysokym
rozsahom nahodného vyberu, a vysokym mnozstvom nadbytoénych nil, je velmi
zlozité vyhodnotit, ¢o presne sposobilo velky pomer nil - extrémne nizka stredna
hodnota Poissonovho rozdelenia, alebo extrémne vysoka pravdepodobnost prida-
nych nul.
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Obréazek 3.1: Rozdelenie statistiky P pre A =1;7 =0

e 4
«© _|
o
Q _|
o
<
o
S — n2=500
- X
e |
o
T T l T T
0 5 10 15 20

Obréazek 3.2: Rozdelenie statistiky P pre A =5;7m =0
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Obrazek 3.3: Rozdelenie statistiky L pre A=1;7 =0
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Obrézek 3.4: Rozdelenie statistiky L pre A =5;7 =0
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Obréazek 3.5: Rozdelenie statistiky P pre A = 1;n = 100

Obrézek 3.6: Rozdelenie statistiky L pre A = 1;n = 100
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Zaver

V préaci sme sa zaoberali Poissonovym rozdelenim s nadbyto¢nymi nulami.
Ako prvé sme si zaviedli znacCenie a definicie, ktoré sme potom pouzivali pri dalsej
praci s tymto rozdelenim.

Oboznamili sme sa s dvomi sposobmi hladania odhadov a aplikovali sme ich
na nase konkrétne rozdelenie. Prvou bola momentova metédda, ktora nebola velmi
prakticka pre nase potreby, kedZze sme nedokazali analyticky odvodit rozdelenie
takychto odhadov. Hlbsie sme sa potom venovali odhadom ziskanym metédou
maximélnej vierohodnosti, ku ktorym sme pomocou tedrie z knihy Andel (2011)
odvodili asymptotické rozdelenie a intervalové odhady.

V poslednej ¢asti sme aplikovali odvodené teoretické poznatky a overovali sme,
¢i platia v praktickych situaciach. Zistili sme, ze pokrytie intervalovych odhadov
aj normalita maximalne vierohodnych odhadov su pre vic¢sinu hodnot paramet-
rov spolahlivé. Ukazali sme, ze pokial aplikujeme ZIP model na obycajné Pois-
sonovo rozdelenie, distribu¢na funkcia odhadu parametra 7 sa bude vyrazne lisit
od normaélnej, no odhad parametra A bude normalny aj ked nam to negarantovali
teoretické vysledky.
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Zaklady tedrie maximalnej
vierohodnosti

V tejto kapitole uvadzame zakladné pojmy a vety z tedrie maximalnej viero-
hodnosti. Definicie uvddzame v takom zneni ako ich definuje |Andél (2011)).

Definicia A.1. Majme nahodny vgber X = (X1,Xs,...,X,) s hustotou T[32, f(z4,0).
Pojmom vierohodnostna funkcia rozumieme funkciu f(x,0) ako funkciu @ pre
pevné x. Funkcia ((x,0) = log f(x,0) sa nazjva logaritmickd vierohodnostnd
funkcia. Logaritmickid vierohodnostni funkciu budeme pre dané x casto znacit iba

°8).

Definicia A.2. Maximalne vierohodny odhad parametra @ je takd hodnota 0 ,
ktora mazimalizuje vierohodnostni funkciu f(x,0) pre dané X = x.

Pretoze logaritmus je rydzo monoténna funkcia, mézeme namiesto vierohod-
nostnej funkcie maximalizovat logaritmicka vierohodnostni funkciu. Vo vécsine
pripadov tento postup znac¢ne ulahc¢uje vypocet.

Definicia A.3. Systém rovnic

20(0)
00,

=0, j=12..m

nazyvame systém vierohodnostnych rovnic.

Definicia A.4. Povieme, Ze systém hustot {f(z,0),0 € Q} je regularny, pokial
st splnené nasledujice podmienky:

1. Mnozina ) je neprazdna a otvorend mnoZina v R™.
2. Mnozina M ={x : f(x,0) > 0} nezdvisi na 0.

3. Pre skoro vsetky x € M (vzhladom k nejakej o—konecnej miere pu) a pre

vdetky j = 1,2,...,m existuje parcidlna derivdcia fi(v,0) = dfgg 9),

4. Pre vsetky 0 € Q a pre kazdé j plati [y, fj(x,0)du(x) = 0.
5. Pre kazdi dvojicu (i,j) existuje konecny integrdl

/ f’a:@ f’x@)

F(.8)du(x).

6. Matica J(0) = ||J;;(0)]"

i j=1 Je pozitivne definitnd pre kazdé @ € ().
Matica J(0) sa nazyva Fisherova informacnd matica. Fisherova matica vy-
pocitand z celého ndhodného vyberu s hustotou f,(x,0) = 1, f(x;,0) sa znadci
Jn(0) a medzi tymito dvomi maticami plati vztah J,,(0) = nJ(6). Medzi Fishe-
rovou informaciou a maximalne vierohodnym odhadom existuje vztah, ktory po-

pisuje Veta [A.T]
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Veta A.1. Majme reqularny systém hustot { f(x,0),0 € Q} s Fisherovou maticou
J(0). Potom za urcitych predpokladov o parametri @ (viz. |Andél (2011))) plati
nasledujice tvrdenie:

1. Ak n — oo, tak pre kazdé e > 0 existuje s pravdepodobnostou bliZiacou sa k
jednej také riesenie 8,, systému vierohodnostnych rovnic, Ze HOn — OOH <€,
kde 0y je skutocnd hodnota parametra 6.

2. Polozme
9()
901

U(0) =

Potom pre n — oo plati

\}EU(OO) 4 N[0,J(8)].

3. Ak existuje pre kazdé dostatocne velké n a pre kazdi hodnotu X taky koren
0, systému vierohodnostniych rovnic, Ze 0, je konzistentny odhad parametra
00, tak

V(B — 65) 5 N(0,[J(8)]71).

Dékaz. Vid napriklad |Andel| (2011)).
U

Veta A.2. Nech systém hustot { f(x,0),0 € Q} je reqularny. Predpokladajme, Ze
pre skoro vietky @ € M (vzhladom k p) existuji derivdcie

p > f(x,0) -
fij(m,O) = 7091-9]- , i,j=1.2,...m

a ze pre vsetky 6 € € plati
/ (x,0)du(x) =0, 1,j =1.2,...m

Potom plati, zZe

[ Plogf(0) .
Jl](e) - /M Tlejf(m’0>dlu(m)7 1) = 172a"'7m'

Dékaz. Vid napriklad |Andél (2011]).
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Zoznam dalsich pouzitych viet

Veta B.1. (Choleského rozklad). Nech A je Hermitovskd pozitivne definitnd ma-
tica. Potom existuje prave jeden rozklad tvaru

A=LL",

kdeL je dolnd trojuholnikovd matica s redlnymi kladnymi prvkami na diagondle
a L* je konjugovand matica k matici L. Ak je A navyse redlna, matica L je tieZ
realna a teda sa tento rozklad dad zdpisat ako

A=LL"

Dékaz. Vid napriklad Horn| (1990), strana 407.
O

Veta B.2. (Cramer-Slutsky). Nech X,, je postupnost ndhodniych velicin s dis-
tribucnymi funkciami konvergujicimi F,, k F. Nech'Y,, je postupnost nahodnych
velicin takd, Ze Y, 5 ¢, kde c je konstanta. Potom distribucnd funkcia ndhodnej
veliciny X,Y,, F:(x) slabo konverguje k F(x/c).

Dékaz. Vid napriklad |Andel| (2011)), strana 333.

Veta B.3. (Delta-metéda). Nech postupnost ndhodnijch vektorov T, splria

Vi(T, — p) % N(0,5)

pre nejaky vektor konstint u € R a maticu 3. Nech g : R¥ — RP je spojite
diferencovatelnd v nejakom okoli bodu . Oznacme D(x) = a%—(;”). Potom plati
d
V(g(Ty) = g(p)) = N(0, D()ED(p)").

Dékaz. Vid napriklad |Agresti (2002)), 14.1.5.
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