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Úvod
Tato práce se zabývá zpětným testováním měr rizika, konkrétně pak velmi

běžnou mírou Value-at-Risk (VaR). Hlavním cílem této práce bude ověřit na
historických datech, že pomocí správného užití nástrojů pro měření rizika, lze
dosáhnout dobrého rozhodovaní v investičním světě, a pojistit se tak proti neo-
čekávaným ztrátám, popřípadě odhalit nedostatky těchto nástrojů.

V první kapitole je definovaná riziková míra Value-at-Risk a jsou popsány zá-
kladní metody používané pro výpočet hodnoty v riziku. V následující kapitole je
rozvedena hlavní myšlenka zpětného testování (backtesting) a jsou prezentovány
tři nejčastěji testované hypotézy související s ověřením správnosti výpočtů hod-
noty v riziku (VaR). Dále jsou zde diskutovány některé přístupy pro testovaní
těchto hypotéz, společně s jejich klady a nedostatky.

V poslední kapitole se pak provede backtesting pomocí vybraných statistic-
kých přístupů na historických datech šesti firem vedených v S&P500 indexu
z let 2005 až 2010; v tomto časovém rozmezí došlo ke dvěma finančním krizím.
Porovnaním výsledků těchto statistických testů, pak demonstruji aplikovatelnost
studovaných backtestingových procedur na zmíněných datech.
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1. Value-at-Risk
Cílem této kapitoly je definovat velmi běžně aplikovanou rizikovou míru Value-

at-Risk (VaR), objasnit pojem rizika a závest potřebné modely a metodiky pro
výpočet VaR. Dalším úkolem pak bude diskutovat výhody a nevýhody jednotli-
vých metod, popř. vymezit možné postupy jak minimalizovat ztráty, nebo najít
kompromis mezi jednotlivými přístupy.

Co je vlastně riziko? Jako ilustraci lze uvést příklad nákupu masa v řeznic-
tví. Potřebujeme koupit jeden kilogram hovězího masa, ale jelikož se chystáme
nakupovat ve špičce, nemáme jistotu, že námi vybrané řeznictví bude hovězí
maso ještě mít. Jsme vystaveni nejistotě, která může vygradovat dvěma způsoby:
maso bude ke koupi, nebo ne. V případě, že nebude, jsme přišli o drahocenný čas
a prostředky vynaložené na cestu. Po dobu cesty podstupujeme ono riziko, a to
do okamžiku, kdy vkročíme do řeznictví. Naše nejistota zmizí, když přestaneme
podstupovat riziko a objasní se, zda se cesta vyplatila.

Mohli jsme na základě nějaké předešlé informace, jako například zkušenosti
o prodeji masa v minulosti, odhadnout, jak velkou jistotu máme, že maso kou-
píme? A užitím této informace dospět k závěru, zda se nám vyplatí vůbec jít do
obchodu, resp. zda náš čas a prostředky vynaložené na cestu nepřišly na zmar?
Obdobné otázky si můžeme klást i v oblasti financí. Můžeme se ptát, zda u na-
šich aktiv nepodstupujeme příliš velké riziko ztráty, to jest můžeme se zabývat
finančním rizikem.

1.1 Finanční riziko
Pro účely měření finančního rizika, existuje řada nástrojů. Nejpoužívanější je

pak metodika hodnoty v riziku Value-at-Risk (VaR), jejíž součástí jsou vždy tři
informace: časový horizont (tj. období přes které je riziko měřeno), konfidenční
parametr (tj. pravděpodobnost, s jakou nedocílíme vyšší ztráty než té, která je
uvedená v hodnotě rizika) a hodnotu v riziku.

Metodika Value-at-Risk, která je předmětem této práce, se konkrétně zabývá
tržním rizikem. Pod tržním rizikem máme na mysli riziko ztráty projevující se
skrze změny tržních cen aktiv a pasiv nebo tržních měr. Tržní rizika dále dělíme
na několik typů (v knize Cipra (2008, str.484) jsou detailně definovaná):

• Úrokové riziko

• Měnové riziko

• Akciové riziko

• Komoditní riziko

• Riziko úvěrového rozpětí

• Korelační riziko
Každé uvedené riziko odpovídá riziku ztráty v cenách či měr příslušných položek.
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1.2 Definice Value-at-Risk
Předpokládejme, že držíme aktivum, jehož cenu v čase t označme náhodnou

veličinou Xt, a chceme s danou pravděpodobností zjistit očekávanou ztrátu v čase
t + k, kde t,k ∈ N (zde k může reprezentovat den, týden, měsíc atp.). To jest,
zajímá nás náhodná veličina definovaná jako:

∆Xk := Xt+k − Xt.

Definice 1 (Value-at-Risk). Nechť Fk je distribuční funkce náhodné veličiny ∆Xk

(značíme ∆Xk ∼ Fk), pak Value-at-Risk v časovém horizontu k s pravděpodob-
ností 1 − p v případě dlouhé pozice definujeme jako hodnotu VaR splňující:

Fk(V aR) = P (∆Xk ≤ V aR) = p, p ∈ (0,1).

Value-at-Risk v časovém horizontu k s pravděpodobností 1 − p v případě krátké
pozice definujeme jako:

1 − Fk(V aR) = P (∆Xk > V aR) = p, p ∈ (0,1).

V případě dlouhé pozice je V aR záporná hodnota, zatímco v případě krátké
pozice je kladná. To odpovídá skutečnosti, že v případě dlouhé pozice aktiva
vlastníme, zatímco v krátké je máme zapůjčené, tedy ke ztrátě dojde tehdy, je-
li ∆Xk < 0, resp. ∆Xk > 0. V textu dále budeme uvažovat z interpretačních
důvodů absolutní hodnotu V aR namísto původní. Pro jednoduchost zavádíme
značení k-(1 − p)-V aR pro vyjádření Value-at-Risk přes horizont k s pravděpo-
dobností 1 − p, kde hodnotu VaR zapisujeme v absolutní hodnotě.

Stojí za povšimnutí, že v případě, že je nám známo rozdělení ∆Xk, pak výpo-
čet hodnoty V aR je snadný, neboť se jedná o p-kvantil rozdělení ∆Xk. V reálných
aplikacích nám toto rozdělení známo být nemusí, a volí se proto různé způsoby, jak
hodnotu V aR odhadnout. Nejjednodušším takovým způsobem by mohlo být na-
příklad to, že z nasbíraných dat spočteme všechny momenty do čtvrtého (existuje-
li) a zvolíme vhodné rozdělení, které odpovídá našim napozorovaným momentům.

Příklad
Jsme vlastníky portfolia, které drží aktiva banky ABC v dlouhé pozici a za-
jímá nás k-(1 − p)-V aR. Nechť Xt značí hodnotu všech námi držených aktiv
banky ABC v přítomném čase t. Předpokládejme, že ∆Xk ∼ N(µ,σ2) zřejmě pak
k-(1 − p)-V aR = |(µ + σup)Xt|, kde up je p-kvantil N(0,1). V případě dlouhé
pozice pak platí up < 0, a tedy velikost ztráty je nejen daná volatilitou potenciál-
ního zisku, ale je závislá na očekávané střední hodnotě zisku µ, tj. vyšší očekaváný
zisk snižuje naše riziko ztráty, naopak pro krátkou pozici snižuje riziko ztráty nižší
očekávaný zisk. Z tohoto důvodu se občas rozlišuje tzv. relativní VaR a absolutní
VaR.
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Definice 2 (V aRrel a V aRabs). Pro p ∈ (0,1) definujeme V aRabs > 0 v dlouhé
pozici jako hodnotu splňující: P (∆Xk ≤ −V aRabs) = p, pak

V aRrel := V aRabs + E[∆Xk].

V krátké pozici pak definujeme V aRabs jako P (∆Xk > V aRabs) = p, a tedy

V aRrel := V aRabs − E[∆Xk].

V aRrel je tedy hodnota rizika, do které je započítána i ztráta potenciálního
zisku.

1.3 Metody výpočtu VaR
V této části postupně zavedeme základní modely pro odhadování volatility,

dále probereme jednotlivé přístupy výpočtu Value-at-Risk a jejich výhody a ne-
výhody. Výchozím textem pro celou tuto sekci je Sheppard (2018).

Metody zmíněné v této práci principiálně dělíme na tři skupiny

• Neparametrické přístupy

• Parametrické přístupy

• Semi-parametrické přístupy

1.3.1 Historická volatilita
Historická volatilita je většinou počítána jako výběrový rozptyl (resp. směro-

datná odchylka), tj.

σt
2 = 1

k − 1

t∑
j=t−k+1

(xj − xt)2,

xt = 1
k

t∑
j=t−k+1

xj,

kde k ∈ N je námi zvolený časový horizont, přes který zpětně odhadujeme vo-
latilitu. Tento přístup nám ale nezohlední fakt, že extrémní výkyvy v minulosti
nemusí předvídat výkyvy v budoucnosti, kdy trh je poměrně klidný. Má jej tedy
smysl používat pouze pro kratký časový horizont.

1.3.2 RiskMetrics EWMA
Se zmíněným nedostatkem historické volatility se vypořádává RiskMetrics

EWMA (Exponentialy Weighted Moving Average):

σ̂2
t = (1 − λ)

∞∑
j=0

λj(xt−j − x)2 = (1 − λ)(xt − x)2 + λσ̂2
t−1,
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kde λ ∈ (0,1), typicky λ > 0,9. Skupina RiskMetrics doporučuje z praxe ově-
řený λ = 0,94 pro denní horizont a pro týdenní pak λ = 0,97. Model EWMA
má výhodu v tom, že již nemusíme vymezovat krátký časový horizont, přes něž
počítáme volatilitu, naopak bereme veškeré dostupné informace z minulosti.

RiskMetrics je parametrickou metodou výpočtu VaR, kde odhadujeme jediný
parametr, a to λ. Vychází z pozorované řady logaritmicých výnosů {rt}, kde
jako model se nejběžněji užívá tzv. iGARCH(1,1), kde iGARCH(1,1) je model
GARCH(1,1), kde α + β = 1 tj. řada splňuje (viz níže):

rt = σtϵt,

σ2
t = (1 − λ)r2

t−1 + λσ2
t−1,

ϵt
iid∼ N(0,1),

kde λ ∈ (0,1) . RiskMetrics přístup dále předpokládá, že logaritmických míry
zisku rt, podmíněné veškerou dostupnou informací Ωt−1 do času t − 1 (σ-algebra)
mají rozdělení:

rt|Ωt−1 ∼ N(0,σt
2), (1.1)

kde σt
2 je podmíněný rozptyl míry rt. Rozptyl σt

2 budeme předpovídat pomocí
modelu EWMA. Tedy v případě RiskMetrics počítáme k-(1 − p)-V aR jako

V aRabs = −σt+kφ−1(p)∆Xt.

RiskMetrics výpočet VaR je vhodný hlavně pro malé časové horizonty k (běžně
jeden den až jeden měsíc) nebo pro aktiva (resp. portfolia) se střední hodno-
tou zisku blízké nule. Důvodem je, že RiskMetrics nepoužívá žádný model pro
očekávaný zisk. Podstatnou výhodou přístupu RiskMetrics jsou vlastnosti loga-
ritmických měr zisku, platí totiž (Cipra (2008, str.494))

rt(k) := rt+k − rt = rt+1 + ... + rt+k

Pak obdobně jako v (1.1) máme:

rt(k)|Ωt ∼ N(0,kσ2
t+1)

Z čehož pak plyne, že V aR(k) =
√

kV aRabs, což nám umožňuje rychle vyjádřit
VaR pro různé časové horizonty.

Výhodou, ale i nevýhodou je fakt, že náš výpočet závisí na jediném parametru
λ. To nám na jednu stranu minimalizuje riziko použití špatného modelu v dů-
sledku (více) nesprávně odhadnutých parametrů, ale na druhou stranu nám tento
přístup nezohlední případy, kde užíváme pákového efektu v investování, tj., kdy
investujeme jen malou část vlastního kapitálu a větší část půjčeného.
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1.3.3 Parametrický GARCH model
Pro vyjádření časových řad logaritmických měr výnosů {rt}, kde

rt = log(Xt+1) − log(Xt),

zavádíme pro p,q,m,s ∈ N0 model ARMA(p,q)-GARCH(m,s), který vychází z mo-
delů ARMA(p,q) (Auto Regressive Moving Average) a GARCH(m,s) (Generalized
Autoregressive Conditional Heteroskedasticity). Jednotlivé modely jsou detailně
popsané v knize Cipra (2008). Model ARMA(p,q)-GARCH(m,s) je tvaru:

rt = φ0 +
p∑

j=1
φjrt−j + et +

q∑
j=1

θjet−j,

et = σtϵt,

σ2
t = α0 +

m∑
j=1

αje
2
t−j +

s∑
j=1

βjσ
2
t−j,

ϵt
iid∼ N(0,1),

φj ∈ R, j = 0,1,...,p, θk ∈ R, k = 1,2,..,q,

αj ∈ R, j = 0,1,...,m, βk ∈ R, k = 0,1,...,s.

GARCH modely finančních časových řad jsou doposud nepřekonaným nástrojem,
jejich výhody jsou zmíněné v Cipra (2008, str.385). V našich praktických ukáz-
kách výpočtu si z důvodů jednoduchosti vystačíme
s GARCH(1,1) strukturou.

Dále vyjdeme z modelu ARMA(0,0)-GARCH(1,1), lze však užít i obecnější
model. Náš model pak splňuje:

rt+1 = µ + et+1,

et+1 = σt+1ϵt+1, (1.2)
σ2

t+1 = α0 + α1e
2
t + β1σ

2
t ,

ϵt+1
iid∼ F (0,1),

kde F (0,1) značí libovolnou distribuční funkci rozdělení, které má nulovou střední
hodnotu a jedničkový rozptyl. Toto nám dává větší volnost, než když se omezu-
jeme pouze na normální rozdělení. Parametry našeho modelu odhadneme meto-
dou maximální věrohodnosti. Výpočet VaR je pak analogický předchozím případu
EWMA modelu.
Výhoda tohoto přístupu je již zmíněná větší volnost. Nevýhodou, resp. omezující
vlastností tohoto přístupu je nutná znalost distribuční funkce F . Pokud neko-
rektně určíme rozdělení, pak zjištěný kvantil nebude odpovídat skutečnému.

Poznámka: Uvažujme model (1.2) s tím rozdílem, že tentokrát rozdělení stan-
dardizovaných residui {ϵt} je neznámé s nulovou střední hodnotou a jedničkovým
rozptylem. Označme si neznámou distribuční funkci jako G. Jedná se o obecnější
případ, ve kterém nelze užít klasické metody maximální věrohodnosti pro od-
hadnutí našich parametrů. To nám však nevadí, neboť budeme-li předpokládat,
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že ϵt ∼ N(0,1) a užijeme metody maximální věrohodnosti, dostaneme konzis-
tentní odhady (ač obecně tyto nemusí být eficientní). Pro výpočet VaR nám
pak stačí zjistit příslušný empirický kvantil distribuční funkce G, pro jehož vý-
počet nám skutečné rozdělení nemusí být známo. Tento model se nazývá semi-
parametrický GARCH model a jeho hlavní výhodou je fakt, že funguje za osla-
bených předpokladů, tj., nemusíme znát přesné rozdělení {ϵt}, ani pro výpočet
empirického kvantilu. Nevýhodou pak je to, že empirický kvantil může být špatně
odhadnut, což většinou nastává pro velmi nízké kvantily.

1.3.4 Vážená historická simulace
Tato metoda spočívá v přidělování vah k míram ziskům (obdobně jak váhy

v EWMA modelu se přidělují volatilitě), a to tím způsobem, že je dána větší
váha informaci bližší současnosti, než-li informaci z minulosti, užitím funkce ex-
ponenciálně klesající k nule. Předpokládejme, že máme informace dostupné od
i = 1,2,...,t. Pak váha přidělená informaci v čase i je definována jako:

wi = λt−i(1 − λ)
1 − λt

, i = 1,2,...,t,

kde λ ∈ (0,1), typicky 0,995 > λ > 0,99. Čím nižší λ, tím bude náš odhad VaR
více ovlivněný aktuálními pozorováními.
Distribuční funkce pro výpočet VaR je dána:

Ĝ(r) =
t∑

i=1
wiI[r≤ri].

V aR o pravděpodobnosti 1 − p přes časový úsek délky k pak spočteme jako:

V aRt+k|t = min{r ∈ R : Ĝ(r) ≥ p}.

1.4 Analýza rizikových měr
Tato sekce se zabývá stručným přehledem výhod a nevýhod dvou nejpoužíva-

nějších měr rizika.

Value-at-Risk není jedinou mírou měřící hodnotu rizika, mezi dalšími často
používanými je např. Expected Shortfall (ES), kterou definujeme jako:

E(∆Xk|∆Xk < up),

kde up značí p-kvantil rozdělení ∆Xk. Expected Shortfall patří mezi tzv. metody
typu tail outcome, další metody tohoto typu jsou zmíněny ve stručnosti v Cipra
(2008). V kontextu této práce stojí za to zdůraznit některé výhody a nevýhody
Value-at-Risk.
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Definice 3. Nechť (L,Λ) je měřitelný prostor. Mírou rizika nazveme měřitelnou
funkci ρ : Λ → R ∪ {+∞} splňující:

• ρ(0) = 0,

• pro ∀a ∈ R, Z ∈ Λ platí ρ(Z + a) = ρ(Z) − a,

• jestliže pro libovolné Z1,Z2 ∈ Λ platí Z1 ⊆ Z2, pak ρ(Z1) ≤ ρ(Z2).

Definice 4 (Koherentní míra). Nechť ρ je míra rizika, P,P1,P2 ∈ Λ, pak řekneme,
že ρ je koherentní, jestliže jsou splněny následující podmínky:

1. ρ(P + c) = ρ(P ) − c, kde c je konstanta

2. ρ(λP ) = λρ(P ) pro λ > 0

3. Pokud P1 ≻ P2, kde ≻ značí stochastickou dominanci prvního řádu, pak
ρ(P1) ≤ ρ(P2)

4. ρ(P1 + P2) ≤ ρ(P1) + ρ(P2)

Vlastnosti koherentní míry jsou užitečné pro výpočet, mohou ho tak činit
jednodušším v některých ohledech (kupříkladu druhá vlastnost usnadňuje přepo-
čítání hodnoty v riziku v případě, že navyšujeme naší investici do konkrétního
portfolia). Jednodušší výpočet není zaručen vždycky, jak se např. ukazuje s ES
a VaR. Platí, že (Sheppard (2018)):

• Value-at-Risk není koherentní míra.

• Expected Shortfall je koherentní mírou.

VaR nesplňuje čtvrtou podmínku koherentnosti (subaditivita míry). Dá se uká-
zat, že VaR je v některých případech superaditivní (Sheppard (2018)).
Přesto se v praxi ukazuje, že výpočet VaR je jednoznačně jednodušší než výpočet
ES. Značná výhoda VaR spočívá v tom, že se jedná o konkrétní kvantil rozdělení
zisku. Je zřejmé, že kvantil každého rozdělení vždy existuje a je konečný, tedy
i VaR vždy existuje. U ES tomu tak být nemusí a výpočet je jednoznačně kom-
plikovanější, neboť musíme spočítat střední hodnotu nejzazšího konce možných
ztrát. Fakt, že VaR je kvantil, je i nevýhodou, neboť narozdíl od VaR, je ve
výpočtu ES započítaná i nejhorší možná ztráta. Další nevýhodou je pak nekoho-
rentnost VaR.
I přes zmíněné zápory je podstatnou výhodou Value-at-Risk fakt, že je velmi uží-
vaným nástrojem pro měření rizika, a tedy je i řádně regulován (Basel II, atp.)
Na závěr je dobré poznamenat, že vyšší hodnota VaR jde ruku v ruce s vyšší
hodnotou ES, neboť je definován jako střední hodnota chvostu ohraničeného
z jedné strany kvantilem (tedy ohraničená Value-at-Riskem).
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2. Backtesting Value-at-Risk
Tato kapitola se zabývá porovnáním jednotlivých přístupu k zpětnému tes-

tování (backtesting) naměřených hodnot rizika pomocí metodik Value-at-Risk.
Obsahem bude veškerý teoretický základ pro následující kapitolu, kde bude na
reálných datech ukázana aplikace těchto metod.

2.1 Přístupy k testování
Je důležité poznamenat, že hodnota v riziku není v klasickém slova smyslu po-

zorovatelnou náhodnou veličinou, jedná se o čistě abstraktní údaj, který se nám
snaží pomáhat předvídat obecně těžko podchytitelné chování portfolia. Musí se
proto zvolit adekvátní přístup k dané problematice.

Napočítanou hodnotu nelze pozorovat. Lze však pozorovat vývoj portfolia,
a sledovat tak jeho jisté projevy, které pozorovatelné jsou, a na nich pak ověřo-
vat zda naše měření byla správná. Uvažujme myšlenkový experiment analogický
k našemu problému:
Balancujeme vajíčkem na lžičce s tím, že spadne-li nám, tak jej nahradíme dalším.
S danou pravděpodobností předvídáme, že bychom neměli rozbít víc než určitý
počet vajec. Chceme-li naši předpověď testovat, můžeme se ptát například na to,
kolikrát nám vajíčko spadlo. Tento dotaz můžeme obohatit o informaci spočívající
v rozlišování malých či velkých vajec. Musíme si však položit otázku: Pokud jsme
předpověděli, že nám vajíčko nespadne víc jak šestkrát, kdy je naše předpověď
adekvátní? Mohlo nám spadnout osmkrát nebo i jen jednou, znamená to nutně,
že naše předpověď byla špatná?

Další způsob může být založen na následující úvaze. Jelikož víme, že jsme zku-
šení v balancování, tak bychom mohli vnést předpoklad, že spadne-li nám vejce,
tak je to čirá náhoda (např. někdo otevře dveře a nastane průvan). V takovém
případě by měla naše neschopnost odpovídat geometrickému rozdělení, a můžeme
pak testovat, zda-li naše selhání tomu odpovídají. Další přístup pak může spočí-
vat v testování, zda ta naše selhání nastávají nezávisle na sobě.

Stejně tak jako ve výše uvedeném myšlenkovém experimentu, se můžeme dí-
vat na testování VaR. Přístupů je samozřejmě více a proto v této práci jich bude
zmíněno jen několik (dále se pak budeme zaměřovat jen na konkrétní čtyři pří-
stupy):

• Testy založené na četnosti, tj. testy zabývající se pozorováním počtu pře-
kročení námi odhadnutých ztrát.

• Testy nezávislosti.

• Testy založené na časovém rozpětí. Tyto testy jsou zobecněním testů nezá-
vislosti a testují časové intervaly mezi jednotlivými překročeními.

• Distribuční testy.
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2.2 Principy backtestingu
V této části shrneme základní předpoklady pro zpětné testování Value-at-Risk.

Nejprve zadefinujeme pojem výjimky VaR, na kterém jsou naše testy založené.
Předpokládejme, že sledujeme portfolio, u kterého známe vývoj časové řady zisků
v čase {rt}, dále je nám přístupná veškerá informace do času t−1, kterou značíme
Ωt−1 a označme napočítanou hodnotu rizika v čase t za pomocí informací obsažené
v Ωt−1 o pravděpodobnosti 1 − α jako V aRt|t−1(α).

Definice 5 (Výjimka VaR). Definujeme výjimku It(α) rizika V aRt|t−1(α) jako

It(α) =
⎧⎨⎩1 , rt < −V aRt|t−1(α),

0 , jinak.

Dle Christoffersen (1998) předpověď hodnoty rizika je platná tehdy a jen
tehdy, jsou-li splněny dvě podmínky:

• P (It(α) = 1) = E[It(α)] = α,
tzv. Unconditional coverage hypothesis (UC),

• It(α) a Is(α) jsou nezávislé pro t ̸= s,
tzv. The independence hypothesis (IND).

V případě, kdy P (It(α) = 1) > α, říkáme, že riziko je podhodnocené (podce-
něné), v opačném je riziko nadhodnocené. Je dobré zdůraznit, jaký smysl mají
dva zmíněné předpoklady. Za platnosti UC hypotézy mají veličiny It(α) alterna-
tivní rozdělení s parametrem α a za platnosti IND hypotézy pak máme, že

N∑
t=1

It(α) ∼ Bi(N,α),

kde Bi(N,α) značí binomické rozdělení o N pozorováních s parametrem α a N je
celkový počet napozorovaných vyjímek.

2.3 Test četnosti vyjímek
Jedna ze základních metod backtestingu je založená na četnosti překročení

stanoveného VaR, tedy na počtu napozorovaných vyjímek. Na základě počtu pře-
kročení pak stanovíme, zda naše předpověď rizika byla správná. Testová statistika
(Christoffersen, 1998) je pak založena na testu poměru věrohodnosti
a je tvaru:

LRF T = 2ln
[
(1 − H/N)N−H (H/N)H

]
− 2ln

[
(1 − α)N−H αH

]
D−−−→

N→∞
χ2

1, (2.1)

kde H = ∑N
t=1 It(α), N je počet pozorování a α ∈ (0,1)

U tohoto typu testování je dobré si povšimnout jednoho nedostatku. Uva-
žujme dvě portfolia A a B, kde u každého portfolia jsme provedli měření rizika.
U portfolia A došlo k překročení stanovené hranice šestkrát za stanovené období
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a taktéž u portfolia B šestkrát, avšak v případě portfolia B byly ztráty násobně
vyšší, zatímco u portfolia A jsme jen mírně překročili námi stanovené hodnoty.
U kterého portfolia jsme se dopustili chyby měření? Dle předchozího testu bychom
tyto dva případy nerozlišovali. Tento nedostatek je řešen mírnou úpravou našeho
testu, o kterém pojednává následující podkapitola.

2.4 Testy založené na rozsahu vyjímek
V článku Colletaz a kol. (2013) je zmíněná mírná úprava předcházejícího testu

tak, aby započítavál, k jak vysokým překročení dochází. Tímto vylepšíme naše
testování proti zmíněnému případu.

Definice 6. Supervyjímkou V aRt|t−1(β) rozumíme veličinu It(α) definovanou
v definici 5 pro α < β, β ∈ (0,1).

Užíváme-li supervyjímky V aR, pak α volíme typicky výrazně menší jak β. Za
pomoci takto definovaných vyjímek a supervyjímek, lze definovat tzv. Risk mapu.
Testování pak provádíme na základě UC hypotézy, tj. testujeme:

H0 : E[It(β)] = β,

H1 : E[It(β)] ̸= β.

V hypotéze můžeme nahradit vyjímku It(β) její super vyjímkou It(α) pro α < β,
nebo můžeme test kombinovat a do hypotézy zahrnout vyjímky i supervyjímky.
Hypotéza je pak tvaru:

H0 : E[It(β)] = β ∧ E[It(α)] = α. (2.2)

Testujeme tak nejen četnost vyjímek, ale i jejich závažnost (rozsah.) Tento přístup
již rozlišuje případy, jako jsou ty, které byly výše zmíněny.

2.5 Multivariate testy
Tyto testy jsou dalším zobecněním předcházejícího testu, uvedeme zde pouze

verzi pro dva specifikované kvantily. Uvažujme hypotézu (2.2) pro α > β (Périg-
non a Smith, 2008):

J0,t = 1 − J1,t − J2,t;

J1,t =
⎧⎨⎩1 , − V aRt|t−1(β) < rt < −V aRt|t−1(α),

0 , jinak;

J2,t =
⎧⎨⎩1 , rt < −V aRt|t−1(β),

0 , jinak.

Hypotéza je tvaru:

H0,MT : E[It(β)] = β ∧ E[It(α)] = α.
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Testova statistika je pak opět sestrojena poměrem věrohodnosti, dostáváme:

LRMT = 2ln

[(
H0

N

)H0 (H1

N

)H1 (H2

N

)H2
]

− 2ln
[
(1 − α)H0 (α − β)H1 (β)H2

]
D−−−→

N→∞
χ2

1, (2.3)

kde Hi = ∑N
t=1 Ji,t, i = 0,1,2, N je počet pozorování, α, β ∈ (0,1), α > β.

Výhoda tohoto testu je pak skutečnost, že do našeho testování započítáváme více
informací o levém chvostu rozdělení zisku.

Ve článku Hurlin a Tokpavi (2006) je navržený další test založený na ověření
CC hypotézy.

H0,CC : ρ1 = ρ2 = · · · = ρK = 0,

kde ρk značí k-tou autokorelaci. Testová statistika je pak tvaru:

HT (K) = N(N + 2)
K∑

k=1

r̂2
k

N − k
D−−−→

N→∞
χ2

K ,

kde r̂k označuji empirický odhad autokorelační funkce ρk.

Ve zmíněném článku je test podrobně rozveden.

2.6 Testy nezávislosti
Tyto testy jsou zaměřené na současné testování dvou hypotéz, jednou z nichž

je tzv. Conditional Coverage Hypothesis (CC), která platí, pokud jsou splněny
předpoklady UC a IND hypotézy. Platnost hypotéz je základem našich předpo-
vědí, bez jejich platnosti nejsme schopni zaručit, že skutečně testujeme hodnotu
v riziku. Má smysl se tedy zabývat testováním specifických parametrů založených
na ověření UC, IND resp., CC hypotézy. CC hypotéza je tvaru:

E[It(α)|Ωt−1] = α,

kde {Ωk}, k ∈ N splňuje:

∀t ∈ N : Ω0 ⊂ Ω1 ⊂ Ω2 ⊂ ... ⊂ Ωt−2 ⊂ Ωt−1.

Vyjímky splňují předpoklady pro martingaly, neboť platí:

∀t ∈ N : E[|It(α)|] = E[It(α)] < ∞
∀t ∈ N : E[It(α) | Ω0,Ω1,...,Ωt−1] = E[It(α)|Ωt−1] = α

Dle Christoffersen (1998) lze náhodný proces vyjímek reprezentovat markovským
řetězcem s dvěma stavy a maticí pravděpodobností přechodu:

Π =
[
1 − π01 π01
1 − π11 π11

]
,
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kde πij = P (It(α) = j|It−1(α) = i). Hypotéza založená na ověření CC podmínky
je pak:

H0,CC : Π =
[
1 − α α
1 − α α

]
, α ∈ (0,1).

Analogicky by byla sestrojena hypotéza záložená na testovaní IND podmínky.
Pomocí poměru věrohodnosti pak sestrojíme testové statistiky:

LRIND = 2ln [(1 − π01)n00 πn01
01 (1 − π11)n10 πn11

11 ]

− 2ln
[
(1 − H/N)N−H (H/N)H

]
D−−−→

N→∞
χ2

1,

LRCC = 2ln [(1 − π01)n00 πn01
01 (1 − π11)n10 πn11

11 ]

− 2ln
[
(1 − α)N−H αH

]
D−−−→

N→∞
χ2

2, (2.4)

kde H = ∑N
t=1 It(α), nij = ∑N

t=2 I[It(α)=i,It−1(α)=j], N je počet pozorování, α ∈ (0,1)
a dále platí LRUC = LRCC − LRIND

Nevyvrátíme-li hypotézu, pak můžeme předpokládat, že nedošlo k chybě při
předpovědi hodnoty v riziku (předpokládáme platnost UC hypotézy). Nevýhodou
tohoto přístupu je fakt, že jsme limitování pouze na vývoj v minulosti a nejsme
schopni do testu zahrnout i jiné vlivy. Autoři Engle a Manganelli (2004) z tohoto
důvodu navrhli testy založené na regresi, kterými se v této práci nezabýváme, ale
určitě je vhodné zmínit jejich existenci.

Definice 7. Definujme

Hitt(α) =
⎧⎨⎩1 − α , rt < −V aRt|t−1(α),

−α , jinak.

Model lineární regrese je pak tvaru:

Hitt(α) = δ +
K∑

k=1
βkHitt−k(α) +

K∑
k=1

γkg (Hk,Zk) + ϵt,

Hk = (Hitt−k,Hitt−k−1, . . . ,Hit1) , k = 1,2...,K,

Zk = (zt−k,zt−k−1, . . . ,z1) , k = 1,2,...,K.

kde ϵt
iid∼ N(0,1), vektor Zk chápeme jako vektor informací obsažených v Ωt,

mohou to být např. zisky rt atp., g je pak funkcí předcházejících vyjímek a infor-
mace dostupné z Ωt. V práci Engle a Manganelli (2004) je pak vše dopodrobna
rozvedeno. V této práci se zaměřuji na prozkoumání jiného přístupu k vyřešení
předcházejícího problému, který se týká neschopnosti zohlednit další proměnné.
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2.7 Duration based tests
V myšlenkovém experimentu z úvodu kapitoly bylo uvedeno, že jeden z mož-

ných přístupu k testování je zkoumat dobu mezi pády vajíčka. Obdobně tomu tak
je i v projevu vyjímek. Výchozím článkem této kapitoly je Hurlin a kol. (2011).
Za platnosti CC, IND, UC hypotéz platí, že doba mezi časovými okamžiky:

dk = tk − tk−1, (2.5)

kde tk značí okamžik, kdy došlo k projevu vyjímky, má geometrické rozdělení
s parametrem α tj.

P (dk = j) = α(1 − α)j−1, j ∈ N, α ∈ (0,1).

Hustotu geometrického rozdělení lze zapsat jako

fd(j,α) = α(1 − α)j−1, j ∈ N.

V práci Christoffersen a Pelletier (2004) byl zmíněn první test založený na časo-
vém rozpětí, který vznikl užitím spojité analogie geometrického rozdělení, tedy
exponenciálního rozdělení s hustotou tvaru:

fd(j,p) = pe−jp, p > 0, j > 0.

Nutno poznamenat, že pro X ∼ Exp(p) platí EX = 1
p

a tedy za platnosti CC
hypotézy je střední hodnota časového rozpětí rovna 1

α
, což odpovídá EX pro

p = α. Tedy užití exponenciálního rozdělení je intuitivně na správném místě.
Aby test zahrnul i testování IND hypotézy, bylo užito tzv. Weibullovo rozdě-

lení

fd(j,p,b) = pbbjb−1e−(jp)b

, p > 0, b > 0, j > 0.

Jelikož pro b = 1 dostáváme hustotu exponencíalního rozdělení, pak hypotéza pro
ověření IND podmínky je ((Christoffersen a Pelletier, 2004)):

H0,IND : b = 1.

V práci Berkowitz a kol. (2011) bylo toto rozvedeno rovněž na testování CC
podmínky:

H0,CC : b = 1, p = α.

V článku Hurlin a kol. (2011) jsou dále zmíněny kritiky tohoto přístupu. Hlavním
důvodem, proč jsou testy založené na spojitých funkcí lukrativní metodou, je
jejich jednoduchost a implentovatelnost, nedostatkem je pak, že na rozdíl od
užití diskrétních distribucí, může být výsledek obtížně interpretovatelný. V práci
Haas (2005) se ukazuje, že pro malé vzorky nemá tento test příliš velkou sílu.
V případě užití diskretního rozdělení pro provedení testu je pak síla jednoznačně
vyšší. Další podstatnou nevýhodou je v některých případech hůře proveditelný
výpočet.

V článku je navrženo řešení tohoto problému, tzv. GMM Duration Based Test.
Hurlin a kol. (2011) zmiňuje velký počet výhod tohoto přístupu, jako je například
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jeho jednoduchá implementovatelnost, univerzálnost i přes neznalost parametrů,
a schopnost rozlišit testy na jednotlivé hypotézy, což u výše zmíněných modifikací
nebylo jednoduché. V poslední řadě autoři ukázali skrze Monte Carlo simulace,
že test dokonce dosahuje vysoké síly.

Test je založen na testování doby mezi vyjímky. Testujeme, zda-li distribuce
rozdělení dob výskytu má geometrické rozdělení. Pro sestrojení testu bude po-
třeba zadefinovat ortonormální polynomy asociované s geometrickým rozdělením.
Definice 8. Ortonormální polynomy asociované s geometrickým rozdělením
s pravděpodobností úspěchu p ∈ (0,1) jsou definovány rekurzivně ∀d ∈ N jako
(Hurlin a kol. (2011)):

Mj+1(d,p) = (1 − p)(2j + 1) + p(j − d + 1)
(j + 1)

√
1 − p

Mj(d,p) −
(

j

j + 1

)
Mj−1(d,p),

kde M−1(d,p) = 0, M0(d,p) = 1 a j ∈ N.
Má-li d geometrické rozdělení s pravděpodobností úspěchu p, pak platí:

E[Mj(d,p)] = 0, ∀j ∈ N, ∀d ∈ N. (2.6)
Metoda GMM duration-based test je na tomto založená. Nechť máme n dob
d1,d2,...,dn definovaných jako v (2.5). Za platnosti CC hypotézy jsou doby dk,
k = 1,...,n, nezávislé stejně rozdělené veličiny s geometrickým rozdělením s pa-
rametrem rovným pravděpodobnosti pokrytí α, CC hypotéza je pak ekvivalentní
(2.6) pro p = α a j = 1,...,h. Testová statistika je za jistých podmínek regularity
(Hansen, 1982) stanovená jako:

GMMCC(h) =
(

1√
n

n∑
i=1

M(di,α)
)2

D−−−→
n→∞

χ2
h, (2.7)

kde M(di,α) je vektor ortonormálních polynomů (Mj(di,α))j=1,...,h, α ∈ (0,1).

Test založen na UC hypotéze je speciálním případem GMM CC testu. Hypo-
téza je tvaru:

H0 : E[M1(d,α)] = 0.

Testová statistika je pak tvaru:

GMMUC =
(

1√
n

n∑
i=1

M1(di,α)
)2

D−−−→
n→∞

χ2
1. (2.8)

V poslední řadě test založený na ověřevání IND hypotézy bere v potaz pouze
to, zda-li se jedná skutečně o geometrické rozdělení, a nebere v potaz, s jakým
parametrem. Hypotéza je tvaru:

H0 : E[Mj(d,p)] = 0, j = 1,...,h,

kde parametr p nemusí být nutně roven pokrytí α ∈ (0,1) a může být odhadnutý.
Testová statistika je ekvivalentní statistice (2.7).

Výhody této metody testování byly již výše zmíněné a podrobně jsou roz-
vedené ve výchozím článku. Stojí za to poznamenat, že častým problémem aso-
ciovaným s backtestingem je vždy malý rozsah výjimek, přes které testujeme.
I řešení tohoto problému je ve stručnosti zmíněno v práci Hurlin a kol. (2011).
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3. Aplikace na historických
datech

V této kapitole se na historických datech porovnávají výsledky jednotlivých
testů prezentovaných v kapitole 2. Hlavním účelem je podrobněji analyzovat tržní
data z období mezi rokem 2005 a 2010, kdy došlo ke dvoum krizím (2007-2008
a 2009), a zjistit tak užitím backtestingu, zda-li bylo možné se proti ním dosta-
tečně pojistit.

3.1 Metodický postup
K získání dat byla užita finanční podsekce portálu Yahoo.com společně

s quantmod balíčkem pro R, za jehož pomoci byla veškerá data stažena. Výpočty
spojené s backtestingem a samotný backtesting byl proveden za pomoci balíčku
rugarch.

Z důvodu zjednodušení výpočtu VaR, s cílem se zaměřit hlavně na samotný
backtesting, bylo přistoupeno ke stažení dat ve výše zmíněném časovém rozpětí
u šesti firem. Pro každou z těchto firem se bude zvlášť předpokládat investice v
předem nespecifikované výši (kde za měnu považujeme USD), pro které se provede
výpočet VaR pomocí ARMA(1,1)-GARCH(1,1) modelu s normálně rozdělenými
chybami (viz. sekce 1.3.3). Následně se pak otestuje pomocí výše zmíněných testů
(z kapitoly 2), zda-li naše odhady rizika jsou na místě z dlouhodobého pohledu.

Následující seznam firem obsahuje informace ohledně celého názvu, oblasti
podnikání a kód, pod kterým jsou vedený na burze NYSE.

OblastFirma Kód Podnikání
Apple Inc. AAPL Informační Technologie
General Electric Co. GE Konglomerát
The Goldman Sachs Group, Inc. GS Finance
Hewlett-Packard Inc. HPQ Informační Technologie
Southwest Airlines Co. LUV Letecká společnost
Microsoft Corporation MSFT Informační Technologie

V následující podkapitole se provede stručná analýza dat.
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3.2 Analýza dat
V této sekci byla použita veškera data od 1.1.2005 až do 1.1.2010 a určeny

základní popisné statistiky. Ty budou pak sloužit k porovnání s modelovanými
daty v dalších sekcích.

Na následujících stranách jsou uvedeny grafy denních a týdenních log-výnosů
jednotlivých aktiv společně s tabulkou statistik.
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Obrázek 3.1: Denní (vlevo) a týdenní (vpravo) log-výnosy aktiv AAPL s vyzna-
čeným 5% výběrovým kvantilem

Výběrový Výběrový Výběrový
průměr rozptyl Šikmost Špičatost 5% kvantil

Denní: -0,0015 0,0267 0,2650 6,9442 -0,0419
Týdenní: -0,0069 0,0580 0,8072 5,6953 -0,0913

Tabulka 3.1: Základní statistiky denních a týdenních log-výnosů aktiv AAPL

Obrázek 3.2: Denní (vlevo) a týdenní (vpravo) log-výnosy aktiv GE s vyznačeným
5% výběrovým kvantilem

Výběrový Výběrový Výběrový
průměr rozptyl Šikmost Špičatost 5% kvantil

Denní: 0,0007 0,0235 -0,0416 12,8726 -0,0310
Týdenní: 0,0033 0,0501 -0,4086 11,7012 -0,0618

Tabulka 3.2: Základní statistiky denních a týdenních log-výnosů aktiv GE
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Obrázek 3.3: Denní (vlevo) a týdenní (vpravo) log-výnosy aktiv GS s vyznačeným
5% výběrovým kvantilem

Výběrový Výběrový Výběrový
průměr rozptyl Šikmost Špičatost 5% kvantil

Denní: -0,0003 0,0306 -0,4432 15,3014 -0,0427
Týdenní: -0,0018 0,0671 -0,2571 11,9246 -0,0832

Tabulka 3.3: Základní statistiky denních a týdenních log-výnosů aktiv GS

Obrázek 3.4: Denní (vlevo) a týdenní (vpravo) log-výnosy aktiv HPQ s vyznače-
ným 5% výběrovým kvantilem

Výběrový Výběrový Výběrový
průměr rozptyl Šikmost Špičatost 5% kvantil

Denní: -0,0007 0,0202 −0,6526 9,0091 -0,0295
Týdenní: -0,0034 0,0425 0,4698 6,8023 -0,0707

Tabulka 3.4: Základní statistiky denních a týdenních log-výnosů aktiv HPQ
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Obrázek 3.5: Denní (vlevo) a týdenní (vpravo) log-výnosy aktiv LUV s vyznače-
ným 5% výběrovým kvantilem

Výběrový Výběrový Výběrový
průměr rozptyl Šikmost Špičatost 5% kvantil

Denní: 0,0002 0,0246 0,4313 9,6449 -0,0401
Týdenní: 0,0011 0,0485 0,6336 6,3226 -0,0665

Tabulka 3.5: Základní statistiky denních a týdenních log-výnosů aktiv LUV

Obrázek 3.6: Denní (vlevo) a týdenní (vpravo) log-výnosy aktiv MSFT s vyzna-
čeným 5% výběrovým kvantilem

Výběrový Výběrový Výběrový
průměr rozptyl Šikmost Špičatost 5% kvantil

Denní: -0,0001 0,0196 -0,2173 13,5432 -0,0291
Týdenní: -0,0005 0,0391 0,3299 7,2108 -0,0591

Tabulka 3.6: Základní statistiky denních a týdenních log-výnosů aktiv MSFT
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3.3 Vyhodnocení VaR
V této sekci je počítána hodnota rizika za užití pohyblivého datového okna na

parametrickém ARMA(1,1)-GARCH(1,1) modelu s normálně rozdělenými chy-
bami (viz sekce 1.3.3). Předpokládáme investici v předem nespecifikované výši do
každého z aktiv a budeme počítat 0,95-V aR a 0,99-V aR.

Postup pro předpověď VaR den dopředu bude probíhat následovně:

1. Určíme velikost datového okna w = 250 dní (cca 1 obchodní rok) a čas
t ≥ w (t,w ∈ N.

2. Modelujeme řadu denních log-měr zisku pomocí ARMA(1,1)-GARCH(1,1)
s normálně rozdělenými chybami pro t − w + 1,...,t, t ≥ w

3. Dále vypočítáme 1den-0,95-V aR a 1den-0.99-V aR v čase t + 1.

4. Posuneme se z t na t + 1 a opakujeme 2. a 3. krok, dokud nepředpovíme
hodnoty v riziku pro každý den 250. dnem počínaje.

Za volbou w = 250 stojí dva důvody: prvním důvodem je zahrnutí celého přede-
šlého obchodního roku do modelování finanční časové řady. Druhý důvod pak byl
fakt, že necelý rok po krizi v roce 2008 nastala další krize, kterou jsem chtěl mít
také zahrnutou v modelu.
Za volbou parametrů užitého ARMA(1,1)-GARCH(1,1) modelu stála jednodu-
chost výpočtu (jak již bylo uvedeno v sekci 1.3.3). Obecný postup určení parame-
tru modelu ARMA by spočíval ve využití tzv. kritéria AIC (Akaike information
criterion). Kritérium je rozvedeno v knize Cipra (2008), ve které je pak zmíněn
i postup pro odhadnutí parametrů GARCH modelu.

Na následujicích stranách jsou vyzobrazeny grafy našich předpovědí rizika
společně s tabulkami zachycujícími jednotlivé hodnoty až 30 dní dopředu od za-
hájení předpovědi.
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Obrázek 3.7: Graf zachycující výpočet hodnot VaR aktiv AAPL pomocí
ARMA(1,1)-GARCH(1,1) modelu

Čas 0,95-VaR 0,99-VaR Čas 0,95-VaR 0,99-VaR Čas 0,95-VaR 0,99-VaR
t+1 -0,0400 -0,0553 t+11 -0,0416 -0,0573 t+21 -0,0476 -0,0653
t+2 -0,0400 -0,0552 t+12 -0,0411 -0,0567 t+22 -0,0414 -0,0573
t+3 -0,0399 -0,0552 t+13 -0,0408 -0,0565 t+23 -0,0407 -0,0565
t+4 -0,0399 -0,0551 t+14 -0,0404 -0,0562 t+24 -0,0395 -0,0555
t+5 -0,0397 -0,0548 t+15 -0,0397 -0,0557 t+25 -0,0407 -0,0567
t+6 -0,0394 -0,0545 t+16 -0,0419 -0,0578 t+26 -0,0388 -0,0552
t+7 -0,0393 -0,0543 t+17 -0,0408 -0,0567 t+27 -0,0412 -0,0577
t+8 -0,0407 -0,0564 t+18 -0,0403 -0,0562 t+28 -0,0421 -0,0585
t+9 -0,0421 -0,0579 t+19 -0,0402 -0,0560 t+29 -0,0402 -0,0570
t+10 -0,0417 -0,0574 t+20 -0,0402 -0,0561 t+30 -0,0530 -0,0733

Tabulka 3.7: Tabulka hodnot VaR, kde časová jednotka je rovna jednomu dni
a t = 250, pro AAPL
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Obrázek 3.8: Graf zachycující výpočet hodnot VaR aktiv GE pomocí ARMA(1,1)-
GARCH(1,1) modelu

Čas 0,95-VaR 0,99-VaR Čas 0,95-VaR 0,99-VaR Čas 0,95-VaR 0,99-VaR
t+1 -0,0140 -0,0198 t+11 -0,0141 -0,0198 t+21 -0,0146 -0,0207
t+2 -0,0145 -0,0203 t+12 -0,0144 -0,0201 t+22 -0,0149 -0,0209
t+3 -0,0130 -0,0188 t+13 -0,0146 -0,0203 t+23 -0,0134 -0,0195
t+4 -0,0135 -0,0192 t+14 -0,0147 -0,0203 t+24 -0,0145 -0,0206
t+5 -0,0138 -0,0196 t+15 -0,0200 -0,0261 t+25 -0,0144 -0,0205
t+6 -0,0129 -0,0187 t+16 -0,0177 -0,0238 t+26 -0,0145 -0,0205
t+7 -0,0135 -0,0192 t+17 -0,0171 -0,0232 t+27 -0,0157 -0,0217
t+8 -0,0143 -0,0200 t+18 -0,0161 -0,0223 t+28 -0,0136 -0,0197
t+9 -0,0131 -0,0188 t+19 -0,0147 -0,0209 t+29 -0,0133 -0,0194
t+10 -0,0151 -0,0208 t+20 -0,0147 -0,0208 t+30 -0,0127 -0,0188

Tabulka 3.8: Tabulka hodnot VaR, kde časová jednotka je rovna jednomu dni
a t = 250, pro GE
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Obrázek 3.9: Graf zachycující výpočet hodnot VaR aktiv GS pomocí ARMA(1,1)-
GARCH(1,1) modelu

Čas 0,95-VaR 0,99-VaR Čas 0,95-VaR 0,99-VaR Čas 0,95-VaR 0,99-VaR
t+1 -0,0176 -0,0245 t+11 -0,0184 -0,0255 t+21 -0,0209 -0,0290
t+2 -0,0171 -0,0239 t+12 -0,0177 -0,0247 t+22 -0,0207 -0,0287
t+3 -0,0178 -0,0246 t+13 -0,0175 -0,0243 t+23 -0,0200 -0,0278
t+4 -0,0179 -0,0252 t+14 -0,0183 -0,0253 t+24 -0,0200 -0,0276
t+5 -0,0179 -0,0250 t+15 -0,0190 -0,0267 t+25 -0,0190 -0,0265
t+6 -0,0192 -0,0265 t+16 -0,0198 -0,0275 t+26 -0,0192 -0,0265
t+7 -0,0193 -0,0268 t+17 -0,0179 -0,0252 t+27 -0,0201 -0,0283
t+8 -0,0196 -0,0271 t+18 -0,0174 -0,0246 t+28 -0,0209 -0,0291
t+9 -0,0186 -0,0259 t+19 -0,0205 -0,0290 t+29 -0,0202 -0,0281
t+10 -0,0183 -0,0255 t+20 -0,0203 -0,0287 t+30 -0,0197 -0,0275

Tabulka 3.9: Tabulka hodnot VaR, kde časová jednotka je rovna jednomu dni
a t = 250, pro GS
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Obrázek 3.10: Graf zachycující výpočet hodnot VaR aktiv HPQ pomocí
ARMA(1,1)-GARCH(1,1) modelu

Čas 0,95-VaR 0,99-VaR Čas 0,95-VaR 0,99-VaR Čas 0,95-VaR 0,99-VaR
t+1 -0,0290 -0,0404 t+11 -0,0237 -0,0342 t+21 -0,0273 -0,0373
t+2 -0,0294 -0,0401 t+12 -0,0263 -0,0376 t+22 -0,0270 -0,0370
t+3 -0,0292 -0,0397 t+13 -0,0206 -0,0296 t+23 -0,0276 -0,0375
t+4 -0,0264 -0,0370 t+14 -0,0232 -0,0336 t+24 -0,0279 -0,0378
t+5 -0,0286 -0,0400 t+15 -0,0277 -0,0391 t+25 -0,0297 -0,0407
t+6 -0,0264 -0,0370 t+16 -0,0255 -0,0358 t+26 -0,0263 -0,0364
t+7 -0,0256 -0,0361 t+17 -0,0260 -0,0363 t+27 -0,0291 -0,0389
t+8 -0,0275 -0,0388 t+18 -0,0243 -0,0345 t+28 -0,0264 -0,0372
t+9 -0,0262 -0,0374 t+19 -0,0263 -0,0365 t+29 -0,0287 -0,0400
t+10 -0,0243 -0,0344 t+20 -0,0278 -0,0380 t+30 -0,0262 -0,0367

Tabulka 3.10: Tabulka hodnot VaR, kde časová jednotka je rovna jednomu dni
a t = 250, pro HPQ
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Obrázek 3.11: Graf zachycující výpočet hodnot VaR aktiv LUV pomocí
ARMA(1,1)-GARCH(1,1) modelu

Čas 0,95-VaR 0,99-VaR Čas 0,95-VaR 0,99-VaR Čas 0,95-VaR 0,99-VaR
t+1 -0,0240 -0,0337 t+11 -0,0281 -0,0377 t+21 -0,0236 -0,0337
t+2 -0,0250 -0,0346 t+12 -0,0324 -0,0422 t+22 -0,0234 -0,0335
t+3 -0,0241 -0,0337 t+13 -0,0180 -0,0283 t+23 -0,0286 -0,0387
t+4 -0,0173 -0,0270 t+14 -0,0318 -0,0421 t+24 -0,0211 -0,0312
t+5 -0,0202 -0,0299 t+15 -0,0276 -0,0379 t+25 -0,0249 -0,0349
t+6 -0,0208 -0,0304 t+16 -0,0259 -0,0362 t+26 -0,0227 -0,0327
t+7 -0,0221 -0,0317 t+17 -0,0233 -0,0336 t+27 -0,0316 -0,0417
t+8 -0,0237 -0,0332 t+18 -0,0239 -0,0342 t+28 -0,0244 -0,0344
t+9 -0,0275 -0,0370 t+19 -0,0266 -0,0369 t+29 -0,0213 -0,0313
t+10 -0,0311 -0,0408 t+20 -0,0255 -0,0357 t+30 -0,0249 -0,0348

Tabulka 3.11: Tabulka hodnot VaR, kde časová jednotka je rovna jednomu dni
a t = 250, pro LUV
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Obrázek 3.12: Graf zachycující výpočet hodnot VaR aktiv MSFT pomocí
ARMA(1,1)-GARCH(1,1) modelu

Čas 0,95-VaR 0,99-VaR Čas 0,95-VaR 0,99-VaR Čas 0,95-VaR 0,99-VaR
t+1 -0,0091 -0,0131 t+11 -0,0122 -0,0176 t+21 -0,0322 -0,0447
t+2 -0,0088 -0,0128 t+12 -0,0135 -0,0188 t+22 -0,0246 -0,0358
t+3 -0,0191 -0,0273 t+13 -0,0121 -0,0174 t+23 -0,0261 -0,0361
t+4 -0,0183 -0,0258 t+14 -0,0134 -0,0188 t+24 -0,0232 -0,0330
t+5 -0,0159 -0,0227 t+15 -0,0193 -0,0274 t+25 -0,0227 -0,0317
t+6 -0,0155 -0,0218 t+16 -0,0174 -0,0247 t+26 -0,0212 -0,0302
t+7 -0,0136 -0,0195 t+17 -0,0159 -0,0226 t+27 -0,0208 -0,0292
t+8 -0,0138 -0,0195 t+18 -0,0148 -0,0211 t+28 -0,0182 -0,0260
t+9 -0,0138 -0,0198 t+19 -0,0141 -0,0200 t+29 -0,0188 -0,0263
t+10 -0,0143 -0,0200 t+20 -0,0299 -0,0437 t+30 -0,0160 -0,0230

Tabulka 3.12: Tabulka hodnot VaR, kde časová jednotka je rovna jednomu dni
a t = 250, pro MSFT
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3.4 Backtesting
Poslední čast této kapitoly je zaměřená na samotný backtesting. Zde jsou

využity předchozí výstupy společně s historickými daty ke porovnání výsledků
následujících přístupů:

• Jednoduchý test četnosti vyjímek (2.1)

• Multivariate test (2.3)

• Christoffersonův test na ověření CC hypotézy (2.4)

• GMM duration-based test (2.8)

Všechny testy budou prováďeny na hladině významnosti 0,05.

Je dobré vzít v potaz fakt, že Value-at-Risk v čase t + 1 jsme počítali pod-
míněně, vůči veškeré dostupné informace do času t. Stojí totiž za povšimnutí,
při pohledu na grafy log-výnosů, že nízké volaitilitě předchází nízká a vysoké vo-
latilitě zas vysoká, tedy v chování řady se neobjevují případy, kdy náhle došlo
k velkému propadu ceny aktiv, byly-li doposud pouze nízke. Toto se projevuje i na
samotném výpočtu VaR. Intuitivně by se dalo očekávat, že jsme schopni podchy-
tit blížící se riziko finanční krize. Testy, které zahrnují více informací, než-li jen
počet výjimek, by tak mohly obstát jako vhodné. Toto pozorování je znázorněno
v následujícím grafu (3.13).

Obrázek 3.13: Predikované hodnoty směrodatných odchylek σt v ARMA(1,1)-
GARCH(1,1) procesu aktiv GE
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Test Multivariate Test GMM duration
četnosti test CC-hypotézy based test (UC)

Hodnota testové statistiky: 0,2470 8,5715 3,2410 42,1637
Kritický obor: 3,8414 5,9914 5,9914 3,8414
P-hodnota: 0,6190 0,0137 0,1980 < 0,0001
Zamítnutí hypotézy: NE ANO NE ANO

Tabulka 3.13: Výsledky backtestů s β = 0,01 a α = 0,05 pro aktiva AAPL

Test Test GMM duration
četnosti CC-hypotézy based test (UC)

Hodnota testové statistiky: 5,0960 6,0610 25,3615
Kritický obor: 3,8414 5,9914 3,8414
P-hodnota: 0,0240 0,0480 < 0,0001
Zamítnutí hypotézy: ANO ANO ANO

Tabulka 3.14: Výsledky backtestů s α = 0,01 pro aktiva AAPL

Test Multivariate Test GMM duration
četnosti test CC-hypotézy based test (UC)

Hodnota testové statistiky: 0,2650 6,9962 0,6900 60,4623
Kritický obor: 3,8414 5,9914 5,9914 3,8414
P-hodnota: 0,6070 0,0320 0,7080 < 0,0001
Zamítnutí hypotézy: NE ANO NE ANO

Tabulka 3.15: Výsledky backtestů s β = 0,01 a α = 0,05 pro aktiva GE

Test Test GMM duration
četnosti CC-hypotézy based test (UC)

Hodnota testové statistiky: 6,3280 7,1410 28,0692
Kritický obor: 3,8414 5,9914 3,8414
P-hodnota: 0,0120 0,0280 < 0,0001
Zamítnutí hypotézy: ANO ANO ANO

Tabulka 3.16: Výsledky backtestů s α = 0,01 pro aktiva GE

Test Multivariate Test GMM duration
četnosti test CC-hypotézy based test (UC)

Hodnota testové statistiky: 0,0030 6,8824 1,2440 51,6842
Kritický obor: 3,8414 5,9914 5,9914 3,8414
P-hodnota: 0,9540 0,0320 0,5370 < 0,0001
Zamítnutí hypotézy: NE ANO NE ANO

Tabulka 3.17: Výsledky backtestů s β = 0,01 a α = 0,05 pro aktiva GS
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Test Test GMM duration
četnosti CC-hypotézy based test (UC)

Hodnota testové statistiky: 5,0960 5,7520 25,6323
Kritický obor: 3,8414 5,9914 3,8414
P-hodnota: 0,0240 0,0560 < 0,0001
Zamítnutí hypotézy: ANO NE ANO

Tabulka 3.18: Výsledky backtestů s α = 0,01 pro aktiva GS

Test Multivariate Test GMM duration
četnosti test CC-hypotézy based test (UC)

Hodnota testové statistiky: 0,1220 4,7999 1,1170 46,2643
Kritický obor: 3,8414 5,9914 5,9914 3,8414
P-hodnota: 0,7270 0,0907 0,5720 < 0,0001
Zamítnutí hypotézy: NE NE NE ANO

Tabulka 3.19: Výsledky backtestů s β = 0,01 a α = 0,05 pro aktiva HPQ

Test Test GMM duration
četnosti CC-hypotézy based test (UC)

Hodnota testové statistiky: 2,9800 3,4970 22,0856
Kritický obor: 3,8414 5,9914 3,8414
P-hodnota: 0,0840 0,1740 < 0,0001
Zamítnutí hypotézy: ANO ANO ANO

Tabulka 3.20: Výsledky backtestů s α = 0,01 pro aktiva HPQ

Test Multivariate Test GMM duration
četnosti test CC-hypotézy based test (UC)

Hodnota testové statistiky: 0,0070 8,0968 5,4510 50,4442
Kritický obor: 3,8414 5,9914 5,9914 3,8414
P-hodnota: 0,9310 0,0174 0,0650 < 0,0001
Zamítnutí hypotézy: NE ANO NE ANO

Tabulka 3.21: Výsledky backtestů s β = 0,01 a α = 0,05 pro aktiva LUV

Test Test GMM duration
četnosti CC-hypotézy based test (UC)

Hodnota testové statistiky: 6,3280 7,0580 27,2099
Kritický obor: 3,8414 5,9914 3,8414
P-hodnota: 0,0120 0,0290 < 0,0001
Zamítnutí hypotézy: ANO ANO ANO

Tabulka 3.22: Výsledky backtestů s α = 0,01 pro aktiva LUV
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Test Multivariate Test GMM duration
četnosti test CC-hypotézy based test (UC)

Hodnota testové statistiky: 0,0530 6,0830 0,2640 52,1687
Kritický obor: 3,8414 5,9914 5,9914 3,8414
P-hodnota: 0,8180 0,0477 0,8760 < 0,0001
Zamítnutí hypotézy: NE ANO NE ANO

Tabulka 3.23: Výsledky backtestů s β = 0,01 a α = 0,05 pro aktiva MSFT

Test Test GMM duration
četnosti CC-hypotézy based test (UC)

Hodnota testové statistiky: 5,0960 5,7620 25,2634
Kritický obor: 3,8414 5,9914 3,8414
P-hodnota: 0,0240 0,0560 < 0,0001
Zamítnutí hypotézy: ANO NE ANO

Tabulka 3.24: Výsledky backtestů s α = 0,01 pro aktiva MSFT

Ukazuje se, že pro backtesting prováděný na velkém počtu n = 1008 dat, se
jako nejvhodnější testy jeví např. jednoduchý test četnosti vyjímek(2.1), Christo-
ffersonův test CC-hypotézy (2.4) a multivariate test(2.3). V poslední řadě GMM
duration based test UC hypotézy (2.8) zamítnul hypotézu bez pochybností ve
všech případech, důvodem může zde být nedostatek dat nebo velké navýšení vo-
latility v průběhu krize. O posledních dvou zmíněných testech, tj. nelze provést
jednoznačný verdikt a byly by potřeba simulační studie.

Multivariate test (2.3) (dále MUT) oproti klasickému testu četnosti vyjímek
(2.1) (dále Kupiec) zamítl nulovou hypotézu skoro ve všech případech, důvodem
je fakt, že MUT zkoumá vztahy jednotlivých (specifikovaných) rozpětí mezi kvan-
tily. Dojde-li tak k projevům rizika, které mají nižší pravděpodobnost, a to častěji,
než je očekaván, pak by to Kupiec test zahrnul do projevu rizika s vyšší pravděpo-
dobností. Toto nerozlišování bylo zmíněno jako podstatná nevýhoda Kupiec testu
v kapitole 2. Následující tabulka ilustruje tento nedostatek na aktivech MSFT.
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α β α − β

Skutečná hodnota: 0,0500 0,0100 0,0400
Empirický odhad: 0,0515 0,0178 0,0337

Tabulka 3.25: Tabulka skutečných hodnot a naporozovaných hodnot parametrů
α a β, pro aktiva MSFT

Je intuitivně vidět, proč test, který zkoumá pouze 0,95-V aR, by naši hypo-
tézu nezamítl, pozorovaná hodnota je blízká našemu kvantilu. Naopak test, který
zkoumá pouze 0,99-V aR, naši hypotézu zamítá. Vezmeme-li v potaz, že model
a nástroje, které používáme pro výpočet 0,95-V aR, jsou totožné s výpočtem
0,99-V aR, měla by se nám vnuknout otázka, kde tedy při předpovědi rizika dě-
láme chybu. Multivariate test nám dovoluje tuto otázku opomenout, a dává nám
možnost důkladněji testovat naši hypotézu.
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Závěr
V této práci byly nahlédnuty základní přístupy výpočtu Value-at-Risk a dis-

kutovány vybrané přístupy pro zpětné testování. Na vybraná empirická data byly
aplikovaný zmíněné metody a provedena analýza výstupů. Ukázaly se nedostatky
základního testu četnosti vyjímek, a to pro 0,99-V aR, který testuje tzv. Uncon-
ditional Coverage hypotézu. V těchto případech naopak obstály obecnější testy
založené buď přímo na zobecněním testu četnosti vyjímek, nebo Christofferso-
nův test založený na testování Conditional Coverage hypotézy. Dále se ukázala
neobratnost jistého GMM testu, který testuje Unconditional Coverage hypotézu.
Z pohledu této případové studie provedené na reálných datech usuzuji, že nej-
vhodnější testy jsou buď Christoffersonův test Conditional Coverage hypotézy,
popřípadě Multivariate test Unconditional Coverage hypotézy, neboť oba testy
ukázaly versatilitu při testování. Konkrétně Multivariate test odhalil nedostatky
testu četnosti vyjímek v případech, kdy došlo k častějším projevům 1% vyjímek.
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