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Úvod
V této práci se budeme zabývat regresní analýzou cenzorovaných dat, kdy sle-

dujeme dobu do určité události, která může nastat vícekrát za sebou (recurrent
event data). Tato data vznikají při mnoha praktických problémech, jedním z pří-
kladů může být opakovaný výskyt infekce u pacientů s leukemií nebo záchvaty
u pacientů trpící epilepsií. Příkladem z jiného prostředí je opakovaný výskyt po-
ruch různých součástek. Pro regresní analýzu cenzorovaných dat, kdy událost
může nastat pouze jednou, se hojně využívá Coxův model proporcionálního ri-
zika (Cox Proportional Hazards Model), který však předpokládá, že pozorování
jsou nezávislá. V případě opakovaných událostí jsou zřejmě pozorování v rámci
jednoho subjektu závislá, s těmito závislostmi je tedy třeba se vypořádat.

Předpokládejme tedy, že 0 ≤ T1 ≤ T2 ≤ . . . jsou časy do události. Označme
Ñ(t) počet událostí do času t, tedy

Ñ(t) =
∞∑

k=1
I(Tk ≤ t).

Nebude-li řečeno jinak, budeme v práci uvažovat případ, kdy je subjekt cenzo-
rován zprava a pouze jednou, tedy sledujeme výskyt událostí u daného subjektu
do okamžiku, kdy tento subjekt z nějakého důvodu studii opustí. Nechť C je čas
cenzorování a definujme čítací proces událostí N(t) = Ñ(t ∧ C), který udává na-
pozorovaný počet událostí do času t a proces Y (t) = I(C ≥ t), který udává, zda je
subjekt sledován. Dále označme Z(t) = (Z1(t), . . . , Zp(t))⊤ vektor vysvětlujících
proměnných a H(t) = σ{Ñ(s), 0 ≤ s < t} historii čítacího procesu událostí do
času t.

Jedním z možných řešení, jak se vypořádat se závislostmi v rámci jednoho
subjektu, je popsání těchto závislostí pomocí vysvětlujících proměnných. Ander-
sen a Gill (1982) se zabývají modelováním celkové intenzity události definované
jako střední velikost skoku procesu událostí Ñ(t) podmíněně při historii procesu
a vysvětlujících proměnných, tedy

dΛ(t|H(t), Z(t)) = E[dÑ(t)|H(t), Z(t)].

Struktura závislostí mezi pozorováními v rámci jednoho subjektu je však
mnohdy velmi složitá a není tedy možné ji vždy popsat. Jako alternativní ře-
šení se nabízí vyhnout se modelování závislosti a modelovat marginální intenzitu
události

dΛ(t|Z(t)) = E[dÑ(t)|Z(t)].
Odhad parametrů v modelech pro marginální intenzitu události a jejich vlastnosti
lze nalézt v článcích Lin a kol. (2000) a Lawless a Nadeau (1995).

Z jiného úhlu k tomuto problému přistoupili Wei a kol. (1989), kteří se zabývali
analázou mnohorozměrných cenzorovaných dat (multivariate failure time data).
Na každou z událostí se dívali jednotlivě a odhadovali parametry v modelu pro
marginální riziko první, druhé, třetí události atd.

Cílem této práce je popsat výše zmíněné přístupy, především odhad parame-
trů a jejich asymptotické vlastnosti. Následně se pokusíme pomocí simulací tyto
přístupy zhodnotit.

2



1. Coxův model a jeho rozšíření
pro výskyt opakovaných událostí

V této kapitole uvedeme metodu pro odhad parametrů v Coxově modelu pro-
porcionálního rizika, kde modelujeme vliv vysvětlujících proměnných na riziko
jediné události. Shrneme základní vlastnosti tohoto odhadu a následně se bu-
deme zabývat problémem, zda lze stejnou metodu použít při analýze opakovaných
událostí.

1.1 Coxův model proporcionálního rizika
V této části předpokládejme, že u subjektu může nastat pouze jediná událost

a označme T ≥ 0 čas do události. Pak pro čítací proces události platí

N(t) = Ñ(t ∧ C) = I(T ≤ (t ∧ C)) = I(T ≤ t, T ≤ C).

Jelikož v této části může nastat pouze jediná událost, daný subjekt sledujeme,
pouze pokud tato událost ještě nenastala, tedy Y (t) = I(C ≥ t, T ≥ t). Dále
předpokládejme, že rozdělení T je spojité. Podmíněnou rizikovou funkci při vy-
světlujících proměnných Z(t) = (Z1(t), · · · , Zp(t))⊤ definujeme jako

λ(t|Z(t)) = lim
h→0+

1
h

P (t ≤ T < t + h|T ≥ t, Z(t)). (1.1)

Coxův model pro λ(t|Z(t)) má tvar

λ(t|Z(t)) = λ0(t) exp{β⊤
0 Z(t)}, (1.2)

kde λ0(t) je libovolná základní riziková funkce (baseline hazard function) a β0 je
p–rozměrný vektor regresních parametrů.
Poznámka. Pro vysvětlující proměnné dvou subjektů, které jsou konstantní v čase
(Z1 a Z2), v modelu (1.2) platí:

λ(t|Z1)
λ(t|Z2)

= exp{β⊤
0 (Z1 − Z2)},

tedy poměr rizik těchto dvou subjektů je nezávislý na čase. Odtud pochází také
název model proporcionálního rizika.

Jelikož základní riziková funkce λ0(t) je neznámá (a nelze tedy použít me-
todu maximální věrohodnosti), Cox (1972, 1975) navrhl odhadnout parametry
β0 v modelu (1.2) na základě parciální věrohodnosti. Při sledování n subjektů
pozorujeme nezávislé trojice (Ni(t), Yi(t), Zi(t) : t ≥ 0), i = 1, . . . , n. Parciální
věrohodnostní funkce má tvar

L(β) =
n∏

i=1

∏
t≥0

⎡⎣ Yi(t) exp
{
β⊤Zi(t)

}
∑n

j=1 Yj(t) exp {β⊤Zj(t)}

⎤⎦∆Ni(t)

. (1.3)
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Označíme-li

S(j)
n (β, t) = 1

n

n∑
i=1

Yi(t)Z⊗j
i (t) exp{β⊤Zi(t)}, j = 0, 1, 2, (1.4)

kde pro vektor c platí c⊗0 = 1, c⊗1 = c a c⊗2 = cc⊤, pak logaritmickou parciální
věrohodnostní funkci lze zapsat ve tvaru

ℓ(β) =
n∑

i=1

∫ ∞

0

{
β⊤Zi(t) − log

[
nS(0)

n (β, t)
]}

dNi(t). (1.5)

Skórová funkce je rovna

U(β) = ∂ℓ(β)
∂β

=
n∑

i=1

∫ ∞

0

[
Zi(t) − Z̄n(β, t)

]
dNi(t), (1.6)

kde

Z̄n(β, t) = S(1)
n (β, t)

S
(0)
n (β, t)

=
n∑

i=1

Yi(t) exp
{
β⊤Zi(t)

}
∑n

j=1 Yj(t) exp {β⊤Zj(t)}
Zi(t). (1.7)

Odhad β̂ parametrů β0 je řešením systému rovnic U (β̂) = 0. Tyto rovnice lze
řešit numericky pomocí Newtonova-Raphsonova algoritmu.

Napozorovaná Fisherova informační matice je rovna

In(β) = − 1
n

∂2ℓ(β)
∂β∂β⊤ = 1

n

n∑
i=1

∫ ∞

0

{
S(2)

n (β, t)
S

(0)
n (β, t)

−
[
Z̄n(β, t)

]⊗2
}

dNi(t) (1.8)

a dále ji lze upravit do tvaru:

In(β) = 1
n

n∑
i=1

∫ ∞

0
V(β, t) dNi(t), (1.9)

kde

V(β, t) =
n∑

i=1

Yi(t) exp
{
β⊤Zi(t)

}
∑n

j=1 Yj(t) exp {β⊤Zj(t)}
[
Zi(t) − Z̄n(β, t)

]⊗2
.

Zřejmě In(β) ≥ 0 ∀β ∈ Rp, tedy pokud je matice In(β) regulární, je funkce ℓ(β)
konkávní a má maximum v β̂.

Zde je třeba si uvědomit, že členy
∫∞

0

[
Zi(t) − Z̄n(β, t)

]
dNi(t), i = 1, . . . , n,

ve skórové funkci U(β) nejsou nezávislé kvůli členu Z̄n(β,t). Ve skutečné hodnotě
β0 lze však skórovou funkci rozepsat jako součet nekorelovaných členů, díky čemuž
lze pak za pomoci martingalové centrální limitní věty uvedené např. v Kalbfleisch
a Prentice (2002, strana 166) ukázat obdobné vlastnosti U(β0) a odhadu β̂ jako
v teorii maximální věrohodnosti. V další části nastíníme, jakým způsobem se lze
k těmto výsledkům dostat.

4



Pro použití martingalové centrální limitní věty je třeba dívat se na vývoj
skórové funkce U(β) v čase, tedy

U (β, t) =
n∑

i=1

∫ t

0

[
Zi(u) − Z̄n(β, u)

]
dNi(u).

Pokud pro každé i = 1, . . . , n a pro každé t ≥ 0 platí podmínka nezávislého
cenzorování

λ(t|Zi(t)) = lim
h→0+

P (t ≤ Ti < t + h|Ti ≥ t, Zi(t))

= lim
h→0+

P (t ≤ Ti < t + h|Ti ≥ t, Ci ≥ t, Zi(t))

a Zi(t), i = 1, . . . , n, jsou prediktabilní vzhledem k filtraci Ft, kde

Ft = σ{Ni(s), Yi(s), Zi(s), 0 ≤ s ≤ t, i = 1, . . . , n}, (1.10)

pak pro i = 1, . . . , n je kompenzátor čítacího procesu události Ni(t) tvaru

Ai(t) =
∫ t

0
Yi(u)λ0(u) exp{β⊤

0 Zi(u)} du. (1.11)

Tedy proces Mi(t) = Ni(t) − Ai(t), i = 1, . . . , n, je Ft–martingal.
Jelikož platí

n∑
i=1

∫ t

0

[
Zi(u) − Z̄n(β0, u)

]
dAi(u)

=
n∑

i=1

∫ t

0
Zi(u)Yi(u)λ0(u) exp{β⊤

0 Zi(u)} du

−
n∑

i=1

∫ t

0

S(1)
n (β0, u)

S
(0)
n (β0, u)

Yi(u)λ0(u) exp{β⊤
0 Zi(u)} du

=
∫ t

0
nS(1)

n (β0, u)λ0(u) du −
∫ t

0
n

S(1)
n (β0, u)

S
(0)
n (β0, u)

S(0)
n (β0, u)λ0(u) du = 0,

(1.12)

lze U (β0, t) zapsat ve tvaru

U(β0, t) =
n∑

i=1

∫ t

0

[
Zi(u) − Z̄n(β0, u)

]
dMi(u). (1.13)

Z tohoto tvaru již vidíme, že asymptotickou normalitu U(β0, t) pro pevné
t ≥ 0 lze ukázat na základě martingalové centrální limitní věty. Jako v teorii
maximální věrohodnosti je i v tomto případě třeba splnit podmínky regularity
uvedené např. v Andersen a Gill (1982):

C1. Data pozorujeme na intervalu [0, τ ], kde P (Yi(t) = 1) > ϵ > 0 ∀t ∈ [0, τ ],
∀i = 1, . . . , n a

∫ τ
0 λ0(u) du < ∞.

C2. Existuje otevřené okolí B bodu β0 a funkce s(j)(β, t), j = 0, 1, 2, definované
na B × [0, τ ] splňující následující podmínky:

(a) supβ∈B, t∈[0, τ ]

S(j)
n (β, t) − s(j)(β, t)

 P−−−→
n→∞

0 pro každé j = 0, 1, 2, kde
∥a∥ = maxi |ai|.
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(b) s(0)(β, t) je odražená od 0 pro každé t ∈ [0, τ ].
(c) Pro j = 0, 1, 2, s(j)(β, t) je spojitá funkce v β stejnoměrně v t ∈ [0, τ ]

a ∀β ∈ B, ∀t ∈ [0, τ ] platí

s(1)(β, t) = ∂s(0)(β, t)/∂β a s(2)(β, t) = ∂s(1)(β, t)/∂β⊤.

(d)

I(β, τ) =
∫ τ

0
v(β, t)s(0)(β, t)λ0(t) dt

je pozitivně definitní matice ∀β ∈ B,

kde v(β, t) = s(2)(β, t)
s(0)(β, t) − [z̄(β, t)]⊗2 a z̄(β, t) = s(1)(β, t)

s(0)(β, t) .

C3. Zi(t) jsou omezené ∀t ∈ [0, τ ], ∀i = 1, . . . , n.

Věta 1. Za platnosti podmínek C1 –C3 pro n → ∞ platí:

(a)

β̂
P−→ β0,

(b)

1√
n

U(β0, τ) D−→ Np(0, I(β0, τ)),

(c)
√

n(β̂ − β0) D−→ Np(0, I−1(β0, τ)),

(d)

In(β̂, τ) P−→ I(β0, τ),

kde In(β, τ) zachycuje vývoj napozorované Fisherovy informační matice
In(β) (1.9) do času τ.

Důkaz. Jednotlivá tvrzení věty jsou podrobně dokázána v obecnější formě ve
článku Andersen a Gill (1982).

k

Poznámka. Pokud (Ni(t), Yi(t), Zi(t) : t ≥ 0) , i = 1, . . . , n, jsou nezávislé, stejně
rozdělené, pak podmínky C2(a) – (c), C3 lze nahradit podmínkou (viz Andersen
a Gill, 1982, Věta 4.1.):

B1. Existuje otevřené okolí B bodu β0 takové, že

E
[
supβ∈B, t∈[0, τ ]Y1(t)] ∥Z1(t)∥2 exp{β⊤Z1(t)}

]
< ∞,

kde ∥a∥2 = a⊤a.
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Funkce s(j)(β, t), j = 0, 1, 2, v podmínce C2(d) jsou definované jako s(j)(β, t) =
E
[
Y1(t)Z⊗j

1 (t) exp{β⊤Z1(t)}
]

, j = 0, 1, 2.

Do této chvíle jsme se zabývali pouze odhadem parametrů β0 v modelu (1.2).
Jelikož však v modelu (1.2) figuruje také neznámá základní riziková funkce λ0(t),
pro úplnost nyní uvedeme Breslowův odhad kumulativního základního rizika de-
finovaného jako Λ0(t) =

∫ t
0 λ0(u) du, který je tvaru

Λ̂0(t) =
∫ t

0

dN̄(u)
nS

(0)
n (β̂, u)

, t ∈ [0, τ ], (1.14)

kde N̄(u) = ∑n
i=1 Ni(u) (viz Breslow, 1972). Pro tento odhad mimo jiné platí, že

je stejnoměrně konzistentním odhadem kumulativního základního rizika Λ0(t) na
[0, τ ], tedy

sup
t∈[0, τ ]

|Λ̂0(t) − Λ0(t)| P−→ 0, n → ∞.

1.2 Rozšíření Coxova modelu
V článku Andersen a Gill (1982) se autoři zabývali otázkou, jakým způsobem

lze Coxův model a metodu parciální věrohodnosti rozšířit pro analýzu výskytu
opakovaných událostí. Metodu rozšířili pro obecný mnohorozměrný čítací proces
(N1(t), . . . , Nn(t)) a obecný proces Yi(t), i = 1, . . . , n, nabývající hodnot {0, 1}
(hodnota 1 značí, že je i–tý subjekt v daném čase pozorován), který je predikta-
bilní vzhledem k filtraci Ft (1.10). Tedy v daném čase může nastat pouze jediná
událost a proces Ni(t) může skočit jen tehdy, pokud Yi(t) = 1. Dále předpoklá-
dali, že vysvětlující proměnné Zi(t), i = 1, . . . , n, jsou prediktabilní vzhledem
k filtraci Ft.

Model definovali za pomoci vlastnosti, že proces

Mi(t) = Ni(t) −
∫ t

0
Yi(u)λ0(u) exp{β⊤

0 Zi(u)} du (1.15)

je Ft–martingal pro každé i = 1, . . . , n, kde λ0(t) je libovolná neznámá funkce
a β0 je p–rozměrný vektor regresních parametrů. Jak bylo popsáno v části 1.1, je
tato vlastnost zásadní při zkoumání asymptotických vlastností odhadu parametrů
β0.

Nyní pro jednoduchost uvažujme pouze případ, kdy Yi(t) = I(Ci ≥ t), i =
1, . . . , n, a je splněna podmínka nezávislého cenzorování

λ(t|Hi(t), Zi(t)) dt =P (dÑi(t) = 1|Hi(t), Zi(t))
=P (dÑi(t) = 1|Hi(t), Ci ≥ t, Zi(t))

(1.16)

pro každé t ≥ 0, i = 1, . . . , n. Podmínka 1.16 umožňuje případy, kdy cenzorování
závisí jak na vysvětlujících proměnných, tak na historii čítacího procesu událostí.
Tato situace nastává například tehdy, pokud při vyšším počtu předcházejících
událostí má subjekt tendenci být spíše cenzorován.

V tomto jednodušším případě má pak pro každé i = 1, . . . , n kompenzátor
procesu Ni(t) tvar

Ai(t) =
∫ t

0
Yi(u)λ(u|Hi(u), Zi(u)) du,
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a tedy z jednoznačnosti Doobova rozkladu plyne, že

λ(t|Hi(t), Zi(t)) = λ0(t) exp{β⊤
0 Zi(t)}. (1.17)

Poznámka. Pro procesy událostí Ñ(t), kde velikost skoku může být větší než 1,
zavádíme celkovou intenzitu události jako střední hodnotu skoku procesu událostí
Ñ(t) podmíněně při historii procesu a vysvětlujících proměnných

dΛ(t|H(t), Z(t)) = E[dÑ(t)|H(t), Z(t)].

Model

dΛ(t|H(t), Z(t)) = dΛ0(t) exp{β⊤
0 Z(t)}, (1.18)

kde Λ0(t) je libovolná neznámá funkce a β0 je p–rozměrný vektor regresních para-
metrů, je v případě procesu událostí Ñ(t) se skoky pouze o velikosti 1 ekvivalentní
modelu (1.17). Pro větší přehlednost v celé práci budeme dále pracovat s mode-
lem (1.18), neboť v další kapitole se budeme zabývat i modely v případě, že časy
do události mají diskrétní rozdělení. Model tvaru (1.18) budeme dále nazývat
modelem Coxova typu.

Nyní si již stačí uvědomit, že parciální věrohodnostní funkce má opět tvar (1.3)
a také U(β0, t) lze zapsat ve tvaru (1.13), kde Mi(t) jsou martingaly. Tedy odhad
β̂ parametrů β0 v modelu (1.18) získáme stejným způsobem jako v části 1.1 a za
platnosti předpokladů C1 – C3 bude mít rovněž asymptotické vlastnosti, které
jsou popsány ve Větě 1.

Ačkoli se rozšíření Coxova modelu pro analýzu výskytu opakovaných udá-
lostí zdá být přímočaré, je třeba upozornit na zásadní předpoklad modelu (1.18),
kterým je nutnost správně specifikovat nejen vliv vysvětlujících proměnných na
celkovou intenzitu rizika, ale také vliv historie čítacího procesu událostí. Toto je
ve většině případech nemožné, neboť závislost celkové intenzity rizika na historii
H(t) je zpravidla velmi komplikovaná.
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2. Marginální modely pro
opakované události

Jak již bylo zmíněno v části 1.2, je třeba v modelu pro celkovou intenzitu
události (1.18) správně určit jak závislost celkové intenzity události na vysvětlu-
jících proměnných, tak na historii H(t) čítacího procesu událostí. Jinými slovy,
model (1.18) lze zapsat pomocí dvou následujících rovnic:

(a) E[dÑ(t)|H(t), Z(t)] = E[dÑ(t)|Z(t)],

(b) E[dÑ(t)|Z(t)] = dΛ0(t) exp{β⊤
0 Z(t)}.

Z rovnice (a) vyplývá, že veškerý vliv historie čítacího procesu událostí na celko-
vou intenzitu události musí byt zachycen vysvětlujícími proměnnými. Rovnice (b)
naopak určuje, jakým způsobem vysvětlující proměnné intenzitu události ovliv-
ňují. Abychom se tedy vyhnuli nutnosti správně určit závislost událostí v rámci
jednoho subjektu, určíme rovnici (b) jako definující vlastnost modelu. Budeme
tedy uvažovat model Coxova typu pro marginální intenzitu události

dΛ(t|Z(t)) = E[dÑ(t)|Z(t)], (2.1)

který je tvaru

dΛ(t|Z(t)) = dΛ0(t) exp{β⊤
0 Z(t)}. (2.2)

Model (2.2) tedy dovoluje libovolnou závislost intenzity události na předchá-
zející historii událostí daného subjektu. Z rovnic (a), (b) uvedených výše vyplývá,
že platí-li model (1.18), pak platí také model (2.2).

V další části práce se budeme nejdříve zabývat odhadem parametrů β0 v mar-
ginálním modelu (2.2) za předpokladu, že časy do události mají spojité rozdělení,
poté uvedeme metodu pro odhad parametrů v diskrétním případě.

2.1 Spojité rozdělení časů do události
Odhadem parametrů β0 v marginálním modelu (2.2) a jeho asymptotickými

vlastnostmi se za předpokladu absolutně spojitých časů do události velice po-
drobně zabývali v článku Lin a kol. (2000). Odhad parametrů β0 provedli me-
todou, která připomíná metodu zobecněných odhadovacích rovnic (generalized
estimating equations) pro závislá data, kde parametry β0 odhadneme za před-
pokladu nezávislosti, a poté odpovídajícím způsobem upravíme varianční matici
odhadu.

Předpokládejme, že pozorujeme nezávislé trojice (Ni(t), Yi(t), Zi(t) : t ≥ 0) ,
i = 1, . . . , n, a je splněna podmínka nezávislého cenzorování

E[dÑi(t)|Zi(t)] = E[dÑi(t)|Zi(t), Ci ≥ t] ∀t ≥ 0, i = 1, . . . , n. (2.3)

Porovnáme-li tuto podmínku s podmínkou nezávislého cenzorování (1.16), cen-
zorování v tomto případě již nemůže záviset na historii čítacího procesu událostí
H(t). Podmínka tedy v určitých případech nemusí být splněna.
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Jak bylo zmíněno v první kapitole, odhad parametrů β0 za platnosti modelu
(1.18) pro celkovou intenzitu události získáme jako řešení soustavy U (β̂) = 0,
kde skórová funkce U(β) je dána vzorcem (1.6). V článku Lin a kol. (2000) dále
ukázali, že proces U(β0, t) má za platnosti marginálního modelu (2.2) rovněž
asymptoticky nulovou střední hodnotu. Parametry β0 marginálního modelu (2.2)
můžeme tedy odhadnout stejně jako v první kapitole za pomoci odhadu β̂.

Nyní se budeme zabývat asymptotickými vlastnostmi odhadu β̂ za platnosti
marginálního modelu (2.2). V tomto případě budeme předpokládat, že jsou spl-
něny následující podmínky regularity:

S1. Data pozorujeme na intervalu [0, τ ], kde P (Yi(t) = 1) > ϵ > 0 ∀t ∈ [0, τ ],
∀i = 1, . . . , n.

S2. (Ni(t), Yi(t), Zi(t) : t ∈ [0, τ ]) , i = 1, . . . , n, jsou nezávislé a stejně rozdě-
lené.

S3. Ni(τ), i = 1, . . . , n, jsou omezené.

S4. (Zi(t) : t ∈ [0, τ ]) , i = 1, . . . , n, mají omezenou totální variaci, tedy

|Zij(0)| +
∫ τ

0
|dZij(t)| ≤ K ∀j = 1, . . . , p, i = 1, . . . , n,

kde Zij je j–tá složka vysvětlující proměnné Zi.

S5.

IS(β) = E
[∫ τ

0
(Z1(t) − z̄(β, t))⊗2 Y1(t) exp{β⊤Z1(t)} dΛ0(t)

]
je pozitivně definitní matice na otevřeném okolí bodu β0, kde z̄(β, t) =
s(1)(β, t)/s(0)(β, t) a s(j)(β, t) = E

[
Y1(t)Z⊗j

1 (t) exp{β⊤Z1(t)}
]

, j = 0, 1, 2.

Poznámka. Tyto předpoklady jsou analogické předpokladům uvedeným v po-
známce za větou 1, tedy za platnosti modelu (1.18) a při splnění těchto předpo-
kladů platí IS = I(β0, τ), kde I(β, τ) je definována v podmínce C2(d).

Je třeba připomenout, že pro odvození asymptotické normality U(β0, τ) nelze
použít centrální limitní větu, neboť sčítance nejsou nezávislé. Pokusíme se tedy
postupovat stejným způsobem jako v první kapitole. Podobně jako při upravování
výrazu (1.12) lze za platnosti modelu (2.2) získat rovnost

n∑
i=1

∫ t

0

[
Zi(u) − Z̄n(β0, u)

]
Yi(u) exp{β⊤

0 Zi(u)} dΛ0(u) = 0,

kde Z̄n(β, t) je definováno vzorcem (1.7), tedy U(β0, t) lze zapsat ve tvaru (1.13),
kde

Mi(t) = Ni(t) −
∫ t

0
Yi(u) exp{β⊤

0 Zi(u)} dΛ0(u). (2.4)
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Na rozdíl od části 1.2 však Mi(t) za platnosti marginálního modelu (2.2)
nemusí být martingal, neboť Mi(t) je martingal pouze tehdy, pokud platí mo-
del (1.18) pro celkovou intenzitu rizika. Pro odvození asymptotické normality
U(β0, τ) a odhadu β̂ již tedy není možné použít ani martingalovou centrální
limitní větu.

Asymptotické rozdělení U(β0, τ) je odvozeno v článku Lin a kol. (2000) po-
mocí teorie empirických procesů, která je však velmi pokročilou statistickou teorií.
V této práci tedy uvedeme pouze hlavní kroky, které je třeba udělat k odvození
asymptotické normality U(β0, τ). Získané výsledky shrneme v následující větě.

Věta 2. Označme

ΣS = E
[∫ τ

0
(Z1(u) − z̄(β0, u)) dM1(u)

∫ τ

0
(Z1(v) − z̄(β0, v))⊤ dM1(v)

]
,

pak za platnosti podmínek S1 – S5 pro n → ∞ platí:

(a)

β̂
P−→ β0,

(b)

1√
n

U(β0, τ) D−→ Np(0, ΣS),

(c)
√

n(β̂ − β0) D−→ Np(0, I−1
S ΣSI−1

S ),

kde IS = IS(β0).

Důkaz.

(a) Abychom mohli ukázat konzistenci odhadu β̂ parametrů β0, je třeba defi-
novat funkci

X(β) = 1
n

[ℓ(β, τ) − ℓ(β0, τ)]

= 1
n

[
n∑

i=1

∫ τ

0
(β − β0)⊤Zi(t)dNi(t) −

n∑
i=1

∫ τ

0
log

(
S(0)

n (β, t)
S

(0)
n (β0, t)

)
dNi(t)

]
,

kde ℓ(β, τ) je vývoj funkce ℓ(β) definované vzorcem (1.5) do času τ a funkce
S(0)

n (β, t) definovaná vztahem (1.4).
Dále definujeme funkci

X (β) = E

[∫ τ

0
(β − β0)⊤Z1(t)dN1(t) −

∫ τ

0
log

(
s(0)(β, t)
s(0)(β0, t)

)
dN1(t)

]
,

kde s(0)(β, t) je zavedena v podmínce S5.
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Nejdříve je třeba ukázat, že pro každé β ∈ Rp a pro n → ∞ platí X(β) s.j.−−→
X (β), tedy X(β) − X (β) s.j.−−→ 0.
Díky silnému zákonu velkých čísel dostáváme, že

1
n

n∑
i=1

∫ τ

0
(β − β0)⊤Zi(t)dNi(t)

s.j.−−−→
n→∞

E
[∫ τ

0
(β − β0)⊤Z1(t)dN1(t)

]
.

Pro druhý člen rozdílu funkcí X(β) − X (β) platí:

1
n

n∑
i=1

∫ τ

0
log

(
S(0)

n (β, t)
S

(0)
n (β0, t)

)
dNi(t) − E

[∫ τ

0
log

(
s(0)(β, t)
s(0)(β0, t)

)
dN1(t)

]

= 1
n

n∑
i=1

∫ τ

0

[
log

(
S(0)

n (β, t)
S

(0)
n (β0, t)

)
− log

(
s(0)(β, t)
s(0)(β0, t)

)]
dNi(t) (2.5)

+
{

1
n

n∑
i=1

∫ τ

0
log

(
s(0)(β, t)
s(0)(β0, t)

)
dNi(t) − E

[∫ τ

0
log

(
s(0)(β, t)
s(0)(β0, t)

)
dN1(t)

]}
.

(2.6)

Podíváme-li se na první člen (2.5) pravé strany výše uvedené rovnice, pak
pro každé β ∈ Rp platí, že

sup
0≤t≤τ

⏐⏐⏐S(0)
n (β, t) − s(0)(β, t)

⏐⏐⏐ s.j.−−−→
n→∞

0.

Tato stejnoměrná konvergence plyne jako důsledek příkladu 2.11.16 ze stra-
ny 215 publikace autorů van der Vaart a Wellner (1996), tento příklad je
více rozebrán v části (b) tohoto důkazu. Díky větě o spojité transformaci
dále platí, že

sup
0≤t≤τ

⏐⏐⏐log S(0)
n (β, t) − log s(0)(β, t)

⏐⏐⏐ s.j.−−−→
n→∞

0.

Celkem dostáváme:

sup
0≤t≤τ

⏐⏐⏐⏐⏐log
(

S(0)
n (β, t)

S
(0)
n (β0, t)

)
− log

(
s(0)(β, t)
s(0)(β0, t)

)⏐⏐⏐⏐⏐
= sup

0≤t≤τ

⏐⏐⏐log S(0)
n (β, t) − log s(0)(β, t) −

(
log S(0)

n (β0, t) − log s(0)(β0, t)
)⏐⏐⏐

≤ sup
0≤t≤τ

⏐⏐⏐log S(0)
n (β, t) − log s(0)(β, t)

⏐⏐⏐
+ sup

0≤t≤τ

⏐⏐⏐log S(0)
n (β0, t) − log s(0)(β0, t)

⏐⏐⏐ s.j.−−−→
n→∞

0.

Tedy člen (2.5) pro n → ∞ konverguje skoro jistě k 0, neboť 1
n

∑n
i=1 Ni(t) je

rostoucí a omezený proces (viz předpoklad S3). Člen (2.6) konverguje skoro
jistě k 0 pro n → ∞ ze silného zákona velkých čísel. Celkem dostáváme, že
X(β) − X (β) s.j.−−−→

n→∞
0.

Jak již bylo zmíněno v části 1.1, je funkce ℓ(β) konkávní, tedy i funkce
X(β) je konkávní, neboť ∂2X(β)

∂β∂β⊤ = In(β) (1.9). Na základě věty z konvexní
analýzy (Rockafellar, 1970, Věta 10.8) lze říci, že X(β) konverguje skoro
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jistě k X (β) stejnoměrně na každé omezené a uzavřené podmnožině Rp. Za
tuto podmnožinu zvolíme Br = {β : ∥β − β0∥ ≤ r} pro r > 0, jinými slovy

sup
β∈Br

∥X(β) − X (β)∥ s.j.−−−→
n→∞

0, (2.7)

kde ∥a∥ = maxi |ai|.
Dále za platnosti modelu (2.2) platí:

∂X (β)
∂β

= E
[∫ τ

0
(Z1(t) − z̄(β, t)) dN1(t)

]
= E

{
E
[∫ τ

0
(Z1(t) − z̄(β, t)) dN1(t)

⏐⏐⏐⏐{Z1(s), 0 ≤ s ≤ t}, Y1(t)
]}

= E
{∫ τ

0
(Z1(t) − z̄(β, t)) E [dN1(t)|Z1(t), Y1(t)]

}
.

Díky podmínce nezávislého cenzorování (2.3) dostáváme rovnost

E [dN1(t)|Z1(t), Y1(t)] = Y1(t)E
[
dÑ1(t)

⏐⏐⏐Z1(t)
]

= Y1(t) exp{β⊤
0 Z1(t)} dΛ0(t).

Jinými slovy, za platnosti nezávislého cenzorování je marginální intenzita
události pozorovaného procesu N1(t) v čase t rovna marginální intenzitě
události čítacího procesu Ñ1(t) ve všech časových okamžicích, ve kterých je
subjekt pozorován, tedy pokud Y1(t) = 1.

Dále tedy můžeme psát

∂X (β)
∂β

=E
[∫ τ

0
(Z1(t) − z̄(β, t)) Y1(t) exp{β⊤

0 Z1(t)} dΛ0(t)
]

=
∫ τ

0
E
[
Z1(t)Y1(t) exp{β⊤

0 Z1(t)}
]

dΛ0(t)

−
∫ τ

0
z̄(β, t)E

[
Y1(t) exp{β⊤

0 Z1(t)}
]

dΛ0(t)

=
∫ τ

0
s(1)(β0, t) dΛ0(t) −

∫ τ

0

s(1)(β, t)
s(0)(β, t)s(0)(β0, t) dΛ0(t),

∂X (β)
∂β∂β⊤ = −

∫ τ

0

s(2)(β, t)s(0)(β, t) −
[
s(1)(β, t)

]⊗2

[s(0)(β, t)]2
s(0)(β0, t) dΛ0(t).

Na základě výše uvedených vzorců lze vidět, že za platnosti modelu (2.2)
platí:

∂X (β)
∂β

⏐⏐⏐⏐⏐
β=β0

= 0 a ∂2X (β)
∂β∂β⊤

⏐⏐⏐⏐⏐
β=β0

= −IS

(viz poznámka za uvedením podmínek S1 – S5). Vzhledem k tomu, že IS je
pozitivně definitní (předpoklad S5), je funkce X (β) ryze konkávní a má
v bodě β0 jednoznačně určené maximum. Označíme-li ∂Br hranici množiny
Br, tedy ∂Br = {β : ∥β − β0∥ = r} , pak supβ∈∂Br

X (β) < X (β0).
Jelikož platí vztah (2.7), pak pro dostatečně velké n dostáváme nerovnost
X(β) < X(β0) ∀β ∈ Br. Tedy musí existovat maximum funkce X(β) ve
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vnitřku množiny Br, toto maximum lze získat jako řešení rovnice ∂X(β)
∂β

= 0
a označíme ho β̂.

Z tvaru matice ∂2X(β)
∂β∂β⊤ = In(β) (1.9) lze vidět, že In(β) ̸= 0 pro dostatečně

velké n, tedy, že maximum β̂ je jednoznačně určené. Potom díky skutečnosti,
že toto maximum leží ve vnitřku množiny Br a r můžeme zvolit libovolně
malé, pro n → ∞ platí, že β̂

s.j.−−→ β0, tedy i β̂
P−→ β0.

(b) Odvození asymptotické normality 1√
n
U(β0, τ) je založeno na dvou hlavních

krocích. Prvním krokem je nahradit v procesu
1√
n

U(β0, t) = 1√
n

n∑
i=1

∫ t

0

[
Zi(u) − Z̄n(β0, u)

]
dMi(u)

náhodný proces Z̄n(β0, u) deterministickou funkcí z̄(β0, u), přesněji, že pro
každé t ∈ [0, τ ]

1√
n

n∑
i=1

∫ t

0

[
Z̄n(β0, u) − z̄(β0, u)

]
dMi(u) P−−−→

n→∞
0.

V druhém kroku je třeba ukázat, že sčítance
∫ t

0 [Zi(u) − z̄(β0, u)] dMi(u)
jsou nezávislé, stejně rozdělené, mají nulovou střední hodnotu a konečný
druhý moment a lze je zapsat jako rozdíl neklesajících procesů. Pak dle
příkladu 2.11.16 z van der Vaart a Wellner (1996) platí, že pro n → ∞

1√
n

n∑
i=1

∫ t

0
[Zi(u) − z̄(β0, u)] dMi(u) =⇒ W (t) na Dp[0, τ ],

kde W (t) je gaussovský proces s nulovou střední hodnotou a kovarianční
funkcí

ΣS(s, t) = E
[∫ s

0
(Z1(u) − z̄(β0,u)) dM1(u)

∫ t

0
(Z1(v) − z̄(β0,v))⊤ dM1(v)

]
a Dp[0, τ ] je prostor zprava spojitých funkcí s limitou zleva na p–rozměrným
kartézským součinu intervalu [0, τ ]. Důsledkem slabé konvergence je pak
asymptotická normalita 1√

n
U(β0, τ) uvedená ve znění Věty 2.

Na závěr je však třeba podotknout, že druhý krok byl záměrně veden tak,
abychom dospěli k obecnějšímu tvrzení, které platí pro proces 1√

n
U(β0, t).

Za výše uvedených vlastností sčítanců
∫ t

0 [Zi(u) − z̄(β0, u)] dMi(u) bychom
již k asymptotické normalitě 1√

n
U(β0, τ) dospěli za pomoci mnohorozměrné

centrální limitní věty.

(c) Asymptotické rozdělení odhadu β̂ lze již snadno získat na základě dříve
uvedených tvrzení a za pomoci Taylorova rozvoje. Platí:

U(β̂, τ) = U(β0, τ) + ∂U(β, τ)
∂β⊤

⏐⏐⏐⏐⏐
β=β∗

(β̂ − β0),

kde β∗ leží na úsečce mezi β̂ a β0. Jelikož U(β̂, τ) = 0, pak

√
n(β̂ − β0) = −n

⎡⎣ ∂U(β, τ)
∂β⊤

⏐⏐⏐⏐⏐
β=β∗

⎤⎦−1
1√
n

U(β0, τ).
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Označíme-li jako v části 1.1 In(β) = − 1
n

∂U(β, τ)
∂β⊤ , dostaneme rovnost

√
n(β̂ − β0) = [In(β∗)]−1 1√

n
U(β0, τ).

Dále je třeba použít obecnější tvrzení (viz Andersen a Gill, 1982, důkaz
Věty 3.2.) než je uvedeno ve Větě 1, a to, že za platnosti předpokladů S1 –
S5 pro n → ∞ platí:

In(β∗, τ) P−→ I(β0, τ),

pro libovolné β∗ takové, že β∗ P−→ β0, a kde In(β, τ) zachycuje vývoj In(β)
do času τ. Jelikož β̂ je konzistentním odhadem β0, pak díky výše uvedenému
tvrzení a asymptotické normalitě 1√

n
U(β0, τ) dostáváme, že

√
n(β̂−β0) má

asymptoticky normální rozdělení s nulovou střední hodnotou a kovarianční
maticí I−1

S ΣSI−1
S , neboť IS = I(β0, τ), jak již bylo zmíněno dříve.

k

Poznámka. Za platnosti modelu pro celkovou intenzitu události (1.18) je proces
Mi(t) (2.4) martingal vzhledem k filtraci Ft (1.10), tedy pokud EM2

i (t) < ∞, i =
1, . . . , n, pak

ΣS = E
{∫ τ

0
[Z1(t) − z̄(β0, t)]⊗2 dA1(t)

}
= IS,

kde A1(t) je kompenzátor tvaru (1.11). Tedy za platnosti modelu (1.18) je asymp-
totické rozdělení odhadu β̂ v souladu s Větou 1, neboť asymptotická kovarianční
matice je rovna I−1

S ΣSI−1
S = I−1

S .

Abychom mohli konstruovat intervaly spolehlivosti a testovat hypotézy na
základě Věty 2, je třeba odhadnout matici ΣS (pro matici IS lze použít odhad
In(β̂), kde In(β) je tvaru (1.9)). Matici ΣS odhadneme pomocí matice

Σ̂S = 1
n

n∑
i=1

[∫ τ

0

(
Zi(u) − Z̄n(β̂, u)

)
dM̂i(u)

∫ τ

0

(
Zi(v) − Z̄n(β̂, v)

)⊤
dM̂i(v)

]
,

kde M̂i(t) = Ni(t) −
∫ t

0 Yi(u) exp{β̂⊤Zi(u)} dΛ̂0(u) a Λ̂0(t) je Breslowův odhad
tvaru (1.14) a Z̄n(β, t) je definované vztahem (1.7). Následující věta říká, že[
In(β̂)

]−1
Σ̂S

[
In(β̂)

]−1
je konzistentním odhadem matice I−1

S ΣSI−1
S .

Věta 3. Za platnosti podmínek S1 – S5 pro n → ∞ platí:

(a)

sup
t∈[0, τ ]

|Λ̂0(t) − Λ0(t)| P−→ 0,

(b) [
In(β̂)

]−1
Σ̂S

[
In(β̂)

]−1 P−→ I−1
S ΣSI−1

S .
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Důkaz. Tvrzení jsou dokázána v článku Lin a kol. (2000), Apendix A.3.

k

Nicméně je třeba mít na paměti, že v tomto případě není zaručeno, že neexis-
tuje jiný konzistentní odhad β̂∗ parametrů β0, takový, že avar(β̂)−avar(β̂∗) ≥ 0,
jinými slovy, že matice I−1

S ΣSI−1
S − avar(β̂∗) je pozitivně semidefinitní.

2.1.1 Váhová funkce
Ve snaze vylepšit asymptotický rozptyl odhadu se tedy v článku Lin a kol.

(2000) dále zabývali odhadem parametrů β0 modelu (2.2), který nyní získali jako
řešení rovnice UQ(β̂Q, τ) = 0, kde

UQ(β, τ) =
n∑

i=1

∫ τ

0
Q(β̂, t)

[
Zi(t) − Z̄n(β, t)

]
dNi(t),

β̂ je odhad získaný v části 2.1 a Q(β̂, t) je nezáporná, omezená váhová funkce
monotónní v t, pro kterou platí:

sup
t∈[0, τ ]

|Q(β̂, t) − q(t)| s.j.−−−→
n→∞

0,

kde q(t) je spojitá deterministická funkce. Jak je ukázáno v článku Lin a kol.
(2000), odhad β̂Q má obdobné asymptotické vlastnosti jako odhad β̂, jehož vlast-
nosti jsou popsány v kapitole 2.1.

Označíme-li

IQ = E
[∫ τ

0
q(t) (Z1(t) − z̄(β0, t))⊗2 Y1(t) exp{β⊤

0 Z1(t)} dΛ0(t)
]

a

ΣQ = E
[∫ τ

0
q(u) (Z1(u) − z̄(β0,u)) dM1(u)

∫ τ

0
q(v) (Z1(v) − z̄(β0,v))⊤ dM1(v)

]
,

pak za platnosti podmínek analogických podmínkám S1 – S5 pro n → ∞ platí:

β̂Q
P−→ β0,

1√
n

UQ(β0, τ) D−→ Np(0, ΣQ),
√

n(β̂Q − β0) D−→ Np(0, I−1
Q ΣQI−1

Q ).

Důležitou vlastností odhadu β̂Q je, že pro dostatečně velké n tento odhad
existuje a je jednoznačně určený stejně jako odhad β̂ (viz důkaz věty 2 část (a)),
neboť váhová funkce Q(β̂, t) nezávisí na β, tedy UQ(β, τ) je derivací konkávní
funkce. V praxi je však velmi obtížné najít váhovou funkci Q(β̂, t) takovou, aby
platilo, že I−1

S ΣSI−1
S − I−1

Q ΣQI−1
Q je pozitivně semidefinitní matice.
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2.2 Diskrétní rozdělení časů do události
V této kapitole se budeme zabývat odhadem parametrů β0 v marginálním

modelu (2.2) v případě diskrétního rozdělení časů do události. Pro jednoduchost
budeme v této části předpokládat, že události mohou nastat pouze v časech t =
0, 1, 2, . . . , dále označíme ñ(t) počet událostí v čase t a n(t) napozorovaný počet
událostí v čase t, tedy n(t) = Y (t)ñ(t). V případě diskrétního rozdělení časů do
události můžeme zapsat marginální intenzitu události (2.1) jako

λ(t|Z(t)) = E[ñ(t)|Z(t)]

a model Coxova typu (2.2) ve tvaru

λ(t|Z(t)) = λ0(t) exp{β⊤
0 Z(t)}. (2.8)

Zde je třeba upozornit na skutečnost, že značení marginální intenzity události
je shodné se značením podmíněné rizikové funkce (1.1) v části 1.1, ačkoli se ne-
jedná o stejné charakteristiky. Dále místo podmínky nezávislého cenzorování bu-
deme předpokládat silnější podmínku, že podmíněně při vysvětlujících proměn-
ných Z(t) je čas cenzorování C nezávislý na počtu událostí ñ(t), t = 0, 1, . . . .

Předpokládejme tedy, že pozorujeme trojice (ni(t), Yi(t), Zi(t) : t = 0, 1, . . . ),
i = 1, . . . , n, které jsou nezávislé. Odhadem parametrů v modelu (2.8) na základě
napozorovaných dat a jeho asymptotickými vlastnostmi se zabývali v článku La-
wless a Nadeau (1995). Obdobně jako v části 2.1 autoři použili přístup, který
připomíná metodu zobecněných odhadovacích rovnic, neboť parametry β0 od-
hadli za předpokladu, že ñi(t), t = 0, 1, . . . , i = 1, . . . , n, jsou nezávislé náhodné
veličiny, které mají Poissonovo rozdělení, a poté odpovídajícím způsobem upravili
varianční matici odhadu.

Jak bylo zmíněno, odhad parametrů β0 v modelu (2.8) získáme za předpo-
kladu, že ñi(t), t = 0, 1, . . . , i = 1, . . . , n, jsou podmíněně při vysvětlujících pro-
měnných Zi(t) nezávislé náhodné veličiny, které mají Poissonovo rozdělení s in-
tenzitou λ(t|Zi(t)). Budeme tedy předpokládat nejen nezávislost mezi subjekty,
ale také nezávislost počtu událostí v rámci jednoho subjektu. Těmto předpokla-
dům se při odvozovaní asymptotických vlastností odhadu budeme chtít vyhnout.
Dále budeme předpokládat, že časy cenzorování Ci, i = 1, . . . , n, můžou nabývat
pouze hodnot z omezené, uzavřené podmnožiny {0, 1, . . . } a na neznámé hodnoty
λ0(t), t = 0, 1, . . . , τ, kde τ = maxi=1, ..., n Ci, se budeme dívat jako na parametry,
jejichž odhad získáme spolu s odhadem parametrů β0.

Věrohodnostní funkce pro parametry (λ⊤
0 , β⊤

0 )⊤, kde λ0 = (λ0(0), . . . ,λ0(τ))⊤,
je za platnosti modelu (2.8) tvaru:

L(λ0, β) =
n∏

i=1

τ∏
t=0

{
[λ(t|Zi(t))]ñi(t) exp {−λ(t|Zi(t))}

1
ñi(t)!

}Yi(t)

=
n∏

i=1

τ∏
t=0

{[
λ0(t) exp{β⊤Zi(t)}

]ñi(t) exp
{
−λ0(t) exp{β⊤Zi(t)}

} 1
ñi(t)!

}Yi(t)

.

Logaritmická věrohodnostní funkce je pak tvaru:

ℓ(λ0, β) = log L(λ0, β)

=
n∑

i=1

τ∑
t=0

Yi(t)
{
ñi(t)

[
log λ0(t) + β⊤Zi(t)

]
− λ0(t) exp{β⊤Zi(t)}

}
+ c,
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kde c již na parametrech (λ⊤
0 , β⊤

0 )⊤ nezávisí. Skórové funkce mají tvar:

U1t(λ0(t), β) = ∂ℓ(λ0, β)
∂λ0(t)

=
n∑

i=1
Yi(t)

[
ñi(t)
λ0(t)

− exp{β⊤Zi(t)}
]

, t = 0, 1, . . . , τ, (2.9)

U2(λ0, β) = ∂ℓ(λ0, β)
∂β

=
n∑

i=1

τ∑
t=0

Yi(t)
[
ñi(t) − λ0(t) exp{β⊤Zi(t)}

]
Zi(t). (2.10)

Odhady λ̂0 = (λ̂0(0), . . . , λ̂0(τ))⊤ a β̂ získáme jako řešení rovnic

U1t(λ̂0(t), β̂) = 0, t = 0, 1, . . . , τ,

U2(λ̂0, β̂) = 0.

Označíme-li n̄(t) = ∑n
i=1 Yi(t)ñi(t), pak rovnice U1t(λ̂0(t), β̂) = 0, t = 0, 1, . . . , τ,

dále můžeme zapsat ve tvaru:

λ̂0(t) = n̄(t)
nS

(0)
n (β̂, t)

, t = 0, 1, . . . , τ, (2.11)

kde S(0)
n (β, t) je definované vztahem (1.4). Jak si můžeme všimnout, tento od-

had je obdobou Breslowova odhadu definovaného vzorcem (1.14). Po dosazení
vztahu (2.11) do rovnice U2(λ̂0, β̂) = 0 získáme rovnici

n∑
i=1

τ∑
t=0

Yi(t)
[
ñi(t) − n̄(t) exp{β̂⊤Zi(t)}

nS
(0)
n (β̂, t)

]
Zi(t) = 0,

kterou lze upravit následovně:
n∑

i=1

τ∑
t=0

Yi(t)ñi(t)Zi(t) −
τ∑

t=0

n̄(t)
nS

(0)
n (β̂, t)

n∑
i=1

Yi(t) exp{β̂⊤Zi(t)}Zi(t) = 0,

n∑
i=1

τ∑
t=0

Yi(t)ñi(t)Zi(t) −
τ∑

t=0
n̄(t)nS(1)

n (β̂, t)
nS

(0)
n (β̂, t)

= 0,

n∑
i=1

τ∑
t=0

Yi(t)ñi(t)Zi(t) −
τ∑

t=0

n∑
i=1

Yi(t)ñi(t)
S(1)

n (β̂, t)
S

(0)
n (β̂, t)

= 0,

n∑
i=1

τ∑
t=0

Yi(t)ñi(t)
[
Zi(t) − S(1)

n (β̂, t)
S

(0)
n (β̂, t)

]
= 0, (2.12)

kde S(1)
n (β, t) je definované vztahem (1.4). Rovnici uvedenou výše lze opět řešit

za pomoci Newtonova-Raphsonova algoritmu, získaný odhad β̂ poté dosadíme do
rovnic (2.11) a získáme odhady λ̂0(t), t = 0, 1, . . . ,τ .

Označíme-li t1 < · · · < tr všechny napozorované časy událostí u všech n sub-
jektů a Ej množinu všech subjektů, u kterých byla v čase tj pozorována událost,
pak lze rovnici (2.12) zapsat ve tvaru:

r∑
j=1

∑
l∈Ej

nl(tj)
⎡⎣Zl(tj) − S(1)

n (β̂, tj)
S

(0)
n (β̂, tj)

⎤⎦ = 0. (2.13)
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Poznámka. V případě, kdy v daném čase může nastat pouze jediná událost, je
rovnice (2.13) pro získání odhadu parametrů β0 v modelu (2.8) shodná s rovnicí
U(β̂) = 0 v části 1.1, kde U(β) je definované vztahem (1.6), tedy i s rovnicí pro
získání odhadu parametrů v marginálním modelu (2.2) v části 2.1 při spojitém
rozdělení časů do události.

Nyní se budeme zabývat asymptotickými vlastnostmi odhadu β̂, přičemž
asymptotickou normalitu odhadu β̂ odvodíme jiným způsobem než v článku La-
wless a Nadeau (1995), ze kterého tato podkapitola vychází. Skórové funkce (2.9)
a (2.10) lze zapsat ve tvaru:

• U1(λ0, β) = (U10(λ0(0), β), . . . , U1τ (λ0(τ), β))⊤ = ∑n
i=1 U1i(λ0, β),

kde U1i(λ0, β) =

⎛⎜⎜⎜⎝
Yi(0)

[
ñi(0)
λ0(0) − exp{β⊤Zi(0)}

]
...

Yi(τ)
[

ñi(τ)
λ0(τ) − exp{β⊤Zi(τ)}

]
⎞⎟⎟⎟⎠,

• U2(λ0, β) = ∑n
i=1 U2i(λ0, β),

kde U2i(λ0, β) = ∑τ
t=0 Yi(t)

[
ñi(t) − λ0(t) exp{β⊤Zi(t)}

]
Zi(t).

Pro skutečné hodnoty λ0 a β0 parametrů λ0 a β platí:

EU1i(λ0, β0) = E {E [U1i(λ0, β0)|{Zi(t), t = 0, . . . , τ}, {Yi(t), t = 0, . . . , τ}]}
= 0,

neboť pro každé t = 0, . . . , τ platí, že

E
{
E
[
Yi(t)

[
ñi(t)/λ0(t) − exp{β⊤

0 Zi(t)}
]⏐⏐⏐Zi(t), Yi(t)

]}
= E

{
Yi(t)

[
E [ñi(t)|Zi(t), Yi(t)]

λ0(t)
− exp{β⊤

0 Zi(t)}
]}

= E

{
Yi(t)

[
E [ñi(t)|Zi(t)]

λ0(t)
− exp{β⊤

0 Zi(t)}
]}

= E

{
Yi(t)

[
λ0(t) exp{β⊤

0 Zi(t)}
λ0(t)

− exp{β⊤
0 Zi(t)}

]}
= 0,

a dále

EU2i(λ0, β0) = E {E [U2i(λ0, β0)|{Zi(t), t = 0, . . . , τ}, {Yi(t), t = 0, . . . , τ}]}

= E

{
τ∑

t=0
Yi(t)

[
E [ñi(t)|Zi(t)] − λ0(t) exp{β⊤

0 Zi(t)}
]

Zi(t)
}

= 0,

neboť předpokládáme platnost modelu (2.8). Označíme-li

U(λ0, β) =
n∑

i=1
Ui(λ0, β) =

n∑
i=1

(
U1i(λ0, β)
U2i(λ0, β)

)
,

pak platí, že EUi(λ0, β0) = 0.
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Dříve než uvedeme větu o asymptotických vlastnostech odhadu β̂, zavedeme
podmínky, které musí být splněny.

D1. P (Yi(t) = 1) > ϵ > 0 ∀t = 0, . . . , τ, ∀i = 1, . . . , n.

D2. (Ni(t), Yi(t), Zi(t) : t = 0, . . . , τ) , i = 1, . . . , n, jsou nezávislé a stejně roz-
dělené.

D3. E [ñi(t)]2 < ∞ pro každé t = 0, . . . , τ, i = 1, . . . , n.

D4. Zi(t), t = 0, . . . , τ, i = 1, . . . , n, jsou omezené.

D5.

ID(β) =
τ∑

t=0

[
s(2)(β, t)
s(0)(β, t) − [z̄(β, t)]⊗2

]
s(0)(β, t)λ0(t)

je pozitivně definitní matice na otevřeném okolí bodu β0, kde z̄(β, t) =
s(1)(β, t)/s(0)(β, t) a s(j)(β, t) = E

[
Y1(t)Z⊗j

1 (t) exp{β⊤Z1(t)}
]

, j = 0, 1, 2.

Věta 4. Označme

mi(t) = Yi(t)
[
ñi(t) − λ0(t) exp{β⊤

0 Zi(t)}
]

,

ΣD = E

[
τ∑

s=0
(Zi(s) − z̄(β0, s)) mi(s)

τ∑
t=0

(Zi(t) − z̄(β0, t))⊤ mi(t)
]

,

pak za platnosti podmínek D1 – D5 pro n → ∞ platí:

(a)

β̂
P−→ β0,

(b)
√

n(β̂ − β0) D−→ Np(0, I−1
D ΣDI−1

D ),

kde ID = ID(β0).

Poznámka. Tvrzení o konzistenci odhadu β̂ je uvedené v článku Lawless a Nadeau
(1995), nicméně přesný důkaz chybí. Tvrzení bychom mohli odůvodnit například
za pomoci teorie Z-odhadů. Z tvaru skórové funkce U(λ0, β) však není zřejmé,
zda je její kořen určen jednoznačně a zda tedy odhad β̂, který získáme jako řešení
rovnice U (λ̂0, β̂) = 0, je požadovaným konzistentním odhadem parametru β0.

Důkaz.

(a) Viz poznámka za zněním Věty 4.

(b) Předpokládejme tedy, že odhad β̂ je konzistentním odhadem parametru
β0. Odvození asymptotické normality odhadu β̂ založíme na asymptotic-
kém rozdělení U(λ0, β0), neboť U(λ0, β0) je součtem nezávislých stejně
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rozdělených náhodných vektorů a můžeme tedy použít mnohorozměrnou
centrální limitní větu. Z této věty plyne, že pro n → ∞ platí:

1√
n

n∑
i=1

Ui(λ0, β0) D−→ Nτ+1+p(0, Σ), (2.14)

kde Σ = E
[
Ui(λ0, β0)Ui(λ0, β0)⊤

]
. Matici Σ nyní rozdělíme na příslušné

bloky:

Σ =
(

E[U1i(λ0, β0)U⊤
1i(λ0, β0)] E[U1i(λ0, β0)U⊤

2i(λ0, β0)]
E[U2i(λ0, β0)U⊤

1i(λ0, β0)] E[U2i(λ0, β0)U⊤
2i(λ0, β0)]

)

=
(

Σ11 Σ12
Σ21 Σ22

)
,

které jsou tvaru:

Σ11 je matice o rozměrech (τ + 1) × (τ + 1), která má na pozici (s, t)

prvek E

[
mi(s)
λ0(s) · mi(t)

λ0(t)

]
, s, t = 0, . . . , τ,

Σ12 = E

⎛⎜⎜⎜⎝
mi(0)
λ0(0)

∑τ
t=0 Z⊤

i (t)mi(t)
...

mi(τ)
λ0(τ)

∑τ
t=0 Z⊤

i (t)mi(t)

⎞⎟⎟⎟⎠ ,

Σ21 = Σ⊤
12,

Σ22 = E

[
τ∑

s=0

τ∑
t=0

Zi(s)Z⊤
i (t)mi(s)mi(t)

]
.

Za pomoci Taylorova rozvoje dostaneme:

U(λ̂0, β̂) = U (λ0, β0) +
⎡⎣ ∂U(λ0, β)

∂(λ⊤
0 , β⊤)

⏐⏐⏐⏐⏐
(λ0, β)=(λ∗

0, β∗)

⎤⎦(λ̂0 − λ0

β̂ − β0

)
,

kde
(

λ∗
0

β∗

)
leží na úsečce mezi

(
λ̂0

β̂

)
a
(

λ0
β0

)
. Jelikož U(λ̂0, β̂) = 0, pak

√
n

(
λ̂0 − λ0

β̂ − β0

)
= −n

⎡⎣ ∂U(λ0, β)
∂(λ⊤

0 , β⊤)

⏐⏐⏐⏐⏐
(λ0, β)=(λ∗

0, β∗)

⎤⎦−1
1√
n

U(λ0, β0).

Označíme-li podobně jako v části 1.1 In(λ0, β) = − 1
n

∂U(λ0, β)
∂(λ⊤

0 , β⊤) , dostaneme
rovnost

√
n

(
λ̂0 − λ0

β̂ − β0

)
= [In(λ∗

0, β∗)]−1 1√
n

U (λ0, β0).
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Dále je třeba stejně jako v důkazu Věty 2 část (c) použít tvrzení, že pro
n → ∞ platí:

In(λ∗
0, β∗) P−→ I,

pro libovolné
(

λ∗
0

β∗

)
takové, že

(
λ∗

0
β∗

)
P−−−→

n→∞

(
λ0
β0

)
, kde

I = E

⎡⎣ ∂Ui(λ0, β)
∂(λ⊤

0 , β⊤)

⏐⏐⏐⏐⏐
(λ0, β)=(λ0, β0)

⎤⎦ .

Díky asymptotické normalitě U(λ0, β0) (2.14) celkem dostáváme, že pro
n → ∞ platí:

√
n

(
λ̂0 − λ0

β̂ − β0

)
D−→ Nτ+1+p(0, I−1ΣI−1).

Matici I lze opět rozdělit na příslušné bloky, tedy

I =

⎛⎜⎜⎜⎝
E
[

∂U1i(λ0, β)
∂λ⊤

0

⏐⏐⏐⏐
(λ0, β)=(λ0, β0)

]
E
[

∂U1i(λ0, β)
∂β⊤

⏐⏐⏐
(λ0, β)=(λ0, β0)

]
E
[

∂U2i(λ0, β)
∂λ⊤

0

⏐⏐⏐⏐
(λ0, β)=(λ0, β0)

]
E
[

∂U2i(λ0, β)
∂β⊤

⏐⏐⏐
(λ0, β)=(λ0, β0)

]
⎞⎟⎟⎟⎠ =

(
I11 I12
I21 I22

)
,

které mají tvar:

I11 = E

[
diag

(
−Yi(0) ñi(0)

λ2
0(0) , . . . , − Yi(τ) ñi(τ)

λ2
0(τ)

)]

= E

{
E

[
diag

(
−Yi(0) ñi(0)

λ2
0(0) , . . . , − Yi(τ) ñi(τ)

λ2
0(τ)

)⏐⏐⏐⏐⏐Zi(t), t = 0, . . . , τ

]}

= E

[
diag

(
−Yi(0)exp{β⊤

0 Zi(0)}
λ0(0) , . . . , − Yi(τ)exp{β⊤

0 Zi(τ)}
λ0(τ)

)]

= diag
(

−s(0)(β0, 0)
λ0(0) , . . . , − s(0)(β0, τ)

λ0(τ)

)
,

I12 = E

⎛⎜⎜⎝
−Yi(0) exp{β⊤

0 Zi(0)}Z⊤
i (0)

...
−Yi(τ) exp{β⊤

0 Zi(τ)}Z⊤
i (τ)

⎞⎟⎟⎠ =

⎛⎜⎜⎝
−s(1)(β0, 0)⊤

...
−s(1)(β0, τ)⊤

⎞⎟⎟⎠ ,

I21 = I⊤
12,

I22 = E

(
−

τ∑
t=0

Yi(t)λ0(t) exp{β⊤
0 Zi(t)}Zi(t)Z⊤

i (t)
)

= −
τ∑

t=0
s(2)(β0, t)λ0(t).

Abychom získali vyjádření asymptotické rozptylové matice odhadu β̂, je
třeba vyjádřit příslušný (2, 2)–blok matice I−1ΣI−1, který budeme značit
[I−1ΣI−1]22 . Označíme-li bloky inverzní matice I−1, tedy

I−1 =
(

I11 I12

I21 I22

)
,
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pak

I−1ΣI−1 =
(

I11 I12

I21 I22

)(
Σ11 Σ12
Σ21 Σ22

)(
I11 I12

I21 I22

)
a [I−1ΣI−1]22 lze vyjádřit jako[

I−1ΣI−1
]

22
= I21Σ11I

12 + I21Σ12I
22 + I22Σ21I

12 + I22Σ22I
22

= I22
[ (

I22
)−1

I21Σ11I
12
(
I22
)−1

+
(
I22
)−1

I21Σ12

+ Σ21I
12
(
I22
)−1

+ Σ22
]
I22.

Nyní ukážeme, že [I−1ΣI−1]22 = I−1
D ΣDI−1

D , které jsou zavedeny ve znění
Věty 4. Pro větší přehlednost sčítance uvnitř hranaté závorky ve vyjádření
[I−1ΣI−1]22 uvedeného výše označíme jako V1, . . . , V4, dále V = V1+· · ·+V4.
Jak napovídá tvar, do kterého jsme matici [I−1ΣI−1]22 upravili, je třeba
ukázat, že I22 = I−1

D (případně I22 = −I−1
D ) a V = ΣD.

K vyjádření bloků matice I−1 použijeme lemma o výpočtu inverze syme-
trické blokově uspořádané matice uvedené např. v Anděl (2011, Lemma
8.24), tedy:

I22 =I−1
22.1, I21 = −I−1

22.1I21I
−1
11 , kde I22.1 = I22 − I21I

−1
11 I12.

Platí:

I21I
−1
11 I12 =

⎡⎢⎢⎢⎣
⎛⎜⎜⎝

−s(1)(β0, 0)⊤

...
−s(1)(β0, τ)⊤

⎞⎟⎟⎠
⊤⎛⎜⎜⎜⎝

−λ0(0)
s(0)(β0, 0) · · · 0

... . . . ...
0 · · · −λ0(τ)

s(0)(β0, τ)

⎞⎟⎟⎟⎠
⎛⎜⎜⎝

−s(1)(β0, 0)⊤

...
−s(1)(β0, τ)⊤

⎞⎟⎟⎠
⎤⎥⎥⎥⎦

= −
τ∑

t=0
s(1)(β0, t)s(1)(β0, t)⊤ λ0(t)

s(0)(β0, t)

= −
τ∑

t=0
[z̄(β0, t)]⊗2 s(0)(β0, t)λ0(t),

I22 =
(
I22 − I21I

−1
11 I12

)−1

=
{[

−
τ∑

t=0
s(2)(β0, t)λ0(t)

]
−
[
−

τ∑
t=0

[z̄(β0, t)]⊗2 s(0)(β0, t)λ0(t)
]}−1

= −
{

τ∑
t=0

[
s(2)(β0, t)
s(0)(β0, t) − [z̄(β0, t)]⊗2

]
s(0)(β0, t)λ0(t)

}−1

,

tedy již vidíme, že I22 = −I−1
D .

Pro vyjádření V1, . . . , V4 je třeba dále upravit:(
I22
)−1

I21 =
(
I22
)−1 (

−I−1
22.1I21I

−1
11

)
= −

(
I22
)−1

I22I21I
−1
11 = −I21I

−1
11

= −

⎛⎜⎜⎝
−s(1)(β0, 0)⊤

...
−s(1)(β0, τ)⊤

⎞⎟⎟⎠
⊤⎛⎜⎜⎜⎝

− λ0(0)
s(0)(β0, 0) · · · 0

... . . . ...
0 · · · − λ0(τ)

s(0)(β0, τ)

⎞⎟⎟⎟⎠
= − (z̄(β0, 0)λ0(0), . . . , z̄(β0, τ)λ0(τ)) .
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Matice V1, . . . , V4 můžeme dále upravit do tvaru:

V1 =
(
I22
)−1

I21Σ11I
12
(
I22
)−1

=
[(

I22
)−1

I21
]

Σ11

[(
I22
)−1

I21
]⊤

= (−z̄(β0, 0)λ0(0), . . . , − z̄(β0, τ)λ0(τ)) Σ11

⎛⎜⎜⎝
−z̄⊤(β0, 0)λ0(0)

...
−z̄⊤(β0, τ)λ0(τ)

⎞⎟⎟⎠
= E

[
τ∑

s=0

τ∑
t=0

z̄(β0, s)z̄⊤(β0, t)mi(s)mi(t)
]

,

V2 =
(
I22
)−1

I21Σ12 = (−z̄(β0, 0)λ0(0), . . . , − z̄(β0, τ)λ0(τ)) Σ12

= −E

[
τ∑

s=0

τ∑
t=0

z̄(β0, s)Z⊤
i (t)mi(s)mi(t)

]
,

V3 = Σ21I
12
(
I22
)−1

=
((

I22
)−1 (

I12
)⊤

Σ⊤
21

)⊤
=
((

I22
)−1

I21Σ12

)⊤

= −E

[
τ∑

s=0

τ∑
t=0

Zi(s)z̄⊤(β0, t)mi(s)mi(t)
]

,

V4 = Σ22 = E

[
τ∑

s=0

τ∑
t=0

Zi(s)Z⊤
i (t)mi(s)mi(t)

]
.

Celkem tedy dostáváme, že

V = V1 + · · · + V4 = E

[
τ∑

s=0
z̄(β0, s)mi(s)

τ∑
t=0

z̄⊤(β0, t)mi(t)

−
τ∑

s=0
z̄(β0, s)mi(s)

τ∑
t=0

Z⊤
i (t)mi(t) −

τ∑
s=0

Zi(s)mi(s)
τ∑

t=0
z̄⊤(β0, t)mi(t)

+
τ∑

s=0
Zi(s)mi(s)

τ∑
t=0

Z⊤
i (t)mi(t)

]

= E

[
−

τ∑
s=0

z̄(β0, s)mi(s)
τ∑

t=0
(Zi(t) − z̄(β0, t))⊤ mi(t)

+
τ∑

s=0
Zi(s)mi(s)

τ∑
t=0

(Zi(t) − z̄(β0, t))⊤ mi(t)
]

= E

[
τ∑

s=0
(Zi(s) − z̄(β0, s)) mi(s)

τ∑
t=0

(Zi(t) − z̄(β0, t))⊤ mi(t)
]
,

tedy V = ΣD a [I−1ΣI−1]22 = I−1
D ΣDI−1

D .

k

Matici ΣD lze odhadnout pomocí matice

Σ̂D = 1
n

n∑
i=1

[
τ∑

s=0

(
Zi(s) − Z̄n(β̂, s)

)
m̂i(s)

τ∑
t=0

(
Zi(t) − Z̄n(β̂, t)

)⊤
m̂i(t)

]
,
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kde Z̄n(β, t) je definované vztahem (1.7) a

m̂i(t) = Yi(t)
[
ñi(t) − λ̂0(t) exp{β̂⊤Zi(t)}

]
= ni(t) − Yi(t)λ̂0(t) exp{β̂⊤Zi(t)}.

Matici ID lze odhadnout pomocí matice

ÎD =
τ∑

t=0

[
S(2)

n (β̂, t)
S

(0)
n (β̂, t)

−
[
Z̄n(β̂, t)

]⊗2
]

S(0)
n (β̂, t)λ̂0(t)

=
τ∑

t=0

[
S(2)

n (β̂, t)
S

(0)
n (β̂, t)

−
[
Z̄n(β̂, t)

]⊗2
]

S(0)
n (β̂, t) n̄(t)

nS
(0)
n (β̂, t)

= 1
n

n∑
i=1

τ∑
t=0

[
S(2)

n (β̂, t)
S

(0)
n (β̂, t)

−
[
Z̄n(β̂, t)

]⊗2
]

ni(t),

kde funkce S(j)
n (β, t), j = 0, 1, 2, jsou definovány vztahem (1.4). Jak je uvedeno

v článku Lawless a Nadeau (1995), jsou tyto odhady konzistentními odhady matic
ΣD a ID.

Poznámka. V případě, kdy v daném čase může nastat pouze jediná událost, od-
hady ÎD a Σ̂D jsou shodné s příslušnými odhady In(β̂) a Σ̂S matic IS a ΣS

v části 2.1 při spojitém rozdělení časů do události.
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3. Marginální modely pro
mnohorozměrná cenzorovaná
data

V této kapitole budeme na data nahlížet jako na mnohorozměrná cenzorovaná
data (multivariate failure time data). Na každou událost, která u daného subjektu
nastane, se budeme dívat samostatně, jinak řečeno, k–tá událost může nastat pro
každý subjekt a pro každé k pouze jednou. Díváme-li se tedy na každou událost
samostatně, dostáváme se do situace popsané v části 1.1 a pro každé k můžeme
použít klasický Coxův model proporcionálního rizika. Tímto se podobně jako
v kapitole 2 opět vyhneme modelování závislosti časů do události v rámci jednoho
subjektu. Parametry odhadneme za pomoci parciální věrohodnostní funkce pro
k–tou událost a poté budeme zkoumat asymptotické sdružené rozdělení všech
odhadů.

Stejně jako v celé práci bude Tk, k = 1, . . . , K, značit čas do k–té události.
Zásadním předpokladem v této kapitole je však předpoklad, že K je konstanta,
která nezávisí na subjektu, zatímco při opakovaných událostech může u subjektu
nastat náhodný počet událostí. Nemusí být také splněno, že T1 ≤ T2 ≤ · · · ≤ TK .
Dále budeme na rozdíl od předchozích kapitol předpokládat, že C1, . . . , CK jsou
časy cenzorování a Xk = Tk ∧Ck, k = 1, . . . , K. Takové značení dává smysl, pokud
např. na daném jedinci pozorujeme pokles nebo úplnou ztrátu vidění zvlášť na
pravém a levém oku.

Pro čítací proces k–té události (k = 1, . . . , K) bude stejně jako v kapitole 1.1
platit, že

Nk(t) = I(Tk ≤ t, Tk ≤ Ck)

a pro proces Yk(t) platí, že

Yk(t) = I(Ck ≥ t, Tk ≥ t).

Rovněž pro vysvětlující proměnné dovolíme, aby se v rámci jednoho subjektu pro
různé události lišily, tedy označme Zk(t) = (Z1k(t), . . . , Zpk(t))⊤ , k = 1, . . . , K.
Místo podmínky nezávislého cenzorování budeme v této kapitole předpokládat
silnější podmínku, že podmíněně při vysvětlujících proměnných jsou časy do udá-
lostí T = (T1, . . . , TK)⊤ a cenzorování C = (C1, . . . , CK)⊤ nezávislé.

Při výše zavedeném značení a za předpokladu absolutně spojitého rozdělení
časů do události již můžeme definovat marginální rizikovou funkci k–té události
jako

λk(t|Zk(t)) = lim
h→0+

1
h

P (t ≤ Tk < t + h|Tk ≥ t, Zk(t)), k = 1, . . . , K.

Model Coxova typu pro λk(t|Zk(t)) má tvar

λk(t|Zk(t)) = λk0(t) exp{β⊤
k0Zk(t)}, (3.1)

tedy každý model má svou vlastní základní marginální rizikovou funkci a vlastní
vektor regresních parametrů.
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Předpokládejme, že pozorujeme (Nki(t), Yki(t), Zki(t), k = 1, . . . , K : t ≥ 0) ,
i = 1, . . . , n, nezávislé. Odhad parametrů βk0, k = 1, . . . , K, lze získat obdobně
jako v Coxově modelu (viz část 1.1) na základě parciální věrohodnostní funkce,
která je pro k–tou událost tvaru:

Lk(βk) =
n∏

i=1

∏
t≥0

⎡⎣ Yki(t) exp
{
β⊤

k Zki(t)
}

∑n
j=1 Ykj(t) exp

{
β⊤

k Zkj(t)
}
⎤⎦∆Nki(t)

.

Odhad β̂k parametrů βk0, k = 1, . . . , K, je definovaný jako řešení systému rovnic
Uk(β̂k) = 0, kde podobně jako v předchozích kapitolách definujeme

Uk(βk) = ∂ log Lk(βk)
∂βk

=
n∑

i=1

∫ ∞

0

[
Zki(t) − Z̄kn(βk, t)

]
dNki(t),

Z̄kn(βk, t) = S
(1)
kn (βk, t)

S
(0)
kn (βk, t)

,

S
(j)
kn (βk, t) = 1

n

n∑
i=1

Yki(t)Z⊗j
ki (t) exp{β⊤

k Zki(t)}, j = 0, 1, 2.

Jelikož odhady β̂k, k = 1, . . . , K, jsou zřejmě závislé, zaměříme se nyní na
asymptotické rozdělení odhadu (β̂1, . . . , β̂K)⊤. Za tímto účelem upravíme pro-
ces Uk(βk, t), který zachycuje vývoj Uk(βk) do času t, stejnými úpravami jako
v (1.12) do tvaru

Uk(βk0, t) =
n∑

i=1

∫ t

0

[
Zki(u) − Z̄kn(βk0, u)

]
dMki(u), i = 1, . . . , n,

kde pro každé i = 1, . . . , n, k = 1, . . . , K

Mki(t) = Nki(t) − Aki(t) = Nki(t) −
∫ t

0
Yki(u)λk0(u) exp{β⊤

k0Zki(u)} du.

Je-li pro každé i = 1, . . . , n, k = 1, . . . , K Zki prediktabilní vzhledem k filtraci
Fkt, kde

Fkt = σ{Nki(s), Yki(s), Zki(s), 0 ≤ s ≤ t, i = 1, . . . , n},

pak Mki(t) je Fkt–martingal.
Je třeba však upozornit na to, že ačkoli zde pracujeme s martingaly, nelze

použít martingalovou centrální limitní větu jako v části 1.1, neboť pro její použití
je třeba uvažovat jednu společnou filtraci. Přirozenou volbou takové filtrace je
filtrace

Ft = σ{Nki(s), Yki(s), Zki(s), 0 ≤ s ≤ t, i = 1, . . . , n, k = 1, . . . , K}.

Vůči takové filtraci však Mki(t) nejsou martingaly, neboť procesy Nki(t) nejsou
nezávislé. Pro odvození asymptotického rozdělení (U1(β10, t), . . . ,UK(βK0, t))⊤

pro pevné t ≥ 0 je tedy podobně jako v části 2.1 třeba použít jiná tvrzení.
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Dříve než však uvedeme větu o asymptotickém sdruženém rozdělení vektorů
(U1(β10, τ), . . . , UK(βK0, τ)⊤ a (β̂1, . . . , β̂K)⊤, je třeba zavést podmínky analo-
gické podmínkám C1 –C3 v části 1.1:

M1. Data pozorujeme na intervalu [0, τ ], kde P (Yki(t) = 1) > ϵ > 0 ∀t ∈ [0, τ ],
∀i = 1, . . . , n, ∀k = 1, . . . , K a

∫ τ
0 λk0(u) du < ∞ ∀k = 1, . . . , K.

M2. (Nki(t), Yki(t), Zki(t), k = 1, . . . , K : t ∈ [0, τ ]) , i = 1, . . . , n, jsou nezávislé
a stejně rozdělené.

M3. Zki(t) jsou omezené ∀t ∈ [0, τ ], ∀i = 1, . . . , n, ∀k = 1, . . . , K.

M4. Pro každé k = 1, . . . , K

Ik(βk, τ) =
∫ τ

0

⎡⎣s
(2)
k (βk, t)

s
(0)
k (βk, t)

− [z̄k(βk, t)]⊗2

⎤⎦ s
(0)
k (βk, t)λk0(t) dt

je pozitivně definitní matice na otevřeném okolí bodu βk0, kde z̄k(βk, t) =
s

(1)
k

(βk, t)
s

(0)
k

(βk, t)
a s

(j)
k (βk, t) = E[Yk1(t)Z⊗j

k1 (t) exp{β⊤
k Zk1(t)}], j = 0, 1, 2.

Věta 5. Pro k, l = 1, . . . , K označme

Σkl = E
[∫ τ

0
(Zk1(u) − z̄k(βk0, u)) dMk1(u)

∫ τ

0
(Zl1(v) − z̄l(βl0, v))⊤ dMl1(v)

]
,

ΣM =

⎛⎜⎜⎜⎜⎝
Σ11 Σ12 · · · Σ1K

Σ21 Σ22 · · · Σ2K
... ... . . . ...

ΣK1 ΣK2 · · · ΣKK

⎞⎟⎟⎟⎟⎠ a

IM =

⎛⎜⎜⎜⎜⎝
I1(β10, τ) 0 · · · 0

0 I2(β20, τ) · · · 0
... ... . . . ...
0 0 · · · IK(βK0, τ)

⎞⎟⎟⎟⎟⎠ ,

pak za platnosti podmínek M1 – M4 pro n → ∞ platí:

(a) ⎛⎜⎜⎝
β̂1
...

β̂K

⎞⎟⎟⎠ P−→

⎛⎜⎜⎝
β10
...

βK0

⎞⎟⎟⎠ ,

(b)

1√
n

⎛⎜⎜⎝
U1(β10, τ)

...
UK(βK0, τ)

⎞⎟⎟⎠ D−→ Np×K(0, ΣM),
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(c)

√
n

⎛⎜⎜⎝
β̂1 − β10

...
β̂K − βK0

⎞⎟⎟⎠ D−→ Np×K(0, I−1
M ΣMI−1

M ).

Důkaz.

(a) Tvrzení plyne z Věty 1, neboť pro každé k = 1, . . . , K je odhad β̂k získaný
na základě parciální věrohodnostní funkce konzistentním odhadem parame-
trů βk0 v modelu (3.1).

(b) Podobně jako v části (b) důkazu Věty 2 je zásadním krokem v tomto dů-
kazu pro každé k = 1, . . . , K nahradit v procesu Uk(βk0, t) náhodný proces
Z̄kn(βk0, u) funkcí z̄k(βk0, u), tedy že pro každé t ∈ [0, τ ] platí:

1√
n

n∑
i=1

∫ t

0

[
Z̄kn(βk0, u) − z̄k(βk0, u)

]
dMki(u) + oP(1).

Díky tomu je 1√
n
Uk(βk0, τ) asymptoticky rovno součtu nezávislých stejně

rozdělených náhodných vektorů a lze tedy použít mnohorozměrnou centrální
limitní větu, ze které již plyne dokazované tvrzení.

(c) Nyní již pro každé k = 1, . . . , K za pomoci Taylorova rozvoje získáme
rovnost:

U (β̂k, τ) = Uk(βk0, τ) + ∂Uk(βk, τ)
∂β⊤

k

⏐⏐⏐⏐⏐
βk=β∗

k

(β̂k − βk0),

kde β∗
k leží na úsečce mezi β̂k a βk0. Označíme-li podobně jako v části 1.1

Ikn(βk) = − 1
n

∂Uk(βk, τ)
∂β⊤

k

= 1
n

n∑
i=1

∫ ∞

0

⎧⎨⎩S
(2)
kn (βk, t)

S
(0)
kn (βk, t)

−
[
Z̄kn(βk, t)

]⊗2
⎫⎬⎭ dNki(t), (3.2)

pak pro každé k = 1, . . . , K platí:

√
n(β̂k − βk0) = − [Ikn(β∗

k)]−1 1√
n

Uk(βk0, τ),

neboť Uk(β̂k, τ) = 0. Celkem tedy dostáváme, že

√
n

⎛⎜⎜⎜⎜⎜⎝
β̂1 − β10

β̂2 − β20
...

β̂K − βK0

⎞⎟⎟⎟⎟⎟⎠ =

⎛⎜⎜⎜⎜⎝
I1n(β∗

1) 0 · · · 0
0 I2n(β∗

2) · · · 0
... ... . . . ...
0 0 · · · IKn(β∗

K)

⎞⎟⎟⎟⎟⎠
−1⎛⎜⎜⎜⎜⎜⎝

1√
n
U1(β10, τ)

1√
n
U2(β20, τ)

...
1√
n
UK(βK0, τ)

⎞⎟⎟⎟⎟⎟⎠ .
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Podobně jako v části (c) důkazu Věty 2 s použitím tvrzení, že pro každé
k = 1, . . . , K a pro n → ∞ platí, že

Ikn(β∗
k) P−→ Ik(βk0, τ)

a díky předchozím částem Věty 5 získáváme požadovaný tvar asymptotické
rozptylové matice odhadů.

k

Jednotlivé bloky Σkl, k, l = 1, . . . , K, matice ΣM lze odhadnout pomocí

Σ̂kl = 1
n

n∑
i=1

[∫ τ

0

(
Zki(s) − Z̄kn(β̂k,s)

)
dM̂ki(s)

∫ τ

0

(
Zki(t) − Z̄kn(β̂k,t)

)⊤
dM̂ki(t)

]
,

kde

M̂ki(t) = Nki(t) −
∫ t

0
Yki(u) exp{β̂⊤

k Zki(u)} dN̄k(u)
nS

(0)
kn (β̂k, u)

a N̄k(u) = ∑n
j=1 Nkj(u). Bloky na diagonále matice IM lze odhadnout stejně jako

v části 1.1 pomocí Ikn(β̂k, τ), kde Ikn(βk, t) zachycuje vývoj matice Ikn(βk) (3.2)
do času t. Jak je uvedeno v článku Wei, Lin a Weissfeld (1989), jsou tyto odhady
konzistentními odhady příslušných bloků matic ΣM a IM . Matici I−1

M ΣMI−1
M lze

tedy odhadnout pomocí matice Î−1
M Σ̂M Î−1

M , jejíž blok na pozici (k, l) je tvaru[
Ikn(β̂k, τ)

]−1
Σ̂kl

[
Iln(β̂l, τ)

]−1
.

Ve většině případů nás však zajímá především vliv určité vysvětlující pro-
měnné na výskyt dané události (pro jednoduchost například vliv proměnné Z1k,
jejíž význam je stejný pro každé k = 1, . . . , K). Vektor regresních koeficientů pří-
slušných těmto vysvětlujícím proměnným označíme γ, tedy γ = (γ1, . . . , γK)⊤ =
(β11, . . . , β1K)⊤. Na základě Věty 5 lze pak snadno získat asymptotické rozdělení
odhadu γ̂ = (γ̂1, . . . , γ̂K)⊤ = (β̂11, . . . , β̂1K)⊤, tedy

√
n(γ̂ − γ) D−−−→

n→∞
NK(0, Ψ),

kde Ψ je složena z příslušných prvků matice I−1
M ΣMI−1

M a lze ji odhadnout pomocí
matice Ψ̂, kterou lze získat z matice Î−1

M Σ̂M Î−1
M stejným způsobem. Pomocí testové

statistiky nγ̂⊤Ψ̂−1γ̂ pak snadno otestujeme hypotézu, že γ = 0.

Poznámka. Je vhodné si také uvědomit, že tento přístup nám poskytuje možnost
zjistit, zda vysvětlující proměnná neovlivňuje pouze některé výskyty události,
jinými slovy, pro která k je efekt statisticky signifikantní (na hladině α). Narážíme
tedy na problém mnohonásobného testování, se kterým se lze vypořádat např.
pomocí sekvenční metody popsané v článku Wei a kol. (1989).

Předpokládejme nyní naopak, že se vliv dané vysvětlující proměnné pro různá
k nemění, tedy že γ1 = · · · = γK = γ, pak je přirozené odhadnout parametr γ
jako γ̂ = ∑K

k=1 ckγ̂k, kde ∑K
k=1 ck = 1. V článku Wei a kol. (1989) autoři uvádějí,

že odhad γ̂ s váhami

(c1, . . . , cK)⊤ = (1⊤
KΨ̂−11K)−1Ψ̂−11K , (3.3)
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kde 1K = (1, . . . , 1)⊤ je K–rozměrný vektor, má nejmenší asymptotický rozptyl
mezi všemi odhady tvaru∑K

k=1 ckγ̂k, kde∑K
k=1 ck = 1. Za pomoci tohoto odhadu si

lze udělat obrázek o „průměrném“ efektu dané vysvětlující proměnné i v případě,
že neplatí γ1 = · · · = γK .

Na závěr této kapitoly je třeba podotknout, že tento přístup, kdy se na každou
z událostí díváme samostatně a modelujeme tedy marginální riziko, bývá používán
i při výskytu opakovaných událostí, ačkoli zde zřejmě není splněn předpoklad
konstantního počtu událostí. Tento přístup při výskytu opakovaných událostí
je kritizován také kvůli tomu, že pro i–tý subjekt může nastat, že Yki(t) = 1,
aniž bychom u něj zaznamenali (k − 1) událostí. Proto autoři v článku Pepe a
Cai (1993) představili další přístup, kde se zabývali modelováním intenzity r–té
události

dΛr(t|Z(t)) = E[dÑ(t)|Ñ(t−) = r, Z(t)],
kde podmiňujeme počtem předcházejících událostí. Při tomto přístupu je Yri(t)
definováno následovně: Yri(t) = 1, pokud je daný subjekt v čase t pozorován
a do času t u něj bylo zaznamenáno r − 1 událostí a Yri(t) = 0 jinak. Pro od-
hady parametrů v modelu Coxova typu pro intenzitu r–té události platí obdobné
asymptotické vlastnosti jako pro odhady v modelu (3.1), odvození těchto vlast-
ností lze najít v článku Pepe a Cai (1993).
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4. Simulace
V této kapitole se na základě simulací pokusíme zhodnotit vhodnost marginál-

ních modelů při analyzování výskytu opakovaných událostí a mnohorozměrných
cenzorovaných dat. Pro různá nastavení vždy vygenerujme 10000 datových sou-
borů a odhadneme parametry na základě marginálních modelů. Výpočty byly
provedeny ve statistickém programu R, verze 3.4.0 (R Core Team, 2017), všechny
používané metody odhadu parametrů lze provést s využitím funkce coxph() z ba-
líčku survival.

4.1 Opakované události
V této části budeme za pomoci simulací zkoumat vlastnosti odhadu parametrů

v marginálním modelu při analyzování výskytu opakovaných událostí. Ačkoli se
v kapitole 2 zabýváme vlastnostmi těchto odhadů v případě spojitého i diskrétního
rozdělení časů do události, v této části se již omezíme pouze na případ spojitého
rozdělení.

Nejprve je třeba zabývat se otázkou, jak lze generovat časy do události Tk, k =
1, 2, . . . , aby příslušný čítací proces Ñ(t) = ∑∞

k=1 I(Tk ≤ t), t ≥ 0, měl požado-
vanou intenzitu λ(t). Je-li proces Ñ(t) nehomogenní Poissonův proces a funkce
Λ(t) =

∫ t
0 λ(u) du má inverzní funkci Λ−1(s), lze časy do události generovat po-

mocí algoritmu uvedeného v Pasupathy (2010). Algoritmus využívá toho, že po-
kud časy S1, S2, . . . přísluší homogennímu Poissonovu procesu s intenzitou 1, pak
časy Λ−1(S1), Λ−1(S2) přísluší nehomogennímu Poissonovu procesu s intenzitou
λ(t). V našem případě však stačí generovat časy do události pouze do času cen-
zorovaní C. Pokud tedy známe hodnotu veličiny C (označme ji c), lze generovat
časy do události za pomoci níže uvedeného algoritmu.

0. Nastav S = 0, k = 1.

1. Generuj U ∼ R(0,1).

2. Přiřaď S = S − log(U).

3. Vypočítej Tk = Λ−1(S).

4. Pokud Tk < c, přiřaď k = k + 1 a opakuj kroky 1 − 4.

5. Přiřaď Tk = c.

Nyní je třeba si uvědomit, že takto generovaný proces má nezávislé přírůstky.
Jak již bylo několikrát v práci zmíněno, časy do události v rámci jednoho sub-
jektu jsou však závislé, tuto závislost většinou není možné jednoduše popsat.
Abychom tedy generovali proces s intenzitou λ(t), který nemá nezávislé pří-
růstky, je třeba zachovat rovnoměrné rozdělení veličiny U , ovšem nechceme ve-
ličinu U v různých cyklech algoritmu generovat nezávisle. Je třeba tedy gene-
rovat veličiny U1, . . . , UD ze sdruženého D–rozměrného rozdělení, kde D ≥ 2
bude zvoleno dostatečně velké a platí, že Ud ∼ R(0, 1), d = 1, . . . , D. Ta-
kové rozdělení lze získat za pomocí kopulí, které modelují závislosti mezi ko-
nečně mnoha náhodnými veličinami, přitom však zachovávají jejich marginální
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Obrázek 4.1: Bodový graf vytvořený z 1000 realizací dvourozměrného vektoru
(U1, U2)⊤ vygenerovaných za pomoci Frankovy kopule.

rozdělení. Přesněji, pro kopuli C : [0, 1]D → [0, 1] je distribuční funkce sdruže-
ného rozdělení (U1, . . . , UD), jehož marginální rozdělení jsou rovnoměrná, tvaru
FU1, ..., UD

(u1, . . . , uD) = C(u1, . . . , uD).
V našem případě budeme pracovat s D–rozměrnou Frankovou kopulí, jež mů-

žeme charakterizovat pomocí generátoru, který závisí na jediném parametru θ > 0
a je tvaru:

φθ(u) = − log
(

e−θu − 1
e−θ − 1

)
,

tedy D–rozměrná kopule je tvaru:

Cθ(u1, . . . , uD) = φ−1
θ (φθ(u1) + · · · + φθ(uD))

= −1
θ

log
(

1 + (e−θu1 − 1) · · · (e−θuD − 1)
(e−θ − 1)D−1

)

(viz Nelson, 1996, příklad 4.24, strana 153). Náhodné veličiny U1, . . . , UD budeme
tedy generovat za pomoci této kopule, díky které budou veličiny U1, . . . , UD pozi-
tivně závislé, jejich marginální rozdělení bude však stále rovnoměrné. O závislosti
veličin U1, . . . , UD si lze nejlépe udělat představu na základě obrázku pro D = 2
(viz obrázek 4.1), kde je vygenerováno 1000 realizací dvourozměrného vektoru
(U1, U2)⊤ za pomoci Frankovy kopule s volbami θ = 3 a θ = 6 a rovnoměrnými
marginálními rozděleními na intervalu (0, 1). Na základě těchto obrázků vidíme,
že při volbě θ = 3 jsou veličiny U1 a U2 pouze mírně závislé, při volbě θ = 6 je
již závislost znatelnější. Lze tedy říci, že čím nižší volba parametru θ, tím menší
je závislost mezi veličinami U1, . . . , UD. Pro θ = 0 bývá Frankova kopule často
dodefinována součinovou kopulí C0(u1, . . . , uD) = u1 · · · uD, která charakterizuje
nezávislost veličin U1, . . . , UD.

Jelikož se v celé práci zabýváme regresní analýzou výskytu opakovaných udá-
lostí, je třeba určit, jakým způsobem budeme generovat vysvětlující proměnné.
Pro jednoduchost se omezíme pouze na proměnné, které se v čase nemění.

33



• Proměnná Z1 bude pro polovinu sledovaných subjektů nastavena na hod-
notu 0, pro druhou polovinu na hodnotu 1. Tato proměnná bude nezávislá
na ostatních vysvětlujících proměnných.

• Proměnná Z2 je rovněž kategoriální proměnná nabývající hodnot 0, 1, bu-
deme ji generovat nezávisle na proměnné Z1 a platí:

Z2 ∼ Alt(0.6).

• Proměnná Z3 bude závislá na proměnné Z2, platí:

Z3|Z2 ∼ N(3.3 + 0.3Z2, 0.3).

Proměnná Z1 je generována nezávisle na ostatních vysvětlujících proměnných,
neboť velmi často je zkoumán vliv nějakého ošetření na opakovaný výskyt nemoci
či infekce a pacientům je náhodně přiřazen buď lék, nebo placebo. Proměnné Z2
a Z3 by pak mohly vypovídat např. o fyzické stránce pacienta. Vektor vysvětlují-
cích proměnných bude tedy tvaru Z = (Z1, Z2, Z3)⊤, příslušné skutečné hodnoty
regresních parametrů budou nastaveny na hodnoty β0 = (−0.5, 0.4, 0.4)⊤.

Nyní je třeba zabývat se dobou sledování subjektů. Předpokládejme, že námi
navržená studie je plánována na pět let. Čas cenzorování budeme generovat z ex-
ponenciálního rozdělení, jehož intenzita bude záviset na hodnotě proměnné Z3
následujícím způsobem:

C ∼ Exp(0.07Z3) ∧ 5.

Tedy čas cenzorování pro subjekt s vyšší hodnotou proměnné Z3 bude generován
z exponenciálního rozdělení s vyšší intenzitou.

Nyní již zbývá zvolit požadovanou intenzitu λ(t). Jelikož časy do události mají
spojité rozdělení, rovnici modelu (2.2) lze přepsat do tvaru:

λ(t|Z) = λ0(t) exp{β⊤
0 Z}.

Tedy

Λ(t|Z) =
∫ t

0
λ0(u) exp{β⊤

0 Z} du = Λ0(t) exp{β⊤
0 Z}.

Inverzní funkce k funkci Λ(t|Z) bude pak tvaru:

Λ−1(t|Z) = Λ−1
0 (t exp{−β⊤

0 Z}). (4.1)

Základní intenzitu λ0(t) budeme volit jako rizikovou funkci dvou známých pa-
rametrických rozdělení: Weibullova a Gompertzova. Přehled příslušných funkcí

Tabulka 4.1: Charakteristiky Weibullova a Gompertzova rozdělení. Funkce λ0(t)
je riziková funkce, Λ0(t) je kumulativní riziková funkce a Λ−1

0 (t) je její inverze.

Rozdělení λ0(t) Λ0(t) Λ−1
0 (t)

Weibullovo λptp−1 λtp
(

1
λ
t
)1/p

Gompertzovo λeαt λ
α

(eαt − 1) 1
α

log
(

α
λ
t + 1

)
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lze nalézt v tabulce 4.1. Parametry těchto rizikových funkcí jsme zvolili tak, aby
byly funkce λ0(t) rostoucí, a aby při výše zavedených vysvětlujících proměnných,
cenzorování, volbě Frankovy kopule s parametrem θ = 6 pro 200 sledovaných
subjektů byl průměrný počet subjektů, u kterých jsme napozorovali alespoň dvě
události, roven přibližně čtvrtině sledovaných subjektů (spočteno z 1000 realizací).
V této chvíli je třeba podotknout, že rozměr kopule D byl nastaven na hodnotu
100, neboť kvůli závislostem v rámci jednoho subjektu se v některých případech
stalo, že u jednoho ze subjektů nastal větší počet událostí a je třeba vždy napo-
zorovat všechny tyto události. Datové soubory, kdy u jednoho ze subjektů nastalo
více než 100 událostí, jsou vždy označeny za chybné a nejsou zahrnuty do výsledků
simulací.

Parametry funkce λ0(t) jsme tedy nastavili následovně:

• riziková funkce Weibullova rozdělení: λ = 0.04, p = 1.3,

• riziková funkce Gompertzova rozdělení: λ = 0.018, α = 0.5.

Základní intenzitu λ0(t) rovnu rizikové funkci Weibullova rozdělení budeme
dále značit λW

0 (t), základní intenzitu λ0(t) rovnu rizikové funkci Gompertzova
rozdělení budeme dále značit λG

0 (t)
Na základě rovnice (4.1) budeme tedy v kroku 3 algoritmu popsaného na

začátku této části uvažovat funkce:

• Λ−1
W (t|Z) =

(
1

0.04 exp{β⊤
0 Z}t

)1/1.3
,

• Λ−1
G (t|Z) = 1

0.5 log
(

0.5
0.018 exp{β⊤

0 Z}t + 1
)

.

Nyní se již dostáváme k samotné simulaci. Při generování budeme tedy uva-
žovat základní intenzity λW

0 (t) a λG
0 (t) a hodnoty parametru θ Frankovy kopule

rovny 0, 3, 6. Pro každou dvojici základní intenzity a parametru budeme gene-
rovat časy do události, která může nastat vícekrát za sebou. Data budou vždy
generována pro n subjektů, kde n = 200, 400, 600. Ze všech těchto scénářů byl
přibližně jeden z tisíce označen za chybný.

Cílem této simulace je zhodnotit vhodnost marginálního modelu (2.2) při
analýze výskytu opakovaných událostí, parametry tedy odhadneme na základě
metody popsané v kapitole 2.1. Výsledky simulací shrneme v tabulkách 4.2 a 4.3,
ve kterých je vždy uvedena průměrná hodnota a vychýlení daného odhadu, dále
směrodatná odchylka odhadu a skutečné pokrytí asymptotického intervalu spo-
lehlivosti pro příslušný parametr s pravděpodobností pokrytí 0.95. Pro zajíma-
vost je zde uvedeno také skutečné pokrytí asymptotického intervalu spolehlivosti
s pravděpodobností pokrytí 0.95 za předpokladu, že časy do události jsou v rámci
jednoho subjektu nezávislé (za platnosti modelu 1.18, v tabulkách označeno jako
„naivní“ model). Tento předpoklad je splněn pouze pro parametr θ = 0, pro
ostatní hodnoty parametru θ tedy očekáváme, že skutečné pokrytí bude výrazně
nižší.

Zaměříme-li se na tabulku 4.2, kde jsou shrnuty výsledky simulací pro volbu
základní intenzity λW

0 (t), lze vidět, že při volbě parametru θ = 0 se odhady cho-
vají, jak jsme očekávali. Vychýlení je v tomto případě zanedbatelné, s rostoucím n
se směrodatná odchylka odhadu snižuje a skutečné pokrytí intervalů spolehlivosti
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je velmi blízko požadované pravděpodobnosti pokrytí 0.95 v obou případech. Při
volbě θ = 3 a θ = 6 je již vychýlení i směrodatná odchylka výraznější, s rostou-
cím n se směrodatná odchylka snižuje. Pokud jde o skutečné pokrytí intervalu
spolehlivosti konstruovaného za platnosti marginálního modelu, pro n = 200 již
nedostáváme tak pěkné výsledky jako pro θ = 0, s rostoucím počtem subjektů
se však požadované pravděpodobnosti pokrytí přibližujeme. Skutečné pokrytí in-
tervalu spolehlivosti konstruovaného aniž by byla zohledněna závislost časů do
události v rámci jednoho subjektu, je velmi nízké a není vidět zlepšení ani s ros-
toucím n. Na základě tabulky 4.3 si můžeme všimnout, že výsledky pro volbu
základní intenzity λG

0 (t) jsou velmi podobné výsledkům v tabulce 4.2, lze tedy
učinit závěr, že nezávisí na tom, zda jsou data generována při volbě základní
intenzity λG

0 (t) nebo λW
0 (t).

4.2 Mnohorozměrná cenzorovaná data
V této části se zaměříme na zhodnocení marginálních modelů pro mnohoroz-

měrná cenzorovaná data popsaných v kapitole 3. V případě mnohorozměrných
cenzorovaných dat je generování časů do události jednodušší, neboť zde pracujeme
s konstantním počtem veličin T1, . . . , TK , kde K je konečné. Stačí tedy vyřešit
otázku, jakým způsobem generovat nezávisle časy do události tak, aby marginální
riziková funkce byla požadovaného tvaru. S nezávislostí se lze následně vypořádat
stejně jako v části 4.1 za pomoci kopulí.

Generování času do události T, kde T má spojité rozdělení s rizikovou funkcí
λ(t), lze založit na vztahu funkce přežití S(t) a kumulativní rizikové funkce Λ(t) =∫ t

0 λ(u) du (viz Bender a kol., 2005). Platí:

S(t) = exp{−Λ(t)},

1 − F (t) = exp{−Λ(t)},

− log(1 − F (t)) = Λ(t), (4.2)

kde F (t) je distribuční funkce veličiny T . Nyní je třeba si uvědomit, že pro ná-
hodnou veličinu T ze spojitého rozdělení platí, že F (T ) ∼ R(0,1), tedy také
1 − F (T ) ∼ R(0,1). Existuje-li inverzní funkce Λ−1(s) k funkci Λ(t), pak na zá-
kladě rovnice (4.2) lze čas do události generovat za pomoci vztahu

T = Λ−1(− log(U)), kde U ∼ R(0, 1).

Můžeme si všimnout, že tento vztah je stejný jako vztah pro generování času do
události v kroku 3 prvního cyklu algoritmu popsaného na začátku části 4.1.

Nyní již ke generování závislých časů do události podobně jako v části 4.1 vy-
užijeme K–rozměrnou Frankovu kopuli, která závisí na parametru θ. Pomocí této
kopule vygenerujeme závislé náhodné veličiny U1, . . . , UK , kde Uk ∼ R(0, 1), k =
1, . . . , K, opět se omezíme pouze na případy, kdy θ = 0, 3, 6.

Vysvětlující proměnné i příslušné skutečné hodnoty regresních parametrů bu-
deme uvažovat stejné jako v části 4.1 a nebudou záviset na k. Na rozdíl od
předchozí části ale budeme pro jeden subjekt uvažovat různé časy cenzorování
C1, . . . , CK , pro které bude v našem případě platit:

Ck ∼ Exp(0.07Z3) ∧ 5, k = 1, . . . , K.
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Tabulka 4.2: Výsledky simulací pro analýzu výskytu opakovaných událostí s vol-
bou základní intenzity λW

0 (t), různými volbami parametru θ Frankovy kopule
a různými počty subjektů n. Skutečné hodnoty parametrů β0 = (−0.5, 0.4, 0.4)⊤.
Skutečné pokrytí intervalu spolehlivosti s pravděpodobností pokrytí 0.95 počí-
táno na základě marginálního modelu a na základě přístupu za předpokladu ne-
závislosti („naivní“ model), ostatní charakteristiky odhadů jsou pro oba přístupy
shodné.

n
Průměrná
hodnota
odhadu

Vychýlení
odhadu

Směrodatná
chyba

Skutečné pokrytí
Marginální

model
„Naivní“
model

Parametr θ = 0

200
β1 −0.501 −0.001 0.1752 0.944 0.952
β2 0.407 0.007 0.2065 0.942 0.953
β3 0.400 0.000 0.2847 0.938 0.950

400
β1 −0.502 −0.002 0.1225 0.947 0.950
β2 0.404 0.004 0.1441 0.945 0.949
β3 0.398 −0.002 0.2000 0.939 0.947

600
β1 −0.500 0.000 0.1003 0.946 0.950
β2 0.402 0.002 0.1178 0.948 0.949
β3 0.403 0.003 0.1594 0.947 0.951

Parametr θ = 3

200
β1 −0.567 −0.067 0.2588 0.918 0.728
β2 0.461 0.061 0.2942 0.924 0.744
β3 0.439 0.039 0.4128 0.924 0.732

400
β1 −0.562 −0.062 0.1843 0.928 0.707
β2 0.452 0.052 0.2089 0.929 0.734
β3 0.450 0.050 0.2940 0.934 0.722

600
β1 −0.563 −0.063 0.1545 0.922 0.699
β2 0.454 0.054 0.1699 0.934 0.733
β3 0.447 0.047 0.2417 0.939 0.714

Parametr θ = 6

200
β1 −0.580 −0.080 0.3010 0.917 0.589
β2 0.474 0.074 0.3440 0.917 0.607
β3 0.453 0.053 0.4827 0.919 0.598

400
β1 −0.575 −0.075 0.2178 0.920 0.572
β2 0.467 0.067 0.2451 0.925 0.589
β3 0.453 0.053 0.3485 0.930 0.571

600
β1 −0.573 −0.073 0.1820 0.918 0.556
β2 0.463 0.063 0.2033 0.923 0.579
β3 0.454 0.054 0.2838 0.936 0.578
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Tabulka 4.3: Výsledky simulací pro analýzu výskytu opakovaných událostí s vol-
bou základní intenzity λG

0 (t), různými volbami parametru θ Frankovy kopule
a různými počty subjektů n. Skutečné hodnoty parametrů β0 = (−0.5, 0.4, 0.4)⊤.
Skutečné pokrytí intervalu spolehlivosti s pravděpodobností pokrytí 0.95 počí-
táno na základě marginálního modelu a na základě přístupu za předpokladu ne-
závislosti („naivní“ model), ostatní charakteristiky odhadů jsou pro oba přístupy
shodné.

n
Průměrná
hodnota
odhadu

Vychýlení
odhadu

Směrodatná
chyba

Skutečné pokrytí
Marginální

model
„Naivní“
model

Parametr θ = 0

200
β1 −0.504 −0.004 0.1713 0.943 0.951
β2 0.408 0.008 0.2010 0.938 0.949
β3 0.399 −0.001 0.2797 0.933 0.948

400
β1 −0.502 −0.002 0.1192 0.948 0.951
β2 0.404 0.004 0.1416 0.941 0.947
β3 0.400 0.000 0.1943 0.941 0.948

600
β1 −0.500 0.000 0.0958 0.953 0.955
β2 0.403 0.003 0.1134 0.948 0.951
β3 0.401 0.001 0.1570 0.944 0.950

Parametr θ = 3

200
β1 −0.555 −0.055 0.2601 0.924 0.701
β2 0.454 0.054 0.3012 0.922 0.707
β3 0.430 0.030 0.4302 0.921 0.694

400
β1 −0.554 −0.054 0.1903 0.924 0.683
β2 0.452 0.052 0.2156 0.927 0.700
β3 0.434 0.034 0.3007 0.938 0.692

600
β1 −0.554 −0.054 0.1563 0.927 0.676
β2 0.448 0.048 0.1756 0.928 0.694
β3 0.439 0.039 0.2511 0.935 0.683

Parametr θ = 6

200
β1 −0.565 −0.065 0.3099 0.916 0.556
β2 0.462 0.062 0.3528 0.911 0.575
β3 0.449 0.049 0.5077 0.915 0.561

400
β1 −0.561 −0.061 0.2197 0.926 0.541
β2 0.459 0.059 0.2506 0.926 0.567
β3 0.442 0.042 0.3650 0.924 0.543

600
β1 −0.558 −0.058 0.1848 0.921 0.528
β2 0.458 0.058 0.2094 0.926 0.545
β3 0.442 0.042 0.2962 0.932 0.543
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Chceme-li tedy generovat T1, . . . , TK takové, že marginální riziko k–té udá-
losti, je tvaru:

λk(t|Z) = λk0(t) exp{β⊤
0 Z}, k = 1, . . . , K,

je třeba již jen vhodně zvolit funkce λk0(t). Opět však situaci zjednodušíme na
případ, kdy λk0(t) nezávisí na k, tedy λk0(t) = λ0(t), k = 1, . . . , K, a použijeme
rizikové funkce Weibullova a Gompertzova rozdělení (viz tabulka 4.1) se stej-
nými parametry jako v části 4.1. Tyto funkce budeme dále značit λW

0 (t) a λG
0 (t).

S využitím vztahu (4.1) získáme tedy vztah pro generování časů do události:

Tk = Λ−1 (− log(Uk)|Z) , k = 1, . . . , K,

kde U1, . . . , UK jsou generovány za pomocí K–rozměrné Frankovy kopule a funkce
Λ−1(t|Z) = Λ−1

W (t|Z) nebo Λ−1(t|Z) = Λ−1
G (t|Z).

V této práci se při simulacích omezíme na případ, kdy u každého subjektu
můžeme napozorovat pouze dvě události, tedy K = 2. Podobně jako v části 4.1
budeme data generovat pro různé kombinace základní marginální rizikové funkce
λ0(t), hodnoty parametru θ a počtu subjektů n.

Za pomocí simulací se tedy pokusíme zhodnotit vhodnost marginálního mo-
delu (3.1) při analýze mnohorozměrných cenzorovaných dat. Na základě metody
popsané v kapitole 3 získáme odhady β̂11, β̂21, β̂31, β̂12, β̂22, β̂32 příslušných pa-
rametrů v modelu (3.1). Jelikož jsme skutečné hodnoty regresních parametrů
zvolili tak, že se vliv vysvětlujících proměnných pro k = 1 a k = 2 nemění, lze
pro r = 1, 2, 3 parametr βr = βr1 = βr2 odhadnout pomocí:

β̂r = cr1β̂r1 + cr2β̂r2, r = 1, 2, 3,

kde váhy cr1 a cr2 jsou vypočítány podle vzorce (3.3).
Pro zajímavost i v tomto případě porovnáme tento přístup s přístupem, kdy

závislosti v rámci jednoho subjektu zanedbáme. Za předpokladu nezávislosti mů-
žeme získat odhady parametrů βr následujícím způsobem: pro každé k = 1, 2
za pomoci klasického Coxova modelu popsaného v části 1.1 získáme odhady
β̂1k, β̂2k, β̂3k a příslušné odhady asymptotických rozptylů. Následně získáme od-
hady β̂(N)

r , r = 1, 2, 3, opět pomocí:

β̂(N)
r = c

(N)
r1 β̂r1 + c

(N)
r2 β̂r2, r = 1, 2, 3,

kde váhy c
(N)
r1 a c

(N)
r2 jsou vypočítány podle vzorce (3.3). Písmeno N zde značí,

že se jedná o naivní přístup, neboť matice Ψ̂ použitá ve vzorci (3.3) je nyní
diagonální matice tvořená z odhadů asymptotických rozptylů odhadů β̂r1 a β̂r2.
Odhad β̂(N)

r se tedy mírně liší od odhadu β̂r získaného na základě marginálního
modelu, na rozdíl od odhadů β̂r1 a β̂r2, které jsou při obou přístupech shodné.

V tabulkách 4.4 a 4.5 jsou shrnuty výsledky získané na základě simulací.
Průměrná hodnota a vychýlení daného odhadu spolu se směrodatnou odchylkou
odhadu, které jsou v tabulkách uvedeny, jsou získané na základě marginálního
modelu. Skutečné pokrytí intervalu spolehlivosti s pravděpodobností pokrytí 0.95
je v tabulkách uvedeno vždy jak pro marginální model, tak i pro naivní přístup
popsaný výše (v tabulkách označen jako „naivní“ model).
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Na základě tabulky 4.4, kde jsou uvedeny výsledky simulací pro volbu základní
marginální rizikové funkce λW

0 (t), lze podobně jako v části 4.1 říci, že při volbě
parametru θ = 0 intervaly spolehlivosti konstruované na základě marginálního
modelu i naivního přístupu dodržují velmi přesně požadovanou pravděpodobnost
pokrytí i pro menší n. Pokud jde o vychýlení a směrodatnou odchylku odhadů
získaných na základě marginálního modelu, vidíme, že s rostoucím n se obě tyto
charakteristiky zmenšují. Dále lze vidět, že odhady při volbě θ = 3 a θ = 6 mají
zanedbatelné vychýlení a s rostoucím n se rovněž snižuje směrodatná odchylka
odhadů. Skutečné pokrytí intervalů spolehlivosti konstruovaných na základě mar-
ginálního modelu je rovněž velmi blízko požadované pravděpodobnosti pokrytí
0.95. V případě mnohorozměrných cenzorovaných dat je také skutečné pokrytí
intervalu spolehlivosti konstruované na základě naivního přístupu mnohem vyšší,
než tomu bylo u opakovaných událostí, nicméně to bude způsobeno zřejmě tím,
že u každého subjektu pozorujeme maximálně dvě události, závislých pozorování
tak není příliš mnoho. Na základě tabulky 4.5 s volbou základní marginální ri-
zikové funkce λG

0 (t) dostáváme srovnatelné výsledky jako na základě tabulky 4.4
s volbou λW

0 (t).
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Tabulka 4.4: Výsledky simulací pro analýzu mnohorozměrných cenzorovaných
událostí s volbou základní marginální rizikové funkce λW

0 (t), různými volbami
parametru θ Frankovy kopule a různými počty subjektů n. Skutečné hodnoty pa-
rametrů β0 = (−0.5, 0.4, 0.4)⊤. Skutečné pokrytí intervalu spolehlivosti s pravdě-
podobností pokrytí 0.95 počítáno na základě marginálního modelu a na základě
přístupu za předpokladu nezávislosti („naivní“ model), ostatní charakteristiky
odhadů jsou uvedeny pouze pro marginální model.

n
Průměrná
hodnota
odhadu

Vychýlení
odhadu

Směrodatná
chyba

Skutečné pokrytí
Marginální

model
„Naivní“
model

Parametr θ = 0

200
β1 −0.505 −0.005 0.1577 0.947 0.949
β2 0.405 0.005 0.1706 0.946 0.951
β3 0.406 0.006 0.1469 0.938 0.947

400
β1 −0.502 −0.002 0.1103 0.948 0.950
β2 0.401 0.001 0.1196 0.947 0.949
β3 0.402 0.002 0.1014 0.943 0.949

600
β1 −0.501 −0.001 0.0904 0.946 0.947
β2 0.398 −0.002 0.0951 0.952 0.954
β3 0.402 0.002 0.0816 0.947 0.950

Parametr θ = 3

200
β1 −0.502 −0.002 0.1801 0.944 0.915
β2 0.401 0.001 0.1923 0.947 0.917
β3 0.404 0.004 0.1671 0.938 0.912

400
β1 −0.501 −0.001 0.1254 0.949 0.916
β2 0.402 0.002 0.1350 0.947 0.917
β3 0.403 0.003 0.1150 0.944 0.911

600
β1 −0.500 0.000 0.1010 0.952 0.920
β2 0.402 0.002 0.1086 0.950 0.919
β3 0.401 0.001 0.0934 0.947 0.914

Parametr θ = 6

200
β1 −0.507 −0.007 0.1908 0.947 0.895
β2 0.403 0.003 0.2048 0.948 0.897
β3 0.407 0.007 0.1776 0.939 0.894

400
β1 −0.503 −0.003 0.1332 0.948 0.896
β2 0.401 0.001 0.1424 0.951 0.897
β3 0.403 0.003 0.1219 0.946 0.896

600
β1 −0.501 −0.001 0.1087 0.945 0.891
β2 0.400 0.000 0.1151 0.952 0.898
β3 0.402 0.002 0.0988 0.945 0.897

41



Tabulka 4.5: Výsledky simulací pro analýzu mnohorozměrných cenzorovaných
událostí s volbou základní marginální rizikové funkce λG

0 (t), různými volbami
parametru θ Frankovy kopule a různými počty subjektů n. Skutečné hodnoty pa-
rametrů β0 = (−0.5, 0.4, 0.4)⊤. Skutečné pokrytí intervalu spolehlivosti s pravdě-
podobností pokrytí 0.95 počítáno na základě marginálního modelu a na základě
přístupu za předpokladu nezávislosti („naivní“ model), ostatní charakteristiky
odhadů jsou uvedeny pouze pro marginální model.

n
Průměrná
hodnota
odhadu

Vychýlení
odhadu

Směrodatná
chyba

Skutečné pokrytí
Marginální

model
„Naivní“
model

Parametr θ = 0

200
β1 −0.505 −0.005 0.1630 0.945 0.948
β2 0.403 0.003 0.1759 0.941 0.947
β3 0.409 0.009 0.1518 0.937 0.946

400
β1 −0.503 −0.003 0.1132 0.947 0.948
β2 0.400 0.000 0.1206 0.950 0.951
β3 0.404 0.004 0.1038 0.946 0.951

600
β1 −0.501 −0.001 0.0929 0.946 0.947
β2 0.402 0.002 0.0986 0.948 0.950
β3 0.402 0.002 0.0842 0.945 0.950

Parametr θ = 3

200
β1 −0.507 −0.007 0.1820 0.940 0.915
β2 0.403 0.003 0.1961 0.943 0.917
β3 0.406 0.006 0.1683 0.938 0.919

400
β1 −0.503 −0.003 0.1257 0.948 0.920
β2 0.401 0.001 0.1344 0.948 0.921
β3 0.402 0.002 0.1150 0.944 0.917

600
β1 −0.504 −0.004 0.1025 0.951 0.920
β2 0.399 −0.001 0.1100 0.950 0.920
β3 0.404 0.004 0.0945 0.947 0.918

Parametr θ = 6

200
β1 −0.503 −0.003 0.1897 0.946 0.902
β2 0.401 0.001 0.2064 0.943 0.899
β3 0.407 0.007 0.1794 0.939 0.897

400
β1 −0.501 −0.001 0.1330 0.949 0.903
β2 0.399 −0.001 0.1428 0.947 0.904
β3 0.403 0.003 0.1224 0.947 0.902

600
β1 −0.501 −0.001 0.1077 0.950 0.903
β2 0.401 0.001 0.1170 0.947 0.900
β3 0.402 0.002 0.1010 0.942 0.896
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Závěr
V této práci jsme se zabývali regresní analýzou cenzorovaných dat v případě,

že událost může nastat vícekrát za sebou. Nejdříve jsme se v první kapitole věno-
vali metodě odhadu parametrů v Coxově modelu proporcionálního rizika. Tento
model se velmi často využívá pro regresní analýzu cenzorovaných dat v případě,
že daná událost může nastat pouze jednou. Uvedli jsme asymptotické vlastnosti
odhadů, mezi které patří konzistence a asymptotická normalita a pokusili se me-
todu rozšířit i pro analýzu výskytu opakovaných událostí. Rozšíření se zdálo být
přímočaré, nicméně za pomoci tohoto přístupu bychom se nedokázali vypořádat
se složitějšími závislostmi, které v rámci jednoho subjektu zpravidla při opakova-
ných událostech nastávají.

Proto jsme se v druhé kapitole zabývali marginálními modely, které se mo-
delování závislostí vyhýbají. Podrobně jsme popsali metodu odhadu parametrů
v marginálních modelech, která připomíná metodu zobecněných odhadovacích
rovnic používaných pro závislá data. Parametry jsou odhadnuty za předpokladu
nezávislosti a následně je odpovídajícím způsobem upravena rozptylová matice
odhadu. V této části jsme se také do detailu zabývali asymptotickými vlastnostmi
těchto odhadů jak v případě spojitého rozdělení, tak v případě diskrétního roz-
dělení času do události.

Velice úzce s výskytem opakovaných událostí souvisí také mnohorozměrná
cenzorovaná data, kde je rovněž zásadní otázkou, jak se při jejich analyzování
vypořádat se závislostmi v rámci jednoho subjektu. Metodou odhadu parametrů
v marginálních modelech pro mnohorozměrná cenzorovaná data, která se také vy-
hýbá modelování závislosti, jsme se zabývali ve třetí kapitole. Na každou událost
jsme se dívali samostatně, parametry jsme odhadli za pomoci klasického Coxova
modelu proporcionálního rizika, a poté jsme opět odpovídajícím způsobem upra-
vili rozptylovou matici všech odhadů.

V poslední kapitole jsme za pomoci simulací zhodnotili metody popsané v této
práci. Na základě těchto simulací se ukázalo, že odhady získané na základě mar-
ginálních modelů mají rozumné vlastnosti pro všechny scénáře, zatímco u odhadů
získaných za pomoci naivního přístupu je pro scénáře, kdy jsou časy do události
v rámci jednoho subjektu závislé, skutečná pravděpodobnost pokrytí příslušného
intervalu spolehlivosti výrazně nižší. Nicméně je třeba zmínit, že simulace by bylo
možné dále rozšířit jak z hlediska generování závislých časů do události, tak z hle-
diska volby vysvětlujících proměnných zejména takových, které závisí na čase.

Dále již pouze podotkneme, že existují další přístupy, jak se s výskyty opako-
vaných událostí a závislostmi v rámci jednoho subjektu vypořádat, jejichž přehled
lze nalézt v knize Kalbfleisch a Prentice (2002).
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