Univerzita Karlova v Praze

Matematicko-fyzikalni fakulta

DIPLOMOVA PRACE

vz e a ‘-“fé Ee kg

— =

" %; 72 *

> e :
[

Tomés Dzetkulic

Vyuziti klastr ovacich technik pii monitorovani inzerce

Katedra aplikované matematiky

Vedouci diplomové prace: Mgr. Petr Kolman, Ph.D.
Konzultant: Ing. Martin Cak

Studijni program: Informatika
2007



Dakujem svojmu vedicemu Mgr. Petru Kolmanovi, Ph.D. za jeho podporu, rady
akomentére k préci. Dakujem Ing. Martinu Caklovi za poskytnutie skisenosti, réad
a komentarov z praxe monitorovania inzercie a za poskytnutie realnych dat na testovacie
Gcely.

Prohladuji, Ze jsem svou diplomovou praci napsal samostatné a vyhradné s pouZzitim

citovanych pramenti. Souhlasim se zapij¢ovanim préace.

V Praze dne 10.8.2007 Tomés Dzetkulic



VyuZzitie klastrovacich technik pri monitorovani inzercie

Abstrakt:

Nazev préce: Vyuziti klastrovacich technik pfi monitorovani inzerce

Autor: Tomas Dzetkuli¢

Katedra: Katedra aplikované matematiky

Vedouci diplomové prace: Mgr. Pert Kolman, Ph.D.

e-mail vedouciho: kolman@kam.mff.cuni.cz

Abstrakt: Praca sa zaobera moznostami klastrovania inzercie so zameranim na realitnd
inzerciu. V prvel ¢asti prace definujeme ¢o to je klastrovanie, kde sa pouziva aaké sl
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najvhodnejSi algoritmus pre klastrovanie rédovo milidnov inzerdtov. V daSe cadti
detailne popiSeme interpretéciu inzerdtu ako prvku vektorového priestoru svysokou
dimenziou aalgoritmus klastrujuci prvky takéhoto vektorového priestoru zaloZzeny na
rodinédch lokalnych haSovacich funkcii. PopiSeme jeho vlastnosti, ¢asovld apaméatovi
Zlozitost', jeho parametre a o¢akavané vysledky behu algoritmu. V implementacngj ¢asti
rozoberieme detaily implementécie v programovacom jazyku Java a navrhneme vhodné
uloZenie dét v relacnegj databéazi. V casti venovang testom potom zhodnotime vysledky
behu algoritmu na redlnych déatach a porovname ich s o¢akéavanym vystupom algoritmul.
V zévere préce posudime moznosti dalSieho rozSirenia pouzitej klastrovacej metddy.
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Abstract: This thesis surveys possibilities of clustering of advertisements, especially
those for real estates. It defines clustering itself, its usage and typical requirements for
clustering algorithms. We provide list of existing clustering methods and approaches,
their properties and suitable application. We consider possiblity of using them for
clustering of milions of advertisements and based on that, we choose most suitable
algorithm for this problem. We describe how to interpret advertisement as the point in
multi dimensional vector space and this algorithm for clustering such points using
locality of families of hash functions. We describe algorithm in detail, listing all of its
parameters, estimating its complexity and expected results. In the following chapters we
describe implementation of the algorithm in Java. We also describe database structure of
underlying relational database. In the next chapter we present results of the algorithm
based on real data and we compare the results with the expected results of the algorithm.
In the end, we discuss possibilities for future extension of the clustering method.
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1. Uvod

V sliéasnosti sa mnozstvo informacii v roznych informatnych systémoch rozrasta
obrovskym tempom. Na internete sa objavuju projekty digitalizacie dé& zo vsetkych
oblasti apostupne si zvykame na to, Ze namiesto knihy, alebo ucebnice hladame
informécie v digitdlnej podobe. Srozragtgjlicim sa mnozstvom informécii sa rozvijgju
i klastrovacie metddy. Klastrovanie je proces v ktorom sa objekty rozdelia na skupiny,
pricom prvky jednej skupiny maju rovnakeé, alebo aspon podobné vlastnosti. Objektom
klastrovania méZe byt dokument, internetova stranka, vektor, inzerét, obrazok, alebo
iny objekt. Rozvoj klastrovania je spbsobeny hlavne potrebou triedit’ vysledky
webovych vyhradavacov ainych aplikacii v ktorych sa ukladaju dokumenty. Cielom
tychto vyhladavacov je poskytnit’ ¢o najrelevantnejsiu mnozinu dokumentov k dotazu
od uzZivatela. Na internete sa pritom mnoZstvo informacii nachadza v mnoZstve kopii,
alebo iba trochu pozmenené. Vyhladava¢ nesmie zahltit' uzivatela mnozstvom
dokumentov, ktoré v3etky obsahuju rovnaké informécie. SnaZzi sa preto dokumenty
klastrovat’ aposkytnit’ uzivatelovi pre kazdd skupinu podobnych dokumentov
jedného relevantného zastupcu. Ostatné prvky skupiny sl potom umiestnené medzi
vysledkami niZSie, takZze uZivatel’ na niekolkych prvych miestach vidi dokumenty
z rdznych oblasti.

1.1 Motivacia

T&to préca sa zaobera klastrovanim inzerdtov na nehnutel’nosti. Vychédza z préc, ktoré
sa zaoberaju klastrovanim vysledkov vyhl'adavania webovych vyhl'adavacov, pretoze
hlavny prad vyskumu sa ubera tymto smerom, vd’aka obrovskym ziskom spoloc¢nosti,
ktoré sa zaoberaju webovym vyhl'adévanim.

Tak ako ivinych oblastiach, i v oblasti inzercie sa v si¢asnosti mézeme stretnit’
sinzerciou v digitdnej podobe na internete. Na internetovych strankach, ktoré sa
inzerciou zaobergju pribudaju denne tisice inzerdtov na nehnutelnosti. Tieto sU
typicky triedené podra lokality danej nehnutel'nosti, podla jej ceny ainych vlastnosti
ako napriklad pocet izieb. Napriek tomu je vSak potrebné tieto inzeraty klastrovat',
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pretoZe v praxi sa ¢asto stretdvame so stéle sa opakujucimi inzerami na rovnaku
nehnutelnost’. Pri pohlade na beZnl internetovl strdnku zaoberajlcu sa inzerciou
mame zvycgine velmi malé moznosti vyhladavania. Je typické, Ze inzerdy su
utriedené podra ¢asu zadania. Casto sa preto stéva, Ze jeden inzeré vidime na kazdej
stranke niekol’ko krét. E&te horSa je situécia v pripade, ak si prezerame niekolko
réznych strdnok. Je typické, Ze rovnaky inzeré ngjdeme na kazdej z nich. Této situécia
komplikuje vyhlradavanie relevantnych novych inzerdtov uZivatelom g realitnym

kancelariam. Tuto situéciu by pomohlo vyriesit’ klastrovanie inzerétov.

1.2 Ciel' diplomovej prace

Cielom diplomovej prace je navrhnit aimplementovat’ vhodny algoritmus na
klastrovanie inzerétov. Algoritmus musi spinat’ niekol’ko poZiadaviek $pecifickych pre
oblast’ inzercie. Hlavhou poZiadavkou je rychle spracovanie nového inzerdtu. V praxi
sa denne stretavame stisickami inzerdtov z ktorych menej ako desatina sii s ohl'adom
na historické déata skuto¢ne novymi inzeratmi. Algoritmus by mal pre kazdy inzerat
poskytnit’ odpoved’ na otézku, ¢i sajedna o novy inzerét, popripade by mal poskytnut’
zoznam podobnych inzerétov.

1.3 Struktira diplomovej prace

V prvej casti diplomovej préace definujeme problém klastrovania, jeho vyuZitia
aagoritmov, ktoré sa pri klastrovni pouZivgju. Na z&klade poZiadaviek na
klastrovanie inzerédtov navrhneme vhodny algoritmus, popiSeme jeho teoreticky zaklad
aocakavané vysledky. V dalSeg ¢asti popiseme detaily implementécie, problémy na
ktoré sme narazili pocas implementacie a vysledky na skutocnych datach.
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2. Klastrovanie
Klastrovanie je neriadeny proces v ktorom sa objekty rozdelia na skupiny, pricom

prvky jednej skupiny maju rovnaké, alebo aspon podobné vlastnosti. Reprezentacia dat
pomocou mensieho poctu klastrov stréca niektoré detaily uloZenych objektov, ale
prinaSa zjednoduSenie as&truktirovanie objektov. Objektom klastrovania mbze byt
dokument, internetova stranka, vektor, inzerédt, obrazok, alebo iny objekt. Objekt je
zvycajne reprezentovany vektorom, alebo bodom v priestore svelkou dimenziou.
Objekty v jedngj skupine, alebo klastri, by mali byt’ navzgom podobné a mali by byt
odlisné od objektov v inych klastroch. Dolezitou vlastnostou klastrovania je to, Ze ide
o neriadeny proces. Tymto sa lisi od inych technik, ktoré maju dopredu definovany
pocet tried objektov asnazia sa priradit objekt do niektorej ztried. Klastrovanie
naproti tomu vytvéra skupiny autonomne. Casto sa stéva, Ze samotné skupiny, teda
klastre, sa menia i v priebehu vypoc¢tu. Cely proces je riadeny datami na vstupe
algoritmu.

2.1 Pouzitie klastrovania

Klastrovanie sa pouziva v mnohych oblastiach informacnych technolégii od
ziskavania informécii ( information retrieval ), kategorizéacii dé ziskanych webovym
vyhladavacom, kategorizécia obrézkov ardznych vzorov, rozpoznavanie objektov
a znakov a mnohych d’alSich oblastiach.

2.1.1 Poziadavky na klastrovacie algoritmy

Od klastrovacieho algoritmu poZadujeme hlavne rozdelenie dat do klastrov, tak, ze
podobné objekty s priradené do rovnakého klastra arozdielne objekty sa nachadzaju
v roznych klastroch. V niektorych pripadoch potrebujeme pre jednotlivé klastre
priradit nadpis, alebo oznaenie, ktoré reprezentuje déta v danom klastri. Dalej
poZadujeme, aby bol algoritmus Skélovatelny i pre vel'ké mnozstva dét. Verkym
mnozstvom s v naSom pripade desat’ tisice aZz milidny inzeratov, ale pre pouZzitie pri
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klastrovani dokumentov v kniZniciach, alebo pri klastrovani internetovych stranok to
mbZe byt este v&Si pocet klastrovanych objektov.

2.1.2 PozZiadavky na klastrovanie inzeratov

Pri klastrovani inzerédtov este navySe poZadujeme moznost’ pridania nového inzeratu
k uz klastrovanym déam. Vyhodou pri inzerdtoch je, Ze nemusime jednotlivym
klastrom priradzovat’ popis dét, pretoZe klaster méZeme reprezentovat’ jednym z jeho
prvkov. Inzerdt totiz zvycajne pozostava iba zmalého poctu dov. Musime
predpokladat’, Ze pocet klastrov — jednotlivych nehnutel’'nosti bude linearne zavisly na
celkovom pocte inzerdtov, preto nembzeme vyuzit' algoritmy, ktoré predpokladaju
maly pocet klastrov, alebo vel’ké mnozZstvo dé v klastri, ktoré by tento klaster detailne
definovalo. Takisto nembzme predpokladat’, Zze sa skuto¢ne v kazdom pripade podari
ur¢it, Ze ide orovnakd nehnutelnost. Tuto informéciu ¢asto nevie rozoznat' ani
¢lovek, pretoZe typicky inzerat obsahuje skuto¢ne minimum informécii. Preto by sme
okrem samotného klastrovania mali pre kazdu dvojicu inzerdtov poskytnlt aj
informaciu ako vel'mi s podobné. Pri vybere algoritmu zvolime z tohoto dévodu
radSej fuzzy algoritmus. Fuzzy klastrovacie algoritmy st skupinou algoritmov, ktoré
vytvaraju prekryvajlce sa klastre, a uréuju ako vel'mi objekt prislicha k jednotlivym
klastrom v ktorych sa nachédza.

2.2 Historia klastrovania

Aj ked’ klastrovanie sa v si¢asnosti pouziva primarne na kategorizaciu dokumentov a
rozpoznavanie vzorov, ma bohatu histériu v oblasti bioldgie, psychiatrie, archeolbgie,
geolégie, geografie amarketingu [1]. V minulosti sa poznatky v tychto odboroch
museli kategorizovat, aklastrovanie poznatkov prebiehalo zvycajne bez pouzitia
pocitatove techniky. Klastrovanim moze byt oznacené i neriadené ucenie, ¢iselna
taxondmia, alebo vektorova kvantizécia. Klastrovacie techniky boli podla préce [26]
pouzité na kondtrukciu minimanej kostry, alebo na segmentéciu obrazkov.
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V poslednom desatro¢i sa klastrovanie rozvija vd’aka potrebe klastrovat’ vysledky
vyhl'adavania internetovych stranok.

2.3 Priebeh klastrovania - Predspracovanie

Klastrovanie objektov prebieha zvycajne v niekol’kych krokoch. Na zaciatku musime
kazdy objekt predspracovat’, urcit jeho vlastnosti atieto vilastnosti vhodne
reprezentovat’ pre klastrovaci algoritmus. Zvyéajne pocas predspracovania vytvorime
z objektu vektor v n-dimenzionalnom vektorovom priestore na z&klade niektorého
z d&tovych modelov. Ak sa jedna o dokument, inzerét, alebo webovu stranku, toto
predspracovanie je prakticky nezavislé na volbe algoritmu. PopiSeme si kroky
predspracovania dokumentov v textove] podobe.

2.3.1 Ziskanie nahladu

Ak je dokument rozsiahly, musime ho popisa’ menSou mnozinou slov, slovnych
spojeni aviet, pretoze ak by sme pracovali scelym dokumentom, mohli by sme
narazit' na problémy svykonom celého algoritmu. Z dokumentu vytvorime nahl’ad.
Sem zvyc¢ajne zaradime nadpis dokumentu, tak ako to doporucuje praca [27], meno
autora dokumentu, slova aslovné spojenia, ktoré sa v dokumente vyskytuju
najcastejSie, d’alej sem patria casti dokumentu, ktoré si v dokumente zvyraznene
vatsim, alebo tuénym pismom, alebo podciarknutim. Pri monitorovani inzercie sa
nestretavame srozsiahlymi datami, preto mbézeme tento krok vynechat adalej
pracovat’ s celym textom inzeratu

2.3.2 Filtering

Dokument zvycajne okrem samotného textu obsahuje casti, ktoré nenesi Ziadnu
relevantnu informéciu. Napriklad v pripade dokumentu vo forme HTML sU to r6zne
HTML tagy, na strdnke sa mdzZe vyskytovat’ reklama, alebo komentére dokumentu od
anonymnych uzivatel'ov uvedené pod dokumentom. Pocas filtrovacej fazy by sme
mali takéto informécie z dokumentu odstranit’.

-5-
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2.3.3 Tokenizacia ( Tokenisation )

Pocas tokenizécie vytvorime ztextu ziskaného z predchédzajucich dvoch krokov
postupnost’ tokenov. Token je informacnou jednotkou v texte. Moze to byt jedno
slovo, ¢islo, skratka, aebo datum. Pri vytvérani tokenov sa beZzne pouZziva takzvany
stop list, ¢o je zoznam slov, ktoré nenest Ziadnu informéciu, ale ¢asto sa vyskytuju
v dokumentoch. Typicky ide o spojky, ¢astice, citodovcia, ale g osobné zdmena
apodobne. Casto sa pri tokenizécii textu Gplne ignoruju &isla. Pri inzerdtoch je situéacia
Uplne odlisna acisla v texte sl zvycajne hlavnymi rozpoznévacimi znakmi medzi
jednotlivymi inzerdtmi. Uréuja kol’ko ma byt izieb, aka je jeho plocha aaka je jeho
cena. Spracovaniu ¢isel preto musime venovat’ 0sobitll pozornost'.

2.3.4 Rozpoznanie jazyka

Velmi dblezitou informéciou otexte je jazyk v ktorom je text napisany. Pri
klastrovani inzercie budeme vZdy pracovat stextom v c¢estine, ale pri inych
aplikéciach klastrovania sa ¢asto stretavame stymto problémom. V sic¢astnosti sa
venuje tejto téme vela pozornogti, pretoze brani najvasSim svetovym vyhladavacom
ako google, alebo yahoo presadit sa na Specifickych trhoch v krajinach, kde sa
gramatika vyrazne 1i8i od anglickej gramatiky. Jazyk textu mdzeme uréit’ na zaklade
pocetnosti pismen. Napriklad v anglictine, Spanielcine, nenmcine afrancistine je
najéastejSim pismenom v texte pismeno ‘€. Kym v angliétine je frekvencia tohto
pismena 12,7%, v nem¢ine je to az 17.4% ako uvadza ¢lanok [21] ana zéklade tejto
informacie by sme mohli automaticky rozoznat’ text v tychto dvoch jazykoch.
Rozdiely by sme nadli ipri dalSich pismenach anapriklad dva texty v angli¢tine
aceftine by sme asi ngjjednoduchsSie odlisili podra pocetnosti pismen ‘g’ a ‘w’. Ako
este lepSia metdda sa ukdzala metdda zaloZzend na pocetnogti dvojic pismen. Této
metoda dokéze rozlisit’ jazyk textu uz pri niekorkych slovach. NajpresnejSia je vSak
podra ¢lanku [28] slovnikova metdda, kde méme pre kazdy rozpozndvany jazyk
zoznam slov v tomto jazyku. Pre kazdy jazyk potom spoc¢itame pocet slov textu, ktoré
patria do tohto jazyka a vyberieme jazyk s najvacsim poctom.
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2.3.5 Lemmatizacia

Ak poznédme jazyk v ktorom je text dokumentu napisany, mdzeme jednotlivé tokeny
previest na lemmy, teda previest' slovo jazyka na zakladny tvar. Predpokladame
pritom, Ze dva dokumenty z ktorych jeden obsahuje napriklad slovo “inzerdtom”
adruhy slovo “inzeratu” si podobné i ked” slova ngjdené v textoch nie sii zhodné.
Kazdé slovo preto prevedieme na jeho z&kladny tvar pricom vyuzivame gramatiku
jazyka. Po prevedeni na zakladny tvar potom mézeme jednotlivé slova porovnavat’ na
Uplnd zhodu. Dal%ou vyhodou je to, Ze sa ndm takto zmendi mnoZina rdznych slov ato
potom ¢asto vedie krychlgjSiemu algoritmu. Pri lemmatizécii musime vyuZzivat
gramatiku jazyka, pretoze rézne tvary sa v jednotlivych jazykoch tvoria odlisne. Preto
je dolezité spravne identifikovat’ jazyk pred zatatim lemmatizécie.

2.4 Modely reprezentécie dat

Po predspracovani dokumentu mame pre kazdy dokument mnoZinu tokenov, lemm,
alebo vo vseobecnom pripade mnoZinu vlastnosti, ktoré reprezentuju dany objekt.
Tieto vlastnosti potom d’'alej v algoritme reprezentujeme zvycajne ako vektor vo
vektorovom priestore svysokou dimenziou. K tomu nédm SlGZi jeden ztychto
modelov:

2.4.1 Model vektorového priestoru

Pri snahe pouzit' na klastrovanie dokumentov rovnaké algoritmy ako pri klastrovani
numerickych dad musime data zo vstupu na zafiatku interpretovat’ ako vektory
z nejakého vektorového priestoru. Po prevedeni dokumentov na tokeny, vytvorime
mnozinu vSetkych tokenov. Nech ma t&o mnoZina n prvkov. Potom mbzeme
definovat’ zobrazenie dokumentu do n-dimenziondlneho priestoru vetkych tokenov,
tak, ze:

f(dog) = (Wj,1, Wj2, ... , Wjn)

kde wj; je vaha i-tého tokenu pre dokument j. Véha tokenu v dokumente méze byt
definovana ako 0 ak sa token v dokumente nevyskytuje, alebo 1 ak sa v dokumente
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nachédza. Ako vahu mdZeme pouZit i pocet vyskytov tokenu i v dokumente j. Casto
sa pouzivaju normalizované vahy tokenov. Napriklad token, ktory sa vyskytuje vo
vSetkych dokumentoch ( napriklad predlozky, spojky, zdmena) maju priradent mald,
alebo dokonca nulova vahu pretoze nerozliduju jednotlivé dokumenty medzi sebou
anemaju teda na vysledok klastrovania Ziaden vplyv.

2.4.2 Model invertovaného indexu

V modeli vektorového priestoru sme dokumentom priradili vektory vah tokenov
v danom dokumente. V modeli invertovaného indexu naopak kazdému tokenu
priradime vektor, ktory obsahuje vahu daného tokenu vo vsetkych dokumentoch. Ak
je vaha binarna, teda ak je to bud’ 0, alebo 1, podra toho ¢i je token relevantny pre
dany dokument, potom ziskame pre kazdy token bitovy vektor. Takéto &ruktira je
vhodna ak v niektorom okamihu behu algoritmu chceme ziskat” mnoZinu dokumentov,
ktoré spinaj( nejaky logicy vyrok. Ak by sme cheeli napriklad dokumenty pre ktoré
plati:

r(ty) OR (r(t2) AND NOT r(ts))

kde r(tj) znameng, Ze token t; je relevantny pre dané dokumenty, potom nam staci
vybrat’ bitovy vektor odpovedajuci tokenu ts, znegovat’ ho, pouzit’ operéciu AND na
vysledok avektor tokenu t, ana tento vysledok pouZit' operéciu OR s bitovym
vektorom tokenu t;. Takto ziskame bitovy vektor ana miestach, kde sa nachadzaju
jedni¢ky st dokumenty, ktoré zodpovedaju ndSmu dotazu. Vyhodou je to, Ze operacie
na bitovych vektoroch si pre dnesSné pocitace najrychlejSimi operéciami av jednom
procesorovom cykle sa mbZe spracovat’ g 128 bitov dlhy retazec.

2.4.3 Modelovanie pomocou hammingovho priestoru

Ak je objekt popisany mnoZinou vlastnosti, pricom o kazdom objekte vieme povedat’,
¢i danu vlastnost mé, alebo nie, potom mdZzeme objekt reprezentovat’ ako n-bitovy
vektor, kde n je pocet v3etkych vlastnosti. Na pozicii i vektoru sa bude nachadzat’ 1 ak
objekt obsahuje vlastnost’ i a0 v pripade, Ze objekt vlastnost’ neobsahuje. V takomto
pripade nie je vhodné medzi dvoma objektmi pouZit’ ako mieru odlisnosti euklidovsku
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vzdialenost’ vo vektorovom priestore, pretoze ta by bola rovna druhej odmocnine
z poc¢tu odlidnych vlastnosti. Omnoho vhodnejSi sa zda byt samotny pocet tychto
odlidnych vlastnosti. Takdo miera odlisnosti sa nazyva hammingova vzdialenost’

vektorov a je popisana v préci [29].

2.5 Miery podobnosti aréznosti objektov

Ked’Zze podobnost’ objektov je zdkladom pre definovanie klastrovania, je dolezité
definovat’ ¢o to znamena, Ze dva objekty si podobné. Vyber metédy, ktorou sa bude
uréovat’ podobnost’ dvoch objektov je zakladom Uspechu algoritmu. K dispozicii
mame pritom mnozstvo réznych mier podobnosti, alebo nepodobnosti dvoch objektov.
Ak sU objekty reprezentované vektormi, potom najjednoduchSou moznostou vorby
miery odliSnosti objektov je metrika Euklidovského priestoru:

n
d (x, y) =4[ 2 (i -¥i)?

Predpokladame, Ze ¢im sU objekty od seba d’algj, tym si r6znejSie. Nevyhodou
pouZitia metriky v Euklidovom priestore je pripad, ked’ jedna zlozka vektoru dominuje
nad ostatnymi zloZkami. RieSenie mbzZe spocivat’ v tom, Ze uz pri vytvarani vektorov
priradime jednotlivym vlastnostiam, alebo tokenom véhu tak, aby ndm nevznikaly
zlozky, ktoré budd dominovat’ nad ostatnymi. Ak napriklad klastrujeme dokumenty
av kazdom dokumente sa vyskytuje slovo ‘ja, potom toto slovo neodlisuje
dokumenty abolo by dominantnou zloZzkou kazdého vektoru po prevedeni
dokumentov do modelu vektorového priestoru. Preto je vhodné ak tokenu ‘ja
priradime mald, alebo nulova vahu.

Inou moznostou je pouzit’ ako mieru podobnosti kosinus medzi vektormi. Toto
je vhodné v pripade, Ze nechceme, alebo nembzeme normalizovat’ vektory, ale pritom
vektory smerujice v podobnom smere reprezentuju podobné objekty. Kosinus v takom
pripade uréime zvyc¢ajne z kosinusovej vety:

Zi'-0Xi Vi

\ 0% 2 4/ ZMoyi2

S (X, y) =cos (X, ¥y) =
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Existuja i miery odlisnosti objektov pri ktorych zalezi i na okolitych objektoch. Tieto
objekty si potom nazyvané kontext. Podobnost’ dvoch objektov je potom dana ako
funkciatychto objektov a mnoZziny okolitych objektov:

s(x,y)=f(xy,®)
kde @ je mnoZina okolitych objektov. Prikladom na takito mieru je napriklad
vzajomna susedné vzdialenost’ ( mutual neighbor distance ) popisana v préci [3]:

MND(X,y)= NN(x,y) + NN(y,x) ,
kde NN(x,y) je poradie y medzi susedmi x. Predstavme si zoznam susedov bodu x
utriedeny napriklad podra Euklidovskej vzdialenosti od bodu x. Ak sa bod y nachadza
v tomto zozname na k-tom mieste, potom NN(x,y)=k. Nevyhodou tejto miery je, ze
této miera nie je metrikou pretoZe nespliiuje trojuholnikova nerovnost’. [4]
Ak objekt nie je reprezentovany vektorom ale napriklad retazcom bitov dizky n,
potom méZme ako mieru podobnosti medzi dvoma retazcami povaZzovat pocet pozicii
na ktorych sa dané dva ret'azce zhoduju. Rovnakl mieru mézme pouZzit’ i pre ret'azce
znakov. Ak v3ak ide o text, potom tato miera nie je vhodna. Pri texte sa ¢asto definuju
elementarne operacie, ktoré transformuju text a mierou odlisnosti dokumentov je
potom pocet operécii, ktoré musime urobit’ aby sme jeden dokument transformovali na
druhy. Medzi elementé&rne operécie typicky patri zmena jedného znaku za iny,
pridanie znaku na 'ubovol’'né miesto v texte, zmazanie 'ubovolného znaku, pripadne
este prehodenie dvoch po sebe idlcich znakov. Takd&o miera odliSnosti dvoch
retazcov sa da urc¢it’ pomocou dynamického programovania, pricom je vel’mi vhodna
pri klastrovani textov v ktorych mézu byt” preklepy.
Pre dokumenty mézeme zaviest’ inl mieru podobnosti, zaloZen( na tokenoch, ktoré sa
v dokumentoch vyskytuju. Ak S(A) je mnoZina tokenov relevantnych pre dokument
A, potom podobnost’ dokumentov mdzme definovat’ ako:
s A B - ISANSE® |

| S (A) US(B) |
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2.6 Klastrovacie metody

V sicasnosti existuje velké mnozstvo réznych klastrovacich technik aich variacii na
z&klade toho aku pouZijeme mieru podobnosti objektov, pripadne akym modelom

reprezentujeme objekty. V tejto casti prace popiSeme niektoré z nich.

2.6.1 Prekryvajuce sa klastre

Klastrovacie metdody mdzeme rozdelit’ na dva druhy podla toho, ¢i povoluju, aby sa
jeden objekt nachédzal v niekorkych réznych klastroch, alebo nie. Algoritmy, ktoré
prekryvanie nepovol'uju priradia kazdy objekt do préve jedného klastra. Naopak
algoritmy, ktoré pocitgju s prekryvajucimi sa klastrami (fuzzy algoritmy) mdzu
priradit objekt do viacerych klastrov, pripadne méZzu poskytnit’ maticu prislusnosti
(uj), kde prvok matice je redlne ¢islo z intervalu [0,1] urcuje ako vel'mi i-ty objekt
patri do j-tého klastra.

2.6.2 Klastrovanie numericych dat

Prvé klastrovacie algoritmy vznikli pri potrebe klastrovat’ body vo vektorovom
priestore. Jednym z prvych takychto algoritmov je k-means algoritmus, popisany
v praci [31], ktory funguje v iteraciach. Vstupom algoritmu je ¢islo k, ¢o je pocet
poZadovanych klastrov. Na zatiatku sa v priestore vygeneruje k nahodnych bodov,
ktoré sa stanl stredmi klastrov. Tento stred nazyvame centroidom. Kazdy objekt je
priradeny k najblizSiemu stredu. Nasledne si prepocitané stredy klastrov tak, aby
odpovedali tazisku bodov priradenych tomuto klastru a pokracuje sa d’alSou iteréciou.
Tento agoritmus je vel'mi vhodny ak déta na vstupe skutoc¢ne tvoria skupiny okolo
nejakych centroidov, teda pre pripad aky vidime na obrédzku 1. Ak maju klastre
nepravidelny tvar, alebo ak nepredpokladame, Ze déta budi mat’ takéto vlastnosti,

potom algoritmus nie je vhodné pouZit’.
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Obrézok 1
Pri klastrovani objektov iného ako numerického typu je mozné pouZit' rovnaky
algoritmus, vstupné data vSak musime vediet’ reprezentovat’ ako vektory. K tomu ndm

pomaha prave uz popisany model vektorového priestorul.

2.6.3 Hierarchické klastrovanie

Hierarchické klastrovanie patri tiez medzi nagjstarSie klastrovacie metddy astale je
vel'mi rozSirené apouZiva sa ako sucast sofistikovanejSich klastrovacich metdd.
Hierarchické klastrovanie delime podra toho ¢i sa klastre vyrabaju zhora, alebo zdola
na zhromazd’ujlce ( agglomerative ), alebo deliace ( divisive ). Pri aglomerativhom
klastrovani zatiname s mnozinou klastrov rovnou mnozine objektov. Potom postupne
spdjame menSie klastre do vacSich. Naopak pri deliacom hierarchickom klastrovani
zatiname sjednym velkym klastrom, obsahujucim v3etky objekty apostupne ho
delime na mensie klastre. Vyhodou hierarchického klastrovania je to, Ze nam na konci
vznikne strom vSetkych klastrov, takze uZivatelovi mdzeme poskytnit’ zoznam
vSetkych objektov v ngjvacsom klastri a on postupne mbéZe vyhladavat’ tak, Ze si stae
vyberie ten subklaster, ktory ho najviac zaujima. Nevyhodou je to, Ze déa sl
v klastroch priradené staticky aak sa algoritmus v jednom okamihu rozhodne pre
nespravne delenie/zlG¢enie klastrov, potom sa tato chyba uz dalej v priebehu
algoritmu nenapravi. Takisto nie je mozné jednoducho pridat’ novy objekt, preto sa
této metdda nehodi na klastrovanie inzercie.

V&:Sina algoritmov, ktoré vyuZivaju hierarchické klastrovanie pouziva metddu single
link popisanu v préci [5], alebo complete link popisanu v praci [6]. Pri metdde single
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link je vzdialenost’ medzi dvoma Kklastrami ur¢ena ako minimum vzdialenosti medzi
dvojicami objektov, pricom prvy objekt je prvkom prvého klastra adruhy objekt je
z druhého Kklastra. Pri complete link sa vyuZiva maximum zo vzdialenosti. V obidvoch
pripadoch ide o aglomerativne klastrovanie, takze dva klastre s ngmenSou hodnotou
vzdialenosti si zlu¢ené do nového klastra. Nevyhodou single link je takzvany
retazovy efekt. Ak mame objekty, ktoré st rozloZené rovnomerne na jednej priamke
vo vektorovom priestore, potom kazda dvojica po sebe idlcich objektov je podobnd,
ale objekty, ktoré sl na opacnych stranach takto vzniknutej retfaze nemusia mat’ ni¢
spolocné. Algoritmus zaloZeny na single link vzdialenosti vSak takéto objekty zaradi
do jedného klastra.

2.6.4 Problém ukonéenia klastrovania

Problém, ktory sa spdja shierarchickym klastrovanim, ale i sd’alSimi metédami
spociva v tom, pri akom pocte klastrov mame zastavit’ beh algoritmu. Problémom sa
zaoberd [7] anavrhuje niekolko technik na rieSenie tohto problému. NajcastejSie

pouzivanym kritériom na vhodné klastrovanie je kvadraticka chyba klastrovania:
N

|
62=Z:Zd (Xi,j s Cj)2
J=1ll=

kde N je pocet klastrov, n; je pocet objektov v j-tom klastri a d(x,y) je euklidovska
vzdialenost objektov. Pre rozny pocet existujucich klastrov mézeme vyhodnotit’
hodnotu teito chyby auréime eSte priemernd vzdialenostt medzi stredmi dvoch
klastrov s. Potom podiel e udava separaciu klastrov aje vhodné aby bola téao
hodnota ¢o ngjvacsia. Ak teda algoritmus pocas svojho behu generuje rézny pocet
klastrov, potom ako vysledok klastrovania oznacime ten vysledok, pre ktory je podiel
maximalny. Tato chybu mbzme pouZit’ i s k-means klastrovanim, pri¢com algoritmus
niekol’ko kra reXartujeme sréznym poétom poZadovanych klastrov apri volbe
vysledku sa rozhodujeme pre vysledok jedného z behov algoritmu analogicky ako pri
hierarchickom klastrovani.
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2.6.5 Metddy zaloZené na hustote pokrytia priestoru

Problémom k-means metdd klastrovania je to, Ze neposkytuju rieSenie pre pripad
v ktorom sa podobné objekty vo vektorom priestore vyskytuja v nepravidelnych
tvaroch, napriklad st na niekol’kych rovnobeznych priamkach, alebo pre priklad na
obrazku 2. Takyto problém sa snaZia rieSit metddy zaloZzené na hustote pokrytia
priestoru objektami. Metddy predpokladaju, Ze kym je hustota objektov v nejake)
spojite) podmnozine priestoru ( hoci nepravidelng) ) vysokd, potom objekty patria do
jedného klastra. Naopak, miesta snizkou hustotou objektov si hranicami medzi
klastrami. Na obrézku 2 vidime 3 oblasti pokryté objektami. Pri klastrovani takychto
dét je vhodné pouZit’ prave algoritmy zaloZené na hustote pokrytia.

Obrézok 2
Problémom tychto algoritmov je zvycajne to, Ze kriticka hustota, pri ktorg sa vytvéra

hranica medzi klastrami musi byt zvy¢agine dodand do algoritmu zvonka ako
parameter algoritmu.

Prikladom takéhoto algoritmu je algoritmus DBSCAN navrhnuty a popisany v [§].
Algoritmus sltzi na ngjdenie klastrov v priestorovych databazach, pricom je navrhnuty
tak aby si dokazal poradit’ so Sumom vo vstupnych déatach. Algoritmus ma na vstupe
dva parametre: € a k, kde epsilon je maximalna vzdialenost medzi bodmi v ktorej
hraddame susedov bodu ak je minimalny pocet bodov v epsilonovom okoli bodu.
Potom definujeme priamu hustotovd dostupnost bodu X od bodu y ak sa
v epsilonovom okoli bodu x nachédza aspon k bodov abod y je medzi nimi. Body x a
y sU dostupné nepriamo, ak existuje postupnost’ bodov X,...X,, tak Ze z X je priamo
dostupny bod x;, z bodu x; je priamo dostupny bod X;.; a z bodu X, je priamo dostupny
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bod y. Dva body x ay sa budl nach&dzat’ v jednom klastri ak existuje treti bod
Z z ktorého st obidva body dostupné.

Dal&imi algoritmami zaloZenymi na tomto pristupe st algoritmy OPTICS [9], ktory je
rozSirenim DBSCANu a algoritmus CLIQUE [10], ktory je zaloZzeny na mriezkach vo

viacrozmernom priestore.

2.6.6 Suffix tree clustering

Suffix Tree Clustering je metdda na klastrovanie dokumentov, ktora zhlukuje
dokumenty do klastrov podr'a toho, kol’ko obsahuju spolo¢nych slovnych spojeni-fraz.
Predpokladame, Ze samostatné slova nemaju taku vel’kd hodnotu ako fréazy. Pri suffix
tree klastrovani sa snazime o zachovanie informécii o poradi slov v dokumente. Této
metdda je popisand v préci [23] a pozostédva z dvoch fazi. Pocas prvej fazy vytvorime
suffixovy strom, ktory obsahuje vetky vety z klastrovanych dokumentov. Uzlami
tohto stromu s jednotlivé slova. Ked” médme vytvoreny tento strom, kazdy uzol
predstavuje frézu a obsahuje informéciu o tom v ktorych dokumentoch sa této fréza
vyskytuje. Frazy, ktoré s dostatocne dihé, alebo dostatocne casté v jednotlivych
dokumentoch sa ponechaju a ostatné frazy sa z klastrovania vyradia. Tento krok je
podra ¢lanku [24] najva&ssim problémom celého algoritmu, pretoZe nie je jednoduché
nastavit' spravne hodnotiacu funkciu podla ktorg budeme ur¢ovat’ frézy, ktoré
ponechdme. Casto sa ndm mdZe stat, Ze ponechdme frazy, ktoré popisuji mélo
dokumentov, alebo naopak krétke frézy, ktoré sa vyskytuju vo vSetkych dokumentoch.
V druhgj fazi algoritmu potom na zaklade informéacii o frazach a dokumentoch, ktoré
v nich patria zhlukujeme jednotlivé frézy, ktoré sa vyskytuju v rovnakych
dokumentoch, aby sme vytvorili vysledné klastre. Vyhodou tohto algoritmu je, Ze
zachovava informaciu o poradi slov vo frézach azZe frazy mdzeme nesbr pouZit’ na
popis daného klastra. Nevyhodou potom je, Ze nie je jednoduché nastavit’ spravne
parametre algoritmu av ¢lanku [25] sa ukazuje, Ze ¢asto nendjdeme dokumenty, ktoré
neobsahuju Ziadnu z relevantnych frazi, no g tak mézu byt’ relevantné.
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2.6.7 Klastrovanie za pomoci zaokruhlovacich algoritmov

Tieto metédy slizia na klastrovanie objektov, ktorych vlastnosti si reprezentované
bitovym vektorom kondtantnej dizky. Podobnost objektov je definovanéd ako pocet
miest na ktorych sa dva bitové vektory zhoduju. V [11] je popisana datova &truktura,
pre aproximativny algoritmus na h'adanie najblizSieho suseda. Tento agoritmus méze
byt d’ale rozSireny na klastrovanie tychto prvkov. Popisany algoritmus redukuje
problém na in&tanciu problému PLEB ( Point Location in Equal Balls). Pre kazdé
e potom existuje algoritmus, ktory riedi e-PLEB v ¢ase O(nV™*). Této préaca bola
rozSirena v [12], kde za pomoci jednoduchSieho algoritmu ziskame rovnaky vysledok.
Tento algoritmus si teraz popiSeme: Majme mnoZinu bitovych vektorov, ktory kazdy
pozostdva zd hitov. Zvolime presnost vypoctu €, a na zaklade € uréime N =
O(nY™*<)) nahodnych permutécii bitov. Pre kazd(i permutéciu p vytvorime utriedeny
zoznam O, vSetkych bitovych vektorov zo vstupu po aplikovani permutacie p. Pre
bitovy vektor g, pre ktory chceme urcit’ ngjblizSieho suseda postupujeme takto: Pre
kazdi permutéciu p nddeme pomocou bindrneho vyhladavania najblizsi
lexikograficky vacsi angjblizsi mensi bitovy vektor k vektoru g v Op. Z 2N takto
ziskanych vektorov vréatime ten ktory ma najmensiu hammingovu vzdialenost’ od g.
Vyhodou tohto algoritmu oproti PLEB je, Ze pre kazdy hradany vektor g mbzZeme
pouZit’ rovnaki mnoZinu permutécii. Pri pouZziti PLEB by sme museli skonstruovat’
vZdy novu in&tanciu tohto problému.

2.6.8 Iné klastrovacie metdédy

S0 zndme i klastrovacie algoritmy zaloZzené na evolucnych metédach ako genetické
algoritmy, simulované ochladzovanie (simulated annealing), neurdnovych siet’ach,
alebo klastrovanie zalozené na zadanych podmienkach ( constraint based ). Tieto
metody st vhodné na vel'mi Specifické pouZzitie a casto maju vysSiu ¢asovl zloZitost
ako metddy detailnejSie popisané v tegto praci. Na klastrovanie inzercie nie si teda

vhodné.
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2.7 Klastrovanie vysledkov webového vyhlfadavania

Pri klastrovani vysledkov webového vyhlraddvania méme na vstupe radovo stovky
dokumentov, v ktorych sa full-textovym vyhladavanim nadli slovd, alebo slovné
spojenia ktoré boli predmetom hl'adania. Tieto stranky moZzu tvorit’ az desiatky tém
apri klastrovani tychto vysledkov by sme chceli tieto témy odhalit’ a uZivatel'ovi dat’
k dispozicii zoznam tém z ktorého by si mohol vybrat’ ta tému, ktora ho ngjviac
zaujima. Kazda téma by mala obsahovat’ niekol’ko dokumentov. Tém by nemalo byt

prilis vel'a, aby si uzivatel’ mohol 'ahko arychlo vybrat'.

2.8 Klastrovanie pri monitorovani inzercie

Pri monitorovani inzercie sa stretdvame s mnozstvom rozdielov oproti typickému
pouZitiu Klastrovania — klastrovaniu vysledkov webového vyhl'adavania. Od algoritmu
pozadujeme hlavne schopnost’ zobrazit’ klaster pre zvoleny inzerét a potom odhalit’, ¢i
ide o novy, alebo uz zadany inzerd sohl'adom na existujicu databazu historickych
inzerdtov. Musime vychédzat’ z praktickych poZiadaviek, ktoré su:

- pocet klastrovanych inzerétov je relativne vysoky a denne pribudne priblizne 5000 az
10000 novych inzerdtov

- musime predpokladat’, Ze vysledny pocet klastrov bude linearne zavisly na celkovom
pocte inzerétov

- inzerdt obsahuje maly pocet slov, aby bola dizka inzerétu krétka

- poZadujeme, aby sme o kazdom novom inzerdte dokazali rozhodnit’, ¢i ide o novu
nehnutel’nost’ na ktoru e&te neexistuje v databazi inzerét

- pozadujemeaby sme vedeli efektivne kinzerdtu zobrazit zoznam podobnych
inzerdtov. Tento zoznam by mal byt’ utriedeny od najpodobnejSich po menej podobné

inzeraty.

2.8.1 Hlavné nevyhody popisanych klastrovacich metéd

Medzi hlavné nevyhody vyuZitia popisanych metdd pri klastrovani inzercie patri:
- algoritmy predpokladaju maly pocet pomenovanych klastrov, tento pocet je ¢asto
parametrom algoritmu. Pri inzerdtoch tento predpoklad nemézeme uplatnit’.
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- algoritmy predpokladaju, Ze objekty tvoria v priestore klastre s vySSou hustou v okoli
stredu klastra as menSou hustotou zéznamov v oblasti medzi klastrami. Na zaklade
tohto predpokladu s potom nastavené ukoncovacie podmienky ( napriklad
kvadratickd chyba klastrovania ahodnota separécie klastrov ). Tento pristup je
i z&kladom klastrovacich technik zaloZenych na hustote pokrytia priestoru. Pri
monitorovani inzercie tiez neméZzeme predpokladat’, Ze inzerdty budi vo vektorovom
priestore nejako separované.

- algoritmy ¢asto nepodporuju jednoduché pridanie novych objektov do klastrovania
acely algoritmus je nutné redtartovat’ pre novl mnozinu vstupnych dat. Naopak pri
inzercii musime predpokladat’, Ze inzeraty pribldajua priebezne acelkovy pocet
inzerdtov je radovo niekol’ko miliénov.

Celkovo sa teda klastrovanie inzerdov podstatne odliSuje od ostatnych aplikécii
klastrovania, hlavne od klastrovania webovych strénok.

2.8.2 Zhrnutie rozdielov klastrovania inzercie a webovych stranok

Z&ladnym rozdielom pri inzercii oproti klastrovaniu webovych stranok je prave pocet
oc¢akavanych klastrov. Pri klastrovani strénok predpokladdme isty obmedzeny pocet
tém, ktorych pocet sa nezvysuje a nové stranky sa venuju téme o ktorg uz existuju iné
stranky. Pri klastrovani webovych stranok by mal vysledok klastrovania obsahovat
maximalne desiatky klastrov, aby si uzivatel’ vedel vybrat’ klaster, ktory ho najviac
zaujima.

Naopak, pri klastrovani inzerétov je pocet klastrov linedrne zavisly na pocte inzeréov.
Vzniknuté klastre sa prekrivaj, pretoZe ¢asto ani ¢lovek nedokaze rozhodnut’ o dvoch
inzerdtoch, ¢i ide o rovnakl nehnutelnost’. Podobnost’ treba definovat’ ako funkciu pre
kazdu dvojicu inzeratov. Kazdy inzerdt potom predstavuje klaster a inzeraty, ktoré st
podobnejSie ako zvolend hrani¢na hodnota podobnostnej funkcie budld patrit do
klastra stymto inzer&om.
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3. Existujuce aplikacie pouzivajuce klastrovanie

Autorovi préce nie sl zndme Ziadne prace, alebo projekty, ktoré by sa Specializovali
na klastrovanie inzercie. Ako podobny projekt mbéZeme oznacit’ précu [13], ktord sa
zaoberd klastrovanim krétkych textov. Pri klastrovani inzercie sa stretdvame
s problémom, Ze klastrovany text ma maximalne desiatky slov ato robi klastrovanie
zloZitejSim. V spominang] praci je navrhnuty apopisany spésob ako rozSirit
informéciu na vstupe do algoritmu za pomoci d’alSieho zdroja informécii. Ako zdroj je
pritom pouZitd online encyklopédia Wikipedia. Pre krétky text, ktory chceme
klastrovat’ sa jednotlivé tokeny textu h'adaju v texte ¢lankov na Wikipédii a ngjdené
¢lanky sa potom pouZziju na rozSirenie informécie obsiahnutej v primarnom texte. Ak
napriklad kréatky text obsahuje podretazec “stredny vychod”, potom vysledkom
hradania na wikipédii moze byt zoznam krajin, ktoré k strednému vychodu patria. Ak
potom d'alSi kratky text obsahuje priamo mena niektorych &atov, potom po pouZziti
teito metddy novo ziskané informacie pomdzu priradit’ takto tieto dva objekty do
rovnakého klastra

Podobna technika by sa dala pouZit’ i pri monitorovani inzercie, museli by sme vsak
mat’” Specificky zdroj informécii zamerany na prostredie, ktorého sa inzercia tyka
Vyhodou by bolo ak by sme vedeli interpretovat’ skratky, ktoré sa ¢asto vyskytuju
v inzercii, aby bol inzerat ¢o najkratSi. Podobne by bolo dobré vediet’ k ulici, alebo
adrese priradit’ mestsku ¢ast’, alebo krg v ktorom sa dana oblast’ nachédza. Takyto
zdroj informécii sme v3ak nemali k dispozicii.

KedZe neexistuje vel’ké mnozstvo podobnych projektov, popiSeme s niektoré
projekty, ktoré sa zaobergjl najbeznejSim pouZitim klastrovacich metdd, teda
klastrovanim vysledkov hl'adania dokumentov a internetovych strénok.

3.1 Google
Ked’ hovorime o hl'adani dokumentov ainternetovych stranok, nemézme nespomenut’

internetovy vyhladava¢ Google. | ked’ Google nie je nastrojom Specificky ur¢enym na
klastrovanie objektov, je zrejmé, Ze klastrovanie vo velkej miere vyuZiva

k poskytnutiu presnejSieho vysledku hradania. Klastrovacie si méZzeme predviest
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zadanim hladaného retazca “tiger” do vyhladavaca. Vysledok dotazu vidime na
Obrézku 3.

Web |Images ideo PMews Maps Gmail more W

N Advanced Search
Go ugle souaneas Sean

Web Images MNews

Tip: Save time by hitting the return key instead of clicking an "search”

Image results for tiger

Tiger - Wikipedia, the free encyclopedia

The tiger (Panthera tigris) is a mammal of the Felidae family, one of four "big cats” in the
Fanthera genus. MNative to the mainland of southeastern Asia, ...

encwikipedia. orgfwiki/Tiger - 110k - 5 Auag 2007 - Cached - Similar pages

Welcome to Tiger Alnways

2007 Tiger Airways Pte Ltd (ARBMN 113 300 757 /CRN 200312665 © 2007 Tiger Airways
Australia Pty Ltd (BN 592 124 369 003) All Rights Reserved.

weanw tigerairways. comd - Bk - Cached - Sirmilar pages

Tiger qov uk
The TIGER (Tailored Interactive Guidance on Employment Rights) weh site is designed

to provide a user-friendly guide through UK employment [aw.
weawy tiger. gov. ukd - 3k - Cached - Similar pages

Apple - Mac 0= X Tiger

teet the world's most advanced operating system. Instantly find what you're looking for. Get
information with a single click. Mac OS5 X Tiger makes it easier ...

vy apple comfmacoswitigers - 26k - Cached - Similar pages

Apple - Mac OS5 > Leopard

Mac O3S ¥ Tiger. Take a look at Tiger. It's the current version of the revolutionary hMac OS5 X
And it comes with every new hac. ...

wwy. apple. comfmacosa’ - 25k - Cached - Similar pages

Official Website for Tiger Woods

Tiger's official site, in English and Japanese, has news updates, golf tips, game schedules
and an online club.

wanr tigerwoods. comd - 19k - Cached - Similar pages

U5.Census Bureau - TIGER/L ine®

Detailed information about the TIGERALine File, Overview, Technical Docurmentation, sample
files, Cartographic Boundary files and other products based on the ...

ity CENSUS. gowigeofewenetiger - 16k - Cached - Similar pages

MAPEIMNG AND CARTOGRAPHIC RESOURCES

Tiger logo [Grrr] The TIGER Mapping Service Generate detailed maps showing ... The TIGER
Page TIGER-based digital geographic products, downloads, and FAQs. ...

tiger.census.gow - 9k - Cached - Similar pages

tiger
tiger magazine.

Obrazok 3

Prva drédnka svysledkami hladania neobsahuje Ziadne dva odkazy, ktoré by
reprezentovali ten isty vyznam slova tiger. Vidime tu stranku o tigrovi ako zvierati,
stranku Tiger airlines aTigera Woodsa, ako a odkaz na operacny systém Tiger od
firmy Apple. Google ako jeden znajv&sSich spolo¢nosti zaobergjlcich sa
vyhraddvanim stéle vylepuje presnost’ ardznorodost’ poskytnutych informacii g za

pomoci klastrovania. Na internetovej stranke [35] je popisana predndska predstavitel'a
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spolo¢nosti Google, ktord sa zaobera tym, ako sa Google snazi poskytnut’ lepSie
vysledky wehladavania webovych stranok. Google sa snazi porozumiet’ vyznamu
hradaného refazca. K tomu mu slUzi:

- atigticky strojovy preklad

- pomenovane entity

- klastrovanie slov

Pomocou &atistického strojového prekladu sa spolo¢nost’ snazi porozumiet’” sémantike
asyntaxi rdznych jazykov, vratane strojovych jazykov. Pomocou pomenovanych entit
sa snazi zigtit', ktoré vysledky full-textového hl'adania sice obsahuju vsetky hradané
slova, tieto vSak nie si v spojitosti. Ako tretiu skmanl oblast’ uviedol predstavitel
spolo¢nosti prave klastrovanie. Problémom podl'a Google je, Ze zadané slovd mdzu
mat’ rbzne vyznamy astranky zobrazené medzi prvymi ngdenymi nemusia
reprezentovat’ ten vyznam na ktory sme mysleli. Google preto pracuje na databazi
slovnych klastrov, ktord by mala odhalit’ najpravdepodobnejsi vyznam slova ktoré sme
chcli vyhradévat’. DetailnejSi popis toho, ako klastrovanie v Google funguje vSak

¢lanok neobsahuije.

3.2 Vivisimo

Vivisimo je d’alSim komerénym projektom. Algoritmus nie je zndmy, ale mal by byt
zalozeny na label based algoritmoch. Pri vytvérani klastrov najskér vygenerujeme
popisy (label), ktoré pokryvaju ngjdené dokumenty a dokumenty sl potom zaradené
pod jednotlivé nadpisy. Vysledok hradania rovnakéno dotazu ako pri vyhl'adavaci
google vidime na obrazku 4.
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v Vivisimo

search.vivisimo.com

Clustered Results

» tiger (13z)

» Pictures(z4)

» Tiger Woodsz4)

-3 Mac, Apple (15

-» Bengal Tiger1z)

-p Cats (2

» Foundation, Wild tigers(a)
- History (s)

-3 Club 11

-» Chinese (7]

» Books(m)

Find in clusters:

Enter Keywards Q

about | products | solutions | press | partners | support

tiger

the Web

v-:cé\:ancew
» Help

NEW go shopping at Clusty.com

Top 183 results of at least 23,250,000 retrieved for the guery tiger (Details)

1.

MAPPING AND CARTOGRAPHIC RESCURCES [newwindon] [frame] [sache] [previen] [olusters]

The TIGER Mapping Service Generate detailed maps showing 1990 geographic entities . Cartographic Files. Cartographic
Boundary Files Boundary files and codes for 1980 geographic entities

tiger.census. gov

Tiger - Wikipedia, the free encyclopedia ewwindon] frame] [sashe] [previen] [duster]

Topologically Integrated Geographic Encoding and Referencing, or TIGER, or TIGER/Line is a format used by the United
States Census Bureau to describe land attributes such as roads, buildings, rivers ...

en.wikipedia. orghwiki Tiger

Tiger WWoods Foundation e windon [frame] [previen] [clusters]

The foundation supports programs that encourage youth to dream big dreams, engage the community in helping
youngsters pursue their goals, and ensure young people's access to developmental opportunities in society.
Category: Top »» Society > Philanthropy »> Grants »» Grant-Making Foundations »=> By Region »» United States,

Top == Sports => Golf == Golfers == Woods, Tiger, Top => Kids and Teens => People and Society => Biography >>
Athletes »> Woods, Tiger
wrnew tigerwoods. com

Apple - Mac 05 X TIger newwindon] firame] [previeu] [slusters]

Meet the world's most advanced operating system. Instantly find what you're looking for. Get information with a single
click. Mac OS X Tiger makes it easier than ever to find, access, and enjoy ...

wwnwy. apple. com/macosadtiger

All for TIGERS! Bengal-Siberian-IndoChinese-Sumatran-Ch . e window [frame] [previen] [eluster]

All for TIGERS!, Tigers, information, pictures, save the tiger, endangered, Bengal, Siberian, IndoChinese, Sumatran,
South China, Javan, Bali,

whwawy tiger o

Obrazok 4

Vivisimo vytvéra klastre tak, aby kazdy znich obsahoval dostatoéné mnozstvo

odkazov, ktoré Specifikuju jednotlive klastre. Popisy, alebo labely klustrov viak nie st

uréené Uplne najvhodneiSie. Vidime samostatnd skupinu o knihach, samostatna

skupina pre obrazky, alebo pre histériu, pricom nie je Specifikované o aky vyznam

hradaného slova sa jednd. Takisto skupina “Cats‘ by mohla byt zli¢ena s niektorou

inou skupinou. Na pravej strane medzi samotnymi vysledkami hradania vidime hned’

na prvom mieste odkaz, ktory sa nezda byt relevantnym. Celkovo teda Vivisimo
neposkytlo také dobré vysledky ako Google.

3.3 Carrot?

Vysledky pre rovnaky hladany refazec v systéme Carrot® vidime na obrézku 5.

Carrot? je rozsirenim klastrovacieho frameworku Carrot. Je to open source projekt,

ktory je popisany na svojich webovych strankach [33]. Carrot? je teda framework,

ktory obsahuje dva klastrovacie algorimy: Suffix tree clustering Lingo a Tollerance

Rough Set Clustering popisany v préci [33].
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cﬁ @ Y W (d] { = Y Yahoo!
p— Show
tige ] [ ] options

A UL rasults (100) 2 ‘ Tiger - Wikipedia, the free encyclopedia & 2
L Mac 05 (10) The tiger [Panthera tigriz) is a mammal of the Felidae family, one of four "big ... southeastern &sia, the tiger is
[ Tiger Cub (5 i an apex predator and the largest feline ...

(L0 Tiger Woods (5] http:s7en wikipedia,orgfwiki/ Tiger

[0 Tiger Tank (2 | )

. U.5.Census Bureau - TIGER/ Line® .

‘T—‘ e L ; ... based on the TIGER/Line files, with links to ordering information. ... MAFSTIGER Accuracy Improverment
0 Panthera Tigris (4) Project ... 2006 First Edition TIGER/Line® Files -- No ...

[0 Security Tool (3} : hbEp: £ Fnanr, Census, S0/ geod unnns tiger,

CJ Home (2 i
[ New Features {2 i TigerDirect.corn Super Buys - Coamputer Parts, PC Components, Desktop Computers, Laptops, Motebooks = &

offers a wide selection of new and refurbished computer products,

(L Tiger Photes (3
[ Tiger Line (2

http:/ Fwenne. tigerdirect. com/

[C0 Ordered List by Steve Smith (2] i apple - bac 05 % Tiger % &

[0 Tiger Map (2] : tac 05 X Tiger makes it easier than ever to find, access, and enjoy everything on vour computer. ... Tiger
(£ Music 2 turns your Mac into a communications hob, ...

[ 0xford Book (2] : http:f fvoi, apple, com s macos:d tHgerd

(0 Computer (2
(3 Merriam-webster Online
DHctionary (2 .
; http:/ Fwaenee. tigerwonds. com
(3 Tiger Conservation (2 = a3

,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,

Cuery: tiger -- Source: Yaheo! {100 results, 1357ms) - Clusterer: Lingo {239 ms) @ T00T-E00F Stanislaw Osinski, Dawid Weiss

Official wehsite for Tiger Woods 2 &
official site for pro golfer Tiger Woods, complete with video interviews, photas, stats, and features.

Obrazok 5
Carrot® generuje viac klastrov ako systém Vivisimo, ale niektoré z tychto klastrov
potom obsahuju maly pocet odkazov. Takéto klastre st potom ¢asto charakterizované
popisom u ktorého nevidime spojitost’ spbvodne hr'adanym retazcom. Pozitivom
algoritmu je naopak to, Ze na niekolkych prvych poziciach vidime skuto¢ne dobre
formované a dobre zaplnené klastre.

3.4 Lingo

Lingo jesuffix tree fuzzy klastrovaci algoritmus, popisany v préci [14]. Autor
algoritmu tvrdi, Ze dolezitejSie pre dobre formované klastre nie je ani tak spravne
priradenie objektov do klastrov, e omnoho doblezitejSie je, aby klaster popisovala
fraza, ktord bude zrozumitel'na ¢loveku, teda nie len zhluk ¢asto vyskytujucich sa
tokenov. Pracuje v niekol’kych fazach. V prvej faze sa algoritmus snazi ngjst mnozinu
frazi vo vstupnych dokumentoch, ktoré by ¢o najlepSie pokryvali mnoZinu
dokumentov. Tieto fréze si potom pouZité ako popis ( label ) jednotlivych klastrov.
Tento popis je v systéme Lingo nazyvany abstraktnym konceptom klastra. Lingo
pouZiva model vektorového priestoru, ae i niektoré netrividlne pristupy ako Singular
Value Decomposition matice prisludnosti termu k dokumentu ametédu redukcie

-23-



VyuZzitie klastrovacich technik pri monitorovani inzercie

dimenzie vektorového priestoru. Lingo vytvéra vel'mi dobré abstraktné koncepty pre
jednotlivé klastre, ae tieto mézu byt v niektorych pripadoch velmi Specifické a preto
sa potom pre niektoré z klastrov podari priradit’ iba malo dokumentov.

3.5 Lucene

Lucene je projekt zamerany na fultextové vyhladavanie v dokumentoch. Je popisané
v ¢lanku [22]. Ide o skutoéne rychly full-textovy vyhl'adavac naprogramovany v Jave,
ktory je navySe dostupny ako open-source. Jeho pouZitiu na vyhl'adavanie podobnych
dokumentov pri monitoringu inzercie vsak brani to, Ze Lucene neposkytuje torko
nastrojov na spravovanie dokumentov ako relacnd databdza. Ak mame inzerdty
uloZené v rela¢ngj databaze, museli by sme mat” ich redundantni képiu este v Lucene.

3.6 Egocentric

Egocentric je projekt, ktory vznikol na Karlove] univerzite azaoberd sa takisto
klastrovanim vysledkov hl'adania na webe. Je uréeny pre vyhladavaé Egothor.
Egocentric je klastrovacim frameworkom podobne ako Carrot? aimplementuje
niektoré zname klastrovacie algoritmy ako k-means, alebo jeden zlabel based
algoritmov, teda algoritmov, ktoré najskér vytvoria popisy klastrov a potom samotné
klastre. Tento framework je popisany v préci [36].
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4.Navrh metddy na klastrovanie inzercie
Pri ndvrhu sme vychédzali z predpokladov uvedenych v druhej kapitole. Na z&klade

nich sme zvolili algoritmus, ktory popiSeme v tejto ¢asti préce.

4.1 Vyber algoritmu

Ked’Ze predpokladdme vysoky pocet objektov ktoré musime klastrovat’ ako i vysoky
pocet klastrov, musime zvolit” algoritmus, ktory nie je kvadraticky zavisly na pocte
inzerdtov. Algoritmus musi pracovat’ v jednom, alebo niekolkych prechodoch
vstupnych dét. S ohr'adom na d’alSie poziadavky, ako potreba priebezne pridavat’ nové
inzerdty apotreba urcit’ podobnost’ dvoch vybranych inzerdtov sme zvolili Specificky
algoritmus zaloZeny na préci [12]. Tato préca sa venuje hl'adaniu ngjblizSieho suseda
aur¢ovanim miery podobnosti vSeobecnych objektov. Hl'adanie najblizSieho suseda
potom mbzeme rozSirit na klastrovaci algoritmus, ak predpokladame mala verkost
klastra angjdeme niekol’ko ngjblizSich susedov. Tento algoritmus si teraz blizSie
popiSeme.

4.2 Popis metddy hlfadania podobnych objektov

V préci [12] je popisana metdda hl'adania podobnych objektov. Majme podobnostni
funkciu sim(x,y), ktor& priradzuje objektom hodnotu z intervalu [0,1], kde O znamen&
Ze objekty st Uplne odliSné a 1 znamena, Ze objekty st Uplne rovnaké. Predpokladame,
Ze k tejto podobnosstnej funkcii existuje rodina lokalnych hasovacich funkcii F, ktora
podobnym objektom priradzuje suréitou pravdepodobnostou rovnaké hodnoty
haSovacich funkcii. TUto viastnost’ popisuje podmienka:

Prer(h(X)=h(y)) = sm(x,y) ,

kde F je rodina hasovacich funkcii, h je jedna ztychto funkcii, sim je zvolena
podobnostnd funkcia ax ay sl dva objekty, ktoré chceme porovnat. P..r je
pravdepodobnost’ cez v3etky funkcie h zF. V préci [12] sa dale) nachadza dbkaz
existencie takychto rodin haSovacich funkcii aspdsob ich vyuZitia pre hradanie
najblizSieho suseda.
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Ak by sme mali takuto rodinu hasovacich funkcii F, ktora splfiuje rovnost’ uvedenu
vySSie, potom mbzeme vybrat’ niekol’ko zastupcov tejto rodiny (hg,hy,...hy). Pre kazdy
objekt akazdl hasovaciu funkciu potom uréime hodnoty hi(x). Pre kazdé dva objekty
ozname p(x,y) pocet indexov i, 0 < i <= n, pre ktoré plati hi(x)=hi(y). Ak boli
haSovacie funkcie vybrané nahodne, potom mézZeme funkciu sim(x,y) aproximovat’
hodnotou p(x,y)/n, ¢o je vlastne hammingova vzdialenost medzi vektormi
(M(X),ha(X),...ha(x)) a (hu(y),h2(y),...hn(y)) vydelena poctom zvolenych funkcii.
Hl'adanie najblizSieho suseda potom méZzeme zaloZit' na hladani v hammingovom
priestore popisanom v tejto praci v ¢asti 2.6.7. V dalSgj ¢asti tejto kapitoly si popiSeme
ako n§jst’ takéto rodiny hasovacich funkcii a ako rozsirit” h'adanie najbliZzSieho suseda
na klastrovaci algoritmus.

4.3 RozSirenie algoritmu pre pouzitie v klastrovani

Vychadzame z predpokladu, Ze pocet klastrov je linearne zavisly na pocte objektov
klastrovania aZe pocet objektov v jednom klastri je relativne maly. Ak vieme pre
objekt urcit’ jeho najblizSieho suseda pomocou metddy popisang vysSie, potom
mdzeme najst’ v druhom hl'adani druhého najblizsieho suseda, ak z hr'adania vyli¢ime
objekt, ktory bol najbliz§im susedom. Tento postup opakujeme, kym nemame
dogtatocny pocet objektov na zobrazenie uzivatelovi, alebo kym niektory z ngjdenych
objektov uZ nie je taky rozdielny, Zze ho uz podra zvolenych kritérii nepovaZzujeme za
podobny objekt. Ak hl'adanie robime na zaklade zaokruhl'ovacich algoritmov z ¢asti
2.6.7 tgjto préce, potom mdzeme vyberat’ niekol’ko najblizsich objektov a potom urcit’
cely vysledok hradania po jednom kroku algoritmu.

4.4 KonsStrukcia rodiny lokalnych haSovacich funkcii na baze
nahodnych nadrovin

V tgito casti si popiSeme ako ngjst’ rodiny haSovacich funkcii, ktoré spliuju
podmienku.
Pher(h(X)=h(y)) = sm(x,y)
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Predpokladajme, Ze objekty sU popisané vektormi s pociatkom v pociatku
stradnicovej slstavy a podobnost’ objektov je dan& uhlom medzi objektami. Cim je
uhol medzi dvoma vektormi v&si, tym viac sl dané dva vektory rozdielne. Majme
dva vektory A aB, ktoré nelezia na jedngj priamke. Tieto dva vektory nam urcuju
rovinu p. Prave v tejto rovine meriame uhol medzi tymito vektormi. V praci [37] je
navrhnutd metoda konstrukcie lokalnych hasovacich funkcii zaloZzena na nahodnych
nadrovinach v n-rozmernom vektorovom priestore. Nech ma naS vektorovy priestor
dimenziu n>1. Zvolime v nom nahodni nadrovinu dimenzie n-1, ktora prechédza
pociatkom slradnicove] sustavy. Prienik nahodne] nadroviny aroviny p uréenej
vektormi A aB mbéze byt priamka, alebo v Specidinom pripade to mdze byt cela
rovina p. Pripad ak je prienikom cel& rovina nebudeme uvazovat’ a budeme ho riesit’
ako Speciany pripad. Predpokladajme teda, Ze prienikom n-1 dimenzionanej
nadhodnej nadroviny srovinou p je priamka. Celu situéciu vidime na obrézku 6. Na
obrazku si zakreslené vektory A aB, uhol medzi nimi asi tu ako priamky
premietnuté dve nahodné nadroviny oznacené 1 a 2.

Obrazok 6
Kazda z priamok 1 a2 ndm rozdel'uje rovinu na dve polroviny. Pravdepodobnost’, Ze
sa vektory A aB nachadzaju v rdéznych polrovinéch je rovna pravdepodobnosti, Ze
smerovy vektor priamiek 1 a 2 sa nachéddza medzi vektormi A aB. Tao
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pravdepodobnost’ je teda priamo Umerna velkosti uhla medzi vektormi A aB.
Definujme teraz rodinu haSovacich funkcii na zaklade mnozZiny v&etkych n-1
dimenziondlnych nadrovin prechédzajucich pociatkom siradnicovej slstavy v n-
dimenziondlnom vektorovom priestore. Kazda nadrovina nam deli priestor na dve
polroviny. HaSovacia funkcia ur¢en& nadrovinou bude priradzovat’ objektu hodnotu O
ak sa nachadza v jednej z polrovin ahodnotu 1 ak sa nachadza v druhej polrovine.
Pravdepodobnost’, Ze maju dva objekty réznu hodnotu haSovacej funkcie je priamo
Umernd velkosti uhlu medzi vektormi. Verkost’ uhlu pritom skuto¢ne uréuje réznost’
objektov, preto takéto rodina haSovacich funkcii spiiia podmienku

Prer(h(X)=h(y)) = sm(x,y).

Problémom teraz zostéva urcit’ spdsob ako generovat’ nahodné nadroviny v priestore
svysokou dimenziou. Nahodna nadrovina, ktora prechadza pociatkom suradnicovej
slistavy mdze byt popisana svojim normalovym vektorom v n rozmernom priestore.
Aby i8lo skuto¢ne o ndhodnu nadrovinu, musia tieto vektory rovnomerne pokryvat’ n-

rozmernu hypergul’u s polomerom 1.

4.4.1 Vyber bodu na jednotkovej guli
Vyberom ndhodného bodu na jednotkove) guli sa zaobera ¢lanok [15]. UZ na

dvojrozmernom priestore vidime, Ze nestaci vybrat’ pre kazdu stradnicu nahodnu
hodnotu z intervalu [-1,1] atakto ziskany vektor normalizovat’. Ak by sme postupovali
tymto spdsobom, vécSina bodov by bola sistredend v strede kvadrantov, teda v okoli
uhlov st/4, 3*rt/4, 5*n/4 a7*x/4. Pri dvojrozmernom pripade by nam stacilo
zvolit ndhodny uhol 6 z intervalu [0, 2r7) a potom zvolit’

X=c03(6)

y=sin(e)

Takto by sme kruznicu pokryli rovnomerne. UZ v trojrozmernom pripade vSak
analogicky postup zlyhava. Ak chceme vybrat' ndhodny bod na jednotkovej guli
v trojrozmernom priestore, bolo by nespravne vybrat’ uhol 6 z intervalu [0,2r7) a uhol
¢ z intervalu [0,71] a potom pouzit’ tieto uhly ako sférické siradnice:

Xx=cos(8)*sin(¢)
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y=sin(e)*sin(¢)

z=co3(¢)

Ak by sme generovali body takymto spbsobom, potom by bol element plochy gule
vyjadreny ako:

dQ =sin(¢)* de *d¢

Hustota bodov by teda bola funkciou uhla ¢. Na pdloch gule by sme ziskali vysoku
hustotu bodov a naopak v okoli roviny xy by bola hustota bodov menSia. Marsaglia v
préaci [17] ukazal spdsob ako vybrat’ nahodny bod na guli v trojrozmernom priestore.
Najskor vygenerujeme dve nahodné cisla x; ax, z intervalu (-1,1), pricom vyla¢ime
dvojice pre ktoré plati:

(xi®+%2%) 21

Potom body:

z=1-2x (X% +%2%)

tvoria rovnomerné pokrytie jednotkovej gule v trojrozmernom priestore. V préci [17]
sa d’ale] dokéze, Ze satdo metdda darozsirit i naviacrozmerny priestor.

Dalsou moZnostou ako vybrat nahodny bod na jednotkovej n-rozmernej guli je
vygerovat' n nahodnych Gausovych ¢isel Xi,Xa,...Xn. Vektory:

hS]
1 o

‘\/x§+x§+...+x§
o

potom rovnhomerne pokryvaju jednotkovu gulu v n-rozmernom priestore [17,18]. Téo
metdda je vhodna pre kondtrukciu ndhodnych nadrovin, ktoré potrebujeme v ¢asti 4.4
tejto prace. Pri pridavani vektorov, ktoré popisuju inzerdty nam moze rast’ dimenzia
priestoru vetkych tokenov. Od generatora ndhodnych nadrovin teda poZadujeme
moznost’ rozSirenia dimenzie v pripade, Ze musime spracovat’ novy inzerét, ktory
obsahuje doteraz nengjdeny token. N&hodna nadrovina je definovana svojim
normalovym vektorom. Vyhodou je, Ze tento normalovy vektor nemusi mat
jednotkovu velkost. MéZeme teda vynechat’ normalizaciu vektora, ¢im usetrime cast’

-29.



VyuZzitie klastrovacich technik pri monitorovani inzercie

vypoctového vykonu, ale edte dolezitejSie je, Ze rozSirenie dimenzie mézeme spravit’
jednoduchym rozsirenim vektora o nové nahodné Gaussovo ¢islo.

4.4.2 Generator nahodnych Gaussovych ¢€isel

Problematike generovania pseudo-ndhodnych ¢isel s gaussovym rozdelenim sa obSirne
venuje praca[20].

Metbda generovania tychto ¢isel ma na vstupe pseudo-nahodné ¢isla x1,X. z intervalu
[0,1] a transformuje ich na cisla y1,y» s Gausovou distriblciou ( normanou
distribliciou ) so strednou hodnotou 0 a odchylkou 1. Z&kladny tvar tejto transformécie
je uvedeny v ¢lanku [16] ako:

Tento tvar vsak podla [16] nie je vhodny pretoZze sa pri iom vykona vela
matematickych operécii a mdze mat’ problémy s numerickou stabilitou, ak sa x; bliZi
k nule. VhodnejSie je pouZit' polarnu formu transformécie popisani v [19] (Box-
Mullerova transformacia). Na zaciatku zvolime xi,x; zintervalu [-1,1]. Vylug¢ime
dvojice pre ktoré plati:

(xi®+%2%) 21

Transformacia mé potom tvar:

-2+l og (X;|_2 + X22)

-2+l og (X;|_2 + X22)
ya=% *\/ (X122 + X22)

Generdtor pseudo-ndhodnych ¢isel s gaussovou distriblciou mbzZzeme pouzit' na
efektivne generovanie ndhodnych nadrovin.
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5. Implementéacia

Pre implementacn ¢ast’” diplomove] préce som sa rozhodol pouZit' programovaci
jazyk Java arelacnu databazu PostgreSQL. Vyhodou pouZzitia PostgreSQL jeto, Ze pre
tento databdzovy engine existuje modul snazvom TSearch2, ktory podporuje
parsovanie dokumentov afull-textové vyhlradavanie v dokumentoch v ¢edtine.
PouZitie Javy je potom spdsobené hlavne multiplatformnostou jazyka atym, ze pre
kombinaciu PostgreSQL aJava existuji vhodné programovacie néastroje.
S programovacim jazykom Java takisto ako s danym databdzovym enginom som pred
touto pracou nemal Ziadne praktické sklsenosti, no pocas préace sa volba ukézala byt
vhodna na tento problém. Srovnakymi vyvojovymi nastrojmi aprogramovacim
jazykom pracuje spolo¢nost’ ktora mi poskytla realne testovacie data. To ma nakoniec
ovplyvnilo pouZzit’ tieto nastroje na implementéciu algoritmu na klastrovanie inzeratov.

5.1 Databazovy model

PouZity databazovy model vidime na obrézku 7. Hlavnou tabulkou je tabulka
tAdvertisement v ktorej sl uloZzené jednotlivé inzerdty v textove] podobe. Tabulka
obsahuje pre kazdy inzeré informéciu o tom, ¢i je inzerdt uz zpracovany, aky je jeho
fingerprint ( odlacok ), ¢o je vlastne hodnota nahodne vybranych haSovacich funkcii z
mnoziny lokalnych haSovacich funkcii, spojena do jedného retazca. Tabul'ka obsahuje
edte stipec FK_Duplicate, ktory je vyplneny vtedy, ak uz v databéazi existuje inzerét s
Uplne rovnakym textom. Inzerédty, ktoré maju Uplne rovnaky text, totiz budd mat’ aj
rovnaku hodnotu odtlacku a nie je potrebné takyto inzeré klastrovat’ opakovane. V
pripade ngjdenia inzerdtu, ktory uz bol zaklastrovany sa preto len vyplni prislusny
primarny kI'a¢ pévodného inzerétu do polozky FK_Duplicate.

Dal%ou taburkou je tabulka tToken, ktora obsahuje jednotlivé tokeny ktoré sa
Vv inzeréoch vyskytuja. Tokenom pritom méZze byt bud’ jedno ¢islo, alebo jedno slovo
v texte. Generovanie tokenov si bliZzSie popiSeme v samostatnom odseku. Pocet
vSetkych tokenov n ndm urcuje dimenziu vektorového priestoru do ktorého sa na
zaklade modelu vektorového priestoru zobrazuju vektory odpovedajlice inzeratom.
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—

tToken_Advertisement

_@i P¥_Taoken_advertisement

__] FI_Token

_I FK_Adwvertisement

—= tAdvertisement

% PE_Advertisement
Body
Processed

FingerPrink

Fr_Duplicake

tDiference

_‘ FE_advertisement1
_j FK_Advertisement2

_‘ Diference

tabul'ka obsahuje primarne kl'G¢e inzeratu atokenu avahu tokenu v danom inzeréte.
Taburka neobsahuje riadky, ktoré maju nulovi vahu. Ked'ze inzerd je zvycane
kratky, této tabul’ka obsahuje pre kazdy inzerat len niekol'ko desiatok zaznamov.

Dalsou taburkou je tPlaneCoordinate, ktora obsahuje normélové vektory ndhodnych
nadrovin. Tieto nadroviny ndm urcuju m vybranych haSovacich funkcii. Ak je

dimenzia vektorovéeho priestoru n apocet hadovacich funkcii m, potom tabur'ka bude

__I Weight
]

tToken

_{zj PK_Token

J TextWalue
_I Intvalue

tPlaneCoordinate

%] PE_PlaneCoordinate
PlaneInde:x
Fk_Token

Yalue

Obrazok 7
Vazbu medzi tokenom ainzeratom obsahuje tabulka tToken Advertisement. Této

obsahovat’ m* n ndhodnych gaussovych ¢isel.
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Podednou tabul'kou je tDiference, v ktorg si uloZzené hammingove vzdialenosti
medzi odtlatkami inzerdtov. Neukladame sem tieto vzdialenosti pre vsetky dvojice,
pretoze velkost’ tabulky by potom bola obrovska, ae len vzdialenosti dvojic ktoré

algoritmus vyhodnoti ako podobné. Ktoréto s s tiez povieme neskér.

5.2 Program

Program pozostava z dvoch modulov. Prvym je modul uréeny na import da do

databazy a druhy modul slGzi priamo na klastrovanie inzerétov.

5.2.1 Import dat

Mnozinu 10000 inzeratov na testovacie Ucely som ziskal od spoloc¢nosti, ktora sa
zaoberd monitorovanim inzercie. Inzeraty boli dodané vo formée xml, kde v poli
“pole’, ktoré obsahovalo atriblt “jméno” s hodnotou “text” sa nachadzal samotny text
inzerdtu. Priklad takéhoto stiboru vidime na nasledujucich riadkoch:

<?xml version="1.0" encoding="UTF-8" ?>
- <inzerat>

<pole jmeno="indexed">2006081807</pole>

<pole jmeno="datum">20060818</pole=>

<pole jmeno="kraj" />

<pole jmeno="text">Prodej, byt, Praha 3-ZiZkov, 4+1, 83 m2, panel, osobni
vlastnictvi, cena 2.700.000 K&, Tonza reality spol. s r.o., Mezibranska
157974, Praha 1- Nové Mésto, email:</pole>

<pole jmeno="cena">nezadana</pole>

<pole jmeno="ntyp">byty</pole>

<pole jmeno="source">Annonce Byty od 2 do 3 milionu - nabidka</pole>

<pole jmeno="np">nabidka</pole>

<pole jmeno="telefon">INZANCP36024</pole>
</inzerat>

Modul ur¢eny na import dat ma na vstupe meno adresara ktory obsahuje xml stbory
sinzerami. Tento modul postupne prechadza jednolivé xml sibory v adresari aak
najde text inzeratu, potom, ho vloZi do databaze stym Ze bit Processed je nastaveny na
hodnotu false.
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5.2.2 Klastrovaci modul
Klastrovaci modul pozostdva z niekolkych tried. Trieda Token je uréena na

uchovavanie dat jednotlivych tokenov a neobsahuje prakticky Ziadne metédy. Trieda
Parser je urcend na vygenerovanie tokenov z textu inzeratu, tento proces si popiseme
bliz&ie. Dalsia trieda Gaussian_random_number_generator obsahuje implementovant
Box-Mullerovu metédu generovania pseudo-nahodnych ¢isel s gaussovym
rozdelenim. Tato triedu som v programe nakoniec nepouzil, pretoze samotny jazyk
Java obsahuje generétor takychto pseudondhodnych ¢isel. Poslednou triedou je trieda
Clustering, ktora obsahuje v3etky klastrovacie metddy. Ajtato triedu si detailne

popiSeme.

5.2.3 PostgreSQL modul TSearch?2

Na parsovanie inzerdtu som chcel pouzit modul TSsearch2, ktory je sucastou
PostgreSQL a obsahuje funkciu parse. Tao funkcia vSak nema prakticky Ziadne
moznosti nastavenia a neukazala sa ako vhodna na tokenizéciu inzerétov. Inzeréty v
¢eftine ¢asto obsahuju ¢islovky v ktorych st bodkami vyznacené tisicky a miliony,
napriklad “2.700.000K¢&”. Funkcia parse v takomto retazci nendjde &islovku. DalSou
délezitou informéciou je potom informécia o pocte izieb, napriklad “3+1kk”. Takyto
retazec funkcia parse rozlozi na 3 tokeny “3”, “+”, “1kk”. To aby tento retazec bol
spracovany ako samostatny token sa vSak ukazuje ako kriticka vlastnost’ ktoru
poZadujeme po implementé&cii klastrovania, pretozZe ¢asto iba na zéklade tohto jedného
retazca mdzeme odliSit’ dva inzeraty. Ak matotiz byt urcity pocet izieb, potom Uplne
rovnaky pocet izieb bude uvedeny vo vSetkych inzerdtoch na tuto nehnutelnost.
Z tohoto dévodu som sa nakoniec rozhodol implementovat’ vlastny parser, ktory je
zamerany prave na to, aby dobre zvladal ¢islovky v uvedenom tvare apocty izieb
bytov.

Modul TSearch2 v3ak obsahuje e&te jednu funkciu s ndzvom lexize, ktora prevedie
slovo na jeho z&kladny tvar. PouZitie lemmatizace je vel'mi vyhodné, pretoZe sa nam
zmensi dimenzia vektorového prestoru v ktorom pracujeme a navySe oznatime ako
podobné dva inzerédty ktoré obsahuju to isté slovo, ale v réznych slovnych tvaroch.
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Funkciu lexize som preto pri implementécii pouZil s mojim parserom na vytvorenie

mnoziny tokenov.

5.2.4 Parsovanie inzeratu

Pocas parsovania inzerétu sa vytvara mnoZzina tokenov ktoré dany inzerat obsahuje. Na
zaciatku sa snazime v texte identifikovat’ ¢islovky, potom text rozdelime na jednotlivé
slovd, pricom oddelovacmi si medzery, bodky aciarky. Na konci priradim
jednotlivym tokenom vahy, podl'a poctu vyskutov v texte.

5.2.5 Parsovanie ¢isel

V ¢e&tine sa na rozdiel od inych jazykov pouziva desatinna Ciarka a nie desatinna
bodka. V praxi sa v3ak stretdvame s réznymi zépismi &isel. Casto i deské inzerdty
obsahuju desatinné bodky, alebo naopak, obsahuju bodky na zvyraznenie tisicov a
milidnov (“2.700.000K¢”). Pri parsovani ¢isel som sa snaZil zachytit’ vietky moznosti,
na ktoré som v svojich détach narazil.

Problémom v3ak zostéva, ¢o séislami, ktoré sa v texte podari identifikovar. Cisla
vinzerci tvoria najdélezitejSiu informaciu. Ide hlavne o cenu nehnutelnosti, jej
rozlohu a podobne. Problémom je, Ze cena sa méze postupom ¢astu zvySovat', alebo
znizovat' arovnako rozloha méZze byt v dvoch inzeratoch zaokrdhlena réznym
spdsobom. V praci som sa zameral g nato, ako odhalit’ podobnost’ medzi podobnymi
¢islami v inzerdte. Uvazujme napriklad dvojicu ¢isel 5 a6 aind dvojicu 1000 a 1001.
Aj ked v kazdej z dvojic je rozdiel medzi ¢islami rovnaky, prvd dvojicu by sme
nechceli oznatit’ ako podobné ¢isla, druha dvojica vSak podobné ¢isla sii. Zda sa teda
vhodné zaviest’ na ¢isla logaritmick( mierku, pretoze potom mbZzme za podobnost’
¢isel oznxtit' rozdiel ich logaritmov. Tato logaritmickd mierku rozdelime na Useky
kon&antnej dizky acisla v jednom Useku sii podobné. Takyto Gsek na logaritmickej
mierke ndm potom predstavuje jeden token. Specidlne musime vyriedit' pripady ¢isel,
ktoré st takmer rovnaké, ale na logaritmickej mierke ich bude oddel'ovat’ hranica nami
zvolenych intervalov. Problém méZzeme vyrieSit’ ak zvolime menSie intervaly. Ak ¢islo
patri do i-tého intervalu, potom priradime najvacSiu véahu intervalu i, ale nenulové
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véhy priradime g niekol’kym okolitym intervalom. Dve ¢isla ktoré st v susednych
intervaloch potom budld obsahovat’ spolo¢né tokeny snenulovou véhou. Takéo

inzerdty potom budu oznatené za podbné i ked’ ¢isla v nich sa nezhoduju Uplne.

5.2.6 Samotné klastrovanie

Po spusteni klastrovacieho modulu sa z databazy vyberu nové inzeréty. Su to tie, ktoré
maju bit processed nastaveny na 1. Tieto inzeraty sl potom zparsované a kazdému je
priradena mnozina tokenov ktoré inzerat obsahuje. V pripade, Ze inzerd obsahuje
novy token, tento je pridany do databaze. Proces pridavania tokenu si popiseme
neskér. Na zéklade tokenov a existujucich ndhodnych nadrovin v priestore tokenov st
vyhodnotené hodnoty lok&lnych haSovacich funkcii a spojenim tychto hodnét do
vektora vznikne odlacok inzeratu. Odtlacky st potom porovnané s historickymi datami

v databéze a do tabul’ky tDiference su pridané informécie o podobnych inzeratoch.

5.2.7 Vytvorenie tokenu

Pri vytvarani tokenu nestaci pridat’ zdznam do tabul’ky tToken. Ked’Ze sa nam zvysila
dimenzia priestoru v3etkych tokenov, musime navySe rozSirit' existujuce nahodné
nadroviny o novU dimenziu. To znamena, Zze musime vygenerovat m geussovych
pseudo-ndhodnych ¢isel a pridat’ ich do tabulky tPlaneCoordinate. Tym je vytvaranie
tokenu kompletné.

5.2.8 Casova a pamat'ova zloZitost jednotlivych operacii

Ozna¢me n pocet vsetkych tokenov, ¢ pocet inzerdtov, m pocet zvolenych nahodnych
nadrovin ad priemerny pocet tokenov v jednom inzerate. Pamétova zloZitost
algoritmu je O(c*d + m*n), pretoZe pre kazdy inzer& si musime pamétat’ zoznam
tokenov ktoré obsahuje (c*d) apre kazdy rozmer priestoru tokenov musime mat’
stradnicu nahodnej nadroviny (m nadrovin v n-dimenziondnom priestore ). Casova
zloZitost” je O(c*d*m), pretozZe pre kazdy inzerdt musime spracovat’ kazdy term ato
odpoveda pridaniu avyhodnoteniu m-zédznamov ztabulky tPlaneCoordinate. Po
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prvom zaklastrovani historickych inzerédtov vSak vieme kazdy novy inzeré klastrovat’
v ¢ase O(d*m+c*m), ¢o je ¢as potrebny na vytvorenie odtlacku (d*m) aporovnanie
odtlacku s historickymi datami (c*m). Vidime, Ze pridanie nového inzeratu je zavislé
na pocte historickych inzerétov, preto pri spracovani vsetkych inzeréov je skuto¢ne
algoritmus kvadraticky. Tuto operéciu vsak nikdy nebudeme v praxi robit. Pre
historické data ur¢ime ich odtlacky aiba nové inzeraty budeme klastrovat’ s ohl'adom
na historické data. Operécie nad bitovymi vektormi st pritom jedny z najrychlejSich
oper&cii v pocitaci, preto pridanie nového inzerdtu prebehne skutocne rychlo. Ak by
vSak rychlost’ algoritmu nepostatovala, je mozné pouZit rychlejSie hradanie
podobnych dokumentov popisané v ¢asti 2.6.7 tejto préce.

5.3 Spustenie programu

Pred spustenim programu je potrebné naindtalovat’ PostgreSQL databdzu a Java
Runtime Enviroment. Ak chceme pouZit' lemmatizaciu z modulu TSearch2, musime
naindtalovat’ g tento modul a nastavit’ v iom cesty k sovnikom ¢eského jazyka. Popis
tychto nastaveni sa nachadza v dokumenté&cii tohto modulu.

5.3.1 Nastavenia programu

Pred spustenim programu musime edte vytvorit’ v databazi Struktiru tabuliek. K tomu
slizi dodany skript, ktory vytvori vSetky potrebné tabulky a indexy nad tabulkami. Pri
vytvérani tabul’ky tAdvertisement si musime zvolit' dizku odtlacku, ktord musi byt
rovnako nastavena v databdzi a v programe. V programe musime potom sprévne
nastavit' connection string k databdze. Potom mdZme spustit import dé. Na
prikazovom riadku aplikécia ocakava ako paraeter meno adresara s inzerdtmi v XML
podobe. Po naimportovani dokumentov spustime klastrovaciu aplikéciu a vysledky su
po jej ukoncéeni uloZené v tabul’ke tDiference. Pre dvojice podobnych inzerdtov sa tu
nachédzaju primérne kl'd¢e oboch inzerdtov z tabulky tAdvertisement a potom
poc¢etrozdielnych bitov v odtlackoch inzerdtov. Do tejto tabulky st pritom uloZené len
tie hodnoty, kde tento pocet nepresahuje urcitu hrani¢nt hodnotu. Nad touto hodnotou

sl uz inzeraty oznacené ako rozdielne.
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6. Testy

I mplementé&ciu tohto klastrovacieho algoritmu som mal moznost’ testovat’ na vzorke
da o velkosti priblizne 10000 inzerdtov, ktoré boli dodané spolo¢nostou ktora sa

prakticky zaobera monitorovanim realitnej inzercie.

6.1 Navrh testov

Testy ktoré som robil boli zamerané na dve oblasti. Prvou bol vykon celého algoritmu,
jeho ¢as behu pre rézne velké vstupné déta a velkost’ dat ktoré algoritmus uklada do
databaze. Druhou skupinou testov boli testy zamerané na skutocné vysledky
klastrovania. Tieto testy sa nedaju robit” automaticky ateda spocivali v opakovanom
spustani klastrovania a prezerani si vysledkov behu algoritmu.

6.2 Vysledky testov

Pocas behu algoritmu sa v databézi vygenerovalo z 10000 inzerdtov priblizne 30000
zéznamov v tabulke tToken. Inzeraty teda obsahovali 30000 navzgjom réznych slov,
alebo c¢isal. Velkost' vstupnych dat bola priblizne 150MB. Databaza mala po behu
algoritmu vel’kost’ okolo 1.2GB. Z toho vyplyva g relativne dihSi ¢as behu algoritmu,
pretoze niektoré operécie vyzadovali pristupy na disk.

6.2.1 Cas behu algoritmu

Cas behu algoritmu je zavisly na velbe poétu ndhodnych nadrovin, ktorymi budeme
hadovat’ inzeréty. Cas je viak d’alej zavisly i na rychlosti parsovania textu ana poéte
novo pridanych tokenov. Pocet ndhodnych nadrovin potom linedrne ovplyviuje
velkost' tabulky tPlaneCoordinate ato sa tiez prejavi na rychlosti algoritmu. Pri
klastrovani rédovo miliénov inzeréov nie je vhodné pouZit' dizku odtlacku mengiu,
alebo rovnu 32, pretoZe 32 bitov by nevytvorilo dostatocny pocet kategorii inzeratov.
Pre dizku 64 pracoval algoritmus 15 mindt, pre dizku 128 potom 24 mintt. Pre dizky
nad 256 bitov uZ velkost’ databéze presahovala 2GB atieto dizky nam uz nepriniesli
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Ziadne zlepZenie vysledkov, pretoze uz dizka 128 bitov vytvori dostatoény pocet
rdznych odtlatkov. Velkost' databéze zavisi hlavne na poéte rdznych tokenov adizke
odtlacku. Najvassou tabulkou teda bude taburka tPlaneCoordinate. Predpokladame, Ze
pridavanim d’alsich inzerdtov nad 10000 uz neziskame vel’ké mnoZstvo novych
tokenov, takze rychlost’ rastu databéze by sa mala zmensit'.

6.2.2 Vysledky manuélnych testov

Pocas prezerania inzeratov v databdze som sa snazil pre kazdu zle klastrovanu dvojicu
odhlait’ dévod, preco sa nepodarilo inzeraty klastrovat’ spravne. Poc¢as tohto testovania
som vylepSil parsovaci algoritmus, hlavne ¢o sa tyka parsovania cisel, kedZze sa
ukézalo, Ze srozpoznanim ¢isel auréenim ich hodnoty mal algoritmus najvacsie
problémy. Vysledky testov potom skuto¢ne odpovedali ocakavanym vysledkom na

zaklade poctu rovnakych slov v dvojici inzerétu.

6.3 Statistické vysledky

Ak by bol vyskyt tokenov v jednotlivych inzer&och ndhodny, potom by i odtlacok
inzerdtu mal byt retazcom ndhodnych bitov. Ak porovndvame dva néhodné bitové
refazce, potom pravdepodobnost’ Ze pocet zhodnych pozicii je x je priamo Umerna
kombinatnému  ¢islu  x!/(m*(m-x)!) kde m je pocet bitov retfazca
NajpravdepodobnejSie by malo byt, Ze refazce st zhodné v m/2 bitoch a situacia, Ze
retazce si Uplne rovnké, alebo Uplne rozdielne je najmenej pravdepodobna. Na
algoritme som skumal ako je to stouto pravdepodobnostou v pripade inzerétov.
Ukazuje sa, Ze rozlozZenie pravdepodobnosti je oproti o¢akavanym hodnotam posunuté
k viac podobnym inzeratom. Je to sposobené tym, Ze inzeraty neobsahuju jednotlivé
tokeny nahodne, ale niektoré tokeny sU castejSie ako ostatné. RozloZenie

pravdepodobnosti je zobrazené na obrézku 8.

-39-



VyuZzitie klastrovacich technik pri monitorovani inzercie

2.5x10° -

Namerané hodnoty Oc¢akévané hodnoty

2x10° -

1.5x10°

—
» : o o 0 2
Obréazok 8
Lava spodné ¢ast’ obrazku 8 je potom detailnejSie zobrazena na obrazku 9.
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Z tychto udajov mdzeme urcit” hranicu podobnosti pri ktorej ozna¢ime dva inzeréty za
podobné. Pre hodnoty vé&cSie ako 25 sa graf sprava ako &atistické ndhodné rozdelenie
inzerdtov, no pre hodnoty mensie ako 25 sa vyrazne odchyl'uje a v tgjto oblasti vidime
inzerdty ktoré si podobné. Ako hranicu kedy si inzerdty podobné by sme mali pri
diZke odtlacku 128 zvolit hammingovu vzdialenost okolo 25.
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7. Zaver

Pri pisani tejto préace som sa oboznamil s mnozstvom klastrovacich algoritmov, metod
aoptimalizécii, ktoré sa daju pri klastrovani pouzit. Takisto som sa oboznamil
s problematikou klastrovania vysledkov webového vyhl'adavania a g s problematikou
monitoringu inzercie. Oboznamil som sai s rdéznymi pristupmi k ur¢ovaniu podobnosti
arozdielnosti objektov. Venoval som sa g studiu okragjovych tém pri spracovani textu
ako je rozpoznavanie jazyka, tokenizécia, lemmatizacia, modely reprezentécie dét pre
klastrovanie g pre full-textové vyhladavanie dokumentov. V préci som popisal
existujuce klastrovaci metddy azhodnotil som, ako sa daju pouzit' pri klastrovani
inzercie. Vych&dzajuc z poZiadavkov na klastrovanie inzercie som navrhol pouZit
fuzzy klastrovaci algoritmus zaloZeny na rodinéch lokanych haSovacich funkcii.
Tento algoritmus som implementoval v programovacom jazyku Java as pouZitim
relacngj databazy. Pri programovani som velkl pozornost venoval priebehu
parsovania textu, tak aby tento proces ¢o najviac odpovedal potrebam klastrovania
inzercie. Vysledny program dokéZe rychlo pridat’ novy inzer& medzi uz klastrované
inzerdty ariedi poziadavky kladené na monitoring inzercie. Dalsi smer vyvoja tohto

algoritmu ukéze aZ jeho nasadenie v praxi.

7.1 Ciele do buducnosti

V budicnosti by som chcel popisanu klastrovaciu metédu implementovat’ v praxi nad
vacSim mnozstvom dét. Ak by sa algoritmus dostal do skutoc¢nej prevadzky a pouzival
by sa pri monitoringu skuto¢nej inzercie, uzivatelia by urcite odhalili d’alSie oblasti
v ktorych by sa mal algoritmus vylepsit. Chcel by som tiez implementovat
vyhl'adavanie podobnych inzeratov na zaklade zaokruhr'ovacich algoritmov tak ako je
to popisané v préci [12], alebo v casti 2.6.7 tejto préace.
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Dodatok A: Obsah CD

CD obsahuje tieto adresare:

- THESIS: obsahuje préacu vo formate PDF.

- REFERENCES: adresér obsahuije literaturu, ktora je vorne pristupna v elektronickej
podobe

- PROGRAM: obsahuje zdrojovy kdd programu a databazové skripty, ktoré vytvoria
tabul’ky v prostredi Postgre databazy.

- INSTALLS: obsahuje in&talacné subory, ktoré st potrebné pre spustenie programu.
Ide o Postgre SQL server s modulom TSearch2, Java runtime enviroment a Posigre
SQL JDBC. V&etok potrebny software je vorne Siritel'ny aje dodany pre operacné

systémy Windows i Unix ( Linux ).

- SAMPLE DATA: Adresar obsahuje priklad realnych vstupnych dét programu
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